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Resumo

“APLICACAO DE MAQUINAS DE VETORES DE SUPORTE PARA
DESENVOLVIMENTO DE MODELOS DE CLASSIFICACAO E CALIBRAGAO
MULTIVARIADA EM ESPECTROSCOPIA NO INFRAVERMELHO”

Autor: Danilo Althmann Maretto

Orientador: Ronei Jesus Poppi

O objetivo desta tese de doutorado foi de utilizar o algoritmo Maquinas de
Vetores de Suporte (SVM) em problemas de classificacdo e calibracdo, onde
algoritmos mais tradicionais (SIMCA e PLS, respectivamente) encontram
problemas. Foram realizadas quatro aplicacbes utilizando dados de
espectroscopia no infravermelho. Na primeira o SVM se mostrou ser uma
ferramenta mais indicada para a determinagdo de Carbono e Nitrogénio em solo
por NIR, quando estes elementos estdo em solos sem que se saiba se ha ou néo
a presenca do mineral gipsita, obtendo concentracbes desses elementos com
erros consideravelmente menores do que a previsao feita pelo PLS. Na
determinacdo da concentragdo de um mineral em polimero por NIR, que foi a
segunda aplicagdo, o PLS conseguiu previsdes com erros aceitaveis, entretanto,
através da analise do teste F e o grafico de erros absolutos das previsbes, foi
possivel concluir que o modelo SVM conseguiu chegar a um modelo mais
ajustado. Na terceira aplicacao, que consistiu na classificacao de bactérias quanto
as condicbes de crescimento (temperaturas 30 ou 40°C e na presenca ou
auséncia de fosfato) por MIR, o SIMCA nao foi capaz de classificar corretamente a
grande maioria das amostras enquanto o SVM produziu apenas uma previsdo
errada. E por fim, na ultima aplicacao, que foi a diferenciacao de nédulos cirréticos
e de hepatocarcinoma por microespectroscopia MIR, a taxa das previsdes corretas
para os conjuntos de validacdo do SVM foram maiores do que do SIMCA. Nas
quatro aplicacées o SVM produziu resultados melhores do que o SIMCA e o PLS,
mostrando que pode ser uma alternativa aos métodos mais tradicionais de
classificacao e calibragdo multivariada.
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Abstract

“APPLICATION OF SUPPORT VECTOR MACHINES IN DEVELOPMENT OF
CLASSIFICATION AND MULTIVARIATE CALIBRATION MODELS IN INFRARED
SPECTROSCOPY”

Author: Danilo Althmann Maretto

Adviser: Ronei Jesus Poppi

The objective of this thesis was to use the algorithm Support Vector Machines
(SVM) in problems of classification and calibration, where more traditional
algorithms (SIMCA and PLS, respectively) present problems. Four applications
were developed using data for infrared spectra. In the first one, the SVM proved to
be a most suitable tool for determination of carbon and nitrogen in soil by NIR,
when these elements are in soils without knowledge whether or not the presence
of the gypsum mineral, obtaining concentrations of these elements with errors
considerably smaller than the estimated by the PLS. In the determination of the
concentration of a mineral in a polymer by NIR, which was the second application,
the PLS presented predictions with acceptable errors, however, by examining the F
test and observing absolute errors of predictions, it was concluded that the SVM
was able to reach a more adjusted model. In the third application, classification of
bacteria on the different growth conditions (temperatures 30 or 40 ° C and in the
presence or absence of phosphate) by MIR, the SIMCA was not able to correctly
classify the majority of the samples while the SVM produced only one false
prediction. Finally, in the last application, which was the differentiation of cirrhotic
nodules and Hepatocellular carcinoma by infrared microspectroscopy, the rate of
correct predictions for the validation of sets of SVM was higher than the SIMCA. In
the four applications SVM produced better results than SIMCA and PLS, showing
that it can be an alternative to the traditional algorithms for classification and

multivariate calibration.
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Prefacio

A utilizacdo de quimiometria para extracdo de informacdes quantitativas ou
qualitativas de dados quimicos esta sendo cada vez mais empregada,
especialmente para dados obtidos através de espectroscopia na regidao do
infravermelho, j& que esse tipo de técnica analitica fornece analises simples,
rapidas e ndo destrutivas sendo, em muitos casos, uma boa alternativa as
técnicas classicas de andlise.

Do ponto de vista tanto da aplicacao, quanto o da instrumentacéo, o espectro
no infravermelho pode ser dividido em trés regides (Tabela 1), sendo estas: a
regiao do infravermelho proximo (NIR), a regido do infravermelho médio (MIR) e a
regidao do infravermelho distante (FIR) [1]. A maior parte das aplicacbes tem sido
realizada no infravermelho médio e proximo, amplamente utilizadas para analises

qualitativas e quantitativas [2,3].

Tabela 1. Regides espectrais do infravermelho.

Intervalo de Intervalo de
Regiéo do nuameros de comprimentos de
infravermelho onda onda
(v) = (em™) (A) = (nm)
Préximo (NIR) 12800 a 4000 780 a 2500
Médio (MIR) 4000 a 200 2500 a 5000
Distante (FIR) 200a 10 5000 a 100000

Na regido do NIR as principais aplicacbes encontram-se na andlise
quantitativa de materiais industriais e agricolas e no controle de processos,
destacando também as aplicacées farmacéuticas, alimenticias e petroquimicas,
sendo também uma ferramenta valiosa para a identificagdo e determinacao de
aminas primarias e secundarias na presenca de aminas terciarias em misturas [4].

A regido do MIR é provavelmente onde se encontra a maioria das
pesquisas desenvolvidas e o maior numero de aplicagdes. Ainda hoje, a maioria
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das aplicagdes consiste na identificagdo de compostos organicos, pois nessa

regido ocorrem essencialmente transicbes fundamentais e existe uma faixa

-1
espectral, conhecida como regidao de impressao digital (1.200 a 700 cm ), onde

pequenas diferengas na estrutura e na constituicdo de uma molécula resultam em
mudancas significativas na distribuicio das bandas de absorcdo. Em
consequéncia, uma semelhanca estreita entre dois espectros nesta regido, bem
como nas outras, constitui forte evidéncia da identidade dos compostos que
produziram os espectros [1,4].

Dependendo do ambiente operacional, instrumentos podem ser acoplados
com acessérios de manipulacdo de amostra e programas computacionais para
aplicagbes qualitativas e quantitativas. Nos dias atuais, os fabricantes de
instrumentos estdo desenvolvendo instrumentos cada vez mais compactos e de
custo menor, sendo razoavel prever dentro de um futuro proximo a miniaturizagéo
dos espectrémetros na regiao do infravermelho.

Em geral, na obtencédo de informagdes qualitativas e quantitativas a partir
de espectros complexos nesta regido, por tratar de dados multivariados, é
imprescindivel a utilizagdo de métodos quimiométricos. Tais métodos séo
desenvolvidos e disponibilizados em programas computacionais e sao, juntamente
com os avangos tecnolégicos dos instrumentos, o0s responsaveis pela
popularizagéo do uso da espectroscopia vibracional [1].

Mais recentemente, tém surgido novos algoritmos que vem sendo testados
em aplicacbes onde os métodos quimiométricos mais tradicionais nao produzem
resultados satisfatérios e dentre esses, grande atencdo tem sido dada as
Maquinas de Vetores de Suporte (SVM, do inglés, Support Vector Machines).
Esses algoritmos tém grande habilidade de generalizagdo, podem ser utilizados
em sistemas nédo lineares e tem solugéo Unica, tornando-os muito atraentes para
tratamento de dados quimicos complexos.

O objetivo desta tese de doutorado foi o de utilizar o algoritmo Maquinas de
Vetores de Suporte (SVM) em problemas de classificacdo e calibragédo
multivariada em dados adquiridos por espectroscopia na regido do infravermelho,
para testar seu desempenho em relagdo aos obtidos por métodos quimiométricos
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mais tradicionais, no caso o PLS (do inglés Partial Least Squares, ou Minimos
Quadrados Parciais) para os problemas de calibracdo multivariada e o SIMCA
(Soft Independent Modelling of Class Analogy) para os problemas de classificagao
de amostras.

Os problemas de calibragdo aqui estudados utilizaram como amostras de
estudo dois tipos de solo (contendo e ndo contendo o mineral gipsita) em uma
aplicagédo, na qual foram determinadas concentracdes de Carbono e Nitrogénio e
polimeros com um mineral adsorvido em outra, onde foi determinada a
concentracdo deste mineral. O SVM foi proposto como alternativa ao PLS, na
tentativa de construir modelos que fornecessem menores erros médios
quadraticos de previsao.

Como matriz para os problemas de classificagdo foram usadas amostras de
origem bioldgica (neste caso, bactérias e tecido de figado humano) que costumam
gerar espectros complexos e com dificil distingdo entre amostras diferentes. Para
esses problemas foi empregada uma rotina que utiliza algoritmo genético a fim de
encontrar os melhores parametros para aperfeicoar o SVM.

Na aplicacao utilizando as bactérias A. ferrooxidans a ideia foi conseguir
uma classificacdo das mesmas quanto as condigcdes de crescimento. Foram
realizados dois experimentos: no primeiro havia diferencas quanto a temperatura
de crescimento (um conjunto de col6nias cresceu a 30 e outro a 40°C) e no outro
as colbnias cresciam na presenca ou auséncia de fosfato. O trabalho utilizando o
tecido de figado humano visou a diferenciacdo das amostras que continham
nédulos cirréticos e nodulos de hepatocarcinoma. Isso é importante para o
diagnoéstico e tratamento das doengas, sendo atualmente feita por microscopia
convencional.

Em ambos os estudos de classificacdo de amostras foram construidos
modelos usando SIMCA e SVM. Os resultados foram comparados através do
namero de acertos da classe das amostras de validagéo.

A apresentagéo deste trabalho foi dividida da seguinte forma: dois capitulos
introdutérios; um tratando sobre quimiometria, calibragdo multivariada, pré-

processamentos dos dados e algoritmos genéticos, e outro sobre o SVM; quatro



capitulos onde sado discutidas as aplicagdes, sendo que cada um traz uma breve
introducao sobre a amostra em questéo, seguido do procedimento experimental e
da apresentagdo, discussao dos resultados e conclusbées do capitulo; e a
finalizacdo da tese, que se da nas conclusdes gerais do trabalho e no indice de
referéncias bibliogréficas.



Capitulo I







1. Quimiometria

Nos anos 70 surgiu dentro da quimica analitica uma area de pesquisa que
buscava extrair de uma grande quantidade de dados quimicos complexos
resultados analiticos interpretaveis. O termo Quimiometria € utilizado hoje para a
andlise de dados, com finalidade especifica dentro de um estudo quimico como a
otimizacdo de um processo, classificacdo de dados, modelagem e monitoramento
de processos multivariados, construcdo de modelos de regressao e
desenvolvimento de inteligéncia artificial, entre outros [5]. Dentro da Quimiometria,
as duas areas de maior interesse para os pesquisadores tem sido a classificacdo

e a calibracao multivariada.

Os problemas de classificacdo sdo muito comuns em ciéncia e engenharia.
O reconhecimento de padrdées ocorre, quando a partir de um conjunto de
treinamento, ou seja, um conjunto para o qual se conhece a categoria a qual se
pertence cada amostra, deriva-se regras de classificacdo, com base em medidas
das variaveis relativas de cada espécie [6]. Na classificacdo, a validacao dos

modelos € feita através da previsdo de categorias para amostras conhecidas.

A calibracdo multivariada é uma operacao que relaciona uma grandeza de
saida com uma grandeza de entrada para um sistema em determinadas
condigdes. A calibragdo multivariada consiste na execugdo de trés passos

principais: calibragéo, validagéo e previsao.

Para se fazer a calibragcdo multivariada € obtida uma matriz X, constituida
de inUmeras medidas instrumentais de mesma natureza (como por exemplo,
muitos espectros), obtidas para inimeros padrées de uma ou mais espécies de
interesse. Um modelo matematico que melhor correlacione a matriz de resposta Y
(concentragdo, por exemplo) a partir dos dados obtidos para a matriz X é
alcancado.

A validagdo é o passo seguinte, onde amostras com concentragdes
conhecidas tém a mesma propriedade prevista para avaliar se o modelo
desenvolvido estd adequado. Existem dois métodos para a sua condugao:



validagéo interna (quando as proprias amostras de calibracdo sdo usadas para a
validacéo) e externa (quando é usado um conjunto distinto, mas com valores Y

ainda conhecidos).

Na etapa de previsdo, a resposta de interesse para uma amostra
desconhecida € obtida utilizando o modelo matematico construido na etapa de
calibracao e validado posteriormente [5,7].

1.1 Analise de Componentes Principais (PCA)

A andlise de componentes principais (PCA) € um tipo de andlise exploratoria
de dados que visa extrair o maximo de informagdées de uma tabela de dados
convertendo-a em graficos que mostram a relacéo entre amostras (linhas de uma
matriz) e as variaveis (colunas de uma matriz).

O PCA faz uma aproximagao da tabela de dados, ou seja, uma matriz X, em
termos da soma de varias matrizes M, de posto 1, na qual posto significa um
namero que expressa a verdadeira dimensionalidade da matriz, como mostra a

Figura 1.

n n n n

Figura 1. Representacao esquematica da decomposicao por PCA.

Essa matriz pode ser escrita como produto de dois vetores, escore t, € peso
Pnh.

X = t1p1 + top2 + ... tapa, para “a” componentes principais.  Eq. 1
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Outra maneira de escrever a equagao anterior é:
X=TP' Eq. 2

onde X é o conjunto original dos dados com n linhas (amostras) e p colunas
(variaveis); T é a matriz dos escores com n linhas e d colunas (nimero de
componentes principais, novas coordenadas no novo sistema de eixos) P é a
matriz dos pesos (informacao do peso de cada variavel original na formagéao dos
novos eixos) com d linhas e p colunas.

O novo conjunto de variaveis (componentes principais) € a combinacao linear
das variaveis originais. Os novos eixos sao ortogonais entre si e sdo constituidos
em ordem decrescente da quantidade de variancia que descrevem. Assim,
podemos dizer que o PCA tenta agrupar aquelas variaveis que estdo altamente
correlacionadas numa nova variavel chamada componente principal.

Como usualmente a grande fragdo da variancia € descrita nos primeiros
componentes principais, € possivel visualizarmos dados pelo grafico dos escores
de um componente contra o outro. Os algoritmos usados para os calculos com o
PCA em quimica analitica sdo o NIPALS (do inglés, Nonlinear Interative Partial
Least Squares) e o SVD (do inglés, Singular Value Decomposition) [6].

Os principais objetivos desta técnica sdo o de encontrar relacées entre
objetos e classifica-los de acordo com suas similaridades, o que torna possivel a
deteccdo de amostras andmalas, ou seja, que ndo pertencem a nenhuma das
categorias conhecidas.

Outro objetivo importante é a reducao da dimensao dos dados, que se torna
muito Gtil quando grandes quantidades de informacao necessitam ser manipuladas
[6,8,9].

1.2 Regressao por Minimos Quadrados Parciais (PLS)
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Esse método de calibragdo multivariada foi desenvolvido por Herman Wold
[6,8,9] na década de 70, baseado em uma relacdo linear entre as variaveis
instrumentais (X) e as variaveis de interesse (Y). As informacdes da matriz X e da
matriz Y sdo usadas ao mesmo tempo na fase de calibragcdo. A maitriz dos
espectros é decomposta em matrizes de variacbes dos espectros (loadings ou
pesos) € a posicdo das amostras (escores). Os espectros originais podem ser
considerados como combinagodes lineares dos espectros (pesos) onde os escores
representam suas contribuicoes [8].

As matrizes X e Y podem ser representadas pela Andlise de Componentes

Principais:

X=TP"+E Eq.3
Y=UQ"+F Eq. 4

onde T e U sdo as matrizes escores de X e Y, respectivamente; P e Q sao
as matrizes peso de X e Y; E e F sdo os residuos.

Uma relacao linear entre os dois blocos pode ser realizada correlacionando
0s escores para cada componente de cada vez, utilizando o modelo linear.

Uh = thh Eq 5

onde “h” é o numero de componentes principais.

Para que a covaridncia de T e U seja maximizada deve-se buscar um
modelo onde as matrizes dos residuos E e F sejam as menores possiveis e , ao
mesmo tempo, conseguir uma relacao linear 6tima entre t e u.

No PLS isto é obtido por uma leve mudanca nos valores dos escores, de
forma a produzir a melhor relacdo possivel. Nesta etapa as componentes
principais deixam de possuir este nome sendo chamadas entdo de varidveis
latentes, pois elas ndo mais descrevem a maxima variancia dos dados.

O algoritmo utilizado para a estimativa dos vetores coeficientes de
determinacdo b €& o NIPALS ou SIMPLS (do inglés, Straight Foward
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Implementation of Statistically Inspired Modification of PLS). Chamando Amax do
namero maximo de fatores a serem computados pelo algoritmo, executa-se os
seguintes passos para cada um dos fatores a=1,2...Aqax.
1-encontrar vetor peso w, para maximizacdo da covariancia entre a
combinacdo linear Xa.1Wa € y, com condicdo que Wa'wa=1. Isto corresponde
encontrar o vetor unitario W, que maximiza Wa'Xa.1'Ya1, OU Seja, a variancia
escalada entre Xa-1 € Ya-1.
2-encontrar os escore, ta como projecao de Xa-1 €m Wj, isto &,
ta=Xa-1Wa; Eq. 6
3-realizar a regressao de Xa.1 em t, para encontrar os vetores pesos de X
Pa =Xa1 ta/ta ta Eq. 7
4-realizar regressao de Ya.1 em t, para encontrar vetores pesos de Y
da=Ya-1ta/ta ta; Eq. 8
5-subtrair tapa’ de Xa.1 € chamar esta nova matriz de X, e subtrair t.qa de
Ya-1 € chamar esta nova matriz de ya;
6-otimizar o numero de fatores por validacdo cruzada, e considerar as
seguintes matrizes
W={wa};
P={pa};
Para a numero de fatores otimizados;
7-calcula-se, entéo, os coeficientes de determinacao b através da seguinte
relacao:
b=W(P'W)"q Eq. 9

em que W é a matriz de pesos do PLS e q os /loadings de Y.

Apo6s o modelo ter sido desenvolvido € feita a validagdo do modelo com
novas amostras. A validacdo cruzada é baseada na avaliagcdo da grandeza dos
erros de previsdao comparando com os valores das variaveis dependentes das
amostras do conjunto de calibracdo com as respectivas previsdes, quando as
mesmas nao participam na construcdo do modelo de regressdo. Na validacao

cruzada “um por vez” o PLS separa uma das amostras de calibragdo e a usa como
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validagéo. Isto é feito até que todas as amostras de calibragcdo sejam usadas
como amostra de validagdo. Em paralelo é realizada a validagdo com um conjunto
externo que deve apresentar amostras com valores que compreendam o intervalo
de dados do conjunto de calibragédo e que devem apresentar performance muito
semelhante em todos os parametros de avaliagao dos modelos de calibragéo.

1.3  Soft Independent Modeling of Class Analogy (SIMCA)

Nesse método de classificacdo, sdo desenvolvidos modelos baseados na
Andlise de Componentes Principais (PCA) para cada classe previamente
conhecida. Em termos geométricos, cada modelo descreve um envelope ou
“caixa” ao redor de cada classe de modo que objetos desconhecidos (novas
amostras) podem ser classificados como pertencentes aquela classe em particular
se ficarem dentro desses envelopes. A dimensao de cada envelope é dada pela
variancia das amostras em torno dos componentes principais [10,11].

O SIMCA é um método para classificacdo que considera informagdes da
distribuicdo da populagéo, estima um grau de confianga da classificacao e pode
prever novas amostras como pertencentes a uma ou mais classes ou nenhuma
classe. Para fazer a classificacdo o SIMCA utiliza o espago das componentes
principais de cada classe. Desta forma, a classe n passa a ser representada pela
equacao a seguir [12]:

Xn = TnPn +E Eq 10

onde, X, sdo os dados da classe, T, a matriz contendo as coordenadas nas
componentes principais da classe n (matriz de escores), P, a matriz de
transformacao linear (matriz de loadings) e E, a matriz de residuos.

Na construcdo do modelo de classificacdo o SIMCA calcula, para cada
classe em separado, o desvio padrao dos residuos. Para o espago descrito pelas
componentes principais, sdo calculadas as varidncias das amostras, em cada

eixo. Estes dois parametros sdo usados na classificacdo de novas amostras. O
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objetivo do SIMCA é criar um espaco limitado para cada classe. Isto pode ser mais
bem compreendido para uma classe descrita por duas componentes principais.
Em termos geométricos, os residuos desta classe correspondem as distancias das
amostras ao plano das componentes principais. Desta forma, o célculo do desvio
padrao dos residuos da origem a dois planos paralelos ao destes componentes,
isto €, um acima e outro abaixo. Considerando a varidncia em cada componente
principal e os planos, referentes ao desvio padrdo dos residuos, pode-se dizer que
a classe esta limitada por uma caixa, uma hipercaixa, no caso de trés ou mais
componentes, e um cilindro para uma componente principal [12,11].

A classificacdo de uma nova amostra é feita através de sua projecao nas
componentes principais de cada classe, onde sdo calculados as variancias e seu
residuo. Assim, naquelas classes onde o residuo € menor ou igual, 0 mesmo é
valido para as variancias, a amostra é classificada positivamente. Com isto, a
amostra pode ser colocada em uma ou mais classes. Em caso contrério, desvio ou
variancias maiores, a amostra é classificada como nao pertencente a classe [12].
A Figura 2 apresenta um exemplo de SIMCA com amostras pertencentes a trés

conjuntos distintos.

Var.2
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Figura 2. Representacao grafica de um modelo SIMCA
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1.4 Pré-processamento dos sinais analiticos

Uma etapa importante no desenvolvimento de um modelo de calibracao é a
etapa de pré-processamento. Muitas vezes os dados a serem modelados sé&o
expressos em grandezas diferentes, apresentam muitos ruidos ou variagées de
linha base que podem prejudicar o desempenho do modelo. Assim tratamentos
sao realizados nos dados antes do desenvolvimento do modelo de calibracao.

1.4.1 Aplicacao de derivada

A aplicagdo da primeira ou segunda derivada sobre os dados espectrais
brutos € um procedimento que pode destacar ombros espectrais, bem como
minimizar o efeito de inclinagdes provocadas na linha de base dos espectros,
devido a morfologia das particulas [9,13].

Ao aplicarmos as operacdes de derivacao aos espectros, as informacoes
contidas ao longo dos diferentes comprimentos de onda sao geralmente
acentuadas. Nao sé os sinais espectrais, mas também os ruidos tornam-se
acentuados, portanto, deve-se ter cuidado com a qualidade dos espectros com os
quais se deseja aplicar o calculo das derivadas [13].

1.4.2 Dados centrados na média

A centralizacdo na média [14] consiste em fazer com que para cada variavel
seus valores tenham média zero. Para centrar os dados na média, obtém-se para
cada coluna o valor médio e, em seguida, subtrai-se este valor de cada variavel
dessa mesma coluna. Desta forma, ocorre a mudanca do sistema de coordenadas
para o centro dos dados. A Equagado 11 é utilizada para centrar os dados na

média.

X(i,jem) = Xij — X Eq. 11
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em que, X(; j cm) » corresponde ao valor centrado na média para a variavel j na

amostra / ; x; j , € o valor da variavel j na amostra i e X; € a media das amostras

na coluna calculada pela Equacgao 12.

_ _ 1an
X] —; i=1xi,]’ Eq. 12

onde nrepresenta o numero de amostras.

1.4.3 Correcao do espalhamento multiplicativo (MSC)

O método de correcao de espalhamento multiplicativo (MSC - do inglés,
Multiple Scatering Correction) [15] é comumente aplicado em espectroscopia para
a correcao de linha base, proveniente principalmente da ndo homogeneidade da
distribuicdo de particulas na matriz.

Este método assume que os comprimentos de onda da luz espalhada
possuem uma dependéncia distinta entre a luz espalhada e a absorvida pelos
constituintes da amostra. Portanto teoricamente, é possivel separar estes dois
sinais. Este método tenta remover o efeito do espalhamento pela linearizagdo de
cada espectro por um espectro ideal. Para efeito de calculo, considera-se que o
espectro ideal é o espectro médio do conjunto de dados para o qual se deseja
realizar a correcao da linha base. Em seguida, utiliza-se uma regresséao linear para
calcular o coeficiente angular e linear do grafico entre o espectro ideal e o
espectro que vai ser corrigido. O espectro corrigido é calculado subtraindo cada
ponto do espectro pelo valor do coeficiente linear e dividindo este valor pelo
coeficiente angular [16].

Matematicamente, e resumindo, a correcao € feita da seguinte forma:
1. A partir do conjunto total de espectros, calcula-se o espectro médio X;;

2. Faz-se a regressao linear para cada um dos k espectros (x;;) do conjunto total

de espectros, contra o espectro médio, sobre todos os i comprimentos de onda:

17



Xik = vkﬁ"' Uy Eq 13
Onde v}, € o coeficiente angular e u o coeficiente linear.

3. Corregao final:
(nao corrigido)
(corrigido) (xik - uk)
Xik =

o Eq. 14

1.4.4 Transformacao padrao normal de variacao (SNV)

Espectros na regido do infravermelho podem apresentar problemas de linha
base devido principalmente ao espalhamento de luz. O espalhamento é
fortemente dependente do comprimento de onda da luz, do tamanho das
particulas, do indice de refragdo etc. Para minimizar este efeito, é necessério o
uso de técnicas como a transformacdo padrao de variagdo (SNV — do inglés
Standard Normal Variate) [17]. Esta técnica € aplicada para corrigir os efeitos do
espalhamento multiplicativo e o tamanho da particula, de maneira andloga a
correcao de espalhamento multiplicativo (MSC) [18].

Apesar do MSC e SNV terem a mesma finalidade, ou seja, corrigir a linha
base espectral, estas duas técnicas sao bem diferentes. O SNV nao necessita de
um espectro ideal, ou seja, de um espectro médio para fazer a correcao dos
espectros. A correcéo é realizada pela normalizacdo de cada espectro para o seu
préprio desvio padrao p, conforme ilustrado pelas equacdes 15 e 16 a seqguir:
Média do espectro:

= \'P
x=2j=1; Eq. 15

Espectro corrigido
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Xi-X,)

Xi (SNV) = Eq. 16

em que X representa uma matriz com n espectros, p representa o namero de

pontos no espectro, X; € a média do vetor contendo o espectro e X;j (syy) € 0

espectro corrigido.

1.4.5 Normalizacao dos espectros

A normalizacdo [19] é usada principalmente para remover variacao

sistematica, geralmente associada com a espessura da amostra. Na

normalizagéo, dividem-se cada uma das variaveis de uma dada amostra / por um

fator de normalizagéo, ou seja, pela norma da amostra i, representada por X;. O

resultado é que todas as amostras estardo numa mesma escala.

_ Xij )
Xij (norm) = ”Tl” j=1,2..J. Eq. 17

As normas utilizadas sao:

1Xilleo = maxlsjsleij| norma sup Eg. 18
1 X;ll, = Z§:1||Xij|| norma |y Eq. 19
1X;1], = Z§:1||Xi2j|| norma lp Eqg. 20

Normalizagdo pela norma sup: a resposta maxima de cada uma das
amostras se torna igual a 1.

Normalizagao pela norma l1: a area sob cada um dos espectros € unitaria.
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¢ Normalizacao pela norma l>: cada espectro tera comprimento igual a 1.

1.4.6 Correcao Ortogonal de Sinal (OCS)

Para remover variagdes sistematicas indesejaveis em dados analiticos, dois
tipos de pré-processamentos sdo 0os mais comumente encontrados na literatura, a
diferenciacao e a correcao de sinal.

Essas corregcbes de sinal sdo diferentes casos de filtragem, onde um sinal
passa por um filtro, que € uma funcdo matematica, para ter suas caracteristicas
melhoradas. Entretanto nem sempre é facil construir estes filtros e os objetivos da
filtragem sao muitas vezes bastante vagos.

Mesmo no caso da calibragdo multivariada, onde o objetivo pode ser
especificado em termos de erros de previsdo mais baixos, € dificil construir filtros
que, de fato, melhorem estas propriedades dos dados [20].

A corregao ortogonal de sinal (OSC, do inglés Orthogonal Signal Correction)
[20,21] parte da ideia de retirar da matriz espectral X apenas a parte que esta
definitivamente n&o relacionada a uma caracteristica Y. Isto é feito garantindo que
a parte removida é matematicamente ortogonal a Y.

Baseado no algoritmo NIPALS, o OSC remove variagdes quimicas e de
fundo, deixando o espectro mais simples para o desenvolvimento do modelo de
calibracao. O algoritmo basico do OSC é:

1. Componentes principais sdo calculados de acordo com o NIPALS:
X=tp' + E Eq. 21

N

O escore € ortogonalizado contra as varidveis a serem previstas (y),
resultando em t
t=(I-Y)((YTY) 'Yt Eq. 22
3. Apés a ortogonalizacdo, os pesos w do PLS sdo calculados de maneira
que:
t =Xw Eq. 23
4. Os pesos w sao utilizados para minimizar a covariancia entre X e y.

5. Dados espectrais ortogonais:
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X=tp +E Eq. 24
6. Os residuos E constituem os dados filtrados apés a remocgdo dos
componentes ortogonais a Y:
E=X-tp Eq. 25
Xosc=E Eq. 26

1.5 Algoritmo genético

Algoritmo genético (GA) [22], é uma metodologia de busca de otimizacao
baseada numa analogia direta a teoria da selegdo natural e genética em sistemas
biolégicos de Darwin. O GA trabalha com um grupo de solucdes candidatas
chamado de Populagdo. Baseada no principio darwiniano de “sobrevivéncia do
mais adaptado”, o GA obtém a solucdo 6tima depois de uma série de célculos
iterativos.

O GA basico envolve cinco passos: codificacdo das variaveis, criacao da
populacao inicial, avaliagao da resposta, cruzamento e mutacédo. A implementacao
do GA na selecédo de variaveis difere-se das aplicagcbes normalmente realizadas
no que tange a codificacdo do problema e a funcéo de resposta, ja que as outras
etapas permanecem inalteradas. No caso da sele¢do de variaveis, considera-se
que o cromossomo possui “p” genes, onde cada gene representa uma das
variaveis do sinal analitico (espectro, por exemplo) sendo entdo o numero de
genes igual ao numero de variaveis contidas nesse sinal.

Na selecdo de varidveis utiliza-se o auxilio do codigo binario (0,1) para
codificar o problema. Cada gene pode assumir o valor um ou zero. Quando a
posicao referente a uma determinada variavel for igual a um, implicara na selecao
desta variavel, se a posicao contiver o valor zero, a variavel ndo sera selecionada.

A partir da populagédo inicial, uma nova populacdo a qual pode ser
considerada como proxima geragdo, é obtida pelo cruzamento aleatério entre
material genético de cromossomos diferentes. No cruzamento, dois cromossomos
pais sdo divididos geralmente em duas ou trés partes, cada uma escolhida

aleatoriamente, que sdo cruzadas e combinadas para formar dois cromossomos
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filhos que substituirdo os cromossomos pai dentro de uma nova geragéao (Figura
3). Uma nova avaliagdo é realizada e os cromossomos com valores de aptiddo
maiores tém uma probabilidade de reproducdo maior que 0S cromossomos com
valores menores, tudo para melhorar a aptidao global da populacao [22-24].

Mutagdes podem ser incorporadas ao modelo e séo, as vezes, necessarias
para superar alguns problemas na populacéo, sendo utilizadas para:

by

- dar nova informacdo genética a populacdo, ou seja, uma variavel nao
selecionada em quaisquer dos cromossomos originais, nunca seria selecionada

na préxima geragdo se mutagdes nao tivessem presentes;

- prevenir que a populacdo se sature com cromossomos semelhantes

(convergéncia prematura).

Uma mutacdo nada mais € que a inversdo de um gene no Cromossomo.
Ainda usando o exemplo para dois cromossomos pai com seis genes (variaveis)
podemos representar a mutacao do gene 4 como visto na Figura 3.

O algoritmo € repetido até que a condicdo de término € cumprida. A
condicao de término € baseada no critério de convergéncia, em que o algoritmo é
encerrado quando uma certa porcentagem dos cromossomos for idéntica ou
quando um determinado numero de geragdes é atingido [22,24].

Na avaliacdo da resposta, ou seja, aptiddao deve-se encontrar o valor
associado a eficiéncia de cada cromossomo relacionado ao sistema de interesse,
sendo o resultado mais importante no procedimento do algoritmo genético. A
aptiddo é uma caracteristica intrinseca ao individuo, que representa sua
habilidade de produzir a melhor resposta. O objetivo € encontrar 0 menor erro
possivel, e este serd o responsavel direto pela vida ou morte dos individuos [23].
Todo ciclo evoluciondrio € mostrado na Figura 4.

Como vantagens, devemos salientar a capacidade deste algoritmo em lidar
com grandes espacos de busca e obter a melhor solugdo local em relacdo a

outros algoritmos.
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1.6 Raiz quadrada do erro médio quadratico

Comumente em aplicacbes com Calibragdo Multivariada utiliza-se o
parametro RMSEP (Root Mean Square Error of Prediction) ou Raiz Quadrada do
Erro Médio Quadratico de Previsao, que expressa o grau de concordancia entre os
valores estimados por um modelo previamente construido e o valor considerado

real ou de referéncia.

2
RMSE = M

n

Eq. 27
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onde yp sao os valores previstos pelo modelo, yr sédo os valores de referéncia e n
€ 0 numero de amostras utilizadas no conjunto de validagéo.

O RMSEC (Root Mean Square Error of Calibration) ou raiz quadrada do
erro medio quadratico de calibragdo nos fornece informagdo sobre o ajuste do
modelo aos dados de calibragdo. O RMSEC é calculado como na equacao 27,
sendo utilizados os n valores previstos no conjunto de calibragéo.

O RMSECV (Root Mean Square Error of Cross-Validation) ou raiz quadrada
do erro médio quadratico da validacdo cruzada fornece uma medida sobre a
habilidade do modelo em prever novas amostras. O RMSECV é definido como na
equacao 27, com a excecao de que yp sado as previsdbes para amostras nao
incluidas no modelo.

Como pode ser observado na equacao 27, o RMSEP € uma medida de
dispersdao semelhante ao desvio padrao, mas que mede a dispersao entre os
valores estimados pelo modelo e de referéncia. Outra propriedade que se
assemelha a do desvio padrdao é que o RMSEP é uma medida que considera
apenas erros aleatérios, que é uma decorréncia da elevacao dos erros ao
quadrado. Por exemplo, considerando os resultados de dois métodos distintos,
supondo que um apresente erros sistematicos negativos e o outro tenha erros com
o mesmo valor em médulo mas que sejam distribuidos de forma aleatéria, ambos
fornecem os mesmos valores de RMSEP. Assim, a constatagdo de que dois
RMSEP sao estatisticamente equivalentes por meio de um teste-F torna possivel
afirmar que os erros médios na estimativa da propriedade de interesse dos dois
métodos sdo equivalentes ndo podendo ser utilizada para inferir sobre a exatidao
do método [25-27].

1.7 Comparacao de conjuntos de dados — Teste F

Em trabalhos experimentais, especialmente no desenvolvimento de um
novo procedimento de analise, € comum realizar-se uma avaliagédo estatistica dos

resultados obtidos, visando identificar a existéncia de uma diferenga significativa
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na variancia entre este conjunto de respostas e outro conjunto obtido por um
procedimento de referéncia. Esta avaliacdo é feita usando-se o teste F. Este teste
usa a razao das variancias ao quadrado S? é e S5 dos dois conjuntos de respostas
para estabelecer se efetivamente existe uma diferenca estatisticamente
significativa entre os valores que estdo sendo comparados. Nos casos
apresentados nesta tese as variancias sao os valores RMSE obtidos, sendo o Sy
sempre 0 RMSEP de maior valor. O valor de F é calculado pela seguinte

expressao:

SZ
F== Eq. 28

_SZZ

O valor de F obtido é comparado a valores criticos calculados para um
determinado nivel de confianga. Quando o valor experimental de F excede o valor
critico tabelado, entdo a diferenca na variancia é tomada como estatisticamente
significante [25-27].
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2. Maquinas de vetor de suporte (SVM)

O algoritmo Maquinas de Vetor de Suporte (SVM, do inglés Support Vector
Machines) [28] pode ser usado para classificacdo de padrdes e calibracao e foi
introduzido primeiramente nas areas de engenharia. Na area da quimiometria as
aplicagdes encontradas na literatura ainda sao escassas.

A ideia principal de uma maquina de vetor de suporte € construir um
hiperplano como superficie de decisao de tal forma que a margem de separacao
entre exemplos positivos e negativos seja maxima.

A Maquina de Vetor de Suporte € uma implementacdo do método de
minimizacao estrutural de risco. Este principio € baseado no fato de que a taxa de
erro de uma maquina de aprendizagem sobre dados de teste (isto é, a taxa de
generalizacdo) é limitada pela soma da taxa de erro de treinamento e por um
termo que depende da dimensdo de Vapnik-Chervonenkis (V-C); no caso de
padroes separaveis, o SVM produz um valor de zero para o primeiro termo e
minimiza o segundo. Consequentemente, os SVM podem fornecer um bom
desempenho de generalizacdo em problemas de classificacdo de padrbes, apesar
do fato de que ela ndo incorpora conhecimento do dominio do problema.

Uma nocdo que é central a construcdo do algoritmo de SVM é o nucleo
interno entre um “vetor de suporte” Xx; e o vetor x retirado do espaco de entrada.
Os vetores de suporte consistem de um pequeno subconjunto dos dados de
treinamento extraido pelo algoritmo [29].

Modelos matematicos com capacidade de aproximacao universal, como as
redes neurais artificiais, ainda ndo sdo dotadas de algoritmos de treinamento
capazes de maximizar a capacidade de generalizacdo de uma forma sistemética,
0 que pode levar a um sobreajuste do modelo aos dados. Como nao sao
conhecidas as ndao-linearidades presentes e a complexidade intrinseca do
problema, os algoritmos de otimizagdo e as ferramentas estatisticas utilizadas
para selecdo de modelos podem induzir modelos com baixa capacidade de
generalizagdo, assim o SVM se torna uma poderosa alternativa para resolver

problemas de classificacao e calibragao.
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Sendo assim, as principais vantagens do SVM em suas aplicagbes sao:
-Elevada capacidade de generalizagao, evitando o sobreajuste;
-Robustez em grandes dimensdes, possibilitando aplicacdo de SVMs em vetores
de caracteristicas de grandes dimensdées;
-Convexidade da funcao objetivo; a aplicagdo das SVMs implica na otimizacdo de
uma fungao quadratica, que possui apenas um minimo (Figura 5);

-Teoria bem estabelecida dentro da Matematica e Estatistica [28].

Erros Erros
Rede Neural SVM

Pesos Pesos

Figura 5. Convexidade da funcao objetivo.

2.1 Hiperplano 6timo

Considerando uma amostra de treinamento x;, assumimos que 0S
subconjuntos representados por di=+1 e di=-1 sao ‘linearmente separaveis”
(Figura 6A). A equacao de uma superficie de decisdo na forma de um hiperplano
que realiza esta separagao é:

(WTX+b)= 0 Eq. 29

Onde x é um vetor de entrada, w € um vetor peso ajustavel e b € um bias.

Podemos assim escrever:
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w'x, +b>0,d, =1 Eq. 30

w'x. +b<0,d, =-1 Eq. 31

Para um dado vetor de peso w e bias b, a separagéo entre o hiperplano
definido na Eq 29 e o ponto de dado mais préximo é denominada a margem de
separagao, representada por p. O objetivo de uma SVM é encontrar o hiperplano
particular para qual a margem de separacdo € maxima. Sob esta condicéo, a

superficie de deciséo é referida como o hiperplano 6timo.

Considere que wg e by representem os valores 6timos do vetor peso e do
bias, o hiperplano 6étimo, representando uma superficie de decisdo linear
multidimensional no espaco de entrada, é definido por:

wix+ by =0 Eq. 32

A fungéo discriminante:

gx) = whx+ b Eq. 33

fornece uma medida algébrica da distancia de x até o hiperplano. Dado um
conjunto de treinamento a questédo a resolver é encontrar os parametros étimos wy

e by para o hiperplano 6timo, onde o par satisfaca a restricao:

wl x; + by = 1 para di=+1 Eq. 34

wl x; + by < 1 para di=-1 Eq. 35

Os pontos de dados particulares (x;,di) para as quais a Equacgédo 34 ou a
Equacdo 35 é satisfeita com sinal de igualdade sdo chamados de vetores de
suporte. Em termos conceituais, os vetores de suporte sdo aqueles pontos de
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dados que se encontram mais préoximos da superficie de decisao e sao, portanto,
os mais dificeis de classificar (Figura 6B).

Vetores
suporte

Figura 6. A) Subconjuntos linearmente separaveis, B) Vetores de suporte.

Considerando a distadncia algébrica de um vetor de suporte x(s) ao
hiperplano étimo

gx(s) 1
= = sed(s)=+1e Eq. 36
Iwoll ~ Twol 5248 =+ a
= — se d(s)=-1 Eq. 37
wgn S 4) d

onde o sinal positivo indica que x(s) se encontra no lado positivo do
hiperplano étimo e o sinal negativo indica que x(s) esta do lado negativo do
hiperplano 6timo. Considere que p represente o valor 6timo da margem da
separacado entre duas classes que constituem o conjunto de treinamento t. Entéo,

das Equacgdes 36 e 37 resulta que:

p =2r Eq. 38
2
- _< Eq. 39
P = Twol a
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A Equacéo 39 afirma que maximizar a margem de separacao entre classes
€ equivalente a minimizar a norma euclidiana do vetor peso w. Em resumo, o
hiperplano étimo definido € Unico no sentido de que o vetor peso wy fornece a
maxima separagao entre exemplos positivos e negativos. Esta condigdo 6tima é

alcangada minimizando-se a norma euclidiana do vetor peso w.

O objetivo do SVM passa a ser encontrar um hiperplano 6timo para um
conjunto de treinamento. O problema de otimizacdo restrito que temos que

resolver pode ser formulado como:

d;(wlx; + b) = 1parai=1,2,3 Eq. 40

de maneira que o vetor peso seja minimizado:

p(w) = inw Eq. 41

Essa fungéo custo (¢) € uma fungédo convexa de w e, portanto, pode-se

encontrar sempre uma solugéo para o seu minimo [29].

2.2 SVM para dados nao separaveis

A discussao até agora enfocou padrdes linearmente separaveis. Dado um
conjunto de dados de treinamento ndo separaveis nao € possivel construir um
hiperplano de separagdo sem nos defrontarmos com erros de classificagéo.
Apesar disso, é possivel encontrar um hiperplano 6timo que minimize a
probabilidade de erro de classificagdo, calculado sobre o conjunto de treinamento.

Diz-se que a margem de separacao entre classes é suave se uma amostra

violar a seguinte condicao [29]:

(WTXl. + b))’f > 1 Eq. 42
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Neste ponto, é introduzido um novo conjunto de variaveis escalares nao
negativas, ¢, que sdo chamadas de variaveis “soltas” e determinam a superficie de

decisdo (Figura 7); elas medem o desvio de uma amostra da condicédo ideal de
separabilidade de padrdes [29,30].

A 4

Figura 7. Variaveis “soltas”

Para 0<¢, <1, o dado encontra-se dentro da regido de separacdo, mas no
lado correto da superficie de decisdo. Para ¢, > 1, ele se encontra no lado errado do

hiperplano de separacdo. Os vetores de suporte sao, portanto, aqueles pontos de

dados particulares que satisfazem a equacao:

i=1,2,...N Eq. 43

Mesmo se >0, a superficie de decisdo nao sera alterada. Assim, os
vetores de suporte sdo definidos exatamente do mesmo modo, tanto para o caso de
serem linearmente separaveis, como 0s que nao os sao [29,30].

O objetivo passa a ser encontrar um hiperplano de separagéo para qual o
erro de classificacdo do proprio conjunto de treinamento € o minimo possivel. Isso

pode ser feito minimizando a fungéo abaixo em relagcao ao peso w:

34



1 N
P(w,&) = SV W+7[Z§,~ ] Eq. 44

O parametro y controla o compromisso entre a complexidade da maquina e
0 numero de pontos nao-separaveis; por isso, pode ser visto como uma forma de
parametro de “regularizagdo”. Esse parametro deve ser otimizado pelo usuario.

Tem-se agora o problema de encontrar w de tal maneira que se respeite a
restricdo da equacédo 43 e £ = 0. Fazendo isso, a horma quadrada de w é tratada
como uma quantidade a ser minimizada simultaneamente aos dados né&o
separaveis, e nao como uma restricdo imposta sobre a minimizagédo do niumero de
pontos ndo separaveis. O problema de otimizagdo para padrées nao-separaveis
assim formulado inclui o problema para padrées linearmente separaveis como um
caso especial [29].

Esse problema de otimizacao restrita pode ser resolvido pelo método dos

multiplicadores de Lagrange [31].

1 N N
L(w,b,&E,a) = 5kuz +rY>.E -, {wa,. +b+& - yi} Eq. 45
i=1 i=1

Em que:
S o,
yi::y ,ei:é eoci::a2 : Eq. 46
Y S ay

A funcéo custo definida antes se encontra nos dois primeiros termos desta
funcdo de Lagrange (L) (Eq 45), mas essa equacgdo possui multiplicadores de
restricdo, os chamados multiplicadores de Lagrange (o), sendo cada um
correspondente a um dado de treinamento. Para obter a solugéo final as primeiras
derivadas parciais sao acertadas para zero e combinagdes lineares dos dados de
treinamento sdo obtidas. Os coeficientes de determinacao (w) podem ser escritos
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como uma expansao dos multiplicadores de Lagrange com os respectivos dados

de treinamento (x;):

W — W_iaﬁ(xi):O.'. w= iaﬁ(xi) Eq. 47
Mzg_a:()'azyg Eq. 48
oF S .

Entédo a solugéo 6tima para o vetor peso é dada por:

W= Zai¢(xi) Eg. 49

onde N é o numero de vetores de suporte. Um importante resultado desta
aproximacao € que os pesos (w) podem ser escritos como combinagdes lineares
dos multiplicadores de Lagrange com os dados de treinamento correspondentes
(x;). Entao, colocando essa expressao na reta de regressao original (y=wx+b), o
seguinte resultado é obtido:

y = 600, ) )b = 3a (o] o) +b £ 50

onde o produto interno de x; e x é indicado por <¢(xl. )T,¢(x)> [31].

2.3 SVM para dados nao lineares

O modelo final pode ser descrito como uma combinacéo linear dos produtos
internos entre os dados de treinamento e do novo dado (x). Isso € importante por
duas razdes, sendo elas: a dimensao dos dados nao aparece no problema e é
mais facil permitir regressdo nao-linear como uma extensao da aproximacao linear
[32].
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Por fim o produto interno <¢(xi)T,¢(x)> é substituido por uma fungéo de

Kernel K(xi,x). A fungdo Kernel representa a relagcao entre o dado de entrada e a
propriedade de saida a ser modelada [33]. Essa funcdo determina tanto o

mapeamento ndo-linear, x— ¢ (x), quanto o produto interno correspondente

#(x,)" #(x). Isso leva a seguinte fungéo de regresséo néo-linear:

a, K(X,-,X )+b Eq. 51

<
I
M=

Cada kernel é associado com um parametro especifico, para as funcoes
polinomiais e de fungcdo radial de base (RBF) os parametros sdo o grau do
polinbmio (d) e a largura da fungdo Gaussiana (o), respectivamente. Assim, ao
invés de calcular um mapeamento especifico para cada dimensao dos dados, uma
funcdo Kernel apropriada € selecionada e seu parametro especifico é otimizado
[32].

A funcdo Kernel transforma o espaco de entrada em um espaco de
caracteristicas de alta dimensdo onde a solucdo do problema pode ser
representada como sendo um problema linear, como mostra a Figura 8 [33].

¢
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Figura 8. Mudancga do espacgo dos dados pela fungao Kernel (¢).
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A funcao Kernel mais comumente utilizada é a fungéo radial de base (RBF)

2
K:exp[' [ —4%2] Eq. 52

Enquanto o produto interno Kernel € uma medida de similaridade entre dois

[29] :

vetores, o Kernel RBF é conceitualmente uma medida ndo-linear de similaridade.
O ajuste do parametro de variancia (0%) muda a largura da gaussiana e o grau da
ndo-linearidade que pode ser modelada. Conforme o é aumentado o Kernel forga
o modelo para uma solugéo linear [34]. A dimensionalidade do espacgo (oculto) de
caracteristicas é feito propositadamente muito grande para a construcdo de uma
superficie de decisdo na forma de um hiperplano naquele espaco. Os parametros
v e 0° devem ser sintonizados simultaneamente.

A maquina de vetor de suporte fornece um método para controlar a
complexidade do modelo independentemente da dimensionalidade. Em patrticular,
o problema da complexidade do modelo é resolvido em um espaco de alta
dimensionalidade usando um hiperplano penalizado definido no espacgo (oculto) de
caracteristicas como a superficie de decisao; o resultado é um bom desempenho
de deciséo.

Mais importante que isso, usando um nudcleo de um produto interno
adequado, uma SVM calcula automaticamente todos os parametros importantes
da rede relativos aquela escolha de nucleo. No caso de uma rede de funcao de
base radial, o nucleo € uma funcdo gaussiana. Para este método de
implementacéo, o numero de fungcdes de base radial e seus centros e seus pesos
sao calculados automaticamente. Os centros das fungdes de base radial séo
definidos pelos vetores de suporte escolhidos pela estratégia de otimizagéo
quadratica. Os vetores de suporte séo tipicamente uma fracao do namero total de

exemplos que constituem a amostra de treinamento [29].
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2.4 Utilizacao do SVM para calibracao multivariada

Como em um modelo SVM para classificacdo, os dados originais séao
mapeados em um espago de alta dimensao e, em seguida, uma fungéo linear é
adequada para aproximar a funcao latente entre X (matriz de dados) e y (vetor
resposta).

A fim de usar o SVM para calibracao foi proposto [35] que se transformasse
o problema de calibracdo em um problema de classificacdo. Para cada amostra x;
do conjunto de treinamento um y; correspondente é adicionado a um numero
positivo d para produzir uma nova amostra (x;yi') pertencente a classe 1. De
forma similar, o y; pode também ser subtraido pelo mesmo d para produzir outra
nova amostra (xy;') pertencente a classe -1. Repetindo esse processo, as N
amostras para calibracdo sdo duplicadas e dispostas em duas classes, assim a
calibracao é transformada em um problema de classificagdo binario, como
mostrado na Figura 9A. Outro parametro importante para os modelos SVM usados
para calibracéo € a e-band, regidao definida como na Figura 9B [30].

08}
06}
06} - .
> 04}
04}
02t
02}
0 0
I 0 02 04 06 08 1 0 02 04 06 08 1

Figura 9. A)Transformacgéao de um problema de calibragdo em um de
classificagao. B) e-band

Tendo em vista a construcdo de um modelo de calibragdo robusto, deve
haver a preocupacado com a maxima degradacao de desempenho que é possivel
para um desvio € (Figura 9B). Para resolver o problema de regressao nao-linear o
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erro absoluto € usado como quantidade a ser minimizada, assim a funcdo de

perda tem a forma:
L(dy) = |d-y]| Eq. 53

onde d é a resposta desejada e y a saida do estimador.
Para construir um modelo SVM para aproximar uma resposta desejada d,

pode-se utilizar a extensao da funcao de perda, como descrito [29]:

Le(d,y)=|d-y|-€ para|d-y|ze€ Eq. 54
Le(d,y) = 0, caso contrario Eq. 55

onde € € um parametro predeterminado. A funcao de perda é chamada de
funcao de perda insensivel a €. Ela é igual a zero se o valor absoluto do desvio da
saida do estimador y em relacao a resposta desejada d for menor ou igual a zero,
caso contrario, ela é igual ao valor absoluto do desvio menos €.

A Figura 10 [30] ilustra a dependéncia de L¢(d,y) em relagédo ao errod —y
[29]. Isso quer dizer, apenas os dados fora da e-band (regidao entre as linhas
pontilhadas da Figura 9B) causam perda. A funcao de perda da Eq.53 é um caso
especial da funcao de perda insensivel a € para €=0.

d-y
Figura 10. Curva da funcao de perda insensivel a €.

A partir de um conjunto de dados D= {(x,,y,)}fV:1 0 SVM para calibracao de

dados lineares sera escrito de forma a seguir com as fungdes de perda, nos
seguintes termos [30]:
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| u
fow.e) =2l + 2> Ly, = f).e) Eq. 56

onde y é o parametro de regularizacdo pré-definido e &i(*) é introduzido

como variavel “solta” para definir a superficie de decisao.

L(W= b,f(*))Z %HWHZ + %i(& + 681) Eq. 57
=

Assim como no SVM utilizado para classificagdo essa otimizagao restrita, €
resolvida através dos multiplicadores de Lagrange. A funcédo de decisao sera dada
por:

ok, w) = Yo, — ) K(x, %)+ b Eq. 58

i=1

sendo que os termos a; e o otimizados a partir de multiplicadores de

Lagrange, K a fungéo de kernel aplicada e b representando os desvios “bias” [30].
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2.5 Utilizacao do algoritmo genético para otimizacao dos
parametros do SVM

O GA evolucionario implementado segundo Huang [36] otimiza os dois
parametros utilizados no SVM, y e & seguindo uma arquitetura como a

representada na Figura 11.

Conjunto de Conjunto de

2. .. .
. ~ . e o0° iniciais
validacao treinamento v

b

Classificacdo do SVM usando |«
validacao cruzada

—>]  Algoritmo
‘L genético

Exatidao média

Critério de
termino

N vy e o° otimizados

Figura 11. GA aplicado a SVM

A arquitetura proposta para o algoritmo genético € dada a seguir:

(1) Escalonamento dos dados (pré-processamento), com o propdsito de
aumentar a exatiddo do SVM. Geralmente, os dados podem ser linearmente
escalonados em [-1,+1] ou [0,1] através da seguinte equacgéao:

: v—min,
VvV =

max ,—min, Eq. 59
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(2) Conversdo do gendtipo em fendtipo. Durante esta etapa, cada
parametro e caracteristica do cromossomo sao transferidos.

(3) Apdés a aplicacdo do algoritmo genético que converteu cada
caracteristica genética do subconjunto para o novo fendétipo, a caracteristica do
subconjunto podera ser determinada.

(4) A avaliagdo da resposta de cada cromossomo representado por y e 62,
sera avaliada para a matriz de treinamento e para a matriz de validacao, em
relacdo ao erro médio quadratico (MSE - mean square error) e ao coeficiente de
determinacao entre valores esperados e previstos.

(5) Critério de término. Quando o critério de término é satisfeito, o
processo termina; se ndo, a préxima geracao é processada.

(6) Operacao genética. Neste passo, o sistema procura pela melhor
solugcdo por operagdes genéticas, incluindo selecdo, cruzamento, mutagdo e

substituicao.

Nesta tese o critério de término das geracdes foi a estabilizacdo dos
resultados da validacdo cruzada, de forma que eram produzidas novas geracdes
até que nédo houvessem mais diferencas significativas dos resultados quando a

nova geragao é comparada a anterior.
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3. Determinacao de Carbono e Nitrogénio em solo por NIR

As mudancgas no uso e cobertura do solo, principalmente na regiao tropical,
tém grande importancia para o ciclo global do Carbono e do Nitrogénio, pois a
ciclagem da matéria organica do solo é mais intensa em ecossistemas de clima
tropical do que em clima temperado e tende a diminuir com o uso agricola. Um
exemplo marcante de mudanca no uso e cobertura do solo é a substituicdo de
florestas por pastagens e cultivos agricolas no sudoeste da Amazébnia,

principalmente nos Estados de Rondbnia e Mato Grosso [37].

No entanto, para que se possam sugerir alternativas de manejo viaveis para
ecossistemas complexos como o dos solos tropicais do Brasil, faz-se necessario a
realizacdo de estudos que avaliem de forma integrada as informacdes sobre o
solo, o clima e a vegetacao da regido como um todo. Para alcangar este objetivo
faz-se necessario o uso de técnicas analiticas rapidas, precisas e que possam ser
aplicadas no campo, associadas a andlises estatisticas, uma vez que a
quantidade de amostras e dados gerados é muito alta. Atualmente ha um grande
numero de trabalhos cientificos reportando o uso de espectroscopia NIR para
analises de propriedades de solos [38-42].

Assim, o primeiro caso estudado nesta tese foi a constru¢ao de modelos de
calibracao multivariada e espectroscopia no infravermelho préximo a fim de prever

quantidades de carbono e nitrogénio em solo contendo ou n&o o mineral gipsita.

A gipsita € um mineral abundante na natureza, é um sulfato de calcio
hidratado cuja formula quimica € CaS04.2H.0, que geralmente ocorre associado a
anidrita e tem pouca expressao econémica [43].

Na agricultura, moida na granulometria apropriada, a gipsita é utilizada
como corretivo do pH de solos, tendo sua aplicacdo se dado inicialmente na
Europa, nos primérdios do século XVIII. A partir dai vem sendo cada vez mais
utilizada na corregao de solos alcalinos onde, ao reagir com o carbonato de sédio,
da origem ao carbonato de calcio e o sulfato de sbdio, substancias de grande

importancia agricola. Também é utilizada como corretivo de solos deficientes em

47



enxofre, para possibilitar a assimilagédo do potéssio e o aumento do conteudo de
nitrogénio [43].

3.1 Experimental

As amostras foram colhidas em um campo experimental de cana-de-agucar
cultivada sob colheita mecanizada e sem queima. Elas estavam localizadas na
cidade de Pradopolis, no estado de Sdo Paulo em talh6es nos quais a cana havia
sido plantada ha 2, 4, 6 e 8 anos, sem ter havido reforma do canavial, e em uma
area de vegetacdo nativa. A amostragem foi realizada em nove pontos, nas
profundidades 0-10, 10-20, 20-30, 40-50, 70-80 e 90-100 cm, totalizando 203

amostras.

As amostras foram secas, peneiradas e moidas para ficarem na
granulometria de 60 mesh. O método de referéncia para Carbono e Nitrogénio
totais foi a combustdo a seco em um analisador elementar LECO CN 2000. O
principio do método é a conversédo de todas as diferentes formas de Carbono a
CO,, que pode ser medido quantitativamente por infravermelho. Adicionalmente
todo Nitrogénio passa por catalisadores e filtros, para ser entdo detectado (na
forma N2) por um detector termoelétrico. Um padréo de solo da marca LECO foi
utilizado para a construcao da curva de calibracao interna para C e N e afericao
diaria do auto-analisador, em termos de repetibilidade e precisdao. Cada amostra
foi analisada em triplicata, com erro relativo inferior a 5%. A concentragdo de
Carbono variava entre 0,35 e 4,80% e a concentracao de Nitrogénio entre 0,038 e
0,32 % em massa.

Os espectros das amostras de solo foram obtidos na regidao do
infravermelho préximo (4000 a 7600 cm™) em intervalos de 2 cm™ em um
equipamento NIRS 5000 da Foss NIRSystems. Todos esses procedimentos
experimentais foram realizados na ESALQ de Piracicaba. Para tratamento dos
dados e construgcdo dos modelos quimiométricos foram utilizados o Matlab 7.0.1,
PLS-Toolbox 4.02 e a rotina de SVM proposta por Pelckmans et all [44].
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3.2 Resultados e discussoes

Os espectros foram tratados com correcdo multiplicativa de sinal (MSC,
“Multiplicative Scatter Correction”) para eliminar problemas de espalhamento de
radiacdo. Na Figura 12A estdo todos os espectros coletados. Os espectros em
vermelho sao referentes as 91 amostras de solo com gipsita e os em preto se
referem as 112 amostras de solo sem gipsita.
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Figura 12. A) Espectros de infravermelho préximo das amostras de solo e B)
Escores das 12 e 22 variaveis latentes. As amostras de solo com gipsita estao
representadas em vermelho e as amostras de solo sem gipsita estdo
representadas em preto.
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Na Figura 12A observa-se a diferenga entre os espectros das amostras de
solo com e sem gipsita. Para evidenciar essa diferenca, foi construido um modelo
de PCA usando os espectros centrados na média. Os escores das duas primeiras
variaveis latentes estdo na Figura 12B, onde amostras de solo com gipsita estao
representadas em vermelho e as amostras de solo sem gipsita estdo
representadas em preto. E nitido que os dois tipos de solo formam agrupamentos
distintos, conferindo um problema adicional na quantificacdo de Carbono e
Nitrogénio por NIR. A proposta do trabalho foi construir um modelo de previsdo
para esses elementos que seja independente da presencga ou ndo de Gipsita no
solo, ja que em alguns casos pode nao haver essa informacéao para o analista.

Foram construidos modelos PLS e SVM para os solos com e sem gipsita
separadamente e também usando todas as amostras, independentemente do tipo
de solo. Para construgdo de todos os modelos as amostras foram separadas em
conjuntos de calibracdo e validacao através do algoritmo de Kennard-Stone [45]
com 45 amostras de solo com guipsita e 57 amostras de solo sem guipsita ficando

no conjunto de validacao.

Os modelos de PLS foram construidos utilizando os conjuntos de
calibragdo, com os espectros centrados na média. As variaveis latentes de cada
modelo foram escolhidas através da validagéo cruzada “leave one outf’ como no
exemplo da Figura 13A, onde foram escolhidas aquelas que geravam modelos
com menor RMSECV.

Foram preparados também os modelos SVM utilizando os mesmos
conjuntos de calibragdo. Os parametros y e o foram escolhidos empiricamente
através da observacao da superficie de resposta destes parametros contra valores
de RMSECV, como na Figura 13B. A partir desta figura foram escolhidos os
valores dos parametros com menor RMSECV associado, ou seja, que geram o
modelo mais ajustado.
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Figura 13. A) Exemplo de grafico de RMSECV por niumero de variaveis latentes e
B) Superficie de RMSECYV por y e 2.

Com os parametros étimos escolhidos através da observagéo da superficie
de RMSECV por y e 6 e modelos PLS e SVM construidos foram previstos os
valores de Carbono e Nitrogénio nas amostras de validacao através de ambos os
algoritmos.

A Figura 14 apresenta os graficos de valores reais contra valores previstos
dos modelos SVM e PLS quando estes foram construidos utilizando todos os
espectros, enquanto na Figura 15 observa-se estes mesmos graficos quando
gerados por modelos que utilizaram apenas espectros de amostras com ou sem
gipsita.
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Figura 14. Valores reais contra valores previstos de Nitrogénio em solo para
modelos A) SVM e B) PLS, e de Carbono para modelos C) SVM e D) PLS

Nos graficos da Figura 14 podemos ver que tanto para Carbono quanto
para Nitrogénio, os modelos SVM apresentaram valores mais proximos dos reais
do que os modelos PLS, o que pode ser observado através da distribuicao dos
pontos ao longo da reta e do coeficiente de determinacao de cada reta.
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Na Figura 15 pode-se notar que o SVM produziu previsées mais proximas
dos valores reais nos modelos construidos com amostras de solos com gipsita,
tanto para Carbono quanto para Nitrogénio, entretanto, nas previsdes para solos
sem gipsita as relagcdes foram praticamente idénticas. Os coeficientes de
determinacao para todos os graficos de valores reais contra valores previstos
estao na Tabela 2.

Tabela 2. Coeficiente de determinacgao para os graficos de valores reais contra
valores previstos dos modelos SVM e PLS construidos.

Nitrogénio Carbono
solos” SVM 0,852 0,842
PLS 0,762 0,729
Solo com gipsita
SVM 0,840 0,843
PLS 0,863 0,901
Solo sem gipsita
SVM 0,866 0,930

" Amostras de solo com e sem gipsita

Outra forma de avaliar a diferenca entre os modelos é através da Raiz
Quadrada do Erro Médio Quadratico de Previsao. Os RMSEPs mostram o erro
global das previsdes e, para confirmacéo estatistica da diferenga de desempenho
entre os modelos, pode ser realizado um teste F. Esse teste F é feito utilizando os
valores dos RMSEPs obtidos pelos algoritmos empregados para cada situacao
proposta, onde o valor do F tabelado para a mistura de solos foi para 95 graus de
liberdade para os modelos feitos com a mistura de solos, 45 graus de liberdade
para os modelos feitos com solos com gipsita e 56 graus de liberdade para os
modelos feitos com solos sem gipsita. Os RMSEPs de todos os modelos obtidos,
assim como os valores de F calculado e valores de F tabelados estdo na Tabela 3.
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Tabela 3. Resultados dos modelos obtidos

i . Mistura de Solo com gipsita Solo sem
Nitrogénio
solos* (%) (%) gipsita (%)
8] PLS 0,024 0,018 0,021
%)
g SVM 0,018 0,015 0,020
F calculado 1,74 1,49 1,07
F Tabelado
1,15 1,59 1,35
(95%)
Mistura de Solo com gipsita Solo sem
Carbono . s
solos (%) (%) gipsita (%)
o PLS 0,12 0,26 0,24
L
%)
QE: SVM 0,064 0,20 0,20
F calculado 1,96 1,29 1,23
F Tabelado
1,15 1,59 1,35
(95%)

" Amostras de solo com e sem gipsita

Na Tabela 3 pode-se ver que o0 SVM produziu RMSEPs menores do que o
PLS em todos os seis casos, entretanto, através do teste F pode-se afirmar com
95% de certeza que apenas nos modelos construidos com todas as amostras de
solo, ou seja, na presenca ou auséncia do mineral gipsita, 0 SVM produziu
amostras com erros de previsdo consideravelmente menores do que o PLS. Nos
modelos construidos com as amostras de solo separadas, ndo houve indicio
estatistico de que um algoritmo produziu modelos melhores do que o outro.

Por fim, foram construidos graficos mostrando os erros absolutos obtidos
com os modelos PLS e SVM das amostras de solo com a mistura (Figura 16).
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Figura 16. Erros absolutos para A) Nitrogénio e B) Carbono. Em azul estéo os

erros de previsdo dos modelos SVM e em vermelho os erros de previsdo dos
modelos PLS.
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A Figura 16 mostra que os erros absolutos do PLS foram maiores que os do
SVM na maior parte das previsdes das concentracdes de Nitrogénio e Carbono

em solo, independentemente da faixa de concentragdo dos mesmos.

3.3 Conclusoes

Com base no teste F, nos graficos de valores reais contra previstos e nos
erros absolutos, pode-se concluir que o desempenho do SVM na previsdao da
concentracao de Nitrogénio e Carbono nas amostras de solo, sem a discriminacao
dos mesmos quanto a presenca do mineral guipsita é melhor do que do PLS,

produzindo erros de previsao significantemente menores.

Quando os tipos de solos sdo separados o SVM deixa de ter um
desempenho melhor do que o PLS, sendo equivalentes, ja que o conjunto de
amostras perde a caracteristica de separacdo em grupos distintos de amostras.
Ou seja, 0 SVM se mostrou um algoritmo mais apropriado, em comparagao ao
PLS, para problemas de calibragdo multivariada onde ha diferentes classes de

amostras.
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4. Determinacao de Mineral em Polimero por NIR

O maior desafio na andlise de misturas sélidas esta no processo de
amostragem, o qual deve ser representativo e nao exercer nenhum tipo de
influéncia na composicao do produto final a ser analisado. O método tradicional de
amostragem consiste em remover porcoes de diferentes pontos da mistura,
entretanto, essa metodologia pode gerar varios problemas como segregacao da
mistura, quantidade limitada de material que pode ser utilizada e alteragcdo da
composicdo da mistura, entre outros [46-49], portanto, devido a uma série de
vantagens, a espectroscopia na regiao do infravermelho préximo tem despertado o
interesse de diversos setores industriais como ferramenta para o controle de
qualidade. Esse interesse decorre do fato dessa técnica permitir o controle de
qualidade de misturas solidas, possibilitando a caracterizacdo, otimizacao e o
controle de processos de materiais sélidos em tempo real [50-53].

O objetivo desta aplicacdao foi desenvolver modelos de calibragdo
multivariada a partir de dados de espectroscopia no infravermelho préximo que
conseguisse prever a concentracdo de um mineral adicionado a um polimero sem a
necessidade de abertura da amostra e a comparagédo entre os algoritmos usados
para a construcdo desses modelos, sendo esses 0 SVM e o PLS. As propriedades
fisicas e quimicas deste polimero estdo intimamente ligadas com a concentracéo do
mineral durante seu processo de fabricacdo. Portanto, o controle da concentragéo
desse mineral é extremamente importante para a qualidade do produto.

Um conjunto de 54 espectros de reflectancia difusa de um determinado
polimero, com concentragdo de um mineral entre 0,00 e 1,63% em massa foi
fornecido pela empresa Rhodia, sediada em Lion (Franga). Por ser um trabalho em
cooperagao com uma empresa, nao tivemos acesso a composicdo ou qualquer
outra informagéo fisica ou quimica do polimero ou do mineral. Acreditamos que
para o0 objetivo deste trabalho essas informagdes ndo sdo de importancia
fundamental, pois se deseja apenas avaliar os diferentes modelos de calibracao

multivariada.
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Os espectros foram obtidos em um espectrofotometro da marca NIR-
System Foss 6500 acoplado a um acessério de reflectancia difusa na faixa entre
1100 e 2500 nm, com resolucéo de 2 nm e 32 leituras por espectro. As amostras
tiveram as porcentagens de mineral estimadas através de um método padréo de
anadlise, que foi através da técnica de absorcdo atdbmica, com desvios de
aproximadamente * 0,008%. Para tratamento dos dados e construcdo dos
modelos quimiométricos foram utilizados o Matlab 7.0.1, PLS-Toolbox 4.02 e a
rotina de SVM proposta por Pelckmans et all [44].

Para minimizar o desvio da linha de base ocasionado pelo espalhamento
de luz das amostras foi utilizado o pré-processamento Transformagdo Padrao
Normal de Variagdo (SNV). Essa ferramenta apresenta bom desempenho na
eliminagéo do efeito do espalhamento de luz multiplicativo e, além disso, apresenta
a vantagem de nado necessitar da informacao de outros espectros para realizar a
correcao da linha base, podendo ser empregada em sistemas onde o perfil dos
espectros possui alta variabilidade. Os espectros foram também centrados na
média. Os espectros antes (Figura 17) e depois dos pré-tratamentos (Figura 18) séo

mostrados a seguir:
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Figura 17. Espectros das amostras de polimeros sem pré-tratamento.
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Figura 18. Espectros das amostras de polimeros ap6s pré-tratamentos.

As amostras foram divididas em grupos de calibragéo (com 30 amostras) e
validagédo (com 24 amostras) através do algoritmo de Kennard-Stone. Foi feito entdo
uma PCA com as amostras de calibracdo. Os escores podem ser vistos na Figura

19 e as concentracdes das amostras estdo na Tabela 4:
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Figura 19. Primeira e Segunda componentes principais do modelo PCA.

Na Figura 20 os espectros estdo apresentados com as mesmas cores dos
grupos do PCA.
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Figura 20. Espectros separados em cores por diferentes faixas de concentracéo.

Tabela 4. Concentracao das amostras de calibracéo

Conjunto | Concentracao do mineral (%)
v 0—0,021
0,105-0,125
* 0,291 - 0,320
| 1,631 —1,750

E possivel observar através das Figuras 19 e 20 e da Tabela 4, que ha
uma diferenciacdo das amostras em grupos, dependendo da faixa de concentragéo
do mineral.

Através da Figura 20, podemos notar variacoes significativas no perfil dos
espectros em funcdo da concentracdo do mineral no polimero, 0 que sugere
correlacdo entre intensidade do espectro e concentracdo do mineral. A maior
variacdo se d4 em comprimentos de onda maiores do que 2000 nm, regido onde
espectros relacionados a amostras sem o mineral tém pouca definicdo de bandas e
pequenas alteracbes da concentracdo do mesmo causam grandes aumentos de
picos. Segundo a literatura [40], bandas ao redor de 1100, 1500, 1900, 2050 e 2250
nm podem ser associadas as vibracdes das ligacdes quimicas N-H, C-H, O-H e C-
O. Portanto, uma ou mais ligagbes desses grupos organicos poderiam estar
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interagindo diretamente com o mineral, alterando propriedades fisicas e quimicas
do polimero.

Essa variacao dos espectros € confirmada através do PCA construido com
essas amostras, como podemos ver na Figura 19, onde ha uma clara separacao de
grupos em PC1, que sdo determinados pelo aumento da concentragdo do mineral.

4.1 Modelo PLS

Foi construido um modelo PLS para previsao dos dados. Na construcao do
modelo foi utilizado o conjunto de calibragdo e para a escolha do numero de
variaveis latentes foi utilizada a validacao cruzada “leave one out’, que obteve como

resultado a Figura 21.
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Figura 21. RMSECV por numero de variaveis latentes.

O modelo foi construido com seis variaveis latentes e entdo foi feita a
previsao das amostras de validagéo, obtendo um RMSEP de 0,056%. Esse modelo
obteve coeficiente de determinacdo entre os valores reais e previstos de 0,995,

como mostra a Figura 22.
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Figura 22. Valores reais contra valores previstos no modelo PLS.

Os resultados obtidos mostram que apesar de os conjuntos de dados terem
distingdes suficientes para formarem diferentes grupos no PCA, o PLS foi capaz de
produzir resultados satisfatérios.

4.2 Modelo SVM

Foi desenvolvido entdo um modelo utilizando o SVM. Para otimizar os
parametros do algoritmo foi utilizada a superficie de RMSECV por y e ¢° sendo

escolhidos como parametros 6timos y =200 e o® =300, como mostra a Figura 23.

RMSECV

1000

Figura 23. Superficie de RMSECV por vy e c°
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Foram feitas as previsdes das amostras de validacdo, usando este modelo.
O RMSEP deste modelo foi de 0,023% e o coeficiente de determinacédo entre
valores reais e previstos foi de 0,999, como mostra a Figura 24.
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Figura 24. Valores reais contra valores previstos no modelo SVM.

Os erros absolutos das previsées para ambos os algoritmos, PLS e SVM,
estao apresentados na Figura 25.
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Figura 25. Erros absolutos de previsao de modelos PLS (em vermelho) e SVM
(em azul) para porcentagem de minério em polimero.
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4.3 Conclusoes

Tanto o coeficiente de determinagéo calculado entre valores esperados e
os calculados pelos modelos quanto o RMSEP do modelo do SVM foram melhores
do que do PLS. Para comparacao estatistica dos métodos foi feito um teste F com
0s RMSEPS obtidos em ambos.

O F calculado foi 5,92 enquanto o F tabelado, para 23 graus de liberdade e
grau de confianca de 95% € aproximadamente 2,01. Assim, é possivel afirmar
estatisticamente que o SVM teve um desempenho diferenciado em relagao ao PLS
na previsao das porcentagens de minério nas amostras de polimero, neste caso,

produzindo previsbes com erros consideravelmente menores.
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Capitulo V
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5. Diferenciacao de bactérias quanto a condicao de crescimento
por MIR

Acidithiobacillus ferrooxidans € uma bactéria Gram-negativa acidofila cujas
condigdes 6timas de crescimento sdo pH em torno de 2,0 e temperatura de 30 ° C.
Ela obtém energia a partir da oxidagcdo do ferro ou compostos reduzidos de
enxofre e é usada industrialmente na lixiviacdo de metais, processo no qual
sulfetos de metal sdo convertidos em sulfatos de metal solluveis em agua [54].
Durante o processo de biolixiviagdo, a A. ferrooxidans é frequentemente sujeita a
mudancas no pH, temperatura ideal de crescimento e de nutrientes [54]. Essas
mudancas podem afetar a fisiologia de bactérias e, como consequéncia, a
eficiéncia da biolixiviacao.

A Acidithiobacillus ferrooxidans responde as altas temperaturas pela
sintese de diversas proteinas de choque térmico [55,56]. Esta bactéria também é
capaz de adquirir termotolerancia [57], que indica que ela desenvolveu
mecanismos de protecdo para lidar com o estresse de calor. Este fato é
particularmente importante ja que a temperatura é um dos principais fatores que
afetam a solubilizacdo de metais durante a lixiviagao [58].

Quanto a privacdo de fosfato, foi demonstrada redugdo na taxa de
crescimento da bactéria, bem como na sua capacidade de oxidar o ferro ferroso e
fixar CO2[59]. Também ja foi observado aumento da fosforilacdo de proteinas das
células, sugerindo a ativacdo de uma resposta ao estresse geral [60].

Além disso, a producao de lipopolissacarideos nas células de A.
ferrooxidans € alterada na privacdo de fosfato [61], o que pode afetar a
biolixiviagdo, ja& que lipopolissacarideos sdo parte da matriz de polissacarideo
envolvidos na coloniza¢cdo do minério.

A importancia do processo de biolixiviacao para a economia mundial e para
preservagcdo do meio ambiente ocorre em virtude do aumento da demanda
mundial de bens minerais, 0 que tem provocado esgotamento progressivo de
reservas contendo altos teores de metais de interesse econdmico. Assim, a
aplicacdo da biolixiviagdo para recuperacdo de metais a partir de minérios de

baixos teores mostrou-se como alternativa economicamente e ecologicamente
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viavel pois, quase sem excegao, este método ndo requer alto consumo de energia,
nao ocorre emissdo de gases poluentes e formacdo de chuva &acida, devido a
liberacao 6xidos de enxofre para atmosfera e ndo poluem efluentes aquaticos com
residuos de metais toxicos, como acontece nos meétodos convencionais [54].

Tendo em vista que a espectroscopia na regido do infravermelho médio tem
sido utilizada a mais de 40 anos para a caracterizagdo de microrganismos
baseando-se em seus diferentes espectros de infravermelho [62] e tem-se
mostrado uma ferramenta util para avaliar a diferengca da composi¢cao quimica de
bactérias em diferentes estagios de crescimento, em diferentes meios de cultura e
na classificacdo em espécies e em subespécies [63], ela foi adotada neste
trabalho como uma estratégia para avaliar as modificagdes sofridas por A.
ferrooxidans LR quando submetida ao aumento da temperatura Otima de
crescimento e a privacao de fosfato. O uso desta abordagem foi encorajado pelo
trabalho desenvolvido por Yu e Irudayaraj [64] onde mostraram que o citoplasma e
o envelope celular bacteriano apresentam caracteristicas espectroscépicas
diferentes.

Desta forma, o objetivo desta aplicacdo da tese foi empregar a
espectroscopia na regidao do infravermelho médio e métodos quimiométricos de
classificacdo de amostras para investigar se e como o0 envelope celular de A.
ferrooxidans LR [65] é afetado mediante os estresses propostos, além de

comparar a eficiéncia dos préprios métodos de classificagcdo SIMCA e SVM.

5.1 Experimental

Foi utilizada para os experimentos a linhagem A. ferrooxidans LR [65]
isolada em efluente acido de coluna de lixiviagdo de minério de uranio, em Lagoa
Real, MG, Brasil. As bactérias foram cultivadas em Erlenmeyers de 250 mL em um
shaker rotatério a 250 rotagdes por minuto em 100 mL de meio liquido contendo:
0,4 g/L de KoHPO4.3H20, 0,4 g/L de MgS04.7H20, 0,4 g/L de (NH4)>SO4 e 33,4
g/L de FeS04.7H,O em pH 1,8 ajustado com acido sulfdrico. As bactérias foram
cultivadas sob condi¢cées controle (30°C e presenca de KoHPO4 no meio), sob
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estresse térmico (40°C) e em condicoes limitantes de fosfato (auséncia de KoHPO4
no meio). As bactérias foram cultivadas até 50% da oxidagéo do ferro nos meios,
monitoradas por titulacdo do ion ferroso com dicromato de potassio. Foram
inoculadas 0,75 x10° bactérias por meio de cultura. As culturas obtidas foram
filtradas em papel de filtro comum e a seguir, as células foram coletadas através
de filtragdo em membrana Millipore (0,45 uM).

Para a realizacdo deste experimento foram obtidas 47 amostras de massa
celular, sendo 12 amostras cultivadas a 40°C, 11 amostras cultivadas na privacao
de fosfato e 24 amostras da condi¢ao controle, sendo produzidas um conjunto de
12 juntamente com cada conjunto anterior. Para cada tratamento, a massa celular
obtida foi congelada em nitrogénio liquido e liofilizada. Todo esse procedimento foi
realizado pelo Centro de Biologia Molecular e Engenharia Genética (CBMEG) da

Unicamp.

Para obtencdo dos espectros da massa celular foi utilizado um
espectréometro de infravermelho ABB-Bomem MB Series com acessério de
reflectancia difusa e utilizado o Sulfato de Calcio como branco. Os espectros
foram obtidos em niimero de onda de 400 a 3800 cm™ com 4 cm™ de resolugdo e
foram feitos 64 scans por amostra. Para tratamento dos dados e construcdo dos
modelos quimiomeétricos foram utilizados o Matlab 7.0.1, PLS-Toolbox 4.02 e a
rotina de SVM com otimizacao por GA proposta por Huang e Wang [36].

5.2 Avaliacao de diferencas na estrutura celular de bactérias
cultivadas a 30 e 40°C.

Nesta primeira parte da aplicacdo, os métodos quimiométricos de
classificacao de amostras foram utilizados para avaliar diferencas celulares em A.
ferrooxidans LR cultivada a 30 e 40°C. A Figura 26 mostra os espectros obtidos
com as réplicas experimentais.

Analisando a Figura 26 percebe-se que, visualmente, os espectros dos dois

grupos de amostra (30 e 40°C) nao apresentaram nenhuma distingdo aparente.
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Para se tentar detectar diferengas entre esses grupos de amostras foram
utilizados os algoritmos SIMCA e o SVM.
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Figura 26. Espectros, com linha de base acertada, obtidos a partir de A.
ferrooxidans cultivadas a 30°C (em vermelho) e a 40°C (em azul).

Para a construcao dos modelos foram utilizadas as primeiras derivadas dos
espectros e esses dados foram centrados na média, a fim de diminuir efeitos de
matriz das amostras sobre o modelo. A Figura 27 mostra a primeira derivada dos

espectros.
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Figura 27. Primeira derivada dos espectros obtidos a partir de células secas de A.
ferrooxidans LR cultivadas a 30°C (em vermelho) e a 40°C (em azul).
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Assim, foram construidos modelos baseados na primeira derivada do
espectro inteiro. Porém, ndo foram obtidos bons resultados para a separagéao dos
dois grupos de bactérias. Entdo os espectros foram divididos em regides e
novamente foram utilizadas as primeiras derivadas centradas na média como
dados de entrada no algoritmo. Modelos exploratérios foram preparados utilizando
o iPCA e a regidao que apresentou melhores resultados foi a regido situada entre
850 e 1275 cm™' (Figura 28), que é a regido referente ao fingerprint metabélico.
Essa regido detecta possiveis mudancas decorrentes da resposta a um
determinado fator podendo elucidar alterac6es metabdlicas, sem contudo detalhar

vias bioquimicas [66].
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Figura 28. Primeira derivada da regido dos espectros usada na construcao dos
modelos. Em vermelho espectros da A. ferrooxidans LR cultivada a 30°C e em
azul espectros das bactérias cultivadas a 40°C.

Depois destes pré-tratamentos os dados foram separados em conjuntos de
calibracao e validacado pelo algoritmo de Kennard-Stone, com 16 amostras no
conjunto de calibragdo (com oito amostras referentes a cada condigcdo de
crescimento) e oito no conjunto de validacdo (com quatro amostras referentes a

cada condigdo de crescimento).
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5.2.1 Modelo SIMCA

Na construcdao do modelo SIMCA sao ajustados modelos de PCA para cada
uma das duas classes. Neste caso foram escolhidas 4 variaveis latentes tanto
para a classe 1 (referente as bactérias cultivadas a 30°C) que explicavam 92,17%
da variancia total, quanto para a classe 2 (referente as bactérias cultivadas a
40°C) que explicavam 94,01% da variancia total.

Na Figura 29 estao representadas as previsoes feitas pelo SIMCA para as
duas condigbes de crescimento, onde as amostras do conjunto de calibracao para
bactérias cultivadas a 30°C estdo em vermelho, amostras do conjunto de
calibracao para bactérias cultivadas a 40°C estdo em azul e amostras de
validacdo dos mesmos conjuntos estao respectivamente em verde e rosa. As
amostras que ficam na posicao 1 sdo aquelas que o modelo previu como
pertencentes a classe modelada. As mesmas informagdes aparecem na Tabela 6.
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Figura 29. Previsao das classes das bactérias por SIMCA. Previsao para
bactérias cultivadas a A) 30°C e B) 40°C.

Tabela 5. Legenda da Figura 29.

Classe Tipo Simbolo
30°C Calibragao v
40°C Calibracao [
30°C Validacao ®
40°C Validagéo (]
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Tabela 6. Previsao das classes das bactérias por SIMCA

Temperatura de Temperatura de
Amostra Ter.nperatura de crescimento prevista (2C) | crescimento prevista (2C)
crescimento real (°C) A B
Amostras de calibracao
1 30 30 -
2 30 30 -
3 30 30 -
4 30 30 -
5 30 30 -
6 30 30 -
7 30 30 -
8 30 30 -
9 40 - 40
10 40 - 40
11 40 - 40
12 40 - 40
13 40 - 40
14 40 - 40
15 40 - 40
16 40 - 40
Amostras de validacao
17 30 - -
18 30 - -
19 30 30 -
20 30 - -
21 40 - -
22 40 - -
23 40 - -
24 40 - 40
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Podemos observar que nas previsdes das classes das amostras dos grupos
de calibragédo o SIMCA foi bastante eficiente, ndo havendo nem uma amostra
classificada erroneamente; entretanto, a previsdo das classes das amostras de
validagéo foi bastante falha. Em ambas ndo houveram falsos positivos, porém, das
4 amostras que deveriam ter sido previstas como pertencentes a cada classe,

apenas uma de cada foi prevista corretamente.

5.2.2 Modelo SVM

Os parametros do SVM foram otimizados por algoritmo genético utilizando
10 geracdes, sendo obtidos como parametros 6timos y=1024 e 6°=32. Com esse
modelo a validacdo cruzada teve 100% de acerto das classes das amostras, ou
seja, a previsao das classes feita pelo algoritmo foi correta para todas as amostras
de calibracao do modelo.

Utilizando este mesmo modelo para prever as amostras de validagao
houve apenas um erro dentre as 8 amostras, como pode ser visto na Tabela 7.

Tabela 7. Temperaturas de crescimento reais e previstas pelo SVM nas
amostras de validagéo.

Amostra Temperaturade | Temperatura prevista (SVM)

crescimento real (°C) (¢C)
! 30 30
2 30 40
3 30 30
4 30 30
> 40 40
® 40 40
7 40 0
8 40 40
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O SVM foi capaz de fazer uma 6tima separacao entre os dois grupos de
amostras, o que pode ser corroborado na Tabela 7. Na Figura 30 ficam
evidenciadas distingdes entre os grupos de amostras, principalmente nos nimeros

de onda préximos a 990 e 1170 cm™.
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Figura 30. Média da primeira derivada da regido do infravermelho usada na
construgao dos modelos. Em vermelho espectros da A. ferooxidans LR cultivada a
30°C e em azul espectros das bactérias cultivadas a 40°C.

Essa é a regiao correspondente aos polissacarideos, sendo que bandas em
1160 + 30 cm™ sdo dominadas por ligacdes glicosidicas do tipo C-O-C [67],
indicando possivel aumento na producao de polissacarideos por A. ferrooxidans
cultivada em temperatura superior a ideal.

A parede celular e a membrana externa sao as regides com maior
concentracao de polissacarideos em bactérias (principalmente fazendo parte do
LPS — lipopolissacarideo), indicando que essas estruturas podem ter sido afetadas

pelo aumento da temperatura de crescimento.

Além da ja citada indugdo de proteinas de choque térmico, bactérias
respondem a situagdes estressantes com o ajuste da composicao de lipideos em
suas membranas [68]. Esse ajuste da composicao de lipideos pode ser detectado,
por infravermelho, através da deformacéo da banda que ocorre em torno de 1650
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cm’' (caracteristico de C=C), devido a modificacdes na instauragéo dos lipideos ou
através de modificacdes na regido dos acidos graxos, em torno de 3000 cm™.
Neste dltimo caso, sdo observadas mudancas na posicdo da banda
correspondente ao CH, [69]. Curiosamente, ndo foi detectada nenhuma
modificacao significativa nas regides citadas acima, o que nos faz propor que em
A. ferrooxidans LR o ajuste na composi¢cao de polissacarideos possa ser crucial
para a adaptagao em temperaturas elevadas.

5.3 Avaliacao de diferencas na estrutura celular de bactérias
cultivadas na presenca e auséncia de Fosforo.

Nesta aplicagdo os métodos quimiométricos de classificacdo de amostras
foram utilizados para avaliar diferencas celulares em A. ferrooxidans LR cultivada
na presenca e auséncia de fosfato. A Figura 31 mostra os espectros obtidos com

as réplicas experimentais.
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Figura 31. Espectros, com linha de base ajustada, obtidos a partir de células
secas de A. ferrooxidans LR cultivada em presenca (em vermelho) e auséncia de
fosfato (em azul). Em destaque a regi&o utilizada na constru¢cdo dos modelos.
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Assim, como na aplicagdo anterior, 0s espectros ndo apresentaram
diferengas aparentes entre as leituras de amostras com diferentes condigdes de

crescimento.

Para a construcao dos modelos foram utilizadas as primeiras derivadas dos
espectros e esses dados foram centrados na meédia, a fim de diminuir efeitos do
espalhamento de radiacdo sobre o modelo.

Inicialmente, foram construidos modelos baseados na primeira derivada do
espectro inteiro e como no caso anterior ndo foram obtidos bons resultados para a
separacao dos dois grupos, sendo necessdria a divisdo dos espectros em regioes.
Modelos exploratérios foram preparados utilizando o iPCA e a regido que
apresentou melhores resultados foi novamente a regiao referente ao “fingerprint’
metabdlico, situada entre 850 e 1275 cm™. A primeira derivada dessa regido esta
presente na Figura 32.
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Figura 32. Primeira derivada da regidao do infravermelho usada na construgcao dos
melhores modelos de previsdo, Em vermelho espectros da A. ferooxidans LR
cultivada na presenca e em azul espectros das bactérias cultivadas na auséncia
de fosfato.
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Podemos observar nesta figura algumas diferencas entre os grupos de
amostras, como a regido do espectro sdao a correspondente ao estiramento P=0O
de fosfodiésteres PO? (compreendida entre 1220 e 1260 cm™'). Também se
podem notar diferencas em bandas como a 1160 + 30 cm™ que ¢ atribuida por
ligacdes glicosidicas do tipo C-O-C [67].

Para validacdo dos modelos de classificacdo, depois destes pré-
tratamentos os dados foram separados em conjuntos de calibracdo e validagcéao
pelo algoritmo de Kennard-Stone, com 15 amostras no primeiro conjunto (com 8
amostras referentes as bactérias cultivadas na presenca de fosfato e 7 amostras
referentes as bactérias cultivadas na auséncia de fosfato) e 8 no segundo (com 4
amostras referentes a cada condigcao de crescimento).

5.3.1 Modelo SIMCA

Na constru¢cao do modelo SIMCA foram ajustados os modelos de PCA para
cada uma das duas classes, utilizando 4 variaveis latentes tanto para a classe 1
(referente as bactérias cultivadas na presenca de fosfato) onde explicavam
93,24% da variancia total, quanto para a classe 2 (referente as bactérias
cultivadas na auséncia de fosfato) onde explicavam 94,01% da variancia total.

Na Figura 33 estao representadas as previsoes feitas pelo SIMCA para as
duas classes de bactérias, onde as amostras do conjunto de calibragcdo para
bactérias da classe 1 estdo em vermelho, amostras do conjunto de calibra¢do para
classe 2 estdo em azul e as respectivas amostras de validagcao estdo em verde e
rosa. As amostras que ficam na posi¢cao 1 sdo aquelas que o modelo previu como
pertencentes a classe modelada. As mesmas informagdes estdo presentes na
Tabela 9.
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Figura 33. Previsao de classes por SIMCA para bactérias cultivadas A) na
presenca de fosfato e B) na auséncia de fosfato.

Tabela 8. Legenda da Figura 33.

Classe Tipo Simbolo
Presenca de fosfato Calibracao v
Auséncia de fosfato Calibracao ]
Presenca de fosfato Validagéo ®
Auséncia de fosfato Validacédo o
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Tabela 9. Previsao das classes das bactérias por SIMCA.

Amostra Co:::éo Condicao prevista A | Condicao prevista B
Amostras de calibracao

1 Presenca Presenca -

2 Presenca Presenca -

3 Presenca Presenca -

4 Presenca Presenca -

5 Presenca Presenca -

6 Presenca Presenca -

7 Presenca Presenca -

8 Presenca Presenca -

9 Auséncia - Auséncia
10 Auséncia - Auséncia
11 Auséncia - Auséncia
12 Auséncia - Auséncia
13 Auséncia - Auséncia
14 Auséncia - Auséncia
15 Auséncia - Auséncia

Amostras de validacao
16 Presenca Presenca -

17 Presenca Presenca -

18 Presenca - -

19 Presenca Presenca -

20 Auséncia - -
21 Auséncia - -
22 Auséncia - -
23 Auséncia - -

Como no modelo anterior, nas previsdes dos grupos de calibragdo das duas
classes o SIMCA foi bastante preciso e ndo errou a classificagdo de nenhuma
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amostra. Quanto as amostras de validacao, o modelo previu bem as amostras
cultivadas na presenca de fosfato, ndo classificando corretamente apenas uma
amostra, entretanto ndo foi capaz de prever nenhuma das 4 amostras cultivadas

na auséncia de fosfato. Nao houve nenhum falso positivo em nenhum caso.

5.3.2 Modelo SVM

Os parametros do SVM foram otimizados por algoritmo genético, utilizando
10 geragdes. Os parametros obtidos foram y=1024 e ©°=0,2500. Com esse
modelo a validacdo cruzada teve 100% de acerto das classes das amostras, ou
seja, a previsdo de todas as amostras de calibragdo foi correta.

O modelo preparado foi utilizado para prever as amostras de validagéo, e

nao houve nenhum erro de classificacdo, como pode ser visto na Tabela 10.

Tabela 10. Condi¢des de crescimento reais e previstas pelo SVM.

Amostra Condigao de Condicao prevista (SVM)
crescimento real
1 Presenca de Fosfato Presenca de Fosfato
2 Presenca de Fosfato Presenca de Fosfato
3 Presenca de Fosfato Presenca de Fosfato
4 Presenca de Fosfato Presenca de Fosfato
5 Auséncia de Fosfato Auséncia de Fosfato
6 Auséncia de Fosfato Auséncia de Fosfato
7 Auséncia de Fosfato Auséncia de Fosfato
8 Auséncia de Fosfato Auséncia de Fosfato

O SVM foi capaz de fazer uma 6tima classificagao entre os dois grupos de
amostras, com nenhum erro de previsdo, o que pode ser evidenciado na Tabela

10.
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5.4 Conclusoes

Em ambas as aplicacbes de infravermelho médio e quimiometria para
classificacdo de bactérias, em relacdo a sua condicdo de crescimento, o SVM
mostrou-se uma ferramenta mais eficiente, obtendo resultados de previsdo da
classe das amostras de validagdo mais coerentes com as classes reais das
mesmas do que o algoritmo padrédo na area de quimiometria que é o SIMCA.

Além disso, a diferenca de classes detectada mostrou que ha, de fato, uma
mudanca estrutural na A. ferrooxidans LR causada por estresses de temperatura e
privacdo de fosfato. A regido do espectro que originou os melhores modelos, ou
seja, maiores separacdes de classes, indica que essas mudangas sao causadas
por alteracbes nos carboidratos, fosfolipideos e fosfoproteinas, que devem

funcionar como sistema de defesa da bactéria a essas situacdes.
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Capitulo VI
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6. Diferenciacao entre nédulos hepaticos por
microespectroscopia no MIR

Hepatocarcinoma (HCC) [70] é o tipo mais comum de cancer do figado,
representando mais de 90% dos casos. A relacao entre o HCC e a cirrose esta
bem estabelecida, especialmente nos casos secundarios as infec¢des pelos virus
B e C da hepatite e ao consumo de bebidas alcodlicas [71].

No6dulos hepaticos podem ser benignos ou sofrer transformacéo para HCC.
Ha uma sequiéncia de ndédulos hepaticos, regenerativos ou cirréticos, displasicos
de baixo grau e displasicos de alto grau, que precedem o HCC. As lesbes séo
definidas de forma consistente apenas por meio de analise histolégica. Com o
conhecimento que a hepatocarcinogénese segue determinada sequéncia de
eventos e, visando alternativas terapéuticas mais precoces e eficientes, na
atualidade tem-se buscado cada vez mais a identificagéo de lesdes hepaticas pré-
neoplasicas ou com algum potencial de se transformarem em HCC, principalmente
através de métodos de imagem. Porém, apesar de muito valorizadas e estudadas,
do ponto de vista histolégico ha ainda grande confusado diagndstica, muito em
parte devido a falta de critérios morfolégicos unanimes, além de grande confuséo
na sua nomenclatura, com varias classificacbes propostas [72].

Desde 1995, a classificacdo mais utilizada para estas lesdes € a proposta
pela International Working Party [73], que as classifica em: MacroNo6dulo
Regenerativo (MNR), Nédulo displasico de baixo grau (NDBG) Nodulo Displasico
de Alto Grau (NDAG) e Carcinoma Hepatocelular. O diagnéstico diferencial entre
MNR e NDBG, em alguns casos, é extremamente dificil, quando ndo impossivel.
Porém, como parece nao haver significado pratico para esta diferenciagéo, alguns
autores propdem que conjuntamente sejam designadas como “lesdo hepatocelular
de baixo grau”. O desenvolvimento e evolugdo do HCC esta apresentado na
Figura 34 [72].
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Figura 34. Desenvolvimento e evolugédo do HCC.

O fato de macrond6dulos serem bem mais frequentes em figados cirréticos
com HCC demonstra forte relagdo entre estes. Além disso, alguns estudos tém
demonstrado o aparecimento de HCC no interior de macronédulo. De acordo com
a literatura [72], ocorreria um processo clonal no interior destas lesdes, em que
clones de células malignas originando-se de hepatécitos que sofreram mutacoes,
substituiriam gradativamente todo o nodulo, transformando-o em HCC bem
diferenciado. O diagnoéstico diferencial entre NDAG e HCC pequeno é também
muito dificil. A demonstracao, no entanto, que muitos HCC se originam no interior
de NDAG faz com que vérios cirurgides optem por trata-los igualmente

Vale comentar que o diagnéstico diferencial de nédulos benignos e do HCC
se faz necessario para que os pacientes possam receber a terapéutica adequada
a cada caso. Ainda, o diagnéstico precoce do HCC confere melhor prognéstico a
seus portadores. Entretanto, sdo comuns as dificuldades encontradas para a
diferenciacdo de ndédulos hepaticos benignos e malignos (HCC) por meio da
andlise histologica convencional, o que justifica a busca por outros métodos que
contribuam para o diagnéstico correto das lesdes distintas [74,75].

Tém sido desenvolvidos métodos utilizando espectroscopia na regiao do
NIR para diagnostico de cancer de prostata [76], mama [77] e colon [78], assim,
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nesta quarta aplicagdo, utilizou-se a microespectroscopia na regiao do
infravermelho proximo [79] em conjunto com métodos quimiométricos de
classificacdo para diferenciacdo de nodulos cirréticos e HCC. Também foi
realizada uma comparacgao no poder de classificacéo entre o SIMCA e o SVM.

A microespectroscopia no infravermelho refere-se ao acoplamento de um
espectrometro a um microscopio. Os espectros podem ser obtidos de apenas um
ponto da amostra ou para se obter uma imagem global da amostra. A microscopia
no infravermelho é uma técnica capaz de diferenciar caracteristicas de amostras
em nivel microscopico, podendo revelar distribuicbes e constituintes da mesma
[79].

No microespectdmetro a luz da fonte é focalizada sobre a amostra
utilizando um condensador e a luz transmitida ou refletida pela amostra é coletada
pela objetiva, formando uma imagem ampliada da amostra. Essa imagem € entéo
levada a um detector apropriado. No geral, a funcdo e componentes encontrados
no microespectometro ndo diferem de um microscopio convencional; as Unicas
excecdes sdo que o microespectdometro IR: (1) emprega radiagéo infravermelha do
interferdbmetro como sua fonte, (2) utiliza lentes refletindo, (3) utiliza uma abertura
para o plano da imagem priméria, para definigio da amostra e (4) utiliza um
detector sensivel ao infravermelho [80].

Nos primeiros anos de microespectroscopia no infravermelho a técnica
foi empregada principalmente para a identificagdo de contaminantes particulados.
Foi logo reconhecido, no entanto, que o método poderia ser empregado para
obter informagbes quimicas de areas localizadas deuma amostra muito
maior para obter a distribuicdo das espécies quimicas ha mesma. Naquela época,
microscépios IR foram equipados com estagios x-y controlada por computador que
permitia obtencdo de mapas quimicos [80].

6.1 Experimental

Foram analisados fragmentos de figado humano, cirréticos ou HCC,
incluidos em blocos de parafina do arquivo do Gastrocentro da Universidade
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Estadual de Campinas. Os cortes histolégicos de 5 um de cada caso foram
montados em l|aminas de vidro. Os fragmentos foram analisados em um
espectrdmetro SPOTLIGHT 400N Perkin Elmer utilizando os paradmetros: modo
imagem, transmitancia, 64 scans por pixel, resolugdo 4 cm™, tamanho de pixel de
25 um?, faixa espectral de 2000 a 6000 cm™, 4rea de 100 x 100 um, utilizando a
propria lamina de vidro como branco.

Para a construcdo dos modelos foram utilizados espectros de 83 nddulos
de HCC e 41 de nbdulos cirréticos de diferentes graus, classificados através de
andlise histologica por especialistas do Gastrocentro da Universidade Estadual de
Campinas. Para tratamento dos dados e constru¢cdo dos modelos quimiométricos
foram utilizados o Matlab 7.0.1, PLS-Toolbox 4.02 e a rotina de SVM com
otimizagédo por GA proposta por Huang e Wang [36].

Figura 35. Exemplo de nédulo de HCC visto no microscopio acoplado ao
equipamento de NIR.

6.2 Resultados e discussoes
Os espectros utilizados na constru¢cdo dos modelos quimiométricos foram a

média de todos o0s espectros obtidos em cada imagem. Com isso tentava-se

deixar os espectros das diversas amostras mais homogéneos entre si, diminuindo
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possiveis alteragdes espectrais devido a diferengcas estruturais presentes no

préprio tecido.
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Figura 36. Espectros médios das amostras de nédulos cirréticos (em vermelho) e
cancerosos (em azul).

Como é possivel observar na Figura 36 ha pouca informagédo a partir de
4000 cm™, por este motivo o espectro foi cortado entre 2500 e 4000 cm™', regido
pertencente ao infravermelho médio, antes de ser utilizado. A vantagem adicional
de usar esta regidao do espectro é que sua absorcdo pelo vidro das laminas é
muito fraca ou nula.

Pode ser visto que os espectros tiveram bastante problema de linha de
base. A fim de minimizar esse problema de espalhamento de radiacao foi utilizado
como pré-processamento a segunda derivada dos espectros. Também foi
importante auto-escalar e normalizar as amostras para eliminar diferencas de
matriz entre as amostras. Entretanto, modelos feitos apenas com esses pré-
processamentos nao foram capazes de separar as classes de amostras de forma
eficaz, assim alguns outros pré-processamentos foram testados a fim de aumentar
a exatidao da separacéao das classes.

O pré-processamento utilizado nos modelos que apresentaram melhores
resultados, ou seja, uma classificacdo mais correta das amostras, foi a Correcéo
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Ortogonal de Sinal (OSC, do nome em inglés Orthogonal Signal Correction) [20].
Este algoritmo é utilizado para eliminar informacao desnecessaria dos espectros.
Em amostras complexas, como por exemplo, de origem biol6gica, este é o pré-
processamento mais utilizado. Neste procedimento a matriz X é corrigida pela
subtragdo da variacao que é ortogonal ao vetor de calibragdo y. O y neste caso
era um vetor contendo a classe correspondente a cada amostra.

AplOs passarem pelos pré-processamentos, os espectros das amostras
foram separados aleatoriamente em um conjunto de calibragéo, com 99 amostras,

e um conjunto de validagédo, com 25, sendo 16 de HCC e 9 de nédulos cirréticos.

6.2.1 Modelo SIMCA

No SIMCA um modelo PCA é ajustado separadamente para cada classe.
Para isso deve-se escolher 0 numero de componentes principais de cada PCA
utilizando a validagédo cruzada. A Figura 37 mostra os graficos da raiz do erro
médio quadratico de validag¢ao cruzada (RMSECV) por Componentes Principais

para as duas classes de amostras.

Através da interpretacdo das Figuras 37A e B foram escolhidas 12
componentes principais para ambas as classes. Apesar de ser 0 mais indicado
através da observacdo dos graficos este € um numero bastante alto de

componentes principais, 0 que poderia levar o modelo a um sobreajuste.

96



0.035

0.03

0.025

RMSECYV

0.02

0.015

0.01 L I | L I I ! ! I
2 4 6 8 10 12 14 16 18 20

Componentes Principais

A

0.036 T T T T T T T
0.034|
0.032
0.03
=
< 0.028
LLl
w
= 0.026
o=
0.024
0.022

0.02

L L I
2 4 5] 8 10 12 14 16 18 20
Componentes Principais

0.018 1 1 1 1

B

Figura 37. RMSECV para A) n6dulos cancerosos e B) nédulos cirroticos.

Com o modelo SIMCA ajustado foram construidos graficos mostrando a
previsdo de cada classe. Na Figura 38 as amostras de calibracao de carcinoma
e nédulo cirrético estdo respectivamente em vermelho e azul, enquanto os
conjuntos de validacdo estdo em verde e rosa (Tabela 11). As amostras
consideradas como pertencentes a classe modelada ficam na posicao 1 do
gréfico, assim era esperado que em A (previsdao de HCC) ficassem na posicéo 1
apenas amostras vermelhas e verdes, enquanto em B (previsdo de nodulos

cirréticos) ficassem na posicao 1 apenas as amostras azuis e rosas.
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Figura 38. Previsdo das amostras de corte histolégico de figado separadas em
conjuntos de calibragéo e validagdo. Onde, em A) esta a previsao das amostras
de nodulos cancerosos e em B) cirréticos.

Tabela 11. Legenda da Figura 38.

Classe Tipo Simbolo
HCC Calibracao v
Nédulo cirrético Calibracao )
HCC Validacao B
Nédulo cirrético Validacao H
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Como pode ser visto, a previsdo se mostrou bastante falha, principalmente
nos conjuntos de classificagdo. Quanto as amostras de validag&o para carcinoma,
6 das 16 amostras nao foram previstas, além de 3 falsos positivos, enquanto na
previsao para nodulos cirréticos houveram trés amostras que nao foram previstas,
além de 3 falsos positivos.

A previsdo das amostras de validacdo também esta especificada na Tabela
12.

6.2.2 Modelo SVM

Os parametros foram otimizados por algoritmo genético, utilizando 15
geracdes. Os parametros obtidos através do algoritmo genético foram y=32768 e
5°=0,0625. Com esse modelo a validagdo cruzada, ou seja, previsdo das proprias
amostras do conjunto de calibracdo, teve 81,82% de acerto das classes das
amostras.

Utilizando esse modelo para prever as amostras de validagcao foram obtidos
76% de acerto geral. O modelo previu corretamente 13 das 16 amostras de
validacdo de cancer e 6 das 9 das amostras de validacdo de nddulo cirrético,
como pode ser visto na Tabela 12. A mesma tabela também traz os resultados de
previsdao do modelo SIMCA, a fim de comparacao.
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Tabela 12. Classes reais e previstas por SVM das amostras de corte histologico

de figado.*

Amostra Classe Real Classe Prevista Classe Classe
SVM Prevista Prevista

SIMCA SIMCA

1 HCC HCC - -

2 HCC HCC HCC -

3 HCC HCC - -

4 HCC HCC - -

5 HCC HCC HCC -

6 HCC HCC HCC -

7 HCC HCC HCC -

8 HCC HCC HCC -

9 HCC HCC - Nod

10 HCC Nod HCC -

11 HCC Nod HCC Nod

12 HCC HCC HCC -

13 HCC Nod - -

14 HCC HCC HCC -

15 HCC HCC - Nod

16 HCC HCC HCC -

17 Nod HCC - Nod

18 Nod Nod - Nod

19 Nod HCC HCC Nod

20 Nod Nod - -

21 Nod Nod - Nod

22 Nod HCC HCC Nod

23 Nod Nod HCC Nod

24 Nod Nod - -

25 Nod Nod - -

* onde Nod eram as amostras classificadas como nodulos cirréticos.
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6.3 Conclusoes

Através dos resultados pode-se notar que, devido a complexidade das
amostras, o SVM se mostrou mais eficiente do que o SIMCA, especialmente na
classificacdo das amostras de nodulos HCC, onde o SIMCA apresentou o dobro
de erros do que o0 SVM nas amostras de validagao.

O SVM ¢ bastante dependente do numero de amostras, com um conjunto
de amostras maior a tendéncia € que houvesse um aumento da taxa de acertos na
previsdo da classe dos nodulos com este algoritmo. Entretanto, esse modelo ja foi
bastante satisfatério, uma vez que em um teste clinico sao utilizadas em média 5
amostras de um mesmo nddulo antes de dar um diagnéstico.

A microespectroscopia na regiao do infravermelho aliada ao SVM parece
ser uma alternativa interessante na diferenciacdo dos nddulos hepaticos, sendo
mais rapida do que a analise histologica convencional e principalmente por néo

necessitar de um profissional altamente treinado para realiza-la.
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Conclusoes Gerais
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7. Conclusoes

Nesta tese foram realizadas quatro aplicagées do algoritmo Support Vector
Machines, sendo duas para calibracdo multivariada e duas para classificacao de
amostras, para realizar uma comparagao de performance deste com a de outros
algoritmos mais utilizados para estes fins.

Os estudos onde o SVM foi utilizado para a calibragdo multivariada foram a
determinacao de Nitrogénio e Carbono em solo e a determinacéo da concentracao
de um determinado mineral em um polimero.

Na primeira utilizagdo do SVM, ele se mostrou uma ferramenta mais
indicada para a determinagéo da concentracdo do Carbono e Nitrogénio quando
estes elementos estdo em solos sem que se saiba se ha ou nao a presenca do
mineral gipsita.

Nos modelos construidos com as amostras de solo sendo separadas em
grupos com e sem o mineral, o PLS foi capaz de prever a concentracao tao bem
quanto o SVM, ndo havendo indicios estatisticos de diferenca de desempenho
entre os algoritmos. Por outro lado, nos modelos construidos com amostras de
solos com e sem gipsita juntas, as concentragdes desses elementos foram obtidas
com erros consideravelmente menores do que a previsdo feita pelo método
padrao de calibracdo multivariada, o PLS. Ou seja, o SVM parece ser uma boa
alternativa para construcdo de modelos de calibracdo quando ha mais de um tipo
de amostra presente nos conjuntos de calibragao e validacéo.

Na determinagédo da concentracdo de um determinado mineral em polimero
o PLS conseguiu boas previsdes, contudo o modelo SVM conseguiu chegar a um
modelo com um erro médio quadratico de previsdao com um valor de praticamente
metade do primeiro algoritmo. Observando o teste F feito entre esses RMSEPs e o
grafico de erros absolutos das previsdes pudemos concluir que o SVM produziu
previsdes significantemente melhores que o PLS.

Nos estudos de classificagdo de amostras biolégicas, o SVM teve um
desempenho bastante superior ao método padrdo SIMCA. A complexidade das

amostras conferia uma caracteristica ndo normalmente encontrada em problemas
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deste tipo e devido a isso a correta classificacdo das mesmas se torna bastante
comprometida com a utilizacdo de métodos mais tradicionais de reconhecimento
de padrdes, como SIMCA.

Na classificacdo das bactérias quanto as condi¢des de crescimento
(temperaturas 30 ou 40°C e na presenga ou auséncia de fosfato) o SIMCA nao foi
capaz de classificar corretamente a grande maioria das amostras de validacao
enquanto o SVM produziu apenas uma previsao errada para as quatro diferentes
condi¢des de crescimento das bactérias nestes conjuntos.

Através desta classificacdo entre os grupos de bactérias foi evidenciado
que a A. ferrooxidans LR se modifica, e principalmente em componentes da
parede celular, quando submetida a essas mudancas nas condicdes ambientais.
Essa adaptacdo € uma informacdo importante, pois mostra que a bactéria
sobrevive bem as intempéries do processo de biolixiviagdo e indica pontos que
futuramente podem ser explorados para melhorar ainda mais o seu potencial
biotecnoldgico.

Quanto a diferenciacdo de nodulos cirréticos e de HCC, houve uma
consideravel diferenca na previsdo do HCC com o SVM produzindo o dobro de
acertos em relacao ao SIMCA.

A taxa de previsoes corretas feitas pelo SVM permite que a utilizacdo deste
algoritmo em dados de microscopia NIR de laminas de figado possa ser proposta
como método alternativo de diagnédstico de diferenciacdo dos nddulos hepaticos
entre cirréticos e carcinogénicos, isso traz como vantagens o desenvolvimento de
uma metodologia mais rapida do que a analise histolégica convencional e
principalmente por ndo necessitar de um profissional altamente treinado para
realiza-la.

Nos 4 estudos feitos nessa tese o0 SVM acabou por ter uma performance
melhor do que os algoritmos aos quais foi comparado, tanto para os casos onde
foi utilizado para desenvolver modelos de calibragdo multivariada quanto para os
casos onde foi utilizado para classificagdo de amostras, indicando ser uma
alternativa promissora para quando algoritmos tradicionais ndo produzam

resultados satisfatorios.
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