.
g

‘\1

UNICAMP

SAMUEL ANDERSON ALVES DE SOUSA

NOVAS METODOLOGIAS PARA A ANALISE DE DADOS EM CIENCIAS OMICAS E
PARA O CONTROLE DE QUALIDADE DE AMOSTRAS DE BIODIESEL-DIESEL

CAMPINAS
2013



i



UNIVERSIDADE ESTADUAL DE CAMPINAS
INSTITUTO DE QUIMICA

SAMUEL ANDERSON ALVES DE SOUSA

NOVAS METODOLOGIAS PARA A ANALISE DE DADOS EM CIENCIAS OMICAS E
PARA O CONTROLE DE QUALIDADE DE AMOSTRAS DE BIODIESEL-DIESEL

ORIENTADORA: PROFA. DRA. MARCIA MIGUEL CASTRO FERREIRA
CO-ORIENTADOR: PROF. DR. ALVICLER MAGALHAES

TESE DE DOUTORADO APRESENTADA AO
INSTITUTO DE QUIMICA DA UNICAMP PARA
OBTENCAO DO TiTULO DE DOUTOR EM CIENCIAS.

ESTE EXEMPLAR CORRESPONDE A VERSAO FINAL DA TESE DEFENDIDA
POR SAMUEL ANDERSON ALVES DE SOUSA, E ORIENTADA PELA
PROFA. DRA. MARCIA MIGUEL CASTRO FERREIRA.

Assinatura do Co-orientador

CAMPINAS
2013

il



FICHA CATALOGRAFICA ELABORADA POR DANIELLE DANTAS DE SOUSA -
CRB8/6490 - BIBLIOTECA DO INSTITUTO DE QUIMICA DA UNICAMP

Sousa, Samuel Anderson Alves de (1983-).

So85n Novas metodologias para a analise de dados em
ciéncias dmicas e para o controle de qualidade de
amostras de biodiesel-diesel / Samuel Anderson Alves
de Sousa. — Campinas, SP: [s.n.], 2013.

Orientador: Marcia Miguel Castro Ferreira.
Coorientador: Alvicler Magalhaes.

Tese (doutorado) - Universidade Estadual de
Campinas, Instituto de Quimica.

1. Biodiesel. 2. Ressonancia magneética nuclear. 3.
Bucketing otimizado. 4. Ciéncias émicas. 5. Escalamento
de diferencas individuais multinivel. |. Ferreira, Mércia
Miguel Castro. Il. Magalh&es, Alviclér. Ill. Universidade
Estadual de Campinas. Instituto de Quimica. IV. Titulo.

Informacdes para Biblioteca Digital

Titulo em inglés: New methodologies for data analysis in omics sciences and for quality
control of biodiesel-diesel samples

Palavras-chave em inglés:

Biodiesel

Nuclear magnetic resonance
Optimized bucketing

Omic sciences

Multilevel individual differences scaling

Area de concentracgio: Fisico-Quimica
Titulagao: Doutor em Ciéncias

Banca examinadora:

Alvicler Magalhaes [Coorientador]
Norberto Peporine Lopes

Edenir Rodrigues Pereira Filho
Jarbas José Rodrigues Rohwedder
Roy Edward Bruns

Data de defesa: 25/09/2013

Programa de pds-graduacao: Quimica

v



vi



A minha mae Izabel,
ao meu pai Joao Alberto (in memoriam),
ao meu irmao Fred e aos meus sobrinhos

Jhennifer, Joao Alberto Neto e Afonso.

vii



viii



Agradecimentos
Meus sinceros agradecimentos:

Em primeiro lugar a Deus que na sua infinita bondade tem guiado meus passos e sido o
meu pastor.

A Profa. Marcia Miguel, o apoio, orientacdo e amizade.

Ao Prof. Alviclér Magalhdes, a disponibilidade para discussdes e a valiosa co-
orientagao.

Aos Profs. Johan A. Westerhuis, Age K. Smilde e Gooitzen Zwanenburg do Biosystems
Data Analysis Group do Swammerdam Institute for Life Sciences da University of
Amsterdam, em especial ao primeiro, a orientacdo durante o estigio de doutorado
sanduiche. Deste mesmo grupo, manifesto agradecimentos aos amigos doutorandos e
pOs-doutorandos, em especial a amiga Dicle Hasdemir.

Ao Prof. José Dias de Souza Filho (ICEx — UFMGQG), a ajuda com os experimentos de
RMN.

A todos os amigos do Laboratério de Quimiometria Tedrica e Aplicada (LQTA) do
Instituto de Quimica da Unicamp, em especial ao Jodo Paulo e ao Clecio Filho, pois
mais que amigos, sao verdadeiros irmaos.

Aos amigos: Leticia, Adriano (Sol), Sérgio, Thiaguim, Flamys, Lucas, Irlene, Janaina,
Michel, Edmundo, Négo Chico (Chicdo), Lenilson, Olimpio, Juliana (do JP), Eduardo,
Herbert e familia, Reginaldo e familia, Mércia, Alessandra, Elidiane, Lilia, Euzébio,
Eva, Georgiana e Socorro, o convivio, amizade, companheirismo e todas as outras
6timas coisas que me proporcionaram, no sentido de amenizar as dificuldades da vida
longe de casa.

Ao IQ-UNICAMP, todo o suporte fornecido e a CPG-IQ-UNICAMP, em especial aos
funcionéarios Bel e Miguel, o apoio ao longo destes anos.

A Capes, a bolsa de estudos de pds-graduacio (Portaria n° 87 - DOU 28/09/2006) e ao
CNPq, a bolsa de doutorado sanduiche (Programa Ciéncia sem Fronteiras).

1X






CURRICULUM VITAE

Dados pessoais:

Nome: Samuel Anderson Alves de Sousa
Filiacdo: Jodo Alberto de Sousa e Izabel Cristina Alves de Sousa
Nascimento: 10/08/1983 - Teresina/PI - Brasil

Formacao académica/titulacao:

e 03/2008 — 08/2013: Doutorado em Quimica - Universidade Estadual de Campinas.
Bolsista da Capes. Orientadora: Profa. Dra. Marcia Miguel Castro Ferreira.

o 02/2006 — 02/2008: Mestrado em Quimica - Universidade Federal do Piaui.
Orientador: Prof. Dr. José Machado Moita Neto.

e 03/2001 - 06/2005: Graduacao em Bacharelado em Quimica com Atribuicoes
Tecnolégicas - Universidade Federal do Piaui.

Experiéncia internacional:

Estagio de doutorado sanduiche no Biosystems Data Analysis Group do Swammerdam
Institute for Life Sciences da University of Amsterdam — Holanda, sob orientacdo do
Prof. Johan A. Westerhuis, no periodo de Setembro a Dezembro de 2011.

Atuacao profissional:

e Universidade Estadual de Campinas:
Programa de estdgio docente, PED B, Periodo: 08/2008 — 11/2008.
Programa de estdgio docente, PED B, Periodo: 03/2009 — 06/2009.
e Instituto Dom Barreto — IDB — Teresina-PI:
Docente ensino médio, Periodo: 02/2005 — 12/2007.
e Colégio Sagrado Coracao de Jesus — CSCJ — Teresina-PI:
Docente ensino médio, Periodo: 02/2005 — 12/2007.

Revisor de periddico:
2012 — Atual: Periédico: Journal of Chemometrics (Print).

Prémios e titulos:

e 2006: Melhor desempenho no Exame Nacional de Desempenho dos Estudantes
(Enade-2005) como concluinte na drea de Quimica, INEP-MEC (Agraciado com
bolsa de pos-graduagdo da Capes - Portaria n® 87 - DOU 28/09/2006).

X1



2005: Laurea Universitaria - Honra ao mérito enriquecedor do meio académico, a
Universidade Federal do Piaui e a sociedade piauiense, Universidade Federal do
Piaui.

2003: Mencao Honrosa na XVI Jornada Brasileira de Iniciacdo Cientifica em
Quimica com o trabalho "Constituintes quimicos da prépolis produzida na cidade de
Pio IX - PI", Associagdo Brasileira de Quimica.

Producao bibliografica:

Artigos completos publicados em periddicos:

SOUSA, SAA, Magalhdes, A, Ferreira, MMC. Optimized bucketing for NMR
spectra: Three case studies. Chemometrics and Intelligent Laboratory Systems, 122,
93-102, 2013.

Muniz Filho, RCD, SOUSA, SAA, Pereira, FS, Ferreira, MMC. Theoretical Study of
Acid-Catalyzed Hydrolysis of Epoxides. The Journal of Physical Chemistry A, 114,
5187-5194, 2010.

SOUSA, SAA, Cit6, AMGL, Moita Neto, JM. Andlise por espectrometria de massas
do 6leo de mamona produzido em Teresina-PI. Quimica no Brasil, 1, 53-56, 2007.
Pires, JEP, Fernandes, RM, Fernandes, MZLCM, Viana, GEN, Dourado, JCL,
SOUSA, SAA. Determinacdo da concentragdo inibitéria média (CI5S0) do extrato
aquoso de Simarouba versicolor, St. Hill sobre a ovipostura do carrapato bovino
(Boophilus microplus, Canestrine, 1887). Revista Brasileira de Plantas Medicinais,
9, 23-26, 2007.

SOUSA, SAA, Cit6, AMGL, Lopes, JAD. Constituintes do 6leo essencial da
propolis produzida na cidade de Pio IX - PI. Revista Brasileira de Plantas
Medicinais, 8, 1-3, 2006.

Luz Jdnior, GE, SOUSA, SAA, Moita, GC, Moita Neto, JM. Quimica geral
experimental: uma nova abordagem didatica. Quimica Nova, 27, 1, 164-168, 2004.
Cit6, AMGL, Souza, AA, Lopes, JAD, Chaves, MH, Costa, FB, SOUSA, SAA,
Amaral MPM. Resina de Protium heptaphyllum March (Burceraceae): Composi¢ao
Quimica do 6leo essencial e avaliacdo citotoxica frente a Artemia sallina Leach.
Anais da Associacdo Brasileira de Quimica, 52, 2, 74-76, 2003.

Resumos publicados em anais de congressos:

SOUSA, SAA, Muniz Filho, RCD, Ferreira, MMC. Energética envolvida no
rearranjo intramolecular indolico na biossintese da violaceina: Um estudo tedrico.
Simposio Brasileiro de Quimica Tedrica, 2009, Pocos de Caldas - MG.

xil



Souza, AM, Godoy, LAF, Breitkreitz, MC, SOUSA, SAA, Rothschild, L, Poppi, RJ.
Alinhamento de cromatogramas em CLAE para anélise multivariada. 33 Reunido
Anual da Sociedade Brasileira de Quimica, 2010, Aguas de Lindodia - SP.

Martins, JPA, SOUSA, SAA, Ferreira, MMC, Moita Neto, JM. Estudo tedrico da
atividade de tiossemicarbazonas contra Salmonella typhimurium. Simpdsio Brasileiro
de Quimica Tedrica, 2007, Pocos de Caldas - MG.

SOUSA, SAA, Cit6, AMGL, Lopes, JAD. Estudo da prépolis produzida na cidade de
Esperantina-Pl. XIII Semindrio de iniciagdo cientifica da UFPI, 2004, Teresina - PI.
SOUSA, SAA, Cit6, AMGL, Lopes, JAD, Chaves, MH. Constituintes quimicos da
propolis produzida na cidade de Pio IX - PI. XLIII Congresso Brasileiro de Quimica,
2003, Ouro Preto - MG.

SOUSA, SAA, Cit6, AMGL, Lopes, JAD. Constituintes quimicos do 6leo essencial
da prépolis produzida na cidade de Pio IX - PIL. II Simposio Brasileiro de odleos
essenciais, 2003, Campinas - SP.

SOUSA, SAA, Cit6, AMGL, Lopes, JAD, Chaves, MH, Souza, CML. Estudo da
propolis produzida na cidade de Pio IX-PI. XII Semindrio de iniciacdo cientifica da
UFPI, 2003, Teresina - PI.

SOUSA, SAA, Cit6, AMGL, Moita Neto, JM. Andlise do 6leo de mamona por
espectrometria de massas. XLII Congresso Brasileiro de Quimica, 2002, Rio de
Janeiro - RJ.

Luz Janior, GE, Moita, GC, Moita Neto, JM, SOUSA, SAA. A Primeira Disciplina
Experimental em Quimica. XI Encontro Nacional de Ensino de Quimica, 2002,
Recife - PE.

Participacoes em eventos:

Workshop de Quimica Analitica de Processos. 2010. (Semindrio).

Workshop on Recent Trends in Computer Simulations of Biomolecular Systems.
2009. (Seminario).

XV Simpésio Brasileiro de Quimica Tedrica. 2009. (Simpdsio).

30* Reunido Anual da Sociedade Brasileira de Quimica. 2007. (Congresso).

XLIII Congresso Brasileiro de Quimica. 2003. (Congresso).

XLII Congresso Brasileiro de Quimica. 2002. (Congresso).

Xiil



X1V



RESUMO

Neste trabalho sdo apresentadas duas novas metodologias multivariadas. Na
primeira, € desenvolvida uma ferramenta denominada bucketing otimizado para a
correcdo dos desalinhamentos dos espectros de RMN 'H. A andlise de componentes
principais em intervalos (iPCA) é utilizada para explorar espectros de RMN 'H e °C.
Para a diminuicdo de ruido destes ultimos € utilizada a andlise de componentes
principais em multiplas escalas (MSPCA). Os modelos iPCA s3o construidos para as
classes de amostras, metropolitanas e ndo metropolitanas, em conjunto e separadas,
atuando complementarmente na deteccdo de amostras nao conformes. Neste contexto, 0s
padrdes espectrais apontaram amostras, previamente reprovadas pelos paradmetros fisico-
quimicos proprios do campo de biocombustiveis. Adicionalmente, os modelos
reprovaram amostras com padrdes espectrais distintos, ndo reprovadas pelos parametros
citados. De modo geral, o desempenho dos modelos utilizando os espectros de RMN 'H
foi satisfatorio. Uma excecdo foi a deteccdo de amostras fora da especificacdo para o
teor de biodiesel, onde as distingdes nos espectros nao permitiram a discriminagdo de
amostras com teores proximo ao limite. Contudo, ao se estender um pouco a faixa
sugerida na legislacdo, os modelos mostraram boa melhoria. Os modelos a partir dos
espectros de RMN "°C obtiveram desempenho inferior aqueles citados acima. No
segundo estudo € apresentado um novo método denominado escalamento de diferencas
individuais multinivel (ML-INDSCAL), para analisar a variagdo intra-individual em
dados das ciéncias dmicas, focando em mudancas nas covariancias dentro dos grupos
experimentais e evidenciando as relacOes entre as varidveis (BVRs). Como somente a
variacdo intra-individual € usada para revelar as BVRs associadas as mudancgas
dindmicas, as interpretagdes sobre o fendmeno no qual os efeitos se baseiam sdo
melhoradas. Um conjunto de dados simulado é explorado para demonstrar a for¢ca do
método. O método é também aplicado a um conjunto real de dados de um estudo de

expressoes genéticas em células expressando a proteina viral R (Vpr) na forma nativa e
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com as mutacdes R80OA e F72A/R73A. O procedimento jack-knife € explorado na
validacdo dos modelos ML-INDSCAL. O método ML-INDSCAL € o primeiro da
literatura que combina a explora¢do da estrutura multinivel do conjunto de dados e a
investigacdo de BVRs e pode fornecer valiosas contribuicdes no campo de selecdo de

caracteristicas.

Palavras-chave: biodiesel; ressonincia magnética nuclear; bucketing otimizado;

ciéncias Omicas; escalamento de diferencgas individuais multinivel.
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ABSTRACT

In this work, two new multivariate methodologies are presented. In the first
approach, a tool named optimized bucketing is developed to correct 'H NMR spectra
misalignments. The interval principal component analysis (iIPCA) is used in order to
explore 'H and "C NMR spectra. The multiscale principal component analysis
(MSPCA) is used for denoising of ?C NMR spectra. The iPCA models are built for two
classes of samples, metropolitan and non-metropolitan, together and isolated,
complementarily providing out-of-specification samples detections. In this context, the
spectral profiles pointed out samples out of specification, in accordance to their
previously known physical-chemical parameters from the field of biofuels. Additionally,
the models were able to identify samples with distinct spectral profiles, but not rejected
by the cited parameters. In general, the iPCA models using 'H NMR spectra presented
good performances. An exception involves the detection of out-of-specification samples
for biodiesel content, where the distinction on spectra profiles did not allow
discrimination of samples when the biodiesel content was close to the allowed limit.
Nevertheless, a small extension in the range, adopted by the Brazilian legislation, was
enough to produce an improvement. The models from the °C NMR spectra achieved
worse performance than those cited above. In the second study is presented a novel
method named multilevel individual differences scaling (ML-INDSCAL) to analyze
within-individual variation in omic data, focusing on the changing covariances within
groups and evidencing the between variables relationships (BVRs). Since only the
within-individual variation is used to reveal the BVRs associated to dynamic changes,
the interpretations about the real phenomena underlying the treatment are improved. A
simulated data set is explored to demonstrate the strength of the method. Also, the
method is applied to a real data set from a study of expression profiles in cell lines
expressing wild-type and two mutated (R80A and F72A/R73A strains) Vpr. A version
of the jack-knife procedure is explored in order to validate the ML-INDSCAL models.
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The ML-INDSCAL is the first method in literature that combines the exploration of the
multilevel structure and the BVRs investigation and it can provide valuable insights on

the feature selection field.

Keywords: biodiesel; nuclear magnetic resonance; optimized bucketing; omic sciences;

multilevel individual differences scaling.
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Capitulo 1: Base quimiométrica para este trabalho

1.1. Introducao

No presente trabalho de tese sdo apresentadas novas metodologias para o controle
de qualidade de amostras de biodiesel-diesel e para a investigacdo de dados em ciéncias
omicas adquiridos segundo um planejamento experimental cruzado ou paralelo. Nos
desenvolvimentos destas abordagens sdo explorados alguns métodos quimiométricos,
seja como parte das metodologias propostas ou como ferramentas nas aplicagdes
relacionadas as mesmas. Deste modo, o primeiro capitulo apresenta os aspectos tedricos
destes métodos quimiométricos, servindo como base para os demais capitulos. Durante a
leitura desta tese, sempre que necessario, o leitor € convidado a retornar as secdes deste
capitulo para eventuais consultas a teoria.

No segundo capitulo serd mostrada uma abordagem denominada bucketing
otimizado para a correcdo dos desalinhamentos dos espectros de ressoniancia magnética
nuclear (RMN) de préton, sendo as suas aplicagdes, citando vantagens e desvantagens,
realizadas através de estudos de caso. A andlise de componentes principais em intervalos
(iPCA), utilizada para explorar espectros de RMN de préton ('H) e carbono (°C), serd
assunto do terceiro capitulo, onde a metodologia para o controle de qualidade de
misturas de biodiesel-diesel serd desenvolvida propriamente. Ainda neste assunto, a
diminuicio de ruido dos dados de RMN "°C serd realizada através da andlise de
componentes principais em multiplas escalas (MSPCA), que utiliza a transformada
wavelet e a andlise de componentes principais (PCA).

No quarto (e ultimo) capitulo serd desenvolvido um novo método, denominado
escalamento de diferencas individuais multinivel (ML-INDSCAL), para analisar a
variacdo intra-individual em dados das ciéncias Omicas com medidas repetidas no

tempo. A abordagem foca em mudancas nas covariancias dentro dos grupos
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experimentais, com o objetivo de evidenciar as relacdes entre as varidveis. Dois
exemplos serdo explorados para demonstrar o método, um conjunto de dados simulado e
um conjunto real de dados, disponivel na literatura. Uma versao do procedimento jack-

knife sera explorada para a validacdo dos modelos ML-INDSCAL.

1.2. Quimiometria

Segundo a International Chemometrics Society a quimiometria ¢ “a ci€ncia que
relaciona as medidas feitas sobre um sistema ou processo quimico com o estado do
mesmo, atraveés da aplicacdo de métodos matematicos ou estatisticos” [1]. De fato, a
quimiometria, como a etimologia do nome sugere [2], preocupa-se com dados de origem
quimica, mas atualmente ela tem se tornado um campo da ci€ncia altamente
interdisciplinar, aliando diversas dreas, tais como quimica, estatistica, bioinformadtica,
biologia, medicina, engenharia de alimentos, entre outros.

Com o aparecimento de modernos métodos analiticos de alta capacidade e
resolu¢do tem ocorrido relevante avanco no que diz respeito a aquisicdo de grandes
quantidades de dados. Neste contexto, ¢ bastante comum a coleta de centenas ou
milhares de varidveis por amostra, gerando dados mega ou multivariados, o que por sua
vez leva a uma maior exigéncia aos tratamentos estatisticos, a fim de serem extraidas
informacdes relevantes, razoavelmente validadas, para as inferéncias cientificas [3].

No que diz respeito ao tratamento de conjuntos de dados multivariados,
tradicionalmente, sdo usados os métodos baseados na extragcdo de componentes, € que
assim promovem uma reducdo na dimensionalidade dos dados, evidenciando padrdes
antes nao facilmente percebidos pela inspecdo dos conjuntos originais. Tais métodos
servem as diversas finalidades em quimiometria, como por exemplo, classificacdo de
amostras, andlise exploratéria dos dados, constru¢do de modelos de calibracdo, entre

outras.



A andlise de componentes principais (PCA, do inglé€s Principal Component
Analysis) é de longe o método mais usado para a exploracio de dados com as
caracteristicas citadas acima. Detalhes sobre a PCA serdo dados a seguir neste capitulo,
antes, no entanto, € necessdria a defini¢cao das notagdes matemaéticas utilizadas ao longo
desta tese. As descricdes sobre outros métodos explorados nesta tese, além das notagdes

eventualmente necessarias, serdo dadas oportunamente neste e nos capitulos seguintes.

1.3. Notacoes

Tendo em vista o padrdo matemdtico usado em textos na drea de quimiometria,
utilizam-se as seguintes notagdes: escalares sdo definidos em itdlico (por exemplo, n);
vetores como letras mindsculas em negrito (por exemplo, y) € matrizes como letras
maitsculas em negrito (por exemplo, X). Em alguns casos as matrizes serdo escritas

explicitamente como X (/ x J) para indicar suas dimensdes, com amostras nas / linhas e

as varidveis nas J colunas, sendo suas linhas representadas por um vetor X; com
dimensao (1 x J). Os elementos de uma matriz sdo representados pela letra
correspondente a matriz em minudsculo e itdlico, sendo as indicacdes de linha e coluna
em subscrito itdlico (por exemplo, x; € um elemento de X na linha i e coluna j). As
colunas de uma matriz sao vetores e por isso sdo representadas pela letra correspondente
a matriz em mindsculo e negrito, mas com o nimero da coluna subscrito itdlico (por
exemplo, X; € a j-€sima coluna de X). Um arranjo de trés modos serd representado como
uma letra maidscula em negrito e sublinhada (por exemplo, X) e os seus elementos
representados pela letra correspondente ao arranjo em mintsculo e itdlico, sendo as
indicagOes de linha, coluna e fatia em subscrito itdlico (por exemplo, x; € um elemento
de X na linha i, coluna j e fatia k). A matriz identidade serd representada por I com suas
dimensdes indicadas apropriadamente. Os sobrescritos T e -1 representam as operagdes

transposta e inversa, respectivamente.



1.4. Analise de Componentes Principais

A andlise de componentes principais (PCA) ¢ um método de andlise exploratdria
que ndo faz uso de informacdes prévias sobre as distribuicdes das amostras (nao
supervisionado) e que possibilita a deteccdo dos padrOes essenciais no conjunto de
dados. A PCA fundamenta-se na correlacdo entre as varidveis e assim reduz a
dimensionalidade dos dados permitindo que determinadas informacdes fiquem mais
evidentes [4,5].

Do ponto de vista da dlgebra linear, a PCA € uma técnica de anélise multivariada
relacionada a decomposi¢do em autovetores/autovalores e a decomposi¢do em valores
singulares (SVD, do inglés Singular Value Decomposition). Geometricamente, podemos
entender a PCA como uma técnica de projecdo, em que uma matriz X (I x J) € projetada
sobre um subespaco de dimensao reduzida, definido por componentes principais [4,5].

Em termos matriciais, PCA é a decomposicdo da matriz X (I x J) em duas
matrizes de dimensOes menores mais uma matriz de residuos, como mostrado na

Equacgdo 1 e na Figura 1.

X=typ; +tp; + - +tzpr+E=TP" +E Equagio 1

Na Equacado 1, T (I x R) € a matriz de escores com colunas ti, t, ..., tg; P (J X R) €
a matriz de pesos com colunas py, Pz, ..., Pz; E (I X J) é a matriz de residuos; e R € o
niimero de componentes principais escolhido para descrever os dados originais.

Uma componente principal € definida por um par de pesos e escores, p, € t,, sendo
o primeiro responsdvel pela descricdo das relagdes entre as varidveis e o segundo pela
descricdo das relacOes entre as amostras, em cada componente principal. Portanto,

similaridades e diferengas entre amostras ou varidveis podem ser vistas através de



graficos de escores ou pesos, respectivamente, de uma componente principal versus
outra.
J Pesos (1 XJ) J

X = + et + E

Escores (I X 1) -
Componente principal

PT(2x.J)

T x2)

Figura 1. Ilustracdo para a decomposi¢do de uma matriz X (I x J) na PCA onde duas
componentes principais (R = 2) s@o escolhidas para descrever os dados.

As componentes principais sdo obtidas de modo a descrever a maxima variancia
nos dados e sdo calculadas em ordem decrescente de importancia. Em outras palavras, a
primeira componente principal sempre descreve maior varidncia do que a segunda
componente, que por sua vez descreve maior variancia que a terceira € assim
sucessivamente.

Na decomposi¢ao as matrizes obtidas obedecem a certas restricdes, a saber, a
matriz de escores deve ser ortogonal, ou seja, T'T = matriz diagonal, e a matriz de pesos
deve ser ortonormal, ou seja, P'P = matriz identidade, I. O que significa que as
componentes principais, bem como as informacodes descritas por elas, sdo ortogonais
entre si [4,5].

O modelo assumido na PCA é um modelo bilinear, pois, como pode ser visto na
Equagdo 1, o lado direito € linear com respeito aos elementos dos vetores de escores e de
pesos. Dizemos, portanto, que a PCA € uma decomposicao bilinear, pois assume um
modelo com esta caracteristica. Em quimica sio comuns dados com comportamento

bilinear, portanto, os modelos bilineares sdo bastante apropriados [4,5].
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Geralmente, em quimica hé a aquisicdo de dados na forma de vetores (sequéncias
de numeros), sendo cada amostra caracterizada por um destes. Podemos citar como
exemplos, os espectros na regido do ultravioleta-visivel com absorbancias medidas em
certo nimero comprimentos de onda; cromatogramas registrados como a intensidade de
uma resposta (deteccdo por indice de refracdo, deteccdo por quantidade de ions
formados num espectrometro de massas, etc.) pelo tempo; espectros unidimensionais de
ressonancia magnética de préton e carbono, entre outros. Os métodos bilineares
encontram aplica¢do no tratamento de matrizes que sdo obtidas a partir da concatenagao
dos vetores. As matrizes sdao entidades matemdticas com dois modos, um para as
amostras e outro para as variaveis, podendo ser denominadas como entidades de ordem
dois ou tensores de segunda ordem. Os vetores sdo entidades matematicas de ordem um
ou tensores de primeira ordem.

Portanto, observa-se que os dados produzidos em quimica tém terminologia igual
aquela na matematica (mais precisamente na algebra tensorial), podendo ser definidos
ainda os tensores de ordem zero e de ordem trés. Neste contexto, se uma medida de um
sistema ou processo quimico gera um unico valor como resposta, ou seja, um escalar,
diz-se que este dado € de ordem zero ou um tensor de ordem zero. O arranjo de varios
destes dados para diferentes amostras gera um vetor (entidade matemdtica com um
modo). Entre essas medidas temos aquelas feitas com eletrodos ion-seletivos, por
exemplo, a medi¢cdo de pH, e aquelas realizadas com fotdmetros que usam filtros
simples, entre outras. Neste contexto, o tratamento de dados € feito sobre vetores e assim
pode contar com cdlculos de média, desvio padrdo, mediana e outros [6].

Tensores de terceira ordem ou dados de ordem trés sdo gerados quando na andlise,
matrizes sdo obtidas, uma para cada amostra, sendo estas dispostas num arranjo de trés
modos, algumas vezes chamado de um “cubo de dados”. Neste arranjo, em geral, temos
um modo para as amostras e os outros dois para as variaveis (medidas simultaneamente).

Isto acontece comumente no uso das chamadas técnicas hifenadas, tais como,



cromatografia gasosa acoplada a espectrometria de massas, espectroscopia de
fluorescéncia multicomprimento de onda, espectroscopia de ressonancia magnética
nuclear bidimensional, entre outras. No tratamento de dados dos arranjos de trés modos
técnicas dedicadas sdo usadas, como a andlise de fatores paralelos (PARAFAC, do
inglés Parallel Factor Analysis) e o método de TUCKER3 [6]. Comentarios sobre a
PARAFAC serao dados a seguir.

1.5. Analise de Fatores Paralelos

A andlise de fatores paralelos (PARAFAC) pode ser entendida como uma
generalizagdo da PCA bilinear para a decomposicao de arranjos de dados com trés ou
mais modos. No caso da analise de dados em trés modos, a decomposicdo € feita em

triades ou componentes trilineares, conforme ilustrado na Figura 2.

I=

UxJxK)

IxJxK)

R R

Desdobramento

@—Rl 2 fee| R

(RXRXR)

Figura 2. Decomposicao de um arranjo de dados X com dimensdes (I x J x K) de acordo
com um modelo trilinear expresso através de matrizes de pesos, C (I X R), Z (K X R) e S
(/ X R). H € um arranjo central bindrio de dimensdes (R X R X R), denominado ntcleo.
Neste caso, R é o nimero de componentes PARAFAC escolhido para descrever o
arranjo original. Também pode ser visto o desdobramento do nicleo H em R matrizes
com dimensao (R x R) gerando uma matriz H (R X RR) desdobrada.
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A expressdo matemadtica tradicional (existem outras) para expressar o modelo
assumido na PARAFAC necessita da definicdo prévia de duas operagdes matriciais, a
saber, o produto de Kronecker e o produto de Khatri-Rao com particdao em colunas. O
produto de Kronecker ou produto tensorial entre duas matrizes quaisquer A e B com
dimensdes (m x n) e (p x g) € simbolizado por & e é definido na Equacao 2. O resultado

€ uma matriz de dimensodes (mp X nq) [7,8].

a;;B .. a,B Equacao 2

AQRB=

amiB ... a,,B mpxng

O produto de Khatri-Rao com particao em colunas € realizado entre duas matrizes
com o0 mesmo ndmero de colunas e corresponde a um produto de Kronecker em blocos,
onde estes blocos sdo as colunas das matrizes. Nesta tese, o simbolo para este produto de
Khatri-Rao é (O e a operagdo matematica € mostrada na Equagdo 3 para duas matrizes A
e B com dimensdes (m X n) e (p x n). O resultado é uma matriz de dimensoes (mp X n)

[7,8].

AOB=][a;a,..a,] ©[b;b,..b,] Equacio 3
=[a;®b; 3, ®b;... 2, ® bn]mpxn

Portanto, utilizando o produto de Khatri-Rao o modelo PARAFAC para um

arranjo de trés modos pode ser escrito como mostrado na Equacao 4.
X(IxJK)=CH(ZQO®S)T+E{xJK) Equacio 4

Na Equacgdo 4 a matriz X (I x JK) representa o unfolding do mesmo arranjo X (I x
J x K) na Figura 2, que como a propria tradugdo sugere, corresponde a uma operacao
onde as fatias do arranjo sdo colocadas lado a lado “desfolhando ou desdobrando” o

mesmo. Observando as dimensdes de X € possivel notar que o desdobramento ocorreu



preservando o modo na dire¢do de / e aumentando a dire¢do J, K vezes. Essa matriz €
também chamada de matriz aumentada. As matrizes C (I X R), S (J/ X R) e Z (K X R) sao
as mesmas matrizes de pesos na Figura 2 e descrevem as caracteristicas do arranjo em
cada um dos modos. A matriz E (I x JK) é a matriz de residuos com as mesmas
dimensoes de X [7,9].

Para estimar as matrizes de pesos, diferentes algoritmos podem ser usados, porém
o algoritmo baseado em quadrados minimos alternados (ALS, do inglés Alternating
Least Squares) € o mais utilizado tendo em vista sua facilidade de implementacao e
incorporacdo de restricdes, além de uma relativa garantia de convergéncia, pois ele
assegura uma melhoria na resposta a cada iteracao [7,10].

O algoritmo ALS procura pelas matrizes de pesos que minimizam a matriz de
residuos, através de uma busca condicionada num processo iterativo que € interrompido
quando um determinado critério de convergéncia € atingido (a menor mudancga relativa
no ajuste do modelo entre duas iteracdes consecutivas). Este processo usa a fungao de

ajuste por quadrados minimos, mostrada na Equacdo 5, onde W = (Z © S) [7,9,10].
minczs||X(I xJK) — C(Z © S)T|| = ||XU xJK) — cWT|| Equacdo 5

Na Equagdo 5, o simbolo [|-|| significa a raiz quadrada da soma dos quadrados dos
elementos da matriz indicada, ou seja, a norma de Frobenius da matriz. Assim como
pode ser visto, a norma de Frobenius da diferenca entre a matriz desdobrada X e o
modelo desta matriz, dada pelas matrizes de pesos, € minimizada. Portanto, na busca
pelas matrizes de pesos que satisfazem este requisito, uma estimativa para a matriz C
pode ser calculada através de uma estimativa inicial para as matrizes Z e S e
consequentemente para W, sendo o nuimero de componentes R necessariamente
conhecido. A Equag¢dao 6 mostra como C pode ser obtida e devido a simetria do
problema a Equagdo 7 e a Equacdo 8 mostram como obter as matrizes Z e S,

respectivamente, a cada iteracao no algoritmo ALS.
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C=X(IxJKHywwTw)-1 Equacio 6
W=(CQOS) e Z=XKxI)HWWTw)-1 Equacio 7
W=(CQOZeS=XJxIK)WWTw)-1 Equagio 8

Como observado na Figura 2 o nimero de colunas das matrizes de pesos (ou o
nimero de triades em que o arranjo € decomposto) € igual a R, o numero de
componentes do modelo. Desse modo, o valor de R deve ser conhecido antes da
aplicacdo do algoritmo ALS. Para situagdes onde o numero de espécies que sdo
responsdveis pelas respostas descritas no arranjo de um sistema quimico € conhecido, o
valor de R serd igual ao numero de espécies. Em outras situagOes, que sao as mais
comuns, o conhecimento exato sobre as espécies do sistema ndo € possivel e assim a
estimativa do valor de R torna-se uma tarefa ndao muito facil. No entanto, € possivel
estimar R baseando-se em alguns critérios como, inspecao visual, variancia explicada ou
o diagndstico de consisténcia do nicleo (CORCONDIA, do inglés Core Consistency
Diagnostic) [11].

Vale ressaltar que diferentemente da PCA, as triades ou componentes num
modelo PARAFAC ndo s3o necessariamente ortogonais entre si € assim a variancia
explicada pelo modelo ndo pode ser particionada entre os componentes individuais. Em
outras palavras, a inclusdo ou retirada de componentes do modelo modifica todas as
outras componentes. Como consequéncia a varidncia explicada para um modelo
PARAFAC somente pode ser relacionada ao modelo como um todo sem particdao entre
as componentes [10].

A variancia explicada € calculada de acordo com a Equacao 9, onde no numerador
da fracdo temos os quadrados dos elementos da matriz de residuos e no numerador o

quadrado dos elementos do arranjo X.

YK g2 Equacio 9
Variancia Explicada = | 1 — Z;}Ik{—zk * 100% A

ijk Xijl
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Para o calculo do CORCONDIA o modelo PARAFAC deve ser considerado como
um modelo de TUCKER3 [9] restrito, segundo a Equacgdo 10 [11]:

X(IxJK) =CG(RxRR)(ZO S)T + E(I xJK) Equacido 10

onde a matriz G (R x RR) corresponde ao desdobramento do nucleo, a exemplo do que
foi mostrado na Figura 2 para H, que possui uns na superdiagonal e zero nos demais
elementos. Apds o cdalculo das matrizes de pesos, estas sdo utilizadas num modelo
explicito de TUCKER3, sendo o arranjo central G (R x RR) estimado pela minimizac¢ao

da Equacao 11:

ming ||X(I x JK) — CG(R x RR)(Z © S)T|| Equagio 11

Num modelo TUCKER3 [9], o nicleo G quantifica a intera¢do entre os modos, através
de valores fora da superdiagonal. Portanto, o célculo de G a partir das matrizes de pesos
obtidas numa solu¢do por PARAFAC visa verificar o desvio entre os nticleos, G e H.
Deste modo, se o desvio € elevado significa que a inclusdao de interagdes melhora o
ajuste do modelo, assim ou as componentes inicias representam alguma variacdo nao
sistematica ou na verdade os dados ndo sdo apropriados para uma modelagem por
PARAFAC e sim por TUCKER3. Em ambos os casos a solu¢gdo PARAFAC ¢ dita ndo
apropriada, sendo necessdrio verificar uma solucio com um numero diferente de
componentes. Por outro lado, se a solucio PARAFAC, com o nimero de componentes
escolhido, € apropriada, seguramente a trilinearidade € seguida e a inclus@o de interacdes
nao melhora o ajuste. Neste caso, o nicleo G é idealmente igual ao nicleo H. Para

verificar isto o desvio entre os arranjos pode ser calculado segundo a Equagdo 12:

Y8k (Gijr — hiji)? Equacio 12
CORCONDIA = (1 — R 2

i,j,k '“ijk

) * 100%

Se 0 modelo PARAFAC ¢ vilido entdo G ¢é semelhante a H, e o valor de CORCONDIA
€ proximo de 100%. Se um conjunto de dados nao pode ser descrito por um modelo

11



trilinear ou se um ndmero excessivo de componentes € utilizado G serd diferente de H e
o valor de CORCONDIA sera proximo de zero ou até mesmo negativo. Para
CORCONDIA proximo de 50%, temos um modelo instavel.

Diante de tudo que foi exposto, percebe-se que o método PARAFAC encontra-se
bastante estudado, tendo suas bases tedricas ja bastante consolidadas. De fato, ele tem
encontrando vdrias aplicacOes na quimica e em areas correlatas [9], sendo muito do seu
sucesso ligado ao fato de que o modelo assumido € idéntico a muitos modelos de
processos fisicos que fundamentam vérios tipos de dados quimicos. Nao menos
importante, no aspecto matemadtico, a unicidade das solu¢des PARAFAC s3ao um grande

atrativo em diversas questoes e problemas [12-15].

1.6. Modelos de Calibracao

A anélise de componentes principais € a andlise de fatores paralelos sao métodos
de decomposicdao utilizados para descrever os dados num subespaco de dimensdo
reduzida e assim evidenciar informac¢des que servem para andlise exploratéria das
amostras nos dados originais. No entanto, algumas vezes em quimiometria a matriz de
dados multivariados € utilizada para estabelecer uma relacdo quantitativa com uma ou
varias respostas (varidveis dependentes), expressando-as através de um modelo
matemaético que por sua vez € obtido por alguma técnica de regressdo. Em geral em
quimica, as varidveis que sdao modeladas, ou seja, as varidveis dependentes (vetor y ou
matriz Y) sdo: concentracoes de analitos, respostas sensoriais, entre outras, ao passo que
a matriz com as varidveis preditoras (matriz X), que serdo usadas para modelar estas
ultimas, € proveniente de respostas instrumentais como: espectros de ressonancia
magnética nuclear [16,17], cromatogramas [18], entre outros. Existem ainda os modelos
de calibracdo na drea do estudo das relacdes quantitativas entre a estrutura quimica e a

atividade bioldgica (QSAR, do inglés Quantitative Structure Activity Relationship) onde
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a matriz X corresponde a um grupo de varidveis calculadas através de mecénica quantica
ou cldssica; ou varidveis topoldgicas e a matriz Y (ou vetor y) representa um conjunto de
atividades bioldgicas [19].

Em todos os exemplos citados, o problema da regressdo, isto é, como modelar
uma ou vdarias varidveis dependentes, numa matriz Y, por meio de um conjunto de
varidveis preditoras, numa matriz X, € solucionado resolvendo a equagdo Y = XB, onde
B € a matriz de regressdo. Fazendo uma restri¢io onde apenas uma varidvel dependente
estd presente temos para a mesma equagao, y = Xb, onde b é um vetor de regressao
contendo os coeficientes que multiplicam as colunas da matriz X. A solucdo da equacao
é dada por b = X'y, onde X" € a inversa generalizada de Moore-Penrose, ou seja, X" =
X" X)'X" [20].

Se na solucado para o problema da regressao apresentado acima a matriz X (I x J) é
tal que: 1) I > J, ou seja, existem mais amostras do que variaveis; 2) se todas as colunas
sao pouco correlacionadas ou aproximadamente linearmente independentes, ou seja,
nenhuma delas pode ser escrita como uma combinacao linear das outras; 3) e se em X hd
apenas ruido moderado, dizemos que a matriz X tem posto completo, no caso, igual a J.
Assim, existe um tnico subespago J-dimensional gerado pelas colunas de X, no qual o
vetor y pode ser projetado de tal forma que o quadrado da norma-2 da diferenca entre ele
e a projecdo, € o minimo possivel. A projecdo corresponde a solucdo de quadrados
minimos e o método neste caso € chamado de regressao linear multipla (MLR, do inglés
Multiple Linear Regression) [21-23].

Por outro lado, se a matriz X possui colunas altamente correlacionadas, o que
pode ocorrer quando a matriz possui mais varidveis do que amostras ou se as suas
colunas sdo (aproximadamente) linearmente dependentes, dizemos que ela € uma matriz
mal condicionada e com posto deficiente. Neste caso, ou sdo obtidas infinitas solugdes
de quadrados minimos (existem infinitos subespacos, nos quais y pode ser projetado) ou

nao ha nenhuma solu¢do. Em ambas as situagdes o método MLR falha em produzir uma
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resposta, a menos que as inconsisténcias sejam eliminadas (colunas linearmente
independentes da matriz X sejam selecionadas). Alternativamente, podem-se utilizar
métodos como a regressaio em componentes principais (PCR do inglés Principal
Component Regression) ou a regressao em quadrados minimos parciais (PLS, do inglés
Fartial Least Squares) que realizam a projecao do vetor y num subespaco gerado pelas
componentes obtidas na decomposi¢ao de X [21-23].

No método PCR, certo nimero de componentes principais € obtido a partir da
decomposi¢ao da matriz X utilizando PCA e a matriz de escores desta decomposi¢ao €
utilizada na equacdo de regressdo para representar a matriz X de dados original. Desse
modo, a varidvel dependente € projetada num subespaco (com dimensdo igual ao
nimero de componentes principais) onde as “novas” varidveis sdo nao correlacionadas,
pois formam uma base ortogonal (veja a descricdo da PCA na secdo 1.3). Portanto, os
problemas citados acima sdo superados e espera-se que as componentes principais
descrevam bem a varidvel dependente. Entretanto, como os escores da decomposi¢ao
sdo obtidos utilizando apenas a informacao de X, a relacdo dos mesmos com a varidvel
dependente pode ndo ser a melhor possivel, uma vez que na determinac¢ao do subespaco
de componentes principais as informagdes contidas nesta ultima ndo sdo consideradas.
Assim, uma base ortogonal mais apropriada seria aquela que descreve bem tanto a
matriz X quanto o vetor y. E exatamente essa base que é procurada no método PLS

[24,25].

1.7. Quadrados Minimos Parciais

A regressdo por quadrados minimos parciais (PLS) € atualmente o método de
calibracdo multivariada mais popular na quimica, mas originalmente foi desenvolvido
no campo da econometria por Herman Wold, em meados de 1975. A versdo

quimiométrica da regressdo por PLS foi originalmente proposta por Svante Wold em

14



1983 como um algoritmo em dois blocos, denominado NIPALS (do ingl€s Non Iterative
Fartial Least Squares), consistindo de uma sequéncia de simples modelos parciais
ajustados por quadrados minimos [22,24].

Conforme ja comentado, o método PLS define os vetores das base designadas
como varidveis latentes de modo a manter um compromisso entre ajustar X e predizer y.
Devido a diferentes visdes sobre esse “compromisso” surgiram, desde a proposta de
Svante Wold, diferentes algoritmos para a execu¢do do PLS, todos, porém, virtualmente
alcancando a mesma solug¢do. No entanto, na proposi¢do original a obtengdo das
componentes preza por maximizar a covariancia entre os escores de X e y, e assim levar
em conta a informagdo contida em y [21-25]. A literatura contém uma grande lista de
publicacdes tratando dos diversos algoritmos utilizados para construir modelos PLS
(veja as referéncias [21] e [22] e os trabalhos nelas citados).

O ndmero 6timo, R, de variaveis latentes (VL) do modelo PLS deve ser escolhido
antes de usar o modelo para a predi¢do de amostras nao pertencentes ao conjunto de
calibracdo inicial. Este pardmetro deve proporcionar ao modelo uma descricdo
satisfatoria das principais caracteristicas nos dados, ou seja, uma compressao apropriada,
resolvendo a questdo da colinearidade das varidveis. Vale ressaltar que uma maior
compressdo, associada a um menor numero de VL, faz com que os modelos sejam cada
vez menos livres de viés (bias). Por outro lado, o aumento do nimero de VL diminui o
viés dos modelos, mas pode leva-los a problemas de sobreajustes. Portanto, estes pontos
fazem da escolha do nimero 6timo de VL uma etapa muito importante e critica na
construcdo de modelos PLS, devendo existir um equilibrio entre a ndo obtencdo de
modelos subajustados (alta compressao e alto viés) e sobreajustados (baixa compressao
e baixo viés).

Um dos procedimentos mais utilizados para a escolha do nimero de VL € a
validagdo cruzada pela metodologia leave-N-out. Nesta abordagem, a partir do conjunto

de dados original, um numero N de amostras € deixado fora do conjunto de calibragdo,
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sendo construidos modelos com diferentes nimeros de varidveis latentes para as
amostras restantes. Estes modelos sdo entdo usados para predizer a propriedade
modelada para as amostras removidas e para as amostras de calibracdo, e assim alguns
valores estatisticos s@o calculados comparando os valores calculados com os valores
verdadeiros (ou observados), como, a raiz quadrada do erro médio da validacdo cruzada
(RMSECYV, do inglés Root Mean Squared Error of Cross Validation), a raiz quadrada
do erro médio da calibracdio (RMSEC, do inglés Root Mean Square Error of
Calibration), o coeficiente de correlagdo da validacdo cruzada (Qz), o coeficiente de
determinacdo multipla da calibracdo (R?), entre outros. Estes valores sdo usados como
diagnéstico dos modelos, com o intuito de determinar o ndmero 6timo de varidveis
latentes evitando sobreajuste [21,26]. Em grande parte dos trabalhos, o valor de N €
igual a um, porém, com o objetivo de verificar a robustez do modelo o valor de N pode
ser aumentado até certa porcentagem do tamanho da matriz original [26].

Uma vez determinado o nimero de variaveis latentes de um modelo PLS € ainda
necessdrio avaliar a sua capacidade preditiva, que € acessada através da validacdo
externa. Nesta validacdo o conjunto de dados € dividido em um conjunto de treinamento,
que servird para a constru¢do do modelo, e um conjunto de validagdo externa (ou de
teste), usado para a verificacdo da capacidade de predicdo do modelo para amostras que
ndo foram incluidas na obtencdo da relacio matemdtica. A exemplo da validacio
cruzada, parametros diagndsticos sdo calculados a partir da predi¢do para as amostras do
conjunto de validacdo externa, comparando-os com os valores observados para as
amostras de testes, como, a raiz quadrada do erro médio da predicao (RMSEP, do inglés
Root Mean Squared Error of Prediction) e o coeficiente de determinagdo multipla da

predicio (RZ,;). As equagdes para o célculo dos parimetros RMSECV, RMSEC,

RMSEP, Q°, R* ¢ R2,, sio mostradas na Tabela 1, sendo desejdveis para os trés

primeiros valores baixos, enquanto para os trés ultimos valores proximos de um.
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1.8. Analise Discriminante por Quadrados Minimos Parciais

A andlise discriminante por quadrados minimos parciais (PLS-DA, do inglés
Fartial Least Squares Discriminant Analysis) corresponde a um uso especifico do
método PLS, onde a propriedade modelada (varidvel dependente) € um vetor y especial
que contém as informacoes de classes das diferentes amostras [27]. Através da
modelagem deste vetor o método fornece o subespago (com dimensdo igual ao nimero
de varidveis latentes, R), no qual as projecdes das amostras de diferentes classes tém o
méaximo de diferenciacdo. Desse modo, o método PLS-DA ¢ geralmente utilizado para
fornecer o conhecimento sobre as varidveis discriminatdrias que em algumas aplicacdes
podem ser: biomarcadores que distinguem um grupo controle de um grupo submetido a
um tratamento [28,29]; descritores moleculares que distinguem compostos com alta
atividade bioldgica de outros com baixa ou nenhuma atividade; marcadores quimicos
para a distin¢gdo de amostras com diferentes atributos sensoriais [27], entre outras.

No que diz respeito a variavel dependente, no método PLS-DA, para especificar
uma amostra do conjunto de treinamento pertencente a classe de interesse, o0 nimero um
(1) € usado, enquanto o nimero zero (0) indica uma amostra pertencente a uma classe
diferente. Alternativamente, quando apenas duas classes estdo presentes, pode ser
empregado na calibracdo um vetor com valores +1 para uma classe e -1 para a outra. A
classificacdo de novas amostras € obtida a partir dos valores preditos pelo modelo PLS
que ndo sdo necessariamente +1 ou -1 (ou 0), mas devem idealmente estar proximo dos
valores utilizados para identificar as classes [30-33].

A traducdo dos valores preditos para cada classe (ou seja, o procedimento de
classificacdo propriamente dito) € um ponto critico na andlise por PLS-DA e pode ser
feita, por exemplo, aplicando um valor limite (threshold) acima do qual a amostra sera
assinalada a classe de interesse (valor +1) e abaixo para as demais classes (valores 0 ou -

1). Quando os valores +1 e 0 s3o usados, uma abordagem simples seria definir

17



arbitrariamente o threshold como sendo 0,5 ou quando os valores +1 e -1 sdo usados,
definir o valor 0 como threshold. Na literatura diversas abordagens mais avancadas
foram propostas envolvendo pressuposi¢des sobre a distribuigcdo estatistica dos valores
preditos; o estabelecimento de faixas de incerteza para a classificacdo; a consideracdo da
probabilidade de cada decisao de classificacdo, entre outras [34,35].

Os valores de falsos-positivos (amostras que pertencem a classe -1 ou 0 que sdo
classificadas na classe de interesse +1) e falsos-negativos (amostras que pertencem a
classe de interesse e que sdo classificadas na classe -1 ou 0) podem ser organizados
juntos dos valores de verdadeiros-positivos (amostras da classe de interesse classificados
corretamente) e verdadeiros-negativos (amostras da classe -1 ou 0 classificados
corretamente) numa matriz de confusdo. Um exemplo de uma matriz de confusdo para
um problema de classificacdo do tipo +1/-1 € mostrado na Figura 3. A partir dos valores
na matriz citada, as figuras de mérito seletividade e sensibilidade podem ser calculadas.
A seletividade é a razdo entre o numero de verdadeiros-negativos € a soma de
verdadeiros-negativos com falsos-positivos e a sensibilidade € a razao entre o nimero de
verdadeiros-positivos € a soma de verdadeiros-positivos com falsos-negativos. A
sensibilidade € uma medida da habilidade do modelo para classificar corretamente as
amostras da classe de interesse, enquanto a seletividade mede a habilidade do modelo

para predizer as amostras das outras classes.
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Tabela 1: Parametros estatisticos utilizados como diagnéstico para a qualidade de
modelos PLS.

Pardmetro Defini¢ao®
I
Raiz quadrada do erro médio da validacao = Voci)?
q ¢ RMSECY — z Vi = Yvei)
cruzada
-~ (3= 9a)?
Raiz quadrada do erro médio da calibragao RMSEC = %
-1
M ( A )2
Raiz quadrada do erro médio da predi¢ao RMSEP = Z %
d 52
.. - . - 2 (y i yvci)
Coeficiente de correlacdo da validacdo cruzada O"=1- ) ———-
—~ (i =)
I
Coeficiente de determina¢ido miiltipla da 22— 1 Vi — Pei)?
calibragio B (yl- — 37i)2
Coeficiente de determinacdao mdltipla da (yl ypl
. ext =1- z 2
predicdo i —¥)

* y; — valor observado da propriedade modelada para a i-ésima amostra e y; € média
aritmética destes valores; y,.; — valor calculado na validacdo cruzada da propriedade
modelada para a i-ésima amostra; y.; — valor calculado na calibracdo da propriedade
modelada para a i-€sima amostra; J,; — valor calculado da propriedade modelada para a
i-ésima amostra no conjunto de validagdo externa; I é o nimero de amostras no conjunto
de calibracdo; R é nimero de varidveis latentes do modelo PLS e M é o nimero de
amostras no conjunto de validag¢do externa.

Como alternativa a escolha de um unico threshold, um “espectro” do desempenho
do modelo PLS-DA para a faixa inteira de thresholds pode ser avaliado. Esse “espectro”
¢ conhecido como curva da caracteristica do operador receptor (ROC, do inglés Receiver

Operator Characteristic) e € obtido pelo grafico de 1-seletividade versus a sensibilidade
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para cada valor de threshold dentro do intervalo entre os valores utilizados para definir
as classes. Por exemplo, para a definicdo da ROC num problema de classificagio como
aquele da Figura 3, a faixa de thresholds € limitada pelos valores de +1 e -1, sendo
utilizado algum incremento para definir os valores possiveis. O valor de 1-seletividade
corresponde a taxa de falsos-positivos (razdo entre o nimero de falsos-positivos e a
soma de verdadeiros-negativos com falsos-positivos) e a sensibilidade corresponde a

taxa de verdadeiros- positivos.

Classes Verdadeiras

+1 -1

Falso-Positivo
FP

+
Y

Classes Preditas

Falso-Negativo
FN

1
Y

Figura 3: Matriz de confusdo para um problema de classificagdo +1/-1.

Considerando um problema de classificacdo entre duas classes (um delas sendo a
classe de interesse) com 0 mesmo nimero de amostras, um modelo PLS-DA initil seria
aquele onde as taxas de verdadeiros-positivos e falsos-positivos s@o sempre iguais entre
s1, independente do threshold, ou seja, este modelo prediz todas as amostras na classe de
interesse (veja os quadros superiores na Figura 3). Assim, a probabilidade de uma
amostra do conjunto ser realmente da classe de interesse € de 50%. Esta situagdo é
mostrada na Figura 4 através da curva ROC representada por uma linha vermelha que
passa pela diagonal do quadrado de lado igual a um. A 4rea sob a ROC em questdo é

exatamente igual a probabilidade citada (0,50 ou 50%) e constitui um pardmetro
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diagnostico do poder discriminatério de um modelo de classificacdo. Deste modo, a drea
sob a caracteristica do operador receptor (AUROC, do inglés Area Under the Receiver
Operator Characteristic) pode ser determinada para diferentes modelos, no intuito de
avaliar suas qualidades.

Na Figura 4 outras duas curvas ROC sao representadas, sendo aquela de cor azul
representativa de um melhor modelo do que o modelo daquela de cor verde. Observa-se
para a curva ROC azul maiores taxas de verdadeiros-positivos e assim AUROC mais
proxima de um. Uma AUROC igual a um representa um modelo com classificagdo
perfeita, enquanto, conforme ja citado, uma AUROC igual a 0,50, um modelo de

classificacao inutil [30].

0,9 -
0,8 -
0,7 1
0,6 1
0,5 1
0,4 1
0,3 1
0,2 1
0,1

Sensibilidade (taxa de VP)

0 o102 0304050607 0809 1
1-seletividade (taxa de FP)

Figura 4: Representacdo de trés curvas ROC. A curva ROC azul representa o melhor
modelo (AUROC mais proximo de um) e a curva ROC vermelha exemplifica um
modelo de classificag@o inutil. A curva ROC verde mostra um modelo intermedidrio.

Outros valores estatisticos podem também ser usados como diagndstico para os
modelos PLS-DA, como por exemplo, o coeficiente de correlacdo na valida¢do cruzada
Q’, o niimero de erros na classificagio (NMC, do inglés Number of Misclassifications),

entre outros. O NMC € considerado o diagnoéstico estatistico mais intuitivo, uma vez que
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simplesmente indica o nimero de amostras que sdo classificadas erradamente pelo
modelo. Em outras palavras, o NMC € a soma dos falsos-positivos com os falsos-
negativos [30].

Por fim, vale ressaltar que o método PLS-DA deve ser utilizado com bastante
cuidado, tendo em vista a relativa facilidade de serem obtidos modelos de classificagao
ao acaso, ou seja, modelos que apesar de mostrarem boa capacidade discriminatéria
foram obtidos puramente por coincidéncia. Isto acontece, pois em geral na quimica os
conjuntos de dados possuem muitas varidveis para poucas amostras, quando seria
necessdrio um numero consideravelmente maior de amostras para descrever
precisamente o problema de classificacdo. Além disso, as propriedades dos algoritmos
para execugdo do PLS fazem dele um método muito eficaz para encontrar o subespaco
que fornece a discrimina¢do, mas que nem sempre resiste a uma exigente validacao [32].

Para verificar se um modelo PLS-DA foi obtido por chance, uma boa opg¢do €
realizar um teste de hipdtese utilizando permutacdes. Neste teste, ¢ admitida uma
hipétese nula, Hy, de que ndo existe diferenca entre as classes contra uma hipdtese
alternativa, H;, de que existe diferenca entre as classes e que esta € traduzida pelo
modelo PLS-DA que estd sendo testado. Assim, tendo em vista Hy, o “rotulo” de classes
presente no vetor y pode ser atribuido de forma aleatdria entre as amostras. Deste modo,
o vetor de classes original tem seus valores permutados, sendo construido um novo
modelo PLS-DA, mantendo o mesmo nimero de VL. do modelo original. Como muitas
permutacdes sdo possiveis, este processo € repetido muitas vezes e a cada uma destas
permutagdes, um modelo diferente € obtido. Através do cédlculo de um parametro
estatistico, como por exemplo, o NMC, para cada um destes modelos, uma distribui¢do
para hipotese nula (Hy) € obtida calculando as frequéncias de ocorréncia dos parametros.

Se o pardmetro estatistico do modelo PLS-DA original ndo € significativamente
diferente daqueles da distribuicdo de Hy, ou seja, ele faz parte da mesma distribuig¢do, H

€ aceita para o modelo (rejeitando-se H;) e assim o mesmo € considerado como sendo
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obtido por chance. No caso contrario, sendo o parametro estatistico do modelo original
significativamente diferente, H, € rejeitada (aceitando-se H;) e a inferéncia estatistica
para diferenca entre as classes nao é considerada como obtida ao acaso.

A significancia da diferenca entre o parametro estatistico do modelo original e a
distribuicdo de Hy € obtida calculando-se o valor de p estatistico e comparando-o a um
nivel de significancia (o) que em geral é de 5% ou 0,05. Se em relagdo a um dado
parametro estatistico um menor valor estd associado a um melhor desempenho do
modelo original (por exemplo, o NMC), espera-se, para rejeicao de Hy, que os modelos
das permutacdes possuam valores deste parametro significativamente maiores
(desempenho estatistico inferior). Em outras palavras, hd uma comparacdo entre o
modelo original e a cauda a esquerda da distribuicdo de Hy. Para este caso, o valor de p
estatistico € calculado como sendo o nimero de modelos com qualidade igual ou
superior a0 modelo testado (valor de NMC menor) mais 1, dividido pelo nimero de
permutagdes realizadas. Neste contexto, a Figura 5A mostra um exemplo, onde a
hipétese nula ndo pode ser rejeitada para o modelo, a um nivel de significancia a = 0,05.
No exemplo da Figura 5A, o valor do parametro do modelo original € destacado por um
ponto vermelho e existem 1559 modelos da distribuicdo de Hy com valores menores,
sendo 10.000 permutacdes realizadas, assim, o valor de p para o teste € 0,156 e como
este € maior do que o nivel de significancia (o = 0,05), a hipétese nula ndo pode ser
rejeitada e o modelo € obtido ao acaso. Por outro lado, na Figura 5B o valor de p do teste
€ 0,021 e assim como este € menor do que a significancia pode ser dito que o modelo
nao é obtido ao acaso e tem classificacdo significativa no nivel testado (o0 = 0,05) [30-

32].
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Figura 5: Exemplos de testes de aleatorizacdo para um modelo com um pardmetro
estatistico (mostrado através de um ponto vermelho) comparado a cauda a esquerda de
uma distribui¢cdo de hipotese nula (Hp) incluindo 10.000 modelos aleatorizados € em um
nivel de significancia de a = 0,05. Neste exemplo, quanto menor o parametro estatistico
melhor é o modelo. A: A hipdtese nula ndo pode ser rejeitada (classificagdo nao
significativa = modelo ao acaso), pois o valor de p € igual a 0,156; B: A hipé6tese nula
pode ser rejeitada (classificacao significativa = modelo ndo € ao acaso), pois o valor de p
¢ igual a 0,021.

Para o teste utilizando parametros como, a AUROC ou Q2, onde maiores valores
sdo desejaveis, a avaliacdo € feita pela comparagdo com a cauda a direita da distribui¢do
e assim o valor de p é calculado observando os modelos aleatorizados com maiores
valores destes parametros do que aquele para o modelo original. Vale ressaltar que no
teste citado o numero de aleatorizagdes € importante e em geral deve ser o maior
possivel, para que muitas permutacdes sejam realizadas e assim haja uma melhor

amostragem das caudas da distribuicdo [30-32].
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Capitulo 2: Bucketing otimizado para espectros de ressonincia

magnética nuclear: trés estudos de caso

2.1. Introducao

A espectroscopia de ressonancia magnética nuclear (RMN) é uma técnica
poderosa, versatil, ndo destrutiva, ndo invasiva e bastante reprodutivel. Além de ser
adequada para elucidacdo estrutural, a RMN pode ser usada para analisar amostras
complexas sem a necessidade de separagao fisica. Estas vantagens podem ser exploradas
por ferramentas quimiométricas apropriadas fornecendo vdrios tipos de informagdes
uteis no reconhecimento de padrdes, na deteccdo de adulteragdes, em perfis metabdlicos,
entre outras aplicacdes [36-40].

A exploragdo da informacdo quimica “codificada” nos espectros de RMN ¢é
prejudicada pelos desalinhamentos frequentes, especialmente nos espectros de RMN de
hidrogénio (RMN 'H). Estes surgem devido a vérios fatores, tais como, instabilidade
instrumental, pH, forca i0nica, temperatura, entre outros, € podem conduzir as andlises
estatisticas a interpretacdes incorretas dos resultados, pois a pressuposicao da bi- ou
multilinearidade das abordagens quimiométricas, sobre a natureza dos dados, ndo sao
consideradas apropriadamente [41-44].

Na literatura, diferentes métodos foram propostos para corrigir 0S
desalinhamentos. Uma abordagem popular e de baixo custo computacional é chamada
de bucketing [41]. Alternativamente, métodos mais elaborados tém sido empregados,
tais como, a deformacdo otimizada por correlacio (COW, do inglés Correlation
Optimized Warping) [45-49], a deformacdo temporal dindmica (DTW, do inglés
Dynamic Time Warping) [45,47], a deformacdo por correlagdo (coshift, do inglés

correlation shifting) [50], a deformacao por correlacdo em intervalos (icoshift, do inglés
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interval correlation shifting) [42,50]. O método bucketing € teoricamente mais simples
do que as outras abordagens citadas.

Na verdade, o método bucketing realiza uma redu¢do nos dados através do
agrupamento das respostas espectrais, funcionando como um método de alinhamento
dos dados. No método convencional, os espectros sdo divididos em janelas igualmente
espacadas, denominadas buckets, e cuja largura comumente varia entre 0,01 a 0,05 ppm.
As intensidades dentro de cada bucket sio somadas, tal que a drea sob cada regido
espectral € usada em vez de intensidades individuais. Portanto, um novo conjunto de
varidaveis (onde cada uma delas é o resultado da soma de intensidades dentro de cada
bucket) € gerado e como a largura dos buckets € definida com o intuito de cobrir a
variabilidade de deslocamentos quimicos ao redor dos picos, o desalinhamento tende a
ser resolvido [41,51,52].

A Equacdo 13 resume o procedimento de bucketing aplicado a uma matriz de
dados X (I x J) com I amostras e J variaveis, onde z; corresponde ao sinal da i-ésima
amostra resultante do k-ésimo bucket, obtido ap6s o procedimento.

N*k )
i = > X;; k=1,2,...,K Equacdo 13

j=N*(k-1)+1

Para cada amostra i, x;; € a intensidade do sinal original no ponto j. O pardmetro N
€ o numero de pontos de dados em cada bucket e pode ser calculado pela razio entre a
largura do bucket e o intervalo de amostragem no espectro, que corresponde ao
incremento entre dois pontos subsequentes no espectro. Por exemplo, se a largura do
bucket € 0,05 ppm e o intervalo de amostragem € 0,0005 ppm, o pardmetro N serd igual
a 0,05/0,0005 = 100 pontos. Este intervalo varia entre diferentes experimentos, pois
depende de como a aquisi¢do das curvas de decaimento induzido livre (FID do inglés
Free Induced Decay) € realizada, ou seja, depende dos parametros definidos no

experimento de RMN, tais como, tempo de aquisicdo, pontos de dados totais
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digitalizados e largura espectral. O pardmetro K € o numero final de buckets e € igual a
parte inteira da razdo J/N. Portanto, de acordo com a Equagdo 13, um novo eixo k no
dominio das varidveis € gerado, onde as intensidades z; sdo organizadas numa matriz Z
(I x K) com I amostras e K buckets. Vale ressaltar que quando o produto NK ndo € igual
a J, o ultimo bucket na matriz X € menor do que os demais, de modo que as J variaveis
sejam incluidas no procedimento. Ainda, se for o caso, para contornar efeitos devido as
diferencas entre os volumes de amostra utilizados no experimento de RMN, cada
espectro na matriz Z pode ser normalizado, sendo cada varidvel dividida pela soma de
todas as outras no espectro, tornando assim a soma total igual a um e os espectros com
area total unitaria.

Uma desvantagem deste método € que um mesmo sinal de ressonancia pode
aparecer em dois ou mais buckets, dividindo a informacdo quimica em questdo. Isto
ocorre porque o bucketing convencional usa fronteiras rigidas. Apesar disso, varios
trabalhos na literatura [36,37,53,54] usam efetivamente esta metodologia.

A Figura 6 mostra um conjunto simulado de espectros de RMN desalinhados. As
Figuras 6B e 6C ilustram o procedimento de bucketing convencional. Como pode ser
visto na Figura 6B, que apresenta a média dos espectros simulados com as fronteiras dos
buckets assinaladas por linhas verticais, o procedimento com largura de bucket de 0,01
ppm € incapaz de isolar apropriadamente os sinais. Como resultado, na Figura 6C, onde
a soma das intensidades para cada bucket é apresentada através de barras coloridas (as
alturas das barras sdo relacionadas aos valores das integrais que foram normalizadas
para a soma total igual a um), cinco varidveis importantes sdo observadas, contendo a
informacao principal do conjunto de dados, que na verdade tem trés sinais. Isto pode,
consequentemente, dificultar seriamente as interpretacdes, por exemplo, quando uma
andlise de componentes principais € utilizada.

A desvantagem citada acima pode ser superada através do uso de fronteiras de

buckets ajustadas aos minimos locais, com o objetivo de fornecer buckets otimizados de
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diferentes tamanhos. De fato, um tipo de solu¢do similar j4 foi proposto na literatura,
como por exemplo, a metodologia para bucketing implementada no software comercial
ACD/Labs® (Toronto, Canadd) denominada intelligent bucketing [51,52]. Neste
método, o programa escolhe as divisdes baseando-se nos minimos locais, assim
procurando pelo melhor modo de dividir o espectro e evitar o problema do método
convencional. Entretanto, o programa ndo possui codigo aberto e o método para
encontrar os minimos ndo foi reportado.

Em outro trabalho, Davis et al. [55] propuseram uma metodologia denominada
adaptive binning, onde a transformada wavelet sem o procedimento de subamostragem
(divisdo pela metade do conjunto de dados a cada nivel de decomposi¢do) é usada para
eliminar o ruido e encontrar todos os minimos em um espectro de referéncia (espectro
composto pelo valor maximo de cada varidvel entre todas as amostras) realizando a
seguir, a soma das intensidades entre estes minimos, para cada espectro da matriz
original. Entretanto, na decomposi¢ao a predefinicao dos niveis e do tipo de fun¢do de
base wavelet € necessdria. Assim, existe uma dependéncia no nimero de niveis na
decomposicao, além do threshold para a eliminacdo do ruido. No capitulo 3, a seguir,
serd comentado brevemente sobre a teoria da transformada wavelet com aplicacdo da
mesma para eliminagdo de ruido (denoising).

Alternativas para o bucketing tradicional foram propostas na literatura
recentemente, denominadas gaussian binning [56] e dynamic adaptive binning [57], mas
da mesma forma que o método proposto por Davis et al. [55], estas metodologias
requerem um alto nivel de expertise do usudrio, sendo mais complexas que o algoritmo

que serd aqui apresentado.
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Figura 6: Esquema para o procedimento de bucketing convencional. A: Espectros de
RMN simulados com desalinhamentos. B: Espectro simulado médio e as fronteiras dos
buckets (linhas verticais) delimitadas pelo bucketing convencional, com tamanhos de
buckets de 0,01 ppm. C: Valores normalizados nos buckets de cada amostra
apresentados através de um gréifico de barras obtido pelo bucketing convencional (as
cores representam as diferentes amostras).

2.2. Objetivo

Neste capitulo, o objetivo € apresentar um método para corrigir desalinhamentos,
que otimiza os tamanhos dos buckets através da definicdo das suas fronteiras em
minimos locais, determinados no espectro de RMN médio ou um espectro de referéncia.
A metodologia ¢ designada “optimized bucketing algorithm” (OBA) ou algoritmo de
bucketing otimizado, sendo simples, acessivel a qualquer usudrio como uma rotina

escrita em codigo Matlab (arquivo .m) e disponivel para download gratuito em
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http://1qta.igm.unicamp.br. Por fim, o método OBA ¢ aplicado a conjuntos de dados e

comparado a outros métodos da literatura.
2.3. Metodologia

2.3.1. O “optimized bucketing algorithm”

O método “optimized bucketing algorithm” (OBA) que esta sendo proposto € uma
modificagdo do procedimento convencional. Com o intuito de definir buckets com
tamanho varidvel, mas comuns a todas as amostras, um espectro de referéncia que pode

7z . —T 7z —_ 7 7 . . s .
ser o espectro médio X € usado, onde cada elemento X, € a média da j-€ésima coluna de

X (I x J). Primeiramente, dois parametros sdo definidos: 1) o tamanho inicial dos
buckets em ppm, que é convertida em nimero de pontos N pelo algoritmo, usando o
intervalo de amostragem calculado a partir do eixo de deslocamentos quimicos em ppm
e 2) a flexibilidade, que é dada como uma porcentagem de N e define o quanto as
fronteiras podem se mover na busca pelos minimos locais no espectro médio. Ambos os
parametros sdo definidos a priori e necessarios para a execugdo do algoritmo. O valor de
flexibilidade € convertido, no algoritmo, no parimetro s, expresso como
flexibilidade*0,01*N (o valor 0,01 surge para mudar a flexibilidade de porcentagem
para fracdo). Portanto, usando como entrada a largura inicial de buckets de 0,04 ppm,
por exemplo, em um conjunto de dados com intervalo de amostragem de 0,0004 ppm (N
= 0,04/0,0004 = 100 pontos) e flexibilidade de 50% (s = 50*0,01*100 = 50 pontos), o
tamanho dos buckets pode variar de 0,02 até 0,06 ppm (100 £ 50 pontos), dependendo
de onde o minimo local é encontrado. As saidas do algoritmo sdo: a matriz resultante
com dimensdes (I X K), onde K é o nimero total de buckets, as fronteiras otimizadas e o

tamanho resultante de cada bucket, ambos em ppm.
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Do ponto de vista matematico, o método OBA pode ser entendido como segue:
uma vez que o tamanho inicial dos buckets e a flexibilidade sdo conhecidos, o vetor v'
(Equacgao 14), cujos elementos definem as fronteiras dos buckets, é gerado. O primeiro
bucket inicia na varidvel j = 1 e o dltimo termina na varidvel j = J do espectro médio, X,
e estes sdo0 o primeiro e o dltimo elemento do vetor v'. Os outros elementos deste vetor

sdo, na verdade, os indices g dos g-€simos elementos de x, que correspondem aos

minimos locais na regido delimitada por X,. e Xx,., (esta regido € definida com o

[T L

auxilio do simbolo “:” na Equagdo 15, conforme linguagem do Matlab), onde ¢ = 1, 2,
..., T, com T sendo igual a parte inteira de (J/N) — 1, conforme definido na Equacdo 15
(nesta equacdo o simbolo “min” significa 0 menor valor dentre todos os elementos do

intervalo delimitado pelos elementos indicados).

vi=[1l,-,q,-,J] Equagdo 14

X, =MiN( Xy, * Xyugyy) Equagdo 15

Os elementos de v' que indicam as posicdes dos minimos substituem os limites
dos buckets que sdo mostrados na Equacgdo 13, realizando a otimizacdo do procedimento
de correcdo de desalinhamento, para cada amostra i, como mostrado na Equacio 16,
onde v, é o k-ésimo elemento do vetor v. A nova matriz Z (I x K) é obtida, onde as
novas intensidades z; sdo organizadas € o novo eixo k no dominio das varidveis é
gerado.

As Figuras 7B e 7C mostram o resultado obtido quando o procedimento OBA ¢é
aplicado ao mesmo conjunto de dados simulados comentados anteriormente (espectros
desalinhados). O nimero de buckets K é o mesmo de antes (Figura 6), mas € visivel a
partir da Figura 7B que o novo algoritmo € capaz de definir as fronteiras nos minimos
locais (linhas verticais). Em ambos os lados do pico central, os buckets se tornam mais
estreitos, pois na busca pelos minimos locais, as fronteiras, inicialmente definidas em

posicdes ndo otimizadas, tendem a se mover para mais proximo das regides entre 0s
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picos. Como resultado, na Figura 7C, onde a soma das intensidades de cada bucket, em
cada amostra, sdo mostrados através de barras coloridas, somente trés importantes
buckets sao observados, conforme esperado, uma vez que os dados simulados t€ém
somente trés picos. Deste modo, o desempenho superior da metodologia proposta sobre

o bucketing convencional € visivel.

Vk+1
Zik = Z Xij parak=1
J=vk
Vk+1
Zig = Z Xij parak=2, ..., K =length(v) - 1

j=vE+1

Equacdo 16

Uma questio importante a ser considerada no método OBA € a escolha da melhor
combinagdo entre o tamanho inicial dos buckets e a flexibilidade para cada conjunto de
dados. A inspec¢do visual da extensdo dos desalinhamentos na linha de base pode ser de
grande ajuda na definicdo destes parametros. Também, algum critério, como por
exemplo, a variancia explicada nas primeiras componentes principais em uma PCA da
matriz resultante Z (I x K) pode dar uma estimativa razodvel da combinagdo entre os
valores de entrada.

Finalmente, ndo € aconselhavel o uso de buckets iniciais muito grandes, pois esta
abordagem promove uma diminui¢do na resolugdo espectral, devendo existir assim um
compromisso entre o ganho com a corre¢ao dos desalinhamentos e a reducdo no nimero
de varidveis. Para as aplicacOes apresentadas neste trabalho, os parametros de entrada
foram determinados pela inspecdo visual dos desalinhamentos na linha de base e
observacdo dos graficos das matrizes obtidas, com o objetivo de escolher as

combina¢des com menor diminui¢do na resolucdo espectral.
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Figura 7: Esquema para o procedimento de bucketing otimizado (OBA). A: Espectros de
RMN simulados com desalinhamentos. B: Espectro simulado médio e as fronteiras dos
buckets (linhas verticais) delimitadas pelo OBA, com tamanhos iniciais de buckets de
0,01 ppm e flexibilidade de 50%. C: Valores normalizados em cada bucket de cada
amostra apresentados através de um gréafico de barras obtido pelo OBA (as cores
representam as diferentes amostras).

2.4. Aplicacoes

Para testar a aplicabilidade do método OBA e comparéd-lo com outros métodos da
literatura, trés conjuntos de dados de RMN foram selecionados, sendo descritos a seguir.
Dois destes conjuntos de dados foram retirados da literatura (conjunto de dados de
vinhos e de tumores cerebrais) e o outro foi adquirido no nosso laboratério (conjunto de

dados de misturas de biodiesel-diesel).
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2.4.1. Parte experimental

2.4.1.1. Conjunto de dados de vinhos

Os espectros de RMN 'H de vinhos foram estudados por Larsen e al. [49], onde a
metodologia para aquisicao dos dados foi descrita. A matriz de dados X (40 x 8712),
adquirida em http://www.models.kvl.dk/Wine_NMR, € composta de quarenta amostras
de vinhos de mesa (distribuidos entre branco, tinto e rosé) cobrindo a regidao de 0,50 a
6,00 ppm, e o contetido de 4cido litico (um 4cido orgadnico importante para o perfil de
sabor do vinho [49]) de cada amostra. Nesta regido, sdo observados varios picos
atribuidos ao etanol, 4cidos organicos, carboidratos e em menor quantidade, polifendis,
outros compostos aromaticos e corantes. Todos esses picos apresentam desalinhamentos
que ocorrem principalmente devido a diferenca no pH das amostras, que nao foram
ajustados antes das andlises. O método OBA foi aplicado aos espectros de RMN usando
0,05 ppm como largura inicial dos buckets e flexibilidade de 50%. Para este conjunto de
dados o intervalo de amostragem foi de cerca de 0,00063 ppm levando a N =
0,05/0,00063 = 79 pontos e s = 50*0,01*79 = 39 pontos (estes parametros foram
arredondados para o inteiro mais proximo). Como resultado, a matriz de buckets Z com
dimensdes (40 x 109) foi obtida. Buckets com 0,05 ppm foram usados para o
procedimento de bucketing convencional e neste caso a matriz Z foi obtida com
dimensdes (40 x 110). Uma vez que o conteudo de 4cido latico estava disponivel, a
matriz de dados original e as matrizes pré-tratadas (pelo bucketing convencional e
OBA), usando o espectro inteiro € uma regido selecionada, foram usados para a
constru¢do de modelos PLS e MLR sobre as matrizes centradas na média. Todos os
modelos tiveram seus desempenhos preditivos avaliados pela validagcdo cruzada usando

o procedimento de leave-one-out onde o coeficiente de determinagio (R’ veja equacio
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na Tabela 1) foi calculado. Para a construcdo dos modelos rotinas escritas em c6digo

Matlab (The MathWorks, Natick, MA, USA) foram usadas.

2.4.1.2. Conjunto de dados de misturas de biodiesel-diesel

Cem amostras de misturas de biodiesel-diesel coletadas em postos de gasolina no
estado de Sao Paulo foram fornecidas pela Central Analitica do Instituto de Quimica da
Universidade Estadual de Campinas. As amostras foram classificadas como
metropolitanas (vindas da regido metropolitana de Campinas) e ndo metropolitanas
(outras cidades do interior do Estado), de acordo com as suas regides de
comercializacio. Os espectros de RMN 'H foram adquiridos em um espectrdmetro
Bruker Avance DRX400 operando a 400,13 MHz de frequéncia a temperatura ambiente,
usando 550 pL de amostra pura em uma sonda de 5 mm Bruker BBO sem rotacdo
usando uma sequéncia de pulso de 90° padrio para 'H. A homogeneidade do campo foi
obtida por inspec¢do do formato de uma linha de um espectro de um padriao (0,3% de
cloroférmio em acetona-d6). Esta condicdo de campo foi usada para todas as amostras
durante todas as andlises. Todos os espectros foram adquiridos com 32768 pontos (32k)
no dominio do tempo, 20 ppm de largura de janela espectral e 16 varreduras (scans). Os
FIDs foram processados com o programa TOPSPIN 2.1 com 65536 pontos (64k),
multiplicados por uma fun¢do de janela exponencial com largura de linha constante de
0,3 Hz e transformada de Fourier normal. Os espectros finais tiveram suas fases
ajustadas, um a um, por inspecao direta. A correcdo da linha de base foi feita usando
uma funcdo linear automética. Todos os espectros foram referenciados usando uma
posicao de campo digital obtida usando tetrametilsilano (TMS) em acetona a O ppm. Os
espectros de RMN 'H foram organizados em uma matriz de dados X com dimensdes
(100 x 15850) relativa a regidao de 0,02 a 10,00 ppm, que foi reduzida em buckets pelo

modo convencional, usando largura de buckets de 0,05 ppm e OBA com flexibilidade de
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50% (intervalo de amostragem = 0,00063 ppm, N = 79 pontos, s = 39 pontos), seguida
por normalizacdo para drea unitdria. Os procedimentos de bucketing forneceram
matrizes Z com dimensoes (100 x 200) e (100 x 191) para os métodos convencional e
otimizado, respectivamente. Os dados originais e as matrizes Z foram centrados na
média e submetidos a andlise exploratéria por PCA usando o programa Pirouette 3.11

(Infometrix, Seattle, WA, USA).

2.4.1.3. Conjunto de dados de tumores cerebrais

Os espectros de RMN 'H dos extratos de tumores cerebrais foram estudados por
Faria et al. [33] onde a metodologia para a aquisicao dos dados foi descrita. A partir dos
espectros de RMN 'H reportados, 16 e 13 espectros correspondendo aos tumores nio
neurogliais (NN) e neurogliais em alto grau (Hg), respectivamente, foram selecionados
para o presente estudo. Os espectros correspondendo a regido entre 1,22 e 4,25 ppm
foram organizados em uma matriz de dados X com dimensodes (29 x 4964). O método
OBA foi aplicado aos espectros de RMN usando 0,002 ppm como largura inicial de
buckets e flexibilidade de 50%. Para este conjunto de dados o intervalo de amostragem
foi cerca de 0,00060 ppm levando a N = 0,002/0,00060 = 3 pontos e s = 50%0,01*3 = 2
pontos (estes parametros foram arredondados para o inteiro mais proximo). Como
resultado, a matriz Z com dimensodes (29 x 1416) foi obtida. A anélise discriminante por
quadrados minimos parciais (PLS-DA) com a abordagem de validag¢do cruzada leave-
one-out foi usada para construir modelos de classificacdo (entre os dois tipos de
tumores, NN e Hg) a partir do conjunto de dados original e do conjunto de dados apds o
pré-tratamento com OBA, usando um vetor y de classes onde o valor +1 foi definido
para os tumores NN e o valor -1 foi definido para os tumores Hg. As andlises foram
realizadas sobre as matrizes centradas na média. A avaliacdo se os modelos PLS-DA

foram obtidos por chance foi realizada comparando o nimero de erros na classificagdo
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(NMC), definido como a soma de falsos-positivos (FP) e falsos-negativos (FN), aos
NMCs (diagndsticos estatisticos) obtidos de 10.000 testes de permutagcdo, computados
usando o vetor y de classes permutado (aleatorizacdo de y ou em inglés y-
randomization). Os FP e FN sdo obtidos relacionando as classes preditas a um threshold
discriminativo definido usando as estimativas das distribui¢cdes para os valores preditos
em cada classe. O threshold foi selecionado no ponto onde as duas distribuicoes
estimadas sdo iguais, sendo estas distribuicdes assumidas como aproximadamente
normais (distribui¢cdes gaussianas com média e desvio padrao das predi¢Oes para cada
classe).

Para os modelos das permutagdes, uma hipdtese nula Hy, assume que ndo hd
diferenca entre os grupos de tumores. Assim, a significincia da classificacdo dos
modelos, ou seja, se 0s mesmos sdo ou ndo obtidos ao acaso, é acessada comparando
seus valores de NMC com aqueles referentes aos modelos das distribuicdes de hipotese
nula Hy [30,32]. A partir destas comparacoes, cada valor de p estatistico (um mais o
nimero de elementos na distribui¢do nula que sdo menores ou iguais ao NMC para o
modelo ndo permutado dividido pelo numero de testes de permutacdo, neste caso,
10.000) foi calculado [30] e associado a um nivel de significancia de o = 0,05. Detalhes
adicionais sobre esta avaliacdo de desempenho podem ser encontrados em [30,32].
Todas as andlises foram realizadas usando rotinas escritas em cédigo Matlab (The

MathWorks, Natick, MA, USA).

2.4.2. Resultados e Discussao

2.4.2.1. Conjunto de dados de vinhos

Neste conjunto de dados uma ampla faixa de deslocamentos de picos € observada,

fortemente dependentes do pH da amostra. Isto pode ser visto na Figura 8 nos espectros
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de RMN 'H para todas as amostras, nas regides ampliadas relacionadas aos sinais do
etanol (quarteto do grupo metileno em 3,6 ppm) e dcido latico (dubleto do grupo metila
terminal em 1,4 ppm). O alinhamento destes espectros usando as abordagens COW [49]
e icoshift [50] j4 foi reportado na literatura, além dos resultados para modelos de

regressao PLS.

12 T T T T T T T T T T
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Figura 8: Espectros de RMN 'H das amostras de vinho e regides ampliadas relacionadas
aos sinais do etanol (quarteto do grupo metileno) e 4cido latico (dubleto do grupo metila
terminal).

A Tabela 2 resume os resultados das regressoes PLS (usando os dados centrados
na média) para a calibracdo do contetdo de acido latico usando os dados originais e 0s
dados pré-tratados pelos métodos bucketing convencional e OBA. Para comparagdo, os
resultados utilizando as matrizes alinhadas por icoshift [S0] e COW [49] também estdo
incluidos. Os modelos MLR para regides pré-tratadas associadas com os deslocamentos
quimicos na regido de 1,35 a 1,45 ppm correspondentes a dois buckets (#92 e #93
obtidos com o método bucketing conventional; e #91 e #92 obtidos com 0 método OBA)

sdo também mostrados nesta tabela. Os dois buckets em cada situacdo apresentam baixa
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correlacdo entre si (coeficientes de correlagdo 0,1363 e -0,0649, nos métodos bucketing
convencional e OBA, respectivamente), assim nao h4 redundancia nos modelos MLR.
Baseando-se nos valores de R, os piores resultados foram aqueles relativos ao uso
da faixa espectral inteira (menor valor de Rz). Possivelmente, a nao linearidade
introduzida pelos desalinhamentos impde ao modelo PLS, o uso de um mais alto nimero
de fatores (quatro varidveis latentes) para capturar a correlagdo entre os dados espectrais
e o conteudo de 4cido latico. Além disso, pode ser visto que os modelos PLS construidos
apoOs as corre¢oes dadas por COW e icoshift sdo piores do que aquele para o dado
original, tendo menores valores de R?, com o mesmo nimero de varidveis latentes, que
sugere que as correcoes ndo foram efetivas para resolver os desalinhamentos dos sinais
do &cido latico. De fato, na publicacdo [49] relativa ao procedimento COW, os autores
usaram uma ferramenta adicional baseada num procedimento em intervalos utilizando
deslocamentos rigidos (coshift) para melhorar a calibragdo do 4cido latico (veja na
Tabela 2 a segunda linha referente aos resultados do método COW), uma vez que o
método COW foi somente capaz de corrigir os desalinhamentos dos picos dominantes
do etanol. Também na publicacdo [50] sobre o alinhamento por icoshift, os autores
melhoraram a calibra¢do para o 4cido latico (veja na Tabela 2 a segunda linha referente
aos resultados do método icoshift) usando intervalos personalizados, definidos através
do conhecimento prévio das atribui¢cdes dos picos de RMN. Desta forma, os métodos
COW e icoshift ndo funcionaram bem para o constituinte minoritdrio acido l4tico,

requerendo otimizagdes posteriores.
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Tabela 2: Resultados dos modelos de regressao PLS e modelos MLR para o conteudo de
4cido latico (valores de referéncia, média =1,03 g.L' e desvio padrio =0,51 g.L'™").

RMSECV" )
Pré-tratamento Regido espectral (ppm) #VL* L) R
g.
0,5-6,0 4 0,369 0,48
Nenhum (dado original) 1,35-1,45 3 0,113 0,95
1,35-1,45 2 0,136 0,93
0,5-6,0 4 0,400 0,39
icoshift’
1,35-1,45 2 0,104 0,96
0,5-6,0 4 0,440 0,27
COW*
1,3-1,6 3 0,100 0,96
0,5-6,0 (buckets) 4 0,310 0,63
Bucketing convencional
1,35-1,45 (buckets)" - 0,114 0,95
0,5-6,0 (buckets) 4 0,200 0,84
OBA ‘
1,35-1,45 (buckets)™ - 0,124 0,94

* #VL = ndmero de varidveis latentes; ° RMSECV = raiz quadrada do erro médio da
validacdo cruzada (Root Mean Squared Error of Cross Validation); ¢ R* = coeficiente de
determinacao; 4 da referéncia [50]; © da referéncia [49]; ' modelos MLR; & buckets #92 e
#93 (de 1,4608 até 1,4110 ppm = bucket #92 e de 1,4110 até 1,3611 ppm = bucket #93);
" buckets #91 e #92 (de 1,4804 até 1,4261 ppm = bucket #91 e de 1,4261 até 1,3573 ppm
= bucket #92); Os parametros sdo baseados na validacdo cruzada pela metodologia
leave-one-out.

Os procedimentos de bucketing apresentaram desempenho superior para o0s
modelos PLS, quando a faixa espectral inteira foi usada (Tabela 2), sem a necessidade
de subsequentes manipulacdes. O tratamento pelo método bucketing convencional
forneceu um modelo de regressio PLS com quatro varidveis latentes, R = 0,63 e

RMSECV = 0,310 gL' (Tabela 2), enquanto o método OBA alcangou R* = 0,84 com o
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mesmo numero de fatores (4 VLs) e com um menor erro na validagdo cruzada
(RMSECV = 0,200 g.L'l). Para evitar sobreajuste (overfitting), o nimero de varidveis
latentes foi escolhido observando os graficos de RMSECYV versus o numero de fatores,
como mostrado na Figura 9. Como pode ser visto nesta figura, por exemplo, na curva
relativa aos modelos PLS ap6s o método OBA, aqueles com mais do que cinco varidveis
latentes estdo sobreajustados. Os melhores resultados apos o pré-tratamento com OBA
para o espectro inteiro podem estar associados a vantagem desta metodologia em
concentrar os sinais em poucos buckets, evitando a divisdo dos picos. De fato, o
bucketing convencional é também capaz de alocar os sinais em poucos buckets, mas
neste caso a divisdo dos picos ndo é completamente evitada. Os resultados sugerem que
para este conjunto de dados os procedimentos de bucketing sao vantajosos, considerando
os sérios desalinhamentos nos sinais do acido l4tico.

Utilizando somente o sinal da metila terminal do acido latico, o método icoshift
mostrou o melhor modelo PLS com duas varidveis latentes (RMSECV = 0,104 g.L' e R?
= 0,96), enquanto o modelo PLS obtido apds a correcao fornecida pela abordagem COW
gerou um modelo de regressdo com estatisticas similares (RMSECV = 0,100 g.L"' e R* =
0,96), porém mais complexo com trés varidveis latentes. Os modelos MLR obtidos a
partir de cada procedimento de bucketing mostraram desempenho similar aquele obtido
apos a abordagem icoshift. Este fato constitui uma grande vantagem para as abordagens
de bucketing, pois os modelos MLR ndo possuem viés (unbiased models), isto €, ndo sao
tendenciosos, além de serem mais simples do que os modelos PLS e eles nao requerem a
otimizacao do niimero de varidveis latentes.

O modelo MLR obtido apés o uso do bucketing convencional (RMSECV = 0,114
gL' e R* =0,95) foi ligeiramente melhor do que aquele obtido apés OBA (RMSECV =
0,124 g.L’l e R’ = 0,94), mas eles sdo ainda comparaveis, como verificado por um teste
de variancia (teste F) sobre os conteudos de acido latico preditos na validacdo cruzada

para ambos os modelos MLR, a um nivel de significancia de o = 0,05, com nimero de
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graus de liberdade no numerador e no denominador igual a 39 (valor de p = 0,9926).
Adicionalmente, um teste de comparacdo de médias (teste r) foi realizado para os
conteudos de 4cido latico, preditos pelos dois modelos MLR, onde foi encontrado que as

médias ndo eram significativamente diferentes a um nivel de significincia de a = 0,05

(valor de p = 1,00).
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Figura 9: Valores de RMSECV versus o numero de varidveis latentes obtidos na
validagcdo cruzada com a metodologia leave-one-out para os modelos PLS ap6s OBA
(linha azul) e bucketing convencional (linha vermelha).

Para a regido especifica estudada, os sinais das satélites dos "*C do etanol podem
ser encontrados (entre 1,30 e 1,35 ppm) muito préximos dos picos do acido latico, que
em parte pode dificultar a procura pelos minimos locais e consequentemente afetar os
modelos de regressdo. Na verdade, os dois buckets (Tabela 2) usados para ambos os
modelos MLR (apds OBA e bucketing convencional) ndo cobrem exatamente a mesma
regido. Considerando este problema, uma possivel solucdo € modificar os parametros no
OBA (flexibilidade e largura inicial de bucket), porém isto ndo foi realizado no presente

trabalho. Apesar disto, o0 método OBA proposto aqui funcionou muito bem para a
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calibracio do contetdo de 4cido ldtico a partir dos espectros de RMN 'H das amostras

de vinho.

2.4.2.2. Conjunto de dados de misturas de biodiesel-diesel

A Figura 10 mostra a comparacdo entre os espectros de RMN 'H desalinhados e
os mesmos espectros alinhados pelos métodos de bucketing convencional e OBA. Os
espectros sio referentes a cem amostras de misturas de biodiesel-diesel. E possivel notar
nas Figuras 10B e 10C o desempenho superior do método OBA para resolver o
problema dos desalinhamentos (veja as regides ampliadas). Os sinais de prétons das
cadeias saturadas dos hidrocarbonetos no biodiesel e no diesel tendem a sofrer maiores
deslocamentos nos picos devido as suas grandes liberdades conformacionais, fortemente
dependentes da temperatura e que levam aos desalinhamentos vistos na Figura 10A. Um
simples alinhamento dos espectros com respeito a um sinal de referéncia ndo pode
corrigir tais deslocamentos.

As misturas sdo divididas em duas classes de acordo com a localiza¢do onde sao
comercializadas, como metropolitanas e ndo metropolitanas. As Figuras 11A, 11Ce 11E
comparam os grificos de escores obtidos na PCA (primeira componente principal - PC1
versus segunda componente principal - PC2) para os espectros desalinhados centrados
na média e para os espectros centrados na média, apOs alinhamento pelos métodos de
bucketing convencional e OBA, respectivamente.

A anélise dos graficos de pesos nas Figuras 11B e 11D indicam que a distribui¢ao
das amostras € determinada pelos dois picos maiores, entre 0,7 e 1,4 ppm, sendo
exatamente aqueles relacionados aos prétons mais afetados pelos desalinhamentos. Na
Figura 11A, pode ser visto que PC1 captura a diferenca entre os dois tipos de amostra,
enquanto PC2 basicamente captura os desalinhamentos e a informagdo sobre duas

€6 9

amostras identificadas como “d” e “e” com valores de escores mais negativos. O

43



agrupamento na Figura 11A ¢ similar aquele obtido na Figura 11C e é muito diferente
daquele obtido utilizando o método OBA (Figura 11E), pois na Figura 11C, o
alinhamento dos picos ndo € completamente realizado, como pode ser visto na regiao
ampliada na Figura 10B e no grafico de pesos na Figura 11D (similar aquele na Figura

11B).
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Figura 10: A: Os espectros originais com desalinhamentos evidenciados nas regides
ampliadas. Espectros pré-tratados por: B — bucketing convencional e C — OBA. As
diferencas entre os valores nas ordenadas ocorrem porque os espectros pré-tratados sao
normalizadas para drea unitdria. Matrizes: B - Z (100 x 200); C - Z (100 x 191).

A partir de um conhecimento prévio obtido através de analises quimicas padroes

no campo dos combustiveis, para este conjunto de dados, todas as amostras identificadas
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(a, b, c, d, e, f, g, h e i) sdo misturas ndo conformes, ou seja, fora das especificagdes.
Portanto, como pode ser visto nas Figuras 11A e 11C, a variancia associada aos
desalinhamentos (capturada em PC2), neste caso, dificulta seriamente a identificacdo das
amostras fora da especificacdo, ndo sendo interessante do ponto de vista da andlise
exploratéria. Por outro lado, € claro na Figura 11E a evidéncia das amostras nao
conformes a partir dos seus proprios grupos com valores de escores extremos, tornando
mais facil a identificacdo e a interpretacdo. Apds a correcdo fornecida pelo OBA, os
escores obtidos descrevem 95,1% da variancia total ao longo de PC1, praticamente toda
a variancia contida nas trés primeiras componentes na PCA da matriz sem qualquer
bucketing (PC1 74,6%, PC2 15,1% e PC3 5,7%) e 2,6% da variancia total ao longo de
PC2, que possui um grafico de pesos (Figura 11F) completamente diferente daqueles
obtidos nas outras andlises. Neste exemplo, a complexidade desnecessdria do perfil
espectral fornecida pelos desalinhamentos foi corrigida apropriadamente.

Além da anélise descrita acima, PCA foi realizada para os intervalos de 6,4 a 8,5
ppm e de 0,4 a 1,4 ppm, independentemente. O primeiro intervalo corresponde a regiao
com sinais relativos aos prétons aromaticos que diferem daqueles em hidrocarbonetos,
por sofrerem menos com os desalinhamentos (hd um impedimento conformacional para
os protons em anéis aromaticos). De fato, os trés agrupamentos obtidos para os dados
centrados na média antes e apds a aplicacdo de ambos os procedimentos de bucketing
foram quase idénticos. Para o segundo intervalo (picos maiores), as observacdes foram
muito similares aquelas citadas acima para a faixa espectral inteira. No capitulo 3, a
seguir, as andlises de componentes principais para estes intervalos, apds a aplicacdo de
OBA, serao mostradas e discutidas.

O método OBA também permitiu uma reducdo nos dados em cada espectro de
RMN 'H de 32768 pontos no dominio das frequéncias para 191 buckets. Este fato pode
ser importante do ponto de vista computacional, uma vez que um reduzido nimero de

variaveis pode diminuir significativamente o tempo computacional. Entretanto, vale
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ressaltar que a redugcdo € acompanhada por uma possivel diminuicdo na resolucdo
espectral, que pode levar a perdas de informacao, especialmente quando diferencas sutis
sdo expressas pelas amostras e alta resolu¢do € requerida. Outras solucdes para o
alinhamento, tais como, os métodos DTW, COW e icoshift podem ser usados sem perda
de resolucdo. Contudo, essas alternativas sdo teoricamente menos simples do que a
abordagem de bucketing € comumente envolvem operagdes computacionais “caras” e
uma maior expertise do usuério. Finalmente, € importante ressaltar que o método OBA
fornece uma flexibilidade na definicdo dos parametros de entrada, que podem ser

ajustados com o objetivo de evitar sérias perdas de resolugdo espectral.
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Figura 11: PCA: graficos de (A) escores e (B) pesos para a matriz original; (C) escores e
(D) pesos para a matriz apds o bucketing convencional; e (E) escores e (F) pesos para a
matriz apés o método OBA. As variancias explicadas sao mostradas entre parénteses em
cada componente principal.
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2.4.2.3. Conjunto de dados de tumores cerebrais

As Figuras 12A e 12B apresentam os espectros de RMN 'H para as duas classes
de tumores cerebrais, ndo neuroglial (NN) e neuroglial em alto grau (Hg). A Figura 12A
mostra os dados originais, onde € possivel visualizar a pequena extensdo dos
desalinhamentos, através da regido ampliada. Em contraste, a Figura 12B mostra os
espectros corrigidos apds o pré-tratamento com OBA, que resultou numa matriz de
buckets Z. com dimensdes (29 x 1416). O pequeno valor de largura inicial de buckets de
0,002 ppm foi bem sucedido para corrigir os desalinhamentos, como pode ser observado
na regido ampliada da Figura 12B, mostrando que os picos nesta regido tornaram-se
mais nitidos e formatados.

Neste ponto, € importante citar o problema da correspondéncia comum para
regides complexas em espectros de RMN 'H, onde devido a ndo homogeneidade do
campo magnético durante a aquisi¢ao do espectro ou incompleta correcdo de fase no
processamento dos dados adquiridos na andlise, os formatos dos picos podem ser
distorcidos do formato simétrico ideal e, além disso, as posi¢des dos picos podem mudar
(devido a temperatura, pH e forca i6nica) levando at€é mesmo a uma inversdo na ordem
dos sinais [58]. O método OBA aqui proposto ndo trata destas questdes e a sua utilizacao
deve ser feita em conjuntos de dados sem problemas extremos de correspondéncia. De
fato, este € um ponto fraco inerente a todos os procedimentos de bucketing, sendo
abordados por alguns trabalhos na literatura [59,60] propondo alternativas, como o uso
da transformada Hough fuzzy generalizada (GFHT, do inglés Generalized Fuzzy Hough
Transform) com o intuito de estabelecer objetivamente a correspondéncia verdadeira.
Apesar disso, o bucketing ainda é amplamente utilizado, pois até agora nenhum método
provou ser de fécil uso e bem sucedido na obtengdo de bons resultados quanto ele [58].
Para o conjunto de dados de tumores cerebrais o problema da correspondéncia nao

ocorre, o que pode ser verificado na Figura 13, apresentando um grafico de calor (heat

48



plot) criado para o conjunto de dados original (neste grafico cada linha corresponde a
um espectro cujas intensidades sdao codificadas pela cor), onde as amostras sio
ordenadas pelo valor de intensidade do sinal da creatina em 3,04 ppm (singleto), sendo a
ordenacdo do menor (no topo) para o maior valor (em baixo). A ordenagdo nao revela
mudancas de ordem nos picos ao longo do eixo dos deslocamentos quimicos, apenas o
desalinhamento ja observado. Vale ressaltar que nos estudos de caso anteriores nao foi
necessdrio checar o problema da correspondéncia, pois 0s espectros mostravam-se
relativamente menos “povoados” do que os espectros estudados neste caso, € assim
simples inspecdes visuais indicaram a auséncia do problema citado.

Com o objetivo de mostrar as vantagens do método OBA, modelos PLS-DA
foram construidos para acessar a discrimina¢ao dos dois tipos de tumores. Os nimeros
de varidveis latentes usados em cada modelo foram definidos pela escolha daquele com
o menor numero de erros de classificacio (NMC), evitando sobreajuste (overfitting) de
modo similar aquele apresentado no estudo de caso do conjunto de dados de vinhos
(Figura 9). Portanto, baseado neste diagndstico estatistico, duas varidveis latentes foram
determinadas na otimiza¢cdao do modelo PLS-DA relativo ao conjunto de dados centrado
na média apds o método OBA, onde o modelo obteve quatro erros na classificacdo entre
os tipos de tumores. Para o modelo PLS-DA usando o conjunto de dados original
centrado na média, quatro varidveis latentes com cinco erros na classificacdo foram
selecionados. Ambos os modelos foram significantes a um nivel de a = 0,05 nos testes
de permutacdo. As Figuras 14A e 14B mostram a distribuicio de 10.000 testes de
permutagdo para NMC dos modelos PLS-DA a partir do dado original e do pré-tratado.
Observando a Figura 14, € visivel que o numero de permutacdes (10.000) usado foi
suficiente para amostrar as caudas da distribuicdo, resultando em distribui¢des com
formatos gaussianos. O modelo PLS-DA para a matriz apds pré-tratamento com OBA
obteve um valor de p = 0,0032 contra um valor de p = 0,0005 para o modelo PLS-DA

relativo ao conjunto de dados original. Um valor de p menor do que o threshold (nivel
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ou limite) de significancia a = 0,05 indica que a hipétese nula Hy (ndo ha diferencga entre
as duas classes de tumores) deve ser rejeitada e, a este nivel de significancia, diferengas

entre as classes sao observadas.
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Figura 12: Conjunto de dados de tumores cerebrais. A: dados originais. B: apds pré-
tratamento com OBA (largura inicial de buckets de 0,002 ppm e flexibilidade de 50%).
Espectros de RMN 'H para tumores NN em vermelho e para tumores Hg em azul. Nas
ordenadas temos as intensidades dos sinais. Os espectros encontram-se normalizados.
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Para os dois modelos, as classificacdes foram significativas, entretanto, o modelo
PLS-DA para os dados ap6s o método OBA foi mais parcimonioso na determinacido do
subespaco de varidveis latentes que possibilita a discriminac¢ao (duas varidveis latentes

contra quatro para o outro modelo), além de obter uma melhoria no NMC.
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Figura 15: Vetores de regressao, representados nos eixos dos deslocamentos quimicos,
para A: modelo PLS-DA com duas varidveis latentes a partir dos dados apés OBA e B:
modelo PLS-DA com quatro varidveis latentes a partir dos dados originais.

As Figuras 15A e 15B mostram os vetores de regressao obtidos para os modelos
PLS-DA a partir dos dados apés o método OBA e sem a aplicacdo deste,
respectivamente. Nas figuras os retingulos vermelhos marcam os sinais mais
discriminantes entre os dois tipos de tumores, conforme apontado pela literatura [33].
Analisando o vetor de regressdo na Figura 15A, pode ser visto, comparando com o vetor
de regressdo na Figura 15B, que os sinais importantes tornam-se mais evidentes € com

importancia relativa maior apds a reducdo na complexidade do dado devido ao pré-
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tratamento pelo método OBA, sendo isto importante no contexto da busca por
biomarcadores.

Finalmente, além da superioridade mostrada devido ao ‘“‘alinhamento” fornecido
pelo método OBA, h4 a vantagem pela redu¢cdo do nimero de varidveis, que pode ser
muito importante do ponto de vista computacional, especialmente quando sdo tratados
grandes conjuntos de dados. Este exemplo mostra a grande aplicabilidade do novo

algoritmo e sua flexibilidade para resolver questdes em um conjunto de dados complexo.

2.5. Conclusoes

Foi mostrado que o método OBA tem um desempenho superior, quando
comparado ao bucketing convencional, largamente usado na literatura. Para o conjunto
de dados de vinhos, os resultados demonstraram que a estratégia do método OBA pode
ser util para a construcdo de modelos menos complexos (modelos MLR) com boas
capacidades preditivas, mesmo comparados a modelos PLS obtidos quando sofisticados
métodos de alinhamento sao usados. Para o conjunto de dados de misturas de biodiesel-
diesel, foi mostrado o bom desempenho do método OBA como auxiliar na analise
exploratdria, que pode ser de grande significancia para propdsitos de reconhecimentos
de padrodes. O principal ponto reside na melhoria (aumento) da variancia explicada pelas
componentes principais com consequente aumento na interpretabilidade. Neste exemplo,
o método OBA forneceu bons resultados, mesmo num conjunto de dados com uma
grande extensao de desalinhamentos. No conjunto de dados de tumores cerebrais, o pré-
tratamento por OBA permitiu a obtencdao de um modelo PLS-DA significativo para a
discriminagdo dos tumores com um menor nimero de erros na classificag¢do, corrigindo
um pequeno nimero de desalinhamentos, especialmente importantes para os sinais mais
discriminatdrios. O algoritmo proposto neste trabalho é facil de usar, sendo necessario

para os usudrios somente o conhecimento da extensdo dos desalinhamentos na linha de
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base para especificar um tamanho inicial adequado de bucket e flexibilidade. Este ponto
¢ muito importante, pois a metodologia de bucketing fornece uma diminui¢do na
resolucdo espectral, que pode ser minimizada pelo uso de paridmetros de entrada
adequados. Em nossas aplicagdes, uma flexibilidade de 50% foi adequada, mas ndo é
possivel generalizar a respeito disso, uma vez que diferentes conjuntos de dados podem
requerer diferentes valores. O algoritmo consiste de uma rotina escrita em codigo

Matlab e encontra-se disponivel para download gratuito em http://Iqta.igm.unicamp.br.
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Capitulo 3: Metodologia para controle de qualidade de misturas de
biodiesel-diesel por anailise de componentes principais em intervalos
(iPCA) e espectroscopia de ressonincia magnética nuclear de préton e de

carbono (RMN He 13’C)

3.1. Introducao

Nos ultimos anos as pesquisas com biocombustiveis tém recebido muita atenc¢ao
da comunidade cientifica, devido entre outros fatores, a crescente preocupacao
ambiental, ao esgotamento das reservas de combustiveis fOsseis € ao aumento da
demanda mundial de energia. Assim, alternativas para a substituicdo dos combustiveis
fosseis, seja total ou parcial, t€ém sido buscadas através da exploracdo de fontes
renovaveis de energia. Neste contexto, o biodiesel tem se mostrado uma boa alternativa
para a substituicdo do diesel combustivel, pois apresenta diversas vantagens como:
caracteristicas fisico-quimicas similares ao diesel; é virtualmente livre de enxofre,
biodegradavel e ndo toxico; possui alto numero de cetano (parametro relacionado a
qualidade de igni¢do), alto ponto de fulgor (relativo a capacidade do combustivel em
formar uma mistura inflamavel com o ar) e alta lubricidade; ndo requer modificacdes na
infraestrutura ja existente para o diesel, no que diz respeito a estocagem e distribuicao
[61-68].

Quimicamente, o biodiesel € uma mistura de monoalquil ésteres de acidos graxos
que sdo obtidos através da reagdo de transesterificacdo, catalisada por base, de gorduras
animais ou Oleos vegetais com um 4lcool de cadeia curta (e.g., metanol ou etanol), tendo
como subproduto o glicerol. Existem diversas matérias-primas potenciais para a
producao do biodiesel, porém os dleos vegetais sdo aquelas que mais se destacam [69-

72].
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O Brasil € um pais que, por seu clima tropical e subtropical aliados a sua extensa
area geografica, favorece uma grande diversidade de matérias-primas para a producdo de
biodiesel. De fato, o pais € considerado mundialmente como tendo uma posi¢ao
estratégica para a sustentabilidade do mercado do biodiesel e desde 2005 possui
legislacdao (Lei n° 11097, de 13 de janeiro de 2005) que regulamenta as condigdes de
mercado e a producdo, propiciando a introdu¢iao do biodiesel em sua matriz energética.
Atualmente no Brasil, todo o diesel comercializado obrigatoriamente deve possuir 5%
de biodiesel na sua composicao [73].

O diesel mineral consiste numa mistura bastante complexa, composta
principalmente por hidrocarbonetos aromaticos (em menor extensdo) e alifaticos (n-
parafinas, naftenos, iso-parafinas, e em menor quantidade olefinas, que podem estar
presentes devido a misturas com derivados de cracking do petr6leo) com ampla
distribuicdo em termos de tamanho de cadeia carbOnica e ramificagdes. Além disso, o
diesel possui compostos arométicos mono e poli nucleados que tém dtomos de enxofre
na estrutura, tais como, tiofenos (mononuclear), benzotiofenos (polinuclear),
dibenzotiofenos (polinuclear) e os seus derivados [74,75].

No Brasil o diesel comercializado nas grandes cidades (regides metropolitanas) €
diferente daquele comercializado nas demais regides, principalmente no que diz respeito
ao teor de enxofre, o que por sua vez envolve questdes ambientais relativas a qualidade
do ar nos grandes centros. Para a diferenciacdo imediata destes tipos de diesel, estes sdo
comercializados com diferentes coloracdes, sendo adicionado aqueles das regides ndo
metropolitanas, corantes que ddo uma tonalidade vermelha, enquanto os outros
preservam a cor tipica do diesel que varia entre amarelada e alaranjada [76].

Na literatura, no estudo das propriedades do biodiesel puro e de suas misturas com
o Oleo diesel, existe um grande nimero de trabalhos aplicando diversas técnicas
analiticas, tais como, cromatografia gasosa [77-80], espectroscopia no infravermelho

médio e proximo [68,81-83], ressonancia magnética nuclear [16,71,77-82,84-86]. Nestas
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areas, em geral, as pesquisas visam proporcionar alternativas instrumentais as andlises
comuns dos biocombustiveis, tendo em vista que estas normalmente sdo realizadas
através de técnicas laboriosas, demoradas e que consomem uma relativa maior

quantidade de reagentes.

3.2. Proposta geral do trabalho

Dentre os trabalhos usando a espectroscopia de ressondncia magnética nuclear
(RMN) para estudo do biodiesel, poucos sdo aqueles que usam estd técnica combinada
com ferramentas quimiométricas [16,71]. As vantagens da RMN j4 foram comentadas
no capitulo anterior e podem ser exploradas juntamente com um tratamento de dados
apropriado para a andlise de misturas de biodiesel-diesel. Com este espirito, neste
trabalho exploram-se os espectros de RMN 'H e "°C destas amostras, adquiridos numa
condicdo padrdo, para a detec¢do daquelas fora das especificagdes, ou seja, as amostras
discrepantes. Os dados de andlises quimicas relativos a determinacdo de alguns
parametros proprios do campo de biocombustiveis sdo conhecidos previamente para as
amostras e assim este trabalho visa verificar se o padrdo espectral responde da mesma
forma que estas andlises.

Para o uso dos espectros de RMN 'H a questdo dos desalinhamentos é importante
para o tipo de amostra aqui estudado, no entanto, a solugdo para isto ja foi discutida no
capitulo anterior.

No caso dos espectros de RMN C, a principal preocupagio se refere ao ruido
espectral que em geral representa uma parte significativa dos dados, pois como o d&tomo
de "°C é pouco abundante (cerca de 1,1% do total dos dtomos de C) a relacéo sinal/ruido
tende a ser menor [87]. Na pratica uma solucdo para o aumento dessa relacdo € obtida
acumulando varios FIDs (entre varios pulsos e entre tempos necessdrios para a relaxagao

dos nucleos), porém para a aplicacdo aqui estudada, pensada para o uso de andlises de
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rotina, esta solu¢do ndo € atrativa, pois gera um maior tempo de anélise. Por outro lado,
usando poucas acumulagdes (scans) na aquisicio dos espectros de RMN C, mesmo
aplicando transformagdes que processam (operacdes para obtengcdo dos espectros que
sdo realizadas apds a aquisicdo dos dados) os FIDs e que podem aumentar a relacdo
sinal/ruido, a quantidade de ruido € ainda considerdvel. Felizmente, existem ferramentas
matematicas que podem ser usadas apds o processamento, podendo auxiliar na reducao
do ruido espectral.

Existem diferentes modos de reduzir o ruido de espectros, sendo os mais comuns,
os filtros de Fourier [88] e wavelet [43,89-92]. Estas abordagens decompdem os sinais
como uma combinag¢do linear de um conjunto particular de funcgdes de base,
reconstruindo-os depois de uma filtragem apropriada. O filtro wavelet tem algumas
vantagens sobre a transformada de Fourier, pois suas fungdes de base sdo melhores
localizadas no dominio do tempo e podem descrever fenOmenos nao estaciondrios
[43,91,92]. Por esta razdo a transformada wavelet é muita atrativa para a reducdo de
ruido (denoising) dos espectros de RMN Bc.

O processamento dos FIDs, citado acima, € muito importante para uma posterior
andlise quimiométrica, pois o tratamento de dados, em geral, é capaz de distinguir as
amostras processadas diferentemente. Assim, todos os passos envolvidos no
processamento precisam seguir um mesmo protocolo para todas as amostras, de modo
que ndo haja influéncia nas inferéncias estatisticas. Tal processamento compreende os
passos de tratamento do FID (multiplicagdo por fungdes de apodizacio, preenchimento
do sinal com zeros, truncagem, entre outras); aplicacdo da transformada de Fourier
(conversao do sinal adquirido no dominio do tempo para um sinal no dominio da
frequéncia); ajuste de fases; e correcdo da linha de base [87].

Atualmente, vdrios programas comerciais incorporam multiplos métodos para o
processamento automdtico de espectros de RMN. Entretanto, no caso de misturas

complexas, como as amostras aqui estudadas, que resultam em espectros de RMN
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complexos, com regides sobrepostas, o processamento, como o ajuste de fase, torna-se
mais dificil, pois os métodos propostos sdo eficientes apenas para sinais bem resolvidos
[42]. Portanto, neste trabalho, todos os espectros de RMN 'H e C tiveram suas fases
cuidadosamente corrigidas manualmente. J4 as linhas de base foram corrigidas
automaticamente usando uma funcao linear.

A PCA ¢€ de facto o método de andlise exploratoria em quimiometria, contando
com um numero enorme de publicacdes neste sentido. Porém, nem sempre a PCA
evidencia facilmente os agrupamentos ou respostas esperados, pois isto também
dependente do pré-processamento dos dados, da intensidade relativa de sinais
importantes, da selecdo de varidveis realizada, entre outros. Por exemplo, se num
conjunto de dados um sinal € importante na discriminagdo de um determinado tipo de
amostra com outras de tipo diferente, mas o mesmo € pouco intenso em relagdo aos
demais e ¢ praticamente “mascarado”, dificilmente a PCA ird detectd-lo com os dados
centrados na média. Por outro lado, se os dados forem autoescalados, ha uma chance
deste sinal ser mostrado, uma vez que apds o autoescalamento a matriz resultante
apresenta a mesma importancia em todas as suas varidveis (as variancias se tornam
iguais e com valor um). Infelizmente, o autoescalamento também ird enfatizar a
importancia do ruido espectral e a resposta da PCA cai num novo problema.

Neste trabalho, a andlise de componentes principais em intervalos (iPCA) que
corresponde a uma extensdo da PCA comum, onde intervalos no conjunto de dados sdao
usados, ao invés do conjunto todo, € usada com o objetivo de melhorar a interpretacao
dos resultados, explorando modelos para variacdes locais e diminuindo o ocultamento

dos sinais menos intensos.
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3.3. Objetivos

3.3.1. Geral

O objetivo geral deste trabalho é estudar uma metodologia que aplicada a
amostras de misturas de biodiesel-diesel visa auxiliar no controle de qualidade das
mesmas, valendo-se da exploracio de espectros de RMN 'H e "°C. Também se deseja
verificar a relagdo entre as respostas obtidas a partir dos padroes contidos nos espectros

de RMN com os resultados de andlises quimicas tipicas do campo de biocombustiveis.

3.3.2. Especificos

Especificamente, objetiva-se:

e Aplicar a iPCA para evidenciar intervalos nos dados que fornecem diferentes
observacOes acerca das amostras ndo conformes e resultem num ganho de
interpretabilidade;

e Verificar se o estudo dos espectros de RMN "C promove algum ganho de
informacdo em relacio ao estudo dos espectros de RMN 'H. Neste contexto, visa-
se também avaliar a viabilidade do uso da reducdo de ruido (denoising) dos
espectros de RMN "°C e do curto tempo de aquisi¢io destes espectros;

e Observar se existem problemas na andlise devido ao ndo uso da trava de

frequéncia (locking de campo magnético) na aquisi¢ao dos espectros de RMN.
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3.4. Parte Experimental

3.4.1. Amostras

A descri¢ao das amostras estudadas aqui se encontram no item 2.4.1.2 do capitulo
anterior. Alguns resultados relativos a parametros de qualidade avaliados para as
amostras de biocombustiveis foram adquiridos juntos a Central Analitica do Instituto de
Quimica da Unicamp e sdo apresentados na Tabela 3. Nesta tabela sdo destacadas com
fundo cinza as amostras que foram detectadas como nio conformes pela metodologia
aqui apresentada, marcadas com asteriscos as amostras detectadas como nao conformes
pelos parametros fisico-quimicos da prépria tabela e em fundo azul as amostras

detectadas em ambos.
3.4.2. Aquisicao dos espectros de RMN He PC

A descricdo relativa a aquisicdo dos espectros de RMN 'H das amostras de
misturas de biodiesel-diesel estd presente no item 2.4.1.2 do capitulo anterior. Para os
espectros de RMN B, as andlises de RMN foram realizadas em um espectrometro
Bruker Avance DRX400 operando a uma frequéncia de 100,62 MHz para "C 2
temperatura ambiente, usando 550 pLL de amostra pura, com uma sonda Bruker BBO,
sem rotagdo, usando uma sequéncia de pulso padrio para "C{'H}. A homogeneidade do
campo foi obtida pela inspecdo do formato de uma linha espectral de uma amostra
padrdo (0,3% de cloroférmio em acetona-d6). Esta condicio de campo foi usada para
todas as amostras durante todas as andlises. Todos os espectros foram adquiridos com
32768 pontos (32k) no dominio do tempo, 260 ppm de largura de janela espectral e 16
varreduras (scans). Os FIDs foram processados com o software TOPSPIN 2.1 com

65536 pontos (64k), multiplicados por uma fung¢ao de janela exponencial com largura de
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linha constante de 10 Hz e transformada de Fourier normal. Os espectros finais tiveram
suas fases ajustadas, um a um, por inspe¢do direta. A correcdo da linha de base foi feita
usando uma fung¢do linear automatica. Todos os espectros foram referenciados usando
uma posi¢do de campo digital obtida usando tetrametilsilano (TMS) em acetona a 0
ppm.

Neste trabalho, até onde se sabe, pela primeira vez adquiriram-se espectros de
RMN de misturas de biodiesel-diesel puras sem trava de frequéncia. Isto foi feito para
minimizar 0 manuseio no preparo das amostras e eliminar o consumo de solvente
deuterado (o sinal de ressondncia do deutério € utilizado para a trava de frequéncia, ou

seja, a correcdo de pequenas variagdes no campo magnético).
3.4.3. Bucketing otimizado

A descricdo do algoritmo de bucketing otimizado (OBA) foi mostrada no capitulo
2, sendo a matriz com os espectros de RMN 'H resultante do tratamento do conjunto de
dados de misturas de biodiesel-diesel, estudada aqui. A relacdo entre cada bucket e a

faixa em ppm nos espectros de RMN "H é mostrada na Tabela 4.
3.4.4. Reduciao do ruido dos espectros de RMN Bc

Neste trabalho, os espectros de RMN "C foram adquiridos com um ntmero
reduzido de varreduras, com o objetivo de avaliar a possibilidade da utilizacdo desta
técnica para andlises de rotina, onde o tempo € um fator importante. No entanto, isso
favorece a aquisi¢do de espectros ruidosos. Desse modo, avaliou-se a viabilidade do uso
do método de andlise de componentes principais em multiplas escalas (MSPCA, do
inglés Multiscale Principal Component Analysis) que se baseia na transformada wavelet

para permitir uma redug@o no ruido espectral. Aspectos tedricos sobre a transformada
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wavelet, bem como sobre a etapa de reducdo no ruido usando MSPCA serdo mostrados a
seguir. Todos os cédlculos foram feitos utilizando as rotinas da Wavelet toolbox versao

4.3 para Matlab (The MathWorks, Natick, MA, USA).
3.4.4.1. Transformada Wavelet Discreta

A transformada wavelet (TW) surgiu como uma alternativa para contornar alguns
problemas existentes no uso do filtro de Fourier e do filtro de Fourier em janelas, e tem
se mostrado, desde o seu principal desenvolvimento, em meados da década de 80, uma
excelente abordagem para filtragem ou compressdao de dados. Enquanto a transformada
de Fourier expressa um sinal como uma combinacao de funcdes senos e cossenos que se
estendem de menos infinito até mais infinito e sdo simétricas, a TW utiliza func¢des
assimétricas e com energia concentrada para decompor o sinal. Além disso, em quimica,
uma grande vantagem da TW frente a outros filtros mais comuns, tais como, filtros de
média, média movel e Savitsky-Golay, € a sua habilidade em tratar sinais estreitos sem
distorcé-los [93-95].

A transformada wavelet discreta (DWT, do inglés Discrete Wavelet Transform)
consiste na projecao de algum sinal discreto sobre um conjunto de fungdes wavelet que
derivam de uma funcdo wavelet mae e que compdem uma familia de fun¢des. A forma

geral dessas fun¢des encontra-se na Equagao 17 abaixo:
W, (O =2""y (2"t —k) Equacio 17

Onde w(r) representa a wavelet mae e m e k sdo os parametros diddicos de dilatacdo e
translacdo, respectivamente. O parametro de dilatacdo determina a localizacdo no
dominio da frequéncia (ou escala), enquanto o parametro de translacdo determina a

localizagdo da fun¢do no dominio do tempo [90].
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Tabela 3: Parametros analisados para as amostras de biodiesel-diesel. As amostras detectadas somente pela
metodologia apresentada sdo mostradas com fundo cinza; aquelas reprovadas pelos pardmetros fisico-quimicos sdo
marcadas com asteriscos; e aquelas reprovadas por ambos sdo mostradas com fundo azul.

Teor de Massa especiﬁcab ¢ o d o L e Teor de Enxofre Ponto de
Amostras Biodiesel® (%) (Ke /) T50%° (°C) T85%" (°C) Indice de cetano (me/Kg) Fulgor® (°C)
1 metrop. 3,60 850,0 256,10 348,30 42,10 206 40,50
~ 2=a*  mewop. 330 880 29490 351,10 4630 251 5200
3 metrop. 3,50 847,0 250,80 343,40 42,40 219 41,50
4 metrop. 4,30 850,0 258,80 348,90 42,40 410 41,00
5 metrop. 4,10 850,0 260,00 349,20 42,90 280 40,50
6 metroi. 4,20 848.,0 254,90 346,80 42,70 286 40,50
8* metrop. 3,40 850,0 254,50 347,80 41,90 187 44,00
9 metrop. 3,40 851,0 260,20 349,00 42,50 169 44,00

10* metrop. 3,30 850,0 257,80 348,00 42,40 166 35,50

12 metrop. 4,20 852,0 259,80 348,50 42,10 400 45,00
13 metrop. 4,00 850,0 257,10 349,00 42,30 233 39,00

metrop. 3,60 849,0 257,00 347,80 42,60 3 38,50

17* metrop. 3,40 850,0 252,60 345,40 41,60 163 40,50

metrop. 8480 256,50 347,80 42,90 40,00
~21=1  nfomewop. 420 850 29260 35450 4600 1060 3950
22 metrop. 3,60 849,0 260,70 348,70 43,10 300 45,00
23 metrop. 4,20 853,0 264,40 350,20 42,50 379 43,50
24 metrop. 4,40 8480 256,50 347,80 42,90 276 40,00
25 metrop. 4,40 851,0 270,00 351,40 44,00 274 44,00
26 metrop. 4,30 846,0 253,90 347,50 43,10 256 40,50

34* ndo metrop. 2,50 855,0 285,30 356,40 44,30 1500 40,41
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Teor de Enxofre’ Ponto de
(mg/Kg) Fulgor® (°C)

Teor de Massa especiﬁcab

C (o d so £ 4. e
Biodiesel® (%) (Kg/m3) T50%" (°C)  T85%" (°C) Indice de cetano

Amostras

37* ndo metrop. 3,20 854,0 282,40 353,60 44,60 1800 43,00
38* ndo metrop. 2,50 855,0 286,20 358,50 44,40 1800 40,41

41 nao metrop. 3,80 855,0 286,60 357,90 45,00 1700 43,00
42 metrop. 4,30 854,0 262,60 349,20 42,00 400 46,50

46* ndo metrop. 3,40 855,0 289,30 359,90 45,20 1700 44,00
47 ndo metrop. 4,10 855,0 283,10 353,50 44,10 1600 42,00
48 metrop. 4,10 852,0 260,90 348,80 42,20 300 44,00
49 ndo metrop. 3,80 855,0 286,00 357,30 44,90 1700 40,00
50 metrop. 4,30 851,0 257,00 349,60 42,10 381 41,00
51 metrop. 4,00 852,0 261,20 350,30 42,20 300 42,00
52 metrop. 4,40 846,0 253,50 345,40 43,20 300 38,00

nao metrop. 289,60 364,50

nao metrop. 285,00 355,60

58 metrop. 4,20 852,0 262,20 352,20 42,30 400 45,00
59 metrop. 4,40 849,0 259,50 350,70 43,20 306 42,00

64 ndo metrop. 3,60 8550 286,20 356,60 44,70 1700 44,00
65* ndo metrop. 3,30 8550 285,20 353,50 44,20 1700 43,50
66 ndo metrop. 4,20 8550 289,20 359,00 45,20 1600 43,00
67* ndo metrop. 853,0 281,80 355,40 1700 41,50

- 68=ff  mewop. 430 8490 25960 35230 4310 300 4300
69 metrop. 4,20 852,0 261,50 351,90 42,30 400 45,00
70 metrop. 3,60 8500 257,70 349,10 42,30 195 40,00

~ 7l=ii*  mewop. 35 810 25610 34740 4190 210 4050
72% metrop. 3,10 8500 253,30 345,90 41,80 203 39,00
73* metrop. 3,40 848,0 253,60 344,20 42,30 214 40,00

65



Teor de Massa especiﬁcab ¢ o d o L e Teor de Enxofre’ Ponto de
Amostras Biodiesel* (%) (Kg /m3) T50% (°C) T85%" (°C)  Indice de cetano (mg/Kg) Fulgor® (°C)
74 ndo metrop. 4,40 855,0 284,50 354,90 44,40 1600 40,50
75% metrop. 3,10 850,0 264,90 354,30 43,40 139 41,50
76* nao metrop. 3,20 855,0 286,30 354,80 44,20 1500 41,00
77* metrop. 4,10 850,0 262,60 353,50 43,30 147 33,00

79 nao metrop. 4,30 855,0 285,60 356,80 44,59 1700 42,00

82% nao metrop. 2,60 854,0 283,00 353,10 44,50 1700 39,00
83* nao metrop. 3,30 854,0 285,00 357,30 44,70 1700 43,50
84 nao metrop. 3,70 854,0 286,40 357,40 44,80 1600 42,00

86 ndo metrop. 854,0 287,40 358,00 45,50 1600 45,00

ndo metrop. 852,0 280,20 354,50 44,70 1500 41,00

92% nao metrop. 3,20 853,0 281,70 356,80 44,60 1600 41,00
93* nao metrop. 3,20 854,0 280,90 351,80 44,20 1600 42,00

96 metrop. 4,40 848,0 253,80 347,80 42,20 100 38,50

99 ndo metrop. 3,50 854,0 280,20 352,10 44,30 1700 40,50

* Teor de biodiesel como % em volume (média = 3,85%, desvio padrio = 1,11%), determinado pela norma ABNT NBR 15568:2008
(Biodiesel - Determinacdo do teor de biodiesel em 6leo diesel por espectroscopia na regido do infravermelho médio), padrdo (na época
em que as amostras foram coletadas): 4,0 = 0,5 %; > Massa especifica a 20 °C (média = 852,1 Kg/m3, desvio padrao = 3,13 Kg/m3),
padriio: amostras metropolitanas entre 820 ¢ 865 Kg/m®; amostras ndo metropolitanas entre 820 e 880 Kg/m®; ¢ Temperatura em que 50%
do volume € destilado (média = 272,12 °C, desvio padriao = 14,06 °C), padrao: entre 245 e 310 °C; d Temperatura em que 85% do volume
¢ destilado (média = 352,46 °C, desvio padrio = 5,10 °C), padrdo: amostras metropolitanas, mdximo de 360 °C; amostras nio
metropolitanas, maximo de 370 °C; © Indice de cetano (adimensional, média =43,73, desvio padrdo = 1,23), padrdo: minimo de 42; " Teor
de enxofre em mg/Kg (média = 886 mg/Kg, desvio padrao = 681 mg/Kg), padrdo (na época em que as amostras foram coletadas):
amostras metropolitanas, maximo de 500 mg/Kg; amostras ndo metropolitanas, maximo de 1800 mg/Kg; £ Ponto de fulgor em °C (média
=42,03 °C, desvio padrao = 3,36 °C), padrao: minimo de 38 °C. Os valores em vermelho encontram-se fora da especificacao.
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Tabela 4: Numeracio dos buckets e suas faixas em ppm nos espectros de RMN "H.

N° Ppm N° ppm N° ppm N° ppm N° ppm

1 10,0-997 | 39 7,94-7,89 | 77 599-5,94 | 115 4,06-3,99 | 153 2,01-2,00
2 997990 | 40 7,89-7,84 | 78 5,94-590 | 116 3,99-3,96 | 154 2,00-1,91
3 990986 | 41 7.84-7,79 | 79 590-5,79 | 117 3,96-3,85 | 155 1,91-1,88
4 986-9,77 | 42 7779-7,774 | 80 5,79-5,77 | 118 3,85-3,84 | 156 1,88-1,87
5 977972 | 43 7774-7,69 | 81 5,77-5,75 | 119 3,84-3,81 | 157 1,87-1,82
6 972966 | 44 7,69-7,64 | 82 5,75-5,70 | 120 3,81-3,76 | 158 1,82-1,77
7 9,66-9,61 | 45 7,64-7,59 | 83 5,70-5,59 | 121 3,76-3,71 | 159 1,77-1,72
8 9,61-953 | 46 7,59-7,54 | 84 5,59-5,59 | 122 3,71-3,66 | 160 1,72-1,61
9 953946 | 47 754747 | 85 5,59-5,55 | 123 3,66-3,61 | 161 1,61-1,58
10 9,46-938 | 48 7.47-744 | 86 5,55-5,50 | 124 3,61-3,56 | 162 1,58-1,57
11 938-936 | 49 7.44-7,33 | 87 5,50-5,39 | 125 3,56-3,50 | 163 1,57-1,52
12 9,36-9,29 | 50 7,33-7,30 | 88 5,39-5,35 | 126  3,50-3,46 | 164 1,52-1,42
13 9,29-925 | 51 7,30-7,29 | 89 5,35-5,30 | 127 3,46-3,35 | 165 1,42-1,37
14 9,25-9,19 | 52 7,29-7,24 | 90 5,30-5,19 | 128 3,35-3,34 | 166 1,37-1,32
15 9,19-9,16 | 53 7,24-7,13 | 91 5,19-5,14 | 129 3,34-3,31 | 167 1,32-1,27
16  9,16-9,13 | 54 7,13-7,13 | 92 5,14-5,12 | 130 3,31-3,26 | 168 1,27-1,16
17 9,13-903 | 55 7,13-7,09 | 93 5,12-5,10 | 131 3,26-3,21 | 169 1,16-1,11
18 9,03-898 | 56 7,09-7,02 | 94 5,10-4,99 | 132 3,21-3,16 | 170 1,11-1,06
19 898-891 | 57 7,02-6,99 | 95 499497 | 133 3,16-3,11 | 171 1,06-1,01
20 891-8,84 | 58 6,99-694 | 96 497495 | 134 3,11-3,06 | 172 1,01-0,98
21 8,84-8,81 | 59 6,94-6,89 | 97 4,95-490 | 135 3,06-2,98 | 173 0,98-0,97
22 881-8,773 | 60 6,89-6,84 | 98 4,90-4,80 | 136 2,98-2,96 | 174 0,97-0,92
23 873-8,69 | 61 6,84-6,74 | 99 4,80-4,76 | 137 2,96-291 | 175 0,92-0,87
24 8,69-8,63 | 62 6,74-6,69 | 100 4,76-4,73 | 138 2,91-2,82 | 176 0,87-0,76
25 8,63-8,58 | 63 6,69-6,64 | 101 4,73-4,70 | 139 2,82-2,81 | 177 0,76-0,71
26 8,58-8,54 | 64 6,64-6,59 | 102 4,70-4,66 | 140 2,81-2,76 | 178 0,71-0,66
27  8,54-8,49 | 65 6,59-6,54 | 103 4,66-4,55 | 141 2,76-2,67 | 179 0,66-0,61
28  8,49-8,44 | 66 6,54-6,49 | 104 4,55-4,54 | 142 2,67-2,66 | 180 0,61-0,56
29  8,44-837 | 67 6,49-6,44 | 105 4,54-448 | 143  2,66-2,56 | 181 0,56-0,51
30 837-834 | 68 6,44-6,39 | 106 4,48-4,45 | 144 2,56-2,54 | 182 0,51-0,46
31 834-823 | 69 6,39-6,34 | 107 4,45-4,41 | 145 2,54-2,51 | 183 0,46-0,42
32 823-8,18 | 70 6,34-6,29 | 108 4,41-4,35 | 146 2,51-2,41 | 184 0,42-0,37
33 8,18-8,13 | 71 6,29-6,19 | 109 4,35-4,30 | 147 2,41-2,36 | 185 0,37-0,32
34  8,13-8,10 | 72 6,19-6,14 | 110 4,30-4,26 | 148 2,36-2,26 | 186 0,32-0,27
35 8,10-8,09 | 73 6,14-6,09 | 111 4,26-4,20 | 149 2,26-2,22 | 187 0,27-0,22
36 8,09-8,04 | 74 6,09-6,08 | 112 4,20-4,16 | 150 2,22-2,12 | 188 0,22-0,17
37 8,04-798 | 75 6,08-6,05 | 113 4,16-4,09 | 151 2,12-2,06 | 189 0,17-0,12
38 798-794 | 76  6,05-5,99 | 114 4,09-4,06 | 152 2,06-2,01 | 190 0,12-0,07
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Para a aplicagdo da DWT, as diferentes funcdes de uma familia wavelet sdao
especificadas por vetores contendo um conjunto de nimeros denominados
coeficientes filtros wavelet, de onde sao definidos dois filtros digitais, a saber, o filtro
passa-baixa (low-pass filter), definido por uma funcao acessorio (também derivada da
fun¢do mae), chamada fung¢do de escalamento (¢), e o filtro passa-alta (high-pass
filter). Os filtros sdo usados para construir as matrizes filtro, denotadas por G e H,
respectivamente. Ambos os filtros usam o mesmo conjunto de coeficientes, mas em
ordem inversa e com sinais alternados. O filtro G fornece a parte do sinal com menor
frequéncia, calculando os chamados coeficientes de aproximagdo. Do ponto de vista
quimico, essa parte do sinal (espectro) corresponde as caracteristicas médias, como
linha de base, por exemplo. O filtro H fornece a parte do sinal com maior frequéncia,
denominados coeficientes de detalhes e que quimicamente representam as
caracteristicas bem localizadas do sinal, tais como picos estreitos. Portanto, a
decomposi¢cao por DWT ¢é capaz de extrair caracteristicas localizadas do sinal no
plano tempo-frequéncia, concentrando as informacdes deterministicas em poucos
coeficientes (gracas a compactacdo de energia das wavelets) e de certa forma
espalhando as caracteristicas estocésticas (como o ruido aleatério) através de todos os
outros coeficientes. Deste modo, as operacdoes de compressdo e de diminuicdo de
ruido podem ser realizadas pela reconstrucdo do sinal apds a eliminacdo dos
coeficientes que nao retém as informagdes importantes. Na reconstru¢do do sinal, os
filtros inversos sdo utilizados, compondo as inversas das matrizes G e H que por
serem ortogonais tem inversa igual a matriz transposta [95].

A Figura 16 mostra um exemplo de fungdo wavelet (da familia Daubechies,
cujo simbolo € db10) e a fun¢do de escalamento associada, bem como os filtros de
decomposicao e de reconstrucdo derivados destas fungdes. Nesta figura, nota-se a ja
citada assimetria das fungdes e a concentracdo de energia das mesmas (0s maiores

valores estdo numa regido limitada). Os filtros sdo colocados em diferentes posi¢oes

68



nas linhas das matrizes G e H, que possuem niimero de linhas apropriado para cobrir
todo o sinal analisado. As demais posi¢des em cada linha sdo preenchidas com zeros.
Portanto, as dimensdes das matrizes dependem da dimensdo do sinal analisado. Vale

ressaltar que estas matrizes sao também chamadas de filtros espelhos em quadratura

(QMF, do inglés Quadrature Mirror Filters).

Funcao de escalamento (¢) Funcao wavelet ()
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Figura 16: Exemplo de funcdo wavelet da familia Daubechies. A fungdo €
simbolizada por dbl0. Em todos os graficos t€m-se nas abcissas os indices dos
coeficientes (que neste caso vai de 0 até 19, ou seja, 20 coeficientes) e nas ordenadas
os seus valores.

Na aplicacdo do QMF num sinal com N elementos de entrada (por exemplo, um
espectro de RMN com 32768 pontos), ou seja, um vetor f (N x 1) gera-se uma saida
também com N valores, porém N/2 em coeficientes de aproximacao, ou seja, um vetor
a' (N/2 x 1), e N/2 em coeficientes de detalhes, ou seja, um vetor d! (N/2 x 1). Os

coeficientes de aproximagdo podem ser utilizados como entradas para um novo QMF
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gerando N/4 novos coeficientes de aproximacio, num vetor a* (N/4 x 1) e N/4 novos
coeficientes de detalhes, num vetor d? (N/4 x 1), em um segundo nivel de resolucao.
Portanto, a cada filtragem o sinal sofre uma diminui¢cdo em metade dos pontos (0s
elementos com indices pares, 0, 2, 4,... sdo removidos), sendo esta operagao
conhecida como decimacdo ou subamostragem [90,93,94]. A cada nivel a
aproximacao fica mais suavizada, dada a remog¢ao continua de detalhes. O processo
pode prosseguir até alcancar um intervalo unitdrio, porém pode ser interrompido a
qualquer nivel de resolucdo, seguindo algum critério pré-estabelecido. Todos os
coeficientes obtidos sdo indexados pelos parametros diaticos.

As férmulas recursivas na Equagdo 18 resumem o algoritmo DWT proposto por

Mallat [90] e também conhecido como algoritmo piramide:

a"' =Gf" d"' =Hf" Equacdo 18

Onde m denota o nivel de resolu¢do. Quando m = 0, o vetor f (N x 1) representa o
sinal original e quando m =1, 2, 3, ..., M, o vetor f representa os coeficientes de
aproximac¢do de um nivel anterior, sendo M o nimero total de niveis. As matrizes G e
H mudam a cada nivel de decomposi¢do, pois suas dimensdes adaptam-se ao sinal
analisado e seguem a relacio G,, (N/2" x N) e H,, (N/2" x N). Os vetores a""'
(N2 % 1) e @™ (N2 x 1) denotam os coeficientes de aproximagao e detalhes,
respectivamente, € onde as dimensdes ja consideram a etapa de decimacdo. A Figura
17 mostra um esquema da execugdo do algoritmo pirdmide, onde podem ser notadas
as operacoes de decimacao a cada etapa [90].

O ndmero de niveis e a melhores familias wavelet (fungdes de base) utilizados
na decomposi¢do por DWT de algum sinal podem ser determinados pelo critério de
entropia. As bases mais eficientes devem fornecer na decomposi¢do alguns

coeficientes retendo altos valores (informagdo relevante) e os remanescentes retendo
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baixos valores, ou seja, a maior diferenciacdo possivel dentro do conjunto de
coeficientes. Quando os coeficientes t€ém mais ou menos os mesmos valores, ha baixa
concentracdao de informacgdo relevante e em outras palavras alta entropia. Portanto, a
base que fornece o maximo de informacdo € referente a0 minimo de entropia para a

distribui¢cdo dos coeficientes [94].

Nivel 0 Sinal Original
G, & & H,
Nivel 1 al d!
Gl r‘i Hl
Nivel 2 a2 d?

TR

Nivel M aM| gM

Figura 17: Representacdo esquemadtica do algoritmo pirdmide para execu¢do da DWT.

Neste trabalho, utilizou-se a entropia de Shannon como critério de entropia e as
familias de wavelets avaliadas foram Daubechies e Symlets, sendo dez bases
ortonormais (dbl — 10) da primeira e sete bases ortonormais (syml — 7) da segunda.
Os nimeros que acompanham os simbolos (db e sym) das wavelets indicam as ordens
das func¢des, ou seja, a metade do nimero de elementos de cada vetor filtro [94].

Na Equacgdo 19 o valor de s; corresponde a variancia de cada varidvel da matriz

de sinais multivariados (espectros de RMN ISC), aqui estudada, sendo esta
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representada pelo vetor de variancias tanto nas decomposi¢des quanto no calculo da

entropia de Shannon [94].
N2 2 Equacao 19
Entr.Shan.= =% s log(s;)

Como pode ser visto na Figura 18, a decomposicdo dos sinais até o segundo
nivel leva a uma diminuicdo da entropia de Shannon e a partir deste nivel a entropia
aumenta para todas as bases, ndo sendo assim interessante a decomposicao no terceiro
nivel. Portanto, as bases com menor entropia foram a db7 e a sym8 a dois niveis de
decomposi¢ao, sendo assim arbitrariamente escolhida a funcdo de base db7 para os

estudos posteriores deste trabalho.
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Figura 18: Valores de entropia de Shannon calculados para a matriz original (— nivel
zero) e para as decomposi¢cdes nos niveis um (0), dois (0) e trés (o) usando os
componentes das familias Daubechies e Symlets. A matriz com os espectros de RMN
13C ¢é representada pelo vetor de varidncias de cada varidvel.
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3.4.4.2. Analise de componentes principais em multiplas escalas

Iniciando com uma matriz de sinais multivariados (neste caso, a matriz com os
espectros de RMN "°C), a andlise de componentes principais em miltiplas escalas
(MSPCA) reconstroi os sinais multivariados simplificados utilizando uma PCA sem
centragem na média sobre os coeficientes de aproximacdes e de detalhes obtidos
numa decomposi¢ao por DWT e uma PCA final. A cada nivel de decomposicao, as
componentes principais mais significantes sdo retidas e assim sinais simplificados
interessantes podem ser reconstruidos com apreciavel efeito de diminui¢ao de ruido.
O MSPCA combina a habilidade da PCA em descorrelacionar as varidveis através da
extracdo de relacOes lineares com a habilidade da TW de extrair caracteristicas
deterministicas usando uma representacdo simples dos dados em cada nivel de
resolucdo [94,96].

Neste trabalho, uma vez determinado o nimero de niveis de decomposi¢cao
como citado acima (dois niveis de decomposicdo), a MSPCA foi aplicada ao conjunto
de dados, numa matriz X (I x J) composta pelos espectros de RMN °C, seguindo o
esquema que € mostrado na Figura 19, onde podem ser vistas todas as etapas a que
cada matriz € submetida, o nimero de componentes utilizados nas reconstru¢coes apos
PCA, bem como as dimensdOes das matrizes envolvidas. No final, uma matriz
simplificada com diminui¢cdo de ruido e com as mesmas dimensdes de X, € obtida.

Na MSPCA, o niimero de componentes principais para a compressao deve ser
cuidadosamente escolhido, buscando um equilibrio entre a supressdao de ruido e o
sinal remanescente. A escolha de um nimero baixo de componentes principais pode
levar a perda de sinais importantes. Neste trabalho, para os detalhes no primeiro € no
segundo nivel de decomposi¢do, cinco e quatro componentes principais foram usadas,
respectivamente, sendo estes numeros escolhidos baseando-se na regra de Kaiser,

onde os componentes associados com os autovalores que excedem a média de
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autovalores sdo mantidos. Na PCA final e na aproximacdo no segundo nivel de

decomposi¢ao, seis componentes principais foram utilizadas [94,96].

Matriz de MSPCA Matriz
espectros I Simplificada
de RMN 3C | UIxJ) (Diminuicao de
DWT ruido) IxJ)
v v 1
Aproximacoes Detalhes no PCA -
1° Nivel a xJI2) 1° Nivel (I x JI2) Reconstrucio
com 6 PCs
DWT ‘l, PCA
Detalhes -
v v reconstruidos R Mattrlz,d
econstruida
Aproximacdes Detalhes no com5PCs  |I'xJ72) Apés D‘l;,lT
2° Nivel 2° Nivel ¢ DWT Inversa inversa axJ)
UxJH){, PCA  UxJH) | PCA Detalhes
Aproximacdes Detalhes Simplificados | (7 xJ)
reconstruidas reconstruidos +
com 6 PCs com 4 PCs Detalhes
I x J/4) (I x J/4) 31 Simplificados | (I x J)
DWT Inversa +
DWT Inversa Aproximacoes
>
Simplificadas | ; x

Figura 19: Esquema para execucdo da MSPCA neste trabalho. As dimensdes de todas
as matrizes envolvidas sdo indicadas.

3.4.5. Analise quimiométrica

A matriz Z (100 x 191) obtida apds o pré-tratamento com o método de
bucketing otimizado (OBA) dos espectros de RMN 'H e a matriz de espectros de
RMN "°C apés a diminuicdo de ruido e de dimensdo X (100 x 22680) relativa i regido

entre 0,1 e 180 ppm, foram centradas na média e submetidas a analises de
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componentes principais em intervalos (iIPCA) usando rotinas da i1Toolbox para
Matlab. Os intervalos estudados sdo mostrados na Tabela 5 e foram determinados
baseando-se nas atribui¢des dos sinais dos espectros de RMN, sendo evitadas regioes
com apenas linha de base (note que, por este motivo, os intervalos na Tabela 5 podem
ndo cobrir a faixa inteira). Elipsoides com 95% de intervalo de confianca baseados na
estatistica 7° de Hotelling foram construidos para cada agrupamento através de uma
rotina escrita em codigo Matlab (The MathWorks, Natick, MA, USA). A base

matematica para a constru¢ao dos elipsoides € descrita a seguir.

Tabela 5: Intervalos dos espectros usados para constru¢do dos modelos de iPCA.

Regido do espectro de 'H Regido do espectro
N° do Intervalo de °C
ppm Intervalos dos buckets (ppm)
1 10,0 -8,1 1-35 173,0-171,3
2 8,1-7,1 36 - 54 145,1 -132,4
3 7,1-6,1 55-175 132,4-116,6
4 5,6 -5,0 84 — 96 51,2-49,1
5 4,2-3,7 112 -122 49,1 -40,0
6 3,7-3,2 123 - 131 40,0 - 32,5
7 32-28 132-139 32,5-30,4
8 2,8-25 140 — 144 30,4 — 28,5
9 25-22 145 - 149 28,5 -26,0
10 22-2,0 150 — 153 26,0 -24,4
11 2,0-1,8 154 — 157 244 -21,8
12 1,8—1,4 158 — 165 21,8—-17,0
13 1,4-1,0 166 — 173 17,0-15,0
14 1,0-0,3 174 — 185 150-11,5
15 - - 11,5-8,0

A matriz de dados referente aos pardmetros de qualidade das amostras (Tabela
3) foi autoescalada e submetida a andlise por componentes principais (PCA)

utilizando o software Pirouette 3.11 (Infometrix, Seattle, WA, USA). Do mesmo
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modo, as matrizes completas (sem o uso de intervalos) dos espectros de RMN 'H e
PC foram submetidas 2 andlise de componentes principais (PCA) com os dados

centrados na média.

3.4.5.1. Calculo dos elipsoides com 95% de confianca

A estatistica 7° de Hotelling pode ser considerada a extensdo multivariada da
estatistica ¢ univariada de Student [97]. Dada uma matriz de escores nao normalizados
T (I x R), onde R componentes principais sdo utilizadas, sendo a matriz T obtida na
PCA de uma matriz X (I x J) com I amostras independentemente amostradas e J
varidveis normalmente distribuidas, calcula-se a matriz de covariancia S (R x R) pela

Equacao 20:

1 ~
§ = — (T - 1E)7(T - 1) Equagdo 20

Onde 1 é um vetor coluna de uns com dimensdo (I x 1) e t é um vetor coluna com
dimensao (R x 1) contendo as médias de cada uma das colunas da matriz T.

Sejam agora os escores de uma amostra futura, contidos num vetor z (R x 1),
obtidos pela projecdo desta amostra no subespaco gerado pelas R componentes
principais decorrentes da PCA da matriz X (I x J), sendo medidas sobre a amostra
futura, as mesmas J varidveis de X. O desvio dos escores desta amostra em relacio a
média dos escores em t pode ser medido através do pardmetro 7° de Hotelling para

esta amostra que € calculado como mostrado na Equacdo 21:

76



I
T? = <_I n 1) (z-9'S71(z-1) Equacao 21

Onde S € a matriz de covariancia calculada através das amostras passadas (amostras
em X) como mostrado na Equagao 20. A razdo I/(I + 1) corresponde a um termo de
normalizacdo da matriz de covariancia S, dada a inclus@o da amostra futura [98,99].

O parimetro 7° de Hotelling tem distribuicdo F com R graus de liberdade no
numerador e (I — R) graus de liberdade no denominador. Desse modo, para a amostra

futura pertencer a mesma populagcdo das amostras na matriz X € necessario que:

I R(I—1) ]
(I—I—_1> (z-D'sS(z-1t< ﬁF(a,R,I—R) Equagdo 22

Onde F(4r 1k corresponde ao valor de F critico na distribui¢do F para o nivel de
significncia o e R graus de liberdade no numerador e (I — R) graus de liberdade no
denominador. O termo (I — 1) corresponde ao nimero de graus de liberdade no
célculo de S e € incluido tendo em vista que esta matriz € uma estimativa da matriz de
covariancia verdadeira para a populacdao de amostras e deste modo deve ser usada
como um estimador nao tendencioso (unbiased) [98,99]. Ainda em relacdo a Equacado
22, em outras palavras o que estd sendo testado é uma hipétese nula (Hy) de que nao
ha diferenca entre os escores da amostra futura e a média dos escores obtidos das
amostras passadas contra uma hipdtese alternativa (Ha) de que os escores da amostra
futura sdo significativamente diferentes da média de escores das amostras passadas e
assim esta amostra futura ndo pertence a mesma populacdo das amostras.
Adicionalmente, a questdo pode ser vista como uma Hy de que a diferenga entre os
escores da amostra futura e a média dos escores das amostras passadas segue uma

distribuicdo multinormal (pressuposta na deducdo da estatistica 7° de Hotelling) R-
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dimensional com média zero e matriz de covariancia proporcional a matriz de
covariancia verdadeira [98,99]. Desse modo € necessario rearranjar a Equagdo 22 para

que o teste seja feito no espago dos escores. Assim, obtemos:

RU-1DU+1)
I(I—R)

z-0'S(z—-1 < Fari-r) Equacdo 23

Para evidenciar, a partir da Equagao 23, a distancia entre os escores da amostra
futura e o centroide dos escores das amostras passadas devemos fazer uso da
decomposicao de valores singulares (SVD) da matriz de covarincia S. Portanto,

temos:

S = UDPT Equacao 24

Vale ressaltar que S é uma matriz simétrica definida positiva e tem inversa, uma vez
que os escores nao normalizados em T sdo nao correlacionados, assim U (R X R) = P
(R x R), ou seja, o espago coluna da matriz S € igual ao espago linha, sendo ambas as
matrizes ortonormais, valendo as relacdes U'=U"eP!'=P" além de UUT' = U'U =
PP' = P'P = I (R x R). D é uma matriz diagonal com os autovalores de S todos
positivos e correspondentes a variancia dos dados em cada uma das componentes
principais. Nota-se que os autovalores obtidos na SVD de S fornecem diretamente a
varidncia na matriz X reconstruida pelas R componentes principais obtidas na PCA,
cujos escores ndo normalizados das I amostras estdo presentes em T, uma vez que S é
a matriz de covariiancia associada a essa matriz reconstruida. Comumente, na PCA
através de SVD, é necessdrio tomar o quadrado dos autovalores para calcular a

variancia, uma vez que a SVD é computada diretamente da matriz de dados e ndo da

matriz de covariancia. Diante disto temos:
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R

T
Sl=WUDHIp()'=UuDp WUT = % Equacao 25
=1
Onder=1,..,Re:
[1//11 ]
D 1= | 1/22 | Equacio 26
l 1/2]

Onde os termos /4; correspondem aos autovalores de S.

Considerando o teste de hipdtese num espagco de escores com duas
componentes principais (R = 2), um nivel de significancia o = 0,05, substituindo as
Equacdes 25 e 26 na Equacgdo 23 e fazendo uso do indice r, onde r = 1, ..., R, obtém-
se a Para R = 2. Nesta equacdo o vetor u, tem dimensdo (R x 1) e corresponde ao
autovetor associado a r-ésima componente principal. Este vetor é normalizado e,
portanto, a operacdo do lado esquerdo da Para R = 2 fornece o quadrado da diferenca
entre os escores da amostra futura e o centroide dos escores das amostras passadas.
No caso da matriz inicial X (/ x J) ser centrada na média, os escores das / amostras
também serdo, logo o lado esquerdo da Para R = 2 fornecerd o quadrado dos escores

da amostra futura diretamente.

R
24,.(1? = 1)

Z(Z -D'wur(z-0 < ﬁF(o,os,z,l—Z) ParaR =2 Equacéo 27

r=1

A hipétese nula Hy € rejeitada se o parametro calculado do lado esquerdo da

Para R = 2 for maior do que o valor calculado do lado direito da mesma equacdo para
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um valor de F critico a uma significancia de o = 0,05 e graus de liberdade 2 e (I — 2)
no numerador e no denominador, respectivamente. Portanto, a raiz quadrada do valor
do lado direito da equacdo fornece o valor maximo de escore para que uma amostra
faca parte da mesma distribuicdo multinormal das demais, num intervalo de confianca
de 95% para a r-ésima componente principal. Esse valor define a metade do eixo de
um elipsoide ao longo da componente principal r [98,99].

Neste trabalho, elipsoides com 95% de confianca sdo tracados em graficos
bidimensionais com base na teoria acima, servindo para a detec¢do de amostras fora
da especificagdo, ou seja, aquelas amostras situadas fora do elipsoide e que assim
diferem significativamente das demais. Adicionalmente, quando as variabilidades das
duas diferentes classes de amostras, aqui estudadas, sdo incluidas num mesmo modelo
PCA, sdo calculados dois elipsoides, sendo uma para cada classe. Os elipsoides sdo
centrados na média da sua classe e inclinados de acordo com o coeficiente angular
obtido na regressdo dos escores de uma componente sobre a outra, que quantifica a

covariancia entre os subgrupos de escores.
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3.5. Resultados e Discussao

3.5.1. Atribuicoes dos espectros de RMN de He C

Os espectros de RMN 'H, numa matriz X (100 x 15850), e de RMN B, numa
matriz X (100 x 22680), das cem misturas de biodiesel-diesel sao mostrados nas
Figuras 20A e 20B, onde os espectros de 'H entre 0,1 e 2,3 ppm e os espectros de °C
entre 5,0 e 45 ppm podem ser vistos como regides ampliadas, sendo mostrados sem
nenhum pré-tratamento. Os desalinhamentos percebidos na regido ampliada dos
espectros de RMN 'H na Figura 20A foram corrigidos segundo descrito no capitulo 2,
fornecendo uma matriz de buckets Z (100 x 191). Os espectros de RMN BC foram
submetidos a redu¢do de ruido utilizando o método MSPCA, conforme descrito nos
itens 3.4.4.1 e 3.4.4.2. A matriz resultante também tem dimensao (100 x 22680).

Nos espectros de RMN 'H, entre os picos relativos ao biodiesel podem ser
destacados os singletos entre 3,4 e 3,5 ppm, que correspondem aos hidrogénios
metilicos nas por¢des €ster e os singletos entre 5,3 e 5,4 ppm que referem-se aos
hidrogénios dos grupos olefinicos nas cadeias longas de alguns dos ésteres. Os outros
deslocamentos quimicos do biodiesel estdo sobrepostos com os picos relacionados ao
diesel. Estes sinais sdo dos hidrogé€nios alifaticos na cadeia dos ésteres e ocorrem
entre 0,7 e 3,0 ppm, por exemplo, em 2,4 e 1,6 ppm os hidrogénios nas posi¢des o e 3
em relagdo ao grupo carbonila do éster, respectivamente, e em 2,0 e 2,7 ppm, 0s
hidrogénios nas posicoes alilica e bis-alilica, respectivamente. Na faixa de 6,4-9,0
ppm ha varios picos de hidrogénios aromaticos em compostos mono € polinucleares
(substituidos ou nao-substituidos) que constituem o 6leo diesel e talvez os corantes,
utilizados para a diferenciacdo por cor entre o diesel comercializado nas regides
metropolitana e ndo-metropolitana. Os picos de 2,0 a 3,0 ppm sdo atribuidos a grupos

diretamente ligados a anéis aromdticos, enquanto os dois picos a esquerda dos sinais
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mais intensos, entre 1,6 e 1,9 ppm e 1,4 e 1,6 ppm referem-se aos naftenos e iso-
parafinas, respectivamente. Os dois maiores picos de 1,1 a 1,3 ppm e de 0,7 a 0,9 ppm

correspondem a grupos CH, e CHj, respectivamente, de normal (n-) ou iso-parafinas

[82,100,101].
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Figura 20: A: Espectros de RMN 'H das misturas de biodiesel-diesel. Regido

ampliada entre 0,1 ¢ 2,3 ppm. B: Espectros de RMN "°C das misturas de biodiesel-
diesel. Regido ampliada entre 5,0 e 45 ppm.
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Nos espectros de RMN 13C, 0os maiores picos ocorrem em 23,0; 29,8; 30,2 e
32,3 ppm e estdo relacionados com os grupos metilenos das cadeias das n-parafinas,
enquanto que o pico a 14,2 ppm corresponde ao CH3, no final das mesmas cadeias.
Outros sinais menos intensos sao ligados a grupos metilenos nas iso-parafinas e
naftenos, tais como os picos em 19,8; 27,5 e 37,5 ppm. Além disso, existem alguns
picos entre 10,0 e 22,0 ppm atribuidos aos atomos de carbono das extremidade de
varias ramificacoes nas iso-parafinas, em 11,0; 11,5; 14,6 e 19,4 ppm. Estas
ramificacdes podem ser metilas, etilas, propilas, butilas, entre outras. Os grupos
metilenos destas ramificacdes podem ser observados em 20,4; 21,0 e 21,4 ppm. Os
deslocamentos quimicos em 24,8; 25,3; 26,7; 27,2; 27,6; 28,3; 33,1 e 33,8 ppm sdo
atribuidos a cadeia longa dos ésteres que constituem o biodiesel, onde também
surgem os picos a 50,5 ppm (metilas nas por¢oes éster); 129,9 e 128,2 ppm (carbonos
olefinicos da cadeia dos ésteres) e em 172,2 ppm (carbonilas dos ésteres). Os sinais
em 32,7; 34,7 e 35,7 estdo relacionados com os atomos de carbono ligados a carbonos
olefinicos e aqueles em 37,8; 39,5; e 39,8 ppm referem-se a dtomos de carbono
ligados a nucleos aromaticos. Na faixa de 110 a 145 ppm, existem cerca de dez picos

de atomos de carbono em nucleos aromaticos [102,103].
3.5.2. Analise exploratdria por iPCA: espectros de RMN 'H

No presente trabalho, abordagens quimiométricas sdao introduzidas para a
deteccdo de amostras ndao conformes em meio a misturas de biodiesel-diesel,
pretendendo fornecer uma ferramenta util para triagem de amostras antes da execugao
de andlises laboriosas. Para este fim, aplicou-se a iPCA aos espectros de RMN 'H
(ap6s reducdo da matriz em buckets [17]) centrados na média utilizando os intervalos

mostrados na Tabela 5.
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Inicialmente, um modelo com todas as amostras (que serd comentado mais
adiante) foi construido. As amostras reprovadas neste modelo (18 amostras), ou seja,
aquelas encontradas fora dos elipsoides com 95% de confianga para os agrupamentos
das classes, em cada intervalo estudado por iPCA e as demais amostras reprovadas de
acordo com os limites adotados na legislacdo Brasileira (40 amostras) [76], foram
selecionadas para compor o conjunto de validagdo (58 amostras), sendo as demais
usadas para compor o conjunto de treinamento (42 amostras). A legislacdo citada
especifica para o controle de qualidade das misturas aqui estudadas, alguns
parametros fisico-quimicos, tais como: teor de biodiesel, massa especifica (densidade)
a 20 °C, temperatura de destilacdo de 50 e 85% do volume da amostra, indice de
cetano, teor de enxofre e ponto de fulgor (Tabela 3).

As amostras do conjunto de treinamento (contendo as duas classes) foram
utilizadas para construir um novo modelo iPCA. A seguir, as amostras do conjunto de
validacdo foram centradas na média das amostras do conjunto de treinamento e
projetadas nos subespaco gerado pelos pesos do modelo iPCA, obtendo-se a predi¢ao
dos seus escores. As Figuras 21 a 24 mostram as elipses com 95% de confianca para

todos os intervalos, juntamente com os escores preditos para as amostras reprovadas.
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Figura 21: iPCA dos espectros de RMN "H das amostras ndo reprovadas. Elipses com
95% de confianga e escores preditos para as amostras reprovadas. Graficos de escores
para (A) intervalo 1; (B) intervalo 2; (C) intervalo 3 e (D) intervalo 4. Amostras
metropolitanas sdo identificadas por pontos pretos, enquanto as amostras nao
metropolitanas sdo identificadas por circulos vermelhos.
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Figura 22: iPCA dos espectros de RMN "H das amostras ndo reprovadas. Elipses com
95% de confianga e escores preditos para as amostras reprovadas. Graficos de escores
para (A) intervalo 5; (B) intervalo 6; (C) intervalo 7 e (D) intervalo 8. Amostras
metropolitanas sdo identificadas por pontos pretos, enquanto as amostras nao
metropolitanas sdo identificadas por circulos vermelhos.
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Figura 23: iPCA dos espectros de RMN "H das amostras ndo reprovadas. Elipses com
95% de confianga e escores preditos para as amostras reprovadas. Graficos de escores
para (A) intervalo 9; (B) intervalo 10; (C) intervalo 11 e (D) intervalo 12. Amostras
metropolitanas sdo identificadas por pontos pretos, enquanto as amostras nao
metropolitanas sdo identificadas por circulos vermelhos.

Os intervalos evidenciam diferentes amostras fora da especificacdo, sendo a
maioria detectada pelas informacdes presentes na segunda componente principal
(PC2). As amostras discrepantes apontadas pelo modelo sdo identificadas pelas letras:
“a”, “b”, “c”, “d”, “e”, “f, “g”, “h”, “1”, ©57, “k”, “17°, “m”, “n”, “p”, “q”, “17, “s”, “t”,

€C 9% Ce 9 ¢ 9% €6, ) e I ¢¢ Y

u”, ‘v’ “w”, “x”, “y”, “z7, “aa”, “bb” e “cc”. Dentre estas amostras, apenas cinco
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(“c”, “e”, 97, “I” e “r”’) ndo sdo amostras reprovadas pelos parametros fisico-quimicos
na Tabela 3, sendo consideradas nao conformes pelo modelo de anélise exploratdria,
portanto, com base apenas no padrao espectral estudado. No entanto, é importante
citar que os parametros mostrados na Tabela 3 s3o apenas alguns daqueles avaliados
para a qualidade das misturas de biodiesel-diesel, e assim ndo se descarta a
possibilidade das amostras detectadas estarem fora da especificagdo no que diz

respeito a algum outro parametro ndo apresentado.
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Figura 24: iPCA dos espectros de RMN 'H das amostras nio reprovadas. Elipses com
95% de confianga e escores preditos para as amostras reprovadas. Graficos de escores
para (A) intervalo 13 e (B) intervalo 14. Amostras metropolitanas sdao identificadas
por pontos pretos, enquanto as amostras ndao metropolitanas sdao identificadas por
circulos vermelhos.

Além do exposto acima, vale ressaltar que no contexto da metodologia aqui
apresentada, as amostras “c”, “e”, 97, “1” e “r” devem fazer parte do conjunto de
validacdo, pois a presenca das mesmas no conjunto de treinamento tende a
proporcionar a obtengdo de elipses de confianga com eixos maiores, sendo, portanto,
“menos exigentes” na avaliacdo de misturas fora da especificacdo, e assim limitando o

controle de qualidade proposto. Adicionalmente, se uma mistura, como por exemplo,
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a amostra “e” (que se destaca bastante das demais em alguns intervalos) fizesse parte
do conjunto de treinamento, seria necessdria uma componente principal
exclusivamente para explicar a caracteristica desta amostra, afetando o desempenho

para a descri¢do das demais.

A
Figura 25A indica, através dos espectros de RMN 'H apés o pré-tratamento por

bucketing otimizado, que as amostras “c”, “e”, 4”7, “I” e “r”” apresentam um perfil
geral do espectro bastante similar entre si, bem como quando comparadas a média das
amostras conformes (amostras ndo reprovadas na Tabela 3), ndo apresentando picos
distintos. Contudo, a analise das Figuras 25B - F mostra que as misturas, nos
intervalos em que sdo detectadas, apresentam espectros com intensidades diferentes
daquele da média das amostras ndao reprovadas, o que pode justificar as suas
deteccdes, mesmo sendo estas, amostras ndo reprovadas pelos parametros fisico-
quimicos. Provavelmente, tais diferencas sdo somente observadas devido ao uso do
estudo dos espectros em intervalos, o que permite que algumas diferengas sutis entre
as amostras sejam evidenciadas, além de possibilitar uma andlise menos complexa do
que aquela usando o espectro inteiro.

De fato, o modelo PCA, apresentado na Figura 26, construido a partir dos
espectros de RMN 'H inteiros utilizando o mesmo conjunto de treinamento do
espectro 1IPCA acima, mostra-se mais limitado para a deteccdo das amostras ndo
conformes no conjunto de validacdo, evidenciando apenas as amostras: “c”, “d”, “e”,
“g”. %97, “n”, “r7, “y”, “bb” e “cc”, além de trés amostras ainda ndo rotuladas. As
quatro primeiras componentes principais deste modelo PCA explicam 99,7% da
variancia total e apresentam através dos pesos das varidveis o envolvimento de varios
picos na discriminagdo das amostras. O provavel mascaramento de sinais

discriminatorios pequenos, quando a andlise do espectro inteiro € realizada, deve ser o

89



responsavel pelo desempenho inferior do modelo PCA frente ao modelo iPCA, apesar

deste ultimo desconsiderar a correlac@o entre as variaveis de diferentes intervalos.
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Figura 25: Comparagio entre os espectros de RMN 'H (ap6s a transformagio com o
bucketing otimizado) das amostras “c” (verde), “e” (amarelo), “j” (preto), “I” (azul) e
“r” (vermelho) com o espectro médio das amostras nao reprovadas (ciano). Em A os
espectros encontram-se deslocados nas ordenadas. Os intervalos sdo mostrados como

90




regides ampliadas contendo o(s) espectro(s) da(s) amostra(s) detectada(s) e o espectro
médio das amostras nao reprovadas.
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Figura 26: PCA dos espectros de RMN 'H. A e B, grificos de escores e de pesos —
PC1 versus PC2; C e D, graficos de escores e de pesos — PC3 versus PC4. Amostras
metropolitanas (conjunto de validagcdo) s@o identificadas por pontos pretos, enquanto
as amostras nao metropolitanas (conjunto de validacdo) sdo identificadas por circulos
vermelhos.

Além do modelo iPCA incluindo as duas classes de amostras, modelos para
cada classe separada também podem ser duteis na identificacio de amostras
problematicas, como mostrado nas Figuras 27 a 33. Os modelos foram construidos a

partir das amostras nao reprovadas de cada classe, sendo as amostras reprovadas
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centradas na média das primeiras e projetadas no subespaco gerado pelos pesos nos
modelos. Deste modo, modelos para todos os intervalos e para as duas classes foram
obtidos.

Observa-se que os modelos para cada classe detectam todas as amostras
apontadas pelos modelos com as duas classes, além de evidenciar outras amostras, por
exemplo, para as misturas metropolitanas, as amostras: 62 (“dd”) nos intervalos 4
(Figura 28C) e 13 (Figura 33A); 98 (“ee”) nos intervalos 4 (Figura 28C) e 11 (Figura
32A); 68 (“ff”) no intervalo 5 (Figura 29A); 11 (“gg”) no intervalo 6 (Figura 29C); 80
(“hh”) no intervalo 10 (Figura 31C); 71 (“i1”) no intervalo 10 (Figura 31C); e 31 (“3;”)
nos intervalos 12 (Figura 32C) e 14 (Figura 33C).

Dentre as amostras citadas, aquelas “dd”, “ee”, “ff”, “gg” e “hh” sdo detectadas
apenas por este modelo iPCA, ndo sendo reprovadas pelos parametros fisico-quimicos
na Tabela 3. Assim, é provdvel que a deteccdo destas amostras esteja sustentada em
algum parametro ndo mostrado na Tabela 3, do mesmo modo que foi comentado

99 Ce31 641” €699

acima, sobre as amostras “c”, “e”, ‘4, e “r’.

As amostras “ii” e “jj” ja haviam sido reprovadas pelos parametros citados
devido a distintos fatores, a saber, baixos, indice de cetano e teor de biodiesel (Tabela
3), respectivamente, o que pode explicar os diferentes intervalos em que sdo
detectadas. Portanto, a adicdo destas amostras dentre as reprovadas significa um
ganho no que diz respeito ao uso de modelos para cada classe separada.

Para a classe ndo metropolitana, detectaram-se misturas também ja reprovadas
pelos parametros na Tabela 3, como as amostras: 33 (“kk”) no intervalo 7 (Figura
30B); 61 (“II”’) nos intervalos 7 (Figura 30B), 9 (Figura 31B), 10 (Figura 31D) e 13
(Figura 33B); 89 (“mm”) nos intervalos 7 (Figura 30B) e 13 (Figura 33B); € 95 (“nn”

nos intervalos 7 (Figura 30B) e 10 (Figura 31D). A detec¢do destas amostras também

aponta para uma melhoria devido ao uso dos modelos aqui comentados.
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Figura 27: iPCA dos espectros de RMN 'H para as classes de amostras de biodiesel-
diesel ndo reprovadas. Elipses com 95% de confianca e escores preditos para as
amostras reprovadas. A (intervalo 1) e C (intervalo 2): gréafico de escores para as
amostras metropolitanas (pontos pretos); B (intervalo 1) e D (intervalo 2): gréifico de
escores para as amostras ndo metropolitanas (circulos vermelhos). As cruzes azuis
representam os escores das amostras ndo reprovadas utilizadas nos modelos.
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Figura 28: iPCA dos espectros de RMN 'H para as classes de amostras de biodiesel-
diesel ndo reprovadas. Elipses com 95% de confianca e escores preditos para as
amostras reprovadas. A (intervalo 3) e C (intervalo 4): gréafico de escores para as
amostras metropolitanas (pontos pretos); B (intervalo 3) e D (intervalo 4): gréfico de
escores para as amostras ndo metropolitanas (circulos vermelhos). As cruzes azuis
representam os escores das amostras ndo reprovadas utilizadas nos modelos.
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Figura 29: iPCA dos espectros de RMN 'H para as classes de amostras de biodiesel-
diesel ndo reprovadas. Elipses com 95% de confianca e escores preditos para as
amostras reprovadas. A (intervalo 5) e C (intervalo 6): gréifico de escores para as
amostras metropolitanas (pontos pretos); B (intervalo 5) e D (intervalo 6): grifico de
escores para as amostras ndo metropolitanas (circulos vermelhos). As cruzes azuis
representam os escores das amostras ndo reprovadas utilizadas nos modelos.
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Figura 30: iPCA dos espectros de RMN 'H para as classes de amostras de biodiesel-
diesel ndo reprovadas. Elipses com 95% de confianca e escores preditos para as
amostras reprovadas. A (intervalo 7) e C (intervalo 8): grifico de escores para as
amostras metropolitanas (pontos pretos); B (intervalo 7) e D (intervalo 8): gréfico de
escores para as amostras ndo metropolitanas (circulos vermelhos). As cruzes azuis
representam os escores das amostras ndo reprovadas utilizadas nos modelos.
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Figura 31: iPCA dos espectros de RMN 'H para as classes de amostras de biodiesel-
diesel ndo reprovadas. Elipses com 95% de confianca e escores preditos para as
amostras reprovadas. A (intervalo 9) e C (intervalo 10): grafico de escores para as
amostras metropolitanas (pontos pretos); B (intervalo 9) e D (intervalo 10): grafico de
escores para as amostras ndo metropolitanas (circulos vermelhos). As cruzes azuis
representam os escores das amostras ndo reprovadas utilizadas nos modelos.
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Figura 32: iPCA dos espectros de RMN 'H para as classes de amostras de biodiesel-
diesel ndo reprovadas. Elipses com 95% de confianca e escores preditos para as
amostras reprovadas. A (intervalo 11) e C (intervalo 12): grafico de escores para as
amostras metropolitanas (pontos pretos); B (intervalo 11) e D (intervalo 12): grifico
de escores para as amostras ndo metropolitanas (circulos vermelhos). As cruzes azuis
representam os escores das amostras ndo reprovadas utilizadas nos modelos.
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Figura 33: iPCA dos espectros de RMN 'H para as classes de amostras de biodiesel-
diesel ndo reprovadas. Elipses com 95% de confianca e escores preditos para as
amostras reprovadas. A (intervalo 13) e C (intervalo 14): grafico de escores para as
amostras metropolitanas (pontos pretos); B (intervalo 13) e D (intervalo 14): gréafico
de escores para as amostras ndo metropolitanas (circulos vermelhos). As cruzes azuis
representam os escores das amostras ndo reprovadas utilizadas nos modelos.

Nos modelos usando as duas classes juntas, a mdxima variacdo, capturada pela

primeira componente principal, classes

corresponde as diferencas entre as
(praticamente em todos os intervalos), assim para os modelos com uma classe, esta
variacdo € removida e as componentes principais tendem a descrever melhor as

relacdes apenas entre as amostras do mesmo tipo. Isto equivale mais ou menos a

99



remocao de outliers do conjunto, uma vez que as amostras de uma classe sdo bastante
distintas daquelas da outra classe. Em outras palavras, h4 uma mudanca de foco de
“diferenga entre classes” para “diferenga dentro das classes”, sendo os resultados
devido a esta mudanca bastante favoraveis.

Entretanto, em algumas situacdes a presenca das duas classes pode ser util para
a deteccdo de algumas amostras ndo conformes especificas e para permitir inferéncias
sobre as caracteristicas quimicas das amostras, uma vez que a exploracao de modelos
com uma variabilidade quimica maior tende a favorecer as interpretagdes. Dessa
forma, neste trabalho, recomenda-se a investigacdo das amostras tanto num modelo
iPCA com as duas classes quanto nos modelos iPCA para as classes isoladas, uma vez
que a variabilidade dos modelos pode apontar diferentes amostras discrepantes,
atuando os modelos como andlises complementares.

Apesar das vantagens mostradas pelos modelos iPCA, uma limitacdo ¢é
observada no que diz respeito a detec¢do das amostras fora da especificacdo para o
teor de biodiesel. O limite permitido pela legislacdo, a época da coleta das amostras
estudadas, era de 4,0 + 0,5% em volume de biodiesel na mistura, no entanto, observa-
se na Tabela 3 que praticamente a metade das amostras encontra-se fora da
especificacdo. Mesmo assim, nos modelos, muitas amostras estdo dentro das elipses
de confianca e, portanto, sdo erradamente consideradas ‘“conformes”. Apenas as
amostras com teores muito acima (por exemplo, as amostras “f”, “g”, “h” e “1”’) ou
muito abaixo (por exemplo, a amostra “d”) do limite sdo claramente reprovadas.

Isto ocorre, provavelmente, dado o baixo nimero de amostras “conformes”
utilizadas para a construcdo dos modelos, o que limita a variabilidade dos mesmos
para detectar este parametro. Este ponto fraco pode ser contornado utilizando um
maior nimero de amostras “conformes” ou ainda diminuindo a tolerancia das elipses,

pelo uso de um nivel de confianga menor.
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Pode-se ainda argumentar que para o teor de biodiesel, o padrao espectral pode
ndo ser adequado devido a uma pequena diferenca entre os espectros das amostras
“conformes” e “nao conformes”, ndo permitindo a discriminacao desejada. Em outras
palavras, a diferenca espectral entre amostras com teor de biodiesel de 3,5%
(conforme) e 3,4% (ndo conforme), por exemplo, pode ndo ser grande o suficiente
para que esta ultima seja detectada. Na Tabela 3 pode ser visto que dezenove amostras
fora da especificacdo para o teor de biodiesel ndo foram reprovadas pela metodologia
proposta. Este nimero baixa para apenas trés amostras, se em vez de um limite de 4,0
+ 0,5% for utilizado 4,0 £ 1,0%. Neste ultimo caso, é provavel que uma diferenciagdo
maior no padrdo espectral possibilite a melhoria citada.

Finalmente, vale ressaltar que a divisdo dos intervalos realizada para a
construcdo dos modelos iPCA pode sofrer mudancgas de acordo com o conjunto de
dados analisado, pois ndo € possivel prever que tipo de adulteracdes as amostras
podem sofrer. Na andlise aqui realizada, as regides entre 5,6 — 6,1 ppm e 4,2 — 6,0
ppm nao foram investigadas por ndo possuirem sinais, mas futuras andlises podem ser
estendidas para as mesmas, no intuito de tornar os modelos mais abrangentes e

capazes de detectar caracteristicas inesperadas nas amostras.
1 ’ . yd 0
3.5.2.1. Espectros de RMN "H - caracteristicas quimicas das classes

Um modelo iPCA foi construido utilizando as cem amostras de biodiesel-diesel
disponiveis. Os resultados deste modelo sao mostrados nas Figuras 34 a 40, onde as
duas primeiras componentes principais sdo analisadas. Observa-se que quase todos os
intervalos indicam separagdes entre as amostras metropolitanas e ndo metropolitanas e
evidenciam diferentes amostras fora da especificacdo, ao longo de cada “janela” de

deslocamentos quimicos em observacao.
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Figura 34: iPCA dos espectros de RMN 'H. A e B, gréficos de escores e de pesos
relativos ao intervalo 1; C e D, graficos de escores e de pesos relativos ao intervalo 2.
Amostras metropolitanas sdo identificadas por pontos pretos, enquanto as amostras

nao metropolitanas sdo identificadas por circulos vermelhos.
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Amostras metropolitanas sdo identificadas por pontos pretos, enquanto as amostras
ndo metropolitanas sdo identificadas por circulos vermelhos.

Comparando as amostras metropolitanas com as ndo metropolitanas através dos
graficos de escores e de pesos nas Figuras 34A, 34B, 34C e 34D (intervalos 1 e 2)
infere-se que as amostras ndo metropolitanas tém o maior conteido de substancias
aromdticas polinucleares e os sinais em 7,24-7,13; 7,44-7,33; 7,54-7,47; 8,34-8,23 e

8,44-8,37 estdo envolvidos na discriminacdo ao longo da primeira componente
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principal, PC1, que conta com mais do que 80% de variancia explicada em ambos

intervalos.
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Figura 36: iPCA dos espectros de RMN 'H. A e B, gréficos de escores e de pesos
relativos ao intervalo 5; C e D, graficos de escores e de pesos relativos ao intervalo 6.
Amostras metropolitanas sdo identificadas por pontos pretos, enquanto as amostras
nao metropolitanas sdo identificadas por circulos vermelhos.
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Amostras metropolitanas sao identificadas por pontos pretos, enquanto as amostras
nao metropolitanas sdo identificadas por circulos vermelhos.

Por outro lado, o intervalo 3, nas Figuras 35A e 35B, indica que as amostras
metropolitanas possuem um maior teor de aromaticos mononucleares, como mostrado
pelos sinais em 6,85-6,74 ppm que possuem o maior valor de peso em PC1 (com 94%
de variancia explicada) e os sinais em 2,22-2,12 e 2,12-2,06 ppm (intervalo 10 na
Figura 38) que se referem a ramificacdes em anéis aromdticos mononucleares. A

distingdo comentada pode ser decorrente do processo de hidrodessulfurizacdo, o qual
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as amostras metropolitanas sdo submetidas para diminui¢ao do teor de enxofre. Neste
processo alguns compostos aromadticos sulfurados, tais como, os polinucleares
benzotiofeno e dibenzotiofeno sdo degradados em substincias mais simples [74,75].
Ao final do processo, possivelmente, as amostras metropolitanas t€m um menor
conteddo de compostos arométicos polinucleares € maior conteido de aromadticos
mononucleares.

Através dos graficos de escores e pesos nas Figuras 35C e 35D (intervalo 4),
pode ser notado que as amostras metropolitanas t€m um maior conteddo das
substancias responsdveis pelos deslocamentos quimicos em 5,35-5,30 ppm (em PC2)
referentes a prétons olefinicos em cadeias poli-insaturadas, o que pode ser explicado
devido a mistura do diesel com produtos derivados do cracking do petréleo ou as
diferentes fontes de matéria-prima para o biodiesel destas amostras, ou seja, 0s
precursores do biodiesel das amostras metropolitanas podem ser mais instaurados
levando o biodiesel a possuir uma caracteristica similar. Observa-se ainda neste
intervalo, em PC1, que a amostra identificada por “g” praticamente responde sozinha
pelos deslocamentos quimicos em 5,30-5,19 ppm.

As Figuras 38A e 38B mostram que as amostras ndo metropolitanas t€ém uma
maior variabilidade em compostos aromdticos polinucleares ramificados devido a
correlacdo destas amostras com os sinais em 2,41-2,36 e 2,36-2,26 ppm, em PCI1
(com 74,2% de variancia explicada), que se referem aos grupos ligados a estes
nucleos aromaticos. Por outro lado, as Figuras 37C e 37D, relativas ao intervalo 8,
apontam através dos sinais em 2,66-2,56 ppm ao longo de PCIl (com 93,9% de
variancia explicada) que as amostras metropolitanas possuem um maior contetido de
ramificacOes em compostos aromdticos mononucleares, uma vez que estes sinais sao
decorrentes dos grupos —CH3;, -CH,—, e -CH- ligados a estes arométicos.

Os sinais em 3,46-3,35 e 3,50-3,46 ppm, referentes as metilas (ou etilas) ligadas

as carbonilas das por¢des dos ésteres metilicos (ou etilicos) do biodiesel (intervalo 6,
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Figuras 36C e 36D), demonstram que quase todas as amostras possuem conteudos de

biodiesel muito préximos, de acordo com os escores e pesos ao longo de PC1 (com

94,2% de variancia explicada).
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Figura 38: iPCA dos espectros de RMN 'H. A e B, gréficos de escores e de pesos
relativos ao intervalo 9; C e D, gréficos de escores e de pesos relativos ao intervalo
10. Amostras metropolitanas sdo identificadas por pontos pretos, enquanto as
amostras ndo metropolitanas sdo identificadas por circulos vermelhos.
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12. Amostras metropolitanas sdo identificadas por pontos pretos, enquanto as
amostras ndo metropolitanas sdo identificadas por circulos vermelhos.

Como pode ser visto nas Figuras 38A e 38B (intervalo 9), pelos sinais em 2,51-
2,41 ppm e nas Figuras 39C e 39D (intervalo 12), através dos sinais em 1,72-1,61
ppm, que se referem aos prétons nas posicdes a e B em relacdo aos grupos
carbonilicos, respectivamente, e também nas Figuras 37C e 37D (intervalo 8), com
sinais em 2,76-2,67 ppm e nas Figuras 39A e 39B, através dos sinais em 2,00-1,91

ppm, que s3o relativos aos hidrogénios nas posicdoes bis-alilicas e alilicas,
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respectivamente, nas cadeias insaturadas dos ésteres, € provavel que as diferentes
classes tenham diferentes fontes de biodiesel, uma vez que estes sinais estdo
envolvidos na discriminagdo em PCI1 nestes intervalos (cada PC1 explica mais de

74% de variancia em cada caso).
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Figura 40: iPCA dos espectros de RMN 'H. A e B, gréficos de escores e de pesos
relativos ao intervalo 13; C e D, graficos de escores e de pesos relativos ao intervalo
14. Amostras metropolitanas sdo identificadas por pontos pretos, enquanto as
amostras ndo metropolitanas sdo identificadas por circulos vermelhos.

Os deslocamentos quimicos em 1,32-1,27 ppm (Figuras 40A e 40B, intervalo

13) dos hidrogénios metilénicos das iso-parafinas (hidrocarbonetos saturados com
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cadeias ramificadas) com pesos negativos em PC1 (95,7% de variancia explicada) e
os deslocamentos quimicos em 1,27-1,16 ppm (Figuras 40A e 40B, intervalo 13) dos
hidrogé€nios metilénicos das n-parafinas (hidrocarbonetos saturados com cadeias
normais) com pesos positivos em PC1, indicam que as amostras metropolitanas, com
escores negativos, tém mais alto conteido de iso-parafinas e as amostras nao
metropolitanas, com escores positivos, tém mais alto conteido de n-parafinas.
Adicionalmente, os sinais em 1,57-1,52 ppm (Figuras 39C e 39D, intervalo 12) que
representam os préotons dos grupos —CH- das iso-parafinas corroboram o maior teor
destas substancias para as amostras metropolitanas. O intervalo 12 (Figuras 39C e
39D) informa ainda sobre os naftenos (hidrocarbonetos ciclicos e saturados), sendo as
amostras metropolitanas com maior contetido destes de acordo com a mesma andlise
citada para a PCI.

De modo geral, observa-se em quase todos os intervalos analisados nos
espectros de RMN 'H que as amostras nio metropolitanas sdo mais homogéneas,
dados os agrupamentos com menores desvios nos valores dos escores, ou seja, uma
menor variancia, o que inclusive resulta em elipses com 95% de confianga com eixos
menores. Esta caracteristica pode ser resultado da adi¢do dos corantes vermelhos que
para alguns intervalos “tornam” os espectros das misturas ndo metropolitanas mais
similares. No entanto, dada a maneira com que os espectros foram adquiridos (baixo
nimero de varreduras), € possivel que a técnica ndo seja sensivel a concentracdo de
corante adicionado. Portanto, € mais provavel que o tratamento para a reducao do teor
de enxofre nas amostras metropolitanas resulte numa maior variedade de espécies
presentes nestas amostras, tornando-as assim mais heterogéneas. Aliado a isto, a
adicdo de produtos derivados do cracking do petroleo a estas ultimas, que visem a
melhoria das propriedades combustiveis, podem favorecer as diferencas.

Com o objetivo de verificar a concordancia da andlise quimica acima com o0s
parametros mostrados na Tabela 3, um modelo PCA foi construido para a matriz

110



autoescalada relativa a esta tabela, sendo mostrado na Figura 41. Pode ser visto que
apenas a primeira componente principal evidencia diferencgas entre as duas classes de
amostras, apontando as respostas das propriedades: indice de cetano (IC);
temperaturas de destilagcdo de 50% (T50%) e 85% (T85%) do volume da amostra;
massa especifica (ME); teor de enxofre (Enxofre); e em menor extensdo ponto de
fulgor (PtFulg) como as responsaveis por esta discriminagdo, sendo as amostras nao
metropolitanas aquelas com os maiores valores destes parametros (em PCl1, as
amostras nao metropolitanas possuem escores positivos € os parametros citados
possuem pesos positivos).

Este resultado estd de acordo com os mostrados pelo modelo iPCA acima, pois
conforme constatado pelas andlises dos intervalos, as amostras ndo metropolitanas
possuem um maior conteido de aromadticos polinucleares, que por serem mais
pesados e menos voléteis favorecem uma maior massa especifica, maiores T50% e
T85% e maior IC. De fato, as amostras metropolitanas tendem a possuir menores
T50% e T85%, pois apresentam mais iso-parafinas e naftenos que sdo mais volateis
do que os respectivos hidrocarbonetos de cadeia normal. Adicionalmente, uma vez
que iso-parafinas possuem temperaturas de autoignicdo maiores, elas favorecem um
menor IC, parametro associado a qualidade de ignicao no motor a diesel, o que resulta
nos menores ICs das amostras metropolitanas frente as ndo metropolitanas, cujo
conteddo maior de n-parafinas (com menores temperaturas de autoigni¢do) reforcam o
resultado.

O ponto de fulgor esta relacionado a inflamabilidade (o seu valor € levado em
conta no manuseio, estocagem e transporte do combustivel) tendo uma relagdo direta
com a T50%, ambos diminuindo com a presenca de substancias mais volateis (fragdes
de hidrocarbonetos mais leves). Isto explica a relacdo desta varidvel na PCA, ao longo

da PC1.
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Figura 41: PCA para os parametros da Tabela 3. A: PC1 versus PC2; B: PC3 versus
PC4; C: PCS versus PC6. As amostras sdo identificadas do mesmo modo que na iPCA
para os espectros de RMN 'H. Varidveis: teor de biodiesel (%Biodiesel); indice de
cetano (IC); temperaturas de destilacdo de 50% (T50%) e 85% (T85%) do volume da
amostra; massa especifica (ME); teor de enxofre (Enxofre); ponto de fulgor (PtFulg).
Os gréficos sdo mostrados como biplots onde os escores € os pesos sdo normalizados
com o objetivo de demonstrar a relagdo entre as amostras e varidveis diretamente.

As caracteristicas quimicas das misturas podem ainda ser correlacionadas a
outras propriedades como: ponto de nuvem (PN - temperatura em que ocorre a
cristalizagdo das parafinas do combustivel), ponto de entupimento de filtro a frio
(PEFF - temperatura em que o combustivel entope em um dispositivo de filtro

padrdo), viscosidade, estabilidade a oxidacdo, entre outras. Dentre estas, a
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viscosidade, o PN e o PEFF sdo fortemente dependentes das caracteristicas do
biodiesel, especialmente do grau de instauragdo. As cadeias monoinsaturadas
aumentam a viscosidade, enquanto as cadeias poli-insaturadas a diminuem. Além
disso, um maior grau de instaura¢ao diminui o PN, o PEFF e a estabilidade a oxidagao
[104,105], o que ndo €é desejavel. O PN e o PEFF também dependem dos
hidrocarbonetos presentes no combustivel, sendo favorecidos os maiores valores, pela
presenca de hidrocarbonetos mais ramificados [103]. Infelizmente, os valores destes
parametros ndo estdo disponiveis para as amostras estudadas aqui, ndo permitindo
suas correlacdes com a iPCA dos espectros de RMN 'H. Apesar disso, pode-se prever
que as amostras metropolitanas sdo menos estdveis a oxida¢do devido ao maior teor
de insaturados. Para estas mesmas amostras, o maior grau de instauracdo e maior
conteddo de hidrocarbonetos ramificados (iso-parafinas) atuam opostamente para o
PN e o PEFF dificultando alguma previsao.

No que diz respeito as caracteristicas quimicas das amostras ndo conformes, a
andlise por iPCA dos espectros de RMN 'H permite algumas inferéncias, tendo em
vista as interpretacdes dos pesos em cada intervalo, observando em qual intervalo a
amostra foi detectada e o valor do seu escore. Desse modo, a presenca de adulterantes
nas misturas pode ser especulada e servir como um guia para investigacoes
posteriores. Por exemplo: espera-se para a amostra fora da especificacio “a”
(metropolitana) um maior conteido de compostos aromdticos polinucleares
(intervalos 1 e 2), biodiesel com caracteristicas similares aqueles usados nas amostras
nao metropolitanas (intervalos 8, 9 e 12), e mais n-parafinas do que iso-parafinas
(intervalo 13), tudo isto resultando numa maior densidade para esta amostra, além de
maiores temperaturas de destilacdo (especialmente T50%), maior ponto de fulgor e
indice de cetano (veja Tabela 3); a amostra metropolitana reprovada “d” ¢ bastante
diferente das outras da sua classe, com teor de biodiesel muito baixo (intervalo 6) e

altos niveis de n-parafinas (intervalos 13 e 14), tendo assim alta densidade (os
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hidrocarbonetos de cadeias normais tendem a ser mais densos do que os respectivos
de cadeia ramificada). Essa amostra é ainda descrita praticamente sozinha pela
resposta dos sinais em 3,96-3,85 ppm, ao longo de PC1 e PC2 no intervalo 5 (Figuras
36A e 36B); a amostra ndo metropolitana “g” possui 0 mais alto teor de biodiesel
(intervalo 6), talvez por isso, 0 mais alto grau de insaturagdes (intervalo 4) e uma
bastante distinta composi¢ao de hidrocarbonetos (intervalos 11, 13 e 14).

Para as amostras aqui investigadas os modelos locais favorecem uma melhor
interpretacdo, pois a composi¢ao quimica peculiar estudada apresenta distintos tipos
de compostos (aromadticos, alifaticos, cadeia aberta, cadeia fechada, cadeia normal,

cadeia ramificada, entre outros) que mostram sinais de RMN em regides especificas.
3.5.3. Analise exploratéria por iPCA: espectros de RMN *C

Antes da andlise exploratéria dos espectros de RMN °C, os mesmos foram
submetidos a reducdo de ruido utilizando a MSPCA, onde dois niveis de
decomposi¢ao foram usados na transformada wavelet, quatro e cinco componentes
principais para reconstruir os detalhes e seis componentes principais para a PCA final,
conforme descrito nos itens 3.4.4.1 e 3.4.4.2. As Figuras 42A e 42B mostram o0s
espectros em questdo, na mesma escala, antes e depois do procedimento de reducao
no ruido, onde pode ser visto o bom desempenho do MSPCA para realizacdo desta
tarefa, pois através das regides ampliadas 1, 2 e 3 (os niimeros destas regides nao
possuem relacdo com os numeros dos intervalos na iPCA) em cada uma das figuras, é
visivel a melhoria da relacao sinal/ruido.

A relagdo sinal/ruido tende a ser importante apenas para a andlise dos sinais
menores, uma vez que o ruido pode mascara-los dado a proximidade das variancias.
Isto toma uma importincia maior neste trabalho devido ao uso da andlise de

componentes principais em intervalos, pois ao se usar intervalos como aqueles nas
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regides ampliadas na Figura 42A, a variancia dos sinais pode ser confundida com a
variancia do ruido e assim dificultar as inferéncias. Por outro lado, no uso dos
espectros inteiros centrados na média e numa PCA convencional, os picos pequenos
também tendem a ser mascarados, porém agora pelos outros sinais maiores.

Ap6s a reducio de ruido, os espectros de RMN "°C foram divididos em um
conjunto de treinamento e um de validagdo, sendo este ultimo composto pelas
amostras reprovadas pelos parametros na Tabela 3 e pelas amostras reprovadas pelos
modelos 1IPCA para os espectros e hidrogénio. As misturas do conjunto de validagao
foram centradas na média das amostras de treinamento e projetados no subespago
gerado pelos pesos do modelo iPCA construido com estas ultimas, obtendo-se a
predicao dos escores para as primeiras. As Figuras 43 e 44 mostram as elipses com
95% de confianca para os intervalos 2, 3, 4, 7, 8, 10 e 11, juntamente com 0s escores
preditos para as amostras reprovadas. Os intervalos mostrados sdao aqueles que
mostram a detec¢do de amostras que ainda nao haviam sido reprovadas pelo modelo
iPCA para os espectros de hidrogénio.

De modo geral, o modelo iPCA para os espectros de carbono mostra-se
limitado em relagdo a deteccdo fornecida pelos modelos a partir dos espectros de

99 ¢6 9% ¢¢_ 9 “t” €699 Ce 9
5

hidrogénio, ndo detectando varias amostras (“1”, ™, “k”, “m”, “q”, “s”, u”, “v”,
“aa”, “cc”, “ft”’, “hh”, 45, “kk”, “mm” e “nn”). Por outro lado, o modelo apontou
quatro “novas” amostras ndo conformes, ndo indicadas anteriormente. Tais amostras
sao: 18 (“pp”) nos intervalos 2 (Figura 43A) e 3 (Figura 43B); 63 (“qq”) nos
intervalos 2 (Figura 43A), 4 (Figura 43C), 7 (Figura 43D), 8 (Figura 44A) e 11
(Figura 44C); 14 (“rr”) no intervalo 3 (Figura 43B); e 30 (“ss”) no intervalo 10

(Figura 44B).
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Figura 42: Espectros de RMN "°C das 100 amostras de biodiesel-diesel, A: antes e B:
depois da redugdo de ruido utilizando a abordagem de MSPCA, conforme descrito
nos itens 3.4.4.1 e 3.4.4.2. Os espectros sio mostrados na mesma escala nas
ordenadas (intensidade de sinal).
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Figura 43: iPCA dos espectros de RMN "°C das amostras nio reprovadas. Elipses com
95% de confianca e escores preditos para as amostras reprovadas. A: grafico de
escores para o intervalo 2; B: grafico de escores para o intervalo 3; C: grafico de
escores para o intervalo 4; D: grifico de escores para o intervalo 7. Amostras
metropolitanas sdo identificadas por pontos pretos, enquanto as amostras nao
metropolitanas sdo identificadas por circulos vermelhos.
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Figura 44: iPCA dos espectros de RMN "°C das amostras nio reprovadas. Elipses com
95% de confianga e escores preditos para as amostras reprovadas. A: grafico de
escores para o intervalo 8; B: grifico de escores para o intervalo 10; C: grafico de
escores para o intervalo 11. Amostras metropolitanas sdo identificadas por pontos

pretos, enquanto as amostras ndo metropolitanas sdo identificadas por circulos
vermelhos.

As Figuras 45 a 52 mostram os modelos iPCA obtidos para cada classe de
amostras separadamente, utilizando as amostras do mesmo conjunto de treinamento
usado no modelo iPCA anterior. Novamente, as amostras do conjunto de validagao
sdo centradas na média das amostras de treinamento e assim projetadas nos

subespacos gerados pelos pesos dos modelos.
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O modelo evidencia uma “nova” amostra metropolitana de nimero 32 (“tt”)
nos intervalos 1 (Figura 45A), 3 (Figura 46A) e 4 (Figura 46C), sendo esta uma
amostra ndo reprovada pelos parametros fisico-quimicos. Apesar disso, o modelo
apresentou um pior desempenho quando comparado aos modelos com as duas classes
juntas, onde algumas amostras antes detectadas, sendo algumas reconhecidamente
fora da especificagdo, ndo mais foram detectadas (“1”, “n”, “r”, “x”, “dd”, “ee” e
“gg”). Isto significa, provavelmente, que a inclusdo das variabilidades das duas
classes é necessaria para evidenciar as diferengas destas amostras, ou seja, dada a
inclusdo de amostras bastante distintas, o subespago gerado pelo modelo tende a
representar uma variagdo mais abrangente, capturando as varidveis que distinguem
estas amostras.

Diante do exposto, reforca-se a sugestdo deste trabalho, no que diz respeito a
exploracdo de modelos iPCA com as duas classes juntas e modelos com estas
separadas.

Por fim, pode ser mencionado que comparando os pré-tratamentos dos
espectros de RMN aqui estudados, percebe-se que aquele utilizado para os espectros
de RMN "C (diminui¢do do ruido) apresenta-se como uma tarefa mais complexa do
que aquele realizado nos espectros de RMN 'H (algoritmo de bucketing otimizado),
possuindo um maior nimero de passos com necessidade de otimizacdo (por exemplo,
nimero de niveis de decomposicao na DTW, critério de escolha, tipos de funcdes de
base wavelet, nimero de componentes principais na MSPCA, etc.), o que pode ter

influenciado no desempenho dos modelos.
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Figura 45: iPCA dos espectros de RMN "°C para as classes de amostras de biodiesel-
diesel ndo reprovadas. Elipses com 95% de confianca e escores preditos para as
amostras reprovadas. A (intervalo 1) e C (intervalo 2): gréafico de escores para as
amostras metropolitanas (pontos pretos); B (intervalo 1) e D (intervalo 2): gréifico de
escores para as amostras ndo metropolitanas (circulos vermelhos). As cruzes azuis
representam os escores das amostras ndo reprovadas utilizadas nos modelos.
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Figura 46: iPCA dos espectros de RMN "°C para as classes de amostras de biodiesel-
diesel ndo reprovadas. Elipses com 95% de confianca e escores preditos para as
amostras reprovadas. A (intervalo 3) e C (intervalo 4): gréafico de escores para as
amostras metropolitanas (pontos pretos); B (intervalo 3) e D (intervalo 4): grifico de
escores para as amostras ndo metropolitanas (circulos vermelhos). As cruzes azuis
representam os escores das amostras ndo reprovadas utilizadas nos modelos.
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Figura 47: iPCA dos espectros de RMN "°C para as classes de amostras de biodiesel-
diesel ndo reprovadas. Elipses com 95% de confianca e escores preditos para as
amostras reprovadas. A (intervalo 5) e C (intervalo 6): gréifico de escores para as
amostras metropolitanas (pontos pretos); B (intervalo 5) e D (intervalo 6): grifico de
escores para as amostras ndo metropolitanas (circulos vermelhos). As cruzes azuis
representam os escores das amostras ndo reprovadas utilizadas nos modelos.
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Figura 48: iPCA dos espectros de RMN "°C para as classes de amostras de biodiesel-
diesel ndo reprovadas. Elipses com 95% de confianca e escores preditos para as
amostras reprovadas. A (intervalo 7) e C (intervalo 8): gréafico de escores para as
amostras metropolitanas (pontos pretos); B (intervalo 7) e D (intervalo 8): gréfico de
escores para as amostras ndo metropolitanas (circulos vermelhos). As cruzes azuis
representam os escores das amostras ndo reprovadas utilizadas nos modelos.
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Figura 49: iPCA dos espectros de RMN "°C para as classes de amostras de biodiesel-
diesel ndo reprovadas. Elipses com 95% de confianca e escores preditos para as
amostras reprovadas. A (intervalo 9) e C (intervalo 10): grafico de escores para as
amostras metropolitanas (pontos pretos); B (intervalo 9) e D (intervalo 10): grafico de
escores para as amostras ndo metropolitanas (circulos vermelhos). As cruzes azuis
representam os escores das amostras ndo reprovadas utilizadas nos modelos.

124



Escores PC2 (5.1%)

Escores PC2 (8.4%)

-0.05~

-0

0.3

0.1

r

b

Escores PC2 (36.3%)

-0.4

0.2 0
Escores PC1 (91.1%)

r r r r r

0.02

r

r

0.06

-0.05 0 0.05
Escores PC1 (45.2%)

-0.1 0.1

0.04 -

Escores PC2 (16.8%)
o

-0.04 -

.06
-0.2

-0.15

-0.1

T :
-0.05 0

0.05 0.1
Escores PC1 (84.3%)

0.15

0.2

-0.06

0.25 -0.2

-0.15 -0.1 -0.05 0

Escores PC1 (75.8%)

0.05 0.1 0.15

Figura 50: iPCA dos espectros de RMN "°C para as classes de amostras de biodiesel-
diesel ndo reprovadas. Elipses com 95% de confianca e escores preditos para as
amostras reprovadas. A (intervalo 11) e C (intervalo 12): grafico de escores para as
amostras metropolitanas (pontos pretos); B (intervalo 11) e D (intervalo 12): grifico
de escores para as amostras ndo metropolitanas (circulos vermelhos). As cruzes azuis
representam os escores das amostras ndo reprovadas utilizadas nos modelos.
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Figura 51: iPCA dos espectros de RMN "°C para as classes de amostras de biodiesel-
diesel ndo reprovadas. Elipses com 95% de confianca e escores preditos para as
amostras reprovadas. A (intervalo 13) e C (intervalo 14): grafico de escores para as
amostras metropolitanas (pontos pretos); B (intervalo 13) e D (intervalo 14): grifico
de escores para as amostras ndo metropolitanas (circulos vermelhos). As cruzes azuis
representam os escores das amostras ndo reprovadas utilizadas nos modelos.
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Figura 52: iPCA dos espectros de RMN "°C para as classes de amostras de biodiesel-
diesel ndo reprovadas. Elipses com 95% de confianca e escores preditos para as
amostras reprovadas. A (intervalo 15): grafico de escores para as amostras
metropolitanas (pontos pretos); B (intervalo 15): grifico de escores para as amostras
nao metropolitanas (circulos vermelhos). As cruzes azuis representam os escores das
amostras ndo reprovadas utilizadas nos modelos.

3.5.3.1. Espectros de RMN °C — caracteristicas quimicas das classes

Os espectros de RMN "°C, centrados na média e apés a reducio de ruido, das
cem amostras de misturas de biodiesel-diesel foram utilizados para a constru¢do de
um modelo iPCA, sendo os resultados mostrados nas Figuras 53 a 60 onde as duas
primeiras componentes principais sdo analisadas. Da mesma forma como ocorreu para
os espectros de RMN 'H, a iPCA mostrou separagcOes entre as amostras
metropolitanas € ndo metropolitanas, através da primeira componente principal
(maxima variancia) em quase todos os intervalos (em alguns intervalos essa diferenca
¢ mostrada na segunda componente principal) e também evidenciou diferentes
misturas nao conformes, ao longo dos diferentes intervalos analisados.

O modelo iPCA aqui estudado também possibilita inferéncias sobre as

caracteristicas quimicas das classes de amostras que concordaram muito com a
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mesma descricdo fornecida pelo modelo iPCA dos espectros de RMN 'H, inclusive
indicando a maior homogeneidade das amostras na classe nao metropolitana.

Nos graficos de escores e pesos nas Figuras 53C e 53D e nas Figuras 54A e
54B (intervalos 2 e 3 para os espectros de RMN "C, respectivamente) pode ser
notado que as amostras metropolitanas (escores negativos em PC1) t€ém maior teor de
substancias responsaveis pelos deslocamentos quimicos entre 124 e 137 ppm (pesos
negativos em PC1), que podem ser sinais de carbonos em compostos aromaticos ou
insaturados (olefinas). Com relagdo ao teor de olefinas, este resultado concorda com a
iPCA dos espectros de RMN 'H nos intervalos: 4 (Figuras 35C e 35D), através dos
sinais de protons olefinicos; 8 (Figuras 37C e 37D), através dos sinais de hidrogénios
bis-alilicos; 11 (Figuras 39A e 39B), através dos sinais de hidrogénios alilicos, sendo
concordante também o destaque da amostra “g”. As Figuras 55C e 55D (intervalo 6)
“reafirmam” através dos pesos para os deslocamentos quimicos entre 32,5 € 36 ppm
que as amostras metropolitanas t€ém maior teor de olefinas, pois estes sinais
correspondem a carbonos ligados a dtomos de carbono com hibridizagdo sp®. J4 a
observacdo dos compostos aromaticos concorda com o intervalo 3 (Figuras 35A e
35B) da iPCA para os espectros de hidrogénio, através dos sinais dos protons em
compostos aromdticos mononucleares.

O intervalo 6 (Figuras 55C e 55D) para a iPCA dos espectros de carbono
mostra, em PC2, a correlacdo das amostras ndo metropolitanas com os sinais em 37,8
e 39,7 ppm, relativos a ramificacdes de compostos aromdticos polinucleares e a
correlagdo das amostras metropolitanas com os sinais em 39,5 e 39,9 ppm, associados
as ramificacOes em compostos aromdticos mononucleares, exatamente como
apontaram os espectros de RMN 'H (intervalos 1 e 2 - Figura 34 e intervalo 3 -

Figuras 35A e 35B).
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Figura 53: iPCA dos espectros de RMN ~C. A e B, graficos de escores e de pesos

relativos ao intervalo 1; C e D, graficos de escores e de pesos relativos ao intervalo 2.
Amostras metropolitanas sdo identificadas por pontos pretos, enquanto as amostras
nao metropolitanas sdo identificadas por circulos vermelhos.

O intervalo 4 (Figuras 54C e 54D) mostra a relagdo das amostras com o sinal
em 50,5 ppm, referente a metila ligada a porcdo dos ésteres que compdem oS

biodieseis, sendo, portanto, analogo ao intervalo 6 (Figuras 36C e 36D) na iPCA para

(P2

g

maior teor de biodiesel, porém outras amostras com as mesmas caracteristicas como

1 .
os espectros de RMN "H. A amostra destaca-se mais uma vez como aquela com

as amostras “f” e “h” ndo sdo reprovadas na analise com os espectros de carbono. A

PC2 no intervalo 4 indica possivelmente a diferenca das classes, quanto a origem dos
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(P4

biodieseis. Uma tendéncia similar, inclusive com relacdo a amostra “g”, ¢ observada
através do intervalo 1 (Figuras 43A e 53B) que mostra o sinal em 172 ppm, referente
aos grupos carbonilicos dos ésteres que compdem o biodiesel. Este intervalo também
se mostra mais limitado na detec¢do de amostras com alto teor de biodiesel quando
comparado ao intervalo 6 nas Figuras 36C e 36D. Adicionalmente, os sinais em 24,8;
25,3; 26,7; 27,2; 27,6; 28,3; 33,1 e 33,8 ppm, nos intervalos 9 e 10 (Figura 57) e no
intervalo 6 (Figuras 55C e 55D) estdo envolvidos na discriminacdo das classes ao
longo da PC1 e uma vez que sdo atribuidos aos dtomos de carbono nas cadeias dos
ésteres, eles corroboram a inferéncia sobre as diferentes fontes de biodiesel cada
classe.

Os deslocamentos quimicos proximos de 23,0 (intervalo 11 — Figuras 58A e
58B); 29,8 e 30,2 (intervalo 8 - Figuras 56C e 56D); 32,3 (intervalo 7 - Figuras 56A e
56B) sdo caracteristicos de carbonos (grupos metilénicos) nas cadeias longas de n-
parafinas e iso-parafinas. A iPCA correlaciona os sinais a esquerda de cada um dos
deslocamentos citados, que sdo relativos as iso-parafinas, com as amostras
metropolitanas e os sinais a direita, que sdo relativos as n-parafinas, com as amostras
nao metropolitanas. Além disso, analisando-se os sinais entre 14 e 22 ppm (intervalo
12 - Figuras 58C e 58D; intervalos 13 e 14 — Figura 59) percebe-se uma maior
variabilidade de ramificagOes para as amostras metropolitanas, uma vez que 0s picos
se referem a metilas terminais. Estes resultados estdo de acordo com as interpretagdes
na iPCA dos espectros de hidrogénio (intervalo 12 - Figuras 39C e 39D; intervalo 13 -
Figuras 40A e 40B).
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Figura 54: iPCA dos espectros de RMN "C. A e B, gréficos de escores e de pesos
relativos ao intervalo 3; C e D, gréficos de escores e de pesos relativos ao intervalo 4.
Amostras metropolitanas sdo identificadas por pontos pretos, enquanto as amostras
ndo metropolitanas sdo identificadas por circulos vermelhos.

No que diz respeito a deteccdo das misturas fora da especificacdo, algumas
amostras apontadas pelo modelo iPCA dos espectros de RMN *C também sio
indicadas pelo modelo a partir dos espectros de RMN 'H e sio rotuladas como: “a”,
“b”, “d”, “e”, “7, “g”, “17, “n”, “p”, “y”, “z”, “i1” e “II”. No entanto, com relagdo a
todas as amostras identificadas, nas quais existem algumas reconhecidamente
discrepantes, o modelo iPCA para os espectros de carbono mostrou-se mais limitado,
nao identificando, por exemplo, as amostras “h” e “i” com teor de biodiesel bem
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maior que as demais e a amostra “t” com ponto de fulgor menor dentre todas (veja

Tabela 3).
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Figura 55: iPCA dos espectros de RMN "°C. A e B, gréficos de escores e de pesos
relativos ao intervalo 5; C e D, gréficos de escores e de pesos relativos ao intervalo 6.
Amostras metropolitanas sdo identificadas por pontos pretos, enquanto as amostras
nao metropolitanas sdo identificadas por circulos vermelhos.
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Figura 57: iPCA dos espectros de RMN "C. A e B, gréficos de escores e de pesos
relativos ao intervalo 9; C e D, graficos de escores e de pesos relativos ao intervalo
10. Amostras metropolitanas sdo identificadas por pontos pretos, enquanto as
amostras ndo metropolitanas sdo identificadas por circulos vermelhos.
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Figura 58: iPCA dos espectros de RMN "°C. A e B, gréficos de escores e de pesos
relativos ao intervalo 11; C e D, graficos de escores e de pesos relativos ao intervalo
12. Amostras metropolitanas sdao identificadas por pontos pretos, enquanto as
amostras ndo metropolitanas sdo identificadas por circulos vermelhos.
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Figura 59: iPCA dos espectros de RMN "C. A e B, graficos de escores e de pesos
relativos ao intervalo 13; C e D, gréficos de escores e de pesos relativos ao intervalo
14. Amostras metropolitanas sdo identificadas por pontos pretos, enquanto as
amostras ndo metropolitanas sdo identificadas por circulos vermelhos.
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Figura 60: iPCA dos espectros de RMN "C. A e B, graficos de escores e de pesos
relativos ao intervalo 15. Amostras metropolitanas sdao identificadas por pontos
pretos, enquanto as amostras nao metropolitanas sdo identificadas por circulos
vermelhos.

3.5.4. Consideracoes acerca dos experimentos de RMN

Conforme citado no item 3.4.2, os experimentos de RMN realizados neste
trabalho ndo utilizaram a trava de frequéncia do campo magnético que necessita do
uso de solventes deuterados, pois ela € feita exatamente usando o sinal de ressonancia
do deutério, como se fosse um “padrdo interno”, no intuito de corrigir pequenas
variacOes no campo magnético.

Uma vez que os experimentos sdo feitos com o actimulo de FIDs decorrentes de
varias varreduras ou scans (um total de 16 para cada tipo de espectro, neste trabalho),
a trava de frequéncia permite que a soma destes seja realizada apropriadamente,
sempre entre os sinais de uma mesma frequéncia de ressonancia. Caso haja
significativas flutuacdes na frequéncia do campo magnético, ha uma tendéncia para o
alargamento dos sinais.

Neste trabalho, ndo foram detectados problemas devido a auséncia do da trava
de frequéncia, o que foi constatado, observando a largura de picos isolados (fora de
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regides “povoadas”) nos dois tipos de espectros (RMN 'H e "°C). Para os espectros de
RMN 'H, acredita-se ainda que o procedimento de bucketing otimizado (capitulo 2)
seja capaz de minimizar o alargamento moderado de picos, uma vez que a abordagem
define uma regido, em geral mais larga que os picos, para realizar a soma das
intensidades. Também, vale ressaltar que o nimero de varreduras (scans) utilizado foi
pequeno o que diminui a possibilidade da interferéncia das flutuagcdes do campo
magnético.

O uso de espectros sem trava de frequéncia pode ser considerado um ponto
bastante positivo neste trabalho, pois com isto hd uma diminui¢do no manuseio de
amostra e uma economia quanto ao gasto de solventes deuterados.

Outra questdo importante a ser considerada na aquisicdo dos espectros € o
tempo de espera entre as varreduras, ou seja, o tempo entre os pulsos de excitacao dos
nicleos. Para uma andlise de RMN quantitativa, um tempo de espera deve ser
apropriado para que todos os nucleos relaxem (retornem ao estado de equilibrio) antes
de uma nova excitagdo e assim garanta-se que a cada FID somado, a intensidade
maxima dos sinais seja adquirida. Existem vérios fatores que influenciam no tempo e
nos mecanismos de relaxacdo, porém, no contexto deste trabalho, pode ser citado
apenas que quanto mais concentradas forem as amostras, menor € o tempo de
relaxacdo dos nucleos [87].

As misturas de biodiesel-diesel foram investigadas puras, o que possibilitou
baixos tempos de relaxacdo e baixos tempos na realizacdo das andlises. Além disso,
como o tempo de relaxacdo depende do ambiente quimico, do qual também depende a
posicdo do sinal de ressondncia e considerando o uso da andlise de componentes
principais em intervalos, pode-se considerar que se hia uma perda de sinal, pela
incompleta relaxacdo, esta deve ser mais ou menos a mesma para as regides
analisadas de deslocamentos quimicos, ndo interferindo seriamente nas inferéncias.
Por fim, é importante citar que a determinacdo do apropriado tempo de espera pode
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ser realizada pelo experimento de recuperacdo de inversao (inversion recovery) [87],
porém este nao foi necessario neste trabalho.

No que diz respeito aos pulsos utilizados nos experimentos, também para uma
analise de RMN quantitativa, € necessdria a calibracio do tempo do pulso para
garantir que os nucleos sejam excitados apropriadamente (pulsos que promovam um
giro de 90° na magnetizacdo). Nesse contexto, o presente trabalho utilizou sequéncias

de pulsos padrdo, onde este parametro encontra-se otimizado.

3.6. Conclusoes

A metodologia do presente trabalho mostrou-se muito util para detectar
amostras nao conformes em misturas de biodiesel-diesel utilizando a analise de
componentes principais em intervalos e a espectroscopia de ressonincia magnética
nuclear de hidrogénio, sendo ainda utilizada na corre¢do dos desalinhamentos dos
espectros a abordagem de bucketing otimizado. Observou-se que os intervalos
estudados apontam diferentes amostras discrepantes e permitem a interpretacdo das
caracteristicas quimicas das mesmas, o que por sua vez dd uma nocao do perfil fisico-
quimico da amostra, no que diz respeito aos parametros analisados no campo dos
biocombustiveis. No entanto, um bom modelo para este fim, deve conter uma fracao
grande de amostras dentro das especificacOes, para garantir que as elipses de
confianca, as quais servem como limite para a conformidade das amostras, sejam
rigorosas o suficiente na detec¢cdo das amostras nao conformes.

Neste trabalho, os modelos a partir dos espectros de RMN de hidrogénio
permitiram a deteccdo de 39 amostras fora da especificacdo, sendo destas, 29 também
reprovadas pelas andlises fisico-quimicas para alguns parametros dos
biocombustiveis. As outras 10 amostras “passaram” nestas analises, mas foram

apontadas como discrepantes pelo método quimiométrico. O conjunto de dados
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possuia 53 amostras reprovadas pela legislacdo Brasileira no que diz respeito aos
parametros fisico-quimicos: teor de biodiesel, massa especifica (densidade) a 20 °C,
temperatura de destilacdo de 50 e 85% do volume da amostra, indice de cetano, teor
de enxofre e ponto de fulgor. Deste modo, 24 amostras do conjunto de dados,
reprovadas pelas andlises citadas, principalmente devido ao teor de biodiesel (23
destas), ndo foram detectadas pela metodologia proposta envolvendo os espectros de
RMN 'H.

Acredita-se que amostras com teor de biodiesel ligeiramente fora da
especificacdo sejam dificeis de serem detectadas devido a pequena diferenca no
padrdo espectral para os sinais que envolvem essa discriminagdo. Se a especificacgao,
que para as amostras estudadas é de 4,0 £ 0,5%, fosse, por exemplo, 4,0 £ 1,0%,
permitindo que o padrdo espectral entre amostras conformes € ndo conformes tivesse
uma maior diferenca, o nimero de amostras ndo detectadas com relacdo ao teor de
biodiesel cairia para apenas 3. Assim, a porcentagem de acerto do método seria
significativamente maior.

A deteccdo das 10 amostras que nao haviam sido aprovadas pelos paradmetros
fisico-quimicos disponiveis € considerada um ponto positivo desta metodologia, uma
vez que € bastante provavel que tais amostras sejam reprovadas por algum outro
parametro que nao foi analisado neste trabalho. Isto pode ser dito, baseando-se na
distingdo do padrdo espectral destas amostras em alguns intervalos, o que apontou a
possibilidade de problemas com as mesmas. Tais problemas podem ser adulteracdes,
que em certas situacdoes podem burlar até mesmo as andlises de rotina no campo dos
biocombustiveis. Como os espectros de RMN tendem a realizar uma investigacao
mais precisa da natureza quimica das amostras, acredita-se que a reprovacao das
amostras pelo modelo iPCA deve ser considerada relevante tanto quanto as
reprovacOes pelas andlises de rotina. Em muitos casos, o padrdo espectral pode se
mostrar mais poderoso do que estas ultimas. Porém, vale ressaltar que dado o uso de
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elipses com 95% de confianca, admite-se que uma em cada vinte amostras que
deveriam ser encontradas dentro da elipse pode ser encontrada fora da mesma,
representando, no contexto aqui estudado, um falso negativo. Assim, dentre as 10
amostras citadas acima algumas delas podem corresponder a este tipo de amostra,
sendo isto inerente ao procedimento estatistico adotado nesta metodologia.

Claramente as amostras constituem dois tipos de populagdes, sendo as amostras
metropolitanas com maior teor de olefinas, maior teor de iso-parafinas e mais ricas em
compostos aromaticos mais simples (mononucleares) e as amostras nado
metropolitanas com maior teor de n-parafinas e de arométicos polinucleares. Com as
duas classes, € possivel a exploracdo das suas diferengas na construcdo de um modelo
com uma variabilidade maior ou explorar-se modelos para uma sé classe, com
variabilidade mais restrita. As duas opg¢Oes sdao igualmente validas e devem ser
exploradas complementarmente.

A andlise exploratéria dos espectros de RMN "°C mostrou-se mais complexa
gracas a etapa de reducdo de ruido. A anélise de componentes principais em multiplas
escalas (MSPCA) mostrou uma boa filtragem de ruido, porém dependente da
otimizacao de muitos passos. Apesar de ter sido feito de forma criteriosa, 0 MSPCA
pode ter influenciado nos espectros finais e assim na iPCA para os mesmos. O
desempenho destes modelos foi inferior aquele utilizando os espectros de hidrogénio,
sendo detectadas 27 amostras do conjunto total, porém apenas 19 destas eram
comprovadamente (através dos parametros fisico-quimicos) fora da especificacdo. As
mesmas questdes acerca do teor de biodiesel e das amostras ndo reprovadas
detectadas pelo método quimiométrico podem ser ditas aqui.

Por fim, observou-se que a nédo utilizacdo da trava de frequéncia ou locking do
campo magnético, na aquisi¢do dos espectros de RMN ndo promoveu sérios
problemas as inferéncias e tendo em vista a diminui¢cdo no manuseio de amostra,
consiste num ponto bastante positivo deste trabalho.
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Capitulo 4: Escalamento de diferencas individuais multinivel: uma
nova abordagem para analisar a variacdo intra-individual de séries

temporais em dados de ciéncias Omicas.

4.1. Introducao

As ciéncias Omicas sao devotadas a: examinacdo de perfis metabdlicos
(metabolomica); investigacdo do conjunto de proteinas (protedmica); estudo da
informacdo genética (genOmica); de sistemas bioldgicos, enquanto eles sado
submetidos a, por exemplo, intervencdo dietética, meio ambiente, estimulos
patofisioldgicos ou modificacdes genéticas. Um dos principais objetivos nas ciéncias
Omicas € revelar biomarcadores discriminatérios que caracterizam mudangas nos
padrdes bioldgicos sobre diferentes grupos experimentais [106-109].

Atualmente, técnicas analiticas modernas de alta capacidade e alta-resolugdo,
tais como, a cromatografia liquida acoplada a espectrometria de massas (CLEM), a
cromatografia gasosa acoplada a espectrometria de massas (CGEM) e ressonancia
magnética nuclear, usadas para realizar as medidas nas ciéncias dmicas t€m levado a
aquisicdo de grandes quantidades de dados complexos. Tais medidas sdo
frequentemente realizadas seguindo um planejamento experimental predefinido,
envolvendo fatores como tempo, tratamento e dose [106-109].

Geralmente, conjuntos de dados adquiridos no curso do tempo nas Omicas
podem ter contetidos de informac¢do multiniveis originados de multiplas fontes de
variacdo. As variagdes dos dados podem ter diferencas dindmicas nos niveis das
varidveis (metabdlitos, genes, proteinas, etc.), associadas ao efeito do tratamento ou
intervengdo e variagdes devido as diferencas ndo dindmicas ou estéticas, que podem

estar presente mesmo antes da perturbacio (tratamento). Estas ultimas surgem das
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abundancias absolutas das varidveis que sdo caracteristicas de cada individuo no
estudo. Esta parte do conjunto de dados corresponde a variagdo que ndo € interessante
no contexto do estudo dos efeitos do tratamento. De fato, a presenca deste tipo de
variagdo pode até mesmo dificultar as interpretacdes nas investigacoes Omicas, pois
ela € muitas vezes maior do que as diferencas dinamicas. As diferengas entre estes
niveis absolutos estiticos, para cada individuo, refletem a chamada variagcdo
interindividual e as diferencas dindmicas liquidas refletem a chamada variacdo intra-
individual. Adicionalmente, sabe-se que os niveis de muitas varidveis, reveladas pelos
conjuntos de dados, sdo altamente inter-relacionados através de rotas bioquimicas,
que levam a uma maior complexidade [32,110-114].

A rede complicada de genes, proteinas ou metabdlitos pode ser entendida
visualizando os trés paradigmas (Figura 61) relativos as diferencas entre dois grupos
(por exemplo, um grupo de controle e um grupo de tratamento) num estudo onde hé a
medicdo de respostas em muitas varidveis [113]. A Figura 61A mostra as diferengas
entre os valores de uma unica destas varidveis para os dois grupos experimentais
(investigagdo univariada), onde a correlagdo entre as varidveis € completamente
desconsiderada e combinacdes em potencial ndo podem ser acessadas. Por outro lado,
o paradigma mostrado na Figura 61B mostra a separacdo entre os grupos, que pode
ser detectada devido a forte correlacdo entre duas varidveis (variaveis “X” e “Y”).
Neste caso, métodos multivariados, tais como, andlise de componentes principais
(PCA) [115] ou analise discriminante por quadrados minimos parciais (PLS-DA)
[116], podem ser usados para acessar a separacao entre os grupos. De fato, a procura
por biomarcadores multivariados € muito popular nas ciéncias dmicas. Finalmente, a
Figura 61C apresenta um paradigma onde nem métodos univariados, nem os métodos
multivariados padroes podem evidenciar separagdes, pois as perturbacoes

experimentais sdao seguidas de mudangas na estrutura de correlacdo. Os paradigmas
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multivariados mostram que apds um tratamento podem ocorrer efeitos comuns a todos

os individuos (Figura 61B) ou efeitos distintos para os individuos (Figura 61C).
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Figura 61: Trés paradigmas para visualizar as diferencas entre dois grupos. A:
diferencas nos niveis de um unico biomarcador (varidvel). B: diferenca nos niveis
devido a correlacdo entre dois biomarcadores; efeitos comuns a todos os individuos.
C: diferencas nos niveis com mudangas na estrutura de correlacio; efeitos distintos

para os individuos. Bolas vermelhas = grupo de controle e bolas azuis = grupo de
tratamento.

Diante do exposto, uma abordagem holistica para o tratamento de dados em
ciéncias Omicas exige o foco: 1- em estrutura multiniveis, levando em conta a
variacdo associada ao tratamento (variacdo intra-individual) e 2- na relacdo entre as
variaveis (BVR, do inglés Between Variables Relationship) [113], objetivando

considerar os paradigmas multivariados citados.

4.2. Objetivos

Neste capitulo, € apresentado um novo método chamado, escalamento de
diferencas individuais multinivel (ML-INDSCAL, do inglés Multilevel Individual
Differences Scaling) que redne as duas ideias citadas acima para a andlise da variacao

intra-individual dos dados dindmicos (séries temporais) em ciéncias dOmicas. Portanto,
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neste trabalho, objetiva-se explicar o método ML-INDSCAL, e as abordagens de onde
o mesmo ¢ derivado, tais como, o método de curvas de respostas principais (PRC, do
inglés Principal Response Curves) [117], o método de trajetorias escaladas ao
maximo, alinhadas e reduzidas (SMART, do inglés Scaled-to-Maximum, Aligned, and
Reduced Trajectories) [118] e o método de escalamento de diferengas individuais
(INDSCAL, do inglés Individual Differences Scaling) [113]. Dentro da apresentacao
do método é também explicada a estratégia jack-knife para validacdo dos modelos
ML-INDSCAL, além da aplicacio desta abordagem a um pequeno conjunto de dados
simulado e a um conjunto de dados reais de um estudo de perfis de expressdao de
genes (gendmica) celulares globais em linhas de células expressando a forma nativa
da proteina Vpr e duas linhas com mutacdo (cepas R80A e F72A/R73A), disponivel

na literatura [119,120], comparando os resultados com os demais métodos.

4.3. Notacoes adicionais

Em adicdo as notacdes ja definidas no capitulo 1, item 1.2, para este capitulo é
necessario definir outras notagdes que serdo utilizadas na apresentacdo da teoria sobre
os métodos que seguem a ideia de separacdo de fontes de variacdo baseando-se no

planejamento experimental. Os fatores de tratamento e tempo (ocasides de medidas)

sdo representados pelos indices (j = 1, ..., J) e (k = 1, ..., K), respectivamente. O
indice (I = 1, ..., L) se refere as varidveis (metabolitos, genes, proteinas, etc).,
enquanto o indice (i = 1, ..., I) se refere ao numero de individuos em cada grupo

experimental, ou seja, existem / individuos submetidos a J tratamentos, dos quais
medidas sdo tomadas em K ocasides. Portanto, no estudo existem N (= IJK) amostras.
A notagdo ponto nos subscritos indica sobre qual indice a média esta sendo tomada
(por exemplo, x ji; € a média ao longo dos individuos no grupo j na ocasiéo k para a

varidvel [). Ainda, sobre os comentdrios acerca dos planejamentos experimentais,
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estes sdo considerados, em todos os casos, planejamentos balanceados, uma vez que

cada grupo experimental possui 0 mesmo nimero de individuos.

4.4. Teoria

4.4.1. Planejamento experimental: exemplo

Um planejamento experimental diz respeito ao modo como uma determinada
investigacdo € arranjada na busca por certa resposta experimental. O arranjo conta
com a combinagdo de fatores que supostamente sao relevantes para a determinagdo
desta resposta, sendo também esta relevancia muitas vezes testada. A resposta
experimental pode ser um dnico valor (por exemplo, rendimento de um produto numa
reagdo quimica, etc.) ou diversos valores (por exemplo, rendimentos de um produto
principal e de um produto paralelo numa reacdo quimica, ou um espectro de RMN
com L deslocamentos quimicos arranjados num vetor, etc.) [121-124].

Neste trabalho, sdo de interesse os planejamentos experimentais com respostas
que sao usualmente vetores e por este motivo, um exemplo deste tipo € dado a seguir.
Considere um planejamento experimental com replicacdo onde dois fatores, tempo e
tratamento, sdo investigados. O numero de tratamentos € quatro, sendo estes
correspondentes a um grupo de controle, um grupo no qual foi administrado uma dose
baixa de um medicamento, um grupo no qual foi administrado uma dose média de um
medicamento € um grupo no qual foi administrado uma dose alta de um
medicamento, assim j = 1 (controle), 2 (dose baixa), 3 (dose média), 4 (dose alta) e J
= 4. Cada individuo é medido em trés ocasides, assim k = 1 (ocasido T1), 2 (ocasiao
T2), 3 (ocasido T3) e K = 3. O niimero de replicatas (individuos) é trés por grupo de
tratamento por ocasido de medida, assim iy = 1, ..., I, sendo I = 3. Suponha também

que a medida corresponde 2 aquisicio de espectros de RMN 'H a partir de algum
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fluido biolégico (urina, plasma, etc.) dos individuos. Os espectros possuem todos L
deslocamentos quimicos e, portanto, sdo vetores linha x' (I x L). Desse modo
existem N (= IJK) amostras, ou seja, 36 (= 3*4*3) amostras no planejamento
experimental. A Figura 62 mostra o planejamento do experimento para um grupo de

tratamento [125].
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Figura 62: Planejamento do experimento dado como exemplo. Cada quadrado
corresponde a um espectro de RMN 'H, ou seja, uma amostra. A figura representa o
planejamento de um grupo de tratamento, assim note que o experimento total consiste
de quatro destes grupos de quadrados (controle, dose baixa, dose média e dose alta).

Cada quadrado na Figura 62 representa uma amostra e, portanto, um espectro
de RMN. Observe que ha a representagcdo de apenas um grupo de tratamento que pode
ser arranjado numa submatriz X; (/K x L) = X; (9 x L), € o conjunto de dados inteiro é
composto por quatro destas submatrizes (quatro grupos de tratamento ou quatro dos
grupos de quadrados na Figura 62). Deste modo, o conjunto inteiro € X (IJK x L) =X
(N x L) =X (36 x L). A partir desta tltima matriz, métodos especificos podem ser
utilizados para estudar as fontes de variagdo devido a cada fator do planejamento
experimental (tratamento e tempo, neste caso), além da fonte de variacdo devido a

interacao dos fatores. Tais métodos serdo comentados a seguir.
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4.4.2. Métodos baseados na separacao das fontes de variancia

Nas ciéncias Omicas (genOmica, metabolOmica, transcriptdmica, protedmica,
etc.), rotineiramente, centenas ou milhares de varidveis sio medidas simultaneamente
sobre individuos, que por sua vez estdo submetidos a algum planejamento
experimental. Os efeitos dos fatores experimentais tais como, tempo e tratamento,
podem ser estimados para cada varidvel dependente utilizando a anélise de variancia
(ANOVA, do inglés Analysis of Variance) [121] como € tipicamente feito quando
uma simples varidvel dependente (resposta experimental) € obtida. No entanto, tal
analise ndo considera as relagdes entre as variaveis e desse modo nao € adequada para
analisar os dados em Omicas. A extensdo multivariada da ANOVA, denominada
ANOVA multivariada (MANOVA, do inglés Multivariate ANOVA) [122] também
ndo € adequada para os dados citados, pois este método exige que o ndmero de
amostras (individuos) seja menor do que o nimero de varidveis (em outras palavras, a
matriz de variancia-covariancia precisa ter posto completo para que seja invertivel,
pois esta matriz nesta forma é usada para testes de significancia), além de pressupor
uma distribuicdo multinormal dos dados, o que, geralmente, ndo € o caso para os
dados nas ciéncias 6micas [123].

Valendo-se do planejamento experimental, outros métodos sdo sugeridos na
literatura [124] para contornar as limitacdes da MANOVA. Tais métodos estendem as
ideias da ANOVA, separando as fontes de variagdo e aplicando andlises de
componentes em matrizes especificas. Aqui cinco destes métodos serdo comentados, a
saber, a analise de variancia — anélise de componentes simultidneas (ANOVA-SCA ou
ASCA, do inglés ANOVA Simultaneous Component Analysis) [125-129], a anélise de
componentes simultaneas multinivel (MSCA, do inglés Multilevel Simultaneous

Component Analysis) [112], a andlise de varidncia — andlise de componentes
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principais (ANOVA-PCA ou APCA, do inglés ANOVA Principal Component
Analysis) [130], e os métodos PRC e SMART.

ASCA permite a andlise e a interpretagdo separada de modelos para cada uma
das diferentes fontes de variacoes dos dados, induzidas por diferentes fatores do
planejamento experimental, sendo que até mesmo as interacdes entre os fatores

podem ser estudadas. O método se baseia no modelo linear mostrado na Equacdo 28:
Xijkt = M + Qi + Bra + (aB) ji + €ijia Equag@o 28

Onde x;j; € o valor da varidvel / no tratamento j e tempo k para o individuo i; a;
representa o efeito do fator tratamento; By, representa o efeito do fator tempo; (af)
representa a interagdo entre o tratamento € 0 tempo; e; jx; representa o erro associado a
estimativa dos efeitos. O modelo linear assumido acima possui infinitas respostas e
por este motivo sao impostas as restrigoes usuais dos modelos ANOVA (Equacao 29)
para permitir uma modelagem, com uma tnica solu¢do, da variacdo de uma varidvel

individual, como mostrado na Equacao 30.

J
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Xijig = X1+ (X.j.z - xz) + (X —x. 1) Equacdo 30

+ (x.jkl —Xj1— Xt x.)+ (xijkl - x.jkl)

Os termos do lado direito da Equagao 30 sdo, respectivamente, a média global
sobre todas as amostras, o efeito principal do fator tratamento, o efeito principal do

fator tempo, a interagdo tratamento versus tempo, € a contribuicdo individual. Em
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outras palavras, as varidveis sdo particionadas em uma soma de médias (variagdao
sistemdtica) e uma contribuicdo individual. Cada uma das contribuicdes para a

variancia € coletada em uma matriz apropriada, como mostrado na Equagao 31:

Onde todas as matrizes tém dimensdao (N X L) e possuem nas suas linhas a
contribuicdo por amostra de cada uma das fontes de variacdo, na mesma ordem
mostrada na Equacdo 30. Pode ser demonstrado que os espacos coluna das matrizes
sdo ortogonais entre si [128], o que permite a particio (em partes independentes) da
variancia em somas de quadrados, como mostrado na Equacdo 32, que pode ser usada
para determinar a contribuicdo de cada fator e interacao na variancia total dos dados.
IXIZ = X4l + XA + 1% + Xl + 1X 2 Equago 32

O proximo passo na ASCA € o uso de modelos de componentes SCA para
aproximar as informagdes contidas nas quatro ultimas matrizes do lado direito da
Equacgdo 31. Existem diferentes versoes de SCA, mas em ASCA a chamada SCA-P é
utilizada, onde modelos PCAs comuns (capitulo 1) sdo obtidos para cada matriz
citada. Deste modo, as variacdes associadas a cada fator sdo analisadas sem serem
confundidas, em um subespaco de dimensao reduzida proprio, cujas amostras sao
projetadas. As interpretacdes dos submodelos sdo feitas de modo mutualmente
independente, dada a ortogonalidade dos espagos coluna das matrizes iniciais, o que
garante que os espagos coluna dos submodelos sejam também ortogonais [128]. A
Equacao 33 mostra os modelos SCA-P em ASCA, onde as entidades T (N x R) e P (L
X R) s@o as matrizes de escores e pesos obtidas para R componentes principais, sendo

R dependente do submodelo, ou seja, ele pode ser R, Rk, Rjx ou Ryp; o vetor m (L X
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1) contém as médias das colunas de X; a entidade 1 (N x 1) é um vetor de uns; e a

matriz E (N x L) contém os residuos dos modelos.
X =1m" + T/p/T + T PL+ T]KP/TK+ TPl + E Equagao 33

Apesar de a ASCA ter sido comentada aqui para um planejamento experimental
particular, as ideias podem ser estendidas para diferentes planejamentos e modelos
lineares ANOVA, inclusive com um nimero maior de fatores envolvidos [124].

Um caso especial da ASCA € a MSCA, particularmente util para a investigacao
de dados temporais em estudos cruzados (crossover design). Quando um tnico fator
experimental é avaliado, a MSCA decompde os dados numa média global, uma parte
relativa a variacdo interindividual e outra relativa a variacdo intra-individual. Para a
exposicdo matematica da MSCA, considere que a partir de I individuos (i =1, ..., I)
sdo medidas L variaveis (/ = 1, ..., L) em K ocasides (k = 1, ..., K), assim cada
individuo tem K amostras associadas a ele e que compdem matrizes X; (K X L) que
quando concatenadas verticalmente resultam na matriz X (N x L), onde N = IK.
Inicialmente a matriz X € centrada na média fornecendo a matriz Xcy. A partir desta
ultima matriz, cada matriz Xcy; (K X L) € isolada e centrada na média individualmente
gerando as matrizes Xcmemi (K X L), cuja concatenagdo vertical fornece a matriz X¢
(N x L) contendo a variagao intra-individual. As médias m; (L X 1) de cada matriz
Xcmi s@0 concatenadas para compor a matriz M (I x L) contendo a variagdo
interindividual. As etapas de centragem sdao mostradas na Equacao 34:

Xem =X—1ym’ Equagio 34
Xememi = Xemi — 14m;

Onde m (L x 1) € um vetor com as médias das colunas de X; 1, € um vetor de uns

com dimensao (N x 1); e 14 ¢é um vetor de uns com dimensao (K x 1).
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Os submodelos para as variacoes interindividual e intra-individual sdo,
portanto, obtidos a partir da PCA das matrizes M e Xc, respectivamente, como

mostrado na Equacgao 35:

M = TyP. + Eg
X: = TyPy + Ew

Equacgao 35

Onde Ty (I x Rg) e Pg (L x Rg) sdo as matrizes de escores € pesos para a variacao
interindividual que € aproximada num subespaco com Ry dimensdes (componentes
principais) gerando os residuos na matriz Eg (I X L); e Tw (N X Ry) € Pyw (L X Ry) sdo
as matrizes de escores e pesos para a variacao intra-individual que € aproximada num
subespaco com Ry componentes principais gerando os residuos na matriz Ew (N X L).
MSCA, a exemplo da ASCA, permite a interpretacdo de modelos independentes sem
confundir as variagdes intra- e interindividual. Mais detalhes sobre a MSCA podem
ser encontrados na literatura [112].

A ANOVA-PCA [130] € similar a ASCA, sendo ambos baseados na separagao
das fontes de variacdo seguindo um modelo linear ANOVA. A diferenca entre os dois
métodos € que ASCA usa a PCA sobre cada uma das matrizes dos efeitos (Equacgao
33), enquanto a ANOVA-PCA primeiramente adiciona a matriz com os erros da
ANOVA (aqueles coletados na matriz X;yp na Equagdo 31) as matrizes dos efeitos e
entdo aplica a PCA na soma resultante. Consequentemente, em ASCA apenas as
relacOes entre os niveis médios das varidveis podem ser acessadas, o que de certa
forma limita a quantidade de informagdo obtida e a significancia do modelo. Na
ANOVA-PCA o agrupamento das replicatas (individuos) pode ser obtido diretamente
do modelo a cada nivel dos efeitos. Apesar desta limitacio da ASCA, na literatura ja
existe uma proposi¢do para contorna-la, consistindo na projecao dos residuos contidos
na matriz X;yp nos subespagos gerados nos modelos dos efeitos para acessar as

informagdes sobre os agrupamentos das amostras [123].
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PRC [117] e SMART [118] sdo outros dois métodos que seguem a ideia de
separacdo de fontes de variacdo baseando-se no planejamento experimental,
estendendo ideias da andlise univariada (andlise de variancia - ANOVA) e entdo
aplicando PCA em matrizes especificas que carregam a variacdo associada a questao
bioldgica em estudo [124].

O método PRC foi proposto para a andlise de dados a partir de experimentos
planejados com repeti¢do no tempo, quando hd um grupo de controle. O método
expressa toda a variacdo nos dados relativa ao grupo de controle, permitindo o foco
no efeito do tratamento que € dependente do tempo. Portanto, a variacdo intra-
individual é evidenciada tomando os niveis no grupo de controle como a variacao
estatica (ndo dinamica). A Equagdo 36 mostra o modelo linear (o grupo controle é
tomado como j = 1) adotado como base para o PRC para um planejamento
experimental simples: dados balanceados (mesmo nimero de individuos em cada

grupo experimental) e dois fatores, tratamento (j =1, ..., J) e tempo (k=1, ..., K).
Xijiw = Qg T (@B) jra + €ijia Equagao 36

Onde x;jx,; € o nivel da variavel [ no tratamento j e tempo k para o individuo i; aqy; €
o nivel médio da varidvel / no tempo k no grupo controle j = 1; (af) jx; representa o
efeito especifico como uma interagdo dos fatores tratamento e tempo; e e;ji
representa o erro associado a estimativa.

Em contraste ao PRC, o método SMART ¢ baseado em outra ideia para a
separacdo das fontes de variacdo baseando-se no planejamento experimental. Neste,
apés uma etapa especial de escalamento (que ndo serd comentada neste trabalho), os
efeitos sdo tomados relativos ao primeiro ponto no tempo, objetivando remover as

diferencas na pré-dose como diferencas grosseiras de magnitude nos dados. Neste
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caso, o modelo linear (o primeiro ponto € tomado como k = 1) usando o mesmo

planejamento experimental citado acima é:
Xijki = Bju + (aB) jki + €iji Equacéo 37

Onde podem ser vistos 0os mesmo simbolos usados para a Equacdo 36, exceto para
Bj11 que € o nivel médio da varidvel / no grupo j e ponto do tempo k = 1.

Para a estimativa dos efeitos, os modelos PRC e SMART sdo sujeitos as
restricoes mostradas na Equacdo 29 (restricdes usuais da ANOVA) e a restricdes

adicionais, mostradas na Equacao 38:

(af)1k = 0(Vk,1); PRC
(af)ji = 0(Vj,1); SMART

Equacao 38

As decomposicoes resultantes para PRC e SMART sob as restriches sao
mostradas nas Equacdes 39 e 40, respectivamente. Uma discussdo sobre as restricoes,
a estimativa dos efeitos e outras propriedades dos métodos PRC e SMART pode ser
encontrada na literatura [117,118,124].

Xijiw = Xaa + (% = %) + (Fijir — % jra); PRC Equagao 39
Equacgdo 40
Xijie = %1 + (i — xj11) + (%ijir — %jxr); SMART
ApO6s a decomposi¢do, os termos na direita das Equacdes 39 e 40 sdo coletados

em matrizes apropriadas e em especial, o segundo termo do lado direito (x_ jkl — X1 kl)

e (x_ ikl — Xj1 l) que sdo o alvo do estudo, sdo coletados nas matrizes Xprc (IJK X L) €
Xsmart (UK x L), respectivamente. Em ambos, PRC e SMART, estas matrizes sao
aproximadas em um modelo PCA, fornecendo a descricdo do fendmeno em um

espaco de dimensao reduzida, como mostrado nas Equagdes 41 e 42:
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Xpre = TprePpre + Epre Equagéo 41

T Equacao 42

XsmarT = TsmarTPsmart + Esmart
Onde Tprc (N X Rpre) € Ppre (L X Rpre) s30 as matrizes de escores € pesos para a
variagdo interindividual, segundo a particio em PRC, que € aproximada num
subespaco com Rprc dimensdes (componentes principais) gerando os residuos na
matriz Epgc (N X L), sendo N o nimero total de amostras; € Tsyart (N X RsmarT) €
Psviart (L X Rsmarr) Sa0 as matrizes de escores € pesos para a variagdo
interindividual, segundo a particilo em SMART, que € aproximada num subespaco
com Rgsyarr dimensdes (componentes principais) gerando os residuos na matriz
Esmart (N % L).

Diante do exposto, observa-se que diferentes métodos surgem devido a
distintos modelos lineares ANOVA, ou seja, dependendo da maneira como a particdao
na variancia € feita. A escolha de um método ird, portanto, depender da questdo
biolégica em estudo, além do planejamento experimental executado. Considerando,
por exemplo, os métodos PRC e SMART, dificilmente as matrizes Tprc € Tsmart
serdo iguais, mesmo usando um mesmo nimero de componentes principais, ou seja,
nao € garantido que as matrizes de pesos gerem 0s mesmos subespacos € nem que
transformacdes (rotacdes, por exemplo) em uma levem a outra. Assim, pode-se
concluir que os métodos sdo diferentes formas de visualizar o conjunto de dados,

devendo ser utilizados da forma mais objetiva possivel.

4.4.3. Escalamento de Diferencas Individuais (INDSCAL)

INDSCAL € uma abordagem proposta por Carroll e Chang [131,132] util para

investigacdo de relagdes entre matrizes simétricas de similaridade. O método
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INDSCAL corresponde a uma versao restrita da abordagem
CANDECOMP/PARAFAC [133] para arranjos com ‘“fatias” simétricas (como as
matrizes de covariancia), onde as fatias compartilham uma matriz de pesos comum
em um subespaco de dimensdo reduzida. Cada dimensdo do subespaco €
diferentemente ponderada por diferentes individuos (neste contexto, os individuos sao
0s grupos experimentais representados por suas respectivas matrizes de covariancia),
sendo a magnitude da ponderacio contida numa matriz diagonal com elementos ndo
negativos.

Na literatura recente [113], a abordagem INDSCAL foi sugerida como um
método capaz de evidenciar as relacdes entre os metabdlitos (BMR, do inglés
Between Metabolites Relationship) para dados em metabolomica. Neste trabalho,
modifica-se este acronimo para BVR (do ingl€s Between Variable Relationship) para
tornd-lo mais geral para as ciéncias Omicas. As relacOes citadas podem ser
evidenciadas operando-se diretamente num arranjo de trés modos R composto pelas
matrizes de covariancia, que sdo as fatias do arranjo calculadas para cada ocasido
experimental. Por exemplo, se a matriz X; (I X L) com [/ individuos e L varidveis €
relacionada a um ponto no tempo (ocasido experimental k), entdo a matriz de

covariancia Ry de tamanho (L x L) pode ser computada de acordo com a Equagdo 43:
1 ~
Ry = 7= (Xi~ 1,m}) (X, —1,m}) Equagéo 43

Onde 1; é um vetor de uns, com comprimento / € m; (1 X L) é um vetor com as
médias das colunas de X;.

O modelo assumido em INDSCAL ¢é mostrado na Equacdo 44, em que a funcao
f € minimizada num sentido de quadrados minimos, encontrando valores 6timos para

A e Gg:
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Modelo: R, = AG,AT + E,

e e 2
Minimizagdo: f (A, Gy) = Z’k{:l”Rk — AGkAT”
- .. ) E ao 44
Restri¢oes: Gy = matriz diagonal com elementos ndo negativos; quagao
Ortogonalidade: (ATA) = Ip;

Sem ortogonalidade: diagonal de (ATA) = 1,

Onde R € o nimero de componentes usados no modelo; G; (R x R) contém as
ponderagdes das ocasides k na sua diagonal; A é a matriz de pesos (L X R); R; € a
matriz de covariancia (L x L) associada a ocasido k (fatias no arranjo R); E; (L x L)
contém os residuos; e I € uma matriz identidade (R x R).

Dois tipos de restricdes sobre a matriz de pesos podem ser impostos, mas em
termos praticos a solu¢do usando uma ou outra restricdo € virtualmente a mesma,
quando o requerimento de simetria para a matriz de pesos € satisfeita. Entretanto, o
uso da restricio de ortogonalidade na matriz de pesos tem sido sugerido para
contornar algumas dificuldades, tais como, solucdes ndao simétricas, ponderacdes
negativas, € o problema da degenerescéncia (obtencdo de solugdes que ndo sao
minimos globais e que apresentam altos valores de ponderacdes associados a matriz A
com colunas altamente correlacionadas) [132]. Portanto, neste trabalho, escolheu-se
usar a versdo do INDSCAL com restricdo de ortogonalidade. Discussdes detalhada
sobre estas restricoes e outras propriedades do método INDSCAL podem ser

encontradas na literatura [131-134].

4.4.4. Escalamento de diferencas individuais multinivel (ML-

INDSCAL)

Apesar das vantagens das abordagens ASCA, ANOVA-PCA, MSCA, PRC e

SMART para descricdo separada da varidncia dos dados, estes métodos ndo sio
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capazes de evidenciar completamente as relagdes entre as varidveis (BVRs). Em
outras palavras, tais métodos, por suas caracteristicas, ndo focam nas mudancas de
correlacdo ou de covariancia entre as varidveis em cada grupo. Assim, essas
mudancas permanecem escondidas e pontos detalhados sobre as BVRs nio sio
considerados. Para resolver este problema € necessdrio calcular as matrizes de
covariancia de cada grupo experimental e investigar as mudangas comuns nestas
relagdes. Isto pode ser feito usando o método INDSCAL. Vale ressaltar que as
covariancias e variancias siao preferidas frente as correlacdes (coeficientes de
Pearson), pois, estas dltimas podem omitir os aspectos quantitativos, uma vez que
escalam os niveis das varidveis pelos desvios padroes [113].

Neste contexto, propde-se o método chamado, escalamento de diferencgas
individuais multinivel (ML-INDSCAL) para investigar os dados resolvidos no tempo,
reunindo o foco na variacdo intra-individual e nas mudancas de estrutura de
covariancia, considerando em detalhes as BVRs. Como no INDSCAL convencional, a
abordagem ML-INDSCAL € aplicada num arranjo composto pelas matrizes de
covariancia de cada grupo experimental. Entretanto, antes da montagem do arranjo, €
realizada uma separacdo da varidncia com o objetivo de isolar a variagdo intra-
individual da variacdo interindividual no conjunto de dados. Esta separacdo pode ser
feita seguindo procedimentos similares aqueles dos métodos PRC ou SMART, ou
seja, expressando a variagdo dos dados em relagdo ao grupo de controle (grupo
placebo) ou ao primeiro ponto de tempo, respectivamente. A escolha por um ou outro
procedimento ird depender do planejamento experimental usado para a aquisicdo dos
dados ou a questdo bioldgica do estudo.

As Figuras 63 e 64 apresentam os procedimentos esquemadticos para isolar a
variacdo intra-individual no método ML-INDSCAL. A matriz subtraida (grupo
controle ou primeira ocasido de medida) pode ser composta diferentemente,

dependendo das caracteristicas do planejamento experimental. Se o experimento €
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feito de maneira que cada individuo € submetido a todos os tratamentos
(planejamento cruzado ou crossover design), as medidas obtidas no grupo controle
sdo subtraidas diretamente individuo por individuo, sendo assim consideradas como
um “branco” ou a varia¢ao ndo dinamica. Por outro lado, se o experimento € realizado
com diferentes grupos de individuos em cada tratamento (planejamento paralelo ou
parallel design), a média do grupo controle pode ser subtraida de cada um dos demais
grupos, sendo esta a variacdo ndo dindmica considerada. Em ambos os casos a ideia
de separagdo da variancia similar ao PRC € usada (Figura 63). Alternativamente, a
ideia de particao seguida por SMART pode ser aplicada (Figura 64), sendo nos dois
planejamentos citados, as medidas relativas ao primeiro ponto do tempo usadas como

variagao ndo dinamica.

L Subtracido

Lo Grupo j Grupo Controle j=1 —

Tndvideo ' Medida Ocasiio 1 - Medida Ocasido 1

Individuo 2 o '

: ”.’ Grupo j - Grupo Controle j=1 —_—

Individuo 7 ',-‘ Medida Ocasido 2 Medida Ocasido 2

I [

Grupo j _ Grupo Controle j=1 =

Medida Ocasido K Medida Ocasido K

(IK) (IK)

Matriz Diferenca 1
(variacio intraindividual)

— Matriz Diferen¢a 2
(variacdo intraindividual)

J— Matriz Diferenca K
(variacio intraindividual)

(1K)

Figura 63: Estrutura do conjunto de dados e separacdo da variancia similar ao método
PRC. K € o nimero total de ocasides (pontos de tempo) no estudo. / € o nimero de
individuos em cada ocasido e L € o numero de metabolitos (varidveis) no conjunto de
dados. Os grupos de tratamento sdo representados por j = 2, ..., J € 0 grupo controle
por j = 1. Neste exemplo € suposto um planejamento experimental balanceado.
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Espera-se que o ML-INDSCAL forneca modelos sem viés (unbiased models)
pelo uso dos sistemas biologicos atuando como seus proprios controles, o que pode
contornar os problemas com amostras (individuos) discrepantes (outliers), que por sua
vez ocorrem devido as variacdes bioldgicas estaticas de alguns individuos que sao
muito diferentes da média do seu grupo. A subtracdo desta variacdo € feita usando a
relacdo dos dados com o grupo controle ou com a primeira ocasiao de medida. Isto é

uma vantagem em relacdo ao método INDSCAL convencional [113].

L Subtraciio

Lo Grupo j Grupo j —
Individuo 1 ) Medida Ocasido 2 - Medida Ocasido 1
Individuo 2 o —
R s Grupo j Grupo j —
. o ! . . -_— ' . . —
. Individuo 7 ”,- Medida Ocasido 3 Medida Ocasido 1
Grupo j _ Grupo j =
Medida Ocasido K Medida Ocasido 1
H(E-1)] E-1)]
L
—_— Matriz Diferenca 1
(variacio intraindividual)
—_ Matriz Diferenca 2
(variacdo intraindividual)
: :
— Matriz Diferenca K - 1
(variacdo intraindividual)
HE-1]

Figura 64: Estrutura do conjunto de dados e separacio da variancia similar ao método
SMART. K € o numero total de ocasides (pontos de tempo) no estudo. / € o nimero
de individuos em cada ocasido e L € o numero de metabolitos (varidveis) no conjunto
de dados. Os grupos de controle e tratamento sao representados por j =1, ..., J. Neste
exemplo € suposto um planejamento experimental balanceado.

Como observado nas Figuras 63 e 64, as separacdes resultam em matrizes com
diferencas, de onde as matrizes de covariancia sdo calculadas e assim organizadas em
um arranjo de trés modos (Figura 65). Como mostrado na Figura 65, cada grupo de

tratamento j ird fornecer um arranjo de trés modos qualquer que seja a particao
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seguida (similar a PRC ou SMART). Se o tratamento j = 1, ..., J representa diferentes
doses (e.g., doses de uma droga) no planejamento experimental, cada arranjo de trés
modos R (K ou K-1 x L x L) de cada grupo experimental (tratamento) serd organizado
para compor um arranjo maior R (JK ou JK-J x L x L) com o objetivo de determinar,
usando ML-INDSCAL, a mesma matriz de pesos, A, diferentemente ponderada por
cada fatia. Isto implica que todos os grupos compartilham um subespaco de estimulo
comum. Por outro lado, se o tratamento j = 1, ..., J representa diferentes intervengoes
(e.g., administragdo de uma droga A, B e placebo ou a investigacdo de inducdo de
proteinas nativas € cepas com mutagdo, etc.), talvez nao haja razao para acreditar que
os tratamentos compartilham a mesma matriz de pesos, assim pode-se obter um
modelo ML-INDSCAL para cada tratamento. Porém, a indicacdo do tipo de arranjo
que deve ser usado deve ser dada, em ultimo caso, pela questdo bioldgica que

fundamenta o experimento.

Group j L L

.‘I Matriz Diferenca K - 1."
Matriz Diferenca 1 - N
(variacio intraindividual)

I Matriz Diferenca 2

Matriz Diferenca 2 Matriz Diferenca 1

(varia¢do intraindividual) —= Matriz de variancia.
covaridneia

Matriz Diferen¢a K- 1
(variacio intraindividual)

Group j' L L

.‘I Matriz Diferenca K - 1.*

Matriz Diferenca 1
(variacdo intraindividual) I Matriz Diferenca 2

Matriz Diferenca 1
Matriz Diferenca 2 I::
(variacio intraindividual) Matriz de varidncia-

covaridncia

Matriz Diferenca K - 1
(variacdo intraindividual) L

Figura 65: Montagem do arranjo para anélise por ML-INDSCAL, por exemplo, a
partir da separacdo da varidncia como na Figura 64. K é o nimero total de ocasides
(pontos de tempo) no estudo. L é o nimero de metabdlitos (varidveis) no conjunto de
dados. Os grupos de controle e tratamento sdo representados porj =1, ..., J.
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Contrastando o método ML-INDSCAL com os métodos baseados em PCA, o
primeiro descreve as diferencas diretamente ao nivel dos grupos experimentais,
enquanto os outros acessam a distribuicio dos individuos dentro dos grupos
experimentais. Apesar disso, para o método ML-INDSCAL, uma visdo aproximada
ao nivel dos individuos pode ser realizada investigando as varidveis apontadas como
discriminatdrias para os grupos experimentais, no dado original. Neste caso, as
diferentes respostas dos individuos podem ser identificadas, além daqueles individuos
mais sensiveis ao tratamento (com maior aumento ou diminui¢do nos niveis das
variaveis). Da mesma forma, para os métodos baseados em PCA os niveis dos grupos
podem ser examinados calculando escores médios [135].

A visualizacio do modelo ML-INDSCAL ¢€ similar aos outros modelos de
componentes (como PCA ou PARAFAC [10]). As ponderacdes na matriz diagonal Gy
(R x R) indicam para a ocasido k quais as relagdes na matriz de pesos A sdo
importantes, considerando cada componente. Por sua vez, a matriz de pesos A pode
ser visualizada como graficos de diferentes combinacdes de componentes, com o
objetivo de verificar as varidveis relevantes (metabolitos, proteinas, genes, etc.) ou
como foi proposto por Jansen et al. [113], através de graficos de calor (heat plots)
obtidos calculando o produto externo aa,’, onde a, é um vetor de pesos (uma coluna
de A) relativo a componente principal R. A imagem simétrica no grafico de calor
segue a estrutura da matriz de covaridncia com dimensdes (L X L), entdo as
importantes BVRs podem ser identificadas mais facilmente.

Outro ponto importante a ser considerado sobre o modelo ML-INDSCAL ¢ o
nimero de componentes, onde a escolha pode ser feita observando a variancia
explicada e o diagnédstico de consisténcia do nicleo (CORCONDIA) [11] que indica
se 0 modelo determinado desvia da trilinearidade, pressuposta nos métodos ML-
INDSCAL e PARAFAC. Geralmente, o0 modelo estard mais préximo da trilinearidade
quanto maior for o valor de CORCONDIA, mas, uma vez que ndo ha um valor
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minimo aceitivel, € importante verificar a quantidade de variancia explicada
adicionada pelos componentes. A variancia explicada somente pode ser calculada
para o modelo inteiro sem particdo entre as componentes, uma Vvez que OS

componentes no ML-INDSCAL (a exemplo do PARAFAC) ndo sao ortogonais.

4.4.5. Validacao usando a abordagem jack-knife

O procedimento jack-knife [12], proposto para calcular intervalos de confianca
em modelos PARAFAC, consiste em um abordagem geral usada para situagdes onde
aparentemente nenhum método melhor se encontra disponivel. Os intervalos de
confianga sdo calculados através de submodelos que sdo obtidos excluindo um
nimero definido de amostras (uma amostra por ocasido neste trabalho) do conjunto de
dados original. As amostras sdo consideradas independentes e pertencentes a uma
mesma populacdo. Para um arranjo de trés modos X (I x J x K) com I amostras, /
submodelos PARAFAC sao calculados deixando uma fatia (amostra) fora cada vez. O
erro padrdo pode ser determinado usando o conjunto de I valores de alguma estatistica
computada de cada submodelo. Na validacdo jack-knife dos modelos ML-INDSCAL,
as estatisticas computadas sdao as ponderacdes na matriz Gy, correspondendo a um
componente em cada grupo experimental e a matriz de pesos A, correspondendo a um
componente em cada varidvel.

Diferentemente da abordagem jack-knife aplicada aos modelos PARAFAC, em
ML-INDSCAL as amostras (individuos) nio significam fatias no arranjo. Quando
uma amostra por ocasiao ¢ deixada fora, as outras sdo usadas para computar as fatias,
assim cada uma delas representa uma matriz de covariancia com dimensdes (L X L)
independente do numero de amostras, uma vez que o nimero de varidveis sao 0s
mesmos para todas as amostras. Assim, os submodelos obtidos no método ML-

INDSCAL sempre possuem arranjos com as mesmas dimensdes do arranjo para o
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modelo global. Em contraste, por exemplo, para aplicagdo em modelos PARAFAC de
dados de fluorescéncia, cada fatia corresponde a uma matriz de emissao excitagcdo, ou
seja, uma amostra, € como resultado do procedimento jack-knife excluindo uma
amostra por vez, hd a diminuicdo de uma fatia por submodelo, levando a arranjos com
uma amostra a menos do que o arranjo para o modelo global.

Sabe-se que os modelos PARAFAC sofrem de violagdes de unicidade [12], ou
seja, os componentes do modelo podem ser permutados sem perda de ajuste e, além
disso, eles possuem uma indetermina¢do de escalamento intrinseca. Para o modelo
ML-INDSCAL, somente a indeterminacdo de permutacdo € importante, uma vez que
devido as restricdes impostas, o problema do escalamento € irrelevante [113]. Outro
ponto importante a ser considerado € a intrinseca ambiguidade de sinal, que € similar
aquela conhecida para a SVD ou decomposi¢dao em autovalores/autovetores [136]. A
Equagdo 45 mostra um rearranjo do modelo usado em ML-INDSCAL, sendo os
escalares g, os elementos na diagonal da matriz G, relativa ao grupo experimental k
no r-ésimo componente. O vetor de pesos do r-ésimo componente € expresso por a,.
Nota-se que os produtos externos na Equacdo 45 produzem as mesmas matrizes
simétricas, independente do sinal do vetor. Estas matrizes, conforme j4 citado, podem
ser visualizadas como heat plots, ndo sendo as interpretagdes prejudicadas pela
ambiguidade de sinal. Por outro lado, no contexto da abordagem jack-knife a
indeterminacao do sinal leva a problemas para a comparacao de todos os submodelos,

devido as diferentes orientagdes de cada vetor de pesos.
R
Ry = z giwrara, + E =g (—a,)(-a,)" + E Equacao 45
r=1

Portanto, estas questdes devem ser resolvidas antes da comparagao direta dos

submodelos obtidos. A solu¢@o para a indeterminacao da permutagdo € obtida usando
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a proposicdo de Riu & Bro [12], onde € procurada a ordem dos componentes que
fornecem o coeficiente de congruéncia maximo entre os pesos de cada submodelo e
os pesos do modelo global. Descricdo detalhada para esta corre¢cdo pode ser
encontrada na literatura [12]. A ambiguidade de sinal € corrigida para todos os
submodelos utilizando como padrdo a orientacdo dada pelos sinais obtidos para os
pesos do modelo global. Neste trabalho, uma rotina em cddigo Matlab foi construida
para a automatizacado destas corregoes.

Similarmente ao que foi proposto na literatura [113], 95% dos submodelos
corrigidos que convergem para solugdes estaveis e que possuem os menores desvios
sdo usados para acessar as variabilidades dos valores estatisticos (valores de
ponderacgdes e de pesos). Os desvios dos submodelos sdo calculados a partir das suas
ponderacgdes, relacionando-as as ponderagdes do modelo global. Ao final, estas
variabilidades podem ser visualizadas através de um gréifico dos valores estatisticos
calculados para os submodelos juntamente com as estatisticas calculadas para o
modelo global.

Neste trabalho, graficos de caixas (box plots) sdo usados para visualizar
também as diferencas entre as estatisticas dos submodelos, explorando a habilidade
destes graficos para mostrar a distribuicdo de valores, localizacdo, assimetria,
espalhamento, comprimento de “cauda”, além de outliers. Portanto, as ocorréncias de
sobreposi¢Oes das caixas ou das medianas, sdo observadas, com o intuito de verificar
as diferencas entre os grupos de submodelos. As medianas sdo preferidas em relacao
as médias, pois a priori nao ha nenhuma suposi¢cao sobre a distribuicdo simétrica e/ou

normal dos valores estatisticos.
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4.5. Parte Experimental

4.5.1. Conjunto de dados simulado

Com o objetivo de ilustrar 0 método ML-INDSCAL e suas propriedades, um
pequeno conjunto de dados simulado foi proposto (Tabela 6). O conjunto é composto
por respostas medidas em quatro varidveis A, B, C e D (por exemplo, concentragio de
metabdlitos ou medidas de expressdao genética) em 10 individuos e coletadas em um
periodo de tratamento, incluindo um controle, num planejamento experimental
cruzado. A separacdo da variacdo seguiu o procedimento da Figura 63, ou seja, a
matriz de dados, C (10 x 4), simulada como sendo relativa as respostas no periodo de
controle, foi subtraida das matrizes, T1 (10 x 4) e T2 (10 x 4), referentes as ocasides
T1 e T2 no periodo de tratamento, fornecendo as matrizes Dty (10 X 4) e D, (10 x 4)
mostradas na Tabela 7, onde também podem ser vistas as matrizes de variancia-
covariancia Rpr; (4 x 4) e Rp (4 x 4). Na Tabela 7, as covariancias e variancias
podem ser visualizadas escolhendo-se apropriadamente uma linha e uma coluna nas
matrizes Rpr; € Rprp, por exemplo, a covariancia entre as varidveis A e C relativa a
ocasido T1 igual a -10,56 pode ser vista na coordenada da primeira linha com a
terceira coluna e o mesmo valor € observado na coordenada da terceira linha com a
primeira coluna, dada a simetria da matriz. As matrizes Rpr; € Rpp, foram usadas
para compor o arranjo R (2 x 4 x 4), e entdo o método ML-INDSCAL foi aplicado.
Os resultados sdo comparados aos obtidos com o método INDSCAL. Neste tltimo
caso, o arranjo é composto pelas matrizes de covariancia de cada matriz C, Tl e T2 e
tem dimensdo (3 x 4 x 4). Além disso, o método PCA foi aplicado na matriz obtida
centrando os dados de T na média, que por sua vez foi obtida pela concatenagdo das
matrizes C, T1 e T2 e na matriz obtida centrando os elementos de D na média,

construida pela concatenacdao das matrizes Dr; e D, (este dltimo € equivalente ao
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método PRC). Antes de todas as andlises, uma pequena fracdo de ruido aleatorio e

normalmente distribuido foi adicionado aos dados.

4.5.2. Conjunto de dados real: exemplo de expressiao genética

Este conjunto de dados € de um estudo de perfis de expressao celular global,
onde linhas de células expressando a proteina Vpr na forma nativa € com mutagdes
(cepas R80A e F72A/R73A) sdo investigadas [119]. Apds indugdo com doxiciclina,
RNA foi coletado nos tempos de 0, 1, 2, 4, 6, 8, 12, 16 e 24 h. O experimento foi
realizado com trés replicatas bioldgicas a cada ocasido. Expressao genética foi medida
usando microarranjos de oligonucleotideos contendo cerca de 22.400 elementos em
cada arranjo.

Para avaliacdo da expressao diferencial, os perfis das células nativas e mutantes
foram comparados por testes de permutacdo multivariados baseados num teste ¢
estatistico para uma amostra com variancia aleatéria. Além disso, genes celulares
representando um efeito biolégico plausivel foram arbitrariamente considerados com
mudancas de pelo menos duas vezes na expressdao. Com base nisto e comparando os
perfis de expressao das linhas celulares expressando a proteina Vpr nativa e a mutante
F72A/R73A, 121 genes significativos foram encontrados, mas entre estes apenas 47
foram eventos especificos da forma nativa. Quando a comparacgdo foi entre as linhas
celulares expressando a proteina Vpr nativa e a mutante R80A, 66 genes
significativos foram encontrados sendo que 42 deles como eventos especificos da
forma nativa. Os dados relativos aos genes manifestados especificamente para a forma
nativa foram estudados neste trabalho por ML-INDSCAL e PCA, sendo esta tltima
realizada sobre os dados centrados na média. Todos os dados sdo disponiveis
publicamente [119,120] e descricoes detalhadas das estratégias estatisticas

comentadas podem ser encontradas na literatura [119].
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Tabela 6: Dados simulados com respostas de quatro variaveis (A, B, C e D) em 10
individuos coletados em dois periodos T1 e T2, e um periodo controle.

Tratamento Individuos A B C D
1 25 123 26 58
2 98 62 60 22
3 17 77 86 72
4 16 104 118 32
5 60 108 66 63
Controle (C) 6 20 96 36 )3
7 41 56 76 77
8 120 121 113 57
9 68 80 95 111
10 46 112 46 45
1 68,9 139,1 78,8 132
2 1429 78,1 111,8 96,5
3 62,9 93,1 136,8 146
4 62,9 120,1 167,8 106,5
5 1079 124,1 114,8 137
T 6 128,9 112,1 82,8 102,5
7 90,9 72,1 121,8 151
8 170,9 137,1 157,8 131,5
9 119,9 96,1 138,8 185
10 98,9 128,1 88.8 119,5
1 69,4 139,1 68,8 132,5
2 143,4 78,1 103,8 97,5
3 63,4 93,1 130,8 146,5
4 63,4 120,1 163,8 107,5
5 108.,4 124,1 112,8 137.,5
T2 6 129.4 112,1 84,8 103,5
7 91,4 72,1 125,8 151,5
8 171,4 137,1 163,8 132,5
9 120,4 96,1 146,8 185,5
10 99,4 128,1 98,8 120,5
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Tabela 7: Matrizes de diferengas relativas ao conjunto de dados simulado na Tabela 6;
D1 e Dr; correspondem aos dois periodos de tratamento, T1 e T2; As matrizes Rpr; €
Rpr, referem-se as matrizes de covariancia destes mesmos periodos.

Matrizes Individuos/varidveis A B C D
1 43,9 16,1 52,8 74
2 44.9 16,1 51,8 74,5
3 45,9 16,1 50,8 74
4 46,9 16,1 49,8 74,5
Dy 5 47,9 16,1 48,8 74
6 48,9 16,1 46,8 74,5
7 49,9 16,1 45,8 74
8 50,9 16,1 44,8 74,5
9 51,9 16,1 43,8 74
10 52,9 16,1 42,8 74,5
1 44,4 16,1 42,8 74,5
2 45,4 16,1 43,8 75,5
3 46,4 16,1 44,8 74,5
4 47,4 16,1 45,8 75,5
5 48,4 16,1 46,8 74,5
DT2
6 494 16,1 48,8 75,5
7 50,4 16,1 49,8 74,5
8 514 16,1 50,8 75,5
9 52,4 16,1 51,8 74,5
10 53,4 16,1 52,8 75,5
A 9,17 0 -10,56 0,14
Rom B 0 0 0 0
C -10,56 0 12,22 -0,17
D 0,14 0 -0,17 0,07
A 9,17 0 10,56 0,28
Rom B 0 0 0 0
C 10,56 0 12,22 0,33
D 0,28 0 0,33 0,28
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4.6. Resultados e Discussao

4.6.1. Conjunto de dados simulado

4.6.1.1. Método ML-INDSCAL

A Figura 66 mostra os resultados da abordagem ML-INDSCAL sobre o
conjunto de dados simulado. Dois componentes foram escolhidos para o modelo
observando a variancia explicada de 99% e uma CORCONDIA de 98%. A Figura
66A ilustra as ponderagdes das “fatias” compostas pelas matrizes de covariancia, Rpry
e Rpr, nos componentes do modelo ML-INDSCAL. A ponderacio do grupo
associado a ocasido T1 € igual a 20,44 na componente 1, enquanto a pondera¢do do
grupo associado a ocasidao T2 tem valor 0,26. Por outro lado, na componente 2, a
ponderacdo do primeiro € 0,30 e a do ultimo é 19,44. Uma vez que os grupos sao
tomados em relacdo ao grupo controle, o fato dos mesmos possuirem pondera¢cdes nao
nulas permite concluir que ML-INDSCAL ¢ capaz de distingui-los do grupo de
referéncia. Além disso, como pode ser visto na Figura 66A, as ponderacdes em ML-
INDSCAL indicam uma clara discriminacio entre os grupos experimentais (amostras
em diferentes ocasides T1 e T2) e as ponderacdes para os submodelos (pontos
coloridos na Figura 66A), obtidos através da validacdo jack-knife, apontam a
significincia estatistica desta diferenca.

Os pesos do modelo ML-INDSCAL sao mostrados na Figura 66B, enquanto as
Figuras 66C e 66D apresentam os heat plots dos componentes 1 e 2. Nota-se, a partir
dos pesos na Figura 66B que as varidveis A e C sdo as mais importantes para a
discriminagdo entre as ocasides, o que significa que ou suas varidncias ou

covariancias estdo mudando e, consequentemente, levando a distingdo durante o
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tempo considerado. Neste caso, o resultado surge devido as covaridncias com a
inversdo nos seus sinais, uma vez que as variancias das varidveis A e C permanecem
as mesmas em T1 e T2 (veja Tabela 7). A afirmacdo é corroborada pelos heat plots na
Figura 66C, onde pode ser visto um quadrado azul (nas coordenadas (A,C) e (C,A))
representando um valor negativo, enquanto na mesma posicdo no heat plot da Figura
66D, o quadrado representa um valor positivo.

Embora a covariancia entre as varidveis C e D apresentem 0 mesmo
comportamento (mudanga de sinal), elas ndo sdo capturadas pelas componentes, do
mesmo modo que a variancia da varidvel D que possui um aumento de quatro vezes
na magnitude. Estas partes do dado contam com menores valores nas “fatias” e por
esta razdo, provavelmente, ndo sdo envolvidas na discriminagdo. Vale ressaltar que
estd € uma situacdo hipotética, diretamente associada as varidncias e covariancias
simuladas. Para uma andlise real, os resultados irdo surgir a partir da varidncia em
questdo, que depende das manipulacdes experimentais envolvidas e de BVRs
especificas. O dado simulado mostra um exemplo extremo para mudanga na
covariancia, porém situacOes intermedidrias podem ser encontradas em sistemas
bioldgicos reais.

As Figuras 66E e 66F contrastam as dispersdoes dos dados originais para as
variaveis A e C, apds e antes da separagdo na variancia seguindo a proposi¢ao em
ML-INDSCAL, sendo o gréifico na Figura 66E muito similar ao paradigma mostrado
na Figura 61C. Na Figura 66F o mesmo paradigma permanece ndo revelado devido a
abundancia absoluta das variaveis, que estdo também sendo levados em conta junto

com o efeito liquido.
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Figura 66: Modelo ML-INDSCAL do exemplo simulado. A: Ponderagdes dos grupos
em T1 e T2 para componente 1 versus componente 2 e para os submodelos jack-knife
(pontos coloridos); B: Pesos das varidveis A, B, C e D para a componente 1 versus a
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componente 2 e para os submodelos jack-knife (pontos coloridos); C: Pesos para a
componente 1 apresentados com heat plot; D: Pesos para a componente 2
apresentados com heat plot; E: Variavel A versus varidavel C das matrizes Dt (pontos
vermelhos) e D, (pontos azuis); F: Varidvel A versus variavel C das matrizes T1
(pontos vermelhos) e T2 (pontos azuis).

Métodos como PCA e INDSCAL nao focam somente no efeito liquido e ndo
removem a magnitude grosseira dos dados (removendo a pré-dose ou a resposta do
grupo controle). Com o objetivo de comparar com os resultados do modelo ML-
INDSCAL, um modelo INDSCAL com quatro componentes (ambas, variancia
explicada e CORCONDIA, cerca de 99%) foi construido usando um arranjo R (3 x 4
x 4) composto pelas matrizes de covariancia das matrizes C, T1 e T2, e uma modelo
PCA da matriz T obtida pela concatenagdo vertical de C, T1 e T2 (Tabela 6) foi

também construido.

4.6.1.2. ML-INDSCAL versus INDSCAL

As Figuras 67A e 67B mostram os resultados do modelo INDSCAL sobre os
dados simulados. As ponderacdes de cada grupo experimental nas trés primeiras
componentes nao apresentam diferengas significativas, como observado através das
ponderacdes dos submodelos (pontos coloridos) obtidos com o procedimento jack-
knife, na Figura 67A. Nota-se apenas uma pequena diferenca nas ponderacdes para o
grupo T1, na quarta componente, mas como pode ser visto na Figura 67B, os pesos
nesta componente ndo atingem diferencas significativas.

Os resultados citados acima podem estar associados a presenca da variagdo nao
dindmica contida nos dados, que dificultam a evidéncia do efeito liquido
discriminatério. A Tabela 8 mostra as matrizes de covaridncia para os grupos
experimentais sem a separagdo na variancia, onde € possivel contrastar seus altos

valores, devido a variacdo nao dindmica, com os valores nas matrizes de covariancia
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na Tabela 7. Os heat plots relativos aos quatro componentes sao mostrados na Figura
68 e indicam BVRs mais complexas. Portanto, INDSCAL nao diferencia os grupos

T1 e T2 entre si e nem estes em relagdo ao grupo controle.
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Figura 67: Modelo INDSCAL do exemplo simulado. A: ponderacdes dos grupos C,
T1 e T2 para as quatro componentes e para os submodelos jack-knife (pontos
coloridos); B: pesos para as variaveis A, B, C e D (componente 1 versus componente
4) e para os submodelos jack-knife (pontos coloridos).

Embora a varidvel B ndo mostre qualquer modifica¢do ao longo das ocasides
simuladas T1 e T2, ha BVRs incluindo-a, provavelmente devido ao seu nivel inicial
no grupo controle. De fato, hd um aumento no nivel da varidvel B a partir do grupo
controle at¢é o grupo Tl e que permanece constante. Esta modificacdo nio ¢
contemplada pelo ML-INDSCAL, pois, este remove a informagao do grupo controle
com o objetivo de focar apenas nas mudancas ao longo do tempo do tratamento. As
mudancgas capturadas por ML-INDSCAL seguem os paradigmas multivariados, que
nao € caso da varidvel B, uma vez que ela ndo tem qualquer correlagdo significante
com as demais varidveis. Para algumas situagdes como esta, um método univariado
pode ser usado para auxiliar na investigacdo. Tais métodos estdao fora do escopo deste

trabalho.
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Tabela 8: Matrizes de covariancia dos grupos experimentais no conjunto de dados
simulado sem a separacdo na variancia proposta em ML-INDSCAL.

Matrizes Variaveis A B C D
A 1,22 0,01 0,09 -0,14
B 0,01 0,57 -0,08 -0,12
Rc*
C 0,09 -0,08 0,97 0,23
D -0,14 -0,12 0,23 0,71
A 1,29 0,01 0,06 -0,11
B 0,01 0,57 -0,08 -0,12
R *
C 0,06 -0,08 0,95 0,20
D -0,11 -0,12 0,20 0,70
A 1,28 0,01 0,15 -0,11
B 0,01 0,57 -0,07 -0,12
Ry *
C 0,15 -0,07 1,03 0,27
D -0,11 -0,12 0,27 0,69

ST 3 . T
* Os valores encontram-se divididos por 10”; Os subscritos indicam o grupo referente.
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Figura 68: Graficos de calor (heat plots) relativos as quatro componentes principais
obtidas no modelo INDSCAL para o conjunto de dados simulado.

4.6.1.3. ML-INDSCAL versus PCA

Os resultados da PCA aplicada aos dados simulados sdo apresentados na Figura
69. Como observado no grafico de escores da Figura 69A, a variancia capturada em
PC1 revela que parte das respostas simuladas do tratamento corresponde a uma
relacdo positiva entre os niveis das varidveis A, C e D. Relacionado a esta resposta em

PC1, percebe-se que € possivel distinguir somente os individuos no grupo controle
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daqueles nos tempos, T1 e T2, ndo se observando diferencas entre estes dois dltimos
grupos. Isto indica que a separacao € principalmente devido a abundancia absoluta das

variaveis (variacao nao dinamica) que diferentemente do ML-INDSCAL, em PCA

nao é removida.
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Figura 69: Modelo PCA para os dados simulados. A: Gréfico de escores PC1 versus
PC2; B: Gréfico de pesos PC1 versus PC2; C: Gréfico de escores PC3 versus PC4; D:
Griéfico de pesos PC3 versus PC4.

Outra parte da resposta € a variancia ortogonal capturada em PC2 mostrando
uma relacdo negativa entre a varidvel A e as varidveis C e D, basicamente indicando
os individuos que possuem, simultaneamente, niveis mais altos da primeira e mais

baixos niveis das ultimas, com escores positivos, além daqueles com caracteristica
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oposta, com escores negativos. Esta relacdo nao € necessariamente ao longo do tempo
de tratamento, sendo notada at¢é mesmo no grupo controle. A varidvel B apresenta
pouca ou nenhuma correlagdo com as demais varidveis € assim, mostra pesos
proximos de zero para ambas as componentes principais.

Observando o grafico de escores para a terceira e quarta componente principal
na Figura 69C, ndo € observada qualquer separacdo entre os grupos, estando as
varidaveis descrevendo caracteristicas especificas de alguns individuos, ou seja,

possivelmente a variagdo interindividual, ndo interessante no contexto do tratamento.

4.6.1.4. ML-INDSCAL versus PRC

Um modelo PRC foi construido aplicando PCA sobre a matriz D contendo
apenas a variagdo intra-individual, obtida pela concatenagdo vertical das matrizes Dy
e Dr, (Tabela 7). Este modelo € apresentado na Figura 70. As duas primeiras
componentes principais explicam cerca de 91% da variancia intra-individual e
revelam que a resposta ao tratamento € basicamente devido as varidveis A, em PC2 e
C,em PCl1.

O grafico de escores na Figura 70A apresenta a distribuicdo dos individuos que
¢ similar aquela obtida para os dados originais (Figura 66E) correspondendo aos
individuos com mais altos niveis da varidvel C, com escores negativos em PC1 e mais
altos niveis da varidvel A, com escores negativos em PC2. Apesar disso, o modelo
nao foi capaz de evidenciar diferencgas entre 0os grupos experimentais, COmo mostrou o
ML-INDSCAL “explorando” a mudan¢a na covariancia entre as variaveis A e C.
Como pode ser visto na Figura 70B, estas varidveis respondem sozinhas em cada
componente principal, assim ndo apresentando correlacio, uma vez que as
componentes sdo ortogonais. De fato, PRC utilizando a PCA extrai as componentes

computando uma matriz de covariancia incluindo todos os individuos (ou grupos
179



experimentais), sendo a informac¢do sobre as mudancas nas covaridncias (ou
correlagdes) perdidas. A Tabela 9 mostra a matriz de covariancia citada, onde é
possivel ver o pequeno valor da covariancia entre as varidveis A e C, em relacdo as

variancias destas.
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Figura 70: Modelo PRC para os dados simulados. A: Gréfico de escores PC1 versus
PC2; B: Grafico de pesos PC1 versus PC2.

O exemplo simulado mostra 0 método ML-INDSCAL como um procedimento
capaz de trazer informacdes sobre as varidveis que seguem o paradigma da Figura
61C, assim fornecendo uma ferramenta til para a selecao de caracteristicas quando a
questdo bioldgica que fundamenta o tratamento ou intervencdo tem supostamente
BVRs como esta, que é indetectdvel pelas andlises padroes de componentes. Nao
somente o paradigma citado, que € uma situacdo extrema onde o sinal da covariancia
inverte, mas € esperado que a abordagem ML-INDSCAL também evidencie
mudangas nas magnitudes seja das covariancias ou variancias. Como foi
demonstrado, ML-INDSCAL diferenciou os grupos em T1 e T2 entre si e também em
relacdo ao grupo controle, ao contrario dos demais métodos que na melhor situacao

apenas conseguem fazer a distin¢do entre a intervencao e o controle.
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Tabela 9: Matriz de covariancia para a matriz D obtida pela concatenacdo das
matrizes Dty € Ds.

Matriz Variaveis A B C D
A 7,22 0,21 -0,29 0,53
R B 0,21 0,19 -0,02 0,13
D C -0,29 -0,02 11,13 0,08
D 0,53 0,13 0,08 0,81

ML-INDSCAL pode ser usado como uma andlise complementar revelando
biomarcadores que proporcionam uma visdo diferente sobre o sistema bioldgico. Por
fim, uma vez que as interpretagdes sobre as BVRs a partir de matrizes de covariancia
podem ser tediosas e imprecisas para conjuntos de dados grandes (geralmente com
centenas de varidveis), métodos como a ML-INDSCAL sdo altamente uteis e
desejaveis, pois podem fornecer uma visdo holistica através de um modelo de

componentes, focando na varia¢cdo mais importante do conjunto de dados.

4.6.1. Conjunto de dados real: exemplo de expressio genética

Este conjunto de dados [119,120] € resultado de medidas simultaneas de muitos
genes (cerca de 22.400) e diz respeito ao campo da virologia, especificamente no
estudo da proteina viral R (Vpr, do inglés Viral Protein R) do virus da
imunodeficiéncia humana do tipo 1 (HIV-1, do inglés Human Immunodeficiency
Virus type 1). O papel desta proteina na patogénese do HIV € investigado,
observando-se o efeito da mesma na inducdo da interrupcdo do ciclo celular na fase
G2/M [119]. A expressao genética foi medida a partir da proteina na sua forma nativa
e em duas linhas com mutagdo, F72A/R73A e R80A, derivadas da forma nativa. As
amostras foram medidas em nove pontos no tempo (0, 1, 2, 4, 6, 8, 12, 16 e 24 h).
Neste exemplo, as amostras da forma nativa sdo consideradas como grupo de

tratamento e as linhas com mutagdo sido consideradas como grupos de controle, uma
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vez que o efeito de interrupcdo do ciclo celular é observado apenas para as primeiras,
sendo as ultimas incapazes de produzi-lo. Deste modo, o conjunto de dados permite
que dois modelos ML-INDSCAL, utilizando uma separa¢cdo na variancia similar ao
método PRC, sejam construidos, um para cada grupo de controle. O conjunto de
dados € baseado num planejamento experimental paralelo, pois diferentes individuos
sao medidos em cada tratamento e a cada tempo, portanto, as médias dos grupos de
controle sdo utilizadas na subtracdo para separacao da variancia.

Para estes modelos, o procedimento jack-knife foi realizado com vérias
repeticoes, deixando fora de cada submodelo a primeira amostra de cada tempo, sendo
as amostras nos grupos permutadas aleatoriamente de posi¢do entre as construgdes
dos submodelos. Isto foi realizado para acessar varias combinac¢des de amostras que
sdo deixadas fora de cada grupo, uma vez que os sujeitos sdo diferentes dentro dos
mesmos. Ao final do procedimento, o nimero de submodelos € igual ao ndmero de
repeticoes. Vale ressaltar que se o planejamento experimental fosse cruzado, o
nimero de submodelos seria igual ao nimero de amostras nos grupos, pois a
aleatorizacdo acima ndo seria necessdria, tendo em vista que, neste caso, 0 mesmo
“individuo” poderia ser deixado fora em cada grupo para a construcdo de cada
submodelo.

O modelo ML-INDSCAL comparando o grupo de amostras nativas com o
grupo de amostras com a mutacdo R72A/R73A (controle) utilizou os 47 genes
observados como eventos especificos das primeiras. Assim, um modelo com duas
componentes foi obtido com variancia explicada de 77,2% e CORCONDIA de
90,6%. Para a validagdo deste modelo, 1000 repeticdes foram utilizadas para a
construcao de submodelos jack-knife, conforme descrito no item 4.4.5. Foi observado
que modelos com um nimero maior de componentes nao explicavam uma quantidade
de variancia estdvel, apresentando problemas de convergéncia para solucdes estdveis,
além de baixos valores de CORCONDIA (menores que 50%).
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A Figura 71 apresenta os resultados deste modelo, onde na primeira
componente nota-se a diferenca das ponderacdes dos grupos em 4 e 16 h e na segunda
componente a diferenca da ponderacdo do grupo em 1 h (as ponderagdes citadas
possuem os maiores valores). As significancias destas diferencas sdo mostradas
através dos graficos de caixas (box plots) nas Figuras 71C e 71E, onde se observa
para os grupos citados pouca ou nenhuma sobreposicdo para suas caixas € medianas.
O modelo mostra que na resposta da expressdao genética da Vpr sdo significamente
importantes (veja os graficos de caixas nas Figuras 71D e 71F) as variancias e BVRs
dos genes: TRIMG65 (tripartite motif-containing protein 65); TARBP1 (TAR (HIV)
RNA binding protein 1); HSPC023 (HSPCO023 protein - chromosome 19 open reading
frame 53); GMFB (Glia Maturation Factor Beta); MTMRI1 (Myotubularin Related
Protein 1); e AFAP (Actin Filament-Associated Protein). As relagdes entre 0s genes
podem ser vistas diretamente na Figura 72, onde sdo mostrados os gréficos de calor
obtidos a partir dos pesos do modelo ML-INDSCAL. A Tabela 10 apresenta uma
breve descricdo dos genes citados.

Os pesos das varidveis na primeira componente evidenciam principalmente os
genes que sdo regulados para cima (up-regulation dos primeiros 19 genes), com
destaque para o gene AFAP e os genes que sdo regulados para baixo (down-
regulation a partir do gene na posicdo 20), sendo destacados na validacdo os genes

GMEFB, TRIM65, MTMR1 e TARBPI.
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Figura 71: Modelo ML-INDSCAL com dois componentes para os 47 genes expressos

especificamente para a Vpr na forma nativa comparando com a mutacao R72A/F73A.

A: Ponderagdes para os grupos experimentais € submodelos jack-knife (pontos

coloridos); B: Pesos para as varidveis (genes), a linha cinza indica o zero; Graficos de
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caixa obtidos através das estatisticas dos submodelos jack-knife. C: Ponderacdes na
componente 1; D: Pesos na componente 1; E: Ponderacdes na componente 2; F: Pesos
na componente 2. Em A e B os valores estdo deslocados verticalmente para uma
melhor visualizacdo e suas escalas sdo similares aos respectivos graficos em caixas.
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Figura 72: Graficos de calor obtidos a partir dos pesos do modelo ML-INDSCAL na
Figura 71. A: Componente 1; B: Componente 2. Em cada gréfico, regides ampliadas
com 0s genes mais importantes sdo mostradas.

O gene TARBPI codifica a proteina TARBP1 envolvida na regulacdo
transcricional, devido a sua habilidade de ligar-se a uma regido em laco de um
elemento regulatério de RNA (TAR) no HIV-1, uma regido também ligada a RNA
polimerase II. A proteina TARBP1 pode atuar separando a RNA polimerase II da

TAR durante a elongagdo transcricional, sendo as ligacdes entre TARBP1 ou RNA
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polimerase II a TAR, mutualmente exclusivas [137,138]. J4, o gene TRIM65 pode
estar associado a insercdo da sequéncia genética do HIV dentro do genoma do
hospedeiro, uma vez que a proteina codificada por este gene pode ligar-se as cadeias
repetidas de DNA do HIV (LTR, do inglés Long Terminal Repeat) [139].

A proteina GMFB expressa pelo gene GMFB inibe a atividade de proteinas
quinases ativadas por mitdégenos (MAPK, do inglés Mitogen-Activated Protein
Kinase) em um ensaio in vitro, atuando em particular nas proteinas ERK1/ERK2 que
possuem papel na progressdo do ciclo celular e estdo situadas, na rota de sinaliza¢ao
das MAPK, imediatamente acima das proteinas quinases citadas por Yoshizuka et al.
[119] como importantes alvos da Vpr do virus HIV para inducdo da interrup¢do do
ciclo celular na fase G2/M [140,141]. Por outro lado, a proteina MTMRI1 apresenta
atividade catalitica da hidrdlise de fosfatos ligados aos residuos de tirosina em
proteinas participando de diversos mecanismos biol6gicos. Finalmente, o gene AFAP
estd envolvido com as mudancas na integridade do citoesqueleto de actina que sofre
grandes modifica¢cdes e remodelagens durante a progressao celular [142].

Conforme informado pelo modelo na primeira componente, todos os genes
citados acima t€ém relagdo positiva entre suas variancias em 4 e 16 h, possivelmente
indicando a transcri¢do do material genético do HIV, que por sua vez pode combinar
a insercdo da sua fita de DNA (TRIM65), o uso de estratégias transcricionais
(TARBP1) e a inibi¢do do ciclo celular do hospedeiro (GMFB) para imposicao do seu
proprio. Tais mecanismos podem ainda, valendo-se da maquinaria biosintética da
célula hospedeira, promover o uso de proteinas auxiliares, além de proporcionar
mudancgas no citoesqueleto (AFAP), tendo em vista a alteracao da progressao celular
natural. Vale ressaltar que Yoshizuka et al. [119] mostrou que antes de 6 h, a Vpr do
HIV-1 regula para baixo genes especificos que sdo relacionados a progressao do ciclo
celular e assim alcangando a interrup¢do deste ciclo em cerca de 16 h. Portanto, os
resultados aqui apontados suportam estas evidencias.
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A segunda componente mostra relagdes negativas entre o gene TRIM65 (mais
alta variancia) e cada um dos genes GMFB, HSPC023 e TARBP1 ocorrendo no inicio
da infec¢do, em 1 h. Pode-se hipotetizar que nesta ocasido as variancias mais baixas
destes ultimos genes decorrem de uma estratégia da célula hospedeira como resposta
imunoldgica a entrada do material genético viral, que conforme mostrado pela
primeira componente, tende a sucumbir ante ao dominio do HIV, que alcanca a
otimizagdo das suas fungdes nas ocasides posteriores da infeccdo. O gene HSPC023
expressa uma proteina sem funcdo ainda bem definida, sendo associada a um papel
potencial na hipercalcemia da malignidade, e a partir do que se conhece até agora, ela
nunca antes havia sido associada a infeccdo por HIV.

O modelo ML-INDSCAL comparando o grupo de amostras nativas com um
grupo de controle (amostras com a mutacao R80A) utilizou 42 genes especificamente
expressos. Neste caso, um modelo com duas componentes foi obtido com variancia
explicada de 89,9% e CORCONDIA de 97,5%. Para a validacao deste modelo, 1000
repeticoes foram utilizadas na construcdo de submodelos jack-knife. O nimero de
componentes foi escolhido como antes.

A Figura 73 apresenta os resultados do modelo, onde a primeira componente
mostra que todos os grupos experimentais sao significativamente diferentes do grupo
em 24 h, que possui o menor valor de ponderacao. Isto significa que as respostas dos
genes, na primeira componente, apresentadas na Figura 73B sdo mais importantes
para os demais grupos. No entanto, observando os pesos citados na Figura 73B e os
pesos dos submodelos jack-knife na mesma componente na Figura 73D, percebe-se
uma grande diferenga entre as respostas, indicando que a retirada das amostras (uma
em cada grupo) provoca grande mudanca no subespaco determinado pelo ML-
INDSCAL para os submodelos. Provavelmente, isso se deve ao fato de que esta
componente descreve vdrios grupos e evidencia muitas BVRs ao mesmo tempo.
Adicionalmente, as diferengas, na primeira componente, entre as ponderagdes dos
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grupos nos submodelos e aquelas do modelo global também sao claras na Figura 73A
(as ponderacdes do modelo global estdo abaixo dos valores dos submodelos na
maioria dos grupos), o que corrobora as afirmacoes acima. Todo o exposto resulta
numa grande dificuldade de interpretacdo do modelo nesta componente.

A Figura 73E mostra que os grupos em 1 e 2 h, na segunda componente,
possuem ponderagdes significativamente maiores que aquelas dos demais grupos,
sendo importantes para esta discriminacdo os genes: AFAP, dentre aqueles com
regulacdo para cima na expressdo da Vpr; e o CDKI10 (cyclin-dependent kinase
(CDC2-like) 10) e o CUBN (cubilin — intrinsic factor-cobalamin receptor), que estao
entre aqueles com regulacdo para baixo. Outros genes também sdo observados nas
Figuras 73B e 73F, porém estes ou ndo alcancam significincia dentre os submodelos
jack-knife ou ndo mostram importancia na segunda componente do modelo ML-
INDSCAL.

O gene CDKI10 codifica uma proteina da subfamilia CDK da familia de
proteinas quinases Serina/Treonina, essenciais para progressio do ciclo celular.
Particularmente a proteina CDK10 desempenha um papel importante na proliferacao
celular, com fung¢do limitada no ciclo celular a fase G2/M [143,144], exatamente a
fase em que a Vpr interrompe o processo, com o intuito de impor a replicacdo viral
[119]. O gene CUBN esta envolvido em varios processos bioldgicos, tais como,
processo metabdlico do colesterol, atuagdo como cobalamina e transportador de
lipoproteinas, atuacdo como receptor e mediador na endocitose (processo pelo qual as
células vivas ativamente absorvem materiais através da membrana celular) e na
homeostase de tecidos [137,145]. Esta dltima funcao estd provavelmente envolvida na
infeccdo pelo HIV, pois o processo homeostatico inclui o controle da proliferagdo
celular e o reparo de tecidos, o que reflete a relacdao positiva do gene CUBN com
CDK10. O uso de outras fungdes do CUBN, no contexto da infec¢do por HIV, nao é
descartada, porém, até onde se sabe ndo ha evidéncias na literatura do envolvimento
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deste gene na infecgdo citada. Conforme ja comentado, o gene AFAP se relaciona
com as modificacdes e remodelagens do citoesqueleto de actina durante a progressao
celular.

Andersen & Planelles [146] comentam que quatro fungdes sdo associadas a
Vpr, sendo elas: a transativacdo da cadeia repetida de DNA do HIV (LTR) e certos
promotores heter6logos; o importe nuclear de complexos de pré-integracdo; a indugao
da interrup¢ao do ciclo celular na fase G2/M; e a indugao de apoptose (morte celular
programada) em cé€lulas infectadas. Destas funcdes, os modelos ML-INDSCAL
evidenciaram elementos para a inducdo da interrup¢do do ciclo celular e para a
transativacdo da LTR. Naturalmente, a exploragcdo de distintas mutagdes como grupos
de controle possibilita o foco em diferentes funcionalidades da proteina Vpr, o que

explica os resultados diferentes dos modelos.
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Tabela 10: Descri¢cdo dos genes estudados neste trabalho [137,143].

Gene

TARBP1

Processo bioldgico ou fun¢do molecular

HIV-1, o agente causador da AIDS, contém um RNA gendmico que produz um DNA
cromossomicamente integrado durante o ciclo replicativo. A ativacdo da expressao
génica do HIV-1 pelo transativador Tat ¢ dependente do elemento regulatério de
RNA (TAR) localizado abaixo do sitio de inicia¢do transcricional. Este elemento
forma uma estrutura estdvel em laco e pode estar ligado ou a proteina codificada por
este gene ou pela RNA polimerase II. Esta proteina pode atuar liberando a RNA
polimerase II do TAR durante a elongacdo transcricional.

HSPC023

Pode ter um papel na hipercalcemia da malignidade (por similaridade).

MTMR1

Lipidio fosfatase que atua sobre o fosfatidilinositol 3-fosfatase e fosfatidilinositol
(3,5)-bifosfato. Envolvido na rota relacionada ao metabolismo celular (metabolismo
da frutose e da manose).

TRIM65

A proteina codificada contém um dominio com “cabe¢a” em garfo que interage com
o DNA. Esta proteina liga-se as por¢des de purinas das cadeias repetidas de DNA do
HIV (LTR), e a porcdes similares das purinas no promotor de interleucina 2 (IL2).
Pode estar envolvida na regulacdo viral e de elementos promotores celulares.

GMFB

Causa a diferenciacdo de células cerebrais, estimula a regeneracdo neural, e inibe a
proliferacdo de células tumorais. E ligante de actina e ativador enzimdtico. Atua
como fator de crescimento, inibidor de proteina quinase e transdutor de sinal.

AFAP

Realiza ligacOes cruzadas com filamentos de actina dentro de estruturas em rede e em
feixes. Pode modular mudancas na integridade dos filamentos de actina e induzir a
formacdo de lamellipodia. Pode funcionar como uma molécula adaptadora que liga
outras proteinas, tais como, SRC e PKC ao citoesqueleto de actina. Desempenha um
papel no desenvolvimento do adenocarcinoma da prostata pela regulacdo da adesdo
célula-matriz extracelular e migracao de células cancerosas.

CDK10

Catdlise da reacao: ATP + a proteina = ADP + a fosfoproteina. Atua na regulacio
negativa da proliferacao celular.

CUBN

Co-transportador que desempenha um papel no metabolismo do ferro, vitaminas e
lipoproteinas, facilitando a absorcdo. Liga-se a ALB, MB, Kappa e cadeias lambda,
TF, hemoglobina, GC, SCGB1A1, APOALI, lipoproteinas de alta densidade e ao
complexo GIF-cobalamina, requerendo cdlcio. Serve como transportador em
epitélios absortivos como, intestino, tubos renais e saco vitelino embriondrio. A
interacdo com LRP2 media seu trafego através das vesiculas e facilita a absor¢ao de
ligantes especificos (GC, hemoglobina, ALB, TF e SCGB1A1). A interacdo com
AMN controla seu trafego para a membrana plasmadtica e facilita a endocitose de
ligantes. Pode desempenhar um papel no desenvolvimento da peri-implantacdo do
embrido através da internalizacdo de APOALI e colesterol. Liga-se ao LGALS3 na
interface maternal-fetal.
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especificamente para a Vpr na forma nativa comparando com a mutacdo R80A. A:
Ponderagdoes para os grupos experimentais € submodelos jack-knife (pontos
coloridos); B: Pesos para as varidveis (genes), a linha cinza indica o zero; Graficos de

Figura 73: Modelo ML-INDSCAL com dois componentes para os 42 genes expressos



caixa obtidos através das estatisticas dos submodelos jack-knife. C: Ponderacdes na
componente 1; D: Pesos na componente 1; E: Ponderacdes na componente 2; F: Pesos
na componente 2. Em A e B os valores estdo deslocados verticalmente para uma
melhor visualizacdo e suas escalas sdo similares aos respectivos graficos em caixas.
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Figura 74: Gréficos de calor obtidos a partir dos pesos do modelo ML-INDSCAL na
Figura 73. A: Componente 1; B: Componente 2. Em cada gréfico, regides ampliadas
com 0s genes mais importantes sdo mostradas.
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4.6.2. Conjunto de dados real: comparacao com modelos PCA

Modelos PCA foram construidos para as matrizes de dados, centradas na
média, estudadas por ML-INDSCAL e s3ao apresentados nas Figuras 75 e 76. O
modelo da Figura 75 diz respeito aos dados que compararam as amostras na forma
nativa com aquelas das formas com mutacdo F72A/R73A, enquanto o modelo da
Figura 76 corresponde a comparagao com a mutacao R80OA como grupo de controle.

Em ambos os modelos pode ser visto que a principal variancia, capturada na
primeira componente principal, fornece a diferenciacdo entre as linhas nativas e as
linhas com mutacdo, basicamente devido as respostas dos genes com regulacdo para
cima e para baixo [119], como pode ser notado nos pesos em PC1 nas Figuras 75B e
76B. Ainda em PCIl, a razdo para as linhas com mutacdo possuirem escores
significativamente menores estd relacionado com o fato de que os conjuntos de dados
sd0 compostos por genes caracterizados como eventos especificos das formas nativas
e assim os grupos de controle tendem a possuir menor resposta de expressao genética
para as varidveis com regulacdo para cima e maior resposta para aquelas com
regulagdo para baixo. Por outro lado, os modelos ML-INDSCAL considerando as
diferencas entre as linhas celulares foca na variagao intra-individual e assim tende a
remover a variacdo citada (variagdo estdtica). A PCA geralmente confunde estas
variacoes o que pode dificultar as interpretacdes [112].

Observando os graficos de escores em PC2 e PC3 no modelo da Figura 75 que
envolve as linhas celulares com mutacdo F72A/R73A como grupo de controle e
comparando os escores médios em cada grupo experimental (grupos no controle e na
linha nativa), cujas variabilidades sdo consideradas pelos escores das amostras
individuais, pode ser notada a diferenca significativa dos grupos de amostras
expressando a Vpr nativa em 1, 4 e 16 h em PC2 e PC3. As Figuras 75C e 75D

mostram que em PC2 e PC3 as respostas incluem principalmente os mesmos genes
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apontados pelo modelo ML-INDSCAL, mas com distintas BVRs. As componentes do
modelo ML-INDSCAL descrevem as BVRs nos grupos em 4 e 16 h somente na
primeira componente, separadamente das BVRs no grupo experimental em 1 h,
descritas na segunda componente. Por outro lado, o modelo PCA descreve parte das
relagdes no grupo em 4 h em PC3 e inclui as respostas para o grupo em 1 h em PC2.
Portanto, o modelo ML-INDSCAL apresenta resultados mais parcimoniosos € assim
considerados mais confidveis. Isto pode ser explicado pelos diferentes focos dos
métodos, onde enquanto a PCA foca nos niveis das varidveis, o ML-INDSCAL foca
diretamente nas varidncias e covariancias e assim descrevendo as BVRs mais
fielmente.

O modelo PCA apresentado na Figura 76 ndo atinge diferencas significativas
nem entre os escores das linhas celulares nativas e aqueles para as linhas celulares
com mutacdo R80A nem entre os grupos experimentais, em PC2 e PC3, apesar de
indicar a importancia de genes também indicados pelo modelo ML-INDSCAL. Neste
exemplo, provavelmente a presenca da variagdo ndo dindmica dificulta a evidencia
das diferencas. Pode ser observado que as variagdes capturadas em PC2 e PC3
mostram respostas para os grupos em 0, 1, 2, 3 e 4 h, no conjunto de dados do grupo
controle (linhas com mutagdo R80A), que no modelo ML-INDSCAL sao
consideradas como variacdo estatica. De fato, o papel do grupo controle € exatamente

fornecer a variacdo que deve ser desconsiderada como induzida pelo tratamento.
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Figura 75: Modelo PCA (trs primeiras componentes principais) para o conjunto de
dados com os 47 genes das linhas celulares nativas e com mutacao F72A/R73A. A:
Grafico de escores: circulos azuis representam as médias dos escores em cada grupo
da linha nativa e quadrados azuis representam as médias dos escores em cada grupo
da linha com mutagdo. As cruzes pretas representam os escores individuais da linha
nativa, enquanto as cruzes vermelhas representam os escores individuais da linha com
mutacdo; B: Grafico de pesos para a primeira componente principal; C: Grafico de
pesos para a segunda componente principal; D: Grafico de pesos para a terceira
componente principal.
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Figura 76: Modelo PCA (trés primeiras componentes principais) para o conjunto de
dados com os 47 genes das linhas celulares nativas e com mutacao F72A/R73A. A:
Grafico de escores: circulos azuis representam as médias dos escores em cada grupo
da linha nativa e quadrados azuis representam as médias dos escores em cada grupo
da linha com mutagdo. As cruzes pretas representam os escores individuais da linha
nativa, enquanto as cruzes vermelhas representam os escores individuais da linha com
mutacdo; B: Grafico de pesos para a primeira componente principal; C: Grafico de
pesos para a segunda componente principal; D: Grafico de pesos para a terceira
componente principal.
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4.7. Conclusoes

Neste trabalho, apresentou-se o método ML-INDSCAL baseado na ideia de
separagao da variacdo, para isolar a variagdo intra-individual, através da subtracio de
respostas especificas (respostas no primeiro ponto do tempo ou de um grupo de
controle), seguida da modelagem das matrizes de covaridncia, computadas de cada
grupo experimental. As subtra¢des sao realizadas de maneira diferente dependendo do
tipo de planejamento experimental no qual a aquisi¢io dos dados se fundamenta
(planejamento cruzado ou paralelo). A modelagem usa PARAFAC para determinar o
subespaco onde cada grupo experimental tem uma ponderacao positiva. Grupos com
valores mais altos de ponderacdo sdo interpretados como aqueles onde as relagdes
mostradas no subespaco (pesos) sao mais importantes. Este € um novo modo de
verificar diferencas entre grupos experimentais no curso do tempo. Tais diferencas
sdo ditadas pelas mudancas simultaneas nas varidncias e covariancias. Ao final, os
modelos sdo validados por uma versao do procedimento jack-knife, um método de re-
amostragem que aqui ndo € baseado em suposicdes sobre as distribuicdes das
estatisticas calculadas.

Explorando um simples exemplo simulado, mostrou-se o desempenho do
método ML-INDSCAL para tratar um conjunto de dados onde as covariancias mudam
drasticamente (com inversdao de sinal) entre dois grupos experimentais, sendo a
diferenciacdo exatamente baseada neste fato. As comparagdes com os métodos PCA,
INDSCAL e PRC evidenciaram a melhor solucao dada pelo ML-INDSCAL, uma vez
que este foi capaz de diferenciar os grupos experimentais simulados entre si e entre
um grupo de controle simulado.

Considerando um conjunto de dados real de um estudo de perfis de expressao
genética celular global, onde linhas celulares expressando a proteina Vpr na forma

nativa e duas linhas onde a Vpr tem mutacdes (F72A/R73A e R80A) foram
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investigadas, o método ML-INDSCAL foi capaz de evidenciar fun¢des distintas da
proteina Vpr através das BVRs dentro dos grupos experimentais. Comparando os
modelos ML-INDSCAL com modelos PCA, a abordagem aqui apresentada mostrou
modelos mais parcimoniosos € bem sucedidos na descricdo das relagdes entre os
genes.

Acredita-se que o método ML-INDSCAL, dada as suas caracteristicas citadas,
pode ser um método complementar no campo da anélise de dados temporais, lancando
nova luz sobre o campo de selecoes de caracteristicas. A ML-INDSCAL toolbox
composta por rotinas escritas em codigo Matlab encontra-se disponivel para a
realizacao de todas as tarefas citadas neste trabalho e pode ser adquirida gratuitamente

nos sitios de internet: http://lqta.igm.unicamp.br ou http://www.bdagroup.nl.
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Consideracoes finais do trabalho

Neste trabalho, duas novas metodologias de andlise multivariada foram
apresentadas. A primeira delas consistiu no desenvolvimento de uma ferramenta
auxiliar, denominada bucketing otimizado, para resolver os problemas de
desalinhamentos nos espectros de ressonincia magnética nuclear (RMN) de préton.
Esta abordagem foi apresentada com estudos de caso, onde as suas vantagens e
desvantagens foram discutidas. Conforme mostrado a solu¢do fornecida pela
ferramenta € satisfatoria, fornecendo valiosa ajuda para a constru¢do de modelos de
calibracdo (estudo de caso de vinhos), de classificacdo (estudo de caso de tumores
cerebrais) e de andlise exploratdria (estudo de caso de amostras de biodiesel-diesel).
A andlise de componentes principais em intervalos (iIPCA) foi aplicada para o
controle de qualidade de amostras de biodiesel-diesel, através da exploragdo dos
espectros de RMN de ('H) préton e de (**C) carbono.

Para os espectros de carbono, um grande problema residiu no fato dos mesmos
se apresentarem bastantes ruidosos, necessitando de uma abordagem para diminuicao
dos ruidos. Assim, a andlise de componentes principais em multiplas escalas
(MSPCA) foi empregada, utilizando as vantagens da transformada wavelet e da PCA.
O método mostrou-se eficiente, porém como envolve muitos fatores (escolha do
numero de niveis de decomposicdo na transformada wavelet, escolha das funcdes de
base, escolha dos nimeros de componentes principais nas etapas de PCA, entre
outros) ndo pode ser considerado um método préatico, caso necessite ser utilizado em
analises de rotina, por exemplo. Este fato € um dos quais torna o tratamento dos
espectros de carbono menos vantajoso frente ao tratamento dos espectros de préton.

Os modelos iPCA utilizando os espectros de RMN 'H das duas classes,
metropolitana e ndo metropolitana, analisadas em conjunto e separadamente,

mostraram os melhores desempenhos. Assim, sugere-se que na andlise por esta
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metodologia, os dois tipos de modelo sejam usados de forma complementar. Ainda
sobre estes modelos, vale ressaltar o ponto fraco observado em relacdao as amostras
ligeiramente fora da especificacdo para o teor de biodiesel. Para este parametro, um
ponto positivo para os modelos discutidos foi a observacdo de que amostras com
teores bem diferentes foram prontamente identificadas.

Conforme foi discutido, o problema citado talvez possa ser contornado
utilizando um modelo com um niimero maior de amostras conformes para o teor de
biodiesel. Por outro lado, neste contexto, ha a possibilidade do perfil espectral
naturalmente ndo poder expressar as diferencas das amostras ndo conformes. Uma
solucdo para esta questdo poderia ser a consideracdo de um aumento na faixa ao redor
do valor do parametro exigido na legislacdo, permitindo que haja uma maior diferenca
entre o padrao espectral de uma amostra reprovada e uma nao reprovada.

Felizmente, uma amostra ligeiramente fora da especificacdo para o teor de
biodiesel ndo necessariamente representa um biocombustivel com uma qualidade
ruim, apesar de ndo atender a legislacdo. Ao longo dos anos o teor de biodiesel tem
sido inclusive varidvel, sendo que o governo Brasileiro vem estendendo gradualmente
a porcentagem em volume de biodiesel na mistura comercializada nos postos.

Na prética, certa atencdo deve ser dada as amostras detectadas pelo modelo e
que ndo sdo reprovadas pelos parametros fisico-quimicos. Considerando-se que a
aquisicdo dos espectros é adequada, as diferencas detectadas nos perfis espectrais
destas amostras podem sugerir a ocorréncia de adulteragdes que nao sdo identificadas
pelos métodos de rotina.

Na segunda metodologia proposta neste trabalho, o0 novo método denominado
escalamento de diferencas individuais multinivel (ML-INDSCAL) apresenta-se como
uma abordagem promissora, uma vez que considera efeitos nos dados que ndo sdo

contemplados pelos métodos padroes como PCA, PLS-DA, entre outros.
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As mudangas nos sistemas bioldgicos sdo bastante complexas € nem sempre
ocorrem de modo semelhante para todos os individuos estudados. Desse modo, as
mudancas nas estruturas de correlagdo (ou covariancia) sao muito comuns, podendo
representar o efeito de algum tratamento. Além disso, nem todas as mudangas num
sistema bioldgico sdo decorrentes do tratamento, ou seja, um tratamento atinge apenas
uma parte das rotas bioldgicas. As demais continuam suas modificacoes
independentes do tratamento, representando a varia¢ao biolégica normal do individuo.

O método aqui proposto combina a exploragcdo isolada da variacdo induzida
pelo tratamento, denominada variagdo intra-individual, com a busca por mudangas nas
estruturas de covariancia, sendo, portanto, um método novo para os dados em ciéncias
Oomicas.

Demonstrou-se através de um exemplo simulado e um exemplo real a for¢a do
método e espera-se a partir disto que o mesmo ganhe espaco dentro do campo de
selecdo de caracteristicas, como uma abordagem capaz de revelar biomarcadores ndao

antes explorados em certos sistemas bioldgicos.
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