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E COMPUTAÇÃO CIENT́ıFICA

Douglas Soares Gonçalves
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Resumo

A preparação, manipulação e caracterização de sistemas quânticos são tarefas essenci-
ais para a computação quântica. Em Tomografia de Estados Quânticos, o objetivo é
encontrar uma estimativa para a matriz de densidade, associada a um ensemble de es-
tados quânticos identicamente preparados, baseando-se no resultado de medições. Este
é um importante procedimento em computação e informação quântica, sendo aplicado,
por exemplo, para verificar a fidelidade de um estado preparado ou em tomografia de
processos quânticos. Nesta tese, estudamos métodos matemáticos aplicados aos pro-
blemas que surgem na reconstrução de estados quânticos. Na estimação por Máxima
Verossimilhança, apresentamos dois métodos para a resolução dos problemas de oti-
mização dessa abordagem. O primeiro se baseia em uma reparametrização da matriz
de densidade e, neste caso, provamos a equivalência das soluções locais do problema
de otimização irrestrita associado. No segundo, relacionado à verossimilhança multi-
nomial, demonstramos a convergência global do método sob hipóteses mais fracas que
as da literatura. Apresentamos também duas formulações para o caso de tomografia
com um conjunto incompleto de medidas: Máxima Entropia e Tomografia Quântica
Variacional. Propusemos uma nova formulação para a segunda, de modo a apresen-
tar propriedades mais parecidas às da Máxima Entropia, mantendo a estrutura de um
problema de programação semidefinida linear. Para outros problemas de otimização
sobre o espaço de matrizes de densidade além do problema da Tomografia de Estados
Quânticos, apresentamos um método de Gradiente Projetado que mostrou-se efetivo em
testes numéricos preliminares. Por fim, discutimos sobre a implementação de inferência
Bayesiana, através de métodos Monte Carlo via cadeias de Markov, no problema de
estimação da matriz de densidade.

Palavras-chave: Tomografia de Estados Quânticos, Máxima Verossimilhança, repara-
metrização, mı́nimos locais, algoritmo RρR, convergência global, medidas incompletas,
Máxima Entropia, Tomografia Quântica Variacional, Programação Semidefinida, Gra-
diente Projetado, inferência Bayesiana, Monte Carlo via cadeias de Markov.
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Abstract

Preparation, manipulation and characterization of quantum states are essential tasks for
quantum computation. In Quantum State Tomography, the aim is to find an estimate
for the density matrix associated to an ensemble of identically prepared quantum sys-
tems, based on the measurement outcomes. This is an important procedure in quantum
information and computation applied for instance, to verify the fidelity of a prepared
state or in quantum process tomography. In this thesis we study mathematical methods
applied to problems that raise from the reconstruction of quantum states. In the Maxi-
mum Likelihood Estimation we present two methods to solve the optimization problems
of this approach. The first one is based on a reparameterization of the density matrix
and, in this case, we prove the equivalence of local solutions of the related unconstrained
optimization problem. In the second one, related to multinomial likelihoods, we prove
the global convergence of the method under weaker assumptions than those of litera-
ture. We also discuss two formulations to the case of quantum state tomgraphy with
incomplete measurements: Maximum Entropy and Variational Quantum Tomography.
We propose a new formulation for the second one in order to have a similar behavior to
the Maximum Entropy approach, keeping the linear semidefinite positive programming
structure. Furthermore, in order to solve other optimization problems over the density
matrices space besides the Quantum State Tomography, we present a Projected Gradi-
ent method which shows a good performance in preliminary numerical tests. We also
briefly talk about the implementation of a Bayesian inference scheme, through Monte
Carlo Markov chains methods, to the density matrix estimation problem.

Keywords: Quantum State Tomography, Maximum Likelihood, reparameterization,
local minimizers, RρR algorithm, global convergence, incomplete measurements, Maxi-
mum Entropy, Variational Quantum Tomography, Semidefinite Programming, Projec-
ted Gradient, Bayesian inference, Monte Carlo Markov chains.
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7.3.2 Diagnósticos de convergência . . . . . . . . . . . . . . . . . . . . 98

7.4 Um breve exemplo . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 102
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Notações

I Matriz/Operador identidade

tr (A) Traço da matriz A

A† Transposta conjugada de A

‖A‖F Norma de Frobenius de A, tr
(

A†A
)

= ‖A‖2F

ρ Matriz de densidade

ρ � 0 ρ é uma matriz semidefinida positiva

S Espaço das matrizes de densidade, S =
{

ρ | ρ = ρ†, tr (ρ) = 1, ρ � 0
}

int (S) Interior de S, int (S) = {ρ ∈ S | ρ ≻ 0}

ni Número de ocorrências da sáıda experimental i

Ei Elemento POVM, associado ao resultado i

L(ρ) Função de verossimilhança, L(ρ) = P (n|ρ) probabilidade dos dados n dado ρ

π0(ρ) Distribuição a priori de ρ

π(ρ) Distribuição a posteriori de ρ

∝ Proporcional a (igual a, a menos de uma constante)

〈Z〉 Valor esperado do observável Z

E (X) Valor esperado da variável aleatória X

PΩ(ρ) Projeção ortogonal de ρ em Ω

No Caṕıtulo 2, refere-se ao tempo.
t Nas Seções 3.2, 4.1 representa um vetor de parâmetros.

Na Seção 4.2 representa o tamanho de passo.

*** Notações espećıficas em Mecânica Quântica serão introduzidas no Caṕıtulo 2.
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Caṕıtulo 1

Introdução

Em Tomografia de Estados Quânticos (TEQ), o objetivo é encontrar uma
estimativa para a matriz de densidade, associada a um ensemble de estados quânticos
identicamente preparados, baseando-se no resultado de medições [46, 73]. Este é um
importante procedimento em computação e informação quântica [26,48,69], sendo apli-
cado, por exemplo, para verificar a fidelidade de um estado preparado [69] ou em
tomografia de processos quânticos [56].

O estado quântico de um sistema, seja ele representado por um operador/matriz de
densidade, um vetor de estado, ou uma função de quasi-probabilidade no espaço de
fases, pode ser interpretado como a descrição matemática do conhecimento que te-
mos sobre um sistema quântico [73]. A questão é que a interpretação f́ısica do estado
quântico não é tão transparente [15]. De acordo com Peres [74]: “Não há nenhuma
evidência f́ısica de que todo sistema f́ısico tenha, a todo instante, um estado bem de-
finido... Do ponto de vista da teoria quântica, esses śımbolos matemáticos (vetores de
estados) representam informações estat́ısticas que nos permitem calcular probabilida-
des de ocorrência de certos eventos.” Assim, qualquer procedimento de reconstrução
do operador densidade (ou equivalente matemático) nada mais é que uma estimação
a posteriori, de tal operador associado ao sistema quântico, baseada em dados obtidos
após se medir certas propriedades espećıficas do sistema.

Em sistemas clássicos, o estado do sistema é um conjunto de valores que descrevem
certas propriedades do sistema. A prinćıpio, é sempre posśıvel, através de múltiplas
medições, recuperar completamente o estado de um sistema clássico. Em sistemas
quânticos, tal procedimento não é mais posśıvel, devido aos fundamentos da mecânica
quântica, sobretudo sua linearidade e o prinćıpio de incerteza de Heisenberg [40].

Sabe-se que ao realizar uma medição sobre um sistema quântico, o mesmo é projetado
em um de seus estados prováveis, sendo portanto imposśıvel realizar uma sequência de
medições sem interferir na dinâmica do sistema. Portanto, é imposśıvel, com uma única
cópia, determinar o estado do sistema. Além disso, o teorema da não-clonagem [98]
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Caṕıtulo 1. Introdução

próıbe a produção de várias cópias do sistema quântico desconhecido para posterior
determinação de seu estado.

Porém, se houver uma fonte que gere sistemas quânticos em um mesmo estado, é posśıvel
reconstruir o estado em questão através da Tomografia de Estados Quânticos (TEQ):
um procedimento experimental onde um ensemble de estados quânticos desconhecidos,
mas identicamente preparados, é caracterizado por uma sequência de medições, em di-
ferentes bases [73].

Além do planejamento do experimento para se obter um conjunto tomograficamente
completo de medidas, rotinas de pós processamento são necessárias para recuperar
as informações contidas nos resultados de medições. Algumas abordagens se baseiam
na inversão direta dos dados [96] enquanto outras se apoiam em métodos estat́ısticos
[12, 15, 47, 48].

O termo tomografia, emprestado da medicina, foi primeiramente usado em reconstrução
de estados quânticos por Vogel e Risken [96], que trataram o problema de reconstrução
de estados quânticos como um caso particular da transformada de Radon usada em
tomografia de Raio-X. Observou-se que as distribuições de probabilidade obtidas pela
detecção homodina correspondem a transformadas de Radon da função de Wigner.

Desde então o problema de reconstrução de estados quânticos recebeu inúmeras contri-
buições tanto do ponto de vista experimental quanto teórico, e o resultado disso é uma
diversidade de métodos para tomografia em variáveis discretas e cont́ınuas.

Este trabalho tem como objetivo analisar os principais métodos de tomografia, en-
tendendo sua motivação a partir dos fundamentos da Mecânica Quântica. Além disto,
pretendemos realizar um estudo de um ponto de vista mais matemático, dando ênfase
aos problemas de otimização que aparecem nas diferentes metodologias. Não faz parte
do escopo desta tese, a descrição de toda a coletânea de métodos para tomografia de
estados quânticos, nem tampouco discutir em profundidade os aspectos f́ısicos de tal
problema.

A contribuição desta tese está na aplicação de nosso conhecimento matemático, sobre-
tudo em métodos computacionais de otimização, ao problema de tomografia de estados
quânticos. Nosso objetivo é melhorar as abordagens existentes, em termos de eficiência
e confiabilidade. Tais abordagens, normalmente, recaem em problemas de quadrados
mı́nimos não lineares [33,52,58] ou problemas de programação cônica convexa [9,14,100],
como programação semidefinida [22, 92].

Os aspectos teóricos de otimização, condições de otimalidade e métodos numéricos
contam com uma literatura bem consolidada [8, 14, 54, 59, 70], à qual por vezes nos re-
ferimos ao longo do texto e que pode auxiliar na leitura deste trabalho.
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No Caṕıtulo 2, apresentamos os fundamentos da Mecânica Quântica necessários ao
entendimento do problema. O Caṕıtulo 3 é dedicado ao problema de tomografia de
estados quânticos e uma breve revisão dos principais métodos.

A primeira abordagem a aparecer na literatura foi a inversão linear [73,96], baseada na
inversão da regra de Born, onde as probabilidades preditas pela mecânica quântica são
igualadas a frequências experimentais normalizadas. Contudo, devido ao rúıdo experi-
mental, a matriz reconstrúıda pode não corresponder a um estado f́ısico. Para garantir
que a matriz estimada seja válida, precisamos restringi-la ao espaço de matrizes Her-
mitianas semidefinidas positivas e de traço um.

Uma das alternativas à inversão linear, que incorpora um modelo estat́ıstico para os
rúıdos e as restrições para a matriz de densidade, é a Estimação por Máxima Verossi-
milhança, que é discutida no Caṕıtulo 4. Apresentamos dois métodos para resolução
do problema de Máxima Verossimilhança.

O primeiro trata das restrições de positividade e de traço unitário através de uma
mudança de variáveis [48]. Tal mudança leva a um problema de otimização irrestrito,
porém não convexo. Na literatura [2, 48, 91], considerava-se que os mı́nimos locais
provenientes desta reformulação poderiam ser não-globais, o que representaria uma
dificuldade nessa abordagem. Nossa contribuição na Seção 4.1 é mostrar que todos
esses mı́nimos locais são globais [36], validando assim o uso da reparametrização pro-
posta [48].

O segundo, tratado na Seção 4.2, é um método espećıfico [46,47] para quando a veros-
similhança advem de uma distribuição multinomial. Este método explora a estrutura
particular do problema e garante que a cada iteração as restrições de positividade e traço
unitário serão preservadas. No entanto, em [79], os autores provam a convergência glo-
bal do método com a hipótese de busca linear exata, que em geral é uma hipótese muito
forte na prática. Nossa principal contribuição na Seção 4.2 é provar a convergência do
método usando busca linear inexata, que é uma hipótese mais fraca, e mais viável na
prática.

O Caṕıtulo 5, discute a TEQ quando não temos um conjunto informacionalmente com-
pleto de medidas. Neste caso, a estimativa para o estado quântico pode não ser deter-
minada unicamente. Analisamos duas abordagens para tomografia com um conjunto
incompleto de medidas: estimação de Máxima Entropia [15] e a Tomografia Quântica
Variacional (VQT) [55]. A primeira busca a estimativa compat́ıvel com as medidas
dispońıveis e que maximiza a entropia de von Neumann, enquanto a segunda busca a
estimativa que minimiza um certo tipo de energia associada às medidas faltantes. Além
de uma comparação entre essas duas abordagens do ponto de vista das probabilidades
associadas às medidas faltantes, na Seção 5.3 propomos uma modificação na formulação
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VQT para que tenha um comportamento mais parecido com a MaxEnt mas preserve a
estrutura de um SDP linear. Simulações numéricas validaram o propósito dessa nova
formulação.

No Caṕıtulo 6, apresentamos um método de Gradiente Projetado, para problemas de
otimização sobre o espaço de matrizes de densidade. Ao contrário dos caṕıtulos an-
teriores onde os problemas de otimização surgiam da TEQ, neste caṕıtulo discutimos
um método geral para minimizar/maximizar funções restritas às matrizes Hermitia-
nas semidefinidas positivas e de traço um. Em particular, apresentamos alguns testes
numéricos, aplicando o Gradiente Projetado no problema tomografia por Máxima Ve-
rossimilhança, que mostraram a eficácia desse método em comparação com um método
espećıfico para TEQ.

O Caṕıtulo 7 traz um discussão sobre inferência Bayesiana aplicada ao problema de
Tomografia de Estados Quânticos. Discutimos aspectos de sua implementação através
de uma parametrização da matriz de densidade e técnicas de integração Monte Carlo via
Cadeias de Markov (MCMC). Um exemplo prático ilustra que a estimativa Bayesiana
média garante estimativas para a matriz de densidade de posto completo e consistente
com barras de erro, calculadas a partir das amostras geradas pela cadeia de Markov.

Considerações finais, um resumo das contribuições dessa tese e trabalhos futuros estão
no Caṕıtulo 8.
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Caṕıtulo 2

Fundamentos de Mecânica Quântica

A Mecânica Quântica é a teoria f́ısica que descreve a mecânica de part́ıculas
microscópicas e suas interações com a radiação eletromagnética. No ińıcio do século
XX, a f́ısica clássica não era capaz de explicar certos fenômenos como a radiação do
corpo negro ou a catástrofe ultravioleta [72]. Ao longo das primeiras décadas daquele
século, a busca por uma explicação para certos fenômenos a ńıveis atômicos culminou
no desenvolvimento da Mecânica Quântica [69, 74].

A seguir, são apresentados os postulados da mecânica quântica, sob uma perspectiva
mais matemática, seguindo a notação de Nielsen e Chuang [69]. Tais postulados estabe-
lecem a conexão entre o mundo f́ısico e o formalismo matemático da mecânica quântica.

A Tabela 2.1 apresenta a notação usada na descrição dos postulados da mecânica
quântica.

Notação Descrição
z∗ Complexo conjugado do número complexo z
|ψ〉 Vetor. Também conhecido como ket.
〈ψ| Vetor dual para |ψ〉. Também conhecido como bra.
〈ϕ|ψ〉 Produto interno entre os vetores |ϕ〉 e |ψ〉.
|ϕ〉 ⊗ |ψ〉 Produto tensorial de |ϕ〉 e |ψ〉.
|ϕ〉|ψ〉 Abreviação para o produto tensorial de |ϕ〉 e |ψ〉.
A∗ Complexo conjugado da matriz A.
AT Transposta da matriz A.
A† Hermitiana conjugada ou adjunta da matriz A, A† = (AT )∗.

〈ϕ|A|ψ〉 Produto interno entre |ϕ〉 e A|ψ〉, ou equivalentemente entre A†|ϕ〉 e |ψ〉.
tr (A) Traço de A.

Tabela 2.1: Resumo de algumas notações usadas em mecânica quântica.
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2.1 Espaço de Estados

O primeiro postulado estabelece a arena onde atua a mecânica quântica [69].

Postulado 1. Associado a todo sistema f́ısico isolado está um espaço vetorial complexo
munido de produto interno (espaço de Hilbert), chamado espaço de estados. O estado
do sistema é completamente descrito por seu vetor de estado |ψ〉, um vetor unitário
(〈ψ|ψ〉 = 1) no espaço de estados.

2.1.1 Exemplo: o q-bit

Nosso exemplo usual será o q-bit. O q-bit tem um espaço de estados bidimensional.
Suponha que |0〉 e |1〉 formam uma base ortonormal para este espaço. Então, um vetor
de estados arbitrário deste espaço é escrito na forma

|ψ〉 = α|0〉+ β|1〉, (2.1)

onde α e β são escalares complexos denominados amplitudes de probabilidade.

Em verdade, o q-bit corresponde à representação de um sistema f́ısico de dois ńıveis,
tais como o spin 1/2 de alguma part́ıcula, a polarização de um fóton, um átomo de dois
ńıveis ou estados eletrônicos e vibracionais de um ı́on, por exemplo.

Diferente de um bit clássico, o qual sempre estará em um estado bem definido, 0 ou 1,
o q-bit se encontra em uma superposição dos estados |0〉 e |1〉. Os valores |α|2 e |β|2
correspondem às probabilidades de se encontrar o q-bit nos estados |0〉 e |1〉, respecti-
vamente. A condição de normalização 〈ψ|ψ〉 = 1 nos leva a |α|2 + |β|2 = 1.

O q-bit também difere do bit probabiĺıstico (p-bit) já que (2.1) é definido por am-
plitudes ao invés de probabilidades. A grosso modo, a diferença é que amplitudes se
somam (interferem), mas probabilidades não. [17, 57].

Uma figura que nos auxilia na interpretação de sistemas quânticos de dois ńıveis (q-bits)
é a chamada esfera de Bloch.
Como |α|2 + |β|2 = 1, podemos reescrever a equação (2.1) como

|ψ〉 = cos
θ

2
|0〉+ eiϕ sin

θ

2
|1〉.

Os valores θ e ϕ definem um ponto na esfera unitária tridimensional, como mostra a
Figura 2.1.1. Apesar de ser uma interpretação útil, sobretudo para testar ideias sobre
operadores atuando sobre um q-bit, não há uma generalização simples da esfera de
Bloch para múltiplos q-bits.
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|ψ〉

|0〉

|1〉

θ

ϕ

Figura 2.1: Representação de um q-bit na esfera de Bloch

2.2 Evolução

O segundo postulado diz respeito à evolução do sistema ao longo do tempo.

Postulado 2. A evolução de um sistema f́ısico fechado é descrita por uma trans-
formação unitária, ou seja, o estado do sistema |ψ〉 em um instante t0 está relacio-
nado com o estado do sistema |ψ′〉 em um instante t1 através de um operador unitário
U(t0, t1), tal que

|ψ′〉 = U |ψ〉.

Uma pergunta óbvia é: quais operadores unitários devem ser considerados? No caso de
um q-bit, qualquer operador unitário pode ser realizado.

Exemplos de tais operadores são as conhecidas matrizes de Pauli:

σ0 = I =

[

1 0
0 1

]

, σ1 = X =

[

0 1
1 0

]

,

σ2 = Y =

[

0 −i
i 0

]

, σ3 = Z =

[

1 0
0 −1

]

.

Outro operador que aparece com frequência em computação quântica é o operador de
Hadamard:

H =
1√
2

[

1 1
1 −1

]

.

O Postulado 2 descreve a evolução de um sistema f́ısico em dois instantes de tempo
distintos. Uma versão mais refinada deste postulado trata da evolução do sistema em
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tempo cont́ınuo.

Postulado 2’. A evolução de um sistema f́ısico fechado é descrita pela equação de
Schrödinger

i~
d|ψ〉
dt

= H|ψ〉,

onde ~ é a constante de Planck e H é um operador Hermitiano conhecido como Hamil-
toniano do sistema fechado.

Mas qual a relação entre a equação de Schrödinger e a evolução unitária do Postulado 2?

Basta olhar para a solução da equação de Schrödinger

|ψ(t1)〉 = exp

[−iH(t1 − t0)
~

]

|ψ(t0)〉.

Assim, temos que

|ψ(t1)〉 = U(t0, t1)|ψ(t0)〉,
onde

U(t0, t1) = exp

[−iH(t1 − t0)
~

]

é uma matriz unitária que depende apenas de t0 e t1.

É fácil ver que U = exp(iK) é uma matriz unitária quando K é Hermitiana. De
fato, considerando a decomposição espectral de K = QΛQ†, temos

exp(iK) = exp(iQΛQ†) = Q exp(iΛ)Q†.

Logo,

U †U = Q exp(iΛ)∗Q†Q exp(iΛ)Q† = Q exp(iΛ)∗ exp(iΛ)Q† = QQ† = I.

2.3 Medições Quânticas

O postulado anterior diz que um sistema f́ısico fechado evolui através de
transformações unitárias. Porém, às vezes, o cientista e seu equipamento experimental
tem que interferir neste sistema para saber o que se passa lá dentro, e com isso, o
sistema deixa de ser fechado e não está mais sujeito a evolução unitária. Os efeitos de
medições em sistemas quânticos são tratados pelo Postulado 3.

Postulado 3. Medições quânticas são descritas por uma coleção de operadores de
medição {Mm} que atuam sobre o espaço de estados do sistema a ser medido. O ı́ndice
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m representa um dos posśıveis resultados do experimento. Se o estado do sistema antes
da medição é |ψ〉, então a probabilidade de ocorrer o resultado m é dada por

p(m) = 〈ψ|M †
mMm|ψ〉,

e o estado do sistema após a medição é

|ψm〉 = Mm|ψ〉
√

〈ψ|M †
mMm|ψ〉

.

Os operadores de medição satisfazem a relação de completude:

∑

m

M †
mMm = I.

Um exemplo simples é a medição de um q-bit na base computacional. Tal medição é
definida por dois operadores de medição M0 = |0〉〈0| e M1 = |1〉〈1|. Observe que tais
operadores satisfazem a relação de completude. Na verdade, a relação de completude
expressa o fato de que as probabilidades devem somar um. Suponha que o estado a ser
medido é |ψ〉 = α|0〉+ β|1〉. Então a probabilidade de se obter o resultado 0 (antes da
medição) é

p(0) = 〈ψ|M †
0M0|ψ〉 = 〈ψ|0〉〈0|ψ〉 = |α|2 ,

e sendo este o caso, após a medição o estado do sistema será

M0|ψ〉
|α| =

|0〉〈0|ψ〉
|α| =

α

|α| |0〉.

Note que se o resultado da medição foi 0, então o sistema colapsou no estado |0〉.

2.3.1 Distinguindo estados quânticos

Uma importante aplicação do Postulado 3 é o problema de distinguir es-
tados quânticos. No mundo clássico, a distinção de estados de objetos parece trivial,
por exemplo, sabemos claramente se uma moeda está virada do lado da cara ou coroa.
Porém, na mecânica quântica, as coisas são mais complicadas. Veremos a seguir que
estados quânticos não-ortogonais não podem ser distinguidos.

Usaremos a metáfora padrão de um jogo entre os personagens Alice e Bob. Alice
escolhe um estado |ψi〉 (1 ≥ i ≥ n) dentre n estados posśıveis. Então, Alice entrega o
estado |ψi〉 para Bob, cuja tarefa é identificar o ı́ndice i do estado recebido.

Se os estados forem ortogonais, então Bob é capaz de identificá-los da seguinte forma.
Primeiro, são definidos os operadores de medição Mi = |ψi〉〈ψi|, um para cada posśıvel

ı́ndice i e em seguida, M0 =
√

I −∑i 6=0 |ψi〉〈ψi|. Tais operadores satisfazem a relação
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de completude e, se o estado |ψi〉 é preparado, então p(i) = 〈ψi|M †
iMi|ψi〉 = 〈ψi|Mi|ψi〉 =

1, isto é, o resultado i ocorre com certeza.

Por outro lado, se dois estados |ψ1〉 e |ψ2〉 são não ortogonais, então não existe opera-
dores de medição capazes de distinguir tais estados. Isso ocorre porque |ψ2〉 pode ser
decomposto em uma componente paralela e outra ortogonal a |ψ1〉, |ψ2〉 = α|ψ1〉+β|ϕ〉,
com 〈ψ1|ϕ〉 = 0.

Quando Bob realizar medidas sobre o sistema para discriminar |ψ1〉 de |ψ2〉, o resul-
tado poderá ser uma projeção sobre o estado ortogonal ou uma projeção sobre o estado
paralelo a |ψ1〉. Se o resultado for uma projeção sobre o estado ortogonal a |ψ1〉, Bob
saberá que trata-se de |ψ2〉, mas quando o resultado for uma projeção sobre o estado
paralelo, a medida pode ter sido realizada tanto sobre |ψ1〉 quanto |ψ2〉.

2.3.2 Medições Projetivas

Como um caso especial do Postulado 3 (medições generalizadas), temos as
medições projetivas.

Definição 2.3.1 (Medições Projetivas). Um observável M é um operador Hermitiano
que atua sobre o espaço de estados do sistema observado. O observável tem decom-
posição espectral

M =
∑

m

mPm,

onde Pm é projetor ortogonal sobre o autoespaço de M associado ao autovalor m.

Os resultados posśıveis da medição correspondem aos autovalores do observável. Ao
medir o estado |ψ〉, a probabilidade de se obter o resultado m é

p(m) = 〈ψ|Pm|ψ〉,

e o estado posterior do sistema será

|ψm〉 = Pm|ψ〉
√

p(m)
.

Medições projetivas apresentam propriedades interessantes. Por exemplo, é fácil de se
obter o valor esperado para medições projetivas:

E (M) =
∑

m

mp(m) =
∑

m

m〈ψ|Pm|ψ〉 = 〈ψ|
∑

m

mPm|ψ〉 = 〈ψ|M |ψ〉.

Essa fórmula é muito útil e frequentemente denotada por 〈M〉 = 〈ψ|M |ψ〉. Com isso,
podemos também derivar a expressão para a variância

(∆M)2 = 〈(M − 〈M〉)2〉 = 〈M2〉 − 〈M〉2.
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2.3.3 Medições POVM

A configuração do aparato experimental para uma certa medição pode também
ser descrita por um conjunto de elementos POVM (Positive Operator Value Measure)
ou operadores de medida a valores positivos.

Definição 2.3.2 (POVM). Um conjunto de operadores {Em} tais que

i) Em é operador positivo ( 〈ψ|Em|ψ〉 ≥ 0, ∀|ψ〉 )

ii)
∑

m

Em = I

iii) p(m) = 〈ψ|Em|ψ〉

é chamado conjunto POVM.

Note que na definição de medições POVM, não é considerado o estado do sistema após
a medição. Exatamente por isso, o POVM é normalmente empregado em situações
onde o estado pós-medição não é relevante.

Um exemplo de medição POVM são as medições projetivas (Em = P †
mPm = Pm).

Um outro exemplo muito interessante, e relacionado à discriminação de estados quânticos,
envolve nossos protagonistas Alice e Bob. Suponha que Alice entregou a Bob um q-bit
preparado em um dos estados |ψ1〉 = |0〉 ou |ψ2〉 = (|0〉 + |1〉)/

√
2. Como explicado

anteriormente, é imposśıvel para Bob afirmar com certeza qual estado |ψ1〉 ou |ψ2〉 lhe
foi dado. Porém, é posśıvel realizar medições que às vezes distinguem os estados, mas
nunca havendo um erro de identificação.

Considere o POVM de três elementos

E1 =

√
2

1 +
√
2
|1〉〈1|,

E2 =

√
2

1 +
√
2

(|0〉 − |1〉)(〈0| − 〈1|)
2

,

E3 = I −E1 − E2.

Suponha que Bob esteja com o estado |ψ1〉 = |0〉. Neste caso, o resultado não pode ser
E1, pois 〈ψ1|E1|ψ1〉 = 0. Assim, se o resultado da medição foiE1, Bob pode seguramente
afirmar que está com o estado |ψ2〉. Um racioćınio análogo pode ser aplicado ao elemento
POVM E2. No entanto, Bob pode obter algumas vezes o resultado E3 e, neste caso, ele
nada pode afirmar sobre o estado do q-bit.
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2.4 Sistemas compostos

O quarto postulado nos diz como descrever o estado de um sistema composto.

Postulado 4. O espaço de estados de uma sistema f́ısico composto é o produto tensorial
dos espaços de estados dos sistemas componentes. Mais ainda, se enumeramos os
sistemas componentes 1 ≤ i ≤ n e o sistema i é preparado no estado |ψi〉, então o
estado geral do sistema composto é |ψ1〉 ⊗ |ψ2〉 ⊗ · · · ⊗ |ψn〉.
O Postulado 4 nos permite definir uma das mais interessantes e estranhas ideias asso-
ciadas a sistemas quânticos compostos, o emaranhamento.

Considere o estado de dois q-bits

|ψ〉 = |00〉+ |11〉√
2

.

Este estado, conhecido como estado de Bell, tem uma propriedade notável: ele não
pode ser obtido do produto tensorial de nenhum par de q-bits |a〉 e |b〉, ou seja, |ψ〉 6=
|a〉 ⊗ |b〉 = |a〉|b〉, ∀|a〉, |b〉. Dizemos que o estado de um sistema composto com essa
propriedade é um estado emaranhado.

2.4.1 Emaranhamento

Fisicamente falando, o emaranhamento é uma propriedade de um sistema
quântico com duas ou mais partes, em que as partes estão ligadas de tal forma que
a descrição de uma das partes não pode ser adequadamente realizada sem a completa
caracterização das demais, independentemente da distância que as separa.

O assunto iniciou-se com o famoso artigo de Einstein, Podolsky e Rosen [25], conhecido
como paradoxo EPR e o termo emaranhamento apareceu em uma carta de Schrödin-
ger [82] para descrever a interação entre as partes de um sistema quântico. Embora
estes estudos iniciais tenham discutido as propriedades contra-intuitivas dos estados
emaranhados, aos poucos, este fenômeno foi reconhecido como uma caracteŕıstica de
sistema quânticos e, recentemente, como um dos principais recursos para a computação
quântica [69].

2.5 O operador de densidade

Podemos descrever a mecânica quântica de forma alternativa usando, no lu-
gar de vetores de estado, o operador de densidade ou matriz de densidade.

As duas formulações são matematicamente equivalentes. Porém, a abordagem através
de matrizes de densidade fornece uma linguagem mais conveniente para descrever os
cenários mais comuns em mecânica quântica.
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2.5.1 Ensemble de estados quânticos

O operador de densidade fornece uma descrição conveniente de sistemas
quânticos onde o estado não é completamente conhecido. Suponha que um sistema
quântico está em um de vários estados |ψi〉 (1 ≤ i ≤ n), com probabilidade pi. Dizemos
que {pi, |ψi〉}ni=1 é um ensemble de estados puros.

O operador de densidade para tal sistema é então definido por

ρ ≡
∑

i

pi|ψi〉〈ψi|.

Um sistema quântico cujo estado |ψ〉 é conhecido exatamente é chamado de um estado
puro e, neste caso, seu operador de densidade é ρ = |ψ〉〈ψ|. Por outro lado, ρ estará em
um estado misto quando seu ensemble for uma mistura de diferentes estados puros.

Pode-se mostrar que, para um estado puro, tr(ρ2) = 1, enquanto que para estados
mistos, tr(ρ2) < 1.

Os postulados da mecânica quântica podem ser reformulados na linguagem do ope-
rador de densidade (matriz de densidade).

O Postulado 2 nos diz que a evolução do estado de um sistema quântico se dá através
de uma transformação unitária U . Assim, se um sistema encontra-se no estado |ψi〉
com probabilidade pi, após a evolução, estará no estado U |ψi〉 com probabilidade pi,
logo:

ρ =
∑

i

pi|ψi〉〈ψi| U−→
∑

i

piU |ψi〉〈ψi|U † = UρU †.

As medições também podem ser descritas em termos do operador de densidade. Su-
ponha que uma medição é descrita por operadores Mm e que o estado inicial é |ψi〉.
Então, a probabilidade de se obter o resultado m é:

p(m|i) = 〈ψi|M †
mMm|ψi〉 = tr(M †

mMm|ψi〉〈ψi|),

e por resultados de probabilidade

p(m) =
∑

i

p(m|i)pi =
∑

i

pitr(M
†
mMm|ψi〉〈ψi|) = tr(M †

mMmρ).

Se o estado inicial foi |ψi〉, então o estado do sistema após obter-se o resultado m é:

|ψmi 〉 =
Mm|ψi〉

√

〈ψi|M †
mMm|ψi〉

.
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Assim, o operador de densidade do sistema após o resultado m é dado por:

ρm =
∑

i

p(i|m)|ψmi 〉〈ψmi | =
∑

i

p(i|m)
Mm|ψi〉〈ψi|M †

m

〈ψi|M †
mMm|ψi〉

,

e como p(i|m) = p(m, i)/p(m) = p(m|i)pi/p(m), temos que

ρm =
∑

i

pi
Mm|ψi〉〈ψi|M †

m

tr(M †
mMmρ)

=
MmρM

†
m

tr(M †
mMmρ)

.

2.5.2 Propriedades do operador de densidade

O operador de densidade foi introduzido como um meio de descrever en-
sembles de estados quânticos. O resultado a seguir caracteriza matematicamente os
operadores de densidade.

Teorema 2.5.1 (Caracterização dos operadores de densidade). Um operador Hermi-
tiano ρ é um operador de densidade associado a algum ensemble {pi, |ψi〉}ni=1 se e
somente se satisfaz as condições:

1. tr(ρ) = 1 (condição do traço);

2. 〈ϕ|ρ|ϕ〉 ≥ 0, ∀|ϕ〉, ρ é um operador positivo (condição de positividade).

Prova. Seja {pi, |ψi〉}ni=1 um ensemble . Então, por definição, o operador de densidade
associado é dado por

ρ =
∑

i

pi|ψi〉〈ψi|.

Claramente vemos que ρ é Hermitiano. Além disso, para qualquer |ϕ〉 temos que:

〈ϕ|ρ|ϕ〉 = 〈ϕ|
(

∑

i

pi|ψi〉〈ψi|
)

|ϕ〉 =
∑

i

pi |〈ϕ|ψi〉|2 ≥ 0.

Além disso

tr (ρ) = tr

(

∑

i

pi|ψi〉〈ψi|
)

=
∑

i

pitr (|ψi〉〈ψi|) =
∑

i

pi〈ψi|ψi〉 =
∑

i

pi = 1.

Por outro lado, seja ρ um operador Hermitiano positivo semidefinido e de traço um.
Sendo ρ Hermitiano, pelo teorema espectral temos que:

ρ =
∑

i

λi|ϕi〉〈ϕi|,

onde λi’s são autovalores de ρ associados aos autovetores ortonormais |ϕi〉’s. Como ρ é
positivo, tem-se que λi ≥ 0 para todo i e, como tr (ρ) = 1, então

∑

i λi = 1. Portanto,
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associado a ρ, temos um ensemble de estados {λi, |ϕi〉}ni=1.

Com essa caracterização, podemos agora reformular os postulados da mecânica quântica
em termos do operador de densidade:

Postulado 1. Associado a todo sistema f́ısico isolado está um espaço vetorial com
produto interno (espaço de Hilbert) chamado espaço de estados. O estado do sistema
é completamente descrito por seu operador de densidade, que é um operador ρ positivo
e de traço um. Se um sistema está em um estado ρi com probabilidade pi, então seu
operador de densidade é

∑

i piρi.

Postulado 2. A evolução de um sistema quântico fechado é descrita por uma trans-
formação unitária. Isto é, o estado ρ do sistema no tempo t0 está relacionado com o
estado ρ′ do sistema no tempo t1 por um operador unitário U que depende apenas de
t0 e t1:

ρ′ = UρU †.

Postulado 3. Medições quânticas são descritas por uma coleção {Mm} de operadores
de medição. Tais operadores atuam no espaço de estados do sistema a ser medido. O
ı́ndice m diz respeito a um posśıvel resultado do experimento. Se o estado do sistema
quântico é ρ, imediatamente antes da medição, então a probabilidade de ocorrer o
resultado m é

p(m) = tr(M †
mMmρ),

e o estado do sistema após a medição será

ρm =
MmρM

†
m

tr(M †
mMmρ)

.

Os operadores de medição satisfazem a relação de completude
∑

m

M †
mMm = I.

Postulado 4. O espaço de estados de um sistema f́ısico composto é o produto tensorial
dos espaços de estados dos sistemas componentes. Assim, se os sistemas componentes
numerados de 1 ≤ i ≤ n são preparados em estados ρi, então o estado do sistema
composto é ρ1 ⊗ ρ2 ⊗ · · · ⊗ ρn.

2.5.3 Convexidade do espaço de matrizes de densidade

De agora em diante, denotaremos por S o espaço das matrizes de densidade

S =
{

ρ | ρ = ρ†, tr (ρ) = 1, ρ � 0
}

,

onde ρ � 0 denota que ρ pertence ao cone convexo das matrizes Hermitianas semidefi-
nidas positivas [14].
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Uma importante propriedade de S, e que usaremos com frequência neste texto, é que
S é um conjunto convexo. De fato, dadas A e B matrizes de densidade e α ∈ [0, 1],
temos que:

〈ψ|αA+ (1− α)B|ψ〉 = α〈ψ|A|ψ〉+ (1− α)〈ψ|B|ψ〉 ≥ 0, ∀|ψ〉.

Além disso,

tr (αA+ (1− α)B) = αtr (A) + (1− α)tr (B) = α + 1− α = 1.

Logo, αA+ (1− α)B também é matriz de densidade.

Com isso, mostramos a convexidade do conjunto das matrizes de densidade S, proprie-
dade relevante no contexto dos problemas de otimização que surgem em Tomografia de
Estados Quânticos, já que a maioria deles consiste em minimizar uma certa distância
estat́ıstica sobre S.

2.5.4 Traço Parcial e Operador de Densidade Reduzido

Uma das principais aplicações de operadores de densidade é como uma ferra-
menta para descrição de subsistemas de sistemas compostos. Tal descrição é fornecida
pelo operador de densidade reduzido.

Suponha que tenhamos um sistema f́ısico de duas partes A e B, cujo estado é des-
crito pelo operador ρAB. O operador de densidade reduzido para o sistema A é definido
por

ρA = trB
(

ρAB
)

,

onde trB (.) denota o traço parcial, definido por

trB (|a1〉〈a2| ⊗ |b1〉〈b2|) = (tr (|b1〉〈b2|))|a1〉〈a2| = 〈b1|b2〉|a1〉〈a2|.

Assim, se temos um sistema com a componente A no estado ρ e a componente B no
estado σ, o estado do sistema é ρAB = ρ⊗ σ e, então,

ρA = trB
(

ρAB
)

= trB (ρ⊗ σ) = tr (σ) ρ = ρ,

como esperado.
Agora, considere um sistema em um estado de Bell (|00〉 + |11〉)/

√
2. A matriz de

densidade é dada por:

ρ =

( |00〉+ |11〉√
2

)(〈00|+ 〈11|√
2

)

=
|00〉〈00|+ |11〉〈00|+ |00〉〈11|+ |11〉〈11|

2
.
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Ao calcular o operador de densidade reduzido para o primeiro componente, obtemos

ρ1 = tr2 (ρ) =
|0〉〈0|+ |1〉〈1|

2
=
I

2
.

Note que, apesar do sistema conjunto estar em um estado puro, o qual conhecemos
exatamente, a primeira componente está em um estado misto, o qual não temos um
conhecimento pleno. Esta estranha propriedade é outra marca do emaranhamento
quântico.

2.6 Quão próximos são dois estados quânticos?

Nesta seção, são definidos dois conceitos de proximidade (“distância”) entre
estados quânticos: distância de traço e fidelidade. Tais métricas são importantes na
prática, pois frequentemente deseja-se saber o quão próximo de um estado teórico co-
nhecido está o estado obtido experimentalmente. Em nosso contexto, servirão também
como medida de qualidade da solução do processo de reconstrução de estados quânticos.

2.6.1 Distância de traço

Definição 2.6.1. A distância de traço entre dois estados quânticos ρ e σ é definida
por

D(ρ, σ) =
1

2
tr|ρ− σ|,

onde |A| =
√
A†A.

Note que se ρ e σ comutam, então a distância de traço entre ρ e σ se reduz à distância
entre os autovalores de ρ e σ:

ρ =
∑

i

ri|i〉〈i|, σ =
∑

i

si|i〉〈i|,

para alguma base ortonormal |i〉. Logo,

D(ρ, σ) =
1

2
tr

∣

∣

∣

∣

∣

∑

i

(ri − si)|i〉〈i|
∣

∣

∣

∣

∣

=
1

2

∑

i

|ri − si| = D(ri, si).

Uma maneira de entender melhor a distância de traço é pensar no caso de um q-bit e
sua representação na esfera de Bloch. Suponha que ρ e σ tenham os vetores de Bloch
−→r e −→s :

ρ =
I +−→r · −→σ

2
, σ =

I +−→s · −→σ
2

,
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Caṕıtulo 2. Fundamentos de Mecânica Quântica

onde −→r · −→σ = r1σ1 + r2σ2 + r3σ3.

Calculando a distância de traço, temos:

D(ρ, σ) =
1

2
tr|ρ− σ| = 1

4
tr|(−→r −−→s ) · −→σ | = |

−→r −−→s |
2

.

Isto é, a distância de traço entre dois q-bits corresponde à metade da distância Eucli-
diana entre eles na esfera de Bloch.

Tal interpretação ajuda a entender (e aceitar) melhor algumas propriedades da distância
de traço. Por exemplo, se rotacionarmos a esfera de Bloch, esperamos que a distância
entre os q-bits ρ e σ sejam mantidas, o que nos induz a pensar que a distância de traço
é invariante por transformações unitárias (de fato, é).

Outra propriedade muito importante da distância de traço é:

D(ρ, σ) = max
P

tr (P (ρ− σ)) ,

onde a maximização é sobre todos os operadores de medições projetivas P ou sobre
todos os elementos POVM. Assim, a distância de traço é interpretada como o máximo
da diferença entre as probabilidades de que um resultado associado a P ocorra em ρ ou
em σ.

Portanto, se dois operadores de densidade são próximos na distância de traço, então
qualquer medição sobre esses estados quânticos fornecerá distribuições de probabili-
dade que estarão próximas no sentido clássico de distância. Assim, a distância de traço
fornece um limitante superior para a distância entre as distribuições de probabilidade
geradas a partir de medições realizadas sobre tais estados quânticos.

2.6.2 Fidelidade

Uma segunda medida de distância entre estados quânticos é a fidelidade. A
fidelidade em si não é uma métrica de operadores densidade, mas possui propriedades
interessantes e veremos mais adiante que ela de fato induz uma métrica útil.

Definição 2.6.2. A fidelidade entre dois estados quânticos ρ e σ é definida por

F (ρ, σ) = tr
√

ρ1/2σρ1/2.

Há dois casos especiais em que a fórmula para fidelidade pode ser simplificada. O
primeiro é quando ρ e σ comutam:

F (ρ, σ) = tr

√

∑

i

risi|i〉〈i| = tr

(

∑

i

√
risi|i〉〈i|

)

=
∑

i

√
risi = F (ri, si).
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Isto é, quando ρ e σ comutam, a fidelidade se reduz à fidelidade clássica para as distri-
buições de autovalores ri e si de ρ e σ.

O segundo caso é quando calculamos a fidelidade entre um estado puro |ψ〉 e um estado
arbitrário ρ:

F (|ψ〉, ρ) = tr
√

|ψ〉〈ψ|ρ|ψ〉〈ψ| = tr
√

〈ψ|ρ|ψ〉
√

|ψ〉〈ψ| =
√

〈ψ|ρ|ψ〉.

Neste caso, a fidelidade é igual à raiz quadrada da sobreposição entre |ψ〉 e ρ.

Infelizmente, no caso de um q-bit, não temos uma interpretação na esfera de Bloch
para a fidelidade como t́ınhamos para a distância do traço. No entanto, a fidelidade
satisfaz várias das propriedades da distância do traço, entre elas a invariância por trans-
formações unitárias.

Há uma outra caracterização para a fidelidade que é muito útil.

Teorema 2.6.3 (Teorema de Uhlmann). Suponha que ρ e σ são estados de um sistema
quântico Q. Considere um segundo sistema quântico R, que é uma cópia de Q. Então:

F (ρ, σ) = max
|ψ〉, |ϕ〉

|〈ψ|ϕ〉|,

onde o máximo é sobre todas as purificações |ψ〉 de ρ e |ϕ〉 de σ em RQ.

Demonstração. Vide [69].

A fórmula de Uhlmann não fornece uma ferramenta para o cálculo da fidelidade. Con-
tudo, em várias situações, as propriedades da fidelidade são deduzidas mais facilmente
através dessa fórmula. Por exemplo, é fácil ver pela fórmula de Uhlmann que a fideli-
dade é simétrica em suas entradas e que 0 ≤ F (ρ, σ) ≤ 1. Se ρ = σ, fica claro então
que F (ρ, σ) = 1 e, se ρ 6= σ, então |ψ〉 6= |ϕ〉 para alguma purificação de ρ e σ, logo
F (ρ, σ) < 1. Além disso, tem-se que F (ρ, σ) = 0 se, e somente se, ρ e σ tem suporte
em subespaços ortogonais. De fato, se ρ e σ tem suporte em subespaços ortogonais,
tais estados são perfeitamente distingúıveis, logo, esperamos que a fidelidade entre eles
seja minimizada.

Podemos relacionar a fidelidade com a distância de traço considerando as distribuições
de probabilidade induzidas por medições. Pode-se mostrar que:

F (ρ, σ) = min
{Em}

F (pm, qm) = min
{Em}

∑

m

√

tr (Emρ) tr (Emσ),

onde o mı́nimo é sobre todos os elementos POVM {Em}.
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Caṕıtulo 2. Fundamentos de Mecânica Quântica

A fidelidade em si não é uma métrica. Porém, podemos definir uma métrica indu-
zida pela fidelidade. Dizemos que o ângulo entre os estados ρ e σ é dado por

A(ρ, σ) = arccos F (ρ, σ).

Claramente, o ângulo é não negativo, simétrico em suas entradas e igual a zero se, e
somente se, ρ = σ. Além disso, pode-se mostrar, através da fórmula de Uhlmann, que
o ângulo cumpre a desigualdade triangular e, portanto, define uma métrica.

Qualitativamente falando, a fidelidade se comporta como o inverso da distância do
traço, diminui à medida que os estados tornam-se mais distingúıveis e aumenta à me-
dida que tornam-se menos distingúıveis.

A distância de traço e a fidelidade estão fortemente relacionadas, apesar de suas aparências
distintas. Elas podem ser consideradas medidas equivalentes de distância entre estados
quânticos em várias aplicações e não importa quando uma ou outra é usada, pois re-
sultados obtidos com uma podem ser usados para deduzir resultados equivalentes com
a outra. Uma importante relação entre elas é:

1− F (ρ, σ) ≤ D(ρ, σ) ≤
√

1− F (ρ, σ)2.

Assim, conclúımos este caṕıtulo, que apresentou os fundamentos da mecânica quântica
necessários ao entendimento do problema de tomografia de estados quânticos. Este será
o tema do Caṕıtulo 3.
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Caṕıtulo 3

Tomografia de Estados Quânticos

A natureza probabiĺıstica dos sistemas quânticos é revelada através da rea-
lização de experimentos. Ao realizar um experimento repetidas vezes sobre um ensemble
de sistemas identicamente preparados, o experimentalista não é capaz de descrever de-
terministicamente os resultados obtidos, mas sim, observar as estat́ısticas de certos
eventos, expressas na forma de probabilidades ou valores esperados. Assim, a teoria
quântica responde à pergunta: que estat́ısticas podem ser esperadas dado que o estado
quântico é conhecido? Esse é o papel central do estado quântico. Por outro lado, a
determinação do estado quântico em si constitui um problema inverso. O problema
inverso da determinação do estado quântico, dadas as estat́ısticas do experimento, é
chamado reconstrução ou tomografia de estado quântico.

Suponha que tenhamos um ensemble de N estados quânticos, identicamente preparados
em um estado desconhecido, descrito pelo operador de densidade ρ e que realizamos so-
bre cada instância uma medição, podendo obter M resultados posśıveis. Cada medição
pode ser descrita por um conjunto {Ej} de elementos POVM, cada Ej associado a um
posśıvel resultado j. Supondo que cada resultado j foi registrado nj vezes, N =

∑

j nj ,
logo as frequências relativas são dadas por fj = nj/N .
Pelo postulado da medida, sabe-se que ao realizar uma medição, a probabilidade de
ocorrência do resultado j é dada por

pj = tr (Ejρ) . (3.1)

Usando esses ingredientes, é posśıvel inferir o estado ρ do sistema em questão. Nas
seções seguintes deste caṕıtulo, discutiremos as principais caracteŕısticas das abordagens
mais utilizadas para tomografia de estados quânticos.

3.1 Método padrão: Inversão Linear

Se as probabilidades pj fossem conhecidas, podeŕıamos obter ρ diretamente
a partir das equações definidas por (3.1). Essa é a base dos métodos padrão em tomo-
grafia de estados quânticos, chamados de inversão linear. Porém, experimentalmente
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é utilizado apenas um ensemble de dimensão finita e a única informação dispońıvel ao
experimentalista são as frequências relativas fj. Com isso, temos um modelo (reaĺıstico)
modificado:

fj = tr (Ejρ) . (3.2)

Resolvendo este sistema de equações lineares, podemos obter uma estimativa para o
operador de densidade ρ.

No caso de experimentos com variáveis cont́ınuas, como por exemplo a detecção homo-
dina [83], os ı́ndices discretos j devem ser substitúıdos pelo par de variáveis cont́ınuas x
e φ correspondentes ao valor detectado e à fase de um operador de quadratura. Então,
a partir da função de quase-probabilidade de Wigner:

W (x, p) =
1

π

∫ ∞

−∞
〈x+ x′|ρ|x− x′〉e−2ipx′dx′,

podemos obter a distribuição de probabilidade de amplitudes de quadraturas, para
diferentes fases 0 ≤ φ ≤ π:

P (xφ) =

∫ ∞

−∞
W (xφ cos φ− pφ sinφ , xφ sinφ+ pφ cosφ) dpφ.

As distribuições P (xφ) são obtidas experimentalmente pela detecção homodina e, apli-
cando a transformada inversa de Radon para diferentes fases φ, podemos reconstruir a
matriz de densidade ρ.

No entanto, sobretudo quando o tamanho do ensemble N é pequeno, as frequências
relativas fj podem diferir substancialmente das probabilidades verdadeiras pj . Com
isso, o modelo modificado (3.2) geralmente não possui solução no espaço das matrizes
f́ısicas (semidefinidas positivas e de traço um). Essa é a principal desvantagem dessa
abordagem. Contudo, a inversão linear é a técnica padrão, a mais popular, porque em
muitas aplicações, o ensemble de sistemas medidos é tão grande, que as flutuações da
ordem de 1/N podem ser ignoradas [73]. Além disso, uma vantagem da inversão linear
é sua simplicidade e baixo custo computacional em relação a outras abordagens.

Seja d a dimensão do espaço de Hilbert associado a um sistema, em um experimento
com variáveis discretas. Para que o sistema de equações lineares (3.2) seja invert́ıvel,
precisamos de um número de equações igual ao número de incógnitas da matriz d× d,
ρ. Em geral, como M < d2, são realizadas diferentes medições i, cada qual associada a
uma configuração do aparato experimental e descrita por um conjunto POVM {Eij}. Se
cada medição i é realizada sobre um ensemble de tamanho Ni e o número de ocorrências
do resultado j nesta configuração é nij, então

nij
Ni

= fij = tr (Eijρ) (3.3)
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é o sistema de equações lineares a ser resolvido para determinar ρ. Um conjunto de
medições para as quais o sistema linear definido por (3.3) tem solução única é chamado
de conjunto tomograficamente completo ou quorum [27]. Determinar o menor conjunto
de medições para as quais um estado ρ é unicamente determinado é um tópico de pes-
quisa em atividade [77].

Ao longo dessa tese, por simplicidade na notação, usaremos um único ı́ndice j para
indexar o par (medição i, posśıvel resultado j), salvo situações onde o uso de dois
ı́ndices torna o texto mais claro. Além disso, também é comum usar Ni = N , isto é,
usar o mesmo número de repetições por medição. É claro que se temos, por exemplo,
medições distintas i = 1, 2, . . . , k, cada qual descrita por POVM’s {Eij}j e repetida N
vezes, é posśıvel definir um novo conjunto POVM {Ej′} com um ı́ndice j′ associado a
cada par (i, j), Ej′ =

1
k
Eij e nj′ =

1
k
nij .

Para ilustrar o procedimento de inversão linear, vamos nos ater, por enquanto, à tomo-
grafia de q-bits e descrever apenas a teoria necessária, sem nos preocuparmos com sua
realização f́ısica.

Exemplo: Tomografia de um q-bit

Como já vimos, se dispomos de uma única cópia de um q-bit, cujo estado
desconhecido ρ queremos identificar, tal tarefa é imposśıvel. No entanto, se dispomos de
várias instâncias identicamente preparadas, é posśıvel estimar tal matriz de densidade.

Suponha que tenhamos uma fonte de q-bits identicamente preparados. O conjunto
{

I√
2
, X√

2
, Y√

2
, Z√

2

}

forma uma base ortonormal para o espaço de matrizes, com respeito

ao produto interno de Hilbert-Schmidt:

〈A|B〉 = tr(A†B).

Com isso, ρ pode ser escrita como

ρ = α̂0
I√
2
+ α̂1

X√
2
+ α̂2

Y√
2
+ α̂3

Z√
2

= α0σ0 + α1σ1 + α2σ2 + α3σ3,

onde

αi =
α̂i√
2
=

1√
2

tr(σiρ)√
2

=
1

2
tr(σiρ).

Na literatura, encontramos também a forma

ρ =
1

2

3
∑

i=0

Siσi,
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onde os parâmetros Si = tr(σiρ) são chamados parâmetros de Stokes.

O fato é que

ρ =
tr (ρ) I + tr (Xρ)X + tr (Y ρ) Y + tr (Zρ)Z

2
, (3.4)

e os parâmetros tr (σiρ) têm a interpretação de valor esperado para os observáveis:

E (σj) =
∑

m

mp(m) =
∑

m

mtr (Pmρ) = tr

((

∑

m

mPm

)

ρ

)

= tr (σjρ) .

Assim, ao realizar um grande número de medições do observável σi, podemos obter uma
estimativa para tr (σiρ) = E (σi) ≈ 1

n

∑n
i=1 zi, onde zi são os resultados experimentais

e com isso obter uma aproximação para ρ.

3.1.1 Tomografia de múltiplos q-bits

Estendendo a representação da matriz de densidade de um único q-bit, um
estado ρ de n q-bits pode ser representado por

ρ =
1

2n

3
∑

i1,i2,...,in=0

Si1,i2,...,inσi1 ⊗ σi2 ⊗ · · · ⊗ σin .

Normalizando S0,0,...,0 = 1, restam 4n− 1 parâmetros a serem determinados, para iden-
tificar o estado quântico.

Por exemplo, o estado de um sistema composto por 2 q-bits pode ser representado
por

ρ =
1

22

3
∑

i,j=0

Sij σi ⊗ σj ,

onde Sij = tr (σi ⊗ σj ρ). Note que σi e σj são as conhecidas matrizes de Pauli (ou
quaisquer outras matrizes que formem uma base ortonormal com respeito ao produto
interno de Hilbert-Schmidt). Neste exemplo, devemos determinar 15 parâmetros Sij
para identificar o estado do sistema.

3.1.2 Inversão Linear, caso geral

Generalizemos agora a ideia apresentada nas seções anteriores para sistemas
quânticos, discretos, com mais de dois ńıveis.

Seja {Γi} uma base ortonormal para o espaço das matrizes Hermitianas de ordem d,
isto é:

tr (Γi Γj) = δi,j ,
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onde δi,j é o delta de Kronecker, e

A =
∑

i

tr (Γi A) Γi , ∀A.

Usando essa base, podemos escrever ρ como

ρ =
d2
∑

i=1

Si Γi, (3.5)

onde os coeficientes Si = tr (Γiρ) são os conhecidos parâmetros de Stokes. Considerando
a condição de normalização, tr (ρ) = 1, precisamos determinar d2 − 1 coeficientes. Se
realizamos medições descritas por um conjunto POVM {Ej}, a mecânica quântica nos
diz que

fj ≈ pj = tr (Ejρ) , (3.6)

onde fj = nj/N denota as frequências normalizadas (nj e N denotam respectivamente,
o número de contagens e a constante de normalização, e j indexa o par resultado-
configuração do aparato experimental). Tomando o produto interno e usando (3.5) e
(3.6), temos:

fj ≈ tr (Ejρ) =
∑

i

Sitr (EjΓi) . (3.7)

Definindo a matriz d2 × d2, Bij = tr (EjΓi), podemos obter os parâmetros Sν e, conse-
quentemente, a matriz de densidade ρ resolvendo o sistema linear

Bs = f, (3.8)

onde s é o vetor com componentes Si e f o vetor com componentes fj . É claro que,
nesse contexto, assumimos que foram realizadas medições suficientes para d2 equações
lineares independentes, já que temos d2 incógnitas.

Podeŕıamos pensar em um número insuficiente de medições de modo a recair em um
sistema linear subdeterminado. Porém, nesse caso, a unicidade da solução não pode ser
assegurada e teŕıamos que definir um critério para estabelecer qual é a solução desejada.
A seção 3.7 fala sobre o prinćıpio de Máxima Entropia, uma posśıvel abordagem nestes
casos.

Se Γi e {Ej} forem escolhidos de tal forma que B seja não singular, um conjunto
completo de medições, então a solução para o sistema linear (3.8) é unicamente deter-
minada e obtemos de forma anaĺıtica a matriz de densidade ρ.

Como já discutido anteriormente, quando o tamanho do ensemble N é pequeno, as
frequências normalizadas fj não produzirão boas aproximações para as probabilidades
tr (Ejρ). Mais ainda, a lei dos grandes números diz que as frequências normalizadas
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serão boas aproximações para as probabilidades teóricas apenas se as medições forem
repetidas um grande número de vezes, o que nem sempre é o caso. Isso geralmente
leva à obtenção de uma matriz que pode não ser uma matriz de densidade leǵıtima,
apresentando autovalores negativos ou com traço diferente de um.

3.2 Garantindo uma matriz f́ısica

Uma sáıda para este problema da inversão linear é buscar pela matriz Her-
mitiana que melhor ajusta os dados experimentais, restringindo a busca ao espaço das
matrizes Hermitianas semidefinidas positivas e de traço um. Em outras palavras, ao
invés de resolver o sistema de equações lineares (3.2), podeŕıamos resolver o seguinte
problema de minimização restrito:

min
ρ

D(f, p(ρ))

s.a tr (ρ) = 1,

ρ � 0,

(3.9)

onde D(f, p) representa uma distância estat́ıstica entre as frequências relativas e as
probabilidades teóricas. Diferentes distâncias D(f, p), obviamente, podem levar a di-
ferentes resultados e esse é o ponto em que diferem as principais abordagens para
Tomografia de Estados Quânticos.

As restrições que definem o problema (3.9) são conhecidas como igualdades/desigualda-
des lineares matriciais [14, 22]. Em verdade, métodos clássicos [54, 70] de minimização
não foram desenvolvidos para lidar com restrições desse tipo, o que nos leva a recorrer
à programação cônica convexa [14]. No caso em que D(f, p) é uma função linear de ρ,
temos um problema de programação semidefinida linear [14, 22, 92], o qual apresenta
uma teoria bem consolidada e métodos eficientes [1, 41, 67, 68, 88] de resolução.

Em geral, apesar de convexa, D(f, p) não é uma função linear de ρ e isso requer uma
reformulação do problema para o caso de programação semidefinida linear, ou outra
maneira de lidar com as restrições que definem o espaço das matrizes de densidade S.

Uma alternativa para lidar com as restrições sobre a matriz de densidade, apresen-
tada em James et. al. [48], é utilizar a mudança de variáveis:

ρ(t) =
T (t)†T (t)

tr (T (t)†T (t))
, (3.10)

onde T (t) é uma matriz triangular superior, relembrando o fator de Cholesky [62] e
t é um vetor representando as entradas da matriz T . Note que com a mudança de
variáveis (3.10), ρ(t) será sempre semidefinida positiva e de traço unitário para todo
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t 6= 0. Essa mudança de variáveis resulta em um problema de minimização irrestrito
em t. No entanto, tal mudança de variáveis faz com que a função resultante

f(t) = D(f, p(ρ(t)))

apresente vários mı́nimos locais. A possibilidade de existirem minimizadores locais,
não-globais, é destacada na literatura [2,48,91] e provavelmente desmotivou o uso dessa
estratégia. Na Seção 4.1 do Caṕıtulo 4, esclarecemos este ponto, mostrando que todos
os mı́nimos locais de f(t) são globais, desde que D(f, p(ρ)), como função de ρ, seja
convexa em S.

Note ainda que, na formulação (3.9) acima, não precisamos necessariamente de um
conjunto tomograficamente completo de medições, todavia, pagando o preço pela não
unicidade de soluções.

3.3 Um problema de inferência

Determinar um parâmetro que rege a distribuição de uma população, com
base nos dados amostrais, constitui um problema estat́ıstico de inferência [16,51]. Uma
estimativa para tal parâmetro pode ser obtida por vários métodos estat́ısticos, entre
eles, estimativa de Quadrados Mı́nimos, Máxima Verossimilhança, Máxima Entropia,
estimativas baseadas em inferência Bayesiana, dentre outros.

A fim de obter informação sobre um sistema quântico de interesse, precisamos rea-
lizar medições e extrair a informação desejada dos dados obtidos. A otimização desses
dois processos constitui o problema quântico de inferência estat́ıstica [42, 43, 57]. Uma
vez fixado o conjunto de medições obtemos um problema de inferência clássica [3,5]: a
Tomografia de Estados Quânticos.

Em Tomografia de Estados Quânticos, à população corresponde a distribuição conjunta
dos dados experimentais {Nj}, o parâmetro a ser estimado é a matriz de densidade ρ e
os dados amostrais correspondem aos dados experimentais registrados {nj}. O uso de
letras maiúsculas para diferenciar Nj de nj tem por objetivo ressaltar que o “número de
vezes que ocorreu o resultado j em N repetições” é uma variável aleatória. Novamente,
consideramos j indexando o par (configuração do aparato experimental, resultado).

As próximas seções resumem os principais aspectos de cada abordagem para estimativa
da matriz de densidade.

3.4 Quadrados mı́nimos

Já que, em geral, as frequências relativas fj não são boas aproximações para
as probabilidades verdadeiras pj, quando N não é suficientemente grande, não é razoável

27
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esperar que a inversão linear forneça uma estimativa que satisfaça a positividade e o
traço unitário. Assim, a formulação de quadrados mı́nimos (3.11) parece bastante
natural para o problema de encontrar a matriz semidefinida positiva e de traço um que
minimiza a soma dos erros ao quadrado, i.e., a soma das distâncias Euclidianas entre
fj e pj:

min
ρ

M
∑

j=1

(tr (Ejρ)− fj)2

s.a tr (ρ) = 1,

ρ � 0.

(3.11)

Apesar da aparente simplicidade em sua formulação, as restrições do problema (3.11)
representam um obstáculo a métodos clássicos de minimização. De fato, o conjunto
viável S para o problema (3.11) é resultado da intersecção do cone convexo ρ � 0 das
matrizes semidefinidas positivas com o hiperplano tr (Iρ) = 1 e trata-se de um conjunto
convexo como mostrado na Seção 2.5.3.

Como discutido anteriormente, se a função objetivo fosse linear, teŕıamos um problema
de programação semidefinida linear [14,22], para o qual há métodos eficientes [41,67,68]
de resolução. No entanto, a função objetivo de (3.11) é quadrática e convexa e métodos
que generalizam as ideias de programação semidefinida [90, 99] para resolução de tal
problema ainda estão em desenvolvimento.

Uma alternativa é reformular o problema (3.11) através da introdução de variáveis
auxiliares para a forma:

min
ρ, p, t

t

s.a ‖f − p‖2 ≤ t

tr (Ejρ) = pj j = 1, 2, . . . ,M

tr (ρ) = 1,

ρ � 0,

(3.12)

onde f é vetor de frequências relativas fj. A restrição é conhecida como cone de segunda
ordem e é um caso particular de programação semidefinida. Vários pacotes computaci-
onais [13, 53, 85, 89] são capazes de resolver o problema (3.12).

Por outro lado, usando a mudança de variáveis (3.10), o problema (3.11) torna-se um
problema irrestrito em t:

min
t

M
∑

j=1

(tr (Ejρ(t))− fj)2 . (3.13)

O problema (3.13) pode apresentar vários mı́nimos locais, com respeito a t, em de-
corrência da mudança de variáveis (3.10). No entanto, como mencionado anteriormente,
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todos os mı́nimos locais são equivalentes, como será mostrado na Seção 4.1 do Caṕıtulo
4, uma vez que a função objetivo de (3.11) é convexa em S com respeito a ρ.

3.4.1 Derivadas parciais em t

Para resolver o problema (3.13), podemos empregar métodos espećıficos para
quadrados mı́nimos não lineares [33,52,58,100] e estes geralmente necessitam das deri-
vadas parciais das funções reśıduo:

rj(t) = tr (Ejρ(t))− fj. (3.14)

Mais ainda, sempre que usarmos a mudança de variáveis (3.10), será importante conhe-
cer as derivadas parciais de ρ(t) em relação a ti. Assumindo que T (t) em (3.10) tem a
estrutura:

T (t) =
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, (3.15)

temos que

tr
(

T (t)†T (t)
)

=
d2
∑

i=1

t2i , (3.16)

e, além disso:
∂ T (t)†T (t)

∂ti
= T (t)†T (ei) + T (ei)

†T (t), (3.17)

onde ei denota o i-ésimo vetor canônico.

Assim, temos que

∂ρ(t)

∂ti
=

∂

∂ti

T (t)†T (t)

tr (T (t)†T (t))
=

(T (t)†T (ei) + T (ei)
†T (t))tr

(

T (t)†T (t)
)

− 2tiT (t)
†T (t)

tr (T (t)†T (t))2
,

(3.18)
e, portanto,

∂ rj(t)

∂ti
= tr

(

Ej
∂ρ(t)

∂ti

)

. (3.19)

Na estimativa de quadrados mı́nimos, nos preocupamos apenas em minimizar a soma
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dos reśıduos rj ao quadrado, sem levar em conta a distribuição conjunta das variáveis
aleatórias {Nj}. Por outro lado, assumindo alguma distribuição sobre os resultados ex-
perimentais, podemos aplicar outros métodos de inferência estat́ıstica, como por exem-
plo, a estimação por máxima verossimilhança.

3.5 Máxima Verossimilhança

Após realizar as medições e registrar os resultados, o conhecimento sobre o
sistema medido é aumentado. Uma vez que a mecânica quântica é “probabiĺıstica”,
faz pouco sentido perguntar: “Que estado quântico é determinado pelos resultados das
medições?”. Talvez uma questão mais apropriada seja: “Que estado quântico torna os
resultados das medições mais prováveis?” [47].

Como mencionado anteriormente, em Tomografia de Estados Quânticos, o parâmetro
a ser estimado é a matriz de densidade ρ, a qual define a distribuição conjunta das
variáveis aleatórias {Nj}. Essa abordagem, considerada em trabalhos anteriores [2,46–
48], tem como formulação:

max
ρ

L(ρ) ≡ P (n1, . . . , nM |ρ)

s.a tr (ρ) = 1,

ρ � 0,

(3.20)

onde P (n1, . . . , nM |ρ) é a probabilidade de ocorrência dos resultados {nj} dado o
parâmetro ρ. Assim, procura-se no espaço das matrizes de densidade aquela que maxi-
miza a probabilidade de ocorrência dos dados experimentais obtidos.

É claro que hipóteses distintas sobre a distribuição conjunta das variáveis {Nj} le-
varão a distintas funções de verossimilhança L(ρ).

Por exemplo, em [46,47], considera-se uma distribuição multinomial. De fato, se temos
M resultados posśıveis para um experimento, o qual é repetido N vezes (tamanho do
ensemble ), então a probabilidade de se obter {nj} é:

L(ρ) = N !
∏M

i=1 ni

M
∏

j=1

pj(ρ)
nj =

N !
∏M

i=1 ni

M
∏

j=1

tr (Ejρ)
nj . (3.21)

Já em [2, 48], onde a tomografia é realizada medindo a polarização de fótons gerados
através de conversão paramétrica descendente [50,97], é usual considerar que cada Nj,
número de vezes que a sáıda j foi registrada em um intervalo de tempo, possui uma
distribuição Poissoniana de parâmetro Ntr (Ejρ). Para N razoavelmente grande, essa
Poissoniana pode ser aproximada por uma Gaussiana de média e variância iguais a
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Ntr (Ejρ):

P (Nj = nj) =
1

√

2πNtr (Ejρ)
exp

(

−1
2

(Ntr (Ejρ)− nj)2
Ntr (Ejρ)

)

. (3.22)

Considerando independentes as ocorrências de cada resultado j, tem-se então como
função de verossimilhança:

L(ρ) = 1

Nnorm

M
∏

j=1

exp

(

−1
2

(Ntr (Ejρ)− nj)2
Ntr (Ejρ)

)

, (3.23)

onde Nnorm é uma constante de normalização.

Geralmente, é mais fácil maximizar lnL(ρ) ao invés de L(ρ) propriamente, mas esta
discussão, bem como métodos para resolver o problema (3.20) usando (3.21) e (3.23),
serão tratados no Caṕıtulo 4.

A popularidade da estimação por máxima verossimilhança como um método para es-
timação de parâmetros se deve principalmente às suas boas propriedades assintóticas
[16, 51], que serão melhor discutidas no Caṕıtulo 4. Dentre elas, podemos destacar a
invariância, isto é, se ρML é a estimativa de máxima verossimilhança para ρ, então
ϕ(ρML) será a estimativa de máxima verossimilhança para ϕ(ρ). Além disso, se cer-
tas hipóteses de regularidade são satisfeitas, o estimador de máxima verossimilhança é
assintoticamente eficiente, isto é, quando N → ∞, o estimador de máxima verossimi-
lhança torna-se o estimador não viesado de mı́nima variância.

3.6 Inferência Bayesiana

Uma objeção à estimação por Máxima Verossimilhança é que a estimativa
para matriz de densidade pode ter posto deficiente, ou seja, com um ou mais autovalores
nulos. Isso implica que a probabilidade de ocorrência de certos eventos (sáıdas expe-
rimentais) é zero, o que não pode ser justificado com uma quantidade finita (e muitas
vezes pequena) de dados. Além disso, não há como utilizar barras de erro consistentes
com uma probabilidade nula. [12]

Ao contrário da Máxima Verossimilhança, que busca uma única estimativa maxima-
mente plauśıvel, a inferência Bayesiana também considera outras estimativas um pouco
menos plauśıveis. Em verdade, em inferência Bayesiana o parâmetro a ser estimado ρ
é considerado em si uma variável aleatória e nos interessa descobrir qual a distribuição
π(ρ) de tal parâmetro. Tal distribuição, chamada a posteriori, é resultado do produto
da verossimilhança, com uma distribuição a priori π0(ρ) que representa o conhecimento
prévio sobre o sistema. A partir da posteriori é que obtemos uma estimativa pontual
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ρ̂, tomando por exemplo, a média de tal distribuição, assim como barras de erro con-
sistentes podem ser obtidas a partir da variância e do desvio padrão dessa distribuição.

No Caṕıtulo 7 discutimos sobre inferência Bayesiana aplicada ao problema de Tomo-
grafia de Estados Quânticos, e sua implementação através de métodos Monte Carlo via
cadeias de Markov [29, 32].

3.7 Máxima Entropia

Outra abordagem para a reconstrução de estados quânticos é o prinćıpio
de Máxima Entropia, introduzido em mecânica estat́ıstica por Jaynes [49], que vê a
entropia como uma medida de informação.

A entropia de um sistema quântico é definida como [15, 49]

S(ρ) = −tr (ρ ln ρ) . (3.24)

A estimativa de Máxima Entropia ρME é aquela que maximiza (3.24) e satisfaz as
equações (3.2) para o conjunto de medidas realizadas. Em verdade, se temos um con-
junto tomograficamente completo e pensamos em medições idealizadas, livres de erro,
então existe uma única estimativa ρ que satisfaz todas as equações (3.2). Por outro
lado, se não temos um conjunto completo de medições, pode haver mais de uma solução
para as equações (3.2). Neste caso, a estimativa de Máxima Entropia busca pela solução
menos viesada compat́ıvel com os dados observados [15].

3.7.1 Conjunto incompleto de medições

No caso de um conjunto incompleto de medições, na inversão linear, o sis-
tema de equações (3.7) não poderá ser resolvido unicamente e normalmente apresentará
mais de uma solução de quadrados mı́nimos (3.11). De fato, com medições incomple-
tas podemos ter mais de um estado minimizando a distância entre as probabilidades
teóricas e as frequências experimentais. Consequentemente, também teremos mais de
uma solução na estimação por máxima verossimilhança, em verdade, um conjunto con-
vexo de soluções.

Neste caso, alguma medida deve ser empregada para definir qual a solução desejada.
Por exemplo, a estimativa de Máxima Entropia busca a estimativa, compat́ıvel com
as medições realizadas, que maximiza a entropia de von Neumann (3.24). No entanto
outras alternativas podem ser consideradas.

Por exemplo, ao invés da estimativa de Máxima Entropia, podemos optar pela esti-
mativa de Mı́nima Divergência de Kullback-Leibler [71]. Para isso, consideramos a
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entropia relativa de Kullback-Leibler:

K(ρ, ρ0) = tr (ρ(log ρ− log ρ0)) , (3.25)

da estimativa para o estado ρ, em relação a uma estimativa a priori ρ0. É claro que ρ
que minimiza K(ρ, ρ0) e é compat́ıvel com os dados experimentais, apresenta um viés
em favor de ρ0. De fato, essa pode ser a intenção, caso o experimentalista tenha algum
conhecimento prévio do estado a ser estimado. Usando ρ0 = (1/d) I, então tal solução
coincide com a de Máxima Entropia.

Outra estratégia, que recai em um problema de programação semidefinida linear, é
a Tomografia Quântica Variacional [55], onde busca-se uma estimativa para ρ, com-
pat́ıvel com as medidas realizadas, e que minimiza um certo tipo de energia associada
às medidas faltantes.

O Caṕıtulo 5 é dedicado à tomografia de estados com um conjunto incompleto de
medidas, onde discutimos mais a fundo sobre estimação por Máxima Entropia [15] e
Tomografia Quântica Variacional [55].

33
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Caṕıtulo 4

Máxima Verossimilhança

Em inferência estat́ıstica [16,51], a Estimação por Máxima Verossimilhança
(EMV) é um método usado para determinar uma estimativa de um parâmetro desco-
nhecido θ, baseado nos dados amostrais x. A ideia é maximizar a função densidade
de probabilidade conjunta P (x | θ) como função apenas de θ, isto é, a estimativa de
máxima verossimilhança θ̂emv é o valor que maximiza a probabilidade de se obter os
dados observados.

Mediante certas hipóteses [51], a EMV possui várias propriedades interessantes do
ponto de vista estat́ıstico. Isso explica porque é amplamente utilizada para estima-
tiva de parâmetros. Dentre outras, podemos destacar:

• Consistência: lim
n→∞

P (|θ̂n − θ| < ε) = 1, ∀ε > 0, onde θ̂n é a estimativa para

uma amostra finita de tamanho n. Isso significa que o estimador de máxima
verossimilhança θ̂ tende a ser não viesado quando n→∞.

• Assintoticamente Normal e Eficiente: quando n → ∞, θ̂ ∼ N(θ, I(θ)−1),
isto é, θ̂ tem distribuição normal com média θ e matriz de covariância I(θ)−1,
onde I(θ) é a matriz de informação de Fisher. Em outras palavras, à medida que
o tamanho da amostra aumenta a EMV torna-se um estimador eficiente.

• Em amostras finitas, se um estimador não viesado de mı́nima variância existe,
então EMV o escolherá; isto é, EMV se comporta pelo menos tão bem quanto
outros métodos em amostras finitas.

• Por fim, a propriedade de invariância, isto é, se θ̂ é a EMV para θ então τ(θ̂) é
a EMV para τ(θ).

Como vimos na Seção 3.5, em Tomografia de Estados Quânticos [2,46–48], a estimativa

35
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de máxima verossimilhança pode ser obtida resolvendo o problema:

max
ρ

L(ρ) = P (n|ρ)

s.a tr (ρ) = 1,

ρ � 0,

(4.1)

em que P (n|ρ) é a probabilidade de ocorrência dos resultados n dado o parâmetro ρ.
Como discutido na Seção 3.5, a função de verossimilhança L(ρ) será definida pela dis-
tribuição de probabilidade conjunta das variáveis aleatórias {Nj}, onde Nj é o número
de ocorrências do resultado j em N repetições.

Um ponto importante, já mencionado na Seção 3.2, é como lidar com as restrições
de (4.1), conhecidas como desigualdades lineares matriciais [14, 22].

Este caṕıtulo apresenta dois métodos para resolução do problema de Máxima Veros-
similhança (4.1). A Seção 4.1 trata das restrições de positividade e de traço unitário
através da mudança de variáveis (3.10). Tal mudança leva a um problema de otimização
irrestrito, porém não convexo. Na literatura [2, 48, 91], considerava-se que os mı́nimos
locais provenientes desta reformulação poderiam ser não-globais, o que representaria
uma dificuldade nessa abordagem. Nossa contribuição na Seção 4.1 é mostrar que to-
dos esses mı́nimos locais são globais [36], validando assim o uso da reparametrização
(3.10).

Já na Seção 4.2, estudamos um método espećıfico [46, 47] para quando L(ρ) advem
de uma distribuição multinomial. Este método explora a estrutura particular do pro-
blema e garante que a cada iteração as restrições de (4.1) serão preservadas. No entanto,
em [79], os autores provam a convergência global do método com a hipótese de busca
linear exata, que em geral é uma hipótese muito forte na prática. Nossa principal con-
tribuição na Seção 4.2 é provar a convergência do método usando uma busca linear
inexata que garanta uma melhoria suficiente na verossimilhança a cada iteração.

Além disso, a Seção 4.3 traz uma breve discussão sobre a estimação de erros na EMV
usando a matriz de informação de Fisher.

4.1 Mudança de Variáveis e Minimizadores locais

Em geral, ao invés de maximizar L(ρ), é mais fácil minimizar a função log-
verossimilhança negativa

F (ρ) = − logL(ρ).
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4.1. Mudança de Variáveis e Minimizadores locais

Logo, o problema de otimização (4.1) equivale a

min
ρ

F (ρ)

s.a tr (ρ) = 1,

ρ � 0.

(4.2)

Do ponto de vista da otimização, se F (ρ) é uma função convexa, temos um problema
de otimização convexa [14] uma vez que o conjunto viável S é convexo. Em problemas
de otimização convexa, todo minimizador local é global.

As restrições que definem o problema (4.2) são conhecidas como igualdades/desigualdades
lineares matriciais [14] e quando a função objetivo F (ρ) é linear temos um problema de
programação semidefinida linear (SDP) [14, 87].

Embora existam eficientes métodos de pontos interiores para programação semidefinida
linear [14,87], a reformulação de (4.2) na forma de um SDP linear requer a introdução
de variáveis e restrições auxiliares que aumentam a dimensão, e portanto a dificuldade
do problema de otimização.

Nessa seção, consideramos a reparametrização proposta em [2, 48] que converte o pro-
blema (4.2) em um problema de otimização irrestrito.

4.1.1 Parametrização da Matriz de Densidade

Relembremos que ρ deve ser Hermitiana semidefinida positiva e de traço
um. Para satisfazer a restrição de não negatividade, podemos considerar o produto
T †T , para qualquer matriz T , e claramente temos que

〈ψ|T †T |ψ〉 = 〈ψ′|ψ′〉 ≥ 0, ∀|ψ〉. (4.3)

Além disso, a condição de traço unitário pode ser obtida normalizando

T †T

tr (T †T )
. (4.4)

Este tipo de matriz satisfaz as propriedades matemáticas necessárias a uma matriz den-
sidade.

Por exemplo, se o espaço de estados tem dimensão d, uma escolha natural para a
matriz T em (4.4) é uma matriz triangular superior, como em (3.15). Essa escolha,
apresentada em [48], é motivada pelo fato de que em um sistema com n q-bits, preci-
samos determinar 4n parâmetros (os parâmetros de Stokes) para obter uma estimativa
da matriz de densidade. Mais ainda, essa escolha relembra o fator de Cholesky [62] se
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considerarmos apenas elementos positivos na diagonal.
Assim, obtemos a versão parametrizada da matriz ρ:

ρ(t) =
T (t)†T (t)

tr (T (t)†T (t))
. (4.5)

Usando tal parametrização, as restrições sobre uma matriz de densidade são satisfei-
tas. Note que essa função é uma função cont́ınua e sobrejetiva que vai do espaço de
parâmetros Rd2

∗ = R
d2 \ {0} ao espaço de matrizes densidade S. No entanto, ρ(t) não

é injetiva, pois uma mesma matriz pode ser imagem de diferentes parâmetros. Por
exemplo, considere a matriz:

ρ =

(

1/2 0
0 1/2

)

.

Por inspeção de (4.5), é fácil encontrar pelo menos 4 soluções t = (±1/
√
2,±1/

√
2, 0, 0)†.

Além disso, note que qualquer múltiplo não-nulo de t, αt ∀α 6= 0, resulta na mesma
matriz.

A parametrização (4.5) assegura a positividade e o traço unitário, mas agora, preci-
samos minimizar a função F (ρ(t)) com respeito aos novos parâmetros ti’s. É claro que
a estrutura dessa função depende da distribuição de probabilidade assumida para as
incertezas experimentais.

Normalmente, F (ρ) é uma função convexa em ρ, para ρ ∈ S. Porém, após a para-
metrização (4.5), a nova função objetivo F (ρ(t)) se torna uma função não convexa em
t com vários mı́nimos locais.

Para ilustrar esse fato considere a tomografia de fótons como tratado em [2]. Neste
caso o rúıdo é assumido Gaussiano, como ocorre em vários outros sistemas f́ısicos.
Então, a probabilidade de se obter os dados observados n, dado ρ(t), é:

P (n | ρ(t)) = 1

N0

∏

j

exp

[

−(nj − n̄j)
2

2σ̄2
j

]

, (4.6)

onde n̄j é o valor esperado, σ̄j é o desvio padrão (aproximado por
√
n̄j) para o número

de vezes que o j-ésimo resultado ocorreu, e N0 é um fator de normalização.
Segundo (3.6),

n̄j = Ntr (Πjρ(t)) , (4.7)

onde Πj é uma medição projetiva, e então, obtemos

P (n |ρ(t)) = 1

N0

∏

j

exp

[

−(Ntr (Πjρ(t))− nj)2
2Ntr (Πjρ(t))

]

, (4.8)
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e para maximizar tal função é suficiente minimizar a log-verossimilhança negativa:

F (ρ(t)) =
∑

j

[tr (Πjρ(t))− fj]2
2 tr (Πjρ(t))

=
1

2

∑

j

(

tr (Πjρ(t))− fj
√

tr (Πjρ(t))

)2

. (4.9)

Essa é uma função não-convexa de t, com vários mı́nimos locais. Por exemplo, se
consideramos a tomografia de um q-bit referente à polarização de um único fóton, a
matriz ρ(t) é:

ρ(t) =
1

t21 + t22 + t23 + t24

(

t21 t1t3 + i t1t4
t1t3 − i t1t4 t22 + t23 + t24

)

. (4.10)

Realizando medições projetivas com base em {|H〉, |V 〉, |D〉, |R〉} [2, 48], as quais cor-
respondem respectivamente a estados de polarização horizontal, vertical, diagonal e
circular-direita, temos:

tr (|H〉〈H|ρ) = 〈H|ρ(t)|H〉 = t21
t21 + t22 + t23 + t24

, (4.11)

tr (|V 〉〈V |ρ) = 〈V |ρ(t)|V 〉 = t22 + t23 + t24
t21 + t22 + t23 + t24

,

tr (|D〉〈D|ρ) = 〈D|ρ(t)|D〉 = 1

2

(

1 +
2t1t3

t21 + t22 + t23 + t24

)

,

tr (|R〉〈R|ρ) = 〈R|ρ(t)|R〉 = 1

2

(

1− 2t1t4
t21 + t22 + t23 + t24

)

.

Substituindo esses componentes na expressão (4.9), claramente obtemos uma função
não-convexa F (t). Os exemplos da Seção 4.1.4 ilustram esse fato.

Já que F (ρ(t)) é uma função não convexa de t, podemos encontrar problemas no pro-
cesso de otimização. Se minimizadores locais, não-globais existirem, o algoritmo pode
encontrar um minimizador local t∗, que não é global, e a matriz de densidade corres-
pondente ρ(t∗) pode não ser a EMV ρ̂.

Alguns trabalhos na área [2, 48, 91] consideram a existência de minimizadores locais
que não são globais. Neste caso, um bom chute inicial deve ser fornecido, para que
o algoritmo de otimização possa alcançar o minimizador global. Para superar essa
dificuldade, alguns autores propuseram pontos iniciais inteligentes para o método de
otimização, acreditando que esses pontos pudessem levar a convergência ao minimiza-
dor global. Por exemplo, em [48], o chute inicial é baseado em ρLM obtido da inversão
linear. No entanto, o cálculo desse ponto inicial, requer a solução de um sistema linear,
estimar autovalores, e fatoração matricial. Isso representa um alto custo computacio-
nal e torna-se proibitivo em sistemas grandes. Além disso, não há garantia de que o
minimizador global é alcançado.
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Na Seção 4.1.3 provamos que, contrariamente ao que se esperava, todos os minimi-
zadores locais t de F (ρ(t)) são equivalentes, no sentindo de que todos eles são globais
e, portanto, levam à mesma estimativa para a matriz de densidade ρ(t). Como F (ρ)
consideramos, não apenas a função (4.9) da tomografia de fótons, mas qualquer função
convexa de ρ em S. Em verdade, exploramos as propriedades matemáticas da aplicação
ρ(t), definida por (4.5), para provar que todos os minimizadores F (ρ(t)) são equivalen-
tes.

Primeiro, a Seção 4.1.2 trata da teoria necessária para provar que todos os minimi-

zadores de F (ρ(t)), para t ∈ R
d2

∗∗ =
{

t ∈ R
d2

∗ | ti 6= 0, ∀i = 1, . . . , d
}

, são de fato mini-

mizadores globais.

4.1.2 A aplicação ρ(t) e o conjunto viável S
Começamos esta seção considerando o problema geral de otimização de uma

função convexa f(x), tal que x ∈ Ω, com Ω também convexo, dada uma parametrização
x(t). Desenvolvemos condições suficientes para provar a equivalência entre os minimi-
zadores locais. Então, tratamos a otimização de F (ρ(t)) como um caso particular.

Considere o problema de otimização convexa

min
x

f(x)

s.a x ∈ Ω,
(4.12)

onde f é convexa no conjunto convexo Ω ⊂ R
n.

Seja x = x(t) uma aplicação cont́ınua e sobrejetiva x : D → Ω, D ⊂ R
n e considere o

seguinte problema de otimização irrestrita associado:

min
t∈D

φ(t) = f(x(t)). (4.13)

É elementar que se t∗ é um minimizador global de (4.13), então x∗ = x(t∗) é também um
minimizador global de (4.12). De fato, φ(t∗) ≤ φ(t) ∀t, ou seja, f(x(t∗)) ≤ f(x(t)) ∀t,
e como x(t) é sobrejetiva, isso implica que f(x∗) ≤ f(x), ∀x ∈ Ω.

Porém, em geral, métodos de otimização podem encontrar apenas minimizadores lo-
cais, e alguns minimizadores locais de (4.13) podem não ser globais. De fato, considere
o problema de minimizar f(x) = x2 em R, um problema convexo e a seguinte mudança
de variáveis x(t) = t(t−1)2+1. Claramente x(t) é cont́ınua e sobrejetiva em R. Porém,
observando o gráfico de f(x(t)), como função de t, na Figura 4.1, vemos claramente que
tal função apresenta minimizadores locais, não globais. Logo, precisamos de hipóteses
mais fortes sobre a aplicação x(t) para mostrar que todos os minimizadores locais de
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t

φ(t)

Figura 4.1: Nem todo minimizador local é global

(4.13) são globais.

Se x(t) é um homeomorfismo, sobre Ω, em subconjuntos Dα ⊂ D tais que D = ∪αDα,
então podemos provar o resultado desejado. Essa condição é mais fraca que pedir
que x(t) seja um homeomorfismo em D, e é mais facilmente satisfeita por algumas
aplicações, em particular a aplicação ρ(t) em TEQ.

Hipótese 4.1.1. Para a aplicação x(t), x : D → Ω, existem conjuntos Dα ⊂ D tais
que D = ∪αDα e, para cada Dα, x : Dα → Ω é um homeomorfismo.

Teorema 4.1.1. Seja x(t), x : D → Ω cont́ınua e sobrejetiva. Se a Hipótese 4.1.1 é
verificada, então qualquer minimizador local de (4.13) é global.

Demonstração. Seja t∗ um minimizador global de (4.13) e suponha que exista um
minimizador local, não-global t̂. Então, f(x(t̂)) ≤ f(x(t)) ∀t ∈ B(t̂, δ) ∩ D, mas
f(x(t∗)) < f(x(t̂)).

Seja x∗ = x(t∗) e x̂ = x(t̂). Usando a convexidade de f em Ω, e a relação f(x∗) < f(x̂),
temos:

f(λx∗ + (1− λ)x̂) ≤ λf(x∗) + (1− λ)f(x̂) < λf(x̂) + (1− λ)f(x̂) = f(x̂), ∀λ ∈ (0, 1).

Note que x̃ = λx∗ + (1− λ)x̂ ∈ Ω, ∀λ ∈ (0, 1), já que Ω é um conjunto convexo, e para
λ suficientemente próximo de zero, x̃ é tão próximo de x̂ quanto necessário, isto é, dado
ε > 0 existe λ > 0 tal que x̃ ∈ B(x̂, ε) ∩ Ω.

Como x(t) satisfaz a Hipótese 4.1.1, x(t) é um homeomorfismo de Dα sobre Ω, onde
Dα é tal que t̂ ∈ Dα. Logo, pela continuidade da inversa de x(t), dado δ0 > 0, existe
ε(δ0) > 0 tal que x̃ ∈ B(x̂, ε(δ0)) ∩ Ω implica em t̃ ∈ B(t̂, δ0) ∩ Dα, onde t̃ = x−1(x̃).
Em particular podemos escolher δ0 < δ. Portanto, existe t̃ ∈ B(t̂, δ) ∩ D tal que
f(x(t̃)) < f(x(t̂)), o que contradiz o fato de t̂ ser minimizador local.
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Os exemplos a seguir deixam claro o significado do Teorema 4.1.1.

Exemplo 1. Considere o problema

min
x

(x− 1)2

s.a x ≥ 0.
(4.14)

Parametrizando x = t2, temos que a restrição de positividade estará assegurada ∀t ∈ R.
Então temos o seguinte problema irrestrito em t:

min
t

(t2 − 1)2, (4.15)

cujo gráfico é apresentado na Figura 4.2. Perceba que os minimizadores locais dessa

t

φ(t)

Figura 4.2: Exemplo 1

função t = ±1, correspondem à solução do problema original x = 1. Note que para
t ≥ 0 ou t ≤ 0, x(t) = t2 cumpre a Hipótese 4.1.1.

Exemplo 2. Considere o problema

min
x,y

(x− 1)2 + (y − 1)2

s.a x+ y = 1,

x, y ≥ 0.

(4.16)

Parametrizando x = cos2 π
4
t e y = sin2 π

4
t, as restrições serão satisfeitas e obtemos o

problema irrestrito equivalente

min
t

(cos2
π

4
t− 1)2 + (sin2 π

4
t− 1)2. (4.17)

O gráfico da função objetivo deste problema unidimensional é apresentando na Fi-
gura 4.3. Observe que os mı́nimos locais desta função de t correspondem à solução do
problema original (x, y) = (1

2
, 1
2
). Perceba que (x(t), y(t)) é um homeomorfismo entre

cada um dos intervalos [0, 2] + 2n, para n ∈ Z, e o conjunto viável de (4.16).
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4.1. Mudança de Variáveis e Minimizadores locais

t

φ(t)

Figura 4.3: Exemplo 2

Exemplo 3. Considere o problema

min
x

(x+ 1)2

s.a x ≥ 0.
(4.18)

Considerando a parametrização x = t2, temos o problema irrestrito

min
t

(t2 + 1)2, (4.19)

cujo gráfico da função é apresentado na Figura 4.4. Note que a solução t = 0 corres-

t

φ(t)

Figura 4.4: Exemplo 3

ponde a x = 0, solução do problema original, que se encontra na fronteira do conjunto
viável.

Agora, como um caso particular dos resultados acima, provamos a equivalência entre
os minimizadores locais de F (ρ(t)). Para isso, precisamos mostrar que a Hipótese 4.1.1
é satisfeita para ρ(t) definido por (4.5). Em verdade, mostramos que ρ : Rd2

∗∗ → int (S)
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satisfaz 4.1.1, onde Rd2

∗∗ =
{

t ∈ R
d2

∗ | ti 6= 0, ∀i = 1, . . . , d
}

e int (S) é o interior relativo
de S.
Proposição 4.1.2. A hipótese 4.1.1 é satisfeita pela aplicação ρ : Rd2

∗∗ → int (S).
Demonstração. Primeiro, precisamos definir os conjuntos Dα,j tais que R

d2

∗∗ = ∪α,jDα,j.
O ı́ndice j é um-a-um com as posśıveis permutações de sinal dos elementos da diagonal
de T (t) (2d permutações de sinal posśıveis), ou seja,

Dα,j =
{

t ∈ R
d2

∗∗ | ‖t‖22 = α e t1, . . . , td cumprindo a j-ésima configuração de sinal
}

,

que implica em, para t ∈ Dα,j ,

ρ(t) =
1

α
T (t)†T (t).

A fatoração de Cholesky [35, 62] estabelece que uma matriz Hermitiana A é definida
positiva, se e somente se, existe uma única matriz triangular superior T com elementos
positivos na diagonal, tal que A = T †T . É importante destacar que a existência e
unicidade do fator triangular superior T são satisfeitas não apenas sob a condição de
que os elementos da diagonal são estritamente positivos, mas também para qualquer
ordem fixada de sinais dos elementos da diagonal de T . Além disso, o fator triangular
é cont́ınuo pois cada uma de suas entradas é uma composição de funções cont́ınuas das
entradas de A, [84].

Logo, ρ : Dα,j → int (S) define um homeomorfismo, pois é cont́ınua, bijetiva e tem
inversa cont́ınua, a qual é justamente o fator triangular superior com uma escolha fixa
de sinais da diagonal. Como R

d2

∗∗ = ∪α,jDα,j, então ρ : R
d2

∗∗ → int (S) cumpre a hipótese
4.1.1.

[

t1 0
t3 t2

] [

t1 t3
0 t2

]

t1

t2

t3

++

-+
- -

+ -

α = 1

α = 1

4

Figura 4.5: Particionando R
d2

∗∗ em conjuntos Dα,j

A Figura 4.5 mostra como os conjuntos Dα,j são definidos no caso de uma matriz
simétrica (entradas reais) 2× 2.
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4.1.3 Resultado principal: os minimizadores locais são globais

Nessa seção, usando o Teorema 4.1.1 e a Proposição 4.1.2, mostramos que
todos os minimizadores locais da função log-verossimilhança negativa F (ρ(t)) são glo-
bais. Para qualquer função convexa F (ρ), o problema de minimizar F (ρ) em S é um
problema de otimização convexa, onde os minimizadores locais ρ∗ são globais. De fato,
se temos um conjunto informacionalmente completo de medidas, então o minimizador
desse problema de otimização convexa é único.

Como temos um problema de otimização convexo e a aplicação ρ(t) satisfaz a Hipótese
4.1.1, como um corolário do Teorema 4.1.1 e da Proposição 4.1.2, estabelecemos o prin-
cipal resultado desta seção.

Corolário 4.1.3. Se F (ρ) é uma função convexa de ρ ∈ S, então todos os minimiza-
dores locais de F (ρ(t)), para t ∈ R

d2

∗∗, são globais.

Demonstração. Como F (ρ) é convexa em S então também é convexa em int (S). Logo,
minimizar F (ρ) em int (S) é um problema de otimização convexa. Segundo a Proposição
4.1.2 a aplicação ρ(t), ρ : Rd2

∗∗ → int (S), satisfaz a Hipótese 4.1.1, e então o Teorema
4.1.1 pode ser aplicado, o que implica que todos os minimizadores locais de F (ρ(t)) em
R
d2

∗∗ são globais.

O resultado prático fornecido pelo Corolário 4.1.3 é que não importa qual minimiza-
dor local de t̂ ∈ R

d2

∗∗ é encontrado. Todos eles são equivalentes, no sentido de que
levam à mesma matriz densidade ρ̂ = ρ(t̂) que corresponde à estimativa de máxima
verossimilhança. Em verdade, cada minimizador local é a solução única do problema

min
t∈Dα,j

F (ρ(t)), (4.20)

para cada α e j. Como ρ(t) é um homeomorfismo de Dα,j em int (S), se minimizar
F (ρ) em int (S) tem uma única solução, então (4.20) também terá solução única.
Por exemplo, o problema

min
t∈Rd2

F (ρ(t))

s.a ‖t‖22 = 1,

ti > 0 i = 1, . . . , d,

(4.21)

terá um único minimizador local t̂ e portanto global. Isso corresponde a α = 1 e j
associado aos sinais todos positivos dos elementos da diagonal t1, . . . , td.

Embora o resultado acima considere ρ(t) restrito a R
d2

∗∗ sobre int (S), é direto mostrar
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que esses conjuntos são densos em R
d2

∗ e S, respectivamente. Portanto, pela continui-
dade de F (ρ) e F (ρ(t)), temos

min
ρ∈S

F (ρ) = inf
ρ∈ int(S)

F (ρ) e min
t∈Rd2

∗

F (ρ(t)) = inf
t∈Rd2

∗∗

F (ρ(t)).

Portanto, na prática, é suficiente considerar Rd2

∗∗ ao invés de R
d2

∗ . Em verdade, é sufici-
ente considerar apenas um conjunto Dα,j, por exemplo, restringindo ‖t‖22 = 1 e ti > 0
para i = 1, . . . , d. Mas essas restrições tornam o problema de otimização mais dif́ıcil
que um problema irrestrito, e o Corolário 4.1.3 nos dá a garantia de que qualquer mi-
nimizador local do problema irrestrito em R

d2

∗∗ pode ser usado.

De fato, pontos que pertencem a R
d2

∗ \Rd2

∗∗ correspondem a matrizes densidade de posto
deficiente que estão na fronteira de S. Do ponto de vista de otimização numérica,
para métodos de pontos interiores, soluções na fronteira, em geral, são atingidas apenas
no limite. Isto é, numericamente, um ponto no interior suficientemente próximo da
solução da fronteira é declarado solução dentro de uma certa tolerância. Além disso,
a função log-verossimilhança negativa, por exemplo (4.9), pode não estar definida em
alguns estados da fronteira, dependendo do conjunto POVM escolhido. Do ponto de
vista experimental, matrizes na fronteira de S correspondem a estados com autovalores
nulos, por exemplo estados puros, que são raramente observados na prática devido a
dificuldades tanto na realização quanto a imperfeições no aparato experimental, levando
a dados experimentais com rúıdo.

Finalmente, destacamos que o resultado acima permanece válido para qualquer função
convexa F (ρ) em S. Em particular, podemos aplicar o resultado à função log-verossimi-
lhança negativa F (ρ) = − logP (n|ρ), pois quando P (n|ρ) é Gaussiana ou multinomial,
a função F (ρ) será convexa.

4.1.4 Experimentos Numéricos

Mencionamos que alguns artigos [2, 48, 91] consideram a possibilidade de encontrar
minimizadores locais que não são globais, ao minimizar a função (4.9). No entanto,
na Seção 4.1.3, mostramos que todos os minimizadores locais de F (ρ(t)) em R

d2

∗∗ são
também globais. O que pode ocorrer em alguns casos é a estagnação de certos métodos,
os quais não possuem propriedade de convergência global [54, 70] (tal propriedade não
deve ser confundida com convergência a minimizadores globais).

Definição 4.1.4. Seja F ∈ C1. Dizemos que um algoritmo de otimização para resolver

min
x∈Rn

F (x)

tem convergência global a pontos estacionários ( ∇F (x) = 0 ), se todo ponto de acu-
mulação de uma sequência de iterandos {xk}∞k=1 gerada pelo algoritmo é um ponto
estacionário de F (x).

46
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Alguns métodos de otimização irrestrita, por exemplo o conhecido método de Nelder-
Mead [19, 66], não possui propriedade de convergência global, isto é, um ponto de
estagnação pode não ser estacionário. Além disso, pacotes comerciais implementam
alguns métodos que não tem convergência global: por exemplo, a rotina fminsearch

do MATLAB, a qual implementa o método de Nelder-Mead, e a rotina FindMinimum do
Mathematica, a qual implementa o método de Powell [75]. Ambos os métodos, usados
em tomografia de estados quânticos, podem parar prematuramente, antes de alcançar
um minimizador local ou um ponto estacionário.

Mesmo métodos que tenham propriedade de convergência global podem ainda parar
prematuramente por conta de dificuldades numéricas. Desse modo, é importante in-
vestigar qual critério de parada foi acionado, a fim de evitar conclusões equivocadas.
Na prática, geralmente esperamos que um algoritmo de otimização possa encontrar, ao
menos, um ponto ε−estacionário x∗, isto é, ‖∇F (x∗)‖ < ε. Entretanto, o problema de
otimização pode ser mal escalado, ou tão dif́ıcil, que outro critério de parada deve ser
empregado para evitar que o algoritmo itere indefinidamente. Normalmente, critérios
de estagnação como mudanças muito pequenas nas variáveis ‖xk+1 − xk‖ < εx ou na
função objetivo |F (xk+1)− F (xk)| < εF são usados e, limitantes superiores são fixados
para o número máximo de iterações ou avaliações de função. Como é prefeŕıvel parar
com o critério de ε−estacionariedade, as demais tolerâncias devem ser menores que ε,
por exemplo εx = εF = ε2 quando 0 < ε≪ 1.

Uma outra consequência indesejável da parametrização (4.5) é que quando ‖t‖ → ∞,
‖∇tF (ρ(t))‖ → 0. Logo, algoritmos de otimização usando como critério de parada
‖∇F (ρ(t))‖ < ε, podem parar em pontos t com ‖t‖ grande, mesmo se t não é um
minimizador de (4.9). Portanto, limitantes artificiais nas variáveis devem ser usados
para evitar tal situação.

Os próximos exemplos mostram o que pode resultar em soluções indesejáveis em TEQ
ao usar métodos inapropriados, sem propriedade de convergência global ou numerica-
mente instáveis. Para tais exemplos, fixamos as tolerâncias em εx = εF = 10−8 e o
número máximo de iterações e avaliações de função como M = 2 × 200 × n, onde n é
o número de variáveis do problema de otimização, e 200 × n é o limite padrão usado
na rotina fminsearch do MATLAB. Pode-se definir essas tolerâncias usando a rotina
optimset. Infelizmente, MATLAB usa a mesma tolerância na variação da função objetivo
e na norma do gradiente, εF = ε, e não há opção de usar tolerâncias distintas para estes
testes. Nos exemplos 1 e 2, usamos ε = 10−8.

Exemplo 1. Considere ρ = |H〉〈H| como o estado verdadeiro que desejamos iden-
tificar com a tomografia. Os valores esperados para medições projetivas baseadas em
{|H〉, |V 〉, |D〉, |R〉}, e perturbados por algum tipo de erro (gerados computacionalmente
com base em uma distribuição Gaussiana), tem o papel de frequências experimentais
normalizadas: fH = 0.9990, fV = 0.0002, fD = 0.4995, fR = 0.4994. Usando a rotina
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fminsearch do MATLAB R2009a, com ponto inicial t0 = (−0.0001, 0.999, 0.001, 0.999)T ,
recuperamos a seguinte matriz:

ρ =

[

0.2219 −0.3634 + 0.0002i
−0.3634− 0.0002i 0.7781

]

.

A rotina de otimização parou após k = 595 iterações, com valor de função objetivo
F̄ = 2.2316, e norma do gradiente

∥

∥∇F̄
∥

∥ = 0.0013. O critério de parada acionado foi
‖x̄− xl‖∞ ≤ εx e

∣

∣f̄ − fl
∣

∣ ≤ εF , onde f̄ = f(x̄) é o valor de função no melhor ponto x̄
e fl’s são os valores de função em outros pontos do simplex xl’s.
Por outro lado, usamos também a rotina lsqnonlin para problemas de quadrados
mı́nimos não lineares, do MATLAB R2009a, considerando a estrutura especial da função
(4.9). Fornecendo as derivadas parciais para construir a matriz Jacobiana, a rotina
executa um algoritmo de região de confiança [18]. Usando o mesmo ponto inicial,
obtemos:

ρ =

[

0.9998 −0.0005 + 0.0006i
−0.0005− 0.0006i 0.0002

]

,

com F̄ = 3.2 × 10−7,
∥

∥∇F̄
∥

∥ = 5.3024 × 10−10, após k = 22 iterações. Perceba a di-
ferença entre as normas dos gradientes nesses dois casos. Claramente, o primeiro não
corresponde a um ponto estacionário, tampouco um minimizador local.

Outro aspecto importante é a não unicidade da parametrização ρ(t). Considere o
mesmo conjunto de dados acima. Usando lsqnonlin a partir do ponto inicial t0 =
(1, 0.001, 0, 0)T , obtemos a solução

t̂ = (0.999, 0.0141, −0.0005, 0.0006)T ,

a qual fornece a matriz

ρ(t̂) =

[

0.9998 −0.0005 + 0.0006i
−0.0005− 0.0006i 0.0002

]

.

Iniciando de outro ponto t′0 = (−1, −0.001, 0, 0)T , a solução é

t′ = (−0.999, −0.0141, 0.0005, −0.0006)T ,

a qual fornece a matriz

ρ(t′) =

[

0.9998 −0.0005 + 0.0006i
−0.0005− 0.0006i 0.0002

]

.

Ambos t̂ e t′ satisfazem o critério numérico de estacionariedade ‖∇F‖ < ε. Apesar
de minimizadores locais distintos, recuperamos a mesma matriz de densidade, compro-
vando o que comentamos na Seção 4.1.1.
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Exemplo 2. Considere os seguintes dados experimentais extráıdos de um conjunto
completo de medidas sobre os graus de liberdade de polarização de dois fótons gera-
dos pelo processo de conversão paramétrica descendente [2], onde o estado preparado é
quase puro:

n1 = 3043 n5 = 1546 n9 = 1556 n13 = 1070
n2 = 32 n6 = 1283 n10 = 122 n14 = 1048
n3 = 2159 n7 = 938 n11 = 1271 n15 = 1611
n4 = 19 n8 = 1595 n12 = 1621 n16 = 114.

Primeiro, usamos fminsearch do MATLAB R2009a, com chute inicial ti = 1/
√
d para

i ≤ d e ti = 0, para i > d (correspondendo ao estado maximamente misto , I/d). O
algoritmo pára porque o número máximo de avaliações de função (2×16×200 = 6400)
foi atingido. A matriz de densidade recuperada é apresentada na Figura 4.6 e apresenta
pureza tr (ρ21) = 0.5298.
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Figura 4.6: Partes real (esquerda) e imaginária (direita) da matriz de densidade do
Exemplo 2 usando o solver fminsearch do MATLAB.

Em seguida, usamos lsqnonlin do MATLAB R2009a, com o mesmo ponto inicial, e
obtemos a matriz de densidade da Figura 4.7, com pureza tr (ρ22) = 0.9008.

Exemplo 3. Para concluir os experimentos numéricos e destacar o significado do Co-
rolário 4.1.3, consideramos o estado ρ = |R〉〈R|, e as frequências normalizadas fH = 0.5,
fV = 0.5, fD = 0.5 e fR = 1. A teoria apresentada na Seção 4.1.3 nos diz que a solução
do problema de minimizar F (ρ(t)) em Dα,j é única, para cada α e j. Logo, se incluirmos
a restrição ‖t‖22 = 1, isto é, fixando α = 1 e escolhendo uma ordem de sinais dentre
++,+−,−+,−−, no caso de matrizes 2 × 2, então teremos exatamente uma solução.
Para testar esse fato numericamente, definimos quatro problemas de minimizar F (ρ(t))
sujeito a ‖t‖22 = 1 e para cada problema as restrições: t1 > 0 e t2 > 0, t1 > 0 e
t2 < 0, t1 < 0 e t2 > 0, t1 < 0 e t2 < 0. Para cada escolha de sinais, usamos um
procedimento multistart [45], gerando 23 pontos iniciais aleatórios com componentes
no intervalo [−1, 1], que foram usados pela rotina fmincon para resolver os problemas
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Caṕıtulo 4. Máxima Verossimilhança
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Figura 4.7: Partes real (esquerda) e imaginária (direita) da matriz de densidade do
Exemplo 2 usando o solver lsqnonlin do MATLAB. Derivadas parciais foram fornecidas.

de otimização restrita. Usamos as tolerâncias εx = εF = 10−12 e consideramos que um
problema é resolvido somente se a medida de otimalidade de primeira ordem é menor
que ε = 10−6, descartando soluções que não cumpram esse critério. Consideramos, para
cada escolha de sinais, uma lista de soluções, e assim que uma nova solução candidata
t̂ é obtida, a inclúımos na lista somente se

∥

∥t̂− t
∥

∥

2
> 10−2. Para cada escolha de

sinais, cada lista tem apenas um membro como mostra a Tabela 4.1. Este experimento

++ +− −+ −−
t1 0.7071 0.7071 -0.7071 -0.7071
t2 0.0024 -0.0000 0.0001 -0.0002
t3 0.0000 0.0000 -0.0000 0.0000
t4 -0.7071 -0.7071 0.7071 0.7071

Tabela 4.1: Soluções para cada ordenação de sinais, após 23 pontos iniciais aleatórios.

numérico confirma o esperado pela teoria das Seções 4.1.2 e 4.1.3.

Esses exemplos esclarecem a natureza dos minimizadores locais de F (ρ(t)) e ilustram
alguns eqúıvocos que podem ocorrer na minimização da função log-verossimilhança ne-
gativa, destacando a importância de métodos de otimização com garantias teóricas de
convergência e estáveis numericamente, assim como a análise dos critérios de parada e
tolerâncias.

4.1.5 Conclusões desta seção

Nesta seção, mostramos que a estimação por máxima verossimilhança através
da parametrização (4.5), quando usada com métodos de otimização numérica apropri-
ados, é um procedimento eficaz para estimar a matriz de densidade em Tomografia de
Estados Quânticos. Provamos que apesar dessa abordagem implicar em um problema
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de otimização irrestrito com possivelmente vários minimizadores, todos eles são glo-
bais. Portanto, usando-se um método de otimização numérica globalmente convergente
e numericamente estável, uma solução local, que também é global, será encontrada in-
dependentemente do ponto inicial.

Isso tem consequências práticas importantes, pois como foi discutido, a utilização de
ponto iniciais mais elaborados representa um custo computacional adicional, tornando
assim proibitiva para reconstrução de estados quânticos de um número grande de q-bits.

Mais ainda, contrariamente ao que era assumido por trabalhos anteriores, nossos exem-
plos mostram que falhas na estimação da matriz de densidade ótima estão mais rela-
cionados ao uso de rotinas de otimização inapropriadas que não tem propriedade de
convergência global ou sofrem de instabilidade numérica. Esse fato foi provavelmente
confundido com a existência de minimizadores locais não-globais no processo de mini-
mização da função log-verossimilhança negativa. Portanto, devemos ser cuidadosos na
escolha e análise dos critérios de parada e tolerâncias utilizadas.

Por fim, nossos resultados sobre a parametrização ρ(t) e os minimizadores locais de
F (ρ(t)) permanecem válidos para qualquer função convexa de ρ, F (ρ).

4.2 Algoritmo RρR e Convergência Global

Nessa seção, discutimos o algoritmo RρR [46] para resolver o problema de
otimização que surge na estimação por Máxima Verossimilhança.

Seguindo [46, 47], consideramos medidas descritas por um conjunto POVM {Ei}i
Ei �, 0

∑

i

Ei = I,

e uma verossimilhança definida por uma distribuição multinomial, para um conjunto
de frequências normalizadas {fi}:

L(ρ) ∝
∏

i

pi(ρ)
Nfi ,

onde pi(ρ) = tr (Eiρ). Como a função log-verossimilhança é mais tratável, nosso obje-
tivo é encontrar ρ que resolve o problema

max
ρ

∑

i

fi log pi(ρ) ≡ f(ρ)

s.a tr (ρ) = 1

ρ � 0.

(4.22)
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Vamos estudar um algoritmo espećıfico para a resolução de (4.22), proposto em [46,47],
que tira proveito da estrutura do problema e, em geral, funciona bem na prática.

Considere o gradiente da função objetivo f(ρ), dado por

∇f(ρ) =
∑

i

fi
tr (Eiρ)

Ei ≡ R(ρ). (4.23)

Aplicando as condições de otimalidade de Karush-Kuhn-Tucker (KKT) [59,70] ao pro-
blema (4.22), temos

−R(ρ) + λ0I − S = 0, (4.24)

tr (ρ) = 1, ρ � 0, (4.25)

Sρ = 0, S � 0, (4.26)

ou equivalentemente

tr (ρ) = 1, ρ � 0, (4.27)

(R(ρ)− λ0I)ρ = 0, −R(ρ) + λ0I � 0. (4.28)

Tomando o traço na igualdade em (4.28) e usando (4.27) temos que

λ0 = tr (R(ρ)ρ) = 1.

Assumindo que na solução ρ ≻ 0, temos que uma matriz de densidade positiva ρ resolve
(4.22) se satisfaz a equação extrema

R(ρ)ρ = ρ, (4.29)

ou equivalentemente
R(ρ)ρR(ρ) = ρ. (4.30)

Se a matriz de densidade ρ é restrita às matrizes diagonais, a solução de (4.29) pode ser
obtida pelo algoritmo Expectation-Maximization (EM) [93]. O algoritmo EM garante
que a verossimilhança aumenta a cada iteração e converge a um ponto fixo de (4.29).
No entanto, o algoritmo EM não pode ser aplicado ao problema quântico, pois sem a
restrição diagonal ele pode não preservar a positividade da matriz. Em [47], foi proposto
um método iterativo baseado na equação (4.30), chamado RρR:

ρk+1 = N
[

R(ρk)ρkR(ρk)
]

,

onde N é uma constante de normalização que garante traço unitário.

Note que a positividade é preservada explicitamente a cada iteração. Outra proprie-
dade notável do algoritmo RρR é seu custo computacional: a cada iteração é necessário
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apenas calcular produtos matriz-matriz. Esta é uma iteração bem barata comparada a
uma iteração de um método de pontos-interiores para SDP, por exemplo.

Embora o algoritmo RρR seja uma generalização do algoritmo EM, sua convergência
não é garantida em geral. Em [79], é apresentado um contra-exemplo onde o método
cicla. Por esse motivo, aquele trabalho propõe uma versão “dilúıda do algoritmo” RρR,
que chamaremos RρR Dilúıdo.

A ideia é controlar o tamanho de passo a cada iteração, através de uma combinação
entre o operador R(ρ) e o operador identidade:

ρk+1 = N
[

I + tR(ρk)

1 + t

]

ρk
[

I + tR(ρk)

1 + t

]

, (4.31)

controlada pelo parâmetro t > 0, e onde N é uma constante de normalização. É
importante notar que à medida que t→∞ a iteração tende à iteração RρR. Além disso,
quando t > 0 é suficientemente pequeno, é provado que a função de verossimilhança é
estritamente aumentada, sempre que R(ρ)ρ 6= ρ. Também é demonstrado que o RρR
Dilúıdo é convergente à matriz de densidade de máxima verossimilhança se o ponto
inicial é o estado maximamente misto ρ0 = (1/d)I e se, a cada iteração, o valor ótimo
de t é utilizado

t = argmax
t>0

f(ρk+1(t)). (4.32)

Em programação não-linear [8,59,70], isto é chamado de busca linear exata. Ainda que
a convergência possa ser obtida usando tal estratégia, em geral, resolver (4.32) pode ser
caro computacionalmente. Em [79] os autores demonstram a convergência global com
busca linear exata. No entanto, sugerem que na prática deve-se usar um esquema ad
hoc para se determinar o melhor valor fixo para o parâmetro t a ser usado por todas as
iterações.

Aqui, ao invés de impor (4.32), propomos uma busca linear inexata para determinar o
tamanho de passo t a cada iteração (4.31). Não procuramos o valor ótimo de t > 0, mas
qualquer valor que assegure uma melhoria suficiente na log-verossimilhança. Provamos
que este procedimento está bem definido e que, empregando-o, e usando como matriz
inicial qualquer ρ0 ∈ int (S), as iterações (4.31) convergem à solução de (4.22). A imple-
mentação da busca linear inexata é direta e apresentamos alguns exemplos mostrando
que essa estratégia é superior ao procedimento ad hoc de usar um valor fixo para t.

Na Subseção 4.2.1 revisamos a teoria de convergência global em programação não-linear
necessária às nossas demonstrações. A Subseção 4.2.2 apresenta a prova de convergência
global do algoritmo RρR Dilúıdo usando busca linear inexata e a condição de Armijo.
Exemplos ilustrando as diferenças e similaridades de nosso proposta com a tradicio-
nal (tamanho de passo fixo) são apresentados na Subseção 4.2.3. A Subseção 4.2.4
apresenta algumas considerações finais.
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4.2.1 Convergência global de algoritmos de subida

Esta subsecção está baseada na referência [8].

Considere o seguinte problema de maximização

max
x

f(x)

s.a x ∈ Ω,
(4.33)

onde f : Rn → R é uma função continuamente diferenciável e Ω ∈ R
n é um conjunto

convexo.

Dada a aproximação xk para a solução de (4.33), métodos de direção de subida ten-
tam melhorar o valor atual da função objetivo gerando uma direção de busca dk e
atualizando o iterando

xk+1 = xk + tkd
k, (4.34)

onde tk é o tamanho de passo.

Dizemos que a direção dk é uma direção de subida no iterando xk se

∇f(xk)Tdk > 0.

Isso assegura que, para um tamanho de passo tk > 0 suficientemente pequeno, o valor
da função objetivo é aumentado. Dizemos que uma direção de subida dk é fact́ıvel se
xk+1 definido em (4.34) pertence a Ω para tk ∈ (0, ε), para algum ε > 0.

Desse modo, a iteração (4.34) pode ser repetida enquanto houver uma direção fact́ıvel e
de subida. Se em algum ponto x∗ não há direção fact́ıvel e de subida, dizemos que x∗ é
um ponto estacionário. Sabemos que todo maximizador local é um ponto estacionário,
mas a rećıproca não é verdadeira em geral. Se a função f é côncava no conjunto convexo
Ω, então todo ponto estacionário é também um maximizador.

Um algoritmo de maximização para (4.33) é dito globalmente convergente [8, 70] se
todo ponto limite da sequência gerada pelo algoritmo é um ponto estacionário, inde-
pendentemente do ponto inicial x0. Embora direções fact́ıveis e de subida assegurem
que, para tk > 0 suficientemente pequeno, podemos aumentar o valor da função, isso
não é suficiente para assegurar a convergência global. A razão é que um acréscimo sim-
ples, f(xk+1) > f(xk), na função ao longo de tal direção é um objetivo muito modesto,
e contra-exemplos unidimensionais são facilmente constrúıdos [59]. Para atingir ma-
ximizadores locais, ou pelo menos pontos estacionários, um aumento suficiente a cada
iteração se faz necessário.

Uma escolha natural para tk, quando pensamos em maximizar a função objetivo na
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direção dk, é a solução do problema:

tk = argmaxt f(x
k + tdk), (4.35)

o que é chamado de busca linear exata. No entanto, encontrar o maximizador global
de f ao longo da direção dk é por si só um problema dif́ıcil, e a menos que a função f
tenha uma estrutura especial, como uma quadrática por exemplo, o esforço computa-
cional pode ser considerável.

Para evitar o esforço computacional de (4.35), uma busca linear inexata pode ser re-
alizada. Um esquema bastante natural consiste na redução sucessiva do tamanho do
passo. Uma vez que a busca é ao longo de uma direção de subida, eventualmente para
tk pequeno, podemos obter f(xk + tkd

k) > f(xk). Mas, esse aumento simples pode não
evitar algumas dificuldades de convergência. Uma posśıvel estratégia é usar a regra de
Armijo, a qual demanda um tamanho de passo t tal que uma melhoria substancial na
função objetivo seja obtida:

f(xk + tdk) > f(xk) + γt ∇f(xk)Tdk, (4.36)

onde γ ∈ (0, 1). Podemos diminuir o tamanho de passo t até que a condição (4.36) seja
verificada. Há outras alternativas à redução sucessiva do tamanho do passo, como por
exemplo, estratégias baseadas em interpolação quadrática ou cúbica [70].

Além da escolha do tamanho do passo, condições sobre as direções de subida dk também
são necessárias para se evitar certos problemas. Por exemplo, não é desejável ter
direções dk com norma pequena quando estamos longe da solução. É também ne-
cessário evitar que uma sequência de direções

{

dk
}

torne-se ortogonal ao gradiente de
f pois, neste caso, a derivada direcional é praticamente zero e então pouco ou nenhum
progresso na função objetivo pode ser obtido. Uma condição geral que evita tais pro-
blemas é denominada gradient related [8].

Definição 4.2.1 (Gradient related). Uma sequência de direções
{

dk
}

é gradient related
se, para qualquer subsequência

{

xk
}

k∈K que converge a um ponto não estacionário, a

correspondente subsequência de direções
{

dk
}

k∈K é limitada e satisfaz

lim
k→∞

inf
k∈K
∇f(xk)Tdk > 0.

Essa condição significa que
∥

∥dk
∥

∥ não se torna “tão pequena”ou “tão grande”em relação
a
∥

∥∇f(xk)
∥

∥ e que dk e ∇f(xk) não serão ortogonais.

Se um algoritmo gera direções fact́ıveis e de subida que satisfazem a condição gra-
dient related e os tamanhos de passo são escolhidos segundo a regra de Armijo, então é
posśıvel provar a convergência global [8].
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Teorema 4.2.2 (Convergência global). Seja
{

xk
}

uma sequência gerada por um método
de direções fact́ıveis e de subida xk+1 = xk+ tkd

k, e assuma que
{

dk
}

é gradient related
e tk é escolhido pela regra de Armijo. Então, todo ponto limite de

{

xk
}

é um ponto
estacionário.

Demonstração. Veja [8, Proposição 2.2.1].

4.2.2 Convergência global do RρR Dilúıdo

Lembrando que R(ρ) ≡ ∇f(ρ), vamos reescrever a iteração (4.31) como

ρk+1 =
(I + t∇f(ρk)) ρk (I + t∇f(ρk))

tr ((I + t∇f(ρk)) ρk (I + t∇f(ρk))) ≡ G(ρk). (4.37)

Esta expressão pode ser vista como uma iteração de ponto fixo. Expandindo-a, obtemos

G(ρ) =
ρ+ t (∇f(ρ)ρ+ ρ∇f(ρ)) + t2∇f(ρ)ρ∇f(ρ)

1 + 2t + t2tr (∇f(ρ)ρ∇f(ρ)) . (4.38)

Note que ρ∗ é um ponto fixo de G(ρ), G(ρ∗) = ρ∗, para t > 0, se as seguintes condições
são satisfeitas

ρ∗ = ∇f(ρ∗)ρ∗∇f(ρ∗) = ∇f(ρ∗)ρ∗. (4.39)

Se as condições acima são verificadas para uma matriz definida positiva e de traço
um ρ∗, então as condições de otimalidade, (4.24)-(4.26), para o problema (4.22) são
satisfeitas e ρ∗ é a estimativa de máxima verossimilhança.

Lema 4.2.3. Para qualquer ρ ∈ int (S) temos que

tr (∇f(ρ)ρ) = 1.

Demonstração. Consequência direta de (4.23).

Lema 4.2.4. Para ρ ∈ int (S), temos que

tr (∇f(ρ)ρ∇f(ρ)) ≥ 1,

com igualdade se e somente se ρ = ∇f(ρ)ρ.
Demonstração. Pelo Lema 4.2.3

1 = tr (∇f(ρ)ρ) = tr
(

∇f(ρ)ρ1/2ρ1/2
)

,

e aplicando Cauchy-Schwarz, obtemos

1 =
∣

∣tr
(

∇f(ρ)ρ1/2ρ1/2
)∣

∣

2 ≤ tr (∇f(ρ)ρ∇f(ρ)) tr (ρ) = tr (∇f(ρ)ρ∇f(ρ)) .

A igualdade na desigualdade de Cauchy-Schwarz ocorre quando ∇f(ρ)ρ1/2 = αρ1/2, ou
equivalentemente, quando ∇(ρ)ρ = ρ.
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Vamos simplificar a expressão (4.38), definindo, para algum ρ,

q(t) = 1 + 2t+ t2tr (∇f(ρ)ρ∇f(ρ)) .

Como tr (∇f(ρ)ρ∇f(ρ)) ≥ 1, pelo Lema 4.2.4, temos que q(t) ≥ 1 para todo t ≥ 0.
Além disso, se ρ ∈ S, então G(ρ) ∈ S, para qualquer t ≥ 0, consequência de (4.37).
Assim, G(ρ) define um caminho no espaço de matrizes de densidade S, parametrizado
por t tal que, quando t→ 0, G(ρ)→ ρ, e quando t→∞, G(ρ)→ ρ̃, onde

ρ̃ =
∇f(ρ)ρ∇f(ρ)

tr (∇f(ρ)ρ∇f(ρ)) ,

como no algoritmo RρR original [46].

Além disso, definimos a matriz

ρ̄ =
∇f(ρ)ρ+ ρ∇f(ρ)

2
. (4.40)

Ao contrário de ρ̃, a matriz ρ̄, em geral, não está no conjunto S.

Agora, reescrevendo a expressão (4.38), obtemos

G(ρ) =
1

q(t)
ρ+

2t

q(t)
ρ̄+

t2tr (∇f(ρ)ρ∇f(ρ))
q(t)

ρ̃. (4.41)

Portanto, temos uma combinação convexa das matrizes ρ, ρ̄ e ρ̃ e o caminho definido
por t está no interior do conjunto convexo cujos pontos extremos são ρ, ρ̄ e ρ̃, como
mostra a Figura 4.8.

ρk

ρ̄k

ρ̃k

D̄k

D̃k

tr (ρ) = 1

(t→∞)

(t = 0)

ρk+1(t)

S

Figura 4.8: Interpretação geométrica de G(ρk) como um caminho (curva) em S, para-
metrizado por t.
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Por fim, definindo as direções

D̄ = ρ̄− ρ, (4.42)

D̃ = ρ̃− ρ, (4.43)

e usando (4.41), obtemos

G(ρ) = ρ+
2t

q(t)
D̄ +

t2tr (∇f(ρ)ρ∇f(ρ))
q(t)

D̃,

que fornece uma iteração como (4.34)

ρ̂ = G(ρ) = ρ+ tD,

onde

D =
2

q(t)
D̄ +

t tr (∇f(ρ)ρ∇f(ρ))
q(t)

D̃. (4.44)

A direção de busca D é uma combinação cônica das direções D̄ e D̃ (Figura 4.8). É
importante provar que essas direções são fact́ıveis e de subida.

Proposição 4.2.5. As direções D̄ e D̃ são direções fact́ıveis e de subida para qualquer
ponto não estacionário ρ.

Demonstração. Para provar que D̄ é uma direção de subida precisamos mostrar que

tr
(

∇f(ρ)D̄
)

> 0.

Usando a definição de D̄, temos

D̄ = ρ̄− ρ = ∇f(ρ)ρ+ ρ∇f(ρ)
2

− ρ.

Para um ponto não estacionário ρ, isto é, ∇f(ρ)ρ 6= ρ, temos pelo Lema 4.2.4 que

tr
(

∇f(ρ)D̄
)

= tr (∇f(ρ)ρ∇f(ρ))− tr (∇f(ρ)ρ) = tr (∇f(ρ)ρ∇f(ρ))− 1 > 0,

implicando que D̄ é uma direção de subida. Se ρ ≻ 0, então existe t > 0 tal que
ρ+ tD̄ ∈ S, logo a direção é fact́ıvel.

De forma similar para D̃

tr
(

∇f(ρ)D̃
)

=
tr (∇f(ρ)∇f(ρ)ρ∇f(ρ))

tr (∇f(ρ)ρ∇f(ρ)) − 1 > 0.

Como ρ̃ ∈ S, para t ∈ (0, 1], temos também ρ+ tD̃ ∈ S.
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Como a direção D é uma combinação positiva de direções fact́ıveis e de subida, ela
é também uma direção fact́ıvel e de subida. Para provar que a sequência de direções
{

Dk
}

é gradient related, precisamos dos lemas a seguir.

Lema 4.2.6. Para ρk ≻ 0 e tr
(

ρk
)

= 1, a matriz ρ̄k definida em (4.40), é solução do
seguinte problema

max
ρ

tr
(

∇f(ρk)(ρ− ρk)
)

− 1

2
tr
(

(ρ− ρk)ρk−1
(ρ− ρk)

)

s.a tr (ρ) = 1
(4.45)

Demonstração. Escrevendo as condições de otimalidade

−∇f(ρk) + 1

2

[

(ρ− ρk)ρk−1
+ ρk

−1
(ρ− ρk)

]

+ λ0I = 0, (4.46)

tr (ρ) = 1. (4.47)

Na equação (4.46), multiplicando a direita por ρk e tomando o traço, temos

−tr
(

∇f(ρk)ρk
)

+ tr
(

ρ− ρk
)

+ λ0tr
(

ρk
)

= 0,

que implica em λ0 = 1. Assim, de

−∇f(ρk) + 1

2

[

(ρ− ρk)ρk−1
+ ρk

−1
(ρ− ρk)

]

+ I = 0,

obtemos que

ρρk
−1

+ ρk
−1
ρ = ∇f(ρk).

Impondo a simetria na solução ρ, e usando a simetria de ρk e ∇f(ρk), conclúımos que

ρ = ∇f(ρk)ρk = ρk∇f(ρk) = ∇f(ρ
k)ρk + ρk∇f(ρk)

2
= ρ̄k.

Lema 4.2.7. A sequência de direções
{

D̄k
}

, associada à sequência
{

ρk
}

, definida por

ρk+1 = ρk + t D̄k,

satisfaz

lim
k→∞

inf
k∈K

tr
(

∇f(ρk)(ρ̄k − ρk)
)

> 0.

para toda subsequência
{

ρk
}

k∈K convergindo a um ponto não estacionário ρ′.
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Caṕıtulo 4. Máxima Verossimilhança

Demonstração. Suponha que há uma subsequência
{

ρk
}

k∈K convergindo a um ponto

não estacionário ρ′. O Lema 4.2.6 nos diz que ρ̄k é solução de (4.45). Logo, em ρ̄k, o
gradiente da função objetivo de (4.45) é ortogonal ao hiperplano tr (ρ) = 1, ou seja

tr

([

∇f(ρk)− 1

2

(

(ρ̄k − ρk)(ρk)−1 + (ρk)−1(ρ̄k − ρk)
)

]

(ρ− ρ̄k)
)

= 0,

∀ρ tal que tr (ρ) = 1. Como o conjunto viável de (4.45) contem S, temos que

tr

([

∇f(ρk)− 1

2

(

(ρ̄k − ρk)(ρk)−1 + (ρk)−1(ρ̄k − ρk)
)

]

(ρ− ρ̄k)
)

= 0, ∀ρ ∈ S.

Expandindo a expressão acima, obtemos

tr
(

∇f(ρk)(ρ− ρ̄k)
)

= −1
2

[

tr
(

(ρk − ρ̄k)(ρk)−1(ρ− ρ̄k)
)

+ tr
(

(ρ− ρ̄k)(ρk)−1(ρk − ρ̄k)
)]

,

∀ρ ∈ S. Em particular, para ρ = ρk,

tr
(

∇f(ρk)(ρ̄k − ρk)
)

= tr
(

(ρk − ρ̄k)(ρk)−1(ρk − ρ̄k)
)

=
∥

∥ρk − ρ̄k
∥

∥

2

(ρk)−1
. (4.48)

Pela continuidade da solução do problema no Lema (4.2.6), temos

lim
k→∞, k∈K

ρ̄k = ρ̄ =
∇f(ρ′)ρ′ + ρ′∇f(ρ′)

2
.

Tomando limite em (4.48), obtemos

lim
k→∞

inf
k∈K

tr
(

∇f(ρk)(ρ̄k − ρk)
)

= ‖ρ′ − ρ̄‖2(ρ′)−1 > 0.

Como ρ′ é não estacionário, o lado direito da desigualdade acima é positivo, completando
a prova.

Usando os lemas anteriores, podemos mostrar que a sequência de direções
{

Dk
}

é
gradient related. Assim, escolhendo o tamanho de passo tk a cada iteração de modo
a satisfazer a condição de Armijo, (4.36), podemos obter um algoritmo globalmente
convergente segundo o Teorema 4.2.2.

Proposição 4.2.8. A sequência de direções
{

Dk
}

é gradient related.

Demonstração. Primeiro, vamos mostrar que
{

Dk
}

é limitada. De fato, ρk+1(tk) =
ρk + tkD

k = G(ρk) está em S, uma vez que ρk ≻ 0 e tk ≥ 0 por definição. Em parti-
cular, para tk = 1, temos ρk+1(1) = ρk +Dk ∈ S, e como S é limitado, então

{

Dk
}

é
também limitado.

Agora, seja
{

ρk
}

k∈K uma subsequência da sequência
{

ρk
}

definida por ρk+1 = ρk+tkD
k.
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Suponha que
{

ρk
}

k∈K converge a um ponto não estacionário ρ′. Usando a definição de

Dk, obtemos

tr
(

∇f(ρk)Dk
)

=
2

q(tk)
tr
(

∇f(ρk)D̄k
)

+
tktr

(

∇f(ρk)ρk∇f(ρk)
)

q(tk)
tr
(

∇f(ρk)D̃k
)

.

O segundo termo do lado direito é não negativo, então

tr
(

∇f(ρk)Dk
)

≥ 2

q(tk)
tr
(

∇f(ρk)D̄k
)

.

Considerando tk ∈ (0, tmax], temos

tr
(

∇f(ρk)Dk
)

≥ 2

q(tmax)
tr
(

∇f(ρk)D̄k
)

.

Tomando limite na subsequência convergindo ao ponto não estacionário,

lim
k→∞

inf
k∈K

tr
(

∇f(ρk)Dk
)

≥ 2

q(tmax)
lim
k→∞

inf
k∈K

tr
(

∇f(ρk)D̄k
)

,

e usando o Lema 4.2.7,
lim
k→∞

inf
k∈K

tr
(

∇f(ρk)Dk
)

> 0,

que implica que
{

Dk
}

é gradient related.

Usando o fato de
{

Dk
}

ser gradient related, ao invés de um esquema de busca linear
exata para determinar o tamanho de passo tk, podemos usar um esquema de busca linear
inexata e atribuir a tk qualquer valor positivo que satisfaça a condição de Armijo:

f(ρk + tDk) ≥ f(ρk) + γ t tr
(

∇f(ρk)Dk
)

. (4.49)

Dessa forma, os passos do algoritmo que usa busca linear inexata são os seguintes:

Algoritmo 4.2.1.

Passo 0. Dados ρ0 ≻ 0 tal que tr (ρ0) = 1, tmax > 0 e 0 < α0 < α1 < 1, defina
k = 0 e t0 = tmax.

Passo 1. Se algum critério de parada foi verificado, pare. Caso contrário, calcule
as direções D̄k e D̃k.

Passo 2. Faça t = max {1, tk−1}. Enquanto

f(ρk + tDk) < f(ρk) + γ t tr

(

∇f(ρk)
(

2

q(t)
D̄k +

t tr
(

∇f(ρk)ρk∇f(ρk)
)

q(t)
D̃k

))

,

faça t ∈ [α0 t, α1 t].

Passo 3. Faça tk = t e ρk+1 = ρk + tkD
k. Vá para o passo 1.
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Caṕıtulo 4. Máxima Verossimilhança

Teorema 4.2.9. Todo ponto limite ρ∗ da sequência
{

ρk
}

gerada pelo Algoritmo 4.2.1
é um ponto estacionário, isto é, ∇f(ρ∗)ρ∗ = ρ∗ = ρ∗∇f(ρ∗).

Demonstração. Aplicação direta do Teorema 4.2.2, substituindo xk por ρk e dk por
Dk.

No Passo 2, ao invés de sucessivas reduções do tamanho de passo t, pode-se usar, por
exemplo, interpolação quadrática ou cúbica [70] para estimar o tamanho de passo t que
minimiza f(ρk + tDk), a fim de tornar a busca linear mais efetiva.

4.2.3 Exemplos

Primeiro, consideramos o contra-exemplo onde o RρR puro cicla [79]. Su-
ponha que fizemos três medições em um q-bit com o aparato descrito por Π0 = |0〉〈0| e
Π1 = |1〉〈1|, detectando |0〉 uma vez e |1〉 duas. Usando o estado maximamente misto,
(1/d)I, como ponto inicial e considerando a convergência quando a distância entre dois
iterandos consecutivos é pequena o suficiente (menor que 10−7). Para cada t fixado no
algoritmo RρR Dilúıdo definimos tmax = t em nosso algoritmo que usa busca linear
inexata. Usamos γ = 10−4 e α0 = α1 = 0.5 no Algoritmo 4.2.1.
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Figura 4.9: Número de iterações em função de tmax.

A Figura 4.9 apresenta a comparação entre a versão com tamanho de passo fixo,
t = tmax, em preto, contra a que usa busca linear inexata, em vermelho, descrita
na seção anterior. À esquerda podemos ver que o número de iterações cresce conforme
o passo t aumenta, para a versão que usa t fixo. Isso era esperado pois a medida que
t → ∞ as iterações tendem a iterações do RρR puro, que sabemos que não converge.
Por outro lado, a versão que emprega busca linear mantem o número de iterações limi-
tado, independentemente do valor de tmax.
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4.2. Algoritmo RρR e Convergência Global

O painel à direita é a versão ampliada do intervalo [0, 4] do esquerdo, para mostrar
o comportamento para valores pequenos de t. Como esperado, embora o RρR Dilúıdo
garanta o crescimento monótono da verossimilhança para passos suficientemente peque-
nos, a repetição de passos pequenos leva a um maior número de iterações. O Algoritmo
4.2.1 garante um acréscimo substancial na verossimilhança através do procedimento de
busca linear. Para evitar passos extremamente pequenos, a cada iteração do Algoritmo
4.2.1, a primeira tentativa para o tamanho de passo tk é pelo menos 1.
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Figura 4.10: Número de iterações em função de tmax.

A seguir, consideramos como dados as probabilidades teóricas associadas a um estado
W. A Figura 4.10 apresenta o número de iterações para diferentes valores de t (escala
logaŕıtmica). Novamente, valores (fixos) pequenos de t produzem um número elevado
de iterações. É importante notar também que, nesse exemplo, o comportamento da
versão com busca linear é o mesmo que o da versão com “t fixo” à medida que o valor
tmax aumenta. Isso significa que no Algoritmo 4.2.1, o passo completo tk = tmax foi
aceito (cumpriu a condição de Armijo) em toda iteração.

Em [79], os autores afirmam que deve-se tentar primeiro um valor grande para o ta-
manho de passo t e realizar iterações RρR dilúıdas com o mesmo valor de t. Se as
iterações não convergirem então deve-se tentar novamente com um valor menor de t.
Esse procedimento ad hoc é motivado pois o padrão da Figura 4.10 ocorre frequente-
mente na prática, e então quanto maior t menor o número de iterações. No entanto,
qual é um bom palpite para um valor grande de t a fim de assegurar poucas iterações?
E se a convergência não ocorrer, como escolher um valor menor de t de modo a garantir
a convergência? Essas decisões podem resultar em uma série de re-execuções do algo-
ritmo até que um bom valor de t seja encontrado e, isso pode mudar de um conjunto
de dados para outro.
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Portanto, o uso de uma busca linear com Armijo representa uma melhoria no algo-
ritmo RρR dilúıdo, ajustando o tamanho de passo t apenas quando necessário e com
convergência que não depende de uma escolha espećıfica de tal parâmetro nem do ponto
inicial.

4.2.4 Conclusões desta seção

Demonstramos a convergência global do algoritmo RρR Dilúıdo usando
busca linear com a condição de Armijo. A busca linear inexata é uma hipótese mais
fraca que a busca linear exata usada na prova de convergência em trabalhos anteri-
ores [79]. Além disso, a globalização proposta através de busca linear, não depende
de um palpite para o tamanho de passo fixo ao longo de todas as iterações. Ao invés
disso, como é usual em otimização não-linear, o tamanho do passo é ajustado apenas
quando necessário a fim de assegurar um aumento suficiente na função de verossimi-
lhança a cada iteração. Portanto, o procedimento de busca linear com Armijo é uma
globalização eficaz para o algoritmo RρR Dilúıdo e representa uma melhoria prática
para este algoritmo usado na Tomografia de Estados Quânticos.

4.3 Estimativa de erros e matriz de Fisher

Dentre as propriedades da estimativa de máxima verossimilhança, talvez a
mais relevante seja a eficiência. O erro em tal estimativa está relacionado com uma
interessante medida de informação: a informação de Fisher [28]. A informação de
Fisher I(θ) é uma medida da quantidade de informação que um observável de uma
variável aleatória x carrega sobre o parâmetro desconhecido θ. Formalmente tal medida
é definida como a variância do score:

∂ lnP (x | θ)
∂θ

,

onde P (x|θ) é a função de verossimilhança. Sob certas condições de regularidade [51],
pode-se mostrar que o primeiro momento do score é zero, e então

I(θ) = E

(

(

∂

∂θ
lnP (x | θ)

)2
)

. (4.50)

Além disso, se lnP (x|θ) é duas vezes continuamente diferenciável com respeito a θ,
então é posśıvel reescrever a informação de Fisher como:

I(θ) = −E
(

∂2

∂θ2
lnP (x|θ)

)

,
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ou seja, podemos interpretá-la como a curvatura da função de máxima verossimilhança
em uma vizinhança do maximizador. Para uma curvatura elevada, teremos um maxi-
mizador forte e informação elevada, enquanto para um maximizador fraco, curvatura
quase plana, temos pouca informação.

Outro resultado importante, obtido por Cramér e Rao [21, 76], é que a variância de
qualquer estimador não viesado θ̂, é limitada inferiormente pela inversa da informação
de Fisher:

Var(θ̂) ≥ 1

I(θ) .

No caso em que θ é um vetor de parâmetros a ser estimado, o conceito de informação
de Fisher é estendido através da matriz de Fisher F , com entradas:

Fkl = E

(

∂ lnL
∂θk

∂ lnL
∂θl

)

. (4.51)

Como assintoticamente o estimador de máxima verossimilhança tem distribuição nor-
mal de média θ e matriz de co-variância F−1, podemos usar a matriz de Fisher para
deduzir os erros em valores esperados para observáveis, como proposto em [80].

Considere uma base {Γk} para o espaço de matrizes Hermitianas, onde Γ0 = I, tr (ΓkΓl) =
0 para k 6= l e tr (ΓkΓl) = 1 para k = l > 0. Assim para uma matriz de densidade ρ de
ordem d podemos escrever

ρ =
1

d
I +

∑

k

rkΓk. (4.52)

Uma vez conhecida a estimativa de máxima verossimilhança ρML, é fácil determinar o
vetor rML de coeficientes de sua combinação linear na base {Γk}. Assintoticamente
o estimador r̂ ∼ N(r, F−1), onde F é a matriz de Fisher associada à função log-
verossimilhança com respeito a r.

No caso da função (3.21) proveniente de uma distribuição multinomial, temos que as
entradas da matriz de Fisher são definidas por

Fkl = N
∑

j

tr (ΓkEj) tr (ΓlEj)

pj
, (4.53)

onde pj = tr (EjρML).

Já para a função (3.23) proveniente de uma distribuição Gaussiana, temos que as en-
tradas da matriz de Fisher são

Fkl =
∑

j

tr (ΓkEj) tr (ΓlEj) (1 +Npj)

p2j
. (4.54)
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Seja Z um observável e z o vetor de coeficientes da combinação linear na base {Γk}.
Pela teoria quântica, temos que

〈Z〉 = tr (Zρ) ,

onde ρ é o estado (parâmetro) que queremos estimar. Logo, a estimativa para o valor
esperado de Z é

〈Z〉 = 〈〈Z〉〉 = tr (Z〈ρ〉) = tr

(

Z E

(

1

d
+
∑

k

rkΓk

))

= tr (ZρML)

e a estimativa para a variância é dada por

(∆Z)2 = Var(tr (Zρ)) = Var(
z0
d

+
∑

k

zkrk) = z†F−1z. (4.55)

A expressão acima permite colocar barras de erro no valor esperado de qualquer ob-
servável Z, sendo portanto uma importante ferramenta na análise de experimentos com
sistemas quânticos [80].

4.3.1 O Método Delta

É posśıvel generalizar o resultado (4.55) para funções não lineares de ρ,
através de um resultado muito utilizado em inferência, conhecido como o Método Delta
[51].

Teorema 4.3.1 (Método Delta). Seja Xn uma sequência de variáveis aleatórias que
satisfazem √

n(Xn − θ)→ N(0, σ2), (4.56)

em distribuição. Para uma dada função g e um valor espećıfico de θ, suponha que g′(θ)
existe e é não nulo. Então,

√
n(g(Xn)− g(θ))→ N(0, σ2[g′(θ)]2),

em distribuição.

Demonstração. Considere a expansão de Taylor de g(Xn) em θ

g(Xn) = g(θ) + g′(θ)(Xn − θ) +Rn,

onde Rn → 0 quando Xn → θ. De (4.56) segue que Xn → θ em probabilidade e
portanto Rn → 0 em probabilidade. Aplicando-se então uma extensão do Teorema do
Limite Central [51] obtemos o resultado desejado.

A versão multivariada deste resultado é a seguinte.
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Teorema 4.3.2. Seja (X
(n)
1 , . . . , X

(n)
N ) uma sequência de vetores aleatórios indepen-

dentes que satisfazem

√
n
[

(X
(n)
1 , . . . , X

(n)
N )− (θ1, . . . , θN)

]

→ N(0,Σ),

em distribuição. Seja g uma função real de N argumentos com derivadas parciais de
primeira ordem cont́ınuas. Então,

√
n[g(X

(n)
1 , . . . , X

(n)
N )− g(θ1, . . . , θn)]→ N(0, ν2), ν2 = ∇g(θ)†Σ∇g(θ),

dado que ν2 > 0.

Demonstração. Veja [51].

Considerando-se a representação de ρ pela equação (4.52) e a normalidade assintótica
do estimador de máxima verossimilhança r̂, a aplicação do método Delta é imediata
para qualquer função g(r), tal que ∇g(r) 6= 0. Isto é

ν2 = Var(g(r)) = ∇g(r)†F−1∇g(r), (4.57)

onde F−1 é a inversa da matriz de Fisher. Note que ν2 > 0, desde que F−1 seja definida
positiva. Isto ocorre quando a solução de máxima verossimilhança corresponde a um
maximizador estrito.

Por exemplo, considere a pureza tr (ρ2). Expressando-a em função de r, temos

g(r) = tr
(

ρ2
)

= tr

((

1

d
I +

∑

k

rkΓk

)(

1

d
I +

∑

l

rlΓl

))

=
1

d
+
∑

i

r2i .

Neste caso, temos que ∇g(r) = (2r1, 2r2, . . . , 2rd2−1)
t e

ν2 = Var(g(r)) = 4r†F−1r.

É claro que, como um caso particular, recuperamos a variância de um observável. Seja

g(r) = tr (Zρ) =
z0
d

+
∑

i

ziri.

Como ∇g(r)i = zi, temos que

Var(g(r)) = ∇g(r)†F−1∇g(r) = z†F−1z,

que coincide com a expressão (4.55).
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Caṕıtulo 4. Máxima Verossimilhança

4.4 Resumo do Caṕıtulo 4

Neste caṕıtulo, estudamos a estimação da matriz de densidade através de
Máxima Verossimilhança. Foram discutidos dois métodos de resolução para o problema
de otimização associado.

O primeiro, baseado em uma reparametrização da matriz de densidade [48], foi tra-
tado na Seção 4.1. Nossa principal contribuição foi mostrar que os mı́nimos locais do
problema de minimização irrestrita, que surgem após a reparametrização, são todos
globais. Esse resultado foi publicado na revista Quantum Information and Computa-
tion [36].

O segundo, espećıfico para medidas descritas por um conjunto POVM e para veros-
similhança multinomial [46, 47], foi abordado na Seção 4.2. Este método tira proveito
da estrutura do problema e garante a positividade e traço unitário através de uma
iteração computacionalmente barata. A convergência global do método foi provada
em [79], mas com a hipótese de busca linear exata. Nossa contribuição na Seção 4.2 foi
demonstrar a convergência do método usando busca linear inexata e uma condição tipo
Armijo, o que é mais viável na prática. Este resultado foi submetido à revista Physical
Review A.

Além disso, na Seção 4.3, tratamos da estimação de erros, em quantidades calcula-
das a partir da estimativa de máxima verossimilhança, através da matriz de Fisher.
Usando um resultado estat́ıstico conhecido como método Delta [16, 51], generalizamos
o resultado de [80] para funções não-lineares da matriz de densidade.
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Caṕıtulo 5

Tomografia com um conjunto
incompleto de medidas

Quando não temos um conjunto informacionalmente completo de medições,
a estimativa para o estado quântico não pode ser determinada unicamente. Neste caso,
dentre as matrizes de densidade compat́ıveis com os dados dispońıveis, geralmente é
preferida aquela que é menos comprometida com as informações faltantes.

Neste caṕıtulo, estudamos duas abordagens para tomografia com um conjunto incom-
pleto de medidas: estimação de Máxima Entropia [15] e a Tomografia Quântica Variaci-
onal (VQT) [55]. A primeira busca a estimativa compat́ıvel com as medidas dispońıveis
e que maximiza a entropia de von Neumann, enquanto a segunda busca a estimativa
que minimiza um certo tipo de energia associada às medidas faltantes.

Na Seção 5.1, discutimos sobre a estimativa de Máxima Entropia e os métodos uti-
lizados para a resolução de tal problema. Na Seção 5.2, apresentamos a formulação
VQT que consiste em um problema de programação semidefinida linear [14, 22]. A
Seção 5.3 traz uma comparação entre essas duas abordagens do ponto de vista das
probabilidades associadas às medidas faltantes. Na mesma seção, propomos uma mo-
dificação na formulação VQT para que tenha um comportamento mais parecido com
a MaxEnt, mas preserve a estrutura de um SDP linear. A Seção 5.4 trata do caso de
medidas com rúıdo e apresenta a estimativa de Máxima Verossimilhança assistida por
Máxima Entropia (MaxLik-MaxEnt). Simulações numéricas comparando as aborda-
gens anteriores são apresentadas na Seção 5.5. A Seção 5.6 traz uma breve discussão
sobre a estimação de Máxima Entropia e emaranhamento. Considerações finais desse
caṕıtulo estão na Seção 5.7.
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5.1 Máxima Entropia

A tarefa de estimar a matriz de densidade com base nos resultados de
medições, ou simplesmente Tomografia de Estados Quânticos, é essencial em com-
putação quântica [26,56,69]. Além da tomografia de estados ser um assunto importante
por si só, ela é também empregada em tomografia de processos quânticos e na validação
de portas quânticas. No entanto, é conhecido que o número de medições necessárias
cresce exponencialmente com o número de q-bits. Neste caso, tomar um conjunto in-
formacionalmente completo de medições pode se tornar impraticável. Desse modo, é
importante o estudo de métodos que saibam lidar com informação incompleta.

A abordagem de Máxima Entropia (MaxEnt) foi introduzida por Buzek et al. [15],
no contexto de tomografia de estados quânticos com dados incompletos, seguindo o
prinćıpio de Jaynes [49]: não podemos tirar nenhuma conclusão que não seja garantida
pelos dados experimentais.

A ideia é tomar como estimativa para ρ a matriz de densidade que maximiza a en-
tropia de von Neumann

S(ρ) = −tr (ρ ln ρ) ,

e é compat́ıvel com os dados dispońıveis. Tal estimativa é obtida resolvendo-se o se-
guinte problema de otimização

max
ρ

− tr (ρ ln ρ)

s.a tr (Eiρ) = fi, i ∈ I
tr (ρ) = 1,

(ρ � 0),

(5.1)

onde {Ei} é o conjunto POVM associado às frequências {fi} e I denota o conjunto de
ı́ndices das medidas dispońıveis. Embora tenhamos que lidar com restrições no espaço
das matrizes semidefinidas positivas, é posśıvel obter uma solução expĺıcita para (5.1),
usando as condições de otimalidade de primeira ordem [14, 70].

Aplicando as condições de primeira ordem, obtemos

ln ρ+ I + λ0I +
∑

i∈I
λiEi = Z,

tr (Eiρ) = fi, i ∈ I (5.2)

tr (ρ) = 1,

ρ � 0, Z � 0

ρZ = 0. (5.3)
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5.1. Máxima Entropia

Assumindo que ρ ≻ 0, temos

ln ρ+ I + λ0I +
∑

i∈I
λiEi = 0,

tr (Eiρ) = fi, i ∈ I (5.4)

tr (ρ) = 1,

(5.5)

onde λi são os multiplicadores de Lagrange associados às restrições de igualdade. Da
primeira equação de (5.4), obtemos

ρ = exp

(

−
∑

i∈I
λiEi − λ0I − I

)

≻ 0,

e definindo 1/ exp(−λ0 − 1) = N = tr (exp
∑

i−λiEi), temos

ρME =
1

N exp
∑

i∈I
−λiEi. (5.6)

Claramente, ρME ≻ 0 e tr (ρME) = 1 devido à constante de normalização N . Os
multiplicadores de Lagrange podem ser determinados resolvendo o sistema de equações
não lineares

tr (EjρME) = fj, j ∈ I,
ou seja,

tr

(

Ej exp
∑

i∈I
−λiEi

)

= N fj, j ∈ I. (5.7)

Em geral, como os dados tem rúıdo {fi}, resolvemos os seguinte problema de quadrados
mı́nimos não-lineares

min
λ

∑

j∈I

[

tr

(

Ej exp
∑

i∈I
−λiEi

)

−N fj
]2

, (5.8)

no lugar do sistema de equações (5.7).

Porém, podemos encontrar problemas numéricos ao resolver o sistema de equações não
lineares (5.7) ou o problema de quadrados mı́nimos não lineares (5.8), principalmente
quando a solução está próxima de ter posto deficiente.

Uma estratégia numericamente mais estável é estimar os multiplicadores de Lagrange
resolvendo o dual de (5.1), definido por

min
λ,λ0

∑

i∈I
fiλi + λ0 + tr

(

exp(−λ0 − 1) exp(
∑

i∈I
−λiEi)

)

. (5.9)
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É posśıvel determinar λ0 analiticamente,

λ0 = log tr

(

exp(
∑

i

−λiEi)
)

− 1.

Logo, o problema dual se reduz a

min
λ

∑

i∈I
fiλi + log tr

(

exp(
∑

i

−λiEi)
)

. (5.10)

A hipótese de que existe um ponto viável tal que ρ ≻ 0 é necessária para garantir que
o gap de dualidade seja zero [14]. Uma maneira de checar tal condição é resolver o
seguinte problema de factibilidade:

min
ρ, t

t

s.a tr (Eiρ) = fi, i ∈ I
tr (ρ) = 1,

ρ+ t I � 0.

(5.11)

Note que esse é um SDP linear que tenta encontrar a ρ mais próxima de I/d e com-
pat́ıvel com os dados dispońıveis.

5.2 Tomografia Quântica Variacional

Em [55], Maciel et al. introduziram a Tomografia Quântica Variacional
(VQT) para tomografia com um conjunto incompleto de medidas. A formulação VQT
é

min
ρ, ∆

∑

i∈I
∆i +

∑

i/∈I
tr (Eiρ)

s.a |tr (Eiρ)− fi| ≤ ∆ifi i ∈ I
tr (ρ) = 1,

ρ � 0,

(5.12)

onde {Ei} é o conjunto POVM, fi as frequências, ∆i as tolerâncias e I o ı́ndice das
frequências medidas. As duas últimas restrições são as restrições usuais do espaço de
matrizes de densidade. As demais restrições são fáceis de se entender. No caso de um
experimento ideal (livre de rúıdo), pedimos que a estimativa para ρ seja compat́ıvel
com as frequências medidas, isto é,

tr (Eiρ) = fi, ∀i ∈ I. (5.13)
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Porém, na prática, o rúıdo perturba as frequências e então permitimos que as restrições
acima sejam violadas por uma pequena tolerância tal que

|tr (Eiρ)− fi| ≤ ∆ifi , ∀i ∈ I. (5.14)

É claro que queremos que tais tolerâncias sejam as menores posśıveis, o que explica
o primeiro termo na função objetivo. No entanto, como discutido anteriormente, no
cenário com dados incompletos, pode existir mais de uma estimativa que minimiza tais
tolerâncias e satisfaz as demais restrições. Portanto, o VQT também tenta minimizar
um tipo de energia, dado por

E = tr (Hρ) = tr

(

∑

i/∈I
Eiρ

)

=
∑

i/∈I
tr (Eiρ) , (5.15)

onde H desempenha o papel de um Hamiltoniano.

Uma das principais virtudes do VQT é que a formulação (5.12) é um SDP linear (pro-
blema de programação semidefinida [14, 22]) para o qual existe uma série de métodos
eficientes [41, 67] e alguns deles com complexidade polinomial [67], que é uma carac-
teŕıstica importante para a escalabilidade.

Outra vantagem prática, além de possibilitar a tomografia com dados incompletos,
é que podemos definir um limitante superior para as variáveis ∆i. Isso permite contro-
lar a qualidade do ajuste e, além disso, permite identificar dados incompat́ıveis através
da infactibilidade do problema (5.12).

5.3 VQT, Medições da autobase e MaxEnt

Como estamos considerando tomografia com um conjunto incompleto de
medidas, uma questão importante é: como os métodos atribuem as probabilidades
associadas a elementos POVM não medidos? Para simplificar nossa análise, considere-
mos o caso de medições da autobase em um experimento livre de rúıdo. Suponha que
o estado verdadeiro seja ρ e que sua decomposição espectral é dada por

ρ =
∑

i∈I
ciPi +

∑

i/∈I
ciPi,

onde Pi’s são d projetores ortonormais nos autoespaços de ρ. Assim, a tarefa de to-
mografia se reduz a determinar os coeficientes ci’s (autovalores) com base nos dados
observados. Assumindo que foram medidos m < d projetores (d é a dimensão do espaço
de Hilbert), temos que

ci = tr (Piρ) , ∀i, (5.16)

e como assumimos um experimento ideal, obtemos

tr (Piρ) = fi, ∀i ∈ I, (5.17)
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onde fi’s são as frequências medidas. Devido à restrição de normalização, temos que
∑

i/∈I
ci = 1−

∑

i∈I
ci = 1−

∑

i∈I
fi, (5.18)

e a restrição ρ � 0 implica que ci ≥ 0, ∀i.

Agora, consideremos a solução de MaxEnt, dada por (5.6):

ρME =
1

N exp
∑

i∈I
−λiPi =

1

N exp

(

∑

i∈I
−λiPi −

∑

i/∈I
0Pi

)

=
∑

i∈I

e−λi

N Pi +
1

N
∑

i/∈I
Pi,

onde λi são os multiplicadores de Lagrange associados às restrições (5.17). Como ρME

deve satisfazer tais restrições, temos

fj = tr (Pj ρME) = tr

(

Pj

(

∑

i∈I

e−λi

N Pi +
1

N
∑

i/∈I
Pi

))

=
e−λj

N .

Assim, e−λi/N = fi = ci, ∀i ∈ I, como esperado. Além disso, como tr (ρME) = 1,
obtemos

∑

i∈I
fi +

d−m
N = 1,

que implica que, para os coeficientes não medidos,

ci =
1

N =
1−∑j∈I fj

d−m , ∀i /∈ I. (5.19)

Em outras palavras, a solução de MaxEnt

ρME =
∑

i∈I
fiPi +

∑

i/∈I

(

1−∑j∈I fj

d−m

)

Pi (5.20)

distribui uniformemente o restante 1−∑j∈I fj dentre os demais coeficientes ci, ∀i /∈ I.

Agora vamos analisar a solução de VQT. Considerando a formulação (5.12) e aplicando
as equações (5.16),(5.17),(5.18), obtemos

min
ci,∀i/∈I

∑

i/∈I
ci

s.a
∑

i/∈I
ci = 1−

∑

i∈I
fi,

ci ≥ 0, ∀i /∈ I.

(5.21)

Como estamos supondo um experimento ideal, ci = tr (Piρ) = fi, ∀i ∈ I, temos ∆i =
0, ∀i ∈ I. Mais ainda, as variáveis do problema (5.21) são ci, ∀i /∈ I, e qualquer solução
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5.3. VQT, Medições da autobase e MaxEnt

viável de (5.21) é também ótima, pois a função objetivo coincide com o lado esquerdo
da primeira restrição. Logo, podemos concluir que a solução de VQT é expressa por

ρV QT =
∑

i∈I
fiPi +

∑

i/∈I
ciPi.

Assim, não há restrição ou termo de penalidade na função objetivo que force ci, i /∈ I, a
concordar com a solução de Máxima Entropia, no sentido de distribuir uniformemente
as probabilidades não medidas.

Para garantir que a solução de VQT coincida com a solução de MaxEnt, ao menos
no caso ideal de medidas da autobase, propomos uma mudança na formulação (5.12).
Vamos definir o vetor c̃, de tamanho d2 −m, com componentes

c̃i = tr (Eiρ) , ∀i /∈ I.

Considerando que Ei são normalmente POVMs (ou projetores), iremos assumir que
c̃i ≥ 0. Então, temos que

‖c̃‖1 =
∑

i/∈I
|tr (Eiρ)| =

∑

i/∈I
tr (Eiρ) = tr (Hρ) = E.

Nossa proposta consiste em usar

‖c̃‖∞ = max
i/∈I
|tr (Eiρ)| = max

i/∈I
tr (Eiρ) ,

no lugar de ‖c̃‖1 na função objetivo do problema (5.12). Quando a soma das compo-
nentes de c̃ é fixada, minimizar ‖c̃‖∞ promove uma distribuição mais uniforme desses
coeficientes.

Neste caso, a formulação VQT∞ (VQT com ‖.‖∞) é

min
ρ, ∆

∑

i∈I
∆i +max

i/∈I
tr (Eiρ)

s.a |tr (Eiρ)− fi| ≤ ∆ifi i ∈ I
tr (ρ) = 1,

ρ � 0,

(5.22)

e para o caso de medições da autobase, o equivalente de (5.21) é

min
ci,∀i/∈I

max
i/∈I

ci

s.a
∑

i/∈I
ci = 1−

∑

i∈I
fi,

ci ≥ 0, ∀i /∈ I.

(5.23)
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Note que o problema (5.23) tem uma única solução que corresponde a distribuir uni-
formemente o restante 1 −∑i∈I fi dentre os coeficientes ci, ∀i /∈ I, e que, portanto,
coincide com a solução de MaxEnt neste caso.

Além de concordar com a solução de MaxEnt no caso da autobase, a modificação
proposta não torna o problema (5.22) mais dif́ıcil que (5.12). Isso porque minimizar
‖c̃‖∞ equivale a minimizar uma variável auxiliar δ sujeita a |c̃i| ≤ δ, ∀i /∈ I. Logo,
temos novamente um SDP linear

min
ρ, ∆, δ

∑

i∈I
∆i + δ

s.a |tr (Eiρ)− fi| ≤ ∆ifi i ∈ I
tr (Eiρ) ≤ δ i /∈ I
tr (ρ) = 1,

ρ � 0.

(5.24)

Embora a equivalência entre a nova formulação VQT (5.24) e MaxEnt seja verdadeira
apenas na autobase, a relação entre essas duas abordagens é clara: ambas, cada qual
da sua maneira, tentam definir as probabilidades não medidas o mais uniformemente
posśıvel.

5.4 Dados com rúıdo e MaxLik-MaxEnt

Quando consideramos dados com rúıdo, as restrições (5.13) podem não ser
satisfeitas por nenhuma matriz de densidade. Considerando algum modelo estat́ıstico
para os rúıdos, podemos aplicar a estimação por Máxima Verossimilhança, discutida
no Caṕıtulo 4.

No entanto, quando não temos um conjunto tomograficamente completo de medidas
ou dados faltantes, pode existir um conjunto convexo de maximizadores da verossimi-
lhança, isto é, um conjunto convexo de matrizes para as quais a verossimilhança atinge
seu valor máximo. Então, a intersecção desse conjunto com o conjunto de matrizes
de densidade pode ser um conjunto convexo não-vazio e, neste caso, teremos mais de
uma solução de máxima verossimilhança. Cada uma dessas soluções é compat́ıvel com
os dados dispońıveis, no sentido de que minimiza alguma distância relativa entre as
frequências observadas fj e as probabilidades preditas pela mecânica quântica tr (Ejρ).
Porém, essas soluções diferem em como ajustar as probabilidades não medidas.

Uma maneira de escolher uma solução dentre as soluções de máxima verossimilhança
neste caso é aplicar o método MaxEnt restrito às soluções de verossimilhança. Para tal,
após obter uma das soluções de MaxLik, digamos ρML, sabemos que

tr (Eiρ) = p̄i ≡ tr (EiρML) , ∀i ∈ I, ∀ρ ∈ SML,
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onde SML é o conjunto solução de MaxLik. Então, podemos obter a solução de MaxEnt
dentre as soluções de MaxLik resolvendo o problema (5.1) e substituindo fi por p̄i para
todo i ∈ I. Esse é o método de Máxima Verossimilhança assistida por Máxima Entropia
(MaxLik-MaxEnt) [78]. Uma outra possibilidade é considerar a maximização conjunta
da verossimilhança e da entropia através de uma função Lagrangiana [86].

5.5 Simulações Numéricas

A fim de comparar as abordagens VQT∞ e MaxEnt, para cada posto,
geramos 100 matrizes de densidade distribúıdas uniformemente segundo medida de
Haar [101], representando estados de 4 q-bits. As simulações foram feitas em um com-
putador Intel Core 2 Duo, 2 GB RAM, em MATLAB, usando Yalmip/SEDUMI [53,85]
para modelar e resolver os problemas de SDP linear. Fixamos uma base SIC-POVM [81]
e para cada posto, a Figura 5.1 apresenta o melhor, o pior e a média do número de
medidas necessárias para que um dado método convirja ao estado de referência. Con-
sideramos que um método convergiu se a distância do traço em relação ao estado de
referência for menor que 10−4. Primeiramente, consideramos dados sem rúıdo. Como
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Figura 5.1: Convergência de VQT∞ e MaxEnt conforme aumentamos o número de
medidas

podemos ver, o número de medidas necessárias para a convergência é quase a mesma
para os métodos MaxEnt e VQT∞. A Figura 5.1 também mostra que o pior caso de
cada método não excede um número O(rd log d) de medidas (r é posto) mencionado
em trabalhos de compressed sensing [38] em tomografia quântica.

Agora, comparamos a convergência dos métodos em termos de distância de traço média
e entropia média para estados de posto 1 conforme o número de medidas aumenta, que
está ilustrado na Figura 5.2. Novamente, podemos notar um comportamento similar
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entre MaxEnt e VQT∞, o primeiro com uma distância de traço um pouco menor e
entropia maior que o segundo.
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Figura 5.2: Esquerda: Distância de traço média para o estado verdadeiro de posto 1,
VQT∞ e MaxEnt. Direita: Entropia de von Neumann de VQT∞ e MaxEnt.

O impacto da modificação proposta (5.24) aparece quando comparamos a distância de c̃,
o vetor de probabilidades não medidas, ao vetor uniforme cujas entradas estão definidas
em (5.19). A Figura 5.3 mostra, para postos 1 e 6, a divergência de Kullback-Leibler
média de c̃ à distribuição uniforme. Como podemos ver, o VQT∞ está mais próximo
do MaxEnt que a formulação VQT original. Quando o número de medidas é suficiente
para determinar unicamente o estado, observamos então a concordância dos métodos.
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Figura 5.3: Divergência de Kullback-Leibler média de c̃ para a distribuição uniforme.

Para estudar as propriedades de convergência dos métodos em um cenário mais reaĺıstico,
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introduzimos dois tipos de erro nas probabilidades verdadeiras: um usando uma per-
turbação Gaussiana com média zero e variância 10−6 e outro considerando valores uni-
formemente distribúıdos em um intervalo de 5% de desvio das probabilidades verda-
deiras. Como as equações (5.13) podem não ser satisfeitas para dados com rúıdo,
utilizamos o método MaxLik-MaxEnt na comparação com VQT∞. Como função de
verossimilhança, utilizamos uma variante de (3.23). A Figura 5.4 plota a distância do
traço em função do número de medidas para estados de posto um e para os dois tipos
de erro.
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Figura 5.4: Esquerda: Distância do traço média ao estado de referência com probabi-
lidades perturbadas por um rúıdo Gaussiano. Direita: Distância do traço média com
5% de rúıdo uniforme.

Essas simulações numéricas corroboram a relação entre os métodos VQT∞ e MaxEnt
já provada na Seção 5.3 para medidas na autobase. A nova formulação proposta (5.22),
assim como a abordagem MaxEnt, tenta ajustar as probabilidades não medidas o mais
uniforme posśıvel. Vimos que os resultados para estes dois métodos são bem parecidos
e o VQT∞ tem a vantagem de ser um SDP linear, evitando assim os problemas de
otimização não-linear do MaxEnt.

A Figura 5.5 apresenta o tempo médio de CPU gasto por Maxlik-MaxEnt, VQT e
VQT∞ para postos 1 e 6. Embora o VQT∞ tenha um tempo maior que os outros para
poucas medidas, ele se apresenta estável conforme o número de medidas aumenta. É
importante destacar os “picos” de MaxEnt, que são uma consequência dos problemas
de otimização não-lineares, pontos iniciais, etc. Cada tomografia usando VQT∞ não
leva mais que 5 segundos, enquanto MaxLik-MaxEnt gasta por volta de 12 segundos
no pior caso.
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Figura 5.5: Tempo médio de CPU gasto conforme o número de medidas aumenta. (a)
Posto 1, (b) Posto 6.

5.6 Máxima Entropia e falso emaranhamento

Segundo o prinćıpio de Jaynes [49], não podemos tirar nenhuma conclusão
que não seja garantida pelos dados experimentais. A motivação da Máxima Entro-
pia [15] é obter a estimativa compat́ıvel com as observações e que seja menos compro-
metida com os dados faltantes.

Entretanto, em [44], Horodecki et al. apresentam um exemplo onde a estimativa de
Máxima Entropia superestima o emaranhamento do sistema. É apresentado um con-
junto incompleto de medidas para as quais existem estados separáveis compat́ıveis, que
satisfazem (5.13). Porém, a solução que maximiza a entropia de von Neumann é um
estado emaranhado. Neste sentido, a estimação por Máxima Entropia pode gerar falso
emaranhamento, uma vez que o estado verdadeiro poderia ser separável.

Portanto, a solução mais entrópica não corresponde a de mı́nimo emaranhamento. Uma
alternativa para não superestimar o emaranhamento é buscar dentre as soluções com-
pat́ıveis com as medidas, aquela que minimiza alguma medida de emaranhamento,
como por exemplo a entropia relativa de emaranhamento [94], o emaranhamento de
formação [7], ou a negatividade [95].

A questão é que tais medidas, em geral, não são estritamente convexas, e como con-
sequência, a estimativa de mı́nimo emaranhamento e compat́ıvel com as medidas pode
não ser única. Ainda em [44], é sugerido calcular a estimativa de máxima entropia
dentre as soluções de mı́nimo emaranhamento a fim de recuperar a unicidade.
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5.7 Resumo do Caṕıtulo 5

Neste caṕıtulo, estudamos métodos para tomografia com um conjunto in-
completo de medidas. Analisamos a abordagem de Máxima Entropia (MaxEnt) e a
Tomografia Quântica Variacional (VQT). O comportamento desses métodos foi estu-
dado teoricamente e através de simulações numéricas. Em particular, estudamos como
cada um deles atribui as probabilidades associadas a elementos POVM não medidos.

Propusemos também uma variação do método VQT para tomografia quântica com
dados incompletos, denominado VQT∞, que tenta ajustar as probabilidades não me-
didas o mais uniforme posśıvel. Como consequência, mostramos que VQT∞ tem um
comportamento similar com o já conhecido método de MaxEnt e com MaxLik-MaxEnt
na presença de rúıdo. Essa afirmação foi confirmada por simulações numéricas e de-
monstrada teoricamente para o caso de medições da autobase.

Portanto, com a formulação VQT∞, obtemos uma estimativa para a matriz de den-
sidade tão pouco tendenciosa quanto a de MaxEnt e com a vantagem de trabalhar
com problemas de SDP linear, que podem ser resolvidos eficientemente por métodos
que possuem complexidade polinomial, uma propriedade importante em tomografia de
sistemas quânticos cada vez maiores.

Além disso, na Seção 5.6, discutimos brevemente o problema de falso emaranhamento
que pode surgir ao se utilizar a estimação por Máxima Entropia.
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Caṕıtulo 6

Gradiente projetado

Nos caṕıtulos anteriores, nos deparamos com diferentes problemas de oti-
mização restritos ao espaço de matrizes de densidade S. No Caṕıtulo 4, foram apresen-
tados dois métodos para obter a estimativa de máxima verossimilhança: um utilizando
uma reparametrização da variável ρ, detalhado na Seção 4.1, e outro espećıfico para
verossimilhança multinomial, apresentado na Seção 4.2. No Caṕıtulo 5, estudamos al-
gumas formulações baseadas em programação semidefinida linear.

Neste caṕıtulo, propomos um método de Gradiente Projetado [8, 54, 70] aplicado ao
problema:

min
ρ

F (ρ)

s.a tr (ρ) = 1,

ρ � 0.

(6.1)

Ao contrário dos métodos anteriores que supõem alguma estrutura espećıfica de F (ρ),
tais como convexidade ou linearidade, aqui pedimos apenas que F : Ω → R seja uma
função continuamente diferenciável em ρ, em um aberto Ω contendo S.

Esse método tem aplicação não só no problema de tomografia de estados, mas pode ser
empregado para minimizar qualquer função de ρ em S.

A Seção 6.1 apresenta o algoritmo básico de gradiente projetado. O subproblema de
projeção em S é tratado na Seção 6.2. A Seção 6.3 traz resultados numéricos de uma
comparação entre Gradiente Projetado e o algoritmo RρR, descrito na Seção 4.2. Con-
siderações finais e posśıveis extensões das ideias apresentadas neste caṕıtulo estão na
Seção 6.4.
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Caṕıtulo 6. Gradiente projetado

6.1 Algoritmo de Gradiente Projetado

A seguir apresentamos um algoritmo de Gradiente Projetado com estratégia
de convergência global baseada em busca linear e critério de Armijo [8, 70]. Empre-
gamos a notação, PS(.), para denotar a projeção ortogonal (com respeito ao produto
interno do traço) em S.

Algoritmo 6.1.1 (Gradiente Projetado).

Inicialização. Dado ρ0 ∈ S, ε > 0 e γ ∈ (0, 1).

Passo 1. Calcule PS(ρ
k −∇F (ρk)).

Passo 2. Faça Dk = PS(ρ
k − ∇F (ρk)) − ρk. Se

∥

∥Dk
∥

∥ < ε, pare. Caso contrário
faça α = 1.

Passo 3. Enquanto F (ρk + αDk) ≥ F (ρk) + γα(tr
(

Dk∇F (ρk)
)

), faça α = 0.5α.

Passo 4. Faça ρk+1 = ρk + αDk e k = k + 1. Volte ao Passo 1.

No Passo 3, empregamos uma busca linear (backtracking) até que a condição de Armijo
seja satisfeita. Desse modo, temos a convergência a um ponto estacionário, indepen-
dentemente da estimativa inicial ρ0, como foi discutido na Seção 4.2.1. Além disso,
trabalhos recentes [10] mostram que um melhor desempenho pode ser obtido usando-se
um tamanho de passo espectral [6] para a direção do gradiente juntamente com busca
linear não-monótona [37].

No Passo 1 do Algoritmo 6.1.1, temos que encontrar a projeção da matriz Hermiti-
ana ρk − ∇F (ρk) em S. Neste trabalho, descreveremos na Seção 6.2 como calcular a
projeção através da decomposição espectral. Outras alternativas existem, como por
exemplo, usar projeções inexatas [11], resolvendo o subproblema de projeção por pro-
gramação semidefinida.

6.2 Projeção no espaço de Matrizes de Densidade

A projeção de uma matriz Hermitiana ρ̂ no espaço das matrizes de densidade,
com respeito ao produto interno de Hilbert-Schmidt, é a solução do problema:

min
ρ

1

2
‖ρ− ρ̂‖2F

s.a tr (ρ) = 1,

ρ � 0.

(6.2)
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6.2. Projeção no espaço de Matrizes de Densidade

Note que (6.2) é um problema de programação semidefinida não-linear e podemos re-
solvê-lo, por exemplo, através de métodos de pontos-interiores [90, 99].

Outra forma de encontrar a projeção é usar o fato de que a norma de Frobenius é
invariante por transformações unitárias. Considere a decomposição espectral de ρ̂:

ρ̂ = UΛ̂U †.

Então,

‖ρ− ρ̂‖2F =
∥

∥

∥
ρ− UΛ̂U †

∥

∥

∥

2

F
=
∥

∥

∥
U †ρU − Λ̂

∥

∥

∥

2

F
.

Definindo Y = U †ρU , temos que para ρ ∈ S,

tr (Y ) = tr
(

U †ρU
)

= tr
(

ρU †U
)

= tr (ρ) = 1

e Y � 0. Dáı, temos que

‖ρ− ρ̂‖2F =
∥

∥

∥
Y − Λ̂

∥

∥

∥

2

F
=
∑

i

(Yii − Λ̂ii)
2 +

∑

i,j

Y 2
ij .

Devido às restrições que definem ρ, e portanto Y , temos que Yii ≥ 0, ∀i e ∑i Yii = 1.
Assim, a matriz que minimiza as duas somatórias acima, respeitando as restrições, é
dada por

ρ∗ = UΛ∗U †,

onde Λ∗ é solução do problema quadrático

min
Λ

∥

∥

∥
Λ− Λ̂

∥

∥

∥

2

2

s.a
∑

i

Λii = 1,

Λ � 0.

(6.3)

6.2.1 Decomposição Espectral

Em geral, quando precisamos calcular todos os autovalores e autovetores de
uma matriz Hermitiana A, a estratégia padrão é primeiro reduzir a matriz à forma de
Hessenberg e em seguida aplicar o algoritmo QR com deslocamentos [35, 62].

No caso de matrizes simétricas, a forma de Hessenberg corresponde a uma matriz tri-
diagonal T :

A = V TV †,

onde V é uma matriz unitária. A redução à forma tridiagonal através de n−2 reflexões
de Householder custa 4

3
n3 flops (operações de ponto flutuante: adições e multiplicações).

Se os autovetores são necessários, a reconstrução de V custa mais 2n3 flops.
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Como T é semelhante a A, os autovalores são os mesmos. A segunda etapa consiste em
aplicar o algoritmo QR para encontrar os autovalores de T . Iniciando com T0 = T , as
iterações são definidas como:

Tk − σkI = QkRk,

Tk+1 = RkQk + σkI,

onde σk corresponde ao deslocamento utilizado para acelerar a convergência. É im-
portante notar que o algoritmo QR preserva a estrutura de Hessenberg, tridiagonal no
caso simétrico. Aproveitando essa estrutura tridiagonal, cada fatoração QR pode ser
realizada com n− 1 rotações de Givens. As matrizes tridiagonais Tk convergem a uma
matriz diagonal contendo os autovalores de T . A matriz de autovetores de T é obtida
do produto Q1Q2Q3 . . . Qn−1.

Quando apenas os autovalores são necessários, é posśıvel reorganizar o algoritmo para
encontrar todos eles em O(n2) flops. No entanto, se precisamos também dos autoveto-
res, esse custo aumenta para aproximadamente 6n3 flops (considerando duas iterações
por autovalor). Com isso, o custo total de redução a forma tridiagonal mais o algoritmo
QR é de aproximadamente 9n3 [35].

De posse dos autovetores e autovalores, para encontrar a projeção de ρ̂ em S deve-
mos agora obter a projeção dos autovalores no simplex unitário.

6.2.2 Projeção no Simplex de probabilidade

Por conveniência, representaremos as matrizes diagonais Λ e Λ̂ de (6.3) como
vetores x e x̂. Assim, ficamos com o problema

min
x

1

2
‖x− x̂‖22

s.a
∑

i

xi = 1,

x ≥ 0,

(6.4)

onde x ∈ R
n, com xi = Λii, ∀i. A solução de (6.4) corresponde à projeção do vetor x̂

(autovalores de ρ̂) no simplex unitário (ou simplex de probabilidades)

∆n =

{

x ∈ R
n |
∑

i

xi = 1, x ≥ 0

}

.

Embora (6.4) seja um problema de programação quadrática, existem métodos diretos
para calcular tal projeção [14,24,64]. Aqui, consideramos a alternativa proposta em [64].
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Começamos com um algoritmo de projeções alternadas, já que a projeção em V =
{

x | eTx = 1
}

e a projeção em R
n
+ possuem fórmulas fechadas:

PV (x) = x+

(

1− eTx
n

)

e,

P+(x) = max {x, 0} .
É posśıvel obter um algoritmo que converge em um número finito de passos, notando
que as componentes negativas de PV (x) permanecerão nulas na solução.

Teorema 6.2.1. Seja V um subespaço afim de R
n e K ⊂ V um conjunto não-vazio,

fechado e convexo. Se c /∈ V , então

PK(c) = PK(PV (c)).

Demonstração. Vide [64].

Para o próximo teorema, considere K = ∆n, e as seguintes notações:

In = {1, 2, . . . , n} ,

XI = {x ∈ R
n | xi = 0, ∀i ∈ I ⊂ In} ,
ni = dim(XI),

VI = XI ∩ V,
KI = XI ∩K.

Teorema 6.2.2. Seja I ⊂ In, c ∈ VI e defina Ĩ = {i /∈ I | ci < 0}. Então, se Ĩ 6= ∅,
tem-se que pKI

(c) ∈ KI∪Ĩ .

Demonstração. Vide [64].

Este teorema nos diz que se c ∈ VI possui alguma componente negativa, então a projeção
pKI

(c) se encontra em um simplex menor KJ = XJ ∩K, tal que I ⊂ J .

Os teoremas 6.2.1 e 6.2.2 fornecem um procedimento (recursivo) simples para encontrar
a projeção de c em K = ∆n, apresentado a seguir.

Algoritmo 6.2.1 (Projeção no simplex unitário).

Inicialização. Dado c ∈ R
n, faça x = c, I = ∅.

Passo 1. Calcule x̃ = PVI (x). Se x̃ ≥ 0, pare (x̃ = PK(c)).

Passo 2. Faça I ← I ∪ {i|x̃ < 0} e substitua x por PXI
(x̃). Vá para o Passo 1.
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A projeção de x em VI é dada explicitamente por

x̃i = xi +
(1−∑i xi)

nI
, ∀i /∈ I

x̃i = 0, ∀i ∈ I
e a projeção em XI é dada por

PXI
(x̃) = max {x̃, 0} .

O algoritmo termina em um número finito de passos pois a cada iteração, trabalhamos
em subespaços XI de dimensão cada vez menor (A cada iteração estamos resolvendo
problemas de projeção em conjuntos com dimensão cada vez menor KI ⊂ KJ ⊂ . . . ).

Seja x∗ a solução de 6.4. Definindo Λ∗ = Diag(x∗), temos que a projeção de ρ̂ em
S é dada por

PS(ρ̂) = UΛ∗U †.

6.3 Experimentos Numéricos

Os testes numéricos desta seção têm por objetivo mostrar que o método de
Gradiente Projetado é uma alternativa eficaz para problemas de minimização sobre o
espaço de matrizes de densidade.

Consideremos o caso particular de tomografia de 2, 3 e 4 q-bits, assumindo uma es-
tat́ıstica multinomial e o problema de Máxima Verossimilhança (4.22). Como o algo-
ritmo RρR [46, 47, 79], descrito na Seção 4.2, foi desenvolvido especificamente para tal
problema, esta foi nossa escolha para as comparações.

A Tabela 6.1 traz os resultados de nossa simulação. Consideramos 10 matrizes de
densidade de posto completo, geradas aleatoriamente, associadas a 2, 3 e 4 q-bits. Para
cada instância, fixamos um conjunto SIC-POVM e fornecemos as probabilidades asso-
ciadas. Como ponto inicial, utilizamos o estado maximamente misto ρ0 = (1/d)I para
os dois métodos e consideramos que o algoritmo convergiu quando a distância entre a
aproximação corrente e o estado de referência é menor que 10−4. Na Tabela 6.1, pode-
mos ver para cada método e instância, o número de iterações, o tempo de execução e o
tempo por iteração. Os dois métodos foram implementados em MATLAB.

Uma das principais caracteŕısticas da iteração RρR é sua facilidade de implementação
e baixo custo computacional, já que envolve apenas o produto de matrizes (além da
avaliação de R(ρ) = ∇F (ρ)). Por outro lado, no método de Gradiente Projetado, temos
uma iteração mais cara, já que temos que calcular a projeção de ρ−∇F (ρ) em S. Isso
fica evidente observando o tempo por iteração na Tabela 6.1.
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RρR Gradiente Projetado

Iter. Tempo(s) Tempo/Iter. Iter. Tempo(s) Tempo/Iter.

2 q-bits

1 80 0.0508 0.0006 39 0.0444 0.0011

2 57 0.0206 0.0004 15 0.0129 0.0009

3 27 0.0103 0.0004 11 0.0108 0.0010

4 22 0.0080 0.0004 9 0.0087 0.0010

5 39 0.0140 0.0004 10 0.0087 0.0009

6 97 0.0353 0.0004 58 0.0475 0.0008

7 55 0.0209 0.0004 25 0.0252 0.0010

8 115 0.0413 0.0004 20 0.0186 0.0009

9 220 0.0760 0.0003 67 0.0753 0.0011

10 247 0.0862 0.0003 20 0.0174 0.0009

3 q-bits

1 129 0.1799 0.0014 33 0.0925 0.0028

2 220 0.3025 0.0014 23 0.0753 0.0033

3 620 0.8464 0.0014 175 0.4639 0.0027

4 448 0.6124 0.0014 21 0.0683 0.0033

5 362 0.4956 0.0014 13 0.0389 0.0030

6 132 0.1839 0.0014 33 0.0924 0.0028

7 404 0.5541 0.0014 20 0.0585 0.0029

8 99 0.1381 0.0014 15 0.0451 0.0030

9 122 0.1696 0.0014 16 0.0481 0.0030

10 1005 1.3647 0.0014 41 0.1140 0.0028

4 q-bits

1 329 2.5169 0.0077 20 0.2878 0.0144

2 2117 16.1622 0.0076 24 0.3513 0.0146

3 1262 9.6684 0.0077 78 1.0960 0.0141

4 702 5.3685 0.0076 19 0.2989 0.0157

5 587 4.5237 0.0077 19 0.2746 0.0145

6 588 4.5028 0.0077 27 0.4227 0.0157

7 1869 14.2499 0.0076 355 4.8916 0.0138

8 1169 8.9678 0.0077 69 0.9645 0.0140

9 1089 8.3183 0.0076 67 0.9396 0.0140

10 375 2.8741 0.0077 16 0.2327 0.0145

Tabela 6.1: Comparativo RρR × Gradiente Projetado.

No entanto, apesar de um custo por iteração maior, o Gradiente Projetado,
em geral, realiza bem menos iterações, e demanda um tempo menor para convergir.
Dos 30 problemas teste, ele convergiu em menor tempo em 26, apresentando sempre
um menor número de iterações.

Estes estudos preliminares mostram o Gradiente Projetado como um método promis-
sor para a minimização de funções no espaço de matrizes de densidade. É claro que os
resultados apresentados trataram de problemas de pequeno porte, envolvendo matrizes
de no máximo ordem 16. Devemos estar cientes de que o custo no cálculo da projeção
em S via decomposição espectral pode ser proibitivo para dimensões muito grandes e,
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Caṕıtulo 6. Gradiente projetado

neste caso, determinar inexatamente a projeção [11] pode ser mais viável. Já o algo-
ritmo RρR, que faz uso apenas de produto de matrizes, pode tirar proveito de estrutura
de esparsidade, e apesar de ter mais iterações, talvez apresente um tempo total menor
em problemas de larga escala.

6.4 Resumo do Caṕıtulo 6

Neste caṕıtulo, apresentamos um método de gradiente projetado para re-
solver o problema de minimizar F (ρ) em S. A contribuição foi descrever um método
que possa ser aplicado não só na Tomografia de Estados Quânticos, em particular na
estimação de Máxima Verossimilhança, mas também na minimização/maximização de
outras funções restritas ao espaço de matrizes densidade.

A Seção 6.3 apresentou alguns resultados numéricos, onde o Gradiente Projetado mostrou-
se mais eficiente em relação ao algoritmo RρR utilizado em tomografia de estados
quânticos. Em geral, mesmo com um custo por iteração maior, o número de iterações
apresentadas pelo Gradiente Projetado foi bem menor que o de RρR, resolvendo em
menor tempo a maioria dos problemas.

Além da aplicabilidade na minimização de outras funções restritas a S, uma posśıvel
extensão é considerar restrições lineares adicionais, do tipo

tr (Aiρ) = ai,

no problema (6.1). Neste caso, a projeção de ρ − ∇F (ρ) seria na intersecção do su-
bespaço afim, definido pelas restrições lineares, com S. Podemos considerar a própria
restrição do traço tr (ρ) = 1 como parte das restrições lineares, e toda a discussão da
Seção 6.2 pode ser generalizada considerando-se a projeção no subespaço afim

V = {ρ | tr (Aiρ) = ai, tr (ρ) = 1} ,

no lugar de {ρ | tr (ρ) = 1}, que também possui uma fórmula fechada.

90



Caṕıtulo 7

Inferência Bayesiana

Como vimos no Caṕıtulo 4, a estimação por Máxima Verossimilhança (EMV)
considera como melhor estimativa para a matriz de densidade, a matriz ρ̂ que maxi-
miza a probabilidade dos dados observados. Um questionamento importante sobre essa
abordagem é que dados reais, em geral, contêm erros e podem implicar no máximo
(irrestrito) da verossimilhança fora do espaço de matrizes de densidade. Esse é o mo-
tivo pelo qual a inversão linear pode gerar matrizes inválidas. Neste caso, a EMV se
encontra na fronteira de S e, assim, corresponde a uma matriz de posto deficiente, ou
seja, com um ou mais autovalores nulos. Isso implica que a probabilidade de ocorrência
de certos eventos (sáıdas experimentais) é zero, o que não pode ser justificado com uma
quantidade finita (e muitas vezes pequena) de dados. Além disso, não há como utilizar
barras de erro consistentes com uma probabilidade nula [12].

Ao contrário da EMV, que busca uma única estimativa maximamente plauśıvel, a in-
ferência Bayesiana também considera outras estimativas um pouco menos plauśıveis.
Em verdade, em inferência Bayesiana, o parâmetro a ser estimado ρ é considerado em
si uma variável aleatória e nos interessa descobrir qual a distribuição π(ρ). Tal dis-
tribuição, chamada a posteriori, é resultado do produto da verossimilhança, com uma
distribuição a priori π0(ρ). A partir da posteriori é que obtemos uma estimativa pontual
ρ̂, tomando por exemplo, a média de tal distribuição, assim como barras de erro con-
sistentes podem ser obtidas a partir da variância e do desvio padrão dessa distribuição.

Na Seção 7.1, descrevemos como a inferência Bayesiana pode ser aplicada na Tomo-
grafia de Estados Quânticos. A Seção 7.2 traz uma implementação prática através de
simulações Monte Carlo via cadeias de Markov (MCMC). A Seção 7.3 discute alguns
aspectos de convergência. Um exemplo ilustrando a abordagem Bayesiana, em con-
traste com a EMV e a inversão linear, é apresentado na Seção 7.4. A Seção 7.5 traz
algumas considerações finais.
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Caṕıtulo 7. Inferência Bayesiana

7.1 Tomografia Quântica Bayesiana

A Inferência Bayesiana [29, 32], como o próprio nome sugere, é baseada na
regra de Bayes:

P (H|D) =
P (D|H)P (H)

P (D)
,

onde P (D|H) é a probabilidade de se obter os dados D dada a hipótese H (isto é,
a função de verossimilhança), P (H) é a distribuição a priori de H e P (H|D) é a
distribuição a posteriori de H mediante os dados D. P (D) é a probabilidade marginal
dos dados D:

P (D) =
∑

H

P (D|H)P (H),

onde o somatório é sobre todas as hipóteses plauśıveis. Isso significa que os dados ob-
servados D atualizam o conhecimento a priori: P (H)→ P (H|D).

A extensão dessa ideia à Tomografia de Estados Quânticos [4, 12, 23] é direta se subs-
tituirmos H por ρ e D pelos dados experimentais. Então, em TEQ, da atualização de
Bayes temos que

π(ρ) ∝ L(ρ)π0(ρ), (7.1)

onde L(ρ) é a função de verossimilhança, π0(ρ) é a distribuição a priori e π(ρ) a distri-
buição a posteriori.

A distribuição a priori π0(ρ) claramente afeta a posteriori e representa o conhecimento
prévio do experimentalista sobre o estado do sistema. Quando tal informação prévia não
está dispońıvel, é usual tomar uma distribuição uniforme ou uma priori não-informativa
a fim de reduzir o viés.

A verossimilhança L(ρ) = P (n | ρ) é a probabilidade de se obter os dados observa-
dos n dada a matriz de densidade ρ. Ela representa a informação contida nos dados e
atualiza o conhecimento a priori.

Uma vez que em Inferência Bayesiana (IB) o parâmetro ρ a ser estimado é conside-
rado ele próprio uma variável aleatória, o objetivo é calcular a distribuição a posteriori
π(ρ) de tal parâmetro. A partir da posteriori, podemos inferir o valor esperado de
qualquer função g(ρ):

E (g(ρ)) =

∫

S
g(ρ) π(ρ) dρ, (7.2)

onde a integração é sobre o espaço de matrizes de densidade S. Em particular, como
estimativa pontual para ρ podemos utilizar, por exemplo, a média

ρB =

∫

S
ρ π(ρ) dρ. (7.3)
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Há dois grandes desafios no cálculo das expressões (7.2) e (7.3). O primeiro é como
calcular as integrais sobre os espaço de matrizes de densidade S. Mesmo quando π(ρ)
tem uma expressão anaĺıtica, a integração é dif́ıcil por conta da geometria de S: a inter-
secção de um hiperplano, definido por tr (ρ) = 1, com o cone das matrizes Hermitianas
semidefinidas positivas, ρ � 0. Podemos usar técnicas de integração Monte Carlo [32]
para aproximar os valores esperados por médias amostrais:

E (g(ρ)) ≈ 1

n

n
∑

t=1

g(ρt),

onde {ρt}t são amostras de π(.).

No entanto, aqui aparece o segundo desafio: como amostrar de π(.)? Amostrar di-
retamente de π(ρ) pode ser dif́ıcil principalmente por seu suporte em S. Na literatura,
existem poucas distribuições sobre o espaço das matrizes de densidade e a maior parte
das existentes é formada por distribuições uniformes S segundo alguma medida apropri-
ada [101]. Por exemplo, para gerar matrizes de densidade W aleatórias, uniformemente
distribúıdas segundo a medida de Hilbert-Schmidt, basta tomar uma matriz X do en-
semble de Ginibre [34, 60, 63] (com entradas normais padrão independentes) e tomar

W =
X†X

tr (X†X)
. (7.4)

Felizmente, mesmo quando π(.) tem uma expressão complicada ou desconhecida, ou
ainda, não sabemos como amostrar diretamente de tal distribuição, podemos ainda
realizar inferência Bayesiana usando métodos Monte Carlo via Cadeias de Markov
(MCMC) [29, 32].

7.2 Monte Carlo via Cadeias de Markov

Suponha que desejamos obter amostras {θt} de uma distribuição π(θ). As
amostras {θt} podem ser geradas por um processo que obtem amostras no suporte de
π(.) espalhadas em proporções corretas. Uma maneira de se fazer isso é através de
uma cadeia de Markov que tem π(.) como distribuição estacionária. Este processo é
chamado Monte Carlo via Cadeias de Markov (MCMC) [29, 32].

Uma cadeia de Markov é uma sequência de variáveis aleatórias {θ0, θ1, θ2, . . . } tal que
o próximo estado da cadeia θt+1 é amostrado de uma distribuição P (θt+1 | θt) que
depende apenas do estado atual. Sob certas condições de regularidade [32], a cadeia
gradualmente esquece seu estado inicial θ0 e, P (t)(. | θ0) eventualmente converge para
uma única distribuição estacionária φ(.). Assim, conforme t cresce, as amostras {θt}
parecem mais e mais com amostras de φ(.).
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Então, se a distribuição estacionária φ(.) é a distribuição alvo π(.), após um longo
burn-in (descarte) de m iterações, os pontos {θt} serão aproximadamente amostras
dependentes de π(.), permitindo estimar E (g(θ)) pela média ergódica [32]:

ḡ =
1

n−m
n
∑

t=m+1

g(θt). (7.5)

Além da média Bayesiana para g(θ), podemos também obter intervalos de credibili-
dade para g(θ) através das amostras {θt} geradas via MCMC. Por exemplo, se temos
1000 amostras θt, um intervalo de credibilidade de 95% para g(θ), pode ser obtido orde-
nando os 1000 valores g(θt), em ordem crescente, e definindo o intervalo (g(θ)25, g(θ)975).

Mas ainda fica a questão: como gerar uma cadeia de Markov que tem π(.) como distri-
buição estacionária?

7.2.1 Metropolis-Hastings

Para construir uma cadeia de Markov com distribuição estacionária π(.),
podemos usar o algoritmo de Metropolis-Hastings [39, 61]. A cada tempo t, para esco-
lher o próximo estado θt+1, primeiro amostramos um candidato y de um distribuição
proposta q(. | θt). O candidato y é aceito com probabilidade α(θt, y):

α(θt, y) = min

(

1 ,
π(y)q(θt | y)
π(θt)q(y | θt)

)

. (7.6)

Se o candidato é aceito, o próximo estado da cadeia passa a ser θt+1 = y. Caso contrário,
a cadeia não se move: θt+1 = θt.

Notavelmente, é posśıvel mostrar que independentemente da distribuição proposta, a
distribuição estacionária será π(.) [32]. No entanto, a velocidade de convergência de-
pende de quanto a distribuição proposta q(.|.) se parece com a distribuição desejada
π(.).

7.2.2 Distribuição proposta

A partir da distribuição proposta é que serão gerados os candidatos no algo-
ritmo Metropolis-Hastings, que serão aceitos, ou não, segundo o critério (7.6). Apesar
da teoria garantir a convergência da cadeia de Markov gerada, independentemente da
distribuição proposta, a velocidade de convergência depende fortemente de tal escolha.

O suporte de nossa distribuição a posteriori π(ρ) é o espaço das matrizes de densi-
dade S. Assim, é razoável pedir que os candidatos gerados da distribuição proposta
q(ρ|.) também estejam em S.
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A questão é que a distribuição em S mais discutida na literatura é a distribuição
uniforme [101]. Sem dúvida, gerar matrizes de densidade uniformemente distribúıdas,
segundo alguma medida apropriada, é de grande utilidade para gerar estados mistos
de forma aleatória, que podem ser usados, por exemplo, em simulações numéricas. No
entanto, a distribuição uniforme não é uma boa escolha para a distribuição proposta
em MCMC, pois a maior parte dos candidatos gerados podem ser rejeitados e a cadeia
de Markov pode ficar estagnada por muito tempo.

O ideal é que a densidade proposta esteja centrada no estado atual da cadeia ρt e
que possamos controlar a variância de modo a garantir uma taxa de aceitação (número
de candidatos aceitos pelo número de candidatos gerados) razoável [29], entre 30% e
60%, por exemplo.

Em [12], onde é proposta a Inferência Bayesiana em TEQ, é sugerido que os candidatos
sejam gerados de um passeio aleatório no espaço de matrizes de densidade. Associ-
ado ao passeio aleatório, temos uma distribuição proposta simétrica q(ρ|σ) = q(σ|ρ) =
q(|ρ− σ|), e o critério (7.6) é simplificado. Neste mesmo trabalho, é apresentando um
procedimento para gerar estados mistos aleatórios inspirado em passeio aleatório, mas
não é mostrado que q(ρ|σ) = q(|ρ− σ|). Já em [23], é utilizado MCMC em inferência
Bayesiana para tomografia de estados comprimidos com difusão de fase, onde a matriz
de densidade fica em função de apenas 3 parâmetros: compressão, anti-compressão e
rúıdo de fase. A distribuição proposta utilizada é uma Normal, centrada no valor atual
da cadeia e com variância fixada, para cada um dos parâmetros.

Aqui, seguimos a ideia de [23] de parametrizar a matriz ρ(θ), mas damos um passo além,
no sentido de usar uma parametrização aplicável a qualquer estado misto. Tal parame-
trização da matriz de densidade foi apresentada em (3.10) e as questões relacionadas
a máximos locais da verossimilhança foram tratadas na Seção 4.1. Como discutido na
Subseção 4.1.3, se os parâmetros t que definem (3.15) são restritos a ‖t‖22 = 1 e ti > 0
para i = 1, 2, . . . , d, onde d é a ordem de ρ (não confundir o vetor de parâmetros t com
o ı́ndice das cadeias), então a verossimilhança será unimodal.

Para atender esses requisitos, podemos redefinir os d2 parâmetros t como produtos
de senos e cossenos de d2 − 1 ângulos θi:

t1 = sin θd2−1 sin θd2−2 . . . sin θ2 sin θ1,

t2 = sin θd2−1 sin θd2−2 . . . sin θ2 cos θ1,
... (7.7)

td2−1 = sin θd2−1 cos θd2−2,

td2 = cos θd2−1,
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ou equivalentemente, definindo cos θ0 = sin θd2 = 1, temos

ti = cos θi−1

d2
∏

j=i

sin θj .

É elementar mostrar que ‖t(θ)‖22 = 1 e, para que ti(θ) > 0 para i = 1, 2, . . . , d, basta
definir o espaço paramétrico de θ como

Θ = {0 < θi < π/2, para i = 1, 2, . . . , d− 1, e 0 < θi < π, para i ≥ d} .

Uma parametrização similar é usada em [65], para gerar amostras uniformes no espaço
de matrizes definidas positivas e de traço constante. Desse modo, mudamos nosso
espaço paramétrico do espaço de matrizes de densidade ρ para o espaço de parâmetros
θ, e agora estamos interessados na distribuição a posteriori dos parâmetros θ:

π(θ) ∝ L(ρ(θ))π0(θ), (7.8)

onde π0(θ) é a distribuição a priori de θ. Note que a verossimilhança L(ρ(θ)) continua
dependendo de ρ e dos resultados de medições observados, só que agora como função
de θ. Neste caso, como ρ é função de θ, a estimativa pontual para ρ passa a ser:

ρB =

∫

Θ

ρ(θ)π(θ)dθ.

Em verdade, a integral acima é aproximada pela média ergódica (7.5) calculada a partir
das amostras {θt} geradas via MCMC. Como a relação entre Θ e int (S) é um-a-um pela
parametrização (7.7), quando geramos amostras {θt} de π(θ), implicitamente geramos
amostras {ρt} de π(ρ), tais que ρt = ρ(θt).

Para gerar candidatos y no algoritmo de Metropolis-Hastings, consideramos yi’s amos-
trados independentemente de Normais truncadas no intervalo de cada parâmetro, cen-
tradas em θi,t e com desvio padrão ∆i. Como resultado, a densidade proposta q(y| θt)
é definida como um produto de densidades Normais truncadas.

Assim, usando a simetria da distribuição Normal, temos que a razão entre as densi-
dades propostas no critério (7.6) é dada por

q(θt | y)
q(y | θt)

=

d2−1
∏

i=1

Φ(
bi−θi,t
σ

)− Φ(
ai−θi,t
σ

)

Φ( bi−yi
σ

)− Φ(ai−yi
σ

)
,

onde [ai, bi] é o intervalo onde θi está definido e Φ(.) é a função de densidade acumulada
da Normal padrão.
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7.2.3 Distribuição a priori

Como já mencionamos anteriormente, a distribuição a priori π0(θ) contem
informação prévia sobre o parâmetro θ e influi na posteriori π(θ), segundo a equação
(7.8). Quando alguma informação sobre o parâmetro de interesse θ é conhecida, esta
deve ser incorporada através de π0(θ).

Por exemplo, suponha que o experimentalista tenha boas razões para acreditar que
os estados mais plauśıveis devem estar próximos de |0〉〈0|. Neste caso, pela para-
metrização (7.7), teremos três ângulos θ1, θ2 e θ3, e obtemos o estado |0〉〈0| quando
θ3 = π/2, θ2 = π/2 e θ1 = π/2. Assim, podemos utilizar como distribuições a pri-
ori para esses parâmetros, distribuições Normais truncadas (no intervalo de cada θi)
centradas em π/2, e controlar através da variância o quanto acredita-se ou não nesses
valores.

Quando tal informação a priori não está dispońıvel, devemos utilizar uma priori uni-
forme ou não-informativa.

7.3 Burn-in e diagnósticos de convergência

Como a teoria garante que a cadeia de Markov produzida pelo Metropolis-
Hastings eventualmente converge à distribuição desejada π(.), dado um número sufici-
entemente grande de iterações, surgem duas questões: quão longo deve ser o burn-in
e quantas iterações são necessárias? As próximas subseções tentam responder essas
perguntas.

7.3.1 Burn-in

Normalmente, os elementos das primeiras iterações da cadeia de Markov
podem estar longe de amostras da distribuição alvo π(.). Geralmente, descartamos as
primeiras, digamos m, iterações e consideramos os elementos restantes da cadeia como
amostras de π(.).

Um tipo de análise para determinar o tamanho do burn-in é rodar N ≥ 2 cadeias
em paralelo, iniciando de pontos suficientemente dispersos no espaço paramétrico e ve-
rificar quando elas se misturam.

Ilustramos essa análise na Figura 7.1, para o caso de uma matriz de densidade real
representada na forma

[

x z
z y

]

=

[

t1
t3 t2

] [

t1 t3
t2

]

, (7.9)
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Caṕıtulo 7. Inferência Bayesiana

onde

t1 = sin θ2 sin θ1

t2 = sin θ2 cos θ1

t3 = cos θ2.

Simulamos 3 cadeias em paralelo para cada um dos parâmetros θ1, θ2. A Figura 7.1
revela que as cadeias misturam-se rápido, antes de 500 iterações.
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Figura 7.1: A mistura de 3 cadeias em paralelo para cada parâmetro θ1, θ2.

Outra maneira de estudar a mistura das cadeias é monitorar as autocor-
relações. É esperado que a cadeia gradualmente esqueça as iterações iniciais, e então
as autocorrelações devem decrescer conforme a cadeia evolui. A Figura 7.2 mostra as
autocorrelações das cadeias de cada parâmetro.

7.3.2 Diagnósticos de convergência

No fim das contas, como saber que a cadeia já convergiu? Como saber se o
número de iterações é suficiente?

Podemos usar, por exemplo, os traceplots (gráficos dos valores simulados) e monito-
rar o comportamento da cadeia. A Figura 7.3 mostra o comportamento das cadeias em
nosso pequeno exemplo 2× 2, para os parâmetros θ1 e θ2. Podemos ver que as cadeias
se estabilizam em torno de um determinado valor, o que indica a convergência.

Associada à cadeia {θt}, temos também a cadeia {ρt}. A Figura 7.4 apresenta as
cadeias para as componentes x, y, z de ρ. Vemos que as cadeias se estabilizam em torno
dos valores verdadeiros, indicados pelas linhas vermelhas, que correspondem à matriz

ρ∗ =

[

0.2 0.05
0.05 0.8

]

,
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Figura 7.2: Gráficos de autocorrelação
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Figura 7.3: Traceplots para as cadeias θ1 e θ2.
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Figura 7.4: Traceplots para as cadeias x, y e z.
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a partir da qual geramos os dados desta simulação. Nesta simulação consideramos uma
verossimilhança multinomial e um conjunto POVM definindo as probabilidades. Como
priori, adotamos distribuições uniformes para cada parâmetro θ1, θ2. Em verdade,
quando utilizamos apenas t1, t2 e t3 na parametrização de uma matriz de densidade
de um q-bit, estamos implicitamente adotando que t4 = 0, ou seja, que teremos uma
matriz real, o que também é uma informação a priori.

No entanto, para instâncias maiores, não é fácil monitorar d2 − 1 cadeias. Logo, pre-
cisamos de critérios mais algébricos e computacionais para verificar se as cadeias estão
convergindo. Com esse propósito, uma série de diagnósticos de convergência foram
desenvolvidos [20]. Aqui, discutiremos apenas dois deles: o diagnóstico de Gelman-
Rubin [30] e o de Geweke [31].

O diagnóstico de Gelman-Rubin [30] consiste em comparar as variâncias “entre” e
“dentre” as cadeias em paralelo. É suposto que temos N ≥ 2 cadeias, iniciadas em
pontos suficientemente espaçados.

Primeiro, calculamos a variância “dentre” (W ) e “entre” (B) as cadeias:

W =
1

m

m
∑

j=1

s2j , B =
n

m− 1

m
∑

j=1

(θ̄j − ¯̄θ)2,

onde θ representa o parâmetro a ser estimado, θ̄j e s2j são a média e a variância da

cadeia j, e ¯̄θ = 1
N

∑

j θ̄j . Então, estimamos a variância do estimador θ̂ pela média
ponderada

Var(θ̂) = (1− 1

n
)W +

1

n
B,

e obtemos o fator de encolhimento

R̂ =

√

Var(θ̂)

W
.

A variância W é subestimada pela variância verdadeira de θ̂, logo, R̂ ≥ 1 e valores
R̂ < 1.1 indicam convergência. A Figura 7.5 apresenta o fator de encolhimento para os
três parâmetros considerados anteriormente. Consideramos 3 cadeias em paralelo para
cada parâmetro. O fator de encolhimento é próximo de um para os três parâmetros e
permanece menor que 1.025 após 4000 iterações.

O diagnóstico de convergência de Geweke [31] pode ser aplicado a uma longa cadeia.
Ele é um teste de igualdade de médias entre as primeiras e as últimas amostras da ca-
deia, descartado o burn-in. Tipicamente, comparamos a média amostral dos primeiros
10% da cadeia (após o burn-in) com a média amostral dos últimos 50%. Ao normali-
zar pelo desvio padrão da cadeia, obtemos um teste do tipo Z-score, e então, valores
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Figura 7.5: Fatores de encolhimento no diagnóstico de Gelman-Rubin.

próximos das caudas de uma distribuição Normal padrão indicam que a cadeia ainda
não convergiu.

A Figura 7.6 apresenta os Z-scores para os três parâmetros. Como os valores perma-
necem afastados das caudas e próximos a zero, a convergência não pode ser rejeitada.

2000 4000 6000 8000 10000 12000 14000

−2

−1.5

−1

−0.5

0

0.5

1

1.5

2

Iteracoes

Z
−

s
c
o
re

 p
a
ra

  
θ

1

2000 4000 6000 8000 10000 12000 14000

−2

−1.5

−1

−0.5

0

0.5

1

1.5

2

Iteracoes

Z
−

s
c
o
re

 p
a
ra

  
θ

2

Figura 7.6: Diagnóstico de convergência de Geweke.
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7.4 Um breve exemplo

Neste exemplo, cujos dados foram extráıdos de [12], comparamos as estima-
tivas fornecidas pela inversão linear, Máxima Verossimilhança e inferência Bayesiana.
Considere a tomografia de um q-bit com observáveis σx, σy e σz. Por simplicidade,
consideramos 〈σy〉 = 0. Suponha que realizamos 16 medidas de σx e σz, contendo 14
|0〉 e 2 |1〉, 14 |+〉 e 2 |−〉.

A partir desses dados, pode-se mostrar analiticamente que a inversão linear fornece
como estimativa:

ρLI =
1

2

(

I+
3

4
σx +

3

4
σz

)

=

[

0.8750 0.3750
0.3750 0.1250

]

.

Essa matriz tem uma autovalor negativo e as estimativas 〈σx〉 = tr (σxρLI) e 〈σz〉 =
tr (σzρLI) caem fora dos valores f́ısicos posśıveis como mostrado na Figura 7.7 por uma
estrela vermelha.

Usando a verossimilhança (3.21), obtemos de forma anaĺıtica a EMV:

ρML =
1

2

(

I+
1√
2
σx +

1√
2
σz

)

=

[

0.8536 0.3536
0.3536 0.1464

]

.

Essa matriz tem um autovalor nulo e o ponto que representa as estimativas 〈σx〉 e 〈σz〉
fica na fronteira da região admisśıvel, representada na Figura 7.7 por um ćırculo. Tal
estimativa não é compat́ıvel com barras de erros bem fundadas e atribui probabilidade
zero a certos eventos, o que não pode ser justificado por essa pequena quantidade de
dados.

Por outro lado, usando a abordagem Bayesiana descrita na Seção 7.2, tendo como ve-
rossimilhança (3.21) e com priori uniforme (segundo medida de Hilbert-Schmdit [101]),
a estimativa Bayesiana média é

ρ1B =

[

0.8284 0.3307
0.3307 0.1716

]

.

A média Bayesiana para as estimativas 〈σx〉 e 〈σz〉 é representada por um ponto ver-
melho na Figura 7.7. Na Figura 7.7, os pontos amarelos correspondem aos valores
de 〈σx〉 e 〈σz〉 calculados em cada amostra da matriz de densidade gerada pela cadeia
de Markov (após o burn-in). Também mostramos na Figura 7.7 o erro padrão da média.

Como consideramos uma priori vaga ou uniforme e a quantidade de dados é pequena,
a estimativa média Bayesiana se encontra entre o centro e a EMV (na borda). Assim,
a estimativa Bayesiana média está longe o suficiente da borda para ser compat́ıvel com
barras de erro, representadas aqui pelas elipses de erro padrão.
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7.5. Resumo do Caṕıtulo 7

Suponha que aumentamos a quantidade de dados, por exemplo, multiplicando os dados
acima por 10. A inversão linear e a EMV permanecem as mesmas pois as frequências
relativas são as mesmas. Mas agora, o peso da verossimilhança é maior e pode mudar
nosso conhecimento a priori uniforme rumo a EMV, como podemos ver no segundo
quadro da Figura 7.7. A BME correspondente é

ρ10B =

[

0.8491 0.3496
0.3496 0.1509

]

.

Esta estimativa ainda está afastada o suficiente da borda e é compat́ıvel com barras de
erro. Multiplicando os dados iniciais por 100, obtemos como BME:

ρ100B =

[

0.8530 0.3529
0.3529 0.1470

]

,

e essa situação é ilustrada no terceiro quadro da Figura 7.7. Em resumo, começando
com uma priori não-informativa, nossa estimativa vai em direção a EMV (na fronteira),
à medida que o tamanho da amostra aumenta. Isso é esperado do ponto de vista
Bayesiano, pois probabilidades nulas só podem ser atribúıdas assintoticamente, e então,
temos barras de erro bem fundadas ao utilizar inferência Bayesiana, já que os erros
padrão também decrescem de forma apropriada.
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Figura 7.7: Solução da inversão linear apresentada como uma estrela vermelha fora
dos posśıveis valores esperados para os observáveis σx e σz. EMV em azul, na borda.
Pontos amostrados em amarelo e a estimativa Bayesiana média, representada por um
ponto vermelho, para tamanhos de amostra cada vez maiores. Os erros padrão para
〈σx〉 e 〈σz〉 são representados por elipses em azul.

7.5 Resumo do Caṕıtulo 7

Neste caṕıtulo, descrevemos a aplicação de inferência Bayesiana ao problema
de Tomografia de Estados Quânticos através de simulações Monte Carlo via cadeias de
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Markov. Na Seção, 7.2 propusemos uma posśıvel parametrização para matrizes de den-
sidade que permite a implementação de um algoritmo Metropolis-Hastings e questões
de convergência desse algoritmo foram tratadas na Seção 7.3.

Diferente da estimação por verossimilhança, onde busca-se a estimativa mais provável
para o estado, na abordagem Bayesiana, estados um pouco menos prováveis também
são considerados através da distribuição a posteriori. Como consequência, ao utilizar
prioris não-informativas, temos a garantia de que a estimativa Bayesiana média será
sempre uma matriz de posto completo (sem autovalores nulos) e compat́ıvel com barras
de erro consistentes. Essas propriedades foram ilustradas com o exemplo da Seção 7.4.

No entanto, é importante comentar sobre o custo computacional mais elevado da abor-
dagem Bayesiana em relação aos problemas de otimização que aparecem na EMV. Esse
custo mais alto é o preço pago por se obter uma amostra de tamanho relevante da
posteriori π(ρ), com a qual podemos caracterizar os estados mais plauśıveis.

Temos ciência de que os estudos apresentados neste caṕıtulo ainda são preliminares,
os testes apresentados pequenos, e de maneira alguma, defendemos que as ideias aqui
apresentadas para inferência Bayesiana, via MCMC, no problema TEQ, sejam ótimas.
O intuito foi apenas mostrar que, de fato, é viável (e implementável) aplicar métodos
Bayesianos no problema de TEQ e obter estimativas mais razoáveis.

É importante mencionar também que, em certas situações experimentais, é sabido que
o estado do sistema pertence a uma determinada famı́lia a qual define uma própria
parametrização para a matriz de densidade. Neste caso, é intuitivo que tal parame-
trização deva ser usada no lugar de (7.7) e que as distribuições propostas e prioris para
os novos parâmetros devem mudar também.

Outro ponto importante e que merece estudos futuros é como definir distribuições (di-
ferentes da uniforme) no espaço de matrizes densidade S, nas quais possamos controlar
a centralidade e a dispersão.
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Caṕıtulo 8

Conclusões e Trabalhos Futuros

Neste caṕıtulo, resumimos as principais contribuições ao longo dessa tese,
comentamos sobre possibilidades para trabalhos futuros e encerramos com algumas
considerações finais sobre o problema de Tomografia de Estados Quânticos.

8.1 Contribuições da tese

Nossa primeira contribuição foi detalhada no Caṕıtulo 4, onde analisamos
a reparametrização da matriz de densidade, proposta em [48]. Na Seção 4.1, prova-
mos que os mı́nimos locais do problema de minimização irrestrita que surgem após
tal reparametrização, são todos globais. Este resultado, apesar de teórico, tem im-
plicações práticas e valida o procedimento proposto em [48] para encontrar a estimativa
de Máxima Verossimilhança. Esse trabalho foi publicado na revista Quantum Informa-
tion and Computation [36].

Ainda no Caṕıtulo 4, na Seção 4.2, discutimos sobre a convergência global do algoritmo
RρR [47] para tomografia por Máxima Verossimilhança. Em [79], foi demonstrada a
convergência global do algoritmo, mas com a hipótese de busca linear exata. Nossa
contribuição foi demonstrar a convergência do método usando busca linear inexata e
uma condição tipo Armijo, o que é mais viável na prática. Este trabalho está sendo
preparado para a submissão.

No Caṕıtulo 5, propusemos uma variação do método VQT para tomografia quântica
com dados incompletos, denominado VQT∞. Esse método tenta ajustar as probabilida-
des não medidas o mais uniforme posśıvel. Como consequência, mostramos que VQT∞
tem um comportamento similar com o já conhecido método de Máxima Entropia, o que
foi corroborado por simulações numéricas e demonstrado teoricamente para o caso de
medições da autobase. Com isso, obtemos uma método que fornece uma estimativa tão
pouco tendenciosa quanto a estimativa de Máxima Entropia, com a vantagem de uma
formulação SDP linear. Este trabalho foi submetido para a Physical Review A.
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Visando uma aplicação em outros problemas de otimização sobre o espaço de matrizes
de densidade, além da Tomografia de Estados Quânticos, no Caṕıtulo 6 apresentamos
um método de gradiente projetado. Em testes preliminares, aplicados ao problema de
EMV em TEQ, para o caso particular de uma verossimilhança multinomial, o método
mostrou-se mais eficiente que a versão globalizada do algoritmo RρR, espećıfico para
tal problema.

Por fim, no Caṕıtulo 7, descrevemos a aplicação de inferência Bayesiana ao problema
de Tomografia de Estados Quânticos, através de simulações Monte Carlo via cadeias
de Markov. A motivação para o estudo dessa abordagem é que a EMV, às vezes, pode
retornar como estimativa mais provável, uma matriz de densidade contendo autovalores
nulos. Isso atribui probabilidade nula a certos eventos, o que não pode ser justificado
com uma quantidade finita de dados. Já na abordagem Bayesiana, estimativas um
pouco menos prováveis também são consideradas através da distribuição a posteriori.
Assim, temos a garantia de que a estimativa Bayesiana média será sempre uma matriz
de posto completo (sem autovalores nulos) e compat́ıvel com barras de erro consistentes.

8.2 Trabalhos futuros

Uma questão importante na EMV é como propagar os erros em quantidades
calculadas a partir da estimativa da matriz de densidade. Na Seção 4.3, discutimos
brevemente sobre estimação de erros através da matriz de Fisher. Na prática, não uti-
lizamos realmente a matriz de Fisher, mas sim a Hessiana da função log-verosimilhança
avaliada em seu maximizador. Esta é uma boa aproximação para a matriz de Fisher
apenas assintoticamente, para uma amostra suficientemente grande. Neste sentido, vale
a pena investigar em quais situações tal procedimento é válido e em que outras vale
mais a pena empregar simulações Monte Carlo.

Na Seção 5.6, comentamos brevemente o problema de falso emaranhamento que pode
surgir ao se utilizar a estimação por Máxima Entropia. Sem sombra de dúvidas, sendo
o emaranhamento um recurso básico em computação e comunicação quântica, é impor-
tante obter estimativas que não nos digam que o estado é mais emaranhado do que ele
realmente é. Uma ideia natural é procurar pela estimativa para a matriz de densidade,
compat́ıvel com os resultados de medições dispońıveis e que minimize alguma medida
de emaranhamento.

Quanto ao método de Gradiente Projetado, apresentado no Caṕıtulo 6, devemos re-
alizar mais testes numéricos em outros problemas de otimização sobre o espaço de
matrizes densidade, e estendê-lo para restrições lineares gerais.

Os resultados do Caṕıtulo 7 sobre inferência Bayesiana, via MCMC, no problema TEQ,
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ainda são incipientes, e serviram apenas para mostrar que, de fato, é viável (e imple-
mentável) aplicar métodos Bayesianos no problema de TEQ e obter estimativas mais
razoáveis. Uma pesquisa mais direcionada em distribuições sobre o espaço de ma-
trizes de densidade é certamente um tópico interessante e com aplicação não só em
inferência Bayesiana, mas também em simulações e no estudo de propriedades de esta-
dos quânticos. Outro ponto importante é especializar a metodologia do Caṕıtulo 7 para
problemas de estimação de estados, onde se conhece uma parametrização particular do
estado em questão.

8.3 Considerações Finais

A motivação inicial dessa tese foi o estudo das soluções locais do problema
de otimização na estimação por Máxima Verossimilhança, mediante a reparametrização
discutida na Seção 4.1. A necessidade de se entender essa abordagem estat́ıstica e a
teoria f́ısica associada ao problema de Tomografia de Estados Quânticos nos levou a
estudar outras formulações: Máxima Verossimilhança, inferência Bayesiana, Máxima
Entropia, Tomografia Quântica Variacional, e métodos numéricos para resolução das
mesmas.

Em relação a cada formulação, pudemos, ainda que de forma modesta, dar nossa con-
tribuição, seja do ponto de vista teórico ou computacional. Após estudar todas essas
formulações, fica a pergunta: qual delas é a melhor? Qual a solução definitiva, o melhor
modelo/método matemático, para o problema de Tomografia de Estados Quânticos?

De fato, não temos uma resposta definitiva. Não tivemos por objetivo comparar
as diversas abordagens. Além disso, é dif́ıcil definir critérios e estabelecer condições
homogêneas a todas as formulações/métodos. Cada uma tem sua inspiração, e sua
aplicação, diferente das demais, apesar de todas serem empregadas em Tomografia de
Estados Quânticos. Portanto, cada uma tem sua aplicabilidade, sua vantagem, depen-
dendo do cenário em questão.

Por exemplo, se tivéssemos um experimento ideal, se nosso aparato experimental fosse
perfeito, então bastaria aplicar a inversão linear dos dados para obter a matriz associ-
ada ao estado verdadeiro.

Flutuações, imperfeições e rúıdos experimentais pedem algum modelo estat́ıstico para
tratar os dados. Neste caso, parece sensato aplicar a estimação por Máxima Verossi-
milhança. Mas, ainda resta a escolha da verossimilhança que melhor descreve os dados
do experimento e do método para resolver o problema de otimização. Métodos gerais
funcionam, mas métodos espećıficos podem ser mais eficientes.

Uma objeção à EMV é que a estimativa pode estar na borda de S e, então, pos-
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suir autovalores nulos, atribuindo probabilidades nulas a certos resultados de medidas.
A estimativa Bayesiana média aparece como uma alternativa. Ao se utilizar uma priori
não-informativa, temos a garantia de que a estimativa será de posto completo. É claro
que, quando dispońıvel, a priori deve incorporar o conhecimento do experimentalista
sobre o sistema. No entanto, dentre as abordagens apresentadas, a Bayesiana é a que
apresenta o maior custo computacional (o extremo oposto da inversão linear).

Por falar em informação a priori, em alguns casos, a questão de autovalores nulos
podem não representar um problema. Pelo contrário, se o experimentalista tem boas
razões para acreditar que o estado preparado é próximo de puro, é desejável uma esti-
mativa com o maior número posśıvel de autovalores nulos.

Não discutimos nessa tese a abordagem de compressed sensing [38] para tomografia
de estados, onde a hipótese é de que o estado verdadeiro tem muitos autovalores nulos,
ou seja, é de posto pequeno. Isso permite estabelecer garantias probabiĺısticas de re-
construção do estado com um número de medidas bem inferior a d2.

A questão de tomografia com um conjunto incompleto de medidas se torna cada vez
mais importante, uma vez que o número de medidas necessárias para caracterizar unica-
mente a matriz de densidade cresce exponencialmente com o tamanho do sistema. Para
10 q-bits, em geral, precisamos de 210 = 1024 medidas! Nesse cenário, a formulação
de Máxima Entropia e a Tomografia Quântica Variacional vem auxiliar na estimação
com dados incompletos, a segunda com a vantagem de problemas SDP lineares contra
problemas de otimização não linear da primeira.

Portanto, cada abordagem apresenta certas propriedades que a tornam mais adequada
a um ou outro determinado tipo de situação.

Por fim, há um crescente interesse em escalabilidade na tomografia de estados quânticos,
já que realizar d2 medidas torna-se impraticável em sistemas de tamanho moderado.
Logo, é importante a determinação de um subconjunto de medidas mais representati-
vas, mais informativas, para um dado experimento e métodos numéricos eficientes para
o pós-processamento, a fim de tornar posśıvel a tomografia de sistemas quânticos de
dimensão cada vez maior, necessários ao desenvolvimento da computação quântica.

108



Referências Bibliográficas
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[40] W. Heisenberg. Über den anschaulichen inhalt der quantentheoretischen kine-
matik und mechanik. Zeitschrift für Physik A Hadrons and Nuclei, 43:172–198,
1927.

[41] C. Helmberg, F. Rendl, R. Vanderbei, and H. Wolkowicz. An interior-point
method for semidefinite programming. SIAM Journal on Optimization, 6:342–
361, 1996.

111



Referências Bibliográficas
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