
Julianna Pinele Santos Porto

Geometria da Informação:
Métrica de Fisher

CAMPINAS

2013

i



ii









vi

Abstract

Information Geometry is an area of mathematics that uses geometric tools in the study of
statistical models. In 1945, Rao introduced a Riemannian metric on the space of the probability
distributions using the information matrix provided by Ronald Fisher in 1921. With the metric
associated with this matrix, we deĄne a distance between two probability distributions (RaoŠs
distance), geodesics, curvatures and other properties. Since then, many authors have been studying
this subject, which is associated with various applications, such as: statistical inference, stochastic
processes, information theory, and image distortion.

In this work we provide a brief introduction to Differential and Riemannian Geometry and
a survey of some results obtained in Information Geometry. We show RaoŠs distance between
some probability distributions, with special atention to the study of such distance in the space of
multivariate normal distributions. In this space, since closed forms for the distance and for the
geodesic curve are not known yet, we focus on the calculus of bounds for RaoŠs distance. In some
cases, we improve the upper bound provided by Calvo and Oller in 1990.

Keywords: Information geometry, Fisher Information Metric, RaoŠs distance.

Resumo

A Geometria da Informação é uma área da matemática que utiliza ferramentas geométricas no
estudo de modelos estatísticos. Em 1945, Rao introduziu uma métrica Riemanniana no espaço das
distribuições de probabilidade usando a matriz de informação, dada por Ronald Fisher em 1921.
Com a métrica associada a essa matriz, deĄne-se uma distância entre duas distribuições de proba-
bilidade (distância de Rao), geodésicas, curvaturas e outras propriedades do espaço. Desde então
muitos autores veem estudando esse assunto, que está naturalmente ligado a diversas aplicações
como, por exemplo, inferência estatística, processos estocásticos, teoria da informação e distorção
de imagens.

Neste trabalho damos uma breve introdução à geometria diferencial e Riemanniana e fazemos
uma coletânea de alguns resultados obtidos na área de Geometria da Informação. Mostramos a
distância de Rao entre algumas distribuições de probabilidade e damos uma atenção especial ao
estudo da distância no espaço formado por distribuições Normais Multivariadas. Neste espaço,
como ainda não é conhecida uma fórmula fechada para a distância e nem para a curva geodésica,
damos ênfase ao cálculo de limitantes para a distância de Rao. Conseguimos melhorar, em alguns
casos, o limitante superior dado por Calvo e Oller em 1990.

Palavras-chave: Geometria da da Informação, Matriz de Informação de Fisher, Distância de
Rao, Limitantes.
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Introdução

A Geometria da Informação estuda o uso de ferramentas geométricas no estudo de modelos es-
tatísticos (famílias de distribuições de probabilidade). Foi Rao em 1945, [20], o pioneiro nesta área.
Ele introduziu uma métrica Riemmaniana no espaço das famílias de distribuições de probabilidade
parametrizadas usando a matriz de informação, dada por Ronald Fisher em 1921, [7].

Com a métrica associada a essa matriz (métrica de Fisher), podemos calcular a distância entre
duas distribuições de probabilidade (também conhecida como distância de Rao ou distância de
Fisher), geodésicas, curvaturas e outras propriedades do espaço. Desde então muitos autores veem
estudando esse assunto, que está naturalmente ligado a diversas aplicações como, por exemplo,
inferência estatística, processos estocásticos, teoria da informação e distorção de imagens.

Amari e Nagaoka deram uma uniĄcação à teoria em [1] e [2] e, simultaneamente, num trabalho
isolado, Chentsov, [10], desenvolveu um novo conceito de variedade estatística também usando a
métrica de Fisher. Atkinson e Michell, [3], e Burbea, [4], Ązeram um estudo detalhado e calcularam
a expressão da distância de Rao para algumas famílias de distribuições de probabilidade.

Neste trabalho, fazemos um "apanhado" dos resultados já obtidos nessa área e damos ênfase
ao estudo da distância de Rao no espaço das distribuições normais multivariadas. Nesse espaço
ainda não se tem uma expressão para a distância de Rao entre duas distribuições no caso geral.
No início da década de 90, Calvo e Oller calcularam limitantes para essa distância em [5] e [6].

A base da teoria é a utilização da geometria no espaço formado por distribuições de pro-
babilidade. No Capítulo 1, abordamos alguns conceitos fundamentais de geometria diferencial e
geometria Riemanniana tais como: variedades diferenciáveis, espaço tangente, geodésicas e métrica
Riemanniana. Esses conceitos são ferramentas essenciais para o desenvolvimento deste trabalho.

No Capítulo 2, damos algumas deĄnições básicas de estatística e também deĄnimos variedade
estatística, que nada mais é do que um modelo estatístico munido de uma estrutura de variedade
diferenciável. Além disso, damos a deĄnição formal de métrica de Fisher e calculamos a distância
de Rao para algumas famílias de distribuições de probabilidade.

Finalmente, no Capítulo 3, nosso estudo se concentra nas famílias formadas pelas distribuições
normais multivariadas, onde mostramos como calcular a distância de Rao em alguns casos particu-
lares. Também, calculamos alguns limitantes para essa distância no caso geral e fazemos algumas
simulações para analisar o comportamento desses limitantes para famílias de distribuições normais
bivariadas.

1



Capítulo 1

Preliminares em Geometria Diferencial

Neste capítulo apresentamos algumas deĄnições básicas de geometria diferencial e Riemanniana.
Para se ter uma noção de como é feito o estudo de espaços que não são necessariamente o R

𝑛, na
Seção 1, falamos sobre superfícies regulares, que são subconjuntos do R

3. Na Seção 2, generalizamos
o conceito de superfícies, estudando agora um conjunto qualquer, para isso, damos a deĄnição de
variedade diferenciável. Na Seção 3, introduzimos um produto interno numa variedade e, a essa
variedade, chamamos de variedade Riemanniana. O objetivo deste capítulo é fazer uma breve
introdução, logo, os resultados não serão demonstrados. Para um estudo mais aprofundado do
assunto e para ver as demonstrações dos teoremas e proposições apresentadas neste capítulo, ver
referências [8] e [9].

1.1 Superfícies regulares

De forma intuitiva, podemos dizer que uma superfície regular é um subconjunto do R
3 que,

em qualquer ponto, é localmente semelhante ao R
2, tal como a superfície da Terra que, embora

esférica, parece plana a um observador nela colocado que consegue ver somente até a linha do
horizonte.

DeĄnição 1.1.1. Um subconjunto 𝑆 do R
3 é uma superfície regular quando, para cada ponto

𝑝 ∈ 𝑆, existe uma vizinhança 𝑉 de 𝑝 em R
3 e uma aplicação 𝜙 : 𝑈 ⊃ 𝑉 ∩𝑆 de um aberto 𝑈 ⊆ R

2

sobre 𝑉 ∩ 𝑆 ⊆ R
2 tais que

1. 𝜙 é diferenciável. Isto signiĄca que se escrevemos

𝜙(𝑥, 𝑦) = (𝜙1(𝑥, 𝑦), 𝜙2(𝑥, 𝑦), 𝜙3(𝑥, 𝑦)), (𝑥, 𝑦) ∈ 𝑈

as funções 𝜙1, 𝜙2, 𝜙3 tem derivadas parciais contínuas de todas as ordens em 𝑈 .

2. 𝜙 é um homeomorĄsmo. Como 𝜙 é contínua pela condição 1, basta veriĄcar que 𝜙 tem
inversa 𝜙⊗1 : 𝑉 ∩ 𝑆 ⊃ 𝑈 que é contínua.

3. Para todo 𝑞 ∈ 𝑈 , a diferencial 𝑑𝜙𝑞 : R2 ⊃ R
3 é injetiva.

2



CAPÍTULO 1. PRELIMINARES EM GEOMETRIA DIFERENCIAL 3

A aplicação 𝜙 é chamada de sistema de coordenadas (ou parametrização) em 𝑝. A vizinhança
𝑉 ∩ 𝑆 de 𝑝 é chamada vizinhança coordenada.

Observação 1.1.2. Neste trabalho, dizer que uma aplicação 𝑓 é diferenciável signiĄca dizer que
𝑓 é 𝐶∞.

x

y

ϕ3

ϕ1

ϕ2q = (x, y)

ϕ

S
ϕ(q)

V ∩ S

p

V

U

0

Figura 1.1: DeĄnição de superfície regular.

Observação 1.1.3. Em relação à injetividade de 𝑑𝜙𝑞 : R2 ⊃ R
3, dado 𝑞 ∈ 𝑈 , lembremos que as

seguintes condições são equivalentes:

• 𝑑𝜙𝑞 : R2 ⊃ R
3 é injetiva.

• 𝜕𝜙
𝜕𝑥

(𝑞) = 𝜙𝑥(𝑞) = 𝑑𝜙𝑞(𝑒1) e 𝜕𝜙
𝜕𝑦

(𝑞) = 𝜙𝑦(𝑞) = 𝑑𝜙𝑞(𝑒2) são vetores linearmente independentes.

• A matriz jacobiana de ordem 3 × 2,

𝐽𝜙𝑞 =

∏︀

̂︁

̂︁

∐︁

𝜕𝜙1

𝜕𝑥
𝜕𝜙1

𝜕𝑦
𝜕𝜙2

𝜕𝑥
𝜕𝜙2

𝜕𝑦
𝜕𝜙3

𝜕𝑥
𝜕𝜙3

𝜕𝑦

∫︀

̂︂

̂︂

̂︀

(𝑞),

tem posto 2, isto é, algum de seus determinantes menores 2 × 2 é diferente de zero.

Da DeĄnição 1.1.1, temos que a injetividade na condição 2 tem o objetivo de excluir a possi-
bilidades de auto-interseções em superfícies regulares e a condição 3 garante a existência de um
"plano tangente" em todos os pontos de 𝑆.

Exemplo 1.1.4. Um plano Π ⊆ R
3 é uma superfície regular. Nesse caso, podemos parametrizar

o plano com uma parametrização global, isto é, com uma única parametrização para todo ponto
𝑝 ∈ Π. De fato, seja um ponto 𝑃 ∈ Π e sejam u = (𝑢1, 𝑢2, 𝑢3) e v = (𝑣1, 𝑣2, 𝑣3) vetores do
plano, não nulos, linearmente independentes. Sem perda de generalidade podemos assumir u e v
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perpendiculares entre si. Para cada ponto 𝑄 do plano, o seu respectivo vetor de posição w é uma
combinação linear de u e v, seja w = 𝑥u + 𝑦v, com 𝑥, 𝑦 ∈ R. Portanto

𝑄⊗ 𝑃 = w = 𝑥u + 𝑦v ⇒ 𝑄 = 𝑃 + 𝑥u + 𝑦v.

Π

P

Q

u

v

w

Figura 1.2: Parametrização do plano.

Assim, podemos parametrizar o plano através da seguinte aplicação

𝜙 : R2 ⊃ Π

(𝑥, 𝑦) ⊃ 𝑃 + 𝑥u + 𝑦v

É fácil ver que 𝜙 é diferenciável. Para veriĄcar a condição 2, note que 𝜙⊗1 é dada por

𝜙⊗1(𝑄) =

(︃

⟨𝑄⊗ 𝑃,u⟩
⟨u,u⟩ ,

⟨𝑄⊗ 𝑃,v⟩
⟨v,v⟩

)︃

,

onde ⟨, ⟩ é o produto interno usual do R
3. Além disso, temos que 𝜙𝑥(𝑞) = u e 𝜙𝑦(𝑞) = v, ∀ 𝑞 ∈ R

2,
e como u e v são linearmente independentes, pela Observação 1.1.3, 𝑑𝜙𝑞 é injetiva, para todo
𝑞 ∈ R

2.
Dessa forma as condições de 1 a 3 da DeĄnição 1.1.1 estão satisfeitas.

Exemplo 1.1.5. A esfera unitária 𝑆2 = ¶(𝑥, 𝑦, 𝑧) ∈ R
3;𝑥2 +𝑦2 +𝑧2 = 1♢ é uma superfície regular.

x

y

z

S2 ⊂ R
3

Figura 1.3: Esfera unitária 𝑆2.
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De fato, considere a aplicação 𝜙1 : 𝑈 ⊃ R
3 dada por

𝜙1(𝑥, 𝑦) = (𝑥, 𝑦,
√︁

1 ⊗ (𝑥2 + 𝑦2)),

onde 𝑈 = ¶(𝑥, 𝑦) ∈ R
2;𝑥2 + 𝑦2 < 1♢. Observe que 𝜙1(𝑈) é a parte (aberta) de 𝑆2 acima do plano

𝑥𝑦.
Vamos veriĄcar que 𝜙1 satisfaz as condições da DeĄnição 1.1.1. Como 𝑥2 + 𝑦2 < 1, a função

√︁

1 ⊗ (𝑥2 + 𝑦2) tem derivadas parciais contínuas de todas as ordens. Portanto, 𝜙1 é diferenciável
e a condição 1 é satisfeita. Temos também que

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

𝜕(𝑥)
𝜕𝑥

𝜕(𝑥)
𝜕𝑦

𝜕(𝑦)
𝜕𝑥

𝜕(𝑦)
𝜕𝑦

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

(𝑥, 𝑦) =

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

1 0
0 1

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

= 1,

ou seja, um dos determinantes menores da matriz jacobiana é diferente de zero e logo a condição
3 é veriĄcada. Para veriĄcar a condição 2 observamos que 𝜙1 é bijetiva e que (𝜙1)⊗1 é a restrição
da projeção (contínua) Þ(𝑥, 𝑦, 𝑧) = (𝑥, 𝑦) ao conjunto 𝜙1(𝑈). Assim (𝜙1)⊗1 é contínua em 𝜙1(𝑈).

Agora, vamos cobrir a esfera inteira utilizando parametrizações similares. DeĄnimos 𝜙2 : 𝑈 ⊃
R

3 por
𝜙2(𝑥, 𝑦) = (𝑥, 𝑦,⊗

√︁

1 ⊗ (𝑥2 + 𝑦2)), (𝑥, 𝑦) ∈ 𝑈,

de modo análogo a 𝜙1, temos que 𝜙2 é uma parametrização. Observe que 𝜙1(𝑈) ∪ 𝜙2(𝑈) cobre a
esfera menos o equador ¶(𝑥, 𝑦, 𝑧) ∈ R

3;𝑥2 + 𝑦2 = 1, 𝑧 = 0♢. Utilizando então os planos 𝑥𝑧 e 𝑧𝑦,
deĄnimos as seguintes parametrizações

𝜙3(𝑥, 𝑧) = (𝑥,
√︁

1 ⊗ (𝑥2 + 𝑧2), 𝑧)

𝜙4(𝑥, 𝑧) = (𝑥,⊗
√︁

1 ⊗ (𝑥2 + 𝑧2), 𝑧)

𝜙5(𝑦, 𝑧) = (
√︁

1 ⊗ (𝑦2 + 𝑧2), 𝑦, 𝑧)

𝜙6(𝑦, 𝑧) = (⊗
√︁

1 ⊗ (𝑦2 + 𝑧2), 𝑦, 𝑧)

cujas imagens junto com 𝜙1 e 𝜙2, cobrem 𝑆2 inteiramente. Portanto, mostramos que 𝑆2 é uma
superfície regular.
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Figura 1.4: Parametrização da esfera.

Podemos também cobrir a esfera com um outro sistemas de coordenadas. Considere a para-
metrização Õ : 𝑈 ⊃ R

3 dada por

Õ(𝜃, ã) = (senã cos 𝜃, senã sen 𝜃, cosã),

onde 𝑈 = ¶(𝜃, ã); 0 < 𝜃 < 2Þ, 0 < ã < Þ♢.

x

y

z

θ

φ

Figura 1.5: Parametrização da esfera.

A imagem de Õ não é toda a esfera, mas sim Õ(𝑈) = 𝑆2∖𝒞, onde 𝒞 é o semicírculo 𝒞 = ¶(𝑥, 𝑦, 𝑧) ∈
𝑆2;𝑥 ⊙ 0, 𝑦 = 0♢. A aplicação Õ é um homeomorĄsmo diferenciável de 𝑈 na interseção da esfera
com o aberto 𝑉 = ¶(𝑥, 𝑦, 𝑥) ∈ R

3;𝑥 < 0 ou 𝑦 ̸= 0♢. Além disso, para que os determinantes menores
do Jacobiano
⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

𝜕Õ1

𝜕ã
𝜕Õ1

𝜕𝜃
𝜕Õ2

𝜕ã
𝜕Õ2

𝜕𝜃

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

(ã, 𝜃) = cosã sen 𝜃,

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

𝜕Õ2

𝜕ã
𝜕Õ2

𝜕𝜃
𝜕Õ3

𝜕ã
𝜕Õ3

𝜕𝜃

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

(ã, 𝜃) = sen2 ã cos 𝜃,

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

𝜕Õ1

𝜕ã
𝜕Õ1

𝜕𝜃
𝜕Õ3

𝜕ã
𝜕Õ3

𝜕𝜃

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

(ã, 𝜃) = ⊗ sen2 ã sen 𝜃,

se anulem simultaneamente, é necessário que

cos2 ã sen2 𝜃 + sen4 ã cos2 𝜃 + sen4 ã sen2 𝜃 = sen2 ã = 0.
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Isso não ocorre em 𝑈 , pois ã ∈ (0, Þ). Para cobrir toda a esfera, tome a seguinte parametrização
Ȭ : 𝑈 ⊃ R

3 deĄnida por

Ȭ = (𝜃, ã) = (⊗ cosã cos 𝜃,⊗ senã,⊗ cosã sen 𝜃),

onde 𝑈 é o mesmo que deĄnido anteriormente. A imagem de Ȭ é dada por ¯Õ(𝑈) = 𝑆2∖𝒞, onde 𝒞
é o semicírculo 𝒞 = ¶(𝑥, 𝑦, 𝑧) ∈ 𝑆2;𝑥 ⊘ 0, 𝑧 = 0♢. Logo, Õ(𝑈) ∪ Ȭ(𝑈) = 𝑆2 e, de modo análogo ao
feito para Õ, provamos que Ȭ é uma parametrização de 𝑆2.

A proposição abaixo mostra que quando um ponto pertence a duas vizinhanças coordenadas,
com parâmetros (𝑥, 𝑦) e (𝑢, 𝑣), por exemplo, é possível passar de um destes pares de coordenadas
ao outro através de um difeomorĄsmo.

Proposição 1.1.6. Seja 𝑝 um ponto de uma superfície regular 𝑆, e sejam 𝜙 : 𝑈 ⊆ R
2 ⊃ 𝑆 e

å : 𝑉 ⊆ R
2 ⊃ 𝑆 duas parametrizações de 𝑆, tais que 𝑝 ∈ 𝜙(𝑈) ∩ å(𝑉 ) = 𝑊 . Então a mudança

de coordenadas ℎ = 𝜙⊗1 ◇ å : å⊗1(𝑊 ) ⊃ 𝜙⊗1(𝑊 ) é um difeomorĄsmo, isto é, ℎ é diferenciável e
tem inversa diferenciável ℎ⊗1.

Abaixo deĄnimos o que é uma função diferenciável em uma superfície regular.

DeĄnição 1.1.7. Seja 𝑓 : 𝑉 ⊆ 𝑆 ⊃ R uma função, deĄnida em um subconjunto aberto 𝑉 de
uma superfície regular 𝑆. Então 𝑓 é diferenciável em 𝑝 ∈ 𝑉 quando, para alguma parametrização
𝜙 : 𝑈 ⊆ R

2 ⊃ 𝑆, com 𝑝 ∈ 𝜙(𝑈) ⊆ 𝑉 , a composição 𝑓 ◇𝜙 : 𝑈 ⊆ R
2 ⊃ R é diferenciável em 𝜙⊗1(𝑝).

A função 𝑓 é diferenciável em 𝑉 quando é diferenciável em todos os pontos de 𝑉 .

A deĄnição acima não depende da escolha da parametrização 𝜙, isso é consequência imediata
da proposição anterior. O conceito de diferenciabilidade pode ser facilmente estendido a aplicações
entre superfícies.

DeĄnição 1.1.8. Dizemos que uma aplicação contínua 𝑓 : 𝑉1 ⊆ 𝑆1 ⊃ 𝑆2 de um conjunto aberto
𝑉1 de uma superfície regular 𝑆1 em uma superfície regular 𝑆2 é diferenciável em 𝑝 ∈ 𝑉1 quando,
dadas parametrizações

𝜙 : 𝑈1 ⊆ R
2 ⊃ 𝑆1, ã : 𝑈2 ⊆ R

2 ⊃ 𝑆2

com 𝑝 ∈ 𝜙(𝑈1) e 𝑓(𝜙(𝑈1)) ⊆ ã(𝑈2), a aplicação

ã⊗1 ◇ 𝑓 ◇ 𝜙 : 𝑈1 ⊃ 𝑈2

é diferenciável em 𝑞 = 𝜙⊗1(𝑝).

Uma característica importante das superfícies regulares é que elas possuem, em cada ponto,
uma aproximação linear, que é seu plano tangente.

DeĄnição 1.1.9. (Vetor tangente) Seja 𝑆 uma superfície regular. Uma curva diferenciável em S
é uma aplicação Ð : (⊗𝜖, 𝜖) ⊃ 𝑆 diferenciável. Um vetor tangente a 𝑆 em um ponto 𝑝 ∈ 𝑆, é o
vetor tangente Ð′(0) (derivada de Ð no ponto 0) de uma curva diferenciável Ð com Ð(0) = 𝑝.
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Figura 1.6: Espaço tangente.

DeĄnição 1.1.10. (Espaço tangente) O conjunto do todos os vetores tangentes a 𝑆 em um ponto
𝑝 é chamado de espaço tangente a 𝑆 em 𝑝 e é denotado por 𝑇𝑝𝑆.

Proposição 1.1.11. Dada uma parametrização 𝜙, o conjunto dos vetores tangentes a 𝑆 em 𝑝 =
𝜙(𝑞) coincide com o subespaço vetorial do R

3 gerado pelos vetores 𝜕𝜙
𝜕𝑥

(𝑞) e 𝜕𝜙
𝜕𝑦

(𝑞).

As coordenadas de um vetor w ∈ 𝑇𝑝𝑆 na base associada a uma parametrização 𝜙 : 𝑈 ⊃ 𝑆 são
determinadas do seguinte modo: w é um vetor velocidade Ð′(0) de alguma curva Ð = 𝜙 ◇ Ñ, onde
Ñ : (⊗𝜖, 𝜖) :⊃ 𝑈 é dada por Ñ(𝑡) = (𝑥(𝑡), 𝑦(𝑡)), com Ñ(0) = 𝑞 = 𝜙⊗1(𝑝). Então,

Ð′(0) =
𝑑

𝑑𝑡
(𝜙 ◇ Ñ)(0) =

𝑑

𝑑𝑡
𝜙(𝑥(𝑡), 𝑦(𝑡))(0)

= 𝜙𝑥(𝑞)𝑥′(0) + 𝜙𝑦(𝑞)𝑦′(0) = w.

Observamos, do que foi visto acima, que o vetor tangente a uma curva Ð em 𝑝 depende apenas
das derivadas de Ð em um sistema de coordenadas. O conjunto 𝑇𝑝𝑆, com as operações usuais de
aplicações, forma um espaço vetorial bi-dimensional e a escolha de uma parametrização 𝜙 : 𝑈 ⊃ 𝑆
determina uma base associada

{︁(︁

𝜕𝜙
𝜕𝑥

(𝑞), 𝜕𝜙
𝜕𝑦

(𝑞)
)︁}︁

em 𝑇𝑝𝑆.
Com a deĄnição de espaço tangente, podemos falar na diferencial de uma aplicação diferenciável

entre superfícies. Sejam 𝑆1 e 𝑆2 duas superfícies regulares e seja 𝑓 : 𝑉 ⊆ 𝑆1 ⊃ 𝑆2 uma aplicação
diferenciável de um conjunto aberto 𝑉 de 𝑆1 em 𝑆2. Se 𝑝 ∈ 𝑉 , sabemos que todo vetor tangente
w ∈ 𝑇𝑝𝑆1 é o vetor tangente Ð′(0) a uma curva diferenciável Ð : (⊗𝜖, 𝜖) ⊃ 𝑉 com Ð(0) = 𝑝. A
curva Ñ = 𝑓 ◇ Ð é tal que Ñ(0) = 𝑓(𝑝), e portanto, Ñ′(0) é um vetor de 𝑇𝑓(𝑝)𝑆2.

Proposição 1.1.12. Dado w ∈ 𝑇𝑝𝑆1, o vetor Ñ′(0) não depende da escolha de Ð. Além disso, a
aplicação 𝑑𝑓𝑝 : 𝑇𝑝𝑆1 ⊃ 𝑇𝑓(𝑝)𝑆2 deĄnida por 𝑑𝑓𝑝(w) = Ñ′(0) é linear.
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DeĄnição 1.1.13. A aplicação linear 𝑑𝑓𝑝 : 𝑇𝑝𝑆1 ⊃ 𝑇𝑓(𝑝)𝑆2 é chamada de diferencial de 𝑓 em
𝑝 ∈ 𝑆1.

Até o momento estudamos superfícies no que diz respeito à sua diferenciabilidade. Suponha
agora que exista alguém que habite uma dada superfície. Uma curiosidade que ele pode ter é
como medir a distância entre dois pontos da superfície. Em geral, essa distância é diferente da
distância do espaço onde a superfície está contida, pois no R

3, por exemplo, a reta é a curva que
dá o menor caminho entre dois pontos porém nem sempre a reta está contida na superfície. A
deĄnição abaixo nos permite estudar algumas propriedades geométricas intrínsecas da superfície
como comprimentos, ângulos e áreas.

DeĄnição 1.1.14. (Primeira Forma Fundamental) Seja 𝑆 uma superfície regular e 𝑇𝑝𝑆 o plano
tangente a 𝑆 no ponto 𝑝. A forma quadrática 𝐼𝑝 deĄnida por

𝐼𝑝 : 𝑇𝑝𝑆 ⊃ R

w ⊃ 𝐼𝑝(w) = ⟨w,w⟩ = ‖w‖2⊙ 0
(1.1.1)

é chamada de primeira forma fundamental de 𝑆 em 𝑝.

Ou seja, a cada ponto 𝑝 ∈ 𝑆 a primeira forma fundamental associa um produto interno ⟨, ⟩𝑝 no
espaço tangente 𝑇𝑝𝑆 induzido do R

3.
Podemos expressar a primeira forma fundamental na base ¶𝜙𝑥(𝑞), 𝜙𝑦(𝑞)♢ associada a uma

parametrização 𝜙(𝑥, 𝑦) em 𝑝 = 𝜙(𝑞). Seja w ∈ 𝑇𝑝𝑆 o vetor tangente a uma curva parametrizada
Ð(𝑡) = 𝜙(𝑥(𝑡), 𝑦(𝑡)), 𝑡 ∈ (⊗𝜖, 𝜖), com 𝑝 = Ð(0) = 𝜙(𝑞), onde 𝑞 = (𝑥0, 𝑦0), obtemos

𝐼𝑝(Ð′(0)) =⟨Ð′(0), Ð′(0)⟩𝑝
=⟨𝜙𝑥(𝑞)𝑥′(0) + 𝜙𝑦(𝑞)𝑦′(0), 𝜙𝑥(𝑞)𝑥′(0) + 𝜙𝑦(𝑞)𝑦′(0)⟩𝑝
=⟨𝜙𝑥(𝑞), 𝜙𝑥(𝑞)⟩𝑝(𝑥′(0))2 + 2⟨𝜙𝑥(𝑞), 𝜙𝑦(𝑞)⟩𝑝𝑥′(0)𝑦′(0) + ⟨𝜙𝑦(𝑞), 𝜙𝑦(𝑞)⟩𝑝(𝑦′(0))2

=𝐸(𝑞)(𝑥′(0))2 + 2𝐹 (𝑞)𝑥′(0)𝑦′ +𝐺(𝑞)(𝑦′(0))2,

(1.1.2)

onde 𝑥′(0), denota a derivada de 𝑥 em relação a 𝑡 = 0. Os valores 𝐸(𝑞) = ⟨𝜙𝑥(𝑞), 𝜙𝑥(𝑞)⟩𝑝,
𝐹 (𝑞) = ⟨𝜙𝑥(𝑞), 𝜙𝑦(𝑞)⟩𝑝 e 𝐺(𝑞) = ⟨𝜙𝑦(𝑞), 𝜙𝑦(𝑞)⟩𝑝 são chamados de coeĄcientes da primeira forma
fundamental na base ¶𝜙𝑥(𝑞), 𝜙𝑦(𝑞)♢ de 𝑇𝑝𝑆. Fazendo 𝑝 variar na vizinhança coordenada correspon-
dente a 𝜙(𝑥, 𝑦), obtemos funções 𝐸(𝑥, 𝑦), 𝐹 (𝑥, 𝑦) e 𝐺(𝑥, 𝑦) que são diferenciáveis nessa vizinhança.
É importante salientar que, embora os coeĄcientes dependam da parametrização 𝜙, a primeira
forma fundamental independe do sistema de coordenadas.

Com a primeira forma fundamental, podemos calcular, por exemplo, o comprimento de arco ℓ
de uma curva parametrizada Ð : 𝐼 ⊃ 𝑆, onde 𝐼 é um intervalo que possui o 0, em 𝑆. Seja 𝑝 = Ð(𝑡),
temos que

ℓ(𝑡) =
∫︁ 𝑡

0
♣Ð′(𝑡)♣𝑑𝑡 =

∫︁ 𝑡

0

√︁

𝐼𝑝(Ð′(𝑡))𝑑𝑡.

Um curva parametrizada diferenciável Ð : 𝐼 ⊃ 𝑆 é dita parametrizada pelo comprimento de
arco quando ♣Ð′(𝑡)♣ = 1. Toda curva parametrizada admite uma reparametrização pelo compri-
mento de arco. A partir de agora assumimos que todas as curvas parametrizadas são parametri-
zadas pelo comprimento de arco.
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A seguir, damos a deĄnição de geodésicas, que são curvas importantes pois tem a propriedade
de minimizar, localmente, distâncias sobre as superfícies, como será visto na Proposição 1.1.22.
Para isso, é necessário entender a noção de derivada covariante, que é o análogo para superfícies
da derivação usual de vetores no plano.

DeĄnição 1.1.15. (Campo de vetores tangentes) Seja 𝑉 ⊆ 𝑆 um conjunto aberto sobre uma
superfície regular 𝑆. Um campo de vetores tangentes a 𝑆 deĄnido sobre 𝑉 é uma aplicação
�⃗� : 𝑉 ⊃ R

3 que associa a cada ponto 𝑝 ∈ 𝑉 um vetor �⃗� (𝑝) ∈ 𝑇𝑝𝑆. Se 𝜙 : 𝑈 ⊆ R
𝑛 ⊃ 𝑉 é uma

parametrização de 𝑆 então �⃗� pode ser escrito como

�⃗� = 𝑎(𝑥, 𝑦)𝜙𝑥 + 𝑏(𝑥, 𝑦)𝜙𝑦,

onde as componentes 𝑎, 𝑏 : 𝑈 ⊃ R são chamadas de coordenadas do campo na base ¶𝜙𝑥, 𝜙𝑦♢. O
campo de vetores é diferenciável em 𝑝 quando, para alguma parametrização 𝜙 em 𝑝, as componentes
𝑎 e 𝑏, são funções diferenciáveis em 𝜙⊗1(𝑝). O campo de vetores �⃗� é diferenciável em 𝑉 quando
é diferenciável para todo 𝑝 ∈ 𝑉 .

DeĄnição 1.1.16. (Derivada covariante) Seja �⃗� um campo de vetores em um conjunto aberto
𝑉 ⊆ 𝑆 e 𝑝 ∈ 𝑉 . Seja v ∈ 𝑇𝑝𝑆. Considere uma curva parametrizada

Ð : (⊗𝜖, 𝜖) ⊃ 𝑉,

com Ð(0) = 𝑝 e Ð′(0) = v. Seja �⃗� (𝑡), 𝑡 ∈ (⊗𝜖, 𝜖), a restrição do campo de vetores à curva Ð.
O vetor obtido pela projeção de (𝑑�⃗�/𝑑𝑡)(0) sobre o plano 𝑇𝑝𝑆 é chamado derivada covariante
em 𝑝 do campo de vetores �⃗� em relação ao vetor v. Esta derivada covariante é denotada por
(𝐷�⃗�/𝑑𝑡)(0).

A derivada covariante é um conceito da geometria intrínseca e que não depende da escolha da
curva Ð. De fato, seja

𝜙(𝑥(𝑡), 𝑦(𝑡)) = Ð(𝑡)

a expressão da curva Ð na parametrização 𝜙(𝑥, 𝑦) de 𝑆 em 𝑝. Podemos escrever o campo de vetores
restrito à curva Ð como

�⃗� (𝑡) = 𝑎(𝑥(𝑡), 𝑦(𝑡))𝜙𝑥 + 𝑏(𝑥(𝑡), 𝑦(𝑡))𝜙𝑦
= 𝑎(𝑡)𝜙𝑥 + 𝑏(𝑡)𝜙𝑦.

Logo, derivando �⃗� em relação a 𝑡, temos

𝑑�⃗�

𝑑𝑡
= 𝑎(𝜙𝑥𝑥𝑥′ + 𝜙𝑥𝑦𝑦

′) + 𝑏(𝜙𝑦𝑥𝑥′ + 𝜙𝑦𝑦𝑣𝑦
′) + 𝑎′𝜙𝑥 + 𝑏′𝜙𝑦.

Como 𝐷�⃗�/𝑑𝑡 é a componente de 𝑑�⃗�/𝑑𝑡 no plano tangente, temos que

𝐷�⃗�

𝑑𝑡
= (𝑎′ + Γ1

11𝑎𝑥
′ + Γ1

12𝑎𝑦
′ + Γ1

12𝑏𝑥
′ + Γ1

22𝑏𝑦
′)𝜙𝑥

+ (𝑏′ + Γ2
11𝑎𝑥

′ + Γ2
12𝑎𝑦

′ + Γ2
12𝑏𝑥

′ + Γ2
22𝑏𝑦

′)𝜙𝑦,
(1.1.3)
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onde os coeĄcientes Γ𝑘𝑖𝑗, 𝑖, 𝑗, 𝑘 = 1, 2 são chamados símbolos de Christoffel de 𝑆 na parametrização
𝜙. Eles são dados pela solução dos sistemas abaixo

∮︁

Γ1
11𝐸 + Γ2

11𝐹 = 1
2
𝐸𝑥

Γ1
11𝐹 + Γ2

11𝐺 = 𝐹𝑥 ⊗ 1
2
𝐸𝑦,

∮︁

Γ1
12𝐸 + Γ2

12𝐹 = 1
2
𝐸𝑦

Γ1
12𝐹 + Γ2

12𝐺 = 1
2
𝐺𝑥,

∮︁

Γ1
22𝐸 + Γ2

22𝐹 = 𝐹𝑦 ⊗ 1
2
𝐺𝑥

Γ1
22𝐹 + Γ2

22𝐺 = 1
2
𝐺𝑦,

onde 𝐸, 𝐹 e 𝐺 são os coeĄcientes da primeira forma fundamental dada uma parametrização 𝜙,
com 𝐸𝐺 ⊗ 𝐹 2 ̸= 0. Para um melhor entendimento sobre os símbolos de Christoffel ver referência
[8] na Seção 4.3.

N

v = α′(0)

~W

D ~W
dtp

TpS
S

d ~W
dt

Figura 1.7: Derivada covariante.

Dessa forma, a expressão (1.1.3) mostra que 𝐷�⃗�/𝑑𝑡 depende apenas do vetor v = (𝑥′, 𝑦′) e
não da curva Ð.

A deĄnição de derivada covariante pode ser restrita a um campo de vetores que esteja deĄnido
apenas em pontos de uma curva parametrizada.

DeĄnição 1.1.17. Seja Ð : 𝐼 ⊆ R ⊃ 𝑆 uma curva parametrizada em 𝑆. Um campo de vetores �⃗�
ao longo de Ð é uma correspondência que associa a cada 𝑡 ∈ 𝐼 um vetor �⃗� (𝑡) ∈ 𝑇Ð(𝑡)𝑆. O campo
de vetores �⃗� é diferenciável em 𝑡0 ∈ 𝐼 quando para alguma parametrização 𝜙(𝑥, 𝑦) em Ð(𝑡0) as
componentes 𝑎(𝑡) e 𝑏(𝑡) de �⃗� (𝑡) = 𝑎(𝑡)𝜙𝑥 + 𝑏(𝑡)𝜙𝑦 são funções diferenciáveis de 𝑡 em 𝑡0. O campo
�⃗� é diferenciável em 𝐼 quando é diferenciável para todo 𝑡 ∈ 𝐼.

DeĄnição 1.1.18. Seja �⃗� um campo de vetores ao longo de Ð : 𝐼 ⊃ 𝑆. A expressão (1.1.3) de
(𝐷�⃗�/𝑑𝑡), 𝑡 ∈ 𝐼, está bem deĄnida e é chamada derivada covariante de �⃗� em 𝑡.
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α(t)

α′(t)

Figura 1.8: Campo vetorial ao longo da curva Ð.

Para obtermos a derivada covariante de um campo �⃗� ao longo de uma curva Ð : 𝐼 ⊃ 𝑆 em
𝑡 ∈ 𝐼 consideramos a derivada usual (𝑑�⃗�/𝑑𝑡)(𝑡) de �⃗� em 𝑡 e projetamos este vetor ortogonalmente
sobre o plano tangente 𝑇Ð(𝑡)𝑆.

DeĄnição 1.1.19. (Campo de vetores paralelos) Um campo de vetores �⃗� ao longo de uma curva
parametrizada Ð : 𝐼 ⊃ 𝑆 é chamado paralelo se 𝐷�⃗�/𝑑𝑡 = 0 para todo 𝑡 ∈ 𝐼.

Tomando como exemplo o caso particular do plano, temos que o campo paralelo ao longo de
uma curva parametrizada é o campo constante ao longo da curva, ou seja, o comprimento do vetor
e o ângulo que ele faz com uma direção são constantes.

As curvas parametrizadas Ò : 𝐼 ⊃ R
2 do plano ao longo das quais o campo de vetores tangentes

Ò′(𝑡) é paralelo são precisamente as retas desse plano. Em uma superfície as curvas que satisfazem
uma condição análoga são chamadas geodésicas.

DeĄnição 1.1.20. (Geodésica) Uma curva parametrizada, não constante, Ò : 𝐼 ⊃ 𝑆 é chamada
geodésica em 𝑡 ∈ 𝐼 quando o seu campo de vetores Ò′(𝑡) é paralelo ao longo de Ò em 𝑡; isto é

𝐷Ò′(𝑡)
𝑑𝑡

= 0;

Ò é uma geodésica parametrizada quando é geodésica para todo 𝑡 ∈ 𝐼.

Vamos determinar as equações satisfeitas por uma geodésica em uma vizinhança coordenada.
Seja Ò : 𝐼 ⊃ 𝑆 uma curva parametrizada de 𝑆 e seja 𝜙(𝑥, 𝑦) uma parametrização de 𝑆 em uma
vizinhança 𝑉 de Ò(𝑡0), 𝑡0 ∈ 𝐼. Seja 𝐽 ⊆ 𝐼 um intervalo aberto contendo 𝑡0 tal que Ò(𝐽) ⊆ 𝑉 . Seja
𝜙(𝑥(𝑡), 𝑦(𝑡)), 𝑡 ∈ 𝐽 , a expressão de Ò : 𝐽 ⊃ 𝑆 na parametrização 𝜙. Então, o campo de vetores
tangentes Ò′(𝑡), 𝑡 ∈ 𝐽 , é dado por

�⃗� = 𝑥′(𝑡)𝜙𝑥 + 𝑦′(𝑡)𝜙𝑦.

Portanto, o fato de �⃗� ser paralelo é equivalente ao sistema de equações diferenciais

𝑥′′ + Γ1
11(𝑥

′)2 + 2Γ1
12𝑥

′𝑦′ + Γ1
22(𝑦

′)2 = 0

𝑦′′ + Γ2
11(𝑥

′)2 + 2Γ2
12𝑥

′𝑦′ + Γ2
22(𝑦

′)2 = 0
(1.1.4)
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obtido a partir da equação (1.1.3) fazendo 𝑎 = 𝑥′ e 𝑏 = 𝑦′, e igualando a zero os coeĄcientes de 𝜙𝑥
e 𝜙𝑦.

Assim, uma curva parametrizada Ò : 𝐼 ⊃ 𝑆 é uma geodésica se, o somente se, o sistema (1.1.4)
é satisfeito para todo 𝐽 ⊆ 𝐼 tal que Ò(𝐽) esteja contido em uma vizinhança coordenada. O sistema
(1.1.4) é conhecido como equações diferenciais das geodésicas de 𝑆.

A proposição abaixo mostra uma consequência importante do fato de que as geodésicas são
caracterizadas pelo sistema acima.

Proposição 1.1.21. Dado um ponto 𝑝 ∈ 𝑆 e um vetor w ∈ 𝑇𝑝𝑆, w ̸= 0, existe um 𝜖 > 0 e uma
única geodésica parametrizada Ò : (⊗𝜖, 𝜖) ⊃ 𝑆 tal que Ò(0) = 𝑝 e Ò′(0) = w.

Uma propriedade importante de uma geodésica é o fato de que, localmente, ela minimiza o
comprimento de arco.

Proposição 1.1.22. Seja 𝑝 um ponto é uma superfície 𝑆. Então existe uma vizinhança 𝑊 ⊆ 𝑆
de 𝑝 tal que se Ò : 𝐼 ⊃ 𝑊 é uma geodésica parametrizada com Ò(0) = 𝑝, Ò(𝑡1) = 𝑞, 𝑡1 ∈ 𝐼, e
Ð : [0, 𝑡1] ⊃ 𝑆 é uma curva parametrizada regular (isto é, Ð′(𝑡) ̸= 0 para todo 𝑡 ∈ 𝐼) ligando 𝑝 a
𝑞, temos

ℓÒ ⊘ ℓÐ,

onde ℓÐ denota o comprimento da curva Ð. Além disto, se ℓÒ = ℓÐ, então Ò([0, 𝑡1]) = Ð([0, 𝑡1]).

Vale ressaltar que a proposição acima não é global. Se considerarmos uma geodésica com arco
suĄcientemente grande, ela pode não ser o menor caminho entre seus pontos extremos. Como
por exemplo na esfera: dois pontos que não são antípodas de uma esfera podem ser conectados
por dois meridianos de comprimentos diferentes e apenas o menor deles satisfaz as conclusões da
proposição. No entanto, quando uma curva Ð : 𝐼 ⊃ 𝑆 regular é o menor caminho entre quaisquer
dois de seus pontos, esta curva é necessariamente uma geodésica, como mostra a proposição abaixo:

Proposição 1.1.23. Seja Ð : 𝐼 ⊃ 𝑆 uma curva parametrizada regular com um parâmetro pro-
porcional ao comprimento de arco. Suponha que o comprimento de Ð entre dois pontos quaisquer
𝑡, á ∈ 𝐼 é menor ou igual ao comprimento de qualquer curva parametrizada regular ligando Ð(𝑡) a
Ð(á). Então Ð é uma geodésica.

1.2 Variedade Diferenciável

Nesta seção introduzimos o conceito de variedade diferenciável. Dado um conjunto 𝑀 qualquer,
não necessariamente contido no R

𝑛, queremos saber qual conjunto seria o análogo a uma reta no
R
𝑛 e qual a melhor maneira de deĄnir a distância entre dois pontos desse conjunto. A noção de

variedade diferenciável estende os métodos de cálculo diferencial a espaços mais gerais que o R
𝑛.

Aqui, diferenciável sempre signiĄca de classe 𝐶∞.

DeĄnição 1.2.1. (Variedade diferenciável) Seja 𝑀 um conjunto. 𝑀 é uma variedade diferenciável
de dimensão 𝑛 (ou simplesmente, uma variedade), quando existe uma família de aplicações bijetivas
¶𝑈Ú, 𝜙Ú♢, de conjuntos abertos 𝑈Ú ⊆ R

𝑛 em 𝑀 , 𝜙(Ú) : 𝑈Ú ⊃ 𝑀 , satisfazendo as seguintes
condições:
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1.
⋃︁

Ú

𝜙Ú(𝑈Ú) = 𝑀

2. Para cada par Ú, Õ com 𝜙Ú(𝑈Ú) ∩ 𝜙Õ(𝑈Õ) = 𝑊 ̸= ∅, temos que 𝜙⊗1
Ú (𝑊 ) e 𝜙⊗1

Õ (𝑊 ) são
conjuntos abertos em R

𝑛 e 𝜙⊗1
Õ ◇ 𝜙Ú, 𝜙⊗1

Ú ◇ 𝜙Õ são aplicações diferenciáveis.

3. A família ¶𝑈Ú, 𝜙Ú♢ é máxima em relação às condições 1 e 2.

O par (𝑈Ú, 𝜙Ú) com 𝑝 ∈ 𝜙Ú(𝑈Ú) é chamado uma parametrização (ou sistemas de coordenadas)
de 𝑀 em 𝑝; 𝜙Ú(𝑈Ú) é então chamada uma vizinhança coordenada de 𝑆 em 𝑝.

Uma família (𝑈Ú, 𝜙Ú) satisfazendo as condições 1 e 2 é chamada estrutura diferenciável. Dada
uma estrutura diferenciável podemos completá-la com todas as parametrizações que, junto com
alguma parametrização da estrutura, satisfaça a condição 2, assim ela irá satisfazer a condição 3.
Portanto, com um abuso de linguagem, chamamos de variedade diferenciável um conjunto munido
de uma estrutura diferenciável.

Exemplo 1.2.2. (Os espaços Euclidianos) Seja o R
𝑛 e seja a família de sistemas de coordenadas

dada por por um único sistemas de coordenadas (R𝑛, 𝜙), 𝜙 = 𝑖𝑑 : R𝑛 ⊃ R
𝑛. É fácil ver que R

𝑛 é
uma variedade diferenciável de dimensão 𝑛.

Exemplo 1.2.3. (Superfícies regulares) As superfícies regulares deĄnidas na Seção 1 são variedades
diferenciáveis.

DeĄnição 1.2.4. (Aplicação Diferenciável) Sejam 𝑀1 e 𝑀2 variedades diferenciáveis de dimensões
𝑛 e 𝑚, respectivamente. Uma aplicação 𝑓 : 𝑀1 ⊃ 𝑀2 é diferenciável em 𝑝 ∈ 𝑀1 quando dada uma
parametrização ã : 𝑉 ⊆ R

𝑚 ⊃ 𝑀2 em torno de 𝑓(𝑝), existe uma parametrização 𝜙 : 𝑈 ⊆ R
𝑛 ⊃ 𝑀1

em torno de 𝑝 tal que 𝑓(𝜙(𝑈)) ⊆ ã(𝑉 ) e a aplicação

ã⊗1 ◇ 𝑓 ◇ 𝜙 : 𝑈 ⊆ R
𝑛 ⊃ R

𝑚

é diferenciável em 𝜙⊗1(𝑝). 𝑓 é diferenciável em 𝑆1 quando é diferenciável em todo 𝑝 ∈ 𝑀1.

M1

M2

f

U
V

ϕ φ

p

f(p)

φ(V )

ϕ(U)

f(ϕ(U))

φ−1 ◦ f ◦ ϕ

Rn

Rm

Figura 1.9: Aplicação Diferenciável.
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Observe que, pela condição 2, a deĄnição acima não depende das escolhas dos sistemas de
coordenadas.

Agora, vamos estender a noção de vetor tangente para variedades diferenciáveis. Numa su-
perfície regular vimos que plano tangente é o conjunto de vetores tangentes em um ponto, sendo
um vetor tangente em um ponto deĄnido como a velocidade, em R

3, neste ponto, de uma curva
na superfície. Como não dispomos do suporte de um espaço ambiente, é necessário buscar uma
propriedade característica do vetor tangente que substitua a noção de velocidade.

As seguintes considerações irão motivar a deĄnição que será dada abaixo. Seja Ð : (⊗𝜖, 𝜖) ⊃ R
𝑛

uma curva diferenciável em R
𝑛, com Ð(0) = 𝑝. Escreva

Ð(𝑡) = (𝑥1(𝑡), ≤ ≤ ≤ , 𝑥𝑛(𝑡)), 𝑡 ∈ (⊗𝜖, 𝜖), (𝑥1, ≤ ≤ ≤ , 𝑥𝑛) ∈ R
𝑛.

Logo Ð′(0) = (𝑥′
1(0), ≤ ≤ ≤ , 𝑥′

𝑛(0)) = v ∈ R
𝑛. Seja agora 𝑓 uma função diferenciável deĄnida em uma

vizinhança de 𝑝. Podemos restringir 𝑓 à curva Ð e escrever a derivada direcional segundo o vetor
v ∈ R

𝑛 como
𝑑(𝑓 ◇ Ð)

𝑑𝑡

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

𝑡=0

=

(︃

𝑛
∑︁

𝑖=1

𝜕𝑓

𝜕𝑥𝑖

𝑑𝑥𝑖
𝑑𝑡

)︃ ⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

𝑡=0

=

(︃

𝑛
∑︁

𝑖=1

𝑥′
𝑖(0)

𝜕

𝜕𝑥𝑖

)︃

𝑓.

Portanto, a derivada direcional segundo v é um operador sobre funções diferenciáveis que de-
pende unicamente de v. Esta é a propriedade característica dos vetores tangentes que estávamos
buscando.

DeĄnição 1.2.5. (Vetor tangente) Seja 𝑀 uma variedade diferenciável. Uma curva diferenciável
em 𝑀 é uma aplicação Ð : (⊗𝜖, 𝜖) ⊃ 𝑀 diferenciável. Suponha que Ð(0) = 𝑝 e seja 𝐷 o conjunto
de funções em 𝑀 que são diferenciáveis em 𝑝. O vetor tangente a Ð em 𝑡 = 0 é deĄnido como
sendo a aplicação Ð′(0) : 𝐷 ⊃ R dada por

Ð′(0)(𝑓) =
𝑑(𝑓 ◇ Ð)

𝑑𝑡

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

𝑡=0

, 𝑓 ∈ 𝐷.

Um vetor tangente em um ponto 𝑝 ∈ 𝑀 é o vetor tangente em 𝑡 = 0 a alguma curva Ð : (⊗𝜖, 𝜖) ⊃ 𝑀
com Ð(0) = 𝑝.

Se escolhermos uma parametrização 𝜙 : 𝑈 ⊃ 𝑀 em torno de um ponto 𝑝 = 𝜙(0), podemos
expressar a função 𝑓 e a curva Ð nessa parametrização por

(𝑓 ◇ 𝜙)(𝑞) = 𝑓(𝑥1, 𝑥2, ≤ ≤ ≤ , 𝑥𝑛), 𝑞 = (𝑥1, 𝑥2, ≤ ≤ ≤ , 𝑥𝑛) ∈ 𝑈.

(𝜙⊗1 ◇ Ð)(𝑡) = (𝑥1(𝑡), 𝑥2(𝑡), ≤ ≤ ≤ , 𝑥𝑛(𝑡)),

respectivamente. Portanto, restringindo 𝑓 a Ð, obtemos

Ð′(0)(𝑓) =
𝑑(𝑓 ◇ Ð)

𝑑𝑡

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

𝑡=0

=
𝑑(𝑓(𝑥1, 𝑥2, ≤ ≤ ≤ , 𝑥𝑛))

𝑑𝑡

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

𝑡=0

=
𝑛
∑︁

𝑖=1

𝑥′
𝑖(0)

𝜕𝑓

𝜕𝑥𝑖
(0) =

(︃

𝑛
∑︁

𝑖=1

𝑥′
𝑖(0)

(︃

𝜕

𝜕𝑥𝑖

)︃

0

)︃

(𝑓).
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Dadas coordenadas (𝑥1, ≤ ≤ ≤ , 𝑥𝑛) em torno de 𝑝, denotamos por (𝜕/𝜕𝑥𝑖)0 o vetor tangente em 𝑝 que
aplica a função 𝑓 em (𝜕𝑓/𝜕𝑥𝑖)(0), para 𝑖 = 1, ≤ ≤ ≤ , 𝑛. Portanto, o vetor Ð′(0) pode ser expresso na
parametrização 𝜙 por

Ð′(0) =
𝑛
∑︁

𝑖=1

𝑥′
𝑖(0)

(︃

𝜕

𝜕𝑥𝑖

)︃

0

.

DeĄnição 1.2.6. (Espaço tangente) O conjunto do todos os vetores tangentes a 𝑀 em um ponto
𝑝 é chamado de espaço tangente a 𝑀 em 𝑝 e é denotado por 𝑇𝑝𝑀 .

Observamos, do que foi visto acima, que o vetor tangente a uma curva Ð em 𝑝 depende apenas
das derivadas de Ð em um sistema de coordenadas. O conjunto 𝑇𝑝𝑀 , com as operações usuais de
funções, forma um espaço vetorial de dimensão 𝑛 e a escolha de uma parametrização 𝜙 : 𝑈 ⊃ 𝑀
determina uma base associada

{︁(︁

𝜕
𝜕𝑥1

)︁

0
,
(︁

𝜕
𝜕𝑥2

)︁

0
, ≤ ≤ ≤ ,

(︁

𝜕
𝜕𝑥n

)︁

0

}︁

em 𝑇𝑝𝑀 .
Com a noção de espaço tangente, podemos estender às variedades diferenciáveis a noção de

diferencial de uma aplicação diferenciável.

Proposição 1.2.7. Sejam 𝑀1 e 𝑀2 variedades diferenciáveis de dimensões 𝑛 e 𝑚, respectivamente,
e seja 𝑓 : 𝑀1 ⊃ 𝑀2 uma aplicação diferenciável. Para cada 𝑝 ∈ 𝑀1 e cada v ∈ 𝑇𝑝𝑀1, escolha
uma curva diferenciável Ð : (⊗𝜖, 𝜖) ⊃ 𝑀1 com Ð(0) = 𝑝, Ð′(0) = v. Faça Ñ = 𝑓 ◇ Ð. A aplicação
𝑑𝑓𝑝 : 𝑇𝑝𝑀1 ⊃ 𝑇𝑓(𝑝)𝑀2 dada por 𝑑𝑓𝑝(𝑣) = Ñ′(0) é uma aplicação linear que não depende da escolha
de Ð.

DeĄnição 1.2.8. A aplicação linear 𝑑𝑓𝑝 dada pela Proposição 1.2.7 é chamada diferencial de 𝑓
em 𝑝.

A seguir introduzimos o conceito de subvariedade.

DeĄnição 1.2.9. (Imersão e Mergulho) Sejam 𝑀 e 𝑁 variedades diferenciáveis de dimensões 𝑚 e
𝑛, respectivamente. Uma aplicação diferenciável 𝑓 : 𝑀 ⊃ 𝑁 é uma imersão quando 𝑑𝑓𝑝 : 𝑇𝑝𝑀 ⊃
𝑇𝑝𝑁 é injetiva para todo 𝑝 ∈ 𝑀 . Se, além disso, 𝑓 é um homeomorĄsmo de 𝑀 sobre o subespaço
𝑓(𝑀) ⊆ 𝑁 dizemos que 𝑓 é um mergulho.

DeĄnição 1.2.10. (Subvariedade) Seja 𝑁 uma variedade de dimensão 𝑛. Quando 𝑀 ⊆ 𝑁 e a
inclusão 𝑖 : 𝑀 ⊃ 𝑁 é um mergulho, dizemos que 𝑀 é uma subvariedade de 𝑁 .

1.3 Variedades Riemannianas

Assim como Ązemos para superfícies, quando deĄnimos a primeira forma fundamental, vamos
deĄnir um produto interno numa variedade diferenciável 𝑀 . A deĄnição de um produto interno
em 𝑀 nos permite medir comprimento de vetores tangentes a 𝑀 , comprimento de uma curva em
𝑀 e também deĄnir geodésicas em 𝑀 .

DeĄnição 1.3.1. (Variedade Riemanniana) Uma variedade Riemanniana é uma variedade dife-
renciável 𝑀 de dimensão 𝑛 que associa para cada ponto 𝑝 ∈ 𝑀 , um produto interno ⟨, ⟩𝑝, isto é,
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uma forma bilinear simétrica deĄnida positiva no espaço tangente 𝑇𝑝𝑀 , que varia diferenciavel-
mente no seguinte sentido: para alguma parametrização 𝜙 : 𝑈 ⊆ R

𝑛 ⊃ 𝑀 em torno de 𝑝, dado
𝜙(𝑥1, 𝑥2, ≤ ≤ ≤ , 𝑥𝑛) = 𝑞, as funções

𝑔𝑖𝑗(𝑥1, . . . , 𝑥𝑛) =

⨀︁

𝜕

𝜕𝑥𝑖
(𝑞),

𝜕

𝜕𝑥𝑗
(𝑞)

⨁︀

𝑞

, 𝑖, 𝑗 = 1, ≤ ≤ ≤ , 𝑛, (1.3.1)

são diferenciáveis em 𝑈 , onde 𝜕
𝜕𝑥i

(𝑞) = 𝑑𝜙𝑞 ≤(0, . . . , 1, . . . , 0) e o 1 está na 𝑖-ésima posição. A família
diferenciável ¶⟨, ⟩𝑝, 𝑝 ∈ 𝑀♢ é chamada de estrutura Riemanniana (ou métrica Riemanniana) sobre
𝑀 .

Podemos representar a métrica Riemanniana 𝑔, pela matriz 𝐺𝑝 = [𝑔𝑖𝑗(𝑝)]. Assim, dados u =
(𝑢1, ≤ ≤ ≤ , 𝑢𝑛), v = (𝑣1, ≤ ≤ ≤ , 𝑣𝑛) ∈ 𝑇𝑝𝑀 , o produto interno associado a essa matriz é dado por

⟨u,v⟩𝑝 = u𝑇𝐺𝑝v.

Além disso, o elemento de comprimento 𝑑𝑠 na métrica 𝐺𝑝 satisfaz

𝑑𝑠2 =
𝑛
∑︁

𝑖,𝑗=1

𝑔𝑖𝑗(𝑝)𝑑𝑥𝑖𝑑𝑥𝑗.

DeĄnição 1.3.2. (Isometria) Sejam 𝑀 e 𝑁 variedades Riemannianas. Um difeomorĄsmo 𝑓 :
𝑀 ⊃ 𝑁 (isto é, 𝑓 é um bijeção diferenciável com inversa diferenciável) é chamado uma isometria
quando

⟨u,v⟩𝑝 = ⟨𝑑𝑓𝑝(u), 𝑑𝑓𝑝(v)⟩𝑓(𝑝) (1.3.2)

para todo 𝑝 ∈ 𝑆 e u,v ∈ 𝑇𝑝𝑀 .

Vamos mostrar agora como uma métrica Riemanniana pode ser usada para calcular compri-
mentos de curvas.

DeĄnição 1.3.3. Uma aplicação diferenciável Ð : 𝐼 ⊃ 𝑀 de um intervalo aberto 𝐼 ⊆ R em uma
variedade diferenciável 𝑀 chama-se curva (parametrizada).

DeĄnição 1.3.4. Um campo vetorial �⃗� ao longo de uma curva Ð : 𝐼 ⊃ 𝑀 é uma aplicação que a
cada 𝑡 ∈ 𝐼 associa um vetor tangente �⃗� (𝑡) ∈ 𝑇Ð(𝑡)𝑀 . O campo vetorial �⃗� é diferenciável em 𝑡0 ∈ 𝐼
quando, para alguma parametrização 𝜙 : 𝑈 ⊆ R

𝑛 ⊃ 𝑆 em Ð(𝑡0), as componentes 𝑣𝑖 : 𝐼 ⊃ R,
𝑖 = 1, 2, ≤ ≤ ≤ , 𝑛 de

�⃗� (𝑡) =
𝑛
∑︁

𝑖=1

𝑣𝑖(𝑡)
𝜕

𝜕𝑥𝑖
,

na base
{︁(︁

𝜕
𝜕𝑥1

)︁

0
, ≤ ≤ ≤ ,

(︁

𝜕
𝜕𝑥n

)︁

0

}︁

são funções diferenciáveis de 𝑡 em 𝑡0. O campo de vetores �⃗� é
diferenciável em 𝐼 quando é diferenciável para todo 𝑡 ∈ 𝐼.
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Se uma curva Ð está restrita a um intervalo fechado [𝑎, 𝑏] ∈ 𝐼, seu comprimento é dado por

ℓ(Ð) =
∫︁ 𝑏

𝑎

⨀︁

𝑑Ð

𝑑𝑡
,
𝑑Ð

𝑑𝑡

⨁︀
1

2

𝑑𝑡.

Vamos generalizar o conceito de geodésica dado para superfícies regulares. Para isso é preciso
ter a noção do que é uma derivada covariante para variedades Riemannianas. Essa noção é mais
complexa que a dada para superfícies regulares e requer um estudo mais aprofundado sobre geo-
metria Riemanniana. A seguir damos apenas a sua deĄnição, para saber mais sobre essa assunto
ver referência [9] no Capítulo 2.

Sejam Ð : 𝐼 ⊃ 𝑀 uma curva diferenciável e 𝜙 : 𝑈 ⊆ R
𝑛 ⊃ 𝑀 um sistema de coordenadas para

𝑀 com Ð(𝐼)∩𝜙(𝑈) ̸= ∅. Dado 𝑡 ∈ 𝐼, a expressão local de Ð(𝑡) é dada por Ð(𝑡) = (𝑥1(𝑡), ≤ ≤ ≤ , 𝑥𝑛(𝑡)).
Seja �⃗� um campo de vetores ao longo da curva Ð. Podemos expressar o campo �⃗� localmente como

�⃗� =
∑︁

𝑗

𝑣𝑗𝑋𝑗,

𝑗 = 1, ≤ ≤ ≤ , 𝑛, onde 𝑣𝑗 = 𝑣𝑗(𝑡) e 𝑋𝑗 = 𝜕
𝜕𝑥j

(Ð(𝑡)). A derivada covariante 𝐷�⃗�
𝑑𝑡

de �⃗� ao longo de Ð para
variedades Riemannianas no sistema de coordenadas (𝑈,𝜙) é dada por

𝐷�⃗�

𝑑𝑡
=
∑︁

𝑘

⎧

⨄︁

⎩

𝑑𝑣𝑘
𝑑𝑡

+
∑︁

𝑖,𝑗

Γ𝑘𝑖𝑗𝑣𝑗
𝑑𝑥𝑖
𝑑𝑡

⎫

⋀︁

⋂︁

𝑋𝑘.

Os coeĄcientes Γ𝑘𝑖𝑗 são funções diferenciáveis deĄnidas em 𝑈 ( os símbolos de Christoffel de 𝑀
na parametrização 𝜙). Sendo 𝑔𝑖𝑗 = ⟨𝑋𝑖, 𝑋𝑗⟩, se pensarmos como uma matriz e escrevermos a sua
inversa como 𝑔𝑖𝑗, os símbolos de Christoffel são deĄnidos por

Γ𝑘𝑖𝑗 =
1
2

∑︁

𝑙

∮︁

𝜕

𝜕𝑥𝑗
𝑔𝑖𝑙 +

𝜕

𝜕𝑥𝑖
𝑔𝑗𝑙 ⊗ 𝜕

𝜕𝑥𝑙
𝑔𝑖𝑗

⨀︀

𝑔𝑘𝑙.

DeĄnição 1.3.5. (Geodésica) Uma curva parametrizada Ò : 𝐼 ⊃ 𝑀 é uma geodésica em 𝑡0 ∈ 𝐼
quando

𝐷

𝑑𝑡

(︃

𝑑Ò

𝑑𝑡

)︃

= 0

no ponto 𝑡0; quando Ò é geodésica em 𝑡, para todo 𝑡 ∈ 𝐼, dizemos que Ò é uma geodésica.

Vamos agora determinar as equações locais satisfeitas por uma geodésica Ò em um sistemas de
coordenadas (𝑈,𝜙) em torno de 𝑡0. Em 𝑈 ,

Ò(𝑡) = (𝑥1(𝑡), ≤ ≤ ≤ , 𝑥𝑛(𝑡)),

Ò será uma geodésica se, e somente se,

0 =
𝐷

𝑑𝑡

(︃

𝑑Ò

𝑑𝑡

)︃

=
∑︁

𝑘

∏︀

∐︁

𝑑2𝑥𝑘
𝑑𝑡2

+
∑︁

𝑖,𝑗

Γ𝑘𝑖𝑗
𝑑𝑥𝑖
𝑑𝑡

𝑑𝑥𝑗
𝑑𝑡

∫︀

̂︀

𝜕

𝜕𝑥𝑘
.
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Logo o sistema de equações diferenciais de 2ª ordem

𝑑2𝑥𝑘
𝑑𝑡2

+
∑︁

𝑖,𝑗

Γ𝑘𝑖𝑗
𝑑𝑥𝑖
𝑑𝑡

𝑑𝑥𝑗
𝑑𝑡

= 0, 𝑘 = 1, ≤ ≤ ≤ , 𝑛, (1.3.3)

fornece as equações procuradas.

DeĄnição 1.3.6. (Variedade Totalmente Geodésica) Uma subvariedade 𝑀 de uma variedade
Riemanniana 𝑁 é dita totalmente geodésica quando toda geodésica de 𝑀 é geodésica de 𝑁 .

As propriedades de minimização das geodésicas de superfícies regulares dadas pelas proposições
1.1.22 e 1.1.23 também são válidas para variedades Riemannianas, por proposições similares, que
podem ser encontradas na referência [9].

DeĄnição 1.3.7. (Distância) Dados dois pontos 𝑝, 𝑞 ∈ 𝑀 , a distância (intrínseca) 𝑑(𝑝, 𝑞) desses
pontos é dada por

𝑑(𝑝, 𝑞) = inf¶ℓ(Ð);Ð : [𝑝, 𝑞] ⊃ 𝑀 é curva diferenciável♢.

Proposição 1.3.8. Com a distância 𝑑, 𝑀 é um espaço métrico, isto é, dados 𝑝, 𝑞, 𝑟 ∈ 𝑀 .

1. 𝑑(𝑝, 𝑟) ⊘ 𝑑(𝑝, 𝑞) + 𝑑(𝑞, 𝑟),

2. 𝑑(𝑝, 𝑞) = 𝑑(𝑞, 𝑝),

3. 𝑑(𝑝, 𝑞) ⊙ 0, e 𝑑(𝑝, 𝑞) = 0 ⇔ 𝑝 = 𝑞.

Exemplo 1.3.9. A métrica Euclidiana em R
2 é uma métrica Riemanniana, dado 𝑝 = (𝑥, 𝑦) ∈ R

2:

𝑔𝑖𝑗(𝑥, 𝑦) = ⟨𝑒𝑖, 𝑒𝑗⟩

𝐺(𝑥, 𝑦) =

(︃

1 0
0 1

)︃

Assim, dados u = (𝑢1, 𝑢2),v = (𝑣1, 𝑣2) ∈ R
2,

⟨u,v⟩ = 𝑢1𝑣1 + 𝑢2𝑣2.

Exemplo 1.3.10. (Espaço hiperbólico) O espaço hiperbólico de dimensão 𝑛 + 1 é o semi-espaço
do R

𝑛+1 dado por
H
𝑛+1 = ¶(𝑥0, ≤ ≤ ≤ , 𝑥𝑛) ∈ R

𝑛+1;𝑥𝑛 > 0♢.

Nesse espaço, para cada ponto 𝑝 ∈ H
𝑛+1, 𝑝 = (𝑥0, ≤ ≤ ≤ , 𝑥𝑛), associamos o seguinte produto

interno:
⟨, ⟩𝑝 : 𝑇𝑝H𝑛+1 ⊃ 𝑇𝑝H

𝑛+1

dado por

⟨u,v⟩ =
1
𝑥2
𝑛

𝑛
∑︁

𝑖=0

𝑢𝑖𝑣𝑖,



CAPÍTULO 1. PRELIMINARES EM GEOMETRIA DIFERENCIAL 20

onde u = (𝑢0, ≤ ≤ ≤ , 𝑢𝑛) e v = (𝑣0, ≤ ≤ ≤ , 𝑣𝑛).
Consideremos H

2, o plano hiperbólico, ou seja, H2 = ¶(𝑥, 𝑦) ∈ R
2; 𝑦 > 0♢ (também conhecido

como plano de Poincaré). A métrica Riemanniana nesse espaço é dada por

𝐺(𝑥, 𝑦) =
1
𝑦2

(︃

1 0
0 1

)︃

.

E, dados dois pontos x = (𝑥1, 𝑥2) e y = (𝑦1, 𝑦2) em H
2 uma expressão analítica para distância é

𝑑H(x,y) = log
♣x ⊗ ȳ♣+♣x + y♣
♣x ⊗ ȳ♣⊗♣x + y♣ , (1.3.4)

onde ȳ = (𝑦1,⊗𝑦2) e ♣z♣=
√︁

𝑧2
1 + 𝑧2

2 , para z = (𝑧1, 𝑧2).
As geodésicas de H

2 são as semirretas verticais Ò1 :]0,∞[⊃ H
2 e as semicircunferências Eucli-

dianas Ò2 :]0, Þ[⊃ H
2 de centro (𝑐, 0) e raio 𝜌 euclidianos dadas por:

Ò1(𝑟) = (𝑥0, 𝑟) e Ò2(𝑟) = (𝜌 cos(𝑟) + 𝑐, 𝜌 sen(𝑟)).

γ1

γ2

Figura 1.10: Geodésicas de H
2.



Capítulo 2

Métrica de Fisher

Neste capítulo deĄnimos a métrica de Fisher e calculamos a distância entre algumas distribui-
ções de probabilidade. Como trabalhamos com um espaço formado por distribuições de probabi-
lidade, na Seção 1 damos algumas deĄnições de estatística. Na Seção 2, apresentamos o conceito
de variedade estatística e deĄnimos uma métrica nessa variedade, a métrica de Fisher. Na última
seção, damos exemplos de como calcular a distância em alguns espaços compostos de distribuições
de probabilidade.

2.1 Conceitos Básicos de Estatística

A base da estatística é a análise de experimentos aleatórios. Um experimento aleatório é
aquele que quando repetido, em iguais condições, pode fornecer resultados diferentes, ou seja,
são resultados explicados ao acaso. Para um estudo mais aprofundando sobre esses conceitos
estatísticos ver referência [14].

DeĄnição 2.1.1. (Espaço Amostral) Um espaço amostral Ω de um experimento aleatório é o
conjunto de todos os resultados possíveis desse experimento.

DeĄnição 2.1.2. (Variável Aleatória) Uma variável aleatória (v.a.) 𝑋 é uma função que associa
a cada elemento do espaço amostral Ω um número real. O espaço de 𝑋 é o conjunto de números
reais 𝒳 = ¶𝑥;𝑥 = 𝑋(æ), æ ∈ Ω♢.

1. Se 𝒳 é um conjunto enumerável de pontos da reta, 𝑋 é dita uma variável aleatória discreta.

2. Se 𝒳 é um intervalo ou uma coleção de intervalos da reta real, 𝑋 é dita variável aleatória
contínua.

DeĄnição 2.1.3. (Distribuição de Probabilidade) Quando 𝑋 é uma v.a. discreta, que assume
valores reais 𝑥1, 𝑥2, . . ., uma distribuição de probabilidade sobre 𝑋 é uma função 𝑝 : R ⊃ R que
satisfaz

0 ⊘ 𝑝(𝑥) ⊘ 1,∀𝑥 ∈ 𝒳 e
∑︁

𝑥∈𝒳
𝑝(𝑥) = 1. (2.1.1)

21
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Quando 𝑋 é uma v.a. contínua em R então uma distribuição de probabilidade sobre 𝑋 é uma
função 𝑝 : R ⊃ R que satisfaz

𝑝(𝑥) ⊙ 0,∀𝑥 ∈ 𝑋 e
∫︁ ∞

⊗∞
𝑝(𝑥)𝑑𝑥 = 1. (2.1.2)

DeĄnição 2.1.4. (Esperança) Seja 𝑋 uma v.a. com distribuição de probabilidade 𝑝. DeĄnimos
o valor esperado, a esperança matemática, ou a média de 𝑋 por

𝐸(𝑋) =
∑︁

𝑥∈𝒳
𝑥𝑝(𝑥), (2.1.3)

quando 𝑋 é uma v.a. discreta e por

𝐸(𝑋) =
∫︁ ∞

⊗∞
𝑥𝑝(𝑥)𝑑𝑥, (2.1.4)

quando 𝑋 é uma v.a. contínua.
Generalizando, quando 𝑓 é uma função que assume valores sobre 𝑋 então

𝐸(𝑓(𝑋)) =
∑︁

𝑥∈𝒳
𝑓(𝑥)𝑝(𝑥) e 𝐸(𝑓(𝑋)) =

∫︁ ∞

⊗∞
𝑓(𝑥)𝑝(𝑥)𝑑𝑥, (2.1.5)

nos casos discreto e contínuo, respectivamente.

DeĄnição 2.1.5. (Variância e Desvio Padrão) Chamamos de variância de uma v.a. 𝑋 o valor

𝑉 (𝑋) =
∑︁

𝑥∈𝒳
(𝑥⊗ 𝐸(𝑋))2𝑝(𝑥), (2.1.6)

quando 𝑋 é discreta e, quando 𝑋 é contínua, o valor

𝑉 (𝑋) =
∫︁ ∞

⊗∞
(𝑥⊗ 𝐸(𝑋))2𝑝(𝑥)𝑑𝑥. (2.1.7)

O desvio padrão de uma v.a. 𝑋 é deĄnido por

𝐷𝑃 (𝑋) =
√︁

𝑉 (𝑋). (2.1.8)

Exemplo 2.1.6. (Distribuição de Bernoulli) Seja 𝑋 variável aleatória, 𝑋 tem uma distribuição
de Bernoulli se 𝒳 = ¶0, 1♢ e sua distribuição de probabilidade é dada por

𝑝(𝑥) = 𝜌𝑥(1 ⊗ 𝜌)1⊗𝑥, (2.1.9)

onde 0 < 𝜌 < 1.
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Figura 2.1: Distribuição Bernoulli.

A esperança e a variância de 𝑋 são

𝐸(𝑋) =
∑︁

𝑥∈𝒳
𝑥𝑝(𝑥) = 0 ≤ 𝑝(0) + 1 ≤ 𝑝(1) = 𝜌,

𝑉 (𝑋) =
∑︁

𝑥∈𝒳
(𝑥⊗ 𝐸(𝑋))2𝑝(𝑥) = (0 ⊗ 𝜌)2𝑝(0) + (1 ⊗ 𝜌)2𝑝(1)

=𝜌2(1 ⊗ 𝜌) + (1 ⊗ 𝜌)2𝜌 = 𝜌(1 ⊗ 𝜌).

Exemplo 2.1.7. (Distribuição Uniforme) A v.a. 𝑋 tem distribuição uniforme no intervalo [Ð, Ñ]
quando sua distribuição de probabilidade é dada por

𝑝(𝑥) =

∮︁

1
Ñ⊗Ð , se Ð ⊘ 𝑥 ⊘ Ñ

0, caso contrário
. (2.1.10)

p(x)

xα β

1/(β − α)

0

Figura 2.2: Distribuição Uniforme.

Temos que a variância e a esperança de 𝑋 são dadas por

𝐸(𝑋) =
∫︁ ∞

⊗∞
𝑥𝑝(𝑥)𝑑𝑥 =

∫︁ Ð

⊗∞
𝑥𝑝(𝑥)𝑑𝑥+

∫︁ Ñ

Ð
𝑥𝑝(𝑥)𝑑𝑥+

∫︁ ∞

Ñ
𝑥𝑝(𝑥)𝑑𝑥

=
∫︁ Ñ

Ð
𝑥

1
Ñ ⊗ Ð

𝑑𝑥 =
Ð+ Ñ

2
,

𝑉 (𝑋) =
∫︁ ∞

⊗∞
(𝑥⊗ 𝐸(𝑋))2𝑝(𝑥)𝑑𝑥 =

∫︁ Ñ

Ð

(︃

𝑥⊗ Ð+ Ñ

2

)︃2 1
Ñ ⊗ Ð

𝑑𝑥 =
(Ñ ⊗ Ð)2

12
.
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As deĄnições dadas até agora se baseiam no conceito de variáveis aleatórias. Podemos generalizá-
las apresentando o conceito de vetores aleatórios.

DeĄnição 2.1.8. (Vetores Aleatórios) Um vetor aleatório X de dimensão 𝑛 é uma aplicação que
associa a cada elemento do espaço amostral Ω um ponto no espaço R

𝑛. Dadas 𝑛 variáveis aleatórias
𝑋1, 𝑋2, ≤ ≤ ≤ , 𝑋𝑛,

X =

∏︀

̂︁

̂︁

̂︁

̂︁

∐︁

𝑋1

𝑋2
...
𝑋𝑛

∫︀

̂︂

̂︂

̂︂

̂︂

̂︀

. (2.1.11)

O espaço de X é o conjunto 𝒳 = ¶x = (𝑥1, ≤ ≤ ≤ , 𝑥𝑛);𝑥1 = 𝑋1(æ), ≤ ≤ ≤ , 𝑥𝑛 = 𝑋𝑛(æ), æ ∈ Ω♢.

DeĄnição 2.1.9. Seja X um vetor aleatório, uma distribuição de probabilidade sobre X é uma
aplicação 𝑝 : R𝑛 ⊃ R que satisfaz

𝑝(x) ⊙ 0 (∀x ∈ X) e
∫︁

𝒳
𝑝(x)𝑑x = 1, (2.1.12)

onde 𝑑x é o elemento de volume deĄnido por 𝑑x = 𝑑𝑥1𝑑𝑥2 ≤ ≤ ≤ 𝑑𝑥𝑛.

DeĄnição 2.1.10. Seja X ∈ R
𝑛 um vetor aleatório. A esperança e a variância de X são os vetores

𝐸(X) e 𝑉 (X) dados por

𝐸(X) =

∏︀

̂︁

̂︁

̂︁

̂︁

∐︁

𝐸(𝑋1)
𝐸(𝑋2)

...
𝐸(𝑋𝑛)

∫︀

̂︂

̂︂

̂︂

̂︂

̂︀

e 𝑉 (X) =

∏︀

̂︁

̂︁

̂︁

̂︁

∐︁

𝑉 (𝑋1)
𝑉 (𝑋2)

...
𝑉 (𝑋𝑛)

∫︀

̂︂

̂︂

̂︂

̂︂

̂︀

. (2.1.13)

Agora, dada uma função 𝑓 : R𝑛 ⊃ R e o vetor aleatório X ∈ R
𝑛, com distribuição de probabi-

lidade 𝑝, a esperança de 𝑓(X) é dada por

𝐸(𝑓(X)) =
∫︁

𝒳
𝑓(X)𝑝(x)𝑑x. (2.1.14)

DeĄnição 2.1.11. (Matriz de Covariância) A matriz de covariância de um vetor aleatório X ∈ R
𝑛

é uma matriz de ordem 𝑛 deĄnida por

Σ =

∏︀

̂︁

̂︁

̂︁

̂︁

∐︁

𝐸((𝑋1 ⊗ 𝐸(𝑋1))2) ≤ ≤ ≤ 𝐸((𝑋1 ⊗ 𝐸(𝑋1))(𝑋𝑛 ⊗ 𝐸(𝑋𝑛)))
𝐸((𝑋2 ⊗ 𝐸(𝑋2))(𝑋1 ⊗ 𝐸(𝑋1))) ≤ ≤ ≤ 𝐸((𝑋2 ⊗ 𝐸(𝑋2))(𝑋𝑛 ⊗ 𝐸(𝑋𝑛)))

...
. . .

...
𝐸((𝑋𝑛 ⊗ 𝐸(𝑋𝑛))(𝑋1 ⊗ 𝐸(𝑋1))) ≤ ≤ ≤ 𝐸((𝑋𝑛 ⊗ 𝐸(𝑋𝑛))2)

∫︀

̂︂

̂︂

̂︂

̂︂

̂︀

. (2.1.15)

Exemplo 2.1.12. (Distribuição Normal Bivariada) Um vetor aleatório X ∈ R
2 tem uma distri-

buição normal bivariada com média µ e covariância Σ, 𝑁(µ,Σ), quando a sua distribuição de
probabilidade deĄnida por

𝑝(x; µ,Σ) =
1

2Þ
√︁

𝐷𝑒𝑡(Σ)
exp

(︃

⊗(x ⊗ µ)𝑡Σ⊗1(x ⊗ µ)
2

)︃

(2.1.16)
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onde x𝑡 = (𝑥1, 𝑥2), µ𝑡 = (Û1, Û2) é o vetor de médias (esperança) e Σ é a matriz de covariância de
ordem 2 simétrica deĄnida positiva. Note que a notação v𝑡 signiĄca o transposto do vetor v. A
Figura 2.1.12 ilustra uma distribuição normal bivariada onde Û é o vetor nulo de dimensão dois e
Σ é a matriz identidade de ordem dois, 𝑁(0, 𝐼).

Figura 2.3: Distribuição normal bivariada N(0,I).

2.2 A Métrica de Fisher

Em 1945, Rao, ver referência [20], propôs um método para calcular a distância entre distribui-
ções de probabilidade introduzindo uma métrica Riemanniana em termos da chamada matriz de
informação de Fisher em uma família paramétrica de distribuições de probabilidade como vemos
abaixo.

DeĄnição 2.2.1. (Modelo estatístico) Seja 𝑆 uma família de distribuições de probabilidade sobre a
v. a. 𝑋. Suponha que cada elemento de 𝑆, uma distribuição de probabilidade, seja parametrizado
por 𝑛 variáveis reais (𝜃1, 𝜃2, ≤ ≤ ≤ , 𝜃𝑛), isto é,

𝑆 = ¶𝑝𝜃 = 𝑝(𝑥; 𝜃); 𝜃 = (𝜃1, 𝜃2, ≤ ≤ ≤ , 𝜃𝑛) ∈ Θ♢,

onde Θ, o espaço dos parâmetros (ou espaço paramétrico), é um subconjunto do R
𝑛 (ou de um

espaço isomorfo ao R
𝑛) e a aplicação 𝜃 ↦⊃ 𝑝𝜃 é injetiva. Chamamos 𝑆 de modelo estatístico de

dimensão 𝑛.

Para que possamos dar continuidade à teoria, vamos assumir algumas condições de regularidade
com respeito a um modelo estatístico 𝑆 = ¶𝑝𝜃; 𝜃 ∈ Θ♢. Para fazer livremente uma diferenciação
com respeito a um parâmetro, assumimos que Θ é um subconjunto aberto do R

𝑛 e que, para
cada valor 𝑥 assumido pela v. a. 𝑋, a função 𝜃 ↦⊃ 𝑝(𝑥; 𝜃) que vai de Θ em R é contínua.
Assim podemos assumir que expressões do tipo 𝜕𝑝(𝑥;𝜃)

𝜕𝜃i
e 𝜕2𝑝(𝑥;𝜃)

𝜕𝜃i𝜕𝜃j
existem. Assumimos também que

as ordens de integração e de diferenciação podem ser livremente trocadas, assim podemos fazer
contas do tipo

∫︁ 𝜕𝑝(𝑥; 𝜃)
𝜕𝜃𝑖

𝑑𝑥 =
𝜕

𝜕𝜃𝑖

∫︁

𝑝(𝑥; 𝜃)𝑑𝑥 =
𝜕

𝜕𝜃𝑖
(1) = 0.
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Observação 2.2.2. Nos casos onde omitimos a região de integração o resultado vale independen-
temente dos valores que a v. a. 𝑋 assume.

Dado um modelo estatístico 𝑆 = ¶𝑝𝜃; 𝜃 ∈ Θ♢ a aplicação 𝜙 : Θ ⊃ 𝑆 dada por 𝜙(𝜃) = 𝑝𝜃 é
uma parametrização para 𝑆. Seja agora å um difeomorĄsmo injetivo de Θ em å(Θ) tal que å e
å⊗1 sejam 𝐶∞, se usamos Ý = å(𝜃) como nosso parâmetro em vez de 𝜃, obtemos 𝑆 = ¶𝑝å−1(Ý); Ý ∈
å(Θ)♢. E essa é a mesma família de distribuição de probabilidade 𝑆 = ¶𝑝𝜃; 𝜃 ∈ Θ♢.

Se tomarmos parametrizações que são difeomorĄsmos 𝐶∞ então podemos considerar 𝑆 uma
variedade diferenciável 𝐶∞, a qual chamamos de variedade estatística. Ao longo do texto vamos
nos referir à distribuição 𝑝𝜃 como 𝜃 e usar frases como "o ponto 𝜃" e "o espaço tangente 𝑇𝜃𝑆".

DeĄnição 2.2.3. (Matriz de informação de Fisher) Seja 𝑆 = ¶𝑝𝜃; 𝜃 ∈ Θ♢ uma variedade estatística
de dimensão 𝑛. Dado um ponto 𝜃 ∈ Θ, a matriz de informação de Fisher de S em 𝜃 é a matriz
𝐺(𝜃) = [𝑔𝑖𝑗(𝜃)] de ordem 𝑛, tal que

𝑔𝑖𝑗(𝜃) = 𝐸𝜃

(︃

𝜕

𝜕𝜃𝑖

(︁

log 𝑝(𝑥; 𝜃)
)︁ 𝜕

𝜕𝜃𝑗

(︁

log 𝑝(𝑥; 𝜃)
)︁

)︃

=
∫︁ 𝜕

𝜕𝜃𝑖

(︁

log 𝑝(𝑥; 𝜃)
)︁ 𝜕

𝜕𝜃𝑗

(︁

log 𝑝(𝑥; 𝜃)
)︁

𝑝(𝑥; 𝜃)𝑑𝑥,

(2.2.1)
onde 𝐸𝜃 é a esperança com respeito à distribuição 𝑝𝜃. Quando 𝑛 = 1 chamamos o escalar 𝐺(𝜃) de
informação de Fisher.

Apesar de existirem modelos onde a integral da Equação (2.2.1) diverge, assumimos que 𝑔𝑖𝑗 é
Ąnito para todo 𝜃 e, para todo 𝑖, 𝑗, que 𝑔𝑖𝑗 : Θ ⊃ R é 𝐶∞.

Assim, o elemento inĄnitesimal 𝑑𝑠 da métrica dada pela matriz de informação de Fisher satisfaz

𝑑𝑠2 =
𝑛
∑︁

𝑖,𝑗=1

𝑔𝑖𝑗(𝜃)𝑑𝜃𝑖𝑑𝜃𝑗. (2.2.2)

Proposição 2.2.4. A matriz 𝐺(𝜃), como deĄnida acima, é simétrica semi-deĄnida positiva.

Demonstração: 𝐺(𝜃) é simétrica por deĄnição. Além disso dado um vetor 𝑐𝑡 = (𝑐1, ≤ ≤ ≤ , 𝑐𝑛) ∈
R
𝑛,

𝑐𝑡𝐺(𝜃)𝑐 =
𝑛
∑︁

𝑖=1

𝑛
∑︁

𝑗=1

𝑐𝑖𝑐𝑗𝑔𝑖𝑗 =
𝑛
∑︁

𝑖=1

𝑛
∑︁

𝑗=1

𝑐𝑖𝑐𝑗

∫︁ 𝜕

𝜕𝜃𝑖

(︁

log 𝑝(𝑥; 𝜃)
)︁ 𝜕

𝜕𝜃𝑗

(︁

log 𝑝(𝑥; 𝜃)
)︁

𝑝(𝑥; 𝜃)𝑑𝑥 =

∫︁ 𝑛
∑︁

𝑖=1

𝑛
∑︁

𝑗=1

𝑐𝑖𝑐𝑗
𝜕

𝜕𝜃𝑖

(︁

log 𝑝(𝑥; 𝜃)
)︁ 𝜕

𝜕𝜃𝑗

(︁

log 𝑝(𝑥; 𝜃)
)︁

𝑝(𝑥; 𝜃)𝑑𝑥 =
∫︁

[︃

𝑛
∑︁

𝑖=1

𝑐𝑖
𝜕

𝜕𝜃𝑖

(︁

log 𝑝(𝑥; 𝜃)
)︁

⟨2

𝑝(𝑥; 𝜃)𝑑𝑥 ⊙ 0.

�

Nesse trabalho vamos assumir que 𝐺(𝜃) é deĄnida positiva.
A variedade estatística 𝑆 munida da métrica dada pela matriz 𝐺(𝜃) é uma variedade Rieman-

niana.

Lema 2.2.5. Cada entrada da matriz de informação de Fisher 𝑔𝑖𝑗(𝜃) pode ser escrita como

𝑔𝑖𝑗(𝜃) = ⊗𝐸
(︃

𝜕2

𝜕𝜃𝑖𝜃𝑗

(︁

log 𝑝(𝑥; 𝜃)
)︁

)︃

. (2.2.3)
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Demonstração: Observe que

0 =
∫︁ 𝜕

𝜕𝜃𝑗

(︁

𝑝(𝑥; 𝜃)
)︁

𝑑𝑥 =
∫︁

𝑝(𝑥; 𝜃)
𝜕

𝜕𝜃𝑗

(︁

log 𝑝(𝑥; 𝜃)
)︁

𝑑𝑥.

Agora, derivando os dois lados em relação a 𝜃𝑖, temos

0 =
𝜕

𝜕𝜃𝑖

∫︁

𝑝(𝑥; 𝜃)
𝜕

𝜕𝜃𝑗

(︁

log 𝑝(𝑥; 𝜃)
)︁

𝑑𝑥

=
∫︁ 𝜕

𝜕𝜃𝑖

(︃

𝑝(𝑥; 𝜃)
𝜕

𝜕𝜃𝑗

(︁

log 𝑝(𝑥; 𝜃)
)︁

)︃

𝑑𝑥

=
∫︁

(︃

𝜕

𝜕𝜃𝑖

(︁

𝑝(𝑥; 𝜃)
)︁ 𝜕

𝜕𝜃𝑗

(︁

log 𝑝(𝑥; 𝜃)
)︁

+ 𝑝(𝑥; 𝜃)
𝜕2

𝜕𝜃𝑖𝜃𝑗

(︁

log 𝑝(𝑥; 𝜃)
)︁

)︃

𝑑𝑥

=
∫︁

𝑝(𝑥; 𝜃)
𝜕

𝜕𝜃𝑖

(︁

log 𝑝(𝑥; 𝜃)
)︁ 𝜕

𝜕𝜃𝑗

(︁

log 𝑝(𝑥; 𝜃)
)︁

𝑑𝑥+
∫︁

𝑝(𝑥; 𝜃)
𝜕2

𝜕𝜃𝑖𝜃𝑗

(︁

log 𝑝(𝑥; 𝜃)
)︁

𝑑𝑥

=𝐸

(︃

𝜕

𝜕𝜃𝑖

(︁

log 𝑝(𝑥; 𝜃)
)︁ 𝜕

𝜕𝜃𝑗

(︁

log 𝑝(𝑥; 𝜃)
)︁

)︃

+ 𝐸

(︃

𝜕2

𝜕𝜃𝑖𝜃𝑗

(︁

log 𝑝(𝑥; 𝜃)
)︁

)︃

.

∴ 𝑔𝑖𝑗(𝜃) = 𝐸

(︃

𝜕

𝜕𝜃𝑖

(︁

log 𝑝(𝑥; 𝜃)
)︁ 𝜕

𝜕𝜃𝑗

(︁

log 𝑝(𝑥; 𝜃)
)︁

)︃

= ⊗𝐸
(︃

𝜕2

𝜕𝜃𝑖𝜃𝑗

(︁

log 𝑝(𝑥; 𝜃)
)︁

)︃

.

�

Exemplo 2.2.6. (Distribuição de Poisson) Uma distribuição de Poisson com parâmetro 𝜃 é dada
por

𝑝(𝑥; 𝜃) =
𝑒⊗𝜃𝜃𝑥

𝑥!
, (2.2.4)

onde 𝑥 = 0, 1, ≤ ≤ ≤, e 𝜃 > 0

Figura 2.4: Distribuição de Poisson.

Sendo assim, seja 𝑆 = ¶𝑝𝜃; 𝜃 ∈ R
+♢ o espaço formado por distribuições de Poisson, temos que
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a informação de Fisher de 𝑆 é dada por

𝑔11(𝜃) = 𝐸𝜃

⋃︀

⋁︀

⨄︀

∏︀

∐︁

𝜕
(︁

log 𝑝(𝑥; 𝜃)
)︁

𝜕𝜃

∫︀

̂︀

2
⋂︀

⎥

⋀︀ =
∞
∑︁

𝑥=0

∏︀

∐︁

𝜕
(︁

log 𝑝(𝑥; 𝜃)
)︁

𝜕𝜃

∫︀

̂︀

2

𝑝(𝑥; 𝜃) =

=
∞
∑︁

𝑥=0

(︂

𝑥

𝜃
⊗ 1

)︂2 𝑒⊗𝜃𝜃𝑥

𝑥!
=

1
𝜃
.

Agora, vamos dar a deĄnição de família de distribuição exponencial, ver referência [19]. Essas
distribuições merecem destaques pois para elas existe uma outra forma de calcular a matriz de
Fisher.

DeĄnição 2.2.7. (Família exponencial) Seja 𝑆 = ¶𝑝𝜃; 𝜃 ∈ Θ♢ um modelo estatístico de dimensão
𝑛. Se cada elemento de 𝑆 pode ser escrito da forma

𝑝(𝑥; 𝜃) = exp

(︃

𝑛
∑︁

𝑖=1

𝜃𝑖𝑡𝑖(𝑥) ⊗ 𝐹 (𝜃) + 𝑘(𝑥)

)︃

,

𝑘(𝑥) ⊙ 0,∀𝑥, então dizemos que 𝑆 é uma família exponencial e que os 𝜃𝑖Šs são os parâmetros
naturais.

Muitas famílias de distribuições são exponenciais, como por exemplo, as distribuições Gaussia-
nas, Poisson, Bernoulli, Multinomial, Laplaciana, Gama, Beta entre outras. Elas são caracteriza-
das por suas funções diferenciáveis 𝐹 chamadas de log-normalizer. Podemos obter 𝐹 da seguinte
maneira: da deĄnição de distribuição de probabilidade, temos que

1 =
∫︁

𝑝(𝑥; 𝜃)𝑑𝑥

=
∫︁

exp

(︃

𝑛
∑︁

𝑖=1

𝜃𝑖𝑡𝑖(𝑥) ⊗ 𝐹 (𝜃) + 𝑘(𝑥)

)︃

𝑑𝑥

= exp
(︁

⊗𝐹 (𝜃)
)︁

∫︁

exp

(︃

𝑛
∑︁

𝑖=1

𝜃𝑖𝑡𝑖(𝑥) + 𝑘(𝑥)

)︃

𝑑𝑥,

e logo

𝐹 (𝜃) = log
∫︁

exp
(︁

⟨𝑡(𝑥), 𝜃⟩ + 𝑘(𝑥)
)︁

𝑑𝑥. (2.2.5)

A proposição abaixo relaciona a matriz de Fisher de uma dada distribuição com a sua função
log-normalizer.

Proposição 2.2.8. Dado um modelo estatístico 𝑆 = ¶𝑝𝜃; 𝜃 ∈ Θ♢, a matriz de informação de
Fisher de 𝑆 é a matriz Hessiana da log-normalizer.

Demonstração: Seja 𝐺(𝜃) = [𝑔𝑖𝑗(𝜃)] a matriz de informação de Fisher de 𝑆 em 𝜃, pelo Lema
2.2.5, temos que

𝑔𝑖𝑗(𝜃) = ⊗𝐸
∏︀

∐︁

𝜕2
(︁

log 𝑝(𝑥; 𝜃)
)︁

𝜕𝜃𝑖𝜕𝜃𝑗

∫︀

̂︀ .
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Além disso, observe que

𝑝(𝑥; 𝜃) = exp
(︁

< 𝑡(𝑥), 𝜃 > ⊗𝐹 (𝜃) + 𝑘(𝑥)
)︁

log 𝑝(𝑥; 𝜃) = < 𝑡(𝑥), 𝜃 > ⊗𝐹 (𝜃) + 𝑘(𝑥)

𝜕
(︁

log 𝑝(𝑥; 𝜃)
)︁

𝜕𝜃𝑗
= 𝑡(𝑥) ⊗ 𝜕𝐹 (𝜃)

𝜕𝜃𝑗

𝜕2
(︁

log 𝑝(𝑥; 𝜃)
)︁

𝜕𝜃𝑖𝜕𝜃𝑗
= ⊗𝜕2𝐹 (𝜃)

𝜕𝜃𝑖𝜕𝜃𝑗
.

Dessa forma,

𝑔𝑖𝑗(𝜃) = ⊗𝐸
∏︀

∐︁

𝜕2
(︁

log 𝑝(𝑥; 𝜃)
)︁

𝜕𝜃𝑖𝜕𝜃𝑗

∫︀

̂︀

=
∫︁

⊗
𝜕2
(︁

log 𝑝(𝑥; 𝜃)
)︁

𝜕𝜃𝑖𝜕𝜃𝑗
𝑝(𝑥; 𝜃)𝑑𝑥

=
∫︁

⊗
(︃

⊗𝜕2𝐹 (𝜃)
𝜕𝜃𝑖𝜕𝜃𝑗

)︃

𝑝(𝑥; 𝜃)𝑑𝑥

=
𝜕2𝐹 (𝜃)
𝜕𝜃𝑖𝜕𝜃𝑗

∫︁

𝑝(𝑥; 𝜃)𝑑𝑥

=
𝜕2𝐹 (𝜃)
𝜕𝜃𝑖𝜕𝜃𝑗

,

onde a última igualdade vale pela DeĄnição 2.1.3. Portanto

𝐺(𝜃) = ▽2𝐹 (𝜃). (2.2.6)

Exemplo 2.2.9. (Distribuição normal) Uma v.a. 𝑋 tem distribuição normal univariada com
média Û e desvio padrão à, 𝑁(Û, à), se a sua distribuição de probabilidade é deĄnida por

𝑝(𝑥;Û, à) =
1√
2Þà

exp

(︃

⊗1
2

(︂

𝑥⊗ Û

à

)︂2
)︃

, (2.2.7)

onde Û ∈ R e à ∈ (0,∞).
Seja 𝑆 = ¶𝑝(𝑥; 𝜃)♢ o modelo estatístico formado por essas distribuições. Nesse caso o parâmetro

𝜃 é dado por duas variáveis 𝜃 = (Û, à) ∈ R × (0,+∞). A matriz de informação de Fisher de 𝑆 em
𝜃 = (Û, à) é dada por

𝑔11(𝜃) =
∫︁ ∞

⊗∞

𝜕 log
(︁

𝑝(𝑥;Û, à)
)︁

𝜕Û

𝜕 log
(︁

𝑝(𝑥;Û, à)
)︁

𝜕Û
𝑝(𝑥;Û, à)𝑑𝑥

=
∫︁ ∞

⊗∞

(︂

𝑥⊗ Û

à2

)︂(︂

𝑥⊗ Û

à2

)︂ 1√
2Þà

exp

(︃

⊗1
2

(︂

𝑥⊗ Û

à

)︂2
)︃

𝑑𝑥

=
1
à2
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Figura 2.5: Distribuição normal univariada, N(0,1).

𝑔12(𝜃) =
∫︁ ∞

⊗∞

𝜕 log
(︁

𝑝(𝑥;Û, à)
)︁

𝜕Û

𝜕 log
(︁

𝑝(𝑥;Û, à)
)︁

𝜕à
𝑝(𝑥;Û, à)𝑑𝑥

=
∫︁ ∞

⊗∞

𝑥⊗ Û

à2

(︃

(𝑥⊗ Û)2

à3
⊗ 1
à

)︃

1√
2Þà

exp

(︃

⊗1
2

(︂

𝑥⊗ Û

à

)︂2
)︃

𝑑𝑥

= 0

𝑔22(𝜃) =
∫︁ ∞

⊗∞

𝜕 log
(︁

𝑝(𝑥;Û, à)
)︁

𝜕à

𝜕 log
(︁

𝑝(𝑥;Û, à)
)︁

𝜕à
𝑝(𝑥;Û, à)𝑑𝑥

=
∫︁ ∞

⊗∞

(︃

(𝑥⊗ Û)2

à3
⊗ 1
à

)︃2 1√
2Þà

exp

(︃

⊗1
2

(︂

𝑥⊗ Û

à

)︂2
)︃

𝑑𝑥

=
2
à2
.

Portanto

𝐺(𝜃) =

(︃

1
à2 0
0 2

à2

)︃

. (2.2.8)

A família das distribuições normais univariadas é uma família exponencial. Observe que pode-
mos reescrever a Equação (2.2.7) da seguinte forma:

𝑝(𝑥;Û, à) =
1

à
√

2Þ
exp

(︃

⊗ Û2

2à2

)︃

exp

(︃

⊗ 𝑥2

2à2
+
Û𝑥

à2

)︃

, (2.2.9)

onde 𝑘(𝑥) = 0, 𝑡(𝑥) = (𝑡1(𝑥), 𝑡2(𝑥)) = (𝑥, 𝑥2), 𝜗 = (𝜗1, 𝜗2) =
(︁

Û
à2 ,⊗ 1

2à2

)︁

e a log-normalizer é

𝐹 (𝜗) = ⊗ 𝜗2
1

4𝜗2

+
1
2

log
(︂

⊗ Þ

𝜗2

)︂

Logo, pela Proposição 2.2.8, temos que a matriz de informação de Fisher, com esses parâmetros,
é dada por:

𝐺(𝜗) =

∏︀

∐︁

⊗ 1
2𝜗2

𝜗1

𝜗2
2

𝜗1

𝜗2
2

1
2

(︁

𝜗1

𝜗2

)︁

2 + 1
2𝜗2

2

∫︀

̂︀ .
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2.3 Distância entre Distribuições de Probabilidade

Nesta seção relacionamos a métrica de Fisher e a distância entre algumas distribuições de
probabilidade.

Seja
Ð(𝑡) = (Ð1(𝑡), ≤ ≤ ≤ , Ð𝑛(𝑡))

uma curva ligando dois pontos 𝜃1 e 𝜃2 em Θ. Suponha que Ð(𝑡1) = 𝜃1 e Ð(𝑡2) = 𝜃2, e logo, pela
métrica de Fisher dada pela Equação (2.2.2) temos que o comprimento de arco da curva ao longo
Ð entre 𝜃1 e 𝜃2 é dado por

ℓ(Ð) =
∫︁ 𝑡2

𝑡1

(︁

⟨Ð′(𝑡), Ð′(𝑡)⟩Ð(𝑡)

)︁
1

2 𝑑𝑡 =
∫︁ 𝑡2

𝑡1

∏︀

∐︁

𝑛
∑︁

𝑖,𝑗=1

𝑔𝑖𝑗(𝜃)
𝑑Ð𝑖
𝑑𝑡

𝑑Ð𝑗
𝑑𝑡

∫︀

̂︀

1

2

𝑑𝑡. (2.3.1)

Vimos, no capítulo anterior, que a curva que minimiza esse comprimento é chamada curva geodésica
e ela é dada pela solução do sistema de equações diferenciais

𝑑2Ð𝑘
𝑑𝑡2

+
𝑛
∑︁

𝑖,𝑗=1

Γ𝑘𝑖𝑗
𝑑Ð𝑖
𝑑𝑡

𝑑Ð𝑗
𝑑𝑡

= 0, 𝑘 = 1, ≤ ≤ ≤ , 𝑛, (2.3.2)

onde

Γ𝑘𝑖𝑗 =
1
2

∑︁

𝑙

∮︁

𝜕

𝜕Ð𝑗
𝑔𝑖𝑙 +

𝜕

𝜕Ð𝑖
𝑔𝑗𝑙 ⊗ 𝜕

𝜕Ð𝑙
𝑔𝑖𝑗

⨀︀

𝑔𝑘𝑙. (2.3.3)

são os símbolos de Christofell.
A distância geodésica entre 𝜃1 e 𝜃2 é a distância proposta por Rao entre duas distribuições de

probabilidade parametrizadas por 𝜃1 e 𝜃2. Chamamos essa distância de distância de Rao.
É muito difícil o cálculo da distância de Rao para grande parte das distribuições de probabili-

dade, pois envolve a solução de equações de diferenciais de 2ª ordem. Em alguns casos podemos
simpliĄcar o cálculo dessa distância relacionando a métrica do espaço com a de um espaço já co-
nhecido. Por exemplo, podemos relacionar com a métrica do espaço Euclidiano, hiperbólico ou
esférico. Atkinson e Mitchell em [3] e Burbea em [4] calcularam a distância de Rao para alguns
espaços de distribuições conhecidos. A seguir, mostramos o cálculo dessa distância de Rao em
alguns espaços.

2.3.1 Distribuições com apenas um parâmetro

Para distribuições de probabilidade com apenas um parâmetro é possível transformar a métrica
do espaço na métrica de um espaço Euclidiano.

Seja uma distribuição de probabilidade com apenas um parâmetro 𝜃, temos que a métrica desse
espaço é dada por

𝑑𝑠2 = 𝑔11(𝜃)(𝑑𝜃)2. (2.3.4)

Considere a seguinte transformação isométrica

𝜃 = 𝜃(Ú). (2.3.5)
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Em termos desse novo parâmetro, temos que

𝑑𝑠2 = 𝑔11(Ú)(𝑑Ú)2, (2.3.6)

onde 𝑔11(Ú) é a informação de Fisher para o parâmetro Ú. Como 𝜃 é uma isometria, temos que as
métricas dadas em (2.3.4) e (2.3.6) são iguais e, portanto,

𝑔11(Ú) = 𝑔11(𝜃)

(︃

𝑑𝜃

𝑑Ú

)︃2

.

Se a transformação em (2.3.5) é tal que

𝑔11(Ú) = 1,

por (2.3.6), temos que
𝑑𝑠2 = (𝑑Ú)2,

que é a métrica do espaço Euclidiano. Dessa forma, a distância entre duas distribuições com
parâmetros Ú1 e Ú2 é dada por

𝑑(Ú1, Ú2) = ♣Ú1 ⊗ Ú2♣.
Logo,

Ú =
∫︁

∘
√︁

𝑔11(𝜃)𝑑𝜃 + 𝑘,

onde 𝑘 é uma constante arbitrária. Portanto segue que, em termos dos valores 𝜃1 e 𝜃2 de 𝜃,

𝑑(𝜃1, 𝜃2) =

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

∫︁ 𝜃2

𝜃1

√︁

𝑔11(𝜃)𝑑𝜃

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

, (2.3.7)

que não depende nem da constante arbitrária 𝑘 e nem do sinal positivo ou negativo da raiz quadrada
de 𝑔11(𝜃).

Exemplo 2.3.1. Seja 𝑆 a variedade estatística formada pelas distribuições de Poisson deĄnidas
no Exemplo 2.2.6. Vimos que a informação de Fisher de 𝑆 é

𝑔11(𝜃) =
1
𝜃
.

Logo, dadas duas distribuições 𝑝(𝑥; 𝜃1) e 𝑝(𝑥; 𝜃2) em 𝑆, temos, pela Equação (2.3.7), que a distância
entre essas distribuições é dada por

𝑑(𝜃1, 𝜃2) =

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

∫︁ 𝜃2

𝜃1

√︃

1
𝜃
𝑑𝜃

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

= 2
⧹︃

⧹︃

⧹︃

⧹︃

√︁

𝜃1 ⊗
√︁

𝜃2

⧹︃

⧹︃

⧹︃

⧹︃

. (2.3.8)

Exemplo 2.3.2. (Distribuição Binomial) Uma distribuição Binomial com parâmetros 𝑛 e 𝜌 é dada
por

𝑝(𝑥;𝑛, 𝜌) =

(︃

𝑛

𝑥

)︃

𝜌𝑥(1 ⊗ 𝜌)𝑛⊗𝑥, 𝑥 = 0, 1, ≤ ≤ ≤ , 𝑛, (2.3.9)
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Figura 2.6: Distribuição Binomial.

onde 𝑛 ⊙ 1 e 0 < 𝜌 < 1.
Supondo o parâmetro 𝑛 conhecido, a distribuição torna-se uma distribuição uniparamétrica,

seja 𝑆 = ¶𝑝𝜌; 𝜌 ∈ (0, 1)♢ o espaço formado por essas distribuições, temos que a informação de
Fisher é

𝑔11(𝜌) = 𝐸𝜌

⋃︀

⨄︀

(︃

𝜕 log 𝑝(𝑥; 𝜌)
𝜕𝜌

)︃2
⋂︀

⋀︀ =
𝑛
∑︁

𝑥=0

(︃

𝑥⊗ 𝜌𝑛

𝜌(1 ⊗ 𝜌)

)︃2

𝑝(𝑥; 𝜌) =
𝑛

𝜌(1 ⊗ 𝜌)
. (2.3.10)

Dessa forma, dadas duas distribuições binomiais 𝑝(𝑥; 𝜌1) e 𝑝(𝑥; 𝜌2) em 𝑆, temos, pela Equação
(2.3.7), que a distância entre essas distribuições é dada por

𝑑(𝜌1, 𝜌2) =

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

∫︁ 𝜌2

𝜌1

√︃

𝑛

𝜌(1 ⊗ 𝜌)
𝑑𝜌

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

= 2
√
𝑛♣arcsen(

√
𝜌1) ⊗ arcsen(

√
𝜌2)♣. (2.3.11)

Exemplo 2.3.3. (Distribuição exponencial) Uma distribuição exponencial com parâmetro Ú é
dada por

𝑝(𝑥; 𝜃) =

∮︁

Ú𝑒⊗Ú𝑥, 𝑥 ⊙ 0
0, 𝑥 < 0

, (2.3.12)

com Ú > 0.
Sendo assim, seja 𝑆 = ¶𝑝Ú;Ú ∈ R

+♢ o espaço formado por distribuições exponenciais, a infor-
mação de Fisher é dada por

𝑔11(𝜃) = 𝐸Ú

⋃︀

⨄︀

(︃

𝜕 log 𝑝(𝑥;Ú)
𝜕Ú

)︃2
⋂︀

⋀︀ =
∫︁ ∞

⊗∞

(︃

𝜕 log 𝑝(𝑥;Ú)
𝜕Ú

)︃2

𝑝(𝑥;Ú)𝑑𝑥 = (2.3.13)

=
∫︁ ∞

0

(︂1
Ú

⊗ 𝑥
)︂2

Ú𝑒⊗Ú𝑥𝑑𝑥 =
1
Ú2
, (2.3.14)

e, dadas duas distribuições exponenciais 𝑝(𝑥;Ú1) e 𝑝(𝑥;Ú2), a distância entre elas é

𝑑(Ú1, Ú2) =

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

∫︁ Ú2

Ú1

√︃

1
Ú2
𝑑Ú

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

= 2

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

log

(︃

Ú1

Ú2

)︃⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

. (2.3.15)
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Figura 2.7: Distribuição exponencial.

2.3.2 Distribuições Normais Univariadas

Nesse caso, podemos relacionar a métrica do espaço com a métrica do espaço hiperbólico.
Vimos, no Exemplo 2.2.9, que a matriz de Fisher do espaço formado pelas distribuições normais

univariadas com parâmetros Û e à, 𝑁(Û, à), é

𝐺(𝜃) =

(︃

1
à2 0
0 2

à2

)︃

.

Logo a expressão da métrica é dada por

𝑑𝑠2 =
𝑑Û2 + 2𝑑à2

à2
. (2.3.16)

Agora, dadas duas distribuições normais 𝑁(Û1, à1) e 𝑁(Û2, à2), queremos saber qual a distância
entre elas.

P

Q

Figura 2.8: Plano Û× à.

P

Q

Figura 2.9: Distribuições 𝑁(⊗0.5, 1) e 𝑁(1, 1.5).
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As Figuras 2.8 e 2.9 relacionam os pontos 𝑃 = (⊗0.5, 1) e 𝑄 = (1, 1.5) do espaço dos parâmetros
dado pelo semiplano superior média×desvio padrão, H2

𝐹 , com o gráĄco das respectivas distribuições
normais.

Observando a métrica de H
2
𝐹 , vemos que é um modelo geométrico hiperbólico o qual pode

ser relacionado com o plano de Poincaré, H2, visto no Exemplo 1.3.10. Esta relação é dada pela
transformação

𝑓 : H2
𝐹 ⊃ H

2

(Û, à) ↦⊃
(︃

Û√
2
, à

)︃

.
(2.3.17)

Logo as distâncias de Fisher e Poincaré estão relacionadas por

𝑑H2

F
((Û1, à1); (Û2, à2)) =

√
2𝑑H2

(︃(︃

Û1√
2
, à1

)︃

;

(︃

Û2√
2
, à2

)︃)︃

,

e pela Equação (1.3.4), temos que uma expressão analítica para 𝑑H2

F
é

𝑑H2

F
((Û1, à1); (Û2, à2)) =

√
2 log

⧹︃

⧹︃

⧹︃

(︁

Û1√
2
, à1

)︁

⊗
(︁

Û2√
2
,⊗à2

)︁⧹︃

⧹︃

⧹︃+
⧹︃

⧹︃

⧹︃

(︁

Û1√
2
, à1

)︁

⊗
(︁

Û2√
2
, à2

)︁⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

(︁

Û1√
2
, à1

)︁

⊗
(︁

Û2√
2
,⊗à2

)︁⧹︃

⧹︃

⧹︃⊗
⧹︃

⧹︃

⧹︃

(︁

Û1√
2
, à1

)︁

⊗
(︁

Û2√
2
, à2

)︁⧹︃

⧹︃

⧹︃

. (2.3.18)

As geodésicas de H
2
𝐹 são as imagens inversas, por meio da transformação 𝑓 , das geodésicas

de H
2. Essas geodésicas são as semirretas verticais positivas Ò1 :]0,∞[⊃ H

2
𝐹 e as semi-elipses

Ò2 :]0, Þ[⊃ H
2
𝐹 centradas em à = 0 com excentricidade 1√

2
dadas por

Ò1(𝑟) = (
√

2Û0, 𝑟) e Ò2(𝑟) = (
√

2(𝜌 cos(𝑟) + 𝑐), 𝜌 sen(𝑟)). (2.3.19)

γ1

γ2

Figura 2.10: Geodésicas de H
2
𝐹 .

A Figura 2.11 mostra a curva geodésica que liga os pontos 𝑃 = (⊗0.5, 1) e 𝑄 = (1, 1.5) no
plano H

2
𝐹 e a Figura 2.12 mostra o gráĄco de algumas distribuições que estão relacionadas com

pontos dessa curva.
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P

R
Q

Figura 2.11: Curva geodésica ligando 𝑃 e 𝑄.

P

R
Q

Figura 2.12: GráĄco das distribuições normais.

Considerando apenas a subvariedade 𝑆 de 𝑆 formada pelas distribuições normais com média
constante, 𝑆 = ¶𝑝(𝑥;Û, à);Û = Û0 constante, à ∈ (0,∞)♢, temos que a distância entre duas
distribuições dessa subvariedade parametrizadas por (Û0, à1) é (Û0, à2) é

𝑑H2

F
((Û0, à1); (Û0, à2)) =

√
2 log

(︂

à2

à1

)︂

.

A subvariedade 𝑆 é totalmente geodésica.

A

B

C

Figura 2.13: Reta ligando 𝐴 e 𝐵.

A

B

C

Figura 2.14: GráĄco das distribuições normais.

Considerando agora a subvariedade 𝑆 de 𝑆 formada pelas distribuições normais desvio padrão
constante, 𝑆 = ¶𝑝(𝑥;Û, à);à = à0 constante, Û ∈ R♢, temos que a distância entre duas distribuições
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desse espaço parametrizadas por (Û1, à0) e (Û2, à0) é

𝑑H2

F
((Û1, à0); (Û2, à0)) =

♣Û1 ⊗ Û2♣
à0

.

Diferente de 𝑆, a subvariedade 𝑆, não é totalmente geodésica.
De fato, dados dois pontos 𝑀 = (Û1, à) e 𝑁 = (Û2, à), temos que

𝑑((Û1, à), (Û2, à)) =
√

2 log

∏︀

∐︁

(Û1 ⊗ Û2)2 + 4à2 + ♣Û1 ⊗ Û2♣
√︁

(Û1 ⊗ Û2)2 + 8à2

4à2

∫︀

̂︀ <
♣Û1 ⊗ Û2♣

à
.

M N

Figura 2.15: Distância não geodésica.

Podemos também expressar a distância em termos dos parâmetros naturais, como feito em
[12]. Como visto no Exemplo 2.2.9, a relação entre os parâmetros média e desvio padrão com os
parâmetros naturais é

(𝜃1, 𝜃2) =
(︂

Û

à2
,⊗ 1

2à2

)︂

.

Dessa forma, a distância de Rao nesses parâmetros é

𝑑((𝜃11, 𝜃12), (𝜃21, 𝜃22)) = 𝑑

(︃(︃

⊗𝜃11

2𝜃12

,
1√

⊗2𝜃12

)︃

,

(︃

⊗𝜃21

2𝜃22

,
1√

⊗2𝜃22

)︃)︃

=

√
2 log

∏︀

̂︁

̂︁

∐︁

√︂

4
(︁

1√
⊗𝜃12

+ 1√
⊗𝜃22

)︁2
+
(︁

𝜃11

𝜃12

⊗ 𝜃21

𝜃22

)︁2
+
√︂

4
(︁

1√
⊗𝜃12

⊗ 1√
⊗𝜃22

)︁2
+
(︁

𝜃11

𝜃12

⊗ 𝜃21

𝜃22

)︁2

√︂

4
(︁

1√
⊗𝜃12

+ 1√
⊗𝜃22

)︁2
+
(︁

𝜃11

𝜃12

⊗ 𝜃21

𝜃22

)︁2 ⊗
√︂

4
(︁

1√
⊗𝜃12

⊗ 1√
⊗𝜃22

)︁2
+
(︁

𝜃11

𝜃12

⊗ 𝜃21

𝜃22

)︁2

∫︀

̂︂

̂︂

̂︀

.

(2.3.20)

As Ąguras abaixo ilustram as geodésicas no plano 𝜃1 × 𝜃2.
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P Q

Figura 2.16: Curva geodésica ligando os pontos
P e Q ilustrados na Fig. 2.11 no plano 𝜃1 × 𝜃2.

B

A

Figura 2.17: Curva geodésica ligando
os pontos A e B ilustrados na Fig. 2.13
no plano 𝜃1 × 𝜃2.

2.3.3 Distribuição Multinomial

Para obter a distância entre duas distribuições multinomiais reduzimos a métrica do espaço à
métrica da geometria esférica.

Uma distribuição de probabilidade multinomial com índice 𝑛 e parâmetros 𝜃𝑖, com 𝑖 = 1, 2, ≤ ≤ ≤ , 𝑘,
denotada por 𝑀𝑘(𝑛, 𝜃1, ≤ ≤ ≤ , 𝜃𝑘), é dada por

𝑝(𝑥; 𝜃1, ≤ ≤ ≤ , 𝜃𝑘) =
𝑛!

𝑥1! ≤ ≤ ≤𝑥𝑘!
𝜃𝑥1

1 ≤ ≤ ≤ 𝜃𝑥k

𝑘 , 𝑥𝑖 = 0, ≤ ≤ ≤ , 𝑛,
𝑘
∑︁

𝑖=1

𝑥𝑘 = 𝑛,

onde 0 < 𝜃𝑖 < 1 e
∑︀𝑘
𝑖=1 𝜃𝑖 = 1. Observe que a distribuição binomial é um caso particular da

multinomial quando 𝑘 = 2.
Podemos expressar a métrica em termos dos seguintes parâmetros

Ñ1 =
𝜃1

𝜃𝑘

Ñ2 =
𝜃2

𝜃1 + 𝜃𝑘
...

Ñ𝑘⊗1 =
𝜃𝑘⊗1

𝜃1 + 𝜃2 + ≤ ≤ ≤ + 𝜃𝑘⊗2 + 𝜃𝑘
.

(2.3.21)

Assim

𝑑𝑠2 =
𝑛(𝑑Ñ1)2

Ñ1(1 + Ñ1)2(1 + Ñ2) ≤ ≤ ≤ (1 + Ñ𝑘⊗1)

+
𝑛(𝑑Ñ2)2

Ñ2(1 + Ñ2)2(1 + Ñ3) ≤ ≤ ≤ (1 + Ñ𝑘⊗1)
+ ≤ ≤ ≤ +

𝑛(𝑑Ñ𝑘⊗1)2

Ñ𝑘⊗1(1 + Ñ𝑘⊗1)2
.

(2.3.22)
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Agora, fazendo a transformação

Ñ𝑗 = tan2 Ð𝑗, 𝑗 = 1, 2, ≤ ≤ ≤ , 𝑘 ⊗ 1,

a métrica em (2.3.22) é escrita da seguinte forma

𝑑𝑠2

4𝑛
=

𝑘⊗1
∏︁

𝑖=2

cos2 Ð𝑖(𝑑Ð1)2 +
𝑘⊗1
∏︁

𝑖=3

cos2 Ð𝑖(𝑑Ð2)2 + ≤ ≤ ≤ + cos2 Ð𝑘⊗1(𝑑Ð𝑘⊗2)2 + (𝑑Ð𝑘⊗1)2. (2.3.23)

A Equação acima é a métrica ao longo de uma esfera de dimensão 𝑘 em coordenadas esféricas, de
raio 1 e ângulos Ð1, Ð2, ≤ ≤ ≤ , Ð𝑘⊗1. De fato, considere a transformação

Ö1 =
𝑘⊗1
∏︁

𝑖=1

cosÐ𝑖

Ö𝑗 = senÐ𝑗⊗1

𝑘⊗1
∏︁

𝑖=𝑗

cosÐ𝑖, 𝑗 = 2, ≤ ≤ ≤ , 𝑘 ⊗ 1,

Ö𝑘 = senÐ𝑘⊗1,

(2.3.24)

logo, a métrica em (2.3.23) se reduz a

𝑑𝑠2

4𝑛
=

𝑘
∑︁

𝑖=1

(𝑑Ö𝑖)2 (2.3.25)

sujeito a
𝑘
∑︁

𝑖=1

Ö2
𝑖 = 1. (2.3.26)

Considere agora a distância entre duas distribuições multinomiais com índice 𝑛 e parâme-
tros 𝜃𝑡𝑖 = (𝜃1𝑖, 𝜃21, ≤ ≤ ≤ , 𝜃𝑘𝑖), onde

∑︀𝑘
𝑗=1 𝜃𝑖𝑗 = 1 e 𝑖 = 1, 2. Em termos dos parâmetros Ö𝑡𝑖 =

(Ö1𝑖, Ö2𝑖, ≤ ≤ ≤ , Ö𝑘𝑖), 𝑖 = 1, 2, correspondentes, segue de (2.3.25), (2.3.26) e da geometria da esfera,
que a distância entre essas distribuições é dada por

𝑑(Ö1, Ö2) = 2
√
𝑛 arccos(Ö𝑡1Ö2).

Portanto, segue que a distância, em termos dos parâmetros originais 𝜃 é

𝑑(𝜃1, 𝜃2) = 2
√
𝑛 arccos

∏︀

∐︁

𝑘
∑︁

𝑗=1

√︁

𝜃𝑗1𝜃𝑗2

∫︀

̂︀ . (2.3.27)



Capítulo 3

Distribuições Normais Multivariadas

Nesse capítulo vamos estudar a métrica de Fisher no espaço formado pelas distribuições normais
multivariadas. Nesse espaço ainda não se conhece uma fórmula explícita para a distância de Rao
no caso geral.

3.1 Métrica de Fisher

Uma distribuição normal multivariada é deĄnida por

𝑝(x; µ,Σ) =
(2Þ)⊗(n

2
)

√︁

𝐷𝑒𝑡(Σ)
exp

(︃

⊗(x ⊗ µ)𝑡Σ⊗1(x ⊗ µ)
2

)︃

, (3.1.1)

onde x𝑡 = (𝑥1, ≤ ≤ ≤ , 𝑥𝑛), µ𝑡 = (Û1, ≤ ≤ ≤ , Û𝑛) é o vetor de médias e Σ é a matriz de covariância de
ordem 𝑛 simétrica deĄnida positiva.

Observe que a distribuição dada no Exemplo 2.1.12 é uma distribuição normal multivariada
com 𝑛 = 2.

Vamos introduzir algumas notações, sejam

• 𝑀𝑛(R) o espaço das matrizes reais de ordem 𝑛;

• 𝑆𝑛(R) o subespaço das matrizes simétricas de 𝑀𝑛(R);

• 𝐺𝐿𝑛(R) o grupo das matrizes não-singulares sobre 𝑀𝑛(R);

• 𝑃𝑛(R) o subconjunto das matrizes simétricas positivas deĄnidas em 𝐺𝐿𝑛(R).

O produto interno e a norma em 𝑀𝑛(R) são dados por

⟨𝐴,𝐵⟩ = 𝑡𝑟(𝐴𝐵𝑡) e ♣♣𝐴♣♣=
√︁

⟨𝐴,𝐴⟩, 𝐴,𝐵 ∈ 𝑀𝑛(R).

Seja ℳ = ¶𝑝𝜃; 𝜃 ∈ Θ = R
𝑛 × 𝑃𝑛(R)♢ o modelo estatístico formado por essas distribuições.

Observe que Θ é um espaço de dimensão
(︁

𝑛+ 𝑛(𝑛+1)
2

)︁

.

40
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A equação da métrica da informação de Fisher de ℳ, dada por Skovargaard, ver referência
[22] é

𝑑𝑠2 = 𝑑µ𝑡Σ⊗1𝑑µ +
1
2
𝑡𝑟[(Σ⊗1𝑑Σ)2], (3.1.2)

onde 𝑑µ𝑡 = (𝑑Û1, ≤ ≤ ≤ , 𝑑Û𝑛) ∈ R
𝑛 e 𝑑Σ = [𝑑à𝑖𝑗] ∈ 𝑃𝑛(R).

Note que, para todo (c, 𝑄) ∈ R
𝑛 ×𝐺𝐿𝑛(R), a aplicação

(µ,Σ) ↦⊃ (µ̄, Σ̄), (3.1.3)

onde Σ̄ = 𝑄Σ𝑄𝑡 e µ̄ = 𝑄µ + c estabelece um homeomorĄsmo de 𝑃𝑛(R) em 𝑃𝑛(R). Esse homeo-
morĄsmo é também uma isometria com respeito à métrica dada em (3.1.2), de fato:

𝑑𝑠2 = (𝑑µ̄)𝑡Σ̄⊗1𝑑µ̄ +
1
2
𝑡𝑟[(Σ̄⊗1𝑑Σ̄)2]

= (𝑄𝑑µ)𝑡(𝑄Σ𝑄𝑡)⊗1(𝑄𝑑µ) +
1
2
𝑡𝑟¶[(𝑄Σ𝑄𝑡)⊗1(𝑄𝑑Σ𝑄𝑡)]2♢

= (𝑑µ)𝑡𝑄𝑡𝑄⊗𝑡Σ⊗1𝑄⊗1𝑄𝑑µ +
1
2
𝑡𝑟¶[𝑄⊗𝑡Σ⊗1𝑄⊗1𝑄𝑑Σ𝑄𝑡]2♢

= (𝑑µ)𝑡Σ⊗1𝑑µ +
1
2
𝑡𝑟[𝑄⊗𝑡(Σ⊗1𝑑Σ)2𝑄𝑡]

= (𝑑µ)𝑡Σ⊗1𝑑µ +
1
2
𝑡𝑟[(Σ⊗1𝑑Σ)2𝑄𝑡𝑄⊗𝑡]

= (𝑑µ)𝑡Σ⊗1𝑑µ +
1
2
𝑡𝑟[(Σ⊗1𝑑Σ)2].

Consequentemente, a distância de Rao entre 𝜃1 = (µ1,Σ1) e 𝜃2 = (µ2,Σ2) em 𝜃 satisfaz

𝑑(𝜃1, 𝜃2) = 𝑑((µ1,Σ1); (µ2,Σ2)) = 𝑑((𝑄µ1 + c, 𝑄Σ1𝑄
𝑡); (𝑄µ2 + c, 𝑄Σ2𝑄

𝑡)),

para todo (c, 𝑄) ∈ R
𝑛 × 𝐺𝐿𝑛(R). Em particular, tomando 𝑄 = Σ⊗(1/2)

1 e c = ⊗Σ(⊗1/2)
1 µ1 (ver

Observação 3.1.1) a distância de Rao admite a forma

𝑑(𝜃1, 𝜃2) = 𝑑((0, 𝐼𝑛); (Σ⊗(1/2)
1 (µ2 ⊗ µ1),Σ

⊗(1/2)
1 Σ2Σ

⊗(1/2)
1 ). (3.1.4)

onde 0 é o vetor nulo de dimensão 𝑛 e 𝐼𝑛 é a matriz identidade de ordem 𝑛.

Observação 3.1.1. A raiz quadrada de uma matriz 𝐴, 𝐴(1/2) ou
√
𝐴 , é uma matriz 𝑋 tal que

𝑋𝑋 = 𝐴. Se 𝐴 é uma matriz simétrica deĄnida positiva então A pode ser escrita como 𝐴 = 𝐵𝐷𝐵𝑡,
onde 𝐵 é uma matriz ortogonal cujas colunas são os autovetores da matriz 𝐴 e 𝐷 é uma matriz
diagonal formada pelos autovalores de 𝐴. Tome

𝑋 = 𝐵𝐷(1/2)𝐵𝑡,

temos que
𝑋𝑋 = 𝐵𝐷(1/2)𝐵𝑡𝐵𝐷(1/2)𝐵𝑡 = 𝐵𝐷(1/2)𝐷(1/2)𝐵𝑡 = 𝐵𝐷𝐵𝑡 = 𝐴.
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Exemplo 3.1.2. Dadas duas distribuições normais 𝑁1(µ1,Σ1) e 𝑁2(µ2,Σ2) parametrizadas por
𝜃1 e 𝜃2, respectivamente, onde

𝜃1 = (µ1,Σ1) =

(︃(︃

1
1

)︃

,

(︃

1.5 0.25
0.25 1.5

)︃)︃

,

𝜃2 = (µ2,Σ2) =

(︃(︃

⊗1
⊗1

)︃

,

(︃

0.7 0.05
0.05 1

)︃)︃

.

Temos que a distância entre 𝑁1(µ1,Σ1) e 𝑁2(µ2,Σ2) é igual à distância entre 𝑁0(0, 𝐼2) e 𝑁(µ̄, Σ̄)
onde

µ̄ = ⊗Σ⊗(1/2)
1 (µ2 ⊗ µ1) =

(︃

1.51
1.51

)︃

,

Σ̄ = Σ⊗(1/2)
1 Σ2Σ

⊗(1/2)
1 =

(︃

0.48 ⊗0.06
⊗0.06 0.68

)︃

.

Ou seja, para 𝜃0 = (0, 𝐼2) e 𝜃 = (µ̄, Σ̄),

𝑑(𝜃1, 𝜃2) = 𝑑(𝜃0, 𝜃).

N1

N2

(a) Gráficos de N1 e N2.

N0

N

(b) Gráficos de N0 e N .

N1

N2

(c) Curvas de níveis de N1 e N2.

N0

N

(d) Curvas de níveis de N0 e N .
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Seja Ò : 𝐼 ⊃ Θ, 𝐼 ⊆ R um intervalo, uma curva diferenciável, dada por Ò(𝑡) = (µ(𝑡),Σ(𝑡)). A
curva Ò é uma curva geodésica de ℳ se suas funções coordenadas satisfazem as seguintes equações

𝑑2µ

𝑑𝑡2
⊗
(︃

𝑑Σ
𝑑𝑡

)︃

Σ⊗1

(︃

𝑑µ

𝑑𝑡

)︃

= 0

𝑑2Σ
𝑑𝑡2

+

(︃

𝑑µ

𝑑𝑡

)︃(︃

𝑑µ

𝑑𝑡

)︃𝑡

⊗
(︃

𝑑Σ
𝑑𝑡

)︃

Σ⊗1

(︃

𝑑Σ
𝑑𝑡

)︃

= 0.

(3.1.5)

Essas equações são obtidas calculando os símbolos de Christoffel de ℳ na parametrização Θ e
substituindo na Equação (1.3.3), ver referências [18] e [22].

Como ainda não é conhecida uma fórmula fechada para a distância de Rao no caso geral, muitos
autores estudaram esse espaço, ver referências [15], [16] e [21]. A seguir descrevemos a distância
de Rao e as geodésicas de algumas subvariedades de ℳ.

3.1.1 A matriz de covariância é uma matriz diagonal

Seja ℳ𝐷 = ¶𝑝𝜃; 𝜃 = (µ, 𝐷) ∈ Θ𝐷♢; Θ𝐷 = ¶(µ, 𝐷), 𝐷 é diagonal♢ ⊆ Θ, uma subvariedade de
ℳ formada pelas distribuições cuja matriz de covariância é uma matriz diagonal 𝐷. A métrica de
Fisher de ℳ𝐷 é

𝑑𝑠2 =𝑑µ𝑡Σ⊗1𝑑µ +
1
2
𝑡𝑟[(Σ⊗1𝑑Σ)2] = 𝑑µ𝑡𝐷⊗1𝑑µ +

1
2
𝑡𝑟[(𝐷⊗1𝑑𝐷)2]

=
𝑛
∑︁

𝑖=1

(𝑑Û𝑖)2

𝑑𝑖𝑖
+

1
2
𝑡𝑟[𝐷⊗2𝑑𝐷2] =

𝑛
∑︁

𝑖=1

(𝑑Û𝑖)2

𝑑𝑖𝑖
+

1
2

𝑛
∑︁

𝑖=1

(𝑑𝑑𝑖𝑖)2

𝑑2
𝑖𝑖

.
(3.1.6)

Se 𝐷 é uma matriz de covariância dada por

Σ =

∏︀

̂︁

̂︁

̂︁

̂︁

∐︁

à2
1 0 ≤ ≤ ≤ 0

0 à2
2 ≤ ≤ ≤ 0

...
...

. . .
...

0 0 ≤ ≤ ≤ à2
𝑛

∫︀

̂︂

̂︂

̂︂

̂︂

̂︀

, (3.1.7)

a métrica de Fisher de ℳ𝐷 é

𝑑𝑠2 =
𝑛
∑︁

𝑖=1

(𝑑Û𝑖)2

𝑑𝑖𝑖
+

1
2

𝑛
∑︁

𝑖=1

(𝑑𝑑𝑖𝑖)2

𝑑2
𝑖𝑖

=
𝑛
∑︁

𝑖=1

(𝑑Û𝑖)2

à2
𝑖

+
1
2

𝑛
∑︁

𝑖=1

(2à𝑖𝑑à𝑖)2

à4
𝑖

=
𝑛
∑︁

𝑖=1

(𝑑Û𝑖)2

à2
𝑖

+ 2
𝑛
∑︁

𝑖=1

(︃

𝑑à𝑖
à𝑖

)︃2

=
𝑛
∑︁

𝑖=1

(︃

(𝑑Û𝑖)2 + 2(𝑑à𝑖)2

à2
𝑖

)︃

.

(3.1.8)

A matriz de informação de Fisher associada a essa métrica, ver referência [11], é
∏︀

̂︁

̂︁

̂︁

̂︁

̂︁

̂︁

̂︁

̂︁

∐︁

1
à2

1

0 ≤ ≤ ≤ 0 0
0 2

à2

1

≤ ≤ ≤ 0 0
...

...
. . .

...
...

0 0 ≤ ≤ ≤ 1
à2

n
0

0 0 ≤ ≤ ≤ 0 2
à2

n

∫︀

̂︂

̂︂

̂︂

̂︂

̂︂

̂︂

̂︂

̂︂

̂︀

. (3.1.9)
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Observe que Θ𝐷 é um espaço de dimensão 2𝑛 e pode ser identiĄcado como o espaço H
2𝑛
𝐹 =

(H2
𝐹 )𝑛, assim podemos escrever o parâmetro 𝜃 como 𝜃 = (Û1, à1, Û2, à2, ≤ ≤ ≤ , Û𝑛, à𝑛).
A métrica de H

2𝑛
𝐹 está relacionada com a métrica produto do espaço H

2𝑛. Essa relação é dada
pela transformação

ã : H2𝑛
𝐹 ⊃ H

2𝑛

(Û1, à1, ≤ ≤ ≤ , Û𝑛, à𝑛) ↦⊃
(︃

Û1√
2
, à1, ≤ ≤ ≤ , Û𝑛√

2
, à𝑛

)︃

.
(3.1.10)

Dados 𝜃1 = (Û11, à11, ≤ ≤ ≤ , Û1𝑛, à1𝑛) e 𝜃2 = (Û21, à21, ≤ ≤ ≤ , Û2𝑛, à2𝑛) , a distância entre duas distri-
buições de probabilidade com esses parâmetros é dada por

𝑑𝐷(𝜃1, 𝜃2) = 𝑑𝐷((Û11, à11, ≤ ≤ ≤ , Û1𝑛, à1𝑛), (Û21, à21, ≤ ≤ ≤ , Û2𝑛, à2𝑛))

=
√

2𝑑H2n

(︃(︃

Û1√
2
, à1, ≤ ≤ ≤ , Û𝑛√

2
, à𝑛

)︃

,

(︃

Û1√
2
, à1, ≤ ≤ ≤ , Û𝑛√

2
, à𝑛

)︃)︃

=

⎯

⎸

⎸

⎷

𝑛
∑︁

𝑖=1

2

(︃

𝑑H2

(︃(︃

Û1𝑖√
2
, à1𝑖

)︃

,

(︃

Û2𝑖√
2
, à2𝑖

)︃)︃)︃2

,

isto é,

𝑑𝐷(𝜃1, 𝜃2) =

⎯

⎸

⎸

⎸

⎸

⎷
2

𝑛
∑︁

𝑖=1

∏︀

∐︁log

⧹︃

⧹︃

⧹︃

(︁

Û1i√
2
, à1𝑖

)︁

⊗
(︁

Û2i√
2
,⊗à2𝑖

)︁⧹︃

⧹︃

⧹︃+
⧹︃

⧹︃

⧹︃

(︁

Û1i√
2
, à1𝑖

)︁

⊗
(︁

Û2i√
2
, à2𝑖

)︁⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

(︁

Û1i√
2
, à1𝑖

)︁

⊗
(︁

Û2i√
2
,⊗à2𝑖

)︁⧹︃

⧹︃

⧹︃⊗
⧹︃

⧹︃

⧹︃

(︁

Û1i√
2
, à1𝑖

)︁

⊗
(︁

Û2i√
2
, à2𝑖

)︁⧹︃

⧹︃

⧹︃

∫︀

̂︀

2

. (3.1.11)

Nesse espaço, uma curva diferenciável

Ð : 𝐼 ⊃ H
2𝑛
𝐹

𝑡 ↦⊃ Ð(𝑡) = (Ð1(𝑡), ≤ ≤ ≤ , Ð𝑛(𝑡))

é uma geodésica em H
2𝑛
𝐹 se, e somente se, Ð𝑖, ∀𝑖, é uma geodésica em H𝐹 . Ou seja, os Ð𝑖Šs são as

semirretas verticais e as semi-elipses de excentricidade 1√
2
.

Considere agora a subvariedade ℳ𝐷σ
= ¶𝑝𝜃; 𝜃 = (µ, à2𝐼𝑛) ∈ Θ𝐷σ

♢, Θ𝐷σ
= ¶(µ,Σ); Σ = à2𝐼♢ ⊆

Θ𝐷, nesse caso a matriz 𝐷 é uma matriz de covariância múltipla da identidade,

Σ = à2𝐼𝑛 =

∏︀

̂︁

̂︁

̂︁

̂︁

∐︁

à2 0 ≤ ≤ ≤ 0
0 à2 ≤ ≤ ≤ 0
...

...
. . .

...
0 0 ≤ ≤ ≤ à2

∫︀

̂︂

̂︂

̂︂

̂︂

̂︀

, (3.1.12)

e a métrica de Fisher é

𝑑𝑠2 =
𝑛
∑︁

𝑖=1

(𝑑Û𝑖)2

𝑑𝑖𝑖
+

1
2

𝑛
∑︁

𝑖=1

(𝑑𝑑𝑖𝑖)2

𝑑2
𝑖𝑖

=
𝑛
∑︁

𝑖=1

(𝑑Û𝑖)2

à2
+

1
2

𝑛
∑︁

𝑖=1

(2à𝑑à)2

à4

=
𝑛
∑︁

𝑖=1

(𝑑Û𝑖)2

à2
+ 2𝑛

(︃

𝑑à

à

)︃2

.

(3.1.13)
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A matriz de informação de Fisher associada a métrica dada em (3.1.13) é
∏︀

̂︁

̂︁

̂︁

̂︁

̂︁

̂︁

̂︁

∐︁

1
à2 0 ≤ ≤ ≤ 0 0
0 1

à2 ≤ ≤ ≤ 0 0
...

...
. . .

...
...

0 0 ≤ ≤ ≤ 1
à2 0

0 0 ≤ ≤ ≤ 0 2𝑛
à2

∫︀

̂︂

̂︂

̂︂

̂︂

̂︂

̂︂

̂︂

̂︀

, (3.1.14)

Θ pode ser identiĄcado como um espaço de dimensão 𝑛+1, e 𝜃 pode ser dado por 𝜃 = (Û1, Û2, ≤ ≤ ≤ , Û𝑛, à).
Analogamente ao espaço das distribuições normais univariadas, H𝑛+1

𝐹 está relacionado com o espaço
hiperbólico de dimensão 𝑛+ 1, H𝑛+1, cuja matriz da métrica é dada por

∏︀

̂︁

̂︁

̂︁

̂︁

̂︁

̂︁

̂︁

∐︁

1
à2 0 ≤ ≤ ≤ 0 0
0 1

à2 ≤ ≤ ≤ 0 0
...

...
. . .

...
...

0 0 ≤ ≤ ≤ 1
à2 0

0 0 ≤ ≤ ≤ 0 1
à2

∫︀

̂︂

̂︂

̂︂

̂︂

̂︂

̂︂

̂︂

̂︀

. (3.1.15)

Esta relação é dada pela transformação

ã : H𝑛+1
𝐹 ⊃ H

𝑛+1

(Û1, Û2, ≤ ≤ ≤ , Û𝑛, à) ↦⊃
(︃

Û1√
2𝑛
,
Û2√
2𝑛
, ≤ ≤ ≤ , Û𝑛√

2𝑛
, à

)︃

.
(3.1.16)

Dessa forma dados µ1 = (Û11, Û12, ≤ ≤ ≤ , Û1𝑛) e µ2 = (Û21, Û22, ≤ ≤ ≤ , Û2𝑛) , a distância entre duas
distribuições de probabilidade com parâmetros 𝜃1 = (µ1, à1) e 𝜃2 = (µ2, à2) é

𝑑𝐷σ
(𝜃1, 𝜃2) =

√
2𝑛 log

⧹︃

⧹︃

⧹︃

(︁

µ1√
2𝑛
, à1

)︁

⊗
(︁

µ2√
2𝑛
,⊗à2

)︁⧹︃

⧹︃

⧹︃+
⧹︃

⧹︃

⧹︃

(︁

µ1√
2𝑛
, à1

)︁

⊗
(︁

µ2√
2𝑛
, à2

)︁⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

⧹︃

(︁

µ1√
2𝑛
, à1

)︁

⊗
(︁

µ2√
2𝑛
,⊗à2

)︁⧹︃

⧹︃

⧹︃⊗
⧹︃

⧹︃

⧹︃

(︁

µ1√
2𝑛
, à1

)︁

⊗
(︁

µ2√
2𝑛
, à2

)︁⧹︃

⧹︃

⧹︃

. (3.1.17)

Novamente, de maneira análoga ao caso das distribuições normais univariadas, as geodésicas
de H

𝑛+1 são as semirretas verticais perpendiculares ao hiperplano à = 0 e as semi-elipses com
excentricidade 1√

2𝑛
.

σ

µ1

µ2

Figura 3.2: Geodésicas de H
3
𝐹 .
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3.1.2 A matriz de covariância é constante.

Seja ℳΣ = ¶𝑝𝜃; 𝜃 = (µ,Σ) ∈ Θ, Σ = Σ0 ∈ 𝑃𝑛(R) constante♢ uma subvariedade, de dimensão
𝑛, formada por distribuições normais multivariadas que possuem a mesma matriz de covariância
Σ. Nesse espaço podemos relacionar a métrica com a métrica de um espaço Euclidiano. A métrica
de Fisher de ℳΣ é

𝑑𝑠2 = 𝑑µ𝑡Σ⊗1𝑑µ. (3.1.18)

Seja agora uma matriz 𝑃 de ordem 𝑛 tal que

𝑃 𝑡Σ⊗1𝑃 = 𝐼𝑛,

onde 𝐼𝑛 é a matriz identidade de ordem 𝑛. A matriz 𝑃 existe pois Σ é uma matriz simétrica
deĄnida positiva. Seja agora um vetor ν = (Ü1, Ü2, ≤ ≤ ≤ , Ü𝑛) tal que

µ = 𝑃ν ⇒ 𝑑µ = 𝑃𝑑ν.

Sendo assim,
𝑑𝑠2 = 𝑑ν𝑡𝑃 𝑡Σ⊗1𝑃𝑑ν = 𝑑ν𝑡𝑑ν.

Ou seja, a métrica coincide com a métrica do espaço Euclidiano. Logo, para valores ν1 e ν2 de ν

𝑑(ν1,ν2) =
√︁

(ν1 ⊗ ν2)𝑡(ν1 ⊗ ν2).

Portanto segue que a distância entre duas distribuições normais multivariadas parametrizadas
por 𝜃1 = (µ1,Σ) e 𝜃2 = (µ2,Σ) é

𝑑Σ(µ1,µ2) =
√︁

(µ1 ⊗ µ2)𝑡Σ⊗1(µ1 ⊗ µ2). (3.1.19)

A distância dada pela Equação (3.1.19) é igual à distância dada por Mahalanobis, ver referência
[17], um dos pioneiros no estudo sobre distâncias entre distribuições de probabilidade.

3.1.3 O vetor das médias é constante.

Até agora apresentamos a distância de Rao em algumas subvariedades de ℳ. Acontece que ne-
nhuma das subvariedades citadas são subvariedades totalmente geodésicas. A seguir, apresentamos
uma subvariedade totalmente geodésica de ℳ.

Seja ℳµ = ¶𝑝𝜃; 𝜃 = (µ,Σ) ∈ Θµ♢, Θµ = ¶(µ,Σ); µ = µ0 ∈ R
𝑛 constante♢ ⊆ Θ uma

subvariedade, de dimensão 𝑛(𝑛+1)
2

, formada por distribuições que possuem o mesmo vetor de médias
µ. A expressão da distância de Rao desse espaço foi obtida por diversos autores: Skovgaard [22],
Moakher [18], Burbea [4], Forstner e Moonen [13] entre outros. Apresentamos aqui o teorema dado
por S. T. Jensen em 1976, no qual ele determina a distância da subvariedade ℳµ. A demonstração
desse teorema pode ser encontrada em [3] no Apêndice 1.
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Teorema 3.1.3. Considere a família de distribuições normais multivariadas ℳµ com o vetor da
média comum µ mas com diferentes matrizes de covariância Σ. Dados dois elementos dessa família,
parametrizados por 𝜃1 = (µ,Σ1) e 𝜃2 = (µ,Σ2), a distância entre dois elementos dessa família é
dada por

𝑑2
µ(Σ1,Σ2) =

1
2

𝑛
∑︁

𝑖=1

[𝑙𝑜𝑔(Ú𝑖)]2, (3.1.20)

onde 0 < Ú1 ⊘ Ú2 ⊘ ≤ ≤ ≤ ⊘ Ú𝑛 são os autovalores de Σ⊗1
1 Σ2.

Observe que as equações que determinam as geodésicas de Θ, dadas em (3.1.5), quando restritas
à Θµ se reduzem a

𝑑2Σ
𝑑𝑡2

⊗
(︃

𝑑Σ
𝑑𝑡

)︃

Σ⊗1

(︃

𝑑Σ
𝑑𝑡

)︃

= 0. (3.1.21)

A curva Ò(𝑡) = (µ(𝑡),Σ(𝑡)) que satisfaz a equação acima ligando dois pontos 𝜃1 = (µ,Σ1) e
𝜃2 = (µ,Σ2) em Θµ com Ò(𝑡1) = (µ,Σ1) e Ò(𝑡2) = (µ,Σ2) é dada por

Ò(𝑡) = (µ,Σ(𝑡1)1/2 exp((𝑡⊗ 𝑡1)𝐵)Σ(𝑡1)1/2), (3.1.22)

∀𝑡 ∈ [𝑡1, 𝑡2], onde 𝐵 ∈ 𝑆𝑛(R) é uma constante de integração. Para mais detalhes ver referências
[4], [18] e [22].

3.2 Limitantes

Nessa seção vamos calcular alguns limitantes para a distância de Rao para distribuições normais
multivariadas.

3.2.1 Limitante Inferior

Em 1990, Calvo e Oller, ver referência [5], mostraram um mergulho do espaço de parâmetros
da variedade estatística formada pelas distribuições de probabilidades normais multivariadas na
variedade formada pelas matrizes simétricas positivas deĄnidas. Esse mergulho permite obter um
limitante inferior para a distância de Rao. As demonstrações dessa seção encontram-se em [5].

Antes de deĄnir o mergulho, seja o seguinte lema

Lema 3.2.1. Toda matriz 𝑆 ∈ 𝑃𝑛+1(R) pode ser escrita da seguinte forma
(︃

Σ + Ñµµ𝑡 Ñµ

Ñµ𝑡 Ñ

)︃

(3.2.1)

onde Ñ ∈ R
+
* , µ ∈ R

𝑛 e Σ ∈ 𝑃𝑛(R). Reciprocamente, toda matriz da forma acima é simétrica
deĄnida positiva. Também, para todo 𝑆 ∈ 𝑃𝑛+1(R) temos que

𝑑𝑠2 =
1
2

(︃

𝑑Ñ

Ñ

)︃2

+ Ñ(𝑑µ)𝑡Σ⊗1𝑑µ +
1
2
𝑡𝑟[(Σ⊗1𝑑Σ)2]. (3.2.2)
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A seguinte aplicação é um mergulho de Θ em 𝑃𝑛+1(R)

𝑓 : Θ ⊃𝑃𝑛+1(R)

(µ,Σ) ↦⊃
(︃

Σ + µµ𝑡 µ

µ𝑡 1

)︃

.
(3.2.3)

Pelo Lema 3.2.1 a aplicação 𝑓 está bem deĄnida. O teorema abaixo estabelece algumas pro-
priedades geométricas entre Θ e 𝑓(Θ).

Teorema 3.2.2. Dada a aplicação 𝑓 deĄnida em (3.2.3), temos que

1. 𝑓 é um difeomorĄsmo de Θ sobre 𝑓(Θ).

2. 𝑓(Θ) é uma subvariedade de 𝑃𝑛+1(R) de dimensão (𝑛+1)(𝑛+2)
2

⊗ 1 .

3. A expressão da métrica induzida da subvariedade 𝑓(Θ) pode ser expressa por

𝑑𝑠2 = 𝑑µ𝑡Σ⊗1𝑑µ +
1
2
𝑡𝑟[(Σ⊗1𝑑Σ)2].

4. Θ é isométrico a 𝑓(Θ).

5. 𝑓(Θ) é uma subvariedade não geodésica de 𝑃𝑛+1(R).

6. Se Θµ = ¶(µ,Σ) ∈ Θ : µ = µ0 constante} então 𝑓(Θµ) é uma subvariedade geodésica de
𝑃𝑛+1(R) de dimensão 𝑛(𝑛+1)

2
.

Observação 3.2.3. O Θµ é o espaço de parâmetros da subvariedade ℳµ deĄnida na Seção 3.1.3.

Corolário 3.2.4. Sejam 𝜃1 e 𝜃2 dois pontos de Θ. Se 𝑑𝑅 é a distância de Rao entre eles e 𝑑 é
a distância Riemmaniana entre 𝑓(𝜃1) e 𝑓(𝜃2) em 𝑃𝑛+1(R), então 𝑑µ ⊙ 𝑑. Se 𝜃1, 𝜃2 ∈ Θµ então
𝑑 = 𝑑𝑅 = 𝑑µ, onde 𝑑µ é a distância dada na Equação (3.1.20).

Uma fórmula para a distância Riemanniana 𝑑 entre 𝑓(𝜃1) e 𝑓(𝜃2) é dada pelo teorema abaixo.

Teorema 3.2.5. Seja 𝑆𝑖 = 𝑓(𝜃𝑖) = 𝑓(µ𝑖,Σ𝑖), 𝑖 = 1, 2, dois pontos de 𝑓(Θ), então

𝑑2(𝑆1, 𝑆2) =
1
2

𝑛+1
∑︁

𝑘=1

[log(Ú𝑘)]2, (3.2.4)

onde Ú𝑘 são os autovalores de 𝑆⊗1
1 𝑆2.

Assim, temos que a distância dada pelo teorema acima é limitante inferior (que denotamos por
𝐿𝐼) para a distância de Rao da variedade ℳ.
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3.2.2 Limitante Superior

Em um outro artigo, ver referência [6], Calvo e Oller calcularam um limitante superior para a
distância de Rao.

Eles conseguiram resolver o sistema de equações diferenciais, dado na Equação (1.3.3), que
determinam as geodésicas de Θ. Dessa forma eles calcularam uma expressão explícita para as
geodésicas do espaço formado pelas distribuições normais multivariadas. Porém, dados dois pontos
em Θ eles não determinaram qual a curva geodésica passando por esses pontos que minimiza a
distância entre eles, ou seja, não calcularam a distância de Rao entre esses pontos. Neste caso
é necessário resolver um sistema de equações diferenciais de segunda ordem com condições de
contorno.

Fazendo algumas restrições nesse sistema, Calvo e Oller calcularam a distância de Rao entre
os pontos do subconjunto ΘÐΣ ⊆ Θ,

ΘÐΣ = ¶𝜃 = (µ,Σ) ∈ Θ; Σ = ÐΣ0,Σ0 ∈ 𝑃𝑛(R), Ð ∈ R
*
+♢. (3.2.5)

Dados dois pontos 𝜃1 = (µ1,Σ) e 𝜃2 = (µ2, ÐΣ), obtiveram

𝑑2
ÐΣ(𝜃1, 𝜃2) = 2 arccosh

(︃√
Ð

2
+

1
2
√
Ð

+
1

4
√
Ð
Ó𝑡Ó

)︃

+
𝑛⊗ 1

2
log2 Ð, (3.2.6)

onde Ó = Σ⊗ 1

2 (µ2 ⊗ µ1).

Observação 3.2.6. A distância 𝑑ÐΣ é a distância de Rao para pontos de ΘÐΣ mas não é uma
distância de Rao restrita à subvariedade ΘÐΣ, ou seja, a curva geodésica que liga os pontos de ΘÐΣ

percorre pontos que não necessariamente estão em ΘÐΣ.

Com essa distância eles determinam um limitante superior para distância de Rao, 𝑑𝑅, da
variedade ℳ no caso geral. Dados pontos 𝜃1 = (µ1,Σ1), 𝜃Ð = (µ2, ÐΣ1) e 𝜃2 = (µ2,Σ2), temos
que

𝑑𝑅(𝜃1, 𝜃2) ⊘ 𝑑𝑅(𝜃1, 𝜃Ð) + 𝑑𝑅(𝜃Ð, 𝜃2) ⊘ 𝑑ÐΣ(𝜃1, 𝜃Ð) + 𝑑µ(𝜃Ð, 𝜃2), (3.2.7)

ou seja, 𝐿𝑆Ð = 𝑑ÐΣ(𝜃1, 𝜃Ð) + 𝑑µ(𝜃Ð, 𝜃2) é um limitante superior para a distância de Rao entre 𝜃1 e
𝜃2.

Observe a Figura 3.3, dadas duas distribuições de probabilidade 𝑝(µ1,Σ1) e 𝑝(µ2,Σ2), tome
uma distribuição 𝑝(µ2, ÐΣ1) tal que 𝑝(µ2, ÐΣ1) ∈ ℳÐΣ1

∩ ℳµ. Dessa forma, somando o valor
da distância 𝑑ÐΣ entre 𝑝(µ2,Σ2) e 𝑝(µ2, ÐΣ1), que é a distância de Rao para pontos do conjunto
ℳÐΣ1

, com o valor da distância 𝑑µ entre 𝑝(µ2,Σ2) e 𝑝(µ2, ÐΣ1), que é a distância de Rao restrita
ao conjunto ℳµ e, usando a desigualdade triangular, obtemos o limitante superior 𝐿𝑆Ð (ilustrado
em vermelho) para a distância de Rao, 𝑑𝑅.
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Mµ

MαΣ1

p(µ1,Σ1)

p(µ2,Σ2)

p(µ2,αΣ1)

dαΣ

dµ

dR

Figura 3.3: Limitante 𝐿𝑆Ð.

Podemos melhorar esse limitante escolhendo um Ð adequado. Em [6], Calvo e Oller determinam
uma expressão analítica do escalar Ð que minimiza a distância entre 𝜃Ð e 𝜃2

Ð = ‖Σ
⊗ 1

2

1 Σ2Σ
⊗ 1

2

1 ‖ 1

n . (3.2.8)

O mínimo para 𝐿𝑆Ð pode ser calculado através de métodos numéricos, isto é, podemos encontrar
um Ð0 tal que

Ð0 = min
Ð

¶𝑑ÐΣ(𝜃1, 𝜃Ð) + 𝑑µ(𝜃Ð, 𝜃2)♢. (3.2.9)

Com base na ideia de calcular um limitante superior usando uma desigualdade triangular,
calculamos um outro limitante superior para a distância de Rao. Esse limitante é obtido através
da distância do espaço onde a matriz de covariância Σ é diagonal. Dados pontos 𝜃1 = (µ1,Σ1) e
𝜃2 = (µ2,Σ2), temos pela Equação (3.1.4) que

𝑑(𝜃1, 𝜃2) = 𝑑((0, 𝐼); (Σ⊗(1/2)
1 (µ2 ⊗ µ1),Σ

⊗(1/2)
1 Σ2Σ

⊗(1/2)
1 )).

Fazendo 𝜃0 = (0, 𝐼𝑛), 𝜃2 = (µ̄2, Σ̄2) = (Σ⊗(1/2)
1 (µ2 ⊗ µ1),Σ

⊗(1/2)
1 Σ2Σ

⊗(1/2)
1 ) e 𝜃Λ = (µ̄2,Λ), onde Λ

é a projeção de 𝜃2 na sua diagonal, temos

𝑑𝑅(𝜃1, 𝜃2) = 𝑑(𝜃0, 𝜃2) ⊘ 𝑑𝑅(𝜃0, 𝜃Λ) + 𝑑𝑅(𝜃Λ, 𝜃2) ⊘ 𝑑𝐷(𝜃0, 𝜃Λ) + 𝑑µ(𝜃Λ, 𝜃2), (3.2.10)

onde 𝑑𝐷 é a distância dada na Equação (3.1.11).
Ilustramos esse limitante na Figura 3.4. Dadas duas distribuições de probabilidade 𝑝(0, 𝐼𝑛) e

𝑝(µ̄2, Σ̄2), tome uma distribuição 𝑝(µ̄2,Λ) tal que 𝑝(µ̄2,Λ) ∈ ℳ𝐷 ∩ ℳµ. Dessa forma, somando
o valor da distância 𝑑𝐷 entre 𝑝(µ̄2,Λ), que é a distância de Rao restrita ao conjunto ℳ𝐷, com o
valor da distância 𝑑µ entre 𝑝(µ̄2, Σ̄2) e 𝑝(µ̄2,Λ), que é a distância de Rao restrita ao conjunto ℳµ

e, usando a desigualdade triangular, obtemos o limitante superior 𝐿𝑆Λ (ilustrado em vermelho)
para a distância de Rao, 𝑑𝑅.

Note que, diferente de 𝑑ÐΣ, 𝑑𝐷 é a distância de Rao restrita a uma subvariedade.
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p(0,In) p(µ̄2,Λ)

p(µ̄2,Σ̄2)

Mµ

MD

dR
dD

dµ

Figura 3.4: Limitante 𝐿𝑆Λ.

Também podemos melhorar o limitante 𝐿𝑆Λ = 𝑑𝐷(𝜃0, 𝜃Λ) + 𝑑µ(𝜃Λ, 𝜃2) através de métodos
numéricos, observe que ele é obtido projetando 𝜃2 no espaço Θ𝐷 = ¶(µ,Σ); Σ = 𝐷 diagonal♢.
Logo, basta encontrar uma matriz diagonal Λ0 tal que

Λ0 = min
Λ

¶𝑑𝐷(𝜃0, 𝜃Λ) + 𝑑µ(𝜃Λ, 𝜃2)♢. (3.2.11)

Observe que neste caso estamos minimizando uma função de 𝑛 variáveis.
Assim, munidos desses limitantes, mesmo sem uma expressão explícita para o cálculo da dis-

tância de Rao em ℳ, dados dois pontos nesse espaço podemos determinar o intervalo no qual o
valor da distância entre esses dois pontos se encontra.

3.3 Simulações

Nessa seção fazemos algumas comparações entre os limitantes obtidos na seção anterior no
espaço das distribuições normais bivariadas.

Fixamos o ponto 𝜃0 = (0, 𝐼2) e calculamos os limitantes para a distância entre 𝜃0 e um ponto
𝜃 = (µ,Σ), podemos fazer isso por causa da relação dada na Equação (3.1.4).

As comparações foram divididas em casos. Em cada caso, tomamos pontos 𝜃 = (µ,Σ) nos
quais variamos a distância entre vetor média µ e o vetor 0 e o crescimento dos autovalores da
matriz Σ:

• Caso 1 : A distância entre o vetor média µ e o vetor 0 é pequena (µ está próximo da origem),
os autovalores de Σ são maiores do que 1 e seus valores crescem.

• Caso 2 : O vetor média próximo da origem, os autovalores de Σ são menores do que 1 e seus
valores decrescem.

• Caso 3 : A distância entre o vetor média µ e o vetor 0 aumenta (µ se afasta da origem) e os
autovalores da matriz Σ estão próximos de 1.
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• Caso 4 : O vetor média µ se afasta da origem, os autovalores de Σ são maiores do que 1 e
seus valores crescem.

• Caso 5 : O vetor média µ se afasta da origem, os autovalores de Σ são menores do que 1 e
seus valores decrescem.

Os valores dos parâmetros 𝜃 = (Û,Σ) utilizados em cada caso encontram-se no Apêndice
A. Analisamos os limitantes 𝐿𝐼, 𝐿𝑆Ð e 𝐿𝑆Λ, dados na seção anterior, com e sem processos de
minimização.

Limitantes LI, LSα e LSΛ sem processos de minimização

Nas simulações abaixo para cada distância entre 𝜃0 e 𝜃 plotamos os valores do limitante inferior
dado por Calvo e Oller na Equação (3.2.4), 𝐿𝐼, do limitante superior de Calvo e Oller dado na
Equação (3.2.7), 𝐿𝑆Ð, tomando o Ð analítico dado em (3.2.8), e do limitante superior dado na
Equação (3.2.10), 𝐿𝑆Λ, que é obtido projetando Σ na sua diagonal.

Observando as Figuras 3.5 e 3.6 e as Tabelas 3.1 e 3.2, que ilustram as simulações dos Casos
1 e 2 (casos onde o vetor das médias está próximo da origem), respectivamente, vemos que os
limitantes estão bem próximos e que os valores do limitante superior dado pela projeção, 𝐿𝑆Λ, são
um pouco maiores que os valores do limitante superior dado por Calvo e Oller.

Figura 3.5: GráĄco dos valores dos limitantes 𝐿𝐼, 𝐿𝑆Λ e 𝐿𝑆Ð para cada ponto 𝜃 = 𝜃𝑖 no Caso 1.
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𝜃 𝐿𝐼 𝐿𝑆Λ 𝐿𝑆Ð

𝜃1 0.400226 0.489838 0.605976
𝜃2 1.78151 1.87014 1.80135
𝜃2 2.5759 2.6387 2.58211
𝜃4 3.58633 3.71852 3.6031
𝜃5 4.22943 4.31242 4.23506
𝜃6 5.62373 5.7628 5.63439
𝜃7 6.68029 6.7187 6.68105
𝜃8 7.65805 7.78645 7.66447
𝜃9 8.65806 8.73009 8.65992
𝜃10 9.35049 9.38464 9.35089
𝜃11 10.6338 10.7512 10.6376
𝜃12 11.2169 11.371 11.2228
𝜃13 12.492 12.6095 12.4952

Tabela 3.1: Valores dos limitantes 𝐿𝐼, 𝐿𝑆Λ e 𝐿𝑆Ð para cada ponto 𝜃 = 𝜃𝑖 no Caso 1.

Figura 3.6: GráĄco dos valores dos limitantes 𝐿𝐼, 𝐿𝑆Λ e 𝐿𝑆Ð para cada ponto 𝜃 = 𝜃𝑖 no Caso 2.
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𝜃 𝐿𝐼 𝐿𝑆Λ 𝐿𝑆Ð

𝜃1 0.402193 0.484152 0.501608
𝜃2 1.78322 1.86437 1.79238
𝜃3 2.5774 2.6364 2.58143
𝜃4 3.588 3.70435 3.59847
𝜃5 4.23095 4.30747 4.23506
𝜃6 5.62523 5.74702 5.63315
𝜃7 6.68185 6.71883 6.68251
𝜃8 7.65958 7.77319 7.66477
𝜃9 8.65966 8.72682 8.66121
𝜃10 9.35207 9.3851 9.35242
𝜃11 10.6354 10.7404 10.6386
𝜃12 11.2185 11.3518 11.2235
𝜃13 12.4936 12.5987 12.4964

Tabela 3.2: Valores dos limitantes 𝐿𝐼, 𝐿𝑆Λ e 𝐿𝑆Ð para cada ponto 𝜃 = 𝜃𝑖 no Caso 2.

No Caso 3, ver Figura 3.7 e Tabela 3.3, vemos que o limitante 𝐿𝑆Ð é muito melhor que o
limitante 𝐿𝑆Λ e que, quanto mais afastamos o vetor média da origem, maior Ąca a distância entre
os valores dos limitantes superiores e o valor do limitante inferior.

Figura 3.7: GráĄco dos valores dos limitantes 𝐿𝐼, 𝐿𝑆Λ e 𝐿𝑆Ð para cada ponto 𝜃 = 𝜃𝑖 no Caso 3.
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𝜃 𝐿𝐼 𝐿𝑆Λ 𝐿𝑆Ð

𝜃1 2.25382 2.57825 2.52873
𝜃2 4.10213 5.49074 4.92347
𝜃3 4.95886 7.23582 6.10228
𝜃4 8.12118 12.9987 10.5456
𝜃5 9.93721 16.9382 13.1228
𝜃6 12.1038 21.3969 16.1812
𝜃7 13.6278 24.3631 18.3413
𝜃8 15.3045 27.7431 20.7122
𝜃9 16.9899 31.2175 23.093
𝜃10 19.8782 36.6178 27.1722
𝜃11 20.6624 38.1272 28.2911
𝜃12 21.4449 40.0392 29.3907
𝜃13 25.4678 48.0029 35.0789

Tabela 3.3: Valores dos limitantes 𝐿𝐼, 𝐿𝑆Λ e 𝐿𝑆Ð para cada ponto 𝜃 = 𝜃𝑖 no Caso 3.

Já no Caso 4, representado pela Figura 3.8 e pela Tabela 3.4, que é o caso onde o vetor da
média se afasta da origem e os autovalores de Σ assumem valores cada vez maiores, observamos
que o limitante 𝐿𝑆Λ é melhor que o limitante 𝐿𝑆Ð. Ou seja, para este caso conseguimos melhorar
o limitante dado por Calvo e Oller.

𝜃 𝐿𝐼 𝐿𝑆Λ 𝐿𝑆Ð

𝜃1 2.25376 2.58657 2.572
𝜃2 3.75615 4.46553 5.02165
𝜃3 4.36503 5.32243 6.33755
𝜃4 7.05948 9.70361 10.844
𝜃5 8.59487 12.8752 13.5424
𝜃6 10.5157 15.9907 16.8112
𝜃7 11.7988 17.7895 19.2148
𝜃8 13.1852 20.2647 21.7087
𝜃9 14.7915 22.6902 24.3017
𝜃10 17.2455 27.3642 28.4905
𝜃11 18.0726 27.6868 29.8133
𝜃12 18.6169 29.0315 30.9896
𝜃13 22.1076 35.676 36.9006

Tabela 3.4: Valores dos limitantes 𝐿𝐼, 𝐿𝑆Λ e 𝐿𝑆Ð para cada ponto 𝜃 = 𝜃𝑖 no Caso 4.

No Caso 5, ver Figura 3.9 e Tabela 3.5, de maneira análoga ao Caso 3, vemos que o limitante
𝐿𝑆Ð é muito melhor que o limitante 𝐿𝑆Λ.
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Figura 3.8: GráĄco dos valores dos limitantes 𝐿𝐼, 𝐿𝑆Λ e 𝐿𝑆Ð para cada ponto 𝜃 = 𝜃𝑖 no Caso 4.

𝜃 𝐿𝐼 𝐿𝑆Λ 𝐿𝑆Ð

𝜃1 2.38534 2.8892 2.89188
𝜃2 5.17697 7.24366 6.50347
𝜃3 6.68414 9.87698 8.388
𝜃4 10.4606 16.752 13.7371
𝜃5 12.6911 21.3032 16.8599
𝜃6 15.7577 27.1896 21.1508
𝜃7 17.9876 31.139 24.2202
𝜃8 20.3661 35.574 27.4605
𝜃9 22.6094 40.0009 30.7073
𝜃10 25.8903 46.0573 35.375
𝜃11 27.507 48.9104 37.6395
𝜃12 28.7822 51.4403 39.2583
𝜃13 32.0143 60.659 46.04

Tabela 3.5: Valores dos limitantes 𝐿𝐼, 𝐿𝑆Λ e 𝐿𝑆Ð para cada ponto 𝜃 = 𝜃𝑖 no Caso 5.

Assim, podemos concluir que para determinar um intervalo para distância de Rao para um
conjuntos de pontos formados por vetores da média µ afastados da origem e com a matriz Σ de
covariância com autovalores grandes é melhor utilizar o limitante 𝐿𝑆Λ. Nos outros casos é melhor
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Figura 3.9: GráĄco dos valores dos limitantes 𝐿𝐼, 𝐿𝑆Λ e 𝐿𝑆Ð para cada ponto 𝜃 = 𝜃𝑖 no Caso 5.

utilizar 𝐿𝑆Ð.

Limitantes LI, LSα e LSΛ com processos de minimização

Vamos agora ver o que acontece com os limitantes superiores quando utilizamos métodos numé-
ricos para minimizá-los. Para cada distância entre 𝜃0 e 𝜃 plotamos os valores de 𝐿𝐼, do limitante
superior de Calvo e Oller dado na Equação (3.2.7) tomando o Ð que minimiza 𝐿𝑆Ð através de mé-
todos numéricos (ver Equação (3.2.9)), que denotamos por 𝐿𝑆𝑀Ð, e do limitante superior dado na
Equação (3.2.10) usando uma matriz diagonal Λ que minimiza 𝐿𝑆Λ através de métodos numéricos
(ver Equação (3.2.11)), que denotamos por 𝐿𝑆𝑀Λ.

Para uma melhor visualização das simulações, os gráĄcos ilustram os valores de 𝐿𝑆𝑀Ð e 𝐿𝑆𝑀Λ

em relação a 𝐿𝐼, isto é, ilustram os valores (𝐿𝑆𝑀Ð ⊗ 𝐿𝐼)/𝐿𝐼 e (𝐿𝑆𝑀Λ ⊗ 𝐿𝐼)/𝐿𝐼. As tabelas
continuam representando os valores reais dos limitantes.

Observamos, pela Figuras 3.10 e 3.11 e pelas Tabelas 3.6 e 3.7, que nos Casos 1 e 2, o limitante
𝐿𝑆𝑀Λ é melhor que o limitante 𝐿𝑆𝑀Ð.
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Figura 3.12: GráĄco dos valores relativos dos limitantes 𝐿𝐼, 𝐿𝑀𝑆Λ e 𝐿𝑆𝑀Ð para cada ponto
𝜃 = 𝜃𝑖 no Caso 3.

𝜃 𝐿𝐼 𝐿𝑆𝑀Λ 𝐿𝑆𝑀Ð

𝜃1 2.25382 2.57736 2.46111
𝜃2 4.10213 5.48796 4.88262
𝜃3 4.95886 7.23224 6.06533
𝜃4 8.12118 12.9939 10.512
𝜃5 9.93721 16.933 13.0894
𝜃6 12.1038 21.3917 16.148
𝜃7 13.6278 24.3578 18.3081
𝜃8 15.3045 27.7378 20.6791
𝜃9 16.9899 31.2122 23.06
𝜃10 19.8782 36.6125 27.1392
𝜃11 20.6624 38.1219 28.2582
𝜃12 21.4449 40.0339 29.3577
𝜃13 25.4678 47.9976 35.0459

Tabela 3.8: Valores dos limitantes 𝐿𝐼, 𝐿𝑆𝑀Λ e 𝐿𝑆𝑀Ð para cada ponto 𝜃 = 𝜃𝑖 no Caso 3.

Nos Casos 3, 5 e 4, que são casos cujo vetor média se afasta da origem, o limitante 𝐿𝑆𝑀Ð é
melhor que o limitante 𝐿𝑆𝑀Λ. A Figuras 3.13 e a Tabela 3.9 ilustram o Caso 4.
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Figura 3.13: GráĄco dos valores relativos dos limitantes 𝐿𝐼, 𝐿𝑀𝑆Λ e 𝐿𝑆𝑀Ð para cada ponto
𝜃 = 𝜃𝑖 no Caso 4.

𝜃 𝐿𝐼 𝐿𝑆𝑀Λ 𝐿𝑆𝑀Ð

𝜃1 2.25376 2.57648 2.56882
𝜃2 3.75615 4.45301 4.26226
𝜃3 4.36503 5.31573 4.99403
𝜃4 7.05948 9.64217 8.71404
𝜃5 8.59487 12.8181 10.752
𝜃6 10.5157 15.892 13.1333
𝜃7 11.7988 17.7575 14.5031
𝜃8 13.1852 20.1639 16.5018
𝜃9 14.7915 22.6281 18.2008
𝜃10 17.2455 27.3321 21.6744
𝜃11 18.0726 27.5873 22.3422
𝜃12 18.6169 28.9045 23.2011
𝜃13 22.1076 35.603 27.9405

Tabela 3.9: Valores dos limitantes 𝐿𝐼, 𝐿𝑆𝑀Λ e 𝐿𝑆𝑀Ð para cada ponto 𝜃 = 𝜃𝑖 no Caso 4.
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Figura 3.14: GráĄco dos valores relativos dos limitantes 𝐿𝐼, 𝐿𝑀𝑆Λ e 𝐿𝑆𝑀Ð para cada ponto
𝜃 = 𝜃𝑖 no Caso 5.

𝜃 𝐿𝐼 𝐿𝑆𝑀Λ 𝐿𝑆𝑀Ð

𝜃1 2.38534 2.86747 2.85163
𝜃2 5.17697 7.17978 6.37871
𝜃3 6.68414 9.82359 8.18886
𝜃4 10.4606 16.6378 13.49
𝜃5 12.6911 21.2271 16.4999
𝜃6 15.7577 27.0676 20.7215
𝜃7 17.9876 31.102 23.5975
𝜃8 20.3661 35.4601 26.8445
𝜃9 22.6094 39.9337 29.9455
𝜃10 25.8903 46.0243 34.4741
𝜃11 27.507 48.8052 36.741
𝜃12 28.7822 51.3065 38.3458
𝜃13 32.0143 60.5537 45.8521

Tabela 3.10: Valores dos limitantes 𝐿𝐼, 𝐿𝑆𝑀Λ e 𝐿𝑆𝑀Ð para cada ponto 𝜃 = 𝜃𝑖 no Caso 5.

Portanto para determinar um intervalo para a distância de Rao para um conjuntos de pontos
formados por vetores da média µ que estão próximos da origem e com a matriz Σ de covariância
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com autovalores com valores não próximos de 1 é melhor utilizar o limitante 𝐿𝑆𝑀Λ. Nos outros
casos é melhor utilizar 𝐿𝑆𝑀Ð.

Em todos os casos, quando fazemos uma comparação entre os limitantes obtidos com e sem
processos de minimização, ou seja, entre os limitantes 𝐿𝑆Ð e 𝐿𝑆𝑀Ð e entre os limitantes 𝐿𝑆Λ e
𝐿𝑆𝑀Λ, os limitantes com processos de minimização tiveram valores menores.

O software utilizado para fazer as simulações foi Wolfram Mathematica 9.0 e as funções de
minimização para minimizar os limitantes 𝐿𝑆Ð e 𝐿𝑆Λ foram funções do mesmo.

Observe que uma das distâncias que determinam o limitante 𝐿𝑆Λ é a distância restrita à
subvariedade Θ𝐷. O limitante 𝐿𝑆Λ pode ser melhorado se, por exemplo, usando procedimentos
análogos ao de Calvo e Oller em [6], encontrarmos a distância entre pontos do conjunto Θ𝐷.



Apêndice A

Valores do Parâmetros

Nesse apêndice mostramos quais foram os valores dos parâmetros 𝜃 = (Û,Σ) utilizados, em
cada caso, nas simulações.

No Caso 1, os parâmetros 𝜃 são tais que distância entre o vetor média µ e o vetor 0 é pequena
(µ está próximo da origem), os autovalores de Σ são maiores do que 1 e seus valores crescem. Os
valores dos parâmetros 𝜃 usados estão na Tabela A.1.

𝜃 Û Σ

𝜃1

(︃

0.00777961
0.0556266

)︃ (︃

1.10953 ⊗0.134778
⊗0.134778 1.71553

)︃

𝜃2

(︃

0.00777961
0.0556266

)︃ (︃

4.84764 ⊗0.510336
⊗0.510336 7.14226

)︃

𝜃3

(︃

0.00777961
0.0556266

)︃ (︃

15.0462 0.806651
0.806651 11.4193

)︃

𝜃4

(︃

0.00777961
0.0556266

)︃ (︃

27.1749 ⊗4.51166
⊗4.51166 47.4607

)︃

𝜃5

(︃

0.00777961
0.0556266

)︃ (︃

82.0715 5.50669
5.50669 57.3118

)︃

𝜃6

(︃

0.00777961
0.0556266

)︃ (︃

370.053 36.2547
36.2547 207.041

)︃

𝜃7

(︃

0.00777961
0.0556266

)︃ (︃

867.128 30.0952
30.0952 731.811

)︃

𝜃8

(︃

0.00777961
0.0556266

)︃ (︃

2776.31 257.033
257.033 1620.62

)︃

𝜃9

(︃

0.00777961
0.0556266

)︃ (︃

4927.97 ⊗401.667
⊗401.667 6733.98

)︃

𝜃10

(︃

0.00777961
0.0556266

)︃ (︃

10669.5 ⊗387.018
⊗387.018 12409.6

)︃
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𝜃11

(︃

0.00777961
0.0556266

)︃ (︃

32505.9 ⊗4627.01
⊗4627.01 53310.3

)︃

𝜃12

(︃

0.00777961
0.0556266

)︃ (︃

102613 10712.3
10712.3 54447.5

)︃

𝜃13

(︃

0.00777961
0.0556266

)︃ (︃

208551 ⊗29686.6
⊗29686.6 342030

)︃

Tabela A.1: Valores dos parâmetros 𝜃 utilizados no Caso 1.

No Caso 2, os parâmetros 𝜃 são tais que o vetor média próximo da origem, os autovalores de
Σ são menores do que 1 e seus valores decrescem. Seus valores são mostrados na Tabela A.2.

𝜃 Û Σ

𝜃1

(︃

0.00777961
0.0556266

)︃ (︃

0.909967 0.0714901
0.0714901 0.588526

)︃

𝜃2

(︃

0.00777961
0.0556266

)︃ (︃

0.20785 0.0148515
0.0148515 0.141073

)︃

𝜃3

(︃

0.00777961
0.0556266

)︃ (︃

0.0667144 ⊗0.00471265
⊗0.00471265 0.0879039

)︃

𝜃4

(︃

0.00777961
0.0556266

)︃ (︃

0.0373887 0.0035542
0.0035542 0.0214079

)︃

𝜃5

(︃

0.00777961
0.0556266

)︃ (︃

0.0122636 ⊗0.00117832
⊗0.00117832 0.0175616

)︃

𝜃6

(︃

0.00777961
0.0556266

)︃ (︃

0.00274948 ⊗0.000481459
⊗0.000481459 0.00491426

)︃

𝜃7

(︃

0.00777961
0.0556266

)︃ (︃

0.00115488 ⊗0.0000474936
⊗0.0000474936 0.00136843

)︃

𝜃8

(︃

0.00777961
0.0556266

)︃ (︃

0.000365558 ⊗0.000057978
⊗0.000057978 0.000626244

)︃

𝜃9

(︃

0.00777961
0.0556266

)︃ (︃

0.000203915 0.0000121631
0.0000121631 0.000149226

)︃

𝜃10

(︃

0.00777961
0.0556266

)︃ (︃

0.0000938314 2.92631 × 10⊗6

2.92631 × 10⊗6 0.0000806738

)︃

𝜃11

(︃

0.00777961
0.0556266

)︃ (︃

0.0000311485 2.7035 × 10⊗6

2.7035 × 10⊗6 0.0000189927

)︃

𝜃12

(︃

0.00777961
0.0556266

)︃ (︃

9.9497 × 10⊗6 ⊗1.95756 × 10⊗6

⊗1.95756 × 10⊗6 0.0000187515

)︃

𝜃13

(︃

0.00777961
0.0556266

)︃ (︃

4.85498 × 10⊗6 4.21389 × 10⊗7

4.21389 × 10⊗7 2.96029 × 10⊗6

)︃

Tabela A.2: Valores dos parâmetros 𝜃 utilizados no Caso 2.
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Já no Caso 3, os parâmetros 𝜃 foram tais que distância entre o vetor média µ e o vetor 0

aumenta (µ se afasta da origem) e os autovalores da matriz Σ estão próximos de 1. Seus valores
são mostrados na Tabela A.3.

𝜃 Û Σ

𝜃1

(︃

2.2427
1.6955

)︃ (︃

1.07956 0.00568373
0.00568373 1.05401

)︃

𝜃2

(︃

6.7369
3.91334

)︃ (︃

1.07956 0.00568373
0.00568373 1.05401

)︃

𝜃3

(︃

8.63661
8.41504

)︃ (︃

1.07956 0.00568373
0.00568373 1.05401

)︃

𝜃4

(︃

24.1762
53.6762

)︃ (︃

1.07956 0.00568373
0.00568373 1.05401

)︃

𝜃5

(︃

123.85
78.2736

)︃ (︃

1.07956 0.00568373
0.00568373 1.05401

)︃

𝜃6

(︃

269.447
337.748

)︃ (︃

1.07956 0.00568373
0.00568373 1.05401

)︃

𝜃7

(︃

767.156
520.948

)︃ (︃

1.07956 0.00568373
0.00568373 1.05401

)︃

𝜃8

(︃

1748.77
1240.86

)︃ (︃

1.07956 0.00568373
0.00568373 1.05401

)︃

𝜃9

(︃

3514.39
3522.44

)︃ (︃

1.07956 0.00568373
0.00568373 1.05401

)︃

𝜃10

(︃

9765.78
18645.9

)︃ (︃

1.07956 0.00568373
0.00568373 1.05401

)︃

𝜃11

(︃

28060.3
13783.4

)︃ (︃

1.07956 0.00568373
0.00568373 1.05401

)︃

𝜃12

(︃

27429.1
37072.8

)︃ (︃

1.07956 0.00568373
0.00568373 1.05401

)︃

𝜃13

(︃

188943
288139

)︃ (︃

1.07956 0.00568373
0.00568373 1.05401

)︃

Tabela A.3: Valores dos parâmetros 𝜃 utilizados no Caso 3.

No Caso 4, os parâmetros 𝜃 são tais que o vetor média µ se afasta da origem, os autovalores
de Σ são maiores do que 1 e seus valores crescem. Os valores de 𝜃 estão na Tabela A.4.
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𝜃 Û Σ

𝜃1

(︃

2.2427
1.6955

)︃ (︃

1.10953 ⊗0.134778
⊗0.134778 1.71553

)︃

𝜃2

(︃

6.7369
3.91334

)︃ (︃

4.84764 ⊗0.510336
⊗0.510336 7.14226

)︃

𝜃3

(︃

8.63661
8.41504

)︃ (︃

15.0462 0.806651
0.806651 11.4193

)︃

𝜃4

(︃

24.1762
53.6762

)︃ (︃

27.1749 ⊗4.51166
⊗4.51166 47.4607

)︃

𝜃5

(︃

123.85
78.2736

)︃ (︃

82.0715 5.50669
5.50669 57.3118

)︃

𝜃6

(︃

269.447
337.748

)︃ (︃

370.053 36.2547
36.2547 207.041

)︃

𝜃7

(︃

767.156
520.948

)︃ (︃

867.128 30.0952
30.0952 731.811

)︃

𝜃8

(︃

1748.77
1240.86

)︃ (︃

2776.31 257.033
257.033 1620.62

)︃

𝜃9

(︃

3514.39
3522.44

)︃ (︃

4927.97 ⊗401.667
⊗401.667 6733.98

)︃

𝜃10

(︃

9765.78
18645.9

)︃ (︃

10669.5 ⊗387.018
⊗387.018 12409.6

)︃

𝜃11

(︃

28060.3
13783.4

)︃ (︃

32505.9 ⊗4627.01
⊗4627.01 53310.3

)︃

𝜃12

(︃

27429.1
37072.8

)︃ (︃

102613 10712.3
10712.3 54447.5

)︃

𝜃13

(︃

188943
288139

)︃ (︃

208551 ⊗29686.6
⊗29686.6 342030

)︃

Tabela A.4: Valores dos parâmetros 𝜃 utilizados no Caso 4.

Finalmente, no Caso 5 os parâmetros 𝜃 são tais que o vetor média µ se afasta da origem, os
autovalores de Σ são menores do que 1 e seus valores decrescem. Seus valores são mostrados na
Tabela A.5.
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𝜃 Û Σ

𝜃1

(︃

2.2427
1.6955

)︃ (︃

0.909967 0.0714901
0.0714901 0.588526

)︃

𝜃2

(︃

6.7369
3.91334

)︃ (︃

0.20785 0.0148515
0.0148515 0.141073

)︃

𝜃3

(︃

8.63661
8.41504

)︃ (︃

0.0667144 ⊗0.00471265
⊗0.00471265 0.0879039

)︃

𝜃4

(︃

24.1762
53.6762

)︃ (︃

0.0373887 0.0035542
0.0035542 0.0214079

)︃

𝜃5

(︃

123.85
78.2736

)︃ (︃

0.0122636 ⊗0.00117832
⊗0.00117832 0.0175616

)︃

𝜃6

(︃

269.447
337.748

)︃ (︃

0.00274948 ⊗0.000481459
⊗0.000481459 0.00491426

)︃

𝜃7

(︃

767.156
520.948

)︃ (︃

0.00115488 ⊗0.0000474936
⊗0.0000474936 0.00136843

)︃

𝜃8

(︃

1748.77
1240.86

)︃ (︃

0.000365558 ⊗0.000057978
⊗0.000057978 0.000626244

)︃

𝜃9

(︃

3514.39
3522.44

)︃ (︃

0.000203915 0.0000121631
0.0000121631 0.000149226

)︃

𝜃10

(︃

9765.78
18645.9

)︃ (︃

0.0000938314 2.92631 × 10⊗6

2.92631 × 10⊗6 0.0000806738

)︃

𝜃11

(︃

28060.3
13783.4

)︃ (︃

0.0000311485 2.7035 × 10⊗6

2.7035 × 10⊗6 0.0000189927

)︃

𝜃12

(︃

27429.1
37072.8

)︃ (︃

9.9497 × 10⊗6 ⊗1.95756 × 10⊗6

⊗1.95756 × 10⊗6 0.0000187515

)︃

𝜃13

(︃

188943
288139

)︃ (︃

4.85498 × 10⊗6 4.21389 × 10⊗7

4.21389 × 10⊗7 2.96029 × 10⊗6

)︃

Tabela A.5: Valores dos parâmetros 𝜃 utilizados no Caso 5.
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