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RESUMO

O trabalho tem por objetivo principal estudar os Modelos de Preferéncia via
Escalonamento Multidimensional, isto €, utilizar as dimenstes obtidas mediante a técnica do
Escalonamento Multidimensional apos o processo de interpretagdo, as quais sdo consideradas
novas variaveis ndo observaveis, como varidveis independentes nos Modelos de Preferéncia. A
idéia destes ultimos € a partir de modelagem de cada resposta individual de preferéncia,
posicionar o individuo no que sera chamado espago dos estimulos. Estas posiciones sdo
conhecidas como Pontos Ideais, onde cada individuo, serd representado no espago dos
estimulos por um ponto ¢ qual sera denominado de Ponto Ideal, indicando assim a preferéncia
méxima do individuo pelos estimulos. Neste espago, pode-se obter agrupamentos de Pontos
Ideais em regides particulares ¢ estes tem papel importante na predigio de segmentos no
mercado.

Entende-se por Escalonamento Muitidimensional técnica multivariada descritiva que
permite analisar dados relativos a preferéncias e semelhangas.

Por outro lado os Modelos de Preferéncia sfio processos que permitem analisar, atraveés
de experimentos, variaveis cujas respostas expressem preferéncias individuais.

Outro objetivo do trabalho é divulgar a técnica através de sua aplicagio a um conjunto
de dados reais de preferéncia. "
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Capitulo 1

INTRODUCAO

1.1.- Introdugio Geral

Na atualidade a Analise Multivariada tem sido aplicada em diferentes areas de pesquisa,
por exemplo, em mercadologia’, onde tem ocasionado uma revolugfio. Na mercadologia
usualmente sio utilizados os métodos classicos da estatistica descritiva (que estudam cada
varidvel em separado) , mas o mercado é um fendmeno complexo sobre qual incide grande
namero de fatores, que precisam ser estudados simultaneamente, e isto consegue-se através das
técnicas multivariadas.

Hoje em dia, gragas aos computadores, as empresas podem dispor facilmente de grande
quantidade de dados referentes a sua atividade, e uma boa andlise destes pode diminuir
significativamente os riscos das decisdes.

Devido as técnicas multivariadas permitirem analisar de forma simultinea duas ou mais
varigveis observadas, elas dio uma visdo em conjunto dos fendmenos, desenvolvendo a
complexa interagiio dos fatores que existe nos fendmenos da mercadologia e, neste sentido, as
técnicas constituem um avango frente aos estudos classicos univariados.

A seguir apresentamos alguns aspectos que séio a base da aplicagio da Andlise
Multivarida em mercadologia:

- Permite analisar grande nimero de questionarios, os quais proporcionam 4s empresas grande
volume de informagio sobre os mercados atuais ou futuros.

! Mercadologia, - Relacionada com a pesquisa e estudo do mercado.
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- Capacidade de tornar assimilavel e compreensivel, para a mente humana, grande quantidade
de dados com uma perda minima de informagdo, proporcionando, em muitos casos, uma
imagem grafica.

- Permite analisar simultaneamente a informagdo sobre o fendmeno, considerando um némero
adequado dos possiveis fatores que nele intervéem.

- Permite utilizar tanto vartaveis continuas como discretas, como mistura destas,

Neste contexto ¢ que surge a idéia de realizar este trabaltho, o qual é abordar duas
técnicas multivariadas pouco conhecidas, o Escalonamento Multidimensional (MDS) e os
Modelos de Preferéncia, articuladamente. Tudo isto, baseado no trabalho apresentado por
Warren (1992) sobre mercadologia. Entende-se por Escalonamento Multidimensional, uma
técnica multivariada descritiva que permite analisar dados relativos a preferéncias e
semelhancas; assim, também os Modelos de Preferéncia sfo processos que permitem obter e
analisar, através da estimacfio de modelos, experimentos cujas varidveis respostas expressem
preferéncias individuais. Porém as técnicas multivariadas diferenciam-se e desenvolvem-se para
atender objetivos especificos dependendo da natureza dos dados. Assim, por exemplo, a técnica
de componentes principais trata de reduzir a dimensdo em varigveis continuas a partir de uma
matriz de dados. A analise discriminante trata de obter combinagdes lineares através das
variaveis e tem por objetivo o estudo do padrio de diferenciagéio de distintos grupoes, com o
objetivo de classificagiio. Assim por diante poderfamos citar cada técnica com seu objetivo e
estrutura de dados. Neste contexto rico em metodologia de analise multivariada cabe entender
a espeficidade tanto do Escalonamento Multidimensional como dos Modelos de Preferéncia. A
diferenca entre estas duas Gltimas técnicas multivariadas e as técnicas classicas é em relagiio a
natureza dos dados e as suas aplicagbes.  Com este objetivo, mtroduzimos a seguir alguns
termos pouco usuais na analise multivariada:

- Objeto: Um objeto qualquer. Por exemplo, uma laranja,

- Estimulo: Um objeto percebido. Por exemplo, uma laranja saboreada.

- Atributo: Relacionado com a caracteristica percebida de um estimulo, por exemplo: a laranja
esta doce.

- Proximidade: Um niimero que mostra o grau de similaridade ou diferenca entre um par de
estimulos.

Com respeito a natureza dos dados, tanto 0 MDS quanto os Modelos de Preferéncia
tém formas especificas de coletar os dados em relagio as técnicas muitivariadas classicas. Em
relacdo a escolha dos estimulos, ndo existe uma regra geral, pois dependendo do estudo isso
pode variar. No entanto, deve-se ter cuidado no momento de selecionar os estimulos que
realmente sejam importantes, pois um numero alto de estimulos pode dificultar a avaliagdo do

2
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entrevistado, prejudicando a credibilidade dos resultados. Na literatura existem varios métodos
de julgamentos quantitativos. Baseados no trabalho de Green e Tull (1978) mencionaremos
alguns deles. Os mais comuns e usados sio: método de julgamentos diretos, método de
fracionamentos, método de soma constante e ordenamento através de postos. Como visto em
toda analise estatistica hi que considerar a metodologia de coleta dos dados, e neste caso com
cuidados adicionais. A seguir, na descrigdo detalhada dos quatro métodos, ¢ interesante notar
que néio ha medidas explicitas das variaveis em estudo mais sim comparagio inter-estimulos ou
intra-estimulos. Em cada caso na resposta do individuo, distintos graus de habilidade aritmética
sd0 necessarios para refletir, reconhecidamente, o complexo processo de julgar até as proprias

preferéncias ou atitudes.

1- Métodos de julgamentos diretos
Nos métodos de julgamentos diretos, os estimulos sdo avaliados um a um a partir de
uma escala de preferéncia ou semelhanga. Este método pode ser dividido em dois casos:

1.1- Categoria de resposta ithmitada (escala contirma): Neste caso, a escala, pode ser
obtida ligando as duas frases com um trago e pedindo para que o entrevistado assinale nessa
linha, a posi¢do que mais concorda com sua preferéncia ou semelhanga, seguindo o critério de
proximidade das frases (quanto mais proximo de uma frase, maior a concordéncia com ela). A
avaliacio € dada através da distdncia entre uma das frases e o sinal (ou marca) feito pelo

entrevistado.

Nenhuma preferéncia | *o----| Altamente preferido
ou analogamente:

Nenhuma semelhanga | * | Altamente semelhante

Como se pode observar a decisdio do entrevistado € uma resposta livre. Este tipo de
avaliagdo, as vezes, € considerado um tipo de avaliagdo grifica.

1.2.- Categoria de resposta limitada (escala discreta): Aqui, as respostas sao limitadas
para escolher a preferéncia ou semelhanga. Por exemplo, ao utilizar uma escala de 7 pontos,
sd0 apresentados aos entrevistados nmimeros variando de 1 a 7. Ao mimero 7 pode-se associar a
frase “altamente preferido”, assim pede-se ao entrevistado que atribua, para cada estimulo, um

3
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namero de 1 a 7 de tal modo que quanto maior o nimero, maior € a preferéncia pelo estimulo,

isto &

Pouca preferéncia, 1 2 3 4 5 6 7 Maior preferéncia,

2.- Método de fracionamento

0O método de fracionamento é um tipo de procedimento de julgamentos quantitativos,
no qual as respostas sdo dadas em relacio a dois estimulos. Pode ser feito de trés formas

diferentes:

2.1.- Estimulo principal: Usado quando existe um estimulo principal (ou atraente) em
estudo. Por exemplo, se temos 5 estimulos (A,B,C,D,E) e, estamos interessados em analisar o
gstimulo “D” contra os demais, entdo pede-se ao entrevistado para comparar cada um dos
estimulos A, B, C e E com o D, com respeito a algum atributo, onde o atributo do estimulo D
¢ assumido com uma pontuacio de 1.00. Uma resposta hipotética poderia ser:

ESTIMULO RESPOSTA
A 0.75
B 0.80
C 0.40
E 0.50

2.2.- Comparagio pareada: Neste caso, os estimulos sdo apresentados aos pares, € 0
entrevistado deve escolher o preferido. Um método alternative de avaliagdo seria pedir que o
entrevistado além de escolher o estimulo preferido, indicasse também, a intensidade da

diferenca ou semelhanga entre os dois estimulos.

2.3- Mistura: Seria misturar o item (2.2) com o item (1), isto ¢, para cada par de
estimulos dar uma preferéncia ou semethanga. Por exemplo se temos 5 estimulos (A, B, C, D, e
E), podemos formar 10 pares de estimulos. Logo pede-se ao entrevistado dar uma escala de
preferéncia ou semelhanga entre cada par de estimulos, para fornecer esta escala podem ser
utilizados a categoria de resposta ilimitada (ver 1.1) ou categoria de resposta limitada (ver 1.2).

4
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3.- Método de Soma Constante

O Método de soma constante, por sua simplicidade de instrugdes, é muito usado em
mercadologia. Neste método, o entrevistado € perguntado com respeito a todos os estimulos €
tem que dar uma nota em uma escala de 100 (ou 10 pontos) de acordo como a sua preferéncia.
Por exemplo, se temos 5 estimulos (A B,C,D.E) e se perguntamos ao entrevistado: Distribua
100 pontos através dos 5 estimulos de acordo com o grau relativo de sua preferéncia para os
respectivos estimulos. Uma resposta poderia ser a seguinte:

ESTIMULO RESPOSTA
A 20
B 25
C 10
D 5
E 40
total 100

4.- Ordenamento através de postos

Qutra forma de trabalhar é através da ordenag@o dos postos. Esta avaliagdo consiste na
ordenacfio dos estimulos segundo a preferéncia ou semelhanga do entrevistado. Recomenda-se
que a ordenagio seja em ordem crescente. Por exemplo, suponha que haja 5 estimulos A, B, C
,D e E, e eles sejam apresentados ao entrevistado. Em seguida, pede-se ao entrevistado que dé
uma ordem de preferéncia para esses estimulos. Suponha que o entrevistado dé a seguinte
sequéncia de preferéncia D, B, C, E ¢ A (da maior para a menor preferéncia). Assim, para os
estimulos A, B, C, D e E havera a seguinte atribuigdo de postos 5, 2, 3, 1, 4, respectivamente,
se a atribuicdo for em ordem decrescente, e 1, 4, 3, 5, 2 se for em ordem crescente de

preferéncia.

As técnicas do MDS e os Modelos de Preferéncia podem ser aplicados para analisar
matrizes de distincias, similaridades ou correlagSes. Dillon e Goldstein (1984) argumentam que
o MDS ¢é muito usado em diferentes areas de pesquisas. A segutr sdo apresentadas uma série de
aplicag¢des ilustrativas (com maior énfase na mercadologia):
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a.- Cientistas politicos tém usado a técmca de MDS frequentemente para estudar o
comportamento dos candidatos politicos, assim como para analisar o ranking de popularidade.

b.~ Antropologos tém usado muito a técnica de MDS em estudos de diferentes culturas de
varios grupos humanos, baseados em opinidio, linguagem e outras informagdes historicas.

c.- Projetos urbanos ¢ regionais tém procurado identificar similaridades entre varias cidades,
prefeituras, municipios ou regides a fim de estudar a posi¢io e obter uma configuragio de
pontos em um espago reduzido através do MDS. Iniciando a analise a partir de dados
demograficos, fiscais ou econdmicos.

d.- Psicologos tém usado esta classe de procedimentos para entender e perceber a avaliagio das
caracteristicas de conversa (modo de falar), cores e personalidade, entre outras coisas,

e.- Pesquisadores da 4rea da Anilise Sensorial tém usado muito o MDS para analisar o
comportamento de diferentes atributos de um produto.

Nesta parte da aplicagdo, estamos mais interessados no que acontece em relagio a
mercadologia, pois a aplicacio do capitulo V serd feita nessa area de pesquisa. A seguir
abordaremos alguns campos especificos de aplicagio do MDS, baseados no trabalho
apresentado por Cambiflo (1996).

As aplicagdes fundamentais do MDS, na area de mercadologia, servem, principalmente,
para analisar:

i.- As percepgdes do consumidor sobre a semelhanga ¢ a preferéncia de marcas (ou estimulos).
ii.- As preferéncias do consumidor pelas marcas (ou estimulos).

Neste sentido, o objetivo da mercadologia ¢ a obtenciio de informagGes para poder
adotar decisdes comerciais corretas. Pode desmembrar-se em outros varios objettvos por areas
ou atividades, que dio lugar a miltiplos objetivos especificos, sendo que alguns deles sio:

a) Investiga¢io sobre o comportamento do consumidor. MotivacSes de compra, pessoas que
influem e decidem na compra, atitudes e mntengdes de consumidores, hébitos de compra, estilos
de vida e segmentacio dos consumidores.
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b) Investigagio sobre a demanda e vendas: Determinagio da demanda total do mercado de um
produto, determinagio da demanda total de um grupo de produtos afins ou de um setor,
participa¢iio das marcas no mercado, determinagio da demanda por zonas geograficas ¢ tipos
de consumidores, determinagfio de indices de capacxlade de compra, previsdes de vendas.

¢) Investigagdo sobre os produtos: Criagdo de novos produtos, modificagdo de produtos,
eliminagio de produtos, teste de conceito de novo produto, teste de produto, teste de mercado,
teste de nome, imagem € posicionamento de marcas.

d) Investigagio sobre a publicidade: Influéncia da publicidade no comportamento dos
consumidores, determinagio da audiéncia dos meios de comunicagio, medicio da eficacia
publicitéria, relagdo entre investimento publicitario e vendas.

¢) Investigagio sobre a promogic de vendas: Atitudes do consumidor final, avaliagio ou
escolha dos programas promocionais, comparagdo entre os resultados da publicidade e
promogio, controle dos resultados da promocao.

f) Investigacdo sobre a distribui¢io: Tarefas necessarias para pdr nos pontos de venda os
produtos fabricados pela empresa, logistica dos canais de distribuicio e a organizagio da
distribuigio fisica.

1.2.- Esbo¢o de uma Tendéncia Temporal.

A origem do Escalonamento Multidimensional, vista como a identificagio de seus
precursores é um tanto confusa. A formulagio da metodologia acontece independentemente
por varios autores, em contextos diferentes. No entanto, existe um consenso em considerar a
Young ¢ Householder (1938) como os iniciadores, com o estudo baseado em estrutura de
matrizes, aproximagio de matrizes e relag@io entre distincia e produto escalar. Paralelamente,
Richardson (1938) propde analogia entre conceito psicologico de similaridade e conceito
geométrico de distdncia, a qual serviu de base para que Torgerson (1952, 1958) iniciasse suas
pesquisas, introduzindo pela primeira vez o termo MDS Métrico, e utilizando basicamente a
distdncia Buclidiana. Shepard e Kruskal (1962, 1964) introduzem o termo de MDS ndo
métrico, onde a andlise é baseada nos postos das distdncias ou similaridades, e usam métodos
iterativos para solucionar o problema. No entanto, Gower (1966) baseado na idéia de
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Torgerson, analisa a técnica a partir de uma matriz de similaridades, a qual é conhecida com o
nome de Coordenadas Principais. Também, Coombs (1964) propds modelos de distincia para
dados de preferéncia conhecidos como Modelos Desdobrados (Unfolding Model), os quais
servirdo de base para os Modelos de Preferéncia. Horan (1969), Caroll ¢ Chang (1970)
descrevem pela primeira vez o MDS sob estrutura de grupos, ao qual denominario de
Escalonamento de Diferencas Individuats (Individual Differences Scaling), também conhecido
com o nome de Modelo Euclidiano Ponderado (The Weighted Euclidean Model). Lester (1969)
apresenta um trabalho sobre aplicacdo do Escalonamento Multidimensional ndo Métrico na
mercadologia. Caroll (1972) e Tucker (1972) estudam a Generalizagiio do Modelo Euclidiano
Ponderado.

Davison (1983) menciona que Caroll (1972) divide a analise de dados de preferéncia em
duas partes:

- MDS Interno : Onde, basicamente, o objetivo ¢ estimar uma configuragio de pontos a
partir de uma matriz de distdncias ou similaridades. O estudo ¢ dirigido para analisar dados de

preferéncia ou semelhanga.

- MDS Externo : Baseia-se em formular Modelos de Preferéncia através de distancias.
O estudo esta dirigido, especialmente, para dados de preferéncias individuais.

A partir da década de 80, a maioria dos trabalhos deram énfase no melhoramento da
parte computacional do MDS. Um importante trabalho ¢ apresentado por Takane (1987), que
desenvolveu um método alternativo para analisar tabelas de contingéncia chamado de Analise
Discriminante Ponto Ideal. Este consiste da combina¢fio de 4 técnicas conhecidas: MDS,
Modelo Loglinear, Analise de Correspondéncia e Analise Candnica. Por outro lado, Caroll
(1989) apresenta um método quase métrico para MDS via uma extensio do Modelo
Euclidiano.

J4 nos anos 90, Warren (1992) apresenta um trabalho sobre as técnicas multivariadas
em mercadologia. Por outro lado, Rousseeuw e Molenberghs (1993) utilizam a idéia de MDS
njo métrico para transformar matrizes de correlagio semidefinida ndo positiva® Uma
importante aplicagdo conjunta do MDS métrico e MDS nfio métrico é apresentada por Falahee

? Matriz semi definida ndo positiva.- Quando as formas quadraticas associadas 3 dita matriz sio maior ou igual
a zero.
8



Capitulo 1 - Introdugio

¢ MacRae (1995) para avaliar o consumo de 13 diferentes tipos de 4gua. Em 1995 sdo
realizados dois trabathos importantes. Groenen (1995) estuda uma aproximac¢ic melhorada
para o MDS usando 2 distdncia de Minkowski e Carroll, Mathar ¢ Heiser (1995) ajusta e
estende 0 modelo de Escalonamento de Diferengas Individuas.

1.3.- Objetivo e Descricio do trabalho.

O presente trabatho tem por objetivo principal estudar os Modeles de preferéncia via
Escalonamento Multidimensional, isto é, utilizar as dimensdes obtidas mediante a técnica do
MDS apdés o proceso de interpretacdo, as quais s3o consideradas novas varidveis ndo
observaveis, fatores ou atributos, etc¢, como varidveis independentes nos Modelos de
Preferéncia. A idéia destes Gltimos €, a partir da modelagem de cada resposta individual de
preferéncia, posicionar o individuo no que sera chamado espago dos estimulos’. Estas posigBes
sdo conhecidas como Pontos Ideais, onde cada individuo serd representado no espago dos
estimulos por um ponto, o qual serd denominado de ponto ideal, indicando assim a preferéncia
maxima do individuo pelos estimulos. Neste espago, pode-se obter agrupamentos de pontos
idéais em regides particulares e estes tem papel na predi¢do de segmentos no mercado.

O objetivo principal do trabatho foi baseado na publicagdo feito por de Warren (1992),
no qual encontramos alguns métodos estatisticos para analisar dados referentes a mercadologia,
assim como a implementagéo destes métodos no softaware estatistico SAS. Os métodos mais
comuns ¢ apropriados que sugere Warren s#o: Modelos de Preferéncia (Conjoint Analysis),
Analise de Correspondéncia (Correspondence Analysis), Mapas de Preferéncia (Preference
Mapping), Andlise de Preferéncia Multidimensional (Multidimensional Preference Analysis) e
Escalonamento Multidimensional (Multidimensional Scaling). Por outro lado Warren sugere
utilizar a solu¢io do Escalonamento Multidimensional para formular os Modelos De
Preferéncia. Logicamente para realizar este objetivo o primeiro passo foi estudar ¢ analisar as
técnicas multivariadas do Escalonamento Multidimensional assim como os Modelos de
Preferéncia.

Assim, o presente trabalho propde-se a ser um roteiro que permita a um pesquisador
aplicar 0 MDS articuladamente aos Modelos de Preferéncia. Estdo descritas as varias etapas
que devem ser percorridas para se aplicar os Modelos de Preferéncia via MDS e como

* Espago dos estimulos.- Esta denominagdo deriva do fato que os eixos sfo as novas varidveis nio observaveis da
solugio do MDS e, portanto, propiciam o espago dos estimulos.
9
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classificar os diversos tipos de MDS, para finalmente fazer uma analise de preferéncia,
abrangendo desde a coleta dos dados até uma analise dos resultados.

Para alcangar nosso objetivo, descrevemos, a seguir, a estrutura do presente trabalho.
No capitulo IT ha uma breve analise algébrica do MDS Meétrico, dando maior destaque ao
método classico de MDS através de uma matriz de dados e de uma matriz de similaridades.
Finalmente apresentamos, em forma resumida, 0 MDS métrico de quadrados minimos.

O capitulo III abrange uma descrigio do MDS ndo métrico, o qual esta baseado na idéia
de Shepard ¢ Kruskal (1962, 1964). Mencionamos também o MDS sob estrutura de grupos,
conhecido com o nome de Escalonamento de Diferengas Individuais (Individual Differences
Scaling) ou Modelo Euclidiano Ponderado (The Weighted Euclidean Model), assim como
também a forma de analisar uma matriz retangular de preferéncias individuais, para, ao final
desse capitulo, tratar numa forma simplificada a Generalizagio do Modelo Euclidiano
Ponderado.

No capitulo IV, hé um relato da Andlise de Preferéncia, através de seus quatro modelos
mais comuns: Modelo de Preferéncia Vetor ¢ os Modelos Pontos Ideais Simples, Ponderado e
Geral. Também descrevemos a forma métrica e ndo métrica de estimar os modelos.

No capitulo V, ¢é feita a aplicagdo na area de mercadologia, utilizando dados reais de
preferéncias individuais, cedidos por uma empresa de pesquisa de mercado, os quais fizeram
parte de um projeto de uma entidade financeira que, por razdes de confidencialidade, ndo ter o

nome mencionado.
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ESCALONAMENTO MULTIDIMENSIONAL METRICO

2.1.- Introducio

A téenica de Escalonamento Multidimensional Métrico (MDS métrico), enfoca o
problema de construir uma configuraggo de n pontos em um espago euclidiano, usando como
informagéio principal distancias ou similaridades entre n objetos ou individuos. Estas distincias
ou similaridades sio representadas em uma matriz, denominada matriz de distincias ou matriz
de similaridades, e a solu¢iio do MDS Métrico envolve a autoestrutura de tal matriz.

Existem dois aspectos que caracterizam o MDS Métrico. O primeiro deles € o nivel de
mensuragdo dos dados (ver apéndice F). Se eles estiverem em escala razio, portanto
satisfazendo as propriedades de distancias ou na escala intervalar, podendo ser transformadas
em distancias mediante a adi¢co de uma constante, 0 MDS € métrico. O segundo aspecto diz
respeito a0 procedimento utilizado para a determinagio da configuragio. O MDS métrico
admite 3 existéneia de uma verdadeira configuragdo de pontos em k dimensdes, cujas distancias
entre os pontos sdo dry. Pretende-se reconstruir esta configuracdo usando a matriz de distancias
observadas A% = (8.;) cujos elementos sio da forma:

Srs =drs +ers

onde €, representam erros de medida, acrescidos de erros de distorg@es, pelo fato das
distincias observadas n#o corresponderem exatamente as distancias de uma configuracio em

Rk
Neste capitulo, serg feita a apresentacdo formal do Escalonamento Multidimensional
Métrico (MDS métrico), trabalhando basicamente com distincia Euclidiana e usando uma
11
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matriz de proje¢do. Esta apresentagdo, seré realizada através de dois casos: o primeiro caso €
quando temos uma matriz de dados (X), e o segundo caso quando temos uma matriz de
similaridades (S). No primeiro caso, a partir de uma matriz de dados, calcularemos distincias
(entre individuos ou variaveis), para estudar essas distincias, isto é, encontrar uma nova
configuragio de pontos em menor dimensdo, de tal forma que reproduzam as distdncias
originais. Por esta razéio, o MDS métrico é considerado como uma téenica multivariada que
reduz dimensdo. Também serfio apresentadas propriedades Otimas, assim como medida de

bondade do ajuste.

2.2.- MDS Métrico a partir de uma Matriz de Dados

A analise do MDS métrico foi desenvolvida teoricamente nos fundamentos do
Escalonamento Classico (Scaling Classico) proposto por Young e Householder (1938) (ver
apéndices C ¢ D), que € um método algébrico para relacionar produto escalar e distincias.

Nos estudos das técnicas da Analise Multivariada é comum ter uma matriz de dados
X formada por n observagdes, individuos ou casos medidos (mensurados) em p varidveis
{p<n). Tal matriz ¢ definida da seguinte maneira;

X171 X2 Xqp | X]

X X e X ot

1721 22 2p | X
nxp =] : . : :2 (22.1)

X1 Xpp e xnp 5’(;

A partir da matriz de dados X podemos obter distancias entre individuos ou distancias

entre variaveis. Nesta se¢io trabalhamos basicamente com os individuos. A distdncia Euclidiana
entre o8 vetores X; e X; (isto é, entre os individuos i e j) € dado por (ver apéndice A):

& - £ e Jrs - @22

Como temos n individuos entfio, teremos 1/2(n)(n-1) distancias, lembrando que a
distincia para i=j € zero. Estas distdncias podem ser dispostas em uma matriz da seguinte

maneira:

12
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2 2
0 dpp d1n
2 2
M =|%21 O - U (2.2.3)
2 2
d2; 42, o)

DEFINICAQ 2.2.1

Uma matriz A* de ordem (nxn) mostrada na equacio (2.2.3) ¢ chamada de MATRIZ
DE DISTANCIAS, se ¢ simétrica, d =0 e dys 2 0 para todo r,s=1,2,...,n. e rs.

DEFINICAQ 2.2.2

Uma matriz de distdncias ¢ Euclidiana se existe alguma configuragio de pontos
X1,X9,..Xy eRP, tal que a disténcia entre 2 pontos quaisquer, X e Xg, ¢:

(er - Xsk)2 = “ir - 5.(5”2 = (ir - 5.‘:s)t (ir - j-(s) (2.2.4)

M

a2 =
k=1

Entdo, usando estas defini¢es pode-se observar que a matriz (2.2.3) ¢ uma matriz de
distancias Euclidianas.

Agora que temos uma matriz com distdncias Euclidianas, estudaremos sua auto-
estrutura. Para isto utilizaremos os apéndices B ¢ C e a explicagio tedrica de Mardia, Kent e
Bibby (1979).

Para alguma matriz de distancias A? (ndo necessariamente Euclidiana) seja:

A=[a;] onde: a=(-1/2)d> (2.2.5)

que na forma matricial é dado por:

13
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( 2 2
0 _d12 . _dln)
a1 2y - Ay ) 2 %
: 2 T
4n1 %n2 2nn/ nxn d1211 d.1212 ' .
ot _Tn2
.2 2 / nxn

Pela transformagéio de Dupla Centraliza¢do (ver apéndice D), temos o seguinte:
Brw=Hixa A Hixn (2.2.6)

onde: H=I-(1/n)11* (matriz que projeta ortogonalmente o espago sobre o subespago
ortogonal a 1) e 1=[1,1,..,1]".

Podemos notar que a matriz H de proje¢dio ¢ um caso particular da matriz 0 (definida
no apéndice C) .

O préximo teorema ¢ conhecido como Teorema Fundamental de MDS assinalado assim
por Davison {1983). Este teorema garante que a partir de uma matriz de distincia Euclidiana é
possivel construir uma matriz B semi definida positiva, e da matriz B é possivel construir uma
configuragio de pontos através dos auto-vetores associados aos auto-valores ndo nulos dessa
matriz de tal forma que, se calcularmos as distancias Euclidianas dessa configuragio de pontos,
estas reproduzirdo exatamente as distdncias Euclidianas originais. O teorema foi desenvolvido
por Torgerson {1952) baseado na idéta de Young-Householder (1938), € depois foi analisado
por Mardia, Kent e Bibby (1979), Davison (1983), Krzanowski (1995) e outros.

2.2.1.-Teorema de MDS Métrico

Teorema 2.2.1.1

Dada uma matriz de distincias A%, definimos B como a transformagio de dupla
centralizacdo (ver equaciio 2.2.6), entio a matriz A® & Euclidiana, se e somente se, B & uma
matriz semi-definida positiva {(s.d.p).

14
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Prova{=

Hipétese: A matriz A? ¢ Eudidiana. Isto implica que existe uma configuragiio de pontos
il,iz,...,f{n eRP tal que:

P 2
dfs = El(xrk ~%g)
[ -%f

Por outro lado, sabe-se que:
Bua=Haxa Amxe Hoe=[ F(UDTT JA[ - (1/n)11")]

Entdo, temos que:

B=A-(1mM11'A- (IM) A 11+ (ImH11T'A 117
Sejam:
D (UmITA
i) (ImAI1Y
i)y  (/m)11tA 1T

Expressando i, i e iii na forma matricial temos:

a; 2y 21
a, 2 .. & n
1)—)ﬂ_111tA: :1 :2 ., ':n = a_r :“1“ Zars
: . ns=]
a] a.2 a.n nxn

15
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S 4.
a a a n
ii)—)n_1A11t = 2 2 2 = ag :l Zars
. . n r:]
By B oo Ay
a a a
_2 t t a 5 . a _ I n n
im)—-n “11°AML = - o . = a,.=—2~§: 2arg
Poor T n2 =1s=1
a a a
. -~/ nxn
entdo cada elemento da matriz B pode ser escrito da seguinte maneira;
bI‘S =arg—4ar —ag + a. (2.2.7)

Por outro lado, da expressdo i, temos:

I
e
fr—
i
p—
R
[=%
i
+
|
b
e
n4"-'2--
+
..f.
[\.)u-k
Q..
I—.-..l

n

112 .42 2
= _Eg[drl +dp +_..+dm]

&%) (R ) (e %) (Re - R)
+---+(Xr“in) (Xr Xn)

"~ n
B (th + X%, - 2X"x1) ( 3@ 3255'{2_25(}32)

2n +...+(:><;‘:;7<;r LXEx, - 2%E%, )

= n .. =
- _%[X}Xr v K% -2%i%
1=

Entéo:;
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1

Analogamente, a partir da expresséo ii, pode-se mostrar que;

1{ B .. =i
23, = XX+ n[lzlxitxi] - 2X'% (2.2.9)

Agora, trabalhando com a expressdo iii temos:

||M::

TM;

! a
n2 lrs
1

A =
1

(all +a12+‘..+aln)+(a21 + a99 +“.+a2n)+...+(an1 +an2 +...+ann)]

= 2 2 2 2 2
= 2 2[((1 1+d12+ +d1n) (d21+d22+...+d2n)+...+(d 1+d fn+..Hd )}
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n .. =
5..:-—( 5 Xitxi] +X'X (2.2.10)

Escrevendo by na forma vetorial, temos:
- =t/ =

Entdo mostramos que cada elemento da matriz B pode ser escrito como a equagfo
(2.2.11), além disso, a matriz B escrita em sua forma matricial é:

B=2z'=(X- 1R)(x - 1)

Logo, provamos que:
B ¢é semi definida positiva.
Prova(<

Hipotese : B ¢ semi definida positiva. Entdo, temos que mostrar que A” é Euclidiana.
B>0 de posto “p”, entdo, pelo Teorema de Descomposi¢do Espectral, temos que existe uma
matriz ortogonal I'=(y.,7»,....¥») (autovetores da matriz B) tal que:

Bl = [[[‘;]] EB _ (2.2.12)

onde:
A=Diag{A1,A,...,Ap) matriz diagonal e A;=Az>....2A, sdo 0s auto-valores da matriz B.

18
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Como a matriz B é de posto p<n, sabemos que os auto-valores da matriz B, a partir de

(p+1) até n sdo iguais a zero, isto €

Arp-rl: lp+2*—"...= ?L,n=0

Logo, da equacdo (2.2.12) temos que:

B=rnxn[[A] [OD T'ixn

[o] [0

Entdo, particionando e multiplicando temos:

B=T1AT\ = AP AP =YY

onde:

I= (}(1),?(2),...,?(13)) sdo os auto-vetores correspondentes aos seus respectivos

auto-valores,

Escrita em sua forma matricial temos:

11 721
4 Y
=712 72
YiIn 72n
Entio;
isto &
v=|Jaiig)
J4 vimos que:

0 0 ... 4
"pn nxp P/ pxp
Y=T; A"

%?(2)\/@?(13)}: [?1,?2,..,?]3]

B=YY

logo, um elemento de B pode ser escrito da seguinte maneira:
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brs = YiYs br = YiY; bss = Y& Vs

—

Portanto, a distancia entre ¥, e ¥, é:

e =55 50
= V1Y, + 98V, - 2% 1Y,
= by +bgs —2byg
=(arr 8 -2, +8 )+(ags— 85 ~F5+8 )-2ars 3 ~A5+3 )
=—2arg = d%s
Ent#o:
[Fe - =(% - %) (% - Vo) =

Por conseguinte: Aé Euclidiana. U

Finalmente, note que se T é um auto-vetor da matriz B, correspondente aos auto-

valores iguais a zero entdo:

BT=HAHT=0
Entio T é ortogonal as colunas de Y, isto é:

Y’itT =0 parai=1,2,....p

Analisando o vetor de médias das colunas de Y temos:
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2.2.2.- Consequéncias do Teorema

i} Pode-se observar através da auto-estrutura da matriz B (onde B é considerada uma
matriz produto escalar), que B pode ser aproximada da seguinte maneira (ver apéndice C).
Pelo Teorema do MDS métrico ja provamos que B pode ser escrita da seguinte maneira;

B=zz! = (x- B)(x- 1)’
Seber (1984) assinala que os psicometristas (Psychometricians') denominam a matriz B
de Q-matriz, e dai que o0 MDS é considerado como ¢ método Q na Analise Multivariada (ver
apéndice B).

ii) Também pelo mesmo teorema, B pode ser escrito em fungdo de seus auto-valores e

auto-vetores. Assim:

B= A=A AR =YY

onde:
I'= (?7 (1),? (2)> "?(p)J matriz de auto-vetores
A=Diag(Aq, A3 ,..., Ap) matriz diagonal de auto-valores

¥ A oy [

B=YY

isto ¢
ja vimos que:

Pode-se observar que a matriz Y estd gerando uma nova configuragio de pontos, de
dimensdo p, entdo uma aproximagdo da matriz'Y € -

Yﬁjzﬁﬁﬁ?or ﬂz?py~w Ak?ﬁi}{?b?gww?kL‘VKm

que pode ser descrito na forma matricial como:

! Psychometricians - Pesquisadores que publicam na revista Psychometrika,
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A Ve - YA
¥y = \/7“_1_3"12 x/”“—l_?’zz - \/’Tlg7’k2

Eyln \/EyZH \/’?'Tcykn nxk

Isto é, estamos pegando os primeiros k auto-vetores com seus correspondentes k auto-

valores (k<p). E importante notar que o melhor dos casos serd quando K=2. Entdo a matriz
calculada Y[k] proporciona uma nova configuragio de pontos em menor dimensio, tal que as

distincias Euclidianas entre as linhas da matriz Y[k] sejam aproximadamente iguais as

distincias Euclidianas originais, sujeito a um erro minimo. Muitas vezes a muatriz Y[k]é

conhecida como matriz de Coordenadas Principais, denrominada assim por Gower (1966).
2.2.3.- Algeritmo pritico
1} A partir da matriz de disténcia A? construir a matriz
A=[a,;] onde: ay=(-1/2)d;’
TX] Obter a matriz B cujos elementos sio :
brg =arg—ayr—as +a,

I} Achar os k malores auto-valores A>A,>,....>>Agx com seus respectivos auto-vetores
padronizados: }’(1) ( e eV (k) e construtr Y[k]

ORI R N (B

O algoritmo descrito acima ¢ um método que, basicamente fornece uma representacio
geométrica através das disténcias ou proximidades dos dados entre individuos (se conhecemos
a matriz de dados). Entretanto, para confirmar este objetivo, é preciso reduzir a dimens3o.
Sibson (1978) propds uma analise do erro aproximado para o procedimento MDS métrico
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baseado na teoria de perturbacio de Anslise de Procrustes’, e assinala que o MDS métrico ¢
uma solugfio surpreendente, afetado s6 por um pequenc erro aleatério.

As vezes a matriz de distancia nio é Euclidiana, por esta razio os auto-valores de B
podem ser negativos. No entanto, como os primeiros k auto-valores sd0 comparativamente

maiores ¢ positivos, os demais auto-valores podem ser positivos ou negativos, mas S30
proximos de zeros. Entdo as linhas de Y[k] proporcionam uma configuracdo razoavel em k

dimensdes.
2.2.4.- Propriedades Otimas do Escalonamento Multidimensional Métrico

A seguinte propriedade funciona supondo que a matriz de distdncias tenha sido obtida
através de uma matriz de dados. Vimos que dada uma matriz de distincias A%, o objetivo do
MDS métrico ¢ encontrar uma configuragéo X de menor dimensdo (R"), de tal maneira que a

~

. 2 antya o2
distincia entre os pontos ajustados d%s = (Xr - XS) (Xr - XSJ seja aproximadamente igual

-

a A. A partir de uma configuracio ajustada X pode-se achar uma matriz de distincias ajustadas
A , e uma matriz de produto interno centrada ajustada B (conhecida também com o nome de
matriz de dupla centralizacgo ajustada).

Seja X, uma configuragio inicial em R? (matriz de dados) e seja L=(L1,L;) uma matriz
ortogonal de ordem (pxp) com L, de ordem (pxk). Entdo XL, representa a projecio da
configuragio X sobre o sub-espago de R gerado pelas colunas de Ly. Na forma matricial, X e
L sdo representados da seguinte maneira:

X ¢ representado como uma matriz de dados (ver equagiio 2.2.1), ¢

I by g kg beszn o lpi
lin 1oy v by 1 1
L=[LiLo]- 152 zz k2 k+12 k+52,2

I | ver |1 ! ] o
1 2 * 'kp “k+1 k+2 .
Entio pode-se achar X= XLl como a configuragio ajustada em k dimensdes.

Por outro lado, como L € ortogonal, as distincias entre as linhas de X sd0 a mesma que
entre as linhas de X1 (ver apéndice A), isto &

? Analise de Procrustes.- E uma técnica myltivariada, que mede a qualidade de ajuste de duas configuracdes
ajustadas.
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p
d2 = = (xi - xs)® =

(5(}—1(1) — f(gl(l) )2

Mo
i

Se denotarmos as distincias de XL; por A, entfo temos o seguinte:

32 k vi v i -
dl’s = lgl(xrl(l) - Xsl(l))

que € a distancia reduzida entre pontos da configuracio projetada.
Note que: a%s < d%s

Dai, a medida de discrepancia entre a configuragdo original X e a configuragfo
projetada X & dado por:

2 22 22
=2 X (drs‘drs)
r=1s=1
Entfio, a solu¢do do MDS métrico em K dimensdes tem a seguinte propriedade.

Teorema 2.2.4.1

Dado A, a matriz de distncias Euclidianas correspondente & configuragdo X em R?, e k
fixo (k<p), entdo dentre todas as proje¢des XL, de X sobre um sub espago K dimensional de
R’, a quantidade:

o 42 32
o-% ¥ (drs - drs)
r=1s=1

¢ minimizada quando X ¢ projetado sobre a solugio do MDS métrico em k dimensdes.

Prova
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sabe-se que: Y X{AX; = Tr(AT)onde: T= ¥ X, X;
i=1 t=1

Consequentemente temos que:

®= Tr[(z S}_:(xr Xs)(Xr ~ X5) j[iz)éﬂlﬁ)l&))]
S [BRCAENCRE S o]
2

- £ 55555 s

n ndll 1 G ..‘t:_t 2
pode -se escrever . 2, Z (Xr XS)(Xr XS) =2n Y ( X)(Xr - X) = 2n“S
r=1s=1 r=1

Ent3o temos que:
_ t 2
®= Tr{Lz [2n S]Lz}

_ 1
= 2n.Tr[L2nSL2]

Por outro lado usando a descomposigio Espectral temos;
A1 >hp 2. 2A, autovalores de nS com autovetores normalizados I,

onde : I'=(v1, ¥2,...Yp)
Por conseguinte temos:

@ - 20T LY{TAT L, |

=20 Tr L2FMtL2]

=20 TS AR, |
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P , D

" p -k,
=2n X Zfll
11]1J
kz
_ZnZhlonde Zf
i=1 j=1

Pode-se provar que:
) 0<h<1 e ii) Zh =p-k
i=1
como. Ay 2Ay 2. ZA, entdo TrF; A F;] é minimizado quando: hy=h,=.=h=0 e
hi+1=hys2=...=h,=1., Também observa-se que:

p-k p-k

2 2 _
hpa= % f. .=1,...h Z f=.
+ = k+1,j =1 P

Logo, a forma matricial é minimizada quando ¥, = [0,[,« ] e, isto acontece quando
Lo T¥acs1).Yas2-. Y] Isto implica que as colunas de L; explicam o espago dos primeiros k
autovetores de DS, e X1 representa as Coordenadas Principais de X em k dimensdes.

Note que para esta coordenada principal projetada temos:
O=2nfAg1HAxs2+.. Ap)
2.2.5.- Bondade do ajuste

Uma Medida de Ajuste, baseada na qualidade de aproximacio de matrizes (ver
apéndice C), para a propor¢io explicada da matriz de distancias A” pela solugdo cléssica do
MDS k-dimensional dada por Mardia, Kent e Bibby (1979), é:

K
T4
@y = —x100%
x4
1=1
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2.3.- MDS Métrico a partir de uma Matriz de Similaridades

Muitas vezes existem situagGes em que as distdncias entre n objetos, podem ser medidas
através de similaridades ou preferéncias entre objetos por meio dos individuos. Entdo, surge a
necessidade de estudar a estrutura desses tipos de matrizes,

2.3.1.- Andlise de uma Matriz de Similaridades

Gower (1966) mosira que o MDS métrico, mencionado na segéo 2.2, pode ser
extendido para uma matriz simétrica de similaridades S de ordem nxn com elementos da forma
s Mas a dificuldade de seu argumento € que Gower assume que a matriz de similaridades S €
semi definida positiva (S>0). Entio, isto implica que SjtS;-28;; € a verdadeira distdncia

quadrada, ou seja;

8% :Sii +Sjj""25ij (2.3.1)

Agora, aplicando a transformagio de Dupla Centraliza¢fo sobre a matriz A2, cujos

elementos sdo dados em (2.3.1), a matriz produto escalar C como um caso geral, é expressa da
seguinte maneira:

C=0S86t (23.2)

onde 8 ¢ definida como;
O=I-1(1tw) lwt (2.3.3)

com a restrigio 1'w=1

onde cada elemento da matriz C pode ser escrito da seguinte maneira:
cl_] = Sl_] — S1 - S-j + 5. (234)

e além disso,
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n
2 SijW;
__j=1
S =T (2.3.5)
Wk
k=1
n
Z Siiw;
_ =1
X Bl (236)
ZWk
k=1
n n
g=ili=l 23.7)

2
n
k=1

A equacgdo (2.3.1) é denominada por Mardia, Kent e Bibby (1979) de Transformagio
Padronizada. A ignaldade das expressoes (2.3.1) e (2.3.2) foram formalizadas no apéndice D.

A seguir mostramos um teorema, no qual provamos as afirmagdes de Gower (1966)
como um caso particular quando 6=H (ver equagfo 2.3.3); onde ele afirma que se temos uma
matriz de similaridades S semi definida positiva, entdo a matriz de distincia A%, definida como
na equagdo (2.3.1), é Euclidiana, com a matriz de dupla centralizagdo dada por B=HSH. Isto
em termos praticos quer dizer que, se temos uma matriz de similaridades S=0, podemos
encontrar uma configuracio de pontos através da auto-estrutura da matriz B=HSH.

2.3.2.-Teorema para uma Matriz de Similaridades.

Teorema 2.3.2.1.

Se S>0, entio a matriz de distdncias A definida pela Transformagdo Padronizada
(2.3.1), é Euclidiana com a matriz de produto interno centrado, B=HSH.
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Prova
Por hipdtese S=0 e pela equagiio (2.3.1) temos:

dij = (Sii - 2Sij + Sjj)l,Q

¢ seja a matriz de similaridades:

511 12 - Sin
) 5 car S
Snl Sn2 . Sn nxn

Definamos um vetor com +1 no r-ésimo lugar e -1 no s-ésimo lugar:

X =00, 4 L0]

entdo podemos escrever a distincia da seguinte maneira:
dijm = (sii- 28+ 85 )= X' S X 2 0 (positiva por ser uma forma quadrética)

logo, observa-se que a transformagio padronizada esta bem definida e A? & uma matriz de
disténcias.

Sejam as matrizes A ¢ B definidas da mesma forma que as equagdes (2.2.5) e (2.2.6).
Vemos facilmente que HSH ¢ uma matriz semi definida positiva, pois por hipétese S>0. Logo,
HSH>0. Por outro lado, para provar que A® ¢ Euclidiana ¢ suficiente provar que B=HSH (ver
teorema 2.2.1.1. do MDS métrico).

J& vimos que: 8= (-1/2)(1;52 e que se definirmos A e B como nas equagdes (2.2.5) €
(2.2.6), temos o seguinte:

bgg =ayg —ay —ag + 7.

Entdo:
n
1

2 18 P n I
ns=1 nr=l1 n“ r=1s=1
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()3 o[- 3 o] 1] 2 B 20

Vs=1

N\ n 1\ n
~d+(- 1) 2 k(2] 2 d%ﬁ[ }z 3 %

n/g=1 n/r=1 n r=ls=1

2 no 2 o 2, nn o,
=d +(——) d-+[— ) ds ds
s 5% U, j§1 s " 2 & 12—31

r 1 n
(SIT - 251-5 + SSS)+ [_;Jigl (SIT - ZSI_i + sll) +

1

=1
- n

+[—i)2(s---2s- +SSS) 1 Z Z( —2s--+s--)

n/=\ 3 )8 1=1i=1 it 7% 0
| ] =
(e 2505 +5) [ s 2 3 )+ |
Spr — NI +2% %

rr %8s T 858 )+ St §1 i nlE Si )T

B N 1 % n 2 0 n 1 n n
i += ¥ s 4| — Lo s — .
n EISJJ n le s A T ZaA T 2 AR

2\ n 2\ n 2\n n
—28r5 +[~— izlsﬁ +[— ; 815~ [ ZJIZIJZIS‘J

)
Zs ZS Z 29
:—281'5"‘21 L 2‘] I -2

i n n n

2518 2 Srs 2. 2.Ssr
=28 +2 s=1 |y I=l | _ofs=lr=]
n n n2

= ~28rg + 28 +285—25
Por conseguinte, temos mostrado que:
brg =8rs —5r. —Ss+5, (2.3.8)

Isto implica que um elemento da matriz B=HSH pode ser escrito como na equagio

(2.3.8). Isto também foi visto como um caso geral na equacéo (2.3.4).
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Logo, temos que B = H S H, implicando que a transformacgio padronizada ¢

Euchdiana.

Observaciio

De fato é importante notar que se 520, entdo estamos assumindo que a matriz de
similaridades ¢ semi definida positiva. Por outro lado, lembremos que a matriz de projegdo H é
um caso particular da matriz 0 (ver equagio 2.3.3), onde w=[1/n, 1/n,...,1/].

2.3.3.- Consequéncias do Teorema

i) Do teorema acima vimos que, & partir de uma matriz de similaridades S>0, ¢ possivel
encontrar uma configuragio de pontos através da auto-estrutura da matriz de dupla
centralizacio B=HSH, isto é, a matriz B pode ser escrita em fun¢o de seus auto-valores ¢

auto-vetores:

B=TIAT! =M A AP =YY
onde:
= (;7 (1)> v (2)>> ?(p)j matriz de auto-vetores.

A=Diag(Ay, Az ,..., Ap) matriz diagonal de auto-valores.

e gl 4

isto é:

Uma aproximagiio da matriz Y €
Y= {\/E?(l)u/@?(z)""’m?(k)] - [?p?zm?k]

que, escrito na forma matricial, fica:
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Varn Ao o Iy
\/_712 \/—?’22 - J’“Tc_?’kz

"= L
\/_l_yln \/—lyZn mym ok

Isto €, estamos pegando os primeiros k autovetores com seus correspondentes k auto-
valores (k<p). E importante notar que o melhor dos casos serd quando K=2. Esta configuragiio
de pontos obtida através de B indica a representaciio geométrica dos n individuos por n pontos,
a qual foi denominada de Coordenadas Principais por Gower (1966). Como se podera
observar, a matriz de similaridades 8 pode ser comparada com matriz A definida na equagdo

2.2.5).

ii) A técnica também pode ser aplicada a qualquer matriz de distdncia ndo

necessariamente Fuclidiana.

2.3.4.- Bondade do ajuste

Neste caso, Mardia, Kent e Bibby (1979) propuseram uma medida de discrepancia
quando estamos trabathando com uma matriz de similaridades ou uma matriz de distancias, néo
necessariamente Euclidiana. Se X é uma nova configuragfio ajustada através da auto-estrutura
da matriz B, com matriz de produto interno centrado ajustada ]§ entdo a medida de

discrepancia entre B ¢ B, é dada por:

W= 3 ¥ (brs-brs) - Te(B-B)’
r=1s=1

Teorema 2.3.4.1

Se A2 ¢ matriz de distincias (ndo necessariamente Euclidiana), entio para um k fixo

-~ 2 - 2 r R . ¥
Y= Z Z ( brs) = Tr(B—B) ¢ minimizado sobre qualquer configuragio X em k
r=ls=1
dimensdes quando Xéa solugio do problema MDS métrico.
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Neste caso a medida de ajuste é:

Pode-se observar que esta medida esta baseada na aproximagido de matrizes vista na
parte de estrutura de matrizes (apéndice B, ver as equagdes c14 e cl5).

2.4.- MDS Métrico de Quadrados Minimos

Vimos que o0 MDS métrico tenta achar uma configuraggo de pontos, de tal forma que as
distdncias estimadas entre estes pontos seja aproximadamente igual as distdncias (ou
similaridades) observadas. Tudo isto foi feito nas segGes anteriores deste capitulo, usando
basicamente teoria algébrica de aproximagdo de matrizes. Ha outras formas de trabalhar, como
otimizar medidas de discrepincia. Krzanowski e Marriott (1994) assinalam que Sammon
(1969) apresenta um trabalho no qual ele estima uma configuragdo de pontos em k dimensdes,
através da minimizagdo da medida de discrepancia dada por:

y= ;} ;:1: (5ij —dij)z (2.5.1)
1=1j=1
onde:
Jjj: distancia ou similaridade observada.
dj: distancia calculada através de uma configuragdo de pontos.

Como se podera observar, uma solugéo algébrica ndo € possivel, por isso recorre-se a
métodos numéricos. A configuragio inicial é especificada escolhendo o nimero de dimensdes
k, e a medida de discrepancia ¢ vista entdo como uma fung@o de nk variaveis, sendo minimizada
usando o método de Steepest Descent °. A solugio do MDS métrico em k-dimensdes pode ser
considerada como uma configuragio inicial. O procedimento continua com precessos iterativos
até encontar o minimo valor da medida de discrepancia em (2.5.1).

Mais geralmente para o processo de ajuste e, a0 mesmo tempo para os aspectos 6timos
de locagdo e escala, as distincias ajustadas d;; podem ser regressadas sobre as distancias (ou

2 Steepest Descent.- Método numérico de minimizagio de fungdes com virias varidveis. (f: B® > R ).
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similaridades) observadas Oj;. Esta anilise vai produzir um conjunto de distdncias estimadas

(dij ), as quais sdo muitas vezes chamadas de disparidades, isto é:

éiij =a+ B5ij

onde 4 & b sdo parametros estimados através da Analise de Regressdo. A soma de quadrados
dos residuos obtida através desta Regressdo fornece outras medidas de discrepéncia. Para
comparabilidade através de situagOes diferentes, esta soma de quadrados dos residuos pode ser

non
normalizada por: ¥ ¥ d2 , produzindo uma soma de quadrados dos residuos padronizadas,

i=1j=1 Y
definida por:

1

n A 1232

= (4~ d)
STRESS = | ~—3—
n n 2
X 7 dg

i=1j=1 Y

que foi introduzida, pela primeira vez por Kruskal (1964 a, b), e que serd methor analisado na
parte de MDS nfo métrico (capitulo III).

Por outro lado, De Leeuw, Young e Takane (1976), usam quadrados minimos
alternados* em vez do método de steepest descent para o processo de minimizagio e sugerem

~

substituir dj; e dij por seus quadrados, produzindo a seguinte medida de discrepancia

denominada de S-STRESS:

Detalhes desta analise sdo vistos no capitulo 111, na parte da descrigdo do procedimento
ALSCAL.

* Quadrados minimos alternados.- Um procedimento numérico para minimizar fungBes, que nesta parte métrica
do MDS ¢ nsado como um problema de constante aditiva. Maiores detaihes ver Young, Delecuw ¢ Takane
(1976).
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OUTROS TIPOS DE ESCALONAMENTO
MULTIDIMENSIONAL

3.1.- Introdugio

Este capftulo apresenta outras formas de analisar a técnica de Escalonamento
Multidimensional (MDS). Descrevemos, basicamente o problema de Escalonamento
Multidimensional n&c Métrico (MDS ndo métrico), técnica que é considerada complementar ao
MDS métrico. O MDS néo métrico € caracterizado por dois aspectos. O primeiro, é o nivel de
mensura¢do dos dados. Se eles estiverem na escala ordinal ou nominal, 0 MDS é nio métrico.
O segundo aspecto diz respeito a uma atitude mais especifica do MDS ndo métrico em relagdo
ao MDS Meétrico, atitude esta que toma como hip6tese uma relagio menos rigida entre dy; e &5
dada por:

53 =f{dij +ey)

onde f ¢ uma fungdo desconhecida monétona, Neste caso a Unica informacdo a ser usada para
a reconstrugdo da configuragio é a ordenagéo das 5ij-

Também analisaremos ¢ problema para 0 caso em que temos uma matriz de distancias
ou similaridades para cada individuo, isto €, cada individuo vai ter uma maneira diferente de dar
sua preferéncia ou semelhanca, e a partir dessa informagio individual trataremos de encontrar
uma configuragiio comum de pontos para todos os individuos, a qual estard indicando o
comportamento dos estimulos. Davison (1983) assinala que a idéia surge com Bloxom (1968) ¢
Horan (1969), depois € escrita por Caroll e Chang (1970) que introduzem o termo
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Escalonamento de Diferengas Individuais (Individual Differences Scaling), que também é
conhecido como Modelo Euclidiano Ponderado (The Weighted Euclidean Model). Depois
detalha-se a analise de matrizes retangulares de dados de preferéncia. Na (ltima parte descreve-
se, simplificadamente, o modelo “Trés Modos” (Three mode), baseado na idéia de Tucker
(1972), como uma generalizagdo do Modelo Euclidiano Ponderado.

3.2.- Escalonamento Multidimensional Nao Métrico (MDS niio métrico)

A andlise do MDS nfio métrico surge nos anos 60, com ¢ aporte principal de Coombs
(1958), que desenvolveu o método de MDS nfo métrico baseado na ordem dos dados de
proximidade, isto €, ele partia de apenas uma ordenagio das medidas de proximidade. Depois
Shepard (1962 a, b) elaborou um algoritmo que permitia obter uma solugio métrica a partir de
dados ndo métricos; o seu método ficou conhecido como Analise de Proximidades. O aporte de
Kruskal (1964 a, b) foi introduzir uma medida de bondade do ajuste, procurando obter a
configuragdo que melhor se ajustasse aos dados, usando métodos numéricos. Kruskal exigiu
uma relac8o monotOnica crescente ou decrescente entre as medidas de proximidade e as
distincias na configuragio procurada. Supds que hd uma configuraciio de ponios num espago
euchdiano k-dimensional que ¢ verdadeira, com a qual ele poderia descobrir apenas a
ordenacdo linear das distincias entre os pontos, podendo, a partir desta informagio ndo
métrica, recuperar a configuragdo. Percebe-se este fato quando apenas a informagio ordinal
(ordem ou posto) é usada, e desse modo obtém-se uma configuragio de pontos em menor
dimensdo. Este processo € chamado de MDS no métrico. Greenacre e Underhill (1982) afirma
que todas as idéias centrais de MDS nfio métrico trabalham sobre Regressdo Monotdnica
(Monotonic Regression), também conhecida como Regressdo Isotdnica (Isotonic Regression),
devido ao fato de Kruskal (1962) ter desenvolvido a teoria de MDS ndo métrico baseado na
ordem das similaridades ou distincias, para o qual introduziu uma medida de ajuste chamada de
STRESS construida a partir de uma Regressio Monotdnica. Os trabathos de Levy (1981),
Seber (1984), Jain e Dubes (1988), Manly (1994) e Krzanowski ¢ Marriott (1994) também
ajudam a entender o significado do MDS ndo métrico.

3.2.1.- Problema Gerai de MDS Nio Métrico
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Supondo que temos uma matriz de distancias ou similaridades observadas A=(&;),
podemos construir uma configuragio de pontos em menor dimensdo {digamos k), a qual vamos
considerar como configuragdio inicial (existem varias maneiras de achar uma configuragio
inicial, as quais especificaremos mais adiante). A partir desta configuraggo inicial, calcularemos
as distdncias dij. Agora tentaremos reconstruir a configuragio original A de disténcias
observadas, cujos elementos sdo da forma:

81-] =d1J+elj (3.2.1)

onde os €;j representam os erros de medi¢#o, devido a configuragdo estimada em R" ser uma
aproximagdo da configuragdo original. Shepard (1962) diz que os Jj estfo relacionados de
alguma maneira com os d;;, os quais modificam a equag8o (3.2.1) da seguinte maneira:

8ij =f(dij + el-j) (3.2.2)

onde f é uma fungio mondtona nio-crescente desconhecida. Para o modelo (3.2.2), a unica
informagdo que Shepard (1962) usa para reconstruir di; é a ordem dos postos de §;. Como se
podera observar, a maior contribuicio € o uso do critério de monotonicidade entre as
similaridades ou distdncias observadas (5;) e as distancias calculadas (d;).

Nesta parte da aproximagiio nfo metrica, Mardia, Kent ¢ Bibby (1979) sugerem que
trabalhar sobre matrizes de similaridades ¢ mais apropriado do que trabalhar sobre matrizes de

distancias.

3.2.2.- Solugio de MDS nio métrico

A solugZo do MDS nfio métrico foi desenvolvida por Shepard (1962) e Kruskal (1964)
que iniciam os trabalhos com uma variedade de aproximagdes nfo métricas. A seguir
descrevemos os métodos:

3.2.2.1. Método de Shepard (1962).

Descreveremos de forma resumida, a idéia principal do método de Shepard, sem nos
preccuparmos com as questdes numéricas que ela envoive. Shepard tinha por objetivo construir
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uma configura¢do de pontos num espago de menor dimensdo de modo que as distincias entre
os pontos da configuracio estivessem monotonicamente relacionados com as medidas de
proximidade entre os estimulos. Isto €, Shepard procurava uma configuragdo de pontos

X1,X2,....Xp eRK tal que k fosse minimo, ¢ de modo que d(ii,ij) = f(f?ij) , com f sendo

uma fungdo mondtona. Daqui em diante, denotaremos a configuragio de pontos por X, que ¢
escrita matricialmente como:

X111 X2 - Xpk )%
X31 X22 - X9k |Xg

Xoxk =) - A 3.2.3)
Xpl Xn2 - Xpk/Xp

Uma vez colthidas as medidas de proximidade Oy, Shepard partia para um método
iterativo, visando obter a configuragio de pontos Xjp.Xg,....X) erK que haveria de
representar os estimulos num espago euclidiano R*. A idéia de Shepard foi dividida em duas

partes:
Primeiro : Escolba uma configuracio inicial arbitraria.

Segundo : Nesta etapa, Shepard movimentava os pontos da configuragio. Para fazer isto ele
baseava-se em dois objetivos:

- O primeiro objetivo era diminuir 0 nimero de dimensdes do espago (Shepard iniciava a
analise no espaco de maior dimensdo possivel).

- O segundo objetivo era procurar aumentar o ajuste dos pontos da configuragdo a ordenagéio
das medidas de proximidade observadas.

3.2.2.2. Método de Kruskal (1964).

A anilise de Kruskal inicia-se pela procura de uma fungio objetiva, digamos S. Para se
definir esta fungdo existe uma condigio: a funcdo S tem que medir o ajuste da configuracio X a
matriz de distincias ou similaridades observadas. Isto é, dado uma matriz de distancias ou
similaridades observadas A=(J;;) de ordem nxn, calcular uma configuragdo de pontos X
num espago Euclidiano k-dimensional, que reproduza m=n(m-1)/2 distidncias entre pontos,
denotadas por D=(d;;). A condigio é que a fungdo S deve produzir um nimero que mostre o
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quanto a solugiio estd ajustada aos dados. Para definir a fungdo S, Kruskal impe que a

distincia entre os pontos obtidos seja uma fungéio monoténica das proximidades observadas:

f(§--) (3.2.4)

onde f deve ser uma fungdo mondtona crescente ou decrescente. Isto é, se considerarmos uma
fungfio crescente, esta deve satisfazer o seguinte;

e f(aij)sf(ald):dij <dy (3.2.5)

Desta maneira, 0 objetivo € estimar uma relagdo de monotonicidade ndo paramétrica
entre A e D. Em geral, a equagio (3.2.5) néio & satisfeita para qualquer configuragio X. Por
essa razdo, surge a necessidade de avaliar ¢ calcular a fun¢do objetiva S, que deve produzir um
numero que mostre o quanto a solugio esta ajustada aos dados. Pensando em definir a fungao
S, Kruskal foi o mais intuitivo possivel. Comegou analisando as discrepéncias existentes entre
d;j € f{5;), que podem ser observadas nas linhas pontilhadas, no grafico 3.1, que mostra uma

fungdo f qualquer monotonica.

Grifico 3.1. Grafico de discrepincia entre d;j e f(5y)

Y DN TANCIA
X : PROMIMIDATES
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As discrepancias sio dadas por d;-f(3;), ndo interessando o seu sinal. Tanto as
positivas como as negativas, sdo interpretadas igualmente ¢ consideradas indesejaveis, Kruskal
entdo define uma fungfio objetiva S, chamada f-STRESS, em fun¢do das discrepancias
quadraticas. O f-STRESS, em sua primeira verséo foi dado pela formula;

m m 2
f-STRESS= % X (dij - f(aij)) (3.2.6)
i=1lj=1

O f-STRESS, definida na equacdo (3.2.6), é invariante com respeito a rotagdo, reflexfio
e translagio de X (isto quer dizer, 4 transformagGes de X para AX+B, com A matriz ortogonal
¢ B matriz arbitraria). Para que a medida de STRESS seja invariante com respeito a dilatagio, é
necessario incluir o fator escala, isto é:

m m 2
2 2 [d-1(35)]
1=l =1
f -STRESS = 3.2.7)
mm ,
5 3 d:
1=1}=1 L
m m 2
= .?1(% -1{s)
f-STRESS=-— 1% (3.2.8)
m m a2
L X (d5-3)
]
1i=13=1
m m
Ez-ad”
onde: ‘&ij S e equagdes (3.2.7) e (3.2.8) sdo invariantes com respeito a
m

dilatagdo (isto quer dizer, & transformagdes de X para bX, onde b é um escalar). Em aplica¢des
de MDS$ ndo métrico, 0 uso das equagtes (3.2.7) ou (3.2.8) causa uma pequena diferenca ha
pratica, mas quase sempre ¢ recomendavel a equag8o (3.2.7). Para a analise apresentada neste
trabalho, usaremos & equagio (3.2.7).

Percebe-se que quanto maior for o =STRESS, pior é o ajuste da configuracio e da
funcdo f as observacdes. O f~STRESS, obviamente, sempre é ndo negativo. Se for nulo,
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implica que di=f(8;) Vi, e tem-se, portanto, a representagfo perfeita, no sentido das
distincias estarem perfeitamente relacionadas com as proximidades pela func¢do f.

Em seguida, procura-se uma medida de ajuste de configuragdo, independente da fungio
f. Define-se entdo:

STRESS(A,X) = min (f-STRESS(A,X)) V f (3.2.9)

significando que esta sendo usada a melhor fungio f para a configuragdo dada. Pode-se notar
que a monotonicidade exigida pelo modelo nem sempre ¢ obtida na configuragio, entdo

definimos:
djj = f(5ij) (3.2.10)

-~

onde dij s30 numeros monotonicamente relacionados com as proximidades & (isto §,

satisfazem a desigualdade 3.2.5) ¢ minimizam o STRESS dado por:

y 3 [a..-d :
X X [d-dy]
_i=g=il oY
m m
X 3 al
1=1)=1 )

S = STRESS(A, X) (3.2.11)

Uma vez definido o STRESS, define-se a configuragdo X a partir das observagoes A. A
obten¢do da melhor configuragdo consiste na obtengdo daquela que produz o menor valor
possivel para o STRESS. Esta configuragio X s aquela que tem o menor S, para uma dada
matriz de proximidades A. Ou seja, a configuragio Xeé aquela para a qual é valida a igualdade:

STRESS(A, X) = min(STRESS(A,X)) Vv X (3.2.12)

3.2.2.3. Procedimentos para Obtenciio da Solucio de Método de Kruskal,

A seguir descrevemos as etapas do procedimento para obter a solu¢io do MDS néo
métrico, pelo método de Kruskal.
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- Primeira Etapa

Escolher uma configuragio inicial X arbitraria num espago k-dimensional. Note que
quando a escotha da configuragio inicial € bem feita, economiza-se varias iteragdes no processo
de obtencdio da solugio do MDS néo métrico. Para escolher a configuragio X arbitraria deve-

se obedecer duas condigdes:

i) X; #X jVi, J,onde X ;e X j sdo pontos da configuragdo X.
i) X ndo pode estar contida em R’ tal que t<k, onde k é a dimens@io do espaco da configuragio

procurada.
Sugestdes para escolher a configuragdo inicial;

a.- Iniciar com a solugio do MDS métrico.
b.- Gerar os pontos X,X7,...,Xq a partir de um gerador de nimeros aleatorios.

Qualquer que seja a escolha da configuragdo X, esta deve satisfazer duas condigGes:
- X deve ser normalizado, isto é, o seu centro de gravidade deve localizar-se na origem do

sistema de coordenadas.
- A soma das distdncias de seus pontos A origem do sistema deve ser igual a 1, isto é,

n k 5
% Exi=1
i=1j=1 Y

- Segunda Etapa
Esta etapa refere-se a obtengdo dos djj. Ao se estimar os djj, deve-se lembrar que

estes s30 apenas nimeros reais, nfo sdo distdncias. Ndo ha uma configuragio cujas distdncias
entre 0s pontos sejam dij- Os dij sdo apenas uma seqiténcia monotbnica de niimeros,

escolhidos o mais proximo possivel dos djj, que sdo usados como referéncia para o grau de
monotonicidade das medidas d; . Logo, pode-se considerar a estimativa dos d;; como um
problema de Regressdo Monotdnica (ver apéndice E) que consiste em procurar os dij sujeitos

& restri¢dio de monotonicidade, e que tornam minima a soma de quadrados do numerador do
STRESS (ver equagdo 3.2.11), uma vez que, para uma dada configuragio X, a soma

m m 2
Z z di' éﬁxa.
i=1j=1 Y
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- Terceira Etapa
Esta etapa consiste apenas do calculo do stress e da analise do seu resultado. Isto €,
através dos &ij ¢ obtido o STRESS para a configuragio X. Se o valor do STRESS satisfizer as

condigdes do experimentador, esta configuragdo € a solugdo do MDS ndo métrico, caso

contrario passa-se a etapa seguinte.

- Quarta Etapa

Procura-se uma nova configuragio X, que minimize o0 STRESS. O problema consiste
na otimiza¢do do STRESS (isto é, na minimizagio). Sabe-se que o STRESS definido na
equagio (3.2.11) é fungdo da configuragdo X, pois as distincias djj sdo obtidas a partir da

configuragio X. Isto é:

m m . 12

z .Zl[dij ¥ dij]

i=1j= o= -
e = £(%).%5, %) (3.2.13)

Y % dZ
i=1j=1 1

S = STRESS(A,X) =

Logo, através da equagiio (3.2.13), percebe-se que o STRESS ¢ uma fungio de varias
variaveis, pois temos n pontos, cada ponto pertencente ac espago k-dimensional
(%; cRK onde : i = 1,2,...,n). Concluimos, entio, que o STRESS ¢ uma fun¢do de nk

~

variaveis. A solugio do MDS nio métrico € dada pela configuragio X = (ﬁl,):&z,,,,,;:in) que
minimiza a funcdo S. Esta solugio pode ser obtida resolvendo um problema de Analise

Numérica que usa a técnica conhecida como Método dos Gradientes' ou Método Steepest-
descent’. Retorna-se em seguida a segunda etapa do procedimento

3.2.3.- Algoritmo de Shepard-Kruskal

Nesta parte apresentamos o diagrama que mostra como foi desenvolvido o algoritmo
pratico para o MDS ndo métrico. A idéia é juntar os dois métodos, o de Shepard ¢ o de
Kruskal, pois segundo a literatura, o método final de Kruskal foi baseado no método de
Shepard.

! Método dos Gradientes.- Método numérico, usado para minimizar fungdes, usam uma medida de declividade
da fungfio para indicar a diregfio do minimo,

2 Método steepest descent,- Método numérico de minimizac3o de fungBes com varias variaveis. (f R* - R).
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Grafico 3.2. Diagrama do Algoritmo de Shepard e Kruskal

mcIo )
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3.2.4. Regra de Kruskal,

A regra dada por Kruskal (1964), para avaliar a tolerancia do STRESS ¢ a seguinte:

STRESS > 20% INSATISFATORIQ-FRACO
5%s STRESS < 20% SATISFATORIO-FAVORAVEL
STRESS < 5% BOM
STRESS =0 PERFEITQ

3.2.5. Diagrama de Dispersio

O diagrama de dispersdo para uma determinada configuragio é um grafico das medidas
di; em fungio das medidas 8j. Portanto, este diagrama tem assinalado um ponto para cada par

de estimulos.

Grifico 3.3. Diagrama de Dispersio.

Y - IISTANCIA
R : PROKIMIDADES

N\/
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Este diagrama foi utilizado na definigio da fungfo de ajuste e pode também ser um
auxiliar do proprio stress na avaliagdo do ajuste da configura¢do aos dados. Uma vez obtida a
solugo do MDS, pode-se construir um diagrama de dispersdo com duas finalidades.
Primeiramente, verificar se a relagiio exigida entre disténcias d; e medidas de proximidade &;
foi obedecida nessa solucdo. Secundariamente, procurando obter uma impressdo visual do
ajuste da configuracio aos dados, uma vez que ja foi obtido o valor numérico do ajuste através
do STRESS. Outra forma de verificar, serta achando o coeficiente de Correlagio de Pearson
entre d ij ¢ 8;, pois eles devem exibir uma dependéncia linear, isto €, uma correlagio alta

indicara um bom ajuste da configuragao.
3.3.- Modelo Euclidiano Ponderado

Pode-se perceber que todos os métodos mencionados até agora sobre Escalonamento
Multidimensional (MDS) sfio apropriados para analisar uma sé matriz de distincias ou
similaridades. O Modelo Euclidiano Ponderado (The Weighted Euclidean Model), muitas vezes
conhecido como Escalonamento de Diferengas Individuais (Individual Differences Scaling), é
denominado assim por Caroll ¢ Chang (1970), devido ao fato de cada individuo ser associado
a uma matriz de distincias ou similaridades.

Em muitas aplicagdes, particularmente em areas de Psicologia e Estudo Sensorial,
apresentam-se uma série de matrizes de distincias ou similaridades para anélise. Por exemplo,
em uma compara¢io de bebidas, cada membro de um painel de provadores (ou
experimentadores) pode fornecer uma matriz de similaridades entre pares de bebidas; em
mercadologia, individuos em diferentes partes de uma cidade podem ser requisitados para
comparar varios produtos que estdo competindo no mercado e, em Psicologia, individuos de
diferentes grupos de idade podem ser requisitados para julgar as similandades entre varios
pares de estimulos. As vezes, este tipo de andlise é considerado como um Escalonamento
Multidimensional sobre estrutura de grupos.

A literatura aponta trés aproximagdes comums para analisar o modelo. Bloxom (1968),
Horan (1969) e Carolt ¢ Chang (1970) descrevem o primeiro modelo incorporando um peso
para cada individuo sobre o modelo original de distdncia métrica de Torgerson (MDS métrico).
Este modelo € muitas vezes chamado de INDSCAL, por ser identificado com o programa de
computacdio INDSCAL, proposto na primeira versdo por Caroll ¢ Chang (1970) ¢ usado na
soluglo da estimativa dos parametros.

Para evitar confusio entre o modelo € o programa de computagdo, o modelo em

questio serd chamado de Modelo Euchdiano Ponderado. A segunda aproximagio & o
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procedimento ndo métrico que ajusta 0 Modelo Euclidiano Ponderado denominado de
ALSCAL, desenvolvido por Takane, Young € De Lecuw (1976), ele trabalha com uma medida
de ajuste semelhante do STRESS denominado de S-TRESS. Qutra aproximag¢io mais geral é
chamada de Modelo Trés modos para o MDS (Three-mode Model to MDS); este modelo foi
usado por Tucker (1972) em alguns estudos psicofisicos, e serd descrito, de maneira resumida,
na parte final do presente capitulo.

Iniciaremos a discussiio do Modelo Euclidiano Ponderado, baseado na teoria de Bloxom
(1974), Davison (1983), Seber (1984), Krzanowski ¢ Marriott (1995). Ressaltamos que este
modelo ¢ muito aplicado na pratica €, além disso, os programas de computagio voltados para
¢le foram avaliados por Schiffiman, Reynolds e Young (1982) € a maior parte dos principais
softwares estatisticos 0 mencionam.

3.3.1.- Problema Geral do “Modelo Euclidiano Ponderado”

Suponha que temos S individuos e 1 estimulos, cada individuo com sua respectiva

matriz de similaridades ou distancias:

Ag=08.. =12 I s=12..8

ijs
Definimos a matriz de dupla centraliza¢do:
By = HAGH = [1—(l)11‘]A [1—(l)nt]
g = Hagtl = n S n
1 : Matriz de identidade.

1 : Vetor de uns.
A= (-1/2) 8

onde:

Entdo, o procedimento do MDS métrico ou ndo métrico produz uma configuracio de
pontos p-dimensional com coordenadas:

Xs = (Xis) para i=1,2.,I k=12 K. s=12,..8
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Esta matriz de coordenadas estimadas também é conhecida como matriz de
coordenadas dos estimulos, e satisfaz;

Bsz){s}cs,t

onde X5 é uma matriz de coordenadas dos estimulos de ordem (IxK) para o individuo s com
elementos Xiks. Aqui Xiks € a coordenada do individuo “s” para o estimulo “i” na dimensio
“K”. Por outro lado, consideremos uma matriz X de coordenadas dos estimulos comums para
todos os individuos com elemento X;x, onde Xk indica a coordenada do estimulo i na dimensio
k. Os elementos da matriz X (de cada individuo), isto é, Xy sdo supostamente relacionados
a0s elementos da matriz de coordenadas dos estimulos comums X. Isto quer dizer que Xjks esta

relacionada de alguma maneira com Xjk.

3.3.2.- Soluciio do Modelo Euclidiano Ponderado
Como estamos supondo que X esta relacionado com X, entdo, Caroll € Chang (1970)
postulam um modelo relacionando o conjunto de coordenadas dos estimulos comums Xj e
pesos Wy com as coordenadas de cada individuo X da seguinte forma:
Xiks = Xik Wks (3.3.1)

onde; i=1,2,...1 k=12 K e s=12..8S

Se W ¢ definido como uma matriz diagonal de ordem (kxk), isto é:

WS] 0
0 w
W, :Dlag[wslsWSZ=-~awsK]: . 52 .
0 0 . WSK

entdo, a equagho (3.3.1) € escrita na forma matricial da seguinte maneira:
Xs= X W (3.3.2)
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Da equaciio (3.3.2) podemos perceber que, a partir da configurago para cada individuo
X vamos tentar encontrar uma sé matriz de coordenadas dos estimulos comums X para todos
os individuos ¢ uma matriz de peso W respectivo a cada individuo. De acordo com o modelo
(3.3.1) podemos calcular a distincia Fuclidiana entre os estimulos a partir da configuragio X,

isto ¢,
1

K 275
dijs { % (¥iks - Xjks) }2 (333)

Na equagdo (3.3.3), djjs refere-se & distdncia entre os estimulos i ¢ j a partir da
configuraciio do individuo s. Substituindo a relagio (3.3.1) na equagfio (3.3.3) temos:

|

K 277
2
dijs:[kglwks(xik“xjk) }2 (3.3.4)

A equagio (3.3.4) expressa a suposi¢do fundamental do Modelo Euclidiano Ponderado.
Estes pesos Wys 530 as vezes chamados pesos importantes. Também pode-se observar que se
os pesos aumentam, havera influéncias sobre as distancias entre os estimulosi e j.

3.3.3.- Ajustando ¢ Modelo Euclidiano Ponderado

Nesta se¢do daremos uma idéia de como ajustar os pardmetros do Modelo Euclidiano

Ponderado. Da equacéo (3.3.2) temos :

entdio o problema ¢ encontrar as coordenadas da matriz comum para todos os individuos X e

os pesos W para cada individuo.
Por outro lado, como conhecemos as matrizes de similaridades ou distancias para cada
individuo, podemos pelo MDS métrico, encontrar uma configuragdo de pontos tal que:

B;= X Xsl (3.3.5)
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Substituindo-se a equagio (3.3.2) na equagio (3.3.5) temos:
Bg = XWWixt = xw2xt (3.3.6)

Da equagio (3.3.6) nota-se que o problema ¢ estimar X ¢ Wy de tal forma que
XWSX!  seja aproximadamente igual a Bs. Isto, em termos praticos, quer dizer que se
tomamos um elemento de ambas igualdades da equagfio (3.3.6) elas podem ser expressas da

seguinte maneira:

K
2
bijS = kglxik)(jkwks + gijS (33.7)

onde: €;j5 ¢ um erro pequeno.

Para estimar esses parimetros uma alternativa ¢ utilizar o método de quadrados
minimos alternados. Krazanowsk (1994) diz que a estimagfio do modelo € uma generalizagio
do problema de Two-Way, tratado por Eckart e Young (1936), para procurar os valores Xik,
Xik € Wis , @ partir do conjunto de valores conhecidos byjs.

Como mencionado, uma alternativa para a solugdo ¢ utilizar o0 método de quadrados
minimos, da seguinte maneira:
Fixar Xxe Wksz com valores iniciais arbitrarios e achar os valores de Xjx que minimizem

a seguinte expressio:

1S K )2
szlZ bijs—k§IXikakas (3.3.8)

Mantendo os valores estimados de Xjx ¢ pegando os valores originais de Wskz, achar
valores de Xjx de forma que estes continuem minimizando V. Finalmente, para estes valores
estimados Xik e Xjx achar os valores de wsk2 para que V ainda seja minimizado.

Como pode-se notar, estas trés minimiza¢des formam uma sequéncia de métodos
iterativos. A sequéncia continua até que exista uma mudanga significativa dos valores Xy X ¢

2 A )
Ws entre duas sequéncias sucessivas.
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3.3.4) Escolha da dimensiio adequada baseada na bondade do ajuste

Quase sempre a dimensfio é desconhecida, entdo usamos esse fato para obter solugdes
em algumas dimensdes e escolher entre elas, baseado no principio de Bondade do Ajuste dos
dados, ¢ sobretudo da interpretabilidade dos resultados. Davison (1983) considera que uma
estratégia razoavel é desenvolver uma estimaggo a priori da dimenséo k*, e a partir dai obter
solugBes de (k*-3) a (k*+3) dimensdes, ¢ escolher dentre essas sete solugdes. Mas, na pratica,
dificilmente esse critério € usado. A seguir descrevemos algumas das caracteristicas de medidas
de bondade de ajuste que usam os procedimentos ALSCAL e INDSCAL.

O procedimento INDSCAL ¢ formalmente uma generalizagio em n-fatores da
decomposigdo candnica para dois fatores de Eckart e Young (1936). O procedimento
INDSCAL ¢ realizado apos uma convers3o inicial das similaridades observadas em produtos
escalares, obtendo-se alternadamente as estimativas de quadrados minimos dos pesos W (para
estimativa fixa da configuragio X) e depois a configuragio X supondo W dado.

Se o procedimento INDSCAL proposto por Caroll ¢ Chang (1970} € usado, a medida
de ajuste a ser usada ¢ a correlagiio entre o produto escalar e o produto escalar estimado. O
programa INDSCAL inicia a analise com uma matriz produto escalar que ¢ calculada para cada
individuo, utilizando a dupla centralizaggo, como mencionados na equagio (3.3.5) € (3.3.6).

Uma vez estimados as coordenadas estimulos iik e estimadas as ponderacOes para
cada individuo \i’ks, o produto escalar estimado pode ser calculado substituindo-se a

coordenada dos estimulos estimados iik e o peso estimado para cada individuo ‘%ks na

equagdo (3.3.7), obtendo-se:

-~

K. . ~2
bijS: b XikXjkWis (3.3.8)

k=1
Na forma matricial, a equagio (3.3.8) pode ser escrita como;

B, = KW2%t (33.9)

A medida de ajuste usada pelo algoritmo INDSCAL é a correlagiio simples entre o

produto escalar original by e 0 produto escalar estimado b rsi’ isto €,
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3 3§ (-0 (65,5

r= i=1j=1s=1 1 6310
I T S 21 S /. ,. 2 “2—
bD -b..] ¥
Lzljgls;l( IJS ) i= 1j§ls§( 1_]s )

Na equagio (3.3.10) b... é a média total do produto escalar original, isto &,

I T S

T S S by (3.3.11)
= T=r=

da mesma forma b... é média total do produto escalar estimado, isto é,

§ 1IISA

-2 X X by (3.3.12)
128i= 1j=1s=1

A medida de ajuste também pode ser calculada para cada individuo. Isto serd a
correlagdo entre o produto escalar original e o produto escalar estimado para cada individuo s:

I

= E: JZ]( ijs =B )(bijs_b”s) . 5313
LZ 121( 'Jsgb"s)zrzlé (s - “__5)2}2

~

Na equagdio (3.3.13) b..s e b..g sdo 2 média do produto escalar original e estimado,

respectivamente, para cada individuo.

Por outro lado, o procedimento ALSCAL foi desenvolvido por Takane, Young e
DeLeeuw (1976). Este procedimento ¢ o mais comum, sendo mencionado na maioria dos
softwares estatisticos, ¢ trabalha com uma medida de ajuste chamada S-STRESS (devido a sua

semelhanga com o STRESS) dado por:
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1
232
3 3 (a2-d3)
S-STRESS =| =L=1_
p> Zd
i=1j=1

Nota-se que as medidas de STRESS (MDS ndo metrico) ¢ S-STRESS (Modelo
Euclidiano Ponderado) decrescem com a methora dos dados ajustados, entre tanto a correlagio
r ¢ uma medida que aumenta quando o ajuste dos dados methora. No entanto, a medida de
ajuste ndo € unica nem suficiente para decidir a dimensfio. Na literatura existem diversas
pesquisas sobre este procedimenio, as mais comums 580 os trabalhos de de Levy (1981),
Takane, Young e DeLeeuw (1980) e Young, DeLeeuw e Takane (1976).

3.4- MDS Métrico a partir de uma matriz retangular de dados de
preferéncia ou semelhanca.

Até agora vimos analise de matrizes quadradas. Na pratica ¢ comum a analise sobre
matrizes retangulares. Mostraremos como aplicar Escalonamento Multidimensional (MDS) em
tais matrizes baseados no trabalho apresentado por Dillon ¢ Goldstein (1984). Muitas vezes
queremos medir a preferéncia de determinados estimulos por individuos. As avaliagdes de cada
individuo podem estar em quaisquer das escalas de mensuragdo (razdo, intervalar, ordinal ou
nominal). O mais comum ¢ té-las numa escala ordinal,

Suponhamos que temos S individuos e I estimulos. A cada individuo se apresenta os 1
estimulos ¢ se pede que uma nota & (para todo 5=1,2,...5 i=1,2,....]) seja dada, de acordo com
a preferéncia por cada estimulo. Tais preferéncias podem ser dispostas numa matriz, da

seguinte forma;

ESTIMULOS
E1 E2 El
511 512 8II
INDIVIDUOS 2 St S -
S 851 Bsr Ss1
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A partir desta matriz de preferéncias podemos achar as distdncias entre individuos ¢ as
distancias entre estimulos. A partir de tais matrizes de distdncias, aplicando o MDS métrico ou
ndo métrico podemos estimar uma nova configura¢io de pontos tanto para os estimulos, como
para os individuos na mesma dimensdo. Isto é, seja a matriz X no espago RFa configuragio de
pontos estimados para os individuos. Seja a matriz Y no espago RFa configura¢io de pontos
estimados para os estimulos. Neste caso, se os estimulos sfo considerados como variaveis
aleatorias, entio a solugdo acima poderia ser comparada com o método Q ou R na Analise
Multivariada (ver apéndice B). As configuragtes de pontos descritas acima poderiam ser
descritas matricialmente da seguinte forma:

X1 X120 X1k Yim. Y12 - Yik
X X vee X

x=| 21 *22 v T2k V= Ygl Ygz ) Y%k
Xs1 *s2 -+ *Sk/gxk m 2o Y/

Como as matrizes X ¢ Y encontram-se na mesma dimensdo, podemos achar a distincia
Euclidiana entre as linhas dessas matrizes. Isto implica que podemos achar a distincia
Euclidiana entre individuos € estimulos, da seguinte maneira:

1

dig = !él(xip - Ysp)z}2

Por outro lado se k=2, pode-se representar os pontos das matrizes X € Y em um plano
de coordenadas, denotando assim o comportamento conjunto de individuos e estimulos em um
mesmo plano. Este estudo de matrizes de preferéncia é conhecido como “ Analise de Espagos
Unidos” (joint-space analysis). Uma interpretagdo usual neste tipo de dados € a seguinte:
suponha que ds4 é a menor distancia euclidiana ajustada dentre todas as distancias. Isto estaria
indicando a maior preferéncia do pelo individuo 3 estimulo 4.

3.5.- Generalizacio do Modelo Euclidiano Ponderado
Nesta se¢iio daremos uma idéia, de forma resumida, de um modelo que é mais geral do

que o modelo Euclidiano Ponderado. Os primeiros trabalhos sobre este modelo geral foram
54



Capiiulo 3 - Outros tipos de MDS

propostos por Caroll (1972) e Tucker (1972}, que o denominaram de Modelo Trés Modos
{The Three-mode model).

Como no modelo Euclidiano Ponderado, neste modelo também ¢ assumido a existéncia
de uma matriz grupo de estimulos X ( isto &, esta matriz X ¢ Gnica para todos os individuos).
De acordo com este modelo geral, a relagio entre as matrizes X e X, € mais complexa do que a
do Modelo Euclidiano Ponderado, como descrevemos a seguir.

Do modelo Euclidiano Ponderado, equag@o (3.3.2), sabemos que:

Xg=XWy (3.5.1)

O modelo Trés modos é expresso da seguinte maneira:

XS = XW5TS (3.5.2)

onde;

W, ¢ é uma matriz diagonal de pesos (esta matriz é igual & matriz definida no Modelo
Euclidiano Ponderado).

T, : é considerada uma matriz de transformagdo.

A equagio (3.5.2) pode ser interpretada como as coordenadas no espago do individuo,
que podem ser obtido através da combinago, ponderagiio e rotagic das coordenadas no
espago grupo. Nota-se que o modelo Euclidiano Ponderado € um caso particular do modelo
Trés modos, pois basta fazer T=I. Em termos praticos, a matriz de transformagio T,

basicamente produz uma rotagéio nos eixos originais.

O modelo em termos de distancia pode ser considerado como:
K 212
dijs = k}":l(xiks - Xjks) (3.5.3)

onde;
Xixs . € 8 coordenada do estimulo i na dimensdo k do individuo s.
Xiks - € a coordenada do estimulo j na dimensgo k do individuo s.
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Capitulo 3 - Outros tipos de MDS

Se considerarmos a matriz R=T.T,, com elementos 1, . , entdo a equagio (3.5.3)

kk>s

pode ser escrita em fung8o dos elementos da matriz (X,), da seguinte maneira:

{3.5.4)
+ Wi W, T Koy, =X | %, —X,
k > 2 k k) 2 ?
k=1p, :1(1(, :f—'k) § " s kkes\ 1 ] ik ik

Se rkk =0, entdo o modelo (3.5.4) reduz-se ac modelo Euclidiano Ponderado. A
£

somatoria dupla na equacdo (3.5.4) sobre as dimensdes k e Kk’ representa a soma das interagdes

entre as diferengas das coordenadas sobre todos os possiveis pares de dimensdes. Os

parimetros 1 caracterizam o tamanho e a diregfio da interagdo entre as diferencas das

kk>s

coordenadas das dimensdes k e K” nos julgamentos do individuo s, pois o sinal de rkk’s
indica a dire¢do da interagfo e o valor absoluto indica o tamanho daquela interaggo.

Tuckers {1972} afirma que a matriz de pesos W; e a matriz de transformacio T, néo
representam a mais concisa descrigio das caracteristicas individuais. A parte de estimaciio ndo
sera desenvolvida, pois, na pratica, os pesquisadores optam pelo Modelo Euclidiano
Ponderado. Por outro lado, Caroll (1972) baseia-se no modelo Trés Modos para formular o
Modelo de preferéncia Ponto Ideal Geral, que sera descrito detalhadamente no capitulo IV.
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Capitulo IV

MODELOS DE PREFERENCIA

4.1.- Introdugio

Neste capitulo, estamos interessados em apresentar os modelos de preferéncia baseados
na teoria proposta por Caroll (1972), Davison (1983), Artes (1991) e Warren (1992). Os
modelos de preferéncia surgem com a idéia do modelo de distincia para dados de preferéncia
muitas vezes conhecidos como Modelos Desdobrados (Unfolding Models), assim chamados
por Coombs (1964). Caroll (1972) considera este tipo de analise como uma Analise Externa de
MDS, porque se inicia com dados de preferéncia para cada individuo e com a suposicéo de que
j& conhecemos uma configuragico de pontos (que neste trabatho s@io as varidveis ndo
observaveis da solugiio do MDS). A partir dai formula-se modelos para cada individuo, os
quais podem ser ajustados usando técnicas da Andlise de Regressdio Linear Miiltipla ou
Regressdo Monotonica ou Isotdnica, e atraveés desse procedimento encontrar o ponto de
preferéncia méxima de cada individuo. Por outro lado, Davison (1983) considera a anélise
como Modelo de distincia para Preferéncias, mas baseado na idéia de Caroll. Observa-se que
os modelos de preferéncia sdo exclusivamente para dados de preferéncia individuais.

Neste capitulo apresentamos os quatro modelos de preferéncia. O primeiro modelo € o
de Vetor de Preferéncia, considerado modelo linear, ¢ os seguintes sdo os modelos Ponto Ideal
ou Euclidiano Simpies, Ponderado e Geral, considerados modelos nfo lineares. Na segunda
parte, faremos a estimag¢io métirica e nio métrica dos modelos. Neste capitulo trabalharemos
basicamente sobre a solugiio que é obtida através da técnica de MDS (métrico, ndo métrico, ou

euclidiano ponderado).
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Capitulo 4 - Modelos de Preferéncia

4.2.- Problema Geral dos Modelos de Preferéncia

Partamos da suposi¢do de que temos I estimulos, S individuos e &;; indicando a
preferéncia do individuo s pelo estimulo i ( s=1,2,...,8 e =1,2,...,1). A partir desta informagéo,
podemos encontrar uma configuragio de pontos 5( de ordem (IxK) para poder expressar o
comportamento dos estimulos utilizando a técnica do MDS. Para efeitos de notagdo, a matriz
X sera denotada simplesmente por X. Esta matriz X ¢é muito importante, € a partir dela que
serdo formulados os modelos de preferéncia. Fazendo analogia com o trabalho de Artes (1991),
a matriz X é considerada como uma matriz de planejamento, ¢ com respeito & Analise de
Regressdo ela é considerada como a matriz das regressoras (varidveis independentes) em
relagio 4s respostas individuais de preferéncias &;s, que sdo consideradas como variavel
resposta, Entio vamos definir a matriz X da seguinte maneira:

11 %12 Xk estimulo.1
x _ Xo1 Xpp e Xy estimulo.2
IxK — M . s M

Xn *p -+ ¥y estimulol

Pode-se notar que a matriz X descreve o comportamento dos I estimulos em K
dimensBes para os S individuos. Na pratica, essas dimensdes podem ser consideradas como
atributos, fatores ou variaveis ndo observaveis, pois, por definicdo, os atributos sdo
considerados combinagdes dos estimulos. O tnico problema, que sempre acontece na pratica, €
tratar de identificar essas dimensfies mediante nomes especificos que serfio tratados como
atributos. Para o desenvolvimento dos Modelos de Preferéncia j& se pressupde conhecida a
matriz X, ¢ sobre essa matriz formularemos modelos para poder encontrar o ponto de
preferéncia maxima para cada individuo.

Na prética, também recomenda-se encontrar uma configuragio de pontos para os
individuos, isto €, achar uma matriz de distincia para os individuos e a partir dai encontrar a
configuragio de pontos que explique graficamente o comportamento dos mesmos, para depois
ter uma idéia da relagiio existente entre estes individuos e os estimulos (ver se¢dio 3.4). Por
outro lado, os Modelos de Preferéncia podem ser formulados nas escalas de mensuragio
intervalar, razio, nominal ou ordinal. Diante do exposto, estudaremos os Modelos de
Preferéncia.
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Capitulo 4 - Modelos de Preferéncia

4.3.- Definicio dos Modelos de Preferéncia

4.3.1.- Modelo de Preferéncia Vetor.

O meodelo de preferéncia Vetor foi analisado por Caroll (1972) e Bechtel, Tucker e
Chang (1971). A unica suposi¢do forte é considerar que as preferéncias (8;s) estdo relacionadas

linearmente com as dimensdes (ou atributos). Por esta razdo, o modelo de Preferéncia Vetor €
considerado modelo linear. A formulagio estatistica foi proposta da seguinte maneira:

K
o k}i IXIkBkS +8S

onde:

;s 6 a preferéncia do individuo s pelo estimulo i.

Xik : € a coordenada para o estimulo i no atnibuto (ou dimensdo) k.
Bys : € o pardmetro a se estimar do individuo s na dimensdo k.

&, : é uma constante aditiva unica para o individuo s.

Para todo: 1=1,2,...,1,s=1,2,... . Sek=12. K

A equagdio (4.3.1) pode ser escrita na forma matricial da seguinte maneira:

SS=XBS+eS
onde:
3
(5.18 X}l Xl_k XI'K
§S: 5'15 X = X.il X!k . xi_K ﬁs:
& X . X . X
\"Is/1x 1 \" I Ik IK/IxK

.3.1)

(43.2)

Kx1
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A equagio (4.3.2) é a mesma usada numa Regressdo Linear Multipla, exceto que o etro
neste caso ¢ Unico, mas ainda, é considerada uma constante. Também percebe-se que temos
uma equagio de regressdo para cada individuo. As estimativas dos parimetros B podem ser
feitas através de quadrados minimos, e a interpretagdo € a mesma que em uma regressio linear
miltipla, isto é, os parmetros B¢ representam a importancia de cada atributo na preferéncia do
estimulo pelo individuo.

Tudo é bascado na seguinte idéia de Caroll (1972): Suponhamos que temos 5 estimulos
(A,B,C,D,E), 2 dimens@es (ou atributos} x; ,x; e 2 individuos, isto €& =5, K=2 e S=2.
Consideremos o espago dos estimulos (o seguinte grafico pode ser feito sobre os eixos dos

atributos):

Grifico 4.1, Esquema do Modelo de Preferéncia Vetor.

x2 INDIVIDUG I

ABCDE : ESTIMULOS
X1 : ATRIBUTO 1

X2 : ATRIBUTO 2
Le M : INDIVIDUOS
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A idéia basica dessa interpretagio € imagtnar nesse espago a existéncia de vetores, cada
um associado a um individuo, que indicam a diregdo do crescimento de sua preferéncia. Dessa
forma, a ordem de preferéncia dos estimulos para um determinado sujeito seria dada pela
projecdo dos estimulos em seu correspondente vetor. Por exempio, do grafico 4.1 é possivel
observar que o individuo 1 prefere o estimulo C, seguido pelos estimulos D, E, A e B.
Analogamente a ordem de preferéncias (de maior a menor preferéncia) dos estimulos para o
individuo 2éE, C, A, DeB.

4.3.2.- Modelos de Preferéncias Ponto Ideal ou Euclidiano

Os modelos Ponto Ideal podem ser expressos de trés formas diferentes, em ordem
hierarquica como Simples, Ponderado e Geral. Estes modelos nfio precisam da suposi¢io de
linearidade, dai que sio considerados modelos ndio lineares. Eles partem do principio de que
para cada individuo existe um estimulo, que € o de preferéncia maxima (ponto ideal), e que,
guanto mais parecido com ele for o produto, maior seré sua preferéncia.

4.3.2.1.- Modelo Ponto 1deal Simples (P.LS).

Considerado o modelo mais elementar, parte do principio de que todas as dimensdes
(ou atributos) sdo igualmente importantes. A Unica mudanga que pode ocorrer é no peso
estimado para cada individuo. Este é o primeiro modelo que assume fungio ndo linear ¢ ¢
apresentado da seguinte maneira:

K

Sis= T wg(xj —mg

+eg (43.3)
k=1

)2

onde:

;s : é a preferéncia do individuo s pelo estimulo i.

Xk : é a coordenada para o estimulo i no atributo (ou dimensiio) k.
Ty - € o ponto ideal a estimar do individuo s na dimensgo k.

W, . é 0 peso a ser estimado para o individuo s.

€, : ¢ uma constante aditiva iinica para o individuo s.

Paratodo: i=1,2,...I,5~1,2,.. Sek=1,2,. K
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Capitulo 4 - Modelos de Preferéncia

A idéia deste modelo é formar curvas de isopreferéncia. No grafico 4.2 as
circunferéncias sfo interpretadas como linhas de isopreferéncia e o centro s&o os pontos ideais.

Retomando o exemplo do Modelo de preferéncia vetor temos 5 estimulos (A,B,C,D,E),
2 dimensdes (ou atributos) x; ,x; e 2 individuos, isto & =5, K=2 e §=2. Consideremos o
espaco dos estimulos representado no grafico a seguir, que pode ser feito sobre os eixos dos
atributos:

Grifico 4.2. Linhas de Isopreferéncia de um Modelo Ponto Ideal Simples.

xz/\

| NDIviDUOT |

| moivibuon |

X1

ABRCD.E : BRTIMULOS
X1 : ATRIBUTO 1
Xz ; ATRIBUTO 2

Le Il : INDIVIDUOS
P.LS. ; PONTO IDEAL SIMPLES

Nota-se nesse espaco a existéncia de circunferéncias, as quais denominaremos de linhas

de isopreferéncia, associadas a cada individuo que indicam uma ordem na preferéncia pelos
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estimulos. Do grifico 4.2 temos que, para o individuo I os estimulos mais preferidos
encontram-se entre B, A e E, e os estimulos com menor preferéncia sio D e C. Analogamente,
para o individuo II temos que os estimulos de maior preferéncia sdo D, C ¢ E, e os estimulos
menos preferidos sdo A e B.

Na parte de estimagio do modelo, mostraremos que o modelo de Preferéncia Vetor é
considerado um caso particular do modelo Ponto Ideal Simples.

4.3.2.2.- Modelo Ponto 1deal Ponderado (P.LP).

Os modelos ponto ideal simples e ponto ideal ponderado diferem apenas na forma de
definicdo dos pesos w,, isto €, vimos que o Modelo Ponto Ideal Simples assume igual
ponderagdc para todos os atributos (ou dimensdes), enquanto que o Modelo Ponto Ideal
Ponderade permite uma ponderacio diferente para cada dimensdo (ou atributo). O modelo €
apresentado da seguinte maneira;

2 %
lwks(xik_nsk) teg (4.3.4)

N MR

onde:

Ois : é a preferéncia do individuo s pelo estimulo i.

Xk : € a coordenada para o estimulo i no atributo (ou dimensdo) k,
sk - € o ponto ideal a estimar do individuo s na dimenséo k.

Wi | € 0 peso a estimar para o individuo s na dimenséo k.

€s : € uma constante aditiva unica para o individuo s.
Para todo: =12,.. . I,8=1,2,...Sek=1.2,.. K

Pode-se notar que a equagdo (4.3.4) ¢ similar a0 modelo Euclidiano Ponderado para
similaridades (ver equag8o 3.3.4). As unicas diferengas sfio o ponto ideal Ty e a constante

-, m *
aditiva €5 .

A seguir mostramos a idéia grafica do Modelo Ponto Ideal Ponderado. No grafico 4.3
observa-se como ficam as linhas de isopreferéncia para 2 individuos com 2 atributos. Agora
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estas linhas sdo elipses, cujo centro continua sendo o ponto ideal. Retomando o exemplo

anterior, temos:

Grifico 4.3. Linhas de isopreferéncia de um Modelo Ponto Ideal Ponderado

= /\

[ mNoviDuo 1 1

ARC,DE : BSTIMULOS
X1 ;: ATRIAUTO 1
X2 : ATRIBUTO 2

Ie I : INDIVIDUOS
P.LP..: PONTO IDEAL PONDERADO

A idéia basica do modelo é imaginar nesse espago a existéneia de elipses associadas a
cada individuo, os quais indicam a ordem da preferéncia pelos estimulos, assim o grafico
mostra que o individuo I prefere os estimulos B, E ¢ A, e com menor preferéneia os estimulos
D e C. Analogamente, para o individuo II, temos que os estimulos mais preferidos sdo D, C ¢
E, ¢ 05 estimulos com menor preferéncia sio A e B.

Na parte de estimagfio do modelo mostraremos que o modelo de Preferéncia Vetor € o
modelo Ponto Ideal Simples s#o casos particulares do modelo Ponto Ideal Ponderado.
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4.3.2.3.- Madelo Ponto Ideal Geral (P.1.G).

O modelo Ponto Ideal Geral é considerado como uma extensio do modelo para
similaridades proposto por Tuckers (1972), (ver capitulo III, secdo 3.6). A seguir o modelo ¢é
apresentado baseado na forma modificada dada por Davison (1983).

Este modelo assume que existe uma matriz (KxK) de transformaciio Ts e uma matriz
diagonal de pesos W, para cada individuo. A matriz Ty é considerada uma matriz de
transformacfo linear, a qual produz uma rotagio nos eixos originais. A interagio é traduzida
como uma mudanga da diregdo nos eixos da elipse (ver figura 4.4). Aplicando estas matrizes
sobre a matriz X, ¢ produzida uma nova matriz de coordenadas para cada individuo, isto é:

Xg = XW,T, (43.5)

Descrevendo as matrizes da equacio (4.3.5) temos:

L ¥t
s o Fiks v FIKsl¥
_ _*
(XS}IXK_ Xi:ls xi:kS Xi?(s Xi_
¥
s Fks ' TIKs Xy
\—o—
1 Xk XK | %1
g = %1 Xk Xk (%
X1 X[k XK /%]
*
WJS 0 0
% ' *
_{ 0 w 0
(WS)KXK - _ks ]
) %
0 0 w
Ks.
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;% * *
t t t
11s 12s 1Ks
& #*
* |t t t
T =| 215 22s 2Ks
5/ KxK :
* ¥ *
t t ..t
\ kls k2s KKXs

O modelo de preferéncias (4.3.5) pode também ser escrito da seguinte forma;

K 2
Ojg = kE 1(Kiks B ﬂsks) +e3 (43.6)

A equagio (4.3.6) esta indicando a distdncia entre o estimulo i ¢ o ponto ideal do
individuo s. Consequentemente a equacio (4.3.6) expressa o modelo Ponto Ideal Geral em
termos da resposta de cada individuo e as coordenadas para os estimulos dada pela matriz X, .

onde:

dis . € a preferéncia do individuo s pelo estimulo i.

Xiks : € a coordenada para o estimulo i no atributo (ou dimenséo) k em X..
s . € 0 ponto ideal a ser estimado do individuo s na dimensdo k em X,.
g, : é uma constante aditiva (inica para o individuo s.

Paratodo 1=12,.. 1,812, . .8Sek=12,. K

No grafico 4.4 mostramos a idéia do Modelo Ponto Ideal Geral, onde percebemos a
mudanca nos eixos das elipses associadas a cada individuo.
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Grifico 4.4. Linhas de Isopreferéncia de um Modelo Ponto 1deal Geral.

AB,C.DE : BSTIMULOS
X1 : ATRIBUTO 1
X2 s ATRIBUTO 2

Ie O ; NDIVIDUDS
P.LG. : FONTO IDEAL FERAL

Como visto anteriormente, neste modelo a idéia é imaginar a interagdo entre as
dimensbes (ou atributos) como uma rotacd3o nos €ixos, onde através das elipses pode-se
perceber a ordem das preferéncias pelos estimulos associadas a cada individuo. Do grafico 4.4
vemos que o individuo I tem maior preferéncia pelos estimulos B, E ¢ A, e os menos preferidos
sio D e C. Para o individuo II os estimulos mais preferidos sdo D, C e E e os estimulos menos
preferidos sio A e B.

A seguir descrevemos o procedimento para simplificar o Modelo Ponto Ideal Geral. A

equagio (4.3.6) pode ser escrita vetorialmente como:
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5 _[** 4*]t(_* _.*) %
=% -7y ) (% - ey 43.7)

Pode-se perceber que a equagdo (4.3.7) estd escrita em termos da matriz X,. Agora
vamos a escrever tal equagio em termos da matriz X.

Da equagdo (4.3.5), multiplicando as matrizes temos:

K x % K * % K *
kzzlxlkwkstkls kzlxikwkstlds kzlxlkwkstkks
K * % K * X ¥ %
(Xs)IXK - kz IXZkW s t s kE 1x2kw s t s kE lxzkw s t s
K+ x K s K 4oy
kilxlkwkstkls kz 1xﬂcwk5tk25 kE X]](Wkstkks

¢ escrevendo vetorialmente:

(XS)IXK: i;t ) {T:][W:Jiz}t

L (4.3.8)

¢ :

S, [( %) t

T [W JXI
AR 8

Da equacao (4.3.8) vemos que a relagdo entre a matriz X ¢ a matriz X, €

. * ¥ .

Xl' = (TS][WS]XI (4‘3.9)

analogamente, pode-se mostrar que:
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Substituindo as equagdes (4.3.9) e (4.3.10) na equacéio (4.3.7) temos:

o 0 o Cl 1 0 oy G O S

Operando na equagfo (4.3.11) temos:
- -t % *t % 1/, ~ #*
8is=(%; —7s) (WS](TS )[TS](WSJ(X |~ Tg)+eg
Fixando:
Rst :T;tTS*

e substituindo na equagfo (4.3.12), temos:

5 Ié ( )2 % * .
— X - W T W
is L1 ik sk ks kks I
K £ % *
oz (xll "51)("11{ ”sk)“’krklsw *
k=2(k=1) S is
SRR SRR My
+ X — i X., —m& W T, W -+
s2 N\ "k sk k2s
k=1k=2) k 2s
e e +
K-1 % % * *
R P e
k =1(k #K) k K

(4.3.10)

(4.3.11)

(43.12)

(4.3.13)

(4.3.14)

(4.3.15)
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¢ mais ainda, a equagio (4.3.15) pode ser escrita da seguinte maneira:

K % % 2
515 = X Vks rkks(xﬂc sk) *
k=1
3.16
kK  ox o , @310
+ ¥ W W r (x. -7 ) X - +e
, viik o Tskg L, , 8
k=1 =1k 2k) ks . ks ik sk
isto mostra que a equacdio (4.3.6) pode ser escrita como a equagio (4.3.16).
Seja a seguinte mudanca de variavel:
_ 2 ¥ %k
Wks = Wks rkks (4317)
Da equagdo {(4.3.17) pode-se mostrar que:
1
- 2
* _ ks
Wyg = e (4.3.18)
Tkks
1
WZ
% k’s
| SR ee— (4.3.19)
k’s *
r
k’k’s
¢ sgja também:
#*
r
kk’s
rkk,sz——~*——;—~ (4.3.20)
Mkes”
k*k’s
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Substituindo as equagdes (4.3.17), (4.3.18), (4.3.19) e (4.3.20) na equaglo (4.3.16)

>

temos:
K 2
6= % Wik )
k=1
1 1 4.3.21)
K K = =
+ > Y W2 w2 r (xlk —::rsk) X - +e:
k=1 1 =k) ks k,skk’s ik’ sk’
Entdo mostramos que a equacdo (4.3.6) pode ser escrita em termos da matriz original
X.
onde:

3is: € a preferéncia do individuo s pelo estimulo i.

X . € a coordenada para o estimulo i no atributo(ou dimensio) k.

Tt . € 0 ponto ideal a ser estimado do individuo s na dimenséo k.

Ta . € o ponto ideal a ser estimado do individuo s na dimenséo k',

Wy, . € 0 peso a ser estimado para o individuo s na dimensfo k.

Wys | € 0 peso a ser estimado para o individuo s na dimensio k.

ra’s | € a interagdo entre as dimensdes {ou atributos) k e k' para o individuo s.
g : é uma constante aditiva tmica para o individuo s.

Para todo: k#k onde: kK,k=12,........_.. .. K.

O sinal e valor absoluto de ry's na equagio (4.3.7) caracterizam a dire¢o € a magnitude
da interagiio entre as dimenstes (ou atributos) k € k' nos julgamentos do individuo s,
respectivamente, Também percebe-se que o modelo de Preferéncia Vetor, o modelo Ponto
Ideal Simples e o0 modelo Ponto Ideal Ponderado sdo casos particulares do modelo Ponto Ideal
Geral, pois se na’~=0, para todos os pares de dimensdes (ou atributos) k e k’ entfo a equagio
(43.7) é igual ao modelo Euclidiano Ponderado (ver equagio 43.4). E além disso, se as
ponderagOes sdo iguais para as K dimensdes (ou atributos), isto € ww, = W, entdo o modelo
Ponto Ideal Simples ¢ um caso particular do modelo Ponto Ideal Geral. Assim, o modelo de
Preferéncia Vetor também é um caso particular deste.
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4.4.- Estimacao dos Modelos de Preferéncia

Nesta se¢do descreveremos dois métodos para estimar os modelos de preferéncia que
estio ligados & avaliagiio dos individuos (8js). Quando a avaliagio dos individuos (8js) estiver
em uma escala razio ou intervalar, sera denominada de estimagdo métrica. Se a avaligio estiver
em uma escala ordinal ou nominal, serd denominada de estimagido ndo métrica.

4.4.1, Estimacio Métrica

A estimagio dos modelos de preferéncia na parte métrica serd realizada usando,
basicamente, a Regressdo Linear Miltipla. Para isto sera analisada a parte matricial, com o
proposito de construir alguns testes de hipoteses que servirio para medir a qualidade do ajuste,
assim como para interpretar methor os modelos. Assume-se que sdo satisfeitas todas as
suposi¢des para uma Analise de Regressdo Multipla, ver Draper e Smith (1981).

4.4.1.1.- Estimacio do Modelo de Preferéncia Vetor

Ja vimos que o modelo de Preferéncia Vetor fo1 expresso da seguinte maneira:

K
5-15 = ki XikBks +& (4.4.1)
¢ na forma matricial pode ser escrito como:
Og = XPg+8g (4.4.2)

A equacgio (4.4.2) pode ser estimada através do método de quadrados minimos em uma
Regressio Linear Multipla, pois estamos supondo que as K dimensdes (ou atributos) estio
relacionadas lincarmente com as preferéncias (8,). A andlise produz estimativas dos pardmetros
para cada individuo, isto é, [§ g & também, € g Além disso, estima-se um coeficiente de

correlagio multipla Rys” .
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Interpretacio dos parimetros

~

A interpretaciio dos pardmetros estimados [3 s ¢ semecthante a de uma anilise de

Regressdo. O coeficiente de correlagio multipla (sz) indica a proporgdo da varidncia da
preferéncia dos individuos que pode ser avaliada pelas k dimensGes (ou atributos) no modelo e,
também pode ser considerada como uma medida de ajuste para o modelo.
Por outro lado, pode-se testar a significincia do coeficiente de correlagdo multipla
(R..) mediante as seguintes hipoteses:
Hp : Rvsz =0
H; :R*>0

A estatistica F a ser utilizada é:

2
R [-K-1
VS X( )

F- [I“R\zrs] K zF[K]’[I_K_I]

4.4.1.2.- Estimacio dos modelos Ponto Ideal ou Euclidiano

A estimag8o destes modelos consiste basicamente na linearizagio e reparametriza¢do

dos modelos originais.

- Estimaciio do Modelo Pontg Ideal Simples (P.1.S).

Vimos que o modelo Ponto Ideal Simples € expresso da seguinte maneira (ver equagio
4.3.3)

.
8. = Ws(xik“nsk) +8g {4.4.3)

2 2 *
6is =Wy ink + ¥ 1("2Wsnskxik) T Twny tEg (4.4.4)
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Reparametrizando, temos:

K ) *
Eg = kaSnSk +Eg (4.4.5)
=]

Bks = —zwsﬂsk (446)

e, substituindo (4.4.5) e (4.4.6) na equagao (4.4.4) temos:

K, K
8 =wg Txi + NP X, e (44.7)
- k=1 k=1

Na equagdo (4.4.7), se Wy = 0, entdo obtém-se o modelo de Preferéncia Vetor, por
conseguinte vemos que o modelo de Preferéncia Vetor, € um caso particular do modelo ponto

Ideal Simples.
Em forma matricial a equagiio (4.4.7) pode ser escrita da seguinte maneira:

8 =XBS +eg (4.4.8)
onde:

68:[818 Syg o i o SIS]M

’ K 5
X X e X . X ¥x
11 12 1k 1K " 1ll(:
X X X X sz
21 722 Zk 2K y 2k
X®= :
K
2
i1 %2 *ik K T
: =1
: K-
X X X X sz
11 2 Ik IK Ik
k=1 'Ix(K+1)
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t
BE=(515 Brg - Bys - PKs WS)(K+1)x1

A equacio (4.4.8) pode ser interpretada come um modelo de Regressio Linear Multipla
¢ 0s parimetros podem ser estimados via quadrados minimos. A andlise produz estimagdes dos

pardmetros, isto €, BS e também € 5 Além disso, estima um coeficiente de correlagio multipla

R.’.

Interpretacio dos parimetros

A partir dos parametros estimados g, vamos estimar o ponto ideal, pois da equagio
(4.4.6) temos que:
. Pk
— S
2w

O coeficiente de correlagio multipla (Rey) ¢ usado como uma medida de ajuste do
modelo. Também podemos testar a significAncia do coeficiente de correlagio miltipla (Re’)
mediante as seguintes hipdteses:

Hy:R.’=0
A estatistica F a ser utilizada é:
2
F= Res X(I—— K-2)

[I_Rgs) (K+1) mF[K"'I]’[I“K_Z]

Por outro lado, o modelo Ponto Ideal Simples ajustado aos dados € também usado para
testar as seguintes hipoteses:

Ho : R =Ry
H,: R882 > Rv52

A estatistica F a ser utilizada é:
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2 2
e (Res _RVS] X(I*K—z

)
ED “M-x-2]

€8

A rejei¢do da hipotese Hp implica que o modelo Ponto Ideal Simples avalia methor a
preferéncia do individuo s do que o modelo de Preferéncia Vetor. Além disso, também
podemos dizer que 2 rejeigio de Hy indica que as preferéncias de cada individuo ndo sio

relacionadas linearmente para algumas dimensdes (ou atributos).

- Estimacio do Modelo Ponte Ideal Ponderado (P.1.P),

equacdo 4.3.4).
K 2 u
Ojs = Zwks(xik ~mg) eg
k=1
Desenvolvendo a equagdo (4.4.10) temos:
K , K K 5
Ojs = kz‘;’ksxik *kz [‘zwksxik"sk) T LWk T Es

e, reparametrizando a equacéo (4.4.11) temos:

K *
Ss = kélwksﬂsk +ES

Prs = ~2W Mo

Substituindo as equacdes (4.4.12) € (4.4.13) na equagdo (4.4.11) temos

K

K
_ 2
8is = Z Wisik *, 2 Prs¥ik T8

J4 vimos que o modelo Ponto Ideal Ponderado é expresso da seguinie maneira (ver

(4.4.10)

(4.4.11)

(4.4.12)

(4.4.13)

(4.4.14)
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Na equagio (4.4.14) se: Wi = W, observamos que o modelo Ponto Ideal Ponderado
reduz-se ao modelo Ponto ideal Simples. Analogamente, se Wi = 0, entfio o modelo Ponto
Ideal Ponderado reduz-se ao modelo de Preferéncia Vetor. Desta forma observamos que os
modelos de preferéncia Vetor e Ponto 1deal Ponderado s3o casos particulares do modelo Ponto
Ideal Ponderado.

Na forma matricial a equagdo (4.4.14) pode ser escrita da seguinte maneira;

8g=XWBY +g (4.4.15)

onde:
t

652[815 825 ESis SISJIXI

11 12 -+ ¥IK "%1 x%z X:IZK
X X2 X2 Xz
XW=|%21 f22 v T2K P21 T2z v MK
X X X X2 X2 X2
I1 2 K "Il 2 IK}IX(K-I—K)

t
By:(ﬁls BZS BKs Wis Wog o wKS)[K+K}x1

A equagiio (4.4.15) pode ser interpretada como um modelo de Regressio Linear
Miultipla, consequentemente, os pardmetros podem ser estimados via quadrados minimos.

Interpretacio dos parimetros

A.andlise produz estimadores para os parimetros, isto ¢, BY, ¢ também és; além
disso, estima um coeficiente de correlagdo multipla Rwsz. A partir dos pardmetros estimados

gv , vamos estimar ¢ ponto ideal, pois, da equacio (4.4.13), temos que:

&Sk _ Bks

- (4.4.16)
2Wks
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O coeficiente de correlagio multipla Rys® é usado como uma medida de ajuste do
modelo. Também podemos testar a significincia do coeficiente de correlagio multipla RWS2
mediante as seguintes hipoteses:

Hp: Ryss=0
H;: ng2 >0
A estatistica F a ser utilizada é:
2
po Ry (-2K-0)

[FR%\(SJ (2K) ~ T f1-2K 1]

Por outro lado, o modelo Ponto Ideal Ponderado ajustado aos dados é também usado
para testar as seguintes hipoteses:
Hp - Rwsz = Re52
H1 . Rw32 > Rf:s2

A estatistica F a ser utilizada &:

2 2
[RWS - Res) < (I-2K-1)

F= (I_R%vs] (K-1) "”‘F[K-l],[l—zK—l]

A rejeigio de H,y indica que o modelo Ponto Ideal Ponderado € razoavelmente mais
apropriado do que o modelo Ponto Ideal Simples. Isto, em termos praticos, quer dizer que os
pesos para o individuo s ndo sfio 1guais para todas as k dimens3es (ou atributos).

Também pode ser feito o seguinte teste:

. 2_ 2
Ho : Rys" =R
. 2 2
Hl . RWS > Rvs
A estatistica F a ser utilizada é:
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__[Rir‘R@ (-2K-1) __
F= [“Rij T KM I-2k-)

A rejeicio da hipotese nula indica que o modelo Ponto Ideal Ponderado ajusta melhor
os julgamentos do individuo s do que o modelo de Preferéncia Vetor . Além disso, pode-se
afirmar que as preferéncias do individuo ndo sio linearmente relacionadas para algumas
dimensdes (ou atributos).

- Estimacio do Modelo Ponto Ideal Geral (P.1L.G).

Demonstrou-se, na segio 4.3.2.3, que o modelo Ponto Ideal Geral pode ser escrito da
seguinte maneira (ver equagio 4.3.21):

1 (4.4.17)

Desenvolvendo o quadrado e multiplicando na equagdo (4.4.17) temos:

o, = g T x2 -2x.. T +7r2 +
is = Ykskks| *. ik”sk " sk
k=1 ik

K 11 (4.4.18)
*

Y wi w2 r Xikx-k, —2xik7r o +7rsk:rz' o teg

ke =1k’ zk) < ‘ : s

+
k

N MR

e, escrevendo convenientemente a equagio (4.4.18), temos:
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K

>
Ketio=t{kork) ks o

2 K
5-152 ZwksxikJr ) [—2w

K

+ 2
k=

K
+3
KElo=i{kork] ks o

K =

> w2 w2
Ho=1{kozk) ks |
1 1

K
pa w2 w2

Também pode-se mostrar que:

K
2

1l 1
w2 w2

Seja a seguinte reparametrizagio:

E =
3

+

bys=

ks"ik”sk)

K K
MosfikSik- = = L 2W

k=1(k’ <k)
Iéw Jl'z +

ks sk
k=1
1 1

K K A1
3 b w2 w2 r

k:lks =}.(k’ ?’-‘k) ks ks kk” s

K

b
kk’s

k> =1k’ = k)

1 1
=2w2 w2

ks k’s

2w

K

+ z_wksﬂ-sk +

*
TikosTsk ®sk-  &s

1l 1
2 W2 T Xi

X
k™,
1

*
T +e
sk 8

sk’

1 1
2 w2 r T
ks k’s

r
kk’s

kk’s sk’

ks

(4.4.19)

(4.4.20)

(4.4.21)

(4.4.22)

(4.4.23)

80



Capitulo 4 - Modelos de Preferéncia

Para facilitar os calculos, a equagfo (4.4.22) pode ser escrita na forma matricial:

bs = 2Mgng 4.4.24)
onde:
.
bls T
b?s Fin 52
bs = ' ﬂ:s = :
PKs/kx1 \"sKJ Kxl
A matriz M ¢ definida da seguinte maneira:
Mg Mg - ™iKs
M= 21s T22s 7 MKs
MK1s MK2s " TKKs/gxK
onde cada elemento da matriz M € escrito como
1 1
w2 w2 ng  —>sek=k
mkk’s ks k) 8 V k,k’=1,2,‘.‘.,K

Wi~ sek=k

Substituindo as equagdes (4.4.20), (4.4.21), (4.4.22), (4.4.23) na equaglo (4.4.19)
obtemos a seguinte equagao:

5= 2 b > weod + 3 T b (4.4.25)
. = X + W X + X X- +8 4.
187 12 ks*ik o] ksik K=1(ki<k) kkos™ik ik 7 &8

que pode ser escrita na forma matricial como:

5 =XBBE + e (4.4.26)
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onde:
t
85=(8y5 By o By o Byl
X X2 X2 XX Xq1X
X1 - fIK %1 %K 11"12 - *1171K
x8=\%21 - %2k *21 -+ X2K *21%p2 -+ X21M2K
X X2 X2 X11X X11X
1 - XIK *1 - K OXn*p oo IIIKIx[zK.,.%K(K_l)]

t
Bg:[bls st s o YKs bZIS bK(K“I)SJ[2K+lK[K—1j]
2

A equagdo (4.4.26) pode ser interpretada como um modelo de Regressio Linear
Multipla, implicando que os pardmetros podem ser estimados via quadrados minimos.

Interpretacio des parametros

A analise produz estimativas dos parametros, as quais s8c denotadas por, Bg, e

também & s além disso, estima um coeficiente de correlagdo miltipla R,,".

A partir dos pardmetros estimados B§: podemos estimar os elementos da matriz M, ,

isto ¢, da equagio (4.4.23). Primeiramente, estimamos fj o Ou seja:

kkos

Tidos = (4.4.27)

[N T[S e o4

|
w2
kS k’s

2w

Depois, usando a equagdo (4.4.27), podemos estimar facilmente a matriz M 5, para

entdio estimarmos o ponto ideal para cada individuo através da equagio (4.4.24), ou seja:
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(4.428)

O coeficiente de correlagdo miltipla R, é usado como uma medida de ajuste do
modelo. Também podemos testar a significdncia do coeficiente de correlagio multipla R,
mediante as seguintes hipoteses:

Hy:Ry* =0
H, :R,>0
A estatistica F a ser utilizada ¢é:
RY [T 2K(K+3)- 1}
F= gsz X "; ~F 1 i
(1-RY] [2KE+3)] LK+ I-LR(K+3-1]

Por outro lado, o modelo Ponto Ideal Ponderado ajustado aos dados é também usado
para testar as seguintes hipoteses:

Hy : Ry’ =Ry’
H, : Rg32 > Rw32

A estatistica F a ser utilizada &

[Rés a Ri’sj [I - %"K(K + 3) - 1]

[1-112] ’ [1xE-1)] ﬁF{%K{K—Q},[I%K(KH)-}]

gs

F=

A rejeicio de Hy sugere que o termo da interagdo Ik’s ndo € igpal a zero para um o
mais pares de dimensdes (ou atributos).

A segunda estatistica F usada para testar as hipoteses:

Hy: Rgs2 = Res2
I"Il . Rg32 > Re52
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¢ dada por:

(R - RZ,) -1k +3)-1]

) T TR e

A rejeigdo da hipdtese nula indica que o modelo Ponto Ideal Geral ¢ mais apropriada
para avaliar os julgamentos do individuo s do que o modelo Ponto Ideal Simples. Isto estaria
indicando que ndo se presume igual ponderagdo para todas as dimensdes (ou atributos). Qutro
motivo € a presenga de interago entre algumas dimensdes (ou atributos).

Também pode-se testar as seguintes hipoteses:

H[] . Rgsz = Rvsz
H]_ : Rggz > Rvsz

A estatistica F usada ¢ :

[Rés - R?zs] X[I— Ir®+3- 1] )
(1- R? S) [ Lx@ +1) F%K(Iu D} 1-1x@E+3)-1]

F=

A rejeigio da hipotese nula indica que o modelo Ponto Ideal Geral é mais apropriada
para avaliar os julgamentos do individuo s do que o modelo de Preferéncia Vetor. Outro
motivo para a rejeicio € a possivel existéncia de interagio entre algumas par de dimensdes (ou
atributos). Também a rejeicio da hipotese nula estaria indicando a nfo linearidade entre as
preferéncias do individuo e as dimens&es (ou atributos).

4.4.2, Estimac¢io Nao Métrica
A estimagio nio méirica, serd usada quando as avaliagdes dos individuos (;s) forem

medidas em escala ordinal. A idéia basica € encontrar para cada individuo uma transformago
mondtona, que aplicada a d;s faga com que os modelos ja mencionados possam ser ajustados

via quadrados minimos.
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A seguir mencionamos o algonitmo descrito por Artes (1991) para estimar os modelos
nesta parte ndo meétrica.

4.4.2.1.- Algoritmo da estimacio nio métrica,

- Passo |
Ordenar as avaliagdes dos individuos 8;s de forma ascendente.

- Passo2
Estimar o modelo utilizando 8;5 como vari4vel dependente.

- Passo 3
Com o modelo estimado calcular os valores ajustados para cada estimulo.

- Passo 4
Aplicar o algoritmo de Regressdo Isotonica (ver apéndice) aos valores ajustados pelo

modelo, o qual vamos denotar por y'°.

- Passo S
Estimar novamente o modelo utilizando y como variavel dependente.

- Passo 6
Repetir os passos 2, 3 e 4 até que algum critérnio de convergéncia seja satisfeito.

Ao final do processo serdo obtidas as estimativas apropriadas € os coeficientes de
regressio para serem utilizados na estimagdo dos pontos ideais, matrizes de rotagio e pesos.

Os testes F mencionados na parte métrica perdem sua validade, mas podem ser

utilizados como indicadores da melhoria do ajuste aoc se mudar de modelo. Por outro lado,
sugere fazer testes ndo paramétricos para medir a quatidade do ajuste do modelo.
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4.4.2.1.- Critério de Convergéncia

Como critério de parada do processo iterativo, Artes (1991) sugere, calcular a diferenga
relativa maxima entre os pardmetros estimados em iteraghes sucessivas:

.
g —p{

;Vk: 1,2,““....

Quando por duas iteragdes sucessivas, essa diferenca foi inferior a 0.01, interrompe-se o

processo de estimagcéo.

4.5.- Observacies a respeito dos Modelos de Preferéncia

Como em todo modelo estatistico, existe sempre criticas construtivas sobre o modelo.

Isto é facil de notar quando trabalhamos, sobre tudo, na pratica, pois, as vezes, os dados a
serem analisados ndo satisfazem as suposi¢Ges teoricas.

Por exemplo, nem sempre a estimativa do suposte Ponto Ideal pode ser interpretada
como a localizagio do estimulo de maior preferéncia. Isto s& acontece s¢ duas condigdes forem

satisfeitas:

a.- A estimativa ‘a’ks do peso correspondente ao atributo k do individuo S € positiva.

b.- Que por ocasifio do planejamento se estabeleca que os estimulos sejam avaliados de modo

que ;5 cresga conforme diminua sua preferéncia.

Davison (1983) assinala que Caroll (1972) discorre sobre a violagdo da condigio a. O
autor sugere que quando esta for violada, ﬁks seja interpretado como a localizagdo do

estimulo de menor preferéncia, denominando este ponto como Ponto Anti-ideal. Deste modo,
quanto mais préoximo se estiver deste ponto, menor serd a preferéncia. Na pratica também
costuma-se mudar de sinal para os pontos ideais quando estes tiverem pesos negativos.
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Capitulo V

APLICACAO EM MERCADOLOGIA

3.1. Introducio ao problema

No cendario financeiro atual estdo surgindo bancos com novos conceitos. E cada vez
mais freqiiente que um banco assuma operagdes de outros, ¢ & crescente o clima de
competitividade na busca de novos clientes e manutengic dos atuais. Neste contexto, a
pesquisa de mercado tem papel cada vez mais relevante, uma vez que a rentabilidade repousa
em sua carteira de clientes e ndo mais nas aplicagbes financeiras, como ocorria nos tempos de
inflagio alta. Recentemente, uma empresa de pesquisa de mercado realizou uma pesquisa
quantitativa, visando o monitoramento e avaliagio do atendimento prestado ac novo segmento
de clientes. Por razdes de ética, nfo serdo revelados os nomes das empresas envolvidas.
Ressaltamos, no entanto, que se trata de um caso real que tem o proposito de ilustrar o
potencial e as limitagdes das técnicas de Escalonamento Multidimensional e Modelos de
Preferéncta, desenvolvidos anteriormente.

Através do desenvolvimento desta aplica¢do, além da ilustragdo, fica delineada uma
estratégia de analise e sua facil operacionalizagio, de forma que a mesma possa ser utilizada
também em outras 4areas, sem maiores dificuldades. Diante do exposto, optamos por
documentar, neste trabalho, a analise de apenas um dos aspectos pesquisados: o aspecto
relativo a avaliagdo de imagem institucional, tal como percebida através de um item do
instrumento (questionario) utilizado na coleta dos dados.

Este capitulo € composto de 9 se¢les. Na segio 5.2, € descrito o processo de coleta de
dados, bem como a escolha dos estimulos estudados. Na secdo 5.3 € apresentada a metodologia
estatistica adotada. Na secfio 5.4 sdio apresentados os resultados para cada diretoria. Na se¢do
5.5 sdo apresentados os resultados para o total, e na se¢io 5.6 os resultados para estrutura de
grupos. Na segfio 5.7 € feita a andlise comparativa dos resultados via MDS. Nas segdes 5.8 ¢
5.9 focalizamos o desenvolvimento metodoldgico dos Modelos de Preferéncia, bem como a
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discussdo final dos resultados. Na Gltima se¢fio, 5.10, apresentamos as conclusdes gerais da

aplicagdo.

5.2. Coleta de Dados.

5.2.1. Metodologia

A populagiio alvo, neste caso, foi definida como clientes PJ (pessoas juridicas), que
compdem o segmento de interesse da instituigfio financeira, recentemente incorporado.

A metodologia de coleta adotada foi a de entrevistas telefonicas, sendo o instrumento
um questiondrio estruturado. Para ilustrarmos melhor como ocorreu a coleta de dados,

mostramos, a seguir, o seguinte esquema;

Grafico 5.1. Esquema da Coleta de dados.

S
EMPRESA

RESPONSAVEL PELA
PESQUISA

COLETA DOS DADOY

O interesse da avaliagdo institucional foi contemplado em um item do questionario, no
qual as variaveis ndo foram explicitamente mensuradas, mas coletadas indiretamente nas

comparagdes intercaracteristicas. Assim, aos respondentes foi solicitado que ordenassem, de
88



Capitulo 5 - Aplicagio em Mercadologia

forma crescente em importdncia, caracteristicas institucionais de bancos entre sete
caracteristicas selecionadas. Na linguagem mercadologica, estas sio chamadas de estimulos.

5.2.2. Amostra

O universo abordado € o de empresas que compdem o “Segmento Corporate” (clientes
de maior importéncia). Deverdo responder por estas empresas, o seu Diretor Financeiro ou
Responsavel por contas a pagar nas pracas de Rio Grande do Sul, Sdo Paulo, Rio de Janeiro,
Parani, Santa Catarina, Ribeirdo Preto, Campinas, Nordeste, Minas Gerais, Brasilia, Goias,
Espirito Santo, German Desk e Japan Desk.

O tamanho da amostra foi de 513 individuos, divididos em 12 regides, os quais foram
denominados de diretorias. A seguir mostramos a tabela 5.1 descrevendo as diretorias, regides
e tamanho de cada diretoria.

Tabela 5.1 : Estrutura dos dados por diretorias.

....... : DIRETORIAS . ; | i “

diretoria 1 n =49 Rio Grande do Sul

diretoria 2 n; =49 Sdo Paulo

diretoria 3 =47 S50 Paulo

diretoria 4 n; =43 530 Paulo

diretoria 5 ns =47 Rio de Janeiro

diretoria 6 s = 49 Parani / Sta. Catarina

diretoria 7 n; =51 Riberdo Preto

diretoria 8 ng =52 Campinas

diretoria 9 ng = 50 Norte / Nordeste
diretoria 10 e =51 Minas Gerais / Brasilia / Gotas/ Espirito Santo
diretoria 11 n; =12 German Desk

diretoria 12 =13 Japan Desk

5.2.3. Descricio dos Estimulos

Os estimulos que mencionaremos a seguir sio referentes as caracteristicas dos bancos,
ou s¢ja, aquelas que indicam aspectos associados 4 instituigdo como um todo.
- Estimulo 1 : Localizagdo geografica das agéncias.

- Estimulo 2 : Especializagdo em grandes clientes.
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- Estimulo 3 : Solidez da instituigdo.

- Estimulo 4 : Lideranga de mercado.

- Estimulo 5 : Agilidade operacional da estrutura administrativa.
- Estimulo 6 : Autonomia de profissionais.

- Estimulo 7 : Parceria no relacionamento com empresas.

A pergunta formulada para o individuo foi: Qual destes estimulos €, na sua opinido, o
mais importante em 12 lugar? em 22 lugar?,..., em 7¢ lugar?. Pode-se notar que cada individuo
estava sujeito a dar sua preferéncia, de mais importante a menos importante, para os sete

estimulos.
5.2.4. Criacio do arquivo

Os dados foram digitados em arquives ASCII e posteriormente lidos pelo softaware
estatistica SAS, através do qual foi gerado um tnico arquivo de dados enderecado pela variavel
classificadora diretoria, ¢ 7 estimulos (EST1-EST7). O arquive em questio continha 513
individuos, 7 estimulos e uma variavel classificadora. Este arquivo foi bésico para o
processamento dos dados até a identificagdo das novas dimensdes (ou atributos), bem como
para os Pontos Ideais.

A estrutura deste arquivo pode ser vista na tabela 5.2, onde cada linha corresponde a
avaliago de um individuo e suas respectivas preferéncias, e as colunas representam os 7
estimulos, bem como a variavel classificadora. Percebe-se que o individuo 1 pertence a diretoria
2 {(grupo 2). Por exemplo, para este individuo, o estimulo 5 era o mais importante, seguido
pelos estimulos 6, 1, e assim sucessivamente o estimulo 4 foi o menos importante.

Tabela 5.2 . Estrutura do arquivo de dados em forma inicial.

Individuos EST2 EST3 EST4 ESTS EST6 EST7?
ind.1 4 5 7 1 2 6
ind.2 6 1 s 3 2 4
ind.3 1 2 5 6 4 3

ind.513 5 4 6 2 1 3
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5.3. Metodologia Estatistica

O processo analisa a percepgio dos individuos, na moldura amostral ja descrita, quanto
as preferéncias dos caracteristicas institucionais do banco.
A metodologia estatistica adequada para este tipo de pergunta pode ser estruturada em

duas partes:

i- A primeira parte consiste da aplicagdo do Escalonamento Multidimensional (MDS) para
obter uma representagio grafica dos estimulos de forma a visualizar suas posigdes relativas, na

menor dimensdo possivel.

ii.- A segunda parte consiste na estimagio dos Pontos Ideais individuais através dos Modelos
de Preferéncia, de forma a obter o comportamento dos individuos frente aos estimulos.

Em ambas as partes, como se poderé observar, a metodologia usada foi 0 MDS ¢ os
Modelos de Preferéncia. O esquema apresentado na figura 5.2 documenta as diversas etapas
usadas no procedimento de Modelos de Preferéncia via MDS. Este esquema de metadologia
estatistica dos dados, apresentado na figura 5.2, descreve como foram analisados os dados.
Além disso, descrevemos em cada etapa, os procedimentos do S.A.S usados.

Os procedimentos do SAS usados neste trabalho foram os seguintes:

- Procedimento FREQ.= Procedimento usado para calcular tabelas de frequéncias.

- Procedimento CORRESP. = Este procedimento permite realizar a técnica da Analise de

Correspondéncia.
- Procedimento IML. = Procedimento usado para calcular distincias.

- Procedimento MDS. = Este procedimento permite realizar © Escalonamento
Multidimensional.

- Procedimento TRANSREG. = Este procedimento permite realizar os Modelos de

Preferéncia.

91



Capitulo 5 - Aplicagfio em Mercadologia

Figura 5.2, Esquema da Andlise Estatistica.
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5.4. Resultados via MDS para Cada Grupo (Diretoria)

A solugdo foi obtida utilizando-se a técnica de Escalonamento Multidimensional (MDS)
ndo métrico ¢ MDS sobre estrutura de grupos. Para este proposito, o primeirc passo foi
encontrar uma matriz de distincias que caracterizasse o conjunto de dados, tal como foi visto
nos capitulos II e III do presente trabalho. Neste caso, como estamos diante de dados de nivel
ordinal, a primeira tarefa foi reagrupar os dados em freqgiiéncias segundo as respostas dos
individuos, para podermos, depois, achar a distincia Qui-quadrado (ver apéndice A) entre os
estimulos. Optamos por esta medida de distdncia porque a distdncia euclidiana nio €
aconselhével para dados ordinais.

Neste secdo, tratamos cada diretoria separadamente, isto €, ndo estamos considerando
estrutura de grupos. Para o desenvolvimento desta segdio, foram usados os passos que
detalhamos a seguir para a diretoria 1. As demais diretorias foram tratadas analogamente,

Diretoria 1

- Passo 1.

O primeiro passo foi agrupar os individuos em sua respectiva diretoria. Para isto,
usamos a informagdo da tabela 5.2, utilizando-se o programa 1 (ver apéndice G). Assim, a
tabela 5.3, mostra as avaliagdes dos individuos da diretoria 1.

Tabela 5.3, Avaliacées dos individuos da Diretoria 1.

Individuos a..| ESTL EST2 EST3 EST4 ESTS EST6 EST7
ind. 1 7 1 2 5 6 4 3
ind. 2 7 5 4 6 1 3 2
ind. 3 4 6 1 7 3 5 2
ind.49 | dirl | 7 4 6 5 2 3 1

- Passeo 2.

Os dados da tabela 5.3, pertencentes a diretoria 1, foram arrumados em uma nova

tabela. Esta nova tabela ¢ uma tabela de contingéncia, onde as colunas pertencem aos estimulos
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e as linhas pertencem as freqiiéncias das preferéncias. Por exemplo, o elemento da tabela 5.4,
correspondente a coluna EST1 ¢ a linha R1 ¢ o nimero 3. Este numero esta indicando que, da
Diretroria 1, que contém 49 individuos, 3 deles avaliaram o Estimulo 1 como o mais
importante. Para este passo foi usado o programa 2 (ver apéndice G), no qual basicamente foi
usado o Procedimento FREQ. do SAS.

Tabela 5.4. Tabela de Contingéncia para Diretoria 1.

gsT1 | EST2 | EST3 | EST4 | ESTS | EST6 | EST7

R1 3 4 20 0 2 [ 14
R2 3 2 1 1 7 10 15
R3 3 7 5 6 13 9 6
R4 ) 8 8 3 1 8 9
RS 7 7 2 13 8 10 2

8 9 3 2 0.1429...

0.1429

ng /o | 01429

Nota-se que as marginais das linhas e colunas (parte sombreada), s3o as mesmas, devido
a forma como se obtiveram os dados. Neste caso, o0 método adotado foi o ordenamento através
dos postos (ver capitulo 1).

- Passo 3.

Agora, trataremos de encontrar uma medida de dissimilaridade entre os estimulos. A
principio, pensou-se na distancia Fuclidiana, mas a analise com a distdncia Euclidiana néo
apresentou bons resultados. Entdo optou-se por procurar outra medida de dissimilaridade.
Além disso, os dados encontravam-se na escala ordinal. Diante deste problema, optamos por
procurar alguns coeficientes de similaridade, mencionados no apéndice A, os quais também néo
proporcionaram resultados favoraveis.

Depois de pesquisar, optamos entfo por trabalhar com a distdncia Qui-quadarada, pois
era a medida mais recomendével para este tipo de dados. A formula usada € a mencionada no
apéndice A, equagio (a.30). Assim a distincia Qui-quadrada entre o estimulo 1 e o estimulo 2
€ 0.5130. Assim sucessivamente calcularam-se as 21 distincias, as quais foram arrumadas na
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matriz 5.1, denominada de matriz de distincias. Para isto, foi usado o programa 3 (ver apéndice
G), empregando-se basicamente o Procedimento IML do SAS.

Matriz 5.1. Matriz de distincia Chi-quadrada entre estimulos para Diretoria 1.

ESTI{ © 3
EST2{0.5130 0
EST3|2.8330 15914 0

Dqu—q = EST4| 08511 03847 26698 0
EST5| 2.1218 06412 13815 09968 0
EST6| 1.6438 15771 08336 1.1017 02565 ©
EST7\2.5299 13582 01632 24074 09735 048% /4.4

- Passo 4.

Dado que ja encontramos a medida de similaridade entre os estimulos, agora ¢ preciso
encontrar uma configuracio de pontos (menor dimensfoc possivel) que possa representar o
comportamento dos estimulos, Para isto foi usada a técnica do MDS ndo métrico.
Paralelamente, foi usado o programa 4 (ver apéndice G), em que trabalhamos com o©
Procedimento MDS do SAS.

Tabela 5.5. Solucdo do MDS Nio Métrico para diretoria 1 =

. ifensdo 2
1.73514 0.92212
0.68233 0.23358
-1.79318 0.46527
1.52092 -0,60518
-0.23305 -0.98792
-0.43274 -0.28762
-1.45943 0.25976

A medida do bondade de ajuste chamada de STRESS foi : 0.00390, a qual estd
indicando que o ajuste da configuragio dos estimulos for muitoe bom. Por outro lado, a
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representacio obtida dos sete estimulos no plano preserva ao maximo, a ordem das distincias
da matriz 5.1.

Nota-se que o ajuste do MDS foi feito em duas dimensdes. Este ajuste também foi feito
para trés dimensdes, onde a medida de ajuste, o STRESS, foi 0.00125. Percebe-se que a
medida nfo melhorou, entdio decidimos trabalhar em duas dimensGes. Também ¢ de se esperar
gque estas novas dimensdes gerem os novos atributos, os quais servirdo para ajustar os modelos

de preferéncia.

- Passo 5,

Neste passo, representamos graficamente a solugdo do MDS n3o Métrico, dada pelo
passo 4. Deste modo, poderemos observar o comportamento dos estimulos em um plano bi-
dimensional, ¢ visualizar graficamente os estimulos. O grafico foi confeccionado no Macro
Word.

Grifico 5.3. Comportamento dos estimulos da diretoria 1 2

SLUCACDOMDENACMEIRCD
PARAORETCRIA 1

*8

EST4

&~ STRESS = 0.00125

Como se observa no grafico 5.3, os estimulos 3 € 7 estdo em contra-posi¢do aos
estimulos 1 ¢ 4. Além disso, os estimulos 3 e 7 estdo bastante proximos, indicando que esses
estimulos tém algo em comum. O mesmo acontece com os estimulos 6 e 5.
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A seguir no passo 6 sera utilizado a técnica de Anilise de Correspondéncia e neste
sentido faremos uma breve mengdo a esta técnica pois ndo € objetivo deste trabalho
desenvolve-la.

A andlise de Correspondéncia, ¢ uma técnica multivariada descritiva para andlise
exploratéria de dados categorizados. Ela converte uma matriz de dados categorizados (como
exemplificado na tabela 5.4), em um particular tipo de grafico que exibe as linhas e colunas da
matriz como pontos de um espago vetorial de dimens&io menor que a original, de maneira que
as relagbes entre as linhas, colunas e entre linhas e colunas conjuntamente possam ser

interpretadas.

O desenvolvimento tedrico da Analise de Correspondéncia, esta baseada sobre dois
aspectos, geométrico ¢ algébrico, a qual fazem com que ela pertenca a uma familia de técnicas
de disposi¢do grafica que sdo baseadas em aproximagéio de matrizes, por outra de posto menor
por meio da descomposi¢cio em valore singulares (ver apéndice C).

Assim o problema da Anilise de Correspondéncia passa a ser o de estimar um
subespago que melhor ajuste a nuvem de pontos no espago euclidiano. Este ajuste é feito pelo
método de quadrado minimo ponderado onde € utilizada a distdncia euclidiana ponderada
{(distancia Qui-quadrada) e a massa de pontos como seu peso.

A abordagem da Analise de Correspondéncia enfatiza a representacdo geométrica,
revelando a estrutura dos dados de forma 6tima e sem necessidade de suposigio de modelo de
distribui¢do para os dados.

Podemos entdo dizer que um dos propositos da Andlise de Correspondéncia é o de
reduzir dimensdo do espago vetorial, conservando da melhor forma possivel a configuragio
inicial. Isto significa que podemos considerar a Andlise de Correspondéncia como sendo um
algoritmo de reducio de dados que fornece imagens simplificadas da realidade multidimensional
¢ busca a melhor representagio simultdnea dos conjuntos de categorias da matriz de dados.

Neste contexto faremos a aplicagfio da Andlise de Correspondéncia para nosso caso.
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- Passo 6.
A seguir, utilizou-se a Andlise de Correspondéncia para cada diretoria, com a finalidade

de poder comparar os resultados com a solucdo do MDS. Além disso, ¢ recomendavel usar a
Andlise de Correspondéncia como uma técnica complementar quando os dados estiverem na
escala ordinal e puderem ser rearranjados em tabelas de frequéncias. Este resultado foi obtido
usando-se o programa 5 (ver apéndice ). Basicamente, ¢ nosso interesse estava em estudar o
perfil linha ¢ coluna conjuntamente, isto €, saber 0 comportamento conjunto dos estimulos ¢ as
frequéncias das preferéncias. A seguir mostramos o grafico da solugdo da Andlise de

Correspondéncia, feito no Macro Word.

Grifico 5.4. Comportameno conjunto dos estimulos e as frequéncias das preferéncias
Diretoria 1 2

ANATISE DE CORRESPONTDENCI A
DIRETCRIA |

)

v .
Es@

o
e ®

dimensio 2
(=]
%

1

] T
- 0 1
* BT dimensic 1

&> CATEIORIA DAS PRIFIRENCIAS

& 9, DE INERCIA = 92.75%

A inércia das duas dimensdes foi de 92.75%, a qual estaria indicando um bom ajuste
dado pelas duas dimensdes. Como pode-se observar no grafico 5.4, o estimulo 3 esta junto a
rl, o qual estd indicando que o estimulo 3 foi o mais preferido pelos individuos. Verifica-se
também que o menos preferido foi o estimulo 1.

Comparando o grafico dado pelo MDS e o grafico dado pela Anslise de
Correspondéncia, percebe-se que um ¢ reflexo do outro, isto €, os estimulos tém quase o

mesmo comportamento. Também percebe-se que os estimulos 7 e 3 estdo em contra~posi¢do
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aos estimulos 4 e 1, e também os estimulos 3 e 7 novamente se encontram muito préximos. O

mesmo acontece com oS estimulos 5 e 6.

Procedendo de modo analogo para as 12 diretorias, mostramos a seguir, de forma
resumida, os graficos construidos a partir da solugdio do MDS para cada diretoria. Também
apresentamos a soluc@o dada pela Analise de Correspondéncia, assim como a medida de ajuste
para o MDS e o total de inércia explicada pela solugdo da Analise de Correspondéncia.

Grifico 5.5, Sintese dos resultados obtidos para cada diretoria.

MDS NAQ METRICO
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Diretoria 4
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Diretoria 7 2
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5.5. Resultados via MDS para o Teotal sem Considerar Estrutura de Grupos.

O desenvolvimento desta se¢io seguira os mesmos passos da segdo 5.4. A Unica
diferenca é que a analise sera feita para o total dos 513 individuos sem considerar estrutura de

grupos.

- Passo 1
Iniciamos a analise trabalhando com a tabela 5.2.

- Passo 2
Neste passo, calculamos a matriz de frequéncias a partir da tabela 5.2, que forneceu o

seguinte resultado.

Tabela 5.6. Freqiiéncias para o total de individuos sem considerar estrutura de grupos.

- Passo 3
Agora, a partir da tabela de freqiiéncias, calcularemos a distincia Qui-quadrada entre os
estimulos. Os resultados sfo apresentados a seguir:
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Matriz 5.2. Matriz de distancia Qui-quadrada entre estimulos sem considerar estrutura
de grupo.

ESTI{ © 3
EST2; 04074 0O
EST3|3.1097 24032 0

Do =EST4/ 07292 00941 25098 0
ESTS| 2.0605 1.0048 15503 11515 O
EST6| 1.8254 08547 13235 09752 00318 O
EST7\23138 15307 03626 16778 05510 04481 /.4

- Passo 4
A solugdo obtida através do MDS ndo métrico para o total de individuos, sem
considerar estrutura de grupos, € dado por:

Tabela 5.7. Solu¢io do MDS nio métrico do total de 513 individuos

imensao.l. |
1.96312 0.56166
1.00406 0.12184
-2.18915 0.46838
1.16638 -0.32750
-0.42847 0.71627
-0.33515 -0.29818
-1.18080 0.19007

A medida do bondade de ajuste, chamada de STRESS foi igual a: 0.00948, a qual esta
indicando que o ajuste da configuragfio dos estimulos foi muito bom.

- Passo 5

A seguir mostramos um grafico para poder ter uma idéia do comportamento dos
estimulos em um plano bidimensional, usando a informagfo conjunta dos 513 individuos.
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Grifico 5.6. Comportamento dos Estimulos sem considerar estrutura de grupos do
Total 513 individuos 3>

SOLUGAD DO MDS NAC METRICO
PARA O TOTAL SEM CONSIDERA R GRUPC

ATRIBLITO 2

ESTY
L.

ESTH
%

EET®
L

Ein

4 — ESTS

ATRIBUTO 1t

& STRESS = 0.00948
Como se podera observar no grafico, os estimulos 3 e 7 estfio em contra-posi¢io aos
estimulos 1 e 4; além disso, os estimulos 6 e 5 estfio novamente bastante proximos, indicando

que esses estimulos tém algo em comum.

- Passo 6

Adicionalmente, fot usada a Analise de Correspondéncia para poder comparar 03
resultados da solugfio obiida pelo MDS ndo métrico com a solugiio dada pela Analise de
Correspondéncia. O resultado foi o seguinte:

Griafico 5.7. Comportamento conjunto dos estimulos e as frequéncias das preferéncias
para o total de 513 individuos 3

ANALISE DE CORRESPONDENCIA

PARAQ TOTAL SEMCONSIDERAR GRUPG

1 —
[ 4
. G
& x> ;
ot Es™
i ey
R N 4
£ e 4 Ra -4
€ E5TE
BRI
Fa
ESTE
-1

f T
A o 1
dimensdo 1

# BESTIMULOS
D CATBGORIA DAS PREFERENCIAS

& ¢4, DE INERCIA = 91.42%
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Observa-se que a porcentagem de inércia explicada pelas duas dimensdes foi de
91.42%, a qual estaria indicando um bom ajuste dado pelas duas dimensdes. Como se podera
observar no grafico, o estimulo 3 esté junto a rl © qual esta nos indicando que o estimulo 3 foi
o mais preferido pelos individuos, e o estimulo 1 o menos preferido.

Comparando o grafico dado pelo MDS e o grafico dado pela Andlise de
Correspondéncia, percebe-se que um deles € reflexo do outro, isto €, os estimulos tém quase o

mesmo comportamento em ambas as analises.

5.6. Resultados via MDS Considerando Estrutura de Grupos.

Como visto no capitulo II1, nesta segfio trabalharemos com os 513 individuos, porém
considerando que eles pertencem a grupos diferentes. Isto €, a técnica de MDS sobre estrutura
de grupos nos permite encontrar uma configuragio de pontos comums dos estimulos para o
total (513 individuos), e também nos permite encontrar uma configuragdo de pontos dos
estimulos para cada grupo {diretoria). A idéia desta analise € poder comparar os critérios das
se¢bes 5.4 € 5.5 com o critério desta segdo 5.6.

Apenas lembrando, o modelo € o seguinte (ver equagédo 3.3.2 no capitulo III):

Xg=XWg (5.1
onde:
Xs : Configuragdo dos estimulos para cada grupo.
X : Configuragiio dos estimulos comums para o total.
W : Indica os pesos associados a cada grupo.

para todo s=1,2,..,12.

Esta segdo 5.6 é composta de duas partes. A primeira parte é formada pela solugdo da
configuracio dos estimulos comums para o total (X) com seus respectivos pesos (Ws). Na
segunda parte estimaremos a configuragfio dos estimulos de cada grupo a partir da solugio da
primeira parte.

5.6.1, Primeiro Critério.
A solug@io do MDS sobre estrutura de grupos a matriz comum X é dada por:
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Tabela 5.8. Solu¢do do MDS sobre estrutura de grupos 513 individuos =

ESTIMULO dimensdo 1 dimensdo 2
EST1 0.98854 1.20943
EST2 1.10367 0.43797
EST3 -1.36786 1.29185
EST4 1.13100 -0.72014
ESTS <0.45422 -1.65857
ESTé 0.21614 0.07331
EST7 ~1.18439 -0.63384

A medida de bondade do ajuste para este caso foi: S-STRESS=0.06432

Os pesos respectivos para cada grupo foram:

127 0O
WI =
0 0625,
[I 28 ]
0.69y9
1.23
%" 0w

w2 )
10~ 0.60)747

5.6.2. Segundo Critério.

W _[1.34 0]
2700 o044 252

W_(I.ZS OJ
STL0 0605,

100 O
Wg =
0 1.00)5,,

109 0
Wy = { J
0 0.90)5,7

[1.02 0 J
W3 -
0 098 2%2.

113 0
o'y oas
0 0859

127 0
%= ocd
0 062y,

110 0
W12 ={ 0 ossJ
0% I%2

A partir da equagdo (5.1) podemos estimar a configuragdo para cada diretoria, pois
basta multiplicar a configura¢do comum dos estimulos por seus respectivos pesos. Assim, a

configuragdo dos estimulos para a diretoria 1 € dado por:
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Tabela 5.9. Solucio do MDS sobre estrutura de grupos para diretoria 1 0

ESTIMULO dimensdo 1 dimensdo 2
EST1 1.2554 0.74938
EST2 1.4009 0.2715
EST3 -1.7372 0.8009
EST4 1.4364 -0.4465
ESTS -0.5769 -1.0283
EST6 0.2744 0.0455
EST7 -1.5042 0.3930

Usando o mesmo procedimento, estimaram-se as configuragdes para as 12 diretorias. A
seguir mostramos a configuragdo dos estimulos para a diretoria 12:

Tabela 5.10. Seluciio do MDS sobre estrutura de grupes para diretoria 12.

Diretoria 12 sobre estrutura de grupos 2

ESTIMULO dimensdo 1 dimensdo 2
ESTI1 1.0874 1.0643
EST2 1.2133 0.3854
EST3 -1.5046 1.1368
EST4 1.244] -0.6337
EST5 -0.4996 -1.4595
EST6 -0.2377 0.0645
EST7 -1.3028 -0.55784

Nesta parte, nosso interesse € comparar as segles 54, 5.5 e 5.6, para observar se
realmente existe uma diferenga acentuada entre grupos, e também poder perceber como essas
diferencas estdo sendo refletidas. A seguir, mostramos os graficos conjuntos das segdes 5.5 e
5.6.1, e também as se¢des 5.4 com 5.6.2. Isto €, em um s6 grafico apresentaremos ambos os
critérios para pedermos observar o que estd acontecendo com o comportamento dos estimulos
através dos resultados obtidos nas segdes anteriores.

108



Capitulo 5 - Aplicagio em Mercadologia

Grafico 5.8. Grifico comparative das solugdes considerando e nfio consideraando
estrutura de grupos para o total de individuos.

Total 513 individuos =

SOLUGAO DO MDS COM E SEM CONSIRERAR
ESTRUTURADE GRUPOS PARA O TOTAL
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+ SENOONSIDERAR ESTRUTLRA DR GRUFOS
& CONSICERANDC BSTRUTLRA CE GRUFCS

& STRESS = 0.00948 & S-STRESS = 0.06432

Observa-se no grafico 5.8, que o comportamento dos estimulos é quase o mesmo. A
mudanga mais acentuada é notada no estimulo 1. Por exemplo, nota-se que em ambos 05 ¢asos
a dimensdo 1 esta medindo a ordem de preferéncias dos 513 inividuos pelos estimulos. Estes
aspectos serdo detalhados na conclusio final.

A seguir, mostraremos uma sintese dos graficos comuntos das solugdes do MDS
considerando € nfo considerando estrutura de grupos para cada diretoria. Basicamente, estes
graficos foram construidos para podermos observar ¢ comportamento dos estimulos através
das solu¢des obtidas das segbes 5.4 € 5.6.2.
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Grifico 5.9. Sinteses do comportamento dos estimulos considerando ¢ nio considerando
estrutura de grupos por diretorias.
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Diretoria 7
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5.7. Analise dos Resultados Obtidos Através do MDS.

A estratégia para solugiio do problema de estudar as preferéncias, via MDS, foi feita a

partir de trés pontos de vista diferentes:

1 - enfocando individuos dentro de cada diretoria,

2 - para o conjunto total, onde analisamos todos os individuos,
3 - considerando a estrutura dos grupos (diretorias).

Claramente, as matrizes de distAncias, em cada caso, foram obtidas de forma distinta e
os resultados em cada caso poderiam ser distintos. Na se¢fo 5.4, através da sintese dos graficos
(ver grafico 5.5) observa-se que a configuracio dos estimulos via MDS para as diretorias
apresentam um padrdo que se reproduz com pequenas variagdes: € com regularidade que os
estimulos apresenta uma ordem de projecdo na primetra dimens3o, dada pelo estimuio 3,
seguida do estimulo7, depois pelo par de estimulos 5 e 6, e, em oposi¢do, aparecem 0s
estimulos 1, 2 e 4. A seguir mostramos um diagrama, dando uma idéia melhor do que esti
acontecendo.

Grifico 5.10. Esquema da projec¢io da dimensio 1.

DIMENSAO 1

MAIOR PREFERENCIA A

EST7 #---

77T % ESTé
=---% ESTS5

--- % EST4

MENOR PREFRENCIA
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Nota-se que os estimulos mais preferidos sfio 3 e 7, 1sto €, os estimulos 3 ¢ 7 sio os
mais importantes, seguidos pelos estimulos 5 ¢ 6. As vezes, os estimulos 5 ¢ 6 mudam a
posigio, isto €, pode ser 6 e 5, (veja que eles sempre ficam proximos; isto estd indicando algo
em comum entre eles). Os estimulos menos preferidos foram os estimulos 4, 2 e 1. As vezes, ha
mudanga de posi¢io podendo ser 2, 4 ¢ 1, mas sempre estes 3 Gltimos estimulos figuram como
os menos preferidos.

Além disso, a Andlise de Correspondéncia exibe o mesmo padrdo para os estimulos,
uma correspondéncia com as prefréncias. Também percebe-se sistematicamente associados as
maiores preferéncias os estimulos 3 e 7 e as menores preferéncias os estimulos 1,2, e 4,

Pela combinagio de ambos os resultados, podemos concluir que hd uma ordem de
preferéncia ao longo da dimensdo 1, e que se reproduz através das diretorias. Este resultado
permite antever os demais resultados, pois a anilise do total e a analise cosiderando estrutura
de grupo sé acrescentariam informagdo no caso dos grupos apresentarem padrdes distintos na
ordem de preferéncias. Neste sentido, o criterio da formagéo das diretorias ndo se revela como
fonte de variagio no que diz respeito a avaliagdo institucional.

Os resultados das se¢des 5.5 ¢ 5.6 foram mantidos ao longo de toda a completitude do
roteiro de analise, uma vez que sdio informativos caso haja diferenga entre grupos. Revelam-se
praticamente os mesmos, como mostra a sintese grafica comparativa. A seguir nota-se que as
configuragGes dos estimulos obtidos, sem considerar e considerando estrutura de grupos, sdo
semelhantes, o que € esperado. Caso isto nfio ocorresse, as diferencas das matrizes de pesos
obtidos na se¢8o 5.6.1 ajudariam a entender as deferencas entre grupos (diretorias), ainda que
as configuracdes pelos dois métodos fossem semelhantes.

Os resultados relativos ao total apresentado na segio 3.5. sdo esperados, dado que ndo
foi notada diferenga entre grupos. Ressaltamos que a Analise de Correspondéncia visa revelar
as associagdes entre preferéncias e estimulos, bem como, através das inércias, complementar a
informagdo dada pelo STRESS, uma vez que as duas dimensdes foram, ao longo das analises,
responsaveis pela variagdo entre os estimulos.
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5.8. Resultados dos Modelos de Preferéncia.

Nesta segunda parte, dado que ja encontramos uma configuragio de pontos para os
estimulos, estimaremos os pontos de preferéncia maxima para cada individuo, denominados
Pontos Ideats, assim como foi mencionado no capitulo I'V. Como vimos, existem 4 modelos de
preferéncia para estimar os pontos ideais de cada individuo. Nesta aplicagfio, foi usado o
modelo Ponto Ideal Ponderado, pelas seguintes razdes:

a.- O primeiro modelo de preferéncia Vetor (linear) ndio foi usado pelo fato das
respostas dos individuos ndo estarem linearmente relacionadas com os atributos.

b.- O segundo modelo de preferéncia Ponto Ideal Simples (nfo linear) também fot
descartado, porque ele supde que os atributos tém o mesmo pesoc. Com a Andlise de
Correspondéncia fo1 descartada essa suposigdo, isto €, mediante a porcentagem de inércia
explicada pelas dimensdes da solugio da Analise de Correspondéncia, verificamos que
efetivamente cada atributo (dimensgo) tinha porcentagem de explicagfo diferente.

c.- O modelo Ponto Ideal Geral (nfio linear) também foi descartado, porque os dois
atributos enconirados estdo explicando coisas diferentes. Além disso, nos graficos feitos
anteriormente, notou-se que ndo existe interagéio entre os atributos.

Entio, o modelo Ponto Ideal Ponderado (ndo linear) foi considerado para esta
aplicagdo. A andlise, nesta parte, foi feita separadamente para cada grupo, pois ja vimos na
primeira parte que o comportamento dos estimulos € quase o mesmo, considerando ou ndo

considerando estrutura de grupos.
5.8.1. Estimac¢&o do Modele Ponto Ideal Ponderado dos individuos para cada diretoria.
DIRETORIA 1 %

Como sabemos, para poder estimar ¢ Ponto Ideal de cada individuo, é preciso estimar
um modelo para cada individuo. Exemplificaremos estimando apenas para o primeiro, segundo
e ultimo individuo.

Individuo 1
- Da tabela 5.3 vamos extrair a resposta do individuo 1, dada por:

S11=(7 1 2 5 6 4 3
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- Tomamos a solugdo do MDS para a diretoria 1 dada pela tabela 5.5 que € a seguinte:

Diretoria 1 3

ESTIMULO | ATRIBUTO1 | ATRIBUTO?2
ESTI 1.73514 0.92212
EST2 0.68235 0,23358
EST3 -1.79318 0.46527
EST4 1.52092 060518
ESTS 0.25305 -0.98792
ESTé -0.43274 -0,28762
EST7 -1.45943 0.25976

- Vimos no capitulo 1V, que depois de reparametrizado, o modelo Ponto Ideal Ponderado ¢

expresso da seguinte maneira:

K, K
Bis=Ws Xy + XByXg +&s
k=1 k=1

onde os pardmetros serdo estimados usando Regressdo Monotdnica (ver ap€ndice E), ja que 0s
dados foram medidos em uma escala Ordinal. Para entender melhor esta parte € recomendavel
Ver 05 Passos a seguir, proposto no capitulo IV na parte de estimagéo ndo métrica.

Na parte de estimagio do modelo, foram necessarias 30 iteragles para estimar o modelo
final, dado por:

31 1 = 188606+ 0.50749atribl — 080057atrib2 +033210atrib1? +4.21468atrib22

A partir deste modelo, podemos estimar o ponto ideal ponderado para o individuo 1, da
seguinte maneira:

. 050749 . -080057 _

A seguir, mostramos as contribui¢des dos atributos para o modelo,
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ATRIBUTO ESTIMATIVA Ix
Atributo 1 0.50749 38.78%
Atfributo 2 -0.80057 61.22%

Pode-se observar que o atributo 2 contribuiu mais para a estimag¢io do modelo, isto é,
para estimar o ponto ideal ponderado do individuo I, o atributo 2 teve maior peso.

Analogamente, podemos estimar o ponto ideal do individuo 2.

Individuo 2
- Da tabela 5.3 vamos extrair a resposta do individuo 2, dado por:

51=(7 5 4 6 13 2f

- Agora tomamos a sohigdo do MDS da diretoria 1, dado pela tabela 5.5 que € a seguinte:

Diretoria 1 2>
ESTIMULO ATRIBUTO 1 ATRIBUTO 2
EST1 1.73514 0.92212
EST2 0.68235 0.23358
EST3 -1.79318 0.46527
EST4 1.52092 -.60518
ESTS -0.25305 -0.98792
EST6 -0.43274 -0.28762
EST7 -1.45943 0.25976

Na parte de estimagdo do modelo, foram necessarias 24 itera¢des para estimar o modelo
final, dado por:

81 = 375242 +144034atribl + 0.75864atrib2 + 053475atrib]% ~ 166648atrib22
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A partir deste modelo podemos estimar o ponto ideal ponderado para o individuo 2, da
seguinte maneira:

. 144034 _ .
7521 —Ej(—om— 134674 TE22 = (_

0.75864

2)~166648) = 022762

Mostramos a seguir as contribuigdes dos atributos para o modelo, as quais foram:

ATRIBUTO ESTIMATIVA Ik
Atributo 1 1.44034 65.50%
Atributo 2 0.75864 34.49%

Pode-se observar que o atributo I contribuiu mais para a estimagfio do modelo, isto €,
para estimar o ponto ideal ponderado do individuo 2, o atributo 1 teve maior peso. Assim
sucessivamente, estima-se os modelos para todos os individuos. Para o dltimo individuo da
diretoria 1 temos:

Individuo 49
- Da tabela 5.5 vamos extrair a resposta do individuo 49, que é a seguinte:

8491=(7 4 6 5 2 3 1)t

- Agora tomamos a solugio do MDS da diretoria 1, dado por:

Diretoria 1 ®

ESTIMULO | ATRIBUTO 1 [ ATRIBUTQ2
ESTI1 173514 0.92212
EST2 0.68235 0.23358
EST3 -1.79318 0.46527
EST4 1.52092 0.60518
EST5 -0.25305 -0.98792
ESTé -0.43274 -0.28762
EST7 -1.45943 0.25976
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Na parte de estimac¢@io do modelo, foram necessarias 13 iteragdes para estimar o modelo
final, dado por:

8491 = 286723 +0.72844atribl + 218735atrib2 + 019766atrib1? +2.17266atrib22
A partir deste modelo, podemos estimar o ponto ideal ponderado para o individuo 49 da
seguinte maneira;

~ (0.72844 218735

= EONT 184267 o= =83 4
491~ 010768 o 492 = a7 o0
Mostramos, a seguir, as contribui¢des dos atributos para o modelo:
ATRIBUTO ESTIMATIVA Ix
Atributo 1 0.72844 24.98%
Atributo 2 2.18735 75.02%

Pode-se observar que o atributo 2 contribuiu mais para a estimag@io do modelo, isto é,
para estimar o ponto ideal ponderado do individuo 49, o atributo 2 teve maior peso.

O SAS calcula direto os pontos ideais ponderados para cada individuo (ver apéndice
G).

5.8.2. Modelo Ponto Ideal Ponderado para cada diretoria.

Como se pdde observar até agora, estimamos um modelo diferente para cada individuo.
Agora que temos um modelo para cada individuo, consequentemente a idéia é encontrar um
modelo para cada diretoria. Isto sera feito usando os modelos estimados dos individuos. Por
exemplo, na diretoria 1 temos 49 individuos, consequentemente temos 49 modelos estimados.
Entdo, para estimar um s6 modelo representando a diretoria 1, tomamos as médias de cada
parametro estimado. Assim, 0 modelo estimado para a diretora 1 foi o seguinte:

8Dir1 =3831+09101atibl— 017 latrib2 + 0.085atrib1? + 0.085atrib22
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A partir deste modelo podemos estimar o ponto ideal ponderado para a diretoria 1 da
seguinte maneira:

. _ 09101

0171

A seguir mostramos a contribuigio de cada atributo para o ajuste do modelo.

ATRIBUTO ESTIMATIVA Ik
Atributo 1 0.9101 84.18%
Atfributo 2 -0.1710 __15.82%

O resultado final para a diretoria 1 foi o seguinte:

Grifico 5.11. Resultado final dos pontos ideais da diretoria 1

PONTD DEAL PONDERADO DOS INDIVIDUCS
DIRETORIA 1

atribule 2

5 4 3 2 4 0D 1 2 3 4 s
* ESTIMILOS atribute 1
© PONTO [DEAL B0S IROIVIDUOS
@STRESS = (.00390 @m% ATRIB. 1 =84.18%

Menciona-se que no grafico encontram-se os pontos ideais de 45 individuos. 4
individuos ndo foram levados em conta, uma vez que os pontos ideais deles eram extremamente
grandes, caindo fora do grafico 5.11. O mesmo aconteceu nas demais diretorias, isto €, em
média de 3 individuos por diretorias nio foram levados em conta, com excec¢éio das diretorias
1lel2.

Analogamente, foram estimados os restantes dos modelos, tanto para os individuos
como para cada diretoria. A seguir mostramos os modelos estimados para cada diretoria, os
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pontos ideais para cada diretoria, assim como a contribuigéio de cada atributo para o ajuste de

modelo.

DIRETORIA 2 2

5Dir2 = 4370+ 10756atribl +0.125atrib2 — 0.201atrib12 — 0.122atrib22

ATRIBUTO ESTIMATIVA Ix
Atributo 1 1.0756 89.59%
Atributo 2 0.123 10.41%

Grifico 5.12. Resultado final des pontos ideais da diretoria 2.

PONTO IDEAL PONDERADC DOS INDIVIDUOS
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& STRESS = 0.01968 & 9% ATRIB. 1 = 89.59%

DIRETORIA 3 2

éDir3 = 4238 +1039atribl + 034atrib2 — 0.214atrib1Z + 0.23atrib22

ATRIBUTO ESTIMATIVA Ik
Aitributo 1 1.039 75.34%
Atributo 2 0.34 24.66%
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Grifico 5.13. Resultado final dos pontos ideais da diretoria 3.

PONTD IDEAL PONDERADO DOS INDIVIDURS
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DIRETORIA 4 ?
Spyjpq = 3906 +12054atrib1+0.136atrib2 - 0.01 3atribl? +0233atrib2?

ATRIBUTO ESTIMATIVA Ix
Atributo 1 1.2054 89.86%
Atributo 2 0.136 10.14%

Grifico 5.14. Resultado final dos pontos ideais da diretoria 4.

PONTO IDEAL PONCERADOC DCS INDIVIDUOS
DIRETORIA 4

Fid
O

aributo 1
* ESTIMULOS
1 PONTDIDEAL DOE INDIWVIDLIOS

& STRESS = 0.01009

& oy, ATRIB. 1 = 89.86%
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DIRETORIA 5

SDi s =3942 +08692atrib] ~ 0322atrib2 + 01 16atribl% — 0.507atrib22

ATRIBUTO ESTIMATIVA Ix
Atributo 1 0.8692 72.97%
Atributo 2 -0.322 27.03%

Grifico 5.15. Resultado final dos pontos ideais da diretoria 5.

PONTO IDEAL PONDERADC DOS INDWIDUGS

DIRETORIA S
4 —
3_
2_
1 - BT 5wt
3 * B *
0 nE g g%é, b 2
4] S 0]
- Y x g =
[+
-2 5 2
_3—
B T T T T T T T
-4 -3 2 -1 o] 1 2 3 4
atriensto 1
* ESTINULOS
OPCNTO IDEAL DOS INDMIDUOS

& STRESS = 0,01424

DIRETORIA 6

& o5 ATRIB. 1 = 72.97%

éDiré = 3987+ 0.994atribl + 0.312atrib2 — 0.077atrib1% + 0.566atrib22

ATRIBUTO ESTIMATIVA Ix
Atributo 1 0.994 76.11%
Atributo 2 0.312 23.89%
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Grifico 5,16. Resultado final dos pontos ideais da diretoria 6.

PONTO IDEAL PONDERADC DOS INDIVIDUOS
DIRETORIA &

o~

E

LI

= 1 T T T T T T T T T
5 4 3 2 4 o 1 2 3 4 5
aributo 1

* ESTIMULOS
O BONTO IDEAL DOS INDIVIDUGS

& STRESS = 0.02223 & 9% ATRIB. 1 =76.11%

DIRETORIA 7 =

8 7 = 4057 +095549atribl+0119atrib2 - 0.049atrib12 + 0.047atrib22
ATRIBUTO ESTIMATIVA Ix
Atributo 1 0.95549 88.929;,
Atributo 2 0119 11.08%

Grafico 5.17. Resultado final dos pontos ideais da diretoria 7.

PONTC (DEAL PONDERADO DCS INDIVIDUDS
DIRETORIAT
5 —
a—
4
2 ]
o 1 — ESTE *
§ol .3 gk B
2 g = m&m N
® .1 o
2 ] 5 O B
3 - 8
4 —
-5 T 1 1 1 T 1 1 T T T
5 4 a3 2 4 0 1 2 3 4 35
atribito 1
* ESTIMULOS
2 PONTO IDEAL DS INDRABUCS

& STRESS = 0.03417 & o, ATRIB. 1 = 88.92%
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DIRETORIA 8

8Dir8 = 4229 +12094atribl + 0.955atrib2 — 0.306atrib12 + 0,63 5atrib22

ATRIBUTO ESTIMATIVA Iy
Atributo 1 1.2094 55.88%
Alributo 2 0.955 44.12%

Grifico 5.18. Resultado final dos pontos ideais da diretoria 8.

O PONTO IDEAL DOS NOVIDUOS

& STRESS = 0.60757

DIRETORIA 9

& 9;, ATRIB. 1 = 55.88%

5D1r9 = 4.098 +0.956atrib1 — 0.025atrib2 — 0.004atrib1% — 0286atrib2?

ATRIBUTO ESTIMATIVA I
Atributo 1 0.956 9745%
Atributo 2 -0.025 2.35%
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Grifico 5.19. Resultado final dos pontos ideais da diretoria 9.

—
PONTD [DEAL PONDERADD DOS INDIVIDUOS
DIRETCRIA &
25 -
25 -
[s]
— =]

5 o 17T gl
o _ :;-EEE o
g 0% E‘l@ =

k.3
§ 05 - & @ x
@ Bind

-15 =i

25 — oy

35 1 I T 3 1 T 1 1

=35 25 45 405 115) 15 25 35
atribito 1
*ESTIMULCS
© pONTOIDEAL DOS INDIVIEUCS

E~ STRESS = 0.00802 & 9o, ATRIB. 1 = 97.45%

DIRETORIA 10
S?Dirl 0 = 3830+ 0.794%atrib] — 0230atrib2 + 0078atrib]2 +0112atrib22

ATRIBUTO ESTIMATIVA Ix
Atributo 1 0.7949 77.56%
Atributo 2 -0.230 22 44%

Grifico 5,20. Resuitado final dos pontos ideais da diretoria 10,

—

PONTO IDEAL FONDERADS DOS INGIVIDUDS
DIRETORIA 10

Ll

3%

atribute 2
=}
ke

atributo 1
* ESTIMULOS
OPONTO IDEAL DOS JINDIVIDUOS

& STRESS = 0.00273 &~ 94 ATRIB. 1 = 77.56%
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DIRETORIA 11 ®

Yiyir1 = 3.553+1288atribl +0.054atrib2 + 0206atrib12 +0275atrib22

ATRIBUTO ESTIMATIVA Ix
Atributo 1 1.288 95.98%
Atributo 2 0.054 4.02%

Grifico 5.21. Resultado final dos pontos ideais da diretoria 11.

PONTC IDEAL PONDERADC DOS INCIVIDUOS
CIRETORIA 11
4 —
3_
2—_
o keors
o 17 = h o * e GF
g ?—: X * no ke ] *
a 9 = 2+
'_ﬁ QHT " a)
-1 — . E*;_a
2
_3_
4 T — 1 1 T 1 T
4 3 2 A 0 1 2 3 4
afvitato 1
# ESTIMULOS
O PONTO IBEAL DOS INWIDUOS

& STRESS = 0.02747 & o, ATRIB. 1 =95.98%

DIRETORIA 12

Ypyir1g = 3983+ 12365atribl +0349atrib2 — 0053atrib1? +0.248atrib2°

ATRIBUTO ESTIMATIVA Ix
Atriburto 1 1.2365 77.99%
Afributo 2 0.349 22.01%
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Grifico 5.22. Resultado final dos pontos ideais da diretoria 12,

PONTO IDEAL PONCERADC DOS MVIDUCS
DIRETORIA 12

g —
4
a—
5
1 —
1}
14— o
B
3
4 -
_5_[ T T 1 1 T T 1 T T

S5 4 3 2 4 0 1 2 3 4 5
anibuto 1

afributo 2
el
>3
D*ﬂ
r;>kg .
#
§

Gk

« ESTIMULOS
O PONTO [DEAL DOS INDIVIDUOS

@~ STRESS = 0.01441 & 9% ATRIB. 1 =77.99%
Nota-se que em todos 0s modelos estimados o atributo 1 esta contribuindo mais no
ajuste. Ou seja, o atributo 1 esta dando maior peso na estimaggo dos pontos ideias. Isto pode
ser percebido através dos graficos 5.11-5.22, pois todos os pontos ideais estdo mais ligados ao

atributo 1.
Um procedimento analogo foi feito para o total de individuos, isto ¢, estimamos o

Ponto Ideal Ponderado dos 513 individuos, usando a solu¢do do MDS sem considerar estrutura
de grupos. A solugiio obtida foi a seguinte:

Grafico 5.24, Resultado final dos pontos ideais para o total dos individuos.

PONTG IDEAL PONDERADO DOS INDIVIDUOS
PARA O TQTAL 513 iND.

5
4
o~ 1
20
H
2
]
-4 I T
3 4
. atributo 1
* ESTIMULOS
O PONT® IDEAL DOS INDIVIDUDS
&~ STRESS = 0.00948 &9, ATRIB 1. = 0.06432
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5.9. Analise dos Resultados dos Modelos de Preferéncia.

Os resultados obtidos nesta parte, possibilita-nos ter uma idéia grafica do
comportamento dos individuos frente aos estimulos. A estratégia adotada revela o
posicionamento do individuo com respeito a suas preferéncias méaximas. Além disso, esta
analise permite calcular a porcentagem de explicagio de cada atributo na estimagio dos
modelos. Observa-se que, em quase todas as diretorias, o atributo 1 explicou melhor 0 modelo,
exceto na diretoria 8, onde tanto o atributo 1 como o atributo 2 tém, aproximadamente, a
mesma porcentagem de explicagdo para o modelo.

Assim, nas diretorias 1, 2, 4, 5, 7, 8, 10, 11 e 12 observa-se que a maioria dos
individuos deram maior importancia aos estimulos 3, 7, 6 e 5. Isto ¢, Solidez da instituigo ¢
Parceria com o relacionamento com empresas s3o os estimulos que a entidade financeira deve
priorizar, seguidos pela Agilidade operacional da estrutura administrativa ¢ Autonomia dos
profissionais. Percebe-se que estes dois ultimos estimulos podem ser considerados como
Atendimento ou Servigo da entidade financeira para seus clientes. Neste gradiente, os estimulos
Especializagio em grandes clientes, Lideranga de mercado e Localizagio Geografica das
agéncias s3o 08 menos importantes.

Por outro lado, nas diretorias 3, 6 e 9 percebe-se a formagio de grupos, isto €, os
individuos foram agrupados devido a algum fator comum entre eles. Estes graficos podem
ajudar a segmentar o mercado. Na diretoria 3, percebe-se que 22 individuos localizam suas
preferéncias mais acentuadamente com & parceria no relacionamento com empresas, enquanto
gue 19 individuos comparecem localizando maior preferéncia com a agilidade operacional da
estrutura administrativa ¢ autonomia dos profissionais. Na diretoria 6, observa-se que 22
individuos localizam suas preferéncias mais concentrada em relagio a autonomia dos
profissionais ¢ especializa¢do em grandes clientes € 18 individuos comparecem localizando
suas preferéncias mais acentuadamente na parceria no relacionamento com empresas ¢ agilidade
operacional da estrutura administrativa. Na diretoria 9, observa-se também que 17 individuos
estdo mais preocupados com a parceria no relacionamento com empresas, enquanto que 18
individuos estio preocupados com agilidade operacional da estrutura administrativa e
autonomia dos profissionais.
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5.10. Resultados Gerais da Aplica¢do.

De acordo com a metodologia empregada neste trabalho e com base nos resultados
obtidos, pode-se chegar as seguintes conclusdes gerais da aplicagdo:

1.- A metodologia mostrou-se adequada, fornecendo resultados coerentes, tanto na aplicagio
do MDS assim como na aplicagio dos Modelos de Preferéncia. Os resultados obtidos da
combinagdo dessas duas técnicas multivariadas foram aceitos pelas empresas envolvidas, Além
disso, proporcionaram informagio para © melhor atendimento a seus clientes.

2.- A solugdio do MDS representou graficamente a ordem dos estimulos, isto €, observamos
através dos graficos que o comportamento dos estimulos pode ser entendido pelo seu grau de
preferéncia, regularmente manifestado através dos grupos.

3.- Os Modelos de Preferéncia via MDS serviram para observar o posicionamento dos
individuos frente aos estimulos. Isto ajudou a visualizar graficamente o comportamento de cada
individuo no espage dos estimulos, bem como agrupamentos dos individuos que gquando
rastreados ¢ entendidos, tornam-se ferramentas titeis na segmentagdo de mercado.

4.- Os Modelos de Preferéncia mostraram a porcentagem de explicagéio de cada atributo (ou
dimensdo) na estimagdo dos modelos, o que reflete distintas percepedes dos individuos dentro
dos grupos quanto a importancia relativa entre os atributos.

5.- Apesar de haver softwares especificos para 0 MDS e para os Modelos de Preferéncia,
usamos o sofiware disponivel S.A.S., que se mostrou eficiente para a maioria das etapas, no
entanto na parte grafica recorremos a outros softwares. Foram usados além do S.AS. o
software estatistico MINITAB (parte grafica), e os processadores de graficos e textos
WORDPERFECT e MICROSOFT WORD.
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DISTANCIAS E SIMILARIDADES

A.1. Definicio.

Dados dois pontos PeRP e QeR” com representagio vetorial X e Y.

4P,Q)

A funciio d(P,Q), definida com a distancia entre P e Q possui as seguintes propriedades:

i) Simetria: d(P,Q)=d(Q.,P).
ii) d(P,Q)>0 ¢ ndo negativa (quando P=Q).
i) Sinal de Identificagdo: d(P,P)=0.
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iv) d(P,Q)=0 & P=Q).
v) Satisfaz a desigualdade triangular: d(P,Q) < d(P,R)+d(R,Q).

OBSERVACQES
- Se d satisfaz as cinco propriedades acima é chamado METRICO.
- Se d nfio satisfaz 4 desigualdade triangular, é chamado SEMI-METRICO.

A.2. Analise Para Dados Quantitativos.

Dados os pontos X'=(x;,%....... X.)€R" € Y=(yL.y2,........ya) €R", a distincia entre X ¢

Y definida por:
I/p
_| p
Ixy) _L‘El(xi_yi) } )

¢ chamada de distincia de MINKOWSKI ou simplesmente Lp, que satisfaz as 5 propriedades
mencionadas acima, por tanto dix.y, € métrico. Temos os seguintes casos especiais de interesse:

Se p=1 na equacio (al) reduz-se a:

dxy)~ L:]‘Xi "Yiﬂ (22)

chamada distancia CITY_BLOCK, que satisfaz as 5 propriedades de distdncia, portanto é
métrica.
Se fixamos p=2, a equacéo (al) reduz-se a:

112
d :[E(x-#yﬂ =|X- Y[ (a3)
(XY) ot A

conhecida como distdncia EUCLIDIANA, que satisfaz as 5 propriedades de distdncia portanto
€ métrica.
Quando p —» oo a disténcia de Minkowski converge para:

d(X,Y) = lghagxn ’Xj - y]{ (ad)
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A.3. Distincia Euclidiana de Amostras Aleatorias.

A distdncia Euclidiana entr¢ vetores do R" | quando estes representam amostras
aleatorias de tamanho n tem expresso em fungfo das varifncia e covaridncia correspondentes.
Para a distincia entre vetores padronizados a expressio envolve o coeficiente de correlagdio
€OMO MOStramos a Seguir.

A.3.1. Caso Particular (2 variaveis)

Suponha duas amostras, X'=(X1,X2,....... X)ER" € Y=(y1,y2,....... ,Vo)€R”, onde X e Y sdo

n n
g‘ Xi ‘Z’l yl
x=1=L y=1=L (a5)

Considere ainda as variincias amostrais de X e Y, como também a covaridncia entre

eles,
X~ o1 (a6)

n — —-—
2 igl(xi i)
SXY == —— (a7)

Definamos X" ¢ Y* como os respectivos VETORES DE RESIDUOS, ou seja;

[ *® — * Y .
XX S| 1y -y
s | %2 2- x |72 2,
X = E = . Y = E = . (38)
% = = =
Xn *n %y Yn/ ¥n nx1
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Observa-se que os vetores X e Y sdo transladados a origem. Os vetores X e Y’ sdo
denominados de desvio escore, Takeuchi, Yanai ¢ Mukherjee (1984). A distincia euclidiana

r H r
entre 0s vetores de residuos X e Y é:

42 —<x* v* X*—Y*>
(X*,Y*) ’
* *|12
=Ix* -y
%( * * 2
= X. _.y.)
=
¥ *\2 *  %\2 * *\2
Z(Xl _yl) +(X2 “Yz) T, +(Xn ""Yn)

n * ¥ *
:1§1(X?2 ~2xi yi +y12)

It ) Nox =% n *
= . —22 XV + v

i§1X‘ i=1 i%i i-—z-ly‘

* * * * * £

=<X X >—2<X Y >+<Y R >

n 2 n n
=3 (x5 2.2 (s, -5y -5)+ 2 5 -)
= (n-1)8% -2(n-1)8%y +(n-18%
= (n-D[5% ~25%y +5%]

2

Por conseguinte temos que:

de*,Y*) =(n-1) 8% -25%y +S% | (@9)

Observa-se que a distincia Euclidiana entre os vetores de residuos X e Y’ pode ser
expressa em fungio das varidncias estimadas de X (Sx?), e de Y (Sy?) e a covaridncia estimada
entre X e Y(Sxy®). Observa-se que a distdncia Euclidiana mede de certo modo o grau de
relagio entre os vetores X e Y.

Vejamos o que acontece se padronizamos os vetores X e Y da seguinte maneira:
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(xl-i‘ ¥1=Y)
le‘ S%L zyl ?
7o | |22 2 zg | 1227
Zy = 52 = s§( Zy= 52 = sﬁ, (al0)
an) xn:—i zyn,, Yn:*§
\ ng nx1 . S?ir nxl

(n- eov(x,y) o

=(n-1)-2
sty

n—l)

=2(n-1)[1-

=2(n-1)1-Rxy]
Consequentemente temos que:

d? =2(n-1)1-R @all)
(ZxZy) =01 -Ryy]

onde: Rxy é o coeficiente de correlagio amostral de Pearson entre X e Y.
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Observa-se que a distdncia Euclidiana esta relacionada com o coeficiente de correlagio
de Pearson, entfo concluimos que a disténcia Euclidiana além de medir magnitude também

mede o grau de relagdio linear entre individuos, observagGes ou objetos.

COMENTARIOS ADICIONAIS

Sabe-se que o coeficiente da correlagio de Pearson (Rxy) varia de -1 a 1, isto &
1 < Rgy < -1. Analisando os extremos da correlagdio, temos o seguinte: se¢ Rxy é igual ou
proximo a 1, a distdncia Euclidiana entre X e Y é zero ou proximo de zero, indicando que
guanto mais X e Y estdo relacionados linearmente a distincia entre eles se aproxima de zero.
Analogamente, correlagio proxima de zero indicam maior disténcia entre X e Y.

A.3.2. Caso Geral (p variaveis).

Seja uma matriz de dados X, formado por n observagdes ou individuos e medida em p

variaveis; definida da seguinte maneira;

ot
11 %12 *1p | X,
X X X ot
1
Xnxp = 2 22 2p X_2 (al2)
a1l *n2 o xnp XL

A partir da matriz de dados considere o vetor de médias, a matriz de covaridncias ¢ a

matriz de correlagdes isto &:

Vetor de médias :

n . }_(]
X |x
x=2L 2|72 13
=Ta i (al3)
*P/ pxi
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Matriz de variincia e covariancia :

- igl(ii -3, -%)
= — (ald)

Calculando a distincia Euclidiana entre os vetores X; e X j temos:

- e

2
5

(al5)

2
a5 = él("ik %) =’

Para efeitos de calculo vamos utilizar o seguinte fato: dado o vetor e;, de dimensdo n,
com o i-ésimo elemento igual a 1 e 0 nas demais posi¢Ges isto é:

= (0905-"315-'-:0)]3:11 (316)

Denotamos o i-ésimo vetor linha de X, por X; por:

X, =| =Xt(ei) (al?)
X.
P/ px1

Substituindo a equacgio (al7) em (al5) temos:

di = dz(ee] ”
-(%- J( X

isto é:
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dizj = d%((ei,ejj = [ei —ej]XXt(ei - ej)t (alB)

Definamos a Matriz de Residuos da seguinte maneira:

-% % % Yot
xll X1 Xlz X2 e X12 Xp Xl
" XKn1=X; Rnng=Xny 0o Xp —X_ | o¥i
anp — 21 ) 1 22 : 2 . 2p : P X'z (al 9)
X .—X, X ,—X X =X |5 . t
nl "1 "m2 "2 np 'p Xn
O i-ésimo individuo pode ser escrito da seguinte forma:
( _ j—
175
*i2 7% "
o :
X=l =X Ye;) (220)
kxi -X
P P/ pxl
QOutra forma de escrever a matriz (al9) é:
*
Xnxp = P]RL{anp (az1)
onde:
L _ t
Py = (Inxn oy llnx1] (a22)
1 0 0
1 ... 0
Ingn=|. . . .| V=01 .. Dy (a23)
0 0 Y oxn

Entdo a distancia Euclidiana dos pontos X: e 5'(} de X* ,2usando {220) é:

137



Apéndice A - Distdncias e Similaridades

(e -e;) Ppxxtpy(e-¢)
=~ eJ)tXXt[el - ej)
- dgi[ei ’eJ]
entdo;
d%( (ci ,€ jj = d%{* (ei ,€ j) (a24)

Est4 provado que a distincia Euclidiana entre dois vetores (i,j) da matriz X & a mesma
que a distancia entre os vetores (i,j) da matriz X', isto é A distdncia Euclidiana é invariante
a mudanga de origem.

Por outro lado, seja a seguinte transformagio: Xw=XW, onde W é uma matriz
ortogonal de ordem 1, temos que a distancia Euclidiana entre 2 linhas da matriz Xw pode ser
expressa da seguinte forma:

d3 ~(e.0;) xWWIX!
Xw(el,ej)*(el,ej) X (e‘,ej)
Ut

= el,ej) XX (el,ej)

_ 42

udX(ei,e])
entio:

2 — A2
dXW (el ,Cj) = dX (el ,ejj (a25)
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Assim provamos que a distineia Euclidiana é invariante a qualquer transformacio

ortogonal dos eixos.

A.4, Outros Tipos de Distincia.
Nesta secdo apresentamos outros tipos de disténcia.

Distancia De Karl Pearson
A disténcia ao quadrado de Karl Pearson entre os pontos X; € X; ¢ definida como:

2
b (xik —X 'k)
dZ2=3 J (a26)
J k=1 83
k
onde S,” é a varidncia da k-esima variavel.
Distincia De Mahalanobis
A distancia quadrada de Mahalanobis, entre os pontos X; € X j» € definido por:
2 (% —% ts -1z, _3
d5i = (Xi X j) > (Xi —X j] (a27)

onde X é matriz de covaridncias. Havendo estrutura de grupos, a distincia de Mahalanobis
pode ser definida em funcdo do vetor de médias de cada grupo, isto &

a2 :(ii —ij)ti—l(ii—ij] (228)

Distfincia Qui-quadrada

A distdncia Qui-quadrado pode ser interpretada como uma distincia Euclidiana
ponderada. Esta distdncia geralmente é aplicada sobre tabelas de contingéncia. A continuagfo
mostramos a forma de calcular, para isto utilizaremos a seguinte tabela de contingéncia.
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(a29)

onde:
f;; : Indica as frequéncias observadas.

p .
f, = El f; ' Indica a2 marginal linha .
f.= g f.. : Indica a marginal coluna.
B R

Paratodo i=1,2,...q. ¢ j=1,2,...p.

A distancia Qui-quadrada entre as colunas E, ¢ E, da matniz (a29) pode ser calculada da
seguinte forma:

d%UEV - (_éu - Ev)tD“l(_éu "‘_év) (330)

onde:

¢
s _[flu fou fqu} 5 =[flv foy  fqv
[} v

t
, yeaes , yaers ara todo u,v=1.2,...p.
fu fu fy Fy f.v) P P

D é uma matriz diagonal de ponderacio definida da seguinte maneira:

4 fl 3
qp. 0 - 0
> 2 fij
=1 j=1
f
0 ﬁ er 0
D= 2 2 fl_] (a31)
1=1j=1
: f:
0 0 : ‘Il)'
2 2 fij
\ 1=13=1 7/
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Analogamente, pode ser calculada a distdncia Qui-quadrada entre dois categorias de R.
A.5. Coeficientes de Similaridade

Os coeficientes de similaridade, as vezes, conhecidos como “medida de distdncia” ou
“dissimilaridade”, referem-se basicamente a medida de similaridade entre 2 pontos A e B.

A.5.1. Definicio.

A medida de similaridade entre 2 pontos A ¢ B, definida por S(A,B), satisfaz as
seguintes propriedades:
i) S(A,B)=S(B,A) (simetria)
ii) S(A,B)>0 (sempre ¢ positiva)
iii) S(A,B) aumenta, se a similaridade entre os pontos A e B aumenta (monotonia).

Os coeficientes de similaridade s&o usados quando queremos medir o grau de
semelhanga ou diferenga entre 2 objetos.

A.5.2. Anilise para varidveis Qualitativas

Suponhamos que as variaveis x,,Xa,...,%p s80 dicotdmicas, baseadas em auséncia(-) ou
presenga (+) de caracteres qualitativos. Um individuo [; fica caracterizado pelas presencgas ou
auséncias de n caracteres, por exemplo;

X1 X2 X3 ... X
Ii + - - aaas T+
A informagfo util é, entfio, o nimero de caracteres presentes sobre 0s n caracteres
estudados. Para estudar a associacdo entre dois individuos 1) e b, constroi-se a seguinte tabela
de freqiiéncias:

L

onde :
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n = atb+etd
a : Indica o nimero de caracteres comuns presentes,
d : Indica o niimero de caracteres comuns ausentes, etc.

Mede-se a associagdo através de um coeficiente de similaridade s;;, definido como
fungdo de ab,ec:
Sij = f(a,b,c)
tal que:
1) s; € crescente em a,
2) s; € decrescenteemb e c;
3) s;; € simétrica em b ¢ c.

O coeficiente de similaridade s; como seu nome indica, € uma medida do grau de
semelhanga ou similaridade entre I; e I; em relag@o a os n caracteres. A maioria dos coeficientes
de similaridade varia entre 0 e 1, sendo:

ss—0, se ctb=n
ss=1, se atd=n

8;=0 quando todo caracter presente em I; nfio est4 presente em I {discrepéncia ou
dissimilaridade total) e s3=1 quando tudo caracter presente I; esta presente também em [

(similaridade total).

Varios autores propuseram coeficientes de similaridades com essas propriedades:

- Sokal ¢ Michener : : ; :
a
- Sokal e Sneath . a+2{(b+c)
- Jaccard : ;
at+b+c
- Rusell ¢ Rao : %
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Apéndice A - Distincias ¢ Similaridades

- Dice -
(a + b)(a +c)
. a
- Kulezynski bre
- Harman : 1- 2(b+ c)
n
n—(b+c)

- Roger e Tanimoto

- Ochiai ___*
Ja+bva+c

Existem outros coeficientes que expressam dependéncia estocdstica entre [; e I; e variam
de -1 a +1. A dissimilaridade total corresponde a -1 ¢ a similaridade total a +1. O valor zero
identifica-se com a nocéo de independéncia estocastica. Exemplos de estes coeficientes sdo:

ad—be
- Yule ad+be
- Pearson ad—be

[(a-+ )b+ d)a+b)(e+ )2

Uma vez definido um coeficiente de similaridade, este & calculado para todos os pares
de individuos I; ¢ I;, e o resultade disposto em uma matriz simétrica, da seguinte maneira:

S]l 512 res Sln
i
81 Sp2 <+ Son

& chamada de matriz de similaridades entre os individuos.

N&o existe um critério absoluto que permita decidir o coeficiente de similaridade mais
adequado. Na eleigdo de um determinado coeficiente intervém, o tipo de dados que serdo
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representados e o peso que se darj as freqiiéncias a, b, ¢, d. Trata-se de um problema que deve
ser resolvido para cada situagio experimental concreta. No entanto, € conveniente ter em conta
0s seguintes critérios (mais importantes):

a) s; ndo deve ser fungfio de d, pois aumentando caracteres arbitrarios nio comuns, poderiam
fazer falsamente similares individuos que néo so.

b) O coeficiente deve ser tal que a matriz S seja semidefinida ou definida positiva.

¢) O coeficiente deve satisfazer (aproximadamente} a propriedade metrica.
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DEFINICAO DO METODO “Q” E METODO “R” NA ANALISE
MULTIVARIADA

B.1. Definicao

A definigio dos métodos Q e R na analise multivariada, deve-se basicamente a forma
como analisamos uma matriz de dados. Na maioria das vezes estamos interessados em trabalhar
sobre as variaveis, e outras vezes podemos estar interessados em trabalhar sobre os individuos,
a maioria das técnicas multivariadas, trabalham sobre as variaveis.

A diferencga basica entre estes dois termos ¢ a seguinte: A partir de uma matriz de dados
Xup podemos calcular a matriz de covariancias entre as variaveis como também uma matriz de
relagbes e interdependéncias entre os individuos. As técnicas Multivariadas que trabalham
utilizando a matriz de covandncias (ou correlagio) denomina-s¢ Método R. As técnicas
multivariadas que trabatham usando basicamente matriz de relagGes e interdependéncias dos
individuos denomina-se Método Q. O presente apéndice sera desenvolvido baseado no trabalho
de Jollife (1986) e Jackson (1991).

B.2. Semelhancas e diferencas entre estes dois métodos.
Seja uma matriz de dados X, formada por n observagtes (ou individuos) e medida em

p varidveis {p<n); como definida em {nl). Esta matriz pode ser transladada & origem da

seguinte maneira:
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Znxp = Xnxp ~ lnx I gi_%Xp ®n

Sabe-se que a matriz de covaridncias das varidveis é :

) _Z'Z
“n-1

S (b2)

Da mesma forma, a matriz de relagdes e interdependéncias dos individuos ¢ definida

por:
zzt
g@2 _ &4
1 (b3)
Entdo observa-se a diferenga basica esta nas matrizes (th)p@ e (ZZ .

As seguintes propriedades podem ser mostradas:

- A matriz (Z'Z),xp é uma matriz Definida Positiva.
- A matriz (ZZ")g é uma matriz Semi-definida Positiva.
- Os tragos de ambas matrizes sdo iguais isto €

TrlL_(ZtZ) pxp} =T (221) o (b4)
- Os postos das matrizes sdo iguais a “p”, isto &
Posto%:(ZtZ) pxp}: Postol(2z!) | 1=p semp (b5)

Pelo teorema de “Descomposicdo Espectral” ou teorema de “Descomposi¢io de
Jordan”; Mardia, Kent ¢ Bibby (1979), temos que;

A matriz simétrica (Z'Z)pxp pode ser escrita como:
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(th) =TAr! = igl kiY(i)YEi) (b6)

pxp
onde: A é uma matriz diagonal formada pelos autovalores (A,A2,...,4,) da matriz (ZtZ)pxp el

uma matriz ortogonal cujas colunas sdo autovetores ortonormais correspondentes aos

autovalores.

: t
Do mesmo modo pode-se escrever a matriz (£Z. )y como:

(22¢)xn = r@,\@r@t_ z x@y%y(@l)t ®7)

onde: A2 ¢ uma matriz diagonal formada pelos autovalores (A% 2,2, ,?\T@,Ml@, ...... A8
da matriz (ZZ"q ¢ T uma matriz ortogonal, cujas colunas sio autovetores padronizados

correspondentes aos autovalores.
Pode-se mostrar que :

Ap =22 (b8)

Ent3o, os autovetores ) € "{(i)@ s30 proporcionais, pois estio na mesma diregdo

(ambas tém 0 mesmo autovetor).
Deste modo a técnica de Scaling Multidimensional (MDS) pode ser considerada como

um método “Q” ou “R”, pois, MDS pode trabalhar sobre os individuos ou sob as variaveis.
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ESTRUTURA DE MATRIZES

C.1. Introdugio

Neste apéndice, estamos interessados na aproximagio de matrizes, formalizaremos as
caracteristicas destas aproximagdes. Uma das principais caracteristicas € que as matrizes
aproximadas tém posto menor que as matrizes originais. Eckart ¢ Young (1936) ¢ Young ¢
Householder (1938) apresentam descrigOes pioneiras de aproximacdes de matrizes no contexto
de Autoestrutura de matrizes. Por outro lado artigos sobre aproxima¢do de matrizes com
carateristicas particulares sdo descritos por Gabriel e Zamir (1976). Também Greenacre ¢
Underhill (1982) descrevem de uma maneira simplificada aproximagdes de matrizes, que séo a
base para desenvolver este apéndice.

Serfic descritos, brevemente, conceitos matemdticos de algebra lnear, como
descomposi¢do de valores singulares (DVS), descomposigio de valores singulares
generalizados (DVSG), aproximagtes de matrizes com menor posto, qualidade e erro de
aproximacgdo de matrizes, para entio abordamos o tema sobre autoestrutura de uma matriz
produto escalar e finalmente relacionar produto escalar com distincia, baseados na ideia de
Young e Householder (1938).

C.2. Descomposicio de Valores Singulares (DVS) ou Estrutura Basica.

Seja A uma matriz semi-definida positiva de ordem (nxp) retangular e de posto (r). Pela
teoria da dlgebra matricial, sabe-se que a matriz A pode ser descomposto em 3 elementos de
Estrutura Simples:
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Ansp = UnxeDr e Vigp (c1)

onde:
DA : é uma matriz diagonal com elementos positivos Ay, Aa,......... A
U e V siio matrizes com colunas ortonormais, isto ¢, U' U=l e V' V=l,

Se A é uma matriz simétrica ¢ quadrada entdo U=V. Greenacre ¢ Leslie denominam
(c1) de Estrutura Basica, e se A ¢é simétrica, (c1) ¢ denominada simplesmente Autoestrutura da

matriz A.

C.3. Aproximacdes de Matrizes com Menor Posto.

O valor pratico da Descomposigdo de Valores Singulares ¢ que permite que uma matriz
A, geralmente de posto maior (1) seja aproximada por uma matriz Ay, de posto menor (k), isto

¢, (k<1). Por outro lado como os autovalores de A sfio ordenados isto & A; > A, > . ... >
(pois A é semi-definida positiva), entdo se Up; e Vyg contem os primeiros k autovetores de U e
V (ordenada correspondentemente) ¢ DAgq uma matriz diagonal formado pelos primeiros k
autovalores, entdo uma aproximagio matricial € definida como:
A =U DA vt (c2)
[ [ Kkxk ¥k loxp

k}nxp k]nxk

-~

onde Ay, éuma aproximagio de A, no sentido que dentre todas as matrizes Ayq de posto k,

ela € que minimiza a equagdo abaixo:

S L S ) @

Mardia, Kent ¢ Bibby (1979) baseia-se na equagdo (¢3) para achar uma medida de
qualidade de ajuste para a parte de Escalonamento métrico.
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C.4. Descompeosicdo de Valores Singulares generalizados.(DVSG)

A Descomposigiio de valores singulares generalizados (DVSG) é uma generalizagio da
Descomposigéo de valores singulares (DVS), no qual a técnica de MDS ¢é baseada. Greenacre e
Leslie a denominam de Autoestrutura generalizada.

A norma de uma matriz é generalizada da seguinte forma :

A0 = tr[QAcpAt] (cd)

onde : Q,® sfo matrizes simétricas definidas positivas.
Pode-se notar que na equacéo (¢3) a norma € um caso especial quando Q=d=[.
Como a expressio (c4) € fungdo da trago, também pode ser escrita assim:

n n
Ap o= T o_alea, @)
1=1i°=1 1n I
ou ainda;
P P
”A”%),cb =X 2 ¢, aEQa jo (c6)

Na equagfio (c5) observa-se que a norma quadrada é uma soma ponderada por oy de
todos os produtos escalares entre as linhas a; de A na métrica ®. Analogamente na expressio
(c6) observa-se que a norma quadrada ¢ uma soma ponderada por ¢; de todos os produtos

escalares entre as colunas a;de A na métrica de 2.
Um caso especial, que vamos usar mais adiante, ocorre quando qualquer dos dois £ ou

@ ¢é uma matriz diagonal. Por exemplo, se Q=Du, entfo a expressdo (c5) € reduzida a:
2 n 2
”A"DO),(D = X 10) i“ai ” () (c7)
1=

que é uma soma ponderada por o; das normas quadradas dos vetores linhas a; de A, na métrica
de @,
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Por outro lado a matriz A pode ser descomposta em uma forma mais geral do que DVS,
da seguinte maneira;

A=ND M! (c8)

onde:
N'ON=I ¢ M'®M=L

A expressio (c8) ¢ conhecido como Descomposicio de Valores Singulares
Generalizados (DVSG). Nota-se que os vetores basicos N e M séo ortogonais nas métricasde

() ¢ ®, respectivamente.

Entfio como no caso da equagdo (¢2) uma aproximagdo matricial de A pode ser feita da
seguinte forma;

A[k] = N[k]DOt[k]Mf( (c9)

onde Ay, € uma aproximacio de A, no sentido em que dentre todas as matrizes Apg de posto

k, ela é a que minimiza a expressfo:

Q[A - A[k]j @(A - A[k]) t

HA“AmlF ~
QO

C.5. Consequéncias da Descomposicio de Valores Singulares Generalizados.

i) Na pratica a estrutura basica {cl) ¢ obtida a traves da autoestrutura, ¢ dizer da
descomposicio de autovalores e autovetores.

ii) Para o problema geral na equagio (c8) temos:

- t
A=ND M

onde:
N'ON=I ¢ M'®M=L
desta forma, temos :
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ADA' =ND_M!OA!
= NDaMt(D[NDaMt]t
- ND,MloMDE, Nt
=ND,,IDE, Nt
=NDZNt

entio:

ADAt =NDZ Nt (c10)

onde N'QN=I desde que: M'OM=I

A expressdo (c10) é conhecido como: “Autoestrutura generalizada”. Os autovetores N
80 os vetores basicos esquerdos de A (é dizer autovetores esquerdos de A) e os autovalores
sdo os valores basicos quadrados de A.

Note que APA' é uma matriz produto escalar entre as linhas de A na métrica de @. Isto
¢ importante, pois mais adiante, em autoestrutura de uma matriz de produto escalar voltaremos
a usar esse fato.

iii) Os autovetores M sdo obtidos como segue:

Da expressio (¢8) temos

_ t
A=ND,M
onde:
N'QN=1 ¢ M'OM=L
entfio:
t _ it wt
Al = MDaN
AtQ=MD{ NtQ
ATON = MD&I
AtQN(Da) =M
entdo:

M=AtOND;! (c11)
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A expressio (cll) é conhecida como nome de: Formula de transigio (transition

formula).
iv) A autoestrutura generalizada na equagio (cl0) é obtida pelo célculo da primeira
autoestrutura da matriz Q"A®A' (02, isto &

{
al/2a0at(al/2) - up, ut (c12)

onde os autovetores U tém a normalizagdo usual U'U=I.
Por outro lado, da expressdo (c12) obtemos:

t
AGAt=0~1/2uD, (071 2y) ©13)

entdo, igualando a expressio (c13) com a expressio (c10), temos:
—0-1/2 -
N=Q U DOL = }Dk

C.6. Qualidade e Erro de Aproximagao.

Sabe-se que o autovalor (valor basico) expressa a magnitude da dimensio de uma

) ~ L2 2
matriz. Por outro lado, a norma quadrada de A na expressdo (c8) é a*+ o’ +..+ o,°. Quando
aproximamos A por Ay, apenas os k maiores autovalores s&o considerados, e a norma

quadrada de Ay neste caso & @, +ou™+. +ou’

Entdo a medida de qualidade de aproximagfo é:

2 o2 2

(11 +(X.2++G,k
R=—.2 ) (c14)

Mardia, Kent e Bibby (1979) usa este fato para aproximar uma medida de bondade de

ajuste na parte de MDS métrico.
Entdo da expressdo (cl4) pode-se notar que: 0 < Ryy < 1. O erro de aproximagio
pode ser medido pelo complementar de Ry como segue:
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1 ! ..........,..........--...........(xr

C.7. Autoestrutura de uma Matriz Produto Escalar.

Vimos que em conseqiiéncia de (it) e (iii)) da DVSG os autovetores esquerdo (basicos)
da matriz A sdo os autovetores de uma matriz simétrica quadrada, ver equaggo (c10).

Agora vejamos o caso de ter uma matriz de dados, é dizer n individuos (ou
observagdes) mensurados em p variaveis eXpressos na matrizX,p.

X e X V3t
11 %12 Ip|%
X X . X =t
721 722 2p (X
Xnxp = r2
Xnl *n2 Xnp '}&:l
Seja o vetor de medias:
n—b
22X
3 =1=1
n
Seja o vetor:
t_
1 -(1,1, .......... ’I)lxn
Seja a matriz de residuos:
X Xpp T Xy e XppoX
7172171 F27 %2 *2p " %p
Xn1 %1 X2 7% xnp_;‘fp

Na forma matrictal, Z pode ser escrito da seguinte forma:
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Z=X-1xt (c16)

Entdo, se temos uma matriz (ZZ) isto é:
t = =ty
77t = | X- & X-1x!) ©17)

Podemos cbservar que a equagio (¢17) ja ¢ uma matnz simétrica ¢ quadrada, portanto
pela autoestrutura basica temos:

77t = {[X -ﬁt)[x-ﬁt}t} — NDmN! (c18)
onde: N'N =1

Ent#o da equagdo (c18) temos:
f
t /201720t - Nl 2(aml /2
zzt =ND!/2D!/2Nt =NDV; (NDlLl )

Portanto, uma aproximagéo para a matrizZ ¢

NP €

Se relacionamos a expressdo (c19) as expressdos (c10) entdo, os valores basicos oy de
Z sdo a raiz quadrada (%) dos correspondentes autovalores de ZZ'.

A matriz C=Z7' é chamada de matriz produto escalar de ordem nxn entre as linhas
da matriz Z ou ainda produto escalar entre as linhas de X com respeito a seu centro de
gravidade (vetor de médias). Nota-se que a partir da matriz produto escalar C=ZZ' pode-se
encontrar uma configuraciio de pontos em menor dimensdo, ajustada para a matriz Z. Na
pratica isto quer dizer que, se nos n3o temos a matriz Z. = X — 1xt , Mas temos uma matriz de
produto escalar C=ZZ' (entre linhas, neste caso), entfio a estrutura basica de C fornece uma
exposi¢do grafica em menor dimensdo como mostra acima a equagio {c19).
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C.8. Generalizando para um Espaco Euclidiano Ponderado.

Em geral se C € uma matriz produto escalar entre qualquer conjunto de pontos vetoriais

e seu centro de gravidade em qualquer espago euclidiano ou espago euclidiano ponderado,

onde cada ponto € ponderado por seu respectivo elemento da matriz diagonal Do, entdo a

projegio destes pontos sobre um espago de menor dimensdo (estimado) ¢ obtida através da
autoestrutura generahizada (DVSG) de C:

C=NDuNt (€20)

onde : N'DoN=I, (estamos no caso particular em que 2=D), portanto uma aproximacio é:

7= N[k}Dpl/ 2 21

Como visto, em conseqiiéncias da DVSG nas expressdos (cl12) e (cl13), na pratica o
calculo consiste de construir a primeira autoestrutura da matriz simétrica D,,"*CD,,"? isto &:

DY/2CDY/2 = UD, Ut (c22)
onde os autovetores U tém a normalizacio usual U'U=L, logo da expressdo (c24) temos:
t t
C=Dgl2uDu(Dg2u) =Dgl2 up}2(DgV 2UD}L{2) (c23)

Entdo uma aproximagio para Z, quando 2=Da, &

—7=T—1/2 1/2
F=7= D(D U[k]D[J.[k] (024)

Até aqui vimos que a partir de uma matriz produto escalar no espaco euclidiano ou no
espaco euclidiano ponderado, pode estimar uma configuragio de pontos através da
autoestrutura generalizada (DVSG). Como estamos interessados no procedimento de
escalonamento de um conjunto de pontos, vamos trabalhar com as distdncias entre pontos
interiores deste conjunto. A notagfio usual serd: os indices 1,j indicam elementos de um mesmo
conjunto isto € §; indica a medida distincia entre duas linhas i e j.
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RELACAO ENTRE PRODUTO ESCALAR E DISTANCIA

D.1. Definicio.

Se temos um conjunto de produtos escalares entre todos os pontos, denotado por C:

C

%1 °12 In
C C e C

c=| 2l "2 [ om (1)
cnl cnz cnn

e temos um conjunto de todas as distdncias entre pontos Sijz (i,;=1,2,...,n), arranjados numa

matriz A® da seguinte forma:

2 2 2
.:S%] 5%2 - o,
AD |03 Fpp e Oy (d2)
2 2 2
5111 n2 -

Ent#io podemos obter uma configuragiio de pontos para ajustar a matriz A | usando o
resultado de que a distdncia quadrada esta relacionada com o produto escalar, por:

Sjjz =0+ Cj - 2Cij (d3)
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¢ além disso pode-se mostrar que a matriz C, produto escalar pode ser recuperada a partir da
matriz A® de distancias quadradas pelo processo de “Dupla centralizagio” (Double centering),

isto &

c:e{_é (2)J9t (d4)

onde;
6 é uma matriz idempotente de ordem nxn definida da seguinte maneira:

9=I—1[1tw)_1wt (ds)

w : um vetor formado pela diagonal da matriz Dw
1:um vetor deunsisto & 1'=[1,1,...,1Tixa.
sujeito a restriggo: 1'w =1

Deste modo a matriz C, € uma matriz de produto escalar de pontos (ponderados) com
respeito a seu centro de gravidade e entfo as equagdes (25) e (26) podem ser aplicados para
encontrar uma configuragio de pontos que reproduza uma estimagdo das distdncias originais.
Todo exposto anteriormente € conhecido com o nome de Escalonamento de Young-
Householder (Scaling Young-Householder), chamado muitas vezes por Young e Householder
(1938) de Escalonamento Classico (Classical Scaling) ver Krzanowski (1994).

Observacio

A relago acima pode ser aplicada a qualquer matriz simétrica de distdncia quadraticas
entre pontos A%, nfio necessariamente Euclidiana, para obter uma exposigio grafica em
um espago de menor dimensio. A continuagdo formalizaremos as expressdes d3 e d4 baseados
no trabalho de Greenacre (1984).

D.2. Formalizac#o da expressdo(d3)
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Suponha que temos )’il ,5('2 ,-..,X11 pontos vetoriais no espogo p-dimencional arranjados
Lo N | e e . . .
em uma matriz X == (Xl=x2 ,...,Xn) entdo a matriz simétrica Am(z) de distincias quadraticas

entre 0s vetores mencionados acima ¢ dado por;

AP =cp b+l el ~2Chen (d6)

nx1 1xn

onde :
- C é uma matriz nxn dos produtos escalares entre os vetores il ,X2 5, X1

- ¢ € um vetor formado pelos elementos da digonal de C.

-1 é um vetor formado por uns.

Prova

Como X],X9,....Xn sdo pontos vetoriais no espago p-dimensional, entdo tais vetores

podem ser representados como uma matriz de dados, isto €:

=1

11 %12 *p %

X X eer X ~t
x=| 20 2R @

Xat *n2 Xnp i;

Agora como C é uma matriz de ordem nxn dos produtos escalares entre os vetores
X1,X9,...,Xn, entéio a matriz C € expresso da seguinte maneira:

g - =t -t
1*1 *1*2 Za | {11 %12 ®in
-t =t~ =t c c e ©
_IxaX XX e XaX | |21 *22 2n | __ t
C=17271 727 7 T2yt T F XX pxn
2= =fa -t c c . C
XoX1 XpXs X Xn nl “n2 n2
Por outro lado, a distdncia quadradatica entre os vetores i} € ij €:
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I R
..xixiﬂ-xjxJ 2XiXJ
Consequentemente temos que:
2 _¢..tc—2c..
5ij c.; +°j_} ZCU (ds)

Logo, a equagdo (d8) € um elemento da equagdio (d6). Entdo mostramos que um
elemento da matriz Apa'”) pode ser escrito como a expressio (d8).

D.3. Formalizacdo da expressio (d4).

Agora suponha consequentemente que temos a matriz Apen® de distancias Euclidianas

quadrada entre n pontos vetoriais (cada vetor no espago p-dimencional), entdo a matriz C,
produto escalar relativa para um baricentro de pontos definida pelo vetor de massas w onde:

1'w=1(restrigio importante) ¢ dado por:

Cze{—%A(z)Jet (d9)

onde:
O=1-1w'=1-1(1Ww)"'w (d10)

Prova

A partir da matriz X especificada na equagdo (d7) podemos construir a matriz da

equagdo (d6) isto & A(z) =1t +1¢t = 2¢ , lembrando que temos uma restrigdo importante:

1w=w'1=1,
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A partir da equagio (d10) temos:

gict = (I - lwtjlct

=1c! —lwtlct
=1et —1ct
=0

entdo:
01c'=0 (d11)

Por outro lado, temos que:

c1tet = [[I - lwtjlctT

¢
=[lct ~thlct:l

=(:1t—c1twlt
=cit —c1t
=0

entdo:
¢c1'9'=0 (d12)
Agora, substituindo as expressées (d11) e (d12) na expressio (d6) temos:

9A(2)6’t = 9(clt +1ct— ZCJ ot

—g1tot +g1ctot —2ac6t
=-26C6"

Entdo mostramos que:

oA(Dgt =-26Cet (d13)
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Agora, falta mostrar que:
ecet=C (d14)

Temos:

& et :(I—lwt)C(I—th)t @s)

=C-1wlCc~-Ccwit +1wtcwit

e para mostrar que a expressio (d14) é valida basta mostrar que Cw=0 na expressdo (d15).

Por outro lado, como C é uma matriz produto escalar relative a um baricentro (que
poderia ser o vetor de médias) entdo a matriz X, como exemplificada na equacao (d7), seria da
seguinte maneira;

- -xX —-x Yt
M™% %127 %2 Xlp *p X
XKpy — Xy Xpn =X X, —X |
7o %217 1 T2 T 2p %
_x _x _x |t
*n1m 1 27 %2 xnp xp n

nxn

Sabe-se que : W=[W|, Wa,..., Wy] e que 1'w=1 isto implica que Do =1
i=1

Coxn Wax1 € um vetor; 0 j-esimo elemento do vetor Cw é (Cw); 0 qual ¢ expresso da

seguinte maneira, para todo j=1.2....n:
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(%% 255

Il
<
(S

Ento mostramos que o j-ésimo elemento do vetor Cw ¢ zero isto & (Cw);=0, para
todo j=1,2,...,n. Logo a expressdo {d14) fica provado, implicando que a expressdo (d13) é dada
por:

oAt = 2¢

C :e{- %A(z)]et

isto €, esta provado que:

Observacies

1.- Quando w=[1/n, 1/n,..., 1/n] temos que 0=H (matriz idempotente) onde H ¢ conhecida

como matiz de projecdo, isto &

H:[I—ll 1t}
i}

Greenacre (1984) afirma que também pode ser provado para um caso geral.
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A observagio 1 sera usada fot usada no capitulo II.

2.- A matriz X foi trasladada a origem, para facilitar a formalizagio da expressio (d4).

Y .
3.- O resultado da express3o (d4) ¢ independente da origem isto ¢ 8ij "—"(x i —a) (X i —a) .

Isto quer dizer o vetor “a” ndo necessariamente tem que ser 0 vetor de médias.

4.- A transformagio 8(~1/2A™)8" é chamada de Dupla Centralizaggo.
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REGRESSAO MONOTONICA OU ISOTONICA

E.1. Definicio matematica formal de uma funcio Isotoénica.

Dado X, um conjunto finito {X; X3 ,..., Xy}, ordenado da seguinte maneira
X1 £X S5 X

Uma fingdo f sob X € isotdnico (com respeito a essa ordem) se:
f(x, )Sf(XZ)S. L <H{(xy).
E.2. Definicio matematica formal de uma Regressio Isotonica.

*
Suponha g uma fungio dada sobre X. A fungfio g sobre X é uma Regressdo Isotdnica
¥, . - L .
de g com pesos W, se & somente se, g ¢é isotdnica € minimiza:

Z;E(X)-f(X)}Z w(x) (el)

na clases de todas as fung®es 1sotonicas de £ sob X.

Maiores detalhes sobre Regressdc IsotOnica ver Barlow, Bartholomew, Bremner e
Brunk (1972).
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E.3. No contexto de Escalonamento Multidimensional

Um conjunto formado de B similaridades ou distancias observadas &;; sio ordenadas tal

que:
O L8, Z...L50
™ 12

Por outro lado a partir das R similaridades ou distdncias pode-se¢ achar uma
configuragio no espago p-dimensional, no qual vamos ter um conjunto de dist3ncias associadas

dij , 1sto €:

Para nio haver confusio adotamos uma notaciio simplificada assim:

6, . =6y

iy dy dl'kjk =0 Vi TV

E.3.1, Definicio de uma Regressio Isotdnica no contexto de Escalonamento

Multidimensional

Uma Regressio Monotdnica ou Isotonica de d; sobre um conjunto ordenado 3; com
pesos w; é dado por uma fungfo f{d;) que minimiza:

gl ;= f{d, )]2 Wi (e2)

sujeito a restrigdo de monotocidade, isto €,

isj:f(di)sf(dj]
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Observaciio

Nota-se que a fungdo g(x) que minimiza a equagfio (el) ¢ a fungio identidade na
equagio (€2), isto é, g(d;)=d;, e ao contrario do que acontece na regressdo linear simples nio
ha necessidade de se fazer suposi¢des sobre a forma analitica da fungfio g(X). Se wi=1 para
todo i=1,2,....,n entdo a Regressdo monotdnica utiliza um método de quadrados minimos. Se
w; =1 para todo i=1,2,....,n entdo a Regressio monotdnica utiliza 0 método de quadrados
minimos ponderados, que s3o resolvidos por métodos iterativos. Barlow{1972) prova que a
Regressdo monotonica existe € € unica.

Existem algoritmos para estimar a fun¢do f{d;), como por exemplo :

- “POOL-ADJACENT-VIOLATORS ALGORITM”
- “UP-AND-DOWN-BLOCKS ALGORITM “.

el

Kruskal (1964) usa o algoritmo “Up-and-down-blocks™ no algoritmo “steep decente
para a parte MDS ndo métrico.

A seguir mostramos como trabalha o Algoritmo Pool-adyacent-violators.
E.4, Algoritmo Pool-Adyacent-Violators.

Como dados iniciais temos:

d; : Variavel regressora ou independente.
d; : Variével resposta ou dependente.

Wi & Peso.

n; : Define a estrutura bloco.

Passo 1
- Ordenar os &; (ordem crescente) e logicamente vai mudar d; .

- Fixar : di:di , \'irl-=wi e lli=1. i:1,2,.‘.,n.

Passo 2
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Se: &1 < 32 s d n entdo finaliza, caso contririo passa para o passo 3.

Passo 3
Selecionar qualquer par de blocos que “‘viole” o ordenamento. Formalmente se bloco i

e ] (i<j) viola o ordenamento entdo temos que o novo d; estimado ¢ dado por:

w.d. +w.d.
~ T ]
dj=——
+W.
1 J
e entio fixamos:
dk = i k=i+l,...,i+ni+ﬂj-1 ‘i}l = ﬁl +\;VJ Wj=‘0
1’11 = Ili -+ ﬂJ llj:’ﬂ

Logo retornar para o Passo 2.
A seguir mostramos um exemplo pratico de como o algoritmo funciona.

i) Primeiro mostramos os dados na tabela 1. Pode-se observar que os dados ja foram

ordenados de forma crescente,

TABELA 1
1 & di= &1 Wwi= WI n;
1 0.8 0.25 1.00 1
2 1.2 2.00 0.25 1
3 1.5 1.00 0.75 1
4 2.5 0.50 1.50 1
3 3.0 2.00 1.00 1

ii) Agora buscamos o bloco que viola ¢ ordenamento.
Claramente notamos que em (i=2 e =3} viola o ordenamento. Logo, pelo passo 3 temos:

; T o PRPC I _ 0292+ 079 _,

w. +W. 0.25+0.75
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para; i=2 e j=3 temos m=l e nz=I

Agora substituindo em k temos: k=3.
onde :
dk 3-—dl_2—125
W 9= w 2+WJ 3=025+0.75=1 Wi =3=0

jxz = I‘li=2+nj=3 =1+1=2 Il3:0

iii) A seguir construimos novamente uma tabela (tabela 2) com os dados obtidos em

(ii).

TABELA 2
i 5 di=d; W= W n;
1 08 025 1.00 1
2 1.2 1.25 1.00 2
3 1.5 1.25 0.00 0
4 2.5 0.50 1.50 1
5 3.0 2.00 1.00 1

iv) Novamente procuramos o bloco que viola o ordenamento. Percebe-se que o

ordenamento ¢ violado no bloco (i=2 e j=4). Agora pelo passo 3 temos:

-

Wbt Wi 494 _(029+(1L500.5)

jTh]

W, Wiy 1.50+1

para; i=2 ¢ j=4 temos m=2 ¢ ny=Il

Agora substituindo em k temos: k=3.4.
entdo :
dk 3-dk 4""‘11~2-08
4—1-!-15 2.5 Wj.—4=0

Ny = Nyt =14+1=2 n,~0
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v) Agora arranjando os dados obtidos em (iv) na tabela 3 temos:

TABELA 3
i & d=d; W= W n;
1 0.8 0.25 1.0 1
2 1.2 0.8 25 3
3 1.5 0.8 0.0 0
4 25 0.8 0.0 0
3 3.0 2.0 1.0 1

vi) Logo na tabela 3 encontra-se a transformagiio monotdnica de d; em J;.
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Apéndice F

NIVEIS DE MENSURACAO OU MEDIDA

F.1, Definicio de Medida

Conceitualmente, medida pode ser definida como uma maneira de obter simbolos (ou
caracteristicas) para representar propriedades de individuos, objetos, eventos, condigdes ou
situagdes estas, nas quais tais simbolos tenham parantesco.

Existem 4 tipos comuns de medicdes, nominal, ordinal, intervalar e razfio, os quais
serdo detalhados a seguir baseados nos tabalhos de Green ¢ Tull (1978), Schiffman, Reynolds e
Young (1981) e Cambillo (1996).

F.1.1. Escala Nominal

Neste tipo de escala, os numeros servem sO como etiquetas ou chapas para identificar
objetos, propriedades ou eventos. Associam-se¢ os objetos a categorias (ou conjuntos)
mutuamente exclusivos.

A cada conjunto atribui-se um nimero, por exemplo a variavel sexo pode pegar dois
valores femenino=1, masculino=2. Estes niimeros siic apenas identificadores, pois nio existe
uma relagdo de ordem entre elas. O nimero 86 indica a inclusdo de uma determinada classe. Se
os objetos tém o mesmo nimero, entio pertencem a mesma classe e pode-se dizer que sdo
equivalentes. Este tipo de variaveis ¢ freqiientemente usado em pesquisa de mercado: sexo,
zona geografica, profissio, estado civil, etc.

Claramente, as operagdes que podemos realizar com as variaveis nominais est3o
baseadas nas relagdes de equivaléncia, 50 sdo permitidas operacdes matematicas elementares.
Na parte da estatistica, podem-se fazer alguns testes em tabelas de contingéncia, freqiiéncias,
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modas, etc. ainda que as usuais operagSes estatisticas como média, desvio padrdo, etc. ndo
sejam empiricamente importantes ou significativas.

F.1.2, Escala Ordinal

Escala ordinal, como o nome sugere, ¢ uma escala relacionada a ordem ou escala de
posto. E obtida através da hierarquizagdio dos objetos, colocando-os puma ordem relacionada
com o grau na que possuem a caracteristica. Utilizam-se muito em pesquisa de mercados,
dentro dos estudos para codificar as preferéncias dos consumidores.

Por exemplo, se um entrevistado ordena 6 marcas (A, B, C, D ¢ E) de bebida segundo
suas preferéncias, obteremos por exemplo, Al, B2, E3, F4, C5, D6. Isto ndo significa que a
marca D goste o dobro que E, nem sequer que a diferenga entre A ¢ B seja a mesma que Ey F.
Simplesmente indica um ordem de preferéncia.

Uma escala ordinal posiciona toda a informagio de uma escala nominal. Por outro lado
em um delineamento com escalas ordinais, descri¢des estatisticas podem empregar medidas
posicionais como mediana, quartil, percentil, ou outras estatisticas de acordo com o ordem,
como fazer testes ndo paramétricos. Nota-se também que a média aritmética usual ndo pode
ser significativamente interpretada com os postos dos dados.

F.1.3, Escala Intervalar

Neste tipo de escalas nio existe um zero natural, no entanto a distancia entre dois
nimeros segue tendo um significado como ocotre com a temperatura. Os exemplos mais
comuns de escala intervalar sdo as escalas Farenheit(F) e Centigrado(C) usadas para medir
temperatura. O ponto zero destas escalas € arbitrario, isto €, nio podemos dizer que o estado
de qualquer valor sobre uma escala intervalar especifico € um miltiplo de outro. Agora,
vejamos um exemplo para esclarecer este ponto.

Nio é empiricamente correto dizer que um objeto com uma temperatura de 50° F ¢ duas
vezes mas quente que outro objeto com temperatura de 25° F. Lembrando que a formula de
conversio de Farenheit para centigrado é dada por:
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fazendo os céalculos respectivos de conversio temos: que S0°F eqiiivale a 10°C e 25°F egiiivale
a -3.9°C . Percebemos que os graus centigrados no sdo a razio de 2:1. Entretanto, podemos
afirmar que diferenga entre valores sobre diferentes escalas de temperatura sio multiplos. Por
exemplo, a diferenga de (50°F-0°F) é duas vezes a diferenga de (25°F-0°F), da mesma maneira
usando a formula de conversdo para escala centigrado temos que; [10°C-(-17.7°C)]=27.7°C e
[3.9°C-(-17.7°C)]=13.8°C, onde percebemos que a ordem da razio 2:1 ¢ mantida nos graus
centigrados.

Na escala intervalar podem ser usadas transformagBes lincares da forma: y=atbx ;
b>(. Médias de escala intervalar podem ser transformadas para outras médias através de uma
transformag#o linear positiva.

A maior parte das estatisticas ordinarias como a média aritmética, desvio padrdo,
coeficiente de correlagio, testes paramétricos, etc. requer apenas de escalas intervalares para
podermos fazer os calculos € termos interpretagles significativamente importantes. Nao
obstante algumas estatisticas como a média geométrica ndo, sdo empiricamente significativas se
aplicadas para dados de escala intervalar.

Esta escala € usada com freqii€ncia na pesquisa de mercados para medir as atitudes,
como, por exemplo, uma escala de desejo de compra com dez categorias (1-10). Assim, pode-
se dizer que pessoas com notas respectivas 4 e 6 diferenciam-se em desejo de compra no
mesmo grau que duas pessoas com notas 8 e 10, no entanto a pessoa com nota 8 ndo tem o

duplo desejo de compra que 2 pessoa de nota 4.

F.1.4. ESCALA RAZAO

E a escala métrica mais perfeita. Tem sua origem no zero com um sentido real e
invariavel, por exemplo, o zero em ingressos significa uma auséncia total de ingressos, os
intervalos entre os nimeros tem um significado e podem-se fazer comparagdes.

A escala razio representa a elite das escalas, onde todas as operagfes matematicas
classicas e as operagOes estatisticas sio permissiveis. Estas escalas sfo usualmente fundadas nas
ciéncias fisicas (isto é escalas para medir comprimento, peso, etc.). Sdo as escalas que tem as
maiores propriedades, no entanto estas escalas sfo as menos usadas em pesquisa de mercado.

Escala razdo também pode ser definida da seguinte maneira; objetos sdo colocados
sobre uma escala tal que a posigdo através da escala representa a magnitude absoluta dos
atributos.
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Os quatro tipos de escalas, estdo ligados por uma relagfio de hierarquia (de menos
importante a mais importante), isto € desde, a escala nominal que € a menos operativa, até a
escala razdo que tem as maiores propriedades.

As variaveis relacionadas com a atitude, preferéncia, intengdes, avaliagSes de atributos,
etc, podem ser medidas nas escalas anteriores. E 6bvio que uma escala de razio ou intervalar
possua maiores propriedades do que a de ordinal ou nominal, no entanto resulta dificit de obter
na pratica. As escalas que se usa com freqiiéncia, € a escala ordinal que possui propriedades

mtermédiarias.
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PROGRAMAS UTILIZADOS ATRAVES DO SOFTWARE
SAS

H.1. Desenvolvimento dos programas utilizados.

Os dados originais cedidos pela empresa envolvida no projeto encontrava-se no arquivo

de nome A. A seguir mostramos a base de dados:

PROC PRINT DATA=A;

RUN;
OBS DIRETOR El E2 E3 E4 ES EG E7
1 2 3 4 5 7 1 2 6
2 A 7 6 1 5 3 2 4
3 1 7 1 2 5 6 4 3
511 3 7 4 6 5 3 1 2
512 4 5 7 4 & 2 3 1
513 3 7 5 4 6 2 1 3
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PROGRAMA 1 D

Este programa foi feito para dividir a base de dados A em 12 novas, onde cada uma

delas correspondia a uma diretoria.

OPTIONS OBS=MAX;
DATA DIR1 DIR2 DIR3 DIR4 DIR5 DIR6 DIR7 DIRS DIRS DIR10 DIR 11 DIR12;
SET A;
KEEP F1-F7,
IF DIRETOR=1 THEN OUTPUT DIR;
ELSE IF DIRETOR=2 THEN OUTPUT DIRZ;
ELSE IF DIRETOR=3 THEN OUTPUT DIR3;
ELSE IF DIRETOR=4 THEN OUTPUT DIR4;
ELSE IF DIRETOR=5 THEN OUTPUT DIRS;
ELSE IF DIRETOR=6 THEN OUTPUT DIRS:;
ELSE IF DIRETOR=7 THEN OUTPUT DIR7;
ELSE IF DIRETOR=8 THEN OUTPUT DIRS;
ELSE IF DIRETOR=9 THEN OUTPUT DIRY;
ELSE IF DIRETOR=10 THEN OUTPUT DIRI10;
ELSE IF DIRETOR=11 THEN OUTPUT DIR!1,
ELSE IF DIRETOR=12 THEN OUTPUT DIR12;

RUN;

Por exemplo, o contetdo da diretoria 1 foi:

OBS5 Bl B2 E3 E4 E5 E@é E7

1 7 1 2 5 6 4 3
2 7 5 4 6 1 3 2
3 6 1 7 3 5 2

4

47
48
49

] =1 ]
e
Y
W s o«
(ST
W B
= o W
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PROGRAMA 2

Este programa foi elaborade com base no procedimento de frequéncias “PROC FREQ”
do SAS. Este procedimento foi feito para cada diretoria separadamente, por exemplo, para

diretoria 1 temos:

PROC FREQ DATA=DIRI;
RUN,

O resultado obtido pelo programa 2 foi arranjado em uma tabela de contingéncia da

seguinte manetra;

RPTA El E2 B3 E4 E5 E& E?
Rl 3 4 20 0 2 6 14
R2 3 2 11 1 7 10 15
R3 3 7 5 6 13 9 6
R4 2 8 8 3 11 8 9
R35 7 7 2 13 8 10 2
R& 8 9 3 16 ] 3 2
R7 23 12 Q 10 0 3 i

PROGRAMA 3

Este programa foi elaborado com base no procedimento de linguagem matricial
interativo “PROC IML” do SAS. O programa foi feito para calcular a distincia Qui-quadrada

entre os estimulos de cada diretoria separadamente, por exemplo, para diretoria 1 temos:

PROC IML;
Y={3420020614,
3211171015,
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37561396,
28831189, /* Y contém as frequéncias da diretoria 1 */
772138102,
89316832,
231201003 1},
X1=(Y),; /* X1: é a matriz transposta de Y */
TOTAL=sum(X1); /* TOTAL: esta indicando a soma de todos os elementos da matriz X1 */
/* Programa para construir a matriz diagonal D (ver apéndice A, matriz a31) */
(7,15
n=7; /* Nimero de linhas da matriz X1 */
doi=1to7,
c[i]=sum(X1[,i]);
end,
pond=c/total,
D=diag(pond);
X=X1/49; /* 49 indica o total de individuos da diretoria 1 */
/* Este programa vai calcular as distancias Qui-quadradas */
dist=i(7,7..);
n=7, /*nindica o nimero de estimulos */
doj=1ton-1;
do i=1 to n-;
dist[i+],iF=(X[i, - X[+, D*INVD)* (X[, ]-X[1+5.]);
end,
end;
doi=1t0 7,
dist[i.i]=0;
end;
* print dist;
/* Agora todas as distincias calculadas serdo arrumadas em uma matriz */
Create MATDIS from dist;
append from dist;
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quit;

PROC PRINT DATA-MATDIS;

RUN;

O resultado obtido pelo programa 3 foi o seguinte:

ORS

B sy N I VR R

[l e AV I N

COL1

. 00000
.51312
. 83382
.85131
L 12245
.64431
.53061

PROGRAMA 4 3

Foooro

COLZ

L 00000
.59184
.35484
.64140
57726
. 35860

Do O

CoL3

. 00300
-B7055
.38192
.83382
.18327

COL4

0.0Q0d9
0.5%9708
1.10204
2.408186

COLE

0.0060600
0.25656
0.97376

COLG

0.00000
J.48980

COLT

Este programa foi elaborado com base no procedimento de Escalonamento

Multidimensional “PROC MDS” do SAS. O programa foi feito para cada diretoria

separadamente, por exemplo, para diretoria 1 temos:

DATA MDSDIRI;

INPUT (EST1 EST2 EST3 EST4 ESTS EST6 EST7) (8.) @54 ESTIMULOS $6.;

CARDS;

0.0000

05130  0.0000
2.8330 15914
0.8511 0.3847
2.1218 0.6412
1.6438 0.5771
25299  1.3582

¥

0.0000
2.6698
1.3815
0.8336
0.1632

0.0000
0.9968
1.1017
2.4074

PROC MDS DATA=MDSDIR1
LEVEL=ORDINAL

0.0000
0.2565
0.9735

0.0000
0.4896

0.0000

EST1
EST2
EST3
EST4
ESTS5
ESTé6
EST7
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QUT=0UT1 OUTRES=0UT2 OUTFIT=0UT3
PCOEF PCONFIG PDATA
FIT=1 PFINAL PFIT PFITROW
PINAVDATA PINEIGVAL
PININ PINIT PITER,
RUN;
PROC PRINT DATA=0UT1,
RUN,;
PROC PRINT DATA=0UT?2;
RUN;
PROC PRINT DATA=0UTS3;
RUN;

O resuitado do programa final (resumido) foi o seguinte:

Number of Uncorrected
Nomnizssing Badness—oi-Fit Distance Distance
_MATRIX Data Weight Criterion Correlation Correlation
21 1 0. 00 1.00 1.00

OBS _DIMENS_  _MATRIX_ _TYPE_ _LABEL_ ~ _NEME DIM1 DIMZ

1 ? CRITERION (STRESS) . 003490

2 2 CONFIG EST1 EST1 1.73514 0.82212
3 z CONFIG ESTZ2 E3T2 0.88235 0.23358
4 2 CONFIG EST3 EST3 -1.79318 0.46527
5 2 CONFIG EST4 EST4 1.52992 -0.60518
& 2 CONEIG ESTS ESTE =0, 25305 -0, 98792
7 z CONFIG ESTé ESTE ~0,43274 -0.287862
8 2 COMNEIG ESTY EST7 -1.45943 4.2597¢6

PROGRAMA 5

Este programa foi elaborado com base no procedimento da Analise de Correspondéncia
“PROC CORRESP” do SAS. O programa foi feito para cada diretoria separadamente, por

exemplo, para diretoria 1 temos:
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OPTIONS NODATE PS=60,
TITLE 'GRUPO 1 - 49 INDIVIDUOS' ;
DATA DATAL;
INPUT RESPOSTAS ESTIMUL1 ESTIMUL2 ESTIMUL3 ESTIMUL4
ESTIMULS5 ESTIMUL6 ESTIMUL7;
LABEL ESTIMUL1=EST1' ESTIMUL2="EST2' ESTIMUL3=EST3'
ESTIMUL4=EST4' ESTIMULS=EST5' ESTIMUL6="EST6'
ESTIMUL7=EST7",

CARDS;

R1 3 4 20 0 2 6 14
R2 3 2 11 1 10 15
R3 3 7 5 6 13 9 6
R4 2 8 8 3 11 9
R 7 7 2 13 g 10 2
R6 8 9 3 16 8 3 2
R7 23 12 0 10 0 3 1

PROC CORRESP DATA=DATAI OUT=DATA31 OBSERVED CP RP CELLCHI2
SHORT PROFILE=BOTH ;
VAR ESTIMUL1 ESTIMULZ ESTIMUL3 ESTIMUL4 ESTIMULS5 ESTIMULG6
ESTIMUL?7,
ID RESPOSTA,;

PROC PRINT DATA=DATA3I,
RUN,;

PROGRAMA 6

Este programa foi elaborado com base no procedimentoc de Escalonamento

Multidimensional “PROC MIDS” do SAS. A diferenca com o programa 4 € que agora vamos
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trabalhar conjuntamente com as 12 diretorias {este tipo de analise é considerado como MDS

sobre estrutura de grupos). O programa foi o seguinte:

DATA PONDER;
INPUT (EST! EST2 EST3 EST4 EST5 EST6 EST7)(7.) @49 ESTIMULO $6..
CARDS;

0.0000 EST1
0.5130 0.0000 EST2
28330 1.5914 0.0000 EST3
0.8511 0.3847 26698 (.0000 EST4
2.1218 06412 13815 09968 0.0060 ESTS
1.6438 0.5771 0.8336 1.1017 02565 0.0000 EST6
25299 13582 0.1632 24074 09735 0489 0.0000 EST7
0.0000 EST1
0.1865 0.0000 EST2
22151 3.0719 0.0000 EST3
1.0492 1.7487 3.1652 0.0000 EST4
1.3640 2.0519 1.1850 23433 0.0000 EST5
1.5564 23549 13757 2.7922 0.5887 0.0000 EST6

1.7021 24949 02332 24832 05713 08336 0.0000 EST7

/* F assim sucesivamente coloca-se as matrizes de distdncias para as demais diretorias */

0.0000 EST!
1.6563 0.0000 EST2
40579 3.0642 0.0000 EST3
33126 0.7453 2.6501 0.0000 EST4
3.5611 24016 0.8282 20704 0.0000 ESTS5
4.1408 3.7267 14907 3.3954 1.4079 0.0000 EST6

5.0517 3.8095 09938 3.8095 22360 29814 0.0000 EST7

=
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PROC MDS DATA=UNIBPOND
CONDITION=ROW
LEVEL=ORDINAL
COEF=DIAGONAL
DIMENSION=2
PFINAL
OUT=0UT1 QUTRES=0UT2 OUTFIT=0UT3
PCOEF PCONFIG PDATA PFIT PFITROW PINAVDATA
PINEIGVAL PININ PINIT PITER,;
RUN;
PROC PRINT DATA=QUT]I;
RUN,;
PROC PRINT DATA=0UTZ,
RUN;

PROC PRINT DATA=OUTS3;
RUN,

O resultado do programa final (resumido) foi a seguinte:

OBS _DIMENS_ _MATRIX _TYPE _LABEEL _NEME DIML DIMZ
1 2 CRITERION {5-STRES3) 0.06432

2 2 CONEIG EST1 EST1 0.4%3854 1.20943
3 z CONEIG ESTZ ESTZ 1.10307 0.43797
4 2 CONFIG EST3 EST3 -1.38788 1.23185
5 2 COMELG EST4 EST4 1.13100 =0.72014
& 2 - CONFIG ESTS ESTS -0.45422 -1.85857
7 2 . CONFIG ESTE EST6 -0.21614 0,067331
g 2 COMEIG EST? EST7 ~1.18439 -0.63384
2 z 1 DIAGCOEE (pesos} 1.2687¢ 0.62471
19 2 2 DIAGCOEE (pescs) 1.34255 0.44448
11 2 3 DIAGCOEF {(pesos) 1.02253 0.976935
12 2 4 DLAGCORE (pescs) 1.27502 0.61183
13 2 5 DIAGCOEF (pesos) 1.27842 0.60469
14 2 & DIAGCOEF [pesos) 1.12371 g.85074
15 2 7 DIAGCOEE (pesas) 1.23431 0.69028
16 2 g DIAGCOEF (peszos} 0.949916 1.00084
17 2 El DIAGOOEFR (pescs) 1.27349 0.61500
18 2 10 DIAGCOEFE (pesos) 1.268174 0.59762
13 Z 11 DIAGCOEF [pesos) 1.058]1%4 0,.8995%5
20 2 12 DIAGCOEER (pescs) 1.190383 0.88431
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PROGRAMA 7

Este programa foi elaborado com base no procedimento para encontrar transformagoes
de variaveis lineares € nfo lineares usando o método de quadrados minimos alternados para
otimizar o ajuste dos dados de uma Regressdo linear, “PROC TRANSREG” do SAS. O

programa foi feito para cada diretoria separadamente, por exemplo, o programa para diretoria 1

foi;

/* UMA FORMA DE JUNTAR AROUIVOS E ADICIONAR VARIAVEIS */
DATA MODDIRI,;
SET DIR1,

PUT IND1-IND49,
INPUT DIMi DIM2 SOMA DIMI12 DIM22 DIMIDIM2;
CARDS;

1.73514 092212 3.86102 3.01071 0.85030 1.60000
0.68235 0.23358 0.52016 0.46560 0.05455 0.15938
-1.79318 0.46527 343197 3.21549 0.21647 -0.83431
1.52092 -0.60518 2.67794 231319 0.360624 -0.92043
-0.25305 -0.98792 1.04002 0.06403 0.97598 0.24999
-0.43274 -0.28762 026998 0.18726 0.08272 0.1244¢6
-1.45943 025976 2.19741 212993 0.06747 -0.37910

/* Comentarios adicianais */

- Set Dirl: Indica a base de dados para diretoria 1.

- Put Ind1-ind49 : Esta indicando que vai juntar a resposta dos 49 individuos com a soluggo do
MDS, isto é, a nova base de dados denominado por MODDIR! vai estar composta pelas
respostas dos 49 individuos e as dimensaes dadas pela solugido do MDS.

- dim1: O primeiro atributo encontrado pela solugio do MDS.

- dim2.; O segundo atributo encontrado pela solugdo do MDS
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- Soma = dim1*+dim2?.
- dim12 = dim1°.

- dim22 = dim2’.

- dim1ldim2=dim1xdim?2.

/* REGRESSAO MONOTONA PARA ESTIMAR O MODELQ PONTO IDEAL SIMPLES
(NAQO METRICO) DO INDIVIDUO 1 DA DIRETORIA 1 */

PROC TRANSREG DATA=MODDIRI
OUTTEST=RESULT1 DAPPROXIMATIONS
COEFFICIENTSMRC COORDINATES TDPREFIX=COORD

ADPREFIX=ESTIM;

MODEL MONOTONE(IND1)=LINEAR(DIM1 DIM2 SOMA),
OUTPUT QUT=RESULT?2;

RUN,;
PROC PRINT DATA=RESULT1; RUN;

PROC PRINT DATA=RESULT2;, RUN;

/* REGRESSAO MONOTONA PARA ESTIMAR O MODELQ PONTO IDEAL
PONDERADO (NAO METRICO) DO INDIVIDUO ! DA DIRETORIA 1 %/

PROC TRANSREG DATA=MODDIR1 OUTTEST=RESULT?3
DAPPROXIMATIONS COEFFICIENTS
MRC COORDINATES TDPREFIX=COORD

ADPREFIX=ESTIM;
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MODEL MONOTONE(IND1)=LINEAR{DIM1 DIM2 DIMI12 DIM22),
OUTPUT OUT=RESULT4,
RUN;

PROC PRINT DATA=RESULT3; RUN,;
PROC PRINT DATA=RESULT4; RUN;

/* REGRESSAO MONOTONA PARA ESTIMAR O MODELQ PONTO IDEAL GERAL
(NAO METRICOQ) DO INDIVIDUO 1 DA DIRETORIA. 1 */

PROC TRANSREG DATA=MODDIR1 OUTTEST=RESULTS

DAPPROXIMATIONS COEFFICIENTS
MRC COORDINATES TDPREFIX=COORD

ADPREFIX=ESTIM;
MODEL MONOTONE(IND1)=LINEAR(DIM1 DIM2 DIM12 DIM22 DIM1DIM2),
OUTPUT OUT=RESULTS;

RUN;

PROC PRINT DATA=RESULTS5; RUN;
PROC PRINT DATA=RESULT6, RUN;

/* Comentarios Adicionais */

- Para fazer a estima¢fio da parte métrica, substituir no modelo a palavra MONOTONE por
LINEAR.

- Nota-se que o programa foi feito para um individuo, também pode-se fazer uma analise
considerando a todos os individuos de uma mesma diretoria. A Gnica mudanga ¢ fazer a
substitui¢io de IND1 por (IND1-IND49) no Modelo.
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PROGRAMA § 2

Este programa foi elaborado com base no “PROC TRANSREG” do SAS. A diferenca
com o programa 7, € que agora podemos calcular diretamente os Pontos Ideais dos individuos.

Por exemplo, considerando todos os individuos da diretoria 1 temos:

/* UMA FORMA DE JUNTAR ARQUIVOS E ADICIONAR VARIAVEIS *#/

DATA MODDIR1;

SET DIR1T,

PUT IND1-IND49,

INPUT DIM1 DIM2;

CARDS;

1.73514  0.92212

0.68235 0.23358
-1.79318  0.46527

1.52092 -0.60518
-0.25305 -0.98792
-0.43274 -0.28762
-1.45943  0.25976
/* USANDO TRANSREG PARA ESTIMAR OS PONTOS IDEAIS SIMPLES PARA
DIRETORIA 1 (NAO METRICO) */

PROC TRANSREG DATA=MODDIR1;
MODEL MONOTONE(COL1-COL49)=POINT(DIMi-DIM2);
OUTPUT TSTANDARD=CENTER COORDINATES

REPLACE NOSCORES OUT=RESULTI,
RUN:
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/* USANDO TRANSREG PARA ESTIMAR OS PONTOS IDEIAS PONDERADOS DA

DIRETORIA 1 (NAQ METRICO) */

PROC TRANSREG DATA=MODDIRI,
MODEL MONOTONE(COL1-COLA9)=EPOINT(DIM1-DIM?2),
OUTPUT TSTANDARD=CENTER COORDINATES
REPLACE NOSCORES OUT=RESULTZ,
RUN;

PROC PRINT DATA=RESULT?;

RUN;

/* USANDO TRANSREG PARA ESTIMAR OS PONTOS IDEAIS GERAL PARA
DIRETORIA 1 (NAQ METRICOQ) */

PROC TRANSREG DATA=MODDIR1;
MODEL MONOTONE(CQOL1-COL49)=QPOINT(DIM1-DIM2),
OUTPUT TSTANDARD=CENTER COORDINATES
REPLACE NOSCORES OUT=RESULT3;
RUN;
PROC PRINT DATA=RESULTS3;
RUN,;

/* Comentarios Adicionais *

- MONOTONE: Indica parte ndo métrica.

- LINEAR: Indica parte métrica.

- POINT: Indica que vai estimar os Pontos Ideais Simples.

- EPOINT: Indica que vai estimar os Pontos Ideais Ponderados.

- QPOINT: Indica que vai estimar os Pontos Ideais Geral.
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Por exemplo, a saida do Modelo ponto Ideal Ponderado (considerando so6 os Pontos

Ideais Ponderados) para a diretoria 1 fot a seguinte:

COBS COL COL INTERCEP DIM1 DIMZ DIMI 2 DIME 2
1 -0.7640 0.05498 0.33213 4.214686
2 -1.3475% Q.z2276l 0.53451 ~1.66663
3 4.5397 —G.17377 -0.176684 -3.20319
4 -0.6933 0.988738 0.21723 0.72698
E -0.4009 ~-0.64899 1.48766 -2.536804
6 -0.5252 ~0.63726 1.20378 -2.63110
7 -0.5727 0.21671 0.59788 3.30313
8 3.1559 -0.39652 0.08163 -3.12064
9 . . . 1.0259 -0,17977 -0.46995 -4,.50233
10 . . . 1.2820 0.15843 -6.586845 -0.30739
11 . . . -10.2060 ~0.81601 0.05807 1.07181
1z . . . -0, 01186 -0.813686 ~1.75951 G.45552
13 . . . 1.59564 ~0.21568 -0.15876 -4.94050
14 . . . 0.0052 0.814656 1.57455 Z2.0011e6
13 . . . ~0.3553 -0.61403 1.53425 —2.50634
14 . . . ~-0.7579 -0,24835 0.78782 0.63700
17 . . . -0.3026 ~.54671 1.155904 ~-0.63531
18 . . . 0.5249 ~0.181%0 ~-0.B2808 3.35%433
13 . . . ~1.54377 0.,21046 0.28547 2.91753
20 . . - $.72008 0.05579 -0.83392 0.61427
21 . . . 0.52058 -0.72445 -0.5%90732 -0.51533
22 . . - 0.20008 -0.09652 -0.66531 5.20954
23 . . . 0.88683 1.17104 -0.75878 -0.97640
24 . . . 0.15633 -0.,2929% -1.22473 3.80220
25 . . . 4.06058 -0.097920 -0.56083 5.671883
26 . . . 8.13317 ~0.82673 -0.08180 D.88622
27 - . - -0.44804 1.49625 1.09945 0.83788
28 . . . r.24528 -2 _B9314 -1.48471 0.62752
28 . . . 0.68553 ~0.61064 —-0.49255 2.54748
30 . . . 3.15589 —3.3%632 0.08163 -3.12064
31 . . . -0.80403 ~1.0111%2 1.10660 ~0.41705
3z . - . -0.3622% -0.65841 1.47730 -2.79468
33 . . . -%.07483 -G.B15836 0.08557 1.05533
34 . . . -3.49320 0.13355 5.224890 -1.74187
35 . . . —Z.492972 -2.23802 0.23767 0.02634
38 . . . 3.155883 -0.39652 -0.081863 3.12064
37 . . . -3.8745 0.14142 0.20204 -1.48217
38 . . . 11.5%208 0.21723 -0.06632 -2.22649
39 . . . 0.3137 -0.13667 -0.73053 ~2.8e187
40 . . - 1.9063 (.37514 -0.37034 0.43631
41 . . . 0.6672 0.03068 -0.85416 -4.88717
42 . . . -0.5893 0.21937 0.60060 3.30541
43 - . . -1.8428 -0.50337 0.15764 2.17274
44 . . . -3.1858 G_.71963 0.20440 -1.17249
45 . . . =1.3650 -2,58217 ¢.51268 0.08381
44 . . . -0.3972 -0.58554 1.45225 —2.%8400
47 . . . -1.1820 0.032%96 0.50131 1.201586
483 . . . 3.1559 -0.39862 -0.081s3 3.12064
49 . . . -1.8428 -0.50337 0.18764 2.17276
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