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Resumo

O problema de viabilidade convexa é um campo fértil de pesquisa que deu

origem a uma grande quantidade de algoritmos iterativos, tais como pocs, art,

Cimmino e uma miríade de variantes. O motivo para tal interesse é o amplo leque

de aplicabilidade que algoritmos gerais para a solução de problemas desse tipo

podem alcançar. Dentre tais aplicações encontra-se a reconstrução de imagens em

tomografia, caso que geralmente apresenta uma estrutura especial de esparsidade

e tamanhos gigantescos. Também bastante estudados por seu interesse prático e

teórico são problemas envolvendo a minimização irrestrita de funções convexas.

Aqui, novamente, a variada gama de aplicações torna impossível mencionar uma

lista minimamente abrangente. Dentre essas a tomografia é, outra vez, um exemplo

de grande destaque.

No presente trabalho desenvolvemos uma ponte que permite o uso de uma

variedade de métodos para viabilidade em conjunto com algoritmos de otimização

para obter a solução de problemas de otimização convexa com restrições. Uma teoria

geral de convergência é apresentada e os resultados teóricos são especializados em

métodos apropriados para problemas de grande porte.

Tais métodos são testados em experimentos numéricos envolvendo reconstrução

de imagens tomográficas. Esses testes utilizam-se da teoria de amostragem com-

pressiva desenvolvida recentemente, através da qual conseguimos obter resultados

sem par na reconstrução de imagens tomográficas a partir de uma amostragem

angular altamente esparsa da transformada de Radon. Imagens obtidas a partir de
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dados simulados são recuperadas perfeitamente com menos de 1/20 das amostras

classicamente necessárias. Testes com dados reais mostram que o tempo de uma

leitura spect pode ser reduzido a até 1/3 do tempo normalmente utilizado, sem

grande prejuízo para as reconstruções.
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Abstract

The convex feasibility problem is a research field which has originated a large

variety of iterative algorithms, such as pocs, art, Cimmino and a myriad of variants.

The reason for such interest is the wide array of applicability that general algorithms

for this kind of problem may reach. Among such applications there is tomographic

image reconstruction, instance that generally presents a special sparsity structure

and huge sizes. Also widely studied because its practical and theoretical interests are

problems involving unconstrained minimization of convex functions. Here, again,

the huge array of applications makes it impossible to mention even a minimal list.

Among these, once more, tomography is a major example.

In the present work we have developed a bridge that allows the use of a variety

of methods for feasibility in conjunction with optimization algorithms in order to

obtain the solution for convex optimization problems with restrictions. A general

convergence theory is presented and the theoretical results are specialized into

methods useful for large scale problems.

These methods are tested in experiments involving tomographic image recons-

truction. Such tests make use of the recently developed compressive sensing theory,

through which we have been able to obtain unmatched results in tomographic image

reconstruction from highly sparse angular sampling from the Radon transform.

Images obtained from simulated data are perfectly reconstructed using less than

1/20 from the classically needed. Tests with real data show that the time of a spect

scan can be reduced to 1/3 of the usual, without too much image deterioration.
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Capítulo 1

Introdução

Os resultados expostos na presente tese compõem duas partes relativamente

independentes, mas com um elo em comum entre si: a tomografia computadorizada

como aplicação. O capítulo 2 é dedicado a um estudo teórico de uma nova classe

bastante geral de algoritmos para otimização convexa. Tal classe contém diversos

métodos, dentre os quais alguns que vêm sendo utilizados em reconstrução tomo-

gráfica de imagens e versões generalizadas desses. Essa parte tem um interesse

primariamente teórico, mas apresenta alguns resultados numéricos obtidos com

casos especiais dos algoritmos expostos. Eles servem tanto para dar uma idéia do

comportamento típico dos métodos apresentados como para suavizar a transição

para a próxima parte do texto.

No capítulo 3 discutimos a aplicação da que recentemente se tornou conhecida

como “teoria de amostragem compressiva” em tomografia por emissão. Os resulta-

dos são extremamente positivos, indicando que uma drástica redução no tempo de

aquisição de uma leitura tomográfica é possível. Nesse capítulo não são encontrados

desenvolvimentos teóricos inéditos, mas o potencial da nova aplicação é bastante

grande. Essa parte também valida numericamente os resultados obtidos no capítulo

anterior pois a maioria das reconstruções é obtida por meio de um algoritmo que é

um caso particular deles.
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Antes de iniciar a exposição dos resultados originais, entretanto, uma breve

apresentação do assunto se faz necessária. Tal é o papel do restante desta introdução.

Nela discutimos os fundamentos matemáticos da tomografia computadorizada,

apresentamos algumas técnicas tomográficas comuns e chegamos a uma fórmula

analítica para a solução do problema mais básico. O algoritmo de retroprojeção

filtrada é apresentado com um nível razoável de detalhe. Depois discutimos métodos

iterativos utilizados na solução de problemas em tomografia e correlacionamos eles

entre si de uma forma que procura mostrar o desenvolvimento que culminou nos

resultados teóricos que compõem o núcleo do próximo capítulo.

1.1 A Transformada de Radon

A formulação matemática do problema mais trivial em tomografia computa-

dorizada tem uma solução analítica conhecida desde 1917, quando a mesma foi

publicada por Johann Radon. Para detalhes o leitor pode verificar as notas biblio-

gráficas em [51, seção ii.7]. A presente seção é dedicada a uma apresentação dos

princípios básicos da modelagem matemática; uma solução analítica será obtida em

seções posteriores.

O problema matemático fundamental que modela a obtenção de imagens através

das técnicas de tomografia computadorizada remonta a recuperar uma função

f : R2 → R a partir do conhecimento de suas integrais de linha ao longo de retas.

Mais especificamente, queremos determinar f dada a seguinte função de (θ, t):

R[ f ](θ, t) :=
∫

R

f
(
t
(

cos θ
sen θ

)
+ s

( − sen θ
cos θ

))
ds. (1.1)

Também podemos denotar Rθ[ f ](t) := R[ f ](θ, t) ou, quando não houver ambigüi-

dade com relação a f , pθ(t) := Rθ[ f ](t). A função pθ = Rθ[ f ] é conhecida como

uma projeção de f .

A aplicação f 7→ R[ f ] é conhecida como transformada de Radon ou simplesmente

tr, aqui no caso especial do plano. Para três ou mais dimensões a transformada de
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Radon é generalizada através de integrais sobre hiperplanos, mas para a reconstrução

de imagens tomográficas tridimensionais ainda teremos os dados fornecidos como

integrais através de retas. Por esse motivo a transformação que leva uma função

ao conjunto de suas integrais de linha é conhecida como transformada dos raios x ou

transformada da tomografia, enquanto “transformada de Radon” refere-se a integrais

sobre hiperplanos.

Como nos concentraremos no caso bidimensional, onde ambos conceitos coinci-

dem, podemos utilizar os dois termos indistintamente. Além de razões históricas,

contribui para a preferência do termo “transformada de Radon” o fato do conheci-

mento da transformada dos raios x implicar, por integração, o conhecimento da tr e,

portanto, saber inverter essa última é um problema mais fundamental do que o de

inverter a transformada da tomografia.

Para compreendermos melhor o significado geométrico da definição da transfor-

mada de Radon, vejamos um exemplo. Podemos apresentar f como uma imagem se

exibirmos o seu valor em cada um dos pontos do plano de acordo com uma escala

de tons de cinza (ou de cores), assim como na figura 1. Nesse exemplo usamos o

phantom de Shepp-Logan, uma imagem artificial composta por uma soma de funções

indicadoras de elipses (veja uma descrição em [43]). A barra à direita na figura não

faz parte do phantom, mas serve para orientar sobre a escala utilizada. Ainda pode-

mos ver, sobrepostos à imagem, os eixos t, x, y e parte do caminho de integração para

um dado par (θ, t′), que aparece como o segmento de reta tracejado. Comparando

os eixos e segmentos do desenho com a definição fica fácil compreender os papéis

de θ e t′ em R[ f ](θ, t′): o ângulo θ determina a inclinação do eixo t com relação à

horizontal e a integral da função é efetuada sobre a reta perpendicular a esse eixo

que passa por t = t′. Para completar, na parte superior da figura apresenta-se um

gráfico de Rθ[ f ](t) como função de t. O gráfico foi girado de forma que ambos

eixos t tenham direções coincidentes, assim as influências das diversas características

da imagem na transformada ficam evidenciadas.
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Da definição (1.1, pg. 20) é óbvio que R[ f ] é 2π-periódica em θ. Além disso,

não é difícil chegarmos à conclusão de que R[ f ](θ + π,−t) = R[ f ](θ, t), de

forma que vemos que a informação além da faixa θ ∈ [0, π) é redundante para o

conhecimento da tr. Na figura 2 podemos ver a transformada de Radon do phantom

de Shepp-Logan; esse tipo de representação de R[ f ] como uma imagem no plano

θ × t é conhecida como sinograma. Para ilustrar a propriedade de “reflexão” da

transformada mostramos o intervalo θ ∈ [0, 2π]. Note a linha pontilhada passando

pela projeção mostrada na figura 1.

A transformada de Radon pode ser utilizada para encontrar retas em imagens e

variações dela são usadas para a detecção paramétrica de figuras geométricas. Para

nós, entretanto, essa transformada não é um instrumento, mas sim a forma como os

dados do problema são apresentados. Para sermos capazes de reconstruir a função,

devemos poder partir da figura 2 e chegar à imagem mostrada na figura 1, ou seja,

desejamos formas de calcular a inversa R−1.

1.1.1 Transformada de Radon Atenuada

Algumas modalidades de tomografia computadorizada não são modeláveis pela

tr. Nesses casos pode ser útil introduzir a transformada de Radon atenuada:

Rg [ f ] (θ, t) :=
∫

R

f
(
tϑ + sϑ

′)e−
∫
[s,∞] g(tϑ+rϑ

′)drds, (1.2)

onde ϑ =
(

cos θ
sen θ

)
e ϑ

′ =
( − sen θ

cos θ

)
. Não discutiremos soluções analíticas para a

inversão da tr atenuada, as quais apenas recentemente foram desenvolvidas [46, 54].

Ao invés disso limitaremo-nos a estudar uma fórmula para a inversão da tr e

voltaremos diretamente a nossa atenção para os algoritmos iterativos, que possuem

uma gama de aplicabilidade muito maior do que a dos métodos analíticos.

Na próxima seção discutimos aspectos básicos de alguns dos exemplos mais

comuns de aplicações das duas transformadas descritas nesta seção em tomogra-

fia. Nesses métodos a aquisição dos dados corresponde, ao menos de maneira

aproximada, à aplicação da tr (ou tr atenuada) na imagem desejada.
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−1 1

t′
t

R θ
[

f
](

t)

1 2

θ

0

1

Figura 1 – Geometria da transformada de Radon no plano. A linha tracejada representa o
caminho de integração de R[ f ](θ, t′). Também pode ser visto o gráfico da projeção Rθ [ f ]

posicionado de acordo com o ângulo em que ela foi tomada.

−1

0

1

0.0000

0.1385

0.2770

0.4156

0.5541

t
R

[
f
] (θ,t)

0 π 2π
θ

Figura 2 – Transformada de Radon do phantom de Shepp-Logan. Este é o sinograma da tr

do phantom de Shepp-Logan, calculado com o auxílio de (a.2, pg. 133) e (a.1, pg. 129). A
linha pontilhada mostra a projeção da figura 1.
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(a) (b)

Figura 3 – Tomografia por Transmissão: (a) Exemplo de leitura por feixes paralelos; (b)
Feixes divergentes.
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Figura 4 – Tomografia por Emissão: (a) Exemplo de leitura pet; (b) Esquema de leitura
spect.
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1.2 Tomografia Computadorizada

Atualmente é comum para diversos fins de diagnóstico médico submetermo-nos

a radiografias. Esse tipo de exame é capaz de mostrar estruturas internas do corpo

do paciente de forma praticamente não invasiva e relativamente barata. A imagem

radiográfica, técnica com óbvia utilidade médica, foi a primeira aplicação prática dos

raios x, tendo sido popularizada imediatamente após a descoberta desses últimos

em 1895 pelo físico alemão Wilhelm Conrad Röntgen.

Os raios x são capazes de atravessar a matéria, mas quanto maior o número

atômico do elemento químico percorrido pelo raio maior é a taxa de absorção da

radiação pelo meio. Dessa forma, numa radiografia, quando o raio atravessa meios

mais leves chega mais intenso ao filme sensível do que quando passa por elementos

de grande número atômico. Aí reside o potencial da técnica, já que diferentes

compostos terminam por aparecer com intensidades diversas na imagem registrada

no filme. Ossos são ótimos exemplos de órgãos que podem ser estudados facilmente

dessa maneira porque atenuam muito mais a radiação do que os tecidos mais macios

ao seu redor e essa característica é responsável por destacá-los na imagem obtida.

A imagem radiográfica apresenta a contribuição de todos os objetos que absorvem

a radiação presentes entre o emissor de raios x e o filme sensível, o que torna a

visualização de objetos diáfanos rodeados por outros mais densos difícil. Uma

pergunta surge então naturalmente: caso fosse possível obter radiografias a partir de

um número suficiente de ângulos, conseguiríamos reconstruir matematicamente a

taxa de atenuação em todos os pontos no interior do objeto? A resposta, felizmente,

é sim e essa é a idéia por trás da tomografia computadorizada. No restante desta seção

e na próxima, entretanto, ainda não nos preocuparemos com a reconstrução, mas

sim com o processo de aquisição dos dados e a modelagem do mesmo.

O termo tomografia, por si só, designa originalmente qualquer técnica não destru-

tiva destinada a obter imagens do interior de um objeto de estudo dado. O método

utilizado (com raios x) antes do advento da tomografia computadorizada baseava-se
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em princípios simples de geometria projetiva para eliminar influências de fora do

plano de interesse, mas foi suplantado por técnicas de reconstrução matemática tão

logo os computadores ficaram baratos e poderosos o suficiente para dar conta da

carga computacional demandada pela aplicação. Hoje em dia “tomografia” é quase

sinônimo de “tomografia computadorizada” e é com esse sentido que utilizamos o

termo daqui por diante.

1.2.1 Tomografia por Transmissão

A mais antiga técnica de tomografia computadorizada é aquela baseada nos

raios x. As medidas tomadas por um tomógrafo desse tipo consistem nas intensida-

des detectadas de um feixe de raios x que atravessa o objeto de estudo em diversas

posições e direções. O que interessa dessas medidas são, na realidade, as razões

entre as intensidades detectadas e as dos feixes emitidos, pois elas nos fornecem as

exponenciais negativas dos valores das integrais do coeficiente de atenuação linear

ao longo das trajetórias dos raios x. A partir de um conjunto de dados desse tipo

somos capazes de reconstruir matematicamente tal coeficiente nos pontos interiores

do objeto, conforme veremos mais adiante.

De um modo geral, quando a leitura tomográfica consiste em transmitir algum

sinal através do objeto de estudo para assim obter informação sobre a integral da

quantidade de interesse ao longo do caminho percorrido pelo sinal, falamos em

tomografia por transmissão. Em particular, o exemplo que mencionamos no parágrafo

anterior é conhecido como tomografia por raios x. Nesse caso específico, o caminho

percorrido pelo sinal enviado é uma reta. Muitas outras modalidades tomográficas

também usam sinais que percorrem uma linha reta, o que lhes torna tratável através

da transformada de Radon.

Com relação ao modelo físico, se denotarmos a intensidade emitida por Ie e a

detectada por Id, temos, de forma simplificada, para a tomografia por raios x:

log
Ie

cId
= R [ f ] (θ, t),
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onde c é uma constante relacionada à distância emissor/detector e R [ f ] é a trans-

formada de Radon (1.1, pg. 20), figura 1. Em seções posteriores apresentaremos

algoritmos eficientes que nos permitem aproximar f a partir de amostras de R [ f ].

A forma de amostragem utilizada numa leitura de tomografia por transmissão

pode trazer importantes conseqüências práticas. Vejamos os exemplos ilustrados na

figura 3, onde dois esquemas para a construção de um tomógrafo por transmissão

podem ser vistos. No da esquerda são necessários diversos emisores direcionais, ou

um único que se mova. A primeira hipótese encarece o aparelho enquanto a segunda

prolonga o tempo de um exame. Esse tipo de geometria de aquisição é conhecido

como leitura por feixes paralelos. Além disso, uma leitura completa compreende

medidas efetuadas a diversos ângulos distintos e isso significa que todo o aparato de

emissores e detectores (ou o objeto de estudo, o que pode ser muito inconveniente)

deve ser girado por algum sistema mecânico.

O esquema à direita, entretanto, exibe uma solução mais engenhosa: ali vemos um

único emissor capaz de iluminar toda uma região em formato de leque e um conjunto

de detectores apropriadamente dispostos para captar as intensidades incidentes.

Dessa forma a necessidade de emissores extras foi eliminada sem acréscimo para

a duração do exame. Além do mais, todos os elementos estão dispostos em um

círculo, facilitando a construção de um conjunto que gire para a aquisição dos dados.

Essa geometria é conhecida como leitura por feixes divergentes e é a utilizada nos

tomógrafos por raios x atuais.

1.2.2 Tomografia por Emissão

Métodos de tomografia por transmissão costumam ter como objetivo estudar a

constituição física de um objeto. Em aplicações médicas da tomografia por raios x,

por exemplo, a anatomia de órgãos internos pode ser investigada pois eles possuem,

entre si, coeficientes de atenuação diferentes e isso nos permite identificá-los em

imagens obtidas por essa técnica. Em outros casos, porém, nosso interesse em

um exame tomográfico pode ir além da anatomia. Em muitas circustâncias o
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metabolismo pode ter maior interesse, em outros casos podemos desejar acompanhar

a dinâmica de um medicamento in vivo.

A idéia da tomografia por emissão é a de detectar eventos ocorridos no interior do

objeto de estudo. Tais eventos costumam ser indicador de algum tipo de atividade

e devem emitir sinais detectáveis de fora do objeto. Em aplicações médicas, as

emissões são causadas por decaimento radioativo de algum marcador introduzido

no paciente. A maioria dos elementos possui algum equivalente químico radioativo

que, ao decair, emite radiação detectável por equipamentos apropriados. Se tais

substitutos radioativos forem introduzidos em compostos que sabidamente tomam

parte em algum processo metabólico que desejamos acompanhar, o conhecimento

da sua distribuição dentro do paciente pode ser de extrema valia. Dois exemplos de

modalidades tomográficas utilizam-se desse expediente: a tomografia por emissão de

pósitrons, conhecida como pet e a tomografia por emissão de fóton único, ou spect.

Na pet, como indicado pelo nome, a radiação emitida pelo marcador é um

pósitron. Essa partícula interage, após viajar alguns milímetros, com um elétron

em uma reação onde ambos aniquilam-se dando origem a dois fótons viajando em

direções (aproximadamente) opostas com uma energia bem definida. Se dispusermos

detectores em volta do objeto de estudo, conforme ilustrado na figura 4a, poderemos

detectar (quase) simultaneamente um par de fótons e deduzir a região do espaço

onde ocorreu a emissão do pósitron. Na figura, essa situação é exemplificada

pela coincidência detectada no par (13, 31) de detectores. O fato da detecção não

ser exatamente simultânea abre a possibilidade de utilizarmos o tempo entre as

excitações dos detectores como informação durante a reconstrução. Essa informação

também pode ser útil no caso de mais de duas detecções (quase) simultâneas.

Outros efeitos estão presentes em uma leitura de pet. O mais evidente é o causado

pela atenuação, como exemplificado pela detecção isolada ocorrida no elemento

de número 7, na figura 4a. Esse efeito é responsável pela diminuição da relação

sinal/ruído da pet, mas pode ser modelado de forma simples se alguma informação

extra sobre a imagem for fornecida — geralmente uma leitura de tomografia por
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transmissão. Outro efeito físico, o espalhamento, pode causar emparelhamentos

errôneos, tais como o dos detectores (21, 40). Porém, uma vez que a energia dos

fótons emitidos em uma aniquilação elétron-pósitron é bem determinada (511 KeV)

e a partícula espalhada perde energia, é fácil detectar erros como esse e modelar o

fenômeno junto com a atenuação.

Muitas das emissões em uma leitura pet são ignoradas porque geram pares em

que ao menos um dos fótons não está em rota de colisão com o arranjo de detectores.

Isso acarreta um menor número de detecções, o que diminui a qualidade dos dados.

Uma solução parcial para o problema é utilizar diversos anéis de detectores arranja-

dos como um cilindro e considerar as coincidências entre detectores de diversos anéis

na reconstrução; tal expediente diminui as perdas de coincidências, contribuindo

para uma diminuição do ruído estatístico. Pode-se transformar matematicamente

uma reconstrução de pet tridimensional em uma série de reconstruções no plano

mantendo o nível de qualidade e minimizando o custo computacional [29].

Desconsiderando a largura da tira que une dois detectores quaisquer podemos

assumir que o número de detecções contadas em cada par é proporcional à integral

da concentração de radioisótopo ao longo da reta que liga o par de detectores, exceto

por um fator devido à atenuação. Se f for a concentração desejada e g o coeficiente

de atenuação linear do objeto de estudo temos:

ni,keR[ g ](θi,k,ti,k) = R [ f ] (θi,k, ti,k),

onde ni,k é o número de coincidências detectadas no par (i, k), g representa o

coeficiente de atenuação linear do objeto e f é a função que desejamos reconstruir. A

exponencial do lado esquerdo da equação é facilmente obtida através de uma leitura

por transmissão (muitos tomógrafos pet embutem a funcionalidade de um tomógrafo

por raios x e são conhecidos como pet-ct), nos deixando com um problema idêntico

ao de tomografia por transmissão. A dificuldade aqui é o menor controle sobre a

geração do sinal utilizado, o que invariavelmente resulta em uma aquisição de dados

menos precisa do que a obtida por métodos como a tomografia por raios x.
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Por fim, apresentamos a spect, cujo princípio de funcionamento é similar ao da

pet. A diferença é que, ao invés de emitir um pósitron, os radioisótopos utilizados

geram um raio gama ao decair. Esse fóton será detectado por câmeras posicionadas

em torno do paciente, como no esquema da figura 4b. Essas câmeras possuem coli-

madores que permitem apenas a passagem de fótons vindos de uma determinada

direção, fornecendo assim a informação necessária para que a reconstrução seja

possível. Tal expediente acaba por resultar em um desperdício de fótons. Se compa-

rada à spect, a pet possui a vantagem de capturar todas as emissões não atenuadas

que geram fótons no plano do anel de detectores, ao passo que na spect, grande

parte dos fótons com trajetórias coplanares à câmera é desperdiçada. Esse esquema

também torna impossível realizar uma leitura verdadeiramente tridimensional de

spect; tudo que podemos obter é uma seqüência de fatias bidimensionais.

Os mesmos efeitos de espalhamento e atenuação da pet manifestam-se na spect

(veja ilustração na figura 4b), mas no segundo caso a matemática torna-se mais sutil

do que no modelo da pet. A razão para isso é que a atenuação não é constante ao

longo de um possível caminho de integração, já que fótons emitidos em pontos mais

distantes do detector possuem uma chance maior de sofrer atenuação. Já não é mais

possível separar a atenuação e ficar com uma transformada de Radon simples, é

necessário valermo-nos da transformada de Radon atenuada, Rg [ f ], definida em

(1.2, pg. 22):

nθ,t = Rg [ f ] (θ, t),

onde nθ,t é o número de fótons contados na posição t com a câmera no ângulo θ,

g é o mapa de atenuação e f é a função a ser reconstruída. Deve ser notado que,

mesmo dado g, a reconstrução analítica de f a partir de Rg [ f ] é um problema

mais complexo do que o de inverter R [ f ], cuja solução foi publicada somente

em 2002 [46, 54]. Antes desses resultados, apenas métodos iterativos, baseados na

discretização da transformada, costumavam ser aplicados para reconstrução com g

conhecido. Existem, por outro lado, métodos para reconstrução sem o conhecimento
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de g [13] que, em princípio, funcionam para pet e spect, mas os procedimentos são

numericamente instáveis e dependem de ajuste fino de parâmetros para funcionar.

Por todos os motivos recém-discutidos, uma tomografia por emissão de pósitrons

possui uma precisão maior do que uma por emissão de fóton único. Porém, a

última técnica ainda é bastante popular por utilizar aparelhagem de custo menor e

por permitir o uso de radioisótopos de meia-vida mais longa, tornando possível a

instalação de tomógrafos mais distantes de centros produtores de radiofármacos.

1.3 A Transformada de Radon no Espaço de Fourier

Nesta seção apresentamos um simples e interessante resultado que relaciona

uma projeção com a imagem no espaço de Fourier. A transformada de Fourier de

uma projeção é igual a uma “fatia” da transformada de Fourier da imagem, o que

permite o desenvolvimento de fórmulas de inversão para a transformada de Radon.

1.3.1 Transformada de Fourier

Aproveitamos para nos recordar da transformada de Fourier F [ f ] (ou f̂ ) de

f : R → C:

F [ f ](ω) :=
∫

R

f (x)e−ıωxdx.

A partir daqui denotaremos ı :=
√
−1. A transformada inversa de Fourier F−1 [ f ] da

função f : R → C é definida de forma semelhante:

F−1 [ f ] (x) :=
1

2π

∫

R

f (ω)eıxωdω.

Se denotarmos por 〈x | z〉 o produto interno entre x, z ∈ Rn, o par transfor-

mada/inversa pode ser definido para funções f : Rn → C da seguinte forma:

F [ f ](̟) :=
∫

Rn
f (x)e−ı〈̟|x〉dx.

F−1 [ f ] (̟) :=
1

(2π)n

∫

Rn
f (̟)eı〈x|̟〉d̟.
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Também nos referimos a F [ f ] como a representação de f no espaço de Fourier ou

no espaço da freqüência.

Sob hipóteses adequadas sobre a função f , a transformada inversa de Fourier

recupera a função original de forma que F−1
[

f̂
]

= f . Não discutiremos tais

hipóteses aqui em sua maior generalidade. Ao invés disso assumiremos, quando

necessário, que f , f̂ ∈ L1
Rn , caso em que a propriedade de inversão é válida, pois

nossos propósitos são meramente ilustrativos.

Bastante importante é a representação de convoluções no espaço de Fourier.

Definimos f ∗ g, a convolução de f com g, como a seguinte integral:

( f ∗ g)(x) =
∫

R

f (t)g(x − t)dt.

Se avaliarmos f̂ ∗ g teremos:

(
f̂ ∗ g

)
(ω) =

∫

R

e−ıωx
∫

R

f (t)g(x − t)dtdx

=
∫

R

∫

R

e−ıωt f (t)e−ıω(x−t)g(x − t)dtdx

=
∫

R

e−ıωt f (t)
∫

R

e−ıω(x−t)g(x − t)dxdt

=
∫

R

e−ıωt f (t)
∫

R

e−ıωxg(x)dxdt

=
(

f̂ ĝ
)
(ω).

Portanto, no espaço de Fourier convoluções tornam-se simplesmente produtos.

1.3.2 Teorema da Fatia de Fourier

Após essas preliminares podemos enunciar e demonstrar o conhecido

Teorema 1.3.1 (da fatia de Fourier, da projeção). Seja f : R2 → C ∈ L1
R2 , então

p̂θ(ω) = f̂ (ω cos θ, ω sen θ).

Demonstração. Denotemos ̟ = ω
(

cos θ
sen θ

)
. Começamos por recordar a definição de

f̂ (̟):

f̂ (ω cos θ, ω sen θ) = f̂ (̟) =
∫

R2
f (x)e−ı〈̟|x〉dx.
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Agora efetuamos uma rotação no sistema de coordenadas através da mudança de

variáveis x = Mθt onde Mθ =
(

cos θ − sen θ
sen θ cos θ

)
:

f̂ (̟) =
∫

R2
f (Mθt)e−ı〈̟|Mθt〉dt.

Notemos que 〈̟ | Mθt〉 = ωt1, de forma que temos:

f̂ (̟) =
∫

R2
f
(
t1
(

cos θ
sen θ

)
+ t2

( − sen θ
cos θ

))
e−ıωt1dt. (1.3)

Podemos, por outro lado, avaliar p̂θ:

p̂θ(ω) =
∫

R

pθ(t1)e−ıωt1dt1

=
∫

R

∫

R

f
(
t1
(

cos θ
sen θ

)
+ t2

( − sen θ
cos θ

))
dt2e−ıωt1dt1

=
∫

R

∫

R

f
(
t1
(

cos θ
sen θ

)
+ t2

( − sen θ
cos θ

))
e−ıωt1dt2dt1.

Diante da hipótese de que f ∈ L1
R2 , fica claro que a integral em (1.3) existe

e pode, pelo teorema de Fubini, (veja, por exemplo, [45, pg. 359]) ser avaliada

pela seqüência de integrações unidimensionais acima, de onde concluímos que

p̂θ(ω) = f̂ (ω cos θ, ω sen θ).

O conhecimento de pθ(ω) para qualquer par (θ, ω) permite, portanto, que conhe-

çamos f̂ em qualquer ponto. Utilizando a transformada inversa de Fourier é então

possível reconstruir a imagem. Métodos que reconstroem a imagem preenchendo as

amostras necessárias no espaço da freqüência por interpolação das amostras radiais

fornecidas para depois utilizar a transformada inversa de Fourier são conhecidos

como métodos de Fourier e têm a reputação de apresentarem uma reconstrução de

qualidade inferior à dos algoritmos que apresentaremos na seção a seguir. Por essa

razão não discutiremos tais métodos aqui, se houver interesse o leitor pode se dirigir

a [52] para maiores detalhes.

1.4 Retroprojeção Filtrada

Uma outra maneira de inverter a tr via sua representação de Fourier é escrever

F−1 [ f ] em coordenadas polares. Dessa forma o teorema da projeção pode ser
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aplicado diretamente sem necessidade de interpolação no espaço da freqüência,

passo que introduz a maior parte dos problemas observados nas reconstruções

obtidas pelos métodos de Fourier.

Agora já temos condições de propor uma fórmula para a inversão da transfor-

mada de Radon que será utilizada no algoritmo de retroprojeção filtrada logo a seguir.

A expressão “retroprojeção filtrada” será também expressa pela sigla fbp, advinda

do termo em inglês filtered backprojection.

Proposição 1.4.1 (retroprojeção filtrada). Suponha que f , f̂ ∈ L1
R2 . Então vale a

seguinte fórmula:

f (x) =
1

(2π)2

∫

[0,π]

∫

R

|ω| p̂θ(ω)eıω(x1 cos θ+x2 sen θ)dωdθ. (1.4)

Demonstração. Começamos escrevendo a fórmula de inversão de Fourier em coorde-

nadas polares. Para tanto utilizamos a mudança de variáveis ̟(ω, θ) =
(

ω cos θ
ω sen θ

)
, da

qual o determinante jacobiano é ω [56, teorema 8.28]:

f (x) = F−1[ f̂
]
(x) =

1
(2π)2

∫

R2
f̂ (̟)eı〈x|̟〉d̟

=
1

(2π)2

∫

[0,2π]×R+

|ω| f̂ (̟(ω, θ))eı〈x|̟(ω,θ)〉dθdω

=
1

(2π)2

∫

[0,2π]×R+

|ω| f̂ (ω cos θ, ω sen θ)eıω(x1 cos θ+x2 sen θ)dθdω.

Agora utilizamos o teorema da fatia de Fourier para obter:

f (x) =
1

(2π)2

∫

[0,2π]×R+

|ω| p̂θ(ω)eıω(x1 cos θ+x2 sen θ)dθdω.

Como pθ+π(t) = pθ(−t), temos que p̂θ+π(ω) = p̂θ(−ω) e podemos reescrever a

integral:

f (x) =
1

(2π)2

∫

[0,π]×R

|ω| p̂θ(ω)eıω(x1 cos θ+x2 sen θ)dθdω.

Uma vez que f̂ ∈ L1
R2 , vemos que |ω| p̂θ(ω) ∈ L1

[0,π]×R
e, portanto, a integração

pode ser dividida em uma seqüência de operações unidimensionais para concluir-

mos:

f (x) =
1

(2π)2

∫

[0,π]

∫

R

|ω| p̂θ(ω)eıω(x1 cos θ+x2 sen θ)dωdθ.
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Na fórmula acima a integração interna pode ser reconhecida como uma operação

de filtragem, ou seja, uma multiplicação no espaço de Fourier (é o que basta para

nossos propósitos). Por isso definimos a projeção filtrada, a qual denotaremos por

P(θ, t) ou Pθ(t):

Pθ(t) :=
1

2π

∫

R

|ω| p̂θ(ω)eıtωdω.

Se denotarmos Ω(ω) := |ω| teremos uma forma mais compacta para essa definição:

Pθ(t) = F−1 [ Ω p̂θ ] (t).

A fórmula de retroprojeção filtrada (1.4) pode ser dada então por:

f (x) =
1

2π

∫

[0,π]
Pθ(x1 cos θ + x2 sen θ)dθ. (1.5)

Note que o caminho de integração para R[ f ](θ, x1 cos θ + x2 sen θ) passa por x e

a integral acima representa a soma de Pθ avaliada nos pares (θ, t) cujas integrações

em R[ f ](θ, t) passam por x. Essa operação é conhecida como retroprojeção (daí o

nome dado à fórmula acima) e é importante o suficiente para merecer uma notação

própria:

R∗ [ f ] (x) :=
∫

[0,π]
f (θ, x1 cos θ + x2 sen θ)dθ.

A notação ∗ é devida ao fato da retroprojeção ser o operador adjunto da transformada

de Radon no sentido de que
∫

[0,π]×R

R[ f ](θ, t)g(θ, t)dθdt =
∫

R2
f (x)R∗ [ g ] (x)dx.

Sob tal notação temos uma forma mais compacta da fórmula de inversão:

f (x) = R∗ [ P ] (x).

Essa fórmula pode ser considerada como um caso especial da seguinte identidade

[51, teorema ii.1.3]:

R∗ [ g ] ∗ f = R∗ [ g ∗ R [ f ] ] .

Portanto, se escolhermos a função g de forma que R∗ [ g ] aproxime-se da distri-

buição δ (a identidade da convolução), teremos R∗ [ g ∗ R [ f ] ] ≈ f . Essa nova
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interpretação nos permite variar o filtro que desejamos utilizar na reconstrução. Para

uma discussão acerca das possibilidades comumente encontradas veja [52].

1.5 Retroprojeção Filtrada Discreta

Em aplicações práticas as projeções serão conhecidas apenas em um número

limitado de ângulos θk, k = 0, . . . , m − 1 e cada uma dessas projeções pθk
será

novamente amostrada nos pontos tk, k = 0, . . . , n − 1. Assim precisamos de alguma

fórmula de quadratura

∫

[0,π]
Pθ(x1 cos θ + x2 sen θ)dθ ≈

m−1

∑
k=0

αkPθk
(x1 cos θk + x2 sen θk)

para aproximar a retroprojeção.

Não nos preocuparemos aqui em buscar os coeficientes ou pontos de amostragem

mais precisos e utilizamos, a título de exemplo, a regra do retângulo. Logo, se

supusermos que θk = k∆θ com ∆θ = π/m, a fórmula de retroprojeção filtrada

(1.5, pg. 35) nos dá a seguinte aproximação:

f (x) ≈ 1
2π

m−1

∑
k=0

Pθk
(x1 cos θk + x2 sen θk)∆θ

=
1

2m

m−1

∑
k=0

Pθk
(x1 cos θk + x2 sen θk).

Nessa fórmula, apenas a retroprojeção foi calculada de forma inexata, mas a amos-

tragem em t deverá ser considerada ao tentarmos calcular Pθ. É o que faremos a

seguir, logo depois de introduzirmos a transformada finita de Fourier.

1.5.1 Transformada Finita de Fourier

Neste ponto torna-se oportuna uma discussão acerca da transformada finita de

Fourier de f (a qual chamaremos também de tff), denotada por F f ou f̂ . Como

sugerido pela primeira notação, a aplicação F : Cn → Cn é uma aplicação linear

(essencialmente uma matriz, apesar da notação diferenciada para destacar a sua
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importância). Já a notação f sugere que as componentes fk do vetor f devam repre-

sentar amostras de valores da função f : R → C, ou seja, fk = f (tk) = f (t0 + k∆t).

Assim, a tff serviria, sob determinadas condições, como uma aproximação para a

transformada de Fourier de f , mas isso não é necessário; f pode ser qualquer vetor

em Cn que (especialmente quando interpretado como um sinal discreto no tempo)

podemos utilizar o par tff/tiff como uma ferramenta para extrair informações

sobre ele ou efetuar transformações úteis no mesmo.

Um dos principais motivos da popularidade das transformadas finitas de Fourier

é a existência de um algoritmo, conhecido como transformada rápida de Fourier (ou

simplesmente fft, do inglês fast Fourier transform), tornado popular por Cooley e

Tukey em 1965 [25], mas cujo princípio era já conhecido por Gauss, que reduz o

custo do cálculo de O(n2) para O(n log n) tornando as operações extremamente

eficientes do ponto de vista computacional.

Outra vantagem é que nos dias de hoje dificilmente será necessário se dar ao

trabalho de implementar um algoritmo de fft, pois há diversas bibliotecas e pacotes

disponíveis nos mais variados ambientes computacionais que executam as operações

de forma eficiente. Algumas dessas implementações são comerciais enquanto outras

são distribuídas livremente e acompanhadas de código fonte. Utilizamos em nossos

testes a biblioteca fftw3 [35] que figura entre as mais rápidas e flexíveis, além de

aderir aos princípios do software livre.

Seja wn := e−
2πı
n , então finalmente definimos a transformada finita de Fourier:

f̂l :=
n−1

∑
k=0

fkwkl
n .

A transformada inversa finita de Fourier de f (ou simplesmente tiff), a ser denotada

por F−1 f ou f̃ é semelhantemente simples:

f̃k :=
1
n

n−1

∑
l=0

flw
−lk
n .
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É uma questão de manipular essas definições algebricamente para verificar que

F−1F f = f :

(F−1F)i,j =
1
n

n−1

∑
k=0

w(i−j)k
n .

Essa soma vale 1 se i = j e, caso contrário:

(F−1F)i,j =
1
n

w(i−j)n
n − 1

wi−j
n − 1

= 0.

Isto mostra que a notação é apropriada, ou seja, F−1F = I. Além disso é útil notar

que F−1 = 1/nF∗.

A transformada de Fourier relaciona-se com a convolução periódica ou convolução

circular:

( f ⊛ g)l :=
n−1

∑
k=0

fkg[l−k]n
,

em que [x]n ∈ {0, . . . , n − 1} é o resto positivo da divisão inteira de x ∈ N por n. A

relação entre essa convolução e sua representação sob tff é similar a que existe entre

suas versões contínuas:

f ⊛ g = F−1( f̂ · ĝ
)
,

onde passamos a denotar por f · g o produto por componentes, ou seja, ( f · g)k =

fkgk. Isto é equivalente a

F( f ⊛ g) = F f · Fg.

Para ver porque tal igualdade vale comecemos com

(
F( f ⊛ g)

)
l
=

n−1

∑
k=0

n−1

∑
i=0

fig[k−i]n
wlk

n

e notemos que

i + [k − i]n ≡ k (mod n)
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para continuarmos

(
F( f ⊛ g)

)
l
=

n−1

∑
k=0

n−1

∑
i=0

fig[k−i]n
wl(i+[k−i]n)

n

=
n−1

∑
i=0

fi

n−1

∑
k=0

g[k−i]n
wli

nwl[k−i]n
n

=
n−1

∑
i=0

fiw
li
n

n−1

∑
k=0

g[k−i]n
wl[k−i]n

n

=
n−1

∑
i=0

fiw
li
n

n−1

∑
j=0

gjw
l j
n .

Como a tff aproxima o valor da transformada de Fourier contínua? Para

responder a essa pergunta devemos imaginar o que faríamos para calcular a integral

envolvida na definição de F [ f ] se nos fossem dadas amostras da função apenas. A

abordagem mais simples seria semelhante à adotada para aproximar a retroprojeção

utilizada alguns parágrafos acima, ou seja, aproximar a integral utilizando a regra

do retângulo. Se interpretarmos a tff de tal forma revelaremos alguns fatores de

escala que farão diferença na operação de filtragem:

wlt0/∆t
n

∆t
f̂

(
2π

n

l

∆t

)
=

1
∆t

∫

R

f (t)w
t−t0
∆t

l

n dt ≈
n−1

∑
k=0

fkwkl
n = f̂l.

A constante wlt0/∆t
n /∆t pode ser desconsiderada quando a aplicação da tff for

utilizada para uma operação de filtragem uma vez que a aplicação da tiff cancelará

esse fator, porém o fato de que, a menos deste coeficiente, f̂l aproxima f̂ na freqüência

2πl/(n∆t) é importante ao multiplicarmos no espaço de Fourier pois os filtros,

qualquer um não trivial, são funções não constantes da freqüência.

Também é importante que os f̂l com l > ⌊n/2⌋ sejam interpretados como aproxi-

mações de f̂ (ω) para a primeira metade do intervalo [−π/∆t, π/∆t], pois em geral

não podemos, amostrando a um intervalo regular ∆t, conhecer as componentes de

freqüências superiores a π/∆t e, por outro lado, se denotarmos r = l − n/2, temos,
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graças à 2πı-periodicidade da exponencial complexa:

f̂l =
n−1

∑
k=0

fke−ı 2π
n kl =

n−1

∑
k=0

fke−ı[(2π/n)kl−2πk]

=
n−1

∑
k=0

fke−ı 2π
n k(l−n) =

n−1

∑
k=0

fke−ı 2π
n k(n/2+r−n)

=
n−1

∑
k=0

fke−ı 2π
n k(r−n/2) =

n−1

∑
k=0

fke−ı[−π+(2π/n)r]k.

1.5.2 Discretizando a Projeção Filtrada

Agora prosseguimos para a descrição de nossa aproximação para Pθ, denotada

por Pθ, que será dada por:

R
n ∋ Pθ :=

(
F−1WFpθ

)

0:n−1
,

onde, com d = 2n − 1, pθ ∈ Rd guarda as amostras pθ
k = pθ

k = pθ(t0 + k∆t),

k = 0, . . . , n − 1 e pθ
k = 0, k = n, . . . , d − 1 e W é uma matriz diagonal1 com

componentes Wk,k = 2πk/(d∆t) para k = 0, . . . , ⌊d/2⌋ e Wk,k = Wd−k,d−k daí por

diante. Ou seja, multiplicamos apropriadamente os elementos da transformada finita

das amostras e depois invertemos para obter aproximações das amostras Pθ(tk),

que serão dadas pelas componentes correspondentes de Pθ. O completamento com

zeros até a dimensão 2n − 1 é necessário pois estamos calculando uma aproximação

para uma convolução contínua utilizando tffs e precisamos eliminar a interferência

circular que seria causada se não modificássemos a seqüência.

Note que afirmamos que Pθ ∈ Rn, o que é garantido pela simetria do filtro

utilizado. De fato, f ∈ Rd se e somente se a sua transformada f̂ respeita a condição

de simetria Hermitiana f̂k = f̂ ∗d−k (a∗ é o complexo conjugado de a). Uma vez que

Wk,k f̂k = W∗
d−k,d−k f̂ ∗d−k, podemos garantir que F−1W f̂ ∈ Rd. Essa simetria pode ser

utilizada para reduzir à metade o custo computacional e de armazenamento desta

seqüência de operações, o que efetivamente fizemos em nossos experimentos. Ainda

1Eliminamos, por uma questão de clareza, a dependência em d e ∆t da notação W.
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outra forma de eliminar cálculos desnecessários seria utilizando o fato das últimas

componentes do vetor pθ sendo transformado serem nulas, mas esse expediente não

foi utilizado em nossas implementações.

1.5.3 O Algoritmo

Podemos então enunciar o nosso algoritmo:

Entrada: x ∈ R2; pθk ∈ Rn, k = 0, . . . , m − 1;

Pθk =
(

F−1WFpθk

)

0:n−1
;

Saída: ffbp(x) =
1

2π

m−1

∑
k=0

αkI
[
Pθk
]
(x1 cos θk + x2 sen θk) ≈ f (x);

Algoritmo 1 – Retroprojeção filtrada

Note que deixamos em aberto os pesos a serem utilizados na regra de quadratura,

mas em nossos experimentos utilizamos sempre αk = π/∆θ, ou seja, a regra do

retângulo. Além disso, o operador I não foi definido. Trata-se de um operador de

interpolação que aproxima o valor de h(t) dado um vetor h com amostras hk = h(tk),

aproximação que denotamos por I [ h ](t). Em todos os testes que realizamos usamos

interpolação linear por partes, mas qualquer outro tipo poderia ser utilizado (splines

de grau mais elevado, por exemplo).

O leitor atento percebeu que utilizamos três aproximações diferentes (todas

muito simples, aliás) para partir de (1.5, pg. 35) e chegar a um algoritmo prático,

mas deixamos de validá-lo com estimativas para o erro ‖ ffbp − f ‖ que pode ser

causado por elas. Para um tratamento adequado desse assunto recomendamos a

referência [51] pois tais detalhes fogem ao nosso objetivo.

Da maneira como fazemos no algoritmo 1, se desejarmos reconstruir n × n

amostras de uma imagem utilizando-nos de O(n) projeções (proporção razoável de

acordo com [51]) o número de operações na retroprojeção será da ordem de O(n3).

Por outro lado, se cada projeção for, por sua vez, amostrada em O(n) posições, a
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operação de filtragem terá um custo de apenas O(n2 log n) operações. Assim, a

retroprojeção é dominante no tempo de execução do algoritmo 1 e eleva o custo total

da reconstrução para O(n3) operações.

Como métodos de Fourier mantêm o custo O(n2 log n), esse é um ponto negativo

do algoritmo de retroprojeção filtrada. Portanto não é surpresa alguma que esforços

tenham sido despendidos para desenvolver esquemas que aliassem a precisão do

algoritmo de fbp com a velocidade dos métodos de Fourier. Estaria fora do escopo da

presente tese entrar em detalhes, mas é necessário ao menos mencionar as principais

abordagens porque algumas delas podem ter utilidade em métodos iterativos, que

são o nosso tema central.

Os esquemas que parecem obter maior sucesso são baseados em técnicas rápidas

de tff não uniformes, que se aproveitam dos algoritmos de fft para calcular

eficientemente a transformada finita de Fourier em freqüências irregularmente

distribuídas. As primeiras páginas de [34] fornecem uma introdução acessível e

esclarecedora à teoria geral e o artigo apresenta um algoritmo de reconstrução que

utiliza uma transformada não uniforme para reduzir o erro da interpolação no

domínio de Fourier. A referência [33] não chega a apresentar reconstruções, mas

utiliza-se de uma abordagem diferente para obter métodos similares aos de [34] para

o cálculo das fft não uniformes. Ambos os esquemas podem ser utilizados para o

cálculo da retroprojeção em O(n2 log n) operações.

Outros métodos rápidos foram desenvolvidos para o cálculo da retroprojeção

sem a necessidade de utilizar fft não uniformes. Por exemplo temos o método

multinível de [11] e em [4] o autor reescreve a retroprojeção como convoluções

em coordenadas log-polares e utiliza algoritmos de fft comuns para avaliar essas

operações eficientemente. Para nós, de especial interesse pode ser o último sistema

porque parece permitir o cálculo da projeção ou retroprojeção de apenas uma parcela

dos ângulos, propriedade fundamental para uma bem sucedida classe de algoritmos

iterativos de reconstrução (métodos incrementais ou de subconjuntos ordenados). Tal

não é verdade com relaçao aos métodos de [33, 34], conforme constatado em [50, 70].
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Também precisamos mencionar que o algoritmo que foi desenvolvido nesta

seção é apropriado para uma geometria de feixes paralelos. Uma adaptação para

feixes divergentes pode ser realizada partindo da fórmula (1.5, pg. 35), mas não nos

aprofundaremos no assunto. O leitor encontrará os detalhes em [43, cápitulo 3].

1.6 Usando o Algoritmo de Retroprojeção Filtrada

Nesta seção discutiremos exemplos de uso do algoritmo de retroprojeção filtrada

e algumas dificuldades que podem ser encontradas em sua aplicação. Como imagem

de teste utilizamos uma versão discreta do phantom de Shepp-Logan que foi obtida

amostrando o phantom nos pontos centrais de cada um dos pixels duma grade

retangular de 1024 por 1024 elementos como as descritas na seção b.1; essa imagem

pode ser vista à esquerda na figura 5. Outra característica comum aos testes que

realizamos na presente seção é que calculamos as amostras da transformada de

Radon da imagem discreta utilizando o algoritmo b.2. Essa abordagem foi preferida

sobre a opção de amostrar a transformada de Radon do phantom diretamente (o que

seria simples por se tratar de uma soma de funções indicadoras de elipses) porque é

mais flexível e é a abordagem que se presta a algoritmos iterativos.

Para o primeiro experimento amostramos a transformada de Radon dessa ima-

gem em 3217 ângulos igualmente espaçados entre 0 e π. Cada uma dessas projeções

foi, por sua vez, amostrada em 1024 posições entre −1 e 1 (uma imagem dessa

transformada pode ser vista à esquerda na figura 6). Essas amostras cobrem toda

a área que desejamos reconstruir e satisfazem as condições de que a taxa de amos-

tragem em t seja igual à da imagem e em θ seja π vezes maior, de acordo com a

primeira linha de [51, tabela iii.1]. Ainda de acordo com essa tabela, podemos ver

que o esquema de amostragem utilizado aqui não é ótimo, mas serve para nossos

propósitos ilustrativos.

O resultado, após termos eliminado os valores negativos, pode ser visto à direita

na figura 5. A reconstrução final é muito semelhante à original e exibe claramente
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todos os detalhes do phantom. Nesse experimento utilizamos, apenas de forma

ilustrativa, uma amostragem ideal, difícil de ser realizada na prática. A imagem de

teste, entretanto, não possui detalhes pequenos o suficiente para que efetivamente

precisemos de tantas amostras. Nos próximos experimentos utilizamos uma amos-

tragem mais realista para mostrar que a reconstrução pode ser realizada com menos

vistas e, depois, para estudar o efeito do ruído estatístico na reconstrução.

Podemos ver, à esquerda na figura 7, que uma reconstrução obtida utilizando-se

de 256 projeções entre 0 e π, cada uma, por sua vez, amostrada em 256 posições

entre −1 e 1 já é muito boa. Por outro lado, se simularmos o caso de tomografia por

emissão de pósitrons desconsiderando efeitos tais como atenuação, espalhamento e

outros e utilizando apenas o modelo estatístico para emissão de radiação [67] com

uma contagem de aproximadamente 5 · 106 detecções vemos, à direita na figura 7,

que a imagem resultante fica bastante prejudicada.

Uma parte desse efeito é devida ao fato do ruído estatístico costumar ter, no

espaço de Fourier, componentes de altas freqüências e o uso do filtro |ω| amplificar

tais componentes além do nível original. Isso ocasiona o aparecimento dos artefatos

de alta freqüência que podem ser vistos na imagem. Esses elementos espúrios, que

conferem um aparência granulosa à imagem, chegam a obscurecer os detalhes do

interior do phantom e reduzem muito a utilidade da imagem.

Podemos tentar remediar essa situação aplicando uma estratégia de zerar as

freqüências mais altas para que o algoritmo não amplifique o ruído excessivamente.

Na figura 8 a imagem à esquerda foi reconstruída a partir dos mesmos dados usados

na imagem à direita na figura 7, mas, durante a operação de filtragem, as freqüências

acima de 0.4π/∆t (valor obtido por tentativa e erro) foram zeradas. O resultado é

uma imagem menos granulosa que se assemelha mais à imagem original do que a

reconstrução obtida com o algoritmo “puro”.

Esse resultado motiva um outro experimento. Se mantivermos o número de

detecções, mas diminuirmos o número de amostras tomadas em cada projeção

teremos mais detecções em cada amostra e, ao mesmo tempo, não teremos grande
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0.0000

0.2500

0.5000

0.7500

1.0000

0.0000

0.2714

0.5428

0.8142

1.0856

Figura 5 – À esquerda: imagem original composta de 1024 × 1024 pixels. À direita: recons-
trução por retroprojeção filtrada (algoritmo 1 com αk = π/∆θ e I linear por partes) com
amostragem de 3217 ângulos igualmente espaçados entre 0 e π e 1024 posições entre −1 e 1

(veja os dados na figura 6). A reconstrução teve os valores inferiores a zero truncados.

0.0000

0.1385

0.2770

0.4156

0.5541

−61.9123

−32.4046

−2.8968

26.6110

56.1188

Figura 6 – À esquerda: representação no plano θ × t da transformada de Radon do phan-
tom de Shepp-Logan amostrado nos pontos centrais de uma grade retangular (detalhes
na seção b.1) de 1024 × 1024 pixels. Essa é a transformada exata, a menos de erros de
arredondamento, da imagem discreta mostrada à esquerda na figura 5 conforme calculada
pelo algoritmo b.2. A transformada foi amostrada em 3217 ângulos igualmente espaçados
em [0, π) e 1024 posições igualmente espaçadas em [−1, 1]. À direita: aparência dos dados

após filtragem das projeções conforme o esquema da subseção 1.5.2.
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0.0000

0.2783

0.5567

0.8350

1.1133

0.0000

0.3914

0.7829

1.1743

1.5658

Figura 7 – À esquerda: reconstrução realizada a partir de 256 projeções em ângulos
igualmente espaçados em [0, π) e 256 posições amostradas regularmente em [−1, 1] para
cada projeção. À direita: imagem reconstruída a partir das mesmas amostras com ruído
de Poisson R[ f ] + ǫ. Os dados com ruído foram (R[ f ] + ǫ)(θk, tl) = Xk,l/c onde Xk,l ∼
Poisson (R[ f ](θk, tl)c) com c = 5 · 106/ ∑k ∑l R[ f ](θk, tl). Ambas as reconstruções tiveram

os valores negativos truncados.

0.0000
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0.6141
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1.2283
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0.2925
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0.8776

1.1701

Figura 8 – À esquerda: reconstrução utilizando uma freqüência de corte igual a 0.4π/∆t,
ou seja, durante a operação de filtragem todas as freqüências acima da faixa |ω| ≤ 0.4π/∆t

foram zeradas ao invés de multiplicadas por |ω|. Os dados utilizados foram os mesmos
da imagem à direita na figura 7. À direita: imagem reconstruída utilizando 256 projeções
amostradas em 128 pontos com dados gerados de forma semelhante aos utilizados na
reconstrução à esquerda e freqüência de corte igual a 0.8π/∆t. Novamente foram eliminados

os valores negativos obtidos em ambas as reconstruções.
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prejuízo na resolução radial uma vez que as freqüências altas estão mesmo sendo

eliminadas na reconstrução. Na imagem à direita da figura 8 temos a reconstrução

obtida com 256 projeções amostradas em 128 pontos e freqüência de corte igual a

0.8π/∆t e podemos ver que é apenas marginalmente superior à anterior.

Os testes que apresentamos mostram que o efeito de erros nas medidas pode

ser bastante prejudicial na reconstrução por retroprojeção filtrada, mas o algoritmo

é efetivo quando as projeções são tomadas de forma precisa. Esse é o caso na

tomografia por raios x e isso explica a popularidade do método e seu uso ser muito

difundido nos tomógrafos comerciais desse tipo. Quando o ruído estatístico não

pode ser negligenciado modelos mais precisos devem ser levados em consideração e

a possibilidade de se utilizar métodos de transformadas é prejudicada porque há

uma grande dificuldade de se incorporar mais informação na reconstrução. Esse é o

principal motivo pelo qual os métodos iterativos, assunto que discutiremos a seguir,

obtiveram tamanha popularidade em tomografia computadorizada.

1.7 Discretizando o Problema de Tomografia

A transformada de Radon é linear, ou seja, R [ α f + βg ] = αR [ f ] + βR [ g ]. Isso

significa que em dimensão finita ela pode ser representada por uma matriz, que

denotaremos por R. Sob essa interpretação o problema de reconstrução de imagens

em tomografia reduz-se a um sistema linear

Rx = b,

onde x é a imagem desejada e b contém as amostras da tr coletadas. Devido

às enormes dimensões usuais do problema e à esparsidade inerente à natureza

da matriz do sistema, o uso de métodos diretos para a solução desse problema é

inviável. Não é o tamanho a única preocupação na solução do problema acima,

outras questões inerentes à matemática da tomografia são de muita importância e as

abordaremos rapidamente no restante dessa seção.
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1.7.1 Tomografia como Problema Inverso

Dependendo da forma de aquisição dos dados, em alguns casos existirão muitas

soluções para o sistema enquanto em outros não haverá solução qualquer. Além

disso, tão preocupante quanto o número de soluções pode ser o mal-condicionamento

do problema; normalmente essa não é uma questão grave, mas sob determinadas

circunstâncias a matriz R pode ter um número de condição muito alto (por exemplo

num problema de ângulo limitado). Essas características tornam o sistema acima

potencialmente um problema mal-posto ou problema inverso [32] e isso não é devido à

discretização, mas um problema inerente à suavização imposta pela tr. Em outras

palavras, são grandes as chances de que uma das seguintes propriedades seja falsa:

• Para todo conjunto de dados existe uma solução;

• A solução sempre é única;

• A solução depende continuamente dos dados.

No caso linear discreto, as duas primeiras propriedades implicam a terceira, mas se

a matriz R for muito mal condicionada de pouca valia será essa continuidade.

Para contornar tais dificuldades a solução do problema de tomografia pode ser

expressa como:

x ∈ arg min g(x) + γr(x)

s.a.: x ∈ X.
(1.6)

Aqui g(x) é uma função que forçará consistência da solução aos dados. Geralmente

g pode ser escrita como g(x) = f (Rx, b) com f tal que

f (x, z) = f ∗z ⇔ x = z, (1.7)

onde f ∗z é o valor mínimo de f para um dado z. A introdução dessa função serve

para resolver o problema da inexistência de soluções quando Rx = b é impossível.
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A simples introdução de f pode resolver o problema da inexistência de soluções

e também a questão da multiplicidade delas. Mas, devido a (1.7), não podemos

esperar que somente esse expediente garanta a estabilidade da solução; tal é a

razão do termo γr(x) em (1.6). Ou seja, a função r tem a finalidade de estabilizar

o problema, geralmente favorecendo soluções mais suaves, e o parâmetro γ > 0

serve para controlar o quanto dessa característica será imposto à reconstrução. Essa

estratégia é conhecida como regularização do problema e r é conhecido como funcional

regularizador. Além do funcional regularizador, precisamos de uma estratégia para a

escolha de γ, geralmente denotada por γ(δ, b) onde δ é o nível de ruído nas medidas,

ou seja, ‖b − Rx∗‖ = δ, b são os dados do problema e x∗ é a solução real, ou seja,

a imagem que gerou os dados. Não discutiremos tais detalhes aqui, para mais

sobre a regularização de problemas inversos veja [32]. Por fim, o conjunto X impõe

restrições que podem enriquecer o modelo utilizado incluindo informação a priori

sobre a solução. Por exemplo, em tomografia é comum que x ∈ Rn
+ e essa restrição

pode ser incluída no problema.

1.8 Métodos Iterativos

Com o problema (1.6) em mãos a necessidade de algoritmos iterativos torna-se

mais evidente, pois, a não ser nos casos mais simples, a sua solução não pode ser

obtida analiticamente. A partir de agora passamos a descrever alguns dos mais

comuns algoritmos iterativos utilizados em tomografia computadorizada. Cada

subseção a seguir dedica-se a um desses métodos, descrevendo, por meio de g,

r e X, o problema que o algoritmo resolve, explicitando a iteração do método e

discutindo aspectos práticos de sua utilização. A lista não pretende ser exaustiva,

mas manter-se representativa apenas das classes mais populares de algoritmos, além

de tentar seguir uma linha histórica ligando os métodos. Além disso, sempre que

possível, relacionamos os algoritmos com os resultados de convergência do próximo

capítulo para que a compreensão da teoria seja facilitada através de exemplos.
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Note que é muito comum que a função f em (1.6) possa ser decomposta em

uma soma de funções simples da forma f (x, z) = ∑
m
i=1 fi(xi, zi); essa característica

estimulou o surgimento de uma bem sucedida classe de algoritmos baseada na

decomposição da função objetivo, assunto do próximo capítulo. Sejam fz := f (x, z)

e φi(x) := fi(x, bi), então um último comentário a esse respeito é que temos:

∇g(x) = RT∇ fb(Rx) =
m

∑
i=1

R[i,:]
Tφ′

i

(
R[i,:]x

)
.

Daí podemos deduzir a importância do cálculo dos produtos Rx e RTx em um

algoritmo para a solução do problema (1.6, pg. 48). Em particular, métodos baseados

na decomposição da função objetivo provavelmente precisarão de rotinas para a

avaliação eficiente de R[i,:]x e x + αR[i,:]
T. Conforme poderemos ver nas subseções a

seguir, esse efetivamente é o caso para diversos algoritmos utilizados em tomografia.

1.8.1 Técnica de Reconstrução Algébrica – art

Problema: g(x) ≡ c, r(x) ≡ c e X = {x | Rx = b} 6= ∅.

Iteração: Seja {λk} ⊂ [δ, 2 − δ] para algum δ ∈ (0, 1). As iterações do algoritmo

são dadas por:

Entrada: x0 ∈ Rn; b ∈ Rm; {λk};

Saída: lim
k→∞

xk calculado a partir de:

xk,0 = xk;

xk,i = xk,i−1 + λk

bi − R[i,:]xk,i−1
∥∥R[i,:]

∥∥2 R[i,:]
T i = 1, . . . , m;

xk+1 = xk,m.

Algoritmo 2 – art
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Comentário: Observe que, se λk ≡ 1, art é simplesmente uma seqüência de

projeções sobre os hiperplanos definidos pelas equações do sistema, mas valores

de λk bem menores costumam ser mais apropriados [52]. Tal parâmetro possui

grande influência sobre o desempenho do algoritmo e deve ser escolhido cuidadosa-

mente. Também importante é a ordenação dos dados para processamento, veja as

referências [39, 52] para detalhes.

Com relação à convergência, notamos que art não é mais do que um caso

especial do operador V (2.27, pg. 83) com gi = d{x|R[i,:]x=bi}, onde dX(x) é a distância

de x ao conjunto X. Dessa forma, a proposição 2.2.3 (veja comentário logo abaixo da

demonstração), garante que o operador satisfaz as condições necessárias para que a

proposição 2.1.9 possa ser aplicada e garantir a convergência do algoritmo.

Na prática algum critério de parada deve ser adotado, usualmente baseado

em ∑
m
i=1 dX i

(xk) ou, talvez, uma aproximação ∑
m
i=1 dX i

(xk,i−1), a qual pode ser

computada aproveitando-se dos cálculos utilizados nas iterações. Outra opção,

válida para todos os métodos a seguir, é interpretar um critério de parada como uma

regularização e utilizar estratégias para estimar um bom valor para o número de

iterações; algumas sugestões podem ser encontradas em [32, 58]. Daqui por diante

assumimos que o usuário dispõe de um critério apropriado ao seu problema.

1.8.2 art Para Sistemas Inconsistentes

Problema: Dado b, seja X i =
{

x ∈ Rm | R[i,:]x = bi

}
. Então

g(x) =
1
2

m

∑
k=1

d2
X i

(x), r(x) ≡ c e X = R
n.

Iteração: Com λk → 0+ e ∑
∞
k=0 λk = ∞ as iterações são dadas pelo algoritmo 2.

Comentário: Agora art é apenas um caso do método do (sub)gradiente incremen-

tal (2.15, pg. 74) sem restrições. Dessa forma os resultados do próximo capítulo

podem ser utilizados aqui. Em particular, supondo que (2.16, pg. 74) valha (isso
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ocorre se, por exemplo, {xk} for limitada), temos ρk = O(λk). Uma vez que o

problema é irrestrito, se impusermos ∑
∞
k=0 λ2

k < ∞, o teorema 2.1.8 garante que, para

algum x∗ ∈ X∗, temos xk → x∗.

1.8.3 Projeção sobre Convexos – pocs

Problemas:

1. g(x) ≡ c, r(x) ≡ c e X =
m⋂

i=1

X i 6= ∅;

2. g(x) =
1
2

m

∑
k=1

d2
X i

(x), r(x) ≡ c e X = R
n.

No restante deste capítulo todas as funções e conjuntos não explicitamente

declarados são convexos. Isso se aplica aos conjuntos X i acima.

Iterações: Utilizando, respectivamente aos casos acima, os tamanhos de passo

dados por

1. {λk} ⊂ [δ, 2 − δ] para algum δ ∈ (0, 1);

2. λk → 0+ e
∞

∑
k=0

λk = ∞.

As iterações do algoritmo são dadas por:

Entrada: x0 ∈ Rn; {λk};

Saída: lim
k→∞

xk calculado a partir de:

xk,0 = xk;

xk,i = xk,i−1 + λk

(
PX i

(xk,i−1) − xk,i−1
)

i = 1, . . . , m;

xk+1 = xk,m.

Algoritmo 3 – pocs
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Comentário: pocs é exatamente a generalização necessária de art se quisermos

substitur os hiperplanos por conjuntos convexos arbitrários (desde que saibamos

projetar sobre eles). Também não mudam os resultados sobre convergência.

É útil salientar que sempre podemos, de acordo com o argumentado na seção 2.2,

criar versões seqüenciais por blocos de conjuntos ou mesmo métodos totalmente

paralelos a partir do esquema de pocs. O caso plenamente paralelo, entretanto,

possui uma propriedade que o torna mais interessante, conforme veremos a seguir.

1.8.4 Cimmino

Problema: g(x) =
1
2

m

∑
k=1

d2
X i

(x), r(x) ≡ c e X = R
n.

Iteração: Dada a seqüência {λk} ⊂ [δ, 2 − δ] onde δ ∈ (0, 1]:

Entrada: x0 ∈ Rn; {λk};

Saída: lim
k→∞

xk calculado a partir de:

xk+1 = xk + λk

(
1
m

m

∑
i=1

PX i
(xk) − xk

)
.

Algoritmo 4 – Cimmino

Comentário: Cimmino é melhor comportado do que os algoritmos vistos ante-

riormente, pois converge mesmo no caso inconsistente sem que seja necessário

tamanhos de passo tendendo a zero [21]. Essa propriedade não é alcançada pela

nossa teoria porque, dentre muitas interpretações, Cimmino pode ser visto como

o método do gradiente para uma função “boa”, mas os resultados que discutimos

nesta tese lidam com algoritmos inexatos para funções não diferenciáveis. A teoria

que apresentaremos no próximo capítulo somente garante a convergência do método

no caso em que
⋂m

i=1 X i 6= ∅ (ou com o tamanho de passo tendendo a zero).
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Nada disso impede que o método seja útil em nosso esquema. Cimmino pode ser

utilizado no passo de viabilidade em (2.4, pg. 64) e nos permitir encontrar ótimos de

funções dentro do conjunto de minimizadores da soma do quadrado das distâncias.

Ou seja, um incipiente exemplo de otimização em dois níveis. Os detalhes teóricos

não parecem impor dificuldades, mas carecem de uma análise mais cuidadosa,

assunto que certamente será abordado em futuras pesquisas. Talvez seja possível

obter generalizações para restrições consistindo de otimizadores de funções convexas

arbitrárias.

1.8.5 Algoritmo em

Finalmente saímos do campo dos mínimos quadrados para começar a discutir

modelos mais apropriados para o problema em mãos. Desde que introduzimos a

discretização da tr ficou claro que a matriz R poderia incorporar detalhes relativos

à geometria do tomógrafo e até mesmo sobre o modelo físico subjacente ao método

tomográfico em questão, mas chegou a hora de aplicarmos o conhecimento do caráter

estatístico por natureza da emissão radioativa para obter melhores reconstruções.

Essa é uma tarefa a ser realizada pela função g, que servirá como uma medida

estatística da qualidade de uma imagem.

Este e os próximos três algoritmos que apresentaremos não se encaixam na teoria

que será desenvolvida no próximo capítulo, mas são importantes o suficiente para

merecer uma menção aqui. A teoria de convergência apropriada a cada caso pode

ser encontrada nas referências citadas ao longo das descrições.

Problema: g(x) = −L(x) :=
m

∑
i=1

(
R[i,:]x − bi log

(
R[i,:]x

))
, r(x) ≡ c e X = Rn

+. Note

que

−∇L(x) = RT




1 − b1
R[1,:]x

1 − b2
R[2,:]x

...

1 − bm
R[m,:]x




.
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Iteração: Seja

D(x) = diag
{

x1

∑
m
i=1 R[i,1]

,
x2

∑
m
i=1 R[i,2]

, . . . ,
xn

∑
m
i=1 R[i,n]

}
,

o algoritmo em é descrito então pelas seguintes iterações:

Entrada: x0 ∈ Rn
++;

Saída: lim
k→∞

xk calculado a partir de:

xk+1 = xk + D(xk)∇L(xk).

Algoritmo 5 – em

Comentário: A função L(x) aqui é, exceto por uma constante, o negativo do

logaritmo da probabilidade da imagem x ter gerado os dados b de acordo com o

modelo de Poisson para a emissão de radiação [59]. As iterações do algoritmo em

(de expectation-maximization) convergem monotonicamente para um ótimo da função

objetivo (para um demonstração de convergência veja [67] e referências lá contidas).

Esse método foi o utilizado pelos proponentes do modelo estatístico para pet,

mas pode ser adaptado para spect de forma imediata. Porém, o algoritmo em

se mostrou demasiado lento para aplicações rotineiras, geralmente exigindo um

número muito grande de iterações para atingir a convergência. Tal dificuldade era

especialmente incômoda em vista da tecnologia computacional disponível à época e

gerou uma demanda por algoritmos rápidos para o modelo estatístico.

1.8.6 os-em

Problema: g(x) ≡ c, r(x) ≡ c e X = {x ∈ Rn
+ | Rx = b} 6= ∅.

Iteração: Sejam I1, . . . , Is tais que
s⋃

i=1

Ii = {1, . . . , m} e i 6= j ⇒ Ii ∩ Ij = ∅. Defina-

mos agora as funções

Ll(x) := ∑
i∈Il

(
bi log

(
R[i,:]x

)
− R[i,:]x

)
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e os fatores de escala

Dl(x) = diag
{

x1

∑i∈Il
R[i,1]

,
x2

∑i∈Il
R[i,2]

, . . . ,
xn

∑i∈Il
R[i,n]

}
.

Então as iterações de os-em são dadas por:

Entrada: x0 ∈ Rn
++; I1, . . . , Is;

Saída: lim
k→∞

xk calculado a partir de:

xk,0 = xk;

xk,l = xk,l−1 + Dl(xk,l−1)∇Ll(xk,l−1);

xk+1 = xk,s.

Algoritmo 6 – os-em

Comentário: os-em, do inglês ordered subsets expectation-maximization, é substanci-

almente mais rápido do que o algoritmo em, mas não converge quando o sistema

é inconsistente, exceto em circustâncias excepcionais que não são comuns na prá-

tica [42]. O mais importante legado de os-em, entretanto, foi a introdução em

tomografia de um algoritmo seqüencial baseado em uma função não quadrática.

Ainda que a convergência somente ocorresse no caso consistente, quando a função

objetivo sendo otimizada tem pouca importância, o primeiro passo estava dado.

1.8.7 ramla

A forma da iteração de os-em serviu de inspiração para ramla, um método

semelhante, porém convergente. ramla é utilizado em alguns tomógrafos comerciais,

geralmente como forma alternativa de inversão dos dados (fbp sendo o padrão na

maioria dos casos).

Problema: g(x) = −L(x), r(x) ≡ c e X = Rn
+.
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Iteração: Seja {λk} ⊂ R++ tal que
∞

∑
k=0

λk = ∞ e generalizemos ligeiramente o

fator de escala utilizado no algoritmo em. Com pi > 0:

D(x) = diag
{

x1

p1
,

x2

p2
, . . . ,

xn

pn

}
.

As iterações definindo ramla são dadas pela seguinte fórmula:

Entrada: x0 ∈ Rn
++; {λk}; I1, . . . , Is;

Saída: lim
k→∞

xk calculado a partir de:

xk,0 = xk;

xk,l = xk,l−1 + λkD(xk,l−1)∇Ll(xk,l−1);

xk+1 = xk,s.

Algoritmo 7 – ramla

Comentário: ramla [14], acrônimo para a expressão row-action maximum likelihood

algorithm, mantém a velocidade inicial de os-em, mas é assintoticamente convergente

no sentido que f (xk) → f ∗ mesmo quando o sistema é inconsistente (veja detalhes

técnicos em [38]). Note que apesar de não estar explícito, as restrições sobre os

subconjuntos dos dados são as mesmas que impusemos para os-em.

ramla é, basicamente, um método do gradiente incremental pré-multiplicado

por um fator de escala, bem como os-em. Duas diferenças fundamentais, entretanto,

separam os dois métodos: a primeira é a introdução de um tamanho de passo

tendendo a 0 e a segunda é que o fator de escala em ramla é constante dentre

as subiterações. Como os-em utiliza fatores diferentes para cada subconjunto dos

dados, o uso de λk → 0 garantiria a convergência para uma solução de máxima

verossimilhança ponderada, diferente da buscada pelo modelo estatístico para

tomografia por emissão.
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1.8.8 bsrem

Agora passamos a discutir métodos para o modelo regularizado. Começamos

com um algoritmo relativamente recente, deixando alguns predecessores de lado.

Para um panorama interessante dos métodos disponíveis à época veja [28].

Problema: g(x) = L(x), r(x) convexa e X = Rn
+.

Iteração: Seja {λk} ⊂ R++ tal que
∞

∑
k=0

λk = ∞:

Entrada: x0 ∈ Rn
++; {λk}; I1, . . . , Is;

Saída: lim
k→∞

xk calculado a partir de:

xk,0 = xk;

xk,l = xk,l−1 + λkD(xk,l−1)∇Ll(xk,l−1);

xk+1 = xk,s − λkγD(xk,s)∇r(xk,s).

Algoritmo 8 – bsrem

Comentário: O algoritmo bsrem [28], de block sequential regularized expection maxi-

mization, é apenas uma versão especial do algoritmo mais geral, cuja convergência

fora já demonstrada em [14] sob hipóteses um tanto fortes sobre a seqüência f (xk).

Assumindo {λk} ∈ l2 (e mais uma hipótese simples), as condições eram passíveis de

remoção para o caso específico de ramla, ou seja, com a função objetivo L(x) [38].

No caso regularizado, entretanto, tais hipóteses não podem ser retiradas, a não ser,

por exemplo, com uma alteração específica da função objetivo (que não altera o

otimizador) e uma adaptação no fator de escala D(x), conforme [3].

1.8.9 os-sps

Problema: g(x) = −L(x), r(x) convexa e X = Rn
+.
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Iteração: Sejam {λk} ⊂ R++ tal que ∑
∞
k=0 λk = ∞ e ∑

∞
k=0 λ2

k < ∞, D uma matriz

diagonal definida positiva e B uma “caixa” sobre a qual a projeção PB(x) seja

facilmente computável:

Entrada: x0 ∈ Rn
++; {λk};

Saída: lim
k→∞

xk calculado a partir de:

xk,0 = xk;

xk,l = PB

(
xk,l−1 + λkD

(
∇Ll(xk,l−1) −

γ

s
∇r(xk,l−1)

))
;

xk+1 = xk,s.

Algoritmo 9 – os-sps

Comentário: os-sps vem de ordered subsets-separable paraboloidal surrogates. Em

[3] encontramos uma sugestão para o fator D que justifica o nome do algoritmo

e uma fórmula para determinar B de forma que o ótimo esteja contido nesse

conjunto. O algoritmo comprovadamente convergente usa, na realidade, uma versão

modificada da log-verossimilhança para garantir a limitação do gradiente da função

objetivo. Uma vez que o fator de escala é constante ao longo das iterações, a teoria

que desenvolveremos a seguir pode ser aplicada para estudar a convergência do

algoritmo. De fato, os criadores do método adaptam resultados de [53] que são casos

particulares dos nossos para garantir as propriedades assintóticas do método.

1.9 Discussão

Esta introdução apresentou a transformada de Radon, relacionando-a ao pro-

blema de tomografia computadorizada através de algumas das modalidades to-

mográficas comumente utilizadas hoje. Além de apresentar o problema, duas

abordagens distintas para a solução do mesmo foram discutidas: uma baseada nas
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propriedades da tr no espaço de Fourier, da qual derivamos um método direto e

outra baseada em métodos de otimização convexa. Essa última alternativa mostra-se

obviamente mais flexível. Inclusive pudemos ver também que alguns algoritmos

exibidos aqui com o problema de tomografia em mente são claramente de maior

generalidade e representam contribuições genuínas para o campo da otimização

convexa, especialmente em problemas de tamanho grande e altamente esparsos.

Mas além de servir como análise da literatura relevante, o presente capítulo

procurou pavimentar o caminho para o próximo assunto que abordaremos. Tal meta

foi perseguida através do relacionamento de alguns dos algoritmos apresentados

com os resultados de convergência que apresentaremos no capítulo a seguir e,

como pudemos ver, diversos dos métodos são casos especiais do nosso esquema

geral. Devido à sua maior generalidade, entretanto, nossos resultados podem ser

mais fracos do que aqueles obtidos com um método específico em mente. Isso

é especialmente verdade com art, onde mais pode ser dito sobre o ponto limite

do algoritmo do que alcança nossa teoria [52]. O leitor está instado a buscar as

referências mencionadas em cada caso para certificar-se de que não há resultados

teóricos mais específicos do que os nossos para o método em questão. As referências

também devem ser consultadas para experimentos numéricos com os métodos

apresentados. Não reproduzimos experimentos desse tipo aqui porque os próximos

dois capítulos apresentam imagens reconstruídas com algoritmos iterativos em

número suficiente.
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Capítulo 2

Métodos de Subgradientes

Incrementais para Otimização

Convexa: uma Abordagem Unificada

Considere o problema matemático de encontrar um x ∈ Rn tal que:

x ∈ arg min f (x) =
p

∑
i=1

fi(x)

s.a.: x ∈ X,

(2.1)

onde as fi : Rn → R são convexas e X é convexo e fechado. A fim de resolver (2.1),

um algoritmo geral para funções não necessariamente diferenciáveis conhecido como

subgradiente incremental foi proposto por Solodov e Zavriev em [63]. Para um dado

conjunto convexo fechado X e definindo PX como a projeção convexa sobre X, uma

iteração k do seu algoritmo é definida como:

xk,0 = xk

xk,l = xk,l−1 − λk f k,l l = 1, . . . , p

xk+1 = PX(xk,p).

(2.2)
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Seja ∂ f (x) o subdiferencial (que nunca é vazio, veja [40]) de f : Rn → R em x:

∂ f (x) :=
{

f
∣∣∣ f (x) +

〈
f
∣∣∣ z − x

〉
≤ f (z), ∀z

}
. (2.3)

Então, na formulação (2.2, pg. 61) e daqui por diante:

f k,l ∈ ∂ fl(xk,l−1).

Uma variação deste algoritmo foi analisada por Nedić e Bertsekas em [53]:

xk,0 = xk

xk,l = PX

(
xk,l−1 − λk f k,l

)
l = 1, . . . , p

xk+1 = xk,p.

E uma abordagem um tanto quanto diferente é seguida pelo método do gradi-

ente incremental agregado, introduzido em [10] para funções não necessariamente

convexas, mas Lipschitz diferenciáveis:

xk,0 = xk

dk,l = dk,l−1 − f k−1,l + f k,l

xk,l = xk,l−1 − λk
1
p

dk,l l = 1, . . . , p

xk+1 = xk,p.

Há uma vasta literatura abordando algoritmos de gradiente/subgradiente incre-

mentais para funções objetivo não-convexas e convexas (suaves ou não) [3, 8, 9,

10, 14, 28, 36, 37, 38, 42, 44, 48, 49, 53, 62, 63, 64, 66]. Métodos incrementais surgi-

ram naturalmente em campos tais como redes neurais (por vezes sob o nome de

backpropagation) [36, 37, 48, 49] e em reconstrução de imagens em tomografia (onde

são conhecidos como métodos de subconjuntos ordenados) [3, 14, 28, 38, 42]. O

sucesso desta abordagem nestes problemas é devido à rápida convergência inicial

de métodos incrementais, que é especialmente importante dado o tamanho dos pro-

blemas que normalmente surgem em tais aplicações. Esse tipo de aceleração é não
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assintótica, mas compreendida no sentido de muitos problemas inversos, quando

“rápido” significa uma chegada ligeira à região onde o ruído torna-se dominante

(veja [58]).

Apesar dos métodos incrementais terem encontrado ampla aplicabilidade, ainda

não há um algoritmo do tipo capaz de lidar com um conjunto factível “complicado”.

Daqueles mencionados no parágrafo acima que podem levar em conta um conjunto

factível X, todos precisam avaliar a projeção sobre X, a qual pode, por si mesma, ser

uma tarefa computacionalmente cara (veja, por exemplo, a comparação entre alguns

métodos em [18] para o caso onde X é uma intersecção de conjuntos convexos mais

simples). De fato, mesmo o problema mais fraco da viabilidade convexa há tempos

motiva uma grande quantidade de pesquisa [1, 2, 5, 6, 7, 19, 22, 57] graças à sua

vasta gama de aplicações.

O intuito do presente capítulo é reunir algoritmos incrementais e métodos para a

viabilidade convexa a fim de resolver um problema de otimização convexa bastante

geral. Em busca deste objetivo analisaremos um algoritmo prototípico cuja iteração

consiste em duas etapas: um passo de otimalidade, o qual, ao menos aproximadamente,

direciona a iteração na direção do minimizador (não necessariamente numa direção

de descida), seguido de um passo de viabilidade que leva a iteração no sentido

do conjunto factível. O ponto central é que no passo de otimalidade podemos

utilizar subgradientes com erros (ǫ-subgradientes) e que projeções aproximadas são

permitidas no passo de viabilidade, dando origem a uma variedade de métodos

através da combinação de otimizadores irrestritos com algoritmos para a viabilidade.

A intenção é mover-se na direção do ótimo enquanto o problema da viabilidade é

resolvido ao invés de precisar resolver subproblemas exatamente a cada passo do

algoritmo.

A idéia de utilizar projeções aproximadas para resolver o problema de otimização

(2.1, pg. 61) não é, evidentemente, nova. Podemos mencionar as referências [23, 47]

para aplicações em recuperação de imagens e os artigos mais teóricos [30, 68, 69].

Alternativamente, métodos baseados em minimizações sobre superconjuntos mais
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simples do conjunto factível foram tentados [20, 24] e também métodos baseados

em dualidade [27]. Nossa abordagem é, entretanto, a primeira a permitir projeções

aproximadas com gradientes incrementais e fornece um elo útil entre métodos de

ǫ-subgradiente e projeções aproximadas.

A organização do capítulo é a seguinte: na próxima seção é descrito um es-

quema geral apresentando os operadores de otimalidade e de viabilidade, definidos

pelas suas propriedades (2.5) e (2.6), e (2.7) mais uma propriedade de ponto fixo,

respectivamente. Os resultados de convergência para os métodos definidos por

estes operadores são apresentados sob hipóteses realistas. Duas estratégias para o

tamanho de passo são discutidas.

Na seção 2.2 são considerados algoritmos derivados de dois casos especiais

do operador de otimalidade: um para o subgradiente incremental e outro para

o subgradiente incremental agregado e suas propriedades de convergência são

consideradas assumindo a limitação dos subgradientes, utilizada para mostrar

que eles satisfazem as condições exigidas. Depois disso ver-se-á que projeções do

subgradiente seqüenciais por blocos são casos especiais do operador de viabilidade

geral e as provas serão especializadas para estes casos. O comportamento típico dos

métodos é exibido através de exemplos apropriadamente simples.

2.1 Teoria Geral

Esta seção apresenta o esquema abstrato no qual diversos algoritmos, incre-

mentais ou não, podem ser incluídos. Neste esquema, um algoritmo para resolver

(2.1, pg. 61) é escrito, de forma geral, como:

xk+1/2 = O f (λk, xk);

xk+1 = VX(xk+1/2).
(2.4)
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Onde V é o “operador de viabilidade” e O o “operador de otimalidade”. Daqui por

diante será denotado:

f ∗ := inf
x∈X

f (x) e X∗ := {x ∈ X | f (x) = f ∗}.

Por definição o operador de otimalidade satisfaz, com X e f fixos, para λk ≥ 0:

∥∥O f (λk, xk) − x
∥∥2 ≤ ‖xk − x‖2 − αλk

(
f (xk) − f (x)

)
+ λkρk (2.5)

ao menos para todo x ∈ X, onde α > 0 e ρk → 0+. Também assume-se que exista

γ > 0 tal que
∥∥xk −O f (λk, xk)

∥∥ ≤ λkγ. (2.6)

Quanto ao operador de viabilidade V , impõe-se que para todo δ > 0 exista εδ > 0

tal que para qualquer xk+1/2 com dX(xk+1/2) ≥ δ e x ∈ X tenha-se

‖VX(xk+1/2) − x‖2 ≤ ‖xk+1/2 − x‖2 − εδ, (2.7)

e que todo xk+1/2 ∈ X, que sempre será considerado não vazio, seja um ponto fixo

de VX , i.e., que xk+1/2 ∈ X ⇒ VX(xk+1/2) = xk+1/2.

2.1.1 Tamanhos de Passo Decrescentes

Na presente subseção os resultados de convergência para tamanhos de passo

decrescentes são apresentados. Comecemos definindo

[x]+ := max{0, x}, PX(x) := arg min
z∈X

‖z − x‖ e dX(x) := ‖x −PX(x)‖.

Além disso, neste capítulo será assumido que a seqüência {xk} foi gerada por (2.4).

Proposição 2.1.1. Se {dX(xk)} é limitado, λk → 0+ e tanto (2.6) quanto (2.7) valem,

então dX(xk) → 0.
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Demonstração. Primeiro note que com γ dado por (2.6) nós temos, utilizando a

definição da função distância e a desigualdade triangular:

d2
X(xk+1/2) ≤ ‖xk+1/2 − xk + xk −PX(xk)‖2

≤
(
‖xk+1/2 − xk‖ + dX(xk)

)2

≤
(
λkγ + dX(xk)

)2

≤ d2
X(xk) + λk M,

(2.8)

onde M = sup{λk}γ2 + 2γ sup{dX(xk)}. Seja δ qualquer número positivo e suponha

que k é grande o suficiente tal que

λkγ <
δ

2
e λk M <

εδ/2

2
, (2.9)

com εδ/2 dado por (2.7, pg. 65). Agora, se dX(xk) > δ então temos dX(xk+1/2) > δ/2

graças a (2.6, pg. 65) e portanto, utilizando as propriedades (2.7, pg. 65) e (2.8):

d2
X(xk+1) ≤ d2

X(xk+1/2) − εδ/2

≤ d2
X(xk) + λk M − εδ/2

≤ d2
X(xk) −

εδ/2

2
.

(2.10)

Uma vez que isto vale para todo xk tal que dX(xk) > δ é claro que há infinitos ks

para os quais dX(xk) ≤ δ. Seja k0 tal que dX(xk0) < δ e para k ≥ k0 valha (2.9).

Assim, para tais valores grandes de k temos um dos dois casos abaixo:

dX(xk) < δ: Este caso implica, graças a (2.7, pg. 65), (2.6, pg. 65) e (2.9), que

dX(xk+1) < 3δ/2;

dX(xk) ≥ δ: Agora temos, graças a (2.10), dX(xk+1) < dX(xk).

Estas duas possibilidades significam que, para k ≥ k0, dX(xk) < 3δ/2. Uma vez que

δ > 0 era arbitrário isto demonstra a afirmação.

Proposição 2.1.2. Suponhamos que a seqüência {λk} satisfaça

λk → 0+,
∞

∑
k=0

λk = ∞. (2.11)
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Então, se (2.5, pg. 65) e (2.7, pg. 65) valem, temos

lim inf
k→∞

f (xk) ≤ f ∗.

Demonstração. Suponha, por contradição, que a proposição seja falsa, i.e., que existam

δ > 0 e k0 tais que, para todo k > k0, f (xk) − f ∗ ≥ δ. Em tal caso sempre existirá

x∗δ ∈ X tal que f (xk) − f (x∗δ) ≥ δ/2. Agora, (2.7, pg. 65) seguida por (2.5, pg. 65)

nos dá, para todo x ∈ X:

‖xk+1 − x‖2 ≤ ‖xk − x‖2 − αλk

(
f (xk) − f (x)

)
+ λkρk. (2.12)

Utilizando x = x∗δ obtém-se

‖xk+1 − x∗δ‖2 ≤ ‖xk − x∗δ‖2 − λk(αδ/2 − ρk).

Escolhendo k1 ≥ k0 tal que para k > k1 valha ρk < αδ/4 vê-se que:

‖xk+1 − x∗δ‖2 ≤ ‖xk − x∗δ‖2 − λkαδ/4.

A contradição então segue-se da hipótese ∑
∞
k=0 λk = ∞.

Uma hipótese extra pode melhorar este resultado.

Proposição 2.1.3. Se, além das hipóteses da proposição 2.1.2, [ f (PX(xk)) − f (xk)]+ → 0,

então

lim inf
k→∞

f (xk) = f ∗.

Demonstração. Primeiro notemos que

f (xk) = f (PX(xk)) −
(

f (PX(xk)) − f (xk)
)

≥ f (PX(xk)) − [ f (PX(xk)) − f (xk)]+

≥ f ∗ − [ f (PX(xk)) − f (xk)]+ .

Portanto, aplicando limites é claro que lim inf f (xk) ≥ f ∗. Juntamente com a propo-

sição 2.1.2 isto leva ao resultado desejado.
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Corolário 2.1.4. Se {dX(xk)} é limitada, [ f (PX(xk)) − f (xk)]+ → 0 e as hipóteses

(2.5, pg. 65), (2.6, pg. 65), (2.7, pg. 65) e (2.11) valem, temos

dX(xk) → 0 e lim inf
k→∞

f (xk) = f ∗.

Demonstração. Conseqüência das proposições 2.1.1 e 2.1.3.

Teorema 2.1.5. Se, além das condições do corolário anterior, o conjunto ótimo X∗ for

limitado, então

dX∗(xk) → 0 e lim
k→∞

f (xk) = f ∗.

Demonstração. Seja δ > 0 e dividamos em dois casos:

f (xk) > f ∗ + δ: Neste caso (2.12, pg. 67) nos dá

‖xk+1 − x∗‖2 ≤ ‖xk − x∗‖2 − αλk

(
f (xk) − f (x∗)

)
+ λkρk

≤ ‖xk − x∗‖2 − λk(αδ + ρk).

Se assumirmos que k é grande o suficiente tal que ρk < αδ/2 concluímos que

‖xk+1 − x∗‖2 ≤ ‖xk − x∗‖2 − λkαδ/2.

Devido a ∑
∞
k=0 λk = ∞ isto significa que cairemos infinitas vezes no próximo

caso;

f (xk) ≤ f ∗ + δ: Definamos primeiro:

ηk := [ f (PX(xk)) − f (xk)]+ e X∗
δ := {x∗ ∈ X | f (x∗) ≤ f ∗ + δ}.

Se fizermos d(δ) := maxx∈X∗
δ

dX∗(x), então a limitação de X∗
δ (a qual, para todo

δ > 0, é uma conseqüência da limitação de X∗) e a continuidade de f podem

ser usadas para verificarmos que para δ ≥ 0:

lim
η→0+

d(δ + η) = d(δ).
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Note que PX(xk) ∈ X∗
δ+ηk

, o que nos dá dX∗(PX(xk)) ≤ d(δ + ηk). Por outro

lado, utilizando-nos da desigualdade triangular e da não-expansividade da

projeção temos:

dX∗(xk) = ‖xk −PX∗(xk)‖

= ‖xk −PX∗PX(xk) + PX∗PX(xk) −PX∗(xk)‖

≤ ‖xk −PX∗PX(xk)‖ + ‖PX∗PX(xk) −PX∗(xk)‖

≤ ‖xk −PX∗PX(xk)‖ + ‖PX(xk) − xk‖

= ‖xk −PX(xk) + PX(xk) −PX∗PX(xk)‖ + dX(xk)

≤ ‖xk −PX(xk)‖ + ‖PX(xk) −PX∗PX(xk)‖ + dX(xk)

= dX∗(PX(xk)) + 2dX(xk) ≤ d(δ + ηk) + 2dX(xk).

(2.13)

Se lembrarmos de (2.7, pg. 65) e (2.6, pg. 65) vemos que:

dX∗(xk+1) ≤ ‖xk+1 −PX∗(xk)‖

≤ ‖xk+1/2 −PX∗(xk)‖

≤ dX∗(xk) + λkγ.

Agora (2.13) leva a

dX∗(xk+1) ≤ d(δ + ηk) + 2dX(xk) + λkγ.

Uma vez que λk → 0+, a proposição 2.1.1 assegura que dX(xk) → 0. Além disso,

ηk → 0+ garante d(δ + ηk) → d(δ). Porque o segundo caso acima ocorre infinitas

vezes é fácil ver que:

lim sup
k→∞

dX∗(xk) ≤ d(δ).

E esta relação demonstra o teorema pois vale para todo δ > 0 e limδ→0 d(δ) = 0.

Com relação à hipótese [ f (PX(xk)) − f (xk)]+ → 0, pode-se mostrar facilmente

que ela vale se existir uma seqüência limitada { f̃ k} onde f̃ k ∈ ∂ f (PX(xk)) e também

dX(xk) → 0. Condições de limitação sobre os subdiferenciais como essa são comuns

neste contexto então, dada a proposição 2.1.1, o próximo passo é assegurar a limitação

de {dX(xk)}.
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Proposição 2.1.6. Se as relações (2.5, pg. 65), (2.6, pg. 65), (2.7, pg. 65) valem e existe

fl tal que f (xk) ≥ fl, então existe λ > 0 tal que com λ ≥ λk ≥ 0 a seqüência {dX(xk)} é

limitada.

Demonstração. Seja δ > 0. Suponha que dX(xk) ≥ δ e que temos λγ ≤ δ/2, onde γ

vem de (2.6, pg. 65). Isto significa que dX(xk+1/2) ≥ δ/2 o que, devido a (2.7, pg. 65),

implica que para algum x ∈ X fixo:

‖xk+1 − x‖2 ≤ ‖xk+1/2 − x‖2 − εδ/2.

Agora considere (2.5, pg. 65):

‖xk+1/2 − x‖2 ≤ ‖xk − x‖2 − αλk

(
f (xk) − f (x)

)
+ λkρk

≤ ‖xk − x‖2 − αλk

(
fl − f (x)

)
+ λkρk

= ‖xk − x‖2 + λk

(
α
(

f (x) − fl

)
+ ρk

)

≤ ‖xk − x‖2 + λk M.

Onde M = α
(

f (x)− fl

)
+ sup{ρk}. Assim, se λ for tal que λγ < δ/2 e λM < εδ/2/2

teremos

‖xk+1 − x‖2 ≤ ‖xk − x‖2 − εδ/2

2
.

Esta relação mostra que deveremos ter dX(xk) < δ infinitas vezes. Além disso, em

particular, dX(xk) ≥ δ implica em dX(xk+1) ≤ dX(xk).

Note que as condições sobre o operador de viabilidade asseguram que, para

todo x ∈ X, ‖xk+1 − x‖ ≤ ‖xk+1/2 − x‖. Portanto, utilizando também (2.6, pg. 65)

obtemos:

dX(xk+1) ≤ ‖xk+1 −PX(xk)‖ ≤ ‖xk+1/2 −PX(xk)‖

≤ ‖xk −PX(xk)‖ + λkγ

= dX(xk) + λkγ.

Desta forma, se dX(xk) < δ então dX(xk+1) < δ + λkγ e se dX(xk) > δ então

dX(xk+1) < dX(xk). Isto mostra a limitação de {dX(xk)}.
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O seguinte corolário é uma aplicação simples da proposição acima. A idéia é

utilizar uma hipótese ligeiramente mais forte sobre a seqüência {λk} a fim de poder

aplicar a proposição 2.1.1.

Corolário 2.1.7. Se λk → 0+, as relações (2.5, pg. 65), (2.6, pg. 65), (2.7, pg. 65) valem e

existe fl tal que f (xk) ≥ fl então dX(xk) → 0.

Demonstração. Seja k0 tal que k > k0 implique que λk ≤ λ com λ conforme fornecido

pela proposição anterior. Desta forma a proposição assegura a limitação da seqüência

{dX(xk)}k≥k0 , assegurando assim a limitação de toda a seqüência. Agora aplique a

proposição 2.1.1 para obter o resultado desejado.

Até agora não fornecemos nenhum resultado garantindo a convergência de toda

a seqüência {xk}. O próximo resultado vai nessa direção impondo condições extras

sobre {ρk} e {[ f ∗ − f (xk)]+}.

Teorema 2.1.8. Suponha que {dX(xk)} seja limitada e que, além das hipóteses (2.5, pg. 65),

(2.6, pg. 65), (2.7, pg. 65) e (2.11, pg. 66), tenhamos X∗ 6= ∅ e:

∞

∑
k=0

λk{α [ f ∗ − f (xk)]+ + ρk} ≤ ∞.

Então, para algum x∗ ∈ X∗, temos:

xk → x∗.

Demonstração. Denotemos sz
k := ‖xk − z‖2 e σk := λk{α [ f ∗ − f (xk)]+ + ρk}. Seja

z ∈ X∗ e note que (2.7, pg. 65) seguida de (2.5, pg. 65) implica que sz
k+1 ≤ sz

k + σk,

logo:

sz
k ≤ sz

0 +
k−1

∑
i=0

σi ≤ sz
0 +

∞

∑
i=0

σi.

Como sz
k ≥ 0, isso implica que

{
sz

k

}
e, como conseqüência, {xk} são limitadas.

Seja, portanto, x∗ um ponto de acumulação de {xk}, digamos xlk → x∗. O número

nk = maxli<k li está bem definido para k grande o suficiente, bem como nk → ∞ e
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xnk
→ x∗. Dessa forma, se aplicarmos limites em

sx∗
k ≤ sx∗

nk
+

k−1

∑
i=nk

σi ≤ sx∗
nk

+
∞

∑
i=nk

σi,

vemos que sx∗
k → 0, o que demonstra o resultado.

2.1.2 Tamanhos de Passo do Tipo Polyak

Deixar a escolha do tamanho de passo para o usuário favorece a flexibilidade,

mas evita uma discussão sobre como fornecer concretamente uma seqüência {λk}
adequada. Se nós, entretanto, refinarmos a propriedade (2.5, pg. 65) e supusermos

que o valor ótimo f ∗ seja conhecido, é possível fornecer uma escolha apropriada

para os tamanhos de passo, de acordo com o resultado a seguir.

Proposição 2.1.9. Suponha que as relações (2.5, pg. 65), (2.6, pg. 65) e (2.7, pg. 65) valham

e que exista β > 0 tal que, para λk ≥ 0, ρk ≤ λkβ. Seja então λk = νk(α/β) [ f (xk) − f ∗]+

com νk ∈ [σ, 1 − σ] onde σ ∈ (0, 1/2]. Então, para algum x∗ ∈ X∗:

xk → x∗.

Demonstração. Graças a (2.5, pg. 65), ρk < λkβ e à definição de λk:

‖xk+1/2 − x∗‖2 ≤ ‖xk − x∗‖2 − αλk

(
f (xk) − f ∗

)
+ λ2

k β

= ‖xk − x∗‖2 − νk(1 − νk)
α2

β

(
[ f (xk) − f ∗]+

)2

≤ ‖xk − x∗‖2 − µ
(
[ f (xk) − f ∗]+

)2,

onde µ = σ(1 − σ)α2/β. Uma vez que ‖xk+1 − x∗‖ ≤ ‖xk+1/2 − x∗‖ (o que é

assegurado pelas propriedades do operador de viabilidade) podemos escrever:

‖xk+1 − x∗‖2 ≤ ‖xk − x∗‖2 − µ
(
[ f (xk) − f ∗]+

)2. (2.14)

Em particular, temos ‖xk+1 − x∗‖ ≤ ‖xk − x∗‖.

Isso, é claro, implica que {xk} é limitada, e também {dX(xk)}. Por outro lado, a

relação de monotonicidade (2.14) assegura que λk → 0+. Agora,
[

f (xkl
) − f ∗

]
+
→ 0
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por sua vez implica que lim sup f (xk) ≤ f ∗, por outro lado a continuidade de f , a

limitação de {xk} e dX(xk) → 0 (conseqüência da proposição 2.1.1) implicam que

lim inf f (xk) ≥ f ∗. Portanto temos f (xk) → f ∗.

Levando em consideração que {xk} é limitada e que f é contínua, f (xk) → f ∗

e dX(xk) → 0 implicam que dX∗(xk) → 0, i.e., que todo ponto de acumulação da

seqüência {xk} pertence a X∗. Se supusermos que há dois pontos de acumulação

diferentes podemos facilmente derivar uma contradição do fato que ‖xk+1 − x∗‖ ≤
‖xk − x∗‖. Portanto, toda a seqüência converge.

2.2 Os Algoritmos

Nesta seção são efetivamente apresentados operadores satisfazendo as condições

impostas na seção anterior. São fornecidos dois operadores incrementais de otimali-

dade, os quais já foram mencionados, e dois operadores de viabilidade baseados em

projeções aproximadas.

2.2.1 Operadores de Otimalidade

A condição (2.5, pg. 65) tem como objetivo incluir métodos de ǫ-subgradientes

da seguinte forma. Lembremo-nos da definição do ǫ-subdiferencial [26, 40, 60], para

ǫ > 0, de f em x:

∂ǫ f (x) := { f | f (z) ≥ f (x) + 〈 f | z − x〉 − ǫ}.

Então note que se f k ∈ ∂ǫk
f (xk−1) teremos:

‖xk − λk f k − x‖2 ≤ ‖xk − x‖2 − 2λk

(
f (xk) − f (x)

)
+ λ2

k ‖ f k‖ + 2λkǫk

= ‖xk − x‖2 − 2λk

(
f (xk) − f (x)

)
+ λkρk,

com ρk = λk ‖ f k‖ + 2ǫk. Portanto, se ǫk, λk → 0, a condição (2.5, pg. 65) é satisfeita.
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Comecemos considerando o operador de otimalidade subgradiente incremental

I : (λk, xk) 7→ x, onde (λk, xk) ∈ R+ × Y e x é dado por:

xk,0 = xk

xk,l = PY

(
xk,l−1 − λk f k,l

)
l = 1, . . . , p

x = xk,p,

(2.15)

com f k,l ∈ ∂ fl(xk,l−1) e Y ⊃ X.

Proposição 2.2.1. Suponha que a hipótese de limitação do subgradiente

‖ f‖ ≤ Cl, ∀ f ∈ ∂ fl(xk) ∪ ∂ fl(xk,l−1), l = 1, . . . , p, k = 0, 1, . . . (2.16)

valha. Então o operador I : R+ × Y → Y satisfaz tanto (2.5, pg. 65) com α = 2 e

ρk ≤ λk

(
∑

p
l=1 Cl

)2
como (2.6, pg. 65) com γ = ∑

p
l=1 Cl.

Demonstração. O lema 2.1 em [53] estabelece que

‖I(λk, xk) − x‖2 ≤ ‖xk − x‖2 − 2λk

(
f (xk) − f (x)

)
+ λ2

k

( p

∑
l=1

Cl

)2

,

que é a primeira parte. Por outro lado, uma vez que a projeção é não expansiva,

temos, graças a (2.15):

‖xk,l − xk,l−1‖ ≤ λk

∥∥∥ f k,l

∥∥∥

e a soma de l = 1 a l = p seguida pela aplicação da hipótese (2.16) leva a

‖I(λk, xk) − xk‖ ≤ λk ∑
p
l=1 Cl.

A condição x ∈ Y na definição de I não deve ser um problema pois assumimos

que a projeção sobre Y seja simples e, portanto, pode ser incluída após o operador

de viabilidade para assegurar que {xk} ⊂ Y .

Consideremos agora o operador chamado de subgradiente incremental agregado,

o qual é definido como A : (λk, xk) ∈ R+ × Y 7→ x̂ ∈ Y , com x̂ dado por:

xk,0 = xk

xk,l = PY

(
xk,l−1 −

λk

p
dk,l

)
, l = 1, . . . , p

x̂ = xk,p,
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onde dk,l = dk,l−1 − f k−1,l + f k,l com f k,l ∈ ∂ fl(xk,l−1) e dk,0 = ∑
p
l=1 f k−1,l. Note que

dk,0 sempre satisfará esta última imposição para k ≥ 1 se a seqüência {xk} for gerada

por (2.4, pg. 64) com O f = A e uma estratégia de inicialização adequada.

Deve-se notar que, diferentemente do que ocorre com o operador incremental, a

aplicação do operador incremental agregado faz referência a iterações anteriores do

algoritmo. Isto significa que a magnitude da diferença ‖xk+1 − xk‖ será importante

no erro da aproximação para o subgradiente fornecida pelo método. Uma con-

seqüência deste fato na análise é que o comportamento do operador de viabilidade

deve ser levado em consideração em ρk e, por causa disso, os resultados são um

pouco mais fracos do que aqueles obtidos para o operador I . Por exemplo, não se

pode garantir que ρk = O(λk) somente com a condição (2.7, pg. 65).

Proposição 2.2.2. Suponha que (2.16) valha. Então o operador A : R+ ×Y → Y conforme

definido acima satisfaz (2.5, pg. 65) com α = 2 e

ρk = (4 + 1/p)λkC2 + 8CdX(xk−1/2),

onde C = ∑
p
l=1 Cl e λk = max{λk, λk−1} para k > 0. Ele também satisfaz (2.6, pg. 65)

com γ = C.

Demonstração. Começamos pela segunda parte. Considere a diferença entre duas

subiterações tendo em vista a não expansividade da projeção e a limitação do

subgradiente (2.16):

‖xk,l−1 − xk,l‖2 ≤
∥∥∥∥xk,l−1 − xk,l−1 +

λk

p
dk,l

∥∥∥∥
2

=
λk

p
‖dk,l‖2 ≤ λk

p

p

∑
l=1

Cl.
(2.17)

Somando para l = 1, . . . , p temos o resultado desejado.
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Seja x ∈ X ⊂ Y , então podemos, novamente utilizando a não expansividade da

projeção:

‖xk,l − x‖2 =

∥∥∥∥PY

(
xk,l−1 −

λk

p
dk,l

)
− x

∥∥∥∥
2

≤
∥∥∥∥xk,l−1 −

λk

p
dk,l − x

∥∥∥∥
2

= ‖xk,l−1 − x‖2 − 2
λk

p
〈dk,l | xk,l−1 − x〉 +

λ2
k

p2 ‖dk,l‖2.

(2.18)

Desenvolvendo o produto interno no segundo termo:

〈dk,l | x − xk,l−1〉 =

〈 l

∑
j=1

f k,j +
p

∑
j=l+1

f k−1,j

∣∣∣∣ x − xk,l−1

〉

=
l

∑
j=1

〈
f k,j

∣∣∣ x − xk,l−1

〉
+

p

∑
j=l+1

〈
f k−1,j

∣∣∣ x − xk,l−1

〉
.

(2.19)

Observando cada uma das somatórias acima separadamente:

l

∑
j=1

〈
f k,j

∣∣∣ x − xk,l−1

〉
=

l

∑
j=1

〈
f k,j

∣∣∣ x − xk,j−1

〉
+

l

∑
j=1

〈
f k,j

∣∣∣ xk,j−1 − xk,l−1

〉

≤
l

∑
j=1

〈
f k,j

∣∣∣ x − xk,j−1

〉
+

l

∑
j=1

∥∥∥ f k,j

∥∥∥
∥∥xk,j−1 − xk,l−1

∥∥

≤
l

∑
j=1

〈
f k,j

∣∣∣ x − xk,j−1

〉
+

l

∑
j=1

Cj

∥∥xk,j−1 − xk,l−1
∥∥ ,

onde utilizamos a desigualdade de Cauchy-Schwarz seguida por (2.16, pg. 74).

Usando (2.17, pg. 75) podemos inferir que ‖xk,j−1 − xk,l−1‖ ≤ λkC(l − j)/p ≤ λkC,

portanto:

l

∑
j=1

〈
f k,j

∣∣∣ x − xk,l−1

〉
≤

l

∑
j=1

〈
f k,j

∣∣∣ x − xk,j−1

〉
+ λkC

l

∑
j=1

Cj.

Lembrando que f k,j ∈ ∂ f j(xk,j−1) e valendo-se da definição (2.3, pg. 62) de subdife-

rencial obtemos:

l

∑
j=1

〈
f k,j

∣∣∣ x − xk,l−1

〉
≤

l

∑
j=1

(
f j(x) − f j(xk,j−1)

)
+ λkC

l

∑
j=1

Cj. (2.20)
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E para a última parte da soma:

p

∑
j=l+1

〈
f k−1,j

∣∣∣ x − xk,l−1

〉
=

p

∑
j=l+1

〈
f k−1,j

∣∣∣ x − xk−1,j−1

〉

+
p

∑
j=l+1

〈
f k−1,j

∣∣∣ xk−1,j−1 − xk,l−1

〉

≤
p

∑
j=l+1

〈
f k−1,j

∣∣∣ x − xk−1,j−1

〉

+
p

∑
j=l+1

Cj

∥∥xk−1,j−1 − xk,l−1
∥∥ .

(2.21)

Por outro lado, de acordo com a desigualdade triangular,

∥∥xk−1,j−1 − xk,l−1
∥∥ ≤

∥∥xk−1,j−1 − xk−1/2
∥∥+ ‖xk−1/2 − xk‖ + ‖xk − xk,l−1‖

≤ p − j + 1
p

λk−1C + 2dX(xk−1/2) +
l − 1

p
λkC.

Na segunda desigualdade, o último e o primeiro termos vêm de (2.17, pg. 75)

enquanto o termo central é conseqüência do fato que, graças a (2.7, pg. 65), tanto

xk−1/2 quanto xk pertencem a uma bola com centro em PX(xk−1/2) e raio igual a

dX(xk−1/2). Portanto:

∥∥xk−1,j−1 − xk,l−1
∥∥ ≤ λk

p + l − j

p
C + 2dX(xk−1/2) ≤ λkC + 2dX(xk−1/2).

Voltando a (2.21) teremos

p

∑
j=l+1

〈
f k−1,j

∣∣∣∣ x − xk,l−1

〉

≤
p

∑
j=l+1

〈
f k−1,j

∣∣∣ x − xk−1,j−1

〉
+

p

∑
j=l+1

Cj

(
λkC + 2dX(xk−1/2)

)

=
p

∑
j=l+1

〈
f k−1,j

∣∣∣ x − xk−1,j−1

〉
+ λkC2 + 2CdX(xk−1/2)

≤
p

∑
j=l+1

(
f j(x) − f j(xk−1,j−1)

)
+ λkC2 + 2CdX(xk−1/2).~x
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Utilizando este resultado junto com (2.20) em (2.19):

〈dk,l | x − xk,l−1〉 ≤
l

∑
j=1

(
f j(x) − f j(xk,j−1)

)

+
p

∑
j=l+1

(
f j(x) − f j(xk−1,j−1)

)
+ λkC2 + 2CdX(xk−1/2). (2.22)

Consideremos agora a seguinte identidade:

l

∑
j=1

(
f j(x) − f j(xk,j−1)

)
+

p

∑
j=l+1

(
f j(x) − f j(xk−1,j−1)

)

= f (x) − f (xk) +
l

∑
j=1

(
f j(xk) − f j(xk,j−1)

)
+

p

∑
j=l+1

(
f j(xk) − f j(xk−1,j−1)

)
(2.23)

e analisemos cada um dos dois últimos termos do lado direito em separado. Deno-

tando gk,j ∈ ∂ f j(xk):

l

∑
j=1

(
f j(xk) − f j(xk,j−1)

)
≤

l

∑
j=1

〈
gk,j

∣∣∣ xk − xk,j−1

〉

≤
l

∑
j=1

∥∥∥gk,j

∥∥∥
∥∥xk − xk,j−1

∥∥ ≤
l

∑
j=1

Cj

∥∥xk − xk,j−1
∥∥

≤
l

∑
j=1

Cjλk
j − 1

p
C ≤ λkC

l

∑
j=1

Cj,

(2.24)

onde nós utilizamos sucessivamente a definição do subdiferencial (2.3, pg. 62), a desi-

gualdade de Cauchy-Schwarz, a hipótese (2.16, pg. 74) e (2.17, pg. 75). Continuando

de forma semelhante teremos:

p

∑
j=l+1

(
f j(xk) − f j(xk−1,j−1)

)

≤
p

∑
j=l+1

〈
gk,j

∣∣∣ xk − xk−1,j−1

〉
≤

p

∑
j=l+1

∥∥∥gk,j

∥∥∥
∥∥xk − xk−1,j−1

∥∥

≤
p

∑
j=l+1

Cj

∥∥xk − xk−1,j−1
∥∥ ,
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ou seja,

p

∑
j=l+1

(
f j(xk) − f j(xk−1,j−1)

)

≤
p

∑
j=l+1

Cj

(
λk−1

p − j + 1
p

C + 2dX(xk−1/2)

)

≤ λk−1C2 + 2CdX(xk−1/2).

O resultado acima junto com (2.24), quando substituído em (2.23) e (2.22) leva a:

〈dk,l | x − xk,l−1〉 ≤ f (x) − f (xk) + 2λkC2 + 4CdX(xk−1/2).

Finalmente, utilizando este resultado e a hipótese (2.16, pg. 74) em (2.18, pg. 76)

obtemos

‖xk,l − x‖2 ≤ ‖xk,l−1 − x‖2 − 2
λk

p
〈dk,l | xk,l−1 − x〉 +

λ2
k

p2 C2

≤ ‖xk,l−1 − x‖2 − 2
λk

p

(
f (xk) − f (x)

)

+
λk

p

(
4λkC2 + 8CdX(xk−1/2) +

λk

p
C2
)

.

Somando sobre l = 1, . . . , p obtemos:

‖A(λk, xk) − x‖2 ≤ ‖xk − x‖2 − 2λk

(
f (xk) − f (x)

)

+ λk

(
(4 + 1/p)λkC2 + 8CdX(xk−1/2)

)
.

Notemos que, diferentemente do operador I , onde λk → 0 assegura ρk → 0,

para o método agregado A também precisamos da limitação de {dX(xk)}. A razão

para isto é o fator dX(xk−1/2) no segundo termo da fórmula para ρk. Para ver que a

limitação é uma condição suficiente, note que sob esta hipótese podemos utilizar

a proposição 2.1.1 para obter dX(xk) → 0. Isto claramente implica dX(xk−1/2) → 0

porque ‖xk−1/2 − xk−1‖ ≤ λk−1C. Esta hipótese extra sobre o operador não deve

ser encarada como uma limitação uma vez que esta propriedade é assumida em

nossos resultados principais de convergência. Entretanto, as proposições 2.1.2 e 2.1.3
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Subgradiente Incremental
Subgradiente Incremental Agregado

Figura 9 – Comparação entre os operadores de Subgradiente Incremental e de Subgradiente
Incremental Agregado em um problema sem restrições. Conjuntos de nível da função
objetivo são exibidos numa escala de cinza. A seqüência de parâmetros de relaxação seguiu
λk = 0.5/(‖ f‖

√
k + 1) onde f ∈ ∂ f (x0) (veja no texto uma descrição de f e da inicialização

do operador A).
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precisam desta hipótese extra para valer neste caso. Outra dessemelhança é que ρk

não é O(λk) e, como conseqüência, os resultados da seção 2.1.2 não se aplicam aqui.

A figura 9 nos fornece uma idéia visual do comportamento dos operadores

descritos nesta seção. Os caminhos tomados pelos dois métodos (incremental e

incremental agregado) para um problema irrestrito são mostrados. Ainda que não

seja possível extrair conclusões quantitativas a partir de um único exemplo, algo

pode ser dito sobre o comportamento qualitativo dos operadores. Comparando as

trajetórias pode-se ver que os subiterandos da versão agregada possuem, de certa

forma, mais “inércia” enquanto a versão incremental pura possui subiterandos muito

mais “leves” que tendem a oscilar mais.

Para gerar a figura foi utilizado p = 25 com cada fi definido como:

fi(x) =
12

∑
j=1

∥∥Ai,jx − bi,j
∥∥

1 ,

onde cada uma das matrizes Ai,j tem entradas uniformemente distribuídas em [0, 1]

e bi,j = Ai,jzi,j com zi,j uniformemente distribuído em [0.75, 0.85] × [0.75, 0.85]. O

operador A foi iniciado com d0,0 ∈ ∂ f (x0) e f−1,l = d0,0/p para l = 1, . . . , p.

2.2.2 Operadores de Viabilidade

Cosideraremos agora um exemplo de operador de viabilidade que utiliza-se

de tamanhos de passo do tipo Polyak. Versões extrapoladas, ponderadas e por

blocos são facilmente derivadas a partir da forma original do operador. Começamos

fornecendo uma representação do conjunto factível X 6= ∅ como uma intersecção de

conjuntos de nível de funções convexas:

X =
r⋂

i=1

lev(gi),

onde lev(gi) := {x | gi(x) ≤ 0} e as funções gi : Rn → R são convexas. Todo

conjunto convexo X pode facilmente ser representado desta maneira, digamos com

r = 1 e g1(x) = dX(x). Tais casos triviais são úteis quando o cálculo da projeção
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é simples, pois a projeção sobre X equivale a S1
dX

(veja no parágrafo a seguir a

definição de S).

Agora apresentamos o principal ingrediente de nosso operador, que utiliza a

direção do subgradiente com um tamanho de passo escolhido apropriadamente. A

idéia é a mesma dos tamanhos de passo tipo Polyak utilizados na seção 2.1.2 acima

para o operador de otimalidade quando f ∗ é conhecido. Definimos o operador

Sν
g : Rn → Rn da seguinte maneira:

Sν
g (x) :=





x − ν
[g(x)]+
‖g‖2 g se g 6= 0;

x c. c.,
(2.25)

onde ν ∈ (0, 2) e g ∈ ∂g(x). Esta é uma versão ν-relaxada da projeção sobre o

conjunto

{z | g(x) + 〈g | z − x〉 ≤ 0}

e é freqüentemente chamada de projeção do subgradiente (do inglês subgradient projec-

tion) [7, 22, 68, 69], mas o termo também é utilizado para referir-se a um algoritmo

de minimização em [60, pg. 29].

A propriedade mais importante da aplicação acima é a monotonicidade de Fejér

com relação a lev(g). Para ser mais preciso, sejam z /∈ lev(g) e x ∈ lev(g):

‖Sν
g (z) − x‖2 = ‖z − x‖2 − 2ν

g(z)

‖g‖2 〈g | z − x〉 + ν2 g2(z)

‖g‖2

≤ ‖z − x‖2 − 2ν
g(z)

‖g‖2

(
g(z) − g(x)

)
+ ν2 g2(z)

‖g‖2

≤ ‖z − x‖2 − 2ν
g2(z)

‖g‖2 + ν2 g2(z)

‖g‖2

= ‖z − x‖2 − (2 − ν)ν
g2(z)

‖g‖2 .

De fato, para z ∈ lev(g) temos Sν
g (z) = z e portanto, para todo z e para x ∈ lev(g)

temos:

‖Sν
g (z) − x‖2 ≤ ‖z − x‖2 − (2 − ν)ν

[g(z)]2+
‖g‖2 . (2.26)
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Nosso operador V é definido como a aplicação seqüencial de S :

V := Sνr
gr
◦ Sνr−1

gr−1 ◦ · · · ◦ S
ν1
g1 . (2.27)

Nesta definição assumimos que existe σ ∈ (0, 1] tal que νi ∈ [σ, 2 − σ] para todo

i, mas, para cada i fixo, νi não precisa ser o mesmo em todos os passos. Para uso

posterior denotaremos:

sk,0 := xk+1/2 e sk,i := Sνi
gi
(sk,i−1), i = 1, . . . , r.

Denotemos ainda por gk,i ∈ ∂gi(sk,i−1) o subgradiente utilizado na avaliação de

Sνi
gi
(sk,i−1).

O operador V definido desta forma é útil no contexto da teoria recém proposta,

conforme indica o resultado a seguir.

Proposição 2.2.3. Suponha que a seqüência {xk+1/2} seja tal que para toda subseqüência
{

xlk+1/2
}

tenhamos

[
gi(slk,i−1)

]
+
→ 0 ⇒ dlev(gi)

(slk,i−1) → 0 i = 1, . . . , r (2.28)

e

max
i=1,...,r

{dlev(gi)
(xlk+1/2)} → 0 ⇒ dX(xlk+1/2) → 0. (2.29)

Além disso suponha que exista uma constante positiva D tal que

‖gk,i‖ ≤ D i = 1, . . . , r k = 1, . . . (2.30)

Então, dado δ > 0, existe εδ > 0 tal que para todo x ∈ X e xk+1/2 com dX(xk+1/2) ≥ δ

temos:

‖V(xk+1/2) − x‖2 ≤ ‖xk+1/2 − x‖2 − εδ.

Demonstração. Primeiro notemos que, já que (2 − νi)νi ≥ (2 − σ)σ =: µ > 0, para

todo x ∈ X podemos aplicar (2.26) sucessivas vezes para obter

‖V(xk+1/2) − x‖2 ≤ ‖xk+1/2 − x‖2 − µ
r

∑
i=1

[gi(sk,i−1)]
2
+

‖gk,i‖2 .
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Isto significa que dX(xk) > 0 ⇒ ‖xk+1/2 − x‖2 − ‖V(xk+1/2) − x‖2 > 0.

Fixemos δ > 0 e suponhamos que exista k0 tal que k > k0 ⇒ dX(xk+1/2) < δ, daí

teremos simplesmente

ǫδ = min
k<k0

dX (xk+1/2)>δ

µ
r

∑
i=1

[gi(sk,i−1)]
2
+

‖gk,i‖2 > 0.

Agora concentremo-nos no caso em que há infinitos termos dX(xk+1/2) > δ e

suponhamos, por contradição, que o resultado não valha. Então existirão δ > 0, uma

seqüência {zk} ⊂ X e uma subseqüência
{

xlk+1/2
}

satisfazendo dX

(
xlk+1/2

)
≥ δ

tais que
∥∥V
(

xlk+1/2
)
− zk

∥∥2 −
∥∥xlk+1/2 − zk

∥∥2 → 0.

Esta segunda possibilidade implica que

[
gi(slk,i−1)

]2
+∥∥∥glk,i

∥∥∥
2 → 0 i = 1, . . . , r. (2.31)

Note então que

∥∥slk,i − slk,i−1
∥∥ = νi

[
gi(slk,i−1)

]
+∥∥∥glk,i

∥∥∥
2

∥∥∥glk,i

∥∥∥ = νi

[
gi(slk,i−1)

]
+∥∥∥glk,i

∥∥∥
.

Portanto,
∥∥slk,i − slk,i−1

∥∥ → 0, o que implica que
∥∥slk,i − xlk+1/2

∥∥ → 0. Agora,

baseados nas hipóteses (2.28, pg. 83) e (2.30, pg. 83), a partir de (2.31) inferimos que

dlev(gi)

(
slk,i−1

)
→ 0 e portanto dlev(gi)

(
xlk+1/2

)
→ 0 para todo i de 1 até r. Utilizando

então a hipótese (2.29, pg. 83) podemos ver que dX

(
xlk+1/2

)
→ 0, o que contradiz

dX

(
xlk+1/2

)
≥ δ e isto demonstra o resultado.

A proposição acima é mais útil do que parece. Não é difícil mostrar que se

{xk+1/2} é limitado e {sk,i−1} ⊂ int(dom(gi)) então as condições (2.28, pg. 83),

(2.29, pg. 83) e (2.30, pg. 83) valem. Por exemplo, se V for utilizado num esquema

de tamanho de passos do tipo Polyak, como descrito na seção 2.1.2 a limitação

de {xk+1/2} é automaticamente garantida, o que também ocorre se V incluir uma



2.2 Os Algoritmos 85

projeção num conjunto limitado (uma caixa, por exemplo) como último passo em

seu cálculo. O seguinte resultado estabelece ainda outra, mais facilmente verificável

(porém mais forte), condição que assegura que as propriedades necessárias para V
sejam respeitadas.

Proposição 2.2.4. Se, para algum I, o conjunto lev(gI) é limitado e todas as seqüências
{

gk,i

}
são também limitadas, então V satisfaz (2.7, pg. 65).

Demonstração. O fato de lev(gI) ser limitado implica que todo conjunto de nível

de gI também é limitado. Uma conseqüência é que existem M e ς tais que, para

qualquer x∗ ∈ X, ‖x − x∗‖ > M ⇒ gI(x) > ς. Portanto, se ‖sk,I−1 − x∗‖ > M,

utilizando (2.26, pg. 82) junto com a limitação de {gk,I} obteremos

‖sk,I−1 − x∗‖ > M ⇒ ‖sk,I − x∗‖2
< ‖sk,I−1 − x∗‖2 − ǫ (2.32)

para algum ǫ > 0.

Então sejam x∗ ∈ X qualquer e

∆ = max

{
M, sup

x,z∈X

‖x − z‖
}

e dividamos em dois casos:

dX(xk+1/2) > 3∆: Aqui podemos pensar em duas possibilidades. A primeira que

consideramos é dX(sk,I−1) ≤ ∆. Daí teríamos, graças a (2.26, pg. 82) seguida

da definição de ∆ e de dX(xk+1/2) > 3∆:

‖V(xk+1/2) − x∗‖ ≤ ‖sk,I−1 − x∗‖ ≤ 2∆ ≤ ‖xk+1/2 − x∗‖ − ∆.

Agora basta elevar ao quadrado e usar ‖xk+1/2 − x∗‖ > 3∆ que teremos:

‖V(xk+1/2) − x∗‖2 ≤ ‖xk+1/2 − x∗‖2 − 2∆‖xk+1/2 − x∗‖ + ∆2

≤ ‖xk+1/2 − x∗‖2 − 5∆2.

A outra possibilidade é dX(sk,I−1) > ∆, mas aí (2.26, pg. 82) e (2.32) mostram

que o resultado também vale:

‖V(xk+1/2)− x∗‖2 ≤ ‖sk,I−1 − x∗‖2 ≤ ‖sk,I−1 − x∗‖2 − ǫ ≤ ‖xk+1/2 − x∗‖2 − ǫ;
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dX(xk+1/2) ≤ 3∆: Neste ponto notamos que, exatamente como na proposição 2.2.3,

podemos desconsiderar o caso em que há finitos xk+1/2 com dX(xk+1/2) >

δ. Suponhamos então, por contradição, que exista δ > 0 tal que haja uma

subseqüência
{

xlk+1/2
}

com dX

(
xlk+1/2

)
≤ 3∆ e dX

(
xlk+1/2

)
≥ δ, mais uma

seqüência {zk} ⊂ X tais que
∥∥xlk+1/2 − zk

∥∥2 −
∥∥V
(
xlk+1/2

)
− zk

∥∥2 → 0.

É fácil, utilizando (2.25, pg. 82), (2.31, pg. 84) e a limitação de
{

gk,i

}
, ver que

isto leva a

‖sk,i − sk,i−1‖ → 0 e lim
k→0

[gi (sk,i−1)]+ = 0.

Como
{

xlk+1/2
}

é limitada, podemos assumir que ela convirja (caso contrário

basta utilizarmos uma subseqüência convergente dela no restante do argu-

mento), digamos xlk+1/2 → x∗. Desta forma, o primeiro limite acima implica

slk,i → x∗ e, por continuidade, o segundo leva a x∗ ∈ X, mas isto contradiz

dX

(
xlk+1/2

)
≥ δ.

Unindo os dois casos temos a demonstração.

2.2.3 Variações

A natureza estritamente seqüencial do operador V apresentado acima pode ser

uma desvantagem para computação paralela. Felizmente é fácil derivar versões

seqüenciais por blocos (ou mesmo plenamente paralelas) simplesmente reescrevendo

o conjunto factível de uma forma equivalente. Primeiro escolhemos s subconjuntos

Ij ⊂ {1, . . . , r} tais que ∪s
j=1 Ij = {1, . . . , r}. Então construímos as funções Gj com j

variando de 1 até s. Cada uma destas funções é definida da seguinte forma:

Gj(x) = ∑
i∈Ij

ωi,j [gi(x)]+ ,

onde ωi,j > 0. Agora é óbvio que
r⋂

i=1

lev(gi) =
s⋂

j=1

lev(Gj),
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portanto podemos utilizar as funções Gj ao invés das funções originais gi no ope-

rador de viabilidade. É fácil ver que se as funções gi satisfazem as condições da

proposição 2.2.3 ou da proposição 2.2.4 o mesmo também poderá ser dito das fun-

ções Gj. Além disso, pode-se facilmente calcular um subgradiente de Gj dados

subgradientes de gi para todo i ∈ Ij:

∑
i∈Ij

gi(x)>0

ωi,jgi ∈ ∂Gj(x),

onde gi ∈ ∂gi(x).

Outra forma de se obter uma versão paralela do operador é através de uma

formalização em um espaço produto, aproximadamente como feito em [55]. O

leitor interessado encontra em [22] um apanhado interessante sobre o assunto. Esta

referência é muito ilustrativa e exibe de uma forma geométrica e intuitiva diversos

operadores que podem ser utilizados dentro do nosso esquema.

A fim de dar uma idéia do comportamento das diversas versões de nosso opera-

dor de viabilidade, na figura 10 vê-se a trajetória seguida após sucessivas aplicações

do operador V . O conjunto factível é a intersecção dos conjuntos definidos por

{x ∈ R2
+ | gi(x) ≤ 0} para i ∈ {1, 2} com

g1(x) = 7
(

x1e−1/x1 + x2e−1/x2
)

+ ‖x‖∞ − 2.6;

g2(x) =
∥∥( 1 2

2 1

)
x −

(
1.8
1.8

)∥∥
1 +

∥∥( 2 1
1.5 1.5

)
x −

(
1.8
1.8

)∥∥− 0.5.

A partir deste experimento por si só não podemos traçar nenhuma comparação

quantitativa entre as variantes — nem é o intuito aqui —, mas os efeitos benéficos

da sobrerrelaxação já tornam-se notáveis. Em muitos casos a subrelaxação pode ser

mais útil, como por exemplo com art [52].

Os parágrafos anteriores mostraram como, de forma simples, podemos paralelizar

o operador V . Também é possível utilizar os operadores de otimalidade e de

viabilidade em paralelo. Conforme apresentado em (2.4, pg. 64), a aplicação dos

operadores é seqüencial, mas não é preciso ser assim, conforme mostraremos a
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0.1 0.3 0.5
0.6

0.8

1.0
Paralelo ν = 1.5
Seqüencial ν = 0.5

Figura 10 – Exemplo de variações do operador V . Neste problema de viabilidade simples
apenas duas restrições foram impostas; parte do conjunto factível é exibido em cinza.
Linhas contínuas representam os caminhos percorridos pelas versões paralelas enquanto as
pontilhadas são para as seqüenciais (as linhas mais finas exibem as subiterações). Os círculos
marcam as posições atingidas pelas variantes sobrerrelaxadas, quadrados representam

iterações sub-relaxadas.
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seguir. Suponha que procuramos resolver o seguinte problema

x ∈ arg min f (x)

s.a.: x ∈ X.

Utilizando o algoritmo (2.4, pg. 64) diretamente, as iterações teriam a forma xk+1 =

VX

(
O f (λk, xk)

)
. Entretanto, reescrevendo o problema da forma equivalente

x ∈ arg min f (x)

s.a.: z ∈ X;

x = z,

obtemos uma versão paralela (e possivelmente com um fator de escala) da seguinte

forma. Primeiro denotemos f (x) = f
(
D1/2x

)
, onde D é uma matriz hermitiana

definida positiva, então note que, se O f satisfaz (2.5, pg. 65) para f , então

∥∥∥D1/2O f

(
λ, D−1/2x

)
− z
∥∥∥

2

D−1
≤ ‖x − z‖2

D−1 − αλ
(

f (x) − f (z)
)
+ λρ(λ),

onde ‖x‖D−1 =
√〈

x
∣∣D−1x

〉
. Denotemos por x o vetor (x1, x2) no espaço produto

X = X × X dotado do produto interno 〈x | z〉 =
〈

x1
∣∣D−1z1

〉
+ 〈x2 | z2〉. Faça

f (x) = f (x1) e defina O f (λ, x) como
(

D1/2O f

(
λ, D−1/2x1

)
, x2

)
temos então, na

norma definida pelo produto interno de X:

∥∥O f (λ, x) − z
∥∥2 ≤ ‖x − z‖2 − αλ

(
f (x) − f (z)

)
+ λρ(λ).

Note que para os operadores de otimalidade apresentados neste capítulo a aplicação

de O f é a mesma de O f , exceto que a direção de atualização é pré-multiplicada

por D. Defina agora o operador de viabilidade V como a aplicação do operador

original em x1 seguida pela projeção sobre Xd, o conjunto diagonal definido como

Xd := {x ∈ X | x1 = x2}, i.e., V(x) := PXd

(
V(x1), x2

)
. Sempre que V for um

operador de viabilidade do tipo de (2.27, pg. 83), V também o será. Mais que isso,

não é difícil mostrar que se (2.7, pg. 65) vale para V então também vale para V .
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2.3 Testes Numéricos

Esta seção dedica-se a uma validação numérica do ferramental descrito neste

capítulo. Com este intuito propomos o problema de reconstrução de imagens a

partir de poucas vistas e comparamos o desempenho dos operadores incremental e

incremental agregado em sua solução.

2.3.1 O Problema

Consideramos a tarefa de reconstruir uma imagem a partir de poucas vistas, ou

seja, resolver um problema do tipo:

Rx = b,

onde R é a matriz de Radon, x ∈ Rn é a solução que desejamos encontrar, b ∈ Rm

contém os dados, ou seja, b = Rx∗ onde x∗ ∈ Rn
+ é a imagem original e m ≪ n.

Assumimos também que a imagem x∗ a ser reconstruída possua amplas áreas

constantes, como é freqüentemente o caso em exames tomográficos. Essa ligeira

hipótese final será justamente o detalhe que nos permitirá reconstruir a imagem com

alta precisão a partir de um número limitado de projeções.

Retornaremos a este assunto com mais detalhes no próximo capítulo, por en-

quanto basta dizer que há motivos para crer que uma solução do seguinte problema

pode ser uma boa estimativa para a imagem desejada:

min ‖Rx − b‖1

s.a.: g(x) = TV(x) − τ ≤ 0

x ∈ R
n
+,

(2.33)

onde a variação total TV : Rn → R+ é definida como

TV(x) :=
r1

∑
i=1

r2

∑
j=1

√
(xi,j − xi−1,j)2 + (xi,j − xi,j−1)2
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com condições de contorno x0,j = xi,0 = 0 e τ = TV(x∗) é a variação total da imagem

que gerou os dados.

Note que estamos utilizando informação extra sobre a variação total da imagem

que geralmente não está disponível através de leituras tomográficas, mas ela não é

realmente necessária. Uma abordagem mais direta é possível, conforme veremos

no capítulo a seguir. O problema (2.33) apresentado acima somente será usado

aqui por possuir características mais adequadas para a apresentação dos algoritmos

que discutimos: uma função objetivo convexa composta por diversas parcelas não

diferenciáveis e uma restrição sob a forma da intersecção de dois conjuntos de nível

de funções convexas e por funcionar tão bem como a abordagem mais direta nos

casos em que essa última é bem sucedida.

2.3.2 Os Métodos

Os algoritmos que compararemos têm a forma

xk+1/2 = O f (λk, xk)

xk+1 = PRn
+

(
Sν

g (xk+1/2)
)
,

(2.34)

onde O é ou o operador incremental agregado A ou o incremental I . Os parâmetros

livres são x0, que nós fizemos igual à imagem obtida por amostragem da solução

obtida por fbp (algoritmo 1) e depois projetada em Rn
+, ν, que fixamos em 1.5 e a

seqüência {λk}. Essa última foi determinada pela fórmula

λk = (1 − ρck)
λ0

αks + 1
,

onde a seqüência ck começa com c0 = 0 e os termos seguintes são dados por:

ck =
〈xk−1/2 − xk−1 | xk − xk−1/2〉
‖xk−1/2 − xk−1‖‖xk − xk−1/2‖

.

Cada ck é o cosseno do ângulo entre as direções tomadas pelos operadores de

otimização e de viabilidade na iteração anterior. Dessa maneira, o fator (1 − ρck)

serve como uma forma de prevenção de oscilação.
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Quanto aos outros parâmetros, λ0 valeu p‖Rx0 − b‖1/‖ f 0‖2
2 ( f 0 é um subgra-

diente da função objetivo em x0 e p é o número de parcelas em que dividimos a

soma), inspirado nos passos de Polyak. Assim, os parâmetros livres restantes (além

da escolha do operador de otimalidade) são ρ, p, α e s, a partir dos quais a seqüência

{λk} (e daí {xk}) é determinada.

Para que valham os resultados de convergência precisamos ter λk → 0+ e

∑
∞
k=0 λk = ∞. Uma vez que, pela desigualdade de Cauchy-Schwarz, ck ∈ [−1, 1]

podemos assegurar essas propriedades se os parâmetros livres satisfizerem ρ ∈ [0, 1),

α > 0 e s ∈ (0, 1]. Naturalmente, p é um inteiro positivo.

Com relação ao algoritmo falta apenas1 descrevermos a inicialização do opera-

dor A. Utilizamos na primeira iteração a seguinte atualização:

d0,i = d0,i−1 + f 0,i

x0,i = x0,i−1 −
λ0

i
d0,i,

onde d0,0 = 0 e, obviamente, i varia de 1 até p.

O subgradiente da função objetivo é fácil de ser calculado. Primeiro considere a

função ‖x‖1, a qual possui o subdiferencial

g ∈ ∂‖x‖1 ⇔ gi =





1 se xi > 0;

ui se xi = 0;

−1 c.c.,

com ui ∈ [−1, 1]. Em particular, sign(x) ∈ ∂‖x‖1, onde sign(x) é o caso especial em

que ui = 0. Portanto, utilizando [40, teorema vi.4.2.1], sabemos que

RTsign(Rx − b) ∈ ∂‖Rx − b‖1

e esse é o subgradiente que utilizamos em nossa implementação. Note que o subdi-

ferencial é uniformemente limitado por RT1, assegurando que ambos operadores de

1A ordem de processamento das parcelas é um fator importante na aplicação do método. Em

todos os testes ordenamos as vistas conforme a seqüência perpendicular proposta em [39].
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otimalidade satisfaçam as condições (2.6, pg. 65) e (2.5, pg. 65) com ρk → 0 desde

que λk → 0+.

Também precisamos de um subgradiente para TV. Sempre que bem definidas,

as parcelas do subgradiente t são

ti,j =
2xi,j − xi,j−1 − xi−1,j√

(xi,j − xi,j−1)2 + (xi,j − xi−1,j)2

+
xi,j − xi,j+1√

(xi,j+1 − xi,j)2 + (xi,j+1 − xi−1,j+1)2

+
xi,j − xi+1,j√

(xi+1,j − xi,j)2 + (xi+1,j − xi+1,j−1)2
.

Quando um ou mais dos denominadores é nulo, as frações correspondentes são

zeradas. Para ver que este vetor realmente pertence a ∂TV(x) basta considerar cada

uma das parcelas da função separadamente e somar os resultados.

A projeção pode ser considerada como um caso especial do operador Sν
g com

ν = 1 e g = d
R

q
+

. Portanto, o passo de viabilidade em 2.34 é do tipo apresentado

na subseção 2.2.2. Como o subgradiente de dX(x) vale
(
x −PX(x)

)/∥∥x −PX(x)
∥∥

quando x /∈ X, ambas as funções TV e d
R

q
+

satisfazem 2.30. Além disso, graças

às condições de contorno constantes utilizadas na definição da variação total, os

conjuntos de nível de TV são limitados, o que permite a aplicação da proposição 2.2.4

para assegurar que o operador satisfaça a condição (2.7, pg. 65).

Note que, uma vez que ‖Rx − b‖ ≥ 0, tudo está ajustado de forma que o

corolário 2.1.7 possa ser aplicado. Já que ∂‖Rx − b‖1 é limitado, dX(xk) → 0 ⇒
[ f (PX(xk)) − f (xk)]+ → 0 e, portanto, o teorema 2.1.5 assegura a convergência do

algoritmo.

2.3.3 Resultados

Nosso objetivo é comparar a evolução das iterações (2.34, pg. 91) com as duas

opções de operadores de otimalidade que propusemos. Utilizamos 24 projeções

amostradas em 256 pontos para reconstruir o phantom de Shepp-Logan discretizado
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Figura 11 – Execuções do algoritmo (2.34, pg. 91) com os operadores incremental e incre-
mental agregado. Os parâmetros utilizados foram ρ = 1 − 10−3, p = 24, α = 1 e s = 1/2.
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Incremental Agregado p / ρ / s /α

0.38438 0.57108 6 /0.999/0.50/1

0.35157 0.55134 12/0.999/0.50/1

0.34142 0.56430 24/0.999/0.50/1

0.32110 0.62379 12/0.500/0.50/1

0.34887 0.65714 12/0.000/0.50/1

0.33591 0.69446 12/0.999/0.25/1

0.49239 0.53249 12/0.999/1.00/1

0.54718 0.56460 12/0.999/1.00/2

0.60389 0.57041 12/0.999/1.00/4

0.62254 0.59058 12/0.999/1.00/6

Tabela 1 – Resultados de um procedimento de otimização seqüencial simples sobre os
parâmetros para o método agregado. Valores exibidos são ‖x100 − x∗‖∞.

em 256 × 256 pixels através do problema (2.33, pg. 90). Escolhemos um conjunto

típico de parâmetros (veja descrição no comentário abaixo da figura 11) e rodamos

o algoritmo uma vez com cada operador. A figura 11 mostra o resultado em três

escalas diferentes: o gráfico de cima exibe as dez primeiras iterações, incluindo todas

as subiterações. Ele revela um comportarmento que é similar ao encontrado no

exemplo da figura 9, onde pudemos ver que o operador agregado possui iterados

muito mais “pesados”. Ele prossegue como se a iteração atual fosse um corpo de

grande massa sendo direcionado por uma série de pequenos empurrões, o que

faz com que seja difícil seguir os “cantos” da função objetivo, como fica claro pela

figura 9. Esse comportamento não era tão ruim no caso bidimensional da seção

anterior, mas em dimensões mais elevadas causará mais problemas porque a chance

de surgirem “quinas” é muito maior e há mais direções para manobrar. De fato, os

outros dois gráficos exibidos na figura 11 mostram como o operador agregado sofre

sob tais circunstâncias.
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A fim de descobrir se esse tipo de resultado comparativo era efeito da escolha

particular de parâmetros que utilizamos, rodamos ambos os algoritmos para diversas

combinações de parâmetros da seguinte forma: começamos com um conjunto de

parâmetros escolhido de forma arbitrária e variamos p através de uma gama discreta

de valores razoáveis (para p, por exemplo, os valores possíveis foram 6, 12 e 24)

testando ambos os algoritmos para cada um desses valores. Após os testes, o valor de

p que levou o algoritmo agregado ao melhor desempenho é fixado (no caso tivemos

p = 12) e então o valor de ρ é otimizado da mesma forma e assim sucessivamente

para s e α, nessa seqüência. O resultados podem ser vistos na tabela 1, onde fica

claro que mesmo quando os parâmetros são ajustados para favorecer o operador

agregado, o algoritmo incremental ainda apresenta um desempenho superior, ao

menos para esse problema em particular.

Também deve-se notar que as iterações do método agregado são mais caras

do ponto de vista computacional por duas razões: primeiro porque requer mais

atualizações (a direção deve ser atualizada e também o iterado) e segundo, no caso

específico de tomografia, a economia que pode ser obtida pela atualização somente

das componentes diferentes de zero quando cada subiteração utiliza apenas uma

linha da matriz R é perdida porque não há esparsidade em dk,i, mas pode haver bem

poucos elementos não nulos em f k,i. Nos experimentos que exibimos essa última

questão não preocupou porque não chegamos a usar um nível de incrementalidade

suficiente para que f k,i fosse esparso, mas o primeiro problema causou um acréscimo

notável de demanda computacional ao processo iterativo.

2.4 Discussão

No presente capítulo apresentamos uma teoria que fornece um elo entre métodos

de ǫ-subgradientes e algoritmos para viabilidade convexa. O esquema proposto

permite uma variedade de operadores em cada um dos dois passos nos quais

consiste o algoritmo, conferindo uma grande flexibilidade ao esquema. Exemplos



2.4 Discussão 97

concretos foram exibidos para mostrar a utilidade dos resultados em problemas de

alto potencial de aplicabilidade.

É interessante notar que o esquema, quando utilizado com V de (2.27, pg. 83),

guarda relações com um método incremental para o problema irrestrito de minimizar

f (x) + γ ∑i [gi(x)]+ (mesmo quando não utilizamos um operador de otimização

incremental). A vantagem do nosso método é que o valor de γ para que o problema

sem restrições seja equivalente ao restrito não precisa ser calculado explicitamente,

isso também evita problemas de instabilidade numérica que podem ocorrer quando

γ precisa ser muito grande.

A flexibilidade da teoria apresentada permite que outras aplicações interessantes

sejam desenvolvidas. Por exemplo, parece ser possível mostrar que Cimmino é

um operador de viabilidade aceitável no esquema proposto e então obter métodos

para a minimização de uma função restrita ao conjunto de ótimos da função de

proximidade discutida na subseção 1.8.4. A abordagem talvez possa ser generalizada

através da interpretação de Cimmino como um método do gradiente, resultando

num algoritmo de mais ampla utilidade para otimização em dois níveis.
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Capítulo 3

Reconstrução a Partir de Poucas

Projeções

Neste capítulo concentramos nossos esforços em mostrar a efetividade de méto-

dos iterativos para reconstrução de imagens em tomografia. Não se trata, entretanto,

de uma exibição de resconstruções obtidas com os diversos algoritmos existentes. De

forma diametralmente oposta, desenvolveremos a primeira aplicação em tomografia

por emissão da nova teoria de amostragem compressiva [16, 17, 31] (ou cs, vindo

do termo equivalente em inglês), que forma um ferramental poderoso e de amplo

alcance prático. O problema específico que desejamos atacar aqui é a reconstrução

de imagens a partir de uma amostragem angular bastante espaçada da tr, cuja

solução possui reflexo imediato no tempo de aquisição de um exame tomográfico.

3.1 Amostragem Compressiva: a Mágica da ‖ · ‖1

Para introduzir as idéias consideraremos um problema de simples entendimento.

Suponhamos que há um vetor de quantidades desconhecidas x ∈ Rn que desejamos

descobrir a partir de medidas. Assumimos que cada uma destas medidas seja um

funcional linear em x, de forma que o problema matemático a ser resolvido seria, de
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fato, um sistema linear que denotamos por Ax = b, onde cada uma das componentes

do vetor b ∈ Rm é uma das medidas. Imaginemos ainda que relativamente poucas

medidas estejam disponíveis, ou seja, m ≪ n. Em geral não há muita esperança

de recuperar o vetor x que gerou os dados, uma vez que o número de possíveis

soluções é tipicamente infinito e não há uma forma genérica de escolher uma dentre

elas. A presença de múltiplas soluções exige o conhecimento de alguma informação

a priori sobre o problema para que possamos direcionar a reconstrução à vizinhança

da solução correta.

Em muitos casos acontece da solução desejada ser esparsa, ou seja, o vetor x

possui poucas componentes diferentes de zero. Tal esparsidade pode aparecer de

formas mais sutis, como quando x representa uma imagem típica em tomografia, com

amplas áreas constantes e apenas um pequeno número de pontos de descontinuidade.

Também há casos de esparsidade aproximada em que os componentes próximos de

zero são abundantes, como os que surgem de expansões em coeficientes wavelets. É

justamente nos casos esparsos que podemos aplicar a teoria de cs. Antes, porém, de

nos aprofundarmos nos conceitos e resultados teóricos relevantes passemos a um

interessante exemplo numérico.

3.1.1 Um Experimento Estimulante

Em [16] é exibida uma reconstrução do phantom de Shepp-Logan a partir de um

número limitado de amostras no espaço de Fourier. A motivação para o experi-

mento é o problema de tomografia, via o teorema da fatia de Fourier. Apesar da

reconstrução obtida ser impressionante dado o pequeno número de amostras, a

utilidade em tomografia não é imediata devido a uma imprecisão na transposição

do teorema da fatia de Fourier do caso contínuo para o caso discreto e à dificul-

dade em aplicar a mesma abordagem a modelos mais complexos. A amostragem

compressiva já é muito útil, entretanto, em reconstrução por ressonância magnética,

onde a representação das medidas no espaço de Fourier é mais imediata. Resultados

impressionantes podem ser encontrados em [65].
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Exibimos aqui uma versão modificada do experimento, já clássico, apresentado

em [16]; nossa alteração consiste em trocar a matriz do sistema de Fourier para

Radon. Como a transformada de Radon é linear, podemos, no caso de dimensão

finita1, representá-la por uma matriz e o problema de reconstrução reduz-se ao

sistema linear

Rx = b.

Na equação acima, b contém os dados obtidos por amostragem da transformada de

Radon de x. O número de linhas da matriz é determinada pela amostragem utilizada,

enquanto cada coluna corresponde a um pixel da imagem. A discretização utilizada

foi a descrita no apêndice b. A imagem de teste foi o phantom de Shepp-Logan

discretizado sob uma resolução de 512 × 512 pixels. Se amostrássemos a tr em 512

projeções em ângulos igualmente espaçados, cada qual por sua vez amostrada em

512 posições equidistantes cobrindo [−1, 1] teríamos um problema padrão, apenas

moderadamente mal condicionado, que poderia ser resolvido por técnicas usuais

(como é esparso e muito grande métodos iterativos são geralmente utilizados).

Utilizando fbp obtemos, a partir de 512 projeções igualmente espaçadas, a recons-

trução exibida à esquerda na figura 12. Por outro lado, diminuindo o número de

ângulos para apenas 22 o resultado degrada-se severamente, como podemos ver na

imagem à direita na mesma figura. Uma vez que o número de projeções coletadas

tem influência direta no tempo de duração de um exame tomográfico, um método

matemático para eliminar tais problemas com a reconstrução é de interesse imediato.

Nossa abordagem (seguindo as idéias principais de [16]) é resolver o problema

min TV(x)

s.a.: Rx = b;

x ∈ R
n
+.

(3.1)

1Ou seja, quando a função a ser transformada pertence a um espaço de dimensão finita e

amostramos a tr em um número finito de pontos
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Aqui TV é a variação total, funcional definido como:

TV(x) =
n

∑
i=1

n

∑
j=1

√
(xi,j − xi−1,j)2 + (xi,j − xi,j−1)2,

onde utilizamos as condições de contorno x0,j = xi,0 = 0. O algoritmo utilizado para

resolver esse problema foi do tipo descrito no capítulo anterior, com um operador

de otimalidade não incremental e utilizando art como operador de viabilidade.

Note que a variação total pode ser vista como a norma ‖ · ‖1 de um vetor

complexo obtido por uma transformação linear do vetor x. É sob esta interpretação

que o problema (3.1, pg. 101) irá se encaixar no ferramental teórico que discutiremos

na próxima seção. Por enquanto concentremo-nos na reconstrução obtida, que

pode ser vista à direita na figura 13. Como podemos ver, todos os artefatos foram

eliminados e a imagem é praticamente indistingüível da original mesmo utilizando

menos que 1/23 dos dados classicamente necessários.

3.1.2 Teoria

Sejam T ⊂ {1, . . . , n} e A ∈ Rm×n. Denotemos por |T| o número de elementos

de T e por A[:,T] ∈ Rm×|T| a matriz composta pelas colunas de A correspondentes

aos elementos de T. Assim podemos definir a constante de isometria s-restrita [15]

como o menor valor δs para o qual

(1 − δs)‖x‖2 ≤
∥∥A[:,T]x

∥∥2 ≤ (1 + δs)‖x‖2

para todos os subconjuntos T com |T| ≤ s e qualquer x ∈ R|T|. A constante de

isometria s-restrita indica o quanto subconjuntos de no máximo s colunas de A se

comportam como um sistema ortonormal e é um conceito central em amostragem

compressiva. Como um exemplo simples pode-se mostrar facilmente [15, lema 1.2]

que se δ2s < 1 então qualquer x∗ tal que ‖x∗‖0 ≤ s (onde ‖x‖0 :=
∣∣{i | xi 6= 0}

∣∣) e

Ax∗ = b é a única solução do problema:

min ‖x‖0

s.a.: Ax = b.
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A resolução de um problema combinatório como esse é difícil (entretanto minimiza-

dores locais já podem ser úteis, veja [65]). Consideremos então a alternativa:

min ‖x‖1

s.a.: Ax = b,
(3.2)

onde a função objetivo passa a ser ‖ · ‖1 ao invés de ‖ · ‖0. Isso diminui em muito a

complexidade computacional do cálculo da solução porque, dentre outros motivos,

trata-se de uma função convexa. Mais que isso, esse problema ainda reconstrói uma

imagem esparsa exatamente, conforme o seguinte resultado [15, teorema 1.3]:

Teorema 3.1.1. Seja s tal que δs + δ2s + δ3s < 1, então o único minimizador de (3.2) é a

solução x∗ de Ax∗ = b com ‖x∗‖0 ≤ s.

Obviamente a utilidade dos resultados acima depende de forma crucial da

construção de matrizes que satisfaçam as propriedades sobre as constantes de

isometria restrita com um valor de s elevado. Uma lista contendo alguns casos

conhecidos pode ser encontrada em [17]. Exemplos incluem matrizes com entradas

gaussianas i.i.d. e matrizes construídas a partir de linhas selecionadas aleatoriamente

de matrizes ortonormais, após renormalização das colunas. Os resultados geralmente

asseguram que a propriedade de isometria valerá para uma matriz assim construída

com uma dada (alta) probabilidade. Não sabemos se algum resultado do tipo vale

para matrizes de Radon, mas o experimento da subseção anterior é um indicador

interessante da possibilidade de uma resposta a essa dúvida ser positiva.

Apresentamos agora um último resultado que leva em consideração fatores como

esparsidade aproximada e erro nas medidas. Sejam x∗ a solução que desejamos

reconstruir e c tal que ‖Ax∗ − c‖ ≤ ǫ. Denotemos por x∗,s o vetor tal que ‖x∗,s‖0 = s

e que contém as s maiores componentes em valor absoluto de x∗. Agora podemos

apresentar o seguinte resultado [17, teorema 1.2]:
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Teorema 3.1.2. Suponha que s seja tal que δ3s + δ4s < 2 então a solução x◦ do problema

min ‖x‖1

s.a.: ‖Ax − c‖ ≤ ǫ
(3.3)

satisfaz

‖x◦ − x∗‖ ≤ Csǫ + Ds
‖x∗ − x∗,s‖1√

s
.

De acordo com os autores, para valores “razoáveis” de δ4s as constantes Cs e Ds

são bem comportadas.

3.2 Testes com Dados Reais

Com a discussão acima em mente surge a idéia de aplicar as ferramentas de

amostragem compressiva para reduzir o número de projeções necessárias numa

leitura de tomografia sem prejudicar a imagem obtida; essa redução na aquisição

levaria a uma diminuição proporcional no tempo de duração do exame. A presente

seção dedica-se a testar a aplicação de problemas como (3.3) na obtenção de imagens

de spect com esse intuito.

Aqui, devido à forma como a esparsidade se apresenta, a função objetivo utilizada

foi TV(x) ao invés de ‖x‖1. Além disso também forçamos explicitamente a não

negatividade da reconstrução resolvendo o seguinte problema:

min TV(x)

s.a.: ‖Rx − c‖2 ≤ ǫ2;

x ∈ Rn
+.

(3.4)

Para encontrar uma solução utilizamos um algoritmo do tipo descrito no capítulo

anterior. Sejam tk ∈ ∂TV(xk) e g(x) = ‖Rx − c‖2 − ǫ2 então as iterações são dadas

por:

xk+1 = PRn
+

(
Sν

g (xk − λktk)
)
.
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É fácil mostrar, graças à limitação dos conjuntos de nível de TV e de ∂TV, que

a seqüência {xk} é limitada se λk → 0+. Essa limitação pode ser utilizada para

garantir a convergência do algoritmo, os detalhes são de menor interesse.

Nos testes a seguir os dados (gentilmente fornecidos por Roberto Isoardi, da

Fundación Escuela de Medicina Nuclear em Mendonza, Argentina) utilizados foram

obtidos a partir de uma leitura de spect. O objeto de estudo foi um modelo físico

artificial que apresenta uma região de baixa atividade, simulando um possível

dano ao músculo cardíaco. Foram coletadas 30 projeções ao longo de 174◦, os

dados podem ser vistos na figura 14. Tais imagens, de 64 × 64 pixels cada, são a

representação pictória do número de fótons detectados em cada posição do sensor

da câmera durante um período de 20 segundos. Graças aos colimadores, essas

contagens de fótons representam estimativas diretas de amostras das transformadas

de Radon atenuadas de 64 secções transversais da região estudada.

Ao reconstruir as imagens é útil reordenar os dados para resolver uma série de

problemas bidimensionais da seguinte forma: seja k a fatia que desejamos reconstruir,

então a i-ésima coluna do sinograma a ser utilizado é obtida da k-ésima linha da

i-ésima das imagens mostradas na figura 14. Por exemplo, os 30 sinogramas centrais

obtidos assim são exibidos na figura 15. Como não foram efetuadas medidas

por transmissão nós desconsideramos a atenuação e, nos experimentos a seguir,

reconstruímos os dados como se fossem amostras da tr.

O primeiro método de reconstrução utilizado foi fbp com uma freqüência de

corte de 70% da freqüência de Nyquist, para o qual os resultados podem ser vistos

na figura 16. A partir daí estudamos a influência da redução no número de pro-

jeções adquiridas na qualidade das imagens diminuindo a quantidade dos dados

efetivamente utilizados na reconstrução. Fizemos testes a partir de metade e de

um terço dos dados, sempre começando com a projeção a 0◦ e seguindo a ângulos

igualmente espaçados. Como pode ser notado nas figuras 17 e 18 a redução no

número de vistas gera artefatos radiais que partem das áreas de maior intensidade

na figura e comprometem severamente a qualidade da imagem. Ainda que a região
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de baixa intensidade que simula um possível dano ao músculo cardíaco possa ser

indentificada nas reconstruções, outros elementos que poderiam, eventualmente, ser

de importância clínica são eliminados ou gravemente distorcidos em algumas das

imagens obtidas.

A segunda bateria de testes resolveu o problema 3.4 para calcular a reconstrução.

Aqui precisamos determinar um valor apropriado para o parâmetro ǫ. Da mesma

forma como com o algoritmo de fbp, escolhemos uma fatia (a de número 32) e

buscamos, por tentativa e erro, um valor aceitável para ǫ. Os valores para as outras

reconstruções foram obtidos pela fórmula

ǫi =
ǫ‖bd,i‖

‖bd,32‖
√

d
,

onde bd,i é o conjunto de dados utilizados para reconstruir a fatia i e d é o fator

de dizimação aplicado aos dados no teste em questão, ou seja, utilizando todos

os dados d = 1, metade d = 2 e para um terço d = 3. O sucesso nas outras

reconstruções mostra que essa regra heurística que pressupõe um crescimento linear

do erro com o valor da norma dos dados funciona bem para nossos propósitos. O

denominador ‖bd,32‖
√

d é utilizado ao invés de simplesmente ‖b1,32‖ porque esse

segundo valor poderia não ser conhecido se as medidas efetuadas tivessem sido

apenas as utilizadas na reconstrução (apesar de que em tal caso ǫ não poderia ter

sido ajustado ao sinograma b1,32 de qualquer maneira). O fato dessa regra ser bem

sucedida implica que procedimentos computacionalmente caros para o cálculo de ǫ

a partir dos dados são necessários apenas para uma fatia, pois o valor daí obtido

pode ser aproveitado nas outras reconstruções.

As reconstruções com os dados completos são vistas na figura 19 e as obtidas

com os dados parciais são exibidas nas figuras 20 e 21. As imagens são superio-

res às obtidas com fbp pois os artefatos radiais são praticamente eliminados e as

reconstruções obtidas com menos amostras assemelham-se muito com aquelas que

utilizaram-se do conjunto completo de dados.
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3.3 Discussão

Neste capítulo apresentamos uma nova forma de reconstrução de imagens em

tomografia inspirada na teoria de amostragem compressiva que foi desenvolvida

recentemente [15, 16, 17]. O método apresentou resultados estimulantes, mas

testes mais aprofundados são necessários para uma validação mais convincente do

esquema. Por exemplo, o objeto de estudo utilizado nos testes com dados reais

era excessivamente simples e os efeitos da atenuação nesse phantom são muito

menos acentuados do que poderíamos esperar em uma situação clínica normal,

onde o coração fica cercado de ossos e outros órgãos. Experimentos utilizando o

conhecimento da atenuação seriam de interesse para estudar o comportamento do

método nesses casos.

Também é interessante nos perguntarmos acerca das propriedades necessárias

sobre a constante de isometria para a validade dos teoremas de amostragem com-

pressiva: elas realmente valeriam para matrizes do tipo da tr ou da tr atenuada?

Essa questão não parece ter, até agora, uma resposta na literatura. Podemos esperar

uma resposta positiva, ao menos aproximadamente e para a transformada sem

atenuação, tendo em vista os experimentos exibidos aqui e a relação que existe entre

a transformada de Fourier e a de Radon, conforme expressa no teorema da fatia de

Fourier 1.3.1.

Outra questão é relativa à utilização da norma ‖ · ‖0 como função objetivo.

Ainda que apenas minizadores locais sejam obtidos, pode ser uma alternativa ainda

mais efetiva, conforme recentes resultados para ressonância magnética parecem

indicar [65]. Como, para uma mesma matriz, a relação δ2s < 1 é atingida com valores

maiores de s do que a relação δ3s + δ4s < 2, é bem possível que a minimização da

norma 0 leve a uma redução ainda maior no número de vistas necessárias para uma

reconstrução precisa.

A investigação das questões que surgem a partir desses nossos primeiros experi-

mentos formam um interessante campo para futura pesquisa, cuja utilidade prática
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pode ser de amplo alcance pois o domínio da técnica levaria à possibilidade de, atra-

vés de uma simples atualização de software, permitir que tomógrafos de spect sejam

capazes de obter imagens a partir de exames mais curtos. Isso obviamente acabaria

por reduzir os custos desses exames, tornando-os mais viáveis economicamente.
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0.0000

0.2636

0.5273

0.7909

1.0545

0.0000

0.4512

0.9023

1.3535

1.8047

Figura 12 – Efeito da diminuição do número de vistas: à esquerda temos uma reconstrução
por fbp utilizando uma quantidade suficiente de dados enquanto a imagem da direita exibe

a reconstrução obtida pelo mesmo algoritmo quando amostramos apenas 22 ângulos.
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0.3513

0.7026

1.0540

1.4053

0.0000

0.2541

0.5082

0.7623

1.0163

Figura 13 – À esquerda: imagem obtida por art. À direita: reconstrução por mínima
variação total utilizando os mesmos 22 ângulos. A imagem não apresenta artefatos.
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0◦ 6◦ 12◦ 18◦ 24◦

30◦ 36◦ 42◦ 48◦ 54◦

60◦ 66◦ 72◦ 78◦ 84◦

90◦ 96◦ 102◦ 108◦ 114◦

120◦ 126◦ 132◦ 138◦ 144◦

150◦ 156◦ 162◦ 168◦ 174◦

0.0 50.8 101.6 152.4 203.2 254.0

Figura 14 – Projeções do modelo cardíaco: cada uma destas imagens mostra o número de
fótons detectados em cada posição do sensor da câmera do tomógrafo durante um período

de 20 segundos. O objeto de estudo utilizado foi um modelo cardíaco artificial.



3.3 Discussão 111

18 19 20 21 22 23

24 25 26 27 28 29

30 31 32 33 34 35

36 37 38 39 40 41

42 43 44 45 46 47

0.0 50.8 101.6 152.4 203.2 254.0

Figura 15 – Sinogramas do modelo cardíaco: estas imagens mostram 30 dos 64 sinogramas
que podem ser obtidos por reordenação dos dados exibidos na figura 14. Cada um representa

a tr atenuada de uma secção do objeto de estudo.
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18 19 20 21 22

23 24 25 26 27

28 29 30 31 32

33 34 35 36 37

38 39 40 41 42

43 44 45 46 47

0.0 135.5 270.9 406.4 541.8 677.3

Figura 16 – Reconstruções do modelo cardíaco por fbp: imagens obtidas aplicando o
algoritmo de retroprojeção filtrada aos sinogramas exibidos na figura 15.
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18 19 20 21 22

23 24 25 26 27

28 29 30 31 32

33 34 35 36 37

38 39 40 41 42

43 44 45 46 47

0.0 139.5 278.9 418.4 557.9 697.3

Figura 17 – Reconstruções do modelo cardíaco por fbp: aqui apenas metade das projeções
disponíveis para cada imagem foi utilizada.
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18 19 20 21 22

23 24 25 26 27

28 29 30 31 32

33 34 35 36 37

38 39 40 41 42

43 44 45 46 47

0.0 150.0 299.9 449.9 599.9 749.8

Figura 18 – Reconstruções do modelo cardíaco por fbp: aqui apenas um terço das projeções
disponíveis para cada imagem foi utilizada.
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18 19 20 21 22

23 24 25 26 27

28 29 30 31 32

33 34 35 36 37

38 39 40 41 42

43 44 45 46 47

0.0 144.2 288.4 432.6 576.8 721.0

Figura 19 – Reconstruções do modelo cardíaco por mintv: estas imagens foram obtidas
através da minimização da variação total.
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18 19 20 21 22

23 24 25 26 27

28 29 30 31 32

33 34 35 36 37

38 39 40 41 42

43 44 45 46 47

0.0 153.6 307.1 460.7 614.2 767.8

Figura 20 – Reconstruções do modelo cardíaco por mintv: aqui apenas metade das projeções
disponíveis para cada imagem foi utilizada.



3.3 Discussão 117

18 19 20 21 22

23 24 25 26 27

28 29 30 31 32

33 34 35 36 37

38 39 40 41 42

43 44 45 46 47

0.0 143.8 287.6 431.4 575.2 719.0

Figura 21 – Reconstruções do modelo cardíaco por mintv: aqui apenas um terço das
projeções disponíveis para cada imagem foi utilizada.
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Apêndice a

Transformada de Radon de Elipses

O objetivo deste apêndice é avaliar a transformada de uma elipse1 a partir do

caso mais simples de um círculo centrado na origem. Estes resultados são úteis para

testar implementações do algoritmo descrito no apêndice b.

a.1 Propriedades Básicas

Nesta seção ressaltamos algumas propriedades da transformada de Radon que

podem ser deduzidas diretamente de sua definição. O intuito é reunir algumas

fórmulas que, em conjunto, permitam avaliar a tr de um objeto mais complexo a

partir da expressão de R[ f ] para uma função f mais simples.

A propriedade de maiores conseqüências da tr é a sua linearidade

R[ α f + βg ] = αR[ f ] + βR[ g ], (a.1)

que segue imediadamente da definição (1.1, pg. 20). Agora consideraremos algumas

transformações na função f e suas implicações em R[ f ].

1Para ser mais exato, avaliaremos a transformada da função indicadora da região delimitada por

uma elipse, mas evitamos o transtorno de repetir toda essa expressão dizendo simplesmente que

calculamos a tr de uma elipse.
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Proposição a.1.1 (mudança de escala). Seja D =
( α

β

)
com αβ 6= 0 e g(x) = f (Dx)

então:

R[ g ](θ, t) =
1√

α2 sen2 θ + β2 cos2 θ
R[ f ]

(
θ′,

αβ√
α2 sen2 θ + β2 cos2 θ

t

)
.

Onde θ′ = arctan (α/β tan θ) se cos θ 6= 0 e θ′ = θ caso contrário.

Demonstração. Desconsideraremos o caso cos θ = 0 a princípio. Avaliamos R[ g ](x):

R[ g ](x) =
∫

R

g
(
t
(

cos θ
sen θ

)
+ s

( − sen θ
cos θ

))
ds

=
∫

R

g
(

t cos θ−s sen θ
t sen θ+s cos θ

)
ds =

∫

R

f
(

αt cos θ−αs sen θ
βt sen θ+βs cos θ

)
ds.

Um momento de reflexão nos mostra que se pretendemos escrever R[ g ](θ, t) =

cR[ f ](θ′, t′) o ângulo não poderá ser o mesmo, exceto se a razão α/β for igual

a 1. De fato, pela geometria da integral somos levados a utilizar um ângulo tal que

tan θ′ = α/β tan θ, ou seja, θ′ = arctan(α/β tan θ) serviria. Agora vejamos que esta

escolha para θ′ realmente é apropriada:

R[ g ](θ, t) =
1

β cos θ

∫

R

f

(
αt cos θ−s α

β
sen θ
cos θ

βt sen θ+s

)
ds =

1
β cos θ

∫

R

f

(
αt cos θ−s sen θ′

cos θ′
βt sen θ+s

)
ds

=
1
β

cos θ′

cos θ

∫

R

f
(

αt cos θ−s sen θ′
βt sen θ+s cos θ′

)
ds.

Esta integral não contém mais os termos α e β multiplicando a variável de integração.

Agora, é claro que existem α′ e β′ tais que sen θ′ = α′ sen θ e cos θ′ = β′ cos θ. Se

nos lembrarmos da definição de θ′ veremos que normalizando para obter sen2 θ′ +

cos2 θ′ = 1 temos

α′ =
α√

α2 sen2 θ + β2 cos2 θ
e β′ =

β√
α2 sen2 θ + β2 cos2 θ

.

Desta forma:

R[ g ](θ, t) =
1√

α2 sen2 θ + β2 cos2 θ

∫

R

f
(

αt cos θ−s sen θ′
βt sen θ+s cos θ′

)
ds.

Resta o problema de determinar um t′ apropriado. Em geral não é possível

encontrarmos t′ tal que αt cos θ = t′ cos θ′ e βt sen θ = t′ sen θ′, mas isto não é
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necessário porque apenas a componente de
(

αt cos θ
βt sen θ

)
perpendicular ao caminho

de integração é importante. Para ver isto, primeiro denotemos ϑ
′ =

(
cos θ′
sen θ′

)
e ϑ

′⊥

=
(

− sen θ′
cos θ′

)
. Para qualquer t ∈ R2 temos t = t

ϑ
′ϑ′ + t

ϑ
′⊥ϑ

′⊥. Sob esta notação,

fazendo-se t =
(

αt cos θ
βt sen θ

)
temos

R[ g ](θ, t) =
1√

α2 sen2 θ + β2 cos2 θ

∫

R

f
(
t
ϑ
′ϑ′ +

(
t
ϑ
′⊥ + s

)
ϑ
′⊥)ds

=
1√

α2 sen2 θ + β2 cos2 θ

∫

R

f
(
t
ϑ
′ϑ′ + sϑ

′⊥)ds

=
1√

α2 sen2 θ + β2 cos2 θ
R[ f ]

(
θ′, t

ϑ
′
)

.

Basta agora encontrarmos uma expressão apropriada para t
ϑ
′ :

t
ϑ
′ =

〈
t
∣∣ ϑ

′〉 = αt cos θ cos θ′ + βt sen θ sen θ′ = t cos θ′
(

α cos θ + β sen θ
sen θ′

cos θ′

)

= t cos θ′
(

α cos θ + α sen θ
sen θ

cos θ

)
= tα

cos θ′

cos θ

(
cos2 θ + sen2 θ

)

= tα
cos θ′

cos θ
= t

αβ√
α2 sen2 θ + β2 cos2 θ

.

Para terminar a prova precisamos considerar o caso cos θ = 0, mas aqui o cálculo

é bem mais simples porque temos:

R[ g ](θ, t) =
∫

R

g ( −s
t ) ds =

∫

R

f
(

−αs
βt

)
ds =

1
α

∫

R

f
(

−s
βt

)
ds =

1
α
R[ f ](θ, βt).

Proposição a.1.2 (translação). Seja g(x) = f (x − y) então

R[ g ](θ, t) = R[ f ](θ, t − y1 cos θ − y2 sen θ).

Demonstração. Avaliemos R[ g ](θ, t) denotando ϑ =
(

cos θ
sen θ

)
e ϑ

⊥ =
( − sen θ

cos θ

)
:

R[ g ](θ, t) =
∫

R

f
(
tϑ + sϑ

⊥ − y
)
ds

=
∫

R

f
(
(t − yϑ)ϑ +

(
s − y

ϑ
⊥
)
ϑ
⊥)ds

=
∫

R

f
(
(t − yϑ)ϑ + sϑ

⊥)ds = R[ f ](θ, t − yϑ).

Isto mostra a afirmação pois yϑ = 〈y | ϑ〉 = y1 cos θ + y2 sen θ.
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Proposição a.1.3 (rotação). Seja Mθ =
(

cos θ − sen θ
sen θ cos θ

)
então, se g(x) = f (Mαx) então

R[ g ](θ, t) = R[ f ](θ + α, t).

Demonstração. É óbvio que a imagem g é a mesma que f girada α radianos na

direção anti-horária, portanto a afirmação faz sentido. O único ponto a se notar é

que MθMα = Mθ+α:

MθMα =


cos θ − sen θ

sen θ cos θ




cos α − sen α

sen α cos α




=


cos θ cos α − sen θ sen α − cos θ sen α − sen θ cos α

sen θ cos α + cos θ sen α − sen θ sen α + cos θ cos α




=


cos(θ + α) − sen(θ + α)

sen(θ + α) cos(θ + α)


 = Mθ+α.

Assim:

R[ g ](θ, t) =
∫

R

g (Mθ ( t
s )) ds =

∫

R

f (MαMθ ( t
s )) ds =

∫

R

f (Mθ+α ( t
s )) ds.

Note que a svd de qualquer matriz A fornece uma decomposição da forma

MαDMβ. Não entraremos em detalhes, mas esta decomposição fornece, graças às

três proposições acima, uma forma de calcular a tr de g(x) = f (Ax + y) para

qualquer A ∈ R2×2 não-singular se R[ f ] for fornecida.

a.2 A Transformada de uma Elipse

Partimos para o cálculo da tr de uma elipse avaliando a transformada de um

círculo. Começamos por R[ f ] quando f : R2 7→ R é dada por

f (x) =





1 se ‖x‖ ≤ 1;

0 c.c.

Seja g(x) = f (M−θx), então, pela proposição a.1.3, R[ f ](θ, t) = R[ g ](0, t). Por

outro lado, ‖Mθx‖ = ‖x‖ como podemos facilmente observar pelo fato de que
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MθM∗
θ = I. Assim, g(x) = f (x) e, portanto R[ f ](θ, t) = R[ f ](0, t), o que não é

surpresa dada a simetria do círculo. Desta forma:

R[ f ](θ, t) = R[ f ](0, t) =
∫

R

f (t, s)ds.

Se |t| > 1 então t2 + s2 > 1 e a integral se anula. Caso contrário:

R[ f ](θ, t) =
∫

R

f (t, s)ds =
∫ √

1−t2

−
√

1−t2
ds = 2

√
1 − t2.

Agora lembramos que qualquer elipse pode ser descrita como uma mudança

de escalas seguida de uma rotação e de um deslocamento de um círculo centrado

na origem. A equação de tal elipse será dada por ‖Da,bM−γ(x − y)‖ = 1 onde

Da,b =
(

1/a
1/b

)
e a e b são, respectivamente, os tamanhos dos semi-eixos hori-

zontal e vertical. Nossos parâmetros descrevendo a elipse são, portanto, y1, y2,

a, b e γ e vemos que a região delimitada por ela tem como função característica

g(x) = f
(
Da,bM−γ(x − y)

)
. Procedemos notando que a aplicação, em seqüência,

das proposições a.1.2, a.1.3 e a.1.1 nos permite escrever

R[ g ](θ, t) = R[ f (Da,bM−γ·) ](θ, t − y1 cos θ − y2 sen θ)

= R[ f (Da,b·) ](θ − γ, t − y1 cos θ − y2 sen θ)

=
1√

sen2(θ−γ)
a2 + cos2(θ−γ)

b2

R[ f ]


0,

t − y1 cos θ − y2 sen θ

ab
√

sen2(θ−γ)
a2 + cos2(θ−γ)

b2


 .

E esta é a expressão para a transformada de Radon da elipse g. Denotando

m(θ) =

(
sen2(θ − γ)

a2 +
cos2(θ − γ)

b2

)− 1
2

e t′(θ, t) =
m(θ)

ab
(t − y1 cos θ − y2 sen θ)

podemos sumarizar:

R[ g ](θ, t) =





2m(θ)
√

1 − [t′(θ, t)]2 se |t′(θ, t)| ≤ 1;

0 c.c.
(a.2)
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Apêndice b

Transformada de Radon de Imagens

Discretas

b.1 Representação Discreta de Imagens

Para processarmos uma imagem digitalmente precisamos trabalhar com uma

representação dela em um espaço de dimensão finita. Cada elemento de uma base

para este espaço será denominado de pixel1, o valor de cada um dos coeficientes da

expansão da imagem na base de pixels é comumente chamado de o valor do pixel

correspondente na imagem.

Um algoritmo para o cálculo da transformada de Radon deve ser, portanto, capaz

de traduzir os valores dos coeficientes da representação da imagem em uma dada

base para os valores das integrais de linha sobre a imagem de forma eficiente. A base

de funções utilizada terá uma grande importância, como veremos, na complexidade

computacional do algoritmo e pode influenciar na qualidade resultante da imagem.

Por simplicidade utilizaremos uma base de pixels quadrados, mas outras poderiam

ser utilizadas. Por exemplo, uma discussão sobre o uso de b-splines no cálculo da

1O termo pixel vem do inglês picture element.
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transformada de radon pode ser encontrada em [41], junto com uma versão do

algoritmo de fbp também baseada em aproximação por splines.

Suporemos que a imagem em consideração tem suporte compacto, ou seja, que a

função f : R2 → R+ cujo valor determina a intensidade da imagem em cada ponto

seja tal que ‖x‖ > M ⇒ f (x) = 0 para algum M grande o suficiente. Indo além,

mas sem perda de generalidade, podemos assumir que a norma é ‖ · ‖∞ e que M

vale menos que 1, de forma que a parte não nula da imagem estaria confinada ao

quadrado semi-aberto [−1, 1) × (−1, 1].

Tal quadrado concentrará a discretização. Fixamos a resolução vertical m e a

horizontal n e dividimos o quadrado em uma grade regular de mn retângulos de

largura ∆x := 2/n e altura ∆y := 2/m onde assumimos que a função tem um valor

constante. Se indexarmos estes retângulos partindo do canto superior esquerdo, o

retângulo Ii,j corresponderia ao conjunto

Ii,j = [−1 + j∆x,−1 + (j + 1)∆x) ×
(
1 − (i + 1)∆y, 1 − i∆y

]
.

A base de funções de nossa discretização é então definida pelo seguinte conjunto de

funções:

B(m,n) := {χIi,j , i = 0, . . . , m − 1, i = 0, . . . , n − 1}

com

χC(x) :=





1 se x ∈ C

0 se x /∈ C

a função indicadora do conjunto C.

Note que um ponto (x, y) ∈ [−1, 1) × (−1, 1] pertencerá ao retângulo Ii,j se

e somente se x ∈ [−1 + j∆x,−1 + (j + 1)∆x) e y ∈ (1 − (i + 1)∆y, 1 − i∆y]. A

primeira condição equivale a (1 + x)/∆x ∈ [j, j + 1), ou seja, floor
(
(1 + x)/∆x

)
= j,

enquanto a segunda é equivalente a (1 − y)/∆y ∈ [i, i + 1), que pode ser escrita

como floor
(
(1 − y)/∆y

)
= i. Portanto, resulta que

(x, y) ∈ I
floor

(
1−y
∆y

)
,floor( 1+x

∆x )
. (b.1)
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x

y
j

i

t
t′′

t′

θ

∆y

∆x

∆y

| cos θ|∆y

∆y| tan θ|

s0

s1

s2

s3

s4

s5

s6

s7

t′

cos θ

Figura 22 – Geometria da transformada de Radon de imagens discretas.

b.2 Transformada de Radon de Imagens Discretas

Aqui determinaremos um algoritmo para o cálculo exato da transformada de

Radon de uma imagem discreta ou para o cálculo aproximado a partir de amostras

de uma imagem contínua. A discretização é a descrita na seção anterior, de forma

que f = ∑
m−1
i=0 ∑

n−1
j=0 ci,jχIi,j para um conjunto apropriado de coeficientes ci,j.

Primeiro notamos que, devido à hipótese de que f tem suporte compacto, existe

um intervalo [s0, sk] tal que

R[ f ](θ, t′) =
∫ sk

s0

f
(
t′
(

cos θ
sen θ

)
+ s

( − sen θ
cos θ

))
ds.
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E poderíamos utilizar uma partição s0, s1, . . . , sk para escrever essa integral como

uma soma:

R[ f ](θ, t′) =
k−1

∑
i=0

∫ si+1

si

f
(
t′
(

cos θ
sen θ

)
+ s

( − sen θ
cos θ

))
ds.

Se nos voltarmos à figura 22 podemos ver que uma escolha adequada para a partição

pode resultar numa soma simplificada onde os integrandos são constantes em cada

parcela e teremos simplesmente:

R[ f ](θ, t′) =
k−1

∑
i=0

(si+1 − si)mi.

Nessa fórmula, mi seria determinado a partir do coeficiente correto ci,j cujos índices

poderiam ser calculados, por exemplo, utilizando a fórmula (b.1, pg. 136).

O algoritmo que será apresentado prossegue somando cada uma dessas parcelas,

mas evita o cálculo explícito dos valores si ao determinar os coeficientes ci,j relevantes

utilizando um parâmetro de controle semelhante ao utilizado no algoritmo de

Bresenham [12]. A idéia é determinar qual a direção em que os pixels mudam

mais rapidamente, que será chamada de direção rápida, e seguir sempre um pixel

nessa direção; apenas quando necessário, seguimos também na outra direção. Por

exemplo, na figura 22 os únicos pixels por onde passa o caminho de integração

são2 {(9, 1), (8, 1), (7, 1), (7, 0), (6, 0), (5, 0), (4, 0)}. Nesse caso a direção rápida é,

portanto, a vertical, de forma que a cada passo sempre nos movemos um pixel

nessa direção e a cada um desses passos, acrescentamos ∆y tan θ ao parâmetro ǫ (a

representação gráfica de ǫ na figura 22 são as barras horizontais entre os pontos si e

a coluna imediatamente anterior) que é iniciado com a distância entre o ponto inicial

e a coluna imediatamente anterior a ele (o ponto s0 na figura 22). Assim, quando o

valor de ǫ ultrapassar ∆x é hora de movimentarmo-nos na direção lenta e fazemos ǫ

valer ǫ − ∆x e continuamos o processo até percorrer todos os pixels por onde passa o

caminho de integração.

2Aqui os pixels são representados pelos seus índices de linha e coluna (i, j), cuja enumeração

inicia em 0.
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O processo descrito no parágrafo acima mostra como podemos percorrer os

pixels corretos, falta avaliar si − si−1, mas esse valor é simplesmente ∆y/| cos θ| a

maior parte do tempo, as exceções ficam por conta dos casos em que temos que

nos movimentar na direção lenta. Nesses casos nós eventualmente vamos precisar

efetuar um cálculo do tipo

ǫ

∆y| tan θ|
∆y

| cos θ| =
ǫ

| sen θ| .

Como os cálculos são efetuados em aritmética de precisão finita é possível que

pequenos erros sejam muito amplificados quando sen θ ≈ 0. Para contornar esse

problema podemos utilizar o seguinte expediente: primeiro definimos o fator α =

(∆x − ǫa)/ǫ, onde ǫa é o valor de ǫ antes da atualização e podemos usar a expressão

α

1 + α

∆y

| cos θ| .

No cálculo de α pode facilmente acontecer de ǫ ser muito menor do que ∆x − ǫa, o

que também pode levar a erros grotescos de arredondamento. Aqui, porém, quando

isso acontecer, a fração α/(1 + α) se aproximará rapidamente de 1, suavizando as

eventuais imprecisões.

A descrição em pseudo-código do algoritmo pode ser vista na listagem b.2 (note

que utilizamos 4 subfunções descritas nas listagens 11–14) que pode servir como

base para uma implementação. Diversos detalhes ignorados na descrição acima são

importantes na implementação e a listagem fornecida preenche essas lacunas. É

necessário comentar que existe um algoritmo eficiente para o cômputo da tr de

uma imagem discretizada conhecido como algoritmo de Siddon [61]. Seria interessante

comparamos o método aqui proposto com tal algoritmo, mas essa comparação foge

ao escopo da presente tese.
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Entrada: k, l, m, n, θ[k], t[l], a[m][n];
Saída: p[l][k];

∆x = 2/n; ∆y = 2/m; r = m/n;
para ( cθ = 0; cθ < k; ++ cθ ) faça

σ = sen(θ[cθ ]); ξ = cos(θ[cθ ]); ∆i = −Sinal( ξ );
se ( σ == 0 ) então

se ( ∆i > 0 ) então { ii = 0; i f = m; } senão { ii = m − 1; i f = −1; };
para ( ct = 0; ct < l; ++ ct ) faça

xi = −∆it[ct];
se ( ( xi ≥ −1 ) && ( xi < 1 ) ) então

j = floor ((1 + xi)/∆x);
para ( i = ii; i 6= i f ; i += ∆i ) faça { p[ct][cθ ] += a[i][j]∆y; };

Vá para próximo cθ ;
τ = tan(θ[cθ ]); τ̃ = |τ|; ∆j = −Sinal( σ );
se ( τ̃ ≤ r ) então

γ = ∆j/τ; ∆ = τ̃∆y; ξ̃ = |ξ|; δ = ∆y/ξ̃;
para ( ct = 0; ct < l; ++ ct ) faça

yi = t[ct]/σ; y f = yi − γ; yi += γ;
yi = Ajusta( yi, −1, 1 ); y f = Ajusta( y f , −1, 1 );
se ( yi == y f ) então { Vá para próximo ct; };
i = Linha( yi, ∆y, ∆i ); i f = Linha( y f , ∆y, −∆i );
se ( |yi| 6= 1 ) então

se ( ∆j > 0 ) então { j = 0; } senão { j = n − 1; };
ε = |∆i + yi|; ε −= (ceil(ε/∆y) − 1)∆y; p[ct][cθ ] += a[i][j]ε/ξ̃;
ε ×= τ̃; i += ∆i;

senão
xi = t[ct]/ξ − yiτ; j = Coluna( xi, ∆x, ∆j );
ε = |∆j + xi|; ε −= floor (ε/∆x) ∆x;

se ( |i − i f | > 1 ) então
i f −= ∆i;
para ( ; i 6= i f ; i += ∆i ) faça

εa = ε; ε += ∆;
se ( ε ≤ ∆x ) então { p[ct][cθ ] += a[i][j]δ; }
senão

ε −= ∆x; α = (∆x − εa)/ε; δ̃ = δ(α/(1 + α));
p[ct][cθ ] += a[i][j]δ̃; j += ∆j; p[ct][cθ ] += a[i][j](δ − δ̃);

i f += ∆i;
i f += ∆i;
para ( ; i 6= i f ; i += ∆i ) faça

εa = ε; ε += ∆;
se ( ε ≤ ∆x ) então { p[ct][cθ ] += a[i][j]δ; }
senão

ε −= ∆x; α = (∆x − εa)/ε; δ̃ = δ(α/(1 + α));
p[ct][cθ ] += a[i][j]δ̃; j += ∆j;
se ( ( j ≥ 0 ) && ( j < n ) ) então { p[ct][cθ ] += a[i][j](δ − δ̃); }
senão { Vá para próximo ct; };

senão se ( ξ = 0 ) então
Continua na página 141.
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Continuação da página 140.
senão se ( ξ == 0 ) então

se ( ∆j > 0 ) então { ji = 0; j f = n; } senão { ji = n − 1; j f = −1; };
para ( ct = 0; ct < l; ++ ct ) faça

yi = −∆jt[ct];
se ( ( yi > −1 ) && ( yi ≤ 1 ) ) então

i = floor
(
(1 − yi)/∆y

)
;

para ( j = ji; j 6= j f ; j += ∆j ) faça { p[ct][cθ ] += a[i][j]∆x; };
senão

γ = ∆iτ; ∆ = ∆x/τ̃; σ̃ = |σ|; δ = ∆x/σ̃;
para ( ct = 0; ct < l; ++ ct ) faça

xi = t[ct]/ξ; x f = xi + γ; xi −= γ;
xi = Ajusta( xi, −1, 1 ); x f = Ajusta( x f , −1, 1 );
se ( xi == x f ) então { Vá para próximo ct; };
j = Coluna( xi, ∆x, ∆j ); j f = Coluna( x f , ∆x, −∆j );
se ( |xi| 6= 1 ) então

se ( ∆i > 0 ) então { i = 0; } senão { i = m − 1; };
ε = |xi − ∆j|; ε −= (ceil(ε/∆x) − 1)∆x; p[ct][cθ ] += a[i][j]ε/σ̃;
ε /= τ̃; j += ∆j;

senão
yi = t[ct]/σ − xi/τ; i = Linha( yi, ∆y, ∆i );
ε = |yi − ∆j|; ε −= floor

(
ε/∆y

)
∆y;

se ( |j − j f | > 1 ) então
j f −= ∆j;
para ( ; j 6= j f ; j += ∆j ) faça

εa = ε; ε += ∆;
se ( ε ≤ ∆y ) então { p[ct][cθ ] += a[i][j]δ; }
senão

ε −= ∆y; α = (∆y − εa)/ε; δ̃ = δ(α/(1 + α));
p[ct][cθ ] += a[i][j]δ̃; i += ∆i; p[ct][cθ ] += a[i][j](δ − δ̃);

j f += ∆j;
j f += ∆j;
para ( ; j 6= j f ; j += ∆j ) faça

εa = ε; ε += ∆;
se ( ε ≤ ∆y ) então { p[ct][cθ ] += a[i][j]δ; }
senão

ε −= ∆y; α = (∆y − εa)/ε; δ̃ = δ(α/(1 + α));
p[ct][cθ ] += a[i][j]δ̃; i += ∆i;
se ( ( i ≥ 0 ) && ( i < m ) ) então { p[ct][cθ ] += a[i][j](δ − δ̃); }
senão { Vá para próximo ct; };

Algoritmo 10 – Projeção de Imagem Discreta
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Entrada: x;

Saída: s;

se ( x ≤ 0 ) então

s = 1;

senão

s = −1;

Algoritmo 11 – Sinal

Entrada: x, l, u;

Saída: x;

se ( x > u ) então
x = u;

senão

se ( x < l ) então

x = l;

Algoritmo 12 – Ajusta

Entrada: y, ∆y, ∆i;

Saída: i;

se ( ∆i ≥ 0 ) então

i = floor
(

1−y
∆y

)
;

senão

i = ceil
(

1−y
∆y

)
− 1;

Algoritmo 13 – Linha

Entrada: x, ∆x, ∆j;

Saída: j;

se ( ∆j ≥ 0 ) então

j = floor
(

1+x
∆x

)
;

senão

j = ceil
(

1+x
∆x

)
− 1;

Algoritmo 14 – Coluna
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