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I N T R O D U C X O 

Os procedimentos de seleção de variáveis. na construção de mo­

delos empíricos de reQressão têm encontrado utilização crescente, ora­

ças principalmente ao barateamento e popularização do uso, e mesmo da 

posse, de computadores, e à disponibilidade cada vez maior de •soft­

wares• específicos de boa qualidade. 

Do ponto de vista Estatístico. todavia, o ferramenta! dispo­

nível para testes de siQnificancia é inadequado, podendo a utilização 

oeneralizada dos testes F de sionificância levar a distorções graves 

e, pior, desconhecidas. 

Por outro lado, a preocupação. a partir dos anos 60, com a 

robustez dos estimadores, encontrou forte resson&ncia na área de re­

Qressão, com severas e bem fundamentadas restrições aos métodos dos 

mínimos quadrados sendo levantadas. Também aqui. o barateamento e po­

pularizaç&o dos recursos computacionais, tanto em termos de "hardware" 

como de "software". abriram novas fronteiras para a pesquisa sobre es­

timadores, já agora livre das pesadas limitações de cálculo que fize­

ram no passado, os estimadores de mínimos quadrados. com a elegância 

algébrica e estatística de suas soluções, um competidor imbatível. Os 

estimadores de mínimos desvios absolutos, por exemplo, têm se consti­

tuído mais recentemente numa ativa frente de pesquisas. 

Em 1977, Mosteller e Tukey propuseram a abordagem do problema 

de seleção de variáveis em análise de reoressão, com a utilização de 

estimadores robustos. O estimador biponderado (Beaton e Tukey (1974)) 

contempla a situação em que os erros aleatórios possuem distribuição 

com caudas mais pesadas que as da normal. Em particular, no contexto 

de normais contaminadas, de óbvio interesse prático, o estimador bi­

ponderado de Tukey parece particularmente atraente. 



timador 

dirigida 

Neste trabalho nós empreQamos, num contexto específico, o ea­

biponderado ao problema de seleção de variáveis. com atenção 

às questões dos níveis reais de significAncia do teste F 

usual, e da resistência dos estimadores à distribuiç&o dos erros alea­

tórios de caudas mais pesadas que as da normal. 

Nosso objetivo principal foi desenvolver uma metodolooia para 

o estudo comparativo entre o estimador biponderado e o mínimos quadra­

dos, aplicados ao problema da construção de modelos de reoressão. 

No capítulo 1 fazemos uma apresentação da teoria clássica de 

Reoressão, introduzindo os conceitos básicos que serão utilizados nos 

trabalhos. 

O estimador biponderado ao contrário do estimador de mínimos 

quadrados, não possui uma expressão algébrica fechada, sendo determi­

nada de forma iterativa. Para uma introdução didática. de forma a se 

permitir uma melhor compreensão do mesmo, apresentamos no capítulo 2 

exemplos de aplicação do estimador biponderado desde seu contexto mais 

simples : a estimação do par&metro de locação, até sua aplicação no 

ajuste de modelos de Regressão Linear Mdltipla. Em todos casos desen­

volvemos um estudo comparativo entre o estimador biponderado e alouns 

competidores. Embora apresentando eficiência menor do que 1 com rela­

ção aos mínimos quadrados nos casos de normais puras ou de baixa con­

taminação, o estimador biponderado apresentou boa eficiência nos de­

mais contextos estudados, caracterizados por média e pesada contamina­

ção. 

No capítulo 3 aplicamos uma variação de proposta de Mosteller 

e Tukey, a reoressão biponderada passo-à-frente, ao problema da sele­

ção de vari~veis na construção de modelos de regressão. Trabalhando 

com v~rios níveis de contaminação, estudamos o desempenho do estimador 

biponderado e de mínimos quadrados em termos dos níveis de significan­

cia reais do teste F, e à frequência com que se chega, em cada caso, 

ao modelo final correto. 



Simulações Monte Carlo são feitas Para diversas característi­

cas da distribuição dos erros aleatórios, desde a normal pura até si­

tuações caracterizadas por pesada contaminação. Os resultados. apre­

sentados em forma de tabela. permitem um estudo do desempenho de cada 

um dos dois estimadores no contexto particular em que foram empreQa­

dos. 

No capítulo 4 fazemos uma análise comparativa dos dois esti­

madores, com base nos dados tabulados apresentados nos capítulos 2 e 

3. Esta análise traz evidências de que o estimador biponderado pode 

ser uma alternativa vantajosa aos mínimos quadrados em alouns contex­

tos particulares de interesse prático. 
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CAP1TULO 1 

REGRESSXO 

1.1 - INTRODUÇXO 

A moderna atividade humana se caracteriza, em diversas áreas, 

por uma intensa e permanente produção de informação. Esta informação 

As vezes passa despercebida e se perde, ~s vezes é coletada e regis­

trada de maneira mais ou menos planejada e sistemática. A análise cor­

reta da informação coletada e armazenada pode, não raramente, fornecer 

elementos importantes ao aprofundamento da compreensão dos processos 

envolvidos, sejam eles de natureza física, política, econOmica, so­

cial, entre outros. 

A informação, dependendo da situação considerada, pode ser 

oerada de forma contínua. Em determinados processos industriais por 

exemplo, variáveis relativas às características de operação do proces­

so e do produto final, como temperatura, pH, índice de viscosidade, 

etc .• são coletados e reQistradoa continuamente. As vezes, ainda, a 

informação é produzida de forma discreta, em instantes bem definidos 

de tempo. De qualquer forma, o estabelecimento de um Processo sistemá­

tico de coleta e reQistro de informação deve atender a objetivos cla­

ramente definidos. Conforme apontado em Draper e Smith(l982) com fre­

quência um processo sistemático de coleta e registro de informação é 

mantido por simples questão de hábito ou tradição, quando os objetivos 

oriQinais para tal procedimento já foram há muito esquecidos ou aban­

donados. 

Assim. a coleta e reQistro da informação não deve ser vista 

como tendo uma finalidade em ai, mas como uma etapa intermediária de 

um processo mais amplo, objetivando um entendimento mais detalhado do 

fenOmeno considerado. 
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Esta compreensão muitas vezes é procurada objetivando orien­

tar decisões imediatas. ou o estabelecimento de planos a médio e lonQo 

prazos. Em outros contextos. entretanto, busca-se fundamentaç&o empí­

rica Para teorias existentes. ou indicações de novas direções promis­

soras para investigação. 

Exemplo 1.1 - Um grande hospital escola atende diariamente a centenas 

de pacientes, distribuídos nas diversas especialidades 

da atividade médica. Num campo onde a realização de pesquisa de forma 

planejada está fortemente limitada por restrições óbvias de natureza 

ética, estes pacientes oferecem, a cada uma daquelas especialidades, 

uma inesgotável base empírica para estudos e pesquisas. o acompanha­

mento cuidadoso de cada paciente, e a análise conjunta de um grande 

ndmero de casos semelhantes pode permitir a descoberta de regularida­

des importantes possibilitando, assim, o avanço de passos cruciais no 

entendimento e domínio dos processos biolóQicos envolvidos. 

O acompanhamento cuidadoso referido acima inclue, certamente, 

o registro de um grande ndmero de dados objetivos sobre cada paciente. 

Estes dados podem se referir à história pregressa, aos hábitos. ao am­

biente social, ~s atividades profissionais. à base genética, ~ histó­

ria patolóQica, ao perfil psicológico, ao estado físico e patológico 

atual e à evolução destes no tempo, às intervenções médicas efetuadas, 

etc, para cada paciente. 

No planejamento das rotinas de coleta de dados a serem im­

plantadas, a escolha das variáveis que devem ser anotadas não se ba­

seia sempre na certeza, mas frequentemente na suspeita da possibilida­

de da importancia desta para a compreensão do processo biológico sendo 

acompanhado. Assim o ndmero de variáveis sendo monitoradas é em geral 

inflacionado, podendo vir a ser realmente grande. Multiplique-se pelo 

número de pacientes acompanhados, geralmente alto para diversas áreas 

importantes, e se tem uma volumosa base de dados. em contínuo processo 

de expansão. 
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O computador pode aqui desempenhar. certamente, um papel im­

portante no processamento eficiente de tantos dados. Contudo só os mé­

todos de análise exploratória de dados, da seleç&o de variáveis rele­

vantes, da construção de modelos, etc, permitirão peneirar para fora 

do processo de coleta as variáveis irrelevantes, simplificando o mes­

mo. Mais importante ainda, aqueles métodos estatísticos de análise po­

dem permitir, pelo ajuste adequado de modelos, a explicitaç&o de rela­

ções importantes que possibilitarão avanços no entendimento do proces­

so biológico em questão. 

Neste contexto, em geral as variáveis consideradas podem ser 

agrupadas em dois tipos : variáveis explicativas e variáveis respos­

tas. Por exemplo, no acompanhamento de gestantes de alto risco, variá­

veis como idade, peso, pressão arterial, tipo de atividade Profissio­

nal, grupo racial, nível de renda, hábitos alimentares, etc, referen­

tes ~ oestante, podem ser consideradas como possíveis variáveis expli­

cativas para respostas tais como : peso, nota de Apgar, etc, referen­

tes ao recém-nascido. Busca-se então, com base em dados históricos 

acumulados, construir um modelo que permita prever o nível de uma de­

terminada variável resposta, como função de um elenco adequado de va­

riáveis explicativas. 

Este processo iterativo de acdmulo e análise de dados, e 

construção de modelos empíricos, tem sido fator muito importante no 

prooresso verificado em áreas como a pesquisa do câncer, dos trans­

plantes de 6roãos, entre outras. 

Exemplo 1.2 -Na área de Enoenharia de Alimentos é muito comum o pro-

cessamento de determinada6 matérias primas para a sua 

utilização em alimentos industrializados através da extrusão. Este 

processamento é feito através de um extrusor, um aparelho que possue 

vários fatores a serem ajustados pelo operador. 
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Muitos estudos de laboratório têm sido feitos de forma a de­

terminar como certas cara~terísti~as do produto final são explicadas 

como função das condições de operação do extrusor. Como em geral ocor­

re em estudos controlados, de laboratório, tem-se aqui uma situação 

onde determinadas variáveis são mantidas constantes, e um certo con­

junto de variáveis são ajustadas, sequencialmente. em pontos de opera­

ção fixados através de um delineamento experimental bem definido. 

No processo de extrusão de farinha desengordurada de tremoço 

doce, por exemplo, pode-se estar controlando as seguintes variáveis 

temperatura da extrusão, umidade da farinha, di3metro da matriz e ro­

tação da rosca. Neste contexto, pode-se estudar diversas característi­

cas, em particular a mastigabilidade do produto extrudado como função 

destas variáveis sob controle. 

o que se busca é ter a variável resposta como função das va­

riáveis controladas de forma a ser possível determinar como a mastiga­

bilidade, por exemplo, responde a perturbações nos valores das variá­

veis controladas. 

Nos exemplos acima, procura-se construir modelos empíricos 

com base em dados acumulados, seja casualmente, seja através de um de­

lineamento experimental rigorosamente estabelecido. que permita repre­

sentar uma certa variável resposta. aproximadamente, como uma função 

de um certo conjunto convenientemente selecionado de variáveis expli­

cativas. 

Assim, representando por Y a variável resposta, da qual se 

tem n observações, e por Xl. X2 •...• Xp • as p variáveis explicativas 

selecionadas, podemos representar sumariamente os dados disponíveis 

por 
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Yi, Xil, ... , Xip , para i- 1, .•. , n 

onde Xij é o valor de Xj correspondente à 1-ésima observação, Yi. 

Em seguida estabelece-se uma conjectura básica com respeito à 

existência de uma relação funcional entre Y e as p variáveis explica­

tivas X, através do modelo 

y- f(Xl •...• Xp) +E 

com f pertencendo a uma certa família de funções, e s o erro aleatório 

para o qual se pressupõe algumas propriedades de regularidade. o que 

se busca, em oeral, é uma relação funcional que permita, com base no 

conhecimento dos valores de Xl, ...• XP, prever um valor aproximado 

para Y. 

A escolha da família funcional f, e a determinação do elemen­

to daquela família de funções que melhor se ajusta ao particular con­

junto de dados, serão alouns dos temas a serem abordados nas seções 

seguintes. 

1.2- CONCEITUACAO E NOTACAO MATRICIAL 

Em diversas situações, ao se tentar ajustar um modelo, como 

descrito na seção anterior. a forma funcional de f já é conhecida por 

considerações de natureza teórica. O levantamento de dados experimen­

tais ou observacionais permitirá, além da checaoem do modelo teórico 

adotado, a estimação dos parâmetros envolvidos. 

Em uma outra situação mais comum, a forma funcional verdadei­

ra de f não só é desconhecida, mas ainda de pouco inter~sse. Nestes 

casos busca-se simplesmente uma aproximação satisfatória que, baseada 

unicamente nos dados empíricos. permitirá uma certa capacidade predi-
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tiva para Y, dentro de uma faixa limitada e bem definida de valores 

das variáveis X. 

Neste segundo contexto é comumente utilizado o modelo geral 

de regressão linear. Esta classe de modelos é atraente por sua simpli­

cidade e por aproximar geralmente bastante bem as funções, quando res­

tritas a regiões limitadas, como é o caso em diversas situações práti­

cas de interesse. 

No modelo geral de regressão linear a equação ajustada é da 

forma 

Yi - so + SlXil + S2Xi2 + ... + SpXip + Ei (1) 

onde Yi a i-ésima observação conhecida também chamada de variável de­

pendente e, 

Xij ~ valor da j-ésima variável para a i-ésima observação, também 

conhecido. 

Os 6's são os p+l parâmetros desconhecidos que se quer esti­

mar, e os Ei's são os erros aleatórios, também desconhecidos. 

A denominação linear provém do fato de que a relação é linear 

nos parAmetros 6's. As variáveis podem ser, e muitas vezes são, trans­

formações, não necessariamente lineares, das variáveis originais do 

problema. 

Existem maneiras de se trabalhar com esses modelos para espe­

cificações bastante gerais do comportamento dos erros aleatórios, como 

por exemplo com os chamados modelos lineares generalizados, apresenta­

dos por Nelder e Wedderburn (1972). Há um texto de Cordeiro (1986), em 

português. sobre esse tipo de abordagem. Aqui serão considerados ape­

naa os casos em que esses erros são variávei5 aleatórias de médias ze­

ro, não correlacionados e de variancia constante, como especificado de 
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forma precisa nas próximas seções. Para aplicar as técnicas de seleção 

é necessária ainda a suposição de normalidade dos erros. As técnicas 

de seleção com uso do método de mínimos quadrados dependem fortemente 

dessa suposiç~o. 

O problema pode ser formulado em forma matricial 

y- X6 +E 

onde 

y • 2 (Yl • • . Yn) 

é o vetor de observações, e 

1 Xll Xlp 

X 2 

1 Xnl Xnp 

é a matriz doa valores das variáveis x•s. A primeira coluna de l'a 

corresponde ~ inclusão da constante no modelo e cada uma das colunas 

restantes corresponde aos valores de uma destas variáveis para as n 

observações, 

6 • - (6 o. . . Sp) 

é o vetor de par&metros, a serem estimados e 

E • • (El •••• En) 

é o vetor de erros, desconhecido. 
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Neste trabalho será considerado apenas o caso em que a matriz 

X tem as p+l colunas linearmente independentes. Esta situação de posto 

completo da matriz X é conhecida usualmente como problema de reQressâo 

linear mdltipla. 

1.3 - CRITgRIOS PARA AJUSTE DO MODELO 

Tendo-se caracterizado o modelo, devemos procurar a maneira 

de se obter as estimativas dos parametros envolvidos. g natural que se 

deva buscar estimativas que, de alguma forma, minimizem os erros de 

ajuste, isto é, a diferença entre os valores observados e respectivos 

valores ajustados de Y. Deste princípio básico decorrem inúmeros cri­

térios de ajuste. 

Por exemplo, pode-se adotar o critério de se procurar minimi­

zar a soma dos desvios absolutos, ou ainda, o de minimizar o erro ab­

soluto máximo. Alguns critérios possuem maior apelo intuitivo que ou­

tros. Contudo, o critério com maior apelo intuitivo, não é necessaria­

mente aquele que implica num tratamento matemático mais simples. Por 

exemplo, o critério de mínimos desvios absolutos é mais intuitivo do 

que o critério de mínimos quadrados, no entanto este possibilita um 

tratamento matemático mais simples e eleoante. 

A eleQAncia do tratamento matemático e a simplicidade relati­

va dos cálculos é um dos fortes motivos pelos quais o critério de mí­

nimos quadrados tem sido o mais difundido para ajuste de modelos de 

reQressão. Além disso, sob a suposição de normalidade dos erros, fre­

quentemente satisfatória em problemas de regressão, as estatísticas 

envolvidas têm, pelo menos nos contextos mais simples, distribuições 

conhecidas. 

Mais recentemente, com o avanço da indústria de computadores 

permitindo acesso cada vez mais oeneralizado e barato a amplos recur-
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aos de cálculo, a simplicidade dos cálculos associados ao método de 

mínimos quadrados vem deixando de ser um fator tão decisivo. Métodos 

mais dependentes de cálculos complexos, como o dos mínimos desvios ab­

solutos, têm apresentado apelo crescente. A este respeito ver Bloom­

field e Stei~er (1983). Por outro lado, o desenvolvimento dos métodos 

estatísticos computacionalmente intensivos, vem oferecendo opções para 

testes de hipóteses estatísticas que compensam, satisfatoriamente, a 

simplicidade e elegância das propriedades estatísticas dos estimadores 

de mínimos quadrados, no contexto de erros aleatórios distribuídos 

normalmente. 

1.4 - O CRITtRIO DE MtNIMOS QUADRADOS E SUAS PROPRIEDADES 

O método dos mínimos quadrados permite um tratamento matemá­

tico e, sob certas suposições gerais, estatístico, simples e elegante. 

Por estes motivos ele ganhou amplo predomínio sobre seus competidores. 

De forma esquemática, o método de mínimos quadrados consiste em tomar 

para estimativas dos S's, valores que minimizem 

n 

" i=l 

- 2 
(Yi - Yi) 

onde Yi é o valor ajustado para Yi com a estimativa b, dado por 

-
Yi ~ bo + bl.Xli + ... + bp.Xpi . 

Denominando de resíduos as diferenças entre o valor das ob­

servações Yi e os valores correspondentes ajustados. Yi, ou seja 

ei = Yi - Yi 

o que se busca são, pois. valores dos b's, que minimizem a soma de 

quadrados dos resíduos. Em notação matricial, 
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SQRea - (Y - Yl ' (Y - Y) - (Y - X8) ' (Y - X8) (2) 

Derivando-se a expressão acima em relação a S. iaualando-se a 

zero e representando por b o vetor com as estimativas, tem-se : 

< an s> (Y - X Sl ' (Y - X Sl - O 

O que leva às equações normais 

X'Xb = X'Y, 

cuja solução, quando (X'X) é não ainQular, é dada por 

que, pode-se mostrar, corresponde ao mínimo de (2). Esta é conhecida 

como a solução de mínimos quadrados para S. No caso de regressão (ma­

triz X de posto completo) esta solução é única {Scheffé (1959)). 

As propriedades estatísticas dos estimadores de mínimos qua­

drados dependerão, naturalmente, do comportamento estatístico dos er­

ros. Neste ponto introduz-se duas suposições simplificadoras razoáveis 

sobre este comportamento. A primeira assume que 

i) E(E)=O 

ou seja. que Y é uma aproximação não tendenciosa de f(Xl, ...• Xp}. A 

seQunda diz respeito à variância de ~. Neste caso faz-se, de início, a 

suposição mais simples possível, ou seja, a de que 

i i} Var(E:) = o2 I , 

isto é. a variancia é constante independente dos valores das vari~veis 

X's, e os erros são não correlacionados. 
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No modelo (1), assumindo-se (i) e (ii) valem as seguintes 

propriedades para os elementos do vetor b 

E {b) - S 

1/ar{b) • a' (X'Xl -I 

O teorema de Gauss-Markov garante que os elementos de b são 

os estimadores lineares não viciados de mínima variância (BLUE) dos 

elementos de S {Scheffé {1959)). 

Se, além das duas suposições anteriores, tem-se ainda que é 

satisfeita a hipótese de normalidade : 

iii) E "' N(O,o 2I) 

então os estimadores b's são também os estimadores de máxima verossi­

milhança para os B's. 

Após obtido o ajuste deve-se procurar maneiras de se verifi­

car a qualidade deste. Existem muitas abordagens para esse estudo, en­

tre elas a análise dos resíduos - incluindo confecção de gráficos dos 

mesmos contra valores ajustados e as variáveis X's -, o uso de técni­

cas de diagnóstico, como as descritas por Belsley, Kuh e Welsch (1980) 

e muitas outras. No contexto em que vamos trabalhar, com seleções au­

tomáticas de variáveis, usam-se, geralmente, apenas as mais simples, 

constituídas por exame de R2, o coeficiente de correlação múltipla ao 

quadrado, exame da tabela de análise de variância oeral e testes de 

hipóteses. 

O coeficiente de correlação múltipla ao quadrado, R2, é defi­

nido como : 

SQReo 

R2 = -------

SQTot 
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onde SQReo é a soma de quadrados da reoressão dada por 

SQReQ "' r cYt - Y> 2 

i=l 

e SQTot é a soma de quadrados total corrioida 

sendo que 

n 
SQTot ~ E (Yi - YJ 2 

i=l 

SQReg + SQRes = SQTot 

Estes valores de somas de quadrados e os correspondentes 

Qraus de liberdade, bem como os quocientes das somas de quadrados por 

estes dltimos, chamados de quadrados médios. são comumente agrupados 

em uma tabela de análise de variância como a que é apresentada abaixo. 

fonte de 

variação 

Regressão 

Resíduo 

TOTAL 

Uma Tabela de Análise de Variância 

graus de 

liberdade 

p 

n-p-1 

n-1 

soma de 

quadrados 

SQReo 

SQRes 

SQTot 

quadrado 

médio 

QMReo = SQReg/p 

QMRes = SQRes/(n-p-1) 

Válida a suposição (iii). pode-se fazer inferências estatís­

ticas sobre cada parâmetro individualmente. ou sobre combinações li­

neares dos mesmos, uma vez que se dispõe de estatísticas com distri­

buições conhecidas. 
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Uma questão frequente neste contexto consiste em testar se o 

coeficiente de uma determinada variável é zero, ou seja, testar 

HO Si ~ O 

vs 

H1 Si ~ O 

para algum i= 1, ... , p 

Seja dii o i-ésimo elemento da diagonal de (X'Xf1 
• Temos en­

t~o que sob a hipótese nula 

bi 

--------- "-' N(0,1) 

a I di i 

Como a 2 é desconhecido é necessário ter uma estimativa s 2 pa-
n - 2 

r a este parllmetro. Como E (SQRes) - E ( E (Yi - Yi) ) - (n - p 1) 
i=l 

temos que S • SQRes I (n-p-1) , é um estimador não viciado de a 2 Como 

S 2 e cada um dos bi são independentes e S
2
/0

2 
tem distribuição qui­

quadrado com n-p-1 graus de liberdade, então, sob a hipótese nula HO : 

bi 

s ldTí 

tem distribuição t de Student com n-p graus de liberdade, pois é o 

quociente entre duas variáveis aleatórias independentes, com numerador 

distribuído segundo uma N(0,1) • e o quadrado do denominador distri­

buído segundo uma X 
2 

com n-p graus de 1 iberdade. 

Uma maneira equivalente de se realizar o mesmo teste baseia­

se no acréscimo na soma de quadrados dos resíduos devido à restrição 

Si = O, dividido pelo quadrado médio dos resíduos. Com as suposições 

feitas. sob a hipótese nula, temos que esta estatística segue uma dia-
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tribuição F de Snedecor com 1 e n-p qraus de liberdade. Esta estatís­

tica pode ser obtida a partir da seouinte tabela de análise de variAn­

cia ; 

fonte de 

variação 

X (i) 

X i 

RES!DUO 

TOTAL 

onde 

e é dada por 

qraus de 

liberdade 

p-1 

1 

n-p-1 

n-1 

soma de 

quadrados 

SQ (X(i)) 

ASQ (Si ~ 0) 

SQRea 

SQTot 

quadrado 

médio 

QM (X(i)) ~ SQ (X(i))/(p-1) 

ASQ (Si = 0) 

QMRea = SQRea/(n-p-1) 

SQ (X(i)} ~ soma de quadrados da reqressão com a matriz 

X não tendo a i-ésima coluna. 

ASQ (Si = 0) = SQReg- SQ (X(i)) 

SQTot 
n - ' = L (Yi - Y) e 

i=l 

SQ (X(i)) + ASQ (Si = 0) + SQRes = SQTot 

ASQ (Si = 0) bi . bi 

------------ = ---------

Esta estatística é exatamente ioual ao quadrado da anterior. 
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1.5 - MtNIMOS QUADRADOS PONDERADOS 

Muitas vezes dispõe-se de um conjunto de dados onde nem todas 

as observações têm a mesma confiabilidade. Considere por exemplo a si­

tuação comum em que o valor da variável Y é determinado através de 

análises laboratoriais. Neste caso, pode ocorrer que as análises sejam 

feitas por dois ou mais técnicos diferentes, sendo um deles mais expe­

riente na operação dos instrumentos envolvidos, produzindo, consequen­

temente, resultados mais acurados e confiáveis. Parece claro que esta 

diferença de confiabilidade dos dados deva ser transmitida ao ajuste 

de forma que uma observação mais confiável venha a ter um peso maior 

na determinação dos valores estimados dos parametros. 

Em termos das suposições básicas sobre E, esta diferença no 

grau de confiabilidade associado a valores diferentes de Y Pode ser 

modelada. relaxando-se a suposição (iii) de variância constante. Em 

termos matriciais, podemos dizer que Var(Y) = Va 2
, onde V é uma matriz 

diagonal, positiva definida mas diferente da identidade. 

Avançando mais um passo, podemos considerar o caso em que 

var(Y) = Va 2
, onde v é uma matriz positiva definida qualquer, não ne­

cessariamente dia9onal. Isto ocorrerá no caso em que os E's forem cor­

relacionados. 

Tem-se entâo que o modelo e suas hipóteses são agora 

Y • XS + E 

com 

a) E (E} ~ o 

b) l/ar (E} ~ 11 a 2 

e c) E'VN (0, a 2V) 
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onde V é uma matriz positiva definida suposta conhecida. Existe então 

uma tlnica matriz P, simétrica, não singular tal que : 

2 
P'P • PP • P • V 

Considerando 

tem-se que 

e 

Como c* é uma combinação linear dos elementos de E e E é nor­

malmente distribuído, tem-se que s*também é normalmente distribuído. 

Pré-multiplicando-se a equação (1) por P-1 cheQa-se a um novo 

modelo 

-1 -1 * -1 
ou definindo Z = P Y, Q = P X, e E = P c, reescreve-se 

z = QS + E* 

onde *satisfaz às hipóteses (i), {i i) e (iii). Então, pelos resulta-

dos apresentados na seção anterior. o estimador b de mínimos quadrados 

paraS, neste modelo mais geral, pode ser obtido a partir das equações 

Q'Qb = Q'Z 

ou seja 

X' P"1 'p-1 Xb = X'If1 'p-ly 
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denominadas equações de Aitken, e que levam à solução 

b • (X' V1
Xf

1 
X' V1

Y 

Neste caso a tabela de análise de variância fica 

fonte de 

variação 

Regressão 

Resíduo 

TOTAL 

onde 

graus de 

liberdade 

p 

n-p-1 

n-1 

SQReo 
n -= E (Yi 

í=l 

soma de 

quadrados 

SQReo 

SQRes 

SQTot 

- Yl 2 
p 

sendo 

quadrado 

médio 

QMReo • SQReg/p 

QMRes = SQRes/(n-p-1) 

Yi = bO +ifl bjXij com bj'a soluções das equações 

e 

de Aitken 

n 
SQTot ~ E (Yi 

i=l 

- 2 
- Y) 

SQReo + SQRes = SQTot 

1.6 - SELEÇAO DE VARIAVEIS 

O problema básico de Análise de Regressão consiste em, dada 

uma variável Y e uma série de p variáveis Xl, ... , XP ajustar, com 

base em dados empíricos, um modelo que aproxime Y como uma função das 

variáveis X. Em particular, o problema pode consistir em encontrar p 

constantes bl, ... , bp de forma a que o modelo Y • bo + bl.Xl + ... + 
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bp.p, tenha a maior aproximacao possível de Y em termos da soma dos 

quadrados dos desvios. 

Este problema tem soluçao elementar. dadas certas condições 

básicas. Contudo em diversas situações práticas de interesse, o número 

p de variáveis independentes X é muito grande, incluindo possivelmente 

alQumas que não devam entrar no modelo, seja por possuir muito pouco 

poder explicativo, seja por serem redundantes com outras variáveis 

mais importantes. O problema aqui consiste em, antes de ajustar o mo­

delo, decidir quais variáveis X devem participar do mesmo. 

A busca por um subconjunto das variáveis X que participarão 

do modelo pode ser feita de forma mais ou menos artesanal, quando p 

não for muito grande. O número de modelos possíveis quando se dispõe 

de p possíveis variáveis explicativas é de 2Ap, indo desde aquele que 

nao inclue nenhuma até o que inclue todas as p variáveis. Para p pe­

queno, não é impraticável testar, um a um, todos os modelos possíveis 

e escolher aquele que melhor atende a certos critérios de ajustamento 

e parcimônia previamente estabelecidos. o principio da parcimônia. na 

construção de modelos de regressão, em geral, requer o emprego de um 

número menor possível de variáveis. 

Em estudos na área de saúde, por exemplo, pode-se querer 

construir um modelo, com base em dados empíricos acumulados. que per­

mita estimar o tempo de recuperação após um certo tipo de cirur9ia, 

como função de algumas variáveis relativas ao quadro geral passado e 

presente de um determinado paciente. Em certos processos industriais 

pode-se ter uma orande quantidade de dados históricos disponíveis so­

bre as condições de operaç~o do processo para diversos grupos de itens 

produzidos, e se desejar estudar alouma característica do produto como 

função das condições de operação da máquina. 

Em ambos os casos pode-se dispor, de início, de uma orande 

quantidade de variáveis candidatas ao modelo. o problema consiste em 

escolher um subconjunto destas variáveis que produza um modelo que 
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possa ser considerado bom, no sentido de ser parcimonioso e com bom 

poder explicativo. 

Deve-se lembrar aqui que o critério de ajuste baseado somente 

no coeficiente de determinação R2 é inadequado, pois este sempre au­

menta com a inclusão de novas variáveis. Contudo, sabe-se que num pro­

cesso de inclusão sequencial de vari~veis no modelo, a partir de certo 

ponto as estimativas dos desvios padrões dos estimadores crescem rapi­

damente. Além disso, em termos de uso prático, é inconveniente traba­

lhar com modelos que incluam um ndmero muito grande de variáveis no 

ajuste. 

Deve-se buscar um compromisso, um ponto intermediário satis­

fatório, entre parcimônia e explicabilidade. Em geral existem várias 

alternativas possíveis de combinações das variáveis que produzem re­

sultados bastante parecidos. Pode não fazer muito sentido falar em ob­

ter o wmelhorw modelo. O que se quer é chegar a um conjunto de bons 

modelos para. em seguida. escolher entre os mesmos o mais conveniente, 

inclusive segundo critérios subjetivos, como de melhor interpretabili­

dade física, ou por incluir uma ou mais variáveis que por alguma razão 

se quer no modelo. 

Os métodos para se chegar ao modelo adequado são vários. Os 

mais comumente empregados são : 

Método Artesanal - Consiste em usar primeiro uma ou duas variá­

veis que por alguma razão devam estar no modelo e ir incluindo 

outras, a partir desse ponto, usando critérios de decisão basea­

dos. por exemplo, em gráficos de resíduos de regressões parciais 

de Larsen e McCleary {1972). 

Método de Todas as Reqressões - Consiste em fazer todas as 2~P 

regressões possíveis e usar algum critério de escolha como o do 

Cp de Mallows ou o do Quadrado Médio do Resíduo entre outros. 

19 



- Métodos da seleção automática. 

€ fácil perceber as dificuldades associadas ao método artesa­

nal quando o número de variáveis candidatas for grande. Na realidade 

sua utilidade já é bem limitada quando se tem mais do que cinco ou 

seis variáveis. Em geral. na prática, o processo de seleç~o de variá­

veis incluirá aspectos de todos os três tipos de abordagem acima, como 

sugerido por exemplo por Mosteller e Tukey (1977} e Dachs (1978). 

Neste trabalho serão considerados apenas alguns métodos de 

seleção automática muitas vezes designados como processos wstepwisew. 

Na realidade convém distinguir três maneiras de fazer seleção automá­

tica: os métodos para a frente (forward}, os para trás (backward} e os 

por passos ( vai e vem. stepwise propriamente dito)_ Estes métodos se­

rão melhor apresentados na seção a seguir. 

Uma boa apresentação de diversos métodos de seleção, com dis­

cussão sobre os mesmos, pode ser encontrada em Hocking (1976}. Uma 

comparação entre diversos procedimentos com relação à qualidade de 

predição e estimação de parâmetros pode ser encontrada em Hoerl, 

Schuenemeyer e Hoerl (1986) . 

1.7 - SELEÇAO PASSO-A-FRENTE 

Os procedimentos automáticos citados anteriormente são bas­

tante difundidos, mas na sua utilização deve-se sempre ter em mente 

suas limitações. Esses procedimentos, como poderá ser visto mais 

adiante, são baseados em estatísticas cujas distribuições dependem da 

distribuição dos erros. Os valores críticos para os testes de hipóte­

ses associados são retirados da distribuição F de Snedecor, embora se 

saiba que, neste caso. esta não seja a distribuição verdadeira para 

aquelas estatísticas. 
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De forma a melhor situar as estatísticas de teste envolvidas 

apresentamos a seouir um detalhamento de tr@s procedimentos de seleçAo 

automática, um dos quais, o passo-à-frente, de especial interesse nes­

te trabalho. 

i) O procedimento passo-à-frente . 

Esse procedimento consiste em incluir variáveis no mode­

lo uma a uma. A variável candidata a ser incluída, em um determinado p 

asso, é aquela cuja inclusão no modelo forneça uma maior explicabilida 

de da variabilidade na variável resposta. Uma medida disto é obtida 

através do acréscimo na soma de quadrados do resíduo provocado pela 

retirada desta variável no modelo (ASQ (Si= 0)). 

O processo se inicia com apenas a constante no modelo e in­

clue uma variável por vez, até qua todas as variáveis tenham sido in­

cluídas ou que seja satisfeito um critério de parada fixado a priori. 

A variável considerada para inclusão é aquela que gera o maior valor F 

entre aquelas variáveis que não tenham ainda sido incluídas. Este va­

lor é calculado da aeouinte maneira 

ASQ(Si = 0) 

Fi = -------------

QMRes 

onde estes valores são obtidos da tabela de análise de variancia en­

contrada na seção 2 

De maneira esquemática temos o procedimento descrito a seguir 
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Considere-se que m, O<m<p, variáveis já tenham sido incluídas 

no modelo, e supondo, sem perda de generalidade, que estas variáveis 

sejam Xl, ... , Xm. 

i - Toma-se i = m+l 

ii - Ajusta-se o modelo de regressão pelo método de míni­

mos quadrados, para Y, Xl, X2, ...• Xm, Xi. 

iii - Calcula-se o acréscimo na soma de quadrados do resí­

duo devido à restrição ( Bi ~ O) denominado 

ASQ (Si • O). 

iv - i ~ i + 1 

v - Se i + 1 > p vá para (vi) caso contrário v~ para 

(i i) 

vi - Definindo-se Fi ~ I (S2 .dii) determina-se 

F ~ Max (Fi) e o i correspondente onde 

m<i<p+l 

bi ~ estimativa de mínimos quadrados de Bi 

dii = i-ésimo elemento da diagonal de cx·xr 1 e 

S2 ~ estimativa para o 2 a partir da SQRes do ajus­

te com Xl, X2 •... , Xm, Xi 

vii - Compara-se F = Fimax, com o valor de referência da 

tabela da distribuição F de Snedecor com 1 e n-m-2 

graus de liberdade. Se F for maior que o valor de 

referência, inclue-se a variável Ximax no modelo e 

inicia-se novo estágio. Se for menor, encerra-se o 

processo de seleção de variáveis, com o modelo final 

envolvendo as variáveis Xl, X2, ... , Xm 
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ii) O procedimento passo-à-trás. 

Este procedimento é reverso do anterior, o passo-A-frente, 

pois ele faz a seleção do modelo por exclusão de variáveis ao invés da 

inclusão. O processo se inicia com todas as variáveis incluídas no mo­

delo e estas serão excluídas ou não com base nas mesmas estatísticas 

Fi do procedimento anterior. Neste caso a variável que é ou não ex­

cluída é aquela que oriqina o menor F entre todas as variáveis que 

ainda estão no modelo. Temos então, que a variável i é retirada do mo­

delo que se encontra com p variáveis incluídas se 

SQResp(i) - SQResp ASQ(Si = 0) 

F = Min ---------------------- = --------------- < Fsai 

i QMResp QMResp 

onde SQResp s soma de quadrados do resíduo com o modelo com as p va­

riáveis 

QMResp = quadrado médio do resíduo com o modelo com as p variá­

veis 

SQResp(i) = soma de quadrados do resíduo com o modelo com as p 

variáveis a menos da variável i. 

Fsai =valor de corte fixado a priori. 

iii) O procedimento passo-à-passo. 

Esta técnica vem a ser uma combinação das duas técnicas apre­

sentadas anteriormente. Inicialmente tem-se o modelo apenas com a 

constante. Passa-se então a tentar incluir variáveis usando um passo­

à-frente, e após ter sido feita a inclusão de uma variável, verifica­

se se há alguma variável a ser excluída com um passo-à-trás. 
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Um dos problemas encontrados na utilização destas técnicas 

consiste em escolher o valor de corte adequado para a inclusão e ex­

clusão de variáveis. A distribuição de referência utilizada é a F de 

Snedecor. embora seja fato sabido de que esta não seja a distribuição 

real das estatísticas em questão. 

A questão da distribuição exata da estatística F tem recebido 

uma atenção reoular na literatura oraças ao interesse pelos métodos de 

seleção de variáveis. Chamando a atenção para o problema, Draper, 

Guttman e Kanemasu (1971), mostram que os testes baseados na distri­

buição F de Snedecor, como distribuição de referência para as estatís­

ticas F, subestimam a cauda da distribuição verdadeira, produzindo ní­

veis de significância reais maiores que os nominais. Estas distorções 

podem ser realmente oraves. Posteriormente. uma série de artioos como 

Diehr e Hoflin (1974), Rencher e Pun (1980), Wilkinson e Dallal 

(1981). trazem resultados baseados em simulações Monte Carla. em con­

textos particulares, levando a conclusões semelhantes. 

Os três procedimentos descritos acima não levam necessaria­

mente ao mesmo modelo final. t comum ainda a situação onde o modelo 

selecionado não necessariamente é aquele que dá a menor soma de qua­

drados do resíduo para um dado tamanho de subconjunto. Entretanto, as 

diferenças entre os procedimentos, não são si9nificativas na prática 

como demonstrado por Berk (1978). 

Já que as diferenças nos modelos encontrados não são signifi­

cativas. faz sentido dar preferência ao passo-à-frente já que os as­

pectos computacionais envolvidos são mais simples e eficientes do que 

diversos outros procedimentos. Além disso, o critério de parada para o 

procedimento é fácil de ser especificado. 

Convém ressaltar aqui, que procedimentos automáticos devem 

ser utilizados com a cautela devida. o fato da seleção ser feita à re­

velia do analista faz com que o modelo encontrado possa ser de difícil 
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interpretação física. Do mesmo conjunto de vari~veis candidatas se po­

deria conse9uir um outro subconjunto também bom que fizesse muito mais 

sentido físico. 

A seleçAo automática por passos tem um papel fundamental em 

fazer uma boa triaQem inicial quando se tem um conjunto Qrande de va­

riáveis disponíveis. De posse de um conjunto menor a análise por méto­

dos mais detalhados é possível e deve ser sempre procurada. 
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CAPiTULO 2 

O ESTIMADOR BIPONDERADO 

2.1 - INTRODUÇAO 

No capítulo anterior, apresentou-se o critério de mínimos 

quadrados, o critério mais difundido, como uma maneira para se ajustar 

um modelo. Este capítulo trata de um outro critério para ajuste de mo­

delos, o estimador biponderado em reqressão. De forma a torná-lo mais 

compreensível ele será apresentado a partir de um contexto elementar 

o estimador biponderado de Tukey para parâmetros de locação (Beaton e 

Tukey (1974) e Scafi (1979)). 

Na análise estatística de um conjunto de dados (yl, ... ' yn), 

proveniente de uma distribuição F, uma das questões fundamentais con­

siste na determinação, a partir da informação disponível, do parâmetro 

de locação daquela distribuição. 

n 
A média aritmética, Y = (L yi)/n, é o estimador de locação 

i=l 
mais utilizado. Além de seu forte apelo intuitivo, e da facilidade dos 

cálculos envolvidos. Y possue ainda a propriedade de ser o estimador 

de mínimos quadrados. Isto quer dizer que Y é a solução para 

Min I ( yi - T ) 
2
• 

i=l 
T 

Desta propriedade decorrem outras muito importantes. Em par­

ticular, para uma ampla família de distribuicões, que inclue a Normal, 

o estimador de mínimos quadrados é não viciado uniformemente de mínima 

variância para a esperança de Y. 

26 



Na 

Contudo o critério de mínimos quadrados possui 

verdade, pode-se estabelecer um n~mero ilimitado de 

competidores. 

alternativas 

com aloum sentido físico. Por exemplo. o critério dos mínimos desvios 

absolutos faz tanto ou mais sentido intuitivo que o dos mínimos qua­

drados, tendo inclusive sido considerado antes (Bloomfield e Stei­

oer(l983)). 

Historicamente, o critério de mínimos quadrados ganhou predo­

minância total sobre seus competidores devido à simplicidade de cálcu­

lo dos estimadores derivados, e das convenientes propriedades estatís­

ticas destes. 

Mais recentemente, com o barateamento e oeneralização do uso 

de computadores, as razões por trás do amplo predomínio do critério de 

mínimos quadrados enfraqueceram muito. Consequentemente tem crescido o 

interesse por critérios mais sofisticados, que implicam em cálculos 

mais complexos e consequentemente em um uso intensivo de recursos com­

putacionais. 

Destes novos critérios têm suroido estimadores de locação que 

se constituem em alternativas vantajosas à média amostrai, em diversas 

situações especiais. Por exemplo, em presença da possibilidade de er­

ros grosseiros. a média amostrai é muito pouco estável. sendo em geral 

vantajosamente substituída pela mediana amostrai. 

2.2 - ESTIMADORES DE LOCACAO 

o parametro de locação de uma determinada população é foco de 

muitas atenções em situações práticas, o que justifica a frequência 

com que questões relacionadas à estimação deste parametro são aborda­

dos na literatura. 
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Porque não utilizarmos sempre a média aritmética dos dados 

para estimar a média populacional? A média é muito sensível a valores 

aberrantes. o que faz com que um dnico erro çrosseiro, possa influir 

fortemente na qualidade de uma estimativa. Este problema suQere. en­

tão. a busca de alternativas que façam com que erros orosseiros ve­

nham a ter pouca influência, pouco wpesow. no valor da estimativa para 

o parâmetro de locação. 

Para várias distribuições comumente encontradas. não temos 

garantido que a média amostra! seja um estimador não viciado uniforme­

mente de mínima variância para a média populacional. Um destes casos é 

o de uma normal contaminada por uma outra normal de variância maior. 

Temos que ~ medida que cresce a vari!ncia da normal contaminante. a 

média também vai tendo a sua variância aumentada. Têm sido bastante 

estudados estimadores para, nestes casos, estimar também a média popu­

lacional mas com uma variância menor do que a da média amostra!. 

Uma maneira natural de se tratar de problemas como os dois 

citados, o da possibilidade da presença de erros orosseiros e o da 

normal contaminada, consiste em estabelecer uma função de peso para as 

observações, decrescente com a distancia ao centro dos dados. Um exem­

plo extremo é a mediana. Esta dá peso n&o nulo no máximo às duas ob­

servações mais centrais. Para um estudo amplo e abrangente sobre esti­

mação de um parâmetro de locação ver Andrews et al-(1972)_ Um texto 

introdutório em portu9uês é Bustoa(l981). 

2.3 - ESTIHADORES DO TIPO M 

No estudo de estimadores de locação procurou-se agrupá-los e 

classificá-los por propriedades e características semelhantes. Dentre 

as diferentes classes temos os estimadores do tipo M. Uma estatística 

T é dita ser um estimador do tipo M para 8 se 
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n 
r p( yi;T) for mínimo 

i=l 

n 

ou equivalentemente se 

L ~< yi;T) -O onde o (y;e) é uma função arbitrária e 
i~l 

1 (y; e) m (d/de) p (y; e) 

Para se ter asseguradas boas propriedades assintóticas para 

T, fazem-se necessárias alqumaa suposições de regularidades para a 

função p. A este respeito ver Huber (1981). 

No caso de um estimador de locação, o problema é então encon­

trar T tal que 

n 
L p C (yi - T) /S) seja mínimo ou analogamente. 

i=l 

n 
L 1f ( {yi - T)/S) = O, sendo S uma medida de escala. 

i=l 

n 
A expressão E 1f((yi- T)/S) pode ser reescrita como 

i=l 

n 
E wi. ((yi - T) /S) 

i:::l 

1 ( (yi - T)/S) 

onde wi = ----------------
((Yi - T)/S) 

o que nos possibilita ver T como sendo uma média ponderada das obser­

~ wi yi 

vações: T • 

dos. 

i=l 

n 
r wi 

i=l 

, com os pesos wi's calculados a partir dos da-
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Seja f(Y; 9) a função de densidade de probabilidade de Y. 

Quando temos p(yi;e) D -loQ f(yi;e) o estímador encontrado para e, vem 

a ser o estimador de máxima verossimilhança, de onde provém a denomi­

nação da classe. 

Vemos assim que a média amostrai, o estimador de mínimos qua­

drados para a média populacional, é um caso particular de estimador do 

tipo M, com p (x) "" x 2 e IJ! (x) • 2x. o peso de cada observaç&o neste 

caso é iqual a 1. 

outros exemplos de estimadores do tiPO M são 

i) Estimador linear por partes (Andrews et al.(l972)) 

Neste caso temos 

~ (x) = -~(-x} = 
X 

a 

(c-x)/(c-b).a 

o 

se_ O<x<a 

se a<x<b 

se b<x<c 

se x>c 

onde para cada escolha de a<b<c temos um diferente estimador 

ii) Estimador seno (Andrews et al. (1972)). 

se -TI<x<n 

c .c. 

De forma a se evitar distorções devido a escala sempre usamos 

como arqumentos as observações padronizadas. 

Uma maneira de se comparar diferentes estimadores quanto ao 

peso dado às observações é estudar suas curvas de influência. Estas 

curvas mostram como varia o valor da estimativa, quando uma observação 
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-------- ---------

média 

linear por partes 

--,--------- ---------

seno 

-""'·-------- --------"'---

biponderado 

FiQura 2.1 - Curvas de influência de alQuns estimadores de locação 

31 



percorre todos os valores possíveis, enquanto as demais permanecem fi­

xadas. Esta é uma forma de se quantificar a sensibilidade de um esti­

mador a variações no valor de uma observação. As curvas de influência 

para alouns estimadores de locação podem ser observadas na fioura 2.1. 

2.4 - O ESTIMADOR BIPONDERADO 

A grande maioria dos estimadores do tipo M de locação propos­

to na literatura segue o princípio de dar a cada observação pesos de­

crescentes com a distância desta ao "miolo" dos dados. Esses estimado­

res diferenciam-se entre si pela forma com que estabelecem estes pe­

sos. g natural que para se ter uma medida de distância coerente com a 

estrutura própria dos dados, deve-se conhecer um parâmetro de escala 

da população, ou pelo menos uma estimativa satisfatória deste, a qual 

denominaremos de S. 

Um estimador do tipo M de particular interesse neste-trabalho 

é o estimador biponderado proposto por Beaton e Tukey(l974). No con­

texto de estimação de parâmetro de locação ele é definido por 

P' (x) - ~ (x) -

{

x(l-x2
)

2 se lxt < 1 

O caso contrário 

com x = (y - T)/c.S, onde T é uma medida de locação e s é uma medida 

de escala das observações. e c uma constante positiva arbitrária. 

Consequentemente temos wi se luil < 1 

caso contrário 

com ui = (yi - T)/c.S sendo T. c e S como definidos acima. 

O princípio dos pesos decrescentes com a distância é satis­

feito. A função de pesos é suave e contínua, sendo nula a partir de 

certo ponto. 
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Vejamos um exemplo de como funciona o estimador biponderado. 

Vamos neste caso utilizar a constante c = 3.0 e para estimar o utili­

zamos S = (amplitude interquartis)/1.35. 

Exemplo 2.1 Considere a seQuinte amostra já ordenada de tamanho lO 

96 97 98 99 99 101 102 102 104 110 

• • •••• •• • • ---+----+----+----+----+----+----+----+---

96 98 100 102 104 106 108 110 

Neste caso tem-se então 

s ~ (32quarti1 - 12quarti1)/1.35 • (103- 97.5)/1.35 • 4.074 

Para valor inicial do processo iterativo se utilizará a média 

y = 100.8 

Na tabela a seguir vê-se os pesos atribuídos às observações 

nas diferentes iterações : 
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yi ui (I) wi (I) I w;.Cl)_ yi I wi (2) ' wi<zl yi I wiC3 ) 
' 

--------------------------------------------------------------
96 1-0.3927 o. 7154 68.67 0.7827 75.14 0.7979 

97 1-0.3109 0.8160 79.16 o. 8716 84.55 0.8837 

98 1-0.2291 0.8978 87.98 0.9391 92.03 0.9475 

99 1-0.1473 o. 9571 94.75 0.9824 97.26 0.9868 

99 1-0.1473 o. 9571 94.75 0.9824 97.26 0.9868 

101 0.0164. 0.9995 100.95 0.9904. 100.03 0.9865 

102 0.0982 0.9808 100.04. 0.9547 97.38 0.9468 

102 0.0982 0.9808 100.04. 0.9547 97.38 0.9468 

104. 0.2618 0.8676 90.23 o. 8114. 84..39 0.7966 

110 0.7527 o .1878 20.66 0.1229 13.52 0.1087 

Como estimativa para o parametro de locação após a primeira 

iteração tem-se 

n n 
(E wi.yi)/ E wi = 837.26/8.36 = 100.15 
i=l i=l 

A partir desta nova estimativa calcu_la-se novos pesos para 

continuar o processo iterativo. Para este exemplo o critério de parada 

consiste em interromper o processo iterativo quando 

onde 

T(i) = valor de T após a i -és i ma i ter ação. 

Deve-se observar como o peso dado à lOQ observação diminui 

até ficar bem menor que os pesos das demais observações. 

Neste caso. a converçência ocorre após 3 iterações e o valor 

final obtido para a estimativa é 99.90 
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Para ilustração comparamos aoora, via Monte carlo, o desempe­

nho de 3 estimadores de locação: média, mediana e biponderado, no con­

texto de uma normal contaminada. Consideramos a Normal contaminada com 

desvio padrão 1, e Normais contaminantes com desvios padrões iouais a 

2, 5 e 10. As taxas de contaminação consideradas foram de 10 e 251, e 

os tamanhos amostrais considerados foram 10 e 50. Em todos os casos 

empreoamos 500 repetições Monte Carla. Assim, 

Yl, Y2, ... , Yn i id 'V f 

onde f{y) = pa~{(y-100)/0J + {1-p)~{y-100) onde ~{x) é a densidade 

da normal padrão e {p,a) E { 0.10, 0.25) X { 2, 5, 10). 

Os resultados podem ser apreciados na tabela 2.1 e nos hiato­

seguir (figura 2.2). Nas tabelas temos as estimativas das gramas a 

eficiências relativas da mediana e do estimador biponderado com 

peito à média. Como as distribuições utilizadas são simétricas, 

res­

temos 

que a mediana e o estimador biponderado são estimadores não viciados 

para a média populacional. Para compararmos então o desempenho dos di­

ferentes estimadores basta nos fixarmos nas estimativas das varian­

cias. A tabela 2.1 apresenta, para cada caso considerado, a eficiência 

relativa da mediana e do estimador biponderado, com relação à média 

amostra!, respectivemente. Os histogramas são para o caso em que n 3 

10, a = 10, p = 0.10. 
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Fi9ura 2.2 - Histogramas para a média amostrai, mediana amostral e es­

timador biponderado de locação baseados em 500 repetições 

Monte Carlo com Yl, ... ,Y10 iid"' 0.10x10x~((y-100)/10) + 0.9x~(y-100). 
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Tabela 2.1 - Eficiência relativa da mediana e do estimador bi­

ponderado com respeito à média amostrai, para 

amostras de tamanho 10 e 50, percentagem de con­

taminação p, e desvio padrão da normal contami­

nante a , com d.p. da normal contaminada iQual a 

1. O valor acima é referente à mediana e o valor 

abaixo é referente ao estimador biponderado. 

2 

5 

10 

n = 10 

p-0.10 p-0.25 

0.813 

0.897 

0.84.7 

0.960 

l-------+-------1 
2.006 

2.504 

2.980 

2.321 

1-------+-------1 

6.567 8.782 

5.117 2.924 

n = 50 

p=0.10 p=0.25 

0.737 

1.000 

1.067 

0.94.1 

1-------+-------l 
l. 594. 

l. 759 

2.480 

4. 769 

:-------+-------1 
4.939 119.374 

8.579 120.483 

Pode-se observar, que à medida que o desvio padrão da conta­

minante aumenta, a eficiência tanto da mediana como do eatimador bi­

ponderado melhora. Quando p e a são ambos grandes, temos que se a 

amostra é pequena a mediana apresenta um desempenho bem superior ao 

estimador biponderado. No entanto, com uma amostra maior, o estimador 

biponderado volta a desempenhar melhor 
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2.5 - ESTIMADORES DO TIPO M EM REGRESSAO 

Em reQressão. como já foi visto anteriormente, temos que os 

estimadores de mínimos quadrados ordinários para as componentes de S 

são os estimadores lineares não viciados uniformemente de mínima va­

riância. Entretanto. para erros com distribuições de caudas mais pesa­

das que a- distribuição normal, ou ainda quando estamos diante de valo­

res aberrantes, o critério de mínimos quadrados pode nos levar a esti­

mativas distorcidas para os parAmetros. Surge então, a idéia de se 

buscar alternativas, que forneçam estimativas melhores nos .casos em 

que não temos um bom desempenho do estimador de mínimos quadrados e 

que, quando os erros sejam realmente normais ainda tenhamos estimati­

vas razoáveis. Visando este objetivo parece natural estendermos a 

idéia dos estimadores do tipo M de locação ao contexto de reQressão 

linear mtlltipla. 

No modelo geral de reoressão 

Yi =So+ xij Sj + E i i = 1, ... • n 

onde Yi's são as n observações conhecidas, Xij é o valor da i-ésima 

variável na j-ésima observação também conhecido, 8j's são p+l par&me­

tros desconhecidos que se quer estimar e os Ei's são variáveis aleató­

rias independentes e identicamente distribuídas. Em notação matricial 

temos o modelo como sendo : 

onde 

Y' = (Yl Y2 • • • Yn) 

' X • (:l Xl X2 • . . Xp) sendo 
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]_'s(1 1 

X1' • (Xll X21 

1 ) 

Xn1) 

Xp' = (Xlp X2p ... Xnp) 

S' ~ ( SO S1 . . • SP) 

n p 
A idéia é que ao invés de se minimizar L: (yi -.L: xij(3j)2 , a 

i=l J =0 
soma de quadrados dos resíduos, que fornece as estimativas de mínimos 

quadrados ordinários para (3, procure-se um mínimo para 

n 
E 

i=l 
p (yi 

onde p possa ser alQuma outra função. Sendo 'l' (y; 8)= (d/38) p(Y; 8} 

equivale a solucionar o seouinte sistema de equações em bO, bl, 

bp, as respectivas estimativas para SO. Sl, ...• SP. 

n 
E ~ (yi 

i==l 

p 

p 

- .I
0
xijbj).xik =o 

J= 
k =o. 1 •...• p 

onde yi - L xijbj 
j=O 

vem a ser ei, o i-ésimo resíduo. 

isto 

.... 

(2.1) 

Como, em oeral, a escala não é conhecida introduzimos uma es­

timativa S para esta de forma a (2.1) ser invariante por escala. 

Ficamos então com o problema de resolver o seouinte sistema 

de equações : 

n 
E ~(ei/S) . xik = O 

i=l 
k =o. 1 •...• p 
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Assim, se está diante de um problema cuja soluç&o deve ser 

obtida através de um processo iterativo, pois, para se ter um ajuste 

do modelo, deve-se ter uma estimativaS para a, o desvio padrão dos 

erros, e para se obter esta estimativa é necessário estar de posse de 

um ajuste do modelo. 

2.6 - O ESTIMADOR BIPONDERADO EM REGRESSAO 

A partir da conceituação do estimador biponderado de locação, 

surge uma maneira natural de aplicá-lo no contexto de regressão li­

near. 

Como já foi visto anteriormente o estimador biponderado de 

locação é uma média ponderada das observações onde os pesos dados ~s 

mesmas dependem de uma medida robusta de escala dos dados. No caso de 

regressão, a variabilidade é encontrada nos erros. Parece natural, que 

se dê pesos menores-àquelas observações_cujo erro é_ grande._ Para se 

verificar. a magnitude do erro. nada mais natural do que utilizarmos 

resíduos. A partir dos resíduos calculamos pesos para as diferentes 

observações e, de posse desses, procedemos como em mínimos quadrados 

ponderados. 

Temos novamente aqui um processo iterativo pois os resíduos 

são obtidos a partir de um ajuste do modelo. o ajuste do modelo pres­

supõe uma definição dos pesos para as observações, que por sua vez são 

obtidos a partir dos resíduos. 

Utilizando a função ~(x) do estimador biponderado de locação 

no contexto de regressão temos o seguinte processo : 

Passo 1 - Obtenção de um vetor de estimativas b(i) 

componentes de B. 

para as 
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Passo 2 - A partir de b(i)obter s<i~ uma estimativa para o D.P. 

dos erros. 

Passo 3- a partir de s<1
>calcular wj's, os pesos das observa­

ções yj's da seguinte maneira 

onde 

wj ... (1 

o 
uj

2
)

2 
se lujl < 1 

caso contrário 

yj - yj 

ui = ---------
c*S 

sendo c = constante pré-fixada 

y j = o valor ajustado para y j tendo B = b (i) 

Passo 4 -De posse dos wj's fazer um ajuste por mínimos qua-

drad.os ponderados, com os pesos sendo os wj's, 

tendo assim um novo vetor de estimativas b(i+l) 

a componentes de S • 

(i+l) (i) 

ob-

para 

Passo 5 - Se lbj - bjl > para algum j retornar ao passo 1 

caso contr~rio encerrar o processo com â = b<i;l) 

O vetor de valores iniciais para o vetor de estimativas b a 

ser usado no processo iterativo deve ser escolhido com alouma atenção 

ao contexto em que se está trabalhando. Quando estamos com um caso em 

que, por exemplo, um dnico ponto pode fazer com que as estimativas de 

mínimos quadrados para B estejam bastante distorcidas, o mais indicado 

é utilizar um outro ponto inicial. o critério de mínimos desvios abso­

lutos fornece um bom ponto de partida nestes casos. 
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Exemplo 2.2 : Vejamos como funciona o estimador biponderado no caso de 

reQressão linear simples. Considere o seouinte conjunto de pontos. 

xi I 1.0 I 3.0 I 4.0 I 5.0 I 6.5 

yi I 1.0 I 3.5 I 6.0 I 3.0 I 5.0 

~amos utilizar o estimador biponderado para se ajustar o mo­

delo Y = a + bX. Utilizaremos como estimativas iniciais, as estimati­

vas de mínimos quadrados, c m 3.0 e s - (amplitude interquartis)/1.35. 

O quadro abaixo mostra os valores obtidos na primeira iteração. 

yi Yi e i wi 

---------------------------
1.0 1.87 l-0.87 0.761 

3.5 3.13 ' 0.37 0.955 ' 
6.0 3.76 2.24 0.025 

-
3.0 4.39 1-1.39 0.452 

5.0 5.34 1-0.34 0.961 

O processo é repetido até que tenhamos a converoência nas es­

timativas dos dois parâmetros. Neste caso temos 5 iterações. A reta de 

mínimos quadrados e a reta do biponderado podem ser visualizadas no 

oráfico a seouir. 
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6 + * 

5 + 

4 + 

* 
3 + * 

2 + 

1 + * 

1------+-------+-------+-------+-------+------+---
1 2 3 4 5 6 

Uma comparação do estimador biponderado em regressão com ou­

tros estimadores do tipo M pode ser encontrada em Rocke e Shanno 

(1986) . 

De forma a se verificar o desempenho do estimador biponderado 

em comparação com o estimador de minimos quadrados ordin~rios optou-se 

por uma abordagem via simulações de Monte Carla, já que o desempenho 

do estimador biponderado, depende da estrutura probabilística dos er­

ros e também da estrutura da matriz X. Nas simulações efetuadas neste 

trabalho o modelo ajustado é da forma : 

y = XB + E onde • 
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1 1 1 

1 2 1 

1 3 2 

1 4 2 4 

X - 1 5 3 s - 4 

1 1 1 4 

1 2 1 

1 3 2 

1 4 2 

1 5 3 

E ~ Q onde Q(X) • pa (X/G) + (1-p) (X) 

sendo (x) a densidade da normal padrão. 

Para p utilizou-se os valores de 0.05. 0.10 e 0.25 e para a 

os valores foram 2, 3, 4, 5 e 10. Foram feitas simulações para todas 

as combinações de p e a. O número de repetições de Monte Carla para 

cada combinação foi de 2000. 

Para estas simulações o estimador foi utilizado da seguinte 

maneira : para bO foi utilizado o estimador de mínimos quadrados ordi­

nários. Para c foram utilizados os valores 3.0 e 5.0. Como S temos 

(amplitude interquartis)/1.35 que é uma medida robusta de escala para 

o O.P. dos erros. o processo é interrompido ou quando se verifica a 

convergência, ou quando já houveram 15 iterações. 

Como o estimador biponderado é em cada passo um estimador de 

mínimos quadrados ponderados temos que ele é não viciado assim como o 

estimador de mínimos quadrados. Para comparar então o desempenho dos 

dois estimadores devemos nos fixar na variancia de cada um. Usaremos 

para este fim, as estimativas das eficiências dos eatimadores nos di­

ferentes casos, que foram obtidas com as estimativas das variAncias 

dos estimadores calculadas com as 2000 repetições. 



Os resultados obtidos podem ser apreciados nas tabelas 2.2, 

2.3, 2.4 e 2.5. 

Na tabela 2.2 pode-se observar as médias e vari&ncias das 

2000 estimativas, por mínimos quadrados e pelo biponderado para c-3.0, 

de B o, Bl e B2. 

As médias das estimativas são em geral bastante próximas dos 

valores verdadeiros em ambos os casos, conforme esperado. A maior di­

ferença ocorre para p•0.25 e a - 5, quando a média das estimativas por 

mínimos quadrados de 62 iouala a 3.783. Esta foi a única diferença 

significativa ao nível lt. Das diferenças, apenas 2 são significadivas 

ao nível 5t, as médias de b2, para o estimador de mínimos quadrados em 

p- 0.25 e a • 3, e para o estimador biponderado em p.,. 0.05 e a.,. 5. 

O número de diferenças significativas não foi, contudo, significativo, 

dado o alto ndmero, 96, de comparações feitas. 

As vari&ncias são menores para bl, seguidas pelas de bo, e 

bem maiores para b2. Tais diferenças, contudo, podem ser explicadas 

pelas diferenças nos delineamentos. As variancias, tanto para os Míni­

mos Quadrados, quanto para o Biponderado crescem com p e com a, o que 

não poderia ser diferente, dado o crescimento da variãncia efetiva de 

Y com aqueles parametros. contudo, cumpre notar que, para o caso do 

estimador biponderado o crescimento é dramaticamente atenuado, indi­

cando exatamente sua propriedade de proteger as estimativas contra as 

caudas pesadas da normal contaminada, ~s quais o estimador de mínimos 

quadrados se revela particularmente vulnerável. Para a normal pura, 

nos casos em a'"" 2, e no caso em que a.,. 3 e p "" 0.05, o estimador por 

mínimos quadrados apresentou variAncias de 5 a 20t menores. Contudo 

nos contextos de contaminação mais pesada, seja por uma alta taxa de 

contaminação p, ou por um a qrande, as vantagens do biPonderado são 

esmagadoras. como no caso de p = 0.10 e a • 10, em que V(b2) foi esti­

mada como 4.975 e 1.197, para os estimadores de mínimos quadrados e 

biponderado. respectivamente. 
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Tabela 2.2 - Média e variância de estimativas de 80, 81 e 82, obtidas 

por mínimos quadrados ordinários e estimador biponderado 

com c = 3.0, com base em 2000 repetições Monte Carlo quando 

c "'Pcrq>(x/cr) + (1-p)<p(x) 

c - 3.0 

" N(0,1J 

tf.Q. htP. 

•ed. 
"'"~-

saed. v<~r. 

bO 4.009 0.68Z 4..007 0.860 
bl 3.988 0.4.77 3.993 0.603 
b2 4..011 1.1595 4..003 2.139 

p - 0.05 p - 0.10 p - 0.25 

I'I.Q. BlP, M.Q. BIP. I'I.Q. BIP. 

saed. I "'"~- •ed, I va~. saed. va~. lnl!d. var. med. var. med, var. 

bO 3.987 0.8282 4.001 1.033 3.951 0.952 ]. 9153 1.083 3.984 1.204 3.970 1.2152 
• - 2 bl 3.986 0.548 3.968 0.1534 4.037 0.1508 4.022 0.6915 4.000 0.824 <1..1)02 0.895 

b2 4.029 1.986 4.051 2.359 3.960 2.218 3.978 2.510 4..015 2.973 4..015 3.174. 

bO 4.019 0.999 4.029 1.023 3.941 1.328 3.966 1.202 4.076 2.136 4..048 1.888 . - l bl 3.979 0.659 3.990 0.686 4..050 0.851 4..024 0.766 4.041 1.493 4..039 1. 246 
b2 4.. 024 2. 328 3.998 2.430 3.944 3.096 3.973 2. 750 3.895 5.191 3.909 4. 355 

bO 3.988 1.174 3.990 0.989 3.994 1. 757 4.007 1.285 3. 954 3.475 3. 947 2.435 . -. bl 3.991 0.848 4.1)00 o. 711 3.998 1.139 4.003 0.808 4.025 2.113 3.972 1.625 
b2 4.028 3.029 4.009 2.501 4.016 4.115 4.004 2. 952- 3.975 7.596 4.071 5.596 

bO 3.984 1.529 3.999 1.028 4..027 2.337 3.995 1.344 4..118 5.223 4. 051 3.1)75 . - ' bl 4.042 1.031 4.052 0.657 4.010 1.704 4.002 0.940 4.095 3.451 4.1)28 2.25B 
b2 3.943 3.683 3.914 2.451 3.974 5.849 4. 000 3.319 3.783 12.482 J. 928 7.763 

bO 4.045 4. 248 3.997 1.241 4..067 7.791 4.018 1.748 4..050 18.062 4.002 9.281 . -10 bl 3.999 2.918 3.982 0.768 3.988 4.975 3.979 1.197 3.976 12.310 3.994 6.187 

" 3.979 9.993 4.031 2.710 3.964 17.487 4.020 4.213 3.995 44.047 4..001 22.125 
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Tabela 2.3 - Média e variãncia de estimativas de BO, Bl e S2, obtidas 

por mínimos quadrados ordin&rios e estimador biponderado 

com c = 5.0, com base em 2000 repetições Monte Carla quando 

E'CPO<p(X/o) + (1-p)cp(X) 

c: • 5.0 

~ "'N(O,lJ 

M.Q. B!P. 

•ed. var. •ed. var. 

•• 4..009 0.653 4..014 0.664. ., 3.989 0.464. 3.992 0.490 
b2 4.011 1.648 4.. 004. 1.740 

p - 0.05 p- 0.10 p - 0.25 

I'I.Q. BIP. I'I.Q. B!P. I'I.Q. BIP. 

~ med. var. med. I var. med. var. lled. var. 11ed. var. 111ed. I var. 

bO 3.967 0.801 3.988 0.809 3.993 0.878 3.989 0.862 4.053 1.268 4.056 1. 250 
' o 2 bl 4.010 0.551 4..009 0.561 3.983 0.642 3.981 0.627 3.987 0.826 3.998 0.812 

bZ 3.989 1.905 3.991 1.947 4..031 2.253 4..036 2.203 4.001 2.995 3.981 2. 932 

bO 3.988 o .980 3.999 o .890 3.984 1.273 4.007 1.097 3.923 2.024 3. 950 1.791 
' o ' bl 3.990 0.670 3.993 0.604 4.012 0.870 4. 009 o.n8 4.024 1. 324 4..021 1.134 

bZ 4.023 2. 372 4.014 2.118 3.960 3.111 3.979 2.573 4.000 4.720 3.992 4.026 

. 

bO 3.997 l. 301 3.988 1.023 4.012 1.84.5 4.007 1.298 3.986 3.265 3.967 2.566 
' o • bl <1..003 0.851 4.001 0.622 4.019 1-200 4.016 0.829 3.976 2.238 3.963 1.667 

b2 4,004 3.083 4.012 2.280 3.968 "· 357 3.978 2.995 4.056 7.748 4.04.4. 5.763 

bO 4..012 1.4.30 4.015 1.005 3.914 2.283 3.973 1.385 3.937 4..916 3.954. 3.687 

' o ' 
bl 4.000 0.998 4.016 0.662 3.954. 1.498 3.964. 0.623 3.959 3.488 3.94.9_ 2.4.4.3 
bZ 3.995 3.557 3.966 2.383 4.120 s.J3B 4.075 2.1;190 4.100 12.315 4.103 8.560 

bO 4.001 <4..398 4..016 1. 385 4.053 7.535 4.030 2.762 4.134. 16.960 4..150 9.552 

' o lO bl <4..014 3.207 3.987 0.994 3.922 5.553 3.999 1. 770 4.118 11.662 4.105 6.380 
bZ 3.971 10.910 4.006 3, 391 4.103 19.580 3.988 5.865 l. 745 41.55-t 3.759 22.066 
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Resultados análooos, mas aoora tomando o estimador bipondera­

do com c • 5.0, são apresentados na tabela 2.3. Novamente as médias 

não diferem sionificativamente dos valores verdadeiros. Uma diferença 

s1Qnificativa ao nível St só foi verificada uma vez, tendo ocorrido no 

caso p • 0.10, a- 5, para b2 por mínimos quadrados. 

Os mesmos padrões com respeito às variancias, verificados pa­

ra o caso de c • 3, ocorrem aqui. Novamente, o estimador biponderado 

se revela bastante estável com respeito ao aumento do peso das caudas. 

A tabela 2.4 de uma forma sumariza os resultados mais inte­

ressantes apresentados na tabela 2.2. Tem-se aqui as eficiências rela­

tivas do estimador biponderado com c = 3, com respeito ao estimador de 

mínimos-· quadrados. 

Vê-se aqui que diante da normalidade dos erros, o estimador 

apresenta um desempenho apenas satisfatório, sendo de 0.79 para bo, dl 

e b2. A medida que p ou a aumentam, o desempenho relativo do estimador 

biponderado vai melhorando. Para p • 0.05, a partir de a - 4 tem-se 

uma eficiência maior que 1. Para p • 0.10 e p = 0.25 a eficiência é 

maior do que 1 já a partir de a = 3. 

A tabela 2.5 apresenta ~esultados análoQoa, aoora referentes 

aos dados apresentados na tabela 2.3. Neste caso, mesmo com erros dis­

tribuídos normalmente o estimador biponderado já apresenta um desempe­

nho bastante bom, sendo superior, para os três estimativas. a 0.94. 

Com erros distribuídos seoundo normais contaminadas a efi­

ciência só é inferior a 1 no caso em que p = 0.05 e a = 2. A tendência 

no valor da eficiência apresentada para variações no valor de p ou a é 

semelhante a da tabela 2.4. 
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Tabela 2.4 - Eficiência relativa amostrai do estimador biponderado com 

c • 3.0 quando E"' pmp(x/a) + (1-pJ<p(xJ. 

c - 3.0 

I e'\.N(0,1) I 
1-----------------------1 
I bO . bl b2 I 

1·----------------------1 0.792 0.792 0.793 

I p • O. OS I p • O .10 I p • O. 25 I 
1-----------------------+-----------------------+-----------------------l 
lbO b1 b2 lbO b1 b2 lbO b1 b2 I 
l•••••••••••••••••••••••••••••m•••••••••••••••••••••••••••••••••••••••••J 

a = 2 0.802 0.863 0.842 0.879 0.874 0.884 0.954 0.921 0.937 
1-~---------------------+-----------------------+-----------------------l 

C1 = 3 I 0.976 0.960 0.958 I 1.104 1.111 1.126 I 1.132 1.198 1.192 I 

1-----------------------+-----------------------+-----------------------l 
a = 4 I 1.186 1.192 1.211 I 1.367 1.410 1.588 I 1.427 1.300 1.357 I 

1-----------------------+-----------------------+-----------------------l 
a= 5 I 1.488 1.569. 1.503 I 1.740 1.813 1.762 I 1.699 1.528 1.608 I 

J-----------------------+-----------------------+-----------------------1 
C1 = 101 3.423 3.801 3.687 I 4.457 4.157 4.151 I 1.946 1.990 1.991 I 
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Tabela 2.5 - Eficiência relativa amostral do estimador biponderado com 

c • 5.0 quando c"' pa<p(x/a) + (1-p)<p(x). 

c - 5.0 

I e;.-vN(O.l) I 

1-----------------------1 
lbO bl b21 

0.984 0.948 0.947 

------------------------+-------------------------------~----------------
1 p • O. OS I p .. O .10 I p • O. 25 

1-----------------------+-----------------------+-----------------------
l bO b1 b2 I bO b1 b2 I bO b1 b2 1--------------------------------------------·--------------------------

a=2 0.990 0.981 0.978 1.019 1.023 1.023 1.015 1.018 1.021 

1-----------------------+-----------------------+-----------------------
o= 3 I 1.101 1.110 1.120 I 1.160 1.212 1.209 I 1.130 1.166 1.172 

1-----------------------+-----------------------+-----------------------
_(J= 4 I 1.273 1.368 1.352 I 1.422 1.4.4.7 1.455 I 1.271 1.342 1.345 

1-----------------------+-----------------------+-----------------------
a = 5 I 1.422 1. 507 1. 493 t 1.648 1. 820 1.847 I 1. 333 L 428 1.439 

1-----------------------+-----------------------+-----------------------
o= 10 I 3.176 3.226 3.217 I 2.729 3.138 3.339 I 1.776 1.828 1.883 
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CAP1TULO 3 

SELEÇAO DE VARIAVEIS BIPONDERADA PASSO-A-FRENTE 

3.1 - INTRODUÇAO 

Como já foi citado anteriormente, é muito comum a situação em 

que, dispondo-se de um conjunto de p variáveis explicativas poten­

ciais: Xl, 8··• Xp, se deseje selecionar um subconjunto destas variá­

veis para se construir um modelo de regressão que resulte num compro­

misso adequado entre parcimônia e explicabilidade. 

Os métodos usuais para a seleção de variáveis são formulados 

com base em estatísticas obtidas a partir do ajuste pelo critério de 

mínimos quadrados. Nas situações em que os mínimos quadrados não apre­

sentam um bom desempenho, como é o caso em que os erros têm distribui­

ção com cauda mais pesada do que a da normal, o processo de seleção do 

modelo sofre algum prejuízo, que se transfere para o modelo seleciona­

do. Seria então de interesse considerar alternativas menos sensíveis a 

valores extremos, na seleção das variáveis. 

3.2 - PROPOSTA DE MOSTELLER E TUKEY 

A proposta de Mosteller e Tukey(l9?7) combina o emprego de 

estimadores robustos com métodos já existentes de seleção de variá­

veis. Neste trabalho explora-se estas idéias, aplicando o estimador 

biponderado num contexto de seleção passo-a-frente de variáveis. 

O esquema básico proposto por Mosteller e Tukey sugere uma 

abordagem específica para o Problema. Em particular, tendo-se um con-
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junto de dados. aplica-se o procedimento passo-a-frente tradicional. 

isto é. com as estimativas para B sendo obtidas por mínimos quadrados. 

Tendo-se cheQado por esta via a um subconjunto Xil, ...• Xik. das p 

variáveis originais, estima-se B utilizando-se o estimador biponderado 

em regressão. De posse dos pesos na última iteração do estimador bi­

ponderado faz-se um passo-à-frente com os ajustes obtidos por mínimos 

quadrados ponderados. De uma maneira esquemática tem-se o procedimento 

a seguir : 

1 - Escolhe-se pesos para as observações, se desejado 

2 - Faz-se um passo-à-frente utilizando-se mínimos qua­

drados ponderados com pesos fixos e escolhe-se um 

subconjunto de variáveis. 

3 - Aplica-se o estimador biponderado com as variáveis 

explicativas sendo aquelas escolhidas em {2). Isto 

resultará em (a) um ajuste, (b) resíduos e {c) pesos 

da última iteração. Examina-se os resíduos e pesos 

cuidadosamente. Caso pareçam razoáveis, de posse dos 

pesos. retorna-se a (1). 

Para se decidir a respeito do número de repetições necessá­

rias eles sugerem que a e~periência guiará cada tipo de problema 

3.3 - BIPONDERADO PASSO-A-FRENTE 

A proposta de Mosteller e Tukey é bastante atraente mas suge­

re, de imediato, uma maneira alternativa de se combinar estas duas 

técnicas. O passo-à-frente, empregando os mínimos quadrados ordiná­

rios, tem os acréscimos na soma de quadrados do resíduo, devido à res­

triç&o (8i = 0) fortemente influenciados pelas estimativas de 0
2

, cuja 
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variabilidade, por sua vez, sofre forte influência das caudas da dis­

tribuição dos erros. 

Daí a questão: Haveria alouma maneira de se precaver contra 

erros orosseiros nas estimativas de o 2 ? Uma idéia que suroe natural-

mente, consiste da utilização do princípio de seleção passo-a-frente 

com as estimativas para o 2 e as para S sendo obtidas de uma maneira 

menos sensível a valores extremos. 

A proposta é de que em cada estáoio do procedimento passo-à­

frente, as estatísticas utilizadas para se testar Si 3 O contra 

Si ~ O, sejam calculadas com b e S, as estimativas de 8 e a respecti­

vamente. obtidas a partir de um ajuste através do estimador bipondera­

do. Teremos, desta forma, o procedimento descrito a seQuir. 

Em cada estáoio, para cada variável Xi, ainda não incluída no 

modelo, faz-se o ajuste, mantendo-se as variáveis já incluídas no mo­

delo até o presente estáoio e adicionando-se a variável Xi, utilizan­

do-se o estimador biponderado. Calcula-se o acréscimo correspondente 

na soma de quadrados de resíduos devido a restrição (Si= 0). Verifi­

ca-se então se o máximo destes acréscimos é significativo ou não. 

Considerando-se um estágio do processo de seleção em que m, 

O<m<p, variáveis já tenham sido selecionadas e incluídas no modelo 

suponha-se sem perda de generalidade, que as variáveis já selecionadas 

sejam Xl, X2, ... , Xm- o procedimento pode ser descrito de maneira 

esquemática. como se segue 

i - Toma-se i = m+l 

ii - Ajusta-se o modelo de regressão envolvendo-se 

Xl. X2 •... ,Xm e Xi utilizando-se o estimador bipon­

derado 

~---:-: -~,--~-

\ 
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iii - Calcula-se o acréscimo na soma de quadrados dos re­

síduos devido à restrição Si • O, denominado 

ASQ (Si ~ 0) 

iv - i = i + 1 

v- Se i+l > p vá para (vi), caso contrário vá para (ii) 

vi - Definindo-se Fi = determina-se 

F • Max (Fi) e o i correspondente, onde 

m<i<p+l 

bi -a estimativa para Si, pelo estimador bipon­

derado 

dii - i-ésimo elemento da diagonal de (X'PXf e 

S - estimativa para a a partir dos resíduos ob­

tidos do ajuste com o estimador biponderado. 

vii - Compara-se F = Fimax, com o valor de referência da 

tabela da distribuição F de Snedecor com (l,n-m-2) 

graus de liberdade. Se F for maior que o valor de 

referência, inclue-se a variável Ximax no modelo e 

inicia-se novo está9io. Se for menor. encerra-se o 

processo de seleção de variáveis, com o modelo final 

envolvendo as variáveis Xl, X2, ... , Xm. 

3.4 - ASPECTOS ESTUDADOS E RESULTADOS 

o nosso objetivo nesste trabalho é comparar o desempenho de 

dois métodos : o passo-à-frente usual e o biponderado passo-à-frente. 

Para isto focalizaremos três aspectos o desempenho do estimador bi­

ponderado, que já foi visto no capítulo 2. o nível de sianificAncia 
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real do teste para a entrada de uma variável e o modelo final selecio­

nado. 

Os aspectos estudados neste trabalho, são bastante relaciona­

dos com a estrutura da matriz X utilizada e à estrutura probabilística 

dos erros. Dada a complexidade implícita numa abordaoem analítica des­

ta questão. a abordaQem natural do problema é via simulações Monte 

Carlo. 

No nosso caso. para o estudo comparativo proposto, considera­

mos sempre n = 10, oerando os dados segundo o modelo : 

Y = 4- O + 4 _ 0 Xl + 4- O X2 + E 

O delineamento adotado, envolvendo ainda a variável X3, é da­

do pela matriz X _ 

11 1 1 11 

11 2 1 11 

11 3 2 li 

i 1 4 2 11 

X - 11 5 3 1: 

11 1 1 -11 

11 2 1 -11 

11 3 2 -11 

11 4 2 -11 

11 5 3 -11 
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Como o estimador biponderado é indicado para situações em que 

os erros têm distribuição com cauda mais pesada do que a distribuição 

normal. consideramos os erros distribuídos segundo normais contamina­

das, isto é, com função de densidade de probabilidade f dada por : 

f (x) = po~(x/o l + (1-p)~ (x) 

onde ~(x} é a densidade da normal padrão. Desta forma, p é a fração de 

contaminação e a o desvio padrão da contaminante. o desvio padrão da 

contaminada foi fixado em 1. Neste trabalho consideramos todos os 

(p,o) em (0.05, 0.10, 0.25) X (2, 3, 4., 5, 10) 

De posse das amostras aplicamos os três métodos e comparamos 

os resultados. 

Para cada combinação de p e a foram geradas 2000 amostras in­

dependentes. O biponderado passo-a-frente foi realizado com o programa 

cuja listagem se encontra no anexo 1. Os outros programas necessários 

foram todos obtidos através de modificações neste programa base. A 

linguagem empregada foi Pascal e o computador utilizado foi o VAX. 

Para cada distribuição dos erros obtivemos uma tabela que in­

forma com que frequência cada uma das três variáveis foi incluída a 

lt, 5t e lOt. A tabela tem o seguinte formato : 

v 

a 

r 

i 

á 

v 

e 

l 

1 

2 

3 

a nominal 

0.10 0.05 0.01 

J----+----+----1 

:----+----+----1 
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Para cada distribuição dos erros obteve-se também o número de 

amostras que resultaram em cada modelo final possível 

Foram Qeradas amostras para mínimos quadrados ordinários, pa­

ra o biponderado com c iQual a 3.0 e a 5.0. Os resultados são apresen­

tados nas tabelas 3.1, 3.2, 3.3, 3.4, 3.5 e 3.6 

Na tabela 3.1 observa-se a frequência com que cada uma das 

variáveis foi incluída no modelo aos níveis nominais a de significAn­

cia de 0.10, 0.05 e 0.01, quando o ajuste é obtido com mínimos quadra­

dos ordinários, 

Quando os erros são distribuídos normalmente tem-se um poder, 

no teste para entrada de variáveis, muito bom para a variável X1 che­

Qando a 1.00 para a • 0.10. A variável X2 apresenta um bom poder mas 

ao contrário da variável Xl há uma diferença muito grande no poder à 

medida que a diminui. O nível de significancia real se aproxima bas­

tante do nominal, o que se pode observar a partir das frequências da 

variável X3. Os níveis de significancia observados são de 9.81, 4.lt e 

0.6%, correspondentes aos níveis nominais de lOt, St e lt, respectiva­

mente. A diferença no último caso tem nível de significancia de 3.91. 

A menos do caso em que a - o desvio padrão da contaminante 

é igual a 10, quando a fração de contaminação é de 0.05, o nível de 

significancia real não difere significativamente do nominal. Quando 

a ~ 10, o nível real ficou sempre bem abaixo do nominal, embora para 

a 3 0.01 as diferenças observadas não houvessem sido piores que para 

valores menores de a. Para a - 10 e p = 0.05, por exemplo, a variável 

3 entrou apenas 52 vezes, ao n!vel a = 0.05. em 2000 repetições Monte 

Carla, caracterizando um nível de signific&ncia nominal de 2.6t. Pode­

mos então sumarizar dizendo que no contexto estudado, uma baixa taxa 

de contaminação ( St ), e um desvio padrão da contaminante lO vezes 

maior que o da contaminada, os níveis de siqnificãncia reais tendem a 

ser menores que o níveis nominais, implicando numa posição mais con­

servativa Que o arbitrado. 
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Tabela 3.1 - Frequência de inclusão das variáveis Xl, X2 e X3 aos ní­

veis nominais de siQnificancia a com o ajuste obtido por 

mínimos quadrados ordinários e E 'V pacp {x/a) + {1-p)cp {x) 

MQO 

0.10 0.05 0.01 

Xl 1.000 0.999 0.981 
N(O,l) X2 0.875 0.758 0.420 

XJ 0.098 0.041 0.006 

p - 0.05 p - 0.10 p- 0.25 I 
a 0.10 0.05 0.01 0.10 0.05 0.01 0.10 0.05 0.01 

Xl 0.997 0.989 0.958 0.996 0.984. 0.953 0.985 0.961 0.909 
a • 2 X2 0.830 0.710 0.409 0.794 0.650 0.361 0.697 0.562 o. 310 

XJ 0.096 0.047 0.011 0.098 0.051 0.012 0.087 0.032 o. 004. 

' 

Xl 0.980 0.971 0.938 0.968 0.948 0.909 0.905 0.870 0.817 
a • 3 X2 0.796 0.670 0.389 0.74.3 0.619 0.365 0.588 0.476 0.302 

XJ 0.088 0.038 0.004 0.089 0.038 0.010 o. 084. 0.031 0.003 

Xl 0.965 0.952 0.926 0.927 0.903 0.867 0.853 0.816 0.777 
a • 4 X2 0.775 0.667 0.384 0.710 0.602 0.376 0.539 0.452 0.327 

X3 0.091 0.040 0.007 o·. 08o 0.037 0.006 0.089 o. 033 0.006 

Xl 0.957 0.944 0.919 0.898 0.897 0.850 0.802 o. 777 0.753 
a • S X2 0.745 0.636 0.389 0.668 0.568 0.351 0.478 0.416 o. 318 

X3 0.100 0.040 0.010 0.078 0.033 0.004 0.078 0.031 0.003 

Xl 0.885 0.876 0.850 0.801 0.785 0.752 0.655 0.639 0.588 
a- 10 X2 o. 714. 0.618 0.394 0.634. 0.577 0.4.03 0.461 0.4.27 0.359 

X3 0.069 0.026 0.006 0.056 0.017 0.004. 0.073 0.026 0.001 

58 



' 

Por outro lado, ainda com p ~ 0.05, com relação à variável 

Xl, há uma queda oradual de poder à medida que o a cresce, mas a queda 

não chega a ser muito orave, indo de 0.997, 0.989 e 0.958, para a= 2, 

para 0.885, 0.876 e 0.850, para a = 10, correspondentes a a - 0.10, 

0.5 e 0.1, respectivamente. Fixados a e p, temos que o poder não dife­

re muito de um a para outro, indicando uma nítida separação entre a 

distribuição de bl e sua distribuição sob a hipótese nula. 

Com relação a variável X2, verifica-se uma marcante deterio­

ração no poder com o crescimento de o. Para p ~ 0.05, o poder cai de 

0.830, 0.710 e 0.409, para 0.714, 0.636 e 0.394, quandocr cresce de 2 

para 10, para os níveis nominais de 101, 51 e 11, respectivamente. 

Para taxas de contaminação mais altas, com p = 0.10 e 0.25, o 

nível de significAncia real tende a se afastar mais do nominal, sempre 

no sendito de esquemas mais conservadores que o arbitrado. O poder pa­

ra a variável X2 decai substancialmente cheQando a 0.318 para 

p = 0.25, a = 5 e a = 0.01. No caso da variável Xl também se verifica 

uma acentuada queda de poder quando a aumenta. Para p = 0.25, este vai 

de 0.985, 0.961 e 0.909 para 0.655, 0.639 e 0.588, quando a cresce de 

2 para 10, para os níveis de significancia nominais de 0.10, 0.05 e 

0.01, respectivamente. 

Na tabela 3.2 observa-se a frequência com que as variáveis 

foram incluídas no modelo, aos níveis de significância nominais espe­

cificados, quando o ajuste ~feito utilizando-se o estimador biponde­

Lado com c = 3.0. Novamente, o número de Lepetições Monte Carlo empLe­

Qado foi de 2000. 

Os níveis de siQnificância Leais, que podem seL analisados a 

partir das frequências relativas a variável X3, são na Qrande maioria 

dos casos substancialmente superiores aos níveis de significâncias no­

minais. Quando os erros são distribuídos normalmente, tem-se por exem­

plo que os níveis reais observados são 0.173, 0.104 e 0.035 correspon-
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Tabela 3.2 - Frequência de inclusão das variáveis Xl, X2 e Xl aos ní­

veis nominais de siQnificância a com o ajuste sendo feito 

com o estimador biponderado com c= 3.0 e E~ po~(x/o) + (1-p)~(x). 

b1POnderado c • 3.0 

0.10 0.05 0.01 

Xl 1.000 0.995 0.954 
N(O,l) X2 0.792 0.668 0.382 

XJ 0.173 0.104. 0.035 

. p - o. os p .. 0.10 p - o. 25 

a 0.10 0.05 0.01 0.10 0.05 0.01 0.10 0.05 0.01 

Xl --0.996 0.984 0.937 0-.990 0.975 0.929 0.979 0.956 0_.900 
a - 2 X2 0.739 0.622 0.373 0.740 0.606 0.363 0.660 0.521 0.317 

Xl 0.171 0.103 0.030 0.160 0.103 0.039 0.150 0.089 0.027 

Xl 0.993 0.983 0.941 0.984 0.969 0.915 0.950 0.924 0.879 
a - 3 X2 0.745 0.607 0.344 o. 717 0.577 0.334 0.595 0.471 0.301 

X3 0.148 0.089 0.027 0.156 0.098 0.035 0.137 0.082 0.023 

Xl 0.990 0.979 0.938 o. 972 0.955 0.908 0.920 0.893 0.847 
a -. X2 0.740 0.605 0.350 0.717 0.574 0.342 0.561 0.445 0.299 

XJ 0.171 0.105 0.029 0.156 0.097 0.027 0.120 0.066 0.021 . 

Xl 0.993 0.978 0.938 0.974 0.956 0.907 .0.893 0.861 0.820 
a - 5 X2 0.742 0.613 0.363 0.672 0.536 0.320 0.521 0.423 0.298 

XJ 0.155 0.096 0.033 0.143 0.085 0.028 0.109 0.056 0.020· 

Xl 0.981 0.970 0.927 0.956 0.94.3 0.899 o .820 0.793 0.747 
a - 10 X2 0.740 0.606 0.363 0.660 0.525 0.298 0.485 o. 4.08 0.282 

X3 0.143 0.085 0.032 0.118 0.072 0.026 0.083 0.042 0.009 
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dentes aos níveis nominais de 0.10, 0.05 e 0.01 respectivamente. A di­

ferença entre os níveis nominais e os níveis reais vai diminuindo à 

medida que p ou a aumentam. Assim. ficam evidências de que o esquema 

biponderado com c - 3 inclue variáveis no modelo mais liberalmente, 

sendo menos conservativo que o arbitra~o. Quando p = 0.25 e a • 10 ou 

5 e p = 0.10 e a = 10 tem-se que a diferença já não é tão marcante. 

O poder para a variáve~ Xl decresce à medida que p ou a au­

mentam. Porém, a menos de quando p = 0.25 e a = 10 o poder nunca é in­

ferior a 0.80 qualquer que seja o nominal. 

Para a variável X2, também há um decréscimo no poder à medida 

que p ou a aumentam, mas para esta variável o poder cheça a ser bem 

baixo (0.282). Para p e a constantes, verifica-se uma queda acentuada 

do poder quando a: diminue de 0.10 para 0.01. Por exemplo. para 

p,. 0.05 e a ,. 3, o poder cai de 0.745 para 0.34-4 quando a: vai de 0.10 

a O. 01. 

Na tabela 3.3 observa-se a frequência com que cada uma das 

variáveis foi incluída no modelo aos níveis de siçnificAncia nominais 

especificados, quando o ajuste é obtido com o estimador biponderado 

com c = 5.0. 

Com os erros distribuídos normalmente, o nível de sionificAn­

cia real do t·este é bem próximo do nominal. o poder para a variável Xl 

é bastante bom. Para a variável X2, embora o poder seja bom para 

a= 0.10 (0.809), este fica bastante baixo quando a: = 0.01 (0.363). 

O nível de siQnific4ncia real do teste F para inclusão de va­

riáveis pode ser observado a partir das frequências relativas à variá­

vel XJ. Na parte trianoular esquerda superior da tabela o nível real 

se aproxima bastante bem do nominal enquanto qu na parte triançular 

inferior direita tem-se uma aproximação razoável. Retirando-se 

(p, a} = (0.25.5), (0.25,10) e (0.10.10) tem-se que o nível de signifi-'­

cãncia real sempre se encontra dentro do intervalo (0.87,1.12) para 

a • 0.10, (0.45,0.63) para a • 0.05 e (0.012,0.019) para a- 0.01. 

61 



Tabela 3.3 - FreQuência de inclusão das variáveis Xl. X2 e X3 aos ní­

veis nominais de si~nificância a com o ajuste obtido com 

o estimador biponderado com c= 5.0 e E~ po~(x/o) + (1-p)~(x). 

biponderado c • 5.0 

0.10 0.05 0.01 

Xl 0.998 0.991 0.949 
N(0,1) X2 0.809 0.656 0.363 

X] 0.105 0.053 0.015 

• 

p .. o.os p - 0.10 p- 0.25 I 
a 0.10 0.05 0.01 0.10 0.05 0.01 0.10 0.05 0.01 

Xl 0.995 0.983 0.943 0.994 0.983 0.935 0.978 0.957 0.904 
a - 2 X2 0.786 0.639 0.367 0.754. 0.601 0.333 0.809 0.656 o. 301 

Xl 0.111 0.062 0.019 0.107 0.063 0.017 0.105 0.053 0.015 

Xl 0.996 0.986 0.939 0.984 0.965 0.919 0.94.6 0.917 0.858 
a - 3 X2 0.751 0.607 0.337 0.716 0.572 0.331 0.589 0.476 0.294 

Xl 0.098 0.059 0.015 0.097 0.055 0.016 0.090 0.045 0.012 

Xl 0.992 0.982 0.946 0.977 0.962 0.917 0.909 0.878 0.832 
a " < X2 0.752 0.619 0.337 0.683 0.545 0.317 0.566 0.462 0.288 

Xl 0.107 0.059 0.015 0.098 0.052 0.013 0.092 0.045 0.013 

Xl 0.987 0.975 0.924 0.961 0.94.4. 0.897 0.888 0.856 0.812 

a - 5 X2 0.757 0.621 0.34.6 0.696 0.555 0.319 0.547 0.444 0.296 
Xl - ,-_·o.-104 0.054.0.017 .Q -· 094 o. 047 0.013 0.082 0.036 o.oos 

Xl 0.982 0.975 0.931 0.948 0.933 0.889 0.809 0.787 0.738 
a • 10 X2 0.75,2 0.600 o. 34.8 0.665 0.519 0.307 1 0.4.9.3 0.4.16 0.288 

Xl 0.087 0.050 0.014. 0.085 0.04.1 0.007 0.073 0.034. 0.008 
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têivel. 

(P, o ) 

O poder do teste para a variável Xl é bom e relativamente es­

No pior dos casos tem-se o poder ioual a 0.738 ( para 

- (0.25,10) e a- 0.01 ) sendo que na maioria dos casos ele é 

superior a 0.90. A diminuição no poder à medida que p ou a aumentam se 

dá de uma maneira suave. 

O poder para a variável X2 nunca é muito bom atinoindo um má­

ximo de 0.809. Nos piores casos ( (p,o) = (0.25,5), (0.25,10) e 

(0.10,10) ), tem-se que para a= 0.10 o poder é bem baixo 

0.493. Além disso, observa-se um decréscimo muito Qrande no 

sendo 

poder 

até 

~ 

medida que a diminui. O poder cheoa a ser tão baixo quanto O. 288. Em­

bora quando p ~ 0.05 o poder também seja baixo tem-se neste caso uma 

estabilidade maior com relação a aumento de a, quando comparado com 

p = 0.10 ou 0.25 

A tabela 3.4 mostra quantas vezes. das 2000 repetições Monte 

Carla, se cheoou a cada um dos modelos finais possíveis. Por exemplo, 

para p = 0.05 e a= 10, o modelo final incluiu exatamente as variáveis 

Xl e X2. 1081 (54.051) vezes, quando o ajuste foi obtido por mínimos 

quadrados ordinários. Para simplicidade representamos, por exemplo, 

por X1X2 o modelo que inclue apenas as variáveis Xl e X2. 

Com os erros distribuídos normalmente tem-se que apenas os 

modelos Xl. X1X2, X1X3 e XlX2X3 foram escolhido alguma vez. O modelo 

correto, XlX2 foi escolhido 77.6t das vezes. 

Para p = 0.05 o modelo correto é o mais escolhido, para todos 

os valores de a. Porém, a frequência com que se chega ao modelo corre­

to vai decrescendo à medida em que a cresce, em favor de um crescimen­

to das frequências de ocorrências de X1 e de X2. Assim, XlX2 é esco­

lhido 73.6t. 70.0t, 65.91, 61.61 e 54.lt das vezes, para a = 2, 3, 4, 

5 e 10, respectivamente. Convém observar aqui que o delineamento tem 

uma parcela de contribuição neste fato. 
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Tabela 3.4 - Ndmero de amostras ( em 2000) com um dado modelo final se 

lecionado com o ajuste obtido por mínimos quadrados ordi­

nários e E"' po<p(x/o) + (1-p)<p(x). 

MQO 

variclveis no modelo final 

X1 I X2 X3 X1X2 XlX3 X2X3 I X1X2X3 

N (0 .1) 2•2 1 o o 1562 8 o 188 

a 

2 329 6 o 14.73 12 o 180 

3 386 39 o 14.00 23 1 151 

p - o .05 4 432 68 o 1318 19 3 160 

5 482 86 o 1232 29 1 170 

10 557 224 o 1081 14 6 117 

2 403 9 o 1392 10 o 186 

3 490 64 o 1269 24' 1 152 . 
-

p - 0.10 4 546 146 o 1148 34 o 126 

5 629 200 o 1016 35 5 115 

10 701 383 o 80I 29 13 70 

2 572 30 o 1224. 35 1 138 

3 770 182 o 881 54 8 !OS 

p - o .25 4 859 274 o 689 64 21 93 

5 972 369 o 503 73 27 56 

10 996 617 1 221 61 53 31 



Tabela 3.5 - Namero de amostras ( em 2000 ) com um dado modelo final 

selecionado com o ajuste obtido com o eatimador biponde­

rado com c= 3.0 quando E~ PGW(x/cr) + (1-p)~(x). 

biponderado c - 3. O 

variáveis no modelo final 

X1 X2 X3 XlX2 XlX3 X2X3 x~-X2X3 

N(0,1) 383 1 o 1270 33 o 313 

a 

2 475 8 o 1176 41 1· 293 

3 472 13 o 1219 38 .1 257 

p - 0.05 4 484 19 o 1155 36 2 304 

5 478 14 o 1198 39 1 270 

10 496 37 o 1182-' 25 1 259 

2 477 21 o 1182 43 o 277 

3 516 31 o 114.2 50 2 259 

p - 0.10 4 528 51 o 1109 39 6 267 

5 603 51 o 1061 53 1 231 

10 638 63 o 1043 41 4 190 

2 617 40 o 1043 64 2 234 

3 741 91 o 694 70 10 194 

p - 0.25 4 819 149 ~ 792 59 12 169 

5 888 197 o 697 70 17 131 

10 959 327 o 536 59 21 85 
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Tabela 3.6 - Namero de amostras { em 2000 ) com um dado modelo final 

selecionado com o ajuste obtido com o estimador biponde­

rado com c= 5.0 quando E~ pa~{x/a) + {1-p)~{x). 

biponderado c • 5.0 

vari~ve1s no modelo final 

X1 I X2 X3 I X1X2 I X1XJ X2XJ X1X2X3 

N(0,1) 366 5 o 14.20 16 o 1~3 

a 

2 406 10 o 1362 23 o 199 

3 475 8 o 1321 23 1 172 

p - 0.05 4 469 16 o 1301 28 o 186 

5 473 25 o 1295 14 1 192 

10 480 37 o 1309 17 o 157 

. 

2 474 13 o 1300 18 o 195 

3 539 31 o 1237 30 1 162 

p .. 0.10 • 605 44 o 1155 29 2 165 

5 581 77 o 1154. 27 2 159 

10 650 100 o 1079 24 . 4 142 

' 

2 599 44 o 114.7 40 1 169 

3 770 104 o 946 52 5 123 

p - 0.25 4 818 174 o 824 50 9 125 

5 845 206 o 786 61 19 83 

10 938 340 2 557 55 21 68 
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o aumento de p deteriora esta capacidade de se chegar ao mo­

delo correto. Para p = 0.25, as frequências acima decaíram para 61,.2t, 

44,1t, 34.4t, 25.1t e 11.1t, respectivamente. Verifica-se. paralela-

mente, um aumento nas frequências a que se chega aos modelos X1 e X2. 

Para p = 0.25 e o = 10, verificou-se inclusive uma ocorrêcia 

bizarra quando, por uma vez, se chegou ao modelo que inclui apenas a 

variável X3. Outra situação curiosa é que para a = 10. o modelo Y = c, 

que não inclue nenhuma das variáveis, acorre 1, 2 e 20 vezes, para p a 

0.05, 0.10 e 0.25, respectivamente. 

A tabela 3.5 é a equivalente A tabela anterior, agora usando 

o estimador biponderado com c - 3.0, verificando-se um padrão seme­

lhante com as frequências de ocorrência de cada um dos modelos, à me­

dida que p e a variam. O modelo correto, X1X2, ocorre com mais fre­

quência nas situações de contaminação leve (p e a pequenos) à medida 

que p e o crescem a frequência do modelo alternativo cai, em favor de 

outros modelos razoáveis, como X1 e X2. Também aqui, para o = 10, mo­

dela Y = c ocorreu algumas vezes : exatamente 1 e 13 vezes, respecti­

vamente para p = 0.10 e p = 0.25. 

A tabela 3.6 traz resultados análogos. aoora para o estimador 

biponderado com c = 5.0. Os padrões já observados nos dois casos ante­

riores persistem. A queda na frequência de XlX2 quando o aumenta, para 

p = 0.05 não é significativa. 
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CAPtTULO 4 

COMENTARIOS E CONCLUSõES 

4.1 - DESEMPENHO COMPARATIVO DOS ESTIMADORES 

Conforme se pode observar das tabelas 2.2 a 2.5, os dois es­

timadores estudados, o de mínimos quadrados e o biPonderado, em suas 

duas versões, com c m 3.0 e com c = 5.0, não apresentam diferenças de 

comportamento com respeito ao valor médio esperado das estimativas. 

Este resultado já era esperado, dado o fato de que ambos os estimado­

res são não viciados. 

Com respeito à variância dos estimadores, contudo, verifica­

se uma forte diferenciação entre o estimador de mínimos quadrados e o 

biponderado, à medida que o 2 cresce. As duas opções do biponderado não 

apresentam Qrande diferenciação entre si. 

Contudo é interessante notar que, embora diferindo muito pou­

co em termos de eficiência ~elativa, as duas opções do biponderado 

possuem contextos específicos em que cada uma apresenta melhor desem­

penho. Assim, de 48 situações diferentes em que foram comparados (os 3 

parâmetros vezes 3 valores de p, vezes 5 valores de a, mais os 3 parA­

metros no caso da normal pura), apresentados nas tabelas 2.4 e 2.5. a 

versão c = 5.0 foi melhor 26 vezes, contra 22 da opção c • 3.0. Este 

equilíbrio, contudo, não deixa de revelar que a opção c = 3.0 foi sis-

tematicamente melhor nos contextos de contaminação pesada, caracter i-

zada por p e a orandes. A opção c = 5.0 oanhou sistematicamente no 

contexto oposto. 

Comparando em conjunto o biponderado com o estimador de míni­

mos quadrados, vemos que a variância deste cresce rapidamente A medida 
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Figura 4.la - Variâncias dos estimadores de Sl para p = 0.05. 

69 



p = 8.19 

5.2,_----------------------, 

~ 

i 

i 
I ... 
( 
I 

I 
I j 

' I , 
i 
i " o 
~ a I A o ~ K<IO 

' il ' 
0 BIP3.0 

0 BII'5.9 

• 
Q d 

Si !~Ma 

Fi~ura 4.lb - Variâncias dos estimadores de 61 para p = 0.10. 
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que a 

opções 

aumenta, destacando-se fortemente das variancias para 

utilizadas do biponderado. Este padrão se repete para 

valores de p. 

as 

os 

duas 

três 

~ medida que p cresce, cresce também as variâncias envolvi­

das. Para p = 0.05 e p ~ 0.10. o crescimento de a não afeta significa­

tivamente as variâncias dos biponderados, ao contrário do que ocorre 

para o estimador de mínimos quadrados, conforme vimos. Tal fato revela 

a característica estabilizadora do biponderado com relação a cresci­

mento dos pesos das caudas das distribuições dos erros. 

Para p = 0.25, contudo, já se verifica um crescimento das va­

riâncias dos biponderados à medida que o cresce. Tal crescimento é 

bastante acentuado, embora ainda bem inferior ao crescimento das va­

ri&ncias do estimador de mínimos quadrados. 

Tais fatos são ilustrados na figura 4.1. Nela estão represen­

tadas as variâncias de bl, para o estimador de mínimos quadrados e pa­

ra as duas versões consideradas do biponderado. como função de a Ca­

da ~ráfico corresponde a um dos valores de p_ 

Os oráficos para as variâncias de bo e de b2 apresentariam 

padrões muito semelhantes e não são, por isto, apresentados. 

4.2 - PODER E NIVEL DE SIGNIFICANCIA 

Observando as tabelas 3.1 a 3.3. que apresentam as frequên­

cias com que as variáveis foram incluídas aos níveis de significância 

nominais de 0.10. 0.05 e 0.01. pode-se tirar conclusões a respeito do 

poder e do nível de significância reais dos testes envolvidos no pro­

cesso empregado para seleção de variáveis. 

Verificando-se, por exemplo, a frequência com QUe a variável 

X3 foi incluída no modelo. obtem-se indicações sobre o nível de siqni-
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Fiqura 4.2b - Nível de signific&ncia real associado a variável X3 para 

a = 0.10 e p • 0.10. 
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p = 9.19 
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Fioura 4.3b - Poder associado à variável Xl para p = 0.10. 
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Fi9ura 4.3c- Poder associado à variável Xl para p = 0.25. 
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ficãncia associado aos testes para inclusão de variáveis já que S3 -

o. 

Com as estimativas do biponderado com c ~ 3.0 o nível de sig­

nificância real está bastante afastado do nominal, fato este que não 

ocorre para os mínimos quadrados ordinários e biponderado com c • 5.0. 

Na maior parte dos casos os doia últimos não apresentam um resultado 

muito diferente. Temos que próximo a normalidade, isto é, com p e a 

pequenos, o estimador de mínimos quadrados ordinários apresenta um ní­

vel real menor que o nível nominal. Tal comportamento já era esperado, 

dado que no processo de seleção automática empregado, toma-se para 

critério de entrada o F máximo. Já para o biponderado com c = 5.0, o 

nível de signific&ncia real é sempre maior que o verificado para o 

MQO. Embora também neste caso o nível de signific&ncia vá reduzindo à 

medida que p ou a aumentam, a variaçâo é menor que a verificada para o 

MQO. 

Observando as frequências de ocorrência das variáveis Xl e X2 

no modelo final. pode-se ter uma idéia sobre o poder dos teste envol­

vidos, já que tanto Sl como 62 são diferentes de O. Em termos da va­

riável 1 temos que os mínimos quadrados ordinários, à exceção dos con­

textos de proximidade da normalidade, tem um desempenho inferior ao 

biponderado. Entre c = 3.0 e c = 5.0 não há muita diferença. Além do 

fato de o biponderado ter um poder consistentemente maior do que míni­

mos quadrados ordinários. deve-se observar que a deterioração não é 

tão qrande quando p ou a aumentam. 

com a vari~vel X2, n~o se observa muita diferença no poder 

entre os tr@s métodos. 

As fiouras 4.2 e 4.3 ilustram parcialmente os fatos comenta­

dos acima. As figuras 4.2 mostram as variações, com a • dos níveis de 

signific4ncia reais associados a X3, para ~ - 0.10, para o MQO e as 

duas versões do biponderado, para cada valor de P- As figuras 4.3 fa­

zem o mesmo com relação ao poder relativo à vari~vel Xl. 
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4.3 - MODELO FINAL 

Nas tabelas 3.4, 3.5 e 3.6 observa-se o ndmero de vezes em 

que se obteve cada um doa modelos finais possíveis, para o ajuste ob­

tido através de mínimos quadrados ordin~rios, estimador biponderado 

com c = 3.0 e estimador biponderado com c = 5.0 respectivamente. 

Com relação ao modelo correto, XlX2, tem-se que, fixado p, 

para a menores os resultados obtidos por mínimos quadrados ordinários 

são melhores enquanto que para a maiores os resultad~s com os dois es­

timadorea biponderados superam os de mínimos quadrados. Comparando-se 

apenas os estimadores-biponderados tem-se que, com c R 5.0, o modelo 

correto é selecionado mais vezes do que Para c = 3.0. 

o ajuste por mínimos quadrados leva a uma maior incidência do 

modelo X2X3 do que o biponderado principalmente Quando p = 0.25. 

O ajuste que menos leva à escolha do modelo XlX2X3 vem a ser 

o de mínimos quadrados. 

Os resultados com o estimador biponderado se assemelham mais 

entre si do que com os de mínimos quadrados. 
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A P ~ N D I C E 

Apresenta-se aqui a listagem do programa em Pascal utilizado 

para se obter os resultados. Este programa gera as amostras e faz a 

regressão biponderada para o conjunto de dados gerados. Para os outros 

resultados necessários utilizou-se programas obtidos a partir de modi­

ficações neste. 
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PROGR1~M programa-completo CINPUT,OUTPUT) . 
• 

(***** *****' 
<** Declaracao de variaveis e constantes**) 

<••••• *****) 

CONST 
p = 3 7 
n = 10 ~ 

TYPE 

<•• numero de variaveis a menos da media**' 
<•• numero de observacoes **) 

matrizi003 - ARRAYC1 •• 10,0 •• 4J o f REI~ L . • 
matriz0303 = ARRAYC0 .• 4,0 •. 4J o f DOUBLE ' vetor03 
vetor 10 

vetboo 
BYTE 

VAR 
resé't'"'l 
c e 
tab 
s 
acres 

nvlnc 
v ar i nc 

j j 

dmin 
varmod 

inc 
jj 
act1ou 
ld\ 
pronto 
~~e j 

11 
modfim 

rEsiduo 
sigma 
pcont 
semente 
F 

= ARRAYC0 •. 4J o f DOUBLE . 
' 

= ARRAYC1 •. 10J o f DOUBLE . 
• 

= ARRAYC0 •• 10J o f BOOLEAN " • 
= 0 ~ • 255 ' 

~ matrizi003 ;<•* matriz X**) 
: REAL ; 

REAL ;<•• valor F de entrada de variaveis ••> 
1 OOUBLE ;C** amplitude interquartis **' 
: vetori0 ~C** vetor dos valores de F devido a inclusao das 

variaveis ·l~*) 

~ INTEGER ;(**numero de variaveis Ja incluidas **' 
: ARRAYC0 •• 3J of INTEGER ;(** indicador das variaveis que ainda 

nao foram incluidas **) 
: INTEGER ;C** contador **' 

vetori0 ;<** tolerancias das varfaveis **' 
ARRAY[0 •. 3J of INTEGER ~(**-i qdo. variavel no modelo i caso 

contrario X*) 
: BOOLEAN ~(**diz se a variavel deve ou nao ser incluida ••> 
: INTEGER ;C** contador MM) 

BOOLEAN ;C** variavel aux. para atualizar o vetor varfnc **) 
INTEGER ;C** contador **> 

: BOOLEAN ;<** indica se o processo de inclusoes ja terminou ••> 
~ ARRAY[i •• 3.i •• 3J o~ INTEGER ;<••indica a qtos por cento a 

variavel entrou**' 
: INTEGER ;C** conta o numero de amostras geradas **) 
ARRAYC0~.7J of INTEGER ;C** diz quantas amostras terminaram em 

cada modelo ~·*) 

vetori0 ; <** vetor de residuos **) 
: REAL ;<•• o desvio padrao da contaminante **' 
; REAL ;<•• percentagem d~ contaminacao **) 
. INTEGER ;<•• sementE da sequencla de numeras aleatorios **) 

ARRAY[i •• i0ri •. 3J of REAL p(** matriz dos valores F 
t;;\bt'lados 1t·*) 



<***** *****) 
(*** D~claracao dos valores tabelados de F ***) 
<***** *****) 

PROCEDURE declara_F ; 

BEGIN 
FC1,1J := 39.863 ; FC1,2J := 161.45 ; FC1,3J := 4052.2 ; 
FC2,1J ~- 8.5263 ; FC2,2J ·- 18.513 ; FC2,3J ~= 98.503 : 
FC3,1J •- 5.5383 ; FC3,2J := 10.128 ; FC3,3J := 34.116 
FC4,1J ·- 4~5448 ; FC4,2J := 7.7086 ~ FC4,3] ~~ 21.198 ; 
FC5,1J := 4.0604 ; FC5,2J ·- 6.6079 ; FC5,3J ·- 16.258 
FC6,1J ·- 3.7759 ; FC6,2J := 5.9874 ; FC6,3J := 13.745 ~ 

FC7,1J := 3.5894 ; FC7,2J ~= 5.5914 ; FC7,3J := 12.246 ; 
FCB,iJ •- 3.4579 ; FC8,2J ~= 5.3177 ~ FC8,3J := 11.259 
FC9,1J := 3.3603 ; FC9,2J := 5.1174 ; FC9,3J := 10.561 ; 
FC10,1J := 3.2850 ; FC10,2J := 4.9646 ; FC10,3J :~ 10.044 ; 

END ; 

<••*** *****' 
(*** Inicializa a geracao de numeres aleatorios ***) 
(***** *****' 

CEXTERNAL,asynchronousJ FUNCTION MTH$RANDOMCVAR seed : INTEGER) :REAL; 
EXTERN; 

( N:)f-)(·1f1f :)fiHHHf) 

(*** Gera uma amostra ***) 
( ***** -lf-lf~H(·:)f) 

PROCEDURE cria_dados p 

VAR 
A 
i r J 
Erro 

ARRAYC1 •• 3J of REAL ; 
: INTEGER ; 
: REAL ; 

PROCEDURE cria-erro (VAR normal :REAL) ; 

\h~ R 

IJO i i 
u.n i ~2 

DEGIN 

: REAL ; 
~ REt'IL ; 

unii •- MTH$RANDOM<semente) ; 
uni2 ·- MTH$RAND0M(s~mentE) ; 
unii := SGRTC2•LNCi/Ci-u.nii))) 
uni2 := 3.14159•<2•unl2-i) ~ 

normal := u.nii·l~SIN<uni2) ; 
IF MTH$RANDOM<semente) < pcont THEN normal := sigma•normal ; 

END ; 



BEGIN 
FOR i ~= 1 TO 5 DO 
BEGIN 

reservCi+5.1J == 
END ; 

. 
' 

FOR i : = 1 TO 5 DO 
reserv[i,3J := 1 ; 

FOR :~6T010DO 

reservei ,3J ::::: -1 ; 
FOR i := 1 TO 2 DO 
BEGIN 

. 
' 

reservC2*i-1,2J := i ; 
reservC2*i ,2J ~= i ; 
reservC2*i+4,2J := 
reservC2*i+5,2J ·- ; 

END ; 
reservC5,2J := 3 ; 
reservC10,2] := 3 ; 
AC 1 J : ~ 4 ; 
AC2J ~= 4 ; 
l-i[3J := 0 ~ 

FOR i := 1 TO n DO 
BEGIN 

reservCi,0J :=i ; 
reservCi,p+iJ := 4; 
FOR j : ~ 1 TO p DO 

reser-ve i ,p+iJ 

c r i a_erro (e r r· o) 
reservti,p+iJ + ACjJ•reservti,jJ; 

' reserv[i,p+iJ := reservCi,p+iJ +erro; 
END ; 

END ; 

( ·)HHHH> 

(·~~'** Regressao 
( 1HHf·ll'-ll:· 

1~*~H~*) 

biponderada com as variaveis necessarias ***) 
1HHHH~) 

PROCEDURE regressao_biponderada v 

VAR 
pesos 

nint 
Pim 

l:lini 

bchap 
j 
:;.:a um 

' : . . 
' : 

' : . 

vetori0 ;<•• pesos das obs. Para o processe iterativo **' 
BYTE ;C** contador**' 
INTEGER ~(**numero de iteracoes **) 
BOOLEAN ;<** indica se o processo iterativo Ja convergiu **1 
ARRAY[0 •• 10J of DOUBLE ;<•• est. dos pa~ametros rto inicio do 

i-esimo passo **' 
vetor03 ;<•• est. dos parametros no fim do i-esimo passo**) 
BYTE ;<**contador**) 
matriz0303 ~<•• matriz ampliada Ja sweepada no zero**) 



(***** *****) 
<***Faz o sweep nas linhas necessarias ***) 
(***** *****) 

PROCEDURE sweepa_tudo ~ 

VAR 
ivar : ARRAYC0 •. 2iJ o~ INTEGER ;(**-i qdo. a linha Ja foi sweepada i 

caso contrario ••> 
k : BYTE r(-!~* contador **) 
1 : BYTE ;<**contador**) 

PROCEDURE sweepCr : INTEGER) ; 

VAR 
lll : BYTE ;(** contador 
t : BYTE ; ( ** contador 
d,b7c : DOUBLE . 

' 
co] in ' vetboo T ( ~H:f 

BEGIN 
FOR m := i TO p DO 

col i n[mJ := FALSE ; 
d := >~aumtr 7rJ ; 

indica 

**' 
H) 

se h a col ineaJ,.idade ~Hf) 

IF C (d < dminCrJ) AND ( ivartrJ = i)) THEN cal intrJ ;= TRUE ; 
IF NOT colintrJ THEN 
BEGIN 

FOR m := 0 TO p+i DO 
BEGIN 

IF m <> r THEN 
BEGIN 

IF m > r THEN b := ivarCmJ•lvarCrJ•xaum[r 7 mJ/d ; 
IF m ( r THEN b := xaumCmrrJ/d ; 
FOR t := m TO p+i DO 
BEGIN 

IF t <> ,. THEN 
BEGIN 

IF t < r THEN c := ivarCtJ•ivarCrJ•xaumtt7rJ ; 
IF t > r THEN c := >~aumtr·.tJ j 

xaumCm 7 tJ := xaum[m,tJ - b•c ; 
END i 

END ; 
END ; 

END : 
IF r <> 0 THEN FOR m ~= 0 TO r-1 DO 

xaumCm.rJ := -xaumtm.rJ/d ; 
FOR m ~= r+i TO p+i DO 

xaumCr.mJ == xaum[r 7 mJ/d ~ 

xaumCrrrJ := i/d ; 
ivar[rJ ;= -lvarCrJ ; 

END ; 
END : 



BEGIN 
i varC0J ::::: -i ; 

FOR k :• i TO p+i DO 
ivar[kJ :;;;; 1 ; 

k : = 0 ; 
1 :- i ; 
WHILE k < nvinc DO 
BEGIN 

IF (varmodClJ = -1> THEN 
BEGIN 

~::.weep(l) ; 
!<:=1<+1; 

END ; 
1 := 1 + i ; 

END ; 
IF inc = TRUE THEN 
BEGIN 

swe-ep ( i i ) ; 
END 
ELSE 

sweep(varinc[i iJ) ; 
FOR k ~ ~~ 0 TO p DO 

bchap[kJ := xaumCk~p+iJ ; 
END ; 

(***** *****) 
(***Calcula a matriz (X'XlX~Y) ***' 
( ***** *~H<·*i~) 

PROCEDURE crla_matriz ~ 

VAH 
k 
1 

m 

BYTE ''**contador **) 
3YTE ;C** contador**) 

: vetor03 ;<•* vetor auxiliar Para guardar os dados de uma 
(Jbser-vacao 1Hf) 

: BYTE ;<-**contador ·lf*) 

llEGIN 
FOr~ k ~= i TO p+i DO 
BEGIN 

xaumC0,kJ := reservCi 7 k] ; 
FOR 1 ::::: k TO p+i DO 

>:aum[kTlJ ~= 0 ; 
END ; 
FOR k ::::: 2 TO n DO 
BEGIN 

FOR 1 ""' i TO p+i DO 
BEGIN 

>;x[lJ ·- rEserv[k,lJ 
END ; 



FOR 1 := i TO p+i DO 
BEGIN 

FOR m := 1 TO p+i DO 
xaumCl,mJ •- xaum[1,mJ + CCxxC1J-xaum[0,lJ)/k)*((xx[mJ­

xaum(0,mJ)*(k-1)) ; 
END ; 
FOR 1 : = i TO p+i DO 

;-:aum[0,1J ~= ((k-i)wxaum[0,1J + xx[lJ)/k ; 
END ; 
xaum[0,0J := 1/n 
FOR I< ·- 0 TO p+i DO 
BEGIN 

IF k = 0 THEN 
BEGIN 

FOR 1 ~=-" k+i TO p+i DO 

xaum[l,kJ ==- xaumCk,lJ ; 
END 
ELSE 
BEGIN 

FOR 1 ~= k+i TO p+i DO 
xaumCl,kJ := xaumCk.lJ ; 

END ; 
END ; 

END ; 

(*** Calcula os residuos apos uma iteracao ***) 
(***** *****' 

PROCEDURE calc_residuo ~ 

Wif{ 

v BYTE . ('IHf contctdor ' 
;-; BYTE ' (iH'" cont ado1~ 

FOR v := 1 TO n DO 
residuo[vJ == 0 ; 

IF NOT inc THEN 
BEGIN 

FOR v ~= 1 TO n DO 
BEGIN 

FOR x ~= 0 TO p DO 
BEGIN 

-)(.-li·) 

~-·)(·) 

IF ((varmodC>:J ""·-i) OR (;.: = va1~incCi iJ)) THEN 
residuo[vJ := rEsiduo[vJ + reserv[v,xJ•xaum[x,p+iJ ; 

END ; 
residuo[vJ == reserv[v,p+iJ - residuo[vJ ; 

END ; 
END 
ELSE 



BEGIN 
FOR v •= i TO n DO 
BEGIN 

FOR x := 0 TO p DO 
BEGIN 

IF ((varrnodCxJ =-i) OR <x = i i)) THEN 
residuotvJ := r~siduotvJ + reservCv,xJ•xaumCx,p+iJ 

END ; 
residuotvJ ~= reservtv,p+iJ - residuotvJ ~ 

END 1 
END ; 

END ;: 

(***** *****) 
(***Faz o ajuste por minimos quadrados ***) 
<***** *****' 

PROCEDURE minimos_quadrados ; 

BEGIN 
cria_matriz; 
sweepa_tudo ; 
calc_residuo ~ 

END ; 

( * ·lHHH~ -11:· ·lHHHt ) 

'***Calcula a amplitude interquartis ***' 
( lHO:-lHH~ ·)HHHHé ) 

PROCEDURE calc_S ; 

~,lAR 

" BYTE 1 
INTEGER 

I< T 1 
ind,ord ~ 

~()I'" 

hi,h2 

ninv 

13EGIN 
FOR k 

vetori0 
DOUBLE ; 
DOU8LE ;: 
BOOLEi·~N r 

i TO n DO 

yor[kJ ·- residuo[kJ ; 
1 ~= n-i 

ninv := false i 

folr k : = i tO 1 

elo be::gin 

if ~orCkJ > yor[k+iJ 



then begin 
ninv ~= true ; 
1:\tD: ::::: !.:JOF[kJ ;. 
~oi'·[J<J ;:::: yorCk+iJ ; 
yorCk+iJ ~= au:-: ; 

end r 
end ; 

1:=1-i; 

unt i1 not ninv ; 

k := n DIV 4 ; 

IF n MOD 4 = I THEN 
BEGIN 

hi := (yorCkJ + yor[k+iJ)/2 p 
h2 .- (yor[n+i-kJ + yor[n-k])/2 

END 
ELSE 
BEGIN 

I •= (n+3> DIV 4 ; 
hi := yorUJ t 
tl2 := yorCn+1-1J ; 

END ; 
"' w ·-, "- (112-hi.)/1.35 ~ 

END ; 

(***** *****) 
(***Calcula os pesos a serem utilizados na pro:-:ima iteracao ***) 
(***** *****) 

PROCEDURE calc_P i ; 

VAR 
k ~ BYTE ;C** contador **) 
pesos_k : DOUBLE ; 
ce_vezes_s : DOUBLE ; 
varinc_t : REAL ; 

BEGIN 
ce_vezes_s ~~ ce•s ; 
varinc_ii := varincCiiJ 
FOR k : = 1 TO n DO 
BEGIN 

pesos_!< :== residuoCkJ ; 
pesos_k :~ (pesos_kl/ce_vezes_s ; 
!F SQR Cpesos_k) ) 1 THEN 

pesos_k u-- 0 
ELSE 

pesos_]< ·- SQR(i -- SQR(pesos_],)) 

pesosCkJ == pesos_k J 

END ; 
END ; 



(***-!(··IE- *****' <X 'PX I X 'PYl ***) (M** Calcula a matriz 

( ***** *****) 

PROCEDURE ca1c_XPX ; 

VAR 
k : BYTE ;(**contador ••> 
1 : BYTE ;(**contador **) 
xx : vetor03 ;(**vetor auxiliar para guardar os dados de uma 

observacao ·lf~~) 

m : BYTE p(** contador **' 

BEGIN 
FOR k •~ 1 TO p+i DO 
BEGIN 

xaumt0~kJ ~= reservti,kJ ; 
xaumt0.kJ := SQRT(pesos[iJ)•xaumC0,kJ ; 
FOR 1 := k TO p+i DO 

xaumCk,lJ := 0 ; 
END ; 
FOR k : = 2 TO n DO 
BEGIN 

FOR 1 ~-- i TO p+i DO 
BEGIN 

xxClJ := reservtk.lJ ; 
xxt1J ·- SQRT(pesostkJ)•xxtlJ 

END ; 
FOR 1 := i TO p+i DO 
BEGIN 

FOR m ~~ 1 TO p+i DO 
xaumtl,mJ •- xaumCl,mJ + ((xxC1J-xaumC0,1J)/k)*((xxCmJ­

xaum[0,m])*(k-i)) ; 
END ; 
FOR 1 := i TO p+i DO 

xaumC0,1J ~= <<k-i)*xaum[0,1J + xxClJ)/k J 

END ; 
xaumt0,0J := 1/n ; 
FOR k ~- 0 TO p+i DO 
llEGIN 

IF k = 0 THEN 
BEGIN 

FOR 1 .,, k+i TO p+i DO 
xaumtl,kJ ==- >:aum[k,IJ 

END 
ELSE 
BEGIN 

FOR 1 "" 1<+1 TO p+i DO 
>:aumC1,kJ :"" :.:aum[l<,lJ ; 

END ; 
END ; 

END ; 



( ***1f X·****) 
<••* Verifica seja houve a convergencla ***' 
<***** *****' 

PROCEDURE teste ; 

VAR 
I< : BYTE ; 

BEGIN 
fim == TRUE ; 
FOR k : = 0 TO p DO 
BEGIN 

IF {(varmodCkJ = -1) OR (/( = varinc[iiJ)) THEN 
BEGIN 

IF (biniCkJ = 0) THEN 
BEGIN 

IF ABSCbchapCkJ - bini[kJ) > 0.0001 THEN 
fim := FALSE 

END 
ELSE 
BEGIN 

IF ABSCCbchap[kJ- bini[kJ)/bini[kJ) > 0.0001 THEN 
fim := FALSE ;: 

END ; 
END ; 

END ; 
END ;: 

<•**** *****' 
(')f.lHf Calcula o valor da e~-tatistica F p;,:u,·a a varia•,-E.'1 candidata ·i\'-11.'>0 

PROCEDURE cale-acres Cq • INTEGERl J 

BEGIN 
acres[qJ ~= xaum[q~p+iJ•xaumCq.p+iJ ; 
acres[g] := acres[qJ/xaum[qyq] ; 
acresCqJ := acres[q]*(n-nvinc-2) ; 
acres[qJ ~= acres[qJ/xaum[p+iTp+iJ ; 

END ; 

BEGIN 
nint:=0; 
minimos-ctuadrados 
calc_s ; 
calc_P i ; 
-f'im == -f'alse ; 
WHILE CNOT fim) ANO (nint ( 15> 

DO BEGIN 
nint := nint + i ; 



FOR j •= 0 TO p 00 
biniEjJ := bchap[jJ ; 

calc_XPX ; 
swe-epa_tudo ; 
teste ; 
IF NOT fim THEN 
BEGIN 

ca}c:_residuo 
ca}c_S ; 
ca}c_Pi ; 

ENO ; 
END ~ 

calc_ac:rEs(vaJ"inc[i iJ) ; 
END ; 

(***** *****' <••• Verifica qual variavel levou a uma maior estatistica F***' 

<••••• *****' 

PROCEDURE acres_max ~ 

BYTE ;(**contador que vai indicar qual var deu o maior acres**) 
: OOUBLE ; 

BEGIN 
i i ~= 0 ; 

ma::-: := 0 
FOR j : == i TO p DO 
BEGIN 

IF varmodEJJ = i THEN 
BEGIN 

IF acres(jJ > max THEN 
BEGIN 

max := acresCjJ ; 
J ! ~- j ~ 

ENO ; 
END ; 

END : 
END ; 

(***** *****) 
<***Verifica sE o maximo e maior do que o valor tabelado***) 
(***** *****) 

PROCEDURE te-sta-inclusao ; 

\!AR 
s-ignif7j : BYTE 



BEGIN 
signif := 0 ; 
FOR j : = 1 TO 3 DO 
BEGIN 

IF acres[ i i J > FCn-nv i nc-2, j J THEN 
.BEGIN 

signif ~: signif + 1 ; 
END ;: 

END ;: 
IF signif > 0 THEN 
BEGIN 

inc := TRUE ;: 
pronto :::: FALSE 

END 
ELSE 
BEGIN 

inc ~- FALSE ; 
pronto == TRUE ; 

END : 
IF inc = TRUE THEN 
BEGIN 

rej[ii,signifJ := rej(ii,signifJ + 1; 
END ; 

END ; 

(***** *****) 
(***Ajeita os indices apos a inclusao de uma variavel ***) 
(***** *****) 

PROCEDURE conserta_indices ~ 

BEGIN 
regressao_biponderada ~ 

VBFnlOd ( j i J : = --i ~ 

JJ "= i r 
achou :"" FALSE ; 
REPEAT 

IF varinc[jjJ <> 
jj::=jJ+i 

ELSE 
BEGIN 

achou ::::: TRUE 
kk ·- jj " ·- • 

END ' UNTIL achou ;: 

' 

nvinc := nvinc + i ; 

THEN 

IF Ckk <= p-nvinc) THEN 
BEGIN 

FOR jj := kk TO p-nvinc DO 
varinc[jj] ~= varinc(jj + iJ 

END ; 
END ;: 



( ****·~ 
<••• Verifica qual fol o modelo final 
<•**** 

PROCEDURE modelo-~inal ; 

BEGIN 

**•IE-**) 
escolhido***) 

****~f) 

IF <nvinc = 3) THEN modfimC7J := modfimC7J + i ; 
IF Cnvinc = 2) THEN 

IF (varmod[iJ = i) THEN modfim[6J := modfimC6J + i 
ELSE 
IF <vaJ~modC2J = i) THEN modfimC5J := modfimC5J + i 
ELSE modfim[4J := modfim[4J + i~ 

IF (nvinc = i) THEN 
IF (varmodCiJ - -i) THEN modfim[iJ := modfimCiJ + 1 
ELSE 
IF <varmod[2J - -i) THEN modfimC2J := modfimC2J + i 
ELSE modfim[3J := modfim[3J + i ; 

END ; 

<•• PROGRAMA PRINCIPAL **l 

DEGIN 
FOR i i := i TO 3 DO 

FOR j j : = i TO 3 DO 
l~ej[ i i ,jjJ := 0 ; 

mm : = 0 7 
FOR i i : = 0 TO 7 DO 

modfimCiiJ := 0; 
WRITELN( 'entre o valor de c ') ~ 

READLN<ce) r 
WRITELN( ·~ntn;~ o D.P. d<:\ contaminante ') r 
READLN<sigma) ~ 

WRITELN( 'o:zntn;:· a perct:ntag~~'m de contaminacao ') ; 
READLN(pcont) T 

WRITELN( 'entre a semente da sequencia aleatoria') ; 
READLNCsemente) ; 
dt;'C: 1 ar-a_ F ; 

FOR 11 •= i TO 2000 DO 
BEGIN 

WRITELNC 'amostra de numero ',11> ~ 

r.:ria_dados ~ 

nvinc ~"" 0 ; 
varmod[0] := -i ; 

FOR i i := i TO p DO 
BEGIN 

varincCiiJ ~= ii; 
dminCi iJ ~= 0~00000001 ; 
varmod[iiJ :::::i r 

END ; 
HEPEAT 

inc :=:: FALSE ; 



FOR i i :=i TO p-nvfnc DO 
BEGIN 

regressao_bfponderada ; 
END ; 
a c r es-mcn: ~ 

testa_inclusao ; 
IF lnc = TRUE THEN conserta-lndices ; 

UNTIL (pronto OR Cp = nvlnc)) ; 
modelo-final ; 

END ; 
WRITELNC TE!:;tes sao os reslJltados com sigma= 'Tsfgma~4:2,' e a 

contaminacao sendo de ',pcont~4:2) ~ 

WRITELN ; 
WRITELN( 'Este:: e o vetor de modelos finais') ; 
WRITELN ; 
FOR j j : = i TO 7 DO 

WRITELNCmodfim(jjJl ; 
WR ITELN ; 
WRITELN( 'Esta e:: t:t tabe::la com os nivefs de significancia de 

entrada das varlaveis'l ~ 

WRITELN ; 
FOR i i : = i TO 3 DO 
BEGIN 

FOR j j : '" 1 TO 3 DO 
WRITE(' ',r·ej[Ji,jjJ); 

WRITELN ; 
END ; 

END • 


