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Abstract

Most fuzzy associative memories in the literature correspond to neural networks with a single
layer of weights that distributively contains the information about the associations to be stored.
The main applications of these types of associative memory can be found in fuzzy rule-base systems.
In contrast, we present in this thesis the class of Θ-fuzzy associative memories (Θ-FAMs) that
represent fuzzy neural networks with two layers. Particular cases of Θ-FAMs, called (dual) S-FAMs
and E-FAMs, are based on fuzzy subsethood and equivalence measures. We provide theoretical
results concerning the storage capability and error correction capability of Θ-FAMs. Furthermore,
we introduce a general training algorithm for Θ-FAM that is guaranteed to converge in a Ąnite
numbers of iterations. We also proposed another alternative training algorithm for a certain type of
E-FAM that not only adjusts the parameters of the corresponding network but also automatically
determines its topology. We compare the classiĄcation rates produced by Θ-FAMs with that ones
of some well-known classiĄers in several benchmark classiĄcation problems that are available on
the internet. Finally, we successful apply Θ-FAM approach to a problem of vision-based self-
localization in mobile robotics.

Keywords: Fuzzy associative memory, fuzzy (parametrized) subsethood fuzzy, fuzzy (para-
metrized) equivalence fuzzy, selection of fundamental memories, classiĄcation, robotics, vision-
based self-localization.

Resumo

Muitas das memórias associativas fuzzy (FAMs) da literatura correspondem a redes neurais
com uma única camada de pesos que armazenam de forma distributiva as informações das asso-
ciações desejadas. As principais aplicações deste tipo de mémorias associativas são encontradas
em sistemas baseados em regras fuzzy. Nesta tese introduzimos a classe de memórias associativas
fuzzy-Θ (Θ-FAMs) que, em contraste com estes outros modelos, representam redes neurais fuzzy
com duas camadas. Caso particulares de Θ-FAMs, denominadas S-FAMs (duais) e E-FAMs, são
baseadas em medidas de subsethood e equivalência fuzzy. Resultados gerais sobre a capacidade de
armazenamento e a capacidade de correção de erro das Θ-FAMs também foram providenciados.
Adicionalmente, introduzimos um algoritmo geral de treinamento para Θ-FAM cuja convergência
é sempre garantida. Apresentamos ainda um algoritmo alternativo para treinamento de uma certa
classe de E-FAMs que além de ajustar os seus parâmetros também determina automaticamente a
topologia da rede. Finalmente, comparamos as taxas de classiĄcação produzidas pelas Θ-FAMs
com alguns classiĄcadores bem conhecidos em diversos problemas de classiĄcação disponíveis na
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internet. Além disso, aplicamos com sucesso as Θ-FAMs em um problema de auto-localização de
robô móvel baseado em visão.

Palavras-chave: Memória associativa fuzzy, medida de subsethood (parametrizada) fuzzy,
medida de equivalência (parametrizada) fuzzy, seleção de memórias fundamentais, classiĄcação,
robótica, auto-localização baseada em visão.
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Capítulo 1

Introdução

Memórias associativas fuzzy (FAMs) pertencem à classe de redes neurais fuzzy (FNNs). Uma
FNN é uma rede neural artiĄcial (ANN) cujas entradas e/ou os pesos das conexões correspondem
a valores fuzzy [12]. Muitas memórias associativas fuzzy bem conhecidas da literatura já foram
classiĄcadas como memórias associativas morfológicas fuzzy (FMAMs) [107], incluindo as FAMs
max-min e max-product de Kosko [64], a FAM generalizada de Chung e Lee [17], a FAM de Junbo
[47], a FAM max-min com limiar de Liu [70], a memória associativa bidirecional lógica fuzzy de
Belohlávek [9] e as memórias associativas implicativas fuzzy [104]. Todos estes modelos de FAMs
representam redes neurais fuzzy totalmente conectadas sem camadas ocultas [12, 102].

Uma classe mais geral de ANN que inclui os modelos de FMAMs é chamada de redes neurais
morfológicas (MNNs). Em um sentido algébrico de reticulados, [6, 87, 91], uma MNN é deĄnida
como uma ANN que executa uma das operações elementares da morfologia matemática (MM)
em cada neurônio ou nó de processamento, eventualmente seguida da aplicação de um função de
ativação [101]. As operações elementares da MM consistem das operações de erosão, dilatação,
anti-erosão e anti-dilatação [6].

MNNs e redes neurais híbridas do tipo morfológico/posto/linear [81] foram aplicadas com
sucesso em uma variedade de problemas, tais como classiĄcação [24, 25, 27, 96, 97], reconhecimento
automático de alvo [32, 42, 55, 56, 111], predição [4, 3, 99, 102, 105], reconhecimento de caracteres
[81], visão computacional [84, 85], e análise de imagens hiperespectrais [37, 36, 86].

Muitos outros modelos de ANN da literatura são explicita ou implicitamente baseados em idéias
que surgem em análise e processamento de imagens usando Şelementos estruturantesŤ (SEs) [74,
90]. Por exemplo, temos as redes neurais de regularização e pesos-compartilhados morfológicos
[32, 57, 58], modelos de neurocomputação em reticulados fuzzy [48, 49, 51, 52, 82]. Nesta tese,
apresentaremos as FAMs subsethood, subsethood dual, e equivalência (ponderadas) [24, 27, 98],
ou simplesmente S-FAM, S-FAM dual, and E-FAM (ponderadas), que são FNN de duas camadas
baseadas nos conceitos de medidas de subsethood e equivalência fuzzy que também encontram
inspiração na morfologia matemática fuzzy (FMM) [93]. Relembre que, em um sentido geométrico,
podemos deĄnir operadores elementares da MM em termos de medidas de inclusão (ou subsethood) e
intersecção [79, 101]. EspeciĄcamente, o operador elementar de erosão fuzzy é deĄnido em termos
do grau de inclusão (ou grau de subsethood) de objetos (i.e., versões transladadas do chamado
elemento estruturante) em outro objeto (dado pela imagem em questão) [94]. Adicionalmente,
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certas medidas de equivalência empregadas em E-FAMs podem ser relacionadas com transformadas
hit-or-miss fuzzy. Portanto, as S-FAMs (duais) e as E-FAMs (ponderadas) podem ser vistas como
redes neurais morfológicas fuzzy, mais especiĄcamente como memórias associativas morfológicas
fuzzy [107].

Subsethood é um conceito da teorica de conjuntos fuzzy que visa avaliar o quanto um conjunto
fuzzy está contido em outro. Kitainik [59] e Sinha e Dougherty [92] foram alguns dos primeiros
pesquisadores a apresentar uma deĄnição axiomática para a medida de subsethood (ou inclusão).
Subsequentemente, Young criticou os nove axiomas que uma medida de subsethood deveria satis-
fazer, segundo Sinha e Dougherty, e propôs uma deĄnição mais simples e intuitiva consistindo de
apenas três axiomas [114]. Tanto a deĄnição axiomática de Sinha e Dougherty quanto a de Young
serviram como base para muitas outras formulações e caracterizações de medidas de subsethood,
em particular a deĄnição axiomática introduzida por Fan et al. [29] que será adotada nesta tese.
As chamadas medidas de *-subsethood representam uma ampla classe de medidas de subsethood
que satisfazem os axiomas de Fan et al.. Além da ligeira modiĄcação da deĄnição de Young, Fan
et al. mostraram como combinar duas medidas de subsethood para produzir uma nova medida
desta classe. Assim como tanto outros autores, tais como Bandler e Kohout [5], Willmott [110]
e Zhang e Zhang [117], Fan et al. também providenciaram fórmulas para gerar medidas de sub-
sethood a partir de implicações fuzzy. Zhang e Zhang deĄniram o que eles chamaram de medida de
𝒮-inclusão substituindo o terceiro axioma de Young por um par de axiomas de Sinha & Dougherty.
Entretanto, tal modiĄcação produz condições mais restritivas do que o terceiro axioma de Young
[117].

Bustince et al. estudaram extensivamente tanto a noção de medida de subsethood quanto a de
*-subsethood e introduziram uma nova noção chamada medida de DI-subsethood [15] que cumpre
todos os axiomas de Young. Neste mesmo artigo, eles observaram que a deĄnição de medida de *-
subsethood generaliza a deĄnição de medida de subsethood segundo Young. Nesta tese, adotaremos
a deĄnição de Fan et al. que é mais geral do que todas as deĄnições mencionadas anteriormente.
Em particular, a medida de *-subsethood pertence à classe de medidas de subsethood proposta por
Fan et al. [29].

Kaburlasos et al. apresentaram uma abordagem às Şmedidas de inclusão fuzzyŤ em reticulados
completos [10, 49], que inclui a classe de cojuntos fuzzy como um caso especial. Estas medidas de
inclusão fuzzy foram usadas para derivar vários modelos de fuzzy lattice reasoning (FLR) que têm
sido aplicados com sucesso em várias tarefas de classiĄcação e agrupamento (ou clustering) [49,
50, 54].

Extensões do conceito de medida de inclusão para estruturas mais gerais podem também ser
encontradas na teoria de conjuntos L-fuzzy [33], ou, mais especiĄcamente, na morfologia matemá-
tica L-fuzzy [100], onde erosões e dilatações L-fuzzy podem ser deĄnidas em termos de medidas de
inclusão e intersecção L-fuzzy. No caso especial onde L = [0, 1], obtemos abordagens à morfologia
matemática fuzzy [101]. Certos tipos de medidas de inclusão fuzzy, amplamente utilizadas na FMM
[79, 101], satisfazem a propriedade de herança, isto é, sua restrição para a classe de conjuntos crisp
(ou clássicos) coincide com a inclusão clássica.

Para certas tarefas em classiĄcação de imagens e visão computacional [95, 98], a propriedade
de herança não é desejada. Portanto, nesta tese, desenvolveremos FAMs baseadas em outros tipos
de medidas de subsethood [98] tal como a de Kosko [63] que satisfaz tanto os axiomas de Fan et
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al. quanto os axiomas de Young [114]. De fato, Young encontrou inspiração no trabalho de Kosko
para derivar sua deĄnição axiomática de medida de subsethood. Note que as medidas de subsethood
segundo Fan et al. não necessariamente satisfazem a propriedade de herança. Além de medidas de
subsethood, também desenvolveremos FAMs baseadas no conceito de medidas de equivalência ou
similaridade, que é um outro conceito importante na teoria de conjuntos fuzzy estritamente relaci-
onado com a noção de subsethood [16, 116]. Os modelos resultantes foram aplicados com sucesso
em problemas de auto-localização de robô, reconstrução de imagens e identiĄcação automática de
locutor [27, 98].

Esta tese está organizada como se segue. Iniciamos por apresentar os conceitos matemáticos
básicos utilizados no decorrer deste texto. Neste mesmo capítulo, dedicamos um seção interira
para discutir medidas de subsethood e equivalência fuzzy, propondo novas fórmulas gerais para se
obter tais medidas. As principais contribuições originais deste trabalho estão enunciados em forma
de teoremas.

No Capítulo 3, introduzimos uma família de modelos FAMs chamada Θ-FAMs que correspon-
dem às FNNs de duas camadas. Este modelo é determinado por funções ΘÝ que são aplicadas
no Ý-ésimo neurônio oculto. Medidas de subsethood e equivalência podem ser empregadas para
produzir funções ΘÝ e, neste caso, obtemos os modelos S-FAMs (duais) e E-FAMs mencionados
acima [24, 27, 98]. Estes modelos são equipados com pesos 𝑣Ý na camada oculta que ponderam a
contribuição do Ý-ésimo neurônio oculto. Na Seção 3.2, introduzimos um algoritmo especíĄco para
treinar os pesos 𝑣Ý de um modelo de Θ-FAM arbitrário. Provamos que este algoritmo converge
em número Ąnito de iterações e, sob algumas condições fracas, atinge um mínimo local da função
objetiva. Além desse algoritmo, também propomos um algoritmo alternativo para treinar os pesos
de certos modelos de E-FAMs chamado Algoritmo TE. Este último algoritmo, além de ajustar os
parâmetros da rede, também determina automaticamente, em um primeiro estágio, a topologia da
rede através de um algoritmo de seleção de memórias fundamentais discutido na Subseção 3.3.2.

O Capítulo 4 refere-se à aplicação dos modelos Θ-FAMs em vários problemas de classiĄcação
de referência disponíveis na internet [2] e um problema de auto-localização baseado em visão da
literatura [108, 109]. Finalmente, terminamos apresentando algumas conclusões e considerações
Ąnais.

Como produto direto desta tese, confeccionamos dois artigos de revistas que compilam a maio-
ria dos principais resultados aqui enunciados [25, 24]. Além desses dois artigos de revistas, também
submetemos outros dois artigos de congresso internacional com árbitro divulgando resultados teó-
ricos parciais e aplicações variadas dos modelos Θ-FAMs [26, 27]. Todos estes trabalhos tiveram a
colaboração de pesquisadores renomados na comunidade cientíĄca da área de sistemas fuzzy.
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Capítulo 2

Conceitos Matemáticos

Este capítulo é organizado como se segue. Começamos por apresentar os conceitos básicos já
bem estabelecidos na literatura que serão utilizados no decorrer do texto. Na seção subsequente se-
rão introduzidas as noções de medidas de subsethood e equivalência baseadas em diversos trabalhos
[15, 16, 29, 30, 31].

2.1 Alguns Conceitos Básicos e Notações

Um par (𝑃,⊘) consistindo de um conjunto não vazio 𝑃 e uma relação binária reĆexiva, anti-
simétrica e transitiva Ş⊘Ť é dito ser um conjunto parcialmente ordenado ou poset [40]. Se a relação
de ordem ⊘ claramente surge do contexto, então, nos referimos ao poset em questão simplesmente
usando o símbolo 𝑃 ao invés de (𝑃,⊘). Se 𝑋 ⊖ 𝑃 , então, um elemento 𝑙 ∈ 𝑃 é dito ser um limitante
inferior de 𝑋 se 𝑙 ⊘ 𝑥 para todo 𝑥 ∈ 𝑋. Similarmente, 𝑢 ∈ 𝑃 é dito ser um limitante superior
de 𝑋 se 𝑥 ⊘ 𝑢 para todo 𝑥 ∈ 𝑋. O ínĄmo de 𝑋 ⊖ 𝑃 , denotado pelo símbolo

⃦

𝑋, é deĄnido
como o maior limitante inferior de 𝑋. Similarmente, o supremo de 𝑋 ⊖ 𝑃 , denotado pelo símbolo
⌃

𝑋, é deĄnido como o menor limitante superior de 𝑋. Se 𝑋 = ¶𝑥, 𝑦♢, então, alternativamente,
escrevemos 𝑥 ∨ 𝑦 e 𝑥 ∧ 𝑦 ao invés de

⌃

𝑋 e
⃦

𝑋, respectivamente.
Um conjunto parcialmente ordenado L é um reticulado se todo subconjunto Ąnito não vazio de

L possui um ínĄmo e um supremo em L [10]. Se, adicionalmente, tivermos
⃦

L ∈ L e
⌃

L ∈ L,
então, o reticulado L é dito ser limitado. Neste caso, os símbolos 0L e 1L denotam, respectivamente,
⃦

L e
⌃

L. Um reticulado L é completo se todo subconjunto de L possui um ínĄmo e um supremo
em L. Em particular, todo reticulado completo é limitado [10].

Um reticulado (L,⊘) é dito uma corrente se tivermos 𝑥 ⊘ 𝑦 ou 𝑦 ⊘ 𝑥 para todo 𝑥, 𝑦 ∈ L. Neste
caso, nos referimos a ⊘ como uma ordem total. Se L é adicionalmente um reticulado completo,
então, dizemos que L é uma corrente completa. O intervalo unitário [0, 1] e o conjunto dos números
reais estendidos R∘∞ = R ∪ ¶+∞,⊗∞♢ com a order total convencional representam exemplos de
correntes completas. Assim, o supremo de ¶𝑟, 𝑠♢ ⊆ [0, 1], é 𝑠 se e somente se 𝑟 ⊘ 𝑠. Similarmente,
𝑟∨ 𝑠 = 𝑟 se e somente se 𝑠 ⊘ 𝑟. A estrutura de reticulado de [0, 1] é central na teoria de conjuntos
fuzzy uma vez que muitas das suas regras tais como inclusão, composições relacionais fuzzy, etc.
dependem tanto da relação de ordem quanto dos operadores ínĄmo e supremo de [0, 1].
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Em 1965, LotĄ A. Zadeh estendeu a noção clássica de um conjunto, também referido como um
conjunto crisp, introduzindo conjuntos fuzzy [115]. Um conjunto fuzzy 𝐴 consiste de um conjunto
𝑋, chamado de universo, junto com uma função de pertinência Û𝐴 : 𝑋 ⊃ [0, 1] que produz o grau
de pertinência Û𝐴(𝑥) ∈ [0, 1] para cada 𝑥 ∈ 𝑋. O símbolo ℱ(𝑋) denota a coleção de todos os
conjuntos fuzzy do universo 𝑋.

Matematicamente falando, um conjunto fuzzy 𝐴 em um universo 𝑋 pode ser identiĄcado com
sua função de pertinência Û𝐴 e pode ser visto simplesmente como uma função do universo 𝑋 para o
intervalo unitário [0, 1]. Se 𝑋 é Ąnito, digamos 𝑋 = ¶𝑥1, . . . , 𝑥𝑛♢, então, ℱ(𝑋) pode ser identiĄcado
com [0, 1]𝑛 via a bijeção que mapeia 𝐴 ∈ ℱ(𝑋) para o vetor (𝐴(𝑥1), . . . , 𝐴(𝑥𝑛))𝑡 ∈ [0, 1]𝑛. Aqui o
símbolo sobrescrito Ş𝑡Ť denota o operador transposto da álgebra matricial. A noção de conjunto
crisp surge se 𝐴 (ou, mais precisamente, Û𝐴) apenas adota valores em ¶0, 1♢. Mais precisamente,
cada 𝑌 ⊖ 𝑋 corresponde ao conjunto fuzzy de 𝑋 tal que o grau de pertinência de 𝑥 ∈ 𝑋 é igual a
1 se e somente se 𝑥 ∈ 𝑌 . Em particular, 𝑋 e ∅ denotam os conjuntos fuzzy dados, respectivamente,
por Û𝑋(𝑥) = 1 e Û∅(𝑥) = 0 para todo 𝑥 ∈ 𝑋. Aqui, utilizaremos o símbolo 𝒫(𝑋) para denotar o
conjunto dos subcontos crisp de 𝑋.

Uma vez que o conceito clássico de uma relação é dado por um subconjunto de 𝑋 × 𝑌 , onde
𝑋 e 𝑌 são universos arbitrários e, portanto, pode ser visto como uma função 𝑋 × 𝑌 ⊃ ¶0, 1♢,
podemos estender este conceito clássico para o caso fuzzy. Assim, uma relação fuzzy é dada por
uma função 𝑅 : 𝑋×𝑌 ⊃ [0, 1], onde 𝑅(𝑥, 𝑦) pode ser interpretado como o grau de relacionamento
entre 𝑥 e 𝑦 [20]. Em outras palavras, uma relação fuzzy em 𝑋×𝑌 nada mais é do que um conjunto
fuzzy em 𝑋 × 𝑌 [7].

Podemos produzir uma família de operações entre conjuntos fuzzy a partir de operações simples
conhecidas como conectores fuzzy que nada mais são do que extensões dos operadores lógicos
booleanos para o conjunto [0, 1] [61, 80]. Por exemplo, uma conjunção fuzzy 𝐶 é uma função
[0, 1]× [0, 1]⊃ [0, 1] crescente em ambos os argumentos tal que 𝐶(0, 0) = 𝐶(1, 0) = 𝐶(0, 1) = 0 e
𝐶(1, 1) = 1. Além disso, se uma conjunção fuzzy 𝑇 é comutativa, associativa e satisfaz 𝑇 (1, 𝑎) = 𝑎
para todo 𝑎 ∈ [0, 1], então, 𝑇 é dita ser uma t-norma. DeĄnições de disjunção fuzzy e t-conorma
são dada de maneira similar. Uma implicação fuzzy é uma função 𝐼 : [0, 1] × [0, 1] ⊃ [0, 1] que
é decrescente no primeiro argumento, crescente no segundo argumento e que satisfaz 𝐼(0, 0) =
𝐼(0, 1) = 𝐼(1, 1) = 1 e 𝐼(1, 0) = 0. Podemos utilizar t-normas para produzir certos tipos de
implicações fuzzy conhecidas como residuais. EspeciĄcamente, seja 𝑇 uma t-norma, o operador
𝐼𝑇 : [0, 1] × [0, 1] ⊃ [0, 1] dado por 𝐼𝑇 (𝑎, 𝑏) =

⌃

¶𝑐 ∈ [0, 1] ♣𝑇 (𝑎, 𝑐) ⊘ 𝑏♢ para todo 𝑎, 𝑏 ∈ [0, 1]
é a implicação residual fuzzy (ou R-implicação) com respeito a 𝑇 . A Tabela 2.1 exibe alguns
exemplos de t-normas e suas correspondentes implicações residuais fuzzy amplamente encontradas
na literatura:

Duas relações fuzzy 𝑅 ∈ ℱ(𝑋 × 𝑌 ) e 𝑆 ∈ ℱ(𝑌 × 𝑍), onde 𝑋, 𝑌 e 𝑍 são universos arbitrários,
podem ser combinadas usando uma composição relacional fuzzy que produz uma relação fuzzy no
universo 𝑋 × 𝑍. Nesta tese, iremos apenas empregar composições relacionais fuzzy do tipo sup-𝑇
deĄnida na Equacão (2.1.2) abaixo. Formalmente, se 𝑇 é uma t-norma, então, a composição sup-𝑇
de 𝑅 ∈ ℱ(𝑋 × 𝑌 ) e 𝑆 ∈ ℱ(𝑌 × 𝑍) produz a seguinte relação fuzzy 𝑅 ◇𝑇 𝑆 ∈ ℱ(𝑋 × 𝑍):

𝑅 ◇𝑇 𝑆(𝑥, 𝑧) =
⋁︁

𝑦∈𝑌

𝑇
(︁

𝑅(𝑥, 𝑦) , 𝑆(𝑦, 𝑧)
⎡

∀(𝑥, 𝑧) ∈ 𝑋 × 𝑍. (2.1.1)
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Tabela 2.1: Alguns exemplos de t-normas e implicações fuzzy.

𝑡-norma implicação fuzzy

Mínimo: 𝑇𝑀(𝑥, 𝑦) = 𝑥 ∧ 𝑦 Gödel: 𝐼𝑀(𝑥, 𝑦) =

∮︁

1, 𝑥 ⊘ 𝑦,
𝑦, 𝑥 > 𝑦

Produto: 𝑇𝑃 (𝑥, 𝑦) = 𝑥𝑦 Goguen: 𝐼𝑃 (𝑥, 𝑦) =

∮︁

1, 𝑥 ⊘ 𝑦,
𝑦/𝑥, 𝑥 > 𝑦

Lukasiewicz: 𝑇𝐿(𝑥, 𝑦) = 0 ∨ (𝑥 + 𝑦 ⊗ 1) Lukasiewicz: 𝐼𝐿(𝑥, 𝑦) = 1 ∧ (𝑦 ⊗ 𝑥 + 1).

Similarmente, a composição sup-𝑇 de 𝑅 ∈ ℱ(𝑋×𝑌 ) e 𝑆 ∈ ℱ(𝑌 ) produz o seguinte conjunto fuzzy
𝑅 ◇𝑇 𝑆 ∈ ℱ(𝑋):

𝑅 ◇𝑇 𝑆(𝑥) =
⋁︁

𝑦∈𝑌

𝑇
(︁

𝑅(𝑥, 𝑦) , 𝑆(𝑦)
⎡

∀𝑥 ∈ 𝑋. (2.1.2)

Em [33], Goguen generalizou as noções de conjuntos crisp e fuzzy deĄnindo um conjunto L-fuzzy
como uma função 𝑋 ⊃ L, onde L é usualmente exigido ser um conjunto parcialmente ordenado,
um reticulado, ou um reticulado completo. A seguir, iremos rever rapidamente estes conceitos.

Se L𝑖 são reticulados, reticulados limitados ou reticulados completos para todo 𝑖 = 1, . . . , 𝑛,
então, L = L1 × . . . × L𝑛 também representa, respectivamente, uma reticulado, um reticulado
limitado ou um reticulado completo e é chamado um produto de reticulado (de L1, . . . ,L𝑛). Se
L𝑖 = M para todo 𝑖 = 1, . . . , 𝑛, então, o símbolo M𝑛 denota L1 × . . . × L𝑛. A Ąm de simpliĄcar
nossa notação, denotaremos (R∘∞)𝑛 usando o símbolo R𝑛

∘∞.
L𝑋 denota a classe de conjuntos L-fuzzy em um universo arbitrário 𝑋, i.e., a classe das funções

𝑋 ⊃ L. Se L representa um poset, então, a ordem parcial ⊘ em L induz uma ordem parcial em
L𝑋 que é denotada usando o símbolo ⊖ e é deĄnida como se segue para todo 𝑓, 𝑔 ∈ L𝑋 :

𝑓 ⊖ 𝑔 ⇔ 𝑓(𝑥) ⊘ 𝑔(𝑥)∀𝑥 ∈ 𝑋. (2.1.3)

A estrutura de reticulado em L induz a mesma estrutura de reticulado em L𝑋 . Por exemplo,
se L constitui um reticulado limitado ou completo, então, L𝑋 também constitui, respectivamente,
um reticulado limitado ou completo [10]. Considere, por exemplo, o reticulado completo [0, 1].
A classe de conjuntos fuzzy no universo 𝑋, ℱ(𝑋), é dada pelo reticulado completo [0, 1]𝑋 e os
operadores de ínĄmo e supremo em ℱ(𝑋) coincidem, respectivamente, com as operações usuais de
intersecção e união entre conjuntos fuzzy. EspeciĄcamente, sejam 𝐴, 𝐵 ∈ ℱ(𝑋), a intersecção e a
união de 𝐴 e 𝐵 são os conjuntos fuzzy 𝐴 ∩ 𝐵 ∈ ℱ(𝑋) e 𝐴 ∪ 𝐵 ∈ ℱ(𝑋) dados, respectivamente,
por

Û𝐴∩𝐵(𝑥) = min¶Û𝐴(𝑥), Û𝐵(𝑥)♢ e Û𝐴∪𝐵(𝑥) = max¶Û𝐴(𝑥), Û𝐵(𝑥)♢ ∀𝑥 ∈ 𝑋.

2.2 Medidas de Subsethood e Equivalência Fuzzy

Neste trabalho faremos uso de conjunções e implicações fuzzy para produzir medidas de sub-
sethood e equivalência fuzzy [5, 16, 15, 29, 30, 31, 112, 116].
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O conceito de subsethood refere-se ao grau com que um conjunto fuzzy está contido em outro
conjunto fuzzy. A Ąm de ilustrar esta questão, considere os seguintes subconjuntos de R:

𝐴 = ¶𝑥 > 0♢, 𝐵 = ¶𝑥 ⊙ 0♢ e 𝐶 = ¶𝑥 < 0♢. (2.2.1)

Apesar de 𝐵 ̸⊖ 𝐴 e 𝐶 ̸⊖ 𝐴, parece razoável aĄrmar que 𝐵 está contido em 𝐴 com um grau
maior do que 𝐶 está em 𝐴. O conceito de subsethood emerge com o objetivo de mensurar este
tipo de relação entre dois conjuntos fuzzy. Existem várias deĄnições axiomáticas para medidas de
subsethood na literatura. Neste trabalho, adotaremos a deĄnição proposta por Fan et al. [29] pelo
fato dela incluir todas as outras medidas de subsethood mencionadas na Introdução. Além disso,
esta deĄnição é restrita o suĄciente para gerar modelos Θ-FAM tal como explicado no capítulo
subsequente.

DeĄnição 2.2.1 (Subsethood). Uma função 𝑆 : ℱ(𝑋) × ℱ(𝑋) ⊃ [0, 1], onde 𝑋 ̸= ∅, é dita ser
uma medida de subsethood se 𝑆 satisfaz as seguintes propriedades para todo 𝐴, 𝐵, 𝐶 ∈ ℱ(𝑋):

(P1) 𝑆(𝐴, 𝐵) = 1 se 𝐴 ⊖ 𝐵;

(P2) 𝑆(𝑋, ∅) = 0;

(P3) Se 𝐴 ⊖ 𝐵 ⊖ 𝐶, então, 𝑆(𝐶, 𝐴) ⊘ 𝑆(𝐵, 𝐴) e 𝑆(𝐶, 𝐴) ⊘ 𝑆(𝐶, 𝐵).

Alguns autores referem-se à noção de medida de subsethood como medida de inclusão fuzzy.
Para fazer uma distinção clara entre estes dois termos técnicos, preferimos reservar o último termo
para funções 𝐼𝑛𝑐ℱ : ℱ(𝑋) × ℱ(𝑋) ⊃ [0, 1] que satisfazem a propriedade de herança, i.e., que
estendem a medida de inclusão crisp: 𝐼𝑛𝑐ℱ(𝐴, 𝐵) = 1 se 𝐴 ⊖ 𝐵, caso contrário, 𝐼𝑛𝑐ℱ(𝐴, 𝐵) = 0,
para todo 𝐴, 𝐵 ∈ 𝒫(𝑋) [5, 79, 101]. O seguinte resultado [5, 29] implica que podemos usar
implicações fuzzy para produzir operadores que são ao mesmo tempo medidas de subsethood e
inclusão fuzzy:

Proposição 2.2.2 ([5, 29]). Seja 𝐼 uma implicação fuzzy que satisfaz 𝐼(𝑎, 𝑏) = 1 para todo 𝑎 ⊘ 𝑏.
O operador 𝐼𝑛𝑐ℱ : ℱ(𝑋)×ℱ(𝑋)⊃ [0, 1] dado por

𝐼𝑛𝑐ℱ(𝐴, 𝐵) = inf
𝑥∈𝑋

𝐼(Û𝐴(𝑥), Û𝐵(𝑥)), ∀𝐴, 𝐵 ∈ ℱ(𝑋), (2.2.2)

é tanto uma medida de inclusão fuzzy quanto uma medida de subsethood.

Vale a pena notar que toda R-implicação derivada de uma t-norma 𝑇 satisfaz a propriedade
𝐼(𝑎, 𝑏) = 1 para todo 𝑎 ⊘ 𝑏 uma vez que 𝑇 (1, 𝑎) = 𝑎 ⊘ 𝑏 [13]. Além disso, uma medida de
subsethood pode não ser uma medida de inclusão e vice-versa. Nesta tese, focaremos em medidas
de subsethood. Usualmente, medidas de subsethood são construídas em termos de uma função de
agregação apropriada atuando sob implicações (veja a Proposição 5 de [15]). Aqui, adotaremos
um ponto de vista diferente, invertendo o papel da implicação e da função de agregação dada
pela função â abaixo, cuja deĄnição coincide com a deĄnição de Klir e Folger para uma função de
agregação em um universo Ąnito [60].
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Teorema 2.2.3. Seja 𝐼 uma implicação fuzzy que satisfaz 𝐼(𝑎, 𝑏) = 1 para todo 𝑎 ⊘ 𝑏 e seja
â : ℱ(𝑋)⊃ [0, 1] uma função crescente tal que

â(∅) = 0 e â(𝑋) = 1. (2.2.3)

Suponham que 𝐻, 𝐹 : ℱ(𝑋)×ℱ(𝑋)⊃ ℱ(𝑋) são operadores que satisfazem as seguintes condições:

(i) 𝐻(𝑋, ∅) = 𝑋 e 𝐹 (𝑋, ∅) = ∅,

(ii) 𝐻(𝐴, 𝐵) ⊖ 𝐹 (𝐴, 𝐵) se 𝐴 ⊖ 𝐵,

(iii) 𝐻(𝐶, 𝐴) ⊇ (𝐻(𝐵, 𝐴)∪𝐻(𝐶, 𝐵)) e 𝐹 (𝐶, 𝐴) ⊖ (𝐹 (𝐵, 𝐴)∩𝐹 (𝐶, 𝐵)) para todo 𝐴, 𝐵, 𝐶 ∈ ℱ(𝑋)
tal que 𝐴 ⊖ 𝐵 ⊖ 𝐶.

O seguinte operador 𝑆 : ℱ(𝑋)×ℱ(𝑋)⊃ [0, 1] representa uma medida de subsethood em ℱ(𝑋):

𝑆(𝐴, 𝐵) = 𝐼(â(𝐻(𝐴, 𝐵)), â(𝐹 (𝐴, 𝐵))), ∀𝐴, 𝐵 ∈ ℱ(𝑋). (2.2.4)

Demonstração. Seja 𝐴, 𝐵, 𝐶 ∈ ℱ(𝑋). Se 𝐴 ⊖ 𝐵, então, temos que 𝐻(𝐴, 𝐵) ⊖ 𝐹 (𝐴, 𝐵) e conse-
quentemente â(𝐻(𝐴, 𝐵)) ⊘ â(𝐹 (𝐴, 𝐵)). A última aĄrmação implica que

𝑆(𝐴, 𝐵) = 𝐼(â(𝐻(𝐴, 𝐵)), â(𝐹 (𝐴, 𝐵))) = 1.

Além disso, temos que 𝑆(𝑋, ∅) = 0:

𝑆(𝑋, ∅) = 𝐼(â(𝐻(𝑋, ∅)), â(𝐹 (𝑋, ∅))) = 𝐼(â(𝑋), â(∅)) = 𝐼(1, 0) = 0.

Finalmente, a Propriedade (𝑖𝑖𝑖) implica que 𝐻(𝐶, 𝐴) ⊇ 𝐻(𝐵, 𝐴) e 𝐹 (𝐶, 𝐴) ⊖ 𝐹 (𝐵, 𝐴) se 𝐴 ⊖
𝐵 ⊖ 𝐶. Desde que â é crescente e 𝐼 é decrescente no primeiro argumento e crescente no segundo
argumento, obtemos as seguintes desigualdades:

𝑆(𝐶, 𝐴) = 𝐼(â(𝐻(𝐶, 𝐴)), â(𝐹 (𝐶, 𝐴))) (2.2.5)

⊘ 𝐼(â(𝐻(𝐵, 𝐴)), â(𝐹 (𝐶, 𝐴))) (2.2.6)

⊘ 𝐼(â(𝐻(𝐵, 𝐴)), â(𝐹 (𝐵, 𝐴))) = 𝑆(𝐵, 𝐴) . (2.2.7)

A desigualdade 𝑆(𝐶, 𝐴) ⊘ 𝑆(𝐶, 𝐵) pode ser demonstrada de maneira análoga.

Corolário 2.2.4. Seja 𝐼 uma medida de implicação fuzzy que satisfaz 𝐼(𝑎, 𝑏) = 1 para todo 𝑎 ⊘ 𝑏
e seja â : ℱ(𝑋)⊃ [0, 1] uma função crescente tal que

â(∅) = 0 e â(𝑋) = 1. (2.2.8)

Os seguintes operadores 𝑆∩ e 𝑆∪ representam medidas de subsethood:

(a) 𝑆∩(𝐴, 𝐵) = 𝐼(â(𝐴), â(𝐴 ∩𝐵)) (2.2.9)

(b) 𝑆∪(𝐴, 𝐵) = 𝐼(â(𝐴 ∪𝐵), â(𝐵)) (2.2.10)
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Demonstração. A Equação (2.2.9) pode ser obtida aplicando o Teorema 2.2.3 com 𝐹 e 𝐻 dadas
por 𝐹 (𝐴, 𝐵) = 𝐴 ∩ 𝐵 e 𝐻(𝐴, 𝐵) = 𝐴 para todo 𝐴, 𝐵 ∈ ℱ(𝑋). De fato, estas funções satisfazem
as seguintes propriedades:

(i) 𝐻(𝑋, ∅) = 𝑋 e 𝐹 (𝑋, ∅) = 𝑋 ∩ ∅ = ∅;

(ii) Se 𝐴 ⊖ 𝐵, então, 𝐻(𝐴, 𝐵) = 𝐴 ⊖ 𝐴 = 𝐴 ∩𝐵 = 𝐹 (𝐴, 𝐵);

(iii) Se 𝐴 ⊖ 𝐵 ⊖ 𝐶, então, 𝐻(𝐶, 𝐴) = 𝐶 ⊇ 𝐶 = (𝐵 ∪ 𝐶) = (𝐻(𝐵, 𝐴) ∪ 𝐻(𝐶, 𝐵)) e 𝐹 (𝐶, 𝐴) =
𝐴 ∩𝐵 = 𝐴 ⊖ 𝐴 = ((𝐵 ∩ 𝐴) ∩ (𝐶 ∩𝐵)) = (𝐹 (𝐵, 𝐴) ∩ 𝐹 (𝐶, 𝐵)).

Similarmente, uma aplicação do Teorema 2.2.3 com as funções 𝐹 e �̂� dadas por 𝐹 (𝐴, 𝐵) = 𝐵 e
�̂�(𝐴, 𝐵) = 𝐴 ∪𝐵 para todo 𝐴, 𝐵 ∈ ℱ(𝑋) produz a Equação (2.2.10).

Seja 𝑋 um universo Ąnito, digamos 𝑋 = ¶x1, . . . , x𝑘♢. Considere a implicação de Goguen e a

função â𝑀 : ℱ(𝑋)⊃ [0, 1] crescente dada por â𝑀(𝐴) =
√︁k

i=1
ÛA(xi)

𝑘
. Neste caso, as Equações (2.2.9)

e (2.2.10) correspondem às medidas de subsethood de Kosko [63] e Willmot [110] que denotaremos
respectivamente pelos símbolos 𝑆𝐾 e 𝑆𝑊 . Uma inĄnidade de medidas de subsethood surge se
considerarmos a implicação de Goguen e a seguinte função â𝜚 : ℱ(𝑋)⊃ [0, 1], onde 𝜚 ∈ (0, +∞),
nas Equações (2.2.9) e (2.2.10):

â𝜚(𝐴) =
𝑘
∑︁

𝑖=1

1⊗ cos(Þ[Û𝐴(x𝑖)]𝜚)

2𝑘
, ∀𝐴 ∈ ℱ(𝑋). (2.2.11)

Denotaremos as medidas de subsethood resultantes usando os símbolos 𝑆∩
𝜚 e 𝑆∪

𝜚 , respectivamente.
Note que tanto a medida de Kosko quanto 𝑆∩

𝜚 não representam medidas de DI-subsethood em
[0, 1]𝑛 para 𝑛 > 1 [15, 29], isto é, medidas de subsethood decrescentes no primeiro argumento
e crescentes no segundo argumento. EspeciĄcamente, para 𝑛 = 2, 𝐴 = (1, 0), 𝐵 = (1, 0.5), e
𝐶 = (0, 1), temos que

𝑆∩
𝜚 (𝐴, 𝐶) = 0 < 𝑆∩

𝜚 (𝐵, 𝐶) =
1⊗ 𝑐𝑜𝑠(0.5𝜚Þ)

3⊗ 𝑐𝑜𝑠(0.5𝜚Þ)
.

Assim, 𝑆∩
𝜚 não é decrescente no primeiro argumento e portanto não produz uma medida de DI-

subsethood.
Para um universo Ąnito 𝑋, uma outra interessante classe de medidas de subsethood surgem do

Corolário 2.2.4 usando funções de sobreposições. Lembre que uma função de sobreposição é uma
função de agregação 𝐺𝑂 : [0, 1]2 ⊃ [0, 1] contínua e simétrica tal que 𝐺𝑂(𝑥, 𝑦) = 0 se e somente
se 𝑥𝑦 = 0 e 𝐺𝑂(𝑥, 𝑦) = 1 se e somente se 𝑥𝑦 = 1 [14]. Temos que 𝐺𝑂(𝑥, 𝑦) = min(𝑥, 𝑦) ou
𝐺𝑂(𝑥, 𝑦) = (𝑥𝑦)Ø com Ø > 0 são exemplos de funções de sobreposições. Note que se deĄnirmos

â𝑂(𝐴) =
𝑘
∑︁

𝑖=1

𝐺𝑂(Û𝐴(𝑥𝑖), 1)

𝑘
, ∀𝐴 ∈ ℱ(𝑋), (2.2.12)

então, â𝑂 : ℱ(𝑋) ⊃ [0, 1] é crescente e satisfaz a Equação (2.2.8). Em particular, â𝑂 = â𝑀 se
𝐺𝑂(𝑥, 𝑦) = min(𝑥, 𝑦).
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Seja 𝑋 um conjunto arbitrário não vazio. Para Ð ∈ [0, 1] e 𝐴 ∈ ℱ(𝑋), usaremos o símbolo
[𝐴]Ð para denotar o Ð-nível do conjunto fuzzy 𝐴, i.e., [𝐴]Ð = ¶x ∈ 𝑋 : Û𝐴(x) ⊙ Ð♢ ⊖ 𝑋. Seja
𝜌 : 𝒫(𝑋)⊃ [0, 1] uma função crescente tal que 𝜌(∅) = 0 e 𝜌(𝑋) = 1. O operador â𝑆 : ℱ(𝑋)⊃ [0, 1]
dado por

â𝑆(𝐴) = sup
Ð∈[0,1]

Ð ∧ 𝜌([𝐴]Ð), ∀𝐴 ∈ ℱ(𝑋) (2.2.13)

satisfaz os requerimentos do Corolário 2.2.4. De fato, desde que [𝑋]Ð = 𝑋 e [∅]Ð = ∅ para todo
Ð ∈ (0, 1], temos que â𝑆(𝑋) = 1 e â𝑆(∅) = 0. Adicionalmente, se 𝐴 ⊖ 𝐵 para 𝐴, 𝐵 ∈ ℱ(𝑋), então,
temos que â𝑆(𝐴) ⊘ â𝑆(𝐵), pois 𝜌 é crescente e [𝐴]Ð ⊖ [𝐵]Ð para todo Ð ∈ [0, 1]. Pelo Corolário
2.2.4, podemos combinar â𝑆 com certas implicações fuzzy para produzir medidas de subsethood em
ℱ(𝑋). Note que o operador â𝑆 corresponde a integral de Sugeno [77] sob 𝑋 de 𝐴 com respeito à
medida 𝜌 que é deĄnida na à-álgebra 𝒫(𝑋).

Enquanto medidas de subsethood e inclusão fuzzy constituem abordagens à fuzziĄcação da rela-
ção de inclusão, medidas de equivalência (ou similaridade) fuzzy e igualdade de índices podem ser
vistas como abordagens à fuzziĄcação da igualdade [16, 21, 61, 112, 116].

Estendendo a deĄnição de Fodor e Roubens de equivalência como um operador binário em
[0, 1] [30, 31], Bustince et al. deĄniram a noção de medida de equivalência como uma função
ℱ(𝑋)×ℱ(𝑋)⊃ [0, 1] como se segue [16].

DeĄnição 2.2.5. Uma medidade de equivalência em ℱ(𝑋) é uma função 𝐸 : ℱ(𝑋)2 ⊃ [0, 1] que
satisfaz as seguintes condições:

E1) 𝐸(𝐴, 𝐵) = 𝐸(𝐵, 𝐴) para todo 𝐴, 𝐵 ∈ ℱ(𝑋);

E2) 𝐸(∅, 𝑋) = 0;

E3) 𝐸(𝐴, 𝐴) = 1 para todo 𝐴 ∈ ℱ(𝑋);

E4) 𝐸(𝐴, 𝐶) ⊘ 𝐸(𝐴, 𝐵) e 𝐸(𝐴, 𝐶) ⊘ 𝐸(𝐵, 𝐶) se 𝐴 ⊖ 𝐵 ⊖ 𝐶.

Na literatura da teoria de conjuntos fuzzy, podemos encontrar dois outros conceitos muito re-
lacionados com o de equivalência (fuzzy) chamados de medida de similaridade fuzzy e índice de
igualdade [16, 22, 28, 61, 112, 116, 117]. De fato, estes termos técnicos ou são usados intecalada-
mente ou suas deĄnições diferem ligeiramente da DeĄnição 2.2.5 (muitas dessas diferenças foram
comentadas em [16]). Em nossa opinião, a principal propriedade que distingue os conceitos de
similaridade do de equivalência é a propriedade de que a similaridade entre um conjunto crisp com
seu complemento deve ser zero [112, 117]. Esta propriedade é essencial para deĄnir medidas de
entropia ou fuzziness em termos de medida de similaridade uma vez que é razoável assumir que o
grau de entropia de um conjunto crisp seja igual a zero [16, 112, 116, 117]. Medidas de equivalência
e similaridade fuzzy foram extensivamente estudadas nos últimos anos e muitos autores propuse-
ram fórmulas para produzir medidas de equivalência na classe dos conjuntos fuzzy de um universo
𝑋 [16, 28, 112, 117]. Em [88], um mapeamento 𝐸 : R2 ⊃ [0, 1] satisfazendo as propriedades E1,
E2 e E3 da DeĄnição 2.2.5 foi chamado de uma relação fuzzy compatível com a ordem (OCFR) e
a propriedade E4 foi chamada de Şcompatibilidade com ordem totalŤ.
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Dependendo do tipo de aplicação, propriedades adicionais podem ser desejadas. A próxima
deĄnição coincide com a deĄnição de Zeng e Li para uma medida de similaridade. Já que existem
várias deĄnições diferentes de medidas de similaridade na literatura [16, 22, 61, 112, 116], prefe-
rimos falar de uma medida de equivalência forte. Note que a DeĄnição 2.2.6 surge da DeĄnição
2.2.5 pela imposição de uma condição adicional.

DeĄnição 2.2.6. Uma medida de equivalência 𝐸 é dita ser forte se 𝐸(𝐴, 𝐵) = 1⇔ 𝐴 = 𝐵.

A medida de equivalência forte deĄnida no Exemplo 2.2.7 foi empregada para recuperação de
consistência em sistemas de base de regras fuzzy baseados em implicações [88] e em sistemas de
raciocínio baseados em casos (CBR) fuzzy [73].

Exemplo 2.2.7. Para cada Ú ∈ (0, 1], a função 𝐸Ú : [0, 1]× [0, 1]⊃ [0, 1] dada por

𝐸Ú(𝑥, 𝑦) = max
(︁

0 , 1⊗
♣𝑥⊗ 𝑦♣

Ú

⎡

(2.2.14)

produz uma medida de equivalência forte em [0, 1].

Uma inĄnidade de medidas de equivalência em ℱ(𝑋) podem ser geradas a partir de medidas de
subsethood ou inclusão fuzzy [16, 24, 27, 116, 117]. O conceito de medida de equivalência também
pode ser conectado aos conceitos de medidas de entropia e distância [28, 112, 117]. O próximo
teorema é uma contribuição original desta tese e estabelece uma fórmula geral para se produzir
medidas de equivalência baseadas em medidas de subsethood e certas conjunções fuzzy.

Teorema 2.2.8. Sejam 𝐶𝑜 e 𝑆 uma conjunção fuzzy comutativa e uma medida de subsethood,
respectivamente. Suponha que 𝐻, 𝐹 : ℱ(𝑋) × ℱ(𝑋) ⊃ ℱ(𝑋) são operadores que satisfazem as
seguintes propriedades para todo 𝐴, 𝐵, 𝐶 ∈ ℱ(𝑋):

(i) 𝐻(𝑋, ∅) = 𝑋 e 𝐹 (𝑋, ∅) = ∅,

(ii) 𝐻(𝐴, 𝐵) ⊖ 𝐹 (𝐴, 𝐵) e 𝐹 (𝐵, 𝐴) ⊖ 𝐻(𝐵, 𝐴) se 𝐴 ⊖ 𝐵,

(iii) 𝐻(𝐶, 𝐴) ⊇ 𝐻(𝐶, 𝐵) ∪𝐻(𝐵, 𝐴) e 𝐹 (𝐶, 𝐴) ⊖ 𝐹 (𝐶, 𝐵) ∩ 𝐹 (𝐵, 𝐴) se 𝐴 ⊖ 𝐵 ⊖ 𝐶.

O operador 𝐸⋆ : ℱ(𝑋)×ℱ(𝑋)⊃ [0, 1], dado por

𝐸⋆(𝐴, 𝐵) = 𝐶𝑜( 𝑆(𝐻(𝐴, 𝐵), 𝐹 (𝐴, 𝐵)) , 𝑆(𝐻(𝐵, 𝐴), 𝐹 (𝐵, 𝐴)) ), ∀𝐴, 𝐵 ∈ ℱ(𝑋), (2.2.15)

representa uma medida de equivalência.

Demonstração. Como 𝐶𝑜 é comutativo, temos que 𝐸⋆ é também comutativo. A propriedade (i) e
as deĄnições de 𝑆 e 𝐶𝑜 implicam que 𝐸⋆(𝑋, ∅) = 𝐶𝑜(𝑆(𝑋, ∅), 𝑆(∅, 𝑋)) = 𝐶𝑜(0, 1) = 0. Para todo
𝐴 ∈ ℱ(𝑋), temos que 𝐻(𝐴, 𝐴) = 𝐹 (𝐴, 𝐴) uma vez que 𝐴 ⊖ 𝐴. Usando esta última observação e
as propriedades de 𝑆 e 𝐶𝑜, obtemos que 𝐸⋆(𝐴, 𝐴) = 𝐶𝑜(1, 1) = 1.

Seja 𝐴, 𝐵 ∈ ℱ(𝑋) tais que 𝐴 ⊖ 𝐵, a propriedade (ii) garante que 𝐻(𝐴, 𝐵) ⊖ 𝐹 (𝐴, 𝐵) e
portanto 𝑆(𝐻(𝐴, 𝐵), 𝐹 (𝐴, 𝐵)) = 1. Além disso, se 𝐴 ⊖ 𝐵 ⊖ 𝐶 para 𝐴, 𝐵, 𝐶 ∈ ℱ(𝑋), então, as
propriedades (ii) e (iii) de 𝐻 e 𝐹 implicam que 𝐹 (𝐶, 𝐴) ⊖ 𝐹 (𝐶, 𝐵) ⊖ 𝐻(𝐶, 𝐵) ⊖ 𝐻(𝐶, 𝐴). Estas
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observações junto com os fatos de que 𝐶𝑜 é crescente em ambos os argumentos e que 𝑆 satisfaz o
axioma P3 da DeĄnição 2.2.1 produzem as seguintes desigualdades:

𝐸⋆(𝐶, 𝐴) = 𝐶𝑜( 𝑆(𝐻(𝐶, 𝐴), 𝐹 (𝐶, 𝐴)) , 1 )

⊘ 𝐶𝑜( 𝑆(𝐻(𝐶, 𝐴), 𝐹 (𝐶, 𝐵)) , 1 )

⊘ 𝐶𝑜( 𝑆(𝐻(𝐶, 𝐵), 𝐹 (𝐶, 𝐵)) , 1 )

= 𝐸⋆(𝐶, 𝐵) .

Logo, 𝐸⋆(𝐶, 𝐴) ⊘ 𝐸⋆(𝐶, 𝐵).
Similarmente, as hipóteses (ii) e (iii) implicam que 𝐹 (𝐶, 𝐴) ⊖ 𝐹 (𝐵, 𝐴) ⊖ 𝐻(𝐵, 𝐴) ⊖ 𝐻(𝐶, 𝐴)

para 𝐴 ⊖ 𝐵 ⊖ 𝐶. Novamente, podemos usar as propriedades de 𝐶 e 𝑆 para obter

𝐸⋆(𝐶, 𝐴) = 𝐶𝑜( 𝑆(𝐻(𝐶, 𝐴), 𝐹 (𝐶, 𝐴)) , 1 )

⊘ 𝐶𝑜( 𝑆(𝐻(𝐶, 𝐴), 𝐹 (𝐵, 𝐴)) , 1 )

⊘ 𝐶𝑜( 𝑆(𝐻(𝐵, 𝐴), 𝐹 (𝐵, 𝐴)) , 1 )

= 𝐸⋆(𝐵, 𝐴) .

Portanto, 𝐸⋆(𝐶, 𝐴) ⊘ 𝐸⋆(𝐵, 𝐴).

Dois tipos de expressões algébricas para produzir medidas de equivalência que são usualmente
encontradas na literatura surgem como um caso particular do Teorema 2.2.8. Em particular,
medidas de equivalência são deĄnidas baseada nas seguintes expressões

𝑇 (𝑆(𝐴, 𝐵), 𝑆(𝐵, 𝐴)), ∀𝐴, 𝐵 ∈ ℱ(𝑋), (2.2.16)

e
𝑆(𝐴 ∪𝐵, 𝐴 ∩𝐵), ∀𝐴, 𝐵 ∈ ℱ(𝑋), (2.2.17)

onde 𝑆 e 𝑇 denotam, respectivamente, uma certa medida de subsethood e uma t-norma [16, 116,
117]. O próximo corolário garante que de fato as expreções 2.2.16 e 2.2.17 obedecem os axiomas
da DeĄnição 2.2.5.

Corolário 2.2.9. Sejam 𝐶𝑜 e 𝑆 uma conjunção fuzzy comutativa e uma medida de subsethood,
respectivamente. Os operadores 𝐸𝑆, �̄�𝑆 : ℱ(𝑋)×ℱ(𝑋)⊃ [0, 1] dados por

𝐸𝑆(𝐴, 𝐵) = 𝐶𝑜(𝑆(𝐴, 𝐵), 𝑆(𝐵, 𝐴))∀𝐴, 𝐵 ∈ ℱ(𝑋), (2.2.18)

e

�̄�𝑆(𝐴, 𝐵) =

∮︁

𝐶𝑜(1, 𝑆(𝐴 ∪𝐵, 𝐴 ∩𝐵)) se 𝐴 ⊖ 𝐵 ou 𝐵 ⊖ 𝐴,
𝐶𝑜(𝑆(𝐴 ∪𝐵, 𝐴 ∩𝐵), 𝑆(𝐴 ∪𝐵, 𝐴 ∩𝐵)) se 𝐴 * 𝐵 e 𝐵 ̸⊖ 𝐴,

∀𝐴, 𝐵 ∈ ℱ(𝑋),

(2.2.19)
representam medidas de equivalência.

Demonstração. A Equação (2.2.18) pode ser obtida aplicando-se o Teorema 2.2.8 com 𝐹 e 𝐻
dados por 𝐹 (𝐴, 𝐵) = 𝐵 e 𝐻(𝐴, 𝐵) = 𝐴 para todo 𝐴, 𝐵 ∈ ℱ(𝑋). Note que de fato estas funções
satisfazem as seguintes propriedades:
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(i) 𝐻(𝑋, ∅) = 𝑋 e 𝐹 (𝑋, ∅) = ∅;

(ii) se 𝐴 ⊖ 𝐵, então, 𝐻(𝐴, 𝐵) = 𝐴 ⊖ 𝐵 = 𝐹 (𝐴, 𝐵) e 𝐹 (𝐵, 𝐴) = 𝐴 ⊖ 𝐵 = 𝐻(𝐵, 𝐴);

(iii) se 𝐴 ⊖ 𝐵 ⊖ 𝐶, então,

𝐻(𝐶, 𝐴) = 𝐶 ⊇ 𝐶 = 𝐶 ∪𝐵 = 𝐻(𝐶, 𝐵) ∪𝐻(𝐵, 𝐴)

e
𝐹 (𝐶, 𝐴) = 𝐴 ⊖ 𝐴 = 𝐵 ∩ 𝐴 = 𝐹 (𝐶, 𝐵) ∩ 𝐹 (𝐵, 𝐴).

Uma aplicação do Teorema 2.2.8 com as funções 𝐹 e �̄� deĄnidas como

𝐹 (𝐴, 𝐵) =

∮︁

𝐴 ∪𝐵 se 𝐴 ⊖ 𝐵,
𝐴 ∩𝐵 se 𝐴 * 𝐵.

e �̄�(𝐴, 𝐵) =

∮︁

𝐴 ∩𝐵 se 𝐴 ⊖ 𝐵,
𝐴 ∪𝐵 se 𝐴 * 𝐵.

para todo 𝐴, 𝐵 ∈ ℱ(𝑋) produz a Equação (2.2.19). Além disso, 𝐹 e �̄� cumprem os requisitos (i),
(ii) e (iii):

(i) �̄�(𝑋, ∅) = 𝑋 ∪ ∅ = 𝑋 e 𝐹 (𝑋, ∅) = ∅ ∩𝑋 = ∅;

(ii) se 𝐴 ⊖ 𝐵, então,
�̄�(𝐴, 𝐵) = 𝐴 ∩𝐵 = 𝐴 ⊖ 𝐵 = 𝐴 ∪𝐵 = 𝐹 (𝐴, 𝐵)

e
𝐹 (𝐵, 𝐴) = 𝐴 ∩𝐵 = 𝐴 ⊖ 𝐵 = 𝐴 ∪𝐵 = �̄�(𝐵, 𝐴);

(iii) se 𝐴 ⊖ 𝐵 ⊖ 𝐶, então,

�̄�(𝐶, 𝐴) = 𝐶 ∪ 𝐴 = 𝐶 ⊇ 𝐶 = (𝐶 ∪𝐵) ∪ (𝐵 ∪ 𝐴) = �̄�(𝐶, 𝐵) ∪ �̄�(𝐵, 𝐴)

e
𝐹 (𝐶, 𝐴) = 𝐶 ∩ 𝐴 = 𝐴 ⊖ 𝐴 = (𝐶 ∩𝐵) ∩ (𝐵 ∩ 𝐴) = 𝐹 (𝐶, 𝐵) ∩ 𝐹 (𝐵, 𝐴).

Dados 𝐴, 𝐵 ∈ ℱ(𝑋), a propriedade (ii) implica que 𝑆(�̄�(𝐴, 𝐵), 𝐹 (𝐴, 𝐵)) = 1 se 𝐴 ⊖ 𝐵. Simi-
larmente, se 𝐵 ⊖ 𝐴, então, 𝑆(�̄�(𝐵, 𝐴), 𝐹 (𝐵, 𝐴)) = 1. Assim, podemos provar o primeiro caso da
Equação (2.2.19) usando a comutatividade de 𝐶𝑜. Finalmente, temos que �̄�(𝐴, 𝐵) = �̄�(𝐵, 𝐴) =
𝐴 ∪𝐵 e 𝐹 (𝐴, 𝐵) = 𝐹 (𝐵, 𝐴) = 𝐴 ∩𝐵 se 𝐴 * 𝐵 e 𝐵 * 𝐴.

Os Teoremas 1 e 2 apresentados por Zeng et al. em [116] surgem como casos especiais da
primeira parte do Corolário 2.2.9 se consideramos as t-normas do produto e do mínimo. Além
disso, o Teorema 5.1 de [117] difere do Corolário 2.2.9 uma vez que os autores empregam a t-
norma do mínimo e as deĄnições de medidas de subsethood de Young [114] e de similaridade de
Liu [112], respectivamente. Note que, de acordo com o Teorema 3.3 do artigo de Zhang e Zhang
[117], a medida de subsethood de Willmot (𝑆𝑊 ) cumpre todos os axiomas propostos por Young
mas o operador �̄�𝑊 (𝐴, 𝐵) = min¶𝑆𝑊 (𝐴, 𝐵), 𝑆𝑊 (𝐵, 𝐴)♢ não satisfaz �̄�𝑊 (𝐴, 𝐴𝑐) = 0 para todo
𝐴 ∈ 𝒫(𝑋). Portanto, �̄�𝑊 não é uma medida de similaridade segundo Liu contradizendo assim o
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Teorema 5.1 deste mesmo artigo. Finalmente, a Equação (2.2.17), que também é encontrada em
[16, 117], surge da Equação (2.2.19) do Corolário 2.2.9 se 𝐶𝑜 corresponde à t-norma do mínimo.

O próximo teorema nos fornece uma fórmula para produzir medidas de equivalência em ℱ(𝑋)
baseada em uma função de agregação â e em uma medida de equivalência simples em [0, 1].

Teorema 2.2.10. Seja 𝑋 um universo arbitrário e seja â : ℱ(𝑋) ⊃ [0, 1] uma função crescente
tal que

â(∅) = 0 e â(𝑋) = 1. (2.2.20)

Se 𝜀𝑥 : [0, 1]2 ⊃ [0, 1] denota uma medida de equivalência em [0, 1] para todo 𝑥 ∈ 𝑋, então, o
seguinte operador 𝐸â : ℱ(𝑋)×ℱ(𝑋)⊃ [0, 1] é uma medida de equivalência em ℱ(𝑋):

𝐸â(𝐴, 𝐵) = â(𝜀𝑋(𝐴, 𝐵))∀𝐴, 𝐵 ∈ ℱ(𝑋), (2.2.21)

onde 𝜀𝑋(𝐴, 𝐵) denota o conjunto fuzzy de ℱ(𝑋) cuja função de pertinência é deĄnida como
𝜀𝑋(𝐴, 𝐵)(𝑥) = 𝜀𝑥(𝐴(𝑥), 𝐵(𝑥)) para todo 𝑥 ∈ 𝑋.

Além disso, se para cada 𝑥 ∈ 𝑋 a função 𝜀𝑥 for uma medida de equivalência forte e se â satisfaz
â(𝐴) = 1⇔ 𝐴(𝑥) = 1∀𝑥 ∈ 𝑋, então, 𝐸â é uma medida de equivalência forte.

Demonstração. Vejamos que de fato 𝐸â satisfaz os axiomas da DeĄnição 2.2.5. Para 𝐴, 𝐵, 𝐶 ∈
ℱ(𝑋),

• temos que 𝜀𝑋(𝐴, 𝐵) = 𝜀𝑋(𝐵, 𝐴), pois 𝜀𝑥 é comutativo para todo 𝑥 ∈ 𝑋. Logo, 𝐸â(𝐴, 𝐵) =
𝐸â(𝐵, 𝐴);

• 𝐸â(∅, 𝑋) = 0, pois 𝜀𝑋(∅, 𝑋)(𝑥) = 𝜀𝑥(Û∅(𝑥), Û𝑋(𝑥)) = 𝜀𝑥(0, 1) = 0 para todo 𝑥 ∈ 𝑋;

• 𝐸â(𝐴, 𝐴) = 1, pois 𝜀𝑋(𝐴, 𝐴)(𝑥) = 𝜀𝑥(𝐴(𝑥), 𝐴(𝑥)) = 1 para todo 𝑥 ∈ 𝑋;

• temos que 𝜀𝑥(𝐴(𝑥), 𝐶(𝑥)) ⊘ 𝜀𝑥(𝐴(𝑥), 𝐵(𝑥)), ∀𝑥 ∈ 𝑋 se 𝐴 ⊖ 𝐵 ⊖ 𝐶. Como â é uma
função crescente, segue que 𝐸â(𝐴, 𝐶) ⊘ 𝐸â(𝐴, 𝐵). Analogamente, podemos mostrar que
𝐸â(𝐴, 𝐶) ⊘ 𝐸â(𝐵, 𝐶).

Note que, se 𝑋 é um universo Ąnito, digamos 𝑋 = ¶𝑥1, . . . , 𝑥𝑛♢, então, a média ponderada
𝑀w : [0, 1]𝑛 ⊃ [0, 1] dada por

𝑀w(𝐴1, . . . , 𝐴𝑛) =
𝑛
∑︁

𝑖=1

𝑤𝑖𝐴𝑖, ∀𝐴 ∈ [0, 1]𝑛, (2.2.22)

onde w ∈ [0, 1]𝑛 tal que
√︁𝑛

𝑗=1 𝑤𝑗 = 1, pode fazer o papel da função de agregação â no Teorema
2.2.10. O Exemplo 2.2.11 exibe algumas aplicações do Teorema 2.2.10 com â = 𝑀w.

Exemplo 2.2.11. Seja 𝐸𝑖 uma medida de equivalência em [0, 1] para 𝑖 = 1, . . . , 𝑛 e seja w ∈ [0, 1]𝑛

tal que
√︁𝑛

𝑖=1 𝑤𝑖 = 1. Uma medida de equivalência 𝐸w : [0, 1]𝑛 × [0, 1]𝑛 ⊃ [0, 1] pode ser deĄnida
como se segue:

𝐸w(𝐴, 𝐵) =
𝑛
∑︁

𝑖=1

𝑤𝑖𝐸𝑖(𝐴𝑖, 𝐵𝑖) ∀𝐴, 𝐵 ∈ [0, 1]𝑛. (2.2.23)
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Em particular, usando (2.2.7) obtemos a seguinte medida de equivalência em [0, 1]𝑛:

𝐸Ú,w(𝐴, 𝐵) =
𝑛
∑︁

𝑖=1

𝑤𝑖𝐸Úi
(𝐴𝑖, 𝐵𝑖) ∀𝐴, 𝐵 ∈ [0, 1]𝑛. (2.2.24)

where Ú = (Ú1, . . . , Ú𝑛)𝑡 ∈ (0, 1]𝑛.
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Capítulo 3

Memória Associativa Fuzzy - Θ

O propósito de uma memória associativa (AM) é armazenar um conjunto Ąnito de associações,
isto é, pares ordenados ¶(xÝ, yÝ) ∈ 𝑋 × 𝑌 ♣ Ý = 1, . . . , 𝑝♢, também conhecida como conjunto de
memórias fundamentais, tal que um padrão de saída desejado y pode ser recuperado (ou recordado)
sob a apresentação de uma versão eventualmente imcompleta ou ruidosa de um padrão de entrada
x [41, 62]. Formalmente, uma AM descreve um mapeamento Φ : 𝑋 ⊃ 𝑌 que visa associar xÝ

com yÝ para todo Ý = 1, . . . , 𝑝 e que adicionalmente seja equipado com algum tipo de tolerância
a ruídos ou capacidade de correção de erro (de acordo com a aplicação). Idealmente, para cada
Ý = 1, . . . , 𝑝, temos que Φ satisfaz Φ(xÝ) = yÝ e adicionalmente Φ(�̃�Ý) = 𝑦Ý se �̃�Ý é uma versão
ruidosa ou corrompida da entrada 𝑥Ý [71]. Na prática, muitos modelos de AM nem sempre são
capazes de armazenar todas as memórias fundamentais e/ou produzem uma capacidade de correção
de erro insatisfatória ou inexistente, conseguindo recuperar aproximadamente versões corrompidas
e ruidosas de xÝ, i.e., Φ(x̃Ý) ♠ yÝ. Se Φ representa uma rede neural fuzzy [12], isto é, uma rede
neural artiĄcial cujas as entradas ou pesos são valores fuzzy, então, nos referimos à respectiva AM
como uma memória associativa fuzzy (FAM) [102].

Os modelos de Θ-FAM que serão discutidos neste capítulo surgiram das FAMs de subsethood
e equivalência (ou similaridade) [27], em particular, da FAM de subsethood de Kosko (KS-FAM)
[98]. Generalizando estes modelos, introduzimos a classe de Θ-FAMs que envolve tipos mais gerais
de funções do que medidas de subsethood e equivalência. Em contraste com os primeiros modelos,
as Θ-FAMs incluem pesos com valores reais que podem ser ajustados utilizando um algoritmo de
treinamento [25, 24].

DeĄnição 3.0.12. Seja ℳ = ¶(𝐴Ý, 𝐵Ý) ∈ ℱ(𝑋) × ℱ(𝑌 ) ♣ Ý ∈ 𝒫♢, onde 𝑋 e 𝑌 são universos
arbitrários e 𝒫 é um conjunto de índices Ąnito, digamos 𝒫 = ¶1, . . . , 𝑝♢. Dados operadores
ΘÝ : ℱ(𝑋) ⊃ [0, 1] satisfazendo ΘÝ(𝐴Ý) = 1 ∀Ý ∈ 𝒫 , um vetor de pesos v ∈ R𝑝, uma t-norma
arbitrária 𝑇 e uma função 𝐹 : R𝑝 ⊃ [0, 1]𝑝, o seguinte mapeamento 𝒪v : ℱ(𝑋)⊃ ℱ(𝑌 ) é dito ser
uma memória associativa fuzzy-Θ, ou, simplesmente, uma Θ-FAM:

𝒪v(𝐴) = 𝑅 ◇𝑇 𝐹 (𝑣1Θ
1(𝐴) , . . . , 𝑣𝑝Θ𝑝(𝐴)), (3.0.1)

onde 𝑅 denota a relação fuzzy em 𝑌 × 𝒫 dada por 𝑅(𝑦, Ý) = 𝐵Ý(𝑦) para todo 𝑦 ∈ 𝑌 e Ý ∈ 𝒫.
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A partir de agora, iremos focar apenas em modelos Θ-FAMs tais que a função 𝐹 : R𝑝 ⊃ [0, 1]𝑝

na DeĄnição 3.0.12 é dada para todo a ∈ R𝑝 como se segue

𝐹 (𝑎1, . . . , 𝑎𝑝)𝑖 =

∮︁

1 se 𝑎𝑖 = ∨𝑝
𝑗=1𝑎𝑗,

0 caso contrário,
para 𝑖 = 1, . . . , 𝑝. (3.0.2)

Para universos Ąnitos 𝑋 = ¶𝑥1, . . . , 𝑥𝑛♢ e 𝑌 = ¶𝑦1, . . . , 𝑦𝑚♢, a Figura 3.1 mostra a topologia
de uma Θ-FAM com a t-norma do produto.

Figura 3.1: Topologia de uma Θ-FAM com universos Ąnitos 𝑋 = ¶𝑥1, . . . , 𝑥𝑛♢ e 𝑌 = ¶𝑦1, . . . , 𝑦𝑚♢.

Note que a Θ-FAM ilustranda na Figura 3.1 corresponde a uma rede neural com 𝑝 e 𝑚 neurônios
nas camadas oculta e de saída, respectivamente, produzindo um mapeamento [0, 1]𝑛 ⊃ [0, 1]𝑚.
Dado um padrão de entrada 𝐴 = (𝐴1, 𝐴2, . . . , 𝐴𝑛)𝑡, o 𝑗-ésimo neurônio escondido calcula 𝑣𝑗Θ

𝑗(𝐴)
seguido por uma função de ativação binária que produz 1 se e somente se 𝑣𝑗Θ

𝑗(𝐴) ⊙ 𝑣𝑖Θ
𝑖(𝐴) para

todo 𝑖 ̸= 𝑗. Logo, a camada oculta pode ser implementada em termos de uma rede MAXNET
[67]. Para todo 𝑗 = 1, . . . , 𝑝, o 𝑗-ésimo neurônio oculto se conecta com cada um dos 𝑚 neurônios
de saída com pesos Ąxos. Em particular, o 𝑖-ésimo peso é dado por 𝐵𝑗

𝑖 , i.e., a 𝑖-ésima componente
de 𝐵𝑗 ∈ [0, 1]𝑚. Cada neurônio de saída calcula o máximo das suas entradas. Enquanto a maioria
dos modelos de memórias associativas fuzzy representam redes neurais fuzzy totalmente conectadas
sem camadas ocultas [102], as Θ-FAMs possuem uma camada oculta competitiva como mostrado
na Figura 3.1. Neste contexto, as Θ-FAMs são similares às bem conhecidas redes de Hamming [66]
ou memória associativa de Hamming e suas extensões [44, 76].

As funções ΘÝ : ℱ(𝑋)⊃ [0, 1] podem ser geradas a partir de medidas de subsethood ou equiva-
lência. Note que, para quarquer medida de subsethood 𝑆 e para qualquer medida de equivalência
𝐸, temos que 𝑆(𝐴Ý, 𝐴Ý) = 1 e 𝐸(𝐴Ý, 𝐴Ý) = 1. Portanto, 𝑆(𝐴Ý, ≤ ), 𝑆( ≤ , 𝐴Ý) e 𝐸( ≤ , 𝐴Ý) podem
fazer o papel de ΘÝ na DeĄnição 3.0.12. Esta observação dá origem às seguintes deĄnições:

DeĄnição 3.0.13. Considere uma Θ-FAM dada pela Fórmula (3.0.1) da DeĄnição 3.0.12.
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1. Se cada função ΘÝ : ℱ(𝑋)⊃ [0, 1] for dada por ΘÝ( ≤ ) = 𝑆Ý(𝐴Ý, ≤ ) para alguma medida de
subsethood 𝑆Ý, então, a correspondente Θ-FAM é chamada uma memória associativa fuzzy
de subsethood (S-FAM). Note que uma S-FAM gera a seguinte saída 𝒮(𝐴) para uma entrada
𝐴 ∈ ℱ(𝑋):

𝒮(𝐴) = 𝑅 ◇𝑇 𝐹 (𝑣1𝑆
1(𝐴1, 𝐴) , . . . , 𝑣𝑝𝑆𝑝(𝐴𝑝, 𝐴)). (3.0.3)

Falamos de uma memória associativa fuzzy de subsethood ajustável, ou, simplesmente, TS-
FAM, se cada 𝑆Ý é igual a uma medida de subsethood parametrizada;

2. Se cada função ΘÝ : ℱ(𝑋)⊃ [0, 1] for dada por ΘÝ( ≤ ) = 𝑆Ý( ≤ , 𝐴Ý) para alguma medida de
subsethood 𝑆Ý, então, a correspondente Θ-FAM é chamada uma memória associativa fuzzy
de subsethood dual (S-FAM dual). Note que uma dual S-FAM gera a seguinte saída 𝒟(𝐴)
para uma entrada 𝐴 ∈ ℱ(𝑋):

𝒟(𝐴) = 𝑅 ◇𝑇 𝐹 (𝑣1𝑆
1(𝐴, 𝐴1) , . . . , 𝑣𝑝𝑆𝑝(𝐴, 𝐴𝑝)). (3.0.4)

Falamos de uma memória associativa fuzzy de subsethood ajustável dual, ou, simplesmente,
TS-FAM dual, se cada 𝑆Ý é igual a uma medida de subsethood parametrizada;

3. Se cada função ΘÝ : ℱ(𝑋) ⊃ [0, 1] for dada por ΘÝ( ≤ ) = 𝐸Ý( ≤ , 𝐴Ý) para alguma medida
de equivalência 𝐸Ý, então, a correspondente Θ-FAM é chamada uma memória associativa
fuzzy de equivalência (E-FAM). Note que uma E-FAM gera a seguinte saída ℰ(𝐴) para uma
entrada 𝐴 ∈ ℱ(𝑋):

ℰ(𝐴) = 𝑅 ◇𝑇 𝐹 (𝑣1𝐸
1(𝐴, 𝐴1) , . . . , 𝑣𝑝𝐸𝑝(𝐴, 𝐴𝑝)). (3.0.5)

Falamos de uma memória associativa fuzzy de equivalência ajustável, ou, simplesmente, TE-
FAM, se cada 𝐸Ý é igual a uma medida de equivalência parametrizada.

Na morfologia matemática fuzzy, o operador elementar de erosão fuzzy é deĄnido em termos
do grau de inclusão ou subsethood de objetos (i.e., versões transladadas de um objeto dito ele-
mento estruturante) em outro objeto [94]. Adicionalmente, as medidas de equivalência deĄnidas
na primeira parte do Corolário 2.2.9 podem ser relacionadas com transformadas hit-or-miss fuzzy.
Portanto, S-FAMs (duais) e E-FAMs podem ser vistas como redes neurais morfológicas fuzzy, mais
especiĄcamente, como memórias associativas morfológicas fuzzy [107]. Relembre que redes neurais
morfológicas executam um operação da morfologia matemática fuzzy em cada neurônio seguido,
eventualmente, pela aplicação de uma função de ativação [102]. Redes neurais morfológicas (fuzzy)
incluem os modelos de raciocínio em reticucaldos (fuzzy) de Kaburlasos et al. que empregam
um certo tipo de Şmedida de inclusãoŤ que pode ser vista como uma ordem parcial fuzzy em um
reticulado [49, 53, 54].
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3.1 Alguns Resultados Teóricos Referentes as Θ-FAMs

Os Teoremas 3.1.1 e 3.1.2 descrevem, respectivamente, as condições suĄcientes para que uma
Θ-FAM seja capaz de armazenar todas as memórias fundamentais e exibir uma certa tolerância a
ruídos.

Teorema 3.1.1. Sejam os operadores ΘÝ : ℱ(𝑋) ⊃ [0, 1] tais que ΘÝ(𝐴Ý) = 1 para Ý = 1, . . . , 𝑝
e um vetor v ∈ R𝑝. Seja 𝒪v o símbolo que denota a correspondente Θ-FAM segundo a DeĄnição
3.0.12 com alguma t-norma. Se ¶(𝐴Ý, 𝐵Ý) ∈ ℱ(𝑋) × ℱ(𝑌 ) ♣ Ý = 1, . . . , 𝑝♢ satisfaz 𝑣ÒΘÒ(𝐴Ý) < 𝑣Ý

para todo Ò ̸= Ý, então, temos que

𝒪v(𝐴Ý) = 𝐵Ý ∀ Ý = 1, . . . , 𝑝 . (3.1.1)

Demonstração. Seja Ý ∈ ¶1, . . . , 𝑝♢. Por hipótese, temos que ΘÝ(𝐴Ý) = 1. Se 𝑣ÒΘÒ(𝐴Ý) < 𝑣Ý =
𝑣ÝΘ

Ý(𝐴Ý), então, 𝐹 (𝑣1Θ
1(𝐴Ý), . . . 𝑣𝑝Θ𝑝(𝐴Ý))𝑖 ∈ ¶0, 1♢ é igual a 1 se e somente se 𝑖 = Ý, segundo a

Equação (3.0.2). Pelas deĄnições de t-norma e da composição sup-T, concluímos que 𝒪v(𝐴Ý) =
𝐵Ý.

Teorema 3.1.2. Sejam v ∈ R𝑝 e ΘÝ : ℱ(𝑋) ⊃ [0, 1] funções contínuas (com respeito a uma
métrica 𝑑) que satisfazem ΘÝ(𝐴Ý) = 1 para Ý = 1, . . . , 𝑝. Além disso, seja 𝒪v o símbolo que denota
a correspondente Θ-FAM segundo a DeĄnição 3.0.12 com alguma t-norma.

Se 𝑣ÒΘÒ(𝐴Ý) < 𝑣Ý para Ò = 1, . . . , 𝑝 e Ò ̸= Ý, então, existe ÓÝ > 0 tal que 𝒪v(𝐴) = 𝐵Ý se
𝑑(𝐴Ý, 𝐴) < ÓÝ.

Demonstração. Seja ÑÝ = 𝑣Ý ⊗
(︁

⌃

Ò ̸=Ý 𝑣ÒΘÒ(𝐴Ý)
⎡

> 0 para Ý = 1, . . . , 𝑝. Primeiramente, note

que os operadores 𝑣ÒΘÒ( ≤ ) são contínuos em 𝐴Ý para todo Ò = 1, . . . , 𝑝 e em particular para
Ò ̸= Ý. Portanto, para cada Ò ̸= Ý existe ÓÝ

Ò > 0 tal que 𝑣ÒΘÒ(𝐴) < (𝑣Ý ⊗ 0.5ÑÝ) se 𝑑(𝐴, 𝐴Ý) ⊘

ÓÝ
Ò. Similarmente, existe ÓÝ

Ý > 0 tal que 𝑣ÝΘ
Ý(𝐴) > (𝑣Ý ⊗ 0.5ÑÝ) se 𝑑(𝐴, 𝐴Ý) ⊘ ÓÝ

Ý . DeĄnindo
ÓÝ =

⃦

Ò=1,...,𝑝 ÓÝ
Ò, temos que 𝑣ÝΘ

Ý(𝐴) > 𝑣ÒΘÒ(𝐴) se 𝑑(𝐴, 𝐴Ý) ⊘ ÓÝ. Assim, pela Equação (3.0.2),
para 𝐴 ∈ ℱ(𝑋) tal que 𝑑(𝐴, 𝐴Ý) ⊘ ÓÝ temos que 𝐹 (𝑣1Θ

1(𝐴), . . . 𝑣𝑝Θ𝑝(𝐴))𝑖 ∈ ¶0, 1♢ é igual a 1
se e somente se 𝑖 = Ý, 𝑖 = 1, . . . , 𝑝. Portanto, pela deĄnição de t-norma e da composição sup-T,
obtemos que 𝒪v(𝐴) = 𝐵Ý se 𝑑(𝐴, 𝐴Ý) ⊘ ÓÝ.

3.2 Algoritmo de Treinamento Geral para Θ-FAMs

Suponha que nos seja fornecido um conjunto de memórias fundamentais ℳ = ¶(𝐴Ý, 𝐵Ý) ∈
ℱ(𝑋) × ℱ(𝑌 ) ♣ Ý = 1, . . . , 𝑝♢, um subconjunto V de R𝑝 não vazio, fechado e convexo e funções
ΘÝ : ℱ(𝑋) ⊃ [0, 1] satisfazendo ΘÝ(𝐴Ý) = 1 para Ý = 1, . . . , 𝑝. Nesta seção vamos considerar
o problema de determinar um vetor apropriado v ∈ V que minimiza algum tipo de função de
erro dependente de um conjunto de treinamento 𝒯 . Informalmente falando, dado um conjunto de
associações 𝒯 = ¶(𝐴Ý, �̄�Ý) ∈ ℱ(𝑋)×ℱ(𝑌 ) : Ý = 1, . . . , 𝑘♢, a fase de treinamento deve produzir um
vetor de pesos v ∈ V tal que 𝒪v(𝐴Ý) ≡ �̄�Ý para Ý = 1, . . . , 𝑘 e 𝒪v dado pela Equação (3.0.1). Para
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isto, uma função objetiva tal como a seguinte função de erro quadrático poderia ser minimizada
sujeita a v ∈ V:

𝑀𝑆𝐸(v) =
𝑘
∑︁

Ý=1

‖𝒪v(𝐴Ý)⊗ �̄�Ý‖2 . (3.2.1)

Note que, estritamente falando, não impomos nenhuma restrição sobre a relação entre os con-
juntos ℳ e 𝒯 . Entretanto, o objetivo de atingir perfeita recordação, i.e., 𝒪v(𝐴Ý) = 𝐵Ý para
Ý = 1, . . . , 𝑝, sugere escolher ℳ⊖ 𝒯 . Neste contexto, relembre que o conjunto de treinamento 𝒯
determina a função erro a ser minimizada, enquanto, o conjunto de memórias fundamentais ℳ
determina a topologia da Θ-FAM em questão. Em particular, as funções ΘÝ dos neurônios ocultos
ilustrados na Figura 3.1 satisfazem ΘÝ(𝐴Ý) = 1.

Como mencionado acima, uma possível estratégia para determinar v ∈ V consiste em minimi-
zar a função objetiva 𝑀𝑆𝐸(v) na Equação (3.2.1). Note que a função objetiva 𝑀𝑆𝐸(v) não é
diferenciável com respeito a v, pois o operador 𝒪v é dado pela composição da função 𝐹 (cf. Eq.
(3.0.2)) e do operador sup-T que não são diferenciáveis com respeito a v. Uma solução aproxi-
mada para este problema pode ser obtida utilizando-se de métodos de otimização não linear sem
derivadas tal como algoritmos genéticos. Entretanto, a aplicação de um algoritmo genético para
problemas tendo um grande número de variáveis, como os considerados nesta tese, muitas vezes se
tornam impraticáveis devido ao seu alto custo computacional [89].

Em uma tentativa de desenvolver uma alternativa factível para determinar v ∈ V na fase de
treinamento, desenvolvemos um algoritmo de treinamento especíĄco para Θ-FAMs. Primeiramente,
introduziremos algumas notações. Dado 𝐵 ∈ ℱ(𝑌 ), deĄnimos os seguintes conjuntos de índices:

𝑇 (𝐵) = ¶Ò ∈ 𝒫 : 𝐵Ò = 𝐵♢ e 𝑇 𝑐(𝐵) = 𝒫 r 𝑇 (𝐵) , (3.2.2)

𝑇 (𝐵) =
{︁

Ò ∈ 𝒦 : �̄�Ò = 𝐵
}︁

e 𝑇 𝑐(𝐵) = 𝒦 r 𝑇 (𝐵) , (3.2.3)

onde 𝒫 = ¶1, . . . , 𝑝♢ e 𝒦 = ¶1, . . . , 𝑘♢. Para cada 𝐴 ∈ ℱ(𝑋), associamos o vetor binário
𝐹 (𝑣1Θ

1(𝐴), . . . , 𝑣𝑝Θ𝑝(𝐴)) com o subconjunto 𝐼v(𝐴) de 𝒫 dado por

𝐼v(𝐴) = ¶Ò ∈ 𝒫 ♣𝐹 (𝑣1Θ
1(𝐴), . . . , 𝑣𝑝Θ𝑝(𝐴))Ò = 1♢. (3.2.4)

Note que, pela deĄnição de t-norma e da composição sup-T, a Equação (3.0.1) na DeĄnição 3.0.12
pode ser reescrita como segue:

𝒪v(𝐴) = 𝑅 ◇𝑇 𝐹 (𝑣1Θ
1(𝐴) , . . . , 𝑣𝑝Θ𝑝(𝐴)) =

⋃︁

Ò∈𝐼v(𝐴)

𝐵Ò. (3.2.5)

Além disso, temos que o conjunto 𝐼v(𝐴) é não vazio uma vez que existe um índice 𝑗 ∈ 𝒫 tal que
𝑣𝑗Θ

𝑗(𝐴) maximiza o subconjunto Ąnito ¶𝑣ÝΘ
Ý(𝐴)♢𝑝

Ý=1 de R.
Além disso, seja 𝐷 : R⊃ ¶0, 1♢ a função degrau dada por

𝐷(𝑎) =

∮︁

1, se 𝑎 ⊙ 0
0, se 𝑎 < 0

∀𝑎 ∈ R . (3.2.6)
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Seja 𝒪v o símbolo que denota uma Θ-FAM baseada em uma família de mapeamentos ΘÝ :
ℱ(𝑋)⊃ [0, 1], um vetor de pesos v ∈ V e uma t-norma qualquer. Obtemos erro de treinamento 0
se e somente se 𝒪v(𝐴Ý) = �̄�Ý para todo Ý = 1, . . . , 𝑘. Considere um índice arbitrário Ý ∈ ¶1, . . . , 𝑘♢.
Note que, pela Equação (3.2.5), 𝒪v(𝐴Ý) = �̄�Ý se 𝐼w(𝐴Ý) ⊖ 𝑇 (�̄�Ý) ou, equivalentemente, se para
cada Ò ∈ 𝑇 𝑐(�̄�Ý) existe 𝑗 ∈ 𝑇 (�̄�Ý) tal que 𝑣ÒΘÒ(𝐴Ý) < 𝑣𝑗Θ

𝑗(𝐴Ý). Para um dado índice Ò ∈ 𝑇 𝑐(�̄�Ý),
a função 𝑃 Ý

Ò : V⊃ ¶0, 1♢ deĄnida pela seguinte equação avalia se 𝑣ÒΘÒ(𝐴Ý) ⊙ 𝑣𝑗Θ
𝑗(𝐴Ý) para todo

𝑗 ∈ 𝑇 (�̄�Ý):
𝑃 Ý

Ò (v) =
∏︁

𝑗∈𝑇 (�̄�ξ)

𝐷(𝑣ÒΘÒ(𝐴Ý)⊗ 𝑣𝑗Θ
𝑗(𝐴Ý)) . (3.2.7)

EspeciĄcamente, dado Ò ∈ 𝑇 𝑐(�̄�Ý), temos que existe 𝑗 ∈ 𝑇 (�̄�Ý) tal que 𝑣ÒΘÒ(𝐴Ý) < 𝑣𝑗Θ
𝑗(𝐴Ý) se

e somente se 𝑃 Ý
Ò (v) = 0. Caso contrário, temos que 𝑃 Ý

Ò (v) = 1. Além disso, note que 𝒪v(𝐴Ý) = �̄�Ý

se
√︁

Ò∈𝑇 c(�̄�ξ) 𝑃 Ý
Ò (v) é igual a 0. Portanto, propomos minimizar a seguinte função objetiva 𝑓 : V⊃ Z

ao invés de 𝑀𝑆𝐸 : V⊃ R:

𝑓(v) =
𝑘
∑︁

Ý=1

∏︀

∐︁

∑︁

Ò∈𝑇 c(�̄�ξ)

𝑃 Ý
Ò (v)

∫︀

̂︀ . (3.2.8)

Logo, estamos interessado em encontrar uma solução do seguinte problema de otimização não
linear:

min
v∈V

𝑓(v) (3.2.9)

Uma vez que 𝑃 Ý
Ò (v) ∈ ¶0, 1♢, temos que 0 ⊘ 𝑓(v) ⊘

√︁𝑘
Ý=1♣𝑇

𝑐(�̄�Ý)♣⊘ 𝑘𝑝 para todo v ∈ V.
Assim, 𝑓 pode ser considerada uma função V ⊃ ¶0, . . . , 𝑘𝑝♢ o que implica que o problema de
otimização da Equção (3.2.9) está bem deĄnido e possui ao menos uma solução global.

Nossa estratégia para resolver o problema de otimização da Equação (3.2.9) consiste em pro-
curar direções de descidas entre os vetores canônicos e𝑗 de R𝑝. Dado v ∈ V, vamos analizar o
efeito da 𝑗-ésima componente de v no valor de 𝑓 . Para cada 𝑗 = 1, . . . , 𝑝, temos que 𝑓(v) pode
ser reescrita como se segue:

𝑓(v) =
∑︁

Ý∈𝑇 (𝐵j)

∑︁

Ò∈𝑇 c(𝐵j)

𝑃 Ý
Ò (v) +

∑︁

Ý∈𝑇 c(𝐵j)

∑︁

Ò∈𝑇 c(�̄�ξ)

𝑃 Ý
Ò (v) . (3.2.10)

Vamos olhar um pouco mais a fundo nas expressões do lado esquerdo e do lado direito do
símbolo Ş+Ť na Equação (3.2.10). Pelas deĄnições de 𝑇 e 𝑇 , temos que Ý ∈ 𝑇 (𝐵𝑗) se e somente
se 𝑗 ∈ 𝑇 (�̄�Ý), i.e., 𝐵𝑗 = �̄�Ý, o que implica que, para todo Ò (em particular para Ò ∈ 𝑇 𝑐(�̄�Ý)),
o conjunto de índices considerado no produto da Equação (3.2.7) inclui 𝑗. Em outras palavras,
𝑃 Ý

Ò (v) depende da 𝑗-ésima componente de v se Ý ∈ 𝑇 (𝐵𝑗). Por outro lado, se Ý ∈ 𝑇 𝑐(𝐵𝑗), então,

𝑗 ∈ 𝑇 𝑐(�̄�Ý) e, para Ò ∈ 𝑇 𝑐(�̄�Ý)r ¶𝑗♢, 𝑃 Ý
Ò (v) não depende da 𝑗-ésima componente de v, pois, 𝑗 não

pertence ao conjunto de índices em que ocorre o produto da Equação (3.2.7). Portanto,

𝑓(v) =
∑︁

Ý∈𝑇 (𝐵j)

∑︁

Ò∈𝑇 c(𝐵j)

𝑃 Ý
Ò (v) +

∑︁

Ý∈𝑇 c(𝐵j)

𝑃 Ý
𝑗 (v) + 𝐶𝑗(v), (3.2.11)

onde 𝐶𝑗(v) =
√︁

Ý∈𝑇 c(𝐵j)

(︁

√︁

Ò∈𝑇 c(�̄�ξ)r¶𝑗♢ 𝑃 Ý
Ò (v)

⎡

. Uma vez que o termo 𝐶𝑗(v) não depende do índice
𝑗, uma modiĄcação de 𝑣𝑗 apenas afetará o valor de

𝑅𝑗(v) = 𝑓(v)⊗ 𝐶𝑗(v) =
∑︁

Ý∈𝑇 (𝐵j)

∑︁

Ò∈𝑇 c(𝐵j)

𝑃 Ý
Ò (v) +

∑︁

Ý∈𝑇 c(𝐵j)

𝑃 Ý
𝑗 (v) =
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∑︁

Ý∈𝑇 (𝐵j)

∑︁

Ò∈𝑇 c(𝐵j)

𝑎Ò,𝑗,Ý𝐷(𝑣ÒΘÒ(𝐴Ý)⊗ 𝑣𝑗Θ
𝑗(𝐴Ý)) +

∑︁

Ý∈𝑇 c(𝐵j)

𝑃 Ý
𝑗 (v),

onde o coeĄciente 𝑎Ò,𝑗,Ý ∈ ¶0, 1♢ é dado por

𝑎Ò,𝑗,Ý =
∏︁

𝑖∈𝑇 (𝐵j)r¶𝑗♢

𝐷(𝑣ÒΘÒ(𝐴Ý)⊗ 𝑣𝑖Θ
𝑖(𝐴Ý)). (3.2.12)

Considere v ∈ V arbitrário. Nosso objetivo é encontrar um valor real 𝑣*
𝑗 tal que o vetor

v + (𝑣*
𝑗 ⊗ 𝑣𝑗)e𝑗 está contido em V e minimiza o valor de 𝑅𝑗. Para isto, seja 𝑉𝑗 o conjunto

¶Ð ∈ R : (v + (Ð⊗ 𝑣𝑗)e𝑗) ∈ V♢, onde e𝑗 denota a 𝑗-ésimo vetor canônico de R𝑝, deĄnimos as
seguintes funções 𝑔𝑗, ℎ𝑗 : 𝑉𝑗 ⊃ Z:

𝑔𝑗(𝑣) =
∑︁

Ý∈𝑇 (𝐵j)

∑︁

Ò∈𝑇 c(𝐵j)

𝑎Ò,𝑗,Ý𝐷(𝑣ÒΘÒ(𝐴Ý)⊗ 𝑣Θ𝑗(𝐴Ý)),

ℎ𝑗(𝑣) =
∑︁

Ý∈𝑇 c(𝐵j)

∏︁

𝑖∈𝑇 (�̄�ξ)

𝐷(𝑣Θ𝑗(𝐴Ý)⊗ 𝑣𝑖Θ
𝑖(𝐴Ý)) . (3.2.13)

No que se segue, desenvolveremos um método de otimização que, sob algumas condições fracas,
produz um mínimo local do problema na Equação (3.2.9). Nossa abordagem é baseada em resolver
problemas simples da forma

min
𝑤∈𝑉j

𝑓𝑗(𝑤) , (3.2.14)

onde 𝑓𝑗 denota a soma das funções 𝑔𝑗 e ℎ𝑗.
Tal como 𝑓 , a função 𝑓𝑗 também possui valores em ¶0, . . . , 𝑘𝑝♢ e, portanto, é garantido existir

uma solução global para o problema de minimização na Equação (3.2.14). Desde de que 𝑓𝑗(𝑣𝑗) =
𝑅𝑗(v) e 𝑓𝑗 = 𝑔𝑗 + ℎ𝑗 por deĄnição, temos que 𝑓𝑗(𝑣

*) ⊘ 𝑅𝑗(v) para qualquer solução global 𝑣* da
Equação (3.2.14). Note que a seguinte aĄrmação é verdadeira para todo Ý tal que Θ𝑗(𝐴Ý)) ̸= 0:

𝐷(𝑣ÒΘÒ(𝐴Ý)⊗ 𝑣Θ𝑗(𝐴Ý)) = 0⇔
𝑣ÒΘÒ(𝐴Ý)

Θ𝑗(𝐴Ý)
< 𝑣 . (3.2.15)

A função 𝑔𝑗 pode ser escrita como

𝑔𝑗(𝑣) = 𝑑𝑗 +
∑︁

Ý∈𝑇 (𝐵j),

Θj(𝐴ξ)) ̸=0

⎧

⎪

⎪

⎪

⨄︁

⎪

⎪

⎪

⎩

∑︁

Ò∈𝑇 c(𝐵j),
𝑣⊘Ñγ,j,ξ

𝑎Ò,𝑗,Ý

∫︁

⎪

⎪

⎪

⋀︁

⎪

⎪

⎪

⋂︁

, (3.2.16)

onde

ÑÒ,𝑗,Ý =
𝑣ÒΘÒ(𝐴Ý)

Θ𝑗(𝐴Ý)
e 𝑑𝑗 =

∑︁

Ý∈𝑇 (𝐵j),

Θj(𝐴ξ))=0

∑︁

Ò∈𝑇 c(𝐵j)

𝑎Ò,𝑗,Ý𝐷
(︁

𝑣ÒΘÒ(𝐴Ý)
⎡

. (3.2.17)

Dado que temos um número Ąnito de coeĄcientes ÑÒ,𝑗,Ý, a Equação (3.2.16) revela que a função 𝑔𝑗

é constante por partes, decrescente e com um número Ąnito de descontinuidades. Adicionalmente,
a seguinte aĄrmação é válida para todo Ý tal que Θ𝑗(𝐴Ý)) ̸= 0:

𝐷(𝑣Θ𝑗(𝐴Ý)⊗ 𝑣𝑖Θ
𝑖(𝐴Ý)) = 0⇔ 𝑣 <

𝑣𝑖Θ
𝑖(𝐴Ý)

Θ𝑗(𝐴Ý)
(3.2.18)
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o que implica que

∏︁

𝑖∈𝑇 (�̄�ξ)

𝐷(𝑣Θ𝑗(𝐴Ý)⊗ 𝑣𝑖Θ
𝑖(𝐴Ý)) = 0⇔ 𝑣 <

⋁︁

𝑖∈𝑇 (�̄�ξ)

𝑣𝑖Θ
𝑖(𝐴Ý)

Θ𝑗(𝐴Ý)
. (3.2.19)

A função ℎ𝑗 pode ser expressa por

ℎ𝑗(𝑣) = 𝑒𝑗 +
∑︁

Ý∈𝑇 c(𝐵j),

Θj(𝐴ξ) ̸=0,
𝑣⊙Õj,ξ

1 , (3.2.20)

onde

Õ𝑗,Ý =
⋁︁

𝑖∈𝑇 (�̄�ξ)

𝑣𝑖Θ
𝑖(𝐴Ý)

Θ𝑗(𝐴Ý)
e 𝑒𝑗 =

∑︁

Ý∈𝑇 c(𝐵j),

Θj(𝐴ξ)=0

⎧

⨄︁

⎩

∏︁

𝑖∈𝑇 (�̄�ξ)

𝐷
(︁

⊗𝑣𝑖Θ
𝑖(𝐴Ý)

⎡

∫︁

⋀︁

⋂︁

. (3.2.21)

A Equação (3.2.20) implica que ℎ𝑗 é crescente, constante por partes com um número Ąnito de
descontinuidades, pois, o conjunto de coeĄcientes Õ𝑗,Ý é Ąnito.

Para sumarizar, temos que a função objetiva 𝑓𝑗 = 𝑔𝑗 + ℎ𝑗 é limitada, não negativa e contante
por partes com um número Ąnito de descontinuidades. Relembre ainda que o problema na Equação
(3.2.14) possui ao menos uma solução global e muitas vezes um número inĄnito de soluções globais.
A resolução deste problema de otimização requer a computação dos coeĄcientes ÑÒ,𝑗,Ý, Õ𝑗,Ý ∈ 𝑉𝑗 que
incluem os pontos de descontinuidades de 𝑓𝑗 em 𝑉𝑗.

O seguinte algoritmo de treinamento para Θ-FAMs determina uma aproximação para um mi-
nimizador global v* ∈ V de 𝑓 .

Suponha que ℳ = ¶(𝐴Ý, 𝐵Ý) : Ý = 1, . . . , 𝑝♢ e 𝒯 = ¶(𝐴Ý, �̄�Ý) : Ý = 1, . . . , 𝑘♢ são, respectiva-
mente, os conjunjtos de memórias fundamentais e treinamento. Considere uma Θ-FAM baseada
em funções ΘÝ, onde Ý = 1, . . . , 𝑝, que satisfazem ΘÝ(𝐴Ý) = 1. Na 𝑛-ésima iteração, o Algoritmo

3.1 produz um vetor v(𝑛) = (𝑣
(𝑛)
1 , . . . , 𝑣(𝑛)

𝑝 )𝑡 ∈ V. Seja 𝑓
(𝑛)
𝑗 = 𝑔𝑗 + ℎ𝑗, onde as funções 𝑔𝑗 e ℎ𝑗 são,

respectivamente, dadas pelas Equações (3.2.16) e (3.2.20) com 𝑣Ò = 𝑣(𝑛)
Ò e 𝑣𝑖 = 𝑣

(𝑛)
𝑖 nas Equações

(3.2.12), (3.2.17) e (3.2.21).

Teorema 3.2.1. No Algoritmo 3.1, as desigualdades 𝑓(v(𝑛⊗1)) > 𝑓(v(𝑛)) são verdadeiras para
todas as iterações 𝑛 > 0 até que o critério de parada 𝐽 ̸= ∅ seja atingido.

Demonstração. Suponha que 𝑗* ∈ 𝐽 tenha sido escolhido no Passo 6) do Algoritmo 3.1. Após a

execução do Passo 8), temos que 𝑓
(𝑛⊗1)
𝑗∗ (𝑣

(𝑛⊗1)
𝑗∗ ) > 𝑓

(𝑛⊗1)
𝑗∗ (𝑣

(𝑛)
𝑗∗ ). Note que 𝐶𝑗∗(v(𝑛⊗1)) = 𝐶𝑗∗(v(𝑛))

and 𝑓
(𝑛⊗1)
𝑗∗ = 𝑓

(𝑛)
𝑗∗ , pois, 𝑣

(𝑛⊗1)
𝑖 = 𝑣

(𝑛)
𝑖 para todo 𝑖 ̸= 𝑗*. Pelas Equações (3.2.7) e (3.2.11), temos

23



Algoritmo 3.1 Algoritmo Geral de Treianamento para Θ-FAM

1: Dado v(0) ∈ V.
2: 𝑛⊂ 0;
3: Para 𝑗 = 1, . . . , 𝑝, compute uma solução global 𝑣*

𝑗 de

min
𝑣∈𝑉j

𝑓
(0)
𝑗 (𝑣);

4: DeĄna 𝐽 = ¶𝑗 : 𝑓
(0)
𝑗 (𝑣*

𝑗 ) < 𝑓
(0)
𝑗 (𝑣

(0)
𝑗 )♢;

5: while 𝐽 ̸= ∅ do
6: Escolha 𝑗 ∈ 𝐽 ;
7: Atualize o vetor v:

𝑣
(𝑛+1)
𝑖 ⊂

∮︁

𝑣*
𝑗 se 𝑖 = 𝑗

𝑣
(𝑛)
𝑖 se 𝑖 ̸= 𝑗

, para 𝑖 = 1, . . . , 𝑝;

8: 𝑛⊂ 𝑛 + 1;
9: Para 𝑗 = 1, . . . , 𝑝, compute uma solução global 𝑣*

𝑗 de

min
𝑣∈𝑉j

𝑓
(𝑛)
𝑗 (𝑣);

10: DeĄna 𝐽 = ¶𝑗 : 𝑓
(𝑛)
𝑗 (𝑣*

𝑗 ) < 𝑓
(𝑛)
𝑗 (𝑣

(𝑛)
𝑗 )♢;

11: end while
12: Retorne v⊂ v(𝑛).

que

𝑓(v(𝑛⊗1)) = 𝑅𝑗∗(v(𝑛⊗1)) + 𝐶𝑗∗(v(𝑛⊗1))

= 𝑓
(𝑛⊗1)
𝑗∗ (𝑣

(𝑛⊗1)
𝑗∗ ) + 𝐶𝑗∗(v(𝑛))

> 𝑓
(𝑛⊗1)
𝑗∗ (𝑣

(𝑛)
𝑗∗ ) + 𝐶𝑗∗(v(𝑛))

= 𝑓
(𝑛)
𝑗∗ (𝑣

(𝑛)
𝑗∗ ) + 𝐶𝑗∗(v(𝑛))

= 𝑅𝑗∗(v(𝑛)) + 𝐶𝑗∗(v(𝑛))

= 𝑓(v(𝑛)).

O Teorema 3.2.1 implica que o Algoritmo 3.1 converge em um número Ąnito de iterações, pois,
0 ⊘ 𝑓(v(𝑛)) ⊘ 𝑓(v(𝑛⊗1))⊗ 1 para 𝑛 > 0. Assim, obtemos os seguinte corolário.

Corolário 3.2.2. O Algoritmo 3.1 converge em no máximo 𝑓(v(0)) iterações.

Demonstração. Pelo Teorema 3.2.1, na iteração 𝑛 do algoritmo temos que 0 ⊘ 𝑓(v(𝑛)) ⊘ 𝑓(v(𝑛⊗1))⊗
1 para 𝑛 > 0. Por indução, mostra-se que 0 ⊘ 𝑓(v(𝑛)) ⊘ 𝑓(v(0)) ⊗ 𝑛. Portanto, o Algoritmo 3.1
converge no máximo 𝑓(v(0)) iterações.
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A seguir, mostraremos que o Algoritmo 3.1 atinge um mínimo local de 𝑓 em V sob algumas
condições. Dado v = (𝑣1, . . . , 𝑣𝑝)𝑡 ∈ V, deĄnimos 𝐺𝑗 e 𝐻𝑗 como sendo, respectivamente, os
conjuntos dos pontos de descontinuidades das funções 𝑔𝑗 e ℎ𝑗 e 𝐹𝑗 = 𝐺𝑗∪𝐻𝑗. Para todo 𝑗 = 1, . . . , 𝑝,
temos:

𝐺𝑗 = ¶ÑÒ,𝑗,Ý : Ý ∈ 𝑇 (𝐵𝑗) t.q. Θ𝑗(𝐴Ý) ̸= 0, Ò ∈ 𝑇 𝑐(𝐵𝑗)♢, (3.2.22)

𝐻𝑗 = ¶Õ𝑗,Ý : Ý ∈ 𝑇 (𝐵𝑗) t.q. Θ𝑗(𝐴Ý) ̸= 0♢. (3.2.23)

Primeiramente, iremos providenciar um método para minimizar 𝑓𝑗(𝑣) sujeito a 𝑣 ∈ 𝑉𝑗 nas
linhas 3. e 9. do Algoritmo 3.1. Para isto, empregaremos o lema a seguir que estabelece que as
funções 𝑓𝑗 são de fato constantes por partes. No que se segue, todos os ínĄmos e supremos são
tomados em R∘∞.

Para cada 𝑗 ∈ ¶1, . . . , 𝑝♢, deĄnimos 𝑙𝑗 =
⃦

𝑉𝑗 ∈ R∘∞, 𝑢𝑗 =
⌃

𝑉𝑗 ∈ R∘∞ e 𝑆𝑗 = (𝐹𝑗 ∩ 𝑉𝑗) ∪
¶𝑙𝑗, 𝑢𝑗♢ ⊖ R∘∞. Como 𝑉𝑗 é um conjunto fechado e não vazio, concluímos que (𝑙𝑗, 𝑢𝑗) ⊖ 𝑉𝑗.

Lema 3.2.3. Para cada 𝑗 = 1, . . . , 𝑝, a função 𝑓𝑗 é constante por partes. Além disso, cada
Ð ∈ 𝐹𝑗 ∩ 𝑉𝑗 é um ponto de máximo local de 𝑓𝑗.

Demonstração. Sejam 𝑗 ∈ ¶1, . . . , 𝑝♢ e Ð ∈ 𝑉𝑗. Considere Ñ =
⌃

¶𝑠 ∈ 𝑆𝑗 : 𝑠 < Ð♢ ∨ 𝑙𝑗 e Õ =
⃦

¶𝑠 ∈
𝑆𝑗 : 𝑠 > Ð♢ ∧ 𝑢𝑗. Temos que 𝑙𝑗 ⊘ Ñ ⊘ Õ ⊘ 𝑢𝑗 e Ñ = Õ ⇔ 𝑙𝑗 = 𝑢𝑗 pois 𝑆𝑗 é Ąnito. Se 𝑙𝑗 = 𝑢𝑗, então,
♣𝑉𝑗♣= 1 e, neste caso, a aĄrmação do Lema 3.2.3 segue imediatamente. Agora, vamos assumir que
𝑙𝑗 < 𝑢𝑗.

Se Ð ̸∈ 𝑆𝑗, então, Ð ∈ (Ñ, Õ) e (Ñ, Õ) ∩ 𝑆𝑗 = ∅ pela deĄnições de Ñ e Õ. Como o intervalo (Ñ, Õ)
não possui tanto pontos de descontinuidades ÑÒ,𝑗,Ý de 𝑔𝑗 quanto pontos de descontinuidades Õ𝑗,Ý de
ℎ𝑗, as Equações (3.2.16) e (3.2.20) revelam que 𝑔𝑗(𝑥) = 𝑔𝑗(Ð) e ℎ𝑗(𝑥) = ℎ𝑗(Ð) para todo 𝑥 ∈ (Ñ, Õ).
Assim, 𝑓𝑗(𝑥) = 𝑓𝑗(Ð) para todo 𝑥 ∈ (Ñ, Õ) e, portanto, 𝑓𝑗 é constante por partes.

Se Ð ∈ 𝐹𝑗, então, (Ñ, Õ) ∩ 𝐹𝑗 = ¶Ð♢. Pela Equação (3.2.16), temos que 𝑔𝑗(𝑥) = 𝑔𝑗(Ð) se 𝑥 ∈
(Ñ, Ð) e 𝑔𝑗(𝑥) ⊘ 𝑔𝑗(Ð) se 𝑥 ∈ (Ð, Õ). Similarmente, a Equação (3.2.20) implica que ℎ𝑗(𝑥) < ℎ𝑗(Ð)
se 𝑥 ∈ (Ñ, Ð) e ℎ𝑗(𝑥) = ℎ𝑗(Ð) se 𝑥 ∈ (Ð, Õ). Portanto, como 𝑓𝑗(𝑥) = 𝑔𝑗(𝑥) + ℎ𝑗(𝑥), concluímos que
𝑓𝑗(Ð) ⊙ 𝑓𝑗(𝑥) para todo 𝑥 ∈ (Ñ, Õ). Logo, Ð é um máximo local de 𝑓𝑗.

Como a função 𝑓𝑗 é constante por partes, é suĄciente avaliar 𝑓𝑗 em um número Ąnitos de
elementos de 𝑉𝑗 para encontrar um mínimo global de 𝑓𝑗. De fato, basta computar 𝑓𝑗 para um
único elemento de cada conjunto onde 𝑓𝑗 é constante. Assim, a idéia é substituir a restrição 𝑉𝑗

por um conjunto Ąnito 𝑈𝑗 dado como se segue:

1. Atribua 𝑈𝑗 = ∅;

2. Para cada Ð ∈ ¶𝑙𝑗♢ ∪ (𝐹𝑗 ∩ 𝑉𝑗), faça:

(a) DeĄna ÕÐ =
⃦

¶𝑠 ∈ 𝑆𝑗 : 𝑠 > Ð♢ ∧ 𝑢𝑗;

(b) Se Ð = ÕÐ, então, atribua 𝑡Ð = Ð, caso contrário, escolha 𝑡Ð ∈ (Ð, ÕÐ) (e.g. 𝑡Ð =
0.5 * (Ð + ÕÐ));

(c) 𝑈𝑗 := 𝑈𝑗 ∪ ¶𝑡Ð♢.
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Portanto, uma solução global de 𝑓𝑗, sujeito a 𝑉𝑗, é dada por

𝑣*
𝑗 = arg min

𝑡∈𝑈j

𝑓𝑗(𝑡).

Um problema com esta abordagem diz respeito a questões numéricas. Mais especiĄcamente,
calcular o conjunto 𝑈𝑗 introduz problemas numéricos se o tamanho do intervalo (Ð, ÕÐ) é menor
do que duas vezes o epsilon máquina. Para evitar problemas numéricos desse tipo, excluímos estes
intervalos do cálculo de 𝑈𝑗. No caso extremo onde essa estratégia produz 𝑈𝑗 = ∅, desconsideramos
a direção e𝑗, isto é, removemos o índice 𝑗 do conjunto 𝐽 .

Finalmente, seja v ∈ V o resultado do Algoritmo 3.1. Se v satisfaz 𝑣𝑗 ̸∈ 𝐹𝑗 para todo 𝑗 =
1, . . . , 𝑝, então, v é um mínimo local de 𝑓 em V. Este fato segue da propriedade da função 𝑓
estabelecida no Teorema 3.2.5, cuja demonstração utiliza o resulta do próximo lema.

Lema 3.2.4. Seja Λ : R2 ⊃ ¶0, 1♢ a função dada por

Λ(x) = 𝐷(𝑥1Ð1 ⊗ 𝑥2Ð2) ,∀x ∈ R2 , (3.2.24)

onde Ð1, Ð2 ∈ [0, 1]. Dado x ∈ R2 tal que 𝑥1Ð1 ̸= 𝑥2Ð2 para Ð1 + Ð2 > 0. Existe Ó > 0 tal que
Λ(y) = Λ(x) para todo y = (𝑦1, 𝑦2)

𝑡 ∈ R2 satisfazendo ‖y⊗ x‖∞< Ó.

Demonstração. Por um lado, se Ð1 = Ð2 = 0, então, para todo Ó > 0, temos que Λ(y) = Λ(x) para
todo y ∈ R2. Por outro lado, se Ð1 ̸= 0 ou Ð2 ̸= 0, então, temos que (Ð1 + Ð2) > 0 e Ð1𝑥1 ̸= Ð2𝑥2

pela hipótese acima. Sejam Ó = ♣𝑥1Ð1⊗𝑥2Ð2♣
2(Ð1+Ð2)

> 0 e y = (𝑦1, 𝑦2)
𝑡 ∈ R2 tal que ‖y ⊗ x‖∞< Ó. Se

𝑥1Ð1 ⊗ 𝑥2Ð2 > 0, então, temos que

𝑦1Ð1 ⊗ 𝑦2Ð2 > (𝑥1 ⊗ Ó)Ð1 ⊗ (𝑥2 + Ó)Ð2

= (𝑥1Ð1 ⊗ 𝑥2Ð2)⊗ (Ð1 + Ð2)Ó

= (𝑥1Ð1 ⊗ 𝑥2Ð2)⊗ (𝑥1Ð1 ⊗ 𝑥2Ð2)/2

= (𝑥1Ð1 ⊗ 𝑥2Ð2)/2 > 0.

Se 𝑥1Ð1 ⊗ 𝑥2Ð2 < 0, então,

𝑦1Ð1 ⊗ 𝑦2Ð2 < (𝑥1 + Ó)Ð1 ⊗ (𝑥2 ⊗ Ó)Ð2

= (𝑥1Ð1 ⊗ 𝑥2Ð2) + (𝑎 + Ð2)Ó

= (𝑥1Ð1 ⊗ 𝑥2Ð2)⊗ (𝑥1Ð1 ⊗ 𝑥2Ð2)/2

= (𝑥1Ð1 ⊗ 𝑥2Ð2)/2 < 0.

Logo, existe Ó > 0 tal que sign(𝑦1Ð1 ⊗ 𝑦2Ð2) = sign(𝑥1Ð1 ⊗ 𝑥2Ð2) para todo y ∈ R2 satisfazendo
‖y⊗ x‖∞< Ó. Portanto, a aĄrmação do lema segue imediatamente.

Teorema 3.2.5. Seja v ∈ V tal que 𝑣𝑗 ̸∈ 𝐹𝑗 para todo 𝑗 = 1, . . . , 𝑝. Para qualquer norma ‖≤‖ em
R𝑝, existe Ó > 0 tal que 𝑓(z) = 𝑓(v) para todo z ∈ V satisfazendo ‖z⊗ v‖< Ó.
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Demonstração. Seja ÐÝ
Ò = ΘÒ(𝐴Ý) para todo Ý = 1, . . . , 𝑘 e Ò = 1, . . . , 𝑝. Note que a função 𝑃 Ý

Ò

pode ser reescrita como
𝑃 Ý

Ò (v) =
∏︁

𝑗∈𝑇 (�̄�ξ)

ΛÝ
Ò,𝑗(𝑣Ò, 𝑣𝑗) ,

onde ΛÝ
Ò,𝑗(x) = 𝐷(𝑥1Ð

Ý
Ò ⊗ 𝑥2Ð

Ý
𝑗) para todo x ∈ R2. Se v ∈ V tal que 𝑣𝑗 ̸∈ 𝐹𝑗 para todo 𝑗 =

1, . . . , 𝑝, então, pelo Lema 3.2.4, para cada função ΛÝ
Ò,𝑗 existe ÓÝ

Ò,𝑗 > 0 tal que ΛÝ
Ò,𝑗 é constante em

¶(𝑧1, 𝑧2)
𝑡 ∈ R2 : ♣𝑧1 ⊗ 𝑣Ò♣∨♣𝑧2 ⊗ 𝑣𝑗♣< ÓÝ

Ò,𝑗♢. Assim, se ÓÝ
Ò =

⃦

𝑗∈𝑇 (�̄�ξ) ÓÝ
Ò,𝑗, então, 𝑃 Ý

Ò (z) é constante

para todo z ∈ V tal que ‖z⊗ v‖∞< ÓÝ
Ò. Portanto, 𝑓(z) = 𝑓(v) para z ∈ V tal que ‖z⊗ v‖∞< Ó,

onde Ó =
⃦𝑘

Ý=1

(︁

⃦

Ò∈𝑇 (�̄�ξ) ÓÝ
Ò

⎡

.

Finalmente, uma vez que qualquer norma ‖≤‖ em R𝑝 é equivalente a norma do máximo ‖≤‖∞,
existe 𝑐 > 0 tal que ‖x‖⊘ 𝑐‖x‖∞ para todo x ∈ R𝑝. Logo, concluímos que 𝑓(z) = 𝑓(v) para z ∈ V
tal que ‖z⊗ v‖< Ó̄, onde Ó̄ = 𝑐Ó > 0.

3.3 Algoritmo de Treinamento para TE-FAM do Tipo ℰ𝑊,v

O número de memórias fundamentais determina a topologia da Θ-FAM, mais especiĄcamente,
o número de neurônios ocultos (veja Figura 3.1). O algoritmo de treinamento apresentado na seção
anterior requer que o conjunto de memórias fundamentais seja pré-conhecido e apenas lida com a
seleção do vetor de pesos v. Nesta seção, apresentaremos um algoritmo de treinamento alternativo
para TE-FAMs baseadas em medidas de equivalência dadas pela Equação (2.2.23) que inclui a
seleção automática das memórias fundamentais.

Até o resto desta seção nos concentraremos em TE-FAMs baseadas em 𝐸wξ para algum wÝ ∈
[0, 1]𝑛 que satisfaz

√︁𝑛
𝑖=1 𝑤Ý

𝑖 = 1. Fazendo w1, . . . , w𝑝 ∈ [0, 1]𝑛 como vetores colunas de uma matriz
𝑊 = [w1, . . . , w𝑝] ∈ [0, 1]𝑛×𝑝, denotaremos a correspondente TE-FAM usando o símbolo ℰ𝑊,v.
Dado um padrão de entrada 𝐴 ∈ ℱ(𝑋), a TE-FAM ℰ𝑊,v gera a seguinte saída ℰ𝑊,v(𝐴) ∈ ℱ(𝑌 ):

ℰ𝑊,v(𝐴) = 𝐵 ◇𝑇 𝐹 (𝑣1𝐸w1(𝐴, 𝐴1) , . . . , 𝑣𝑝𝐸wp(𝐴, 𝐴𝑝)). (3.3.1)

Relembre que as medidas de equivalência 𝐸wξ são deĄnidas em [0, 1]𝑛, para algum 𝑛 > 0,
segundo a Equação (2.2.23). Deste modo, incorporamos um outro conjunto de pesos 𝑤Ý

𝑖 , que
permite ajustar a relevância do 𝑖-ésimo atributo (ou componente) do Ý-ésimo neurônio oculto em
termos de 𝑤Ý

𝑖 𝐸𝑖(≤, 𝐴Ý
𝑖 ), enquanto que, como mencionamos anteriormente, os pesos 𝑣Ý, Ý = 1, . . . , 𝑝

são responsáveis por ajustar a contribuição do Ý-ésimo neurônio oculto. Seja 𝑌 um universo Ąnito,
a Figura 3.2 exibe a topologia de uma TE-FAM do tipo ℰ𝑊,v com a t-norma do produto.

Aqui, introduziremos um algoritmo supervisionado especíĄco para TE-FAMs do tipo ℰ𝑊,v cha-
mado de Algoritmo TE que pode ser dividido em dois estágios [25]:

1. Extração do conjunto de memórias fundamentaisℳ = ¶(𝐴1, 𝐵1), . . . , (𝐴𝑝, 𝐵𝑝)♢ do conjunto
de treinamento 𝒯 ;

2. Otimização dos vetores de pesos wÝ e normalização do vetor de pesos v.
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Figura 3.2: Topologia de uma TE-FAM do tipo ℰ𝑊,v.

O Estágio 1 pode ser executado para qualquer E-FAM e determina exatamente a topologia dessa
rede neural fuzzy de duas camadas uma vez que, inicialmente, 𝑝 e 𝐴1, . . . , 𝐴𝑝 são desconhecidos.
O Estágio 1 visa gerar um conjunto de memórias fundamentaisℳ com ♣ℳ♣⊘ ♣𝒯 ♣ para facilitar a
otimização dos vetores wÝ (se existirem) e/ou v baseado no conjunto de memórias fundamentais
resultante ℳ⊖ 𝒯 . A seguir, providenciaremos alguns detalhes sobre os dois estágios individuais.

3.3.1 Seleção de Memórias Fundamentais

Suponha que nos seja fornecido um conjunto de treinamento 𝒯 = ¶(𝐴Ý, �̄�Ý) ∈ ℱ(𝑋)×ℱ(𝑌 ), Ý =
1, . . . , 𝑘♢. Seja 𝐸Ý uma medida de equivalência em ℱ(𝑋) para Ý = 1, . . . , 𝑘. Ao invés de apresentar
todos os elementos de 𝒯 como memórias fundamentais à E-FAM baseada em 𝐸Ý, onde Ý = 1, . . . , 𝑘,
iremos selecionar um subconjuntoℳ de 𝒯 como um conjunto de memórias fundamentais de uma
E-FAM. Esse processo de extração de memórias fundamentais do conjunto de treinamento 𝒯 basea-
se em avaliar 𝐸Ò(𝐴Ý, 𝐴Ò) para algum Ý ̸= Ò a Ąm de assegurar que ℳ produz em algum sentido
uma boa representação de 𝒯 . A seguir, daremos algumas explicações detalhadas dessa abordagem.

Seja 𝑒Ý,Ò = 𝐸Ò(𝐴Ý, 𝐴Ò) para Ý, Ò = 1, . . . , 𝑘. Se (𝐴Ý, �̄�Ý), (𝐴Ò, �̄�Ò) ∈ 𝒯 e �̄�Ý = �̄�Ò, então, 𝑒Ý,Ò

pode ser visto como um potencial, medido como um número em [0, 1], de 𝐴Ò substituir 𝐴Ý. Para
cada (𝐴Ý, �̄�Ý), deĄnimos 𝑒Ý como a equivalência ou similaridade máxima de 𝐴Ý e qualquer 𝐴Ò tal
que �̄�Ò ̸= �̄�Ý. Formalmente, temos que:

𝑒Ý =
⋁︁

Ò : �̄�γ ̸=�̄�ξ

𝑒Ý,Ò. (3.3.2)

Para todo 𝜌 ∈ [0, 1) e Ý ∈ ¶1, . . . , 𝑘♢, deĄnimos ℛÝ
𝜌 como o conjunto de índices Ò tal que 𝐴Ò

pode substituir 𝐴Ý com um potencial maior do que 𝜌 e

𝑒Ò ⊘ 𝑒Ý < 𝑒Ý,Ò. (3.3.3)
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Formalmente, temos

ℛÝ
𝜌 = ¶Ò ∈ ¶1, . . . , 𝑘♢ ♣ �̄�Ò = �̄�Ý, 𝑒Ò ⊘ 𝑒Ý < 𝑒Ý,Ò, e 𝜌 < 𝑒Ý,Ò♢. (3.3.4)

Se 𝒞Ý denota o conjunto de 𝐴Ò tal que �̄�Ò = �̄�Ý para cada Ý = 1, . . . , 𝑘, então, 𝑒Ò ⊘ 𝑒Ý expressa
a seguinte situação: a equivalência máxima de 𝐴Ò e qualquer 𝐴Õ ̸∈ 𝒞Ý é no máximo tão grande
quanto a equivalência máxima de 𝐴Ý para qualquer 𝐴Õ ̸∈ 𝒞Ý. A condição 𝑒Ý < 𝑒Ý,Ò indica que a
equivalência máxima de 𝐴Ý para qualquer 𝐴Õ ̸∈ 𝒞Ý é menor que o grau de equivalência de 𝐴Ý e 𝐴Ò.

Note que a cardinalidade de ℛÝ
𝜌 é decrescente com respeito a 𝜌 e que ℛÝ

𝜌 contém Ý se 𝑒Ý < 1,
pois 𝑒Ý,Ý = 1. Em particular, temos que Ý ∈ ℛÝ

𝜌 se 𝐸Ò é uma medida de equivalência forte e
𝒞Ý ∩ 𝒞Ò = ∅ para todo 𝐵Ý ̸= 𝐵Ò.

O Algoritmo 3.2 abaixo descreve como gerar um conjunto de memórias fundamentais ℳ⊖ 𝒯
para uma E-FAM. Uma breve olhada no Algoritmo 3.2 revela que sua complexidade no pior caso
é de 𝑂(𝑘2).

Algoritmo 3.2 Extração de Memórias Fundametais do Conjunto de Treinamento

Require: Dado 𝒯 = ¶(𝐴Ý, �̄�Ý) ∈ ℱ(𝑋)×ℱ(𝑌 ), Ý = 1, . . . , 𝑘♢;
1: Calcule 𝑒Ý,Ò para Ý, Ò = 1, . . . , 𝑘;
2: Calcule 𝑒Ý para Ý = 1, . . . , 𝑘;
3: DeĄna 𝜌 ∈ [0, 1);
4: Calcule ℛÝ

𝜌 para Ý = 1, . . . , 𝑘;

5: DeĄna 𝒮Ò =
{︁

Ý ∈ ¶1, . . . , 𝑘♢ ♣ Ò ∈ ℛÝ
𝜌

}︁

para Ò = 1, . . . , 𝑘;
6: Calcule 𝑠Ò =

√︁

Ý∈𝒮γ 𝑒Ý,Ò para Ò = 1, . . . , 𝑘;
7: Atribua ℳ⊂ ∅;
8: for Ý = 1, . . . , 𝑘 do
9: for all Ò ∈ ℛÝ

𝜌 do
10: Calcule 𝑣Ý,Ò ⊂ 𝑒Ý,Ò𝑠Ò;
11: end for
12: Atribua 𝑚Ý ⊂

⌃

Õ∈ℛξ
ρ

𝑣Ý,Õ ;

13: Para cada Ò ∈ ℛÝ
𝜌 t.q. 𝑣Ý,Ò = 𝑚Ý atualize ℳ⊂ℳ∪ ¶(𝐴Ò, �̄�Ò)♢;

14: end for
15: return ℳ.

Exemplo 3.3.1. Neste exemplo vamos ilustrar o funcionamento do Algoritmo 3.2 por meio de um
pequeno conjunto de treinamento artiĄcial 𝒯 ⋆ ⊆ [0, 1]2 × [0, 1] mostrado na Figura 3.3. EspeciĄ-
camente, temos que

𝒯 ⋆ =

⎧

⎪

⨄︁

⎪

⎩

(𝐴1 = (0.66, 0.13)𝑡, 0), (𝐴2 = (0.93, 0.33)𝑡, 0),
(𝐴3 = (0.77, 0.37)𝑡, 0), (𝐴4 = (0.47, 0.33)𝑡, 0),
(𝐴5 = (0.27, 0.87)𝑡, 1), (𝐴6 = (0.17, 0.80)𝑡, 1)

∫︁

⎪

⋀︁

⎪

⋂︁

.

Seja 𝐸Ý uma medida de equivalência em [0, 1]2 dada por 𝐸Ú,w com Ú1 = Ú2 = 1 e w = (0.5, 0.5)
para Ý = 1, . . . , 6. Ou seja, 𝐸Ý(𝐴, 𝐵) = 𝐸(1,1),(0.5,0.5)(𝐴, 𝐵) = 0.5(𝐸1(𝐴1, 𝐵1) + 𝐸1(𝐴2, 𝐵2)) para
todo Ý = 1, . . . , 6 e 𝐴, 𝐵 ∈ [0, 1]2.
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Tabela 3.2: Resultados dos Passos 9-13 do Algoritmo 3.2.

Ý ¶𝑣Ý,Ò ♣ Ò ∈ ℛ
Ý
𝜌♢ 𝑚Ý Atualize ℳ

1 ¶v1,1 = 2.63, 𝑣1,2 = 2.62♢ 2.63 ℳ⊂ℳ∪ ¶(𝐴1, 0)♢
2 ¶v2,2 = 3.43♢ 3.43 ℳ⊂ℳ∪ ¶(𝐴2, 0)♢
3 ¶𝑣3,1 = 2.17, v3,2 = 3.09, 𝑣3,3 = 1.83♢ 3.09 ℳ⊂ℳ∪ ¶(𝐴2, 0)♢
4 ¶𝑣4,1 = 2.11, v4,2 = 2.64, 𝑣4,3 = 1.52, 𝑣4,4 = 1.00♢ 2.64 ℳ⊂ℳ∪ ¶(𝐴2, 0)♢
5 ¶𝑣5,5 = 1.00, v5,6 = 1.75♢ 1.75 ℳ⊂ℳ∪ ¶(𝐴6, 1)♢
6 ¶v6,6 = 1.91♢ 1.91 ℳ⊂ℳ∪ ¶(𝐴6, 1)♢

Teorema 3.3.2. Seja 𝒯 = ¶(𝐴Ý, �̄�Ý) ∈ ℱ(𝑋) × ℱ(𝑌 ), Ý = 1, . . . , 𝑘♢, onde 𝑋 e 𝑌 são universos
arbitrários. Suponha que 𝐸Ò seja uma medida de equivalência em ℱ(𝑋) tal que 𝐸Ò(𝐴Ý, 𝐴Ò) < 1
para todo �̄�Ý ̸= �̄�Ò, onde Ý, Ò = 1, . . . , 𝑘. Se o Algoritmo 3.2 geraℳ = ¶(𝐴Ý, 𝐵Ý), Ý = 1, . . . , 𝑝♢ ⊖
𝒯 , então, a correspondente E-FAM ℰ (cf. Equação (3.0.5)) com vetor de pesos v = (1, . . . , 1) ∈ R𝑝

recupera perfeitamente �̄�Ý ao apresentar o padrão 𝐴Ý para todo Ý = 1, . . . , 𝑘, i.e.,

ℰ(𝐴Ý) = �̄�Ý ∀ Ý = 1, . . . , 𝑘. (3.3.5)

Demonstração. Como 𝑒Ý,Ò = 𝐸Ò(𝐴Ý, 𝐴Ò) < 1 para todo Ý, Ò = 1, . . . , 𝑘 tal que �̄�Ý ̸= �̄�Ò, temos que
𝑒Ý < 1 para todo Ý = 1, . . . , 𝑘 (cf. Equação (3.3.2)). Assim, temos que Ý ∈ ℛÝ

𝜌 para Ý = 1, . . . , 𝑘

pois max¶𝑒Ý, 𝜌♢ < 1 = 𝐸Ý(𝐴Ý, 𝐴Ý) = 𝑒Ý,Ý e 𝑒Ý ⊘ 𝑒Ý. Logo Ò ∈ 𝒮Ò para todo Ò = 1, . . . , 𝑘. Portanto,
ℛÝ

𝜌 e 𝒮Ò são não vazios para todo Ý, Ò = 1, . . . , 𝑘 o que implica que os valores 𝑠Ò e 𝑣Ý,Õ estão bem
deĄnidos para todo Ò, Ý = 1, . . . 𝑘 e Õ ∈ ℛÝ

𝜌.
Além disso, como 1 ⊘ ♣ℛÝ

𝜌♣⊘ 𝑘 temos que existe um índice Õ em ℛÝ
𝜌 tal que 𝑚Ý = 𝑣Ý,Õ . Uma

breve olhada no Passo 13 do Algoritmo 3.2 revela que (𝐴Õ , �̄�Õ) ∈ℳ. Pela deĄnição de ℛÝ
𝜌, temos

que �̄�Õ = �̄�Ý e 𝑒Ý,Õ > 𝑒Ý. Portanto, para qualquer associação (𝐴Ò, 𝐵Ò) ∈ℳ tal que

ΘÒ(𝐴Ý) = 𝐸Ò(𝐴Ý, 𝐴Ò) =
⋁︁

Ù:(𝐴κ,𝐵κ)∈ℳ

ΘÙ(𝐴Ý) = 𝐸Ò(𝐴Ý, 𝐴Ò) =
⋁︁

Ù:(𝐴κ,𝐵κ)∈ℳ

𝐸Ù(𝐴Ý, 𝐴Ù), (3.3.6)

temos que 𝐵Ò = �̄�Ý, pois,
⋁︁

Ù:(𝐴κ,𝐵κ)∈ℳ

𝐸Ù(𝐴Ý, 𝐴Ù) ⊙ 𝑒Ý,Õ > 𝑒Ý. (3.3.7)

Pelas deĄnições de ℰ em termos da 𝐹 dada na Equação (3.0.2), v, e da composição sup-T (veja
Equação (3.0.5)), temos que ℰ(𝐴Ý) = �̄�Ý.

Corolário 3.3.3. Seja 𝒯 = ¶(𝐴Ý, �̄�Ý) ∈ ℱ(𝑋) × ℱ(𝑌 ), Ý = 1, . . . , 𝑘♢ tal que 𝐴Ý ̸= 𝐴Ò para todo
Ý ̸= Ò. Suponha que 𝐸Ý é uma medida de equivalência forte em ℱ(𝑋) para todo Ý = 1, . . . , 𝑘. Se o
Algoritmo 3.2 retorna ℳ⊖ 𝒯 , então, a respectiva E-FAM ℰ com vetor de pesos v = (1, . . . , 1) ∈
R♣ℳ♣ recupera perfeitamente �̄�Ý ao apresentar o padrão 𝐴Ý para todo Ý = 1, . . . , 𝑘, i.e.,

ℰ(𝐴Ý) = �̄�Ý ∀ Ý = 1, . . . , 𝑘. (3.3.8)

Demonstração. Como 𝐸Ý é uma medida de equivalência forte e 𝐴Ý ̸= 𝐴Ò para Ý ̸= Ò, temos que
𝐸Ò(𝐴Ý, 𝐴Ò) < 1 para todo Ý ̸= Ò. Em particular, 𝐸Ò(𝐴Ý, 𝐴Ò) < 1 para todo Ý, Ò = 1, . . . , 𝑘 tal que
�̄�Ý ̸= �̄�Ò. Logo, o Teorema 3.3.2 pode ser acionado para provar a aĄrmação do corolário.
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3.3.2 Seleção de Parâmetros para TE-FAM ℰ𝑊,v

Nesta subseção, vamos considerar o problema de ajustar os paramêtros de uma TE-FAM da
forma ℰ𝑊,v conforme ilustrada na Figura 3.2. Para isto, suponha que já seja conhecido o conjunto
de memórias fundamentais ℳ = ¶(𝐴Ý, 𝐵Ý) ∈ [0, 1]𝑛 ×ℱ(𝑌 ) ♣ Ý = 1, . . . , 𝑝♢, onde 𝑛 > 0. Relembre
que este modelo depende da escolha de vetores w1, . . . , w𝑝 ∈ [0, 1]𝑛, compilados em uma matriz
𝑊 = [w1, . . . , w𝑝] ∈ [0, 1]𝑛×𝑝, e v ∈ R𝑝. Como já mencionado anteriormente, a competição
que ocorre na camada oculta pode ser expressa em termos da aplicação da função 𝐹 dada na
Equação (3.0.2). Infelizmente, tanto a função 𝐹 quanto a composição sup-T não são diferenciáveis,
diĄcultando assim a otimização dos parâmetros 𝑊 e v na Equação (3.3.1). Investigaremos a seguir
como superar esses problemas.

Note primeiramente que, pela deĄnição de 𝐹 , temos que o conjunto de pontos Ąxo de 𝐹 é
¶0, 1♢𝑝 ∖ (0, . . . , 0). Além disso, se z̃Ý = (𝑣1𝐸w1(𝐴Ý, 𝐴1), . . . , 𝑣𝑝𝐸wp(𝐴Ý, 𝐴𝑝)) é um ponto Ąxo de 𝐹

tal que 𝑧Ý
𝑖 = 0 para todo 𝐵Ý ̸= 𝐵𝑖, então, obviamente temos que ℰ𝑊,v(𝐴Ý) = 𝐵Ý. Uma vez que essa

última condição é suĄciente para que a memória ℰ𝑊,v recorde perfeitamente 𝐵Ý sob a apresentação
de 𝐴Ý, podemos formular uma função objetiva que visa encontrar 𝑊 e v tais que 𝑧Ý é um ponto
Ąxo onde 𝑧Ý

𝑖 = 0 se e somente se 𝐵Ý ̸= 𝐵𝑖. Note que a condição 𝑧Ý
𝑖 = 1 para 𝐵Ý = 𝐵𝑖 pode ser

vista como uma tentativa de distribuir as informações das memórias fundamentais com o mesmo
consequênte em ℱ(𝑌 ) em mais de um neurônio oculto. Baseado nessas observações, propomos
minimizar a seguinte função objetiva:

𝑝
∑︁

Ý=1

∏︀

∐︁

1

𝑑Ý

∑︁

Ò:𝐵γ=𝐵ξ

(1⊗ 𝑣Ý𝐸wξ(𝐴Ò, 𝐴Ý))2 +

(︃

1⊗
1

𝑑Ý

)︃

∑︁

Ò:𝐵γ ̸=𝐵ξ

(𝑣Ý𝐸wξ(𝐴Ò, 𝐴Ý))2

∫︀

̂︀ , (3.3.9)

onde 𝑑Ý = ♣¶Ù : 𝐵Ù = 𝐵Ý♢♣. DeĄnindo 𝑢Ý
𝑖 = 𝑣Ý𝑤

Ý
𝑖 para Ý = 1, . . . , 𝑝 e 𝑖 = 1, . . . , 𝑛, pode-

mos expressar 𝑣Ý𝐸wξ(𝐴, 𝐴Ý) =
√︁𝑛

𝑖=1 𝑣Ý𝑤
Ý
𝑖 𝐸𝑖(𝐴𝑖, 𝐴Ý

𝑖 ) em termos de um produto interno dos vetores

cÝ(𝐴) = (𝐸1(𝐴1, 𝐴Ý
1), . . . , 𝐸𝑛(𝐴𝑛, 𝐴Ý

𝑛))𝑡 e uÝ = (𝑢Ý
1, . . . , 𝑢Ý

𝑛)𝑡, i.e., 𝑣Ý𝐸wξ(𝐴, 𝐴Ý) = (cÝ(𝐴))𝑡uÝ. Além

disso, seja zÝ ∈ ¶0, 1♢𝑝 tal que 𝑧Ý
𝑖 = 0 se e somente se 𝐵Ý ̸= 𝐵𝑖 para todo Ý = 1, . . . , 𝑝 e seja

𝐷Ý = diag(𝑑Ý
1, . . . , 𝑑Ý

𝑝) ∈ [0, 1]𝑝×𝑝 onde:

𝑑Ý
𝑖 =

⎧

⨄︁

⎩

1
𝑑ξ

se 𝐵𝑖 = 𝐵Ý,

1⊗ 1
𝑑ξ

caso contrário,
∀ Ý = 1, . . . , 𝑝, 𝑖 = 1, . . . , 𝑝. (3.3.10)

Se 𝐶Ý = [cÝ(𝐴1), . . . , cÝ(𝐴𝑝)]𝑡 ∈ [0, 1]𝑝×𝑛, então, a função objetiva acima podes ser reescrita
como

𝑝
∑︁

Ý=1

(zÝ ⊗ 𝐶ÝuÝ)𝑡𝐷Ý(zÝ ⊗ 𝐶ÝuÝ) (3.3.11)

Aqui, seguiremos o seguinte procedimento para ajustar os parâmetros 𝑊 e v:

1. Encontrar u⋆ ∈ R𝑝𝑛 que resolva o seguinte problema de otimização:

min
1

2
(z⊗Cu)𝑡D(z⊗Cu) (3.3.12)

sujeito a u ⊙ 0.
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onde z ∈ R𝑝2

, C ∈ [0, 1]𝑝
2×𝑝𝑛 e D ∈ R𝑝2×𝑝2

são dados por

z =

∏︀

̂︁

̂︁

∐︁

z1

...
z𝑝

∫︀

̂︂

̂︂

̂︀

, C =

∏︀

̂︁

̂︁

̂︁

̂︁

∐︁

𝐶1 0 . . . 0
0 𝐶2 . . . 0
...

...
. . .

...
0 0 . . . 𝐶𝑝

∫︀

̂︂

̂︂

̂︂

̂︂

̂︀

e D =

∏︀

̂︁

̂︁

̂︁

̂︁

∐︁

𝐷1 0 . . . 0
0 𝐷2 . . . 0
...

...
. . .

...
0 0 . . . 𝐷𝑝

∫︀

̂︂

̂︂

̂︂

̂︂

̂︀

.

2. Para Ý = 1, . . . , 𝑝, deĄna o vetor uÝ ∈ R𝑛 como 𝑢Ý
𝑖 = 𝑢⋆

𝑝(1⊗Ý)+𝑖 para todo 𝑖 = 1, . . . , 𝑛.

3. Atribua 𝑣Ý = ♣♣uÝ♣♣1 e 𝑤Ý
𝑖 =

𝑢
ξ
i

𝑣ξ
para todo Ý = 1, . . . , 𝑝 e 𝑖 = 1, . . . , 𝑛.

Encerraremos essa seção com alguns comentários referente ao Passo 1 do algoritmo acima, i.e, a
minimização da função objetiva 𝑓(u) = 1

2
(z⊗Cu)𝑡D(z⊗Cu) sujeita à 𝑢𝑖 ⊙ 0 para 𝑖 = 1, . . . , 𝑝𝑛.

Primeiramente, note que a matriz Hessiana ∇2𝑓(u) = C𝑡DC é semi-deĄnida positiva, pois, D
também é semi-deĄnida positiva. Portanto, estamos lidando com um problema de otimização
convexo ou, mais precisamente, com um problema de programação quadrática [11]. Tal como
acontece para qualquer problema de otimização convexo, todos os pontos de mínimos locais são
também ótimos globais. Em outras palavras, todo ponto de mínimo local é também um ponto
de mínimo global. Por Ąm, as restrições de desigualdades 𝑢𝑖 ⊙ 0, para 𝑖 = 1, . . . , 𝑛𝑝, são lineares
e, portanto, as condições de Karush-Kuhn-Tucker podem ser usadas como critério suĄciente de
otimalidade [8].
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Capítulo 4

Resultados Experimentais

Neste capítulo descreveremos vários experimentos que realizamos a Ąm de comparar a acurácia
de certos modelos de Θ-FAMs com as de outros classiĄcadores da literatura. EspeciĄcamente,
consideramos os modelos de S-FAMs, S-FAMs duais e E-FAMs (cf. DeĄnição 3.0.13). Relembre
que todos estes modelos de Θ-FAMs são equipados com pesos ajustáveis 𝑣1, . . . , 𝑣𝑝, como ilustrado
na Figura 3.1, que podem ser ajustados usando o Algoritmo 3.1. Um outro algoritmo alternativo
chamado Algoritmo TE, que foi apresentado na Seção 3.3, pode ser usado para treinar TE-FAMs
do tipo ℰ𝑊,v. Além de determinar os pesos 𝑣1, . . . , 𝑣𝑝, o Algoritmo TE também determina automa-
ticamente a topologia da TE-FAM, selecionando o conjunto de memórias fundamentais e ajustando
os parâmetros wÝ nas funções de agregações da camada oculta ilustrada na Figura 3.2. Aqui, todas
as TE-FAMs do tipo ℰ𝑊,v utilizadas em nossos experimentos foram treinadas usando o Algoritmo
TE.

Em nossas simulações, empregamos S-FAMs (duais) baseadas nas medidas de subsethood de
Kosko [63] e de Willmott [110] e também nas medidas de subsethood 𝑆∩

𝜚 e 𝑆∪
𝜚 (i.e., Eqs. (2.2.9) e

(2.2.10) com a implicação de Goguen e â𝜚 dado pela Eq. (2.2.11)) para 𝜚 ∈ 𝑃 = ¶0.25, 0.5, 0.75, 1,
1.5, 2, 2.5, 3, 4♢. Adicionalmente, construímos medidas de equivalência 𝐸𝑆 para E-FAMs seguindo
a receita da Equação (2.2.18) com a t-norma do mínimo. As Θ-FAMs resultantes foram treinadas
usando o Algoritmo 3.1 com V = [0, 1]𝑝, onde 𝑝 é o número de memórias fundamentais. Para

cada Θ-FAM, utilizamos como vetor inicial v(0) ∈ V onde cada componente 𝑣
(0)
𝑗 minimiza a

função 𝑓𝑗(𝑣) = 𝑔𝑗(𝑣) + ℎ𝑗(𝑣) sujeito a 𝑣 ∈ [0, 1], para 𝑗 = 1, . . . , 𝑝. Aqui, as funções 𝑔𝑗 e ℎ𝑗

são, respectivamente, dadas pelas Equações (3.2.16) e (3.2.20) com 𝑣Ò = 1 e 𝑣𝑖 = 1 nas Equações
(3.2.12), (3.2.17) e (3.2.21).

Além disso, também aplicamos TE-FAMs ℰ𝑊,v baseadas em medidas de equivalência 𝐸Ú,w dadas
como na Equação (2.2.24). Esses modelos de TE-FAMs foram treinados usando o Algoritmo TE
que foi detalhado na Seção 3.3. Relembre que o Algoritmo TE possui dois estágios: 1) extração de
memórias fundamentais ℳ e 2) seleção de parâmetros ótimos. No Estágio 1, que corresponde à
extração de ℳ via o Algoritmo 3.2, deĄnimos o parâmetro 𝜌 como a média dos valores 𝑒1, . . . , 𝑒𝑘

que são obtidos no passo anterior (i.e., Passo 2). Note que o parâmetro 𝜌 = 1
𝑘

√︁𝑘
Ý=1 𝑒Ý atua como

um limite inferior para a seleção de potenciais candidatos para substituir um certo elemento 𝐴Ò em
termos de medidas de equivalência. Essa escolha de 𝜌 parece razoável uma vez que, em problemas
de classiĄcação, cada valor 𝑒Ý denota o valor máximo de 𝐸Ò(𝐴Ý, 𝐴Ò) para 𝐴Ò pertencente a uma
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classe distinta daquela de 𝐴Ý e que 𝐴Ý pode ser substituída apenas por elementos da mesma
classe. No Estágio 2, resolvemos o problema de otimização da Equação (3.3.12) usando o método
Trust-Region-ReĆective Optimization [18, 19] com o vetor inicial ( 1

𝑛
, . . . , 1

𝑛
)𝑡 ∈ [0, 1]𝑛.

Como qualquer modelo de FAM lida apenas com classes de conjuntos fuzzy, faz-se necessá-
rio aplicar algum pré-processamento para converter os dados originais em conjuntos fuzzy. Cada
conjunto de dados analisado neste capítulo consiste de instâncias ou vetores cujas entradas re-
presentam atributos numéricos ou categóricos. Formalmente, cada conjunto de dados considerado
neste trabalho é dado por um subconjunto Ąnito de 𝑋1 × . . . × 𝑋𝑛, onde cada 𝑋𝑖 denota um
conjunto de valores numéricos , i.e., 𝑋𝑖 = [𝑡𝑖

𝑚𝑖𝑛, 𝑡𝑖
𝑚𝑎𝑥] ⊆ R, ou um conjunto de valores categóricos,

i.e., 𝑋𝑖 = ¶𝑙1, . . . , 𝑙𝑐♢ para algum 𝑐 > 0.
Associamos cada elemento x ∈ 𝑋1×. . .×𝑋𝑛 com um conjunto fuzzy Ö(x) = (Ö1(𝑥1)

𝑡, . . . , Ö𝑛(𝑥𝑛)𝑡)𝑡

que é dado pela concatenação de Ö𝑗(𝑥𝑗) para 𝑗 = 1, . . . , 𝑛. Seja 𝑖 ∈ ¶1, . . . , 𝑛♢. Por um lado, se 𝑋𝑖

é da forma [𝑡𝑖
𝑚𝑖𝑛, 𝑡𝑖

𝑚𝑎𝑥] ⊆ R, então,

Ö𝑖(𝑥) =
(𝑥⊗ 𝑡𝑖

𝑚𝑖𝑛)

(𝑡𝑖
𝑚𝑎𝑥 ⊗ 𝑡𝑖

𝑚𝑖𝑛)
∈ [0, 1]

para todo 𝑥 ∈ 𝑋𝑖. Por outro lado, se 𝑋𝑖 é da forma ¶𝑙1, . . . , 𝑙𝑐♢, 𝑐 > 0, então, Ö𝑖(𝑙𝑗) = 𝐵𝑗 ∈
¶0, 1♢𝑐 ⊖ [0, 1]𝑐 onde

Û𝐵j (𝑖) =

∮︁

1, se 𝑖 = 𝑗
0, caso contrário .

(4.0.1)

Note que, em problemas de classiĄcação, o rótulo da classe é dado por um atributo categórico.
Logo, identiĄcamos cada classe com um conjunto fuzzy segundo a Equação (4.0.1).

Em [98], propusemos o uso adicional de uma função de normalização Ψ como uma tentativa de
reduzir os efeitos da variação de luminosidade em padrões de imagens. EspeciĄcamente, deĄnimos
Ψ como uma função [0, 1]𝑛 ⊃ [0, 1]𝑛 dada componente a componente por

Ψ(a)𝑖 =

⎧

⨄︁

⎩

𝑎𝑖 se 𝑎𝑖 = 0 ou 𝑎𝑖 = 1
𝑎𝑖 ⊗𝑚a + 1.5

3
caso contrário

, ∀𝑖 = 1, . . . , 𝑛 e a ∈ [0, 1]𝑛, (4.0.2)

onde 𝑚a denota a média de a ∈ [0, 1]𝑛 sob a restrição do domínio 𝐼 = ¶𝑖 : 0 < 𝑎𝑖 < 1♢, isto é,

𝑚a =

√︁

𝑖∈𝐼 𝑎𝑖

♣ 𝐼 ♣
.

Uma vez que o uso de Ψ favoreceu à aplicação bem sucedida de uma S-FAM baseada na medida
de subsethood 𝑆𝐾 de Kosko em um problema de auto-localização de robô baseado em visão [98],
consideramos também a possibilidade do uso da função de normalização Ψ após a aplicação da
função 𝑛 em nossas simulações. Neste caso, obtemos a seguinte sequência:

x
Ö
↦⊗⊃ Ö(x)

Ψ
↦⊗⊃ Ψ(Ö(x)). (4.0.3)
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4.1 Alguns de Problemas de ClassiĄcação de Referência

Nesta seção aplicamos os modelos Θ-FAMs em vários problemas de classiĄcação que estão dispo-
níveis na internet no repositório Knowledge Extraction Based on Evolutionary Learning (KEEL)
[2]. EspeciĄcamente, consideramos os seguintes conjuntos de dados: Iris, Monks, Appendicitis,
Ecoli, Pima, Glass, Wine, Heart, Cleveland, Vowel, Crx, Wdbc, Spectfheart, Sonar e Movimen-
tlibras. A Tabela 4.1 exibe as informações sobre números de instâncias, atributos numéricos e
categóricos e classes para cada conjunto de dados considerado.

Tabela 4.1: Descrição dos conjuntos de dados.

Atributos Atributos
Instâncias Categóricos Numéricos Classes

Appendicitis 106 0 7 2
Cleveland 297 0 13 5

Crx 653 9 6 2
Ecoli 336 0 7 8
Glass 214 0 9 7
Heart 270 0 13 2
Iris 150 0 4 3

Monks 432 0 6 2
Movementlibras 360 0 90 15

Pima 768 0 8 2
Sonar 208 0 60 2

Spectfheart 267 0 44 2
Vowel 990 0 13 11
Wdbc 569 0 30 2
Wine 178 0 13 3

Comparamos os resultados de classiĄcação produzidos pelas Θ-FAMs com os produzidos por
vários classiĄcadores competitivos que foram discutidos em um artigo recente de Alcala-Fdez et
al. [1]. São estes: árvore de decisão C4.5 [83], algoritmo de aprendizagem estrutural em ambiente
vago (2SLAVE) [34], classiĄcação baseada em associações (CBA) [68], uma versão melhorada do
método CBA (CBA2) [69], classiĄcação baseada em regras de associação múltipla (CMAR) [65],
classiĄcação baseada em regras de associação preditiva (CPAR) [113], algoritmo genético híbrido
fuzzy baseada em algoritmo de aprendizagem de máquina (FH-GBML) [45], algoritmo genético de
estato equilibrado para extração de regras de classiĄcação fuzzy de dados (SGERD) [72], método de
classicação baseado em regras de associação fuzzy para problemas com alta dimensão (FARC-HD)
[1]. A Ąm de assegurar um comparação justa com nossos modelos de Θ-FAMs, seguimos a abor-
dagem sugerida no artigo mencionado anteriormente [1] calculando o desempenho de classiĄcação
para cada Θ-FAM sob um particionamento dos dados em 10 folds (i.e., subconjuntos disjuntos
de mesmo tamanho). Aqui, utilizamos o mesmo particionamento que em [2, 1] e conduzimos os
experimentos como se segue para cada conjunto de dados. Cada fold serviu como um conjunto de
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teste para calcular a taxa de classiĄcação, enquanto, os folds restantes, cujo tamanho consiste de
9/10 de todo conjunto de dados, foram utilizados com conjunto de treinamento. Sumarizando, cal-
culamos a taxa de classiĄcação média para cada Θ-FAM utilizando o método de validação cruzada
com 10 folds, onde foram realizados três simulações para cada fold.

Neste contexto, relembre que o uso do Algoritmo 3.1 na fase de treinamento de uma Θ-FAM
requer a especiĄcação de um conjunto de memórias fundamentais ℳ além do conjunto de treina-
mento 𝒯 . Para as Θ-FAMs que foram treinadas usando o Algoritmo 3.1 procedemos da seguinte
maneira. Particionamos arbitráriamente 𝒯 , i.e., a união dos folds restantes, em duas metades.
Primeiro, uma metade foi associada comℳ e uma Θ-FAM, cujos neurônios ocultos correspondem
a ℳ, foi treinada usando 𝒯 . Se ♣𝒯 ♣= 2𝑝, então, este passo produz 𝑝 pesos conectados com 𝑝
neurônios escondidos determinados por ℳ (cf. Figura 3.1). Segundo, tomamos a outra metade
como ℳ e treinamos uma outra Θ-FAM com os correspondentes neurônios ocultos usando todo
o conjunto de treinamento 𝒯 , produzindo assim 𝑝 pesos que se conectam aos 𝑝 neurônios ocultos.
Finalmente, construímos ainda uma outra Θ-FAM com 2𝑝 neurônios ocultos correspondendo a 𝒯 .
Para esta Θ-FAM resultante, simplesmente tomamos a união dos pesos determinados no primeiro e
segundo passos. Esta estratégia produz pesos para uma Θ-FAM com 2𝑝 neurônios ocultos, visando
assegurar um desempenho de generalização adequado.

Para cada modelo de Θ-FAM treinado utilizando o Algoritmo 3.1, realizamos o procedimento
descrito acima três vezes para cada um dos dez folds e calculamos a média da taxa de classiĄcação
sob os 10 conjuntos de treinamento. Além disso, para estes modelos, conduzimos nossas simulações
considerando o uso ou não da normalização Ψ após a aplicação de Ö. Então, extraímos o conjunto
de Θ-FAMs (entre o conjunto de S-FAMs, S-FAMs duais e E-FAMs baseadas em 𝑆𝐾 , 𝑆𝑊 , 𝑆∩

𝜚 ou 𝑆∪
𝜚

para 𝜚 ∈ 𝑃 ) que produziram o menor erro de classiĄcação médio com a menor variância durante
a fase de treinamento. A taxa de classiĄcação média para todas as Θ-FAMs treinadas usando o
Algoritmo 3.1 podem ser encontradas no Apêndice A desta tese e também na internet [23].

As colunas ŞΘ-FAMŤ e ŞTE-FAMŤ da Tabela 4.2 exibe a taxa de classiĄcação média na fase
de teste, respectivamente, para o conjunto de Θ-FAMs selecionadas entre aquelas treinadas com o
Algoritmo 3.1 e para as TE-FAMs ℰ𝑊,v que foram treinadas usando o Algoritmo TE.

Em primeiro lugar, a Tabela 4.2 revela que os modelos de Θ-FAMs com os pesos 𝑣1, . . . , 𝑣𝑝 ajus-
tados usando o Algoritmo 3.1 produziram um desempenho geral de classiĄcação muito satisfatório,
exibindo a maior precisão de classiĄcação, com média de 82.60%. Apenas as taxas de classiĄcação
para os conjuntos de dados Appendicitis e Pima Ącaram ligeiramente atrás das atingidas pelos
outros classiĄcadores. Os resultados restantes exibidos por estes modelos de Θ-FAMs podem ser
vistos como altamente competitivos. De fato, estes modelos de Θ-FAMs atingiram o melhor de-
sempenho de classiĄcação em cinco dos quinze conjuntos de dados considerados, exibindo uma
média de erros de classiĄcação excepcionalmente baixa em comparação aos demais modelos para
os conjuntos de dados Movementlibras e Vowel.

Além disso, note que os modelos TE-FAMs, que também são casos particulares de Θ-FAMs
segundo a DeĄnição 3.0.13, tiveram um desempenho relativamente bom, exibindo os melhores
resultados de classiĄcação média em cinco conjuntos de dados (Cleveland, Iris, Pima, Sonar e
Spectfheart), além de produzir a segunda melhor classiĄcação média geral de 82.25%, o que cor-
responde a uma ligeira melhora do resultado produzido pelo classiĄcador FARC-HD.

A Tabela 4.2 mostra que ambas abordagens para treinar certos modelos de Θ-FAMs produziram
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Tabela 4.2: Taxa de classiĄcação obtida pelos modelos Θ-FAMs em comparação com aquelas
apresentadas em [1].

2SLAVE FH-GBML SGERD CBA CBA2 CMAR CPAR C4.5 FARC-HD Θ-FAM TE-FAM

Appendicitis 82.91 86 84.48 89.6 89.6 89.7 87.8 83.3 84.2 81.18 84.09
Cleveland 48.82 53.51 51.59 56.9 54.9 53.9 54.9 54.5 55.2 51.17 61.01

Crx 74.06 86.6 85.03 83.6 85 85 87.3 85.3 86 82.02 86.66
Ecoli 84.53 69.38 74.05 78 77.1 77.7 76.2 79.5 82.2 76.78 80.97
Glass 58.05 57.99 58.49 70.8 71.3 70.3 68.9 67.4 70.2 70.49 63.85
Heart 71.36 75.93 73.21 83 81.5 82.2 80.7 78.5 84.4 78.15 82.59
Iris 94.44 94 94.89 93.3 93.3 94 96 96 96 96 96

Monks 97.26 98.18 80.65 100 100 100 100 100 99.8 98.63 97.73
Movementlibras 67.04 68.89 68.09 36.1 7.2 39.2 63.6 69.4 76.7 84.72 69.17

Pima 73.71 75.26 73.37 72.7 72.5 75.1 74.5 74 75.7 67.44 76.18
Sonar 71.42 68.24 71.9 75.4 77.9 78.8 75 70.5 80.2 80.69 83.62

Spectfheart 79.17 72.36 78.16 79.8 79.8 79.4 78.3 76.5 79.8 81.3 81.67
Vowel 71.11 67.07 65.83 63.6 74.9 60.4 63.00 81.5 71.8 97.07 80
Wdbc 92.33 92.26 90.68 94.7 95.1 94.9 95.1 95.2 95.3 96.14 93.67
Wine 89.47 92.61 91.88 93.8 93.8 96.7 95.6 93.3 94.3 97.24 96.63

Média 77.05 77.22 76.15 78.09 76.93 78.49 79.79 80.33 82.12 82.60 82.25

resultados similares em termos de classiĄcação média geral. De fato, os resultados obtidos pelas
TE-FAMs do tipo ℰ𝑊,v superaram aqueles obtidos pelos outros tipos de Θ-FAMs em oito dos
quinze conjuntos de dados: Appendicitis, Cleveland, Crx, Ecoli, Heart, Pima, Sonar e Spectfheart.
Em contraste, as taxas de classiĄcação produzidas pelo modelo TE-FAM para seis dos quinze
conjuntos de dados, principalmente os conjuntos de dados Movementlibras e Vowel, foram inferiores
das produzidas pelas Θ-FAMs treinadas com o Algoritmo 3.1. Note que os conjuntos de dados
Movementlibras e Vowel possuem o maiores números de classes entre os 15 conjuntos de dados.
Este fato sugere que a tarefa de classiĄcação dos dados do Movementlibras e do Vowel é bastante
complicada e, portanto, a tarefa de extração de regras para sistemas de classiĄcação baseados em
regras se torna também difícil. Esta última observação é corroborada pelos erros relativamente altos
que foram produzidos pela maioria dos modelos listados nas Tabelas IV e X de [1] nos conjuntos de
treinamento do Movementlibras e Vowel. Neste contexto, note que o primeiro estágio do Algoritmo
TE que lida com a extração de memórias fundamentais do conjunto de treinamento pode ser
visto como um procedimento de extração de regras, onde cada regra corresponde a uma memória
fundamental, justiĄcando assim também o baixo desempenho dos modelos TE-FAMs. Para estes
conjuntos de dados, os outros modelos de Θ-FAMs, que foram treinados com o Algoritmo 3.1,
produziram as maiores taxas de classiĄcação tanto na fase de teste quanto na fase de treinamento,
atigindo na última 98.95% e 99.99% de acurácia, respectivamente (veja as Tabelas A.10 e A.14). A
segunda melhor taxa média de classiĄcação nos dados de treinamento do Movementlibras e Vowel
foi produzida pela árvore de decisão C4.5, porém, sua capacidade de generalização as vezes pode
ser afetada pela forma da sua fronteira de decisão, composta por hiperplanos [78]. Finalmente,
note que o modelo FARC-HD não apenas produziu os menores erros de treinamento e teste para
o conjunto de dados Movementlibras mas também produziu o terceiro melhor desempenho geral,
atigindo as maiores taxas de classiĄcação nos conjuntos de dados Heart e Iris [1].

Todos os experimentos referentes aos modelos Θ-FAMs foram implementados utilizando MAT-
LABr. A Tabela 4.3 exibe o tempo médio de CPU em cada estágio da fase de treinamento das
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TE-FAMs do tipo ℰ𝑊,v para cada conjunto de dados (usando um computador com CPU Intelr

Core™ i5-3330 com velocidade de processamento de 3.00 GHz). Note que o método de validação
cruzada com 10 folds se mostrou útil para selecionar uma Θ-FAM, com os pesos 𝑣1, . . . , 𝑣𝑝 ajustados
pelo Algoritmo 3.1, apropriada para cada conjunto de dados. Apesar do modelo Θ-FAM treinado
com o algoritmo geral apresentado na Seção 3.2 ter produzido a maior taxa de classiĄcação geral de
82.60% nos quinze conjuntos de dados, esta abordagem de treinamento envolve um enorme custo
computacional em comparação à Tabela 4.3. Mesmo para um escolha Ąxa de funções ΘÝ, a fase
de treinamento requer uma grande quantidade de tempo de processamento. Por exemplo, a fase
de treinamento de uma Θ-FAM baseada na medida de subsethood de Kosko [64] requer um tempo
de CPU de aproximadamente 1 hora apenas para o conjunto de dados Vowel.

Tabela 4.3: O valor médio da fração ♣ℳ♣/♣𝒯 ♣ e os tempos de CPU para treinamento.

Instâncias Média % ♣ℳ♣/♣𝒯 ♣ Estágio 1 (seg.) Estágio 2 (seg.) Total (seg.)

Appendicitis 106 62.16 0.01 0.12 0.12
Cleveland 297 78.71 0.03 0.29 0.32

Crx 653 63.42 0.48 4.04 4.51
Ecoli 336 65.15 0.02 0.22 0.24
Glass 214 68.07 0.01 0.17 0.19
Heart 270 68.23 0.02 0.22 0.24
Iris 150 38.89 0.01 0.09 0.10

Monks 432 87.22 0.03 0.24 0.27
Movementlibras 360 64.88 0.31 8.27 8.58

Pima 768 73.77 0.14 0.50 0.64
Sonar 208 72.44 0.09 0.98 1.06

Spectfheart 267 88.43 0.10 1.45 1.55
Vowel 990 35.54 0.35 0.44 0.80
Wdbc 569 46.83 0.25 1.18 1.43
Wine 178 45.38 0.01 0.15 0.16

Apesar de Alcala-Fdez et al. também reportarem os tempos de CPU requiridos pelos demais
modelos listados na Tabela 4.2 para cada um dos quinze conjuntos de dados [1], estes tempos de
CPU não podem ser comparados com aqueles listados na Tabela 4.3, pois, as simulações deles
foram realizadas utilizando um ferramenta de software Java (GPLv3) open source chamada KEEL
[2].

4.2 Um Problema de Auto-localização de Robô Baseado
em Visão

Recentemente, aplicamos com sucesso o modelo FAM de subsethood de Kosko (KS-FAM), que
corresponde a um modelo S-FAM baseado na medida de subsethood de Kosko com o vetor de
pesos w = (1, . . . , 1)𝑡, em um problema de identiĄcação de localização (ou posições de referências)
de um robô móvel baseado nas imagens coletadas durante sua operação [98]. Villaverde et al.
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aplicaram várias abordagens a mapas topológicos baseados em aparência neste problema utilizando
exatamente o mesmo conjunto de dados [109, 108] e desenvolveram algoritmos de mapeamentos
online e offline.

Cada posição do mapa correspondente a uma certa localização é associado com um conjunto
de imagens que foram capturadas pela câmera do robô durante a fase de treinamento. A tarefa
de auto-localização é encarregada de confrontar as imagens armazenadas no mapa com aquelas
adquiridas pelo robô enquanto ele está se movendo. Uma das possíveis abordagens à construção
de um mapa baseado em aparência para auto-localização de robô baseado em visão consiste em
armazenar pares imagem-posição em termos de um memória associativa tal como uma Θ-FAM.
Aqui, empregamos esta metodologia em conjunto com Θ-FAMs e os resultados experimentais são
descritos abaixo.

O conjunto de dados em questão compreende 2265 imagens de tamanho 61 × 79 que foram
associadas com certas posições de referências em um prédio. Como o número total de posições
de referências é 11, este problema de auto-localização baseado em visão pode ser visto como um
problema de classiĄcação com 11 classes. As imagens foram capturadas pela câmera óptica on-
board de um robô móvel ao longo de seis percursos de um caminho especíĄco em um prédio tal
como ilustrado na Figura 4.1. A Tabela 4.4 mostra o número de imagens para cada percurso e
posição no prédio.

Tabela 4.4: Número de imagens por percurso e posição.

Posição: 1ª 2ª 3ª 4ª 5ª 6ª 7ª 8ª 9ª 10ª 11ª Total

Percurso 1 32 15 37 30 29 45 21 49 36 36 32 362
Percurso 2 30 9 33 26 27 42 34 58 27 32 39 357
Percurso 3 19 27 38 36 35 47 38 59 36 35 34 404
Percurso 4 33 22 30 40 30 45 33 49 35 26 42 385
Percurso 5 26 22 39 38 36 46 39 41 27 34 35 383
Percurso 6 32 21 35 33 32 39 36 50 30 32 34 374

Uma aplicação de um modelo Θ-FAM ao presente problema requer primeiro um pré-processamen-
to das imagens em tons de cinza e a associação das imagens obtidas a um rótulo de classe. Primei-
ramente, convertemos as imagens em vetores xÝ ∈ R4819 através do método row scan. Sujeitando
xÝ ao esquema dado na Equação (4.0.3), obtivemos os conjuntos fuzzy 𝐴Ý ∈ [0, 1]4819. Cada infor-
mação de posição, que correspondente a um rótulo de classe no conjunto ¶1, . . . , 11♢, foi convertido
em um conjunto fuzzy �̃�Ý ∈ [0, 1]11 como descrito na Equação (4.0.1).

Aqui, consideramos o conjunto de Θ-FAMs consistindo de S-FAMs, S-FAMs duais e E-FAMs
baseadas, respectivamente, em medidas de subsethood 𝑆 e medidas de equivalência 𝐸𝑆, onde 𝑆 =
𝑆𝐾 , 𝑆𝑊 , 𝑆∩

𝜚 ou 𝑆∪
𝜚 para 𝜚 ∈ 𝑃 . Além disso, especiĄcamos o conjuntos de memórias fundamentais,

treinamento, validação e teste. Atribuímos o conjunto de associações ¶(𝐴Ý, �̄�Ý) : Ý = 1, . . . , 362♢
correspondentes ao Percurso 1 como sendo o conjunto de treinamento 𝒯 = ∪11

𝑖=1𝒯𝑖, onde 𝒯𝑖 repre-
senta o conjunto de associações correspondente a 𝑖-ésima posição de referência. Os elementos de
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FAM baseados, respectivamente, em 𝑆∩
1.5( ≤ , 𝐴Ý) e 𝑆∪

1.5( ≤ , 𝐴Ý) para Ý = 1, . . . , 181, exibiram a maior
precisão de classiĄcação no conjunto de validação com o valor de de 90.19% e também obiveram
uma precisão de 100% de classiĄcação no conjunto de treinamento. As taxas de classiĄcação para
todas as Θ-FAMs testadas podem ser encontradas na internet [23] e também nas Tabelas A.18 -
A.23 do Apêndice A. A Tabela 4.5 compara o desempenho médio de classicação produzido pelas
𝑆∩

1.5-FAM dual e 𝑆∪
1.5-FAM dual com os resultados produzidos por outros modelos da literatura

[98, 108, 109].
Uma das abordagens discutidas em [108] é baseada lattice independent component analysis

(LICA) [38, 35]. LICA se refere à extração de vetores lattice independent para decomposição li-
near. Esta abordagem produz um vetor de atributos que são usados para classiĄcação e comparação
de imagens, ambas para construção offline de mapa [108] e simultânea localização e mapeamento
(SLAM) [109]. Aqui, o processo SLAM implica que as posições de referências são descobertas
e a transformação LICA é atualizada durante o vôo usando a caracterização dos pontos Ąxos
das memórias auto-associativas morfológicas [103, 109]. Além disso, duas variantes do proce-
dimento de análise de componentes independentes (ICA), a Mean Field ICA (MF-ICA) [43] e
Mogeldey-Schuster ICA (MS-ICA) [75], foram aplicadas em [108]. ICA procura por regressores
estatisiticamente independentes e a correspondente matriz de mistura.

Os resultados de classiĄcação obtidos usando as abordagens ICA e LICA dependem, respecti-
vamente, do número de componentes independentes e das escolhas de um parâmetro de tolerância
a ruído Ð e de um endmember inicial para o algoritmo Endmember Induction Heuristic Algo-
rithm (EIHA) [39]. Portanto, optamos por selecionar os parâmetros que produziram os melhores
resultados no conjunto de validação, isto é, nos dados correspondentes ao Percurso 2. Como ante-
riormente, utilizamos os dados do Percurso 1 como conjunto de treinamento e os Percursos de 3 a 6
foram usados na fase de teste. Aqui, nós nos baseamos nos resultados de classiĄcação previamente
publicados referentes às abordagens ICA (MF-ICA and MS-ICA), com números de componentes
independentes variando entre 5, 10, . . . , 25, e referente à LICA com Ð = 7 e 8 e com 5 diferentes
endmembers iniciais para cada Ð [108]. Os melhores desempenhos nos dados de validação dos
métodos baseados em MF-ICA e MS-ICA foram em ambos os casos obtidos usando 25 compo-
nentes independentes. A abordagem LICA produziu a maior precisão de classiĄcação nos dados
do Percurso 2 usando o primeiro dos cinco endmembers inicializados e Ð = 7. Os resultados de
classiĄcação para a abordagem baseada em SLAM foram extraídos de [109].

A Tabela 4.5 revela que o modelo Θ-FAM produziu uma melhora signiĄcante em comparação às
demais abordagens para auto-localização de robô móvel baseado em visão que foram previamente
aplicadas a este problema pela Universidade do País Basco, San Sebastián, Espanha.
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Tabela 4.5: Comparação dos resultados produzidos pelas Θ-FAMs selecionadas com os melhores
resultados obtidos para cada Percurso usando LICA [108], MF-ICA [43] e MS-ICA [75], e SLAM
[109].

Percurso 3 Percurso 4 Percurso 5 Percurso 6 Média

𝑆∩
1.5-FAM dual 0.78 0.72 0.78 0.77 0.76

𝑆∪
1.5-FAM dual 0.79 0.72 0.79 0.77 0.77

LICA 0.75 0.66 0.73 0.75 0.72
MF-ICA 0.62 0.54 0.65 0.53 0.58
MS-ICA 0.69 0.62 0.74 0.69 0.68
SLAM 0.76 0.6 0.69 0.64 0.67
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Capítulo 5

Conclusão

Nesta tese apresentamos uma classe de memórias associativa fuzzy chamada Θ-FAM que é
projetada para armazenar um conjunto de memórias fundamentais (𝐴Ý, 𝐵Ý) ∈ ℱ(𝑋)×ℱ(𝑌 ), para
Ý = 1, . . . , 𝑝, e para exibir um desempenho de generalização adequado na apresentação de um
novo padrão 𝐴 ∈ ℱ(𝑋). Se (𝐴Ý, 𝐵Ý) ∈ [0, 1]𝑛 × [0, 1]𝑚, então, a Θ-FAM pode ser vista como uma
rede neural fuzzy [12] com 𝑝 neurônios ocultos competitivos com funções de agregação ΘÝ para
Ý = 1, . . . , 𝑝. A contribuição do Ý-ésimo neurônio oculto pode ser ajustada em termos de um fator
de ponderação 𝑣Ý antes de ocorrer uma competição entre os neurônios ocultos. O peso de conexão

do Ý-ésimo neurônio oculto com 𝑖-ésimo neurônio de saída é igual a 𝐵Ý
𝑖 , i.e., o 𝑖-ésimo componente

do conjunto fuzzy 𝐵Ý. Devido à natureza competitiva dos neurônios ocultos em termos da função
𝐹 dada pela Equação (3.0.2), apenas aqueles com valores máximos são ativados.

Adicionalmente, providenciamos condições suĄcientes para se obter a recordação perfeita das
memórias fundamentais. Nós também provamos que sob certas condições, dependendo das fun-
ções ΘÝ e do vetor de pesos v = (𝑣1, . . . , 𝑣𝑝)𝑡, o raio de atração das memórias fundamentais é
positiva. Nesta tese, focamos em funções ΘÝ dadas por medidas de subsethood ou medidas de
equivalência. Note que outras escolhas de ΘÝ também seriam possíveis [46, 106]. Todavia, uma
caracterização geral de ΘÝ, tal como propusemos neste trabalho, é importante pelo menos por dois
motivos. Primeiro, esta caracterização assegura os requisitos mínimos para se obter os resultados
dos Teoremas 3.1.1 e 3.1.2 referentes às capacidades de armazenamento e correção de erros das
Θ-FAMs. Segundo, permite estender a abordagem Θ-FAM e inclusive os Teoremas 3.1.1 e 3.1.2
para domínios mais gerais, onde os conceitos de medidas de subsethood ou equivalência não estão
necessariamente deĄnidos.

Se as funções ΘÝ são escolhidas como sendo 𝑆(≤, 𝐴Ý), 𝑆(𝐴Ý, ≤) ou 𝐸(≤, 𝐴Ý), onde 𝑆 e 𝐸 são, respec-
tivametne, dados por medidas de subsethood e equivalência, então, falamos de S-FAM, S-FAM dual
e E-FAM, respectivamente. Em particular, medidas de subsethood e equivalências parametrizadas
tais como aquelas construídas nesta tese dão origem às TS-FAMs, TS-FAMs duais e TE-FAMs. Os
pesos 𝑣𝑖 de uma Θ-FAM podem ser determinados a partir de um algoritmo de treinamento geral
para Θ-FAM introduzido na Seção 3.2. Sob algumas condições, é garantido que este algoritmo
converge em um número Ąnito de iterações para um mínimo local.

Além disso, apresentamos um algoritmo de treinamento alternativo para certos tipos de TE-
FAMs chamado Algoritmo TE, que otimiza tanto as contribuições dos atributos dos dados ajus-
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tando os parâmetros das medidas de equivalência quanto os pesos correspondentes à contribuição
dos neurônios ocultos. O Algoritmo TE primeiro constrói o conjunto de memórias fundamentais
ℳ como um subconjunto de um dado conjunto de treinamento 𝒯 antes de ajustar os parâmetros
da rede. A construção de ℳ ⊖ 𝒯 pode ser executada para qualquer E-FAM. Neste contexto,
relembre que o número de neurônios ocultos é igual a ♣ℳ♣ em uma Θ-FAM. Provamos que uma
E-FAM construída utilizando-se o conjunto de memórias fundamentaisℳ, resultante da aplicação
do Algoritmo TE, com pesos 𝑣Ý constantes iguais a 1 na camada oculta produz erro zero no con-
junto de treinamento se as medidas de equivalência empregadas nos neurônios ocultos satisfazem
algumas condições fracas. Após construir ℳ ⊖ 𝒯 , mostramos como ajustar os parâmetros de
uma TE-FAM baseada em medidas de equivalência da forma 𝐸w (veja Eq. (2.2.23)), através da
resolução de um problema de otimização quadrático no segundo estágio do Algoritmo TE.

A parte principal desta tese termina com aplicações de Θ-FAMs em dois conjuntos de pro-
blemas: 1) problemas de classiĄcação de referência retirados da base de dados KEEL e 2) um
problema em robótica de auto-localização baseado em visão. Para isto, selecionamos um modelo
Θ-FAM entre uma família Ąnita de Θ-FAMs treinadas com o Algoritmo 3.1 através da avaliação
de seus desempenhos nos dados de treinamento ou, se existir, nos dados de validação. Como
apontamos anteriormente, nos dois conjuntos de problemas, estes modelos selecionados produzi-
ram os melhores resultados em termo de acurácia em comparação aos resultados produzidos por
outros classiĄcadores bem conhecidos e outras abordagens à auto-localização baseada em visão
da literatura. Adicionalmente, também aplicamos TE-FAMs baseadas em medidas de equivalên-
cia parametrizadas da forma 𝐸Ú,w (veja Equation (2.2.24)) em conjunto com Algoritmo TE para
o primeiro conjunto de problemas que estão disponíveis na internet [2]. Os modelos TE-FAMs
exibiram o segundo melhor resultado com uma ligeira melhora na taxa de classiĄcação média em
comparação a vários classiĄcadores baseados em regras fuzzy competitivas, que foram aplicados
recentemente a estes mesmos problemas por Alcala-Fdez et al. [1]. Por Ąm, também veriĄcamos
que as TE-FAMs treinadas usando o Algoritmo TE exigiu um tempo de CPU relativamente menor
em comparação aos modelos de Θ-FAMs treinados usando o Algoritmo 3.1.

No futuro, pretendemos generalizar a abordagem Θ-FAM usando outros tipos de função de
ativação na camada oculta a Ąm de lidar com aplicações de regressão e agrupamento. Repare que
uma modiĄcação deste tipo exige o desenvolvimento de novos algoritmos de treinamento para Θ-
FAMs, pois tanto o Algoritmo 3.1 quanto o Algoritmo TE, aqui discutidos, levam em conta apenas
a função de ativação 𝐹 dada pela Equação (3.0.2). Além de novos algoritmos de treinamento,
novas versões dos Teoremas 3.1.1 e 3.1.2 também precisam ser reformuladas considerando outras
escolhas de funções de ativação.
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Apêndice A

Alguns Resultados Experimentais
Usando Θ-FAMs

Aqui, apresentaremos os resultados de classiĄcação obtidos pelos modelos Θ-FAMs em alguns
problemas de classiĄcação de referência [2] em um problema de auto-localização baseado visão em
robótica [98, 108, 109].

Seja 𝑋 um conjunto Ąnito e seja ℱ(𝑋) a classe dos cojuntos fuzzy em 𝑋. Em nossas simulações,
empregamos S-FAMs (duais) baseadas tanto em medidas de subsethood de Kosko e Willmott [63,
110] quanto em medidas de subsethood 𝑆∩

𝜚 e 𝑆∪
𝜚 dadas por

(a) 𝑆∩
𝜚 (𝐴, 𝐵) = 𝐼𝑃 (â𝜚(𝐴), â𝜚(𝐴 ∩𝐵)) ∀𝐴, 𝐵 ∈ ℱ(𝑋) , (A.0.1)

(b) 𝑆∪
𝜚 (𝐴, 𝐵) = 𝐼𝑃 (â𝜚(𝐴 ∪𝐵), â𝜚(𝐵)) ∀𝐴, 𝐵 ∈ ℱ(𝑋) . (A.0.2)

Aqui, o símbolo 𝐼𝑃 denota a implicação fuzzy de Goguen e â𝜚 é uma função ℱ(𝑋)⊃ [0, 1] deĄnida
como

â𝜚(𝐶) =
𝑘
∑︁

𝑖=1

1⊗ cos(Þ[Û𝐶(𝑥𝑖)]
𝜚)

𝑘
, ∀𝐶 ∈ ℱ(𝑋) (A.0.3)

para 𝜚 ∈ 𝑃 = ¶0.25, 0.5, 0.75, 1, 1.5, 2, 2.5, 3, 4♢. Além disso, empregamos E-FAMs baseadas em
medidas de equivalência dadas por 𝐸𝑆(𝐴, 𝐵) = min¶𝑆(𝐴, 𝐵), 𝑆(𝐵, 𝐴)♢ para todo 𝐴, 𝐵 ∈ ℱ(𝑋),
onde 𝑆 corresponde a uma das medidas de subsethood mencionadas acima.

Cada conjunto de dados é composto por intâncias ou vetores cujas entradas representam atri-
butos numéricos ou categóricos. Formalmente, cada conjunto de dados considerado neste trabalho
é dado por um subconjunto Ąnito de 𝑋1× . . .×𝑋𝑛, onde cada 𝑋𝑖 denota ou um conjunto de valores
numéricos, i.e., 𝑋𝑖 = [𝑡𝑖

𝑚𝑖𝑛, 𝑡𝑖
𝑚𝑎𝑥] ⊆ R, ou um conjunto de valores categóricos, i.e., 𝑋𝑖 = ¶𝑙1, . . . , 𝑙𝑐♢

para algum 𝑐 > 0. Cada elemento x ∈ 𝑋1 × . . . × 𝑋𝑛 foi associado com um conjunto fuzzy
Ö(x) = (Ö1(𝑥1)

𝑡, . . . , Ö𝑛(𝑥𝑛)𝑡)𝑡 que é dado pela concatenação de Ö𝑗(𝑥𝑗) para 𝑗 = 1, . . . , 𝑛. Seja
𝑖 ∈ ¶1, . . . , 𝑛♢. Por um lado, se 𝑋𝑖 é da forma [𝑡𝑖

𝑚𝑖𝑛, 𝑡𝑖
𝑚𝑎𝑥] ⊆ R, então,

Ö𝑖(𝑥) =
(𝑥⊗ 𝑡𝑖

𝑚𝑖𝑛)

(𝑡𝑖
𝑚𝑎𝑥 ⊗ 𝑡𝑖

𝑚𝑖𝑛)
∈ [0, 1]
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para todo 𝑥 ∈ 𝑋𝑖. Por outro lado, se 𝑋𝑖 é da forma ¶𝑙1, . . . , 𝑙𝑐♢, 𝑐 > 0, então, Ö𝑖(𝑙𝑗) = 𝐵𝑗 ∈
¶0, 1♢𝑐 ⊖ [0, 1]𝑐 onde

Û𝐵j (𝑖) =

∮︁

1, se 𝑖 = 𝑗
0, caso contrário.

(A.0.4)

Note que, em problemas de classiĄcação, o rótulo de classe é dado por um atributo categórico. Logo,
identiĄcamos cada classe com um conjunto fuzzy de acordo com a Equação (A.0.4). Adicionalmente,
também consideramos a aplicação da função de normalização Ψ : [0, 1]𝑛 ⊃ [0, 1]𝑛 deĄnida abaixo
para o conjunto fuzzy 𝐴 ∈ [0, 1]𝑛:

Ψ(𝐴)𝑖 =

⎧

⨄︁

⎩

𝐴𝑖 se 𝐴𝑖 = 0 ou 𝐴𝑖 = 1,
𝐴𝑖 ⊗𝑚𝐴 + 1.5

3
caso contrário,

∀𝑖 = 1, . . . , 𝑛. (A.0.5)

Aqui, 𝑚𝐴 denota a média das pertinências de 𝐴 sob a restrição do domínio 𝐼 = ¶𝑖 : 0 < 𝐴𝑖 < 1♢,
i.e., 𝑚𝐴 =

√︁

i∈I
𝐴i/ ♣ 𝐼 ♣.

A.1 Alguns Problemas de ClassiĄcação de Referência

Aplicamos os modelos S-FAM, S-FAM dual e E-FAM em vários problemas de classiĄcação
de referência que estão disponíveis na internet [2]. EspeciĄcamente, consideramos os seguintes
quinze conjuntos de dados: Iris, Monks, Appendicitis, Ecoli, Pima, Glass, Wine, Heart, Cleveland,
Vowel, Crx, Wdbc, Spectfheart, Sonar e Movimentlibras. A Tabela A.1 provê algumas informações
de cada conjunto de dados referente à quantidade de instâncias, atributos categóricos, atributos
numéricos e classes.

Tabela A.1: Descrição dos conjuntos de dados.

Atributos Atributos
Instâncias Categóricos Numéricos Classes

Appendicitis 106 0 7 2
Cleveland 297 0 13 5

Crx 653 9 6 2
Ecoli 336 0 7 8
Glass 214 0 9 7
Heart 270 0 13 2
Iris 150 0 4 3

Monks 432 0 6 2
Movementlibras 360 0 90 15

Pima 768 0 8 2
Sonar 208 0 60 2

Spectfheart 267 0 44 2
Vowel 990 0 13 11
Wdbc 569 0 30 2
Wine 178 0 13 3
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Para cada conjunto de dados, avaliamos o desempenho de classiĄcação para cada Θ-FAM
utilizando o método de validação cruzada com 10 folds. Utilizamos o mesmo particionamento de
dados utilizado em [1, 2]. As Tabelas A.2-A.16 exibem a precisão de classiĄcação média para cada
modelo Θ-FAM considerado nos quinze conjuntos de dados. Os valores em negrito indicam os
melhores resultados na fase de treinamento.

Tabela A.2: Resultados produzios pelas Θ-FAMs para Appendicitis.
𝑛(x) Ψ(𝑛(x))

S-FAM S-FAM dual E-FAM S-FAM S-FAM dual E-FAM
Subsethood Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste

𝑆𝐾 94.55 82.09 95.60 78.36 97.48 79.27 96.23 67.82 95.90 59.45 96.75 67.00
𝑆𝑊 91.19 77.45 94.55 81.00 98.64 81.27 97.38 69.55 95.92 66.91 96.64 68.82
𝑆∩

0.25 94.56 81.09 95.08 78.27 98.74 82.27 96.43 71.91 96.01 61.55 6.12 69.73
𝑆∪

0.25 91.92 75.64 95.29 80.00 98.43 83.18 97.07 68.82 97.38 57.64 97.28 67.91
𝑆∩

0.5 93.50 78.18 93.81 76.18 97.06 77.55 95.38 68.73 97.27 67.82 96.75 68.73
𝑆∪

0.5 91.72 70.82 94.33 83.91 98.12 81.18 96.33 71.45 97.27 64.36 97.48 66.82
𝑆∩

0.75 94.23 79.27 95.60 81.91 97.69 79.27 96.64 64.91 96.02 66.82 97.06 73.27
𝑆∪

0.75 87.43 72.73 93.30 75.91 98.74 81.18 94.65 69.91 94.65 65.09 95.90 59.55
𝑆∩

1.0 92.24 79.64 93.50 81.00 97.80 82.27 95.50 67.82 94.66 60.27 97.28 70.73
𝑆∪

1.0 92.88 82.27 93.92 82.00 98.54 81.27 95.91 69.00 95.29 57.64 97.70 64.18
𝑆∩

1.5 90.68 83.18 93.81 78.36 98.53 75.45 95.90 68.82 98.22 68.91 97.80 66.00
𝑆∪

1.5 87.32 75.45 91.72 76.27 98.74 76.55 96.12 66.09 94.65 55.73 96.96 66.00
𝑆∩

2.0 91.93 79.09 93.92 79.00 98.43 70.64 96.12 67.82 95.91 68.82 96.75 67.09
𝑆∪

2.0 90.05 76.36 92.66 74.55 98.43 76.45 96.22 63.27 93.72 60.27 96.54 63.27
𝑆∩

2.5 91.30 81.18 94.45 75.18 97.90 74.55 95.60 61.55 97.59 59.82 97.17 69.00
𝑆∪

2.5 90.37 82.18 92.24 66.00 97.90 74.64 96.43 67.00 95.17 63.55 96.12 63.00
𝑆∩

3.0 92.03 78.55 95.07 79.45 97.59 72.64 96.75 60.09 96.44 66.36 97.60 63.09
𝑆∪

3.0 89.21 81.18 90.66 67.00 98.11 78.27 95.07 67.73 93.93 70.82 96.13 66.09
𝑆∩

4.0 94.13 79.18 95.39 82.00 97.28 76.64 93.91 67.00 97.90 65.18 96.12 61.45
𝑆∪

4.0 92.76 77.36 91.40 67.18 97.80 77.36 95.18 62.45 91.83 64.18 96.75 65.91
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Tabela A.3: Resultados produzios pelas Θ-FAMs para Cleveland.
𝑛(x) Ψ(𝑛(x))

S-FAM S-FAM dual E-FAM S-FAM S-FAM dual E-FAM
Subsethood Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste

𝑆𝐾 85.33 52.86 87.84 48.90 92.85 49.79 84.74 52.45 85.41 46.22 91.02 55.30
𝑆𝑊 84.10 49.82 89.04 46.92 93.90 51.58 84.96 53.61 84.67 47.56 90.80 50.21
𝑆∩

0.25 85.60 53.51 84.55 45.92 91.17 51.24 87.32 55.31 85.37 47.25 88.63 48.79
𝑆∪

0.25 84.22 51.88 84.85 46.53 92.59 51.91 85.30 52.54 84.85 48.58 91.25 49.32
𝑆∩

0.5 85.67 53.55 87.73 44.84 93.53 52.20 87.35 54.20 85.11 49.62 90.68 50.13
𝑆∪

0.5 85.45 50.47 87.51 49.52 94.24 52.56 84.10 56.66 84.85 45.64 89.71 49.86
𝑆∩

0.75 87.36 51.88 89.15 50.58 93.64 47.84 87.46 57.62 85.45 49.55 91.32 45.87
𝑆∪

0.75 85.41 53.66 89.34 46.49 94.57 49.83 84.48 51.88 85.79 45.23 91.92 48.25
𝑆∩

1.0 85.97 59.30 88.81 47.25 93.19 51.09 87.43 54.28 86.34 48.89 91.77 48.49
𝑆∪

1.0 85.78 55.59 89.75 49.61 94.58 51.17 86.50 56.59 84.89 45.19 92.33 49.20
𝑆∩

1.5 85.98 51.88 88.63 46.27 92.93 49.47 86.53 51.92 86.53 49.54 90.87 51.52
𝑆∪

1.5 83.99 55.91 90.09 51.30 93.01 48.46 86.05 52.85 86.83 47.52 91.36 52.89
𝑆∩

2.0 83.70 47.82 87.77 49.21 91.51 51.94 85.78 54.64 86.90 49.57 90.42 50.61
𝑆∪

2.0 83.95 52.16 89.75 50.39 91.47 47.87 83.58 52.94 87.84 48.23 90.83 50.91
𝑆∩

2.5 84.70 51.48 88.03 45.88 90.42 53.50 84.85 50.88 86.49 49.92 90.38 50.90
𝑆∪

2.5 82.46 48.82 88.48 47.14 91.28 52.55 85.33 52.23 88.62 47.49 91.06 50.78
𝑆∩

3.0 83.06 54.21 87.99 48.88 89.90 51.52 86.46 52.52 87.28 47.21 90.54 48.52
𝑆∪

3.0 82.98 50.96 88.10 48.53 90.94 51.17 84.44 49.94 87.02 46.90 90.65 49.88
𝑆∩

4.0 83.95 52.92 86.65 53.06 89.15 51.21 83.95 51.21 87.92 48.95 89.82 51.21
𝑆∪

4.0 82.52 47.52 86.98 51.33 90.20 49.14 84.73 55.22 86.34 49.55 90.61 49.53

Tabela A.4: Resultados produzios pelas Θ-FAMs para Crx.
𝑛(x) Ψ(𝑛(x))

S-FAM S-FAM dual E-FAM S-FAM S-FAM dual E-FAM
Subsethood Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste

𝑆𝐾 98.11 82.16 98.16 80.82 98.42 81.90 97.94 79.44 98.06 78.07 97.86 77.77
𝑆𝑊 98.21 79.93 98.47 81.77 98.71 81.77 98.18 77.96 97.98 78.25 97.96 78.56
𝑆∩

0.25 98.09 79.93 98.08 78.58 98.20 79.90 98.20 78.71 98.21 79.42 98.33 78.69
𝑆∪

0.25 98.13 81.47 98.16 79.61 98.26 78.99 98.33 79.49 98.71 82.02 98.43 78.56
𝑆∩

0.5 98.21 81.43 98.06 80.08 98.33 80.68 98.21 79.65 98.06 79.46 98.18 79.16
𝑆∪

0.5 98.06 81.24 98.23 80.28 98.20 79.92 98.52 80.07 98.52 79.31 98.32 80.55
𝑆∩

0.75 98.08 80.83 98.30 80.50 98.37 79.61 98.09 79.46 98.45 79.13 98.23 78.67
𝑆∪

0.75 98.16 79.89 98.38 81.56 98.09 80.03 98.62 79.78 98.25 79.74 98.44 78.42
𝑆∩

1.0 97.81 80.54 98.21 80.57 98.06 79.75 98.26 78.55 98.25 79.32 97.99 79.18
𝑆∪

1.0 98.26 79.60 98.35 81.90 98.54 80.11 98.47 80.39 98.23 80.98 98.03 79.92
𝑆∩

1.5 98.06 80.24 98.13 79.79 98.54 79.80 98.28 80.23 98.38 81.90 98.40 79.30
𝑆∪

1.5 98.03 81.40 98.04 80.37 98.33 80.22 98.09 80.28 98.33 79.61 98.08 79.02
𝑆∩

2.0 97.84 80.56 97.82 81.66 98.49 80.71 97.74 80.11 97.99 80.35 98.06 80.10
𝑆∪

2.0 97.94 78.85 98.14 82.41 98.35 80.87 98.11 79.18 98.32 80.38 98.25 77.04
𝑆∩

2.5 97.70 80.04 97.48 80.09 98.23 81.72 98.06 81.32 98.16 78.20 98.54 80.25
𝑆∪

2.5 98.14 81.12 97.89 80.40 98.33 81.73 97.94 79.62 98.50 81.10 98.47 79.75
𝑆∩

3.0 97.94 81.74 97.62 79.92 98.01 80.95 98.30 80.28 98.45 79.94 98.37 80.24
𝑆∪

3.0 98.25 81.56 98.18 80.85 98.38 80.23 98.40 79.89 98.55 80.69 98.57 79.89
𝑆∩

4.0 97.65 81.91 97.11 80.88 97.79 81.33 97.92 80.24 97.92 80.07 98.18 78.57
𝑆∪

4.0 97.96 80.68 97.82 79.63 98.28 82.22 98.13 78.09 98.37 80.99 98.30 80.19
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Tabela A.5: Resultados produzios pelas Θ-FAMs para Ecoli.
𝑛(x) Ψ(𝑛(x))

S-FAM S-FAM dual E-FAM S-FAM S-FAM dual E-FAM
Subsethood Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste

𝑆𝐾 91.07 71.75 89.85 71.77 95.90 76.48 93.92 67.01 92.16 68.18 93.09 67.59
𝑆𝑊 92.23 71.76 89.95 69.39 96.43 76.78 93.82 67.59 91.30 67.89 93.02 67.60
𝑆∩

0.25 91.96 67.60 88.16 71.52 93.98 69.66 93.82 64.88 90.77 64.96 93.55 67.56
𝑆∪

0.25 92.86 69.03 89.32 73.25 94.41 67.61 93.88 66.35 90.71 65.46 93.78 69.03
𝑆∩

0.5 91.47 67.87 90.24 70.04 95.04 74.06 94.15 68.19 91.70 66.41 93.22 69.92
𝑆∪

0.5 91.37 72.04 88.23 70.54 94.98 70.26 94.21 65.26 91.57 62.52 93.85 68.22
𝑆∩

0.75 91.11 71.45 90.11 71.19 95.77 74.44 93.88 63.99 91.24 63.10 93.49 65.82
𝑆∪

0.75 91.93 73.56 89.68 68.79 95.37 74.17 93.85 65.50 91.07 64.60 94.08 71.11
𝑆∩

1.0 92.13 73.89 90.77 70.59 95.44 76.52 94.18 64.59 92.13 64.60 93.65 64.86
𝑆∪

1.0 92.06 72.01 89.48 69.42 96.30 76.19 94.11 64.00 91.01 64.62 94.51 68.46
𝑆∩

1.5 91.34 73.27 89.48 73.86 96.13 75.30 93.91 66.71 92.39 67.90 94.31 67.31
𝑆∪

1.5 89.95 72.64 90.01 74.75 95.47 76.80 93.85 66.10 90.61 66.69 93.82 69.69
𝑆∩

2.0 88.69 71.12 90.81 74.19 95.14 75.91 92.69 64.87 90.41 66.08 93.29 67.87
𝑆∪

2.0 89.05 69.70 90.28 75.00 95.87 74.76 94.18 66.96 91.20 65.20 93.85 70.60
𝑆∩

2.5 88.16 72.04 91.50 78.32 95.17 77.09 92.20 68.20 90.61 63.10 92.79 68.46
𝑆∪

2.5 87.83 70.29 92.00 75.06 95.50 78.57 94.12 64.90 89.65 64.26 93.39 68.14
𝑆∩

3.0 85.95 72.04 91.70 78.58 94.94 78.30 92.50 61.61 90.35 61.60 93.29 63.10
𝑆∪

3.0 88.89 72.91 91.27 76.52 95.17 77.67 93.19 67.30 89.95 66.10 93.55 65.47
𝑆∩

4.0 87.57 70.54 92.00 75.05 95.44 78.26 92.46 63.09 91.27 65.45 93.42 66.36
𝑆∪

4.0 87.60 69.68 90.84 75.63 94.78 76.52 93.42 67.90 89.62 61.94 93.52 68.48

Tabela A.6: Resultados produzios pelas Θ-FAMs para Glass.
𝑛(x) Ψ(𝑛(x))

S-FAM S-FAM dual E-FAM S-FAM S-FAM dual E-FAM
Subsethood Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste

𝑆𝐾 95.69 72.07 95.12 70.65 95.32 69.75 96.26 73.71 88.70 61.92 92.83 69.91
𝑆𝑊 96.67 71.04 94.96 72.01 96.21 71.19 96.05 69.64 83.69 54.58 93.51 64.35
𝑆∩

0.25 95.28 70.70 91.64 64.54 93.92 66.08 95.38 74.68 87.55 63.27 92.79 67.39
𝑆∪

0.25 96.16 67.34 91.17 67.21 93.46 69.92 95.54 71.39 84.07 59.73 92.42 67.33
𝑆∩

0.5 95.28 72.62 93.77 65.92 94.76 67.76 95.43 73.14 88.90 60.81 93.56 66.41
𝑆∪

0.5 95.49 71.06 93.30 69.46 94.97 67.05 96.06 70.76 84.11 60.37 92.11 66.27
𝑆∩

0.75 96.21 70.56 95.74 69.27 96.16 70.75 94.91 72.10 86.60 57.41 93.62 63.90
𝑆∪

0.75 95.69 70.72 95.43 70.53 96.52 70.58 96.52 70.15 84.28 59.96 92.84 65.58
𝑆∩

1.0 94.54 68.83 95.53 70.37 96.21 69.25 96.11 74.07 86.35 58.75 92.63 70.47
𝑆∪

1.0 95.74 71.28 95.48 71.79 97.15 70.49 96.11 71.18 84.48 56.42 93.97 70.25
𝑆∩

1.5 94.77 65.82 94.55 68.19 95.59 67.30 95.29 68.21 87.08 65.66 94.08 71.81
𝑆∪

1.5 94.76 64.15 94.60 70.98 95.54 69.10 96.26 69.58 84.63 59.08 93.61 67.23
𝑆∩

2.0 93.41 69.42 92.26 68.10 93.77 63.90 96.01 72.23 88.63 61.48 94.80 68.44
𝑆∪

2.0 95.89 65.89 90.91 63.70 93.71 62.44 97.10 67.32 85.77 61.45 95.96 68.72
𝑆∩

2.5 93.82 65.23 91.33 61.98 92.63 60.00 95.43 67.79 89.73 60.18 94.76 68.49
𝑆∪

2.5 94.34 66.16 87.07 60.05 92.16 60.77 96.63 67.12 85.94 58.06 94.86 66.77
𝑆∩

3.0 94.76 62.15 89.88 58.84 93.16 55.15 95.43 70.57 88.49 58.04 95.58 68.13
𝑆∪

3.0 94.92 62.56 86.50 57.57 90.86 56.60 96.83 65.68 82.62 56.48 93.48 64.12
𝑆∩

4.0 92.78 59.84 88.42 53.13 89.66 49.34 95.01 63.80 88.53 61.36 95.43 67.18
𝑆∪

4.0 93.98 58.03 83.91 49.63 88.95 53.84 96.88 67.03 80.44 47.73 93.71 61.74
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Tabela A.7: Resultados produzios pelas Θ-FAMs para Heart.
𝑛(x) Ψ(𝑛(x))

S-FAM S-FAM dual E-FAM S-FAM S-FAM dual E-FAM
Subsethood Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste

𝑆𝐾 96.71 71.11 98.52 76.67 97.90 78.52 96.54 69.26 98.23 76.67 98.35 76.30
𝑆𝑊 96.83 74.44 98.93 78.15 98.48 77.04 96.63 70.37 97.78 72.96 97.94 77.41
𝑆∩

0.25 97.57 74.44 97.94 70.37 98.11 80.37 96.21 69.63 97.94 74.44 97.78 75.93
𝑆∪

0.25 97.16 70.37 97.61 74.44 97.86 78.52 96.01 69.26 97.49 71.85 97.78 74.81
𝑆∩

0.5 96.79 71.48 98.31 76.30 98.31 78.89 95.93 70.00 98.11 74.44 97.78 75.56
𝑆∪

0.5 98.07 73.33 98.07 73.70 98.23 81.11 97.04 70.74 97.94 74.07 97.70 74.81
𝑆∩

0.75 96.95 72.22 98.48 75.56 98.15 79.63 95.80 69.26 97.94 75.19 97.61 77.04
𝑆∪

0.75 97.70 74.44 98.72 75.19 98.35 82.59 96.58 68.89 97.24 75.19 98.11 76.67
𝑆∩

1.0 97.33 71.48 98.89 75.19 98.40 79.26 96.05 71.11 98.35 75.56 98.23 75.93
𝑆∪

1.0 97.74 72.59 98.40 77.04 98.27 74.81 97.04 71.85 97.74 70.74 97.98 77.41
𝑆∩

1.5 97.04 72.22 98.31 76.30 97.12 73.70 95.64 70.00 97.90 76.67 97.86 75.93
𝑆∪

1.5 97.57 69.63 98.52 74.44 98.19 76.67 96.67 74.07 97.98 67.41 98.02 78.15
𝑆∩

2.0 97.33 71.48 98.40 71.85 98.19 75.56 96.30 69.26 97.94 74.07 98.19 76.67
𝑆∪

2.0 97.57 71.11 98.48 71.85 98.60 77.41 96.67 69.26 97.94 72.96 98.02 76.30
𝑆∩

2.5 97.57 71.85 97.65 74.07 97.98 74.07 95.84 71.11 98.02 73.33 98.31 76.30
𝑆∪

2.5 97.08 72.59 98.52 72.59 97.90 75.93 95.56 68.52 97.82 72.96 97.74 75.19
𝑆∩

3.0 98.27 72.96 97.53 74.44 97.41 75.56 95.60 67.04 97.94 70.74 98.19 75.56
𝑆∪

3.0 97.61 75.93 98.07 75.93 96.71 73.70 96.54 67.04 97.78 70.74 97.74 75.56
𝑆∩

4.0 97.24 74.44 97.94 75.19 97.37 76.30 95.10 70.37 97.41 71.11 97.86 74.44
𝑆∪

4.0 97.78 68.52 97.86 74.07 97.70 72.59 95.93 66.67 97.61 71.85 98.15 72.59

Tabela A.8: Resultados produzios pelas Θ-FAMs para Iris.
𝑛(x) Ψ(𝑛(x))

S-FAM S-FAM dual E-FAM S-FAM S-FAM dual E-FAM
Subsethood Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste

𝑆𝐾 98.74 92.67 99.26 96.67 99.78 93.33 99.19 85.33 98.37 83.33 99.48 86.67
𝑆𝑊 98.52 95.33 99.11 95.33 99.48 94.67 98.74 85.33 98.89 84.67 99.04 88.00
𝑆∩

0.25 98.30 94.00 98.96 92.67 99.41 91.33 98.59 83.33 98.07 81.33 99.04 86.67
𝑆∪

0.25 98.52 92.00 98.67 92.00 99.33 92.67 98.96 83.33 98.74 80.67 99.04 85.33
𝑆∩

0.5 98.52 92.00 99.04 94.67 99.85 92.00 98.44 82.67 98.44 80.00 99.04 87.33
𝑆∪

0.5 98.67 92.67 98.52 94.67 99.63 92.00 98.67 81.33 98.74 83.33 99.48 87.33
𝑆∩

0.75 98.81 91.33 99.04 93.33 99.70 94.67 98.96 84.00 98.89 84.67 99.48 87.33
𝑆∪

0.75 99.11 92.00 99.19 94.00 99.33 92.67 98.44 83.33 98.52 83.33 98.74 86.67
𝑆∩

1.0 98.81 93.33 99.19 94.67 99.78 94.00 99.11 84.67 98.74 85.33 98.96 86.00
𝑆∪

1.0 98.37 96.00 99.41 94.67 99.70 94.00 99.04 85.33 98.59 86.00 99.63 85.33
𝑆∩

1.5 98.96 92.67 98.89 95.33 99.85 95.33 99.48 84.67 98.89 84.67 99.63 87.33
𝑆∪

1.5 98.81 93.33 99.41 96.67 99.85 95.33 98.52 81.33 98.96 87.33 99.41 88.00
𝑆∩

2.0 99.04 94.00 99.48 96.00 100.00 96.00 98.96 86.00 98.96 85.33 99.26 88.67
𝑆∪

2.0 98.89 94.00 99.41 94.00 99.85 95.33 99.41 88.00 99.19 90.00 99.11 88.67
𝑆∩

2.5 98.74 94.00 99.41 95.33 99.56 96.00 98.74 82.67 98.89 86.00 98.74 88.67
𝑆∪

2.5 98.81 95.33 99.33 96.67 99.63 94.67 99.41 85.33 99.19 87.33 99.19 86.67
𝑆∩

3.0 99.33 94.00 99.48 96.00 99.70 95.33 98.74 83.33 98.96 86.67 98.67 89.33
𝑆∪

3.0 98.74 92.00 99.63 95.33 99.48 96.00 99.48 82.67 99.26 84.67 99.41 88.67
𝑆∩

4.0 99.19 96.00 99.63 96.00 99.04 96.00 98.96 85.33 99.19 88.00 99.33 88.67
𝑆∪

4.0 98.96 94.00 99.26 94.00 99.85 96.00 99.04 83.33 99.41 89.33 99.41 88.67
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Tabela A.9: Resultados produzios pelas Θ-FAMs para Monk.
𝑛(x) Ψ(𝑛(x))

S-FAM S-FAM dual E-FAM S-FAM S-FAM dual E-FAM
Subsethood Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste

𝑆𝐾 99.30 95.40 98.79 97.71 98.33 65.97 98.10 94.44 97.58 95.14 97.74 83.17
𝑆𝑊 98.94 96.54 98.18 97.49 98.89 62.41 98.17 94.94 97.69 94.60 97.63 67.00
𝑆∩

0.25 99.02 95.61 97.74 96.58 95.83 52.21 98.12 94.00 97.50 96.58 97.30 75.61
𝑆∪

0.25 99.05 95.41 97.33 95.80 95.37 42.91 98.04 95.37 97.56 95.06 96.66 68.74
𝑆∩

0.5 99.38 96.36 97.58 96.12 95.94 50.09 98.12 93.12 97.40 95.14 97.12 73.40
𝑆∪

0.5 98.90 95.87 97.28 95.83 95.11 44.62 98.20 93.76 97.68 95.14 96.81 67.33
𝑆∩

0.75 99.18 94.42 98.07 95.61 95.83 52.31 98.07 93.53 97.63 95.40 97.04 74.90
𝑆∪

0.75 98.54 95.30 97.69 96.13 94.96 44.72 97.79 95.16 97.53 94.60 96.81 68.74
𝑆∩

1.0 98.84 94.72 97.51 96.29 97.56 64.73 98.10 93.99 97.63 94.65 97.81 82.45
𝑆∪

1.0 99.36 97.72 97.22 95.37 97.76 59.78 98.20 94.92 97.74 95.83 97.48 67.84
𝑆∩

1.5 99.82 98.10 98.87 97.91 99.56 93.84 98.22 95.37 97.92 94.81 97.84 93.05
𝑆∪

1.5 99.87 98.18 98.28 97.27 99.56 94.04 98.23 95.18 97.99 95.56 98.10 92.17
𝑆∩

2.0 99.82 98.86 99.25 97.50 99.64 94.96 98.07 96.54 98.02 95.14 97.61 92.37
𝑆∪

2.0 99.92 98.63 97.58 96.81 99.31 94.99 98.25 95.59 97.87 95.82 97.97 93.32
𝑆∩

2.5 99.92 98.41 98.89 98.14 99.64 93.12 98.28 95.82 97.53 96.28 97.69 91.37
𝑆∪

2.5 99.72 99.32 97.58 97.27 99.59 93.82 98.30 95.13 97.89 96.28 98.02 92.14
𝑆∩

3.0 99.79 99.06 99.33 98.10 99.31 94.23 98.23 96.29 97.89 95.29 97.87 91.60
𝑆∪

3.0 99.54 97.72 98.40 96.97 99.36 94.27 98.17 96.06 97.92 94.88 98.04 92.17
𝑆∩

4.0 99.79 97.46 99.25 98.64 99.20 94.95 98.17 96.50 97.94 96.25 97.87 92.52
𝑆∪

4.0 99.79 98.63 98.95 98.40 99.25 93.35 98.25 95.14 97.84 95.60 98.05 93.77

Tabela A.10: Resultados produzios pelas Θ-FAMs para Movementlibras .
𝑛(x) Ψ(𝑛(x))

S-FAM S-FAM dual E-FAM S-FAM S-FAM dual E-FAM
Subsethood Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste

𝑆𝐾 94.91 69.44 93.89 69.44 97.84 76.11 98.61 81.94 98.30 80.00 98.46 80.28
𝑆𝑊 95.71 65.56 93.43 69.17 98.15 75.28 98.18 79.17 98.52 80.83 98.06 80.83
𝑆∩

0.25 95.83 67.50 85.28 54.72 95.59 68.89 98.89 81.94 98.21 78.61 98.52 80.56
𝑆∪

0.25 94.72 67.50 85.99 55.56 95.93 67.50 98.49 79.44 97.87 78.61 98.49 79.72
𝑆∩

0.5 95.77 71.67 89.57 61.94 97.47 70.56 98.09 80.56 97.90 78.33 98.12 77.78
𝑆∪

0.5 95.09 65.83 89.26 62.22 97.25 72.50 98.36 80.83 97.96 80.00 98.12 79.72
𝑆∩

0.75 94.69 71.67 92.01 69.17 97.44 75.00 98.80 79.44 98.36 78.33 98.36 80.28
𝑆∪

0.75 95.80 73.06 91.67 66.39 98.33 74.72 98.52 81.94 97.93 80.28 98.24 83.06
𝑆∩

1.0 96.54 75.56 94.54 70.83 98.27 76.67 98.73 81.94 98.67 78.33 98.64 80.00
𝑆∪

1.0 94.63 63.89 93.33 68.33 98.02 74.44 98.49 78.33 98.24 80.56 98.15 81.11
𝑆∩

1.5 92.04 65.56 94.54 67.78 98.33 76.94 98.21 79.44 98.80 80.56 98.67 81.11
𝑆∪

1.5 96.64 68.61 95.93 69.17 98.27 75.00 98.27 80.28 98.33 80.83 97.99 82.22
𝑆∩

2.0 95.31 69.17 95.43 70.28 98.09 80.00 97.69 79.17 98.30 83.33 98.24 79.72
𝑆∪

2.0 96.17 68.06 95.65 71.11 97.87 75.28 98.02 79.17 98.95 84.72 98.61 80.83
𝑆∩

2.5 93.12 63.61 94.07 66.39 96.98 76.11 97.93 78.89 98.33 80.28 98.21 79.72
𝑆∪

2.5 94.63 63.89 95.59 67.78 97.07 69.44 98.02 77.78 98.58 80.56 98.49 80.28
𝑆∩

3.0 94.17 64.72 94.66 70.00 96.48 72.78 97.04 78.89 97.35 80.00 97.75 79.44
𝑆∪

3.0 94.60 61.67 94.57 62.78 96.48 66.11 97.47 78.06 97.75 80.00 97.93 75.56
𝑆∩

4.0 93.86 60.28 93.46 65.56 95.68 70.28 97.84 74.72 98.27 79.72 97.87 78.06
𝑆∪

4.0 94.72 55.28 92.28 57.22 95.37 62.22 96.85 76.11 96.91 74.17 96.82 75.00
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Tabela A.11: Resultados produzios pelas Θ-FAMs para Pima.
𝑛(x) Ψ(𝑛(x))

S-FAM S-FAM dual E-FAM S-FAM S-FAM dual E-FAM
Subsethood Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste

𝑆𝐾 95.04 66.40 94.04 66.79 97.35 66.68 96.69 60.53 96.53 60.83 97.25 64.05
𝑆𝑊 95.10 67.95 92.98 63.68 97.63 65.75 97.06 60.54 96.61 61.46 97.35 61.05
𝑆∩

0.25 94.85 65.61 94.52 65.62 97.24 63.16 96.43 61.46 96.51 60.44 97.38 61.99
𝑆∪

0.25 94.92 67.05 94.11 65.76 97.45 61.35 96.99 58.84 96.14 62.90 97.66 61.06
𝑆∩

0.5 94.73 65.48 93.58 65.88 97.71 67.33 96.72 60.68 96.63 61.34 97.16 61.84
𝑆∪

0.5 95.34 67.71 93.58 65.22 97.53 63.94 96.90 59.11 96.61 61.87 97.31 62.49
𝑆∩

0.75 94.57 66.79 94.20 63.67 97.57 66.82 96.31 59.12 96.35 58.62 97.50 60.80
𝑆∪

0.75 95.07 69.12 93.82 62.63 97.51 66.42 97.50 61.06 96.50 60.04 97.41 60.03
𝑆∩

1.0 94.47 64.05 94.17 64.70 97.82 67.06 96.59 60.54 96.22 60.17 97.29 61.58
𝑆∪

1.0 95.18 67.95 93.65 66.53 97.74 67.20 96.93 61.84 96.46 60.83 97.21 62.63
𝑆∩

1.5 93.94 68.11 94.40 66.14 97.86 67.44 96.85 60.15 96.37 63.03 97.57 61.33
𝑆∪

1.5 94.88 62.11 93.92 65.37 97.32 69.28 96.80 61.97 96.44 63.69 97.45 63.54
𝑆∩

2.0 94.72 64.97 93.68 65.88 97.16 67.18 97.08 60.95 96.17 62.38 97.40 61.59
𝑆∪

2.0 94.01 62.49 93.19 65.23 97.19 66.16 97.54 60.80 96.59 62.26 97.60 60.93
𝑆∩

2.5 93.61 65.51 93.74 64.30 96.98 65.77 96.43 63.55 96.31 64.22 97.27 61.59
𝑆∪

2.5 93.55 64.70 93.48 66.53 97.19 63.41 97.03 61.07 95.96 61.60 96.95 61.31
𝑆∩

3.0 92.92 68.08 94.05 66.40 96.98 65.36 97.16 61.86 96.04 62.14 97.14 61.20
𝑆∪

3.0 93.08 66.01 93.76 66.01 96.86 65.76 97.05 63.28 95.38 61.10 97.14 61.06
𝑆∩

4.0 92.98 64.20 93.59 67.57 96.61 65.75 97.06 60.02 95.72 61.86 96.72 66.15
𝑆∪

4.0 92.56 64.44 92.27 65.89 96.92 65.11 97.15 60.42 95.20 63.16 97.11 63.92

Tabela A.12: Resultados produzios pelas Θ-FAMs para Spectfheart.
𝑛(x) Ψ(𝑛(x))

S-FAM S-FAM dual E-FAM S-FAM S-FAM dual E-FAM
Subsethood Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste

𝑆𝐾 99.54 76.38 98.54 67.05 98.50 78.30 98.59 69.17 98.29 69.20 98.71 70.70
𝑆𝑊 99.29 79.03 98.79 68.95 98.38 76.50 98.67 70.37 98.54 70.38 98.67 69.64
𝑆∩

0.25 99.58 76.79 99.00 65.88 98.50 76.07 98.59 71.87 98.67 70.38 98.50 69.60
𝑆∪

0.25 99.63 74.90 98.63 68.53 99.13 74.96 98.75 73.43 98.63 66.62 98.33 70.04
𝑆∩

0.5 99.13 79.76 98.84 65.57 98.38 73.45 98.38 71.89 98.42 66.65 98.59 69.60
𝑆∪

0.5 99.33 77.89 98.71 66.31 98.75 72.28 98.38 70.41 98.54 67.01 98.38 69.26
𝑆∩

0.75 99.67 81.64 98.84 65.16 98.13 73.85 98.75 70.04 98.34 71.95 98.67 70.85
𝑆∪

0.75 99.67 79.83 98.88 69.33 98.50 73.08 98.83 74.13 98.50 66.57 98.96 71.88
𝑆∩

1.0 99.46 77.15 99.17 67.39 98.46 73.48 99.04 71.51 98.54 73.77 98.84 74.19
𝑆∪

1.0 99.33 77.14 98.71 67.42 98.92 73.06 98.34 70.80 98.63 71.21 98.29 70.81
𝑆∩

1.5 99.63 76.78 99.25 65.16 98.50 74.97 98.46 71.11 98.21 70.10 98.38 71.50
𝑆∪

1.5 99.50 79.40 99.04 68.52 98.63 74.96 98.67 68.90 98.29 75.27 98.63 73.35
𝑆∩

2.0 99.42 78.66 98.88 65.87 98.29 78.62 98.58 68.87 97.92 74.93 98.38 70.75
𝑆∪

2.0 99.58 77.19 98.54 70.43 98.50 76.45 98.84 70.00 98.88 71.92 98.25 72.99
𝑆∩

2.5 99.50 79.44 98.50 69.29 98.46 74.27 98.63 68.50 98.67 73.43 98.54 73.77
𝑆∪

2.5 99.63 82.04 99.00 69.64 98.75 75.30 98.83 69.20 98.13 70.75 98.42 75.24
𝑆∩

3.0 99.25 77.92 99.04 66.98 98.38 75.71 98.92 68.49 98.38 72.69 98.67 76.75
𝑆∪

3.0 99.71 78.23 99.17 67.79 98.54 74.20 98.79 70.01 99.21 73.85 98.21 75.63
𝑆∩

4.0 99.29 77.91 98.79 66.67 98.38 76.88 99.08 67.07 98.92 75.66 98.92 74.13
𝑆∪

4.0 99.75 81.30 98.75 67.44 98.25 78.72 98.79 67.05 99.75 73.12 98.25 74.52

62



Tabela A.13: Resultados produzios pelas Θ-FAMs para Sonar.
𝑛(x) Ψ(𝑛(x))

S-FAM S-FAM dual E-FAM S-FAM S-FAM dual E-FAM
Subsethood Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste

𝑆𝐾 99.47 74.45 99.63 80.74 99.73 84.52 99.52 84.57 99.89 80.69 99.52 80.69
𝑆𝑊 99.36 76.00 99.20 75.52 99.68 82.14 99.47 79.26 99.63 81.69 99.63 79.26
𝑆∩

0.25 99.63 69.21 98.40 70.24 99.25 79.31 99.52 83.07 99.68 79.76 99.47 81.21
𝑆∪

0.25 99.63 68.24 98.98 66.83 99.36 81.17 99.25 82.12 99.79 80.71 99.57 84.10
𝑆∩

0.5 99.41 77.40 98.98 71.17 99.47 83.60 99.68 86.50 99.57 80.19 99.63 83.67
𝑆∪

0.5 99.68 71.74 98.24 67.79 99.57 84.14 99.47 83.19 99.63 83.07 99.57 79.24
𝑆∩

0.75 99.68 78.43 99.68 79.33 99.68 81.19 99.68 84.12 99.36 81.19 99.47 80.69
𝑆∪

0.75 99.52 74.00 99.14 74.45 99.68 79.74 99.63 85.55 99.25 81.14 99.41 82.64
𝑆∩

1.0 99.63 76.50 99.41 83.21 99.57 84.10 99.63 86.00 99.79 82.17 99.57 83.57
𝑆∪

1.0 99.52 72.21 99.20 77.86 99.52 78.29 99.52 84.62 99.57 84.55 99.41 80.71
𝑆∩

1.5 99.31 70.19 99.79 81.21 98.99 79.24 99.68 85.10 99.57 85.00 99.63 87.00
𝑆∪

1.5 99.14 71.71 99.79 80.26 99.47 77.26 99.20 83.17 99.52 83.07 99.52 82.19
𝑆∩

2.0 99.47 69.76 99.47 76.88 99.31 78.24 99.57 80.81 99.68 80.24 99.15 79.31
𝑆∪

2.0 99.20 65.98 99.25 75.57 99.47 76.40 99.36 79.76 99.63 82.21 99.15 82.14
𝑆∩

2.5 98.77 73.07 98.45 77.90 98.61 76.83 98.66 81.79 99.04 78.26 98.82 76.43
𝑆∪

2.5 99.20 65.95 98.13 73.10 98.83 72.67 98.98 77.93 99.36 81.31 98.93 74.98
𝑆∩

3.0 98.83 73.57 98.56 75.14 98.50 75.90 99.04 77.43 99.09 78.83 99.31 74.52
𝑆∪

3.0 98.61 63.50 97.81 67.74 98.50 75.02 99.31 77.90 98.98 78.83 98.82 71.14
𝑆∩

4.0 98.40 68.29 97.49 67.83 98.98 76.50 99.09 75.98 98.77 73.55 98.61 74.57
𝑆∪

4.0 96.26 51.98 97.97 58.26 98.45 67.90 98.77 73.64 98.98 67.74 98.66 68.21

Tabela A.14: Resultados produzios pelas Θ-FAMs para Vowel.
𝑛(x) Ψ(𝑛(x))

S-FAM S-FAM dual E-FAM S-FAM S-FAM dual E-FAM
Subsethood Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste

𝑆𝐾 99.90 96.67 99.83 96.67 99.88 97.98 99.89 97.37 99.91 96.77 99.93 97.07
𝑆𝑊 99.81 95.96 99.78 95.66 99.83 97.37 99.87 97.98 99.96 98.28 99.82 98.18
𝑆∩

0.25 99.75 94.24 99.44 89.19 99.73 95.15 99.76 98.18 99.87 96.16 99.85 97.47
𝑆∪

0.25 99.72 94.04 99.33 89.39 99.71 95.15 99.90 97.37 99.96 97.68 99.87 98.38
𝑆∩

0.5 99.85 96.77 99.73 93.84 99.78 97.68 99.91 98.48 99.84 97.37 99.91 98.89
𝑆∪

0.5 99.90 95.76 99.66 93.54 99.88 98.28 99.91 97.88 99.99 97.07 99.92 98.59
𝑆∩

0.75 99.92 97.27 99.80 95.66 99.88 97.47 99.90 98.18 99.81 97.58 99.84 98.18
𝑆∪

0.75 99.93 96.06 99.82 94.55 99.91 97.47 99.94 97.88 99.92 97.17 99.87 97.78
𝑆∩

1.0 99.81 97.07 99.88 96.87 99.93 97.37 99.84 98.59 99.90 97.58 99.85 98.18
𝑆∪

1.0 99.88 96.57 99.76 95.25 99.84 97.07 99.89 97.17 99.91 97.58 99.85 97.37
𝑆∩

1.5 99.96 94.65 99.84 95.66 99.91 97.88 99.89 98.28 99.93 97.98 99.84 98.69
𝑆∪

1.5 99.82 94.04 99.79 92.93 99.90 96.67 99.91 97.58 99.90 97.37 99.91 98.79
𝑆∩

2.0 99.64 92.02 99.63 91.72 99.81 97.27 99.82 96.77 99.88 97.17 99.78 97.98
𝑆∪

2.0 99.54 88.59 99.64 88.08 99.89 96.57 99.84 96.57 99.84 96.06 99.94 97.58
𝑆∩

2.5 99.27 87.58 99.39 88.08 99.90 96.57 99.85 97.47 99.96 97.47 99.91 98.08
𝑆∪

2.5 99.21 84.65 99.16 86.57 99.80 95.96 99.90 95.86 99.73 93.13 99.92 97.07
𝑆∩

3.0 98.35 81.62 99.15 84.34 99.72 94.44 99.81 95.05 99.93 95.35 99.87 97.07
𝑆∪

3.0 98.27 76.77 98.71 78.69 99.57 92.63 99.72 93.94 99.74 88.08 99.81 96.16
𝑆∩

4.0 95.71 73.23 97.83 77.78 99.06 89.39 99.62 92.63 99.79 93.33 99.85 95.56
𝑆∪

4.0 96.77 70.81 96.86 68.08 99.38 88.59 99.71 92.53 99.21 71.82 99.85 95.35
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Tabela A.15: Resultados produzios pelas Θ-FAMs para Wdbc.
𝑛(x) Ψ(𝑛(x))

S-FAM S-FAM dual E-FAM S-FAM S-FAM dual E-FAM
Subsethood Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste

𝑆𝐾 99.45 91.91 99.73 95.96 99.61 95.78 99.63 92.27 99.71 92.97 99.69 93.67
𝑆𝑊 99.63 93.85 99.77 94.03 99.57 94.90 99.67 92.27 99.71 92.97 99.67 93.49
𝑆∩

0.25 99.43 92.79 99.71 94.55 99.73 94.72 99.79 93.14 99.71 92.96 99.71 93.14
𝑆∪

0.25 99.47 91.57 99.69 92.96 99.47 94.55 99.73 94.37 99.73 92.26 99.75 92.61
𝑆∩

0.5 99.41 91.74 99.63 94.37 99.63 95.60 99.73 93.49 99.69 92.44 99.69 92.96
𝑆∪

0.5 99.38 92.44 99.73 94.73 99.79 95.25 99.67 92.79 99.57 93.32 99.61 92.97
𝑆∩

0.75 99.61 92.27 99.69 93.67 99.73 96.31 99.51 92.61 99.79 92.97 99.65 94.02
𝑆∪

0.75 99.47 92.79 99.69 93.84 99.86 95.78 99.53 92.79 99.57 92.61 99.59 93.49
𝑆∩

1.0 99.38 91.38 99.84 93.67 99.77 95.61 99.57 92.97 99.79 93.15 99.69 93.67
𝑆∪

1.0 99.39 92.62 99.69 94.38 99.88 96.14 99.59 93.15 99.79 93.15 99.69 93.67
𝑆∩

1.5 99.39 92.79 99.67 92.62 99.69 95.08 99.41 91.38 99.67 93.14 99.49 92.96
𝑆∪

1.5 99.53 90.34 99.57 93.32 99.59 94.91 99.49 92.78 99.67 92.44 99.59 92.61
𝑆∩

2.0 99.34 92.09 99.55 91.74 99.79 94.19 99.41 91.21 99.69 91.74 99.57 93.31
𝑆∪

2.0 99.22 90.49 99.63 91.04 99.75 93.85 99.49 91.20 99.71 90.86 99.65 92.61
𝑆∩

2.5 99.08 90.85 99.55 92.10 99.82 93.49 99.53 91.56 99.73 91.74 99.55 91.91
𝑆∪

2.5 99.38 92.09 99.51 91.75 99.77 94.55 99.49 90.68 99.71 89.98 99.57 91.74
𝑆∩

3.0 99.30 90.68 99.67 92.27 99.67 91.73 99.55 90.33 99.73 91.39 99.63 91.38
𝑆∪

3.0 99.16 89.45 99.45 90.86 99.49 90.15 99.38 91.56 99.67 89.10 99.59 90.32
𝑆∩

4.0 99.18 90.33 99.20 90.69 99.49 91.03 99.30 89.80 99.69 90.86 99.45 91.02
𝑆∪

4.0 99.30 88.21 99.20 90.15 99.18 88.74 99.38 89.98 98.77 84.35 99.59 90.85

Tabela A.16: Resultados produzios pelas Θ-FAMs para Wine.
𝑛(x) Ψ(𝑛(x))

S-FAM S-FAM dual E-FAM S-FAM S-FAM dual E-FAM
Subsethood Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste Trein. Teste

𝑆𝐾 99.88 94.31 98.94 90.98 99.94 92.68 100.00 97.22 100.00 97.22 100.00 97.78
𝑆𝑊 99.94 96.08 99.31 90.42 100.00 94.97 99.94 96.11 99.94 95.56 99.94 96.11
𝑆∩

0.25 99.94 95.56 99.75 91.54 100.00 94.93 100.00 97.22 99.88 96.63 100.00 94.97
𝑆∪

0.25 100.00 96.08 99.19 92.16 100.00 94.90 100.00 97.22 100.00 96.63 100.00 96.63
𝑆∩

0.5 100.00 95.56 99.13 91.54 100.00 94.97 100.00 97.78 100.00 97.78 100.00 96.08
𝑆∪

0.5 99.88 95.56 99.69 90.39 100.00 93.82 100.00 97.78 100.00 97.78 99.94 97.22
𝑆∩

0.75 99.81 95.56 98.88 89.87 99.75 93.30 100.00 98.33 100.00 97.75 100.00 97.75
𝑆∪

0.75 99.88 95.52 98.69 88.10 99.81 94.38 100.00 97.78 99.88 96.08 99.94 96.63
𝑆∩

1.0 99.81 93.82 99.00 90.95 99.88 93.27 100.00 97.22 100.00 97.22 100.00 97.78
𝑆∪

1.0 99.94 92.71 98.69 88.14 99.94 91.60 99.94 97.78 99.88 97.22 99.94 97.78
𝑆∩

1.5 99.81 93.27 99.06 89.31 100.00 90.98 99.94 96.08 99.94 96.67 99.81 94.97
𝑆∪

1.5 99.56 93.30 99.00 91.01 99.62 90.49 99.94 96.63 99.94 96.11 99.94 94.93
𝑆∩

2.0 99.75 89.93 98.94 90.98 99.69 86.54 99.81 93.86 100.00 96.08 99.94 92.68
𝑆∪

2.0 99.38 87.12 98.94 88.69 99.63 86.47 99.88 96.11 99.94 94.97 99.81 94.35
𝑆∩

2.5 99.19 83.17 99.06 86.63 99.06 84.31 99.94 94.41 99.94 93.82 99.88 93.79
𝑆∪

2.5 99.63 83.20 98.81 84.22 99.19 82.55 99.75 94.41 99.75 89.25 99.62 93.79
𝑆∩

3.0 98.50 84.90 98.88 82.03 98.81 81.47 99.63 92.71 99.94 94.38 99.75 91.01
𝑆∪

3.0 98.75 79.84 98.88 82.61 98.31 81.44 99.94 92.68 99.81 89.41 99.81 89.84
𝑆∩

4.0 98.88 77.55 98.07 82.71 98.63 77.55 99.63 92.19 99.81 88.79 99.81 89.31
𝑆∪

4.0 98.19 78.14 97.25 78.56 97.63 66.27 99.81 93.27 98.63 73.99 99.56 87.61
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A.2 Problema de Auto-localização de Robô Baseado em
Visão

Nesta seção, apresentaremos os resultados obtidos pelos modelos Θ-FAMs em um problema de
identiĄcação de localização (ou posições de referência) de um robô móvel baseado em um conjunto
de images adiquiridas durante sua operação [98, 108, 109].

O conjunto de dados é composto de 61 × 79 imagens de 11 posições de referências diferentes
capturadas em 6 percursos. A Tabela A.17 mostra o número de imagens para cada percurso e
posição de referência.

Tabela A.17: Número de imagens por percurso e posição.

Percurso 1ª 2ª 3ª 4ª 5ª 6ª 7ª 8ª 9ª 10ª 11ª Total

Percurso 1 32 15 37 30 29 45 21 49 36 36 32 362
Percurso 2 30 9 33 26 27 42 34 58 27 32 39 357
Percurso 3 19 27 38 36 35 47 38 59 36 35 34 404
Percurso 4 33 22 30 40 30 45 33 49 35 26 42 385
Percurso 5 26 22 39 38 36 46 39 41 27 34 35 383
Percurso 6 32 21 35 33 32 39 36 50 30 32 34 374

Cada imagem foi convertida em um vetor em R4819 via o método row scan e, então, cada vetor foi
associado a um conjunto fuzzy pela aplicação do operador Ψ(𝑛(≤)) tal como descrito acima. O Per-
curso 1 e o Percurso 2 foram usados como conjuntos de treinamento e validação, respectivamente.
Os outros percursos foram usados como conjunto de teste. Em nossos experimentos, consideramos
dois conjuntos de memórias fundamentais diferentes de acordo com a sequência com que as imagens
foram obtidas: um formado pelas imgens com numeração paresℳ𝑒 e outro formado pelas imagens
com numeração ímpares (ℳ𝑜). As Tabelas A.18, A.19 e A.20 exibem, respectivamente, os resul-
tados obtidos pelos modelos S-FAM, S-FAM dual e E-FAM usando o conjuntoℳ𝑒 como memória
fundamental. As Tabelas A.21, A.22 e A.23 mostram, respectivamente, os resultados obtidos pelos
modelos S-FAM, S-FAM dual e E-FAM usando o conjunto ℳ𝑜 como memória fundamental. Os
valores em negrito indicam os melhores resultados no conjunto de validação (correspondente ao
Percurso 2).
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Tabela A.18: Os resultados produzidos pelas S-FAMs usando ℳ𝑒.
Subsethood Percurso 1 Percurso 2 Percurso 3 Percurso 4 Percurso 5 Percurso 6 Média

𝑆𝐾 99.72 87.1148 76.24 72.21 75.98 71.39 73.95
𝑆𝑊 99.72 87.1148 76.24 72.21 75.98 71.39 73.95
𝑆∩

0.25 99.72 88.7955 79.70 73.77 80.94 78.88 78.32
𝑆∪

0.25 99.72 88.7955 79.70 73.77 80.94 78.88 78.32
𝑆∩

0.5 99.72 87.6751 78.22 72.73 79.63 78.34 77.23
𝑆∪

0.5 99.72 87.9552 78.71 73.51 79.90 78.34 77.61
𝑆∩

0.75 99.72 87.9552 77.48 71.95 78.85 76.74 76.25
𝑆∪

0.75 99.72 87.9552 77.48 72.21 78.85 76.74 76.32
𝑆∩

1.0 99.72 87.1148 76.49 71.95 77.28 72.99 74.68
𝑆∪

1.0 99.72 87.1148 76.73 72.21 77.28 72.99 74.80
𝑆∩

1.5 99.72 84.8739 73.27 68.31 72.32 60.43 68.58
𝑆∪

1.5 99.72 84.3137 72.77 66.75 71.02 60.16 67.68
𝑆∩

2.0 99.72 80.6723 68.07 64.94 66.06 54.28 63.33
𝑆∪

2.0 99.72 76.1905 67.57 62.86 65.54 52.67 62.16
𝑆∩

2.5 99.72 74.5098 65.10 57.14 62.14 49.73 58.53
𝑆∪

2.5 99.72 66.9468 54.95 54.03 57.18 47.86 53.50
𝑆∩

3.0 99.72 67.2269 53.71 54.03 57.44 47.06 53.06
𝑆∪

3.0 99.72 53.5014 40.84 45.19 51.44 43.05 45.13
𝑆∩

4.0 99.72 52.9412 40.35 42.34 51.17 41.98 43.96
𝑆∪

4.0 99.45 46.2185 37.38 36.62 46.21 44.39 41.15

Tabela A.19: Os resultados produzidos pelas S-FAMs duais usando ℳ𝑒.
Subsethood Percurso 1 Percurso 2 Percurso 3 Percurso 4 Percurso 5 Percurso 6 Média

𝑆𝐾 99.72 87.1148 76.24 72.21 75.98 71.39 73.95
𝑆𝑊 99.72 87.1148 76.24 72.21 75.98 71.39 73.95
𝑆∩

0.25 99.72 82.0728 71.29 66.23 70.50 62.30 67.58
𝑆∪

0.25 99.72 82.0728 71.29 65.97 70.50 62.30 67.51
𝑆∩

0.5 99.72 84.0336 73.02 67.27 71.54 64.17 69.00
𝑆∪

0.5 99.72 83.7535 73.02 67.01 71.54 63.90 68.87
𝑆∩

0.75 99.72 85.7143 74.75 71.17 73.89 68.72 72.13
𝑆∪

0.75 99.72 85.7143 74.50 70.91 73.63 67.91 71.74
𝑆∩

1.0 99.72 87.1148 76.24 72.21 76.24 71.66 74.09
𝑆∪

1.0 99.72 87.1148 76.24 72.21 76.24 71.39 74.02
𝑆∩

1.5 99.72 88.5154 78.71 71.95 80.16 75.13 76.49
𝑆∪

1.5 99.72 88.2353 79.46 72.21 80.16 75.40 76.81
𝑆∩

2.0 99.72 89.0756 81.68 73.25 81.20 76.74 78.22
𝑆∪

2.0 99.72 88.5154 81.44 74.03 82.51 78.07 79.01
𝑆∩

2.5 99.72 90.1961 81.68 74.29 82.25 77.81 79.01
𝑆∪

2.5 99.72 89.6359 81.68 75.58 83.81 80.48 80.39
𝑆∩

3.0 99.72 90.1961 82.67 76.10 83.03 78.88 80.17
𝑆∪

3.0 99.72 89.9160 83.66 77.40 86.16 83.69 82.73
𝑆∩

4.0 99.72 89.9160 84.41 77.14 86.42 82.35 82.58
𝑆∪

4.0 99.72 89.0756 86.39 77.92 86.68 89.04 85.01
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Tabela A.20: Os resultados produzidos pelas E-FAMs usando ℳ𝑒.
Subsethood Percurso 1 Percurso 2 Percurso 3 Percurso 4 Percurso 5 Percurso 6 Média

𝑆𝐾 99.72 87.1148 76.24 72.21 75.98 71.39 73.95
𝑆𝑊 99.72 87.1148 76.24 72.21 75.98 71.39 73.95
𝑆∩

0.25 99.72 83.4734 71.29 66.23 72.06 62.57 68.04
𝑆∪

0.25 99.72 83.4734 71.29 65.97 72.06 62.57 67.97
𝑆∩

0.5 99.72 84.8739 73.02 69.09 72.85 64.71 69.92
𝑆∪

0.5 99.72 84.8739 73.02 68.57 72.85 64.71 69.79
𝑆∩

0.75 99.72 85.9944 75.50 71.43 74.41 69.25 72.65
𝑆∪

0.75 99.72 85.9944 75.25 71.69 74.41 68.72 72.52
𝑆∩

1.0 99.72 87.1148 76.49 72.21 76.24 71.66 74.15
𝑆∪

1.0 99.72 87.1148 76.73 72.21 76.24 71.93 74.28
𝑆∩

1.5 99.72 85.4342 74.01 68.57 73.11 61.50 69.30
𝑆∪

1.5 99.72 84.8739 73.27 67.01 72.58 60.70 68.39
𝑆∩

2.0 99.72 83.4734 70.05 65.45 68.41 55.08 64.75
𝑆∪

2.0 99.72 82.0728 68.32 65.45 67.10 53.48 63.59
𝑆∩

2.5 99.72 82.0728 66.83 63.64 65.01 49.73 61.30
𝑆∪

2.5 99.72 78.4314 62.13 58.18 61.88 47.86 57.51
𝑆∩

3.0 99.72 79.2717 62.13 59.22 61.36 47.06 57.44
𝑆∪

3.0 99.72 72.2689 54.70 52.99 56.40 43.85 51.98
𝑆∩

4.0 99.72 73.6695 55.69 52.99 57.18 43.05 52.23
𝑆∪

4.0 99.72 62.1849 37.62 36.88 46.48 39.30 40.07

Tabela A.21: Os resultados produzidos pelas S-FAMs usando ℳ𝑜.
Subsethood Percurso 1 Percurso 2 Percurso 3 Percurso 4 Percurso 5 Percurso 6 Média

𝑆𝐾 100.00 88.7955 74.75 71.43 75.46 72.73 73.59
𝑆𝑊 100.00 88.7955 74.75 71.43 75.46 72.73 73.59
𝑆∩

0.25 100.00 89.6359 78.22 71.43 80.94 83.69 78.57
𝑆∪

0.25 100.00 89.6359 78.22 71.43 80.94 83.96 78.64
𝑆∩

0.5 100.00 89.3557 77.72 71.43 79.63 82.62 77.85
𝑆∪

0.5 100.00 89.3557 77.97 71.43 79.63 82.62 77.91
𝑆∩

0.75 100.00 89.3557 75.74 71.95 78.59 79.41 76.42
𝑆∪

0.75 100.00 89.3557 75.99 71.95 78.59 79.68 76.55
𝑆∩

1.0 100.00 89.0756 75.25 71.69 76.24 74.60 74.44
𝑆∪

1.0 100.00 89.0756 75.25 71.69 76.24 74.60 74.44
𝑆∩

1.5 100.00 86.2745 71.29 70.39 72.85 63.90 69.61
𝑆∪

1.5 100.00 85.4342 70.79 70.39 72.06 63.10 69.09
𝑆∩

2.0 100.00 79.8319 69.31 64.94 66.58 54.81 63.91
𝑆∪

2.0 100.00 76.7507 68.07 62.08 63.19 51.07 61.10
𝑆∩

2.5 100.00 71.4286 66.34 58.44 60.31 48.40 58.37
𝑆∪

2.5 100.00 65.8263 58.42 52.21 54.31 46.52 52.86
𝑆∩

3.0 100.00 66.3866 58.17 52.47 54.31 45.45 52.60
𝑆∪

3.0 100.00 52.3810 41.09 43.38 49.35 40.64 43.61
𝑆∩

4.0 100.00 52.6611 40.84 42.34 47.78 40.11 42.77
𝑆∪

4.0 99.72 31.6527 27.48 26.75 37.08 32.35 30.91
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Tabela A.22: Os resultados produzidos pelas S-FAMs duais usando ℳ𝑜.
Subsethood Percurso 1 Percurso 2 Percurso 3 Percurso 4 Percurso 5 Percurso 6 Média

𝑆𝐾 100.00 88.7955 74.75 71.43 75.46 72.73 73.59
𝑆𝑊 100.00 88.7955 74.75 71.43 75.46 72.73 73.59
𝑆∩

0.25 100.00 83.1933 69.31 64.42 72.32 64.71 67.69
𝑆∪

0.25 100.00 82.9132 69.06 64.16 72.32 64.44 67.49
𝑆∩

0.5 100.00 86.5546 71.04 70.13 73.63 66.31 70.28
𝑆∪

0.5 100.00 86.5546 71.04 69.87 73.37 65.78 70.01
𝑆∩

0.75 100.00 87.9552 72.28 71.17 74.67 70.32 72.11
𝑆∪

0.75 100.00 87.6751 72.03 71.17 74.41 70.32 71.98
𝑆∩

1.0 100.00 89.0756 75.00 71.43 75.46 72.99 73.72
𝑆∪

1.0 100.00 89.0756 74.75 71.43 75.46 72.99 73.66
𝑆∩

1.5 100.00 90.1961 77.97 72.21 78.07 76.74 76.25
𝑆∪

1.5 100.00 90.1961 78.71 72.21 79.37 76.74 76.76
𝑆∩

2.0 100.00 89.9160 81.19 72.99 79.37 77.27 77.71
𝑆∪

2.0 100.00 89.6359 81.19 72.47 80.16 79.95 78.44
𝑆∩

2.5 100.00 89.6359 81.44 72.99 80.16 79.14 78.43
𝑆∪

2.5 100.00 89.6359 81.68 74.29 80.16 84.22 80.09
𝑆∩

3.0 100.00 89.3557 81.44 74.29 80.16 81.02 79.22
𝑆∪

3.0 100.00 87.9552 82.92 75.58 83.03 83.96 81.37
𝑆∩

4.0 100.00 87.9552 83.42 76.62 82.77 82.35 81.29
𝑆∪

4.0 100.00 83.4734 84.16 76.88 79.11 81.55 80.43

Tabela A.23: Os resultados produzidos pelas E-FAMs usando ℳ𝑜.
Subsethood Percurso 1 Percurso 2 Percurso 3 Percurso 4 Percurso 5 Percurso 6 Média

𝑆𝐾 100.00 88.7955 74.75 71.43 75.46 72.73 73.59
𝑆𝑊 100.00 88.7955 74.75 71.43 75.46 72.73 73.59
𝑆∩

0.25 100.00 84.5938 69.31 68.05 72.85 65.51 68.93
𝑆∪

0.25 100.00 84.5938 69.31 67.53 72.85 65.24 68.73
𝑆∩

0.5 100.00 86.8347 71.29 70.39 73.89 67.65 70.80
𝑆∪

0.5 100.00 86.8347 71.29 70.39 73.63 66.84 70.54
𝑆∩

0.75 100.00 88.2353 72.77 71.43 74.93 70.86 72.50
𝑆∪

0.75 100.00 88.2353 72.52 71.43 74.93 70.86 72.44
𝑆∩

1.0 100.00 89.3557 75.25 71.69 75.98 73.53 74.11
𝑆∪

1.0 100.00 89.3557 75.25 71.69 75.98 73.53 74.11
𝑆∩

1.5 100.00 86.5546 71.29 71.43 72.85 64.71 70.07
𝑆∪

1.5 100.00 85.9944 71.04 71.17 72.58 63.64 69.61
𝑆∩

2.0 100.00 83.4734 69.80 68.31 69.71 56.15 65.99
𝑆∪

2.0 100.00 81.5126 68.81 65.97 67.36 52.41 63.64
𝑆∩

2.5 100.00 80.9524 67.33 66.23 63.45 48.93 61.48
𝑆∪

2.5 100.00 77.3109 65.59 58.70 60.84 47.06 58.05
𝑆∩

3.0 100.00 77.3109 65.84 59.74 60.84 45.99 58.10
𝑆∪

3.0 100.00 69.4678 54.46 53.51 55.09 41.71 51.19
𝑆∩

4.0 100.00 72.2689 57.67 55.58 55.87 41.44 52.64
𝑆∪

4.0 100.00 59.1036 40.35 41.82 45.69 38.50 41.59
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