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• Léo Pini Magalhães (Suplente Externo) - Faculdade de Engenharia Elétrica e de

Computação - UNICAMP

iv



Resumo

O desenvolvimento de métodos computacionais capazes de auxiliar especialistas de di-

versas áreas na realização de suas tarefas é foco de diversos estudos. Na área da saúde,

o diagnóstico precoce de doenças é muito importante para a melhoria da qualidade de

vida dos pacientes. Para oftalmologistas que tratam de pacientes com diabetes, um mé-

todo confiável para a detecção de anomalias em imagens de fundo de olho é importante

para um diagnóstico precoce evitando o aparecimento de complicações na retina. Tais

complicações podem causar até cegueira. Exsudatos duros é uma das anomalias mais

comuns encontradas na retina, sendo sua detecção o foco de vários tipos de abordagens

na literatura. Esta dissertação apresenta uma nova e eficiente abordagem para detecção

de exsudatos duros em imagens de fundo de olho. Esta abordagem utiliza técnicas de

visão computacional e inteligência artificial, como descritores locais, dicionários visuais,

agrupamentos e classificação de padrões para detectar exsudatos nas imagens.
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Abstract

The computational methods development can helps specialists of several areas in your

works is focus of many studies. In health area the premature diagnosis of diseases is very

important to improve the patient’s life quality. To ophthalmologists who treat patients

with diabetics, a reliable method to anomalies detects in eye fundus images is important

to a premature diagnosis, avoiding appear of retina complications. Such complications can

cause blindness. Hard Exsudates is one of more common anomalies found at retina, being

your detection is the focus of many kinds of approaches in literature. This master’s thesis

presents a new and efficient approach for detection of exsudates at eye fundus images. This

approach uses computer vision and artificial inteligence techniques like visiual dictionaries,

clustering and pattern recognition to detect hard exsudates in images

vi



Agradecimentos

Desde o momento de seu nascimento, o ser humano vive uma jornada cheia de altos e

baixos, problemas e soluções, desafios e superações. Mas nunca estamos sozinhos. Sempre
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que nessa parte a curva em azul representa os melhores resultados. . . . . . 32

5.1 Exemplo de palavras visuais. Imagem reproduzida de [71] com autorização

do autor. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34

5.2 Geração das sacolas de palavras. . . . . . . . . . . . . . . . . . . . . . . . 37

xii



6.1 Exemplos de imagens contidas na base de dados. . . . . . . . . . . . . . . . 39

6.2 Fluxograma de seleção de palavras visuais utilizando agrupamento. . . . . 45

6.3 Fluxograma de seleção de palavras visuais utilizando seleção aleatória. . . . 46
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Caṕıtulo 1

Preliminares

1.1 Introdução

Atualmente, os cuidados com a saúde tem sido foco da atenção de governantes, prin-

cipalmente, em páıses desenvolvidos. Nesses páıses a diabetes torna-se a cada dia um

problema ainda maior. Ela é uma doença crônica, causada pelo aumento da taxa de gli-

cose no sangue e que causa danos aos vasos sangúıneos. Seu aumento está intimamente

ligado à obesidade. Dados da Organização Mundial de Saúde estimam que se não forem

tomadas providências urgentes, em 2030 o número de pessoas portadoras de diabetes no

mundo deve superar os 300 milhões.

Uma das complicações provenientes do diabetes mellitus é a retinopatia diabética, que

se caracteriza por afetar os vasos sangúıneos da retina. Isto pode causar o aparecimento

de inchaços ou ainda permitir o vazamento de fluidos, comprometendo as estruturas da

retina que precisam estar em boas condições para uma visão de qualidade.

A retinopatia diabética é uma doença que apresenta diversos estágios, sendo a evolução

de um estágio para outro muito rápida. Isso torna necessário que além do empenho na

prevenção da doença diminuindo os fatores de risco como a obesidade, seja realizado um

acompanhamento de pacientes com diabetes os quais possuem alto risco de apresentar tal

doença. O diagnóstico precoce possibilita que um tratamento seja iniciado nos primeiros

estágios evitando grandes danos à retina. O diagnóstico é realizado por especialistas

através de uma análise de imagens de fundo de olho.

Um dos fatores que impossibilitam a implantação de um programa eficiente de acom-

panhamento é o baixo número de médicos especialistas comparado com o aumento do

número de casos da doença.

Um sistema computacional capaz de identificar a presença de uma anomalia em ima-

gens de fundo de olho seria de grande ajuda para os especialistas. No entanto, existem

diversos tipos de anomalias e todas as abordagens para tentar automatizar esse tipo detec-

1



1.2. O Problema 2

ção são desenvolvidas de forma muito espećıficas, o que na maioria das vezes, impossibilita

que um método aplicado para uma anomalia seja estendido para outra.

Exsudato duro é um, dentre os diversos tipos de anomalias provenientes da retinopatia

diabética. Aparecem logo nos primeiros estágios da doença e são caracterizados por seu

brilho intenso nas imagens. Sua identificação é o foco de boa parte dos esforços para de-

tecção de anomalias em imagens de fundo de olho. Operadores morfológicos e abordagens

baseadas na intensidade de brilho são a maneira mais comum de identificar os exsudatos.

Esta dissertação propõe um novo tipo de abordagem para a identificação de exsu-

datos em imagens de fundo de olho utilizando dicionários visuais e classificadores para

determinar a presença ou não desta anomalia.

A dissertação é organizada de forma que o caṕıtulo dois apresenta formalmente concei-

tos ligados à doença. O caṕıtulo três faz uma apresentação do estado da arte na detecção

de exsudatos, juntamente com a detecção de anomalias gerais na retina. Uma revisão

bibliográfica de métodos da literatura de visão computacional e inteligência artificial é o

tema do caṕıtulo quarto. O caṕıtulo cinco especifica o conceito de dicionários visuais,

no qual este trabalho é baseado. Os caṕıtulos seis e sete apresentam respectivamente a

metodologia utilizada na pesquisa, bem como os principais experimentos realizados com

seus resultados. Por fim o caṕıtulo oito apresenta as conclusões e propostas de trabalhos

futuros geradas a partir deste trabalho.

1.2 O Problema

O número de casos de retinopatia diabética vem crescendo muito, impulsionados pelo

aumento no número de pessoas com diabetes mellitus. Torna-se necessário a construção

de um método computacional confiável que auxilie especialistas a identificar de forma

rápida anomalias ocorrentes na retina, possibilitando um tratamento precoce e evitando

danos significativos à acuidade visual dos pacientes.

1.3 Objetivos

O objetivo deste trabalho se baseia na construção de um método capaz de identificar

anomalias de exsudato duro em imagens de fundo de olho utilizando dicionários visuais e

técnicas de aprendizado de máquina.
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1.4 Contribuições

Ao contrário da maioria dos métodos já propostos, o método proposto nessa dissertação

é capaz de detectar exsudatos em imagens de fundo de olho, sem qualquer melhoramento

nas imagens, ou ainda sem que o método procure caracteŕısticas que são espećıficas de

apenas um tipo de anomalia. No estado da arte atual, exsudatos são identificados através

de seu brilho. Porém, o método proposto nesse trabalho, não se concentra nesse tipo de

abordagem, utilizando dicionários visuais. Outra contribuição importante foi a consta-

tação de que para esse tipo de problema, o uso de agrupamento na seleção das palavras

visuais não realizou um melhoramento significativo nos resultados, contradizendo grande

parte da literatura de dicionários visuais. Isso mostra que a seleção aleatória de palavras

visuais também funciona.
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Retinopatia Diabética

A diabetes vem se tonando mais e mais comum em no mundo todo, contando com diversos

fatores agravantes (e.g. obesidade). Um paciente portador de diabetes, pode apresentar

diversas complicações em seu quadro cĺınico, sendo a retinopatia diabética uma dessas

complicações. Neste caṕıtulo são apresentados diversos conceitos, dados e caracteŕısticas

relacionados à retinopatia diabética.

2.1 A Doença

A diabetes mellitus (DM) é o nome atribúıdo a uma doença sistêmica, crônica e que

apresenta risco de vida. Ocorre quando o pâncreas não produz insulina suficiente ou

quando o corpo não consegue processá-la de forma adequada, fazendo aumentar dessa

forma o ńıvel de glicose no sangue. Com o passar do tempo causa danos aos vasos

sangúıneos podendo afetar os olhos e o sistema nervoso, além de rins, coração e outros

órgãos [1].

Vem crescendo de forma rápida em todo o mundo e segundo dados fornecidos pela

Organização Mundial de Saúde1 (OMS) 135 milhões de pessoas tem DM no mundo todo

e esse número deve subir para 300 milhões em 2025 [90]. Os gráficos das Figuras2 2.1(a)

e 2.1(b) mostram uma projeção fornecida pela OMS para 2030 do número de pessoas com

DM em páıses desenvolvidos e em páıses em desenvolvimento respectivamente.

Dados fornecidos pelo Programa de Diabetes da OMS indicam que a diabetes causa

cerca de 5% de todas as mortes no mundo por ano e, se nenhuma ação urgente for tomada,

esse número será aumentado em 50% nos próximos 10 anos.

A retinopatia diabética (RD) é um dos tipos de complicações provocados pela DM

no organismo. Se não tratada a tempo e de forma correta pode eventualmente causar a

1http://www.who.int/diabetes/en/index.html
2Figuras retiradas de http://www.who.int/diabetes/facts/en/ em 05 de agosto de 2010
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Caṕıtulo 3

O Estado da Arte na Detecção de

Anomalias provenientes da

Retinopatia Diabética

A maioria dos danos causados à visão devido a RD, ocorrem devido ao fato que na maioria

das vezes a doença é descoberta já em um estágio avançado. Para que o tratamento das

anomalias provenientes da RD seja eficiente, é preciso que o mesmo seja ministrado nos

primeiros estágios da doença. Assim, uma detecção precoce através de exames regulares

se torna de grande importância. Para diminuir o custo de tais exames, a tecnologia

deve ser utilizada para uma análise das IFOs através de métodos de processamento de

imagem, visão computacional, inteligência artificial, dentre outros [24]. Este caṕıtulo

apresenta uma visão geral dos principais métodos existentes na literatura para a detecção

de anomalias.

3.1 Detecção de Exsudatos

O exsudato é uma das anomalias provenientes da RD, sendo que sua detecção é fonte de

diversos estudos. Em imagens de fundo de olho ele pode ser caracterizado por uma região

amarela, de brilho intenso e dimensionalidade variada. A dimensão dessa região varia de

acordo com o estágio da doença em que o paciente se encontra. A diferença entre duas

imagens, com e sem exsudato, pode ser observada na Figura 3.1.

Ele é uma grande preocupação uma vez que pode gerar uma grande perda de visão

quando ocorre na região central da mácula. Assim, esse tipo de lesão precisa ser regu-

larmente monitorada e tratada de forma correta para evitar danos na acuidade visual do

paciente.

10
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Em outro de seus trabalhos, Sopharak et.al. [82], propõe uma nova forma de detecção

para exsudatos, utilizando um agrupamento do tipo “fuzzy” com o algoritmo K-médias.

O agrupamento “fuzzy” por K-médias (AFM), é um tipo de agrupamento no qual uma

mesma amostra pode pertencer a dois ou mais grupos graus diferentes de adesão para

cada grupo. A descrição do método AFM é detalhada em [82, 69].

A primeira parte do método proposto por Sopharak et.al. conta com uma seleção

emṕırica de caracteŕısticas auxiliada por uma pesquisa junto a oftalmologistas, a qual

resulta na seleção de quatro caracteŕısticas de entrada: o valor de intensidade depois de

um pré-processamento, o desvio padrão da intensidade, a matiz e o número de pixels de

borda da imagem.

AFM é então aplicado sobre as imagens obtidas na etapa anterior, com um número de

grupos determinado empiricamente. O grupo importante resultante da aplicação do AFM

é o grupo que contém a maior parte da informação contida na imagem original, porém,

sem as áreas de exsudato, o qual é chamado de primeiro grupo.

Os pixeis de exsudatos são obtidos subtraindo o primeiro grupo da imagem original

dando origem a uma imagem Î1. Refinando a seleção, o primeiro grupo é também utili-

zado como marcador, Î2, enquanto a imagem original de intensidades é usada como uma

máscara, Î3. De posse desses componentes, uma reconstrução morfológica por dilatação e

então aplicada em Î2 utilizando a máscara Î3.

O resultado final contendo os exsudatos é obtido aplicando uma operação de limiari-

zação sobre a diferença entre a imagem original e a imagem reconstrúıda.

Um tipo diferente de abordagem é proposto por Garcia et.al. [52] na qual classifica-

dores são utilizadas para a detecção de exsudatos. O método começa com a normalização

das imagens para com isso aumentar o contraste entre os exsudatos e o fundo da ima-

gem. Essa normalização é baseada em um método proposto em [50] que estima a imagem

original sem distorções através de estimativas de luminosidade e desvios de contraste.

Tenta então localizar e segmentar as regiões de exsudato presentes na imagem, para

que possam ser classificadas pelos classificadores na próxima etapa do método. Essa

tentativa de localização se baseia em propriedades locais dos exsudatos juntamente com

uma combinação de metódos de histogramas globais e adaptativos. No entanto, o disco

óptico pode ser considerado erroneamente como uma das regiões candidatas a exsudato.

Para evitar tal problema, o método utiliza uma combinação de morfologia matemática,

detecção do máximo regional [40], transformada de Hough [21] e uma aproximação circular

para o disco óptico, para com isso realizar sua remoção.

Das regiões candidatas é extráıdo um conjunto de caracteŕısticas para que os classifica-

dores possam identificar quais entre as regiões são realmente exsudatos. As caracteŕısticas

propostas por Garcia são escolhidas com base nas caracteŕısticas que especialistas utilizam

para distinguir exsudatos em uma IFO e são definidas como a média dos valores RGB
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dentro da região região, o desvio padrão dos valores RGB dentro da região, a média dos

valores RGB fora da região, o desvio padrão dos valores RGB fora da região, os valores

médios do centroide da região, o tamanho da região, a compacidade da região, e robustez

da borda da região.

Por fim, o método utiliza-se de alguns classificadores contidos na literatura de apren-

dizado de máquina para separar as regiões candidatas em exsudato ou não exsudato.

Fleming [28] apresenta uma abordagem para detecção de exsudatos baseada em opera-

ções morfológicas multi-escala e probabilidades. Seu método parte de um pré-processamen-

to que filtra a imagem no canal G, com o intuito de reduzir o rúıdo, seguido de uma

identificação e exclusão do disco óptico da forma descrita em [27] dando origem a uma

nova imagem Î1.

Os candidatos a exsudato são obtidos da construção em cinco diferentes escalas, de

uma imagem Î2S (onde S representa a escala da imagem) resultante da diferença entre Î1S e

o máximo dentre aberturas morfológicas realizadas por múltiplos elementos estruturantes

lineares. Logo cada uma das imagens Î2S representa um melhoramento do brilho dos

pontos da imagem original em uma escala S.

Para cada uma das escalas, é então aplicado uma limiarização dinâmica descrita em

detalhes em [28], a qual elimina dos candidatos regiões com brilho caracteŕıstico devido a

reflectância da retina. Assim, as regiões candidatas a exsudato são escolhidas tomando-se

os máximos regionais em Î1 nos quais para alguma escala S o máximo regional é maior

que um limiar.

Candidatos são avaliados através da construção de uma região de crescimento baseada

em [26], a qual tem os próprios candidatos como ponto inicial. Essa região de crescimento

evita vasos e outras lesões, e é usada para avaliar a luminosidade média e o contraste do

fundo da imagem de um candidato.

Das regiões de crescimento, são extráıdas caracteŕısticas como luminosidade normali-

zada, desvio padrão normalizado, número de pixeis da região, gradiente normalizado das

bordas calculado como a magnitude média do gradiente de Î1 ao longo da região, dentre

outras.

Por fim, tais caracteŕısticas foram classificadas com o SVM utilizando o tipo de“kernel”

RBF, determinando se a região era um exsudato, um“drusen”ou ainda uma parte do fundo

da imagem.

3.2 Doentes × Não Doentes

Ao contrário do tipo de abordagem descrita na sessão anterior, a qual procura por um tipo

espećıfico de anomalia, existem pesquisas que se preocupam com a detecção de anomalias

de modo geral, sem necessariamente identificar de qual tipo se trata. Essa abordagem se
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preocupa apenas em identificar se uma determinada imagem contém ou não algum tipo

de anomalia.

Focado nessa abordagem, Nayak et.al. [62] propuseram um método que tem como

passo inicial um pré-processamento das imagens corrigindo diversos tipos de variação

através da aplicação de um histograma de equalização adaptativo.

O próximo passo no método proposto por Nayak é extrair caracteŕısticas relacionadas

aos vasos sangúıneos, exsudato e textura. Para os vasos sangúıneos são utilizadas uma

sequência de aberturas morfológicas com um elemento estruturante do tipo diamante no

canal G da imagem para obter o traçado dos vasos. As caracteŕısticas referentes a essas

estruturas são representadas por seus peŕımetro e a área.

Os exsudatos, são detectados com uma adaptação do método contido em [97]. Pri-

meiro, elimina-se os vasos sangúıneos através de fechamentos morfológicos utilizando um

elemento estruturante em forma de octógono. Logo após, é calculada uma imagem de vari-

ância, que consiste em todas as regiões de brilho com variação nos valores de intensidade.

Uma limiarização é então aplicada nessa imagem, resultando em uma imagem binária

com os brilhos dos objetos e as bordas. Mais uma sequência de operações morfológicas é

aplicada, seguida de uma remoção do disco óptico. Essa remoção se baseia no componente

de intensidade das imagens de fundo de olho como descrito em [77]. Finalmente a área

ocupada pelos exsudatos é computada pelo somatório de todos os pixeis brancos.

A textura da imagem é determinada baseada na medida da quantidade de variação da

intensidade na imagem, utilizando matrizes de co-ocorrência [86].

Como última parte do método, a classificação é realizada através de uma rede neural,

a qual utiliza as quatro caracteŕısticas citadas anteriormente para classificar as imagens

como em não retinopatia, retinopatia não proliferativa ou ainda retinopatia proliferativa.

Assim como Nayak. o método proposto por Yun et.al. [102] começa através de uma

etapa de pré-processamento. Essa etapa conta com a utilização de histogramas de equa-

lização, operadores morfológicos, e uma binarização. O histograma de equalização serve

para aumentar o domı́nio dinâmico do histograma da imagem. O próximo passo é utilizar

operadores morfológicos para suavizar o fundo, fazendo com que as veias, hemorragias

e microaneurismas possam ser vistas claramente. Assim uma sequência de operações de

abertura morfológica utilizando alternadamente operadores morfológicos em forma de di-

amante, e em forma de disco é realizada, sendo que, entre cada uma das operações é

realizado um ajuste de intensidades na imagem. Ao fim da sequência de aberturas morfo-

lógicas, o peŕımetro e a área de estruturas caracteŕısticas podem ser facilmente extráıdas.

Os pixels do peŕımetro dos objetos são obtidos de uma imagem binária da forma

descrita em [34]. A outra caracteŕıstica, a área, é determinada por uma limiarização da

imagem transformando o fundo em preto e as caracteŕısticas em branco. Isso é diferente do

método de Otsu, utilizado em outras abordagens, uma vez que tal método escolhe o limiar
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para converter uma imagem em tons de cinza para uma binária minimizando a variância

entre as classes de pixeis pretos e brancos. Para finalizar a etapa de pré-processamento,

um limiar tem que ser cuidadosamente escolhido para binarizar a imagem.

O próximo passo do método é a extração de seis caracteŕısticas denominadas peŕı-

metro da camada vermelha (PCVM), peŕımetro da camada verde (PCVD), peŕıme-

tro da camada azul (PCAZ), área da camada vermelha (ACVM), área da camada

verde (ACVD) e área da camada azul (ACAZ). Todas são baseadas nas imagens pré-

processadas através das operações morfológicas. Peŕımetro refere-se ao número de pixeis

presente na periferia das veias. Já a área é igual ao número de pixeis pretos presentes no

interior das veias.

Por fim as imagens são classificadas por uma rede neural utilizando“backpropagation”,

a qual atribui às imagens um dos quatro estágios da RD: sem RD, RD moderada, RD

severa e RD proliferativa.

O método apresentado por Usher [94] é baseado num processamento das imagens

realizado em quatro etapas, seguido de uma classificação das amostras, a qual é gerada

em duas etapas.

Como ponto de partida é realizado um pré-processamento, no qual é realizado um

melhoramento adaptativo local do contraste na banda de intensidade para melhorar o

contraste e normalizar a intensidade.

Identifica-se então as estruturas básicas da retina. O disco óptico, através da constru-

ção de uma imagem de variância, seguida pela identificação de picos de intensidade da

imagem [77].

Já os vasos sangúıneos foram determinados utilizando um filtro Gaussiano multi-

resolução com 16 orientações como descrito em [37].

Lesões brilhantes como os exsudatos são então extráıdos utilizando uma combinação

de regiões de crescimento recursivo [26] e limiarização adaptativa de intensidade [84].

Já as lesões escuras foram extráıdas de um modo similar mas com o uso adicional de

um operador especialmente desenvolvido para o melhoramento de arestas, denominado

operador Moat [76].

Para cada uma das partes candidatas identificadas são então quantificados numerica-

mente o tamanho, a forma, a matiz e a intensidade. Para cada uma das regiões candidatas,

um especialistas atribui ainda o tipo de lesão que a região contém. Isso é usado como

entrada para uma rede neural, a qual classifica cada imagem como normal ou anormal de

acordo com a presença ou não de lesões.

Estes são alguns dos métodos propostos na literatura até hoje, relacionados à detec-

ção de anomalias provenientes de RD. Nos próximos caṕıtulos são apresentados alguns

dos conceitos em que o método aqui proposto se baseia, bem como toda a metodologia

cient́ıfica aplicada no seu desenvolvimento.



Caṕıtulo 4

Revisão Bibliográfica

O método proposto neste trabalho para a detecção de anomalias em IFOs faz uso de con-

ceitos básicos da literatura de visão computacional, inteligência artificial e processamento

de imagens. Este caṕıtulo apresenta uma revisão bibliográfica destes conceitos.

4.1 Imagem

Existem diversas formas de se interpretar uma imagem, no entanto, a forma discreta

parece bem apropriada ao contexto deste trabalho. Torres e Falcão [17] descrevem uma

imagem Î de uma forma discreta, como um par ordenado (DI ,
−→
I ) onde:

• DI é um conjunto finito de pixeis (pontos em N
2, isto é, DI ⊂ N

2), e

•
−→
I : DI → R

n é uma função que associa para cada pixel p em DI um vetor
−→
I (p) ∈

R
n (e.g.

−→
I (p) ∈ R

3 quando uma cor no sistema RGB é associada a um pixel).

4.2 Pontos Caracteŕısticos em Imagens

Uma situação muito comum em problemas de visão computacional pode ser descrita

da seguinte forma: encontrar de forma independente e sem conhecimento à priori um

mesmo ponto, presente em duas imagens da mesma cena, cena esta que é vista de pontos

de observação diferentes. Tais pontos são chamados de pontos caracteŕısticos (PC) da

imagem e possuem aplicações nos mais variados campos: recuperação de imagens em

grandes bases de dados, reconhecimento baseado em modelo, recuperação de objetos em

v́ıdeo, dentre outros [56, 74, 91].

Pontos caracteŕısticos têm como principais propriedades serem invariantes a diferentes

pontos de observação e operações geométricas simples tais como rotação e escala, como

visto na Figura 4.1.
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4.3 Descritores de Imagens

Descritores de imagens são uma forma utilizada para se caracterizar uma imagem a par-

tir de informações de baixo ńıvel como cor, textura ou forma de objetos contidos na

imagem [17, 65, 85].

Segundo Torres e Falcão [17] o descritor de uma imagem é composto por duas partes:

1. Um algoritmo de extração capaz de codificar as caracteŕısticas da imagem em um

vetor de caracteŕısticas.

2. Uma medida de similaridade para comparar duas imagens baseada em uma métrica

de distância, representa o grau de similaridade entre os vetores de caracteŕısticas

das imagens.

Formalmente um descritor D de uma imagem Î pode ser definido como um par orde-

nado (�D,δD) [64]

• �D :
�

Î
�

→ R
n é uma função a qual extrai o vetor de caracteŕısticas −→vÎ de uma

imagem Î;

• δD : Rn x R
n → R é uma função de similaridade que calcula o grau de similari-

dade entre os vetores de caracteŕısticas de duas imagens, similaridade essa que é

inversamente proporcional à distância dos vetores −→vÎ das imagens.

Um vetor de caracteŕısticas −→vÎ de uma imagem Î é um conjunto de pontos −→vÎ =

(v1, v2, ..., vd), onde vi ∈ R e d representa a dimensão do vetor.

A representação esquemática de um descritor de imagens pode ser visto na Figura 4.2

Descritores de imagens podem ainda ser divididos em dois grandes grupos: globais e locais.

De uma forma bem resumida, os descritores globais são caracterizados por levarem em

consideração informações de padrão global como cor, forma, e textura, sem no entanto,

focar sua análise em pontos espećıficos. Exemplos dessa classe de descritores podem ser

encontrados em [88, 87, 68, 75, 86, 31, 61, 103, 60, 13, 43, 7, 42].

Já os descritores locais são descritos de forma mais completa na próxima seção.

4.4 Descritores Locais

Descritores locais computados a partir de regiões de interesse têm sido muito empregados

nos mais diversos tipos de problemas [58]. Áreas como reconhecimento de objetos [25],

montagem de panoramas [10], recuperação de imagens [55] dentre outras, se alguns dos

exemplos nos quais os descritores locais podem ser empregados.
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4.4.2 SURF

Assim como o SIFT, o descritor denominado Speed-Up Robust Features (SURF) é um tipo

de descritor local muito utilizado para questões de visão computacional tais como registro

de imagens, calibração de câmeras, reconhecimento de objetos dentre outros [3, 35].

Assim como outros descritores locais, o SURF também busca caracteŕısticas como a

invariância a rotação e escala. Pode ser descrito em três etapas:

• detecção dos PCs : os pontos são detectados baseados numa aproximação do detector

de Hessian, a qual utiliza filtros caixa [32]. Aliado ao uso de imagens integrais [96],

tal aproximação reduz muito o custo computacional;

• representação do espaço escala: diferente do espaço escala do do algoritmo SIFT,

o qual é constrúıdo através da função DoG, o espaço escala utilizado pelo SURF é

constrúıdo através da aplicação de filtros caixa aumentados iterativamente e aplica-

dos sobre a imagem original. Isso ocorre sem que a velocidade de aplicação do filtro

seja influência por seu tamanho, graças ao uso das imagens integrais;

• localização dos PCs : para localizar os pontos caracteŕısticos em uma imagem co-

brindo todas as posśıveis escalas, uma supressão não máxima é aplicada ao redor de

uma vizinhança utilizando uma variante do método proposto por [63]. A máxima do

determinante da matriz Hessiana é então interpolada no espaço escala da imagem

com o método proposto por [11];

• associação de orientação: a orientação dos PCs no SURF se baseia nos valores de

resposta gerados pela aplicação das waveletes de Haar [51] sobre o ponto nas direções

x e y. Tais valores são então pesados através de uma Gaussiana centrada no PC e

representados como pontos ao longo das ordenadas (para respostas na direção y) e

das abcissas (para respostas na direção x). Assim, a orientação dominante é esti-

mada calculando o somatório de todas as respostas dentro de uma janela deslizante

de orientação e tamanho
π

3
;

• descrição dos pontos caracteŕısticos : para descrição do PC, o primeiro passo é o

cálculo dos valores de respostas das waveletes de Haar nas direções horizontal e

vertical em uma região ao redor do PC, levando em consideração que os termos

horizontal e vertical são definidos em relação a orientação do PC. Para aumentar a

robustez do descritor os valores de resposta recebem pesos através de uma Gaussiana

centrada no ponto caracteŕıstico. Os descritores são então compostos baseados no

valor dos somatórios destas respostas nas direções horizontal e vertical, bem como no

valor absoluto desses somatórios, levando em consideração uma região de tamanho

fixo ao redor do PC.
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4.5.1 Reconhecimento de Padrões

O emprego de máquinas capazes de reconhecer padrões é foco de muitos estudos na atu-

alidade uma vez que esse tipo de reconhecimento se torna cada vez mais necessário no

nosso dia a dia, fazendo parte de áreas como identificação de digitais, identificação de

sequencias de DNA, detecção anomalias em imagens médicas e diversas outras [69].

Formalmente, um sistema de reconhecimento de padrões, no contexto de aprendizado

de máquina, é responsável por associar classes (normalmente em forma de rótulos) a

objetos. Classe é o nome dado a um conjunto de objetos com as mesmas caracteŕısti-

cas. Objeto é o nome dado a um conjunto de medidas chamadas de caracteŕısticas ou

atributos [45].

Pode-se separar os métodos de reconhecimento de padrões em

• métodos não supervisionados : nesse tipo de método, o algoritmo não tem nenhuma

informação prévia sobre as classes a que os objetos pertencem. Um exemplo são

alguns métodos de agrupamento;

• métodos supervisionados : nesse tipo de método, o algoritmo deve passar por uma

etapa conhecida como treinamento, na qual o classificador escolhido aprende um

determinado padrão para o tipo de dados com o qual ele está lidando, baseado em

uma parte dos dados, denominada conjunto de treinamento.

Uma visão geral de uma das posśıveis configurações para sistemas de reconhecimento

de padrões pode ser visto na Figura 4.5.

Um método de reconhecimento de padrões está fortemente ligado ao sistema de extra-

ção de caracteŕısticas utilizado para representar os objetos. Quanto melhor é o método

utilizado para se extrair as caracteŕısticas e dessa forma representar os objetos, mais trivial

pode ser a forma abordada para o reconhecimento de padrões. No entanto, representações

pobres dos objetos podem exigir um reconhecimento de padrões mais robustos.

4.5.2 Agrupamento

Um agrupamento é um tipo de classificação imposta a um conjunto finito de objetos

que busca separar os elementos por grupos onde todos os elementos de um mesmo grupo

possuam caracteŕısticas parecidas. Cada elemento desse conjunto é denominado um ponto

(também chamado padrão). A distância entre um par de pontos, que indica o grau de

similaridade entre esse par, pode ser medida através de uma métrica de distância [19](e.g.

a distância Euclidiana) [39, 89, 45]. De maneira mais intuitiva, os pontos pertencentes a

um grupo deveriam ser similares entre si e não similares aos membros de um outro grupo

como visto na Figura 4.6.
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Os métodos de agrupamento podem ainda ser divididos em agrupamento hierárquico

e o agrupamento particional [89].

4.5.3 K-Médias

O algoritmo intitulado K-Médias é um algoritmo de agrupamento particional baseado em

protótipos que tenta dividir o conjunto de pontos iniciais em um número espećıfico (K)

de grupos. Ele define um protótipo em termos de um centróide, o qual é geralmente a

média dos pontos pertencentes ao grupo.

De forma geral, na execução do algoritmo k-médias é necessário se realizar seis passos

básicos:

1. Organizar os dados em uma matriz de m linhas por n colunas. (pré-processamento).

2. Selecionar os K centroides iniciais dos grupos.

3. Gerar uma partição associando cada ponto ao grupo cuja distância do ponto ao

centróide do grupo seja a menor dentre todos os grupos.

4. Calcular o valor do novo centróide de cada grupo.

5. Repetir os passos 3 e 4 até que o valor ótimo de uma função critério seja encontrado.

6. Ajustar o número de grupos agrupando ou repartindo os grupos existentes.

De forma mais clara, o k-médias pode ser escrito como o algoritmo 1.

1: selecione K pontos, dentre o conjunto inicial de pontos, como centróides iniciais.
2: repeat
3: gerar K grupo associando cada ponto ao centróide mais próximo
4: recalcular o centroide de cada grupo
5: until centroides não mudarem ou atingir um número limite de iterações

Algoritmo 1: algoritmo básico do k-médias

4.5.3.1 Organização dos Dados

Dado um conjunto Z formado de m pontos onde cada ponto possui dimensão igual a n,

para se dividir tal conjunto em K grupos, é necessário se organizar os pontos de Z em

forma de uma matriz de pontos. Tal matriz será composta por m linhas, correspondendo

ao número total de pontos do conjunto, e n colunas, de modo que cada coluna da matriz

represente uma dimensão dos dados.
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4.5.3.2 Seleção dos Centróides Iniciais

Os primeiros centroides utilizados no algoritmo serão considerados as sementes iniciais

para a geração da primeira partição dos dados. Assim, osK pontos podem ser selecionados

das seguintes formas:

1. Selecionando-se as K primeiras linhas da matriz de pontos.

2. Selecionando-se K linhas da matriz de pontos de forma aleatória.

Sementes iniciais diferentes podem gerar partições diferentes para o conjunto de dados, o

que permite grupos finais diferentes, uma vez que o algoritmo é baseado no erro quadrado

podendo convergir para um mı́nimo local. Isso ocorre principalmente se os grupos não

estiverem bem separados [39].

4.5.3.3 Partição dos Dados

Para se particionar um conjunto de dados, é necessário se associar cada um dos pontos

pertencentes a esse conjunto a um dos K centroides existentes. Para isso é necessário se

definir uma medida que quantifique a noção de próximo entre o ponto analisado e cada um

dos centroides. A distância Euclidiana (também chamada de distância L2) é uma das mais

usadas no algoritmo K-médias utilizando pontos no espaço Euclidiano [89]. Entretanto,

existem outros tipos de medidas de proximidade que são apropriadas para outros tipos de

dados. Um exemplo de outra medida de proximidade utilizada no algoritmo K-médias é

a distância de Mahalanobis [101].

Definida uma medida de similaridade, é calculada a proximidade do ponto até cada

um dos centroides dos grupos. O ponto é atribúıdo então ao grupo cuja distância entre o

centróide e o ponto é a menor dentre todos os centroides analisados. Quando tal análise

é realizada uma vez para cada um dos pontos, tem-se um ciclo.

4.5.3.4 Atualização dos Centróides

Segundo Kuncheva [45], a atualização dos centroides pode ser realizada em dois momentos:

• no momento em que um novo ponto é adicionado ao grupo;

• ao final de cada ciclo;

Independente do momento dessa atualização, ela depende da medida de proximidade

dos dados e do objetivo do agrupamento. Esse objetivo é expresso por uma função de-

nominada função objetivo a qual depende da proximidade entre o ponto e os demais ou

entre o ponto e o centróide do grupo (e.g. minimizando a distância quadrada de cada

ponto para o centróide mais próximo).
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A função objetivo mede a qualidade do agrupamento. No caso mais comum, o que

inclui o uso da distância Euclidiana como medida de proximidade, a função de similaridade

utilizada é o somatório dos erros quadrados (SSE) definida formalmente como

SSE =
K
�

i=1

�

x∈Ci

D (ci, x)2 , (4.4)

onde D é a distância Euclidiana, Ci corresponde ao i-ésimo grupo e ci representa o cen-

tróide do mesmo.

Tan et.al. [89] afirma que o centróide que minimiza o SSE é a média. Isso implica

que o novo centróide de Ci seja calculado como

ci =
1

ei

�

x∈Ci

x, (4.5)

sendo ei o número total de elementos do grupo i.

4.5.3.5 Critério de Convergência

O critério de convergência é a condição que determina o final da execução do algoritmo.

No K-médias, cada um dos pontos possui um rótulo associado ao grupo a que o ponto

pertence. Assim, o critério adotado na maioria das vezes para o K-médias é a não mo-

dificação desses rótulos. Em outras palavras, se o rótulo dos pontos permanece imutável

por um determinado número de iterações, o critério de convergência foi alcançado e o

algoritmo termina.

No entanto, este critério pode levar muito tempo para ocorrer, exigindo desta forma

o consumo de um tempo muito grande na execução do algoritmo. Uma alternativa é

determinar que ao invés do rótulo de todos os pontos ter que permanecer imutável para

que o algoritmo termine, apenas uma determinada porcentagem satisfaça essa condição.

Ou ainda, que um número máximo de iterações delimite o algoritmo.

4.5.4 Classificadores

Existem diversas formas para se definir um classificador. No domı́nio estat́ıstico matemá-

tico, um classificador Θ é definido como uma função [45]

Θ : Sd → Ω, (4.6)
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onde S
d denota um espaço de caracteŕısticas d-dimensional e Ω denota o conjunto de

rótulos das c classes do problema Ω = {ω1, ...., ωc}.

Tomando como referência o trabalho de Rocha [70], pode-se dizer que no campo da

Inteligência Artificial, um classificador é um tipo de motor de inferência que implementa

estratégias eficientes para computar relações de classificação entre pares de conceitos ou

para computar relações entre um conceito e um conjunto de instâncias.

No contexto de classificação de dados, existem alguns termos importantes que precisam

ser definidos antes de qualquer coisa[44]:

• precisão: a precisão de um classificador é a probabilidade de ele classificar correta-

mente uma amostra selecionada aleatoriamente.

• algoritmo de indução: é o algoritmo que constrói o classificador a partir de um

conjunto de dados conhecido.

• “holdout”: também chamado de estimação das amostras de teste, consiste em par-

ticionar os dados em dois sub-conjuntos mutuamente exclusivos chamados conjunto

de treino e conjunto de teste, ou conjunto “holdout”. Quando trata-se de uma esti-

mação das amostras de teste aleatória, o método de partição é repetido varias vezes

e a precisão estimada é derivada da média do número de vezes de execução. Por sua

vez, o desvio padrão pode ser estimado com base na média da precisão.

4.5.4.1 Validação Cruzada

A técnica denominada validação cruzada, é utilizada dentro do contexto de aprendizado

de máquina com o intuito de validar um algoritmo de indução para ser eficaz em qualquer

conjunto de teste.

Uma validação cruzada de k dobras, consiste em dividir o conjunto de dados alea-

toriamente em k sub-conjuntos mutuamente exclusivos (as dobras) aproximadamente do

mesmo tamanho.

O algoritmo de indução é treinado e testado k vezes: cada uma das vezes utiliza k-1

conjuntos para treino e um conjunto para teste[44]. O resultado final do algoritmo é

obtido através da média dos resultados destas k execuções.

Segundo Breiman e Spector [9], a escolha de dividir o conjunto de dados em cinco

dobras gera bons resultados, superando a escolha mais comum de 10 dobras.

4.5.4.2 SVM

Maquinas de vetores de suporte ou, SVM como é mais conhecido, é um método siste-

mático, reproduźıvel, e baseado na teoria estat́ıstica de aprendizado. Seu treinamento
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envolve o uso de uma função de custo convexo na qual não há falsos mı́nimos locais. Ele

utiliza o conceito de substituição de “kernels” sendo referenciado de maneira ampla como

um método de kernel [5].

De maneira informal, pode-se definir que o objetivo do SVM é encontrar um hiper-

plano capaz de separar linearmente as amostras de um problema com a maior margem de

separação posśıvel [38].

No entanto, há casos em que um hiperplano gerado por funções discriminantes lineares

simples (como uma reta) não funcionam bem no espaço de caracteŕısticas original. Nesses

casos é necessário se expandir o espaço das amostras para uma dimensão maior. Com

isso algoritmos de classificação linear podem ser aplicados no espaço expandido gerando

funções não lineares no espaço de caracteŕısticas original. Para realizar esse tipo de

mapeamento o SVM, utiliza dois artif́ıcios

• o primeiro é o uso de uma margem de maximização, C, evitando o aparecimento de

“overfiting” no mapeamento dos dados;

• o segundo é a utilização de “kernels” (Ke), os quais realizam o mapeamento de

pontos para um novo espaço de forma prática como pode ser visto no trabalho de

Bennett e Campbel [5].

Dados dois pontos representados por seus vetores u e v dois dos “kernels”, Ke, mais

comuns na literatura são:

• linear Ke(u, v): (u.v + 1)d;

• RBF Ke(u, v): exp
�

− ||u−v||2

2σ

�

onde d e σ são parâmetros do “kernel”.

4.6 Curvas ROC

A curva ROC foi desenvolvida no contexto de detecção de sinais eletrônicos e problemas

com radares, durante a Segunda Guerra Mundial [104], e hoje em dia é utilizada em áreas

como medicina, economia, computação dentre outras.

A curva ROC original é baseada em duas medidas de probabilidade denominadas

sensitividade (SE) e especificidade (ES) e apresenta através de um grafico o equiĺıbrio

de diferentes limiares entre obter uma maior taxa de verdadeiros positivos (sensitividade)

com um custo adicional de falsos positivos (1 − especificidade)[30].
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A SE é uma medida de probabilidade baseada em valores de verdadeiro positivo (VP)

e falsos negativos (FN). Verdadeiros positivos indicam quando um resultado indica po-

sitivo dado que o resultado esperado deva ser realmente positivo. Já os falsos negativos

indicam quando um resultado deveria indicar positivo e no entanto, ele indica negativo.

A Equação 4.7 mostra o calculo da sensitividade.

SE =
V P

V P + FN
(4.7)

Já a ES é uma medida de probabilidade baseada em valores de verdadeiro negativo

(VN) e falsos positivos (FP). Verdadeiros negativos indicam quando um resultado indica

negativo dado que o resultado esperado deve ser realmente negativo. Já os falsos positivos

indicam quando um resultado deveria indicar negativo no entanto ele indica positivo. A

Equação 4.8 mostra o calculo da especificidade.

ES =
V N

V N + FP
(4.8)

SE e ES não são calculadas sobre os mesmos dados, ou seja, SE é calculada sobre um

conjunto de dados que deveriam conter algum tipo de anomalia (e.g. no contexto médico

no qual curvas ROC são muito utilizadas esse conjunto é usualmente representado por

indiv́ıduos doentes de uma população). Já a ES trata do conjunto que deveria estar livre

de qualquer anomalias (e.g. indiv́ıduos saudáveis pertencentes a uma população) [53].

Todas as curvas começam no canto inferior esquerdo, representando um limiar no qual

todos os casos sao classificados como negativos, e terminam no canto superior direito

representando o limiar no qual todos os casos são classificados como positivo. As me-

lhores curvas são aquelas mais próximas ao canto superior esquerdo do gráfico (se uma

curva está posicionada sobre outra em um mesmo ponto no eixo horizontal, a curva situ-

ada mais acima é melhor, detectando mais verdadeiros positivos enquanto gera a mesma

porcentagem de falsos positivos exibida na curva situada abaixo como pode ser visto na

Figura1 4.7).

Uma das caracteŕısticas mais interessantes das curvas ROC é que elas permitem a

comparação de dois modelos independente do limiar utilizado para cada modelo. Quando

a curva de um modelo A está completamente sobre a curva de outro modelo B, isso indica

de forma clara que o modelo A é melhor que o modelo B independente do limiar utilizado.

Mas se duas curvas possuem uma interseção, a escolha do melhor modelo depende do

limiar utilizado.

1Figura retirada de http://commons.wikimedia.org/ em 05 de agosto de 2010
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Dicionários Visuais

Apesar de serem uma boa opção para descrever imagens de forma mais detalhada, o uso

de descritores locais pode se tornar uma grande dificuldade no momento da classifica-

ção das amostras. Na forma usual como são utilizados, os classificadores não conseguem

trabalhar bem com representações geradas por descritores locais. Isso porque tais descri-

tores não geram o mesmo número de pontos para todas as imagens, fazendo com que os

classificadores tenham dificuldades para trabalhar com este tipo de descritores.

Devido ao fato de descritores locais possúırem funções de distância complexas o clas-

sificador SVM, por exemplo, precisa de “kernels” muito espećıficos, como os descritos no

trabalho de Eichhorn [23], que consigam lidar com descritores locais. Outros classifi-

cadores baseados em distâncias expĺıcitas como o algoritmo K Vizinhos Mais Próximos

(KNN) [45], utilizam-se de medidas de distância especiais como a Earth Mover’s Distance

(EMD) [73] para tratar este tipo de descritores. No entanto, estas alternativas empre-

gadas pelos classificadores para lidar com dados provenientes de descritores locais podem

possuir um alto custo computacional, chegando até a impossibilitar uma classificação em

tempo real.

Uma posśıvel solução para esse tipo de dificuldade é o uso de dicionários visuais. Eles

são baseados em representações utilizadas para processamento de texto, nas quais um

documento é visto apenas como uma coleção de palavras, sendo que a ordem em que as

palavras aparecem no texto não é considerada [29, 6]. As palavras que representam o texto

pertencem a um vocabulário fixo determinado de acordo com a classe de cada texto (e.g.

textos relacionados a esportes possuem um vocabulário diferente de textos relacionados a

poĺıtica).

Analogamente, dicionários visuais são uma forma de representação robusta para ima-

gens onde cada imagem é vista apenas como uma coleção de regiões nas quais a infor-

mação espacial da região não importa. A única informação considerada é a aparência da

região [79].

33
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5.1.1 Construção das Sacolas

Após definidos os conceitos de dicionários visuais, palavra visual, e sacolas de palavras

visuais se faz necessário um detalhamento do processo de construção de uma sacola de

palavras.

A primeira parte do processo se dá com a extração e descrição de regiões da ima-

gem. Uma região pode ser representada por pontos caracteŕısticos ou pequenas partes

de tamanho fixo da imagem denominadas “patches”. No caso da representação via pon-

tos caracteŕısticos, algoritmos importantes da literatura como o SIFT ou o SURF podem

ser utilizados. No caso da utilização de “patches”, é necessária a extração de partes de

tamanho fixo da imagem, e descrição através de descritores de imagens conhecidos na

literatura. Ao fim dessa etapa cada imagem será descrita como um conjunto de r regiões

sendo cada região descrita por um vetor de caracteŕısticas com d dimensões.

De posse das regiões já descritas, é necessário realizar a escolha das p palavras visuais

para compor o dicionário, observando três tópicos importantes na literatura:

1. dicionários visuais são tipicamente criados a partir de um conjunto de imagens de

treinamento [41];

2. a escolha do número de palavras visuais que irão compor o dicionário varia de acordo

com o problema tratado, podendo chegar à 1.2M [66]. Há uma grande variação na

literatura sobre o número correto de palavras;

3. a escolha das palavras é geralmente realizada através do uso de métodos de agru-

pamento. O k-médias é o algoritmo mais utilizado na literatura para esse tipo de

seleção de palavras [41, 47, 78]. Nesse caso, ao fim da execução do algoritmo, os

centroides dos p grupos serão as palavras visuais do dicionário.

Definidas as palavras visuais, o dicionário visual que representa o problema está com-

pleto. Resta agora gerar os histogramas para cada uma das imagens.

Dado que cada uma das palavras visuais representa o centro de um bin do histograma,

o histograma pode ser gerado de acordo com o Algoritmo 2.

O processo completo pode ser observado na Figura 5.2
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Require: conjunto das c regiões da imagem.
conjunto das n palavras visuais do dicionário.

1: zerar a frequência das n posições do histograma.
2: for cada uma das c regiões da imagem do
3: for cada i-ésima palavra do dicionário visual do
4: calcula a distância entre a região e a palavra.
5: armazena a distância calculada e o indice i da palavra.
6: end for
7: determina a menor distância dentre as n distâncias calculadas.
8: obtém o ı́ndice i da menor distância.
9: adiciona 1 na frequência da posição i do histograma.
10: end for

Algoritmo 2: geração da sacola de palavras de uma imagem
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Metodologia Cientifica

O uso de métodos computacionais empregados na resolução de problemas reais tem se

tornado cada vez mais comum. No entanto, ao se desenvolver, ou mesmo empregar um

método cientifico é necessário que os passos seguidos até a obtenção dos resultados finais

sejam bem descritos para que tal método possa ser compreendido e empregado de maneira

correta por qualquer estudioso da área. Esse caṕıtulo apresenta uma descrição detalhada

de toda a metodologia utilizada nesta dissertação. Todos os parâmetros utilizados nesse

trabalho são escolhidos empiricamente baseados em experimentos realizados.

6.1 Base de Dados

As imagens, também chamadas de amostras, que compõem a base foram obtidas junto a

Universidade Federal de São Paulo (UNIFESP). São um total de 8072 imagens de fundo

de olho, sendo que 7696 são do tipo TIF com dimensões de 640×480. As demais imagens

são do tipo JPG, com dimensões variadas (e.g. 816×499, 899×715, 963×710, 966×711,

dentre outros).

Cada uma dessas imagens foi analisada por um ou mais médicos especialistas da pró-

pria UNIFESP, os quais constataram se a referida imagem possúıa ou não alguma anoma-

lia. Diversas imagens da base foram constatadas pelos médicos como não apresentando

as condições mı́nimas para se fazer um diagnóstico sendo descartadas da base, restando

um total de 2307 imagens, que compuseram a base de dados deste trabalho.

Uma amostra das imagens contidas na base podem ser vistas na Figura 6.1. Pode-se

observar, que as imagens variam muito em diversos aspectos, tais como, cor, contraste,

iluminação, alinhamento quanto às estruturas da retina e dimensões.

Das 2307 pertencentes à base, 687 foram classificadas pelos médicos como sendo ima-

gens de retinas saudáveis (normais). As demais apresentavam algum tipo de anomalia

(doentes). Segundo os médicos, entre as imagens doentes foram encontradas imagens de

38
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6.2 Geração de Dobras

Como a geração de dicionários visuais, bem como a classificação dos dados, necessita

de uma parte dos dados para seu treinamento, optamos por dividir a base de dados em

b dobras, dos quais, l dobras (l < b) serão utilizados no treinamento para a construção

do dicionário visual, e b − l dobras serão utilizados nos testes. Esta parte é necessária

também para a utilização da validação cruzada dos testes, validando assim os resultados

dos experimentos.

O método proposto trabalha com cinco dobras para cada classe.

As dobras foram compostas de forma que cada uma das imagens de uma classe era

atribúıda de forma aleatória a um das dobras da classe. Essa atribuição leva em conta

também o número de imagens em cada dobra da classe, de modo que nenhuma dobra

possua mais imagens que outra dobra da mesma classe.

Assim, podemos descrever a separação das imagens em dobras para uma classe, se-

gundo o Algoritmo 3

Require: conjunto Z de imagens de uma classe.
inteiro a referente ao número de imagens contidas em Z.
inteiro l referente ao número de dobras

1: zerar os contadores que representam o total de imagens de cada dobra.
2: for cada imagen Îi ∈ Z do
3: escolher aleatoriamente j de modo que 1 ≤ j ≤ l.

4: if numero de imagens do “fold” j ≤
a

l
+ 1 then

5: Îi é adicionada ao “fold” j.
6: else
7: while Îi não for adicionada a nenhum “fold” do
8: escolher aleatoriamente j de modo que 1 ≤ j ≤ l.

9: if numero de imagens do “fold” j ≤
a

l
+ 1 then

10: Îi é adicionada ao “fold” j.
11: end if
12: end while
13: end if
14: end for

Algoritmo 3: algoritmo para divisão das imagens de uma determinada classe da base
de dados em dobras
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6.3 Pré-processamento

Ao contrário do que ocorre na maior parte dos métodos propostos na literatura até o

momento, os quais sempre realizam correções (contraste, brilho, luminosidade, etc.) na

etapa de pré-processamento, o método proposto nesse trabalho não faz uso de tais técnicas

para melhorar as caracteŕısticas das imagens.

Na etapa de pré-processamento é realizada apenas uma conversão das imagens colori-

das para imagens em tons de cinza. Isso porque na próxima etapa, a etapa de extração e

descrição de pontos caracteŕısticos, os algoritmos utilizados precisam trabalhar com esse

tipo de imagens. Para realizar essa conversão é utilizada uma biblioteca de código aberto

denominada “Intel Open Source Computer Vision Library” (OpenCV) [8] implementada

em linguagem C/C++.

Dada uma imagem colorida qualquer Î, simplesmente converte-se para uma nova ima-

gem em tons de cinza Î’ preservando as mesmas dimensões da imagem original.

6.4 Extração e Descrição de Regiões da Imagem

Uma vez realizada a etapa de pré-processamento, a próxima etapa do método é a extração

e descrição das regiões das imagens.

Como visto no caṕıtulo anterior, as regiões de uma imagem para a construção de um

dicionário visual, podem ser obtidas de diversas formas, como “patches” da imagem e

pontos caracteŕısticos.

O método aqui proposto utiliza pontos caracteŕısticos para representar as regiões da

imagem, extráıdos com a ajuda de dois algoritmos muito utilizados na literatura de visão

computacional: SIFT e SURF.

Uma vez alcançada uma configuração capaz de gerar um número de pontos satisfatório

e um vetor de caracteŕısticas robusto o suficiente para cada imagem do problema, todos

os testes são realizados tomando como base os pontos caracteŕısticos extráıdos uma única

vez, os quais são armazenados em disco. Em outras palavras, ao invés de se extrair os

pontos caracteŕısticos de uma imagem Î a cada novo cenário de teste, extraiu-se os pontos

caracteŕısticos uma única vez e sempre que necessário tais pontos eram reutilizados.

6.4.1 Extração e Descrição Utilizando SIFT

Na extração de pontos caracteŕısticos utilizando o SIFT, foi utilizada uma implementação

em linguagem C disponibilizada pelo próprio autor do método1. Assim para cada uma das

1http://www.cs.ubc.ca/ lowe/keypoints/
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a imagens válidas contidas na base de dados, foi gerado um arquivo texto de pontos ca-

racteŕısticos. O arquivo de pontos caracteŕısticos contém informações relativas ao número

de pontos encontrados na imagem, da dimensão do descritor utilizado para descrever cada

ponto e para cada um dos pontos extráıdos, são armazenadas as informações referentes

à localização da linha e coluna do ponto, com precisão de sub-pixel, escala e orientação

(em radianos de -π até π) respectivamente. Por fim, cada um dos pontos caracteŕısticos

conta com um vetor d-dimensional o qual abriga em cada uma das dimensões um inteiro

variando de 0 a 255.

Nos experimentos realizados o vetor de caracteŕısticas possui a dimensão 128 original-

mente proposta no SIFT.

Na construção do primeiro oitavo do espaço escala todas as imagens tiveram sua

dimensão duplicada aumentando em quatro vezes o número de pontos caracteŕısticos

encontrados, porém, reduzindo em quatro vezes o tempo de computação do algoritmo.

Cada um dois oitavos também foi dividido em três escalas. O σ inicial da Gaussiana

utilizada em cada oitavo, possui valor de 1,6. Outro importante parâmetro na configuração

foi o comprimento da janela gaussiana de pesos, o qual foi utilizado com o valor de 1,5.

Como resultado, essa configuração extraiu uma média de 764 pontos caracteŕısticos

por imagem nas classes normal e exsudato duro.

6.4.2 Extração e Descrição Utilizando SURF

Por sua vez, na extração de pontos caracteŕısticos utilizando o algoritmo SURF, utilizou-

se a implementação também em linguagem C disponibilizada na internet pelo autor2.

Assim como no caso do SIFT, para cada uma das a imagens da base de dados foi gerado

utilizando o SURF um arquivo texto com os pontos caracteŕısticos extráıdos da imagem.

No arquivo de pontos gerado pelo SURF, são armazenadas informações como dimensão do

vetor de caracteŕısticas, o número de pontos extráıdos da imagem, bem como informações

referentes a cada um dos pontos caracteŕısticos (posição x do ponto, posição y do ponto,

três entradas da matriz de segundo momento, sinal do laplaciano, e o descritor do ponto).

O SURF foi proposto para gerar inicialmente um vetor de caracteŕısticas de 64 dimen-

sões. No entanto, ele possui uma versão estendida, na qual o vetor possui 128 dimensões.

Apesar do tempo para calcular o vetor ser um pouco maior, o método aqui proposto utiliza

essa representação mais robusta.

Para aumentar o número de pontos caracteŕısticos localizados nas imagens com o

SURF, é necessário se dobrar a dimensão da imagem na iteração inicial, além de escolher

um bom limiar para o valor de respostas dos “blobs”. Um limiar de 3500 apresentou um

bom resultado no número de pontos extráıdos das imagens.

2http://www.vision.ee.ethz.ch/ surf/download.html
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Com tais configurações o SURF apresentou um número médio de 984 pontos caracte-

ŕısticos por imagem nas classes normal e exsudato duro.

6.5 Construção dos Dicionários Visuais

Uma vez que foram extráıdos os pontos caracteŕısticos de todas as imagens, o próximo

passo do método é a determinação do dicionário visual para representar as classes do

problema.

Essa etapa por sua vez pode ser divida nas sub-etapas que se seguem.

6.5.1 Conjunto de Treinamento

Como dito anteriormente, os dicionários visuais são constrúıdos a partir de uma parte

dos dados denominado conjunto de treinamento. Para a composição da matriz que re-

presentará o conjunto de treinamento de cada classe do problema, realiza-se o seguinte

procedimento: dada a classe, para cada uma das imagens do conjunto de treinamento, são

selecionados todos os vetores de caracteŕısticas pertencentes à imagem. Esses vetores de

caracteŕısticas são então inseridos em uma matriz MT, onde T corresponde à classe de ano-

malia, de forma que tal matriz possua m linhas por d colunas. Baseado nessa afirmação,

o número de colunas d representa o número de dimensões dos vetores de caracteŕısticas

das imagens e m pode ser entendido como

m =
l

�

i=1

ai
�

j=1

sÎj , (6.1)

onde l é igual ao número de dobras do conjunto de treinamento, ai é o número total

de imagens contidas no “fold” i e sÎj representa o número de vetores de caracteŕısticas

pertencentes a imagem Îj.

Assim, para cada uma das classes de anomalias (normal e exsudato), é gerada uma

matriz MT , que no fim desta etapa, são unidas em uma única matriz M, representando o

conjunto de treinamento.

6.5.2 Seleção das Palavras Visuais

O grande desafio na construção de um dicionário visual é determinar quais são as palavras

visuais mais representativas para as classes do problema. No método proposto, cada uma

das palavras visuais é representada por um vetor de caracteŕısticas d dimensional, sendo

n igual ao número de colunas da matriz de entrada.
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Como visto no Caṕıtulo 5, uma vez determinado o número de palavras visuais do

dicionário, nosso método as seleciona de quatro maneiras distintas: por agrupamento, de

forma aleatória, através da seleção de regiões de interesse, através da seleção manual das

palavras realizada por um especialista.

6.5.2.1 Por Agrupamento

Nessa forma de seleção de palavras visuais, é utilizado o algoritmo k-médias para realizar

o agrupamento. O algoritmo foi implementado em linguagem C, e tem como entrada a

matriz M gerada na etapa anterior e o número p de grupos.

Na implementação utilizada, os centroides iniciais são obtidos selecionando-se p linhas

de forma aleatória na matriz M de entrada, sendo que, com exceção dessas linhas, todas

as demais recebem inicialmente o rótulo de um mesmo grupo.

Outro ponto a ser observado é a métrica de distância utilizada. Apesar de ser uma

das métricas de distância mais simples da literatura, a distância Euclidiana utilizada na

implementação do k-médias produz bons resultados. Métricas mais sofisticadas como a

de Mahalanobis [101] são muito custosas computacionalmente, o que dificulta sua implan-

tação.

Para evitar que o algoritmo entre em um“loop” infinito, sua execução termina quando

um dos dois critérios abaixo é alcançado

• o rótulo de 90% ou mais das linhas da matriz de entrada permanece inalterado por

duas iterações;

• o algoritmo realiza 200 iterações.

Ao fim da execução do algoritmo os centroides dos p grupos são então escolhidos como

sendo as palavras visuais.

Um fluxograma com todo o processo de seleção das palavras visuais utilizando agru-

pamento pode ser visto na Figura 6.2

6.5.2.2 Por Seleção Aleatória

A forma aleatória seleciona p linhas aleatórias da matriz M de entrada e escolhe esses

pontos como sendo as palavras visuais.

Um fluxograma com todo o processo de seleção das palavras visuais utilizando seleção

aleatória pode ser visto na Figura 6.3

6.5.2.3 Por Seleção de Região

Essa é uma forma de seleção semi-supervisionada das palavras visuais, utilizada no método

proposto. Sua primeira diferença em relação às formas de seleção anteriores, é que ao invés
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Require: conjunto PC contendo os pontos caracteŕısticos de uma imagem.
conjunto PV contendo as palavras visuais.
número p de palavras visuais.

1: construir um vetor V de p posições onde cada posição representa uma palavra visual.
2: construir um vetor temporário T de p posições onde cada posição representa uma

palavra visual.
3: for cada ponto caracteŕıstico i contido em PC do
4: for cada palavra visual j contida em PV do
5: calcular a distancia Euclidiana entre i e j.
6: armazenar no vetor T na posição referente à palavra visual j o resultado do

calculo de distância.
7: end for
8: selecionar o ı́ndice a (referente à palavra visual) da posição com o menor valor em

T.
9: somar um no valor contido na posição a de V.
10: end for
11: return V

Algoritmo 4: Composição da sacola de palavras de uma imagem

as linhas representam o número de imagens total contidas no conjunto de treinamento,

e as colunas correspondem ao número de palavras visuais do dicionário, uma vez que a

dimensão de cada histograma visual é igual ao número de palavras visuais do dicionário.

Essa matriz possui ainda uma coluna adicional, a qual indica o rótulo da classe que cada

linha pertence.

É necessário também se criar um conjunto de testes, o qual é composto pelos histo-

gramas de todas imagens do “fold” não utilizado no treinamento. Assim o classificador é

treinado com quatro dobras e testado em uma.

Para garantir a veracidade dos resultados, foi utilizado o método conhecido como

validação cruzada, na qual são executados um número de testes total igual ao número de

dobras para cada um dos cenários de testes. A cada teste um “fold” diferente é escolhido

como o conjunto de testes, utilizando os demais para o treinamento.

Os testes são realizados com uma configuração padrão do classificador para todos os

testes. Depois de definidos empiricamente os parâmetros que serão utilizados, todos os

testes utilizam a mesma configuração do classificador. O único parâmetro variável durante

a execução dos testes é o peso de cada uma das classes.

Isso acontece para uma melhor representação dos resultados através de curvas ROC,

as quais são muito empregadas na exibição de dados referentes a detecção de anomalias,

como é o caso do problema aqui apresentado.

Ao fim dos testes em todas as dobras, são calculados média e desvio padrão dos
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resultados obtidos e assim, os mesmos são representados em forma de curva para exibir

os resultados.

6.7.1 SVM – Treinamento e Classificação

Para o uso do SVM foi utilizada a biblioteca LIBSVM [12] a qual é implementada em

C/C++. Para a utilização da biblioteca, o primeiro passo é o ajuste do formato dos

dados. Uma vez que os dados encontram-se no formato da LIBSVM, o primeiro passo

para o treinamento do classificador é o escalamento dos dados. Os primeiros a serem

escalados são os dados pertencentes ao conjunto de treinamento. Baseado no problema,

e na documentação da biblioteca, os dados do treinamento são escalados no intervalo

fechado de [-1:1]. Já os dados de teste são escalados baseados num domı́nio definido pela

própria biblioteca através dos dados de treinamento.

À partir dos dados já escalados, o próximo passo é o treinamento do classificador. A

LIBSVM utiliza diversos parâmetros no treinamento do SVM, no entanto, devido ao tipo

de “kernel” utilizado neste método, tais parâmetros pouco influenciam na classificação dos

dados.

Foram realizados testes emṕıricos sobre varias configurações do classificador para di-

versas formas de dados, de forma que a melhor configuração, a qual foi utilizada. Em

todos os testes, foi obtida com os parâmetros indicados abaixo:

• tipo de “kernel”: linear. Apesar de ser o mais simples foi o que apresentou os

melhores resultados na classificação;

• custo de penalidade C (para aumentar a margem de separação dos dados): 0,5, o

que dentro do contexto dos demais parâmetros, apresentou os melhores resultados;

• γ: determina o parâmetro gama em uma função de “kernel”. Foi utilizado com o

valor de 0,5, no entanto, devido ao uso do tipo linear para o “kernel” sua variação

não altera os resultados da classificação;

• tipo do SVM : foi utilizado o tipo de abordagem C-SVM, o qual é a forma mais

simples dentro do contexto do SVM para tratar problemas de classificação binária;

• �: define a tolerância do critério de terminação do método. Foi utilizado com o valor

de 0,2.

• w1 e w2: define o peso de cada uma das classes no classificador. Este parâmetro

varia de 0 a 2, sendo que o valor de w1 é complementar ao valor de w2, somando o

valor de 2 no total.
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É importante ressaltar que essa variação nos pesos não foi realizada de forma linear,

uma vez que há regiões no intervalo de peso das classes em que uma pequena variação

do peso causa uma grande variação no número de acertos do classificador. Assim como

há outras regiões com o comportamento inverso. Esse ajuste de peso é feito na etapa de

treinamento, uma vez que para mudar os pesos de uma classe é necessário re-treinar o

classificador.

Ao fim do treinamento, é gerado o arquivo do modelo, o qual tem seus parâmetros

aprendidos segundo os dados do conjunto de treinamento e que é utilizado pelo SVM

para, dada uma nova amostra de entrada, classificá-la dentre uma das duas classes do

problema.



Caṕıtulo 7

Experimentos e Resultados

Toda a investigação cientifica precisa de um bom embasamento teórico, mas são seus

resultados que comprovam todas as teorias e promessas oferecidas pelo método. Nesse

caṕıtulo serão apresentados os principais resultados relacionados ao método proposto nesse

trabalho bem como uma discussão de cada um dos resultados aqui apresentados.

7.1 Agrupamento × Seleção Aleatória

Segundo a maior parte da literatura existente em torno de dicionários visuais, para que a

seleção de palavras visuais seja de boa qualidade e consiga bons resultados, é necessário

a utilização de métodos de agrupamento (e.g. o algoritmo k-médias) sobre o conjunto de

treinamento, para que assim as palavras mais representativas do problema sejam selecio-

nadas. No entanto, quando se trabalha um volume muito grande de dados, tais algoritmos

podem tornar o processo extremamente lento, tornando inviável sua aplicação.

O primeiro experimento realizado buscou a verificação da informação acima. Como

o conjunto de treinamento possui um volume considerável de dados (cerca de 800 mil

pontos caracteŕısticos, com vetores de caracteŕısticas de 128 dimensões para cada ponto),

a utilização de um agrupamento de 500 palavras já é muito custoso. Existem ainda

abordagens na literatura que sugerem um número muito maior de palavras, cerca de

5000, ou mais.

Isso torna inviável a aplicação de algoritmos de agrupamento em conjunto de treina-

mento com grande volume de dados buscando um número alto de palavras visuais devido

ao fato de que algoritmos desse tipo podem levar até mais de 600 iterações para convergir,

como foi constatado em alguns experimentos realizados. Isso faz com que o alto custo

computacional seja um grande problema na utilização de agrupamentos.

Baseado nisso, o primeiro teste do método aplica a hipótese de uma seleção de palavras

aleatórias, ao invés de contar com o uso do agrupamento.

52
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O cenário deste teste tem as seguintes caracteŕısticas: o conjunto de treinamento é

formado tomando quatro das cinco dobras de cada uma das classes, somando aproxima-

damente 700 mil pontos no conjunto de treinamento quando os PC são extráıdos com o

SURF, utilizando os parâmetros exatamente como descritos na Seção 6.4.2.

Os dicionários visuais foram formados utilizando 500 palavras visuais. Na abordagem

utilizando agrupamento, foi utilizado o algoritmo k-médias, com 500 grupos, utilizando

a seleção de centroides iniciais de forma aleatória, selecionando 500 pontos entre todos

os pontos pertencentes ao conjunto de treinamento, e tomando como palavras visuais

os centroides dos grupos gerados quando o algoritmo termina. Já na abordagem sem o

agrupamento, as palavras visuais são determinadas como sendo os centroides iniciais (i.e.

os 500 centroides iniciais escolhidos aleatoriamente para o algoritmo de agrupamento).

Uma vez escolhidas as palavras visuais, seguem-se os passos para a iniciação dos tes-

tes: geração das sacolas de palavras; composição do conjunto de treinamento. Para o

classificador, baseado nas sacolas de palavras e utilizando as mesmas dobras utilizadas

para a seleção das palavras visuais; treinamento do SVM de acordo com os parâmetros

indicados na seção 6.7.1 e por fim os testes das amostras contidas no conjunto de testes.

Os parâmetros e caracteŕısticas mais relevantes utilizados para composição da base

de dados, bem como aqueles utilizados na composição das sacolas de palavras, e na clas-

sificação das amostras podem ser observados respectivamente nas Tabelas 7.1, 7.2, 7.3.

Tabela 7.1: Experimento 1 - base de dados

amostras normais 687
amostras doentes 264
dobras normais 5
dobras doentes 5

imagens por dobras normais ∼ 136
imagens por dobras doentes ∼ 53

Tabela 7.2: Experimento 1 - dicionário visual

dobras treino normal 4
dobras treino exsudato 4

algoritmo extração de PCs SURF
PC conjunto de treinamento ∼ 700mil

palavras visuais utilizadas 500
algoritmo agrupamento k-médias

máximo iterações k-médias 200
tempo médio seleção palavras com k-médias 82 hrs
tempo médio de seleção aleatória palavras 40 seg

Tabela 7.3: Experimento 1 - classificador

dobras treino normal 4
dobras treino exsudato 4
dobras teste normal 1
dobras teste exsudato 1

classificador SVM
tipo de “kernel” linear

tipo SVM C-SVM
penalidade do classificador (C) 0.5

validação cruzada sim

Assim como foi explicado na Seção 6.7.1, as curvas resultantes são obtidas através da

variação dos pesos das duas classes (normais e doentes), fato que ocorre no momento de
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PCs, que possuem esses tipos de caracteŕısticas. Desta forma, é posśıvel que ao invés de

se considerar “patches” da imagem para representar suas regiões, utilize-se PCs.

Baseado nisso, as palavras que compõem o dicionário visual serão representadas pelos

descritores dos PCs extráıdos com os algoritmos acima citados.

Este experimento visa determinar qual dos dois descritores apresentados possui uma

melhor representação das imagens para o tipo de problema aqui apresentado.

Os parâmetros de configuração para extração dos PCs no SIFT e no SURF são apre-

sentados respectivamente nas Seções 6.4.1 e 6.4.2. Ambos os algoritmos geram como

representação para cada um dos PCs vetores de 128 dimensões.

O segundo experimento segue os mesmos passos do primeiro. Compõe o conjunto de

treinamento tomando quatro dobras. Para o teste com o SIFT, o conjunto de treinamento

possui um total de aproximadamente 600 mil pontos. Já para o teste com o SURF, o

conjunto de treinamento possui um pouco mais, aproximadamente 700 mil pontos.

São utilizadas 500 palavras visuais, as quais são escolhidas aleatoriamente a partir do

conjunto de treinamento.

Por fim são constrúıdas as sacolas de palavras, é composto o conjunto de treinamento

do classificador, o mesmo é treinado e as amostras do conjunto de teste são classificadas,

utilizando validação cruzada nas cinco dobras.

Os parâmetros e caracteŕısticas mais relevantes utilizados para composição da base

de dados, bem como aqueles utilizados na composição das sacolas de palavras, e na clas-

sificação das amostras podem ser observados respectivamente nas Tabelas 7.4, 7.5, 7.6.

Tabela 7.4: Experimento 2 - base de dados

amostras normais 687
amostras doentes 264
dobras normais 5
dobras doentes 5

imagens por dobras normais ∼ 136
imagens por dobras doentes ∼ 53

Tabela 7.5: Experimento 2 - dicionário visual

dobras treino normal 4
dobras treino exsudato 4

algoritmos de extração de PCs SIFT e SURF
PC conjunto de treinamento SIFT ∼ 600mil

PC conjunto de treinamento SURF ∼ 700mil

palavras visuais utilizadas 500
seleção palavras visuais aleatória

Tabela 7.6: Experimento 2 - classificador

dobras treino normal 4
dobras treino exsudato 4
dobras teste normal 1
dobras teste exsudato 1

classificador SVM
tipo de “kernel” linear

tipo SVM C-SVM
penalidade do classificador (C) 0.5

validação cruzada sim

As curvas resultantes dos testes utilizando os parâmetros do experimento acima des-
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feita de forma aleatória, realizando testes com 25, 50, 100, 500 e 1000 palavras. Os demais

procedimentos como composição das sacolas de palavras, e a classificação dos dados, são

idênticos aos realizados nos experimentos um e dois.

As Tabelas 7.7, 7.8, 7.9 apresentam os parâmetros e caracteŕısticas deste cenário.

Tabela 7.7: Experimento 3 - base de dados

amostras normais 687
amostras doentes 264
dobras normais 5
dobras doentes 5

imagens por dobras normais ∼ 136
imagens por dobras doentes ∼ 53

Tabela 7.8: Experimento 3 - dicionário visual

dobras treino normal 4
dobras treino exsudato 4

algoritmos de extração de PCs SURF
PC conjunto de treinamento SURF ∼ 700mil

palavras visuais utilizadas 25, 50, 100, 500, 1000
seleção palavras visuais aleatória

Tabela 7.9: Experimento 3 - classificador

dobras treino normal 4
dobras treino exsudato 4
dobras teste normal 1
dobras teste exsudato 1

classificador SVM
tipo de “kernel” linear

tipo SVM C-SVM
penalidade do classificador (C) 0.5

validação cruzada sim

As curvas médias mostrando os resultados com diferentes números de palavras visuais,

bem como as curvas de desvio padrão dos experimentos com 25, 50, 100, 500 e 1000

palavras visuais podem ser vistas nos gráficos das Figuras 7.7, 7.8, 7.9, 7.10, 7.11, 7.12.

Este cenário de testes, permite afirmar que para o tipo de problema aqui tratado, o

número de palavras visuais não influencia significativamente na porcentagem de acertos.

7.4 Seleção de Regiões

O quarto cenário de testes é um pouco diferente dos demais e para entende-lo é necessário

uma rápida explicação de como as imagens utilizadas no treinamento são rotuladas. Uma

equipe médica da UNIFESP é a responsável por essa atribuição de rótulos, diagnosti-

cando a anomalia presente em cada uma das imagens. No entanto, o médico responsável

pelo diagnóstico (e consequentemente pelo rótulo) da imagem não indica a localização da

anomalia na imagem. Ele simplesmente indica que a imagem apresenta uma determinada

anomalia, sem qualquer informação adicional.

O cenário do quarto teste utiliza uma informação adicional para a seleção das pala-

vras visuais. Devido ao fato de exsudatos serem lesões que uma pessoa pode facilmente

identificar em uma imagem, para cada uma das imagens contendo exsudato, foi indicada

a região aproximada onde a doença se localizava.
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Assim, neste cenário, a formação do dicionário visual, é um pouco diferente. Foram

utilizadas 500 palavras visuais. Destas, 250 foram extráıdas aleatoriamente apenas dos

pontos pertencentes a imagens normais. Já as 250 palavras restantes, além de serem

retiradas das imagens com anomalia, foram retiradas também de forma aleatória só que

nas regiões marcadas por um usuário como sendo a região onde a anomalia estava contida.

Essa é a principal caracteŕıstica que diferencia este cenário dos demais vistos até

agora. As demais caracteŕısticas, como o algoritmo para extração dos PCs, uso tipo de

classificador, etc. podem ser vistos nas Tabelas 7.13, 7.14, 7.15 e seguem o mesmo padrão

dos testes anteriores.

Tabela 7.10: Experimento 4 - base de dados

amostras normais 687
amostras doentes 264
dobras normais 5
dobras doentes 5

imagens por dobras normais ∼ 136
imagens por dobras doentes ∼ 53

Tabela 7.11: Experimento 4 - dicionário visual

dobras treino normal 4
dobras treino exsudato 4

algoritmos de extração de PCs SURF
PC conjunto de treinamento SURF ∼ 700mil

palavras visuais utilizadas 500 (250 imagens nor-
mais + 250 regioes ex-
sudato)

seleção palavras visuais aleatória dentre as re-
giões marcadas

Tabela 7.12: Experimento 4 - classificador

dobras treino normal 4
dobras treino exsudato 4
dobras teste normal 1
dobras teste exsudato 1

classificador SVM
tipo de “kernel” linear

tipo SVM C-SVM
penalidade do classificador (C) 0.5

validação cruzada sim

Os resultados deste cenário são apresentados no gráfico da Figura 7.13. Nele estão

presentes as curvas médias provindas de um teste utilizando a seleção de regiões, outro

teste utilizando apenas a seleção de palavras visuais de forma aleatória como feito nos

cenários anteriores, e ainda uma curva representando os resultados de um teste utilizando

o agrupamento.

O desvio padrão dos três tipos de seleção das palavras visuais são apresentados nos

gráficos das Figuras 7.14, 7.15, 7.16.

O resultado mais interessante observado ao fim desse experimento é que a seleção das

palavras visuais utilizando seleção de regiões consegue praticamente o mesmo resultado

da seleção utilizando o agrupamento, no entanto com um desvio padrão menor.
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7.5 Seleção Manual

O quinto e último cenário de testes busca mostrar que quanto melhor é a seleção das

palavras que compõem um dicionário visual melhores são os resultados na classificação

das amostras.

O processo de formação do dicionário visual neste experimento começa com a extração

dos PCs através do algoritmo SURF. No entanto, ao invés de gerar apenas um arquivo

texto com os PCs, pra cada uma das imagens é gerada uma segunda imagem mostrando

cada um dos PCs extráıdos. Baseado nestas imagens, um especialista seleciona dentre os

PCs extráıdos, pertencentes ao conjunto de treinamento, 50 PCs que estejam visivelmente

localizados em regiões de exsudato e 50 PCs que estejam visivelmente localizados em

regiões que não pertençam a regiões de doença (PCs normais).

Logo, o dicionário visual deste experimento é formado por 100 palavras visuais (50

PCs de exsudato e 50 PCs normais).

Essa é a principal caracteŕıstica que diferencia este cenário dos demais. As demais

caracteŕısticas, como o algoritmo para extração dos PCs, uso tipo de classificador, etc.

podem ser vistos nas Tabelas 7.13, 7.14, 7.15 e seguem o mesmo padrão dos testes ante-

riores.

Tabela 7.13: Experimento 5 - base de dados

amostras normais 687
amostras doentes 264
dobras normais 5
dobras doentes 5

imagens por dobras normais ∼ 136
imagens por dobras doentes ∼ 53

Tabela 7.14: Experimento 5 - dicionário visual

dobras treino normal 4
dobras treino exsudato 4

algoritmos de extração de PCs SURF
PC conjunto de treinamento SURF ∼ 700mil

palavras visuais utilizadas 100
seleção palavras visuais manual feita por espe-

cialista, através de re-
giões marcadas e alea-
tória

Tabela 7.15: Experimento 4 - classificador

dobras treino normal 4
dobras treino exsudato 4
dobras teste normal 1
dobras teste exsudato 1

classificador SVM
tipo de “kernel” linear

tipo SVM C-SVM
penalidade do classificador (C) 0.5

validação cruzada sim

Os resultados deste cenário são apresentados no gráfico da Figura 7.17. Nele estão

presentes as curvas médias provindas de um teste utilizando a seleção de palavras visuais

de forma manual e é comparado com o melhor resultado obtido até o presente momento

utilizando a seleção de regiões.









Caṕıtulo 8

Conclusões e Trabalhos Futuros

O método proposto nesta dissertação, apresentou resultados que permitem algumas con-

clusões interessantes a seu respeito. Primeiro, diferentes tipos de descrições das regiões

das imagens geram diferentes taxas de acerto. Devido ao fato das anomalias serem peque-

nas modificações nas imagens, suas regiões precisam conseguir expressar essas pequenas

modificações. A técnica de dicionários visuais utilizando PCs como regiões da imagem se

adapta bem a essa necessidade.

Ao longo dos experimentos, é observado que quanto melhor é a escolha das palavras

visuais que formam o dicionário visual e dessa forma representar o problema, melhores os

resultados. Uma prova disto é o experimento utilizando a escolha manual das palavras do

dicionário. Tal experimento conseguiu os melhores resultados produzidos dentre todos os

cenários, levando em consideração a quantidade de acertos.

Neste problema o aumento do número de palavras não gera melhorias significativas

nos resultados de classificação. A utilização de agrupamento também não produziu uma

elevação no número de acertos que justifique o grande tempo utilizado no seu processa-

mento.

Mas, muita coisa ainda precisa ser investigada a respeito do problema. Há diversos

pontos que apresentam-se promissores para futuras pesquisas. Perguntas como, o uso de

agrupamentos, não mais em todo o conjunto de treinamento, mas sobre as regiões poderia

tornar a escolha das palavras melhor, fazendo com que os resultados fossem elevados de

forma a compensar o alto custo computacional do agrupamento?

Ou ainda, a utilização de outros tipos de classificadores poderia produzir um acerto

maior? Estender esse método para a detecção não de um, mas sim de qualquer tipo de

anomalia é realmente viável?

Como proposta para trabalhos futuros, é sugerido a tentativa de expansão do método

para detectar qualquer tipo de anomalia presente na retina, utilizando para isso dicionários

visuais com outros tipos de descrição para as regiões das imagens, bem como o emprego
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de outros classificadores, ou até mesmo, um método composto por múltiplos descritores

e classificadores atuando de forma conjunta para identificação de anomalias nas imagens

de fundo de olho.
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