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"(...) Disse certa vez um poeta: ‘Todo o universo estd em um copo de vinho’.
Provavelmente jamais saberemos o que ele quis dizer, pois 0s poetas ndo escrevem para
serem entendidos. Mas € verdade que, se examinarmos um copo de vinho bem de perto,
veremos todo o universo. H4 as coisas da fisica: o liquido vivo que evapora dependendo do
vento e do clima, os reflexos no copo, a nossa imaginagdo acrescenta os atomos. O copo é
uma destilacdo das rochas da Terra e, em sua composi¢do, vemos os segredos da idade do
universo e da evolucdo das estrelas. Que estranho arranjo de substancias quimicas estd no
vinho? Como vieram a existéncia? Ha os fermentos, as enzimas, os substratos e os
produtos. Ali no vinho encontra-se a maior generalizacdo: toda vida é fermentacgdo.
Ninguém descobre a quimica do vinho sem descobrir, como Louis Pasteur, a causa de
muitas doencas. Como € vivo o clarete, impondo sua existéncia a consciéncia que o
observa! Se nossas pequenas mentes, por alguma conveniéncia, dividem esse copo de
vinho, o universo, em partes - fisica, biologia, quimica, geologia, astronomia, psicologia e
assim por diante -, lembre-se de que a natureza as ignora! Assim, reunamos tudo de volta,
sem esquecer para que serve afinal. Que nos conceda mais um ultimo prazer: bebé-lo e
esquecer tudo isso!"

Richard P. Feynman
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Resumo

Dentro do ambiente celular, ha uma variedade de moléculas e a interagdo entre si regulam
praticamente todos os processos necessdrios e essenciais para a manutencao da vida. Interagdes
entre proteinas estdo envolvidas no controle de varios processos intra e intercelulares, como
regulacdao metabdlica e da expressao génica, reconhecimento antigeno-anticorpo etc. que definem
as caracteristicas bioldgicas do funcionamento da vida entre os diversos organismos. Ao conhecer
a interface de interacdo de uma proteina chave para desenvolvimento de casos patoldgicos, é
possivel desenhar drogas com alta especificidade com o sitio de ligacdo. Para avancar nessa frente,
o conhecimento da estrutura proteica é fundamental, porém n3o suficiente. E necessario
conhecermos o sitio de ligacdo alvo para cada parceiro de interagdo. Este estudo visa entender as
caracteristicas do nano-ambiente das interfaces proteicas - area através da qual as
macromoléculas se comunicam e exercem sua funcionalidade. Propomos utilizar uma abordagem
de estudo das caracteristicas fisico-quimicas e estruturais dos residuos formadores de interfaces
de complexos conhecidos e com estrutura quaternaria resolvida experimentalmente, utilizando
um conjunto de dados sem redundancia sequencial, extraindo os parametros/descritores que
descrevem de forma objetiva as diferentes classes de complexos, revelando as caracteristicas
principais sobre interagdes proteina-proteina. A finalidade deste trabalho é de conhecer os
detalhes que definem uma area como interface e aplica-lo em uma ferramenta preditiva para
todas as proteinas com arranjo estrutural conhecido e/ou modelado. Propomos de forma pioneira,
o uso de classificadores especificos para cada tipo de aminodcido e independente do uso de
descritores sobre conservacdo de aminodcidos. Resultados obtidos com classificador linear e por
ensemble de redes neurais destacam a nossa abordagem, desenhada e aplicada nesta tese, como
uma com os melhores indicadores de desempenho na predicdo precisa dos residuos de
aminodcido na interface entre as abordagens descritas recentemente na literatura. Ainda,
enquanto os outros métodos dependem de descritores sobre conservacdo de aminoacidos, é
mostrado aqui que nenhum ganho de desempenho é obtido com a incorporacdo de tais
descritores em nosso modelo classificador. Esse resultado indica que o uso de descritores
puramente fisico-quimicos e estruturais é suficiente para explicar o grau de conserva¢do dos

aminodcidos.
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Abstract

Inside cells, there is a variety of molecules and their interactions regulate virtually all
necessary and essential processes to the maintenance of life. Interactions among proteins are
involved in the control of several processes within and out of the cell, such as, metabolic and gene
expression regulation, anti-body and antigen recognition, etc. that defines biological
characteristics of life among many organisms. If the protein interface amino acids of a key protein
related to a given pathologic phenomenon are known, it is possible to rationally design drugs with
high specificity for a specific binding site. To gain insight in this field, the knowledge of the protein
three-dimensional structure is mandatory, but not sufficient. It is also necessary to know the
interface between the target protein and its partners. This study focuses in understanding the
characteristics of the area through which the macromolecules communicate to each other and
exercise their function. Here, it is proposed an approach to study the physicochemical and
structural characteristics of the interface forming residues with known quaternary structure
(experimentally solved). It was selected a sequence non-redundant dataset and by extracting
parameters/descriptors, that objectively describe different complex classes, it was possible to
unravel the basic characteristics of protein-protein binding. The goal of this study is to unravel the
details that outline a specific area as interface and apply it in a form of a predictive tool for all
proteins with known atomic structure. It is proposed by the first time, the use of amino acid
specific classifiers regarding amino acid type and free of amino acid conservation attributes. The
results obtained here by employing linear and ensemble of neural network classifiers show that,
based on purely physicochemical and structural descriptors, it is possible to get precise predictions
about interface forming residues in protein-protein assemblies. Comparatively, the method
described here retains better performance indicators than the ones recently described in the
literature. In addition, we showed that, for our method, adding “conservation” attributes does not
induce any performance gain, which is a major difference if compared to other described
methods. This result indicates the purely physicochemical and structural descriptors are sufficient

to explain how conserved amino acids are.
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1 Introducao

No interior da célula, o material genético é organizado na forma de dupla hélice do acido
desoxirribonucléico (DNA). Como produtos do cédigo genético, tém-se proteinas e 4cido
ribonucléico (RNA). Proteinas sdo sintetizadas no citoplasma a partir do RNA, sendo que apenas
um gene pode dar origem a varias proteinas, ou ainda RNAs funcionais, aumentando assim o
numero e a complexidade do processo de producdo de moléculas de interesse para a célula.
Associados a outras pequenas moléculas (sais minerais, peptideos, etc.) e macromoléculas
(carboidratos, por exemplo), todos os componentes interagem regulando diversos processos,
como transducdo de sinais, regulacdo génica, formacdo de estruturas mecanicas que conferem
sustentabilidade para células, controle metabdlico, respostas imunoldgicas etc. (Xenarios e
Eisenberg, 2001; Ponstingl et al., 2005; Reichmann et al., 2007). A descricdo e entendimento da
base fisico-quimica dos varios tipos de interagdes entre proteinas é um passo critico para o
desenvolvimento de uma analise da gendmica funcional.

Recentemente, a comunidade cientifica tem voltado sua atencdo para a biologia de
sistemas. Essa nova frente de pesquisa visa entender o funcionamento de vias de regulacdo
(génica e/ou metabdlica) ou mesmo organismos inteiros (Alloy e Russell, 2006). O grande avango
em técnicas de sequenciamento de DNA forneceu, para diversos organismos, uma lista de genes
presentes em cada organismo. Na era pds-gendmica, um grande esfor¢o vem sendo feito para
avancar no conhecimento baseado nas sequéncias obtidas, em especial, entender como os
produtos dos genes interagem entre si. Para isso, 0 mapeamento das interagdes proteina-proteina
é fundamental para o estudo do funcionamento e a funcdo fisiolégica das redes de regulacdo
formadas. Proteinas interagem entre si com afinidades diferentes que variam de poucos mili-
molares até alto grau de afinidade da ordem de fento-molares, sendo a maior parte das reagdes
altamente especificas (Reichmann et al., 2007). A capacidade de proteinas interagirem com
diversos parceiros simultaneamente e exclusivamente aumenta a complexidade e robustez das
redes de intera¢des (Alloy e Russell, 2006), sendo assim essenciais para o desenvolvimento,
diferenciacdo celular e homeostase. O estudo das diversas interagdes em uma via, ou do
organismo como um todo recebe o nome de biologia de sistemas.

Entender completamente a interacdo entre os diversos parceiros proteicos depende

criticamente do conhecimento estrutural das moléculas de interesse (Alloy e Russell, 2006). Ao



ganharmos conhecimento estrutural sobre todos os componentes de interesse, diversos sistemas
biolégicos de alta complexidade podem ser estudados e entendidos, uma vez que o organismo é
mais complexo do que a soma de todos os componentes. Cada componente atua de forma bem
especifica em uma ou poucas partes de todo o processo de regulacdao, com funcgdes ciclicas, em
maodulos de alta complexidade e com consumo de energia (Russell et al., 2004). Esses processos
resultam em respostas coerentes para a¢oes especificas (Kitano, 2002).

Alloy e Russell (2006) afirmam que atualmente é muito improvavel encontrar uma proteina
cuja informagdo estrutural ndo esteja disponivel ou ndo possa ser modelada por técnicas de
modelagem por homologia. Essa afirmacdo, que data de 2006, parece bem certeira, como pode
ser observado através da busca avangada no banco de dados sobre estruturas de proteinas, o
Protein Data Bank (PDB; Berman et al., 2000), que desde 2009 ndo ha um novo (diferente) arranjo
estrutural, segundo a definicdo do software SCOP (do inglés Structural Classification Of Proteins;
em Julho de 2012 ha 1393 arranjos diferentes segundo a mesma classificacdo).

Diversas técnicas experimentais podem ser utilizadas para se obter informacdo sobre a
interacdo direta ou indireta de duas ou mais proteinas (Xenarios e Eisenberg, 2001). Ainda que
experimentos relativamente simples, como duplo-hibrido em levedura, fornecam resultados
interessantes do ponto de vista bioldgico, entender como tais interagdes ocorrem requer mais
esforgo. A determinagdo da estrutura tridimensional experimental de proteinas, e em especial de
complexos entre proteinas, ainda consome grande quantidade de recursos econémicos e tempo,
com varias limitagdes das técnicas utilizadas para obtengao de estruturas com resolugdo atémica:
cristalografia e difracdo de raios-x e ressonancia magnética nuclear. Outra técnica para empregada
para a resolugdo de estruturas proteicas é a difracdo de néutrons, porém menos de 0,1% das
estruturas de entrada no PDB foram resolvidas com essa técnica experimental. Para cristalografia
e difracdo de raios-x, a grande dificuldade estd na obtencdo de cristais com poder de difracdo
suficiente para a geragdo de modelos com boa resolucdo (o limite sobre o que é considerado “boa
resolucdo” é arbitrario, mas acima de 3 A muitos detalhes sobre a posicdo relativa dos 4&tomos s3o
perdidos), enquanto que para ressonancia magnética nuclear a limitacdo do tamanho das
estruturas proteicas em torno de 30 kDa (limitagdo da técnica e ndo da qualidade de
equipamentos atuais) se mostra como fator limitante, especialmente para o estudo de complexos
entre proteinas.

Devido a grande importancia das redes de interagGes proteina-proteina para a manutenc¢ao

dos processos regulatérios dentro e fora das células, diversas doengas podem ser atribuidas a



formacdo ou inibicdo de complexos proteicos em locais e/ou momentos inadequados. Por isso,
nos ultimos anos, grande esfor¢o da comunidade cientifica é voltado para estudos com finalidade
de desenho racional de drogas, cujo conhecimento dos contatos estabelecidos nas interfaces de
complexos proteicos importantes em problemas envolvidos com a saude humana, interagdes
planta-patégeno etc. sdo utilizados para a determinacao de pequenas moléculas que consigam
interagir de forma especifica com tais alvos, fundamentais para o aparecimento dessas doencas e
no desenvolvimento de novas drogas (Lybrand, 1995; Beeley e Duckworthy, 1996; Parrill, 1996;
Wade, 1997; Zsoldosa et. al., 2003; Acharya et. al. 2011).

Entender como as proteinas se inter-relacionam, de como os arranjos atomicos se
organizam, pode ser utilizado em experimentos de docking (recurso computacional que diz
respeito a técnica de acoplamento de estruturas tridimensionais de duas ou mais proteinas,
macromoléculas e ligantes), dindmica molecular etc. ou até mesmo servir de guia para
experimentos laboratoriais, por exemplo, indicando alvos para experimentos de mutagéneses,
residuos de aminoacido importantes em relacdo a contatos e caracteristicas de area e volume que
devem ser preservadas ou mudadas.

A capacidade de prever como duas proteinas interagem é um importante problema
abordado pela bioinformatica e biologia computacional, e testada na competi¢gdo internacional
CAPRI (na sigla em inglés para Critical Assessement of Predicted Interactions; Janin e Wodak,
2007). Nessa competicdo, estruturas de mondmeros (ou homo-oligdmeros) sdo disponibilizadas e
algoritmos de diversos grupos de pesquisa sdo testados sobre a qualidade do modelo do complexo
gerado e como esse desvia em relagdo ao complexo resolvido de forma experimental e ndo
disponibilizado. Apesar de varias metodologias serem bem sucedidas em alguns alvos (Janin e
Wodak, 2007), nenhuma se mostrou eficaz para todos os alvos. O elevado nimero de modelos
nao aceitaveis de complexos preditos (2114 de um total de 2390) mostrados nas ultimas rodadas
do CAPRI (Janin e Wodak, 2007) indica que os métodos empregados ainda ndo conseguem prever
de forma acurada complexos proteicos, dadas as estruturas tridimensionais de cada um dos
constituintes. Essa informagdo evidencia que nenhuma lei geral de interagdo entre proteinas foi
obtida até o momento, e, portanto, nenhuma metodologia pode ser proposta de forma a
incorporar as informagdes necessarias para a geracao de modelos confiaveis.

Varios estudos vém sendo reportados na literatura sobre métodos que tentam entender a
natureza de tal associagdo entre macromoléculas (Chotia e Janin, 1975; Jones e Thornton, 1996,

1997; Sheinerman et. al. 2000;Xenarios, |. e Eisenberg, D. 2001; Ofran e Rost, 2003; Bahadur et. al.



2004; Ponstingl et al., 2005; Gruber et. al. 2006; Tsuchiya et al., 2006; Chen e Skolnick, 2008), e,
apesar do grande avango de ferramentas de biologia computacional, ainda ndo é possivel
entender totalmente como tal interagao ocorre, de forma que a predi¢ao de estruturas atomicas
de complexos proteicos ainda é um problema em aberto. Para fins de classificacao, diversas
metodologias de aprendizado de maquina e estatistico foram propostas na literatura. Essas
técnicas combinam diversos descritores de entradas a mapeiam regras e fungdes que levam cada
conjunto de dados de cada residuo de aminodcido a uma classe ou, ainda, associam
probabilidades de classificagdo. A figura 1 ilustra de forma o problema em questdo para a proteina
elastase de leucdcitos humanos e o terceiro dominio do inibidor de ovomucdide de peru (cddigo
PDB 1PPF). Dado proteinas que interagem entre si com estrutura tridimensional conhecida,
buscamos diferenciar os residuos de aminoacido da interface em relagdo aqueles que estdo na

superficie livre.

1PPF.pdb

Cadeia |

Cadeia E

Residuos de aminoacidos na
interface

I:I Residuos de aminoacidos na

superficie livre

Interface correta

Figura 1 — llustrag¢do da regido de interface em um complexo proteina-proteina com estrutura
tridimensional conhecida.

Estrutura da proteina elastase de leucdcitos humanos (cadeia E) e o inibidor de ovomucdide de
peru (cadeia |). Ao extrair a estrutura da cadeia E, os residuos de aminodcidos que estavam em
contato com residuos de aminodcidos da cadeia | sGo pintados em azul, formando uma regido de
interface entre as duas proteinas. O objetivo de metodologias de classificagcdo de aminodcidos
formadores de interface buscam prever corretamente os residuos de aminodcido da interface e
diferencid-los em relacdo aos residuos de aminodcido da superficie livre (pintados em cinza).
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Uma mesma proteina pode possuir diversos parceiros de interagdo. Ainda, é possivel que a
area de interface seja compartilhada entre uma mesma proteina e seus diversos parceiros. Isso é
ilustrado na figura 2 que mostra a proteina serino-protease (SERPRO) com trés distintos inibidores.
Os trés inibidores compartilham a mesma area de interface, no entanto, os detalhes dos contatos
entre os residuos de aminodcido inter-cadeias s3ao especificos em cada caso e conferem a
especificidade da proteina com cada inibidor (Ribeiro et al., 2010). A presente tese ndo busca
estudar a questdo da especificidade, apenas a predicdo da area de interface, uma vez que os

detalhes de interacdo sdo especificos entre os parceiros de cada complexo.

- SERPRO OMTKY3 - SERPRO ECOTIN - SERPRO

Figura 2 — Estrutura do complexo entre a proteina serino-protease com trés inibidores diferentes
que compartilham a mesma regido de interface.

A mesma drea de interface da proteina serino-protease (SERPRO) é compartilhada pelos inibidores
BPTI, OMTKY3 e ECOTIN. Os detalhes de interagdio, como pares de contatos entre os residuos de
aminodcido inter-cadeias, conferem a especificidade das intera¢des.

Recentemente, Zhou e Qin (2007-a) realizaram uma comparacdo entre seis métodos,
disponiveis na literatura como servidores on-line, utilizando um mesmo conjunto de dados:
ProMate (Neuvirth et al., 2004), PPI-Pred (Bradford e Westhead, 2005), PINUP (Liang et. al., 2006),
SPPIDER (Porollo e Meller, 2007), cons-PPISP (Chen e Zhou, 2005) e Meta-PPISP (Qin e Zhou,
2007).

O software ProMate (Neuvirth et al., 2004) estad implementado como um servidor on-line,
gue usa uma funcdo linear baseado em descritores estruturais, como distribuicdo de pares de

residuos de aminodcido e estrutura secundaria, propensidade de tipos de aminoacidos em estar
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na interface de complexos proteicos e conservag¢ao da sequéncia de residuos de aminodcido. O
Unico parametro fisico quimico utilizado no software ProMate, diz respeito ao descritor de
hidrofobicidade. A forma de predicdo é a formacdo de grupos de residuos de aminoacido (ou
pacthes) com maior pontua¢do do modelo linear. Uma predi¢do é considerada bem sucedida pelos
autores, quando pelo menos metade do grupo predito como interface estd realmente localizado
na interface. Esse método foi treinado em um conjunto de dados de hetero-complexos transientes
e, usando o critério de sucesso definido pelos autores, atingiu 70% de sucesso na predicdo de
interface em complexos proteina-proteina.

O software PPI-Pred (Bradford e Westhead, 2005) usa o modelo de maquinas de vetores
suporte (SVM na sigla em inglés para Support Vector Machine) com descritores estruturais, fisico-
guimico e de conservacdo de sequéncia de aminoacidos. Combinando os descritores de potencial
eletrostdtico, hidrofobicidade, conservacdo de aminoacidos, propensidade de localizacdo na
interface, forma de superficie e acessibilidade ao solvente, PPI-Pred prevé regides de interface
entre proteinas com o mesmo mecanismo de patch descrito para o software ProMate. Uma
predicdo bem sucedida, como descrito no artigo pelos autores, é tida quando pelo menos um dos
trés melhores patches possui 20% de cobertura da regido de interface com 50% de especificidade
(definida pelos autores como o numero de aminoacidos de interface no patch dividido pelo
numero total de residuos de aminodacido no patch). Com essa métrica, os autores mostram
predigdes bem sucedidas em 76% dos 180 complexos proteicos no banco de dados utilizado.

O software PINUP (Liang et. al., 2006) também utiliza uma fung¢do linear com os descritores
de conservagdo de aminoacidos, propensidade de localizagdo na interface e um fator de energia
da cadeia lateral. Esse ultimo termo é composto de descritores para acessibilidade ao solvente,
ligacdes de hidrogénio, sobreposicdo de volume atémico, energia de interagdo eletrostatica, area
de dtomos ndo polarizaveis e polarizaveis, que ndo sdo acessiveis ao solvente, propensidade de
angulos da cadeia lateral e energia livre de solvatagdo. Utilizando uma metodologia de validacdo
cruzada, PINUP atinge 44,5 % de taxa de acerto com 42,2% de cobertura.

O software SPPIDER (Porollo e Meller, 2007) utiliza uma rede neural com os descritores de
numero de contatos, hidrofobicidade, conserva¢cdo de carga, conservacdo de hidrofobicidade,
conservagao de tamanho, conservagdo de aminodacidos e area acessivel ao solvente prevista, ou
seja, o valor real de area acessivel ao solvente presente na estrutura ndo é utilizado, mas sim uma
ferramenta preditiva de drea acessivel baseado na sequéncia de aminodcidos. Esse trabalho

também introduziu o conceito de descritores ponderados pela vizinhanga, utilizado nesse estudo e



descrito na sec¢do 2.6. Utilizando um conjunto de teste com 149 entradas nao redundantes com o
conjunto de treinamento, os autores conseguiram prever os residuos de aminodcido formadores
de interface com uma taxa de acerto de 72%, cobertura de 60% e confiabilidade 64%.

O software cons-PPISP (Chen e Zhou, 2005) também utiliza uma rede neural para prever
residuos de aminoacido formadores de interface, sendo que os dados de entrada sao o perfil de
sequéncia do PSI-Blast (dados de conservacdo de aminodacidos) e a area acessivel ao solvente.
Utilizando o conjunto de teste com 68 cadeias proteicas de 40 complexos proteina-proteina com
estrutura monomeérica e em complexo conhecidas (por¢do do docking benchmark, secao 2.3),
cons-PPISP atingiu desempenho de 42% de taxa de acerto, com uma cobertura de 38%.

O software Meta-PPISP (Qin e Zhou, 2007) utiliza o resultado de saida de trés servidores:
cons-PPISP, ProMate e PINUP. Baseado nos valores de saida sobre a probabilidade de classificacdo
de cada residuo de aminoacido como formador de interface, os autores construiram um modelo
de regressdo linear que supera os resultados dos trés métodos isolados. Essa abordagem de
comité de classificadores, ou ensemble, permite que aminodacidos que falham em sua predicdo por
um método, possam ser corretamente predito pelos outros métodos, diminuindo assim a
probabilidade de errar cada uma das classificacdes. Meta-PPISP aumentou a confiabilidade de
cada um dos métodos em 21,7 pontos percentuais (cons-PPISP), 52,5 pontos percentuais
(ProMate) e 9,6 pontos percentuais (PINUP).

No Laboratério de Biologia Computacional da Embrapa Informatica Agropecuaria foi
desenvolvido o maior banco de dados de descritores fisico-quimicos, estruturais e bioldgicos sobre
estruturas proteicas, STING_DB, e disponibilizado pelo servidor on-line que se encontra em sua

vers3o BlueStar STING (www.cbi.cnptia.embrapa.br/SMS, Neshich et al., 2005 e 2006, Oliveira et

al., 2007). BlueStar STING é uma suite de programas com ferramentas para a visualizacdo e analise
estrutural de proteinas. Estes programas (mddulos) estdo concentrados em um Unico pacote que
visa oferecer um instrumento para estudos das macromoléculas, suas estruturas e as relacdes
estrutura-funcdo. InformagGes como posicdo dos residuos de aminodcido na sequéncia e na
estrutura, busca de padrdes, identificacdo de vizinhanga, ligacdes de hidrogénio, angulos e
distancias entre atomos, sdo facilmente obtidas, além de dados sobre natureza e volume dos
contatos atémicos inter e intra-cadeias, a conservac¢do e relagdo entre os contatos intra-cadeia e
parametros funcionais.

De todas as 97 classes, com mais de 900 descritores, utilizaremos um conjunto menor com

os parametros tidos como mais importantes para o estudo de reconhecimento de interfaces em
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complexos proteina-proteina. Com esses descritores aplicados a um banco de dados com
complexos proteicos, podemos analisar a capacidade dos diversos parametros fisico-quimicos e
estruturais em distinguir os residuos de aminoacido importantes para a formacao dos complexos
observados, em relacdao aos residuos de aminoacido que nao oferecem nenhuma participacao
direta na estipulacdo de suas interfaces.

A relevancia do assunto introduzido as ciéncias biolédgicas e a falta de entendimento sobre
as caracteristicas importantes que levam macromoléculas a interagirem serviram como motiva¢do
para a proposta desse estudo. Em especial, a falta de integracdo entre estudos que visam explicar
as caracteristicas das interfaces em complexos proteicos, ou seja, como os residuos de aminoacido
formadores de interface se distinguem dos residuos de aminodcido de superficie livre, atrelado a
criacdo de uma ferramenta preditiva para uso pratico, indicam uma forma metodoldgica ainda a
ser explorada. Ainda, ao se buscar um conjunto de descritores fisico-quimico e estruturais que
descrevem o nano—ambiente dos residuos de aminoacido de interface, o uso dos descritores de
conservacdo de aminoacido deve ser evitado, uma vez que esse atributo ndo pode ser medido na
estrutura proteica. O fato de todos os softwares descritos previamente, além de outros
disponiveis na literatura e de nosso conhecimento, fazerem uso de descritores sobre conservacao,
revelam outro espago para investigacdo que ainda nao foi explorado: a criagdio de modelos
classificadores de residuos de aminodcido na interface que independem do uso de descritores de
conservagao.

Todos os seis métodos, descritos previamente, utilizam descritores de conservagao de
aminodcidos, assim como os descritores sobre propensidade de localizacdo na interface ou
superficie livre. Apesar de residuos de aminoacido importantes para o estabelecimento de
interfaces entre proteinas serem mais conservados do que os residuos de aminodacido que nao sdo
relevantes, é possivel encontrar estruturas de proteinas sem fung¢do conhecida e com baixa
homologia com qualquer outra proteina estudada. Para esses casos, métodos de predicdo de
regido de interface com o uso de conservacdo de aminoacidos ndo devem retornar resultados
confidveis. Ainda, ao tentar entender as caracteristicas basicas que definem regides de intera¢des
entre proteinas, o uso de descritores sobre conservagao de aminodacidos apaga a informagdo sobre
o0 nano-ambiente de cada aminodcido, uma vez que esse descritor ndo é medido na estrutura
proteica, mas sim de um conjunto de proteinas.

A diferenga de perspectiva referente ao uso do descritor de conserva¢do de aminoacidos

consiste no fato de que os métodos descritos acima buscam apenas a criagdo de um modelo



preditivo. Outros trabalhos disponiveis na literatura descrevem estudos estatisticos sobre as
diferencas entre residuos de aminodcido da interface de complexos proteina-proteina, e como
esses se diferenciam dos residuos de aminodcido da superficie livre, porém ndo aplicam essa
informacdo em casos praticos de predicdo. Dessa forma, nosso estudo tende a combinar a
descricdo das caracteristicas fundamentais que diferenciam os residuos de aminoacido de
interface dos de superficie livre ao mesmo tempo em que classificadores sdo treinados no
estabelecimento de uma ferramenta preditiva. Para isso, um processo de selecdo de varidveis foi
incorporado no melhor modelo classificador encontrado.

Propomos também o uso de classificadores especificos para tipo de aminoacido, sendo que
a interface total é obtida com o agrupamento de todos os vinte classificadores. Esse processo
pode substituir os descritores de propensidade de localizacdo dos residuos de aminodacido na
interface, e, como mostrado na secdo de resultados, ao reduzir a faixa de valores para alguns
descritores, é observado ganho de desempenho.

O problema estudado consiste em classificar corretamente residuos de aminodcido,
baseados em um conjunto de descritores fisico-quimico e estruturais, em duas classes: residuos de
aminoacido formadores de interface (IFR, na sigla em inglés para Interface Forming Residue) ou de
superficie livre (FSR, na sigla em inglés para Free Surface forming Residue). Utilizando métodos de

mineragao de dados, buscamos responder as perguntas:

1) As caracteristicas necessarias para estabelecimento de interagGes proteina-proteina estdo
presentes na estrutura proteica?

2) E possivel determinar quais sdo os residuos de aminodcido formadores de interface e
distingui-los dos residuos de aminoacido de superficie livre?

3) Quais caracteristicas fisico-quimicas e estruturais diferenciam os residuos de aminoacido
formadores de interface dos residuos de aminoacido da superficie livre da estrutura

proteica?

A figura 3 ilustra resumidamente o fluxo de passos desenvolvidos neste estudo, desde a
coleta de complexos proteicos com interface conhecida, selecdo de descritores fisico-quimicos e
estruturais, exploracdao de modelos de minera¢do de dados para a classificagdo com aprendizado
supervisionado dos complexos selecionados, comparac¢do e selecdo do melhor modelo avaliado

para cada um dos 20 tipos de aminodcidos, estabelecimento de um método para selegdo de



varidveis para descricdo do nano-ambiente dos residuos de aminodcido formadores de interface e
formacgao de comité de classificadores para redugdo de sobre ajuste aos dados de treinamento.
Por fim, o classificador final de residuos de aminodacido formadores de interface é comparado com
os modelos descritos previamente, que sao inespecificos quanto ao tipo de aminoacido e utilizam

descritores de conservagao de aminoacidos.

Sele¢do do conjunto
de estruturas de
complexos com

interface conhecida

(PDB+PISA)

Selec¢do do conjunto
de descritores fisico-
quimico estrutural
(STING_DB)

Pré-tratamento dos
dados numéricos
(PCA)

Incorporagao de
processo de selegdo de
variaveis no treinamento
do melhor modelo
classificador (validagdo
cruzada com 10 pastas)
com formagdo de comité
de classificadores para
evitar sobre ajuste aos
dados de treinamento e
maximizagdo de
desempenho

Treinamentoe
comparagao de alguns
modelos classificadores
para os 20 tipos de
aminodcidos. Técnicas
de mineragao de dados
em classificagao com
treinamento
supervisionado.

Selecao do melhor
modelo classificador
para predicao de
aminodacidos de
interface

Testes de comparacéo
com outros modelos

disponiveis na literatura

Figura 3 — Fluxograma com os procedimentos para andlise, tratamento dos dados e
maximizagéo de desempenho.

Fluxo desde a coleta dos dados até a comparag¢éGo do melhor modelo obtido com as metodologias
disponiveis na literatura.
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2 Metodologia

2.1 Selegdo das estruturas dos complexos proteicos do PDB e PISA

Todas as informacgdes em relagdo a disposicdo dos dtomos dos complexos estudados foram
retiradas de bancos de dados publicos. O PDB concentra todas as estruturas tridimensionais de
proteinas (e complexos entre proteinas e outras moléculas) que foram resolvidas
experimentalmente, e, portanto, tornou-se uma das fontes mais importantes para a realizacdo
dessa pesquisa.

No entanto, estudos reportam que algumas entradas no PDB ndo passam por filtros
rigorosos de confiabilidade das informacdes presentes (Xu et al. 2008). Em varias entradas, os
conceitos de unidade assimétrica e unidade biolégica sdo confundidos. Unidade assimétrica é
definida como o arranjo minimo da estrutura proteica capaz de gerar o cristal, enquanto unidade
biolégica é o complexo mais provavel de acontecer in vivo por ser funcional e com desempenho
optimizado. Um exemplo de um caso extremo da diferenca entre unidade assimétrica e biolégica
pode ser representado por estruturas de capsideos de virus que formam complexos podendo
chegar a 900 moléculas interagindo entre si (900-mero), enquanto que a unidade assimétrica no
PDB para a entrada 2btv.pdb (estrutura do complexo proteico do nucleo do virus bluetongue) é de
apenas 15 moléculas (15-mero).

Como ilustrado na figura 4 e descrito nesta se¢do, o banco de dados PISA (da sigla em inglés
para Protein Interfaces, Surfaces and Assemblies; Krissinel e Henrick, 2007), foi utilizado em
conjunto com o PDB, uma vez que é considerado mais confidvel em relacdo a qualidade dos dados
sobre complexos proteicos (Xu et al. 2008). A partir dos complexos disponiveis no PDB, o banco de
dados PISA estabelece calculos tedricos sobre a estabilidade dos complexos definindo interfaces
mais acuradas que as disponiveis no PDB.

No entanto, a unidade assimétrica é igual a unidade biolégica em muitos casos. Para
eliminar possiveis problemas relacionados a este filtro de escolha do banco de dados, resolvemos
selecionar apenas as entradas em que a unidade assimétrica do PDB estd de acordo com o estado
oligomérico segundo o PISA. Dessa forma, deixamos de selecionar estruturas de complexos que
estdo erroneamente classificados no PDB e ganhamos confiabilidade sobre o verdadeiro estado

oligomérico das entradas do conjunto de dados.
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Mesmo sendo uma etapa preliminar, sobressaltamos que a escolha do conjunto de
estruturas proteicas é uma das etapas mais importantes para a realizacdo desse projeto. As etapas
de analise e posterior discussdao dos resultados dependem criticamente e pode ser facilitada
devido a uma boa escolha do espaco amostral.

A figura 4 ilustra todas as etapas e filtros utilizados para a escolha dos complexos
representativos da interacdo entre proteinas. Os filtros estabelecidos seguem em parte os filtros
de outros trabalhos publicados, e discutidos posteriormente, sobre previsdes de interfaces em
complexos proteicos.

Primeiramente, havia 68.997 entradas PDB, em novembro de 2010. Os filtros utilizados
consistem em escolher apenas estruturas resolvidas por cristalografia e difracdo de raios-x, uma
vez que essa restricdo refere-se a maioria dos dados presentes no PDB (apenas 8.966 ndo seguem
esse critério). Esse filtro foi aplicado devido a observacdo que ha diferencas entre estruturas
proteicas resolvidas por cristalografia e difracdo de raios-x e resolvidas por ressonancia magnética
nuclear (RMN), principalmente na diferenca de contatos estabelecidos entre residuos de
aminodcido (Scheneider et al., 2009). Além do mais, estruturas resolvidas por RMN possuem em
média 20 estruturas equiprovaveis e listadas no arquivo PDB, sendo que ndo é possivel escolher a
melhor estrutura para os cdlculos dos parametros fisico-quimicos e estruturais.

Nesse estudo, ndo é de interesse avaliar as interacdes entre proteinas e DNA e/ou RNA, por
isso as cadeias desse tipo de macromolécula foram excluidas. Como descrito acima, foram
utilizadas apenas as entradas que estdao em acordo entre os bancos de dados PDB e PISA.

Apenas dados provenientes de complexos proteicos foram selecionados (ao menos duas
cadeias na unidade assimétrica), atingindo 15.158 PDBs. Esse filtro elimina entradas monoméricas
e reduz em aproximadamente 50% o nuimero de entradas (de 29.578 para 15.158 PDBs). A
obtencdo de estruturas na forma isolada (monomérica) se torna mais simplificada em relacdo a
baixa energia de ligacdo entre complexos transientes, o que nao favorece a formacdo de cristais
(Liang, et al. 2006). Quanto menor o valor da resolugdo da estrutura, melhor consegue-se definir
as posicoes dos atomos e melhor é o modelo estrutural. Seguindo outros trabalhos disponiveis na
literatura, escolhemos arbitrariamente o maximo como sendo de 3 A de resolu¢do. Da mesma
forma, foi definido um limite inferior para o nimero de residuos de aminodacido presentes em
cada cadeia como sendo de 50 residuos. Para eliminar complexos cristalinos (que ndo possuem
nenhuma relevancia bioldgica) retiramos entradas com &rea de interface menor que 200A’

(Ponstingl et al. 2005). Para eliminar possiveis dados introdutores de ruido em nossa analise, as
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entradas classificadas como fragmentos de proteinas pelo banco de dados UnitProt (Martin 2005;

UnitProt consortium, 2009) foram removidas.

[ Protein Data Bank — PDB (Nov. 2010) ]

68.997 arquivos
]
v ) 4 B
Estruturas resolvidas por Apenas cadeias .| EstadooligoméricoPISA =
L difragdo de raios-x ) | protéicas | | unidadeassimétricaPDB |
60.031 arquivos PDB 55.962 arquivos PDB 29.578 arquivos PDB
[ Cadeias > 50 aminoacidos e | L ( Resolucio< 3 A i . Pelo menos duas cadeias
| dreadeinterface>200A2 |~ | ge0=3A2 S protéicas (dimeros) )
14.094 arquivos PDB 14,520 arquivos PDB 15.158 arquivos PDB
[ Remog3o de fragmentosde | [ Similaridade sequencial
L cadeias ) | (Blast-Clust) < 95%

13.444 arquivos PDB

" Similaridade sequencial
(Blast-Clust) < 70%

Similaridade sequencial )
(Blast-Clust) < 30%

.

Figura 4 — Filtros estabelecidos para a sele¢éo de complexos proteicos oriundos do PDB.
Na data de inicio da sele¢do havia um total de 68.997 estruturas depositadas no PDB. Escolhemos

apenas estruturas resolvidas por cristalografia e difragéo de raios-X (60.031 entradas), removendo
cadeias de DNA ou RNA (55.962 entradas). O estado oligomérico definido pelo PISA deve ser igual
ao numero de cadeias na unidade assimétrica (29.578 entradas), sendo que deve haver pelo menos
duas cadeias na unidade assimétrica (15.158 entradas). Escolhemos estruturas com resolugdo
melhor do que 3 A (15.520 entradas), com no minimo 50 residuos de aminodcido e com drea de
interface maior do que 200 A’ (14.094 entradas). Fragmentos de proteinas foram removidos
segundo a integra¢do do banco de dados Unitprot (13.444). A similaridade sequencial foi removida
utilizando Blast-Clust da busca avan¢ada do PDB, resultando em conjunto de dados ndo
redundantes ao nivel de 95% (6098 entradas), 70% (5656 entradas) e 30% (4149 entradas).

Por ultimo, as cadeias de aminoacidos que compartilham mais do que 95%, 70% e 30% de
similaridade sequencial foram removidas. Para definir qual entrada seria mantida, utilizamos o
mesmo critério que o sistema de busca avancada do PDB, escolhendo os arquivos com melhor

resolugdo, com entrada mais recente e por ordem alfabética.
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2.2 Agrupamento do banco de dados

A geracdo de modelos classificadores descrita nessa tese foi dividida em duas etapas neste
estudo. A primeira etapa visa explorar qual a importancia do modelo classificador para o processo
de predicdo e classificacdo de residuos de aminodcido como formadores de interface ou de
superficie livre. Na segunda etapa, foi explorado, com maior rigor estatistico, possivel viés
referente a escolha do conjunto de treinamento do banco de dados, a melhora em desempenho
obtida pela divisdo do problema de classificacdo por tipo de aminodcido, a comparagdo com
outros modelos disponiveis na literatura e, por fim, discussdo da lista dos descritores mais
importante relacionados com a distin¢do entre IFR e FSR.

Ao dividir o conjunto de dados por tipo de residuo de aminoacido, nenhuma distingao entre
cisteinas que estabelecem ou ndo estabelecem ligacdo de sulfeto é realizada. No entanto,
utilizamos o descritor sobre energia de ligacdo de sulfeto para esse tipo de residuo de aminodcido.

Para a primeira etapa, utilizando um gerador de nimeros aleatérios, as entradas retidas no
conjunto de dados DS95, descrito acima, foram separadas em dois grupos de dados que serdo
utilizados nas etapas posteriores: conjunto de treinamento (60% das entradas - 4114 cadeias ndo
redundantes) e conjunto teste (40% - 2733 cadeias).

Para a segunda etapa, as entradas do banco de dados foram aleatoriamente divididas em 10
grupos. A técnica estatistica de validagao cruzada com 10 pastas foi utilizada. Nessa técnica, 9
grupos sdo utilizados para treinar o modelo classificador enquanto o ultimo grupo é utilizado para
teste. Na segunda rodada, outro grupo é selecionado para teste enquanto os 9 grupos restantes
sdo utilizados para treinamento. Ao repetir o processo 10 vezes, variando o grupo de teste, tém-se
uma medida estatistica do desempenho do classificador, sendo que cada entrada é utilizada como

teste uma Unica vez.

2.3 Conjunto teste final — Docking benchmark

Para a drea de predicdo de interface em complexos proteina-proteina, o banco de dados
sobre docking proteina-proteina (Hwang et al., 2010) é considerado como o benchmark, e
encontra-se atualmente na quarta versdo. Por definicdo, benchmark é um conjunto de dados que
deve ser descartado durante treinamento e usados em predicGes para comparagdes entre técnicas
diferentes. Nesse caso, as estruturas dos pares de proteinas que interagem foram resolvidas tanto

para cada proteina isolada como também para as proteinas complexadas. Dessa forma, a predicdo
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baseada na cadeia proteica isolada condiz mais com a realidade de predi¢des futuras, onde a
estrutura utilizada ndo se encontra ligada a um determinado parceiro.

Um total de 176 pares de proteinas compde o benchmark (Hwang et al., 2010), sendo
divididos em 121 casos faceis (corpo-rigido), 30 médios e 25 dificeis. Os graus de dificuldade estdo
relacionados com a reorganizacdao das cadeias proteicas apds se ligarem entre si. Para os
individuos presentes na classe facil, utilizamos a informacdo contida na estrutura do complexo,
enquanto que para as demais classes a predicdo foi feita na estrutura isolada (ndo complexada).
Essa atitude foi motivada pelo fato de que estruturas presentes na classe facil sofrem pouca
mudanca conformacional e, portanto, as estruturas isoladas e complexadas sdo muito parecidas.
Para os casos faceis, 0 RMSD de carbono o médio é de 0,82-A (em média 212 residuos de
aminodcido por cadeia proteica, nesta classe). De forma comparativa, as classes de média e alta
dificuldade possuem um RMSD de carbono o de 1,8 e 3,6-A, respectivamente (em média 239 e
235 residuos de aminoacido por cadeia proteica, respectivamente).

A figura 5 ilustra a mudanga conformacional sofrida pelas cadeias proteicas apds a formagao
do complexo para dois casos do grupo “dificil”. Para a figura 5-a, as cadeias H e L da proteina do
fator de coagulagdo Vll-a (1QFK_HL isolada e 1FAK_HL em complexo) possui um RMSD (de
carbono a) superior a 6 A. Para a figura 5-b, as cadeias R e Y do receptor de interleucina-1

(1GOY_R isolada e 1IRA_Y em complexo) possuem um RMSD superior a 8 A.

1QFK (cadeias H,L) vs. 1FAK (cadeias H,L) 1G0Y(cadeia R) vs. 1FAK (cadeiaY)

RMSD Co — 6,18 A RMSD Ca — 8,38 A

Figura 5 — llustragdo da modifica¢éo conformacional sofrida por duas proteinas do grupo “dificil”
do docking benchmark (versdo 4).
Para a proteina do fator de coagulacdo Vil-a (a) o RMSD de carbono a atinge 6,18-A e para o

receptor de interleucina-1 (b) atinge 8,38-A. A forma em isolagdo é ilustrada em azul enquanto a
forma complexada em vermelho. A superficie proteica em cinza ilustra o parceiro de interagdo de
cada proteina na forma em complexo.
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Uma fracdo do docking benchmark foi utilizada recentemente para comparar 8 modelos

classificadores de IFR descritos na literatura (Zhou e Qin, 2007-a). Para 35 casos do benchmark

(conjunto de dados referido como 35Enz), os autores utilizaram a estrutura monomérica e

mapearam a interface das estruturas dos complexos, respeitando a ordem da tabela 1.

Tabela 1 — Cédigos do PDB e respectivas cadeias retiradas do docking benchmark e utilizadas
para comparagdo com outros métodos disponiveis na literatura. Os IFR sdo registrados através
de mapeamento das estruturas dos complexos nas estruturas isoladas.

PDB adela PDB ade PDB dela PDB ade
Olal0O Old Oompilexo 0, O1ad00 O1d0 ompilexo PIEXO
1BA7 B 1AVX B 1MO08 B 7CEl B
1A19 B 1AY7 B 1RGH B 1AY7 A
1HOE A 1BVN T 1PIG A 1BVN P
1HPT A 1Cal I 9RSA B 1DFJ E

1K9B A 1D6R I 1EIN A 1E6E A
2BNH A 1DFJ I 1GJR A 1EWY A
1CJE D 1E6E B 4PEP A 1F34 A
9PTI A 1EAW B 2PKA X 1HIA A
1Cczp A 1EWY C 2PKA Y 1HIA B
1ECZ A 1EZU A 1J06 B 1MAH A
1ECZ B 1EZU B 1UDH A 1UDI E

1F32 A 1F34 B 2BBK J 2MTA H
1BX8 A 1HIA I 2BBK M 2MTA L

1FSC A 1MAH F 1CCpP A 2PCC A
1LU0 A 1PPE I 1SuUpP A 2SIC E
1B1U A 1TMQ B 1UNK D 7CEl A
2UGlI B 1UDI I 1JB1 A 1KKL A
2RAC A 2MTA A 1EGL A 1ACB I

1YCC A 2PCC B 2HPR A 1KKL H
3sslI A 2SIC I

O uso de estruturas resolvidas pela técnica de RMN, traria informacdes sobre a flexibilidade

das estruturas proteicas. No entanto, a presenca de 20 estruturas equiprovaveis por arquivo,

inviabiliza o calculo dos parametros fisico-quimicos e estruturais. Além disso, apenas 7% das

entradas por RMN sdo de complexos entre duas ou mais cadeias proteicas. Somado a diferenca

entre os contatos estabelecidos por estruturas resolvidas por RMN e cristalografia e difracdo de

raios-x (Scheneider et al.,, 2009), as entradas por RMN foram excluidas das etapas posteriores



deste estudo. Da mesma forma, o uso de outras técnicas computacionais para o estudo da
flexibilidade da estrutura proteica, como dindmica molecular, por exemplo, ainda ndo podem ser
feitas em larga escala e de forma automatizada, sendo de grande importancia apenas para
estudos de casos que podem ser realizados posteriormente ao uso da ferramenta de predicdo de

aminoacidos formadores de interface.

2.4 BlueStar STING e STING_DB

STING é uma suite de programas com ferramentas para a visualizacdo e analise estrutural
de proteinas. Estes programas (moddulos) estdo concentrados em um Unico pacote que visa
oferecer um instrumento completo para estudos das macromoléculas, suas estruturas e as
relagOes estrutura-funcdo. Informagdes como posicdo dos residuos de aminodcido na sequéncia e
na estrutura, busca de padrdes, identificacdo de vizinhanca, ligacdes de hidrogénio, angulos e
distancias entre atomos, sdo facilmente obtidas, além de dados sobre natureza e volume dos
contatos atdmicos inter e intracadeias, a conservacdo e relagdo entre os contatos intracadeia, e
parametros funcionais. Todo esse pacote de analise foi implementado em uma interface amigavel
ao usuario que pode ser acessada via web (http://www.cbi.cnptia.embrapa.br/SMS).

Associada aos mddulos, uma extensa base de dados (STING_DB) contém todos os dados
qgue foram usados, enquanto outras fontes serdo utilizadas como auxilio para a obtencéo de dados
ndo redundantes. STING_RDB permite a realizagdo de buscas complexas dentro de todo o
conjunto de dados, reduzindo os requerimentos de armazenamento e conferindo a capacidade de
analise de varias estruturas de proteinas ao mesmo tempo (o que nao era possivel com STING_DB;
Oliveira et al., 2007).

Entre os médulos do STING, hé o Java Protein Dossier ('PD; Neshich et al., 2004) gue é uma
ferramenta de visualizagdo que comunica muita informacdo através de um Unico gréfico,
mostrado em formas de cores diferentes de acordo com o valor adotado para cada parametro. O
'PD fornece aos usudrios uma vasta colecdo de pardmetros fisico-quimicos descrevendo a
estrutura da proteina, estabilidade e interagGes com outras macromoléculas. Ao mesmo tempo, o
'PD é um passo na direcdo de compilar uma base de dados diversificada de descritores de
estrutura-funcdo, que podem ser usados como uma plataforma para a aquisicdo de novos

conhecimentos. 'PD pode mostrar e analisar, simultaneamente, todos os parametros fisico-
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quimicos de duas estruturas que tenham sido previamente superpostas, permitindo uma
comparacao direta de parametros entre estruturas similares.

Para varios descritores, obtemos informacdo nao sé do residuo de aminodcido em questao
mas também de seus vizinhos estruturais. Apesar de varias entradas do PDB possuirem moléculas
de dgua cristalizadas junto com os residuos de aminoacido da estrutura, essas moléculas ndo sao
usadas para o calculo dos parametros descritos nas prdéximas sub-secées. Em parte, porque
apenas estruturas de melhor resolucdo, trazem a informacdo sobre a real posicdao das moléculas
de 4gua.

O Grupo de Pesquisa em Biologia Computacional da Embrapa Informatica Agropecudria
possui diversas linhas de pesquisas visando o desenvolvimento de ferramentas computacionais
que utilizam os descritores fisico-quimico, estruturais e de conservacdo para aumentar o
conhecimento no campo da biologia estrutural, além da geracdo de produtos disponiveis
publicamente.

Entre os trabalhos, destacamos o estudo aprofundado do efeito hidrofébico em complexos
proteina-proteina, que criou um indice de hidrofobicidade capaz de explicar, apenas do ponto de
vista sobre hidrofobicidade, mais do que 98% das interfaces completas de complexos proteicos
presentes no PDB.

Em outro estudo, foi possivel aprofundar no conhecimento de hot spots, brevemente
definidos como os residuos de aminodcido com maior contribuicdo energética de contatos através
da interface em complexos proteina-proteina. Utilizando os descritores fisico-quimicos e
estruturais da base de dados BlueStar STING, foi possivel prever residuos de aminoacido como hot
spots com maior precisdo (74%) e sensitividade (91%) do que outros métodos disponiveis na
literatura. Esse trabalho culminou no desenvolvimento de uma dissertacdo de mestrado (Pereira,
2012)

De forma complementar, um estudo ainda em desenvolvimento estd se mostrando
promissor ao empregar os descritores fisico-quimicos e estruturais para prever os residuos de
aminodcido que compde o sitio catalitico de enzimas, além de diferenciar entre as classes de
enzimas existentes.

O conjunto desses trés estudos somados a presente tese visa aprofundar o conhecimento
sobre complexos proteina-proteina, no sentido de descrever o nano-ambiente em que os residuos
de aminodcido, ou conjunto de residuos de aminodcido, estdo inserido. Dessa forma, temos

ferramentas com alto poder de aplicagdo para o campo de desenho racional de drogas e
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agroquimicos, na definicao de sitios especificos, em relacdo a interacées com proteinas, para guiar
experimentos ou identificar os farmacos promiscuos para serem evitados no desenvolvimento de
tais drogas e agroquimicos.

Por fim, mas ndo menos importante, foi possivel observar padrées e marcadores para a
previsao de elementos de estrutura secundaria em estruturas proteicas. Nessa frente de pesquisa,
busca-se encontrar os elementos bdsicos que regulam a formacao de estruturas secundarias no
processo de enovelamento das proteinas. Essa abordagem visa aprofundar o conhecimento

tedrico sobre como o arranjo atdmico das proteinas opera para formar a estrutura proteica final.

2.5 Selegdo dos descritores fisico-quimicos e estruturais

Dentre todos os parametros disponiveis no STING_DB, escolhemos um numero reduzido de
dados que, de acordo com nosso ponto de vista, apresentam maiores probabilidades de estarem
associados com os processos de reconhecimento entre as proteinas. Os descritores escolhidos
para a primeira etapa de desenvolvimento do projeto estdo listados na tabela 2 e detalhados nas
subsecdes 2.5.1 — 2.5.10.

Diferentemente dos trabalhos disponiveis na literatura, ndo foi utilizado descritores
referentes a conservacdo de aminodcidos. Apesar de estes pardmetros estarem presentes no
STING_DB (em duas formas diferentes — HSSP e SH,Q®), o uso desse descritor inviabiliza a definicdo
do nano-ambiente em que cada residuo de aminodcido formador de interface estd inserido, uma
vez que conservagdo sequencial de aminoacidos é uma medida de um conjunto de proteinas
homdlogas, e nao reflete nenhuma caracteristica presente na estrutura proteica. A incorporagao
dos descritores de conservagdo esta prevista para fim comparativo entre o desempenho de

classificagdo dos residuos de aminoacido formadores de interface.

Tabela 2 - Descritores utilizados nas andlises estatisticas e criagéo de modelos classificadores e
suas abreviagoes em inglés.

Acessibilidade (Accessibility - Acc)

Acc em isolagdo Acc relativa

Potencial Eletrostatico (Eletrostatic Potential - EP)

EP no Ca EP no LHA EP média EP na superficie

Hidrofobicidade

Hidrofobicidade em isolagdo
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Densidade de Energia de Contatos (Contact Energy Density - CED) Internos (INT)

CED no Ca INT (3)
CED no Cat INT (4)

CED no Ca INT (5)

CED no Ca INT (6)
CED no Ca INT (7)

CED no LHA INT (3)
CED no LHA INT (4)

CED no LHA INT (5)

CED no LHA INT (6)
CED no LHA INT (7)

Cross Link Order (CLO)
CLO no Ca CLO no CB CLO no LHA
Cross Presence Order (CPO)
CPO no Ca CPO no CB CPO no LHA
Angulos Diedrais
PHI PSI
Rotédmeros
CHI 1 CHI 2 CHI 3 CHI 4
Densidade
Densidade no Ca (3) Densidade no Ca (6) Densidade no LHA (3) Densidade no LHA (6)
Densidade no Ca (4) Densidade no Ca (7) Densidade no LHA (4) Densidade no LHA (7)
Densidade no Ca (5) Densidade no LHA (5)
Esponjicidade (Sponge)
Esponjicidade no Ca (3) Esponjicidade no Ca (6) Esponjicidade no LHA (3) Esponjicidade no LHA (6)
Esponjicidade no Ca (4) Esponjicidade no Ca (7) Esponjicidade no LHA (4) Esponjicidade no LHA (7)
Esponjicidade no Ca (5) Esponjicidade no LHA (5)
Numero de Contatos
Hidrofdbicos Ligagdo de Hidrogénio - MM  Ligagdo de Hidrogénio - MWM Ligag¢do de Hidrogénio - MWWM Aromaticos
Carregados (Atrativos)  Ligagdo de Hidrogénio - MS  Ligagdo de Hidrogénio - MWS  Ligagdo de Hidrogénio - MWWS Ligagdo SS
Carregados (Repulsivos)  Ligagdo de Hidrogénio - SS Ligagdo de Hidrogénio - SWS Ligagdo de Hidrogénio - SWWS
Energia de Contatos
Hidrofdbicos Ligagdo de Hidrogénio - MM  Ligagdo de Hidrogénio - MWM Ligag¢do de Hidrogénio - MWWM Aromaticos
Carregados (Atrativos)  Ligacdo de Hidrogénio - MS  Ligagdo de Hidrogénio - MWS  Ligacdo de Hidrogénio - MWWS Ligagdo SS

Carregados (Repulsivos)

Ligagdo de Hidrogénio - SS

Ligagdo de Hidrogénio - SWS

Ligagdo de Hidrogénio - SWWS

Energia total

Numero de Contatos ndo Usados

Hidrofdébicos
Carregados (Atrativos)

Carregados (Repulsivos)

Ligagdo de Hidrogénio - MM
Ligagdo de Hidrogénio - MS

Ligagdo de Hidrogénio - SS

Ligagdo de Hidrogénio - MWM
Ligagdo de Hidrogénio - MWS

Ligagdo de Hidrogénio - SWS

Ligacdo de Hidrogénio - MWWM
Ligagdo de Hidrogénio - MWWS

Ligagdo de Hidrogénio - SWWS

Aromaticos

Ligacao SS

Energia de Contatos ndo Usados

Hidrofdbicos
Carregados (Atrativos)

Carregados (Repulsivos)

Ligagdo de Hidrogénio - MM
Ligagdo de Hidrogénio - MS

Ligagdo de Hidrogénio - SS

Ligagdo de Hidrogénio - MWM
Ligagdo de Hidrogénio - MWS

Ligagdo de Hidrogénio - SWS

Ligagdo de Hidrogénio - MWWM
Ligagdo de Hidrogénio - MWWS
Ligagdo de Hidrogénio - SWWS

Aromaticos
Ligacdo SS

Energia total ndo usada

Rétulo: Ca = Carbon alpha; LHA = Last Heavy Atom; MM = Main chain — Main chain; MS = Main

chain — Side chain; SS = Side chain — Side chain; W = Water molecule; WW = 2x Water molecules
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2.5.1 Potencial Eletrostatico

Os atomos que compdes os residuos de aminodacido das proteinas podem, em determinadas
condicOes, apresentar carga elétrica, que interagem com outras regides carregadas da propria
proteina ou ainda com outras moléculas e/ou ions de seu ambiente. Portanto, em um
determinado ponto do espaco é possivel calcular o potencial eletrostatico devido as cargas
presentes nas macromoléculas ao redor do ponto.

Blue Star STING utiliza o software DelPhi (Rocchia e Neshich, 2007) para calculos de
potencial eletrostatico para todas as proteinas presentes no PDB através da resolucdo da equacao

de Poisson-Boltzmann da eletrostatica:

V- [, (V)] = = [prarsasfives(r) — SO o)) (o1)
onde ¢(r) é o potencial eletrostatico, €,(r) é a constante dielétrica local, €5,;, € a constante
dielétrica para o solvente, p€r9as-fixas(y) & 3 distribuicdo de cargas, &, é a constante de
permissividade do vacuo e k?(r) é o parametro de Debye, que depende da temperatura absoluta,
concentragao de sal, da carga liquida e da constante dielétrica.

Valores de potencial no Carbono-a, no ultimo dtomo pesado da cadeia lateral (LHA da sigla
em inglés Last Heavy Atom - LHA), média do residuo de aminoacido e média na superficie sdo
armazenados no STING_DB e foram utilizados nesse estudo. O arquivo de saida do DelPhj ainda
apresenta valores para outras regides especificas de cada aminodcido, por exemplo, do 4tomo de

enxofre de cisteinas, no entanto, esses valores especificos ndo foram utilizados.

2.5.2 Hidrofobicidade

A maior parte das proteinas cuja estrutura foi resolvida e depositada no PDB s3do hidrofilicas.
Porém, nem todos os tipos de aminoacidos que constituem as proteinas possuem em sua cadeia
lateral atomos de nitrogénio e oxigénio capazes de estabelecerem ligagGes de hidrogénio com as
moléculas de dgua. Para esses aminodcidos é associado o termo hidrofilico enquanto que para o
restante dos aminodcidos é associado o termo hidrofdbico. A tabela 3 refere aos 20 tipos de

aminodcido e suas caracteristicas quanto a hidrofobicidade.
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A caracteristica hidrofdbica é associada ao favorecimento energético de dtomos apolares
(em especial o atomo de carbono) a estarem juntos espacialmente, reduzindo assim a area de
contato com solvente polar. Dessa forma, os 4&tomos de nitrogénio e oxigénio ficam mais expostos
ao solvente.

Atualmente varias escalas de hidrofobicidade sdo aceitas na literatura. O software BlueStar
STING utiliza a escala definida por Radzicka et. al (1998) (tabela 3). Para cada valor dessa escala
multiplica-se pelo valor da drea acessivel do presente residuo de aminodcido, resultando no valor

de hidrofobicidade para cada residuo da estrutura proteica:

areQgcc,i

Hidrofobicidade = Radzicka; (02)

aredeotal,i

onde Radzicka; é o valor da escala de hidrofobicidade (ultima coluna da tabela 3); area,..; é o valor
da area acessivel do i-ésimo residuo de aminoacido (descricdo sobre o calculo desse valor é
mostrado na sec¢do 2.5.5) e ared,; € a area total do i-ésimo residuo de aminoacido como
calculada no tri-peptideo Gli-X-Gli, onde cada um dos 20 tipos de aminoacido é intercalado por

dois residuos de glicina.

Tabela 3 - Escala de Hidrofobicidade definida por Radzicka et al. (1988) e caracteristicas fisico-
quimica dos 20 tipos de aminodcido.

Aminodcido Polaridade da Cadeia Carga da Cadeia Lateral - Constante de
Lateral pH7,4 hidrofobicidade
(Arg) polar positiva -14.92
(Asp) polar negativa -8.72
(Glu) polar negativa -6.81
(Asn) polar neutro -6.64
(Lys) polar positiva -5.55
(Gln) polar neutro -5.54
(His) polar neutro/positiva -4.66
(Ser) polar neutro -3.4
(Thr) polar neutro -2.57
(Tyr) polar neutro -0.14
(Gly) apolar neutro 0.94
(Cys) apolar neutro 1.28
(Ala) apolar neutro 1.81
(Trp) apolar neutro 2.33
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Aminoacido Polaridade da Cadeia Carga da Cadeia Lateral - Constante de

Lateral pH 7,4 hidrofobicidade
(Met) apolar neutro 2.35
(Phe) apolar neutro 2.98
(Pro) apolar neutro 3.5
(val) apolar neutro 4.04
(lle) apolar neutro 4.92
(Leu) apolar neutro 4.92

Fonte: Radzicka et al., (1988).

2.5.3 Contatos e Densidade de Energia de Contatos

A maior parte dos residuos de aminoacido estabelecem diferentes contatos com outros
residuos de aminoacido além da ligagcdo peptidica que une a sequéncia primaria de organizagao
das proteinas. O software BlueStar STING diferencia 14 tipos de contados, como mostrado na
tabela 4, que é armazenada em sua base de dados ao nivel atdmico, ou seja, possui informagdes
sobre quais pares de atomos dos residuos de aminoacido estdo estabelecendo os contatos, sendo
que para cada tipo de contato é estabelecido um valor de energia associado. BlueStar STING
define contatos baseados em distancias relativas do par de atomos ou residuos de aminodcido,
este Ultimo no caso de contatos do tipo aromatico, que estabelecem os diferentes tipos de
contato (da Silveira et al., 2009). A energia de cada tipo de contato utilizada e armazenada no

STING_DB é mostrada na tabela 4.

Tabela 4 - 14 tipos diferentes de contatos armazenados no STING_DB e seus receptivos valores
de energia de interagao

Tipo de Interagdo Energia Associada (kcal/mol) ‘
1 Hidrofébica 0.06
2 Carregada Atrativa 10.00
3 Carregada Repulsiva 10.00
4 Ligacdo de Hidrogénio Cadeia Principal - Cadeia 2.60
Principal
5 Ligacdo de Hidrogénio Cadeia principal - Cadeia 2.60
Lateral
6 Ligacdo de Hidrogénio Cadeia Lateral - Cadeia Lateral 2.60
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Tipo de Interagdo Energia Associada (kcal/mol) ‘

7 Ligacdo de Hidrogénio Cadeia Principal - Cadeia 2.60
Principal (1 - H,0)
8 Ligacdo de Hidrogénio Cadeia Principal - Cadeia 2.60
Lateral (1 - H,0)
9 Ligagdo de Hidrogénio Cadeia Lateral - Cadeia Lateral 2.60
(1-Hy0)
10 Ligacdo de Hidrogénio Cadeia Principal - Cadeia 2.60

Principal (2 - H,0)

11 Ligacdo de Hidrogénio Cadeia Principal - Cadeia 2.60
Lateral (2 - H,0)

12 Ligacdo de Hidrogénio Cadeia Lateral - Cadeia Lateral 2.60
(2-H,0)

13 Aromatica 1.50

14 Ponte Dissulfeto 85.00

Fonte: http://www.cbi.cnptia.embrapa.br/SMS/STINGm/help/energy contacts table.html

O parametro definido como Densidade de Energia de Contatos (ou CED — Contact Energy
Density, na sigla em inglés) utiliza uma sonda esférica (de raio variavel entre 3 e 7 A) centrada no
carbono-a ou LHA (totalizando 5 op¢des de calculo) de cada aminoacido. Todos os contatos entre
residuos de aminodcido dentro da sonda esférica sdao somados e divididos pelo volume da esfera.
Dessa forma, para cada residuo de aminodacido ha 20 descritores a partir deste parametro, pois se
consideram de forma separada os contatos internos (entre residuos de aminoacido de uma
mesma cadeia) e externos (entre residuos de aminodcido de cadeias diferentes). Para este

trabalho utilizamos apenas os descritores de contatos internos.

2.5.4 Rotameros

Os atomos dos residuos de aminoacido se organizam formando angulos entre si. Para os
atomos da cadeia principal (nitrogénio, carbono-a, carbono-carbonila e oxigénio) ha dois dngulos,
PSI e PHI. Para os dtomos da cadeia lateral pode haver até cinco angulos, x-1 até x-5, porém como
a cadeia lateral dos residuos de aminoacido possuem comprimentos diferentes, nem todos
possuem o mesmo grupo de angulos, por exemplo, o angulo x-5 é calculado apenas para residuos

de arginina, enquanto que para residuos de glicina ndo ha nenhum dos angulos ¥, ja que sua
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cadeia lateral é um dtomo de hidrogénio apenas. A figura 6 mostra os angulos para um residuo de
arginina.

Assim como os angulos PHI e PSI que apresentam preferéncias de configuracdo devido a
possiveis choques estéricos entre os residuos de aminoacido, os dngulos da cadeia lateral também
apresentam algumas preferéncias (Schrauber et al. 1993), podendo apresentar um padrdo de

orientagoes.

Figura 6 — Angulos x da cadeia lateral do aminodcido arginina (tnico aminodcido cuja cadeia
lateral se estende até o dngulo x-5).

Cada residuo de aminodcido possui determinados dngulos preferenciais como reportado por
Schrauber et al. (1993). Os valores de cada dngulo para todos os residuos de aminodcido de todas
as estruturas proteicas presentes no PDB estGio armazenados no STING_DB, podendo ser acessadas
pelo servidor do BlueStar STING.

2.5.5 Acessibilidade

Nem todos os residuos de aminodcido que constituem as proteinas estdo acessiveis ao
solvente. Alguns estdo enterrados no nucleo das estruturas proteicas e normalmente estdo
associados a estabilidade de tais estruturas, promovendo contatos que nao sao estabelecidos com
o solvente, como por exemplo, os contatos hidrofébicos entre &tomos de carbono dos residuos de
aminoacido.

Os limites pré-definidos para o volume dos atomos é tido como o volume de van der Waals,
qgue é o volume de uma esfera com raios distintos para cada tipo de atomo. A sobreposi¢cdo de

todos os volumes do arranjo tridimensional de dtomos da estrutura de cada proteina gera sua
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superficie de van der Waals. Para calcular a drea acessivel que cada residuo de aminoacido fornece
para a superficie proteica utiliza-se uma sonda esférica com raio igual ao raio da molécula de dgua
(1,4 A) e fazendo com que role pela superficie de van der Waals. A superficie gerada pelo centro

geométrico da esfera sonda é a superficie acessivel ao solvente (figura 7) (Lee e Richards, 1971).

Superficie de van
der Waals —_—
‘; . Sonda
\ Esférica

Superficie Acessivel definida

pelas posigdes alcancadas
pelo centro da sonda esférica

Figura 7 — Definigdo de superficie acessivel de acordo com a superficie de van der Waals de cada
molécula.

Para calcular a drea acessivel que cada residuo de aminoacido contribui para a superficie

proteica, o software Blue Star STING utiliza o algoritmo SurfV (Sridharan et al., 1992).

2.5.6 Contatos nao Usados

Na secdo 2.5.3 definimos como o software BlueStar STING define e armazena em sua base
de dados os contatos estabelecidos pelos residuos de aminodacido na estrutura tridimensional de
proteinas e complexos proteicos. Através de STING_DB pode-se facilmente obter valores de
maximo para cada um dos 14 tipos de contatos estabelecidos por cada um dos 20 tipos de
aminodacido em toda a base de dados. Comparando os valores do nimero de contatos presentes
em cada residuo de aminodcido em todas as proteinas do PDB, é possivel calcular quantos
contatos ndo foram estabelecidos em relagao ao valor maximo pré-calculado.

Esse parametro estabelece um potencial de contatos ndo usados, que ndo leva em conta o
meio ambiente em que cada residuo de aminodcido estd inserido, mas para interfaces apresenta-

se como um bom parametro. O numero e energia de contatos ndo usados define quais tipos de
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contatos os atomos que a compde ainda nao realizaram quando comparados com outros dados

presentes no STING_DB.

2.5.7 Ordem de Cross Link

Devido ao dobramento da sequéncia de residuos de aminodcido na estrutura
tridimensional, residuos distantes sdo colocados préximo no espaco, e podem portanto interagir
entre si. O parametro Cross Link presente no software Blue Star STING leva essa caracteristica em
conta. A ordem no nome do descritor é definido em relacdo ao numero dos contatos
estabelecidos entre seguimentos de residuos de aminoacido de, no minimo, 15 residuos de
aminodacido na estrutura primaria da proteina, e que estejam dentro da sonda esférica com raio
3,5 A (devido ao dobramento da proteina) que pode ser centrada no carbono-a, carbono-B ou no

LHA.

2.5.8 Ordem de Cross Presence

Seguindo a mesma definicdo do parametro Cross Link, descrito na se¢do 2.5.7, o descritor
Cross Presence conta todos os residuos de aminoacido que estdo dentro da sonda esférica de raio
3,5 A centrada no carbono-q, carbono-B ou no LHA, mesmo que os residuos de aminoacido nao

estejam estabelecendo nenhum contato entre si.

2.5.9 Densidade

A densidade local de cada residuo de aminodcido é calculada utilizando uma abordagem de
sonda esférica assim como estabelecido para o descritor de densidade de energia de contatos
(secdo 2.5.3). Para cada aminoacido, uma sonda esférica de raio variavel (entre 3 e 7 A) é centrada
no carbono-a e no LHA. As massas dos atomos internos a sonda esférica sdo somadas e divididas
pelo volume da sonda esférica. Utilizando os diferentes raios para sonda esférica, centradas em
dois lugares diferentes, e distinguindo entre cadeias isoladas e em complexo proteicos, hd um
total de 20 varidveis deste descritor. Para este estudo utilizamos apenas as 10 varidveis

relacionadas com as cadeias isoladas.
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2.5.10 Esponjicidade

Seguindo a mesma abordagem descrita para o descritor densidade (se¢ao 2.5.9), utilizamos
uma sonda esférica de raio variavel (entre 3 e 7 A) centrada no carbono-a e no LHA. Porém, para o
calculo deste descritor ndo somamos as massas de todos os atomos, mas sim o volume ocupado
por cada atomo (utilizando o raio de van der Waals e descontando o volume de sobreposicdo).
Esse valor é subtraido e normalizado pelo volume da sonda esférica.

O descritor de esponjicidade é uma medida do espac¢o vazio do nano-ambiente de cada

aminoacido.

2.6 Descritores ponderados pela vizinhan¢a (WNA)

Para a versdo final do modelo classificador de IFR por LDA e ensemble de redes neurais
(apresentados na sec¢do 2.10.2 e 2.13), testamos se a vizinhanca dos residuos de aminoacido
formadores de interface e dos residuos de aminodacido de superficie livre pode influenciar no
desempenho e classificacdo. Para isso, cada dos descritores descritos acima recebe dois novos
descritores ponderados pelos outros residuos de aminoacido préximos espacialmente.

Assim como definido por Porollo e Meller (2007), uma sonda esférica com raio 15 A
centrada no carbono-a do residuo de aminodacido de interesse, selecionamos os vizinhos espaciais
de cada aminoacido. Os autores comentam que o raio da sonda esférica de 15 A aumenta o poder
de discriminag¢do de cada um dos descritores, porém nenhuma busca por um valor étimo desse
raio é feita. Segundo da Silveira et. al (2009), ap6s 15 A de distancia do residuo de aminodacido de
interesse, o nimero de vizinhos é préximo de zero. Dessa forma, 15 A como limiar de distancia
mostra-se de forma adequada para mapear os vizinhos préximos estruturalmente. Para cada
descritor D ponderamos os valores dos vizinhos e associamos o valor resultante ao residuo de

interesse segundo as equagdes:

D‘j;j\’;}; = Ziv=0 Di Accrelativa (03)
. D;
Diyia = Do+ Xita g (04)

Onde D, é o valor do descritor D para o residuo de aminodacido de interesse enquanto os

outros D; sdo os valores do mesmo descritor para os N vizinhos espaciais, AcCreiqtivg € 3 area
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relativa acessivel ao solvente e d; é a distancia do i-ésimo vizinho ao residuo de aminoacido de
interesse (medidos pelo carbono- a). O subscrito WNA é a abreviacdo do nome em inglés para
Weighted Neighbor Averages. A equacao 03 indica que os residuos de aminoacido com maior
porcentagem de drea acessivel tém influencia maior sobre o aminoacido de interesse, enquanto a
equacao 04 indica que residuos de aminodcido mais distante espacialmente influencia menos o

residuo de aminoacido de interesse independente da acessibilidade de cada aminoacido.

2.7 Testes estatisticos uni e multivariados

Com a coleta de todos os descritores fisico-quimicos e estruturais, podemos utilizar testes
de inferéncia estatistica para averiguar se os dados indicam diferencas nos padrées de valores
para todos os descritores entre as duas populagdes: IFR e FSR. Com a utilizacdo de técnicas
estatisticas, podemos confirmar que os dados encontrados ndo sdo devido a processos aleatérios,

mas que diferencas ou igualdades realmente representam diferencas de popula¢des observadas.

2.7.1 Teste de Welch

O teste indicado para essa situacdo é o teste t de Welch para a comparacgdo entre duas
médias (Zar, 1999). Se considerarmos que ndo ha diferenca entre as duas popula¢des, temos duas

hipdteses para serem testada com os dados, em relacdo a média populacional u:

Ho:pty —pp; =0
Hyrpy —pp #0

Ou seja, se ndo houver diferenca entre as popula¢ées suas médias devem ser iguais assim
como sua variancia. Como estamos trabalhando apenas com uma amostra da populagdo, ndo
conhecemos os valores u; e U, mas podemos estimar com a definicdo de média estatistica

amostral:

_ 1
X = NZ?I:NCL' (05)

Da mesma forma n3o conhecemos a variancia da populagdo o, apenas a estimativa dada
2
por s°.

s = =Tl (x; — %)? (06)
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Se tivermos como hipdtese nula que as populacdes s3o iguais, entdo ambas as medidas s%;
e s%, s3o boas estimativas da variancia o® da populagdo. Dessa forma utilizamos a variancia do
conjunto das duas amostras:
2 2
2 _ S1+s3; 7
2 T - D+m-1) (07)
Como queremos testar a diferenca entre as médias, precisamos da variancia da diferenca

entre as duas amostras, ou seja, precisamos do valor dado por 02,_z,. A variancia da diferenca de

duas amostras independentes é obtida como a soma das variancias:

R (08)

Of1-x2 = —+— (09)

E como discutido acima, 55 é uma boa estimativa de g2. Dessa forma, temos todas as

grandezas necessdrias para o calculo do teste estatistico utilizando a distribuicdo t de Student:

t =2 (10)

Podemos, dessa forma, comparar o valor obtido dessa equag¢do com tabelas disponiveis
para a distribuicdo t no teste bicaudal com no maximo 1% de probabilidade de cometer o erro do
tipo a (rejeitar uma hipdtese nula quando ela for verdadeira) e com n; + n, — 2 graus de
liberdade. A probabilidade de encontrarmos um teste estatistico com o resultado obtido mesmo
estando errados ao descartar a hipétese nula é associada ao valor p, saida da maioria dos testes

estatisticos.
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2.7.2 Teste de normalidade de D’Agostino

O teste de Welch tem como premissa que os individuos das amostras (os residuos de
aminodcido) sdo independentes entre si e que provém de uma populagdo normal (gaussiana). Por
isso, antes de realizar os testes de Welch é necessario utilizar um teste estatistico preliminar para
assegurar que os dados de entrada para o teste obedecam as condi¢cbes para a amostra ser
considerada normalmente distribuidas. Dentre algumas opc¢Oes, escolhemos o teste de
normalidade de D’Agostino (Zar, 1999). Assim com o teste de Welch, o teste de normalidade de
D’Agostino retorna um valor p associado, permitindo que possamos averiguar qual a confianca em
assumirmos que cada um dos descritores para cada residuo de aminodcido seja distribuido
normalmente.

O teste de D’Agostino calcula os valores de obliquidade g; (do inglés skewness, relacionado
com a simetria da distribuicdo dos valores) e curtose g, (do inglés kurtosis, relacionado com o

achatamento do pico da distribuicao dos valores) de acordo com as equagdes:

1 N _
ﬁzizl(xi—xf

=5 (11)
EN, x-02)”
LyN (x-%)*

g, = A= (12)

1

el A
(RN, (i-)2)
Para uma populacdo normalmente distribuida, a obliquidade e curtose devem ser o mais
proximo possivel de zero (distribuicdo simétrica). O teste de D’Agostino calcula os valores da
média, variancia, obliquidade e curtose dos prdprios valores de g; e g, da amostra, comparando
com os valores esperados para uma distribuicdo normal e retornando um valor p sobre a

probabilidade de considerarmos a amostra como normal e estarmos errados sobre essa

afirmacado.

2.7.3 Teste nao paramétrico de soma de ranques de Wilcoxon

Como alternativa ao uso de testes de normalidade e do teste de Welch, pode-se utilizar
testes estatisticos ndo paramétricos. Esse tipo de estatistica ndo requer que os dados provenham

de uma distribuicdo estatistica especifica, como a distribuicdo normal.
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O teste ndo paramétrico de soma de ranques de Wilcoxon (Noether, 1991) é um dos testes
mais comuns em estatistica ndo paramétrica e foi utilizado em conjunto com os testes descritos
acima. A ideia de ranque consiste em ordenar as entradas do conjunto de dados pelos valores da
variavel de interesse sem se preocupar com a divisdo entre as duas (ou mais) classes analisadas.
Dessa forma, a ordem é mantida, mas os valores absolutos sdao perdidos, ou seja, podemos ainda
afirmar quais dois residuos de aminodacido quaisquer possui maior valor em determinado descritor
fisico-quimico, mas ndao podemos mais afirmar o qudao maior ou menor tal descritor é para cada
aminodcido. Uma ideia fundamental nesse processo é a eliminagdo de possiveis outliers
(resumidamente definido como entradas com valores bem acima ou bem abaixo da maioria dos
individuos amostrados).

Com o ranque completo, a soma de todos os ranques para o conjunto de dados utilizado é o

mesmo que a soma da progressao aritmética com razdo 1:

Soma dos ranques =R = N(N + 1)/2 (23)

A soma dos ranques para a amostra 1, denominada R;, é feita de forma isolada. O

parametro U é definido como:

Uy =R —ni(ny +1)/2 (14)

Como sabemos a soma total dos ranques (equacdo 13), R, é facilmente calculado a partir de
R;, seguindo para o cdlculo de U,. O menor valor entre U; e U, é utilizado para o calculo do valor p
utilizando a distribuicdo normal (para grandes bancos de dados). Para grandes amostras, situacdo

para a qual estamos interessados, U pode ser aproximado por uma distribuicdo normal.

2.7.4 Teste ndao paramétrico de duas amostras de Kolmogorov—Smirnov

O teste conhecido como Kolmogorov-Smirnov (Noether, 1991) também é outra alternativa
como teste estatistico ndo paramétrico que compara se duas amostras pertencem a mesma
distribuicdo. Nesse teste, calculamos o nimero de amostras acima e abaixo da média para cada

um dos descritores fisico-quimicos e estruturais utilizando a equagao:
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_ 1
Fi(x) = n—12?=11 Ly <% (15)

Onde x € a média do descritor x para ambas as classes (IFR e FSR), e a fungdo I, < ¢ vale 1
qguando x; < X e 0 caso contrario. O mesma equacgdo é aplicada para a classe 2.
Em seguida, o médulo da diferenca entre F; (X) e F,(X) é calculado. A hipdtese nula, de que

as amostras 1 e 2 (FSR e IFR) provém da mesma distribuicdo, é rejeitada se:

2| E (%) — F,(®)] > Koo1 (16)

nitn,

Onde K;(;, € o valor tabelado que resulta no calculo da distribuicdo de probabilidade de
Kolmogorov-Smirnov de errarmos em 1% das vezes quando rejeitamos a hipdtese nula, sendo ela
verdadeira.

Quando a equacdo 16 é verdadeira, as amostras sdo tidas como provenientes de

distribuicGes diferentes, e, portanto, sdo bons descritores para diferenciar entre IFR e FSR.

2.7.5 Analise de variancia multivariada

Considerando conjuntamente mais de uma varidvel, ha a necessidade do emprego de
técnicas estatisticas multivariadas. Quanto menor o grau de ortogonalidade entre as varidveis
utilizadas, maior a necessidade de tais técnicas (Zar, 1999). A ferramenta R, com seu pacote
HSAUR2.0 (Everitt e Hothorn, 2008), foi utilizada para o calculo da andlise de variancia
multivariada (MANOVA, do inglés Multivariate ANalysis Of VAriance; Johnson, 1998; Zar, 1999) e
dos quatro testes estatisticos multivariados mais presentes na literatura: Trago de Pillai, Trago de
Hoetelling, Lambda de Wilks e Maior Raiz de Roy.

Em analise de variancia univariada (ANOVA, do inglés ANalysis Of VAriance; Zar, 1999), dois
ou mais grupos sdo comparados utilizando a varidncia do descritor em consideracdo. ANOVA
utiliza a varidncia em cada uma das classes, a variancia entre as classes e a variancia total sem
diferenciacdo entre as classes. A variancia entre as classes é denominada como variancia de erro
(diferenca entre a variancia total e variancia em cada uma das classes). Com essas grandezas, o

parametro F (distribuicdo F de Fisher) é estimado e comparado com valores tabelados.
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Diferentemente, em MANOVA, a covariancia entre as varidveis sao utilizadas. A matriz de
covariancia dos descritores é multiplicada pelo inverso da matriz dos residuos (erros). A matriz dos
residuos é obtida pela subtracdo da matriz de variancia total da matriz de variancia de cada uma
das classes.

A matriz resultante da multiplicacdo da matriz de varidancia pelo inverso da matriz dos
residuos é utilizada para encontrar autovalores e autovetores. Cada um dos autovalores (A, é

utilizado de forma diferente por cada dos testes citados acima:

1. Traco de Pillai calcula a grandeza Apjjqi = iy (13)
L

2. Trago de Hoetelling calcula a grandeza Ayoeterting = P

3. Lambda de Wilks calcula a grandeza Ayxs = [15-4 (ﬁ)

4. Maior Raiz de Roy calcula a grandeza Ag,, = max(4;)

A distribuicdo utilizada para o calculo do valor p é conhecida como distribuicdo lambda de

Wilks (A), que é a generalizagdo da distribuicdo univariada F de Fisher (utilizada na ANOVA).

2.8 Limitagdo de testes estatisticos para grandes bancos de dados

Zar (1999), define estatistica como sendo uma forma de “andlise e interpretacdo de dados
visando uma avaliagdo objetiva da confiabilidade de conclusdes baseadas nos dados.” Dessa
forma, um pesquisador deve considerar uma amostra da populagdo de tal forma que quanto mais
individuos forem amostrados, maior sera a confiabilidade dos dados. De fato o prdprio teorema do
limite central mostra que populacdo que ndo segue uma distribuicdo normal tende a normalidade
conforme sua amostra seja aumentada.

Os testes estatisticos utilizados e descritos na se¢do 2.7 sdo dependentes do numero de
amostras em cada classe (n; e n,). Dessa forma, como o cdlculo dos pardmetros que definem o
valor p pode ser organizado de forma que sdo diretamente proporcionais ao nimero de amostras,
grandes bancos de dados (lembrando que a base de dados utilizada conta com dezenas de
milhares de individuos para cada um dos 20 tipos de aminoacido) sempre resultam em baixo valor

p e, consequentemente, rejeitamos a hipdtese nula para quase todos os descritores.
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Johnson (1998), comenta que nessas situa¢des é mais seguro utilizar métodos graficos para
a anadlise dos dados. Em um artigo mais recente, van der Laan et al. (2010) também discorrem
sobre essa limitacao de grandes bases de dados. Dessa forma, devido a quantidade de dados para
cada um dos tipos de aminoacido (dezenas de milhares de entradas), ndo podemos confiar apenas

nos testes estatisticos utilizados e descritos anteriormente para analisar os dados deste projeto.

2.9 Grdficos do tipo boxplot

Devido a limitacdo de testes estatisticos descritos na se¢do 2.7, resolvemos auxiliar a forma
de analisar se cada descritor provém de uma distribuicdo normal (Johnson, 1998) ou ndo, bem
como assegurar quais descritores sdo mais bem sucedidos na distingdo entre IFR e FSR, com a
forma grafica conhecida como boxplot (figura 8). Os graficos utilizados apresentam seis medidas
estatisticas para cada variavel medida: 1° e 3° quartis, a média, mediana, minimo e mdaximo. O
primeiro quartil é definido como o valor da varidvel que separa os dados em 25% dos individuos
com valores menores e 75% com valores maiores da variavel em questdo. O inverso é definido
para o terceiro quartil, ou seja, o valor da varidvel que separa os dados em 75% dos individuos
com valores menores e 25% com valores maiores. A diferenga entre o terceiro e o primeiro quartis
é chamada de IQR (do inglés interquartile range). Com essa definicdo a mediana também pode ser
chamada de segundo quartil, uma vez que ela representa o valor que divide o nimero de
individuos em 50% menor e 50% maior. Em uma representagdo do tipo boxplot, os valores de
minimo e maximo podem ser substituidos pelos valores de (1° quartil - IQR) e (3° quartil + IQR),
respectivamente. Dessa forma qualquer individuo fora dessa faixa pode ser considerado um
outlier, ou seja, um individuo cujo valor de determinada varidvel é extremamente diferente (acima
ou abaixo) de sua populagdo, e que talvez seja um erro associado a medida da varidvel. Para uma
distribuicdo normal de uma varidvel, as seis grandezas apresentam simetria como ilustrado na
figura 8. Quanto maior o desvio da simetria em boxplots, maior o grau de ndo normalidade da

variavel em questao.
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Figura 8 — Grandezas estatisticas medidas em um grdfico do tipo boxplot.
Para distribuicées normais (gaussianas) a simetria seque como indicado acima, e quanto maior for

o desvio da simetria maior serd o desvio de determinada populacdo da normalidade. Os valores de
média e mediana ndo precisam estar sobrepostos, como ilustrado acima.

2.10 Modelos classificadores

Um modelo classificador pode ser definido como um mapeamento ou uma funcdo que,
dado um conjunto de dados de entrada, retorna ou um valor numérico, uma probabilidade de
classificagdo ou simplesmente associa o individuo a uma classe (Fawcett, 2005). Dado um
classificador de residuos de aminodcido formadores de interface e um residuo de aminoacido a ser
classificado (seus descritores), podemos obter quatro resultados possiveis quando ha apenas duas
classes possiveis de classificacdo: o residuo de aminodcido pode ser de interface e ser classificado
como tal (verdadeiro positivo, ou TP, da sigla em inglés true positive), o residuo de aminoacido
pode ser de superficie livre e classificado como tal (verdadeiro negativo, ou TN, da sigla em inglés
true negative), o residuo de aminoacido pode ser de interface, mas classificado como de superficie
livre (falso negativo, ou FN, da sigla em inglés false negative) ou o residuo de aminodcido pode ser
de superficie livre mas classificado como de interface (falso positivo, ou FP, da sigla em inglés false
positive). Com as quatro saidas possiveis, podemos definir a matriz de confusdo (também chamada
de tabela de contingéncia) utilizada por qualquer métrica de avaliacdo de modelos classificadores.
Como mostra a figura 9, dado um problema de classificagdo binaria, ha quatro possiveis resultados
para qualquer modelo: (TP), (TN), (FP) e (FN).

Diversas metodologias para a sintese de classificadores podem ser utilizadas e estdo
disponiveis na literatura. A principio, ndo podemos afirmar qual metodologia é superior em
termos de desempenho de classificacdo, e dependendo do problema a ser resolvido podemos ter

desempenhos comparativos diferentes entre os modelos classificadores.
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Classe Predita

positivo negativo
o) .
2 verdadeiro falso
2 positivo negativo
S| = (TP) (FN)
[
Q
%o .
o3 falso verdadeiro
O = - .
A positivo negativo
e (FP) (TN)

Figura 9 — Matriz de confusdo para resultados de modelos classificadores bindrios.

Na primeira etapa deste estudo exploramos o banco de dados avaliando o desempenho de
8 modelos classificadores distintos quanto ao problema de classificacdo de residuos de
aminodcido formadores de interface dado um conjunto de descritores fisico-quimicos e

estruturais.

2.10.1 Modelos de regressao linear multivariados

O primeiro modelo matematico usado para analisar residuos de aminodacido pertencentes a
interface foi desenvolvido por meios da técnica estatistica de regressao linear multivariada. Para
isso a ferramenta R foi utilizada em conjunto com seu pacote HSAUR 2.0.

Modelos lineares exploram as relagdes entre as variaveis de entrada com a varidvel de saida
(zar, 1999). Nesse caso dizemos que a varidvel de saida é dependente da varidvel de entrada. O
modelo matematico linear busca explorar correlagdes que estejam de acordo com a seguinte

equacgao:

YVi=a+pX; (17)

=
I

a+ ﬁXi + € (18)

Onde a e § sdo parametros a serem estimados de acordo com os dados, enquanto €; é o
erro (ou residuo) associado a diferenca entre do valor calculado pelo modelo Y;e o valor real da

varidvel dependente Y.
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Para estimar os valores de a e § é necessario minimizar os quadrados dos valores preditos

e dos valores reais da varidvel dependente, ou seja, minimizar a expressao:
N Py 2
i=1(yi - Yi) (19)

Diferenciando a equagdo acima em relagdo aos pardametros a e 8 e igualando a zero é

possivel demonstrar que a melhor estimativa de 8 é:

b= I (Xi=X)? (20)

Onde X e ¥ sdo os respectivos valores médios das variaveis independente e dependente.
Para a podemos encontrar seu valor utilizando os valores médios:
Y=a+pX=>a=Y-pX (21)
No entanto, como nesse estudo ha diversas varidveis de entrada e apenas uma variavel de
saida precisamos de um modelo multivariado. A equacdo da reta acima pode ser generalizada para

o caso de N variaveis, resultando em:

Y, = a+ X)L BiXji + € (22)

Para testar a significancia de um modelo de regressdo podemos usar teste de ANOVA (Zar,

1999). O calculo de algumas grandezas é necessdrio, entre elas:

soma dos quadrados totais = YN, (V; — ¥)? (23)
soma dos quadrados da regressio = Y-, (¥; — 7)2 (24)
soma dos quadrados dos residuos = Yi-,(Y; — 171)2 (25)

A soma dos quadrados dos residuos também pode ser definida como a diferenca entre a

soma dos quadrados totais e a soma dos quadrados da regressao.
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O grau de liberdade associado a variabilidade de Y; é igual ao nimero total de amostras
subtraido de 1, ou seja, N-1. Em uma equacao de regressao linear simples, o grau de liberdade da
variabilidade do modelo é sempre igual a 1 (Zar, 1999). Da mesma forma que a soma dos
guadrados, o grau de liberdade dos residuos é calculado como a diferenca entre o grau de
liberdade total e o grau de liberdade do modelo linear simples, ou seja, N-2. A quantidade
quadrado médio (do inglés mean squares) é definida como a razdo entre a soma dos quadrados e

os grau de liberdade:

soma dos quadrados

quadrado médio = (26)

graude liberdade

Com essas grandezas calculadas, a hipétese nula §; = 0 para todo j pode ser testado

usando a distribuicdo chi-quadrado e o teste F:

__quadrado médio de regressao

(27)

quadrado médio dos residuos

O software R faz essa analise e retorna nivel de significancia do modelo gerado. Ao final do
calculo do modelo (todos os coeficientes ; e a) o software R também lista o coeficiente de
determinagdo definido como o quadrado do coeficiente de correlagdo mostrado acima. O
coeficiente de determinagdo é uma medida da percentagem da variabilidade em Y; que é explicada

pelo modelo linear Y;, ou seja, da “forga” da relagdo linear imposta pelo modelo.

2.10.2 Modelo classificador por andlise discriminante linear

O modelo classificador por andlise discriminante linear segue o raciocinio apresentado pelo
modelo de regressdo linear (Johnson, 1998). Nesse caso, ho entanto, ndo queremos prever o valor
de alguma varidavel de saida, apenas a qual classe (IFR ou FSR) cada residuo de aminodcido
pertence.

Para isso, os dados do conjunto de treinamento sdo utilizados para gerar valores de média e
variancia para cada descritor para cada classe IFR e FSR. Assim, o conjunto de treinamento gera os
vetores de média p;rr € Upsp € 0s vetores de variancia XZ;pr e Zpgp. Cada classe possui uma

probabilidade a priori de que um dado residuo de aminodcido pertenca a classe IFR ou FSR, dada
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pela frequéncia de ocorréncia em cada classe sem utilizar qualquer informacado dos parametros
fisico-quimicos e estruturais utilizados na etapa de classificacao.

A funcao de verossimilhanca é usada para ambas as classes:

1 1 o
firr = N7z iz €XP [— > (¢ — pR) ZipR (x — HIFR)] (28)

1 1 o
frsr = Gonragenirz €XP [—g(x — Hrsg) Zrsr(x — HFSR)] (29)

A escolhida é aquela que retorna maior valor da fun¢do de verossimilhanca.
Para incorporar probabilidades a priori, basta multiplicar o resultado de cada funcdo pela
frequéncia de ocorréncia de cada tipo de aminodcido como IFR ou FSR, de forma que a soma dos

dois termos é igual a 1 (ou 100%):

Pipr = freqpr. firr (30)
Prsg = freqrsg- frsr (31)

Assim, a escolha da classe para cada entrada é feita simplesmente com a comparagao:
classe predita = max{P;pg; Prsp} (32)

O modelo de regressao linear pode ser usado como modelo classificador aplicando limiares
de classificagdo para o valor predito. No entanto, com o desenvolvimento de um modelo
classificador por analise discriminante linear, resolvemos utiliza-lo apenas como uma ferramenta
analitica, uma vez que o valor do coeficiente de determina¢do fornece uma medida da

variabilidade da variavel binaria de resposta explicada pelo modelo linear.

2.10.3 Arvore de inferéncia condicional nio enviesada

Arvores de decisdo sdo técnicas de aprendizado de maquina que recursivamente dividem os
dados com o objetivo de separar as diferentes classes estudadas, ou ainda podem ser utilizadas

para fins de regressdo (Murthy, 1998). Ha diferentes algoritmos disponiveis na literatura, sendo
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gue entre os mais conhecidos e utilizados esta o algoritmo conhecido como C4.5 (Quinlan, 1993) e
sua nova implementacdo J48 (Witten et. al, 2011).

Arvores de decisdo sdo conhecidas por possuirem pelo menos duas caracteristicas
negativas: tendéncia de favorecimento de escolha de varidveis com maior nimero de possiveis
separacGes para variaveis categdricas e sobre ajuste aos dados de treinamento (Segal, 1988). O
ultimo problema pode ser amenizado aplicando técnicas de poda da arvore construida. No
entanto, ao aplicar tais procedimentos, as varidveis categdricas com multiplas saidas ainda
continuam no topo da arvore, afetando a interpretabilidade do modelo resultante.

Para superar ambas as falhas em arvores de decisdo, Hothorn et al.(2006) descrevem o
pacote party disponivel gratuitamente para o ambiente R. Os autores definem seu algoritmo como
uma arvore de inferéncia condicional ndo enviesada, ou seja, nenhuma preferéncia para varidveis
categéricas com multiplas respostas é observada. Esse método consiste em medir a correlagdo
entre cada variavel e a varidvel de saida (para nosso caso, a varidvel binaria 1 = FSR e 2 = IFR) por
meio de testes estatisticos (parametro F de ANOVA ou distribuicdo x2; Zar, 1999). A varidvel com
maior correlacdo é escolhida como a primeira a separar os dados. Usamos a correlacdo linear
simples (equagdo 33) para correlacionar duas variaveis, uma variavel independente e uma variavel

de resposta binaria, nesse caso:

A (33)

[Zy2 3t

Para utilizar o F-escore de ANOVA, podemos calcular F como:

1+]|7|
F =
1-|r|

(34)

Para esse estudo, utilizamos o F-escore como grandeza para classificar as varidveis, mas, de

forma alternativa, pode-se utilizar o teste x* calculando a variancia de r como:

(35)
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Em seguida, definimos um valor arbitrario para a varidncia 0 esperada da medida de r

entre a variavel independente e a varidvel de resposta, e calculamos X% com v graus de liberdade

da amostra como:

X =— (36)

Para ambos os parametros x? e F, podemos associar um valor p dos respectivos testes
estatisticos, e utilizar cada uma das varidveis x; cujo valor p é menor que um valor pré-
estabelecido (0,05 foi o valor escolhido).

Para evitar a escolha de varidveis categdricas com multiplas saidas, apenas reparticGes
bindrias sdo permitidas. Como critério de parada, é definido um valor minimo para a correlacdo
entre as variaveis independentes e a variavel de resposta. O algoritmo cessa quando as varidveis

ainda ndo utilizadas estdo acima desse valor minimo.

2.10.4 Ensemble de arvores de inferéncia condicional via bagging

Arvores de decisdo sdo algoritmos com muitas aplicagdes em diferentes ramos da ciéncia.
No entanto, uma determinada arvore treinada é esperada falhar para certo nimero de dados de
testes. Devido a sensibilidade que o treinamento de uma arvore de decisdo possui em relagdo ao
conjunto de treinamento (sobre ajuste aos dados de treinamento), podemos criar arvores
diferentes com subconjuntos de treinamento diferentes do mesmo conjunto inicial de
treinamento. Dessa forma, arvores especificas podem errar, mas é mais improvavel que arvores
diferentes errem no mesmo individuo, presente no conjunto teste, ou seja, na média um ensemble
de drvores de decisdo vai apresentar a classificagdo correta para um determinado individuo.

Uma forma de criar diferentes arvores de decisdo pela manipulagdo do conjunto de
treinamento é conhecida como bagging (do inglés bootstrap aggregating). Foi utilizado o pacote
party para o software R. Esse método consiste em amostrar individuos do conjunto de dados
original com reposicdo, ou seja, algumas réplicas do mesmo individuo estdo presentes em um
mesmo subconjunto de treinamento. Para um conjunto de treinamento de tamanho N, a
probabilidade de um individuo ser selecionado é de 1/N, ou seja, a probabilidade de um individuo

n3o ser selecionado é de (1 — 1/N). Se cada subconjunto tiver o mesmo tamanho que o conjunto
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inicial (N individuos), a probabilidade de um determinado individuo ndo ser selecionado para a

criacdo do subconjunto é de:
Pnao = (1 —1/N)V =~ e~! ~ 0,368 (37)

Dessa forma apenas 63,2% dos individuos sdo Unicos (aproximagdo valida para N — o).
Cada subconjunto de treinamento possui varidancia menor do o conjunto inicial. A primeira
vantagem desse método é a diminui¢cdo do sobre ajuste aos dados de treinamento. Strobl et. al
(2008) mostraram que o uso de ensemble de arvores de decisdo construidos por bagging supera o

desempenho de arvores de decisdo simples.

2.10.5 Ensemble de arvores de decisao via random Forest

O método de random Forest foi primeiramente desenvolvido por Breiman (2001). Assim
como bagging o método de criacdo de ensemble de arvores de decisdo via random Forest consiste
na criacdo de subconjuntos de treinamento, porém outra variabilidade na construcdo de arvores
individuais é inserida: a limitacdo do nimero de varidveis disponiveis para treinamento. Dessa
forma, as arvores contidas no ensemble sdo dotadas de maior variabilidade entre si do que as
arvores produzidas por bagging. Com a incorporacdo dessa variabilidade extra no treinamento,
variaveis que ndo seriam escolhidas, devido a presenca de variaveis mais importantes, aparecem
em alguns modelos.

O mesmo pacote party utilizado anteriormente possui o algoritmo para esse método, e,
portanto, a mesma arvore de inferéncia condicional é utilizada. Strobl et al. (2008) indicam que
um valor de referéncia para o nimero de variaveis disponiveis para estabelecer cada arvore do
ensemble seja reduzido de p no conjunto de dados originais para \/;; em cada subconjunto de
treinamento na geracdo do ensemble. A escolha de quais varidveis estdo disponiveis em cada

etapa é feita de forma aleatéria.

2.10.6 Classificagao por regressao logistica

Regressdo logistica possui algumas vantagens sobre o modelo LDA. Diferentemente dos

modelos criados por LDA, regressdo logistica ndo faz nenhuma inferéncia sobre a distribuicdo
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associada as varidveis, ou seja, ndo é necessario que as variaveis sejam distribuidas seguindo uma
curva normal (gaussiana). Outra diferenca esta na necessidade de uma variavel de resposta binaria
para o uso de modelos de regressao logistica. Para casos com maior numero de classes, grupos de
classificadores binarios podem ser construidos (Johnson, 1998). Sob a Teoria Linear Generalizada
(GLM, do inglés Generalized Linear Theory; Nelder and Wedderburn, 1972; McCulloch, 2000),
ambas as metodologias LDA e regressao logistica sdo tratadas da mesma forma.

Utilizamos o pacote stats (R Development Core Team) para a criagdo desses modelos.

Na regressao logistica, as varidveis também sdo associadas linearmente de acordo com
coeficientes 1. A probabilidade associada a cada um dos dois valores possiveis para a variavel de

resposta é dado por:

exp(Bo+B1-X)

1+exp(Bo+B1.x) (38)

p(y =1lx) =

E aplicada sobre o modelo resultante a transformacdo logit, que carrega as mesmas

propriedades de modelos de regressao linear:

y=1
g(x) = log {{ZX22 = gy + Br.x (39)

Os parametros de modelos por regressdo linear (inclusive os modelos gerados no
desenvolvimento desta tese) sdo ajustados segundo o método dos quadrados minimos, enquanto
para modelos de regressao logistica sdo usados métodos de maxima verossimilhanca (do inglés

maximum likelihood method; Johnson, 1998).

2.10.7 Classificador Naive Bayes

Classificadores do tipo Naive Bayes sao modelos criados com grafos com apenas um nodo
parental (de forma semelhante as arvores de decisdo), como mostra a figura 10. Esse tipo de
modelo é também denominado como rede bayesiana simples (Kotsiantis, 2007). Para a construcdo
desse modelo classificador, cada nodo filho (descritor) é considerado independente dos outros, ou
seja, a etapa anterior de eliminagdo de variaveis com coeficiente linear simples é fundamental, e,

assim, probabilidades condicionais entre o nodo parental e filhos sdo criados utilizando os dados
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disponiveis. Ndao ha probabilidades condicionais entre nodos filhos, ou seja, cada par de varidveis
sdo linearmente independentes entre si.

A decisdao ocorre com o calculo do parametro R:

__ P(FSR|x) _ P(FSR)P(x|FSR) _ P(FSR)ITP(x;|FSR)

(40)

" PUFR|x) ~ P(FR)P(x|IFR) ~ P(IFR)[] P(x;|IFR)

Figura 10 — Representagdo de uma rede bayesiana simples (Naive Bayes).
Classificagdo ocorre no nodo parental (em azul) utilizando diversos nodos filhos (varidveis

x-i). As setas indicam probabilidades condicionais entre as varidveis independentes (filhos)
e a variavel de resposta (nodo parental).

Dessa forma, para R > 1 escolhe-se a classe 1 (FSR) e, caso contrario, escolhe-se a classe 2
(IFR). Como a equacdo (40) é um produtdrio, o resultado pode ser severamente influenciado caso
qualquer P(x;|...) = 0. Uma forma de controlar é usar estimadores de Laplace, porém para o
presente trabalho essa opgdo ndo foi utilizada, uma vez que P(x;| ...) # 0 para todo x;.

Para estabelecer esse classificador, utilizamos o pacote e1071 do software R. Esse pacote
calcula as probabilidades condicionais do lado direito da equac¢do (40) a partir da distribuicdo

gaussiana, sendo que os parametros (U;,1,2 € G;fr—1,2) S30 retirados dos dados de treinamento:
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P(xlifr = 1,2) = ——("i“‘m)z) (a1)

1
—_—eX
Nezzre=n p( Ttz

Domingos e Pazzani (1997) compararam os resultados de diferentes classificadores e
encontraram que classificadores do tipo Naive Bayes podem ter resultados iguais ou mesmo

superiores quando comparados a algoritmos mais complexos, como arvores de decisao.

2.10.8 Classificador por redes-neurais no R

Foi desenvolvido no software R uma rede neural utilizando o pacote nnet (Venables e
Ripley, 2002). Uma definicdo mais detalhada de redes neurais é dada na se¢do 2.13, tendo em
vista o sucesso da aplicacdo desse modelo no problema de classificacdo de residuos de
aminoacido em IFR e FSR. Nesta secdo, no entanto, introduzimos alguns conceitos fundamentais
em relagdo a redes neurais artificiais com alimentagdo para frente (do inglés feed-forward).

A rede neural estabelecida é uma MLP (do inglés multilayered perceptron; Rumelhart e
McClelland, 1986), ou seja, pode haver uma ou mais camadas de tratamento das varidveis desde a
entrada até a saida dos dados, as quais sdo chamadas de camadas ocultas. Redes neurais artificiais
apresentam grande destaque entre os modelos classificadores, tanto no desenvolvimento de
modelos para treinamento supervisionado, que é caso deste estudo, como de treinamento nao
supervisionado visando agrupamento de dados, ou mesmo para fins de otimizacdo (Puma-
Villaneuva, 2011). Em parte, o grande sucesso de aplicacdo se deve ao fato de sua capacidade de
aproximacgao universal, ou seja, ao estabelecer um mapeamento multidimensional e nao-linear é
possivel chegar a resposta do problema de classificagdo. No entanto, a capacidade de aproximagao
universal é apenas uma prova tedrica, ndo existindo um método sistematico capaz de retornar a
melhor rede neural artificial, ou seja, sua arquitetura com nimero de neur6nios, nimero de
camadas ocultas e com pesos de conexao dptimas. Ainda, com a provavel existéncia de dados com
presenga de ruido em um conjunto finito de amostras, a arquitetura da rede neural estabelecida
pode ndo ser capaz de sintetizar o melhor mapeamento para o problema estudado.

A MLP utilizada contém uma camada de entrada dos dados, uma camada oculta e uma
camada de saida. Para a camada de entrada ha tantos neurdnios quanto ha variaveis. Na camada
oculta, ha 8 neurdnios e apenas um na camada de saida, que é entdo normalizado entre zero e

um, resultando em uma interpretacdo probabilistica para o processo de classificacdo. Nessa etapa,
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nao foi explorado a variagdo do numero de neurdnios na camada oculta, visando melhor
desempenho de classificagao.

Treinar uma rede neural consiste em ajustar os pesos que ligam cada varidvel a camada
oculta e, também, os pesos que ligam cada neur6nio da camada oculta com a camada de saida, de
forma a minimizar os erros de classificacdo cometidos, ou seja, o modelo aprende com os dados
de entrada. Para ajustar os pesos que ligam cada varidvel de entrada aos neurbénios da camada
oculta e os pesos que ligam os neuronios da camada oculta até o neur6nio da camada de saida, foi
utilizado o método BFGS (Broyden—Fletcher—Goldfarb—Shanno) de otimizacdo nado linear
(Luenberger, 1984), contido no comando optim do software R. Dessa forma, o treinamento ocorre
até que nenhuma melhora nos pesos é encontrada (levando varias centenas de iteragoes).

Devido ao melhor desempenho desse modelo classificador em relacdo aos demais tipos
estudados, redes neurais foram aperfeicoadas para o problema de classificacdo de residuos de

aminodcido formadores de interfaces, como sera mostrado na sec¢do de resultados.

2.10.9 Classificador por maquinas de vetores suporte

Maquinas de vetores suporte (SVM, do inglés Support Vector Machine) tentam classificar
duas classes maximizando a “margem” entre duas classes no espa¢o expandido das varidveis de
entrada (Vapnik, 1995; Burges, 1998; Kotsiantis, 2007), ou seja, um espa¢o multidimensional
composto pelas varidveis de entrada. Modelos do tipo SVM tém sido aplicados em uma variedade
de problemas de reconhecimento de padrdo, como reconhecimento de caracteres, de objetos, de
rostos e categorizagdo de textos (Burges, 1998). A capacidade de generalizagdo de um modelo por
SVM é comparavel ou mesmo superior a outros métodos de classificagdo, como redes neurais, em
alguns conjuntos de testes na literatura (Burges, 1998), principalmente quando ha poucos
individuos amostrados no conjunto de treinamento (Kotsiantis, 2007). No caso de classificagcdo de
residuos de aminodacido formadores de interface, Porollo e Meller (2007) desenvolveram e
compararam modelos por SVM e redes neurais artificiais, sendo que nos modelos gerados pelos
autores (classificadores inespecificos quanto ao tipo de aminoacido), o modelo do tipo SVM foi
avaliado com mesma taxa de acerto que o modelo por redes neurais, porém com maior precisdo e
menor cobertura.

Para modelos por SVM, as classes binarias sdo normalmente rotuladas de y; € {-1,+1}

(diferentemente dos rétulos FSR = 1 e IFR = 2 utilizado nos outros modelos), e buscamos um

47



hiperplano que divide ambas as classes, ou seja, buscamos resolver as seguintes equacdes e suas
restri¢cdes:
x;.w+b >+1 paratodo y; =+1 (42)
x;.w+b < —1 paratodoy; =-1 (43)

onde x; é vetor de entrada com as varidveis do i-ésimo individuo, w e b sdo coeficientes do

hiperplano. Ambas as equag¢des podem ser combinadas, resultando:

vi(x;,w+b)—1=>0 paratodoi (44)

Introduzindo o Lagrangiano na inequagdo acima, temos a reducdo do problema de
otimizacdo original na forma do problema dual (Burges, 1998). Nessa formulagdo, sdo
incorporados multiplicadores de Lagrange ndo negativos como uma nova restricdo ao problema.

Os multiplicadores de Lagrande sdo incorporados na equacdo a ser otimizada da seguinte forma:

Ly = IIWII2 = % i (. w + b) + X (45)

a; =0 paratodoi

onde a; sdo os multiplicadores de Lagrange (um para cada inequagdo). A solugdo do melhor
hiperplano que divide ambas as classes estudadas é encontrada minimizando o Lagrangiano Lp
com respeito a w e b, ou seja, nos valores de @; onde todas as derivadas se anulam. O primeiro
termo do lado direito da equacdo (45) é denominado fun¢do objetivo, que deve ser minimizada.
Esta formulagdo é conhecida como problema de programagdo quadrdtica (Burges, 1998), e
também pode ser resolvido maximizando Lp com a condi¢do de que o gradiente de Lp em relagdo
a w e b se anule. Aplicando as condigdes de otimizacdo , temos as seguintes restricGes para as
solugbes:

Vol, =w—=Y,a;yix; =0 ->w=%,a;y;x; (46)

9
sl = iy =0 - Xia;y; = 0.

Aplicando essas novas restricdes ao Lagrangiano da equagado 45, temos:

1
Lp =Yia; =5 Xi; a; vy (% x;) (47)
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As restricdes (44), (45) e (46) acima sdo conhecidas como condi¢des de KKT (Karush-Kuhn-
Tucker; Burgues, 1998) e sdo essenciais para varios problemas de otimizacdo com restri¢des, e
todas as possiveis solugdes seguem essas condicdes (Burgues, 1998). Para completar as condicbes

de KKT, mais uma restricao deve ser adicionada:

a;(yi(xpw+b)—1) =0 para todo i (48)

Esta Ultima condicdo recebe o nome de condigdo complementar de KKT. Apds a
determinacdo de w pelas outras condicOes, a restricdo da equacdo (48) pode ser utilizada para
encontrar possiveis valores do parametro b. Burgues (1998) comenta que o melhor procedimento
é escolher o valor médio de todos os b encontrados para todos os individuos de treinamento cujo
multiplicador de Lagrange «; é diferente de zero, ou seja, os individuos que estdo na divisa entre
as ambas as classes.

Para o problema em que erros de classificacdo sdo aceitos e possiveis (como é o problema
de classificadores de residuos de aminoacido formadores de interfaces), é necessario modificar as
equacoes, incorporando um custo para todas as instancias que foram erroneamente classificadas.

As equacdes (42), (43) e (44) sdo reescritas como:

xiw+b=+1—¢ paray; =+1 (49)

xXpiw+b<-1+¢ paray; =-1 (50)

yvikxiw+b)—(1—¢)=0 (51)
§=0 para todo i

A funcdo objetivo pode ser modificada adicionando um termo relacionado com o custo de

erro na classificacdo, de forma que o novo Lagrangiano pode ser escrito como:

1
Lp =-lwll>+ CEiei — Ziayi(xi.w+b) + Ty (1 — &) — X pe (52)

up =0 para todo i

onde os dois primeiros termos do lado direito sdo chamados de fung¢do objetivo, u; sdo novos
multiplicadores de Lagrange para forgar a condicdo de positividade de €; e C é um parametro

arbitrario relacionado a quanto deve ser penalizado cada classificacdo errada. O gradiente do novo
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Lagrangiano ndo é modificado em relagdo as equacSes (46), mas é necessdrio derivar Lp em

relagdo a ¢;, resultando na condigdo:

6_81L C—ai—,ul-=0 (53)

Novamente, as condicdes de KKT sdo necessarias e suficientes para qualquer solucdao do
problema proposto. As duas condi¢Ges de KKT complementares (relacionadas aos multiplicadores

de Lagrange) sdo:

a;(yi(x;p.w+b) —(1—¢)) =0 paratodoi (54)

uig; = 0 paratodoi

Todas as equacdes sobre SVM tratadas até entdo sdo para separacao linear entre as classes.
Para o desenvolvimento de SVMs ndo lineares, é necessario usar uma funcao kernel, que pode ser
definida como uma func¢do que transforma os dados para um espaco de maior dimensao. A funcado
kernel permite que separagOes lineares neste espaco de maior dimensdo, corresponda a
separacGes ndo-lineares no espago das varidveis originais (Kotsiantis, 2007). Novos pontos
amostrais sdo classificados diretamente no espaco de maior dimensdo, ndo sendo necessdrio
explicitar as fungdes que definem o mapeamento entre o espaco original linear e o espaco de
variaveis ndo-linear. Dado uma lista de fungGes kernel ndo é possivel determinar a priori qual é a
mais indicado para um dado problema (Burgues, 1998; Kotsiantis, 2007). Utilizamos o pacote
e1071 para os calculos dos modelos de SVM, e, nesse pacote, ha a implementagdo da fung¢do

kernel radial gaussiana definida como:

KCrum) = oxp (L5 = exp (vl - 1) (55)

onde y é um parametro a ser mapeado manualmente pelo usudrio (assim como o parametro C da
equacdo 52). A funcdo kernel (53) substitui o produto interno (xi.xj) do Lagrangiano da equacgao
(47). Dessa forma, apenas fornecendo os dados de entrada x;, suas classes y;, os parametros C e

Y, as equagdes acima sao suficientes para o processo de treinamento de uma SVM néo linear.
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Como nem todos os residuos de aminodcido presentes no conjunto de treinamento sdo usados no

processo de treinamento da SVM, esse método é menos sensivel a dados com ruidos.

2.11 Tratamento dos dados por andlise de componentes principais

Johnson (1998) trata assuntos relacionados a aplicagdo da técnica de andlise de
componentes principais. O autor destaca que a técnica deve ser usada para o melhor
entendimento das varidveis originais e como elas interagem entre si. Podemos usar esse
procedimento para a reducdo do numero de varidveis a serem utilizadas, devido a criacdo de
novas variaveis normalmente distribuidas e ndo correlacionadas entre si, chamadas de
componentes principais.

A normalidade dos componentes principais é vital para a aplicacdo de varias técnicas
analiticas, como, por exemplo, a criacdo dos modelos por LDA que exige que as varidveis
provenham de uma populacdo normal. Por isso, a analise de componentes principais foi utilizada
como uma etapa de pré-processamento dos dados que serdo utilizados como entrada para os
diversos modelos classificadores apresentados na sec¢do 2.10, mas ndao no modelo por ensemble
de redes neurais apresentado na se¢ao 2.13.

Para o cdlculo dos componentes principais, precisamos obter a matriz de correlagao P do
conjunto de dados, ou seja, uma matriz quadrada com p linhas e p colunas (onde p é o nimero de
variaveis originais retiradas do STING_DB). Na matriz T’: seus elementos sdo formados pelo célculo
do coeficiente de correlagdo linear r dado pela equagdo (33), por exemplo, o elemento a4 é 0
valor de r entre as varidveis 1 e 6 do conjunto de dados. A diagonal principal de P ¢ idéntica a
diagonal principal da matriz identidade.

De posse da matriz de correlacdo, é necessdrio obter os autovalores e autovetores da

matriz. Os autovalores sao facilmente identificados resolvendo a equacgao:

det(P—AT) =0 (56)
onde det representa o determinante, A representa o autovalor e T a matriz identidade. De posse
dos autovalores A, voltamos ao problema original de autovalores e autovetores e resolvemos a

equacao:

51



Pv=21v (57)

onde v representa o autovetor associado ao autovalor A. Para uma matriz quadrada P de
dimensdo p, ha p autovalores e autovetores, sendo que alguns autovalores podem ser iguais e que
autovetores diferentes podem ter o mesmo autovalor.

Os autovalores sdo organizados de forma que 4; = 1, = A3 = - = A,,. Quanto maior a
magnitude do autovalor, maior serd o comprimento do autovetor multiplicado pelo respectivo
autovalor. Dessa forma, ao organizar os autovalores por ordem de magnitude, o primeiro
autovetor carrega a maior variabilidade possivel presente no conjunto de dados original.

A escolha do nimero de autovetores a serem utilizados pode seguir diferentes estratégias
(Johnson, 1998). Adotamos o critério de variabilidade conjunta, ou seja, a soma da variabilidade
presentes em cada componente principal. Escolhemos dessa forma o niumero de componentes
principais que, quando somados, correspondem a 95% de toda a variabilidade presente no banco
de dados original.

Cada par autovalor-autovetor resulta em uma nova varidavel chamada entdo de componente
principal. Para o célculo de cada componente principal, as grandezas estatisticas de média (u) e

variancia () sdo estimadas do banco de dados. Em seguida sdo calculados os escores-Z:

Zip = s M (58)

Nesse caso, cada elemento do vetor x; é subtraido pelo respectivo elemento do vetor de
médias u e dividido pela raiz quadrada do mesmo elemento do vetor de variancias a. O conjunto
de todas as componentes resulta no vetor de escores-Z do i-ésimo elemento (aminodcido) do
banco de dados, z;.

O escore de componente principal é definido como o produto interno entre cada autovetor

vje o escore-Z de cada individuo do dataset:

Yij = V)" Z (59)

A andlise de componentes principais e o posterior cdlculo dos escores foram realizados

utilizando o pacote HSAUR2.0 do R (Everitt e Hothorn, 2008). Apenas os dados do conjunto de
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treinamento (60% do banco de dados original, escolhidos aleatoriamente) foram usados para a
obtencdo dos autovalores e autovetores e em seguida os escores foram calculados para os demais

dados do conjunto de treinamento.

2.12 Comparagdo entre classificadores por andlise ROC

Varios critérios podem ser utilizados para comparar dois ou mais modelos classificadores.
Utilizando a matriz de confusdo descrita na se¢ao 2.10, podemos estabelecer medidas de taxa de
acerto (acuracia), precisdo, sensitividade (também chamado de recall ou cobertura) e mérito,

definidos por:

TN+TP

acerto (accuracy) = A = TNTTPIFNTEP (60)
sensitividade (sensitivity) =S = TPT+PFN (61)
precisdo (precision) = P = TPT+PFP (62)
mérito (merit) =M = W;ﬁ (63)

Nenhuma dessas medidas pode ser considerada definitiva ou melhor do que outra. A taxa
de acerto fornece uma medida da percentagem de residuos de aminodcido corretamente
classificados, no entanto utiliza o mesmo peso para residuos de aminodcido da superficie livre
qguanto para os residuos de aminoacido formadores de interface (que deveriam ser priorizados).
Sensitividade fornece uma medida utilizando falsos negativos (residuos de aminoacido de
interface que sdo erroneamente classificados como de superficie livre), e estd, portanto,
relacionada com a cobertura das interfaces preditas. Olhando apenas para a taxa de sensitividade,
ignoramos a quantidade de falsos positivos (residuos de aminoacido de superficie livre que sdo
erroneamente classificados como de interface). Com a taxa de precisdo, temos uma medida
utilizando falsos positivos, o que fornece uma medida da confiabilidade de classificagdo quando
um residuo de aminoacido é classificado como de interface. Dessa forma, levando em conta

apenas a precisao, a cobertura da regido de interface ndo é utilizada como critério de avaliagdo. A
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taxa de mérito é taxa definida como uma combinagdo nao balanceada entre as taxas de precisao e
sensitividade, favorecendo a taxa de precisdo, ou seja, um decréscimo em precisao penaliza mais a
taxa de mérito do que o mesmo decréscimo em sensitividade.

Outra grandeza comumente utilizada pela comunidade de classificadores binarios e é o
coeficiente de correlagdo de Matthew (MCC, do inglés Matthew correlation coefficient), definido

por:

TP*TN—FPxFN

McCC =
J(TP+FN)(TP+FP)(TN+FP)(TN+FN)

(64)

No entanto, todas as medidas de desempenho apresentada nas equacdes 60-64 sdo
dependentes de um valor limiar para a classificacdo. A maior parte dos modelos classificadores
descritos na secdo 2.10 (com excecdo de arvores de decisdo) retorna um valor que pode ser
interpretado como uma probabilidade de determinado residuo de aminoacido ser classificado
como IFR. Quanto maior o limiar escolhido para a classificacdo (por exemplo, acima de 80% de
probabilidade de ser IFR), menor é o nimero de falsos positivos. Da mesma forma, quanto menor
o valor do limiar escolhido (por exemplo, acima de 20% de probabilidade), menor serd o nimero
de falsos negativos. Dependendo da aplicacdo desejada, o valor de probabilidade pode ser
selecionado de forma a priorizar as taxas de precisdo ou sensitividade. Qualquer comparacgao feita
utilizando as taxas descritas, leva em conta a escolha do limiar de classificacdo.

Por isso, utilizamos a analise ROC (do inglés Receiver Operating Characteristics). Esse tipo de
anadlise utiliza graficos de forma comparativa e é disponivel para avaliacdo de classificadores
bindrios (como os desenvolvidos e descritos na secdo 2.10; Fawcett, 2006). De acordo com
Fawcett (2006), o uso deste tipo de andlise vem crescendo nos ultimos anos na comunidade
cientifica, principalmente pela constatacdo de que simplesmente taxa de acerto é uma forma
pobre de comparacgdo entre sistemas classificadores, sendo bastante util na andlise de casos onde
ha uma grande diferenga entre a proporgdo das duas classes a serem classificadas (como é o caso
desse estudo sobre classificacdo e que o numero de FSR corresponde em média a
aproximadamente 90% de todos os residuos de aminoacido).

Curvas ROC sdo graficos em duas dimensdes onde no eixo y representamos a taxa TP e no
eixo x a taxa FP. Quanto maior a taxa TP e menor a taxa FP, melhor é classificado o modelo. Um

classificador gera simplesmente uma saida bindria, que é a classe predita. Assim, dado um
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conjunto de teste, a matriz de confusdo resultard em pontos estdticos das taxas FP e TP, e,
portanto, um ponto no grafico ROC.

O limiar de classificacdo pode ser variado continuamente entre [0,1] e para cada limiar um
ponto diferente do gréfico ROC sera tracado, resultando em uma curva. Mesmo algoritmos como
arvores de decisdo, que ndo resultam em uma probabilidade de classificacdo, podem ser
analisados com graficos ROC. Em tais algoritmos, cada nodo final da drvore possui, normalmente,
ambas as classes observadas (ndo hd classificacdo perfeita) em uma determinada proporg¢ao
especifica para cada nodo. A fracdo de cada classe nos nds finais pode ser usada como um escore
(ou probabilidade) de cada individuo classificado pertenca a cada uma das classes. Criamos as
curvas ROC utilizando o pacote ROCR (Sing et al., 2005) do software R.

Para uma curva ROC, oriunda de um classificador, quanto maior a drea abaixo da curva
(AUC, do inglés Area Under the Curve) mais eficiente o classificador pode ser considerado. Como a
curva é gerada varrendo os possiveis limiares de classificacdo, esse critério é independente de
gualquer valor limiar especifico, sendo, portanto, uma medida do maximo poder de classificacdo
de cada modelo classificador.

O pacote ROCR também oferece a possibilidade de calculo de outras taxas encontradas na
literatura, como todas as taxas mencionadas previamente. O critério de AUC fornece uma boa
medida do desempenho de um determinado classificador, mas deve-se tomar cuidado, pois um
classificador com AUC menor pode ter desempenho melhor para alguns valores do limiar (Fawcett,

2006).

2.13 Classificadores por redes neurais artificiais com processo de
selegdo de variaveis e formagdo de ensemble de
classificadores

A comparagao entre os modelos classificadores, como mostrado e discutido na secdo de
resultados, apontou a rede neural como o melhor modelo frente aos dados utilizados para a
predi¢cdo de residuos de aminodacido formadores de interfaces. Dessa forma, em colaboragdao com
o Laboratério de Bioinformatica e Computagao Bio-Inspirada do Departamento de Engenharia da
Computagdao e Automacgado Industrial da Faculdade de Engenharia Elétrica e de Computacdo da

Universidade Estadual de Campinas, liderado pelo professor Doutor Fernando Von Zuben,
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desenvolvemos um algoritmo baseado em redes neurais com processo de selecdo de varidveis
descrita nesta segao.

O desenvolvimento de um modelo classificador mais elaborado utilizou uma rede neural
artificial hetero-associativa MLP (Rumellhart e McClelland, 1986), cuja estrutura é ilustrada na
figura 11. O mecanismo de aprendizado escolhido é do tipo supervisionado, ou seja, como a saida
desejada é conhecida, caso a predicdo para as entradas do conjunto de treinamento ndo esteja
correta, os pesos das conexdes sindpticas sdo alterados minimizando o erro associado. Para isso,
foi utilizado o algoritmo de retro-propagacao (do inglés backpropagation; Werbos, 1974). Este tipo
de rede apresenta capacidade de aproximacao universal, como descrito na secdo 2.10.8.

Antes de serem carregadas nos neurdnios da camada de entrada (x;), as varidveis descritas
na tabela 2 sdo escalonadas para o intervalo [-1, 1]. Apenas uma camada oculta foi utilizada, e o
numero de neurdnios “no” foi varrido entre 8 e 15 neurdnios, com incremento unitario em cada
etapa de treinamento. Os atributos de entrada sdo linearmente combinados nos neur6nios da

camada oculta com os respectivos pesos sindpticos w (i=1, 2, 3, ..., ne; j=1, 2, ..., no). Em cada

neurdnio da camada oculta, é produzida a ativacdo interna, dada por:

uft = Y xw; (65)

A entrada x, = 1 é adicionada para adicionar flexibilidade no mapeamento ndo-linear
multidimensional. A transferéncia de informacgdo da camada oculta para a camada de saida é feita
utilizando a fungdo de ativagdo sigmoide tangente hiperbdlica (yf = foj = tanh(uf)). A saida de
cada neurdnio da camada oculta é ainda multiplicada pelos pesos w k (=1, 2, ..., no; k=1, 2), onde
k é o nimero de padrdes de treinamento, sendo que k = 1 representa a classe FSR e k =
representa a classe IFR. Dessa forma, em cada um dos dois neurénios da camada de saida, é

produzida a ativagao interna, dada por:

Z] Oyj (66)
Novamente, a entrada y§ = 1 é adicionada para adicionar flexibilidade no mapeamento

ndo-linear multidimensional. A ativagdo uj serve de argumento para a fungdo linear y = fy, =

uj, que é a saida em cada um dos dois neurdnios da rede neural artificial.
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camadade entrada camadaoculta camada de saida

Neurénio oculto #1

£, (u) =tanh(u)

J (w)=u

Figura 11 — Arquitetura da rede MLP utilizada com uma camada de entrada (dados provenientes
da base de dados BlueStar STING), uma camada oculta e uma camada de saida.
Fonte: Figura disponivel no capitulo 2, pdg. 13 da tese de doutorado de Wilfredo Jaime Puma
Villanueva (Puma-Villanueva, 2011), colaborador dessa proposta de classificador.

O treinamento da MLP descrita consiste em aperfeicoar os pesos das conexdes sinapticas
W{‘}‘- e Wﬁ{ de forma supervisionada, ou seja, utilizando a classe conhecida de cada um dos
aminodcidos do conjunto de treinamento. Ha algumas formas de aperfeicoar os pesos utilizando o
algoritmo de retro-propagacdo (do inglés backpropagation; Werbos, 1974). Para isso, definimos a

funcdo erro como a fungdo objetivo que buscamos minimizar no processo de treinamento:
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E= %ZP Yrc1 Ok — Pi)? (67)

onde y; € o valor da classe observada e ¥, o valor predito pela rede neural, e p é o nimero de
residuos de aminodacidos no conjunto de treinamento.

A condi¢do de minimizagcdo implica que o gradiente da fungdo erro seja nulo. Para isso, é
necessario o calculo das derivadas de E em relagdo aos pesos sindpticos depois da camada oculta,

gue queremos ajustar, usando a regra da cadeia:

OE
_:Z
wid = &P

O0E

0E 09, _ 0E 99y duy,
— Tk
aw].k

oy ow®h P gy ouf owh

= Zp (68)

onde p é o nimero de padrdes de treinamento, ou seja, o nimero de aminodcidos no conjunto de

treinamento. O mesmo procedimento é feito para os pesos antes da camada oculta:

OE OE oE 0y; oE 9y? ou?
_azz:p a=2p_o Jazz:p_o {1 ja (69)
wi; 6wij ayj awij Byj Buj Bwij

Apds o cdlculo das derivadas, o método quase-Newton de otimizagdo nao linear foi
empregado para atualizar os pesos. Nesse método, informa¢do de segunda ordem da matriz
Hessiana ﬁ, ou seja, segunda derivada da fungdo erro em relagdo aos pesos sindpticos, é estimada
a partir do vetor gradiente calculado pelas equagdes (68) e (69) (Puma-Villanueva, 2011). Apds

cada etapa de treinamento t, cada peso é entdo atualizado de acordo com as equagdes:

—_ 1 0E
wit+1) =wj) —aH™ ' o
ij
d 1) = wd H-19E (70)
wi(t+1) =wp () —«a owh,

Onde a recebe o nome de passo, e tem como objetivo modular a varia¢ao de cada peso, ou
seja, impedir grandes variagdes em apenas uma etapa de treinamento.

Cada rede neural treinada, isto é, com pesos sinapticos fixos, tem como saida dois valores,
um para cada neurbénio da camada de saida. No processo de treinamento, os residuos de
aminodcidos pertencentes a classe FSR sdo utilizados para direcionar o ajuste dos pesos de forma

gue o primeiro neurdnio da camada de saida retorne o valor 1, enquanto que o segundo neurénio
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retorne o valor 0. De forma oposta, os residuos de aminodcidos pertencentes a classe IFR
direcionam o ajuste dos pesos sinapticos de forma que o primeiro neurénio da camada de saida
seja 0 e o segundo neurdnio seja 1. Dessa forma, o processo de classificacdo de uma rede neural
treinada com essa arquitetura, classifica um aminodcido de entrada como FSR se o valor do
primeiro neurénio da camada de saida for maior que o valor do segundo neurdnio da camada de
saida, e classifica como IFR caso contrario.

Atrelado a sintese de redes neurais artificiais treinadas, empregamos uma metodologia para
selecionar quais varidveis de entrada (processo de selecdo de varidveis) sdo melhor combinadas
para diferenciar os residuos de aminodcido da superficie livre dos que estdo nas interfaces de
complexos proteicos. Entre as abordagens disponiveis, utilizamos o método conhecido como
envoltdrio (do inglés wrapper). Nessa abordagem, o processo de sele¢do de varidveis interage com
o processo de treinamento do modelo classificador (Puma-Villanueva, 2006), o que oferece
vantagens sobre outros métodos disponiveis, como o método de filtro, porém com maior custo
computacional.

No inicio do processo de selecdo de variaveis, todos os descritores escolhidos do STING_DB
sdo utilizados como entrada para a rede neural. Apds a primeira etapa de treinamento, ou seja,
ajuste dos pesos sinapticos de acordo com as equagdes (65)-(70), cada uma das varidveis de
entrada é sistematicamente substituida pela sua média, obtida no conjunto de treinamento.
Assim, toda a variabilidade presente nesse descritor é eliminada e o desempenho medido em um
conjunto de validagdo com e sem o descritor testado é guardado. Esse processo é repetido com
todos os descritores de entrada de forma que uma lista da mudanca de desempenho é obtida. Ao
testar a “sensibilidade” de predicdo de cada uma dos descritores, aquele que se mostrar menos
sensivel, ou seja, aquele que menos interfere na predi¢cdo do conjunto de validacdo, é retirado do
conjunto de entrada. Como o conjunto inicial € composto por todas as varidveis disponiveis para
cada tipo de aminoacido e cada etapa consiste na remog¢do de um descritor, dizemos que esse é
um mecanismo de poda (Guyon e Elisseeff, 2003).

Nesse ponto, uma nova rede neural artificial é treinada sem a varidvel que foi removida,
obtendo assim novos pesos sindpticos. O processo de selecdo de varidveis e sucessivos
treinamentos de redes neurais é feito até que apenas um descritor permanega no conjunto de
treinamento. O nome envoltério relaciona ao fato do processo de treinamento e selegdo de

variaveis acontecerem simultaneamente.
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A ordem de remocdo dos descritores implica na importancia de cada descritor para o
processo de predicdo. Descritores relevantes para o processo de classificacdo influenciam no
desempenho do modelo classificador. Por outro lado, descritores pouco relevantes nao
influenciam no desempenho do modelo classificador. Assim, descritores que sdo removidos nas
etapas iniciais sdo menos relevantes para a distincdo entre IFR e FSR, frente aos descritores que
ainda permanecem no processo de treinamento. A taxa de mérito, equacdo (63), é utilizada como
indice de desempenho para escolher qual descritor sera removido em cada etapa.

Durante todo processo de selecdo de varidveis, centenas de modelos classificadores sdo
criados e armazenados. Dessa forma, foi desenvolvida uma abordagem de criacdo de ensemble de
classificadores, ou seja, um comité de redes neurais diferentes é utilizado em conjunto para
classificar cada um dos residuos de aminoacido. Para isso, foi utilizado o conceito de voto
majoritario, onde cada componente do ensemble de redes neurais faz a classificacdo de cada
residuo a ser classificado em uma das classes, IFR ou FSR, e a classe que receber mais votos é a
classificacdo final. Em caso de empate, o resultado da rede neural com melhor desempenho é tido
como a classificagao final.

Para empregar a metodologia aqui proposta, dividimos o conjunto de teste em um conjunto
extra, denominado conjunto de selegdo. O conjunto de teste, como descrito na segdo 2.2, é
composto por 40% do conjunto de dados original. Com a incorporagao do novo conjunto, a divisdo
foi feita de forma que 25% do conjunto original foi utilizado como conjunto de teste e 15% como
conjunto de selegdo, que é entdo utilizado para selecionar o nimero e a ordem dos componentes
do ensemble. A rede neural com melhor desempenho é escolhida como primeiro componente do
comité. Em seguida, 10% das centenas de redes neurais criadas no processo de selecdo de
variaveis sdo sistematicamente combinadas com a melhor rede neural. A rede neural que resultar
no melhor aumento de desempenho, em relacdo a taxa de mérito, é escolhida como a segunda
componente do comité. Esse processo é repetido até que nenhum aumento de desempenho seja
observado por duas inclusdes consecutivas de novos componentes.

O uso de ensemble de classificadores é escolhido para fins de aumento de desempenho
(Puma-Villanueva, 2006). Isso é devido ao fato de que é esperado que classificadores simples
falhem para uma certa porgao dos dados de testes, mas classificadores diferentes tendem a falhar
com entradas diferentes, como ilustrado na figura 12. Ao combinar a respostas de diferentes
componentes do comité de classificadores, é esperado que a classificagdo contenha menos

residuos de aminoacidos classificados erroneamente. Como o a taxa de mérito é escolhida para
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determinar o numero de ordem dos componentes do ensemble de redes neurais, a taxa de

precisdo deve ser favorecida e aumentada em relacdo a classificacdo pela melhor rede neural

isolada.
d
) MLP Y1
1
Entrada Saida
X mMp | 22 h%
2 A >
Y
MLP "
m
b)
Classificador 1 Classificador 2 Classificador 3

. ® C
\4 V Fronteira
@ de decisédo

Classificadores: 1,2 e 3 Ensemble

Figura 12 — Criagdo do ensemble de redes neurais como método para evitar sobre-ajuste aos
dados de treinamento.

A saida de cada componente do comité de classificadores combinam-se para resultar em uma
saida de classificacdo (a). Cada rede neural possui uma fronteira de decisdo diferente que, quando
combinadas, tendem a reduzir o erro de classificagao (b).

Fonte: Figuras disponiveis no capitulo 3, pdginas 49 e 55 da tese de mestrado de Wilfredo Jaime
Puma Villanueva (Puma-Villanueva, 2006), colaborador dessa proposta de classificador.
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O teste final dos classificadores é feito com um conjunto de teste que nao foi utilizado para
treino/validacdo da rede neural artificial e que também n3o foi utilizada como conjunto de sele¢do
dos componentes do ensemble. O desempenho do ensemble de redes neurais nesse conjunto
teste é representativo do valor real de classificacdo dessa proposta de classificador. No entanto, a
comparacao direta com outros modelos disponiveis na literatura deve ser feita baseada no mesmo
banco de dados. Para isso, o conjunto de benchmark foi utilizado como conjunto de teste final.

O processo de treinamento da rede neural com selecdo de varidveis é de alto custo
computacional. Utilizando o conjunto de dados DS30, para cada tipo aminodcido foi necessario
uma média de 10 horas de treinamento em uma maquina com processador quad-core 3GHz e 2
Gigabits de memadria RAM. Como ha 20 tipos de aminoacidos, o processo levou cerca de 200 horas
para ser finalizado. Ainda, utilizamos a técnica estatistica de validacdo cruzada, ou seja, o processo
foi repetido 10 vezes. Por fim, realizamos o treinamento com trés conjuntos de dados: sem e com
descritores ponderados pela vizinhanca e acrescidos dos descritores de conservacdo. No total,

somam-se aproximadamente seis mil horas de célculo.

-~

A criacdo do ensemble de redes neurais e avaliacdo de desempenho no conjunto teste

-~

expressivamente menos exigente, finalizando cada uma das tarefas em segundos. O mesmo

valida para a aplicagdo do classificador final em novos casos de interesse bioldgico.
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3 Resultados e Discussao

3.1 Correlagdo linear entre os descritores

Antes de executar os testes estatisticos uni e multivariados propostos e criacdo dos modelos
classificadores de IFR e FSR, analisamos os dados para averiguar quais varidveis sdao consideradas
linearmente independentes umas as outras. Algumas varidveis sdo conhecidas antecipadamente
como sendo diretamente correlacionadas, por exemplo, os descritores sobre numero de contatos
(usados e ndo usados) e suas respectivas energias, que sdo obtidas pela multiplicacdo de uma
constante.

A tabela 5 resume os resultados das varidveis que foram removidas por apresentarem
correlacdo linear acima de 0,85 com outra varidvel. Apenas as varidveis consideradas nao

correlacionadas linearmente foram utilizadas nas etapas posteriores.

Tabela 5 — Avaliagdo dos descritores fisico-quimicos e estruturais da base de dados BlueStar
STING em relagdo a normalidade de distribuigdo dos valores e correlagdo linear entre si.

o“”.,n

As varidveis assinaladas como “x” sdo excluidas por apresentaram coeficiente de correlagdo linear

o n

maijor que 0,85 com outra varidvel presente no banco de dados. O rotulo “-” foi atribuido para as

varidveis que ndo sdo definidas para determinados tipos de aminodcidos.

< a o z o a
Descritore 2 £ 2 4 S
Acessibilidade X X X X X X X X X X X X X X X X X X X
Acessibilidade
) X X X X X X X X X X X X X X X X X X
Relativa
Energia Total de
Contatos
Hidrofobicidade
CED no Ca (3)
CED no Ca (4) X
CED no Ca (5) X X X
CED no Ca (6) X X X X X X X X X X X X X X X X X X X
CED no Ca (7)
CED no LHA (3) -
CED no LHA (4) X X X X X -- X X X X X X X X X
CED no LHA (5) X X X X X - X X X X X X X X X X
CED no LHA (6) X X X X X X X - X X X X X X X X X X X
CED no LHA (7) -

CPO no C-alpha
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Descritores

CPO no LHA

CLO no C-beta

Densidade no Ca (3)

Densidade no Ca (5)

Densidade no Ca (7)

Densidade no LHA (4)

Densidade no LHA (6)

Esponja no Ca (5)

Esponja no Ca (7)

Esponja no LHA (4)

Esponja no LHA (6)

Energia Total de
Contatos Ndo-usados

CHI 4

X




Descritores

Energia de Contatos
Hidrofdébicos

Energia de
Carregados repulsivo

Energia de Ligagdo de
Hidro - MS

Energia de Ligagdo de
Hidro - MWM

Energia de Ligagdo de
Hidro - SWS

Energia de Ligagdo de
Hidro - MWWS

Energia de Contatos
Aromdticos

Energia de Contatos
Hidrofébicos Nao-
usada

Energia de
Carregados repulsivo - - - - - - - - -
Ndo-usada

Ligagcdo de Hidro - MS
Energia Ndo-usada

Ligagdo de Hidro -
MWM E. N3o-usada

Ligagdo de Hidro -
SWS Energia Ndo- - - - - - - - -
usada




Descritores

Ligagdo de Hidro -
MWWM E. Ndo-usada

Ligagdo de Hidro -
MWWS E. Ndo-usada

Ligagdo de Hidro -
SWWS E. Ndo-usada

Energia de Contatos
Aromaticos Ndo- - - -- -- = = = - - - - -
usada

Energia de Ponte
Dissulfeto Nao-usada

Rétulo: CED = Densidade de Energia de Contatos; CPO = Ordem Cross Presence; CLO = Ordem de
Cross Link; EP = Potencial Eletrostdtico; Ca = Carbono alfa; LHA = Ultimo dtomo pesado da cadeia
lateral; C6 = Carbono Beta;, MM = cadeia principal-cadeia principal; MS = cadeia principal-cadeia
lateral; SS = cadeia lateral-cadeia lateral; W = uma molécula de dgua; WW = duas molécula de
dgua;

3.2 Testes Estatisticos de normalidade

Realizamos o teste de normalidade D’Agostino (Zar, 1999) para todos os descritores de
todas as tabelas separadas por tipo de aminodcido. Apenas uma pequena por¢do dos descritores
utilizados obteve como resultado um valor p maior que 1%, sendo que o restante dos descritores
apresentou um valor p sempre menor que 10™°. Dessa forma, apenas os descritores presentes na
tabela 6 seguem uma distribuicdo normal com menos de 1% de probabilidade de estarmos

errados, de acordo com o teste realizado.

Tabela 6 - Lista de varidveis que obtiveram maiores valores de valor p (acima de 1%) no teste de
normalidade de D’Agostino, separados de acordo com o tipo de aminodcido.
Para o restante de descritores valores abaixo de 10” foram obtidos. Apenas os descritores abaixo

seguem uma distribui¢céo normal, de acordo com o teste de D’Agostino.

VELEE valor p VELEE valor p VELE valor p
Ala ep_lha 0,8439
Arg chi_4 0,4182
Asn psi 0,5311 hb_swws_uc 0,1222
Gly ep_ca 0,0194
lle ep_lha 0,3983
acc_isolagao 0,6324 acc_relativa 0,6637 hidrofobicidade 0,6524
Lys chi_3 0,7153 chi_4 0,1243
Thr esponja_lha7 0,0115
Trp densidade _lha5 0,7316  densidade_lha6  0,2786
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Esse resultado indica que o resultado do teste paramétrico de Welch pode ndo ser
confidvel, mesmo com o teorema do limite central sendo valido para nosso conjunto de dados
com dezenas de milhares de observacdes em cada amostra. Em todo caso, os resultados dos
testes ndo-paramétricos sao mostrados em conjunto com os resultados do teste paramétrico de

Welch.

3.3 Testes estatisticos uni e multivariados

A tabela 7 mostra o valor p de cada um dos trés testes estatisticos univariados para cada um
dos descritores do residuo de aminodcido alanina. Em vermelho, destacamos os descritores que
obtiveram um valor p maior do que 1%, ou seja, os descritores que falham em diferenciar IFR de

FSR com mais do que 1% de estarmos errados em relagao a distingdo.

Tabela 7 - Resultados dos testes estatisticos univariados para cada um dos descritores do residuo
de aminodcido alanina relativo ao seu poder de distinguir IFRs dos FSRs.
Em vermelho sdo destacados os descritores que apresentam o valor de mais de 1%, indicando

pouco potencial estatistico para distinguir IFR dos FSR.

Descritor Wilcoxon-Mann- Kolmogorov—
Whitney Smirnov
Energia Total de Contatos 0,0011 0 0
Energia de Liga¢ao de Hidro - MWWS 0,3313 0 0,2526
Energia de Ligagdo de Hidro - MWWM 0,0022 0 0,1483
Energia de Liga¢ao de Hidro - MWS 0,2321] 0 0,0643
Energia de Ligacdo de Hidro - MWM 3,00E-04 0 8,00E-04
Energia de Liga¢ao de Hidro - MS 0 6,00E-04
Energia de Ligacao de Hidro - MM 0 0,8429 0
Energia de Contatos Hidrofébicos 0 0 0
hydrophobicity 0 0 0
CED no ca3 0 0 0
CED no ca4 0 0 0
CED no ca5 0 0 0
CED no ca7 0 0 0
CED no |ha3 0 0 0
CED no Iha5 0 0 0
CED no |ha7 0 0 0
CPO no C-alpha 0 0 0
CPO no C-beta 0 0 0
CPO no LHA 0 0 0

(o)
3



Descritor Welch Wilcoxon-Mann—-Whitney  Kolmogorov—Smirnov
CLO no C-alpha 0 0 0
Densidade no ca3 0 0 0
Densidade no ca4 0 0 0
Densidade no ca7 0 0 0
Densidade no lha3 0 0 0
Densidade no lhad 0 0 0
Densidade no lha5 0 0 0
Densidade no lha6 0 0 0
EP no Ca 0 0 0
EP no LHA 0 0 0
EP na Surperficie 0 0 0
Esponja no ca3 0 0 0
Esponja no cad 0 0 0
Esponja no ca6 0 0 0
Esponja no |ha3 0 0 0
Esponja no lha4 0 0 0
Esponja no lha7 0 0 0
Energia Total de Contatos Ndo-usados 0,0044 0
Energia de Ligagdo de Hidro — MWWS nao 0,3345 0,0078 0,0017
usada
Energia de Liga¢ao de Hidro - MWWM n3ao  0,0031 0,0785 0,043
usada
Energia de Ligacdo de Hidro — MWS néo 0,0252 0,0022
usada
Energia de Liga¢dao de Hidro - MWM nao 4,00E-04 7,00E-04
usada
Energia de Ligagdao de Hidro — MS nao 0,4707 0,5954
usada
Energia de Liga¢do de Hidro — MM nao 0,0147, 0,3416) 1,00E-04
usada
Energia de Contatos Hidrofobicos nao 2,00E-04 0 0
usados
phi 0,0979
psi 0,5953 0,8087 0,2512

Para os outros tipos de aminodcido, apresentamos uma tabela similar como apéndice. A
maior parte dos descritores com mais do que 1% do valor p nos testes realizados pertencem a
categoria contatos utilizados e ndo-usados e potencial eletrostdtico no LHA (em alguns testes).

Este resultado indica que para a maioria das variaveis utilizadas para cada tipo de aminoacido tem

poder estatistico para discriminar entre IFR e FSR.
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Utilizando todas as varidveis, excluindo os descritores considerados linearmente
dependentes, a andlise de variancia multivariada (MANOVA) foi calculada utilizando o comando do

software R (pacote HSAUR2.0) ilustrado no quadro 1.

Quadro 1 - comando em R para cdlculo das matrizes de MANOVA.

> ala_manova <- manova(as.matrix(cbind(alal[,1: (ncol(ala)-2)]))~ifr, data=ala)

Comando do pacote HSAUR 2.0 do software R.

Para o residuo de aminodacido alanina, foi utilizado um total de 46 varidveis independentes
(ndo necessariamente ortogonais) e tendo a variavel bindria “ifr” como referéncia para as classes
IFR e FSR. Os quatro testes estatisticos apds a MANOVA foram feitos, tendo como saida as

informacgdes no quadro 2.

Quadro 2 - comando em R para calculo dos testes estatisticos multivariados da MANOVA.

> summary (ala manova, test = "Pillai")
Df Pillai approx F num Df den Df Pr (>F)
ifr 1 0.4287 1113.3 46 68248 < 2.2e-16 **x*

Residuals 68293

Signif. codes: 0 ‘Y*¥**’ 0.001 ‘**’ (0.01 *’ 0.05 *.” 0.1 Y’ 1
> summary (ala manova, test = "Wilks")

Df Wilks approx F num Df den Df Pr (>F)
ifr 1 0.5713 1113.3 46 68248 < 2.2e-16 ***

Residuals 68293

Signif. codes: 0 ‘***’ (0.001 ‘**’ 0.01 ‘*’" 0.05 ‘.” 0.1 Y7’ 1
> summary (ala manova, test = "Hotelling-Lawley")
Df Hotelling-Lawley approx F num Df den Df Pr (>F)
ifr 1 0.75039 1113.3 46 68248 < 2.2e-16 **x*

Residuals 68293

Signif. codes: 0 Y4 **’ 0.001 “**" 0.01 *" 0.05 *.” 0.1 v’ 1
> summary (ala_manova, test = "Roy")

Df Roy approx F num Df den Df Pr (>F)
ifr 1 0.75039 1113.3 46 68248 < 2.2e-16 ***

Residuals 68293

Signif. codes: 0 ‘***’ (0.001 “**’ 0.01 ‘*" 0.05 *.” 0.1 " 1

Comando do pacote HSAUR 2.0 do software R.

Assim como para o residuo de aminodcido alanina (mostrado acima), todos os tipos de

aminoacido obtiveram valor p menores 2,2x1071°. Os resultados para os demais tipos de
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aminodacido sdao encontrados como apéndice. Um valor p tdo baixo indica que uma abordagem

multivariada é capaz de distinguir entre IFR e FSR.

3.4 Grdficos do tipo boxplot

Para auxiliar os testes de normalidade, boxplots fornecem uma forma visual sobre a
distribuicdo. Utilizando os graficos boxplots foi possivel verificar quais varidveis ndo seguem um
padrdo de distribuicdo normal. Boxplots também podem ser utilizados para avaliar quais
descritores sdao bem sucedidos em distinguir as classes IFR de FSR, para cada variavel no DS95,
para cada um dos 20 tipos de aminodacido. A figura 13 mostra o perfil de cada um dos aminoacidos
para os descritores energia total de contatos e densidade de energia no CA (4). Os graficos dos
demais descritores estdo disponiveis como apéndice e discutidos a seguir. Alguns descritores
apresentam o mesmo padrdo para ambas as classes IFR e FSR, como é caso dos descritores
Potencial Eletrostdtico, Energia Contatos Estabelecidos e Ndo Estabelecidos. Para os descritores de
Densidade de Energia de Contatos e Densidade, observamos uma maior diferenca entre as médias
das classes, assim como também uma diferenca entre os quartis. E interessante observar que
apesar de descritores especificos para a energia de contatos ndao detectarem diferencgas entre IFR
e FSR o descritor de Densidade de Energia de Contatos, que descreve o nano-ambiente ao redor
do residuo de aminodcido, consegue detectar essa diferenga. Isso indica que, em média, uma agao
cooperativa (da vizinhanga) é importante para o estabelecimento de interfaces em complexos
proteicos.

No entanto, entendemos que residuos de aminodcido especificos conhecidos como hot spot
(residuos de aminodcido com elevado energia de interacdo na interface) podem desviar da
tendéncia geral dos demais residuos de aminoacidos quando olhamos descritores sobre energia
de contatos. Isso é devido ao fato que a energia das ligacGes estabelecidas com residuos de
aminodcidos de outra cadeia proteica mantém o complexo estavel. Energias de ligacdo podem
variar de décimos de kcal/mol até algumas unidades de kcal/mol. O limite arbitrario para a energia
de liga¢Oes através da interface de residuos de aminodcidos para serem considerados hot spots é
de pelo menos 2 kcal/mol. Apesar de hot spots serem extremamente importantes para a
estabilidade de complexos proteicos, nenhuma alusao é feita nesse estudo para esses residuos de

aminodcidos, sendo que em nosso estudo o nimero de IFR é muito maior do que o nimero de hot
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spots, o que deve acobertar o efeito desses residuos de aminodcido que sao estatisticamente sub-
representados no conjunto de dados. Mais detalhes sobre hot spots sao obtidos na dissertagdo de

mestrado de Pereira (2012).

a) Comparacdo por boxplot do descritor energia total de contatos para IFR e FSR
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b) Comparacéo por boxplot do descritor densidade de contatos (CA 4) para IFR e FSR
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Figura 13 — Comparagdo entre a distribui¢do dos descritores “energia total de contatos” (a) e
“densidade de energia de contatos no CA-4” (b) em relagdo as classes IFR (branco) e FSR (cinza).
Barras de minimo e mdximo foram omitidas.

De forma similar, podemos averiguar o comportamento médio de varios descritores de cada
tipo de aminodcido em relagdo as classes IFR e FSR. A figura 14 ilustra o padrao dos valores médios

de cada descritor dividido pelo desvio padrdo para o residuo de aminoacido valina. Apesar de
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algumas diferencas serem observadas para os descritores densidade, esponjicidade e energia de
contatos de ligagdo de hidrogénio, observar apenas o comportamento médio de cada descritor
mascara a dispersdo dos valores de cada parametro como observado nos graficos do tipo boxplot
apresentados na figura 13 e no apéndice 6.3 (os graficos em apéndice também ilustram o

comportamento da média dos descritores com linhas sélidas e tracejadas).
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Figura 14 — Comparagdo entre os valores médios divididos pelo desvio padréo de cada descritor
fisico-quimico ou estrutural para as classes FSR (azul) e IFR (vermelho) para o residuo de
aminodcido valina.

Apesar de diferencas serem observadas, principalmente para o valor médio, os alcances da
maior parte dos descritores se interpolam, indicando que em uma tentativa preditiva, varios
residuos de aminoacido seriam classificados erroneamente. Assim, o uso de técnicas multivariadas
se faz fundamental.

Apenas para alguns descritores de alguns tipos de aminodcido podem ser observados uma

separacdo efetiva entre as classes. O descritor Cross Presence Order separa os IFRs dos FSRs para
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os aminodcidos cisteina, histidina, isoleucina, leucina, metionina, fenilalanina, triptofano, tirosina
e valina (ver figuras no apéndice). Para o residuo de aminoacido triptofano a variavel Esponja no
LHA (3) mostra a melhor divisdo entre as classes estudadas. Uma divisdo parcial é observada para

o mesmo descritor no residuo de aminoacido acido aspartico.

3.5 Andlise dos descritores por modelo de regressdo linear
multivariado

Apds a exclusdo das varidveis correlacionadas, 20 modelos de regressao linear, um para
cada aminoacido, foram gerados com o software R.

Para toda varidvel, € mostrado seu coeficiente ﬁj, assim como o intercepto a. Ao final é
mostrado o valor p do teste estatistico utilizando a distribuicdo chi-quadrado (estatistica F). Para o
residuo de aminodcido alanina, o valor p do modelo de regressdo mostrou-se menor do que
2,2x10716, |sso indica que a probabilidade de todos os coeficientes Bj serem simultaneamente
iguais a zero é muito baixa.

O software R também mostra os resultados dos testes estatisticos da distribuicdo t de
Student para cada um dos coeficientes f;, indicando o valor p de cada coeficiente ser diferente de
zero. As seguintes varidveis obtiveram uma probabilidade relativamente alta (acima de 10%) de
serem descartadas: ced no CA 4, ced no CA 5, clo no CA, ep no LHA, ep na superficie, energia de
hb_ms, energia de hb_mwma, energia de hb_mwwma, energia de hb_mwws, energia de cont.
hidrofdbicos _uc e energia de hb_mws_uc.

O quadro 3 mostra o valor do coeficiente de determinagdo (r? — do inglés Multiple R—
squared). Para o residuo de aminoacido alanina, apenas 44,88% da variabilidade das classes IFR e
FSR é explicada pelo modelo adotado. Embora esse valor seja um bom indicativo da qualidade do
modelo gerado em explicar os dados observados, Zar (1999) comenta que uma melhor grandeza
de comparacdo (principalmente quando se compara modelos com diferente nimero de variaveis e
também diferentes nimero de entradas) é através do uso da grandeza chamada de coeficiente de

determinacgdo ajustado (Adjusted R—squared) e definida por:

quadrados médio dos residuos

r2=1 (70)

quadradso médio totais
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Quadro 3 — andlise por regressao linear

> ala Im <- Im(ifr~as.matrix
> summary (ala_lm)

Call:
Im(formula = ifr ~ as.matrix
Residuals:

Min 10 Median
-1.31035 -0.18693 -0.08157
Coefficients:

(Intercept)

total contact_energy
hb_mwws_energy
hb_mwwm_energy
hb_mws_energy
hb_mwm_energy
hb_ms_energy
hb_mm_energy
hydrophobic_energy
hydrophobicity
ced_ca3

ced_ca4

ced_cab

ced _ca’

ced lha3

ced_lhab

ced_lha7

cpo_ca

cpo_cb

cpo_lha

clo_ca

density ca3
density cad
density ca7’
density lha3
density lha4
density lhab
density lha6
ep_ca

ep_lha

ep_surf
sponge_ca3
sponge_ca4
sponge_cab
sponge_ lha3
sponge_lhad
sponge_lha7

total unused contacts_energy
hb_mwws_uc_energy
hb_mwwm_uc_energy
hb_mws_uc_energy
hb_mwm_uc_energy
hb_ms_uc_energy
hb_mm uc_energy
hydro_uc_energy

phi
psi
Signif. codes: 0 Y***’ 0.00
Residual standard error: 0.3

Multiple R-squared: 0.4287,
F-statistic: 1113 on 46 and

(cbind(alal[,1l: (ncol(ala)-2)1)),

(cbind(ala[, 1:(ncol(ala) - 2)]
30 Max
0.04091 1.25286
Estimate Std. Error t value
6.527e-01 1.919%9e-02 34.006
4.877e-04 2.803e-04 1.740
2.493e-03 1.220e-03 2.043
-2.002e-03 1.305e-03 -1.535
2.397e-03 1.110e-03 2.160
-1.035e-03 1.029e-03 ~-1.006
-1.448e-03 8.803e-04 -1.645
2.609e-03 3.951e-04 6.603
-1.131e-02 1.133e-03 -9.981
1.639e-01 1.327e-02 12.347
3.312e-01 4.318e-02 7.670
8.325e-02 6.092e-02 1.367
1.068e-01 7.050e-02 1.515
-6.166e-02 9.484e-02 -0.650
-9.161e-02 3.973e-02 -2.306
-2.520e-01 6.009e-02 -4.194
-3.878e-01 1.050e-01 -3.693
-2.466e-03 2.595e-03 -0.950
-3.606e-03 2.724e-03 -1.324
-1.234e-02 1.917e-03 -6.440
-4.794e-03 2.829e-03 -1.695
-6.237e-02 1.533e-02 -4.069
-3.090e-01 2.517e-02 -12.275
-1.321e-01 3.930e-02 -3.361
3.919e-01 1.533e-02 25.568
4.119e-01 1.494e-02 27.573
3.702e-01 1.546e-02 23.945
4.231e-01 1.749e-02 24.189
1.235e-03 2.321e-04 5.322
-1.051e-04 2.652e-04 -0.396
4.480e-04 2.901e-04 1.544
5.809e-01 5.346e-02 10.865
-5.685e-01 6.353e-02 -8.948
-1.250e-01 5.858e-02 -2.135
8.386e-01 4.112e-02 20.394
-1.428e+00 3.992e-02 -35.764
5.195e-03 3.280e-02 0.158
4.972e-04 9.675e-05 5.139
4.179e-05 1.68le-04 0.249
-3.245e-04 1.068e-04 -3.040
-9.537e-05 2.250e-04 -0.424
4.345e-04 1.991e-04 2.183
-2.121e-05 7.654e-04 -0.028
4.414e-03 3.76le-04 11.734
4.574e-04 3.403e-04 1.344
-3.204e-04 3.577e-05 -8.957
8.987e-06 1.878e-05 0.479
1 Y**7 0,01 “*’ 0.05 *.” 0.1 "
16 on 68248 degrees of freedom
Adjusted R-squared: 0.4283
68248 DF, p-value: < 2.2e-16

Comando do software R.

data=ala)

)), data

Pr(>tl)
< 2e-16
0.081868
0.041024
0.124904
0.030768
0.314570
0.100029
4.06e-11
< 2e-16
< 2e-16
.Tde-14
.171754
.129653
.515620
.021123
.75e-05
.000221
.342056
.185554
.20e-10
.090164
.73e-05
< 2e-16
0.000776
< 2e-16
< 2e-16
< 2e-16
< 2e-16
1.03e-07
0.691923
0.122508
< 2e-16
< 2e-1l6
0.032779
< 2e-16
< 2e-16
.874175
.77e-07
.803721
.002370
.671723
.029073
.977897
< 2e-16
0.178898
< 2e-16
0.632269
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Esse pardmetro também é mostrado no quadro 3, sendo muito proximo ao valor ja
mencionado do coeficiente de determina¢do. Ainda de acordo com Zar (1999), enquanto a medida
de r? sempre aumenta com o aumento do nimero de varidveis, o coeficiente de determinagéo
ajustado 12 apenas aumenta quando a incorporagdo de uma nova variavel ao modelo linear, traz
alguma melhora para explicar a variabilidade da varidavel dependente. Para o caso do residuo de
aminodcido alanina, mostrado abaixo, ambos os valores indicam praticamente o mesmo valor, da
ordem de 44%.

A tabela 8 mostra os valores de 12, 12 e de valor p do teste estatistico da distribui¢do chi-

quadrado para todos os modelos lineares calculados para cada um dos 20 tipos de aminodcido.

Tabela 8 — Medida de desempenho dos modelos lineares para previséGo dos IFR, para cada um
dos 20 tipos de aminodcido em termos de coeficiente de determinagdo, coeficiente de
determinagdo ajustado e valor p.

r’ ry valor p r? r,’ valor p

ala 0,4488 0,4484 <2,2x10'® leu 0,459 04587 <2,2x107°
arg 0,348  0,3472 <2,2x10™® lys 0,2644 0,2636  <2,2x107°
asn 0,3579 0,3569 <2,2x10'® met 04573 04556 <2,2x107*°
asp 0,555  0,5545 <2,2x10® phe 0,4844 0,4836 <2,2x10™%°
cys 0,4492 0,4463 <2,2x10™® pro 0,4372 0,4367 <2,2x10*°
glu 0,32 0,3194 <2,2x10® ser 10,3913 0,3906 <2,2x10'°
gln 03425 03414 <2,2x10* thr 0,4376 0,4369 <2,2x10°
gly 01184 0,118 <2,2x10™® trp 06221 0,6202 <2,2x107*°
his 0,3993 0,3977 <2,2x10™ tyr 0,4202 0,4191 <2,2x10%®
ile 04622 0,4616 <2,2x10*® wval 10,9606 0,9605 <2,2x107

Surpreendentemente, o modelo linear para o residuo de aminoacido valina mostrou-se com
alto valor do coeficiente de determinagdo ajustado e destaca-se entre todos os outros modelos
lineares. Para esse residuo de aminoacido os dados dispostos em um modelo linear explicam a
variabilidade observada para as duas classes de residuos (IFR e superficie livre) ao nivel de 96%.
Apesar do alto sucesso do modelo por regressao linear em explicar a variabilidade presente nos
dados do residuo de aminoacido valina, resultados posteriores mostram que modelo ndo lineares
como redes neurais artificiais e ensemble de arvores de decisdo sdo mais bem sucedidos para a
tarefa de classificacdo de IFR e FSR.

Em seguida os residuos de aminodcidos triptofano e acido aspartico possuem modelos

lineares com 2 acima de 50%. Os modelos lineares para os demais aminodcidos apenas explicam
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uma baixa percentagem da variabilidade das duas classes estudadas, em especial o modelo para o
residuo de aminoacido glicina possui coeficiente de determinagdo ajustado préximo de 12%.

Esse resultado indica que apesar do baixo valor p associado ao modelo de regressao linear,
os coeficientes de determinag¢do indicam que uma pequena percentagem é explicada, e, portanto,
modelos ndo-lineares devem ser considerados para a predicdo de IFR.

Ressaltamos que o modelo de regressdo linear ndo é um modelo classificador de IFR.
Utilizamos esse modelo como uma etapa preliminar de analise para considerarmos a importancia
de cada variavel utilizada, além de entendermos como a variabilidade presente em cada varidvel

de entrada se associa com a variabilidade de varidvel binaria de saida (classe IFR ou FSR).

3.6 Desenvolvimento de novos modelos classificadores

O desempenho de cada tipo de classificador para cada um dos 20 tipos de aminoacido é
avaliado utilizando os critérios de MCC e AUC. A figura 15 mostra o grafico para cada modelo,
ordenado em ordem decrescente de AUC.

Triptofano e acido aspartico revezam entre os dois primeiros lugares em todos os métodos.
Os piores resultados sdo observados para os residuos de aminodcido glicina, lisina, acido
glutdmico, glutamina e arginina, nessa ordem. A figura 16 mostra a distribuicdo de cada tipo de
aminoacido entre IFR e FSR.

Em relacdo ao classificador por SVM, os residuos de aminodacido alanina, glutamina,
isoleucina, prolina, serina, triptofano (este mostrado na figura 17), tirosina e valina, obtiveram
uma curva simétrica ao normalmente observado, porém no tridangulo inferior do grafico ROC.
Como descrito por Fawcett (2006), um classificador que gera pontos no grafico ROC dessa forma
indica que o modelo é capaz de utilizar os dados, porém esta aplicando de forma errada. Dessa
forma, se criarmos um classificador que é a negac¢do do classificador “problematico”, obtemos
uma curva ROC simétrica em relacdo a diagonal do grafico ROC. Portanto, para esses
classificadores re-calculamos o critério de AUC simplesmete subtraindo o valor dado pelo software
R da unidade (que é o valor maximo da area do grafico), obtendo assim a drea “acima” da curva
que, por sua vez, é o valor da AUC do classificador negacdo. Apesar do fato ser intrigante, nao foi
possivel chegar a uma conclusdo do porque esses tipos de aminoacidos obtiveram esse

comportamento para o modelo classificador por SVM.
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Figura 15 — Avalia¢do de desempenho de cada modelo classificador em relagdo aos 20 tipos de

aminodcido.

Os tipos de aminodcido estéGo ordenados de forma decrescente em relagGo ao critério de AUC.
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Figura 16 — Propensidade de cada tipo de aminodcido de estar localizado na superficie livre (FSR)
ou na interface (IFR).
Propensidade calculada como o logaritmo do numero (azul) ou drea (vermelho) total de residuos

de aminodcido na interface dividido pelo nimero ou drea total de residuos de aminodcido na
superficie livre.

De forma comparativa entre os modelos, podemos sobrepor para o mesmo tipo de
aminodacido as curvas ROC dos 8 modelos analisados. A figura 17 mostra as curvas ROC para os
residuos de aminoacido triptofano (figura 17-a) e asparagina (figura 17-b). Os demais residuos de

aminoacido serdo apresentados como apéndice.

a) Curvas ROC para os classificadores de b) Curvas ROC para os classificadores de
triptofano asparagina
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Figura 17 — Comparagao do desempenho dos modelos classificadores.
Arvore de decisdo (vermelho), ensemble de drvores de deciséo via bagging (verde) ou via random

Forest (roxo), por LDA (magenta), por regressdo logistica (azul), por rede Bayesiana simples
(amarelo), rede neural (cinza; abreviado como “nn”, do inglés neural network) e SVM (preto) de
para os residuos de aminodcido triptofano (a) e asparagina (b).
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Para o residuo de triptofano, o melhor modelo avaliado é o classificador via SVM, seguido
da rede neural. Para o asparagina, a rede neural foi o método mais bem avaliado, sendo seguido
pelo ensemble de arvores de decisdo condicionais por random Forest e pela SVM.

Outra forma de visualizar o resultado, é utlizando os valores do critéria de AUC para os oitos
modelos separados por cada tipo de aminodcido, como mostra a figura 18, ordenando os
classificadores pelo seu desempenho para cada um dos 20 tipos de aminoacido.

Para a maioria dos tipos de aminodacido (14 dos 20) o melhor modelo avaliado é a rede
neural. Para o residuo de aminodcido cisteina, no entanto, os modelos com melhor desempenho
sdo SVM, regressdo logistica, random Forest, LDA e enfim a rede neural, nessa ordem. Para
metionina, o modelo via regressao logistica foi mais bem avaliado, sendo seguido pela rede neural
e random Forest. Para glicina, o modelo via random Forest também ganhou destaque, obtendo
melhor desempenho do que a rede neural que ficou em segundo lugar.

Entre os modelos com menor desempenho, encontramos os classificadores do tipo Naive
Bayes, exceto para os residuos de aminoacido metionina (segundo pior classificador) e tirosina
(segundo pior classificador), cujo modelo classificador por arvore de decisdo condicional simples

obteve o de desempenho menos satisfatoério.
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Figura 18 — Comparag¢do segundo o critério de AUC para os oito modelos classificadores
(ordenados de forma decrescente, no eixo x) divididos para cada um dos 20 tipos de aminodcido.
O modelo de redes neurais (abreviado como “nn”) foram os mais bem avaliados para 14 tipos de

aminodcido, sendo seguido do modelo de ensemble de drvores de decisdo condicional via random
Forest (abreviado como “cforest”), que foi o melhor avaliado para 3 tipos de aminodcido e pelo
modelo de SVM que foi o melhor avaliado em dois casos. O modelo de regressdo logistica ficou em
primeiro lugar para o residuo de aminodcido metionina.

80



3.7 Modelo classificador linear por LDA

O modelo classificador por LDA foi desenvolvido e testado de forma extensiva em relagdo a
validacdo cruzada, se ha vantagem na separacdo por tipo de aminoacido do conjunto de dados e
para comparar com outros modelos.

Para realizar a validagdo cruzada com 10 pastas, alocamos cada arquivo PDB em um de dez
grupos distintos que foram sistematicamente divididos em 9 grupos de treino e 1 grupo de teste.
Como o processo é repetido 10 vezes, todas as entradas sado utilizadas como teste uma Unica vez.

A figura 19 mostra o desempenho de cada classificador especifico de aminoacido relativo a
indicacao de classificacdo como IFR ou FSR ao qual o residuo predito pertence durante o processo
de validagdo cruzada, ordenado por melhor desempenho. Observamos que a variagdo do
desempenho em relacdo a validacdo cruzada é pequena (dentro de 0,05) para a maioria dos tipos
de aminodcido, sendo que a maior distribuicdo de valores de desempenho esta relacionado com
os residuos de aminoacido isoleucine, cisteina e metionina. Quando medimos o desempenho pelo
critério AUC, a variabilidade do desempenho é menor do que quando comparamos os 10

classificadores da validagao cruzada pelo MCC.

Desempenho por tipo de aminoacido do
classificador por LDA (DS95)
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Figura 19 — Desempenho de cada classificador especifico de aminodcido durante processo de
validagdo cruzada, avaliados pelo critério AUC (branco) e MCC (cinza). Tipos de aminodcido
ordenados por maior desempenho.
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Diferentes tipos de aminodacido possuem estrutura e composicdo quimica especifica que,
em conjunto, definem o nano ambiente em que cada residuo de aminoacido esta inserido. Dessa
forma, ao definirmos 20 classificadores especificos buscamos obter como o nano ambiente de
cada tipo de aminoacido pode estar correlacionado com o nano ambiente da interface em
complexos proteina-proteina. Isso explica, por exemplo o porqué o classificador do residuo de
aminodcido glicina configura como o ultimo colocado na figura 19, uma vez que a falta de cadeia
lateral impossibilita a definicdo de um nano ambiente especifico para esse tipo de aminodcido cuja
cadeia principal é a mesma para todos os tipos de aminodacido, com excegao da prolina.

Observamos também que oito entre os dez tipos de aminodcido com melhor poder de
classificagdo sdo residuos de aminodcido do tipo hidrofdbico, ou seja, com constante de
hidrofobicidade de Radzicka positivas. Portanto, o nano ambiente gerado pelos descritores fisico-
qguimicos e estruturais dos residuos de aminoacido hidrofébicos estabelecem as caracteristicas
fundamentais no processo de formacao dos complexos entre proteinas.

Apenas os classificadores dos dois residuos de aminodacido hidrofilicos, acido aspartico e
tirosina, figuram entre os dez classificadores com melhor desempenho na figura 19. A figura 16
indica que o residuo de aminoacido de acido aspartico apresenta propensidade de localizacdo na
superficie livre. A combinagdo de seus descritores fornece alta diferenciagao quando este residuo
de aminodcido esta na interface do que quando estd na superficie livre, mais ainda do que os
residuos de aminoacido lisina e acido glutamico que possuem maior propensidade de estar na
superficie livre do que o residuo de aminoacido acido aspartico (figura 16). Apesar de ser
hidrofilico, a constante de hidrofobicidade do residuo de aminoacido tirosina é préoxima a zero
indicando que o grau de hidrofilicidade desse residuo de aminoacido é proxima dos residuos de
aminodcido hidrofébicos, tendo alta propensidade de ser encontrado na interface de complexos
proteina-proteina.

Ap0s a sintese 20 classificadores especificos para aminoacidos, a obtencdo do classificador
de interface final é obtida agregando os vinte classificadores em apenas um classificador final com
20 componentes. A figura 20 compara a varia¢gdao de desempenho quando utilizamos os conjuntos
de dados DS95, DS70 e DS30 por boxplots calculados por validagao cruzada com 10 pastas. Nessa
figura, os 20 classificadores especificos de aminoacidos sdo agrupados resultando no classificador
final de IFR. Observamos que pouca variabilidade é observada quando restringimos a sele¢ao do

banco de dados entre os valores 95%, 70% e 30% de similaridade sequencial. Por isso, os
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resultados apresentados para o restante do classificador por LDA e para o classificador por

ensemble de redes neurais, apresentado na proxima secao, utilizam o conjunto DS30.

Comparac¢aodo desempenho do classificador
por LDA no DS95, DS70 e DS30
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Figura 20 — Comparagdo do o desempenho do classificador por LDA em relagdo a escolha do
limiar de similaridade sequencial na cria¢éo do banco de dados.
Boxplots gerados por validagéo cruzada.

Para comparar se a divisdo em 20 classificadores especificos para cada tipo de aminoacido
pode beneficiar a classificagdo de IFR, construimos, por validacdo cruzada, 10 modelos
classificadores inespecificos de aminoacidos. A figura 21 compara os 20 modelos classificadores
especificos de aminoacidos combinados (agregados) com o modelo classificador inespecifico (em
azul). Nota-se que o melhor desempenho do classificador inespecifico (maior AUC) estd aquém do
pior desempenho dos classificadores especificos de aminodcidos agregados em um classificador
final. O mesmo é observado na figura 21-b através da representagdo por boxplot. O conjunto de
dados DS30 foi utilizado para a geracdao dos modelos classificadores inespecificos de aminodcido e

comparado com a mesma versao dos modelos especificos.
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Curvas ROC para a comparagéo dos classificadores especifico b
(20 agregados) e do classificador inespecifico )
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Figura 21 — Comparagdo entre os 20 classificadores especificos de aminodcidos agregados (em
preto) com o classificador inespecifico de aminodcidos (em azul) por curvas ROC (a) e pelo
critério de AUC utilizando boxplots (b).

Cada curva representa uma das rodadas do processo de validag¢do cruzada com 10 pastas.

De acordo com a figura 21, a divisdo por tipo de aminodcido e criagdo de classificadores
especificos trazem vantagens para a classificagdo de IFR, confirmando nossa hipdtese. O teste
estatistico de Welch (descrito acima para outro propdsito) conclui que a diferenga no desempenho
dos classificadores é estatisticamente relevante, com um valor p da ordem de 10™°.

Como o resultado do modelo classificador por LDA é uma probabilidade a posteriori,
podemos varrer o limiar de classificacdo e observar o que acontece com os valores de cada
unidade de medida de desempenho. A figura 22 mostra as curvas para as taxas de acerto
(acuracia), precisdo, sensitividade e MCC, conforme o limiar é varrido entre 0,1 e 0,9 para o
conjunto teste de cada etapa da validagao cruzada. Os boxplots mostrados sdao referentes aos

valores da validacdo cruzada com 10 pastas.
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Dependéncia do desempenho de classificagdo em
relagao ao limiar de classificagao (DS30)
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Figura 22 — Dependéncia do desempenho de classificagdo em relagéo ao limiar de classificagéo
escolhido.
Boxplots para cada limiar de classificagdo sGo construidos com resultados da validagdo cruzada.

A incorporacdo de descritores ponderados pela vizinhanga (WNA) resultou em um
aumento em todas as medidas de desempenho utilizadas (figura 23). Para o limiar de classificacdo
0,5 observamos um aumento em 10 pontos percentuais para a taxa de acerto (acuracia), 5 pontos

percentuais para a precisao, 25 pontos percentuais em sensitividade e 0,15 em MCC.
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Dependéncia do desempenho de classificacdo em relagao
ao limiar de classificagao com descritores WNA (DS30)
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Figura 23 — Dependéncia do desempenho de classificagdo em relagéo ao limiar de classificagéo
escolhido apds a incorporagdo dos descritores ponderados pela vizinhanga (WNA).
Boxplots para cada limiar de classificagéo sGo construidos com resultados da validagdo cruzada.

Ao acrescentar os descritores de conservacdao de aminoacidos no conjunto de dados de
treinamento para o classificador por LDA, ndo observamos nenhuma mudanca no poder preditivo
do modelo classificador final, como ilustrado na figura 24-a. Todas as taxas de desempenho
permanecem dentro dos limites do boxplot para cada limiar de classificacdo. Com isso, os
descritores fisico-quimicos e estruturais acrescidos de seus respectivos valores ponderados pela
vizinhanga fornecem toda a informacdo necessaria para a classificagdo de residuos de aminoacido
como IFR ou FSR de forma que a informagdo sobre o quao conservado um residuo de aminodcido
é, ndo altera o potencial do classificador. A figura 24-b compara os trés modelos classificadores
por LDA com descritores simples (LDA), acrescidos dos descritores de vizinhanga (LDA-WNA) e com
a inclusdo de descritores de conservagao de aminoacidos (LDA-WNA-C) para trés valores do limiar

de classificacdo.
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Dependéncia do desempenho de classificagdo em relagdo ao

a) limiar de classificagdo com descritores WNA e conservagdo (DS30)
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Figura 24 — Dependéncia do desempenho de classificagdo em relag¢éo ao limiar de classificagéo
escolhido apds a incorporagdo dos descritores ponderados pela vizinhanga (WNA) e conservagdo
de aminodcidos (a) e comparagéo entre os trés modelos classificadores por LDA (b).

Boxplots para cada limiar de classificagGo sGo construidos com resultados da validagdo cruzada.

Utilizando trés valores para o limiar de classificagdo é mostrado que o aumento de desempenho
com a adi¢éo dos descritores ponderados pela vizinhanga (LDA-WNA) néo é superado pela adigdo
dos descritores sobre conservagdo de aminodcidos.

87



Para comparar com o classificador por LDA com outros métodos, utilizamos o banco de
dados 35Enz. Como avaliado no artigo por Zhou e Qin (2007-a), os critérios de precisdo e
sensitividade foram utilizados como métricas comparativas. Nessa comparacao utilizamos todos os
10 grupos de dados em um novo treinamento do classificador por LDA, batizado de Sting-LDA-
WNA, uma vez que o classificador com descritores ponderados pela vizinhanga mostrou-se com
melhor desempenho.

A figura 25 mostra a comparacao do classificador Sting-LDA-WNA com os outros métodos
avaliados por Zhou e Qin (2007-a). Os valores de desempenho para os demais métodos foram
diretamente retirados do artigo por Zhou e Qin (2007-a), ou seja, ndo implementamos cada um
dos métodos. Seguindo o método de comparacdo, varremos as taxas de desempenho em relacdo
ao limiar de classificagdo em que todos os métodos comparados tenham um total de 50% em
sensitividade, ou seja, metade do total de residuos de aminodcido que compde a interface sendo
preditos corretamente. Na figura 25, o valor da taxa de precisdo para qual o valor de sensitividade
alcanca 50 e 25% é mostrado. Com ambas as condicbes, Sting-LDA-WNA possui precisdo acima de
todos os métodos PPI-Pred (Bradford e Westhead, 2005), SPPIDER (Porollo e Meller, 2007), cons-
PPISP (Chen e Zhou, 2005), Promate (Neuvirth et al., 2004), PINUP (Liang et al., 2006) e Meta-
PPISP (Qin e Zhou, 2007-b). Para a condicdo de 25% em sensitividade, Sting-LDA-WNA obteve o

maior ganho em relagdo a condi¢gdo de 50% de sensitividade.

Taxa de precisao para dois valores de cobertura da interface
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Figura 25 — Comparagdo entre o classificador por LDA desenvolvido (Sting-LDA) e outros métodos
com base no conjunto teste 35Enz.
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3.8 Classificadores por redes neurais artificiais

Diferentes tipos de aminodcido utilizam combinacdes éptimas compostas por diferentes
descritores. A busca exaustiva e sistematica realizada no processo de selecdo de varidveis por
redes neurais e a distincdo entre os 20 tipos de aminodcido naturais representam um conjunto de
resultados ainda ndo explorado na literatura.

O ndo uso de descritores referentes a conservacdo de aminodcidos é outra diferenca
importante entre a metodologia proposta e as demais reportadas. Apesar de pouca exploragdo na
literatura sobre o efeito de se considerar parametros de conservacdo, Caffrey et al. (2004) relatam
gue o uso desse parametro ndo tem poder suficiente para prever regides de interagdo. O uso de
conservagdo quando combinados com outros descritores melhora a capacidade preditiva de
sistemas classificadores, como ilustrado por Liang et al. (2006). Como explicado anteriormente,
nossa abordagem preza por parametros que mapeiam o nano-ambiente fisico-quimico e estrutural
do residuo de aminodcido a ser classificado, e o uso do pardametro conservacao inviabiliza essa
interpretacdo. Mas apenas para fins de comparacdo de desempenho de classificacdo,
incorporamos o descritor de conservacdo em uma nova etapa de treinamento do ensemble de
redes neurais, que serd mostrado posteriormente nesta secdo.

O processo de selegdo de varidveis através de um mecanismo de poda (no inicio todas as
varidveis sdo utilizadas) foi realizado para todos os tipos de aminoacido separados. Primeiramente
utilizamos a abordagem de holdout para avaliar o classificador por rede neural. A figura 26 mostra
o processo de retirada de varidveis para os residuos de aminoacido de melhor (figura 26-a —
triptofano) e pior (figura 26-b — metionina) desempenho, para um residuo de aminoacido
intermedidrio (figura 26-c — arginina) e também para o classificador inespecifico quanto ao tipo de
aminodcido (figura 26-d). Destacamos que devido ao elevado nimero de descritores utilizados no
processo de selecdo de variaveis ndo é possivel listar todos no eixo horizontal da figura 26. A
listagem completa da ordem de remogao é apresentada como apéndice. Os resultados para os

demais tipos de aminodcido sdo apresentados no apéndice.
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Figura 26 — Processo de selecdo de varidvel utilizando a rede neural para sintese de
classificadores do tipo envoltério (wrapper).
No inicio todos os descritores sdo combinados e sequindo uma andlise de sensibilidade os

descritores sGo removidos um a um, de acordo com a varia¢Go da taxa de mérito. Para o
classificador especifico de triptofano (a) a taxa de acerto manteve-se acima de 93% até restarem
cinco descritores usados para predicdo de IFR. Da mesma forma a precisdo oscilou com média
aproximada em 95% e a sensitividade com média préxima a 85%. O classificador especifico de
metionina (b) manteve o mesmo comportamento, porém com taxa de acerto, precisdo e
sensitividade em torno de 85%, 84% e 67%, respectivamente. O aumento em precisdo na etapa
final desse processo é comum entre os dois grdficos, porém para o aminodcido metionina esse
aumento é mantido por mais quatro retirada de varidveis, enquanto que para triptofano esse
aumento dura apenas duas varidveis. Para o classificador de arginina (c), a etapa final do processo
de selecGo de varidveis aumentou a precisGo de classificagdo. Durante a sintese do classificador
inespecifico para os tipos de aminodcidos (d) a taxa de acerto, precisdo e sensitividade mantém-se
em 87%, 91-93% e 57-54%, respectivamente. Na metade do processo, observa-se um aumento de
dois pontos percentuais para precisGo e um decréscimo de trés pontos percentuais para
sensitividade. As taxas de acerto e mérito mantém-se aproximadamente constantes durante todo
o0 processo, sofrendo apenas uma queda no final quando hd apenas trés varidveis. No eixo
horizontal ndo é possivel listar todos os descritores devido a sobreposigcdo do elevado numero de
varidveis utilizadas no processo de selegdo.

<€

No inicio, todas as varidveis combinadas geram valores de desempenho que seguem
relativamente constantes até que grande parte das varidveis tenha sido retirada. O classificador
especifico para o residuo de aminodcido triptofano mostrou-se com melhor desempenho,
atingindo 93% de taxa de acerto (acuracia), 95% de precisdo e 85% de sensitividade. Uma taxa de
precisdo alta indica um baixo numero de falsos positivos, ou seja, poucos residuos de aminoacido
presentes na superficie livre sdo classificados como de interface. A taxa de sensitividade ficou com
0 menor patamar entre as taxas utilizadas, e sua interpretacdo esta relacionada com o nimero de
falsos negativos. Portanto, quanto menor seu valor maior o nimero de residuos de aminoacido de
interfaces que sdo classificados como de superficie livre. Para os classificadores de triptofano, essa
taxa mantém-se relativamente alta, indicando que poucos residuos de triptofano sao classificados
de superficie livre quando sdo de fato interfaces. Avaliando a figura 26-b para o residuo de
aminodcido metionina, as taxas de acerto, precisdo e sensitividade sdo 85%, 84% e 67%,
respectivamente. Ambas as taxas de acerto e precisdo mantém-se relativamente alta em relagao

ao classificador de triptofano, indicando alto nimero de residuos de aminodacido classificados

91



corretamente e com baixo niumero de falsos positivos. No entanto a taxa de sensitividade estd
situada bem abaixo indicando um maior indice de falsos negativos para metionina quando
comparado com os classificadores de triptofano. O classificador de arginina mostrou desempenho
intermedidrio entre o classificador de triptofano e de metionina, com a peculiaridade de aumentar
a taxa de precisdo nas etapas finais do processo de selecao de varidveis. Taxas intermediarias sdo
encontradas para o classificador inespecifico quanto ao tipo de aminoacido (figura 26-d), atingindo
87% de taxa de acerto.

As taxas de precisdo e sensitividade sofrem uma variagdo na metade do processo de selegao
de varidveis, indicando o compromisso entre elas: valores baixos de falsos positivos sdo
acompanhados de valores altos de falsos negativos. Para esse Ultimo classificador ha um salto de
91% para 93% na taxa de precisdo ao mesmo tempo em que um decréscimo de 57% para 54% é
observado para sensitividade. No entanto, esses valores referidos acima ndo podem ser aceitos
como os verdadeiros valores de desempenho dos classificadores gerados. Eles sdo referentes a
predicdo no conjunto de dados de validacdo logo apds a utilizacdo dos dados de treinamento.

No apéndice, é apresentada a listagem com a ordem de remoc¢do das varidveis para cada
residuo de aminodcido e para o classificador inespecifico. A tabela 9 mostra apenas os dez ultimos
descritores para cada um dos classificadores especificos, uma vez que esse nimero de descritores
consegue manter o desempenho que diminui entre as Ultimas 6 remogdes de varidveis, ou seja, 0s
descritores mais relevantes para distinguir entre os residuos de aminoacido formadores de
interface e os residuos de aminoacido da superficie livre. Os nomes das varidveis estdo abreviados
de acordo com a descri¢do presente na tabela 5.

Os gréficos dos residuos de aminodcidos triptofano, metionina e do classificador
inespecifico, todos ilustrados na figura 26, além dos graficos do apéndice 5 para os residuos de
aminodcido glicina, isoleucina, leucina, fenilalanina, tirosina e valina, indicam uma alta da taxa de
precisdio com uma queda da taxa de sensitividade nas etapas finais do processo de selecdo de
variaveis. Como ambas as medidas de desempenho dependem do nimero de IFR corretamente
preditos, podemos inferir que nessa etapa hd um aumento do nimero de IFR erroneamente
preditos (falsos negativos) com uma redugao do numero de FSR erroneamente preditos (falsos

positivos).
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Tabela 9 - lista dos dez ultimos descritores removidos no processo de sele¢do de varidveis no
modelo envoltdrio usando a taxa de mérito como critério de poda.
Quanto mais abaixo o descritor se encontra maior sua relevdncia

A

hidro_energia

Argo

hb_mm

A

hb_mwws_energia

ASP

densidade_lha4d

ss_bond_energia

ced_int_lha_4 esponjicidade_lha6 ced_int_lha_3 hb_ms hb_mwws_uc
esponjicidade_lha7 ep_surf densidade_ca4 hb_ss_energia densidade_lha3
densidade_lha7 densidade_lha6 esponjicidade_ca3 hb_mwwm hb_mwm_energia

esponjicidade_ca3

esponjicidade_lha5

densidade_lha7

densidade_lha3

densidade_lha5

esponjicidade_ca4

hb_sws_energia

densidade_lha4

esponjicidade_ca3

ced_int_lha_5

ced_int_lha_5

esponjicidade_lha4

carregado_repu

esponjicidade_ca4

esponjicidade_ca3

hydro

hb_mwws

esponjicidade_lha6

densidade_lha7

esponjicidade_ca4

esponjicidade_lha4

hb_swws_energia

densidade_lha6

esponjicidade_lha6

hb_mws

densidade_lha5

densidade_lha5

densidade_lha5

densidade_lha6

densidade_lha6

Glu Gln Gly His lle
esponjicidade_ca4 ced_int_lha_6 hb_mws_uc_energia hb_mwws_energia densidade_ca4
carregado_repu_energia ep_surf contact_energia_score acc_isolagao esponjicidade_ca4

contact_energia_score

carregado_repu_energia

hb_mws_energia

densidade_ca4

esponjicidade_ca5

densidade_lha7

hb_mm_energia

esponjicidade_ca3

densidade_lha7

hb_mwwm

hydro_energia

densidade_lha5

esponjicidade_ca4

ep_surf

hb_mwwm_energia

esponjicidade_lha3

hb_mwwm_energia

densidade_ca4

densidade_lha4d

hb_mm_energia

densidade_lha6 esponjicidade_lha7 hydro esponjicidade_ca4 ced_int_lha_3
carregado_attr densidade_lha7 hb_mwws_energia esponjicidade_ca3 densidade_lha5
esponjicidade_lha5 esponjicidade_lha4 hb_mwws densidade_lha5 esponjicidade_lha3

densidade_lha5

esponjicidade_lha3

hydro_energia

esponjicidade_lha6

esponjicidade_lha4

hb_mm hb_swws densidade_lha3 hb_mwws_energia hb_mwws_energia
hb_mws hb_ms_energia hb_mwm_energia densidade_lha7 esponjicidade_ca7
hb_mws_uc_energia esponjicidade_lha6 hb_mwws_uc hb_mwwm hb_mm_energia
hb_mwwm esponjicidade_lha3 densidade_lha7 esponjicidade_ca3 densidade_lha4

esponjicidade_ca3

densidade_lha4d

hb_mwm_uc_energia

densidade_ca4

densidade_ca4

esponjicidade_ca4

densidade_lha5

acc_isolagdo

esponjicidade_ca4

hydro

ced_int_ca_3

carregado_repu_energia

esponjicidade_ca3

hb_mwm_uc_energia

esponjicidade_lha7

densidade_lha5

hb_mwwm_energia

densidade_ca4

hidrofobicidade

densidade_lha7

ced_int_lha_5 densidade_lha6 densidade_lha5 esponjicidade_lha3 densidade_lha3
densidade_lha6 esponjicidade_lha4 densidade_lha6 densidade_lha4d densidade_lha5
Ser Thr Trp Tyr Val

esponjicidade_lha6

contact_energia_score

hb_mwws_energia

esponjicidade_lha5

hb_mws_energia

contact_energia_score

esponjicidade_lha6

hb_mwwm_energia

densidade_lha5

esponjicidade_ca3

hb_mwm_energia

densidade_lha6

hydro_energia

hb_mm

esponjicidade_ca5

hb_mwws

densidade_lha4

hidrofobicidade

hb_mwwm_energia

densidade_lha7

esponjicidade_ca3

ced_int_lha_5

densidade_lha7

esponjicidade_lha3

hidrofobicidade

densidade_ca4

densidade_ca4

densidade_lha3

hb_mm_energia

contact_energia_score

densidade_lha6

esponjicidade_ca3

esponjicidade_lha3

hb_ss_energia

hydro_energia

ced_int_lha_5

hb_swws_energia

densidade_ca4

densidade_lha4

ced_int_lha_4

esponjicidade_lha5

densidade_lha7

esponjicidade_ca4

densidade_lha7

densidade_lhad

densidade_lhad

acc_relativo

esponjicidade_ca3

acc_isolagao

esponjicidade_lha5

Densidade e esponjicidade configuram-se entre os descritores que estdo sempre presentes

na listagem da tabela 9 dos classificadores especificos para cada tipo de aminodacido. Como
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mostrado no teste estatistico da diferenga entre duas amostras e nos graficos do tipo boxplot
(figura 13 e apéndice 6.3), regides de interface possuem maior densidade quando comparadas a
superficie livre. Regides com maior densidade podem indicar regides mais estdveis
mecanicamente. Essa diferenca mostrada por nossos resultados levanta a hipétese de que IFRs
sdo menos susceptiveis, em média, a variacdes em suas posicdes. Tal hipdtese indica que a
distancia relativa para residuos de aminoacido chaves para o estabelecimento do complexo é
importante durante o processo de formacdo dos complexos proteina-proteina, limitando a regido
de interface favordvel para essa associacdo entre as subunidades proteicas. Estudos adicionais de
dindmica molecular para proteinas especificas poderiam ajudar a testar a hipdtese levantada.
Outros descritores sdo mais varidveis para diferentes tipos de aminoacido. Hidrofobicidade
sempre foi considerado um dos descritores mais importantes para distinguir IFRs, sendo que
residuos de aminodacido mais hidrofébicos (menor nimero de dtomos de alta eletronegatividade
ou carregados na cadeia lateral) tendem a ser mais numerosos na interface. No entanto, esse
descritor encontra-se presente na lista dos 10 melhores descritores de apenas trés residuos de
aminodacido (fenilalanina, triptofano e valina). Nossos resultados nao invalidam o conceito geral de
gue IFRs sdo mais hidrofébicos do que residuos de aminoacido na superficie livre, uma vez que na
tabela 9 ndo ha comparagbes entre tipos diferentes de aminoacidos. Nesse caso a pergunta a ser
feita ndo é “residuos de aminodcido da interface sGo mais hidrofdbicos?”, mas sim “dado um
determinado tipo de aminodcido (alanina, por exemplo), hd diferenca na hidrofobicidade
ponderada pela drea relativa acessivel ao solvente desse tipo especifico de aminodcido quando ele
estd embutido em um nano-ambiente de interface em relacdo quando ele se situa na superficie
livre?”. Para o classificador inespecifico, as comparagdes continuam sendo feitas entre as duas
classes estudadas, mas como ha todos os tipos de aminodcidos (com exce¢do de glicinas) a
primeira pergunta passa a ser valida. A listagem das varidveis mais importantes para o classificador
inespecifico indica novamente que esse descritor é de baixo poder discriminatério para residuos
de aminoacido isolados, sendo a 352 variavel a ser retirada (estando na metade do processo de
selecdo de varidveis). O descritor de energia de contatos hidrofébicos mostrou-se mais importante
na tarefa de distinguir interfaces, sendo o descritor nimero 55 a ser eliminado. Esse mesmo
descritor é encontrado na lista dos dez melhores parametros (tabela 9) para os classificadores de
alanina, acido glutamico e glicina. Desta forma, concluimos que o conceito de que uma regido de
interface é mais hidrofdbica sé deve ser levado em conta como uma caracteristica da interface

como um todo, ou seja, varios residuos de aminodcido formando uma interface, e ndo como uma
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propriedade atribuida ao residuo de aminoacido especifico, como é o caso da andlise desenvolvida
nesta segao.

Além de hidrofobicidade, o estabelecimento de ligacdes de hidrogénio com residuos de
aminoacido da mesma cadeia proteica mostra-se importante para quase todos os classificadores
especificos, com excecdo de alanina e acido glutamico. De acordo com os resultados dos testes
estatisticos univariados mostrados previamente, os IFRs possuem em média um ndmero de
ligacdes de hidrogénio estabelecidas internamente superior aos residuos de aminodcido da
superficie livre. Esse resultado levanta outra hipdtese que pode ser testada por experimentos
posteriores. Da mesma forma que o descritor de densidade, estabelecendo mais contatos do tipo
ligacdo de hidrogénio pode fazer com que os residuos de aminoacido da interface fiquem mais
estaveis propiciando a formac¢do do complexo das unidades monoméricas, sendo mais um dos
fatores que definem residuos de aminodacido formadores de interface.

Para alguns residuos de aminoacido polares (asparagina, acido glutamico, glutamina e lisina)
descritores de energia de contatos carregados foram considerados importantes na lista
apresentada na tabela 9. Arginina e histidina (polares) ndo apresentaram tal descritor entre os dez
melhores, mas sim o parametro de potencial eletrostdtico na superficie. O classificador de
glutamina também apresentou esse parametro.

O processo de selegdo de variaveis do tipo envoltdrio baseado em poda gerou centenas (até
milhares em alguns casos) de classificadores. A ideia de combinagdo dos classificadores em
ensembles traz beneficios para o sistema classificador, como aumento de desempenho e redugdo
do sobre ajustes aos dados do conjunto de treinamento. Partindo de uma andlise construtiva
(descrita acima) foram construidos 21 ensembles, dos quais 20 sdo especificos para tipos de
aminodcido e um classificador inespecifico. A figura 27 mostra a diferenga entre o desempenho do
ensemble de classificadores e do melhor classificador simples (sem ensemble) para as quatro taxas
de medida. Apenas os classificadores dos residuos de aminodcido glicina e prolina ndo obtiveram
ganho algum com a incorporacdo de um novo classificador no ensemble, e por esse motivo apenas
o melhor classificador simples foi mantido. Os ensembles com maior nimero de componentes
foram criados para os residuos de aminodacido asparagina, histidina e para o classificador
inespecifico quanto ao tipo de aminodcido, atingido oito, sete e sete componentes,
respectivamente. Os melhores aumentos de desempenho (linha tracejada vertical preta) foram
observados para os classificadores de asparagina, leucina, lisina e serina, pois ndo houve nenhum

decréscimo em nenhuma taxa. Em todos os casos a taxa de acerto variou pouco, sendo que para
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acido aspartico e tirosina houve um pequeno decréscimo. A taxa de precisao foi observada com o
maior beneficio no processo de estabelecimento de ensembles, ou seja, a diminuicdo do ndimero

de falsos positivos é priorizada.

Precisdo Sensitividade - - Mérito

Acerto

Figura 27 — Variagdo do desempenho dos classificadores apds a formag¢do do ensemble de
classificadores.
Valores positivos indicam desempenho maior para o ensemble enquanto valores negativos indicam

que o melhor classificador simples é superior. Apenas para os residuos de aminodcido glicina e
prolina ndo houve ganho, em termos de taxa de mérito, ao testar uma segunda componente para
o ensemble, ficando apenas os classificadores simples. Para os classificadores de dcido aspdrtico e
tirosina a taxa de acerto sofreu uma pequena queda. A taxa de precisGo foi aumentada em todos
0s casos, assim como a taxa de meérito (usada para selecionar as componentes do ensemble).
Asparagina, leucina, lisina e serina (linha tracejada vertical preta) obtiveram aumento também na
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