N Universidade Estadual de Campinas
.\3 rb‘. Faculdade de Engenharia Quimica
Y Departamento de Processos Quimicos
UNICAMP

APLICACAO DE TECNICAS ESTATISTICAS
MULTIVARIADAS E DE REDES NEURAIS NA MODELAGEM
DE UM SISTEMA DE TRATAMENTO DE EFLUENTES
INDUSTRIALIS.

Karla Patricia Santos Oliveira Rodriguez Esquerre
M.Sc. em Engenharia Quimica FEQ/UNICAMP

Prof. Milton Mori
Orientador

Prof. Roy Edward Bruns

Co-orientador

Campinas, 14 de maio de 2003.

UNICAMPE
BIBLIOTECA CENTRAL




N

UNIDADE’ g_:g :

N2 CH MADA_
TN (PR
R :

S
Y.

v EX
TOMBO 8¢/ DG EA0 |

PROC. V) o
ci” D
DATA 2.0 /

Ne CPD

ko

FICHA CATALOGRAFICA ELABORADA PELA
BIBLIOTECA DA AREA DE ENGENHARIA - BAE - UNICAMP

Rodriguez Esquerre, Karla Patricia Santos Oliveira

R618a Aplicacio de técnicas estatisticas multivariadas e de redes

neurais na modelagem de um sistema de tratamento de efluentes
industriais / Karla Patricia Santos Oliveira Rodriguez Esquerre -~
Campinas, SP: [s.n.], 2003.

Orientador: Milton Mori e Roy Edward Bruns,
Tese (doutorado) - Universidade Estadual de Campinas,
Faculdade de Engenharia Quimica.

1. Modelagem de dados. 2. Aguas residuais, 3. Industria de
celulose. 4. Redes neurajs. 5. Analise de regressdo. L Mori,
Milton. II. Bruns, Roy Edward. IIl. Universidade Estadual de
Campinas. Faculdade de Engenharia Quimica. IV. Titulo.

i




Universidade Estadual de Campinas

§‘.‘%, Faculdade de Engenharia Quimica
oY Departamento de Processos Quimicos
NICAMP

APLICACAO DE TECNICAS ESTATISTICAS
MULTIVARIADAS E DE REDES NEURAIS NA MODELAGEM
DE UM SISTEMA DE TRATAMENTO DE EFLUENTES
INDUSTRIAIS.

Tese de Doutorado apresentada a Faculdade
de Engenharia Quimica como parte dos
requisitos exigidos para a obtengdo do titulo
de Doutor em Engenharia Quimica.

Karla Patricia Santos Oliveira Rodriguez Esquerre
M.Sc. em Engenharia Quimica FEQ/UNICAMP

Prof. Milton Mori
Orientador

Prof. Roy Edward Bruns

Co-orientador

Campinas, 14 de maio de 2003.

iii



Tese de doutorado defendida por Karla Patricia Santos Oliveira Rodriguez Esquerre e aprovada
no dia 14 de Maio de 2003 pela banca examinadora constituida pelos doutores:

TN G e 4 ff{;&ﬁi?:m__&fm,&ﬁru -
Prof. Dr, Milton M"m&
Faculdade de Engenharja Quimica
Universidade Estadual de Cantpinas — UNICAMP

AN
i

fi\/{jl\ *{Qﬁuy%\j /{:\ /@ ’m/gi,,,w
Profa. Dra. Liliane Maria Ferrareso Lona
Faculdade de Engenharia Quimica

Universidade Federal de Campinas - UNICAMP

D e

Prof. Dr. Roberto de Campos Giordano
Departamento de Engenharia Quimica
Universidade Federal de Sdo Carlos - UFSCar

£
Prof. Dr. Raberto Guardani
Departamento de Engenbaria Quimica

Escola Politécnica da Universidade de S3o Paulo - USP

P

- . .¥/ _'?_ e
Prof. Pt/ Carlos Alberto Ubirajara Gontarski
Departamento de Engenharia Quimica
Universidade Federal do Parand - UFPR




Este exemplar corresponde a versio final da Tese de Doutorado em Engenharia Quimica.

Orienta@é

Vit



Dedico este trabalho ao meu esposo - Vitaly,
aos meus pais — Roseana e Alencar —

aos meus irmdos — Erika, Line, Diego e Polly
e a minha avé — Benedita,

por todo o seu amor e apoio.

ix



Agradecimentos

A minha familia que tanto me incentivou pa escolha deste caminho.

Ao meu admirdvel orientador pela confianca, apoio € amizade. Agradego ainda por
proporcionar todos 0s meios necessarios para o desenvolvimento deste trabalho assim como
para realizar varias outras atividades que contribuiram para o meu desenvolvimento
profissional e pessoal.

Ao meu co-orientador pela amizade e pelo apoio, incentivo e seguranca transmitidos. Sinto-
me realmente honrada por ter trabalhado durante os 1ltimos cinco anos sob sua orientagfo,

Ao meu esposo, Vitaly Félix Rodriguez Esquerre por todo o apoio, compreensdo e auxilio
quanto ao entendimento das técnicas, programas e soffwares.

Ao amigo Edson Guaraci Fujita pela sua presenca sempre constante ¢ amizade. Agradeco
ainda pelo indispensavel apoio na etapa final de conclusio deste trabalho.

Ao professor Dale E. Seborg, pelo apoio e conhecimentos transmitidos durante o estagio
desenvolvido na University of California, Santa Barbara (UCSB), de fevereiro a agosto de
2002.

Aos amigos e estatisticos, M.Sc. Roberto C. Colacioppo, Dra. Celeste M. Diaz Consul e
M.Sc. Carlos Contreras, por todo o auxilio quanto a analise estatistica de dados.

Aos professores da UNICAMP, em especial a profa. Liliane M. Ferrareso Lona (FEQ) e prof.
Fernando Von Zuben (FEEC), por contribuiremn com valiosas orientagGes e conhecimentos
para elaboracfo deste trabalho. Agradeco ainda 4 Coordenadoria da Pos-graduacio da FEQ,
nas pessoas da profa. Telma Franco ¢ dos estagiarios Daniel e Alexandre, por todo apoio.

Aos amigos do Laboratorio de Modelagem e Simula¢do de Processos Quimicos (LMSPQ),
em especial 2 Anna Ritta Weber, Alexandre de Paula Peres, Fabiola Moreno ¢ Wesley
Marinho, por todo carinbo, apoio e companheirismo.

A International Paper of Brazil, antiga Champion Indéstria de Papel e Celulose S/A, pelo
fornecimento de dados.

A Fundagfio de Amparo 2 Pesquisa do Estado de Sio Paulo — FAPESP, pelo indispensavel
apoio financeiro.

Aos amigos Elenise B. de Moraes, Mério E. Torres, Camile Florido, Daniela C. de Amorim,
Ana Claudia Tresmondi, Joseane S. Luna e Sra. Jaguaraci Barros, pela inestimavel amizade.



Resumo

Um dos maiores problemas na modelagem e controle de processos de tratamento de
efluentes € a construgdo de modelos confidveis. Para estes tipos de processos, o desenvolvimento
de modelos detalhados baseados em principios fundamentais ¢ em estudos cinéticos € muito
dificil, caro ¢ demanda tempo. A lagoa aerada ¢ um exemplo tipico de um processo dificil de ser
modelado ¢ controlado. Seu afluente é variavel (quali e quantitativamente); a populagio de
microoganismos varia com o tempo (em quantidade e em nimero de espécies); o conhecimento
do processo é escasso € b poucos analisadores online.

A quantidade de matéria orgénica presente € medida através da demanda quimica de
oxigénio (DQO) e da demanda bioquimica de oxigénio (DBO). Elas sdo variaveis chaves do
processo, indicadoras da qualidade do efluente tratado. Tem-se considerdvel interesse em ter-se
um modelo de entrada-saida para predicdo da DBO, pois é necessario um tempo de cinco dias
para andlise em laboratorio, e um significante tempo de residéncia na lagoa.

Recentemente, alguns trabalhos relacionados ao uso das técnicas de redes neurais
artificiais na modelagem de bioprocessos tém sido publicados. Entretanto, pouca atengdio tem
sido dada as caracteristicas dindmicas destes processos.

O objetivo principal deste trabalho é desenvolver um modelo que forneca predigdes com
acuracia da DBO de entrada e saida da lagoa aerada da International Paper of Brazil. Modelos
dindmicos e estacionarios foram desenvolvidos utilizando as técnicas de redes neurais artificiais e
de regressdo linear multivariada. Medidas de qualidade da 4gua, tais como, a DBO, DQO, pH,
condutividade, cor ¢ temperatura, adicionalmente as informacgdes do processo de produgio
(produgdo de papel e celulose), medidas durante um periodo aproximado de quatro anos foram
usadas no desenvolvimento dos modelos.

As vantagens e desvantagens das técnicas de redes neurais e de regressdo linear
multiariada, em relag8o as suas habilidades de modelar um sistema complexo e multivariado, sfo
verificadas e descritas detalhadamente. A redes perceptron de multiplas camadas forneceram
resultados de predicio consideravelmente superiores, mesmo quando um nimero hmitado de

amostras foi utilizado para a construcio dos modelos.
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Abstract

One of the most difficult problem in the modeling and control of wastewater treatment
processes is the construction of reliable process models. For these processes, the development of
detailed models based on fundamental principles and intense kinetic studies is very difficult,
expensive and time consuming. The aerated lagoon is a common example of such an
environmental process. Its inflow is variable (both in quality and quantity); the population of
microorganisms varies over time, both in quantity and in the number of species; process
knowledge is scarce and the few online analyzers available tend to be unreliable.

The amount of organic matter present is measured as either the biochemical oxygen
demand (BOD) or the chemical oxygen demand (COD). They are key process variables in water
quality. It is very desirable to have a reasonably accurate input-output model for BOD prediction
because there is a five-day delay in its laboratory analysis, and a significant hydraulic residence
time delay in the aerated lagoon.

Recently, some papers using artificial neural networks (ANNs) in modeling biological
wastewater treatment processes have been published. But surprisingly, very little attention has
been paid to the dynamic characteristics of these systems.

The main objective of this study is to develop an estimation model that provides accurate
predictions of the biochemical oxygen demand (BOD) of the input and output streams of an aerated
lagoon at a pulp and paper mill operated by International Paper of Brazil. Steady-state and dynamic
predictive models are presented based on both ANNs and linear multivariate regression techniques.
Water quality measurements — BOD, COD, flow rate, pH, conductivity, color, temperature —,
together with milling process information — pulp and paper production —, over a four-year period
are used to develop the models.

The advantages and drawbacks of both neural networks and multivariate linear regression
techniques in their ability to model complex and multivariate processes are verified and described
in details. The ANN models were slightly more accurate but both models provide reasonably
accurate predictions of BOD, even for a system that presents operational data limitation with a

large number of missing values.
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CAPITULO 1

INTRODUCAO

1.1Justificativa da escolha do tema

Juntamente com o aumento da atividade industrial, cresce também a demanda por meios
mais eficientes de tratar os residuos nfo aproveitaveis gerados durante os processos de producio.
O namero consideravel de calamidades ecoldgicas tem feito a populagdio se dar conta que a
prevencio da poluig8o € necessaria para a sobrevivéncia da humanidade.

Um problema ambiental obvio e fundamental de qualquer localidade é a disposigdo e
tratamento de residuos liquidos. E imperativo que corporagdes nacionais e internacionais adotem
préticas continuas de gerenciamento ambiental objetivando a prevengéo da polui¢o nas unidades
de processo que elas possuem ou operem. Quando uma inddstria ou qualquer fonte geradora nio
consegue minimizar a geragdo de tais residuos na fonte até niveis aceitdveis, uma ou mais
unidades de tratamento devem ser instaladas.

Os efluentes da industria de papel ¢ celulose sdo motivos de grande preocupagio, visto
que podem conter produtos quimicos nocivos ao meio ambiente que sfo introduzidos durante a
produgdo (YANG, 1996). Esta preocupac@io tem se refletido na necessidade de se desenvolver
sistemas de prevengdo ¢ controle para situagdes criticas.

Embora seja muito importante garantir a qualidade dos efluentes tratados antes de
descarta-los, o controle e operacéo apropriados de um sistema de tratamento de efluentes nfo sfo
tarefas faceis. A lagoa aerada € um exemplo tipico de um processo dificil de ser controlado. Seu
efluente de entrada ¢ varidvel quali e quantitativamente; a populagdio de microorganismos varia
com o tempo (em quantidade e em nimero de espécies); o conhecimento do processo € escasso e
poucos analisadores s&0 online. Além disso, o tempo requerido para realizar as analises
laboratoriais dos pardmetros indicativos da qualidade do efluente pode levar minutos, horas ou
até mesmo dias. Perturbaces externas, tal como o clima, dificultam ainda mais o0 controle deste
tipo de processo (COTE et al., 1995).



A demanda bioquimica de oxigénio (DBO) € um dos principais parémetros utilizados para
indicar a qualidade ou o nivel de degradacfo de um efluente ou um corpo receptor. Devido ao
tempo de cinco dias necessario para realizar sua andlise em laboratério, as medidas da DBO
chegam muito tarde, dificultando a atuagfo no processo e a consequente manutenciio de seus
valores em niveis apropriados. Evidencia-se portanto a necessidade de construgfio de modelos de
predicio para estimativa imediata deste parAmetro de qualidade.

A modelagem tradicionalmente utilizada em bioprocessos ¢ baseada em equagdes de
balango ¢ taxas de crescimento bioldégico, consumo de substrato e formagdo de produtos.
Entretanto, como as reagfes microbioloégicas em unido com as interacdes ambientais s&o em geral
nfo lineares, variantes com o ternpo e de natureza complexa (HAMODA er al., 1999; LEE e PARK,
1999), tem-se comprovado que estes métodos sdo em geral ineficientes (HAMODA er al., 1991; LEE
e PARK, 1999; COTE ef al., 1995; STEYER er al, 1997).

As redes neurais t€m apresentado bons resultados como ferramentas de modelagem para
sistemas cujos mecanismos internos nio sdo suficientemente conhecidos (MORRIS ef al, 1994),
como ¢ o caso do tratamento de residuos (HACK et al., 1996 e PU er al, 1995). Elas possuem a
propriedade de, uma vez apresentadas a um conjunto de dados de entrada e saida, “aprender” as
relagdes que estiverem implicitas entre os dados contidos nesse conjunto.

As redes neurais perceptron de multiplas camadas (MLP) tém sido utilizadas com sucesso
na modelagem de sistemas bioldgicos de tratamento de efluentes, como pode ser observado nos
trabalhos de COTE er al. (1995), GONTARSKI e7 al. (2000a), HACK e KOHNE (1996), HAMODA et
al. (1999), LEE e PARK (1999), OLIVEIRA-ESQUERRE et al. (2002; 2003a; 2003c), PU e HUNG
(1995), WILCOX ez al. (1995) e ZHAO et al. (1997). Entretanto, as principais desvantagens de sua
utilizagdo € que elas requerem uma quantidade consideréavel de dados para a construcio dos
modelos e 0 seu mapeamento nfo-linear pode levar a minimos locais. Urmna estrutura neural que
tem sido pouco explorada em bioprocessos é a rede functional-link (CHEN e BILLINGS, 1992;
HARADA er al., 2002). Nesta, uma expansio polinomial das entradas da rede é realizada e os
termos resultantes s3o combinados linearmente para a formagéo do modelo.

Quanto maior ¢ numero de varidveis que representam um sistema, maior o nimero de
parimetros a serem ajustados pela rede e conseqlientemente maior o tempo de convergéncia.
Assim, varias técnicas de compressio de dados tém sido pesquisadas, tais como a andlise de

componentes principais (PCA) ¢ minimos quadrados parciais (PLS). As técnicas PCA e PLS,



além de serem capazes de reduzir a dimensionalidade das variaveis preditoras, s3o utilizadas na
ortogonalizacio das mesmas. Através do uso de dados ortogonais como entrada da rede €
possivel otimizar o seu tamanho e consequentemente diminuir o nimero de pardmetros a serem
ajustados (KANJILAL, 1995). Os méritos do uso de RNA em combinagfo com a técnica
estatistica de PCA podem ser observados nos trabalhos de CANCILLA ¢ FAND (1996), DUTTA et
al. (1998), HOLCOLM e MORARI (1992), KOMPANY-ZARED et al.(1999), OLIVEIRA-ESQUERRE
et al. (2002), PONTON e KLEMES (1993) e ZUPAN e GASTEIGER (1993).

Alguns meétodos estatisticos cldssicos de regressfio podem também ser utilizados para
construgio de modelos de predig@io entrada-saida, que sfo em geral resolvidos através de redes
neurais artificiais (BAUGHMAN, 1995). Tais métodos podem ser utilizados para aproximar
relacdes complexas sobre regides limitadas das variaveis preditoras (BAFFI er al., 1999). Esta
afirmagdo ¢ baseada na suposigio de que relagdes ndo lineares podem ser aproximadas
localmente por modelos lineares. A técnica de regressdo por minimos quadrados parciais (PLSR)
tem-se mostrado uma poderosa ferramenta na solugio de problemas onde os dados s#o ruidosos ¢
altamente correlacionados e ainda, quando apenas um namero limitado de amostras estd
disponivel para a construgiio dos modelos (BAFFI ef al, 1999; OLIVEIRA-ESQUERRE, 2003b).
Para métodos estatisticos convencionais de regressfio, como regressfio linear multipla — MLR, o
uso de varidveis ortogonais também ¢ desejavel visto que reduz o erro de modelagem.

As pesquisas realizadas nos Gltimos anos tém contribuido significativamente para o
melhor entendimento da natureza do aprendizado das redes neurais e suas propriedades
matematicas (UTOJO e BAKSHI, 1995), e das relagdes existentes entre estas e técnicas estatisticas
classicas de regressio (POGGIO e GIROSI, 1990; UTOJO ¢ BAKSHI, 1995). Entretanto, os esforcos
para analise comparativa entre estas duas técnicas tém sido direcionados para casos aplicados a
modelagem de funcdes analiticas (BAKSI ¢ CATTERJEE, 1998; BAKSI e UTOJO, 1999; UTOJO ¢
BAKSHI, 1995) ou modelagem de dados simulados de processos (MELEIROQ, 2002). Uma reviséo
unificada das redes neurais ¢ técnicas de regressio multivariadas aplicadas a construcio de
modelos de predi¢io para casos reais, mas especificamente, para bioprocessos, ¢ dificil de ser
encontrada. Diante desta perspectiva, e afirmando que nfio se deve querer aplicar tais tecnologias
indiscriminadamente, deseja-se estabelecer alguns critérios para que se possa avaliar melhor
quando podem ser obtidos resultados satisfatorios com as redes neurais ou através de métodos

estatisticos cldssicos.



Nesta tese pretende-se realizar uma analise comparativa da performance dos modelos

construidos utilizando as técnicas de redes neurais artificiais e de regressfio linear, para estimar a

DBOQ de entrada e saida da lagoa aerada da Infernational Paper of Brazil. Uma descrigdio

detalhada do processo a ser modelado e das técnicas de modelagem e de pré-tratamento de dados

utilizadas é apresentada.

1.20bjetivos do trabalho

1.2.1 Objetivos gerais

Destacam-se 0s principais objetivos gerais do trabalho desenvolvido como sendo:

a)

b)

c)

d)

Aprender a utilizar as técnicas de regressdo linear multivariada ¢ de redes neurais
artificiais;

Avaliar as vantagens € desvantagens de uso das técnicas cldssicas de regresséo e de
redes neurais na modelagem de um caso real,

Estabelecer uma visfo critica sobre a aplicagio de técnicas estatisticas de redugfio de
dimensionalidade e ortogonaliza¢do para auxiliar o mapeamento das redes neurais;
Realizar uma reviséio unificada e detalhada das redes neurais e técnicas de regresséo
multivariadas aplicadas & construg&o de modelos de predig&o para um caso real (este €
o maior aporte desta tese), ¢

Avaliar de maneira critica a utilizagio de redes neurais e de técnicas classicas de
regressdo a processos biologicos de tratamento de efluentes, indicando possiveis

solu¢Ges aos problemas encontrados.

1.2.2 Objetivos especificos

O objetivo especifico deste trabalho é fornecer subsidios & International Paper of Brazil

para prever situagdes futuras do despejo com base no pardmetro de qualidade da demanda

bioquimica de oxigénio, com o propésito de:

a)
b)

Auxiliar a monitorizacfo da qualidade do efluente tratado, e

Aumentar o nivel de controle sobre o processo.



Este trabalho visou o desenvolvimento de modelos de predicdo da DBO de entrada da

lagoa aerada, adicionalmente aos modelos predigiio da DBO de saida da mesma. Desta forma, os

modelos poderfio ser utilizados de forma preventiva, auxiliando no ajuste de par@metros

controlados (como a carga de nutrientes ¢ a taxa de aeracfo da lagoa), proporcionando assim

meios de manter os valores da DBO de saida em niveis desejados.

Desta forma, a proposta de trabalho envolve os seguintes itens:

a)
b)

¢)
d)

Técnicas: Regressdo linear multivariada e redes neurais artificiais.

Processo: Lagoa aecrada para tratamento de efluentes industriais da International
Paper of Brazil.

Variaveis a serem preditas: DBO de entrada e saida da lagoa aerada.

Dados: Dados histéricos fornecidos pela indastria.

Programas ¢ Softwares:

Neurosolutions for Excel, para preparacgio e aleatorizacéo dos dados.

Minitab e Statistica, para construcdo dos modelos de regressfo linear multivariada.
Compilador Matlab, para utiliza¢io do programa desenvolvido por HENRIQUE (1999)
para treinamento ¢ geragio da rede functional-link, construgdo de programas para
estimativa € andlise de pardmetros dos modelos.

Neurosolutions, para treinamento € geracio da rede neural perceptron de multiplas
camadas.

Microcal Origin 6.0, para anlise de dados e construt;iié dos graficos.



CAPITULO 2

DESCRICAO DO PROCESSO
2.1 Problematica ambiental

A atividade industrial como um todo, sendo uma atividade essencial na sociedade, gera os
mais altos indices de polui¢do. Os poluentes industriais que mais preocupam sdo os orgénicos,
que marcam presenga ha maior parte das atividades industriais ¢ domésticas. As caracteristicas
ecolégicas de uma 4gua receptora de despejos sio afetadas pela destruico de qualquer grupo de
microorganismos e a quantidade e concentragio dos despejos de uma determinada indistria
variam dentro de amplos limites.

Em condi¢ches normais, um rio € capaz de receber uma carga organica apreciavel,
eliminando-a gradativamente mediante agOes naturais que se processam ao longo de vérios
quilometros do seu percurso, entretanto, quando o curso de agua fica sem oxigénio dissolvido
suficiente, ocorre a2 morte dos organismos aerébios e a aplicagfio desta agua fica praticamente
impossibilitada para diversos usos e finalidades.

No territério brasileiro, as dguas doces, salobras e salinas s3o protegidas pela legislacéo
brasileira, de acordo com a portaria 36/GM de 18 de junho de 1986 (CONSELHO NACIONAL
DO MEIO AMBIENTE, 1990). No ambito do estado de S3o Paulo se estabelecem padrées para
os efluentes de qualquer fonte poluidora quanto a certas caracteristicas tais como pH,
temperatura, materiais sedimentéveis, demanda bioquimica de oxigénio de cinco dias (DBOs) e
concentragdes de substincias toxicas. O estabelecimento de tais padrdes obrigam as industrias e
quaisquer geradores de 4guas residudrias a possufrem sistemas de tratamento de efluentes
liquidos, de forma a atender as exigéncias legais; o método de tratamento esta relacionado
intimamente com as caracteristicas do efluente.

Basicamente, no chamado tratamento primério sfio empregadas operages unitarias como
penciramento, sedimenta¢io e filtracio para a remoclo de solidos sobrenadantes ou
sedimentaveis normalmente encontrados em efluentes liquidos. No tratamento secundario sfo
usados processos quimicos ou bioldgicos para eliminar grande parte da carga de materiais

orgénicos. No tratamento tercidrio usam-se combinagdes de operagdes e processos unitirios para



remover outros constituintes que ndo foram removidos no tratamento secunddrio, tais como
nitrogénio e fosforo (METCALF & EDDY, 1991). Os efluentes inorgénicos sio tratados
preferencialmente por processos fisico-quimicos. Os orginicos podem receber tratamento por
processo fisico-quimico ou biologico. Os processos biologicos sdo adequados quando o efluente
orgénico apresenta caracteristicas biodegradaveis.

Os processos biologicos que ocorrem na presenga de oxigé€nio livre, denominados
aerdbios, sdo bem conhecidos e sdo os mais utilizados. A implantag@o de sistemas com processos
aerdbios oferece, portanto, poucos riscos de investimento, pois t&m custo baixo de construcfio €
apresentam operagdo ¢ manutencéo simples e econdmicas. No entanto, sfo sistemas que ocupam
areas consideraveis; os equipamentos necessarios, como os aeradores, demandam energia, e 0
lodo, gerado como subproduto, ainda é passivel de decomposigdo por agdo biologica. O objetivo
do tratamento bioldgico de efluentes industriais ou domésticos é coagular ¢ remover solidos
coloidais que ndo sedimemtam, ¢ ainda estabilizar a matéria orginica. Esta redugio da
concentracio da matéria orgénica é usualmente medida como DBO (demanda bioquimica de
oxigénio), TOC (carbono orgénico total), ou DQO (demanda quimica de oxigénio) (METCALF &
EDDY, 1991).

Outros processos de decomposicdo biolégica ocorrem na auséncia de oxigénio livre € se
denominam como processos anaerébios. Quando o tratamento € realizado em lagoas anaerdbias
pode-se ter problemas estéticos devido & formagfio de espuma na superficie da agua; j4, quando
realizado em bio-reatores fechados, o processo pode apresentar as vantagens de menor area de
ocupag¢io, producio de lodo em menor quantidade e ja estabilizado, e produgfo do gas metano
como subproduto, que pode ser utilizado como fonte de energia,

O processo em estudo neste trabalbo consiste de uma lagoa aerada. Em termos de redugéio
de DBO, a eficiéncia de uma lagoa aerada pode ser superior a 95%. Dentre os principais fatores
que influenciam na atividade tanto das lagoas aeradas, assim como das lagoas de estabilizacéo,
tém-se:

a) Fatores incontrolaveis: temperatura, agitagdo (ventos), evaporagéo € chuvas;

b) Fatores parcialmente controldveis: permeabilidade do fundo, nutrientes e carga

poluidora;



¢) Fatores relacionados ao projeto de comstrucdio da lagoa: localizacio, nimero de
unidades, disposi¢io das unidades, dimensdes, periodo de detengio e detalhes
construtivos (OLIVEIRA, 2000),

Estes fatores exercem influéncia determinante na eficiéncia do processo. Um estudo
consistente destes fatores deve ser realizado assim como diversos parimetros devem ser
monitorados e controlados de modo a garantir 0 bom funcionamento das lagoas. A escolha dos
pardmetros de monitoragdo deve ser feita baseada no conhecimento do processo aerébio. Eles
devem ser suficientes para informar a realidade do comportamento da biomassa e como esta
reage ante variagdes das caracteristicas da gua residuéria sob tratamento. Por fim, devem ser de
facilmente medidas, uma vez satisfeita a exigéncia anterior.

Os dois principais pardmetros para avaliagdio do grau de depuracio de recursos hidricos,
ou da qualidade de um efluente, sdo a demanda bioquimica de oxigénio (DBQO) e a demanda
guimica de oxigénio (DQO). Uma descri¢do detalhada destes pardmetros ¢ apresentada na Sego

2.2, que segue.

2.2 Demanda quimica e bioquimica de oxigénio

A DBO baseia-se no principio de que a matéria orgénica, quando metabolizavel, tende a
ser metabolizada pelos organismos aerdbios presentes, consumindo o oxigénio presente na agua.
A DBO pode ser definida como a quantidade de oxigénio requerida pelas bactérias para
estabilizar a matéria orginica “decomponivel” sob condi¢des aerébicas. E essencialmente um
bioensaio envolvendo a medida de oxigénio consumido por organismos vivos (principalmente
bactérias) enquanto utilizam a matéria organica presente no despejo, em condi¢des tio similares
quanto possivel daquelas que ocorrem na natureza.

As reacfes oxidativas envolvidas nos testes de DBO sfo resultado de atividades
biologicas e a taxa pela qual as reagbes processam-se ¢ governada pelo nimero populacional e
pela temperatura que € conduzida a 20°C, que representa um valor médio da temperatura da
maioria dos corpos de agua. A velocidade dos processos metabolicos a 20°C ¢ as condigbes do
teste sfo tais que o tempo deve ser medido em dias. Teoricamente um tempo infinito € requerido

para a oxidagio completa da matéria orginica, mas para propositos préticos, a reagdo ¢



considerada completa em 20 dias. Porém ¢ adotado um periodo de incubagfio de 5 dias, quando ja
ocorreu de 70 a 80% da oxidac#o.

A DQO ¢ uma medida equivalente, em oxigénio, na por¢éo de matéria orginica na
amostra que permite a oxidagdo por um oxidante quimico forte, geralmente dicromato, em meio
fortemente 4cido sob aquecimento. O teste € baseado no fato de que todos os compostos
orgénicos, com poucas excegdes, podem ser oxidados pela agfio de um agente oxidante forte em
meio acido. Uma das limitagSes entretanto € o fato de que o teste ndo diferencia matéria orgénica
biodegradavel e matéria orgdnica ndo biodegradavel, a primeira determinada pelo teste de DBO.
A vantagem € o tempo de teste, realizado em aproximadamente duas horas, enquanto o teste de
DBO requer no minimo 5 dias {periodo de incubagéo).

Nio € possivel estabelecer relagdes fixas entre as medidas de DBO e DQO, até que uma
determinada amostra seja caracterizada por ambos os pardmetros. De um modo geral, tem-se que
se a amostra é constituida de compostos que sfo oxidados por ambos processos (DBO ¢ DQO) a
DQO pode substituir a DBO ou a DQO pode ser usada como indicagdo da diluicdo necessaria
para andlise da DBO. Ja, se a amostra ¢ caracterizada pela predomindncia de material oxidavel
quimicamente, porém ndo bioquimicamente, a DQO serd maior que a DBO. Por outro lado,
despejos de destilarias e refinarias tém alta DBO e baixa DQO. Uma descri¢do detalthada da DBO
e DQO, incluindo seus métodos de medicio em Ilaboratério, ¢ apresentada no site
http://www.hach.com/cs/cod_bod.htm.

2.3 Sistema de tratamento de efluentes da International Paper of Brazil

A International Paper of Brazil (IPB), antiga Champion Papel e Celulose Ltda, estd
localizada na Rodovia SP 340, Km 171, Mogi Guagu SP. Esta produz celulose branqueada e
papel. Todos os efluentes coletados no seu processo sdo levados para o seu sistema de tratamento,
que consiste de um tratamento priméario seguido de um tratamento biologico. O tratamento
biolégico ¢ realizado em uma lagoa acrada de aproximadamente 169.000 m’ ¢ complementado
em um conjunto de cinco lagoas de estabilizagdo cujo volume total gira em torno de 1.500.000

m’. Um desenho esquemdtico do processo de tratamento da IPB ¢é apresentado na Figura 2.1.
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Figura 2.1: Desenho esquematico do sistema de tratamento de efluentes da IPB.

Para o controle do seu sistema de tratamento de efluentes, mais especificamente, de suas
lagoas aerada e de estabilizagdo, a IPB monitora diariamente nove parimetros, sendo eles:
demanda quimica de oxigénio, demanda bioquimica de oxigénio, pH, sélidos suspensos totais,
cor, temperatura, condutividade, vaziio e chuva. As concentragbes de nitrogénio (amoniacal e
nitrato), fosforo e sulfato sfio medidas semanalmente.

Como mencionado anteriormente, 0 monitoramento e controle de uma lagoa aerada ¢ em
geral bastante complicado tendo em vista que, seu afluente e a populagio de microorganismos €
varidvel e o conhecimento do processo de degradacfo ainda € escasso. A dificuldade em realizar
medidas online limita ainda mais o controle efetive da qualidade do efluente (HARREMOES et al.;
1993, LEE e PARK, 1999). As anilises laboratoriais requerem minutos, horas ou até mesmo dias
para serem realizadas, de acordo com os diferentes pardmetros analisados, por exemplo: solidos

suspensos (trinta minutos), DQO (duas horas) e DBO (cinco dias).
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2.3.1 Estatistica basica dos parimetros de monitorizacio da IPB

Adicionalmente aos dez pardmetros de monitoriza¢do da lagoa aerada, dados didrios de
produgdio de papel e celulose foram disponibilizados pela IPB para a realizacdo desta pesquisa.
Os dados s#o referentes ao periodo de junho de 1996 a setembro de 2000.

Gréaficos de séries temporais e a matriz de variincia dos pardmetros disponibilizados sdo
apresentados no Anexo 1. Tabela 2.1 sfio apresentadas as estatisticas basicas dos pardmetros

disponibilizados pela empresa.

Tabela 2.1: Estatistica basica dos pardmetros monitorados pela IPB.

Pardmetro Média Dp Minimo Miaximo  Skewness  Curtose * Lacunas [%)]
DBO;, 245 46,2 41 449 0,08 1,56 6,24
DBO, 85,1 25,4 16 187 0,15 0,43 5,96
DQO 561 104 136 925 -0,16 1,05 6,24
CEL 886 155 0 1112 -3,31 14,2 7,85
CHUVA 4,83 1.5 0 175 5,26 5 17,9
COR 467 123 41 1317 0,50 3,41 3,57
COND 1529 377 379 5810 2,68 18 3,92
NAM 2,45 1,76 0 20 2,42 16,4 54,2
NN 1,44 0.88 0.03 7.38 2,42 11,0 80,5
PAP 1043 94.1 382,4 1304 -1,57 5,78 6,45
pH 7,45 1.21 0,85 12.53 1,79 4,17 3,71
SST 149 85.9 12 591 1,58 4,09 60,4
T 45,4 3,07 28 50.5 -2,31 8,57 32.6
VAZ 67392 11582 4474 47850 -1,54 4,93 0

* Relagio entre o nimero de amosiras que contém lacunas e a quantidade total de amostras disponibilizada pela

empresa (1427 amostras).

Através do coeficiente de assimetria (skewness) e da forma como os dados se distribuem
em torno da média (curtose) € possivel analisar quio proxima da gaussiana apresenta a
distribuicdo de cada pardmetro. Os valores de skewness estimados indicam que apenas a DQO, a
DBO de entrada e saida e a COR apresentam distribui¢des simétricas. Os valores da curtose

indicam que todos os parametros apresentam cauda mais pesada que a normal, com exce¢do da
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DBO de entrada e saida e da DQO, que apresentam distribuicdo praticamente normal. A DQO

apresenta-se como o pardmetro mais correlacionado com a DBO de entrada e saida da lagoa.

Os dados originais disponibilizados cobrem um periodo de 1427 dias consecutivos,
aproximadamente quatro anos amostrados. Entretanto, a extrema incidéncia de lacunas existente
no banco de dados € um problema relevante, principalmente nos casos dos solidos suspensos
totais e nitrogénio amoniacal € nitrato, em que a proporgio de lacunas € superior a quantidade de
dados medidos no periodo em estudo. Esta situagfo dificulta ainda mais a modelagem da lagoa,

fator este que deve ser levado em consideragéio na anslise da performance dos modelos.

2.3.2 Pré-processamento de dados

De forma a tentar-s¢ minimizar a perda de informagio com a exclusio das amostras que
contém lacunas, dois conjuntos de dados foram construidos para predi¢do da DBO de entrada e
saida. O conjunto Dados 1 contem apenas as varidveis medidas com mais freqiiéncia, ou seja,
VAZ, DQO, COND, COR, pH, T, PAP e CEL, enquanto o conjunto Dados 2 contém dados de
todas as doze varidveis disponibilizadas pela IPB. A variadvel CHUVA nfo foi incluida no
conjunto Dados 1 por apresentar um nimero considerdvel de valores zero. O banco de dados
inicial contendo 1427 amostras foi entdo reduzido aos conjuntos Dados 1 e 2 contendo 782 e 79

amostras, respectivamente.

Para construgdo dos modelos dinimicos foram consideradas medidas das varidveis
preditoras realizadas no dia anterior, ou seja, no tempo (t-1), onde t representa o dia em que a
amostra foi coletada. As lacunas existentes nas amostras medidas no tempo (t-1) foram
preenchidas através de interpolacgio linear.

Construidos os dois conjuntos de dados, o software Neurosolutions foi utilizado para
escalonamento dos dados de 0,2 a 0,8 e aleatorizagdo dos mesmos. Aproximadamente 80% dos
dados de cada conjunto foram destinados & construgio dos modelos e os 20% restantes a

validagfo dos mesmos (veja Segfo 4.2.3).

De forma a melhor avaliar a performance dos modelos de predigdo, ¢ tendo em vista a

necessidade de construg@io de no minimo um conjunto de teste para os modelos perceptron de
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multiplas camadas — MLP, foi verificada a necessidade de formagdo de pelo menos um conjunto

de dados para teste.

Dois novos conjuntos contendo 156 amostras foram entfo formados para testar a
performance dos modelos construidos com o conjunto Dados 1, fazendo-se uso de interpolagio
linear para preencher as lacunas das amostras inicialmente excluidas, que até entéio ndo tinham
sido utilizadas. Para o conjunto Dados 2 nfo foi possivel a formagio de novos conjuntos tendo

em vista a existéncia de lacunas consecutivas de até sete dias para algumas varidveis.

2.4 Consideracdes finais sobre o capitulo

O objetivo principal deste capitulo foi apresentar a problematica que envolve a
necessidade de monitorizagdo e controle do sistema de tratamento de efluentes, bem como a
necessidade de uso de modelos de predicio para a estimativa da DBO, sendo este um dos
principais pardmetros indicativos de qualidade de residuos liquidos e recursos naturais. A
dificuldade na obtengdo de um banco de dados sem lacunas ¢ evidenciada quando realizada a
andlise dos dados disponibilizados pela empresa. Vale ressaltar que as varidveis de entrada e
saida da lagoa s&o relacionadas considerando o tempo de residéncia do efluente na mesma.

Dois conjuntos de dados foram formados para a construgio dos modelos de predic@o. Para
formagdo do primeiro, Dados 1, fentou-se maximizar o nimero de amostras utilizadas para a sua
formacdo, havendo portanto a exclusfo das varidveis raramente medidas e com uma grande
quantidade de zeros. O segundo conjunto de dados foi formado de maneira a conter informagdes
das doze varidveis inicialmente disponibilizadas pela empresa, sacrificando-se portanto a
quantidade de amostras utilizadas. Trés conjuntos foram formados para auxiliar a andlise da
performance dos modelos, obtidos & partir do conjunto Dados 1, ja para o conjunto Dados 2

apenas um conjunto de validagfio (ou teste) foi formado.
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CAPITULO 3

TECNICAS ESTATISTICAS MULTIVARIADAS
3.1 Regressio linear multipla (MLR)
3.1.1 Introducio

O modelo de regressfio que envolve mais de um regressor (varidvel independente) ¢
chamado um modelo de regressic linear miltipla (ou MLR do inglés Multiple Linear
Regression). Através deste modelo é possivel observar os efeitos das variaveis regressoras sobre
as respostas.

Infelizmente, 0 nome regressfo, selecionado 4 partir do titulo do primetro artigo F.
Galion, de forma alguma reflete a importincia ou profundidade de aplica¢iio desta metodologia.
O objetivo da MLR ¢ encontrar relagdes entre varidveis dependentes e combinacdes lineares de
variaveis independentes que minimizem o erro na estimativa dessas propriedades de interesse. Os
coeficientes do modelo MLR séo calculados utilizando o critério dos minimos quadrados.

As limitagbes da regressdo linear multipla concentram-se no niimero de amostras que nio
pode ser menor do que o numero de varidveis, e em realizar alguns célculos matriciais quando as

variaveis independentes possuirem uma elevada correlaciio entre si.
3.1.2 Um breve histérico

A técnica de regressdo linear miltipla € bastante antiga. Suas aplicagbes sdo numerosas e
ocorrem em quase todos os campos, incluindo, engenharia, fisica, economia, gerenciamento, etc.

O método de minimos quadrados, também conhecido por andlise de regressio, foi usado
pela primeira vez por Sir Francis Galton, um dos pioneiros da Estatistica, em um trabalho de
1885 intitulado Regression toward mediocrity of hereditary stature. Este método pode ser
considerado a técnica estatistica mais utilizada até os dias de hoje (MONTGOMERY ¢ PECK,
1992).
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3.1.3 Desenvolvimento matematico

Em geral, a varidvel dependente, ou resposta, y estd relacionada com k varidveis

independentes ou regressoras. O modelo
y=F + B X, + B x, + . S X + e (3.1)

¢ chamado de modelo linear de regressio miltipla com & regressores. Os £8,j=0,1, ..., k, sdo
chamados de coeficientes de regressdo. Este modelo descreve um hiperplano no espago de k
dimenso das varidveis regressoras (x; e da varidvel dependente (). O pardmetro f; representa a
mudanga esperada na resposta y por unidade de mudanca em x; quando todos os demais
regressores X; (i # ) sdo constantes. Se o dominio dos dados inclui x; = x; = .= x, = 0, entfo £y ¢
a média de y quando x; = x; = ... = x; = (. Caso contrario, £ nfo tem interpretagio fisica.

Modelos de regressio linear multipla sfo geralmente usados como modelos empiricos. Ou
seja, o modelo fenomenologico que relaciona y e x, x2, . . . X% € desconhecido, mas sobre certos
dominios das variaveis independentes o modelo de regressdo linear é uma aproximagdo
adequada.

Modelos que sdo mais complexos em estrutura que a Equagao (3.1) podem geralmente ser
analisados por técnicas de regress@o linear multipla. Neste caso termos quadraticos e clibicos das
varidaveis dependentes podem ser adicionados.

Modelos que incluem efeitos de interagiio também podem ser analisados por métodos de
regressio linear miltipla. Uma interacSo entre duas varidveis pode ser representada por um termo
de produto cruzado no modelo, por exemplo, x;x,.

Note que, apesar dos modelos de regressio linear poderem apresentar formas de
superficies nfo lineares, eles sdo lineares em seus pardmetros (os f's), indiferentemente da forma
da superficie que ele gera.

Na maioria dos problemas reais, os valores dos pardmetros (os coeficientes de regressdo
) e as varidncias of néio sfo conhecidos, e eles devem ser estimados & partir de uma amostra de
dados. A andlise de regressdo consiste em uma colegdo de ferramentas estatisticas para

determinar estimativas dos pardmetros no modelo de regressZo. Ent#o, a equagio de regressio, ou
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modelo, ¢ tipicamente usada na predigéo de observagdes futuras de y, ou para estimar a resposta

média em um nivel particular de x.
3.1.4 Estimativa dos parimetros do modelo
Estimativa dos coeficientes de regressdo por minimos quadrcfdos
O método de minimos quadrados € geralmente utilizado para estimar os coeficientes de

regressio no modelo de regressdo simples assim como no de regressdo miltipla. Supondo que

n>k observagdes estio disponiveis, sendo que x;; denota a j-ésima observagdo ou nivel da variavel

x;. As observagbes séo,
(xﬂ,xiz,...,yi), i=1,2,....n e n>k (3.2)
Cada observagio (x,, x,,, ..., ,) satisfaz o modelo da Equagiio (3.1), ou
y=B+Bix + B xp+.F Px,+e,, i=1,2,...,n (3.3)

No ajuste do modelo de regressfio, ¢ conveniente expressar as coperages matematicas
usando notagdo de matriz, 0 que facilita o entendimento, logo, o modelo da Equagdo (3.3) € um

sistema de » equagdes que podem ser expressas em notacdo de matriz como,

y=XB +e (3.4)
onde,
Y: 1 x;  Xp Xk Bo €;
1 x,, .x . X €
y= y:z X = : :21 :22 : & B= 5:1 €= :2 (3.5)
YR 1 xnl x:ﬁ b xnk Bk Gn
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Em geral, y € um vetor (nx1) das observacdes, X é uma matriz (nxp) dos niveis das
variaveis independentes, f é um vetor (px1) dos coeficientes de regresséo, e € € um vetor (nx1)

de erros aleatorios.

-

Deseja-se entio encontrar o vetor de estimadores de minimos quadrados, B, que minimiza

L=Ye’ ="e=(y-XB) (y-XB),i=1,2,..n (3.6)

F=1

onde (7) representa a transposta. O estimador dos minimos quadrados B ¢ a solugdio para P na

Equagdo (3.7) que segue,

= =0 3.7

Logo, as equagles resultantes que devem ser resolvidas sdo representadas pela Equacgio
(3.9),

X"Xp=X"y (3.8)

A Equaciio (3.8) representa as equagbes normais de minimos quadrados em forma de
matriz. Para resolver as equagdes normais, multiplica-se ambos os lados da Equagido (3.8) pelo

inverso de X7 X. Portanto, a estimativa dos minimos quadrados de B é

p=(x"X)" X"y 3.9
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Nota-se entdo que existem p = k + 1 equacles normais em p = k£ + 1 pardmetros

desconhecidos (os valores de ﬁo R ﬁl y ver Bk ). Escrevendo a Equacfo (3.8) em detalhes, tem-se

Id

n 1 n 7]
n Zxﬂ foz fok . ny
i=} i=] i=1

=1

1
n n n n
2 E x; E Xy X E X, X f,’v E Xy
X ; it i e i1 v ik 1 it
1 —
T P = . ~ (3.10)

td ’ n I n
2
ink ijkxj] inkxiz Zxak
=] j=] i=]

i=1

n
inkyi
_I:I -

E facil verificar que X'X é uma matriz simétrica (p x p) ¢ X'y é um vetor (p x 1).
Nota-se a estrutura especial da matriz X’ X, onde os seus elementos diagonais séo as somas dos
quadrados dos elementos na coluna de X e os elementos de X7y sdo as somas dos produtos

cruzados de X e as observagdes y;. As vezes, a matriz X" X ¢ singular.

O modelo de regressio ajustado € entfio dado pela Equacfio (3.11), que segue

J=Bo+dB,x,, i=1,2,...,n ou F=Xp (3.11)

k
J=1

Para medida da precisdo do modelo de regresséo € levada em consideragdo a linha

ajustada, ou seja, a seguinte identidade
Yo — ¥ :(yi - ?) - (j"; - 3’7) (3.12)

O residuo ¢; = y; - y, € a diferenca entre duas quantidades: (i) o desvio dos valores
observados y; a partir da média total ye (ii) o desvio dos valores ajustados j,a partir da média

total ¥ . O vetor (n x 1) de residuos € denotado por

e=y-y (3.13)
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Estimativa de o

A estimativa de o® ¢ obtida a partir dos residuos. A soma quadratica dos residuos ¢ dada

por

S0:=> (v, -5)
i=}
= ie?
=]

(3.14)

A soma quadratica residual tem n — p graus de liberdade associada com ela, desde que p
pardmetros sejam estimados no modelo de regressdo. Logo, a média quadratica do residuo (ou

erro quadratico médio) que representa uma estimativa de o ¢ dada por,

Y
n-p

s? = MO, =

(3.15)

3.1.5 Teste de hipoteses em regressiio linear

Os testes de hip6teses apresentados nesta sessfio sfo uteis na medigdo da adequacdo dos
modelos. Estes testes requerem que os termos de erro €; no modelo de regresso sejam
distribuidos normalmente e independentemente com média zero e varidncia o”.

Antes de discutir-se sobre os testes de hipOteses, serd apresentado um pardmetro de
probabilidade, denominado p-valor, que auxilia na decis@o de aceitagio ou rejeigdo da hipétese
nula, Hy.

P-valor no teste de hipoteses

E comum considerar o teste estatistico {e os dados) significantes quando a hipétese Hy €
rejeitada, entdio tem-se o p-valor como o menor nivel de o para os dados serem significantes.

Para o teste de distribuigdo normal, tem-se que se zp € o valor estimado para o teste

estatistico entdo, o p-valor é
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P =2[1-®(z,)] para testes de duas caudas (Fig. 3.1a)
P=1-0® (z{,) para testes com cauda superior (Fig. 3.1b) (3.16)

P = ®(z, ) para testes com caudas inferiores (Fig. 3.1c)

onde @ (zp) ¢ a fungfo de distribuicio cumulativa de probabilidade.

| A N
/ \\ / \ N\

p-vafor p-vaior p-valor pruakor

(a) (b) (c)
Figura 3.1: Area da fungfio de probabilidade acumulada.

Em geral utiliza-se p-valor maior que 0,05, correspondente a um intervalo de confianca de
95%, para indicar a aceifagéo da hipétese nula, Hj,.

O p-valor tem sido bastante utilizado na pratica (MONTGOMERY ez al., 2002). Como pode
ser observado, este teste tem a vantagem de ser de facil interpretagdo sendo seu valor estimado e

fornecido por programas estatisticos, como o Minitab e o Statistica.
Teste para Significdncia de Regressdo

O teste para significdncia de regressio € utilizado para determinar se existe uma relagdo
linear entre a variavel resposta € um conjunto de varidveis regressoras xi, Xz, . - . , X¢. As hipoteses

apropriadas séo

Hy:By=p,=..=B, =0

(3.17)
H.:B, #0 para pelo menos um j
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A rejeiciio de H:B, =B, =...=3, =0 implica que pelo menos uma das varidveis
regressoras xi, X2, . . . , Xx contribui significativamente para o modelo. Entretanto, a aceitagio da
hipétese nula pode indicar tanto uma contribui¢8o nfo significativa das varidveis regressoras para
o modelo assim como a presenga de relacSes nfo-lineares entre as varidveis regressoras e a
resposta.

Um método chamado andlise de varidncia (ANOVA) pode ser usado para testar a
significéncia da regressio. Este procedimento divide a variabilidade total nas varidveis respostas

em componentes significantes como base para o teste. A identidade de anilise de varidncia €,

i(}’; "5;)2 =IZ:;U):' "j’”)z +g(Yz "'J';'r')2 (3.18)

i=]

Os dois componentes do lado direito da Equagfo 3.18 medem, respectivamente, a
quantidade de variabilidade em y; considerado pela linha de regressdo e a variagdo residual nio
explicada pela linha de regresséo.

A Equaggo (3.18) pode ser escrita como,

SOr=380r+ S0k (3.19)

onde SQOr ¢ soma quadritica total de y dada por SQ, =Z(yr. )
i=]

&)

SQr =Yyl - ; SO ¢ a soma quadrética da regressdo dada por SQ, = > (5, - ¥) ou
e (20) .
SO, = Xy — ~ e S0Or € o erro ou a soma quadritica dos residuos dado por

S0 = Y0 - 2. -

A: soma quadratica total tem » — 1 graus de liberdade. Se a hipdtese nula
H,:B, =B, =...=P, =0 € verdadeira, entfio SQr / ¢ ¢ uma variavel aleatéria qui-quadrada
com k graus de liberdade. Observa-se que o nimero de graus de liberdade para esta variavel

aleatéria qui-quadrada € igual ao niimero de varidveis regressoras no modelo. SQz/ o° é uma

22



varidvel aleatéria qui-quadrada com n — p graus de liberdade, e que SQF € SQx s8o independentes.

O teste estatistico geralmente utilizado para H:B, =B, =...=p, =0 ¢é

__S80:/k MO
* 80,/(n-p) MO

(3.20)

A quantidade de M(r € chamada de média quadratica da regressdo (ou do modelo). Pode-
se rejeitar Hy se o valor calculado do teste estatistico, Fp, for maior que F tabelado (fo & » - »)-
Desta forma tem-se que se a meédia quadritica residual for significativamente grande diz-se que
existe falta de ajuste no modelo € o modelo ndo é adequado. O procedimento ¢ usualmente

resumido em uma tabela de analise de varidncia, como a Tabela 3.1.

Tabela 3.1 Analise de Variancia para testar a significincia de uma regressio.

Fonte de variacio Soma quadritica  Graus de liberdade  Média quadratica Fa
Regressio SOx k MQr MQOr / MO
Erro ou residuo SOk n—p MO

Total SOr n-1

P-valor maior que 0,05 (intervalo de confianga de 95%) indica a aceitagdo da hipétese

nula, ou seja, que a regressdo nfio € significativa.
Testes sobre os coeficientes individuais de regresséo

Geralmente, o conjunto das varidveis potencialmente importantes para o modelo nio é
conhecido, desta forma, dentre o universo de variaveis disponiveis, o subconjunio que
efetivamente deve fazer parte do modelo deve ser determinado.

A aplicagdo de um teste de hipdteses sobre os coeficientes de regressdo individuais auxilia
na determinagio do valor potencial de cada varidvel regressora no modelo de regressdo. Por
exemplo, o modelo pode ser mais eficiente com a inclusfo de varidveis adicionais, ou talvez com

a exclusdo de um ou mais regressores presentes no modelo.
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As hipoteses para testar a significancia de qualquer coeficiente de regressfo, chamado de

B séo

H,:8,=0 G521
Hy:B, =0 '

Se H,:B, =0 ndo ¢ rejeitado, entfo este indica que o regressor x; pode ser excluido do

modelo. O teste estatistico para esta hipétese é

=t (3.22)
&iC

onde Cj; é o elemento diagonal de (XTX)_1 correspondente a 4. A hipotese nula H:f, =0¢

rejeitada se [t,|> o n-p’ Observa-se que este ¢ um teste parcial ou marginal, pois o coeficiente

a,
2+ 7

de regresséio ﬁ ; depende de todas as varidveis regressoras x; (i # j) que estfio no modelo. Entfo,

este é um teste da contribuicio de x; dado os outros regressores no modelo,
Assim como no teste de significincia da regressfio, a analise de significdncia dos
coeficientes de regressio pode ser realizada utilizando o p-valor, ao invés do teste 7p. Sendo que

p-valor menor 0,05 indica que o coeficiente de regresséo B ; € significativo para o modelo. O uso

da estatistica p-valor oferece a vantagem de ndio requerer um valor tabelado para realizar o teste
de hipdteses, como ocorre com a estatistica 7.

Um processo de selegdo de varidveis pode ser usado para encontrar-se o subconjunto de
variaveis que ecfetivamente deve fazer parte do modelo. Neste processo ¢ realizado o
procedimento de inclusdio ou exclusfio de varidveis uma a uma até que, por algum critério
estabelecido, o processo termine.

Existem varios algoritmos na selecfio de varidveis, e eles nfio conduzem necessariamente &
mesma solugdo. Os principais s30: a sele¢lo stepwise, a seleclo passo-a-frente (forward) e a
eliminacgio passo-a-tras (backward).
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A selecio stepwise, proposto por Efroymson em 1960, é o método mais popular. Ele
comega com a escolha da variavel independente que melhor explica a varidvel dependente, ou
seja, a que apresenta maior coeficiente de correlagdo ou de determinagdo multipla, R’ — Equacdio
(3.32). Um teste ¢ feito para verificar se a variavel escolhida ¢ significante. Caso seja, ela fica no
modelo, e o proximo passo é escolher uma segunda varidvel que produza o maior aumento em R’
quando adicionada ao modelo. Um teste € feito para verificar se a contribuicio dessa nova
variavel € significante. Depois que a segunda varidvel entra no modelo, um teste € realizado para
verificar se a primeira varidvel permanece no modelo. Caso permaneca, uma terceira varidavel é
selecionada. Se uma terceira variavel entra no modelo, testa-se para verificar s¢ as duas primeiras
continuam no modelo. Pode acontecer que uma delas, ou as duas sejam eliminadas. Tenta-se a
inclusdo de uma nova varidvel. Caso entre, tenta-se a eliminagdo das que j& estdo no modelo. O
procedimento acaba quando nfio se consegue adicionar nem eliminar varidveis do modelo.

A seleg8io passo-a-frente comeca da mesma forma que a stepwise entretanto, uma vez que
uma variavel foi selecionada e admitida como significante, ela fica no modelo. Desta forma, o
processo continua até que o teste rejeita como significante a varidvel escolhida pelo critério de
maior aumento de R, ou seja, quando nenhuma das varidveis candidatas tem um p-valor menor
que o aifa de inclus#o.

A eliminacfo passo-a-trds comeca pelo ajuste de todas as varidveis independentes
candidatas a ficar no modelo, as varidveis sdo entdo eliminadas uma de cada vez, da mesma
forma que a sele¢do stepwise. Com o processo passo-a-trds, uma vez que a variavel sai do
modelo, ela nfio entra mais. Neste caso, o procedimento termina quando nenhuma varidvel
incluida no modelo tem um p-valor maior que o alfa de exclus3o.

Para a selecfo stepwise, DRAPER e SMITH (1981) sugerem o uso de o = 0,05 (nivel de
95% de confianga) € o = 0,10 (nivel de 90% de confianga) para os testes de inclusio e exclusfio
de varidveis, respectivamente. Esta diferenca nos valores dos alfas tem o objetivo de dificultar a
exclusfio de varidveis, garantindo que pelo menos algumas variaveis preditoras sejam utilizadas
na modelagem. Entretanto, DRAPER e¢ SMITH (1981) ¢ MONTGOMERY e PECK (1992)
concordam que a escolha dos niveis de confianca deve ser de responsabilidade do analista.

Evidencia-se portanto a importancia da experiéncia do analista pois, construir um modelo
de regressdo que inclua um subconjunto das varidveis potencialmente importantes envolve o

seguinte paradigma: o modelo deve incluir tantos regressores possiveis de tal forma que a
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informacdo contida nessas varidveis possa ser um bom preditor da varidvel dependente, ac passo
que, o modelo deve incluir 0 menor niimero possivel de regressores de forma a facilitar a sua
interpretacfo e ainda minimizar o custo de coletar a informacéio e de manter o modelo.

3.1.6 Intervalo de confianca sobre a resposta média

Para estimar a resposta média em um ponto particular, xo1, xo2, - - -, Xok,, define-se o vetor

X, = x,, (3.23)

B, (3.24)

Pode-se demonstrar que a varidncia de fiy;, é (MONTIGOMERY, 1998),

V(iv, )=o’x] (X"X) 'x,. (3.25)

Um intervalo de confianca percentual de 100(1 - a) sobre py;, pode ser construido a

partir da estatistica

ﬁYIXo "‘)U.'leo
\/azxg(XTX)_l X,

(3.26)

ou seja,
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Ry =ty n:p\/"'zx@f (XTX) "%, < pryy, < By, + ty \/a (x"X)'x, (327

o

Os modelos obtidos neste trabalho t&ém por objetivo a predigdo de valores individuais e
ndo médios, logo, encontra-se maior utilidade na determinagio do intervalo de confianca de

predicio. A defini¢fo destes intervalos é apresentada na Se¢do 3.1.7, que segue.
3.1.7 Predicio de novas observacoes

Um modelo de regressdo pode ser usado para predizer futuras observagdes da varidvel

resposta correspondente a valores particulares das varidveis independentes, xo1, X032, . - . , Xor. S¢
x! = [ x01, X02, - - - » Xox], entdo uma estimativa pontual da observacio futura ¥, no ponto xg1, X0z, .

L XOr €

24
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(3.28)

Portanto, em regressio linear multipla, um intervalo de predi¢o percentual de 100.(1 - )

para a observagio futura de ¥ no ponto x = xo €

o =ty 0 (1 + S (XX) 5 ) <y, <5, + t%nm/az (1 + X (xx)"x,). 329

Comparando-se o intervalo de predigo, Equacso (3.29), com a expressio para o intervalo
de confianca, Equagdio (3.27), observa-se que o intervalo de predi¢do é sempre maior que o
intervalo de confianga. O intervalo de confianga expressa o erro em estimar-se a média de uma
distribuig8o, enquanto o intervalo de predigio expressa o erro em predizer-se uma observagdo
futura a partir da distribui¢Zo do ponto x;. Este altimo deve incluir o erro em estimar-se a média
neste ponto, bem como, a variabilidade inerente na varidvel aleatdria y no mesmo valor X = xy.

Na prediciio de novas observagdes e na estimativa da resposta média, dado um ponto xo,

X2, . - - » X0, deve-se ter o cuidado em ndo extrapolar além da regiio contendo as observacdes

27



originais. E possivel que um modelo que ajusta bem uma regifio dos dados originais nfio ajuste
bem fora desta regifo.

A Figura 3.2 ilustra a regifio contendo as observa¢des para um modelo de regressio de
duas variaveis. Nota-se que 0 ponto (xp;, xp;) estd dentro dos intervalos de ambas varidveis
regressoras x; € x, mas esta fora da regifio que ¢ realmente medida pelas observacGes originais.
Logo, embora este ponto yp possa ser encontrado, deve-se ter em mente que esta predicio €
extremamente perigosa, principalmente neste caso em que o ponto (xo;, Xo2) estd dentro dos
intervalos de ambas varidveis regressoras x; e x;. Assim, o valor predito de uma nova observagio
ou a estimativa da resposta média neste ponto ¢ uma extrapolacdo do modelo de regressdo

original.
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Figura 3.2: Regifo contendo as observaces para um modelo de regressdo de duas variaveis.

Identificacdo de outliers através de grdficos de controle multivariados

Um problema padrio em analises multivariadas é testar a igualdade de um vetor da média
desconhecida de uma populacdo u e um vetor da média especifico g, neste caso tem-se o teste de
um conjunto de validagdo desconhecido € o conjunto usado para construir o modelo. Este teste
pode ser conduzido através de graficos de controle multivariados, tais como, graficos de controle
dos scores dos componentes principais e da estatistica T* de Hotelling.

Os gréficos dos scores das componentes principais, obtidos pelas técnicas de anilise de
componentes principais (PCA), t€ém sido utilizados para identificar outliers no conjunto de

validagdo, e ainda amostras que, apesar de pertencerem ao comjunto de dados utilizados para
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construir 05 modelos, apresentam comportamento diferente das demais, sendo identificadas como
possiveis outliers. Entretanto, nfo existe um consenso quanto ao uso das primeiras componentes
ou altimas componentes para a identifica¢fio destas amostras, dificultando assim as analises para
sistemas de dimensdes elevadas. O mesmo ndo acontece com os graficos da estatistica T° de
Hotelling, onde apenas um unico grafico ¢ obtido através das variaveis originais ou das
componentes.

O desenvolvimento de um procedimento para a estimativa da estatistica T de Hotelling
requer que as varidveis regressoras sejam normalmente distribuidas e variincia normal e

independentemente distribuida com média zero ¢ variancia ¢°. Tem-se portanto
T =n(X-n,) 57 (X-p,), (3.30)

onde Xe S representam a média amostral e a matriz de covaridncia, respectivamente, sendo,

X=-3x, ¢ s=—13(x,-X)x, -XJ. (3.31)

1o n-1

i=l

A estatistica {(n—p)T?/p(n—1) tem uma distribuigio F com p ¢ n — p graus de
liberdade, sobre a hipétese nula & = pp. O grafico de T apresenta apenas limite superior de
controle que € dado por Fy p, np.

Dentre as técnicas mais importantes de decomposicio da estatistica T estd a analise de
componentes principais, pois, a estimativa de T? através das componentes principais é menos
suscetivel a influéncias de observagbes aberrantes provenientes de varidveis individuais
{COLACIOPPO, 2001). Assim, mais uma vez, os scores das componentes principais podem ser
utilizados ao invés das observagfes originais. Na Secio 3.2, € apresentada uma descrigdo
detalhada sobre a obteng#o das componentes principais.

A maioria dos autores, inclusive JACKSON (1979; 1980; 1985), KOURTI ¢ MACGREGOR
(1996) e JOHNSON & WICHERN (1998), enfatizam aspectos de redugdo de dimensdo e

interpretagdo do corpo de dados colocando grande atengdo as primeiras componentes principais,
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que retém a maioria da variabilidade. Em ORTIZ-ESTARELLES et al. (2001) e MORALES ef al.
(1999), pode-se encontrar aplicagdes desta metodologia.

Apesar de saber-se que casos de extrema nfo normalidade podem influenciar os
resultados de T2, ndo se conhece até que ponto a normalidade dos dados deve ser buscada. Os
estudos de Monte Carlo indicam que, apesar de ser exigida a normalidade em diversas analises
estatisticas, as consequéncias em violar-se a suposicio de distribuigfio normal sdo menos severas
do que se acredita (JOHNSON, 1987).

Os gréaficos de T? podem auxiliar a detecgdio de um evento ndo usual dentro do conjunto
de dados, porém nio fornecem informagdes das razdes dele ocorrer (COLACIOPPO, 2001). Desta

forma, observacOes suspeitas (pontos influentes e possiveis outliers) devem ser investigadas antes

de serem excluidas do modelo.
3.1.8 Avaliacio da eficiéncia do modelo de regressio

Andlises devem ser conduzidas para examinar a eficiéncia e adequagfo do modelo
construido, tendo em vista as diversas suposi¢des feitas para a sua construgfo, tais como, a
estimativa dos pardmetros requer que a suposi¢io de que os erros sdo varidveis aleatorias nfo
correlacionadas com média zero e varidncia constante; testes de hipdteses e estimativa dos

intervalos requerem que os erros sejam normalmente distribuidos e, além disso, assumiu-se que a

ordem do modelo esta correta.
Andlise dos residuos

A andlise dos residuos € frequentemente 1til para checar a suposi¢do de que os erros sfo
distribuidos normalmente com varidncia constante, bem como, para determinar se a adi¢éo de um

termo adicional ao modelo € Gtil.
Os residuos de um modelo de regressdo sdo e, =y, —¥;,,i= 1,2, ..., n,onde y; é uma
observagdo reale J, ¢ o correspondente valor ajustado a partir do modelo de regressfio.

Para verificar a normalidade, pode-se construir um histograma de frequéncia dos residuos

ou um grafico de probabilidade normal dos residuos. Uma resposta numérica pode ser obtida
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utilizando o teste de Anderson-Darling, onde, para p-valor maior que 0,05 o residuo é
considerado normal.

Feqlientemente, ¢ util fazer-se o grafico dos residuos em sequéncia temporal (se
conhecida); dos residuos versus a resposta predita, e dos residuos versus as varidveis
dependentes. Estes graficos geralmente apresentam alguns padrdes que podem sugerir a presenca
de anormalidades no modelo. Como exemplo, tem-se que a presenga de curvaturas no grafico dos
residuos versus as varidveis dependentes podem indicar que o modelo é inadequado, ou seja,
termos de ordem maior devem ser adicionados ao modelo, uma transformac3o sobre as varidveis
x ou y {(ou ambas) deve ser considerada, ou outros regressores devem ser considerados. Uma
descrigfio detalhada sobre como analisar estes padrdes podem ser encontrada em MONTGOMERY
e PECK (1992).

Coeficiente de Determinagdo Miiltipla

O coeficiente de determinacfio maltipla R ¢é definido como

R2 =SQR mI—SQE

SO SOr

(3.32)

A raiz quadrada positiva de R” é chamada de coeficiente de correlacio multipla entre y € o
conjunto de variaveis regressoras xi, X2, . . . , X Ou seja, R é uma medida da associagfio linear
entre ye X, X2, .. . 5 Xk

Na regressio linear simples tem-se 0 < B> < 1. Entretanto, um valor alto de R? nio implica
necessariamente que o modelo de regressio € bom. Adicionando uma varidvel ao modelo o valor
de R® sempre aumentard, indiferentemente se a varidvel adicionada ¢ significante ou nio
(MONTGOMERY e PECKY, 1992). Entfio, modelos que tém altos valores de R° podem produzir
pobres predicdes de novas observagdes ou estimativas da resposta média.

Para tentar contornar este problema, geralmente utiliza-se o coeficiente de determinagio

miiltipla ajustado, dado por
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SO /(n - P)
SQ; /(n-1)

R:ajustado = =1- (3.33)

O R* gjustado (ou R adi.) reflete melhor a proporgiio de variabilidade explicada pelo
modelo de regressdo pois ele leva em conta o nimero de varidveis regressoras. R’ ajustado
aumentara apenas se a adicio de uma variavel regressora produzir uma alta reducdo na soma
quadrada dos residuos para compensar a perda de um grau d'e liberdade residual. O R’ gjustado é
til na comparagdo de modelos de regresséo pois o modelo com menor média quadrada residual
explica mais a variabilidade em y.

Partindo-se de um modelo composto por todas as varidveis, a exclusdo de uma variavel
pode ser feita com base no seu coeficiente de regresséio. Dai, verifica-se se houve methora ou nio
do R’ ajustado. Se todos os coeficientes da regressdo sdo estimados independentemente, a
exclusfio pode ocasionar pouco dano ao modelo. Entretanto, se as varidveis regressoras s#o
altamente correlacionadas a exclusdo de uma variavel pode ser perigosa.

Uma diferenga significativa entre R’ e R’ gjustado indica que o modelo foi sobre
parametizado, ou seja, termos que ndo contribuem significativamente ao ajuste foram incluidos.

Segundo BARROS er al. (1996), a decisfio de que modelo é mais adequado pode também
ser baseada num teste F, comparando-se a reducfio na soma quadratica residual por unidade de
pardmetros adicionados com a prépria média quadratica do modelo contendo o major nimero de

parimetros. Tem-se entdio a seguinte relagio de interesse

P (SQm ~5Ce/ ) /Msz , (3.34)

onde, os sub-indices 1 e 2 representam o menor € maior modelo, respectivamente, e d a diferenga

do nimero de parametros dos dois modelos.

Se o valor de F ndo for significativamente maior que F, _, (. _p, . nfo hé ganhos em se

aumentar 0 numero de pardmetros. Vale ressaltar que a adigdo de pardmetros pode ser devido a

inclusfio de termos quadraticos, ctbicos, ou a inclusdo de uma nova varidvel.
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3.2 Anailise dos componentes principais (PCA)

3.2.1 Introducio

A analise de componentes principais PCA (do inglés Principal Component Analysis),
também chamada de transformacfio candnica (DUTTA et af., 1998), apresenta como idéia basica
encontrar combinacdes lineares das varidveis de um sistema, de modo a reduzir sua dimensio a

uma colecdo muito menor de variaveis transformadas, que ainda descreva suas caracteristicas.
3.2.2 Um breve histérico

Os procedimentos gerais da técnica de componentes principais, na forma que é conhecida
hoje, foram desenvolvidos por Harold Hotelling ¢ publicados no seu trabalbo pioneiro em 1933,
embora esta tenha sido originada em 1901 por Karl Pearson (MARDIA et al., 1979; JACKSON,
1991).

O desenvolvimento desta técnica foi um tanto fragmentada nos anos seguintes,
alternando-se entre perfodos de estagnacio e de grande atividade. Com 0 advento computacional,
surgiv um grande nimero de estudos voltados para aplicagio da técnica de PCA nas mais
diversas areas por apresentarem a necessidade de compreenséo ¢ interpretagdo de dados de seus
sistemnas multivariados.

Para um melhor entendimento da técnica de PCA, na Secio 3.2.3 a seguir apresenta-se

uma descri¢do clara do seu desenvolvimento matematico.
3.2.3 Desenvolvimento Matemitico

PCA ¢ uma técnica estatistica para reducdo da dimensionalidade de um conjunto de dados
multivariados.

Considerando-se uma matriz X, #x p, onde » € o nimero de amostras € p 0 nimero de
variaveis independentes, as componentes principais sfo obtidas diagonalizando a matriz de

covaridncia X' X, onde X'é a transposta de X.
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Os autovetores correspondentes da matriz de covaridncia formam os eixos das
coordenadas do sistema do espago transformado e as varidncias nos dados ao longo destes eixos
sio os autovalores, A4;. ADAMS (1995) e JACKSON (1991) apresentam formas simples para
calculo dos autovetores e autovalores.

Uma transformac¢do linear simples relaciona os valores das componentes principais T,

chamadas scores, aos valores dos dados originais, X pela Equacéo (3.40),
X=TW’ +E. (3.40)

Geometricamente as componentes principais (eixos do espaco transformado) sdo
relacionadas com os eixos do espago original pelas rotacdes dadas pelos loadings ou pesos, W.
Os loadings € os scores podem ser normalizados de modo que a soma quadrética de cada um seja
igual a seus apropriados autovalores ¢ a unidade, respectivamente, ou vice ¢ versa. E representa o
erro associado ao modelo.

A transformac3o do conjunto de dados pelas componentes principais apresenta duas
vantagens principais para o tratamento de dados, a reduclio da dimensionalidade e a
ortogonalidade das variaveis (MCLAIN ef o/, 2000; OLIVEIRA, 2000).

A primeira componente principal (CP) é orientada na direcdo que contém a maior
varidncia dos dados. A segunda CP ¢ ortogonal & primeira e € orientada na direcio que contém a
mdaxima quantidade de varidincia residual dos dados, isto é, a varidncia ndo explicada pela
primeira CP. Sucessivamente, as demais componentes explicam a quantidade maxima de
variancia residual.

Quanto maior a porgdo de varidncia nos dados puder ser explicada pelas primeiras
componentes principais, uma redugio de dimensionalidade mais eficiente pode ser obtida. Esta
por¢iio da varidncia € representada pela razfio da soma dos autovalores das componentes no

espago reduzido, (i=1, 2, ..., k) e da soma total de autovalores ( j=1,2, ..., p), ou seja,

Vo Ayt Ay (3-41)
A+, )

onde & representa as primeiras kK componentes principais e p é a dimensionalidade original.
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Um aspecto critico do PCA ¢é selecio do numero de componentes principais (k).
Infelizmente nfo existe um critério universal para esta selecBio (MORALES ef ol, 1999;
TODESCHINE, 1997), e existem discrepincias entre os diferentes métodos (ORTIZ-ESTERELLES,
2001). Assim os autores t&€m sugerido diversas formas para selecfio das componentes principais,
dentre elas tem-se:

(a) incluir apenas CPs suficientes para explicar 90% do total da varidncia. E se a matriz
de correlagdo foi utilizada, excluir aquelas CPs cujos autovalores sdo menores que um
(MALKAVAARA et al., 2000; MARDIA ez al., 1979);

(b) utilizar critérios estatisticos (GONZALEZ e GONZALEZ-ARJONA, 1995; JACKSON,
1991), e

(¢) analisar gréficos dos autovalores, SCREE plot, proposto por Cattell (1966) (JACKSON,
1991; PIELOU, 1984 e MARDIA et al., 1979).

TODESCHINE (1997) apresenta uma comparagio detalhada entre metodos que
estabelecem a correlacio dos dados e o niimero de componentes principais a serem incluidas no
modelo PCA. O autor propde um novo indice de correlagio (X) como uma medida da quantidade
de correlagiio no conjunto de dados, Equagdes (3.42a) e (3.42b), assim como as fungSes linear
(KL) e nfo-linear (KP) para estimar o nimero maximo e minimo de CPs significantes,

respectivamente, Equactes (3.43) e (3.44).

» 3.42
SwE - v 0420
= , 0<K<1,
2(p-1/p
d VE: = ﬁ ‘ (3.42b)
onde .
) ZA}C
KL =int[1 +(p-1)(I- K)], (3.44)
KP = ,-m[ P K}} (3.45)
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Nas Equacdes (3.42a) e (3.42b), VE; € a variincia explicada a partir da k-ésima
componente principal; o denominador corresponde ao méximo valor alcancado a partir do
numerador ¢ € usado para escalonar os valores de 0 a 1. Pode-se observar que todos os
autovalores zero sdo considerados nesta equago, cada um fornecendo uma contribuigio de 1/p.
Nas equagdes 3.44 e 3.45, int significa 0 mais préximo e maior nimero inteiro.

O autor conclui que KL e KP podem ser usados para estimar o nimero de CPs que
fornecem informacdes tteis, e que sdo mais simples que a maioria dos critérios que vém sendo
utilizados. Neste trabalho, utiliza-se o critério proposto por TODESCHINE (1997) para estimar as
componentes principais significantes para o modelo PCA.

Vale ressaltar que, nem sempre a escolha das primeiras componentes principais levam a
melhor representacdio de um sistema, haja vista que as Gltimos podem conter informaces
importantes de algumas variaveis originais (DESPAGNE ¢ MASSART, 1998; MARDIA er al., 1979,
OLIVEIRA-ESQUERRE ef al., 2003a).

Como citado anteriormente, além da reducio da dimensionalidade, a técnica de PCA
apresenta a vantagem de fornecer um novo conjunto de par@metros nfio correlacionados. A
propriedade de ortogonalidade das CPs € desejavel de maneira a reduzir o erro da modelagem em

tratamentos estatisticos, especialmente quando as CPs apresentam-se fisica, quimica ou

biologicamente facilmente interpretaveis.
3.2.4 Regressio de componentes principais (PCR)

Regressfio dos componentes principais (PCR do inglés principal components regression)
consiste num caso de regressiio multipla de Y sobre as componentes principais de X. De uma
forma geral, PCR ¢ utilizada quando um grande ndmero de varidveis independentes que
apresentam extensiva colinearidade ou correlagio entre elas esté disponivel para a formagio de
um modelo de predigéo.

Colinearidade adiciona redundincia ao modelo causando instabilidade numérica na
estimativa dos coeficientes de regressfio. Desta forma, através do uso dos componenies
principais, ou de um subconjunto formado pelas primeiras componentes, o modelo de regressfo €

reduzido tendo ainda informagdes relevantes dos dados originais.
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A regressdo das componentes principais € obtida pela regressgo de Y sobre os scores de
X. Os coeficientes de regressdo P para cada y podem ser escritos de acordo com a Equagéo
(3.45),

g=(T 1) TY , (3:45)

onde T € a matriz dos scores de X. Uma descrigio mais detalhada de PCR pode ser encontrada
em MARDIA (1979) e MARTENS e NAES (1989).

Apesar do PCR resolver o problema de colinearidade e possibilitar a formagio de um
modelo de menor dimensdo (permitindo redu¢fio de ruido); este apresenta o risco de informacgdes
preditivas Uteis estarem sendo descartadas com as componentes principais e algum ruido
permanecer nas componentes usadas na regressdo (GELADI e KOWALSKI, 1986). Isto ocorre pelo
fato de que para a formag@io das componentes ndo se utilizam informages sobre a relagfio entre
X e a variavel a ser predita, mesmo havendo uma tendéncia geral das componentes com maiores
varidncias explicarem melhor as variaveis dependentes (MARDIA, 1979),

Modelos contendo termos quadraticos das componentes principais também podem ser
formados, entretanto, quanto maior a ordem do modelo mais dificeis sua andlise e interpretaciio
Se tornam.

A metodologia de analise da eficiéncia dos modelos PCR é a mesma da utilizada para 0s
modelos MLR.

3.3 Minimos quadrados parciais (PLS)
3.3.1 Introducio

O método de minimos quadrados parciais, PLS do inglés partial least squares, ¢ uma
técnica estatistica de analise e regressdio multivariada geralmente utilizada para a formago de
modelos de menor dimensfo. Pesquisadores que trabalham com analises quimicas,
particularmente na area de calibracdo multivariada, tém utilizado intensivamente esta técnica.
BEEBE et al. {1998), GELADI ¢e KOWALSKI (1986) e MARTENS e NAES (1989) apresentam uma

descricio detalhada desta técnica e ainda aplicacdes a calibrag@io multivariada. Nos ltimos anos,
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PLS tem ganho popularidade como uma técnica que possibilita a reducio de dimensionalidade
concomitantemente & modelagem de processos industriais (BLANK e BROUN, 19932 e 1993b;

CHEN et al., 1998; HOLCOMB e MORARI, 1992; KANO er al., 2000; SIMOGLOU et al., 2000; QIN ¢
MCAVOY, 1992).

3.3.2 Um breve historico

O método PLS, micalmente apresentado por Herman Wold, ¢ designado para maximizar a
prediciio assim como o ajuste, ou seja, 0 método ¢ otimizado de forma a maximizar a proporgio
de varidncia da varidvel dependente que € explicada por seus preditores (ou variaveis
independentes). Este permite a reducfio de dimensionalidade do sistema em estudo
semelhantemente a PCA, entretanto, a formacfo dos componentes, agora denomidadas de
variaveis latentes — VLs, sofre influéncia da rela¢dio entre as varidveis de entrada e a predita.

Enquanto muitos pesquisadores estdo devotos a aplicacdo pratica do método, outros
encontram censuras ao algoritmo proposto por Wold. O algoritmo proposto por Hoskuldsson
(1988) e Frank (1987) apresenta-se levemente diferente e mais compacto que o proposto por
Wold, sendo o seu entendimento considerado mais simples (MARTENS e NAES, 1989).

Apesar de algumas criticas, o sucesso de sua aplicacfo tem sido apresentado nos inumeros
artigos publicados desde a sua apresentacio em 1960. S. Wold e H. Martens (1970) foram os
pioneiros a utilizarem esta técnica em aplicagSes quimicas. Em adicdo & calibragdo
espectrométrica, a técnica de PLS tem sido aplicada para monitorar e controlar processos

industriais, pois estes podem conter centenas de variaveis controldveis e dezenas de monitoradas.

3.3.3 Desenvolvimento Matem:tico

Como em quaiquer outra técnica de regressdo, o que se deseja com o meétodo PLS €
formar um modelo de predicdo das variaveis Y através das varidveis X, minimizando o erro desta
estimativa. Considerando a possibilidade de reducfio de dimensionalidade proposta pela técnica
PCA, tem-se que o espago Y poderia ser explicado pelas primeiras componentes principais onde
as ultimas significariam ruidos para 0 modelo, entretanto ndo € o que acontece. Apesar das

primeiras componentes principais estarem orientadas na direciio de maior varidncia dos dados de
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X, estas podem nio explicar muito bem o espago Y, tendo em vista que nenhuma informaggo de
Y foi considerada para estima-las.

De forma a minimizar este problema, pelo método PLS tem-se a utilizagio de
informagbes de Y para a formacgfio das componentes de X. Logo, este método apresenta
vantagens sobre a técnica de PCA na reducgfio de dimensionalidade de um sistema.

O processo de desenvolvimento do modelo PLS pode ser ilustrado pela Figura 3.3.

(b) ©
Figura 3.3: Representacfo da relagio entre os scores damatrizX e Y.

O primeiro passo na modelagem via PLS consiste na utilizaglio da técnica PCA para
obtencdo das componentes principais ¢ € p de X e Y, respectivamente - Figuras 3.3 (a) e (¢).
Estima-se entdo o vetor b que melhor representa a relagfo linear entre f e p - Figura 3.3 (b). Em
seguida, com base no valor estimado de b, realizam-se leves rotagbes de e p - representadas
pelas linhas tracejadas na Figura 3.3 (a) e (c). Obtém-se por fim um modelo com maior precisio
para a predi¢do de Y utilizando as componentes ¢ e p rotacionadas .

O método de minimos quadrados parciais, representado pela Figura 3.3, foi propostoe por
H. Wold e baseia-se nas propriedades do algoritmo NIPALS (Nonlinear iterative partial least
squares). Como mencionado, neste tem-se que tanto a matriz das varidveis independentes, X
como a das varidveis dependentes Y sfio representadas pela analise de componentes principais, ou

seja:

X=TW' +E (3.46a)

Y=PQ'+F (3.46b)
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Uma relagfio entre os dois blocos € entfo realizada correlacionando-se os scores para cada

componente de cada vez, utilizando-se um modelo linear:

P =b by, (3.47a)
onde :
b = Pk Iy (3.47h)
2
't]c tic

para cada k = I, 2, ...., p, componente principal.

Como mencionado anteriormente, esse modelo, entretanto, nfo € o melhor possivel. Isto
porque a analise de componentes principais ¢ realizada em cada matriz separadamente, podendo
resultar numa relagéio nio muito satisfatéria (nfo linear) entre os scores dos dois blocos (POPPL,
1993). Deve-se buscar um modelo onde as matrizes dos residuos E, e principalmente F, sejam as
menores possivels e, a0 mesmo tempo, conseguir uma relago linear entre re p. O algoritmo de
obten¢do de tal modelo foi proposto por Hoskuldsson e Frank (MARDIA, 1979), considerando
apenas uma variavel dependente y. Em MARTENS e NAES (1989) pode-se encontrar a extensio
deste algoritmo para mais de uma varidvel y.

Tem-se, portanto, que ¢ espago de varidveis independentes X pode ser transformado em
um novo espago, deixando muito do seu ruido, que afeta a estimativa do espago Y, como
residuos. Este novo espaco, que pode apresentar menor dimensio e é representado por variaveis

ortogonais T, pode entdo ser escrito pela Equacéo (3.48), que segue

T=XWE' W) . (3.48)
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3.3.4 Regress&o por minimos quadrados parciais (PLSR)

A regressdo por minimos quadrados parciais (PLSR) € uma boa alternativa aos cldssicos
métodos de regressdo linear multipla e regressfo de componentes principais por ser mais robusto
(GELADI ¢ KOWALSKI, 1986).

PLSR consiste basicamente na regressio dos scores de X, obtidos pela Equagdo (3.48),
sobre os scores de Y, onde os coeficientes de regressdo b sdo estimados pela Equagdo (3.47b).
Para um espago 'Y unidimensional a regressdo € realizada sobre o proprio Y.

Infelizmente, assim como para o caso das componentes principais, nfio existe um critério
universal para definicio do mimero de VLs que devem ser utilizados para a construgfio dos
modelos, e discrepéncias entre os diferentes critérios sdo bastante comuns. O nimero 6timo de
VLs ¢ aqui identificado considerando o aumento na varidncia acumulada predita, que deve ser
maior que 2% com a adicio de uma nova VL, segundo instrugcdes do MATLAB PLS Tollbox
2.0. A metodologia de analise da eficiéncia dos modelos PLSR ¢é a mesma da utilizada para os
modelos MLR.

Embora sejam métodos lineares, PCR e PLSR podem ser usados para a modelagem de
alguns tipos especificos de dados nio lineares. Se a forma de relag@o nfo linear entre as variaveis
de entrada e aquela a ser predita ¢ conhecida, um modelo pode ser linearizado pela transformagio
apropriada das varidveis originais, ou adicionando uma ordem maior ¢ termos cruzados para a
equacdo de regressdo (DESPAGNE e MASSART, 1998). Entretanto, existe um risco de introduzir
uma quantidade significante de informagio irrelevante no modelo.

Variagfes nfio lineares de PCR e PLSR também existem. Sua limitacio principal € que
eles sdo baseados na suposic@io que uma relaciio simples (por exemplo, quadrética) existe entre a
resposta do modelo ¢ os componentes, entretanto, podem apresentar resultados satisfatorios em
modelagem ndo linear (WALCZAC ¢ MASSART, 1996).

Para PLSR, relacSes nfio lineares entre os scores de X e Y devem ser encontradas. Alguns
trabalhos propdem a incorporagio da técnica de redes neurais em modelos PLS para auxiliar a

busca destas relagdes (BAFFI ef al., 1999; QIN e MCAVOY, 1992; HOLCOMB e MORARI, 1992).
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3.4 Consideracdes finais sobre o capitulo

O objetivo principal deste capftulo foi apresentar uma base tedrica necessaria para o

entendimento das técnicas MLR, PCR e PLSR utilizadas neste trabalho para a construgio de

modelos de predicdo da DBO.

A técnica MLR apresenta a vantagem de utilizar variaveis originais, sendo os modelos
obtidos faceis de serem interpretados. Entretanto, quando existe colinearidade entre suas
variaveis preditoras, e/ou quando um ntimero reduzido de amostras e um nmumero elevado de
variaveis sdo disponibilizadas para a construcfo do modelo, dificuldades numericas na estimativa

nos pardmetros de modelagerm sfo verificadas. A utilizagdo de um método de selegfio de varidveis

pode minimizar estes problemas (Figura 3.4a).

Xy
X3 | Stepwise Regressao
Xy — mp Y,
X6 x !‘
7 -
X Regresséao
(a)
X
PCA Regress&o 2 %\ pLs Regresséo
-ap Y, X4 X —_— = Y,
% x, X6 x,
CP = f(x,, ..., Xg) Xs VL = f(Xq, o.os Xg, ¥e)

Figura 3.4: Desenho esquemético das técnicas MLR, PCR e PLSR, sendo consideradas oito variaveis

independentes, uma variavel dependente € uma redugio de dimensionalidade de oito para trés regressores.
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As técnicas PCR e PLSR surgem entdo como alternativas & MLR na construgiio de
modelos lineares de predicdo, Figuras 3.4 (b) e (¢), respectivamente. Apesar de serem capazes de
reduzir a dimensionalidade do sistema, e eliminar o problema de colinearidade existente entre as
variaveis preditoras, os modelos obtidos podem ser dificeis de serem interpretados
fisicamentelnformacdes Nteis das varidveis preditoras podem ainda ser perdidas com a exclusfio
das Gltimas componentes principais.

Neste trabalho, os resultados de predigéo dos MLR é PLSR sdo apresentados e analisados
de forma detalhada. Modelos PCR foram inicialmente testados, entretanto, apresentaram
performance de predi¢éo inferior aos modelos MLR e PLSR, logo, apenas alguns resultados serdo
apresentados aqui.

O software Minitab foi utilizado para a construgiio dos modelos MLR ¢ PCR, ¢ o software
Statistica foi utilizado para a construcdo dos modelos PLSR assim como para a construgio dos
graficos da estatistica T de Hotelling,
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CAPITULO 4

REDES NEURAIS ARTIFICIAIS

4.1 Conceitos gerais

4.1.1 Introducio

Redes neurais artificiais (RNAs) € 0 nome dado a um conjunto de métodos matematicos ¢
algoritmos computacionais especialmente projetados para simular o processamento de
informagdes e aquisi¢io de conhecimento do cérebro humano.

A partir dos anos 80, iniciou-se um crescimento acelerado nos niveis das atividades de
pesquisa em relagdo as RNAs. Enquanto muitos pesquisadores tém se esforgado de maneira a
desenvolver principios fundamentais e novos algoritmos, os estudos também tém se voltado para
o campo de aplicagdes praticas. De fato, nos Gltimos anos tem ficado claro que as redes neurais
oferecem um conjunto poderoso de ferramentas para a solugfio de problemas de reconhecimento
de padrdes, processamento de dados, modelagem e controle ndo linear, que pode ser considerado
como complementar aos métodos mais convencionais.

A seguir serd apresentado um breve histérico e uma descricio detathada dos usos €

aplica¢Ges das técnicas de RNAs e o desenvolvimento matematico que as envolvem.
4.1.2 Um breve histérico

O cérebro humano ¢ a estrutura computacional mais complexa conhecida pelo homem.
Sua capacidade de aprender através de estimulos externos tem inspirado muitos pesquisadores
das mais diversas areas na tentativa de criar um modelo computacional que copie as atividades do
cérebro de diferentes maneiras.

As origens das RNAs datam dos anos 40 com a publica¢io do trabalho de McCulloch e
Pitts, 4 Logical Calculus of Ideas Immanent in Nervous Activity, que descrevia um modelo de
célculo logico de uma rede neural. Além de orientar todo o desenvolvimento posterior de redes

neurais, este trabalho também ajudou os pesquisadores da Universidade da Pennsylvania a
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construirem o EDVAC (Eletronic Discrete Variable Automatic Computer) € 0 seu sucessor o
ENIAC (Eletronic Numerical Integrator And Computer), entre 1943 e 1946. O trabalho de
McCulloch e Pitts também inspirou outros pesquisadores como Marvin Minsky na éarea de
inteligéncia artificial e Norbert Wiener na 4rea de cibernética.

O segundo grande passo para ¢ desenvolvimento das RNAs ocorreu em 1949 com a
publicagdo do livro The Organization of Behaviour por Hebb, em que ele propds um mecanismo
especifico para aprendizagem em redes neurais, baseado nas conexdes sinapticas biologicas. Em
1958, ROSENBLATT publicou o trabalho: Principles of Neurodynamics, que apresentou a
estrutura de um perceptron, uma unidade de reconhecimento de padrdes que € a base do neurdnio
de uma rede neural.

Por volta de 1969, MINSKY e PAPERTS publicaram o livro Perceptrons, que mostrava as
limitacdes de um perceptron isolado. Tal trabalho, adicionado ao alto custo computacional da
época desestimulou pesquisadores e agéncias de financiamento a investirem em redes neurais,
fazendo com que na década de 70 apenas aplicagdes de recomhecida eficacia, tais como o
reconhecimento de imagens, fossem desenvolvidas.

Na década de 80, as pesquisas em RNAs ressurgiram devido principalmente & publicacéo
de importantes trabalhos tais como o da energia de aproximacfio de Hopfield, Neural Networks
and Physical Systems with Emergent Collective Computacional Abilities, ¢ o algoritmo de
aprendizagem de retro-propagacio (back-propagation) para perceptrons de multiplas camadas
primeiramente proposto por Werbos, modificado varias vezes, € entio popularizado por
Rumelhart e McClelland apds a publicagsio do livro de dois volumes Parallel Distributed
Processing: Explorations in the Microestrutures of Cognition, em 1986.

Apesar do desenvolvimento de redes neurais ter sido retomado, na década de 80 os
trabalhos de modelagem e simulacdo estavam voltados praticamente para a utilizagdo da técnica
de colocagdo ortogonal, devido & sua caracteristica de necessitar wm nimero reduzido de pontos
de discretizacdo e exigir menor carga computacional de resolugdio numérica dos modelos
matematicos.

A década de 90 foi caracterizada pela consolidagio dos fundamentos tedricos das RNAs
assim como pelo seu sucesso em aplicagdes praticas, ocasionado pelo aumento do poder de
calculo dos microcomputadores e das estacdes de trabalhos (workstation), e a redugéio do custo

dos mesmos. Tentou-se compensar o periodo de estagnacfo nesta area de pesquisa.
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O futuro da aplicagfio de redes neurais é promissor pelas suas caracteristicas principais.
Diz-se que elas séio capazes de “aprender” relagbes do tipo entrada-saida de um sistema a partir
de um processo de “treinamento” semelhante ao aprendizado de uwm cérebro humano, sem
necessitar da idealizagdo, elaboragéo e validagdo de modelos matematicos complexos.

Uma outra caracteristica € sua estrutura de distribui¢io paralela de informagdes.
Concebida de forma semelhante ao cérebro, esse paralelismo vem atraindo a atencio de inlimeros
pesquisadores de todos os setores do conhecimento, em particular os da area de informatica. J4 se
sabe que os computadores sé conseguirio aumentar sua capacidade e velocidade de calculo
adotando-se uma estrutura essencialmente paralela de fluxo de informag¢des, como a que ocorre

no tecido nervoso cercbral (GONTARSKI, 2000b).

4.1.3 Redes neurais biolégicas

Como o proprio nome indica, as redes neurais artificiais sdo técnicas computacionats que
apresentam um modelo matematico inspirado na estrutura neural de organismos inteligentes,
numa tentativa de imitar o funcionamento do cérebro humano. Sdo formadas por unidades
basicas que buscam copiar a forma de ligaciio dos neurbnios no cérebro humano (HONG-GUANG
e JI-ZONG, 2000).

Para um melhor entendimento da base estrutural de uma RNA, faz-se necessario uma
breve abordagem de citologia.

O sisterna nervoso ¢ formado por um conjunto extremamente complexo de c€lulas, os
neurdnios. O neurdnio, unidade celular fundamental do cérebro, é composto por trés regides
distintas, soma, dendritos e axdnio, que sio apresentadas na Figura 4.1a. A parte central da
célula, ou soma, ¢ a regifio nuclear onde estd a maior parte do material intracelular ¢ onde
ocorrem 0s processos metabolicos. Do soma partem dois tipos de filamentos, os dendritos e o
axdnio. O neurbnio recebe sinais (impulsos nervosos) de ouiros neurdnios atraves dos dendritos
(receptores) e transmite o sinal gerado através do seu corpo celular (transmissor). Vé-se entéo que
os dendritos formam um conjunto de terminais de entrada e o axdnio um longo terminal de saida.

A formac3o da estrutura nervosa ocorre através das conexdes sindpticas, que conectam a
arvore dendrital com os axOnios de outras células (Figura 4.1b). Quando os impulsos nervosos

chegam ao terminal sindptico, certas substincias chamadas neurotransmissores alteram o

47



potencial elétrico das membranas de modo a promover ou inibir 2 passagem do impulso nervoso.
A efetividade de uma sinapse pode ser ajustada pela passagem de sinais através dela entfio, a

sinapse pode aprender a partir das atividades em que ela participa.

dendritos

!

\ " corpo celular

dendritos

Figura 4.1a: O neurdnio biologico. Figura 4.1b: Conexdes sindpticas.

O cérebro humano possui cerca de 10*! neurdnios e estima-se que o niimero de conexdes
sindpticas gira em torno de 10'* a 10", possibilitando a formagfio de uma rede muito complexa
(BISHOP, 1994). Pode-se dizer que o cérebro representa um sistema dindmico de
retroalimentagio, nfo linear, massivamente paralelo de propor¢des astrondmicas e que, portanto,
consegue realizar tarefas com uma velocidade surpreendentemente superior ao melhor

computador.
4.1.4 Neuronio artificial e fungdes de ativaciio

A RNA ¢ um instrumento computacional que tenta imitar o sistema de aprendizagem do
cérebro humano. A propriedade chave dos sistemas neurais biologicos e artificiais estd na sua
habilidade de modificar respostas como um resultado de exposicdio a sinais externos. Isto é
geralmente citado como aprendizagem e ocorre através da mudanca da forga das sinapses.

Um neurdnio ¢ uma unidade de processamento de informacfio que ¢ fundamental para a
operacio de uma rede neural artificial. Este neurdnio é representado pela Figura 4.2 como um

diagrama em blocos.
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Pesos
sinapticos

Figura 4.2: Estrutura de um neurdnio artificial.

A Figura 4.2 representa 0 modelo de McCulloc-Pitts em que o sinal x, na entrada da
sinapse i conectada ao neurbnio j € multiplicado pelo peso sindptico w, (que ¢ andlogo 2

intensidade sindptica do neurdnio biologico) e € ento somado a todos 0s inputs pesados para dar

o input total para a unidade na forma,

v;(n) = iwﬂ (n)x(n) + wy, 1)

i=]

onde m € o nimero total de entradas (excluindo o bias) aplicadas ao neurdnio j; o parametro de

deslocamento w, € chamado de bias (e corresponde a descarga limite em um neurdnio biologico).

Formalmente, o bias pode ser considerado como um caso especial de um peso de um input extra

cujo valor x, € permanentemente mantido em +1. Assim, pode-se escrever a Equacio (4.1) na

forma,

4.2

v,(n) = Z ()% (m
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onde y, = 1. Como o0s pesos € os bias podem apresentar qualquer sinal, as sindpses podem ser

excitadoras ou inibidoras. O output y(n) da unidade € entdo dado pela operagdo sobre uma

funcfo de ativagiio ¢, assim

yi(n) =o,(v,(n)). @3

A fungfo ¢ mais intensamente empregada ¢ a fungo sigmoidal, definida como:

o, 1) (o

Qutras fungdes também empregadas sfo:

Linear @, (UI ("‘)) =Av;(n)+B (4.45)

Tangente hiperbélica o, ( U ( n))m ( 24 _ ooilr) /evj{n) +e—uj(n)) (4.4c)
AN,

Limite (“threshold”) ® (Uj (n))z+1 Se v, (n) >0 (4.44)

Senio, p, (v;(n))=0

Nota-se entdio que este modelo simples de neurdnio forma o elemento matemético basico
dos modelos de redes neurais artificiais. Assim, através da conexfio de véarios elementos
processadores € possivel construir uma classe muito geral de mapeamento nfio linear, que pode
ser aplicada aos mais variados problemas praticos. A adaptagfio dos valores dos pesos, de acordo
com um apropriado algoritmo de treinamento, pode permitir a aprendizagem em resposta aos

dados externos.
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4.1.5 Arquiteturas das redes neurais artificiais

A maneira pela qual os neurdnios de uma rede neural estéio estruturados estd intimamente
ligada com o algoritmo de aprendizagem usado para treinar a rede. Nas Figuras 4.3 (a) ¢ (b) séo
apresentadas as estruturas de uma rede de camada tnica ¢ de uma rede de multiplas camadas,

respectivamente. Note que para tal designacfio a camada de entrada niio ¢ contabilizada.

Camada de Camz}da de Camada de Camada  Camada de
entrada saida entrada  intermedidria  saida
(a) (b)

Figura 4.3: Estrutura de uma rede neural, (a) com uma tnica camada de neurdnios; (b) com miltiplas

camadas de neurOnios,

Duas caracteristicas basicas das redes neurais também sdo levadas em considera¢do como

uma tentativa de estabelecer uma classificagfio dos tipos existentes de redes neurais:

a) A forma como a informac8o flui pela rede. Em algumas ela flui semipre em um sentido
{inico, da entrada para a saida. Em outras a informacg8o flui independente de sentido
ou diregdo.

b) A forma como os resultados sfio interpretados, quando a rede neural compara as suas
respostas com uma desejada durante o seu treinamento, ou quando a rede neural por si
propria estabelece a melhor forma de encontrar uma resposta.

As redes onde as informagBes avancam em apenas uma direcfio sio denominadas de

diretas (feedforward). Séo bastante comuns por sua relativa simplicidade e estabilidade. As redes

de retro-propagacio (backpropagation) sio exemplos deste tipo.
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Aquelas redes onde as conexfes permitem que as mformagdes fluam em qualquer sentido
sédo chamadas de recorrentes (feedback). Em geral, as redes deste tipo sfo capazes de representar
sistemas mais complexos, mas isto pode ser s custas de complicacGes indesejdvels para o
treinamento da rede.

A forma como as redes sdo treinadas também ¢ uma caracteristica usada em sua
classificacdo. O método mais comum para treinar uma rede € alimenta-la com dados de entrada e
com os dados de saida desejados. Os primeiros resultados sfio produzidos pela rede e comparados
com os resultados desejados gerando os erros. Estes sdo usados para ajustar os pesos na rede de
forma que a préxima vez que o mesmo dado for usado, a rede se aproxime da resposta desejada.
Esta forma de treinamento ¢ chamada de supervisionada, ¢ € o caso das redes de retro-
propagagao.

As redes neurais de aprendizagem supervisionada possuem uma grande capacidade para
inferir sobre as relagGes entre as varidveis de entrada e saida, mesmo quando o numero de
neurdnios ¢ pequeno. Isto facilita para que os calculos possam ser efetuados a baixo custo até em
microcomputadores de pequeno porte. Mesmo sendo simples, a rede feedforward mostra ser uma
ferramenta eficaz para a2 modelagem de processos estacionarios e dindmicos ndo-lineares.

Em algumas redes nfio supervisionadas, niio se fornece o resultado desejado, mas a ela €
permitido organizar os dados numa forma que ¢la entenda estarem ajustados. Redes deste tipo sdo
também chamadas de auto-organizadas. Algumas redes tém uma fase inicial auto-organizada
seguida de uma fase supervisionada. A discussdio e o equacionamento de diversos tipos de
estruturas para redes neurais podem ser encontrados em HAYKIN (1994), BAUGHMAN e LIU
(1995) e KOVACS (1996).

4.2.6 Fungio erro

O sinal de erro na saida do neurdnio j, na iteragio » (ie., a apresentagiio do n-ésimo

exemplo de treinamento), € definido por:
e, (m)=d,()-,(n). “s)
onde o neurdnio j € um no de saida.
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‘e . ~ N e . s ]
Por definigdo, o valor instantineo da energia do erro para o neurdnio j € Lei(n}.
Correspondentemente, o valor instantdneo de E(n) da energia do erro ¢ obtido somando-se os

termos te’ () de todos os neurdnios da camada de saida, logo,

E(r)=Y 2! (n), “o

jeC

onde o conjunto C corresponde todos os neurbnios da camada de saida da rede. Considere entéo
que N represente o numero total de padries (exemplos) contidos no conjunto de treinamento. A
energia média do erro quadrado € obtida somando-se os E(n) para todos os » e entdo

normalizando em relacfic ao tamanho do conjunto N, ou seja,

Fus(n) = Y E(2). @D

=]

O objetivo do processo de aprendizagem € ajustar os pardmetros livres (pesos) da rede
para minimizar a energia do erro quadrado ( E,,,). Esta varidvel serd denominada, no decorrer
deste trabalho, como erro quadréatico médio, MSE.

A funcio erro pode ser considerada geometricamente como uma superficie ajustando-se
sobre o espago dos pesos, como mostrado na Figura 4.4, ¢ o problema de treinamento da rede

corresponde & pesquisa pelo minimo global w, da superficie do erro.

Figura 4.4: Desenho esquematico da superficie da funcio erro E (w) .
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Para uma rede de multiplas camadas a fungfio erro € altamente nfio linear em funcéo dos
pesos, € a pesquisa pelo minimo geralmente procede de modo interativo, comecando por alguns
pontos encontrados no espago dos pesos. Alguns algoritmos encontram os minimos locais mais
proximos, enquanto outros sdo capazes de escapar dos minimos locais e oferecer a possibilidade
de encontrar o minimo global. Em geral, a superficie de erro ¢ extremamente complexa e para
muitas aplicagbes praticas um bom minimo local pode ser suficiente para encontrar resultados
satisfatorios.

Muitos algoritmos executam a minimizagio da fungdo erro através das derivadas desta
com relagdo aos pesos da rede. Estas derivadas formam as componentes do vetor gradiente
v E(w) da fungéo erro, que, em um dado ponto no espago dos pesos, da o gradiente da superficie
do erro, como indicado na Figura 4.4.

Um dos mais importantes fatores da classe das fungdes de mapeamento nfo lineares dado
pela MLP é que existe um procedimento computacional eficiente para avaliar as derivadas da
funcfio erro, baseadas na técnica de retro-propagacio do erro, ou seja, no algoritmo de

backpropagation.
4.1.7 Algoritmo backpropagation

Durante o treinamento com o algoritmo backpropagation, a rede opera em uma sequéncia
de dois passos. Primeiro, um conjunto de varidveis € apresentado & camada de input da rede. A
atividade flui através da rede, camada por camada, até que a resposta seja produzida pela camada
de output. No segundo passo, 0 output obtido € comparado ao output desejado para esse conjunto
particular. Se esta nfo estiver correta, o erro € calculado. O erro € entfio propagado a partir da
camada de owtput até a camada de input, ¢ os pesos das conexdes das unidades das camadas
internas vio sendo modificados conforme o erro € retro-propagado.

Assim, vé-se que a formulagfio matematica do algoritmo de backpropagation consiste
num problema de atualiza¢@o dos pesos em funcéo do erro.

Para a formulago matemética deste problema ¢ considerada uma rede contendo apenas

uma camada intermediaria.

Na Se¢fio 4.2.1 introduziu-se o conceito de uma Gnica unidade de processamento descrito

pelas Equacdes (4.2) ¢ (4.3). Considerando-se entfo um conjunto de m outputs, todos contendo
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inputs comuns, entdo € obtida uma rede tendo uma camada de parimetros adaptativos (pesos)
como ilustrado na Figura 4.3 (a). As varidveis de output, denotadas por y > 580 dadas pela
Equacéo (4.3).

O ajuste dos pesos pode ser realizado pelo algoritmo de retro-propagacio. Inicialmente

aplica-se uma correcio Aw,(n) ao peso sinaptico w,(n), que é proporcional 3 derivada

8E (n)/ 8w, (n). De acordo com a regra da cadeia do célculo, tem-se,

OE(n) _ GE(n) 2e,(n) 8y, (n) dv,(n) (4.8)
ow,i(n) e, (n) dy,(n) v, (n) dw, (n)’

A derivada BE(n)/0w,(n) representa um fator de sensibilidade, determinando a direcdo de
busca no espago de pesos, para o peso sinaptico W

Diferenciando ambos os lados da Equagdio (4.6) em relacio a ¢, (), da Equagio (4.5) em
relagdo a y,(n), da Equacio (4.3) em relagfio a v, (n) e da Equagio (4.2) em relagdo a w; (n),

obtém-se,

OE(n) _ (4.9)
e ()~ ()
de; (n) _ » (4.10)
&, (n) ,
av,(n) (4.11)
50 ()~ 7/ 2 ():
dv,(n) (4.12)

(n) ANV (n)
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O uso da apostrofe na Equacfo (4.11) significa a diferenciacio em relagiio ao

argumento. Substituindo-se as Equaces (4.9) a (4.12) na Equagéio (4.8), obtém-se,

GE(n) ~ (4.13)
()~ </ 00 () ()
A correciio Aw,, (n) aplicada a w), (n) & entdo definida por,
4.14
Aw, =7 OE(n) , (4.14)
ow, (n)

onde 77 € o parimetro da taxa de aprendizagem do algoritmo de retropropagacfo. O uso do sinal

negativo na Equacfo (4.14) indica a busca de uma dire¢do para a mudanga dos pesos que reduza

o valor de E(n). Correspondentemente, o uso da Equagio (4.13) em (4.14) produz,
8, () =15, (), (), (@.15)
onde o gradiente local &, (#) ¢ definido por,

GE(n) __OE(n) &, (n) &y,(n) _ (4.16)

ov, (n) } de; (n) &y,(n) 0v, (n) )

e,(n)o, (UJ (")) :

8;(n)=-

O gradiente aponta para as modificagdes necessdrias nos pesos sinapticos. De acordo com

a Equagdo (4.16), o gradiente local &, (r) para o neurdnio de saida j ¢ igual ao produto do sinal
do erro ¢, (n) corresponde para aquele neurdnio pela derivada ¢, (v ’ (n)) da funcfio de ativagiio

associada.
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4.2 Redes neurais perceptron de miltiplas camadas (MLP)

4.2.1 Introducio

Quando RNAs de uma s6 camada sfo utilizadas, o mapeamento ¢ realizade diretamente
entre as variaveis de impuf e as de output, ou seja, ndo € possivel a formaciio de uma
representagdo interna. Tal restricio implica que varidveis de impur resultem em varidveis de
output similares, o que leva o sistema & incapacidade de aprender importantes mapeamentos.

O desenvolvimento do algoritmo de treinamento backpropagation mostrou ser possivel
treinar eficientemente redes com camadas intermediarias, resultando assim no modelo de RNAs
mais utilizado atualmente, as redes perceptron de multiplas camadas (MLP) (BISHOP, 1994).

Nessas redes, cada camada tem uma funcfio especifica. A camada de output recebe os
estimulos da camada intermediaria e constréi a variavel que sera a resposta. As camadas
intermediarias funcionam como extratoras de caracteristicas, seus pesos sdo uma codificacéo das
caracteristicas apresentadas pelas varidveis de imput ¢ permitem que a rede crie sua propria
representagdo.

Embora existam in(meras arquiteturas de redes neurais, a arquitetura multicamadas €, sem
dtvida, a mais freqlientemente encontrada na literatura. Entre as razdes para a sua popularidade
podemos citar sua capacidade de gproximagdo universal e sua flexibilidade para formar solugdes
de qualidade para uma ampla classe de problemas, a partir de um mesmo algoritmo de
aprendizado. '

4.2.2 Algoritmo backpropagation padrio

A estrutura neural da rede perceptron de multiplas camadas (Figura 4.3 (b)) pode ser

representada por (x{z), d(#)), com o vetor de entrada x{») aplicado a camada de entrada e o
vetor resposta desejada d(#) apresentado & camada de saida. Desta forma, o campo induzido

uj (n) para o neurdnio j na camada / pode ser representado pela Equacéo (4.17),
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0 ()= 3200, ()4 ). @17
i=0

onde yi(["l(")) ¢ o sinal (fungdo) de saida do neurdnio { na camada anterior /-1, na iteragdo n. ¢

wﬁ? (n) é o peso sinaptico do neurbnio j na camada /, que é alimentado pelo neurbnio i da
camada I-1. Para =0, tem-se 3\ (n)=+1 e w') (n) =" (x) ¢ o bias aplicado no neurdnio / na

camada /. Assumindo-se uma funcfio sigmoidal, o sinal da saida do neurdnio j na camada / é,
()=, (v, (), @1
Considerando-se j na primeira camada intermediaria, tem-se,
0 ()=, (). (419

onde x,(n) ¢ o j-ésimo elemento do vetor de entrada x(#). Se o neurbnio j esta na camada de

saida (i.e., /=L, onde L é denominado de profundidade da rede), tem-se
() =0, (). 420
e o erro segue a mesma forma da Equaggo (4.5), ou seja,
e,(n)=d,(n)-o0,(n), @.21)

onde d, (n) € o j-ésimo elemento do vetor resposta desejado d(#).
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Para ajuste dos pesos tem-se os gradientes locais ( §s ) definidos por,

550 - eEL) ()¢, ( Ug—%) ( n)) para o neurdnio j na camada L (4.22)

s = @, (U_{:) ( "))Z 5'5’“) (n) wgﬂ) (n) para o neurdnio j na camada oculta /. {4.23)
7
&

onde o apostrofe em ga;. () representa a diferenciagdo em relagdo ao argumento. O ajuste dos

pesos sindpticos da rede na camada / € entfo realizado na forma,
W) (n+1) = wl) (n) 475 (n) 57 (). #24)

onde 77 é o parfmetro da taxa de aprendizagem.

Um método simples de aumentar a taxa de aprendizagem, evitando no entanto o perigo de
instabilidade, é modificar a Equacfo (4.24) incluindo um termo de momento, como mostrado por
RUMELHART et al. (1986),

wi (n+1)=w) (n)+a [wﬂ? (n- 1)] +760 (n) 7 (n) (4.25)

onde ¢ ¢ usualmente um nimero positivo chamado de constante de momento. A Equacgo (4.25)
é chamada de regra delta generalizada.

Um importante fator para os calculos das derivadas é sua eficiéncia computacional.
Geralmente o nimero de pesos é muito maior que o nimero de unidades de processamento, e a
contribui¢do dominante do erro propagado ou retropropagado ¢ proveniente da avaliagdo da soma
dos pesos (com a avaliagdo da fun¢do de ativagdo sendo negligenciada). Entretanto, a técnica de
backpropagation permite que todas as derivadas sejam avaliadas usando uma Unica direcdo de
propagagdo, ou seja, a retropropagagio.

Em sintese, 0 processo de freinamento da rede se constitui basicamente em um problema
de otimizagio ¢ exige a apresentacfio da base de dados & rede por diversas vezes, até que o
conjunto de pesos encontrados satisfaga a condigdo desejada para o erro apurado. Desta forma, as

mesmas dificuldades associadas & otimizacBio de processos também ocorrem na fase de
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aprendizado da rede, tais como problemas de convergéncia, existéncia de minimos locais e tempo

de computacio indeterminado.
4.2.3 Algoritmo de treinamento delta-bar-delta (DBD)

A regra de treinamento chamada de delta-bar-delta (DBD) ¢ um aprimoramento do
algoritmo backpropagation que foi sugerido iniciaimente por JACOBS (1988). No algoritmo
backpropagation, mais especificamente na regra delta generalizada, tem-se que o parimetro da

taxa de aprendizagem, 77, e o passo, «, sdo constantes fixas. No caso da regra DBD, a taxa de

treinamento ¢ o passo sdo adaptados de acordo com os valores passados do erro em cada
neurdnio. Se as atualizacGes do peso atual e passada apresentam o mesmo sinal, a taxa de
treinamento cresce linearmente. A razfio para isto é que se a modificagio do peso estd se
movendo na mesma diregfio do decrescimento do erro, o decaimento deste sera mais rapido se o
passo for aumentado. Se as atualizagdes tiverem sinais diferentes, existe uma indicagio de que o
peso tem se movido para muito longe. Quando isso acontece, a taxa de aprendizagem decresce
geometricamente para evitar divergéncia.

Para implementar a heuristica que deverid incrementar e decrementar as taxas de
treinamento para cada conexdo, Jacobs empregou uma média ponderada dos componentes do

gradiente como sendo,

5 (n)=(1-21)5(n)+A5(n-1) (4.26)
e ainda,
K g(n—l)5(n)>0
An(n)=<-pn(n) 6(n-1)3(n)<0 (4.27)
0 caso contrario

onde x € uma constante aditiva, § ¢ uma constante multiplicativa, 4¢ uma constante de

amortecimento, e & (#) é o gradiente do peso descrito anteriormente.
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Como mencionado anteriormente, esta regra aumenta a taxa de treinamento de forma

linear, mas o decréscimo € geométrico. Assim, segundo GONTARSKI (2000), quando deseja-se

apressar a convergéncia deve-se modificar o 7(0), ou 7(bond) (que sdo os valores inicial e
limite para 77{n), respectivamente) e o x para valores mais elevados. Pode-se ainda experimentar
baixar o valor de £, mas este pardmetro controla sensivelmente as oscilagdes no método.

Portanto, para eliminar oscilagGes no erro deve-se reduzir os valores de 7(0), n(bond), ke de

B.
4.2.4 Definicio da topologia da rede

Os fatores que contribuem para a complexidade do processo de modelagem via redes
MLP variam desde as etapas de coleta € pré-processamento de dados até a busca e definicdo da
melhor arquitetura da rede neural.

Quanto a definicdo da topologia da rede, os fatores de complexidade podem ser

enunciados da seguinte forma (MILLER er al,, 1989):

(a) o espago de busca € infinito e o niimero de neurdnios € conexdes entre neurbnios €
ilimitado;

(b) o espaco de busca ndo ¢ diferenciavel, pois as mudangas no mimero de neurdnios e
conexdes sdo discretas, além de promoverem um efeito descontinuo no
comportamento da rede neural,

(c) redes neurais com estruturas similares podem apresentar comportamento muito
diferentes, enquanto gue comportamentos similares podem ser produzidos por redes
neurais estruturalmente muito diferentes;

(d) o resultado do processo de busca depende da condigdo inicial.

Diversas topologias da rede MLP tém sido propostas (FELDMAN e BALLARD, 1982;

HOPFIELD, 1982; KOHONEN, 1984; RUMELHART e McCLELLAND, 1986). Cada uma se
diferencia pelo nimero e caracteristicas dos neurdnios, conexdes, procedimentos de treinamento,

fungdes de transferéncia e se os valores de entrada e saida so discretos ou continuos.
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A otimizagdo da topologia de uma rede neural € provavelmente o passo mais tedioso do
desenvolvimento do modelo visto que 0 mapeamento nfo linear na busca do erro global minimo

geralmente ¢ demorado, sendo que em alguns casos apenas minimos locais sfio encontrados.

Nitmero de neurdnios e camadas

Uma importante etapa para obter-se um resultado satisfatorio quando se trabatha com
redes MLP ¢ a de definicdo do nimero de camadas e do numero de neurdnios em cada uma delas.
A terminologia usada para descrever a topologia das MLPs pode variar de acordo com os autores,
alguns deles consideram as camadas de input e output como simples “para-choques” (DESPAGNE
e MASSART, 1998). Neste trabalho, comsideram-se os inpufs e oufputs forrnadores de suas
respectivas camadas.

N#o existe ainda nenhuma regra que esclareca satisfatoriamente a forma correta de
configurar 0 nimero de camadas ¢ de neurdnios, contudo, pode-se afirmar que quanto mais
complexa a rede criada, maior pode ser a sua capacidade de ajustar-se aos dados, e maior também
¢ o tempo para treind-la. Mas um nimero elevado de neurdnios, ou mesmo a adigdo de mais
camadas podem ndo significar um melhor resultado. Isto porque, quando o nimero de pesos a
serem ajustados € maior que o niimero de dados de imput disponiveis, € possivel que venha a
ocorrer o chamado overfitting ou overfraining, onde a rede representa muito bem os dados usados
no treinamento, mas perde a capacidade de generalizar para outras situacdes (NASCIMENTO et
al., 2000). Assim, aliado a outros cuidados, recomenda-se sempre a estrutura mais simples
possivel.

Na modelagem de processos quimicos, o uso de uma Unica camada interna tem se
mostrado suficiente, visto que quando ha a necessidade de modelos mais complexos o ajuste do
numero de neurdnios da camada intermediaria geralmente € suficiente.

O namero de neurdnios na camada de entrada ¢, em geral, igual ao niimero de varidveis
de inputs. Entretanto, este niunero pode ser reduzido através do uso de técnicas estatisticas de
compressdo de dados como a andlise de componentes principais (PCA) e minimos quadrados
parciais (PLS), descritas em detathes nas Segdes 3.1 e 3.2. Tal reducio permite a eliminagdo de
informagdes irrelevantes tais como ruido e redundéncias presentes na matriz de dados. O sucesso
da redugdio do nimero de varidveis de input da rede pode resultar no aumento da velocidade de

treinamento, menor memoria de armazenamento, methor habilidade de generalizagio do medelo,
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obten¢io de um modelo mais robusto com respeito aos ruidos nas medidas e representagéio de um
modelo mais simples.

Jé& para a camada de saida, o nimero de neurdnios corresponde ao nimero de varidveis a
serem preditas, entretanto, € recomendado que cada modelo apresente uma Unica resposta (um
neurdnio), o que diminui o nimero de pardmetros a serem ajustados ¢ conseqiientemente a carga
computacional exigida. Uma exceclo a esta regra € para situagdes onde se deseja predizer
diversas respostas correlacionadas, como as concentragbes de diferentes constituintes de uma
mistura em um sistema fechado.

A definicdo do miimero inicial de variadveis de inpur pode ser feita de duas formas:

(a) iniciar com um nimero pequeno de variaveis de input e ir adicionando novas variaveis

até que ndo haja mais methora da performance de predig@o da rede, ou

(b) iniciar com todas as varidveis disponiveis e que sdo consideradas importantes para o

modelo como inputs e dai ir removendo-as gradativamente até que nfo mais seja
observada melhora na performance da rede.

No segundo caso varidveis irrelevantes podem ser eliminadas durante a modelagem ja no
primeiro variaveis importantes podem deixar de ser incluidas no modelo. Assim, quando as
relagdes a serem modeladas ndo sio bem entendidas, as técnicas estatisticas de compressio de
dados PCA e PLS podem ser utilizadas (MAIER e DANDY, 2000).

Escolha da fungdo de transferéncia

As funcdes de transferéncia geralmente utilizadas em processos quimicos sfo a sigmoidal
¢ a tangente hiperbélica (MAIER e DANDY, 2000 ¢ OLIVEIRA, 2000) que sio facilmente
diferencidveis, permitem o ajuste dos mais variados modelos nfo-lineares, e apresentam um
comportamento aproXimadamente linear no seu centro, 0 que torna possivel, também, a
modelagem de sistemas lineares.

A funcio (ou fungGes) de transferéncia na camada de output pode ser linear ou nfio. Em
muitas situagdes, se o mimero de neurdnios intermedidrios € suficiente, toda a modelagem ¢ feita
na camada intermedidria. Um procedimento as vezes til € trabalhar com ambos os tipos de
fungdes de transferéncia (linear e nio-linear) durante a otimizagio da topologia da rede e basear a

decisfio na forma dos residuos do modelo construido com o mesmo conjunto de variaveis de

input.
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4.2.5 Namero de amostras

Assim como em outro método de regresséo, existem restricdes com relacfo ao niimero de
amostras requeridas para desenvolver um modelo de redes neurais. O nimero de pardmetros a
serem ajustados (pesos) € um fator diretamente proporcional a0 nimero de amostras disponivel
para a modelagem, desta forma, o niimero de amostras consistentes ¢ geralmente um fator
limitante para qualquer tipo de RNAs.

E possivel obter excelentes resultados para a modelagem de sistemas utilizando um
numero limitado de dados durante o treinamento. Entretanto, se for tentado validar o modelo para
um conjunto independente de dados, geralmente, uma significativa degradacfio dos resultados
sera observada devido ao sobre-ajuste (ou overfitfing) dos pardmetros e consequentemente perda
da habilidade de generalizagio do modelo.

O nimero de amostras disponiveis ¢ geralmente imposto ou limitado em problemas
praticos. Enfretanto, apesar de nfio existir um critério universal para estimativa do nimero
minimo de amostras para o treinamento, sabe-se que a razdo entre o nlimero de amostras e o
namero de parAmetros ajustaveis (pesos) deve ser mantido tdo alto quanto possivel de maneira a
tentar-se cobrir todo o dominio do problema.

Nota-se portanto que a reducdo do nimero de pardmetros ajustaveis da RNA pode ajudar
na solugdio do problema de sobreajuste e caréncia de dados. Como mencionado anteriormente,
uma maneira de alcancar este objetivo € a redugdo de dimensionalidade do conjunto de variaveis

de input ¢ de neurdnios na camada intermediria.

Divisdo de dados para treinamento, validagdo e teste

Um importante passo no desenvolvimento de um modelo esta na divisdo do conjunto de
dados disponiveis em dois ou trés subconjuntos (DESPAGNE e MASSART, 1998 ¢ MAIER e
DANDY, 2000):

(a) treinamento, utilizado para estimar os parametros do modelo;

(b) validacdo, utilizada para verificar a habilidade de generalizacio do modelo frente a

amostras independentes do conjunto de treinamento, e

¢) teste, utilizado para validar o modelo usando novas amostras.



Se a quantidade de dados disponiveis € pequena, o conjunto de teste ou validagio pode ser
eliminado. Para as MLPs o problema € complexo pois com o ajuste dos dados de treino, deve-se
verificar se o nlimero de neurdnios ¢ camadas intermediarias € suficiente, buscando minimizar o
erro da predicdo, o numero de pardmetros a serem ajustados e o tempo de treinamento. Portanto,
um conjunto de monitoramento adicional, validagio ou teste, ¢ necessario para parar 0
treinamento da rede antes de seu sobreajuste.

Idealmente, para um nimero Nt de amostras de treino, o conjunto de validagdo e teste
deve conter entre Nt/2 e Nt amostras, respectivamente (DESPAGNE e¢ MASSART, 1998). A
performance da rede ndo deve ser julgada pelo ajuste dos dados de treino, pois estes podem ser
ajustados perfeitamente. Agora, se o conjunto de dados for grande o bastante para ser dividido em
trés subconjuntos, 0s resultados podem ser apresentados tanto pelo conjunto de monitorizacio
(validagdo) como pelo conjunto de teste.

A seleclio dos dados para compor estes trés conjuntos deve ser feita aleatoriamente,
entretanto o conjunto de treinamento deve conter a maior variagio possivel de forma a evitar-se a
ocorréncia de extrapolagdo na fase de predicfio (validacdio e teste). Algoritmos especificos podem
ser usados para selecionar as amostras de treinamento que sejam representativas da populagio
total € que contenham informagdes sobre as fontes principais de variéncia, tal como o algoritmo
de Kennard-Stone (KENNARD e STONE, 1969). Esta selecio também pode ser realizada apoés a
projegdo das amostras em um mapeamento bidimensional com a rede de Kohonen (LOZANO ef
al., 1995; MAJCEN et al., 1995). Alguns softwares computacionais trazem seus préprios algoritmos

de aleatorizagZo, como € o caso do Neurosolutions.
4.2.6 Avaliacio da eficiéncia do modelo MLP

Anslises devem ser conduzidas para examinar a eficiéncia e adequagfio do modelo
construido. O coeficiente de determinacfo muiltipla R, definido pela Equacio 3.32, é em geral
utilizado como indicativo da performance dos modelos de redes neurais. Para tais modelos,
diferentemente do caso de modelos de regressfio multivariada, o valor de R? nem sempre aumenta
indiferentemente se a variavel adicionada ¢ significante ou nfo. Assim como, a inclusfio de um
novo neurdnio intermediario ao modelo MLP nem sempre auxilia a melhorar a sua performance

de predicdo.
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Adicionalmente ao coeficiente de determinagio miltipla, o erro quadratico médio,
definido pela Equaco (4.9) ¢ geralmente utilizado para avaliar a performance dos modelos de

redes neurais.

4.3 Redes neurais functional-link (FLNs)

4.3.1 Introducio

Uma rede neural convencional perceptron de multiplas camadas (MLP) contém um ou
mais estagios de processamento neural entre suas entradas e saidas. Estes estagios, conhecidos
como camadas intermedidrias, adicionam complexidade e custo de treinamento (CHEN e
BILLINGS, 1992; HENRIQUES, 1999). Quando o nimero de varidaveis de entrada do modelo e o
ntimero de amostras disponibilizadas para treinamento aumentam, o processo de definigio da
topologia da rede ¢ de treinamento torna-se bastante demorado (ALKULAIBI e SORAGHAN,
1997). Entretanto, guando o niimero de amostras é muito reduzido, ocorre o problema de sobre-
ajuste (OLIVEIRA-ESQUERRE ez al., 2002).

Uma maneira de evitar-se o treinamento ndo linear, inerente as redes MLP, é fazer
inicialmente alguma transformagfio ou expansio nfo linear das entradas da rede e entfo combinar
os termos resultantes linearmente. A estrutura obtida pode apresentar uma boa capacidade de
aproximag#o néo linear ¢ ainda assim a estimacio dos pesos da rede continua sendo um problema
linear. PAO (1989) se referiu a esta estrutura como functional link network (FLN).

Uma rede neural do tipo FLN (PAO, 1989) tem estrutura similar a wma rede MLP de trés
camadas, exceto pelo fato de empregar termos polinomiais ou trigonométricos na camada interna.
O uso desse tipo de fungSo dentro da camada interna tem wma longa histéria dentro da
comunidade de modelagem nfo linear, onde um nimero pequeno de termos polinomiais de baixa
ordem ou os termos dominantes dentro da série de Fourier t8m sido usados para introduzir néo

linearidades dentro do algoritmo linear convencional, 0 que evita o treinamento ndo linear
(HARADA, 2001).



4.3.2 Desenvolvimento matematico

As redes FLN sdo algoritmos de aproximacfo universal; elas podem aproximar uma
fungdo ndo linear continua dentro de uma precisdo arbitréria, dado um nitmero suficiente de nés
na camada interna. Os termos polinomiais tém uma saida diferente de zero para o espago de
entrada total e sfo chamados fungdes base de generalizagio global. Nos lineares sdo entéo usados
dentro das camadas de entrada e saida.

A estrutura geral de uma FLN € mostrada na Figura 4.5, onde x € o vetor de entradas da
rede e (%) é uma das saidas. A camada interna faz uma expanso funcional das entradas da rede,
transformando o espago das entradas, de dimensdo m, num espacgo de dimensdo maior, M (M >
m). A camada de saida consiste em M nés, sendo cada nd, de fato, um combinador linear. A

relagdio entrada-saida da FLN € definida pela Equagdo (4.28) que segue,

yi(x)=Y wih(x}, 1<ism (4.28)

=t

Ha vérias maneiras de se fazer a expansdo funcional. A mais facil e mais usada € a

expansio em polinémios. Neste caso o resultado da expansio s{x) é uma séric de mondmios de

X.
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Figura 4.5: Estrutura de uma FLN {funcrional-link network).
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Pode-se verificar, portanto, que dentre as vantagens das FLNs sobre as MLPs (multilayer
perceptron) esta o fato de que a rede resultante é linear nos pesos, os quais podem ser estimados
por métodos lineares e, logo, de convergéncia garantida.

HENRIQUE e LIMA (1996) propuseram uma modificacio na estrutura das FLNs na qual a
saida descrita pela Equacdo (4.28) é transformada por uma funcfo de ativagdo nfo linear

inversivel. A nova saida € dada pela Equagfo (4.29),

Yi(x)=fi(Y w;h (%)) (4.29)

J=1

onde f(-) ¢ uma fungfio ndo linear inversivel como, por exemplo, a fungfo logaritmica ou a
inversa.

Segundo HENRIQUES e al (1999), esta modificacio aumenta a capacidade de
aproximacdo néo linear das FLNs ¢ a estimativa dos pardmetros ainda permanece um problema
linear. Neste caso, o treinamento ¢ feito usando-se uma saida transformada, que é igual 2 saida

original da FLN transformada pela inversa da funcdo de ativagdo f(-). Por exemplo, se f(-) ¢

uma fungio logaritmo neperiano, a saida transformada que € usada para o treinamento é exp(y).
Desta forma, a estimac8o dos pesos continua a ser linear (COSTA er al., 1998). Os méritos desta
modificacio podem ser observados nos trabalhos de COSTA et a/. (1998; 1999; 2000), HENRIQUES
(1999) ¢ HARADA et al. (2002).

H4 varias maneiras de se fazer a expansfio funcional A mais ficil ¢ mais usada € a
expansdo em polindmios. Neste caso, o resultado da expansio /{x) é uma série de mondmios da
matriz x. Os monémios gerados para uma expansdo polinomial de grau maximo igual a seis sfo
mostrados no Quadro 4.1.

O ntimero de mondmios gerados pode ser calculado pela Equagdo (4.30),

_ (m, +m,)!

M (4.30)

m! m,!

onde my € mg representam o tamanho do vetor das entradas ¢ o grau dos mondmios,

respectivamente.
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Quadro 4.1: Expans3o polinomial de grau seis.

Grau 0 1 2 3 4 5 6
1 z; zzZj ZiZ2k ZiZjZHZ ZZZKEEm | ZZZAZEmEn
i=1,n; i=ln; li=ln, |i=Ln; |li=1,n; li=1, n;
J=bn, \j=ing (J=Ln |J=Lng J=ihng
Mondmios k=jn. \k=jn; \k=jn; (k=jn:
I=kn, =k n, |I=kn;
m=I0Ln. |\m=1In,;
n=m,n;

Uma vez que 0s mondmios sdo determinados,

o estimador ortogonal proposto por

BILLINGS et al. (1989) pode ser usado para estimar os pesos da rede (w;) e para eliminar os

mondmios ndo significativos. Neste trabalbo, o autor mostra a importincia da eliminaco de

termos nfo significativos, ja que simplesmente aumentar a ordem e o grau de nfo linearidade do

modelo levarda quase certamente a um modelo excessivamente complexo e a um mau

condicionamento numeérico.

4.3.3 Algoritmo proposto por BILLINGS ef al. (1989)

Considerando ¢ caso de uma unica saida (M = 1) e N pontos a ajustar, a modelagem

destes pontos pela técnica FLN pode ser escrita da mesma forma que a Equagdo (3.4), de

regressio linear multipla, ou seja,

onde,

y = Hw+e

1 h(x,) h(xy) -
.1 h.(xn) }f(xn)

1 A(x,) A(x,) -

h(xy) ]
}"(xzk)

h(xnk) .
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Considerando a matriz H positiva, esta pode ser decomposta em,

H'H=A"DA (4.33)

onde A ¢é uma matriz triangular superior com elementos diagonais unitarios,

Cin R Y
oM

A Equacfo (4.31) pode entdo ser escrita como,

y=2g+e, i=1,2,....n (4.34)
onde,
(1 - () &
Z=HA7' = : : e g=AW=| ! |
é's(n) gM(N) 8m

Observa-se portanto que a matriz Z € ortogonal, pois,

S PR Ny, e S L N2
Z'Z=(HA) (HA  )=D=Diag[ Y ;" (t)...., 2. Epm (V)] (4.35)
t=1 =1

O algoritmo de estimag3io dos pardmetros g, é dado por, dois passos consecutivos. No
primeiro passo (#~1) tem-se,
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N
28 (w(t)
o =1, Eiy=hy(t) e g =t=r (4.36)

N
PRI

t=]

Para os passos seguintes (/=2...., M)}, tem-se,

N N
ZICi(t)hk(i‘) . ;}Ck(t)Y(t) 437
% == 2 ’ Cr(t)=hy ()~ Xogl;(t) e & =y 2 '
PN (3; i=1 25
te=1 t=]

onde, =1,...... k-le ay =1.

Os pesos w; sao calculados de trds para frente. Para o primeiro passo tem-se,
W M= gM (4,3 83)
e para o segundo passo, tem-se,

M 4.38b
W =g~ 2oagpWi,=M-1,..1 ( )
k=i+l

O estimador ortogonal pode ser usado para eliminacfio de termos nfo significativos
definindo-se taxa de reducdo de erro devida ao termo i, [err]. Esta taxa d4 a proporgdo da
varianca da variavel dependente explicada por {(t).

Segundo o procedimento de eliminagio originalmente proposto por BILLINGS er al
(1989), inicialmente, todos os i{?), #=1,..., M sdo considerados possiveis candidatos para o calculo
de £;(#) (diferentemente do algoritmo de estimac@o de par@metros, onde §;(¥)=h(9). Para i=1,...,

M, calcula-se,
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N . . N .
>4y (g, D en? gD en?
t=]

gl(i)(t)w hi (1), gl(i) - :;1 _ e {eﬁ'li{i) - T (4.39a)
3Gy PR
t=1 1=

encontra-se © maximo de [err]lﬁ) e chama-se [en]l(j):max{[err}l(i}, 1si£M}‘ Entio,

seleciona-se o primeiro termo &;(t)= &; (1), tal que g;(t)= g1t e [err],= [err]l(j) ,

Como segundo passo tem-se que todos os hy(t), i=1,...,M, i#j s@o considerados possiveis

candidatos para {(1). Para =1,..., M, i, e calcula-se entio,

%‘:l(t)hi(t} _ .
C)i}z(i) z—tfiN__—mm’ C-*Z(i}(t):hi(t)_alz(i)QI(t),

)AL
=1

§Cz(i)(t)y(t) (gg(i)(t))z §: (Cz(i} )2 {4.39b)

. gz(i) = 3'{:3——~m-~——— e [en.}z(i) - - te]
Z}(’;z(i)(t))z Z}yzm
t= o

encontra-se 0 maximo de [en]z(i) e chama-se [err]z(k) =max{[err]2(i), 1<i<M, iz j}. Entdo,

seleciona-se o segundo termo &ty LM(1), tal que o=a™ 12, g2(t= g™ ¢ {enlzz[e"]z(k) )

M
O procedimento € terminado no passo M; quando 1- Zs[err] < tolerdncia desejada, para
j=1 i

M<M, ou quando M=M.

M
O1- Zs[err] restante ¢ a propor¢io da varianca da varidvel dependente nio explicada e

i=l1 i

M

5
100(1 — 3 [err] ) expressa esta proporgdo como porcentagem. O mau condicionamento pode ser
i=1 i

N .
evitado se, sempre que Z(ka(t))2 for menor que um dado valor pré-definido, s{f) nfio for
1=]

considerado como candidato no célculo de Zi(?).
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4.3.4 Avaliacio da eficiéncia do modelo FLN

O método usado por HENRIQUE e LIMA (1996), e também neste trabalho, para a
estimac@io dos pardmetros ¢ eliminagiio de nés nHo significativos utiliza minimos quadrados
ortogonal apresentado na Seciio 4.3.3.

O desempenho da rede € medido pelo coeficiente de correlagdo linear, R’, em unidades
percentuais (MILTON e ARNOLD, 1990) e através do erro quédrético médio (MSE). Para as redes
FLNs nota-se que ndo existe distingio entre conjunto de validacdo e teste, tendo em vista que
apenas um tUnico conjunto de dados (conjunto de treinamento) € utilizado no ajuste de seus
parimetros.

Uma aplicac@o com sucesso das FLNs requer um conjunto de funcles base que possam
representar a funcdo desejada adequadamente dentro do dominio das entradas, mas sem aumentar
o mimero de pardmetros da rede. ModificagGes no peso ou introdugdo {ou remog¢io) de um novo
termo dentro da camada interna afetam a saida da rede globalmente e, entfo, nfo fica claro como
a estrutura deve ser escolhida ou que tipo de relagfo é armazenada dentro da rede. O sucesso da
rede depende criticamente das representacdes armazenadas dentro dos nds da camada interna
(BROWN e HARRIS, 1994). Nos trabathos de OLIVEIRA-ESQUERRE er al. (2003a; 2003c), a
técnica PLS ¢ utilizada com sucesso na redugfio do espago das varidveis preditoras (matriz x) de

forma a auxiliar o mapeamento linear das FLNs.

4.4 Consideracdes finais sobre o capitulo

O objetivo principal deste capitulo foi apresentar uma base tedrica necessria para o
entendimento das técnicas de redes neurais artificiais utilizadas neste trabalho para a construgfio
de modelos de predicdo da DBO.

O futuro da aplicagfio de redes neurais € promissor pelas suas caracteristicas principais.
Diz-se que elas sdo capazes de “aprender” relagdes do tipo entrada-saida de um sistema a partir
de um processo de “treinamento™ semelhante ao aprendizado de um cérebro humano, sem
necessitar da idealizacfio, elaboracio e validacfo de modelos matemdticos complexos.

Uma outra caracteristica ¢ sua estrutura de distribuicdo paralela de informagdes.

Concebida de forma semelhante ao cérebro, esse paralelismo vem atraindo a atengéio de intimeros
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pesquisadores de todos os setores do conhecimento, em particular os da drea de informatica. J4 se
sabe que os computadores sO conseguirfo aumentar sua capacidade e velocidade de calculo
adotando-se uma estrutura essencialmente paralela de fluxo de informacgdes, como a gue ocorre
no tecido nervoso cerebral.

A rede FLN aparece como uma alternativa 1nais simples que a MLP na modelagem de
sistema lineares € nfo lineares. Neste trabalho € realizada uma anélise comparativa entre os
modelos construidos por ambas as técpicas. Vale ressaltar que um modelo excessivamente
complexo exige nfio somente grande esforgo computacional, como também tem valor pratico
limitado, j& que muitas vezes o ruido também estd sendo modelado. Para a maior parte dos
sistemas reais, desde que os termos significativos do modelo sejam detectados, modelos
relativamente pequenos sdc suficientes para descrever dindmicas altamente nfio lineares.

O software comercial Neurosolutions Professional foi utilizado para o desenvolvimento
dos modelos MLLP. Ja os modelos FLN foram construidos utilizando um programa desenvolvido
por HENRIQUE (1999). Tal programa foi cedido pela pesquisadora Dra. Aline C Costa, do
Laboratorio de Otimizacdo de Processos Quimicos da Faculdade de Engenharia Quimica da
UNICAMP.

Foram testadas varias configuracfes das redes MLP variando-se o numero de neurdnios
distribuidos em uma camada intermediaria, para os diferentes conjuntos de dados construidos,
sendo a fungdo sigmoidal utilizada para ativagdo dos neurdnios intermediarios e de saida.

O algoritmo de treinamento das redes MLP delta-bar-delta foi utilizado neste estudo.
Como ji foi dito anteriormente, a rede mais adequada nfio ¢ aquela onde se observa o menor erro
para o conjunto usado no treinamento, mas sim aquela que apresenta o menor erro para o
conjunto de validagdo e teste. O procedimento “save best” do Neurosolutions foi entfio utilizado
de forma a fazer-se com que a performance da rede MLP que estava sendo treinada fosse
periodicamente avaliada por um conjunto de validagiio; ¢ quando o erro deste conjunto
diminuisse, os pesos da rede fossem salvos. Assim, ao final do processo, apenas um unico
arquivo da rede era salvo, correspondente 4 melhor rede obtida. Realizado o treinamento, a rede
foi testada para um ou dois novos conjuntos.

Expansdes polinomiais de ordem um a trés foram realizadas para gerar mondémios ndo

lineares utilizados como inputs das redes FL.Ns. O estimador ortogonal proposto por BILLINGS ez
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al. (1989) foi utilizado para calcular os pesos da rede e para eliminar os monémios que nfo eram
significantes para explicar a varifncia das variaveis de saidas, DBO de entrada e saida.

De acordo com a modificagdo na estrutura das FLNs proposta por HENRIQUE (1999), a
saida da rede ¢ transformada em uma funcio nfio-linear, diferencidvel e continua. Esta funcio de
ativacdo foi aqui escolhida através do método de tentativa e erro. As trés fungdes utilizadas neste
trabalho foram as fungGes de ativaglio sigmoidal tangente hiperbolica (tansig), sigmoidal logistica
(logsig) e sigmoidal logistica centrada (logsic), representadas pelas Equacdes (4.40a)-(4.40c),

respectivamente.

ey 1, (14T (4408) . _ ;o o[ T ) (440b) . _ i, (05+T)  (440c
y=f(T) 2103[14} y=F(T) IOg(i—TJ y=J(T)=log| T (4.40c)

L

M
onde T =Y w,h,(x).
it
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CAPITULO 5

RESULTADOS E DISCUSSOES

5.1Pré-processamento de dados

£,1.1 Dados 1

Inicialmente ¢ realizado o pré-processamento de dados do conjunto Dados 1, composto
por oito varidveis preditoras. Como descrito anteriormente, a técnica de PCA combina as
variaveis independentes linearmente de maneira a maximizar a varidncia dos dados. Nas Tabelas
Al e AZ do Anexo 2 sdio apresentados os autovalores e as varidncias explicada e acumulada das
componentes principais (CPs) obtidas, para os modelos estacionario e dindmico, respectivamente.

Aplicando o critério de TODESCHINE (1997) para a matriz de Dados 1, sfio obtidos para o
modelo estacionério K = 0,3218 {que indica um grau baixo de correlagfio), KL = 6 (representando
uma varidncia acumulada de 91,6%) ¢ KP = 4 (representando 75,6% de varidncia acumulada).
Para 0 modelo dindmico sédo obtidos, K = 0,4243 (que indica um grau baixo de correlagiio), KL =
9,6354 (representando uma varidncia acumulada de 92,0%) ¢ KP = 5 (representando 71,0% da
varidncia acumulada).

Considerando entfio as componentes que apresentam autovalor maior que 1 (MARDIA et
al., 1979), as trés primeiras CPs devem permanecer no modelo para o modelo estaciondrio,
discordando do resultado obtido pelo método de Todeschine. Para o modelo dindmico, o
resultado de Todeschine estd de acordo com o sugerido por Mardia.

Foi obtido portanto uma redugdo de dimensicnalidade significativa, tendo em vista que o
sistema de oito dimensdes foi reduzido a quatro, para o modelo estacionario, e de dezesseis para
cinco, para o modelo dindmico.

Nas Tabelas A4 e A5 do Anexo 2 sfio também apresentados os loadings das CPs, para o
modelo estaciondrio e dindmico, respectivamente. Os graficos dos loadings e scores das quatro
primeiras CPs sfo apresentados nas Figuras 5.1a e 5.1b, para o modelo estacionario e dinfmico,

respectivamente.
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Nenhum significado fisico das componentes ¢ claramente observado, ocasionando maior
dificuldade de interpretacfo. Observa-se entretanto que, apesar da DQO de entrada ser a variavel
mais correlacionada com a DBO de saida, sua contribuicfio somente ¢ importante para a segunda
componente. Uma interpretacdo mais detalhada do significado das componentes pode ser
realizada com o auxilio de um ou mais especialistas do processo.

Como esperado, nos graficos dos scores das primeiras componentes da Figura 5.1 (a) ¢
(b), nfio se observa tendéncia dos dados, confirmando a auséncia de correlaglio entre as
componentes. Algumas amostras apresentam-se relativamente distantes da massa de dados, o que
pode indicar a presenga de pontos influentes ou outliers na matriz de Dados 1.

Apesar do uso dos graficos dos scores ou das cartas de controle mulitivariado das
componentes principais parecerem ser uma alternativa viavel na identificacfo de outliers, nio é
possivel analisar graficamente todas as componentes ao mesmo tempo. Além disso, a falta de
uma fronteira nos graficos dos scores nfio permite decidir com certeza que dados do conjunto de
validagfo podem estar fora do dominio.

Para contornar esta dificuldade de interpretagdo, o parAmetro T de Hotelling ¢ utilizado
aqui para identificar possiveis outliers no conjunto de validagfo. Nas Figuras 5.2 e 5.3 sdo
apresentados os graficos de T considerando as quatro e cinco primeiras CPs, para os modelos
estaciondrio e dinfimico, respectivamente. Nestas figuras verifica-se que aproximadamente 7% de
amostras tanto do conjunto de modelagem, tanto como dos conjuntos de validagfio ¢ teste,
apresentam T? acima do limite de controle. Para o modelo estacionario, as amostras 78 ¢ 144, do
conjunto de validagfio, e 376, do conjunto de teste, apresentam T? superiores aos do conjunto de
modelagem. Destas amostras, apenas a 144, do conjunto de validacfo, continua apresentando T*
superior aos do conjunto de modelagem, para o modelo dindmico.

Uma andlise detalhada destes resultados foi realizada em conjunto com especialistas do
processo. Estes ndo encontram explicagio fisica que justificasse a exclusfio das amostras que
apresentam T acima do limite de controle. Tais especialistas expuseram entretanto a relevéncia
na construgfo de modelos que levassem em consideragfio tais amostras, que poderiam vir a serem

utitizados para auxiliar na atua¢do no processo em situagdes criticas.
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Desta forma, os modelos de predicdo da DBO de entrada ¢ saida sfio construidos
considerando todas amostras. Entretanto, uma analise criteriosa dos erros individuais obtidos para

cada amostra que apresenta 17 acima dos limites de controle é realizada.
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Figura 5.2: Carta de T* das componentes principais para o modelo estacionario — Dados 1; (a) Conjunto

de modelagem; (b} Conjuntos de validagdo e teste.
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modelagem; (b) Conjuntos de validagfio e teste.

5.1.2 Dados 2

Para o conjunte Dados 2, composto por todas as 12 variaveis de entrada (preditoras)
disponibilizadas pela empresa, apenas modelos estacionarios foram construidos.

Na Tabela A3 do Anexo 2 sfio apresentados os autovalores e varidncias explicada e
acumulada das componentes principais (CPs) obtidas.

Aplicando o critéric de TODESCHINE (1997) para a matriz de dados DADOS 2, K =
0,3614 {que indica um grau baixo de correlagfio), KL = 8 (representando uma varidncia

acumulada de 91,3 %) ¢ KP = 5 (representando 74,8 % da varidncia acumulada).
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Considerando entfio as componentes que apresentarn autovalor maior que 1, as cinco
primeiras CPs devem ser utilizadas para a construgio dos modelos, concordando com o resultado
obtido pelo método de Todeschine. Foi obtido portanto uma redugdo de dimensionalidade
significativa, tendo em vista que o sistema de doze dimens@es foi reduzido a cinco.

Na Tabela A6 do Anexo 2 sio apresentados os loadings das CPs e na Figura 5.4 os

graficos dos loadings e scores das quatro primeiras CPs.
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Figura 5.4: Grafico dos loadings ¢ scores correspondentes as quatro primeiras CPs (Dados 2).

Do gréfico dos leadings observa-se que a primeira componente, que carrega 28,1% da
variacdo total dos dados, representa um contraste entre a condutividade versus a vazdo,
temperatura ¢ produgdo de celulose. A segunda componente, com 15% da variagio dos dados,
traz informacfic da DQO e sblidos suspensos, parecendo representar um fator microbiolégico.
Para as terceira, quarta e quinta componentes, ndo ocorre concordéncia quanto & importancia das
varidveis. Nenhum significado fisico destas componentes € claramente observado, ocasionando
maior dificuldade de interpretacdo. Mais uma vez, uma interpretagdo mais detalhada do
significado das componentes pode ser realizada com o auxilio de um ou mais especialistas do

Processo.
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Como esperado, nos graficos dos scores das primeiras componentes, ndo se observa
tendéncia dos dados, confirmando a auséncia de correlagio entre as componentes. Algumas
amostras apresentam-se relativamente distantes da massa de dados, o que pode indicar novamente
a presenga de amostras influentes ou outliers na matriz de Dados 2.

Na Figura 5.5 sio entdo apresentados os graficos da estatistica de T* de Hotelling,
considerando as cinco primeiras componentes principais, identificadas como mais importantes

pelo método de Todeschine ¢ por Mardia.
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Figura 5.5: Carta de T? das componentes principais — Dados 2, (a} Conjunto de modelagem; (b) Conjuntos
de validagio (teste).

Na Figura 5.5, verifica-se que 7 amostras do conjunto de treinamento apresentam T°
acima do limite de controle, j4 para o conjunto de validac8o, apenas 1 amostra encontra-se acima
do limite. Mais uma vez, modelos de predig8o sfo construidos sem exclusdo das amostras que se
apresentam como possiveis outliers, entretanto, uma analise criteriosa dos seus erros de predigdo
¢ realizada.

Na Sessdio 5.2 sfo apresentados os resultados e discussBes referentes aos modelos de
predi¢io da DBO de saida ¢ DBO de entrada, respectivamente. Os conjuntos Dados 1 ¢ Dados 2

sfo utilizados para a construgdio, validagio e teste destes modelos.
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5.2 Modelagem

5.2.1 Dades 1 - Predicio daz DBO de enirada

Modelagem via técnicas de regressdo linear multivariada

Modelos de predigio da DBO de entrada sfio micialmente construidos utilizando o
conjunto de Dados 1.

O método stepwise foi o primeiro a ser utilizado na construcio dos modelos lineares.
Utilizou-se a = 0,10 (nivel de 90% de confianga) e o = 0,15 (nivel de 85% de confianga), para os
testes de inclusdio e eliminagfo de variaveis. Considerando os resultados obtidos pelo método
stepwise, a produgdo de papel e a condutividade n3o foram utilizadas, para a constru¢do do
modelo estaciondrio. Para o modelo dinimico, os seguintes pardmetros foram incluidos no
modelo: DQO, VAZ, pH, CEL, e os valores passados da COR e T. Os resultados de ambos
modelos sdo apresentados na Tabela 5.1.

Como descrito anteriormente, a técnica PLS direciona as variavels independentes de
maneira a maximizar a varidncia dos dados levando-se em considerag@o a variavel dependente.
Nas Tabelas Al ¢ A2 do Anexo 2 so apresentadas as varidncias explicada e acumulada das
componentes obtidas, para os modelos estacionario e dindmico, respectivamente.

Analisando as varidncias apresentadas pelas CPs ¢ VLs, como esperado, tanto para o
modelo estaciondrio como para o dindmico, observa-se que as CPs descrevem uma quantidade
maior de variago que pode explicar o conjunto de variaveis dependentes (X) que as VLs. Por
outro lado, as VLs descrevem mais variéincia da variavel dependente (DBO) que as CPs.

Considerando entdio um limiar de pelo menos 2% na varidncia acumulada com a inclusio
de uma VL no modelo, tem-se que as trés primeiras VLs devem permanecer no modelo PLS
estacionario ¢ dindmico. A inclusfo da quarta VL ao modelo representa apenas um acréscimo de
1,0% e 1,57% na varidncia acumulada para o modelo estaciondrio e dinimico, respectivamente.
Obtém-se portanto uma redugBio de dimensionalidade superior a obtida através do método de
Todeschine para as componentes principais.

Nas Tabelas A7 e A8 do Apéndice 2 sfio apresentados os loadings das VLs, dos modelos
estacionario ¢ dindmico, respectivamente. Para os modelos estacionario ¢ dindmico tem-se que a

primeira varidvel latente, que carrega 21,93% e 19,75% da variagfio total dos dados e representa
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31,46% e 26,92% da variagiio da varidvel dependente, respectivamente, traz informagfo
principalmente da DQO, seguida pela producéo de celulose e temperatura. Apenas a variavel
COR nfio se apresenta significante para as trés primeiras varidveis tanto para modelo
estacionario, como para o modelo dindmico. Na Tabela 5.1 sfo apresentades os resultados de
modelagem. Nas Figuras 5.6 (a) a (c) sfio apresentados os graficos de probabilidade dos residuos

para os modelos MLR e PLSR, respectivamente.

Tabela 5.1: Resultados MLR e PLSR obtidos para o conjunto de modelagem — DBO de entrada (Dados 1).

* Modelo R’adj .(Rz) * MSE *pvalor 4F
MLR ~ 8 41,8 (42.6) 11,64 0 .
Modelagem MLR -5 41,5 (42,0} 11,65 0 ’
estacionaria PLSR -8 41,8 ¢42,6) 11,64 0 @5 19
PLSR -3 41,8 (42,1) 11,74 0 :
MLR - 16 43,7 (45,1) 11,12 0,008 By 61
Modelagem MLR -6 43,1(43,7) 11,34 0,001 ?
dinAmica PLSR—16 43,7 (45,1) 11,12 0,008 40,03
PLSR -3 43,8 (44,0) 11,34 0,011 ’

Nota: Os valores de p-valor para o teste de significincia na regressdo dos oito modelos sio menores que 0,05.

® Modelo construido e ntimero de varidveis independentes. ° Os resuitados MSE devem ser multiplicados por 107,
¢ P-valor para o teste de normalidade dos residuos. 4 Teste indicado por BARROS er al. (1996): dEFgggs; 3617 = 2,60,
@ Foos. 5,617 = 2,21, é3F0,05; w600 = 1,83 e ‘ﬁFo,os; 13,600 = 1,70

Analisando os resultados obtidos para o teste F ¢ de R’ gjustado, tem-se que tanto para os
modelos estacionarios, como para 0s dindmicos, nfio existe ganho em se utilizar modelos que
contém todas as varidveis originais (MLR — 8 ¢ PLSR — 16) ou todas VLs (PLSR ~ 8 ¢ PLSR ~

16). Nenhum modelc passou no teste de normalidade dos residuos, como pode ser verificado na

Figura 5.6.
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Figura 5.6: Teste de normalidade dos residuos dos modelos para DBO de entrada; (a) MLR -5
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Com a inclusfio da quarta VL, os modelos estacionario ¢ dindmico passariam a apresentar
um R’ ajustado de 42,1% e 44,4%, respectivamente, permanecendo os mesmos valores do p-valor
para o teste dos residuos. Assim, concordando com o critério utilizado para a definicio do
mimero de VLs a serem utilizadas na modelagem, nenhuma melhora significativa na performance
de predigiio PLS € obtida com a inclusfo de mais VLs.

Os resultados obtidos para os conjuntos de validagfio e teste sdo apresentados na Tabela
5.2. Nesta, verifica-se novamente que ndo ha diferengas significativas entres 0s maiores e
menores modelos, nem mesmo entre os modelos estacionarios ¢ dindmicos. Entretanto, verifica-
se que informacgdes importantes foram perdidas com a exclusfo das varidveis originais (pelo
método sfepwise) ou das VLs. Por sua simplicidade e conseqliente maior facilidade de
implementacdo, o modelo MLR estaciondrio com cinco variaveis preditoras pode ser considerado

o melhor modelo linear de predi¢io da DBO de entrada.
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Tabela 5.2: Resultados dos modelos MLR e PLSR obtidos para os conjuntos de validagio e teste — DBO

de entrada (Dados 1).

Validacio Teste Média + Desvio Padrio

*Medelo R "MSE p? "MSE pR? PMSE R’tc P"MSE+o

MLR - 8 476 11,8 470 149 341 140 506+39 135+16

Modelagem -MLR -5 458 12,1 469 149 3547 139 492449 136+14
estacionaria PLSR -8 47,6 11,8 47,0 14,9 54,1 140 506+39 13,5+1,6
PLSR - 3 48,0 11,6 466 150 528 143  492+33 136+18

MLR - 16 47,1 11,9 474 148 550 138 498445 135415

Modelagem MLR -6 47,0 11,9 47,0 14,9 534 143  462+37 13,7+16
dindmica PLSR- 16 47,1 11,9 474 148 550 13,8 498+45 135+15
PLSR - 3 458 12,2 462 151 542 140  488+47 138+15

“ Modelo construido e mamero de varidveis independentes. ° Os resultados MSE devem ser multiplicados por 107

O gréfico da variavel predita versus a medida mostra que, embora ainda longe do perfeito,

o modelo MLR — 5 estaciondrio é capaz de fornecer resultados de predigio da DBO de entrada

dentro de um intervalo de predi¢dio de 95%, como pode ser observado na Figura 5.7. Isto também

pode ser observado na Figura 5.8, onde € apresentada uma representagfio grafica dos valores da

DBO de entrada medidos e preditos para este modelo. Cerca de 95% das amostras apresentam

desvios relativos entre a DBO média e a predita menor que 10%.
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Figura 5.7: Relag#io entre a DBO de entrada predita versus medida (linha s6lida) — Dados 1. As linhas

tracejadas superior e inferior indicam o intervalo de predicZo de 95% para o modelo estacionario MLR —5.
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Figura 5.8: Graficos de séries temporais — Dados 1; (a) DBO de entrada medida e predita para o modelo

estacionario MLR — 5; (b) Residuos — Linhas superior e inferior indicam um intervalo de confianca de
95%.

Modelos PCR foram também construidos. Primeiramente o método stepwise foi utilizado
para eliminaciio das componentes menos correlacionadas com a varidvel dependente. Os
resultados indicaram que apenas a componente cinco deveria ser excluida do modelo
estaciondrio, sendo obtido um modelo com R’ ajustado praticamente igual ao obtido pelo método
MLR, 41,8%. A performance dos modelos PCR sfo piores, R’ ajustado igual a 23,8%, quando
apenas quatro primeiras componentes principais sdo utilizadas na construggo do modelo. Para o
modelo dindmico tem-se que nove componentes (CP6, CP8, CP9, CP11, CP12, CP13, CP14,
CP15 e CP16) devem ser excluidas do modelo, sendo obtido um R’ ajustado igual a 42,2%.
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Quando apenas as cinco componentes identificadas como significantes pelo método de

Todeschine sdo utilizadas para a construgiio do modelo dinidmico, um R? igual a 15,7% ¢ obtido.

Modelagem via redes neurais artificiais

Modelos FLN foram inicialmente construidos. Para os modelos estaciondrios foram
obtidos nove e quarenta e cinco mondmios, para expansdes polinomiais de grau um e dois,
respectivamente. Ja para os modelos dindmicos, dezessete € cento e cinglienta e trés mondmios
foram obtidos, para expansdes de ordem um e dois, respectivamente. Quando apenas as irés
primeiras VLs foram usadas como entrada das FLNs, quatro € dez mondmios foram obtidos, para
expansOes de ordem um e dois, respectivamente, tanto para os modelos estaciondrios como
dindmicos.

Nas Tabelas 5.3 e 5.4 sfo apresentados os resultados de modelagem quando utilizados
graus de mondémios iguais a um e dois, respectivamente. Os resultados de validagio e teste sdo
apresentados na Tabela 5.5 (modelos FLNs de primeira ordem) ¢ Tabela 5.6 (modelos FLNs
segunda ordem). Das trés fungdes de transferéncia testadas, a funcfio logsig apresentou methores

resultados considerando os valores de R e MSE.

Tabela 5.3: Resultados FILN (ordem 1) obtidos para o conjunto de modelagem — DBO de entrada
(Dados 1).

* Modelo R b MSE ° p-valor

FLN-8 2.2 .75 0
Modelagem o) g o1 ¢ 822 11,75 0
Esiacionaria

PLS-FLN -3 413 14,15 0

FLN-16 448 11,23 0.007
Modelagem  propry 6 448 11,22 0,007

Dinamica
PLS-FLN -3 44,0 11,37 0,006

* Modelo construido € nimero de varidveis independentes. ° Os resultados MSE devem ser multiplicados por 107
¢ P-valor para o teste de normalidade dos residuos.
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Tabela 5.4: Resultados FLN (ordem 2) obtidos para o conjunto de modelagem — DBO de entrada
(Dados 1).

*Modelo ):4 ® MSE ‘p-valor
FIN-8 543 9,27 0,022
Modelagem PLS-FLN-8 54,3 9,27 0,022
estacionaria
PLS-FIN-3 44,2 11,32 0,001
Modelagem FLN - 16 67,2 6,64 0
elag -
dindmica PLS-FLN -~ 16 67,3 6,62 0
PLS-FIN-3 46,8 10,8 0,030

* Modelo construido e nimero de varidveis independentes. ° Os resultados MSE devem ser multiplicados por 107
¢ P-valor parz o teste de normalidade dos residuos.

Tabela 5.5: Resultados FLN (ordem 1) obtidos para os conjuntos de validagBo e teste — DBO de entrada
(Dados 1).

Validacio Teste Média + Desvio Padrio

*Modelo R "MSE R? PMSE R* "MSE R’ico MSE+ o

FEN-857 7 46,1 - 258 448 205 548 182 486254 21,5%39
Modelagem 1, o p1og_ g 464 22,1 457 230 54,5 13,6 489449 19.6+5.2
estacionara

PLS-FLN - 3 467 224 452 234 532 139 484+43 199+52

FLN — 16 447 246 450 199 554 155 484+6,1 20,0+4,6
Modelagem ;¢ 1N 16 459 249 462 279 556 13,7 492455 22.2+7.5

dinamica

PLS-FIN-3 452 243 44,5 284 548 13,8 482+58 222475
2 Modelo construido e nimero de variaveis independentes. ° Os resultados MSE devem ser multiplicados por 10™.

Tabela 5.6: Resuitados FLN (ordem 2) obtidos para os conjuntos de validagio e teste — DBO de entrada
(Dados 1).

Validacio Teste Média + Desvio Padrio

* Modelo R "MSE R* "MSE R* "MSE [Rlis PMSE+o

FLN -8 34,6 33,5 41,2 360 46,3 23,0 40,7+59 30,8+69

Modelagem o by 8 376 390 475 242 38,0 188 41.0+56 2734105

estacionaria s i . : R Gl e

PLS-FLN-3 473207 433 216 549 137 485+59 187143

FLN— 16 26,6 627 10,8 924 229 336 20,1+83 62.9+294

Modelagem o, g oy 16 275 542 108 833 241 333 208+88 5694251
dindmica

PLS-FLN=3 . 474 233432 274 539 139 482+54 215+69
“Modelo constmrido ¢ numero de variaveis independentes. © Os resuitados MSE devem ser muluphcados por 107,
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A perda de generalizagio das redes FLN com a inclusdo de mondmios de ordem dois pode
ser notada claramente, tendo em vista que para o conjunto de modelagem tais modelos pareciam
ser os melhores, discordando dos resultados obtidos para os conjuntos de validagio e teste. Os
resultados de validag#o e teste dos modelos FLN indicam que a reducfio da dimensionalidade das
entradas da rede pela exclusfo das dltimas VLs realmente melhora a acurdcia dos modelos de
FLN de segunda ordem; o mesmo comportamento nfo € observado para o conjunto de
modelagem. Para os modelos FLN de primeira ordem, nenhuma melhora significativa é
observada para a mesma situagiio. De uma forma geral, os modelos estacionarios apresentam
performance superior aos modelos dindmicos, com exce¢fo do modelo dinfimico FLN (ordem 2)
com trés VLs que apresenta resultados de predigo para os dados de validagdo ¢ teste similares
aos modelos estaciondrios.

Modelos de redes neurais MLP foram entdo construidos utilizando o algoritmo de
treinamento DBD e a fungéo de transferéncia sigmoidal. Diferentes topologias das redes foram
testadas e os melhores resultados MLP obtidos sdo apresentados nas Tabelas 5.7 ¢ 5.8, para os
conjuntos de modelagem ¢ validac@o (e teste), respectivamente.

Assim como ocorreu para o caso das redes FLN de primeira ordem, observa-se que a
técnica PLS ndo auxilia o mapeamento ndo linear das redes MLP para o caso em estudo. Este fato
pode ser explicado através dos seguintes fatores:

a) O espaco de variaveis preditoras ja ter sido previamente reduzido através da exclusfo das

quatro variaveis que continham muitas lacunas em suas medigdes, e

b) A rede MLP ter sido capaz de encontrar relagGes entre as variaveis preditoras ¢ a DBO de
entrada, sem a necessidade de pré-processar suas varidveis originais.

Nota-se que mesmo utilizando uma quantidade menor de informacfo das varidveis
preditoras, os modelos estacionérios podem apresentar performances similares ou até mesmo
superiores que os modelos dindmicos. Considerando os resultados obtidos para o conjunto de
validagio e teste, assim como para o conjunto de modelagem, o modelo MLP estacionario com
10 neurdnios intermedidrios fornece os melhores resultados de predicdo.

Como esperado, o grafico de ajuste da DBO de entrada predita versus a medida mostra
que o modelo MLP estacionério com dez neurdnios é capaz de fornecer resultados de predigfo

dentro de um intervalo de predicio de 95%, como pode ser observado na Figura 5.9.
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Tabela 5.7: Resultados MLP obtidos para o conjunto de modelagem — DBO de entrada (Dados 1).

* Modelo R ® MSE ¢p-valor

MLP - 8 (n=10) 64,3 7.3 0
Modelagem PLS-MLP - 8 (n=4) 48,5 11,1 0,013
Estacionaria _

PLS-MLP — 3 (n=10) 43,1 15,5 0

MLP — 16 (n=8) 63,5 7.9 0,070
Modelagem PLS-MLP — 16 (n=4) 51,0 10,7 0,042

dinimica
PLS-MLP — 3 (n=10) 472 11,0 0,016

#Modelo construido e nimero de variaveis independentes. © Os resultados MSE devem ser multiplicados por 107,
¢ P.valor para o teste de normalidade dos residucs. n = niimero de neurdnios intermedidrios.

Tabela 5.8: Resultados MLP obtidos para os conjuntos de validacdo e teste — DBO de entrada (Dados 1).

Validacio Teste Média + Desvio Padriio

* Modelo RY PMSE R? "MSE R* "MSE Ri'+c PMSE+io

MLP=8(m=10) . . 60,1 90 598 11,0 653 103 61,7431 10,1+1,1
Modelagem N : ' ' '

CUS pI O MIP-8(n=4) 469 12,6 444 167 545 13,8 486+53 144+2]

estacionaria

PLS-MLP -3 (n=10) 44,2 13,6 40,9 223 53,0 172 460+63 177+44

MLP — 16 (n=8) 52,0 11,1 555 12,3 556 134 S544+21 123+12

Modelagem o, ¢ \i1p_16(n=4) 51,0 134 472 155 421 178 468445 156422

dinimica
PLS-MLP -3 (n=10) 46,6 124 37,1 182 56,0 13,2 46,6+9,5 14,6:+3,1

2 Modelo construido e nlimero de variaveis independentes. * Os resultados MSE devem ser multiplicados por 1067,
n = nimero de newrdnios imtermedifrios,

T Regressio -
"o 1P de 95% Zayh

predita
[n]
¢

i

DBO.

O,D T u ¥ g T T T T i T
0,2 0,3 c4 05 0.6 0.7

DBOm medida

Figura 5.9: Relagfo entre a DBO de entrada predita versus medida (linha sélida) — Dados 1. As linhas
tracejadas superior e inferior indicam o intervalo de predigio de 95% para o modelo estacionario MLP

comn dez neurdnios.
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Na Figura 5.10 ¢ apresentada uma representagiio gréfica dos valores da DBO de entrada
medidos e preditos para este modelo. Mais de 95% das amostras apresentam desvios relativos

entre a DBO medida e a predita menor que 10%.

o
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0,1 Validagdo | Teste |—<— Valores preditos
G ,0 k] ] 7 T T o T 1 1 T T ¥ T T T ¥ T
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i
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(b)

Figura 5.10: Graficos de séries temporais — Dados 1; (a) DBO de entrada medida e predita para o modelo
estacionario MLP com dez neurdnios; (b) Residuos — Linhas superior e inferior indicam um intervalo de

confianga de 95%.
Realizando uma analise geral dos resultados, € possivel observar que, independente da

técnica de modelagem utilizada, os melhores modelos de predicio da DBO de entrada sfo os

estacionarios.
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5.2.2 Dades 1 — Predicio da DBO de saida

Modelagem via técnicas de regressdo linear multivariada

Modelos de predigdo da DBO de saida sfio inicialmente construidos utilizando o conjunto
de Dados 1.

O método stepwise foi o primeiro a ser wtilizado na construgfo dos modelos lineares.
Mais uma vez, utilizou-se o = 0,10 (nivel de 90% de confianga) ¢ o = 0,15 (nivel de 85% de
confianga), para os testes de inclusfo e eliminaco de variaveis.

Na predicdo da DBO de saida os resultados obtidos pelo método stepwise indicam que a
DQO, a vazio, a condutividade e a temperatura devem ser utilizadas, para a construcio do
modelo estacionaric. Ja para o modelo dindmico, aldm da DQO, vazio, condutividade e
temperatura, os valores passados da DQO e vazio devem ser utilizados como varidveis
preditoras. Os resultados de ambos modelos sfo apresentados na Tabela 5.9.

Modelos PLSR foram entfio construidos para a predicio da DBO de saida. Na Tabela Al
e A2 do Anexo 2 siic apresentadas as varidncias explicada e acumulada das componentes obtidas,
para os modelos estacionério e dindmico, respectivamente.

Comparando-se as varidncias apresentadas pelas CPs e Vs, tanto para o modelo
estacionario como para o dindmico, observa-se que as CPs descrevem uma quantidade maior de
variagio que pode explicar o conjunto de varidveis dependentes (X) que as VLs. Por outro lado,
as VLs descrevem mais varidncia da variavel dependente (DBO) que as CPs.

Considerando entfio um limiar de pelo menos 2% na varidncia acumulada com a inclusfio
de uma VL no modelo, tem-se que as trés primeiras VLs devem permanecer no modelo PLS
estacionario e dindmico. A inclusfio da quarta VL ao modelo representa apenas um acréscimo de
1,23% e 1,02% na varincia acumulada para o modeio estaciondrio e dindmico, respectivamente.
Obtém-se portanto uma reducgio de dimensionalidade superior & obtida através do método de
Todeschine para as componentes principais.

Nas Tabelas A10 e All do Anexo 2 sdo apresentados os Joadings das VLs, dos modelos
estacionario e dindmico, respectivamente. Para os modelos estacionario e dindmico tem-se que a
primeira varidvel latente, que carrega 20,25% ¢ 17,99% da variago total dos dados e representa

23,30 % e 24,75% da variagiio da varidvel dependente, respectivamente, traz informagio
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principalmente da DQO, seguida pela produgfio de celulose e temperatura. Apenas a variavel
COR ndio se apresenta significante para as trés primeiras varidveis tanto para modelo
estaciondrio, como para ¢ modelo dindmico. Na Tabela 5.9 sfio apresentados os resultados de

modelagem.

Tabela 5.9: Resuitados MLR e PLSR obtidos para o conjunto de modelagem — DBO de saida (Dados 1).

*Modelo Radj .(Rz) » MSE “p-valor aF
MLR -8 3L1GLH 253 0,004 i1 66
Meoedelagem MLR -4 308313 25,6 6,003 "
estaciondria PLSR 8 3L1(G2.0) 2533 0,004 20 86
PLSR -3 31,2 (31,5) 25,51 0,002 ’
MIR Z16 36,6 (38.2) 3.0 0,054 o1 20
Modelagem MLE — 6 35,7 (36,3) 23,7 {,025 o
dinfimica PLSR_16 36,6 (38.2) 73.01 0.054 003
PLSR -3 37,2 (37.5) 327 0,031 ’

Nota: Os valores de p-valor para o teste de significincia na regressio dos oito medelos é menor que 0,05,
® Modelo construido e numero de varidveis independentes. ° Os resultados MSE devem ser multiplicados por 10™.
¢ p-valor para o teste de normalidade dos residuos. ¢ Teste indicado por BARROS et al. (1996): ¥ Fy s, 4. 17 = 2,37,

szo,os;s; a7 = 2,21, (ﬁ?o,os; msw=1,83 e da?o,os; 5 e09 = 1,70

Analisando os resultados obtidos para o teste F, tem-se que tanto para os modelos
estaciondrios, como para os dindmicos, ndo existe ganho em se utilizar modelos MLR — 8§ ou
MLR — 16, respectivamente, apesar dos residuos deste ltimo passarem no teste de normalidade
(ver Figura 5.11). Analisando os gréficos de probabilidade dos residuos dos modelos MLR — 4 ¢
MLR ~ 6, Figuras 5.11 (a) e (b), observa-se que o modelo dindmico apresenta-se methor até
mesmo para os valores extremos. Vale ressaltar que, quando um intervalo de confianca de 99% ¢
considerado, os residuos do modelo MLR — 6 passam no teste de normalidade, assim como, o
valor do seu F calculado passa a ser menor que o F tabelado (Fo g 10, 600 = 2,32).

Analisando os resuliados obtidos para o teste /' para os modelos PLS, tem-se que tanto
para os modelos estacionarios, como para os dindmicos, nio existe ganho em se utilizar modelos
que contém todas VLs, ou seja, PLSR — 8 ou PLSR - 16, respectivamente. Analisando os
graficos de probabilidade dos residuos dos modelos PLSR — 3, estaciondrio ¢ dindmico, Figuras
5.11 (¢) e {d), respectivamente, observa-se mais uma vez que o modelo dindmico apresenta-se

methor até mesmo para os valores extremos.
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Figura 5.11: Teste de normalidade dos residuos dos modelos para DBO de saida — Dados 1; (a) MLR - 4
estaciondrio; (b) MLR — 6 dindmico; (¢} PLS — 3 estaciondrio; (d) PLS — 3 dindmico.

Com a incluséio da quarta VL, os modelos estaciondrio e dindmico passariam a apresentar
um R’ ajustado de 31,5% e 37,5%, respectivamente, sendo seus respectivos p-valor iguais a 0,060
e 0,051. Assim, concordando com o critério utilizado para redugfio de dimensionalidade do
sisterna, nenhuma melhora significativa na performance de predigfio dos modelos PLS ¢ obtida
com a inclusdo de mais VLs.

Os resultados obtidos para os conjuntos de validaglio e teste sfio apresentados na Tabela

5.10.
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Tabela 5.10: Resultados dos modeios MLLR e PLSR obtidos para os conjuntos de validagfio e teste — DBO
de saida (Dados 1).

Validagio Teste Meédia £ Desvio Padriio

“Modele R "MSE R "MSE R* "MSE  R'tc “MSE+o

MLR -8 37,8 204 284 262 387 258 349%57 24132

Modelagem MLR -4 390 20,0 285 262 389 255 355+60 239+34
estaciopariza PLSR -8 37,8 204 284 26,2 387 258 349157 241+32
PLSR -3 36,6 208 26,8 268 37,7 264 337+60 246+34

MLR-16 396 20,0 30,8 267 464 228 390+78 232434

Modelagem MIER -6 - 40,6 198 314 265 467 223 396+77 229434
dindmica PLSR-16 40,6 198 314 265 46,7 223 396+77 229+34
PLSR -3 399 198 284 281 444 237 376483 239442

“Modelo construido e mamero de varidveis independentes. " Os resultados MSE devem ser multiplicados por 107,

A analise da performance dos modelos através dos conjuntos de validagio e teste ¢
dificultada devido aos altos valores de desvios padriic de R? ¢ MSE encontrados. Entretanto, ¢
possivel observar que, concordando com os resultados de modelagem, os modelos dindmicos
apresentam performance de predigdo superior ao estacionario para os dados de validacfio ¢ teste.

O modelo MLR com seis variaveis preditoras apresenta resultados levemente melhores ¢
¢ o modelo dindmico mais simples obtido. Deve-se notar que, apesar do modelo PLS apresentar
apenas trés VLs como varidveis preditoras, a estimativa dos seus scores requer informagdes das
oito variaveis originais, 0 que pode representar um modelo com maior custo de implementagio.

Como esperado, através do grafico do ajuste da varidvel predita versus a medida (Figura
5.12) verifica-se que € possivel obter resultados de predigiio da DBO de saida dentro de um
intervalo de predi¢fio de 95% para a grande maioria das amostras utilizando o modelo dindmico
MLR com seis variaveis preditoras. Isto também pode ser observado na Figura 5.13, onde ¢
apresentada uma representagio grifica dos valores da DBO de saida medidos e preditos para este
modelo. Mais de 85% das amostras apresentam desvios relativos entre a DBO medida ¢ a predita

menor que 10%.
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Figura 5.12: Relacéio entre a DBO saida predita vs. medida (linha solida) — Dados 1. As linhas tracejadas

superior e inferior indicam o intervalo de predi¢@o de 95% para o modelo MLR — 6.

Modelos PCR foram também construidos. Primeiramente o método stepwise foi utilizado
para eliminacfo das componentes menos correlacionadas com a varidvel dependente. Para oy =
0,10 e ot = 0,15 os resultados indicam que nenhuma componente dever ser excluida do modelo
estaciondrio, e dez componentes devem ser utilizadas para o modelo dindmico.

Quando niveis de confianga mais exigentes sfio utilizados (o, = 0,15 € € oy = 0,15),
obtém~se que apenas a componente cinco deve ser excluida do modelo estacionario, sendo obtido
um modelo com R’ ajustado praticamente igual ao obtido pelo método MLR, 31,2%. A
performance dos modelos PCR ¢ ainda pior, R’ ajustado igual a 17,2%, quando apenas as quatro
primeiras componentes principais sfio utilizadas na construgio do modelo. Para o modelo
dinfmico, os resultados stepwise discordam com os obtidos segundo Todeschine, ou seja, tem-se
que as seis primeiras componentes devem ser utilizadas, sendo obtido R’ ajustado igual a 18,36%.
Quando apenas as cinco primeiras CPs sfo utilizadas, obtém-se R ajustado igual a 16,6%. Tais
resultados ja eram esperados tendo em vista que as informacdes das varidveis encontram-se
espalhadas praticamente em todas as componentes, como pode ser observado através dos seus

loadings.
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Figura 5.13: Grificos de séries temporais ~ Dados 1; (a) DBO de saida medida e predita para o modelo

dindmico MLR — 6; (b) Residuos — Linhas superior e inferior indicam um intervalo de confianca de 95%.

Comparando-se os resultados obtidos por técnicas estatisticas multivariadas, ou seja,
regressdo linear multipla, regressfio por componentes principais e regressiio por minimos
guadrados parciais, observa-se que o modelo MLR dindmico, contendo apenas seis varidveis

preditoras, é o que apresenta melhor performance de prediciio da DBO de saida.
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Modelagem via redes neurais artificiais

Modelos FLN e PLS-FLN foram inicialmente construidos, sendo obtidos os mesmos
atmeros de mondémios que os da DBO de entrada quando realizadas expanses polinomiais de
grau um e dois.

Nas Tabelas 5.11 € 5.12 sfio apresentados os resultados de modelagem quando utilizados
graus de mondmios iguais a um e dois, respectivamente. Os resultados de validagfio e teste sfo
apresentados na Tabela 5.13 (modelos FILNs de primeira ordem) ¢ Tabela 5.14 (modelos FL.Ns
segunda ordem). Das trés funcBes de transferéncia testadas, a fungfo logsig apreseniou melhores

resultados considerando os valores de R? e MSE obtidos.

Tabela 5.11: Resultados FLN (ordem 1} obtidos para o conjunto de modelagem — DBO de saida
(Dados 1).

* Modelo R® b MSE ° p-valor

FLN -8 32.8 25,3 0,008
Modelagem o, ¢ by o 32,8 25.3 0,008
Estacionaria

PLS-FLN -3 325 252 0,005

FLN-16 38,6 22.8 0,062
Modelagem PLS-FIN— 16 38,9 2.8 0,062

Dinamica
PLS-FLN -3 38,5 22.9 0,041

2 Modelo construido e nimero de varidveis independentes. ° Os resultados MSE devem ser multiplicados por 107,
¢ P-valor para o teste de normalidade dos residuos.

Tabela 5.12: Resultados FLN (ordem 2) obtidos para o conjunic de modelagem — DBO de saida
(Dados 1).

*Modelo R ® MSE ¢p-valor

FIN -8 439 20.9 0,074
Modelo PLS-FLN-8 43,9 20,9 0,074

estacionario .

PLS-FLN -3 34,3 24,5 0,007

FLN - 16 60,0 14,9 0,10
Modelo PLS-FLN— 16 60,0 14,9 0 102

dindmico e K ’ :
PLS-FLN -3 40,4 223 0,054

* Modelo construido e nimero de variaveis independentes. * Os resultados MSE devem ser multiplicados por 107,
° P-valor para o teste de normalidade dos residuos.
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Tabela 5.13: Resultados FLN (ordem 1) obtidos para os conjuntos de validagdo e teste — DBO de saida
{Dados 1).

Validacdo Teste Meédia + Desvio Padrio

* Modelo R? "MSE R? YMSE R? "MSE [R'tos C“MSE+o

FLN -8 37,6 20,6 274 26,1 388 252 346+63 240+3.0
mﬁ‘;:;;’m PLS-FLN-8§ 422 21,7 30,0 269 397 332 373+64 273+58
PLS-FLN -3 41,3 23,1 279 28,0 38,7 348 360+71 286%59

FLN — 16 39,2 20,6 29.8 252 44,8 250 379+76 23.6+2.6

dﬁ;‘;ﬂ".‘:o PLS-FLN -~ 16 41,2 21,0 34,9 23,1 478 392 413+65 27.8+10,0
PLS-FLN -3 41,7 216 30,6 226 41,6 213 380+64 21,8+0,7

*Modelo construido e niimero de variaveis independentes. ° Os resultados MSE devem ser multiplicados per 107

Tabela 5.14: Resultados FLN (ordem 2) obtidos para os conjuntos de validagio e teste — DBO de saida
(Dados 1).

Validacio Teste Media + Desvio Padrio
* Modelo R "MSE p? *MSE R® MSE Rli+c V“MSEto
FLN -8 36,3 26,0 28,2 36,1 36,0 329 335+46 31,7+52
%tﬁ‘;g;?ﬁe PLS-FLN -8 453 247 304 46,7 412 322 390+77 345+112
PLS-FLN -3 47,1 22,1 343 342 402 40,4 405+64 32,2493
FLN - 16 222 678 104 476 55 872 127486 67,5+198
dﬁﬁi’o PLSFIN-16 186 648 211 550 145 1180 _1s1+33 79,3£33.9
PLSFINZ3 * 472 214 348 212 472 212 431472 213%01

? Modelo construido e niimero de variaveis independentes. Os resuftados MSE devem ser mlﬂuphcados por 107

Assim como ocorreu para a DBO de entrada, a perda de generalizacfo das redes FLN com
a inclusio de mondémios de ordem dois pode ser notada claramente, tendo em vista que para o
conjunto de modelagem tais modelos pareciam ser os melhores, discordando dos resultados
obtidos para os conjuntos de validacio ¢ teste. Os resultados de validagdo e teste dos modelos
FLN indicam que a reducéo da dimensionalidade das entradas da rede pela exclusfo das tltimas
VLs realmente melhora a acuricia dos modelos de FIN de segunda ordem; ¢ mesmo
comportamento ndo € observado para o conjunto de modelagem. Para os modelos FLN de
primeira ordem, apenas uma melhora modesta é observada para a mesma situagfio. Mais uma vez,
a identificagdo do melhor modelo FLN de predigio da DBO ¢ dificultada pelos valores altos de

desvios encontrados.
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Modelos de redes neurais MLP foram entdo construidos utilizando o algoritmo de
treinamento DBD e a funcio de transferéncia sigmoidal. Diferentes topologias das redes foram
testadas e os melhores resultados MLP obtidos sfio apresentados nas Tabelas 5.15. Na Tabela

5.16 sfo apresentados os resultados para os conjuntos de validacio e teste.

Tabela 5.15: Resultados MLP obtidos para o conjunto de modelagem — DBO de saida (Dados 1).

*Modelo R? * MSE °p-valor

MLP — 8 (n=8) 40,4 22,3 0,017

Modelagem PLS-MLP — 8 (n=8) 35,9 25,6 0,237
Estacionaria ’ ’ ’

PLS-MLP — 3 (n=6) 32,4 47,2 0,001

MLP — 16 (n=3) 46,8 20,1 0,070

Modelagem PLS-MLP — 16 (n=6) 41.6 21.9 0.007
Dinimica ’ ’ ’

PLS-MLP -3 (p=6) 425 43 4 0,008

*"Modelo construido e nimero de variaveis independentes.  Os resultados MSE devem ser multiplicados por 10™.
¢ P.valor para o teste de normalidade dos residuos. n = niimero de neurbnios intermedidrios.

Tabela 5.16: Resultados MLP obtidos para os conjuntos de validacio e teste - DBO de saida (Dados 1).

Validacio Teste Meédia + Desvio Padrio

1Modelo R PMSE R® YMSE R® "MSE R’+c YMSE+o

MLP — 8 (n=8) 498 16,6 30,7 245 46,1 23,6 422+101 21,6+43

Modelagem o, o \rp 8-y 37,8 22,0 251 325 33,1 328 320%64 291162
estacionaria

PLS-MLP -3 (n=6) 39,7 43,3 29,8 591 356 573 350%50 532+86
MLP- 16 (0=3) . 56,7 144 356 23,7 47,9 231 467+106 204+52
PLS-MLP - 16 @m=6) 494 175 32,7 274 310 31,0 37,7+102 253+70
PLS-MLP -3 (n=6) 434 44,1 352 352 492 33,1 426+7,0 375+58

¥ Modelo construido e niimero de variaveis independentes. ° Os resultados MSE devem ser multiplicados por 107
n = nlmero de neurénios intermediarios.

Modelagem
dinimica

Assim como ocorreu para o caso das redes FLN de primeira ordem, observa-se que a
técnica PLS no anxilia o mapeamento nfio linear das redes MLP para o caso em estudo. Os
mesmos fatores apresentados para a DBO de entrada podem explicar a ocorréncia deste fato para
a DBO de saida.

162



Note que apesar do conjunto de validacfio “influenciar”™ na definicdo da topologia das
redes MLP, diferencas significativas entre os conjuntos de validagfio ¢ teste sfo observadas
apenas nos modelos MLP para predigio da DBO de saida. Considerando apenas os resultados
obtidos para o conjunto de teste, verifica-se que os modelos dindmicos MLP com trés neurdnios ¢
PLS-FLN com irés VLs, sfo os melhores modelos obtidos. Entretanto, os resultados de validacfo
indicam que o primeiro apresenta melhor performance de predigfio; os residuos deste modelo
apresentam-se normalmente distribuidos.

Como esperado, o grafico de ajuste da DBO de saida predita versus a medida (Figura
5.14) mostra que o modelo MLP dindmico com trés neurdnios ¢ realmente capaz de fornecer

resultados de predico dentro de um intervalo de predi¢do de 95%.
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Figura 5.14: Relagio entre a DBO de saida predita versus medida (linha sélida) — Dados 1. As linhas
tracejadas superior e inferior indicam o intervalo de predigio de 95% para o modelo dindmico MLP com

trés neurdnios.

Na Figura 5.14 ¢ apresentada uma representagfio grafica dos valores da DBO de saida
medidos e preditos para este modelo. Mais de 90% das amostras apresentam desvios relativos

entre a DBO de saida medida ¢ a predita menor que 10%.
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Figura 5.15: Graficos de séries temporais — Dados 1; (a) DBO de saida medida e predita para o modelo

D 30 60 90

dindmico MLP com trés neurbnios; (b) Residuos — Linhas superior e inferior indicam um intervalo de

confianca de 95%.
Realizando uma analise geral dos resultados, ¢ possivel observar que, independente da

técnica de modelagem utilizada, os melhores modelos de predicdo da DBO de saida sdo obtidos

quando a dindmica do processo € considerada.
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5.2.3 DADOS 2 — Predicio da DBO de entrada e saida

A andlise dos resultados de modelagem obtidos utilizando o conjunto Dados 2 é realizada
de forma sucinta, dando-se enfoque & comparaciio da performance destes modelos com a dos
modelos construidos com o conjunto Dados 1. Entretanto, vale ressaltar, que os mesmos cuidados
de desenvolvimento e validacdo dos modelos foram tomados, seja utilizando-se o conjunto Dados
1 como o conjunto Dados 2.

Modelos de predigdo MLR foram inicialmente construidos. O método stepwise foi entfio
utilizado na construgdo dos modelos lineares, sendo considerados o = 0,10 (nivel de 90% de
confianca) e a = 0,15 (nivel de 85% de confianga), para os testes de inclusio e eliminacio de
variaveis.

Na prediciio da DBO de entrada, os resultados obtidos pelo método stepwise indicam que
a DQO e nitrogénio amoniacal devem ser utilizados para a constru¢io do modelo MLR. Ja para a
DBO de saida, além da DQO, os solidos suspensos, temperatura, condutividade, producio de
papel e celulose devem ser utilizados como varidveis preditoras. Tais resultados diferem dos
obtidos pelo conjunto Dados 1. Os resultados de ambos modelos sdo apresentados na Tabela
5.17.

Modelos PLS sdo entdo construidos. Na Tabela A3 do Anexo 2 sfo apresentadas as
varidncia explicada e acumulada das componentes obtidas, para predicdo da DBO de entrada ¢
saida. Comparando-se as varidncias apresentadas pelas CPs e VLs, tanto para da DBO de entrada
como para a de saida, observa-se mais uma vez que as CPs descrevem uma quantidade maior de
variagdo que pode explicar o conjunto de varidveis dependentes (X) que as VLs. Por outro lado,
as VLs descrevem mais varidncia da varidvel dependente (DBO) que as CPs.

Considerando entdo um limiar de pelo menos 2% na varidncia acumulada com a inclusio
de uma VL no modelo, tem-se que as quatro primeiras VLs devem permanecer no modelo PLS
de predi¢do da DBO de entrada e saida. A inclusfio da quinta VL ao modelo representa apenas
um acréscimo de 0,64% e 0,18% na varidncia acumulada para 0 modelo para a DBO de entrada e
saida, respectivamente.

Nas Tabelas A9 e A12 do Anexo 2 sHo apresentados os loadings das VLs, para a DBO de
entrada e saida, respectivamente. Para os modelos de predigdo da DBO de entrada e saida tem-se

que a primeira varidvel latente, que carrega 55,8% e 48,8% da variacdo total dos dados,
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respectivamente, e representa 14,1 % e 12,8% da variagio da varidvel dependente,
respectivamente, traz informacgdo principaimente da DQO. Na Tabela 5.17 e 5.18 sio

apresentados os resultados de modelagem e validagfo, respectivamente.

Tabela 5.17: Resultados MLR e PLSR obtidos para o conjunto de modelagem — DBO de entrada ¢ saida
(Dados 2}.

DBO de entrada DBO de saida

*Modelo R°adj.(R’) ‘MSE pvalor °F *Modelo R'adi(R’) PMSE pvalor °F
MLR-12 62,1 (664) 84 0,593

i1 39 MIR-12 549(635) 127 0885 s
MLR-2  62,1(633) 106 0082 =" MLR-6  556(59.9) 13,9 0490 >
PLSR-12 62,1(664) 84 0593 g . PLSR-12 549(635) 127 0885 g

PLSR -4 63,9 (66,1) 85 0,596 PLSR -4 60,2(62,8) 95 0,790

#Modelo construido e nimero de variaveis independentes. ° Os resultados MSE devem ser multiplicados por 107.
¢ FLN de primeira ordem ¢ ° FLN de segunda ordem. ¢ Teste indicado por Barros et al. (1996): ¥ Fys. 10,51 = 1,95,
O o058 51 = 2,10 € ®Fops.6.51 2 2,30.

Tabela 5.18: Resultados MLR e PLSR obtidos para o conjunto de validagdo — DBO de entrada e saida
(Dados 2).

DBO de entrada DBO de saida
* Modelo R PMSE  *Modelo R b MSE
MLR - 12 57,4 13,8 MLR-12 67.6 11,8
Dados 2 MER -2 71,8 86 MLR-6 61,8 13,5
PLSR-12 57,4 13,8 PLSR-12 67.6 11,8
Modelagem PLSR -4 64,8 80 PLSR-4 65,4 10,9
estaciondria MLR -8 70,3 108 MLR-8 73,9 5,7
Dades 1 MLR-5 S 66,7000 11,7 MLR -4 67.4 7.4
PLSR-§ 70,3 108 PLSR-8 73,9 5.7
PLSR -3 69,1 105 PLSR-3 77.1 4.7
MLR - 16 66,2 134 MLR-16 61.0 96
Modelagem o ., MLR-6 71,3 100 MER-6 .7 519 - 124
dinamica PLSR - 16 66,2 134 PLSR-16 61,0 9.6
PLSR -3 63,9 11,7 PLSR-3 66,3 1,7

 Modelo construido € ntimero de variaveis independentes. ° Os resultados MSE devem ser multiplicados por 10™.
Os melthores modelos obtidos através do conjunto Dados 1 sdo apresentados em negrito.

O teste Fe R’ ajustado indicam que nfo existe melhora significativa em trabalhar-se com
os modelos construidos com as doze varidveis latentes nem com 12 VLs, tanto para a DBO de
entrada como para a de saida. Tais resultados indicam que os modelos PLSR com quatro
varigveis latentes s#o os melhores em ambos os casos. Vale lembrar que quando utilizado o
conjunto Dados 1, o modelos MLR apresentaram performance de predi¢8o similar, ou até mesmo

superior, aos modelos PLSR.
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Os resultados de R° e MSE para o conjunto de validagio sfio contraditorios. Enquanto os
valores de MSE indicam que o modelo PLSR — 4 apresenta o melhor resultado de prediciio da
DBO de entrada e saida, o R? indica o modelo MLR — 2 € 0 MLR — 12 sfio os melhores para a
DBO de entrada e saida, respectivamente.

Comparando-se as performances dos modelos construidos com os conjuntos Dados 1 ¢ 2,
observa-se que apesar dos modelo estacionario MLR com cinco varidveis preditoras e 0 modelo
dindmico MLR com seis preditoras, para a DBO de entrada e saida, respectivamente, no
apresentarem os melhores resultados de predicéo para o conjunto de validagdo com 15 amostras,
os demais modelos construidos com 626 amostras (Dados 1) podem fornecer resultados de
predigdo superiores aos obtidos utilizando o comjunto Dados 2. Com base num conjunto de
validacio tdo reduzido, ¢ dificil realizar uma anélise conclusiva.

Modelos FLN foram ent3o construidos. Utilizando expansfo polinomial de ordem dois
foram obtidos vinte € seis, vinte e oito e quatorze monbémios para os modelo FLN, PLS-FLN
(com 13 VLs) e PLS-FLN (com quatro VLs), respectivamente. J& para a DBO de saida foram
obtidos trinta mondmios para os modelos FLN e PLS-FLN com dezesseis inputs (varidveis
originais e VLs, respectivamente) e quatorze mondmios para 0 modelo PLS-FLN com trés VLs.

Modelos de redes neurais MLP foram construidos utilizando o algoritmo de treinamento
DBD e a funcgdo de transferéncia sigmoidal. Diferentes topologias das redes foram testadas.

Os resultados das melhores redes FLN e MLP sfio apresentados nas Tabelas 5.19 e 5.20,

para os conjuntos de modelagem e validac#o, respectivamente.

Tabela 5.19: Resultados FLN e MLP obtidos para o conjunto de modelagem — DBO de entrada e saida
(Dados 2}.

DBO de entrada DBO de saida
* Modelo R* "MSE p-valor “Modelo R* PMSE p-valor
*FLN - 12 599 89 0,650 ‘FLN - 12 54,7 13,6 0,758
°PLS-FLN - 12 599 88 0,648 °PLS-FLN - 12 547 122 0,868
°PLS-FLN - 4 60,0 89 0,552 “PLS-FLN — 4 545 13,8 0,796
IFLN -~ 12 92,1 1,7 0,016 IFLN-12 90,0 4,6 0,173
¢pPLS-FLN — 12 923 1,6 0,007 YPLS-FLN - 12 89,0 281 0,023
¢PLS-FLN -4 698 64 0,075 4PLS-FLN — 4 59,5 12,1 0,667
MLP — 12 (n=3) 73,7 6,7 0,574 MLP - 12 (n=3) 713 13,2 0,801
PLS-MLP — 12 (n=3) 73,6 66 0,696 PLS-MLP-12 (n=3) 42,8 198 0487
PLS-MLP — 4 (n=2) 61,0 10,1 0,727 PLS-MLP — 4 (n=6) 51,3 19,3 0,363

* Modelo construido e nGimero de varidveis independentes (n, niimero de neurdnios intermediarios). ° Os resultados
MSE devem ser multiplicados por 107, ° FLN de primeira ordem e ¢ FLN de segunda ordem. n = namero de
neurdnios intermediarios.
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Tabela 5.20: Resuitados FLLN ¢ MLP obtidos para o conjunto de validag8o para a DBO de entrada e saida
{Dados 2).

DBO de entrada DBO de saida

*Modelo R? b MSE *Modelo R ® MSE

‘FLN~12 487 152 °FLN-12 57,7 18,3

*PLS-FLN ~ 12 48,7 15,2 °PLS-FLN-12 68,4 19,2

‘PLS-FIN-4 48,2 146 °PLS-FLN -4 71,3 21,2

Modelagem SFIN-12 0,2 1050 ‘FILN-12 7,2 26,9
estaciondria dPLS-FLN-12 16,2 62,8 9PLS-FLN-12 99 87.2
(Dados 2) 4PLS-FIN -4 38,3 33,8 9YPLS-FLN-4 63,7 23,6

MLP ~ 12 (n=3) 66,0 10,5 MLP-12 (0=3) 66,0 4,1

PLS-MLP—-12 (n=3) 62,5 11,6 PLS-MLP-12@®=3) 744 6,3
PLS-MLP-4(@®=2) 675 9,7 PLS-MLP-4(m=6) 7438 5,3

Melhor modelo
obtido a partirde MLP - 8§ (p=10) 813 69 MLP- 16 (n=3) 69,7 6.8
Dados 1
FModelo construido e nimero de variaveis independentes (n, nimero de neurdnios intermediarios). ° Os resultados
MSE devem ser multiplicados por 10®. ° FLN de primeira ordem e ¢ FLN de segunda ordem. n = niémero de
neurdnios intermediarios.

Para a DBO de saida, a performance dos modelos FLN de primeira ordem ¢ MLP €
substancialmente melhorada utilizando a técnica PLS para reduzir o espago das varidveis
preditoras. Por outro lado, os modelos FLN ¢ MLP apresentaram uma melhora modesta na
predicdo da DBO de entrada na mesma situagfo. Para os modelos FLN de segunda ordem,
verifica-se uma notavel melhora dos resultados com a redugfio das varidveis de entrada pela
técnica PLS, tanto para a DBO de entrada como para a de saida.

Os melhores resultados para o conjunto de validagfio sdo obtidos usando o modelo de
estrutura PLS-MLP com dois e seis neurdnios intermedidrios na predi¢io da DBO de entrada e
saida, respectivamente. Entretanto, para a DBO de entrada, tais resultados de predigdio sdo
superados quando utilizado o modelo construido com o conjunto Dados 1. O fato do conjunto
Dados 2 apresentar um maior namero de varidveis preditoras e um nimero reduzido de amostras,
justifica a necessidade em utilizar-se a técnica PLS no pré-processamento de dados. Vale lembrar
que o mesmo ndo aconteceu para os modelos construidos utilizando oito varidveis preditoras e
626 amostras.

Tais resultados devem ser comparados com cautela tendo em vista que apenas dados

histéricos foram disponibilizados pela empresa para a construgdo dos modelos.
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5.3 Consideracdes finais sobre o capitulo

O objetivo principal deste capitulo foi apresentar os resultados de predigdo da DBO de
entrada e saida da lagoa aecrada da IPB, utilizando-se técnicas estatisticas multivariadas de
regressio e de redes neurais artificiais para a construgio dos modelos. Os melhores modelos
obtidos para a predigio da DBO de entrada e saida sio apresentados nas Tabelas 5.21 ¢ 5.22.

Tabela 5.21: Resultados dos melhores modelos obtidos para os conjuntos de validagdio e teste -~ DBO de
entrada (Dados 1).

Validacdo Teste Média = Desvio Padrio

Melhores Modelos R2 °MSE R? °MSE R? °MSE [Ri+s PASE+o

MLR - 5 458 12,1 46,9 149 54,7 13,9 492+49 136+1,4

el‘;ft‘;‘if;ig;:‘; FIN -8 46,1 258 44,8 20,5 548 182 48.6+54 215439

MLP-8@®=10) 60,1 . 90 598 11,1 653 103 61,7431 101+11

Tabela 5.22: Resultados dos melhores modelos obtidos para os conjuntos de validacio e teste — DBO de
saida (Dados 1).

Validacio Teste Meédia £ Desvio Padrio

Melhores Modelos 22 °MSE R? °MSE R? °MSE PR’+c °MSE+o

MLR - 6 40,6 19,8 31,4 265 467 223 396+77 220+3.4

Nfi‘:g:::jg::’ PLS-FLN - 3 472 21,4 348 212 472 212 431+72 213401

MLP-16(Gn) 56,7 14,4 356 237 479 23,1 46,7+106 204+52

Com base nos resultados obtidos, os seguintes pontos devem ser evidenciados:

- De um modo geral, os resultados estatisticos indicam que os modelos estacionarios sfio os que
melhor se ajustam & predicdo da DBO de entrada, enquanto os modelos dinidmicos sfo os
melhores para a DBO de saida.

- Os modelos MLP estacionério e dindmico sio os melhores obtidos para a predi¢io da DBO de
entrada e saida, respectivamente. No caso da DBO de entrada, além destes modelos apresentarem
maiores R, seus valores de MSE e de desvio s#o os menores obtidos.

- Invariavelmente, os resultados de predi¢io da DBO de entrada so melhores que os de predicdo
da DBO de saida. Isso ja era espefado, tendo em vista que varidveis, tais como a taxa de
¢rescimento microbiano ¢ as rotas preferenciais na lagoa, apesar de influenciarem na variagio dos

valores da DBO de saida, ndio foram consideradas na constru¢do dos seus modelos de predigfio.
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- Para a DBO de entrada, a performance de predicio do modelo MLR € consideravelmente
melhorada quando utilizada a técnica stepwise para selecdo de varidveis; este modelo apresenta
resultados melhores que os modelos PLSR. Para a DBO de saida, nenhuma diferenca
significativa ¢ observada entre os modelos MLR e PLSR.

- Os modelos lineares clissicos parecem ser mais robustos que os modelos FLN de primeira ¢
segunda ordem, pois apresentam A/SE com menor variabilidade.

- E possivel obter uma redugiio de dimensionalidade maior utilizando-se a técnica PLS do que a
PCA, sendo que os modelos PCR apresentaram a pior performance de predicio de todos os
modelos construidos.

- A técnica PLS somente parece auxiliar na estimativa dos pardmetros das redes FLN de segunda
ordem. Isto pode ser justificado pelo fato destas redes apresentarem um mimero consideravel de
mondmios gerados.

- A reducdo de dimensionalidade pela técnica PLS mostrou ser eficaz para os modelos MLP ¢
FLN, melhorando suas performances de predicio quando apenas um nimero reduzido de
amostras € disponibilizada para o desenvolvimento dos modelos (conjunte Dados 2).
Comparando os resultados de regressdio linear multivariada com os de redes neurais para esse
conjunto de dados, pode-se observar que os modelos MLP ¢ PLS-MLP apresentam performance
de predigdo superior aos modelos MLR e PLS, respectivamente. Os modelos PLS-MLR
fornecem os melhores resultados de predicdo da DBO de entrada e de saida. Os modelos FLN e
PLS-FLN foram os piores obtidos para este caso.

- Os graficos de controle da estatistica T* de Hotelling se mostraram uma ferramenta de facil
interpretaciio e uso. Entretanto, as amostras indicadas como outliers pelos gréaficos de controle T°
nio aparecem destoantes nos graficos de ajuste e dos residuos dos melbores modelos obtidos.
Tais resultados indicam que os modelos conseguiram predizer tais outliers no mesmo intervalo de
confianga que as demais amostras.

As estatisticas R°, R® ajustado, MSE, p-valor ¢ teste F se mostraram parimetros
consideravelmente eficazes na andlise comparativa entre os modelos MLR, PLS e PCR
desenvolvidos. J4 para os modelos de redes neurais, apenas as estatisticas R?, MSE ¢ p-valor
puderam ser utilizadas. Infelizmente, nfio existe nenhum critério universal que considere o
ntimero de pardmetros ajustados durante o treinamento para fins de comparaciio entre modelos

com diferentes topologias.
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CAPITULO 6

CONSIDERACOES FINAIS
6.1 Conclusodes

Ao escolher esse tema para desenvolver a tese de doutorado pretendia-se mostrar se a
utilizacdo das técnicas de redes neurais seria uma ferramenta vidvel, alternativa as técnicas
classicas de regressdo linear e aos modelos tedricos (com base fenomenolégica), na modelagem
de um bioprocesso de complexidade reconhecida.

Foram escolhidos tr8s téenicas estatisticas classicas e duas de redes neurais para
construgio dos modelos para predigdio de um dos pardmetros de qualidade mais importantes, e de
medigdo em laboratério mais demorada, da lagoa aerada, ou seja, a demanda bioquimica de
oxigénio (DBO). Tais técnicas foram: a) Regressfo linear multivariada — MLR; b) Regresséo por
minimos quadrados parciais ~ PLSR; ¢) Regress@o dos componentes principais — PCR; d) Redes
neurais perceptron de multiplas camadas — MLP; €) Redes neurais functional-link - FLN.

As principais conclusOGes sobre os temas abordados nesta tese foram apresentadas
detalhadamente ao final de cada capftulo. De uma forma geral, apesar das redes MLP
apresentarem uma etapa tediosa ¢ demorada de definiclo da sua topologia, seus modelos
apresentam resultados de predi¢do superiores aos obtidos através das demais técnicas e sdo
bastante satisfatérios tanto para predicdo da DBO de entrada como para a de saida.
Surpreendentemente, 0s modelos MLR desenvolvidos com o auxilio do método stepwise para
selecdo de varidveis, apresentaram resultados similares ou até mesmo levemente superiores aos
das FLN, mesmo sendo utilizada as varidveis latentes como inputs, ou fungdes de transferéncia
reversiveis para auxiliar o seu mapeamento.

Com base nos resultados obtidos, é possivel concluir-se que o nimero de dados € o seu
grau de representabilidade do processo sdo fatores essenciais para se obter um modelo satisfatério
com redes neurais. Quando um numero reduzido de dados foi utilizado, o uso da técnica PLS
para minimizar as entradas das redes se mostrou essencialmente necessdrio, principalmente para
o caso mais complexo, de prediggo da DBO de saida. Modelos MLR e PLSR se mostraram mais
eficientes na predicio da DBO de entrada e saida, respectivamente, para este caso.
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Mesmo nfo havendo exclusio de amostras indicadas como possiveis outliers, a
importancia na andlise destas amostras, como etapa prévia a construgio dos modelos, foi
apresentada de forma clara, podendo ser utilizada em outros trabalhos. Neste trabalho, foi
possivel observar que os modelos construidos conseguiram realizar predicdes dos potenciais
outliers, dentro do intervalo de confianga considerado.

A apresentacdo de uma revisdo unificada, detalhada e comparativa das técnicas
estatisticas multivariadas e de redes neurais artificias (drea sombreada da Figura 6.1), aplicadas a
um caso real, pode ser considerada o principal aporte desta tese. Considera-se também de grande
relevéncia a apresentacdo da importancia dos modelos de estrutura PLS-FLN ¢ PLS-MLP (&reas
mais escuras da Figura 6.1) na modelagem do sistema em estudo, principalmente quando apenas

um mimero reduzido de amostras ¢ utilizado para a construgdo dos modelos.

Modelagem de Processos

¥ b A
| Regresséo Linear Multivariada | | Redes Neurais Artificiais |

Figura 6.1: Desenho esquematico das ferramentas utilizadas na construgéo dos modelos preditivos.

Espera-se que este trabalho possa beneficiar estudantes, professores € pesquisadores das
mais diferentes areas, contribuindo para esclarecer as potencialidades ¢ os problemas de utilizar
técnicas classicas de regressfio ¢ das redes neurais, Vale ressaltar que um ponto de grande
preocupagdo sempre presente neste trabalho foi de alertar para que o uso das técnicas estatisticas
classicas e de redes neurais nfo séja feita de forma indiscriminada e descuidada, sendo
apresentado diversos parimetros estatisticos para auxiliar na escolha e na comparagdo entre

modelos de diferentes dimenses e estrutaras,
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6.2 Perspectivas futuras

Como sugestdes para prosseguimento deste trabalho sugere-se:

a)
b)

Estudo e aplicagfio de modelos estatisticos empiricos ndo-lineares ao caso estudado.
Construcic de modelos de redes neurais onde sZo excluidas as variaveis de inpur
consideradas como menos importantes por aigum método de anélise se sensitividade,
tais como os propostos por GARSON (1991) ou SUNG (1998).

Uso de algum algoritmo de eliminac@io de conexdes (pesos) ndo importantes para 0s
modelos neurais, tal como o optimal brain surgeon (HASSIB e STORK, 1993).

Estudo e uso de uma estrutura de rede neural definida automaticamente por algum
algoritmo de aprendizado construtivo ao caso estudado.

Integracdo entre modelos de predi¢do da DBO de entrada e de saida, ou seja, utilizar
os valores preditos da DBO de entrada, como input da rede para predigdo da DBO de
saida, tendo em vista a evidente correlagiio existente entre estes dois pardmetros.
Construgfo de modelos de predigdo utilizando-se a DBO e DQO como variaveis de

carga, ou seja, em unidades de concentragio por tempo (mg/dia, por exemplo).

Para o processo estudado neste trabalho seria também interessante reestruturar a

periodicidade das andlises de forma a garantir um maior aproveitamento das mesmas e

principalmente o uso das varidveis controladas do processo (carga de nitrogénio e fosforo) como

varidaveis preditoras.
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technigues.

Autores: > Karla P. Oliveira-Esquerre, Aline C. Costa, Roy E. Bruns e Milton Mori.

Periodo: 28 de abril a 01 de maio de 2002, Gatlinburg — Tennessee — EUA.

8.3 Trabalho premiado

Prémio: QUTSTANDING POSTER PRESENTATION (1° dentre 64 trabalhos).

Trabalho: Simulation of an Aerated Lagoon Using Artificial Neuwral Networks and Multivariate Regression
Techniques.

Autores: * Karla P. Oliveira-Esquerre, Aline C. Costa, Roy E. Bruns e Milton Mori.

Evento: 24% Symposium on Biotechnology for Fuels and Chemicals.

Pericdo: 28 de abril a 01 de maio de 2002, Gatlinburg — Tennessee — EUA).

2 Autor que apresentou o trabalho.
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8.4 Consideracoes finais

Frente os trabalhos publicados, submetidos e apresentados torna-se evidente a relevincia
do trabalho de pesquisa desenvolvido no decorrer de trés anos e dois meses. O trabalho premiado
é fruto do reconhecimento da exceléncia de um dos trabalhos desenvolvidos.

Com relagdo as principais atividades extras realizadas paralelamente ao desenvolvimento
desta pesquisa de doutorado, tem-se:

a) Participagdo do Programa de Estigio Docente — PED, na Faculdade de Engenharia

Quimica da UNICAMP, relacionadas as seguintes disciplinas:

-  EQ481 - Introducdo a Engenharia Quimica (agosto a dezembro de 2000);

- EQO052 -~ Topicos em Processos Quimicos (fevereiro a junho de 2001);

- EQ921 - Projetos Quimicos (fevereiro a junho de 2003), e

- EQO041 — Tépicos em Projeto Quimico (fevereiro a junho de 2003).

b) Aluna do curso de Especializagio em Engenharia Ambiental, na Faculdade de

Engenharia Quimica da UNICAMP (outubro de 1999 a dezembro de 2000).
¢) Aluna do curso de Melhoria de Processos - Formagio Black Belt, no Instituto de

Matematica, Estatistica ¢ Computac¢io Cientifica da UNICAMP (setembro de 2000 a
margo de 2001).
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Anexe 1: Graficos de séries temporais ¢ matriz de correlacio,

1 Amostras 1427 1 Amostras 1427

1 Amostras 1427 i Amostras 1427

0,2

Amostras 1427 1 Amostras 1427

ot

1 Amostras 1427 1 Amostras 1427

Figura 1A: Graficos de séries temporais das varidvels preditoras e preditas da lagoa aerada da IPB (Set/1996 a

Jul/2000), onde cada amostra representa o valor individual on médio das andlises realizadas em um dia.
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Tabela 1A: Matriz de correlacio.

BOD;,|BOD,,,| DQO | CHUVA | CONDICOR|NAM; NN | pH | SST| T |VAZ|CEL| PAP

BOD 1 P 0SE 0621 0,010 0,2310,1210,1510,09:0.0910.2410,.2910,0710310,09
in 0 0

0 0 0 0,75 0 0 0,15 0 0 4,01 0 0

0,51 S 0,471 0,05 | 02 |0,15]0,07]0.18/0,07 3,99 0,191 02 3,24 0,09
BODout 0 0 0 0 o1 0

0 0 0,14 0,1 0 | 0011]003

QO 0.627] 047 | 1.00] 0,06 | 042 1020029024003 |032|047-022/036}0.19
0

0 0 0 0,07 0 G 0 1027 O 0 0 0 0
CHUVA

0,01 120051006/ 1T | 0,041007]/011]032/002/013/0,01]026/0,04/0,03
0

0,75 0,14 | 007 0 0,14 | 0,021 001 0 048} © 0,7 0.2 1031

0

- 0 _
co 0 0 ] 013 0 ol 0] 0] 0] 0 0290 0 008} 036

10,121 6,15 10201 0,07 | 015 | 1+ -1 0 1017/ 6120110191016} 01 (0,18

COR

0 0 | 0| om 0 0 __.0,98 0l 0fo]o _ 0
015 1 0,07 1029 011 017 0 F 1 64710,071024/0.02-02 0.030.,09)

NAM 0 0,1 0 0,01 i ﬁ,98 10 0 0061 0 | 058 0,03

0 0 G 4] 0

0,15 0 0 0 0 0,01 | 6,13

- 0,09 ] 0,07 [0,03] 0,02 [ 047 [0a2]007/021 1 [02 101
) 0 0

0 0,01 0,27 0,48 0 0 0,06 0 0 0
g |

0,24 10,09 10,321 0,13 1033 1-0,12/0.24(024] 02 | 110,04} 2
§§T 0,89

0 003 | 0 0 0 0 0 | 001
T 1036

029 019 [047] 001 | 0,03 [0.1910,02 009 0,11
0

0 0 0 4,7 0,29 0 0,58 | 0,13
VAZ 10,06

4 0 0 0,02

001 | A 0,04 0
0311024 |036] 0,04 |-005] 01 [003/-0.08 02004 051/027] 1 |042
(¢ 0 0 3.2 0,08 0 0451 0,2 0 0,3_7 0 0

CEL

PAP

0,09 0,09 10,19} 0,03 | 0,03 10618/0091021 62| 0:1036/006/042] 1
0O ] ] 0,31 (.36 0 0,03 { 14 0,89 { 0,02 0 0

Nota: Na drea sombreada sio apresentados os  valores do indice de correlacdo lpear entre cada par de varigveis,
sendo os demais valores referentes a estimativa do p-valor para o teste de significiincia da correlacio. Neste caso, a
hipotese nula consiste na ausdneia de correlagho entre duas variaveis, logo, para um nivel de confianga de 95%,

p-valor maior que 0,05 indica uma correlagio ndo significativa,
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ANEXO 2: Resultados do pré-processamento de dados via PCA e PLS.

Tabela 2.1A: Varidncia explicada e acumulada das componentes principais e varidveis latentes (Dados 1 — Modelagem estacionéria),

Predigiio da BOD de saida Predi¢do da DBO de entrada
CPs Autovalores >VE(%) >VA(%) VLs 'VE(%) 'VA(%) 2VE(%) *VA(%) Inc.(%) VLs 'VE(%) 'VA(%) “VE(%) *VA%) Inc(%)

621

1 2.288 28.60 28.60 1 23.30 23.30 20.25 20.25 - 1 31.43 31.43 21.93 21.93 -

2 1.759 22.00 50.60 2 6.05 29.34 17.58 37.82 25.95 2 8.45 39.89 14.55 36.48 26.99
3 1.206 15.10 63.70 3 2.18 31.52 15.17 52.99 7.44 3 2.19 42.08 19.36 55.84 5.49

4 0.864 10.80 75.60 4 .39 3191 16.63 69.63 1.23 4 0.42 42.50 12.42 68.26 1.00

5 0.737 9.20 85.70 5 0.07 31.98 9.45 79.07 0.22 5 0.07 42.57 9.98 78.25 0.17

6 0.474 5.90 91.60 6 0.01 32.00 727 86.35 0.04 6 0.02 42.59 8.06 86.30 0.04

7 0.362 4.50 96.10 7 0.00 32.00 8.11 94.46 0.00 7 0.00 42.59 7.03 93.33 0.00

8 0.311 3.90 100.00 8 0.00 32.00 5.54 160.00 0.00 8 0.00 42.59 6.67 100.00 0.00

Varidncia explicada (VE) e varidncia acumulada (VA), espago das varidveis preditas (1) e espago das varidveis preditoras (2}, Aumento na VA (Inc.),

Tabela 2.2A: Varidncia explicada e acumulada das componentes principais e varidveis latentes (Dados 1 — Modelagem dindmica).
Predi¢fio da BOD de saida Predigio da DBO de entrada
CPs Autovalores 2VE(%) *VA(%) VLs "VE(%) 'VA(%) *VE(%) ‘VA(®%) Inc.(%) VLs 'VE(%) 'VA(%) >VE(%) *VA(%) Inc(%)

1 .81 23.80 23.80 1 24.75 24.75 17.99 17.99 - I 26.92 26.92 19.75 19.75 -
2 3.168 19.80 43.60 2 9.95 34.70 13.50 31.49 40.20 2 15.12 42.03 9.69 29.44 56.16
3 1.843 11.50 55.10 3 2.85 37.54 9.63 41.11 8.21 3 2.00 44.03 17.30 46.74 4.75
4 1.382 8.60 63.80 4 0.38 37.93 15.84 56.95 1.02 4 0.69 44,72 9.82 56.56 1.57
5 1.150 7.20 71.00 5 0.20 38.13 8.31 65.26 0.53 5 0.25 44.97 6.39 62.95 0.55
6 0.999 6.20 77.20 6 0.07 38.20 3.56 70.82 0.20 6 0.09 45.06 7.40 70.35 0.20
7 0.740 4.60 81.80 7 0.03 38.23 4.44 75.26 0.07 7 0.05 45.11 347 73.82 0.11
8 0.638 4.0 85.80 8 0.01 38.24 4.07 79.33 0.03 8 0.01 45.12 5.58 79.40 0.03
9 0.526 3.30 85.10 9 0.00 38.24 4.69 84.02 0.00 9 0.00 45.12 2.97 82.37 0.01
10 0.462 2.90 92.00 10 0.00 38.24 3.92 87.94 0.00 10 0.00 45.12 426 86.63 0.00
11 0.368 2.30 94.30 1] 0.00 38.24 2.93 90.87 0.00 11 0.00 45.12 3.48 90.11 0.00
12 0.272 L.70 96.00 12 0.00 38.24 2.36 93.23 0.00 12 0.00 45.12 2.70 92.81 0.00
13 0.190 1.20 97.20 I3 0.00 38.24 2.46 95.70 0.00 13 0.00 45.12 2.76 95.51 0.00
14 0.174 1.10 98.40 14 0.00 38.85 2.14 97.90 0.00 14 0.00 45.12 2.47 97.98 0.00
15 0.138 0.90 99.20 15 0.00 38.85 1.07 98.97 0.00 15 0.00 45.12 1.03 99.01 0.06
16 0.124 0.80 100.00 16 0.00 38.85 1.03 160.00 0.00 16 0.00 45.12 0.99 100.00 0.00

Variancia explicada (VE) e varisncia acumulada (VA), espago das variaveis preditas (1) e espago das varigveis preditoras (2). Aumento na VA (Inc.).



Tabela 2.3A: Varidncia explicada e acumulada das componentes principais e varidveis latentes (Dados 2).

Predigéio da BOD de saida Predigio da DBO de entrada

CPs Autovalores *VE (%) “VA(%) VLs 'VE(%) 'VA(%) *VE(%) “VA(%) Inc.(%) VLs 'VE(@%) 'VA(@%) *VE(%) *VA(©%) Inc(%)

1 3.375 28.10 28.10 1 48.81 48.81 12.76 12,76 - 1 55.85 55.85 14.12 14.12 -

2 1.806 15.00 43.10 2 10.13 58.94 13.41 26.17 20.75 2 7.61 63.47 11.13 25.25 13.63
3 1.535 12.80 55.90 3 2.00 60.94 22.35 48.52 3.40 3 1.22 64.68 23.76 49.01 1.92
4 1.230 10.20 66.20 4 1.83 62.77 5.61 54.14 3.0 4 1.46 66.15 4,12 53.13 1.26
5 1.036 8.60 74.80 5 0.40 63.18 8.20 62.34 0.64 5 0.12 66.27 11.00 64.13 0.18
6 0.820 6.80 81.60 6 0.21 63.39 5.29 67.63 0.33 6 0.05 66.32 5.50 69.63 0.08
7 0.748 6.20 $7.90 7 0.06 63.45 9.05 76.67 0.10 7 0.02 66.34 7.06 76.69 0.03
8 0.411 3.40 91.30 8 0.03 63.48 5.59 82.26 0.05 8 0.01 66.35 4.39 8i.08 0.02
9 0.3780 3.10 94.40 9 0.01 63.49 3.67 85.93 0.02 9 0.00 66.35 6.58 87.66 0.00
10 0.295 2.50 96.90 10 0.00 63.49 792 93.85 0.00 10 0.00 60.35 6.11 93.77 0.00
11 0.2521 2.10 99.00 11 0.00 63.49 3.68 97.53 0.00 1 0.00 66.35 3.12 96.89 0.00
12 0.1203 1.00 100.00 12 0.00 63.49 2.47 100.00 0.00 12 0.00 66.35 3.11 100.00 0.00

uel

Varidncia explicada (VE) e varidncia acumulada (VA), espago das varidveis preditas (1} e espaco das varidveis preditoras (2). Aumento na VA (Inc,).

Tabela 2.4A: Loadings das componentes principais (Dados | — Modelagem estacionaria).
VARIAVIEIS CP1 CP2 CPr3 CP4 Crs CP6 CP7 CP8

DQO 0,19 0,62 0,01 0,08 0,24 0,49 0,18 -0,49
CEL 0,51 0,16 -0,02 0,29 -0,40 0,35 -0,39 0,45
COND ~0,33 0,53 -0,14 -0,07 -0,26 -0,10 0,51 0,49
COR 0,16 0,03 -0,69 -0,51 0,38 0,10 -0,18 0,21
PAP 0,41 0,09 0,12 -0,62 -0,53 -0,23 0,10 -0,30
pH -0,40 0,18 -0,50 0,21 -0,42 -0,14 -0,41 -0,39
T 0,44 0,26 -0,13 0,37 0,26 -0,72 0,04 -0,02

VAZ 024 045 047 029 022 0,17 059  -0,14
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Tabela 2.5A: Loadings das componentes principais (Dados 1 — Modelagem dindmica).

VARIAVIEIS CP1 CP2 CP3 CP4 CP5 CP6 CP7 CPS8 CP9 CPI0 CPHl CP12 CPi13 CPl4 CP15 CPi6
DQO (k) 0,21 639 -0,07 -0,07 -0,08 -0,66 049 0,11 -007 045 0,16 0,14 -0,29 -0,06 0,09 -0.44
DQO (k-1) 0,23 039 -0,07 -0,12 -0,18 -0,03 (22 -0,34 0,04 0,19 -048 -0,12 031 000 -0,05 045
CEL (k) 037 0,01 013 -0,17 005 031 033 032 007 -037 020 -0,50 026 -0,08 -0,06 -0,05
CEL (k-1) 0,37 006 006 -0,14 030 0,13 0067 -034 051 -629 006 046 -020 0,10 -0,03 0,06
COND (k) -0,14 0,37 -0,23 0,03 042 -0,05 008 000 -042 -0,23 022 009 0,17 053 0,10 0,06
COND (k-1)  -0,15 038 -0,21 -0,02 -0,05 0,35 -0,25 -0,39 -0,19 -0,21 0,20 -0,18 -0,24 -0,48 -0,09 -0,07
COR (k) 0,15 -0,i1 -0,5¢ 028 -021 -0,10 0,44 0,19 0,04 -0,09 030 034 026 -033 0,08 028
COR (k-1) 0,19 -0,12 054 024 -0,24 -0,10 -0,03 -0,16 0,17 -0,18 -0,20 -0,34 -0,22 0,39 -0,10 -0,30
pH (k) -0,20 0,07 -0,37 -0,18 0,54 -0,08 006 037 0,18 000 -043 -0,08 -0,17 -0,29 -0,10 0,04
pH (k-1) -0,21 0,07 -0,27 -0,32 -0,18 0,58 -0,21 0,17 030 033 0,09 0,08 0,17 030 0,05 0,02
PAP (k) 6,25 001 0,0 043 -001 053 -0,07 027 -032 -0,06 -041 027 -0,17 0,04 0,01 0,01
PAP (k-1) 02t 006 0603 652 045 006 -0,21 -0,12 0,23 046 0,19 -028 020 -0,05 0,04 0,01
T (k) 040 009 -0,03 -0,22 -0,04 -0,20 -0,39 025 -0,17 0,15 920 0,01 -0,2t 010 -0,58 0,23
T (k-1) 0,38 0,12 -0,06 -0,2¢ -0,01 -0,19 -0,49 0,09 -0,08 -0,08 -0,14 0,02 0,116 -0,11 060 -0,23
VAZ (k) 0,15 -043 -0,15 -020 0,14 0,05 0,15 -0,16 -0,26 020 0,12 -021 -041 004 038 0,39
VAZ (k-1) 0,14 -041 -0,18 -0,23 021 0,13 005 -030 -032 0,4 -0,10 0,18 038 -0,11 -0,31 -040
Tabela 2.6A: Loadings das componentes principais (Dados 2).
CP1 CP2 CP3 CP4 CPS CP6 CP7 CP8 CP9 CP10 CP11  CPI12
DQO 0,11 0,58 0,14 0,06 0,00 -0,44 034 -0,20 0,13 020 -0,22 -0,42
CEL 0,43 0,29 -0,21 0,00 -0,24 -0,08 0,14 0,03 0,01 0,16 -0,07 0,76
COND  -0,40 0,29 6,13 -0,23 0,15 0,09 0,15 0,05 0,14  -0,62 -0,39 0,27
COR 0,22 0,00 0635 -0,58 -0,15 -0,15 -0,28 0,22 -049 0,07 -0,27 -0,07
CHUVA 0,17 0,17 0,01 0,16 0,82 0,11 -0,35 0,04 0,07 022 -0,22 0,12
NAM -0,11 609 -958 -007 -0,44 -039 055 -033 0,04 -022 -0,09 -0,07
NN -0,32 0,1t -025 -0,38 035 -0,26 031 0,07  -0,32 0,13 0,5t 0,12
PAP 0,12 0,15 040 0,52 -0,03 059 0,09 -0,12 0,23 0,20  -0,10 -0,24
pH -0,33 0,13 042 023 -0,11 -0,04 0,37 0,22 046 0,36 0,25 0,23
SST  -0,20 046 0,11 0,27  -0,23 043 -0,11 -0,27 -0,56 0,00 0,17  -0,01
T 0,39 0,38 0,07 -0,04 0,05 0,04  -0,24 0,36 0,21 -0,42 0,52 -0,16
VAZ 0,38 022 024 -0,19 0,15 0,00 0,16 -0,73 0,05 -0,31 0,18 0,06
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Tabela 2.7A: Loadings das variaveis latentes - DBO de entrada (Dados 1 — Modelagem estaciondria).

VL1 V1.2 VL3 VL4 VLS VL6 VL7 VLE

DQO (k) 0.725 0.155 0.038 0.394 0.030 0.097 -0.186 0.274

CEL (k) 0.488 ~-0.309 0.454 -0.431 -0.487 -0.180 0.409 -0.123

COND (k)  0.300 0.311 -0.763 0.203 -0.059 -0.198 -0.143 -(.649

COR (k) 0.153 -0.189 -0,012 -0.247 0.814 -0.953 -0.160 0.332

PAP (k) 0.193 -0.735 0.328 0.357 0.310 -0.121 0.588 -0.538

pH (k) 0.051 0.628 -0.619 -0.301 0.384 0.089 0.657 -0.028

T (k) 0.462 -0.637 0.030 -0.473 0.171 0.521 -0.334 0.141

VAZ (k) -0,100 (0.229 0.641 -0.668 0.492 -0.008 -0.103 -0.454

Tabela 2.8A: Loadings das varidveis latentes - DBO de entrada (Dados 1 — Modelagem dindmica).

VLI VL2 VL3 VL4 VLS VL6 VL7 VLE VLS VLI0 VLIT VLI2 VLI3 VLI4 VLIS VLI6
DQO (k) 8,556 0.215 -0.032 0.338 0256 0060 0025 0213 0.033 0.013 0.141 0.050 -0.037 0.056 -0.066 -0.032
DQO (k-1)  0.512 -0.066 -0.163 0.091 -0.077 -0.196 -0.522 0.137 -0.,139 0.205 0.057 -0.640 0227 0.181 -0.054 0.047
CEL (k) 9.385 -0,100 0.331 -0.235 -0.518 -0.004 -0.011 0.065 0.046 0333 -0.276 0.446 -0.419 -0.294 0.042 0.099
CEL (k) 0.378 -0.278 0.188 -0.329 -0.337 0.206 0.679 -0.183 -0.618 -0.040 0.270 -0.079 0.056 0.299 0.035 -0.047
COND(k) 0.198 0.283 -0.471 0.09 ©.004 -0.228 0353 -0.512 0.283 -0.318 -0.002 0200 0.402 -0.379 037} -0.417
COND (k-1) 0.125 0.008 -0.586 0.085 0.176 -0.077 0.363 -0.048 -0.345 0.523 -0.221 -0.166 0.186 -0.514 -0.214 0.375
COR (k) 0.071 -0.088 0.181 -0.121 0.671 -0.935 0.123 0.065 -0.274 -0.285 0.029 0.421 0.014 -0.013 -0.366 0.170
COR (k-1) 0.057 -0.282 0.146 -0.262 0.594 -0.861 0.381 0287 0.082 0.141 0.172 -0.310 -0.133 0.019 0.425 -0.189
PAP (k) 0.156 -0.441 0.258 0.283 -0.091 -0.178 0.387 -0.248 0.142 0.464 -0.993 0.218 0.235 0.211 -0.021 -0.031
PAP(k-1}  0.144 -0.444 0.153 0300 0.101 -0.091 0.418 -0.965 0.112 0.103 0.390 -0.133 -0.326 0.017 -0.048 0.009
pH (k) -0.016 0.484 -0.208 -0.324 0.173 -0.193 0.486 -0.465 0.639 -0.386 -0.136 -0.060 -0.336 0.400 -0.195 0.261
pH (k-1 -0.073 90313 -0.332 -0.234 0.435 0.046 -0.263 -0.051 -0.535 0.799 -0.428 0.390 -0.350 0.342 0.139 -0.228
T (k) 0.387 -0.477 0.131 -0.250 0.354 0313 -0410 0.043 0.147 -0.402 -0.148 0,160 -0.101 -0.109 0.460 0,356
T (k-1) 0.374 -0.852 0.013 -0.389 0.194 0.241 -0.287 0.113 0.387 -0.144 0.066 0.095 0.070 0.035 -0.469 -(1.371
VAZ (k) -0.098 0.157 0.528 -0.486 0.318 0.069 0.068 -0.194 -0.139 0.071 -0.256 -0.342 0.018 -0.370 -0.106 -0.339
VAZ (k-1) -0.102 0.112 0.448 -0.570 0.256 0.026 0.018 -0.289 0.127 0.337 0.135 -0.080 0.568 -0.051 0.055 0.332
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Tabela 2.9A: Loadings das variaveis latentes - DBO de entrada (Dados 2 — Modelagem dindmica).

VLI VL2 VL3 VL4 VL5 VL6 VL7 VL8 VLS  VLI0O VL1l VLI2
DQO (k) 0.735 0.107 0.147 0.023 0.040 -0298 -0.076 0.003 -0243 -0.235 0.132 0.189
CEL (k) 0.360 -0.370 0530 0.055 -0.163 0487 -0.078 0318 0295 -0.170 0275  0.037
CHUVA (k) 0.141 -0.348 0.162 0390 -0.019 -0.294 0368 0293 -0.765 0.839 -0.247 -0.001
COND() 0.080 0.356 -0.375 0.104 -0.643 -0.383 0609 0119 -0071 0011 0411 -0272
COR (k) 0.126 0245 -0.466 -0.041 0.378 -0.358 0299 -0424 0.581 0290 0.026 0.588
NAM (k) 0.392 -0.635 0306 -0.759 -0.042 0.137 0201 -0229 -0.016 0.149 -0251 0.063
NN (k) 0220  0.150 -0.589 0.368 0.039 -0.085 0.629 0.004 -0.067 -0.310 -0.483 -0.038
PAP (k) -0.031 -0.640 0.023 0721 -0.551 -0.004 0,181 -0.488 0325 -0311 G171 0277
pH (k) 0.363 -0.305 0450 0254 0250 -0.100 -0.654 0360 0243 0.050 0046 -0.462
SST (k) 0.077 -0.074 0309 -0.069 0264 -0.303 06890 -1.135 0.632 0046 0049 -0.501
T (k) 0.099 0295 -0.047 0295 -0.681 0501 -0456 -0.259 0439 0394 -0.603 -0.001
VAZ (k) -0.144 -0.189 0.539 -0.195 0.121 -0918 0253 0.399 0259 -0.123 -0.360 0.043

Tabela 2.10A: Loadings das variaveis latentes — DBO de saida (Dados 1 — Modelagem estaciondria),

VLI  VI2 VL3 VI4 VL5 VL6 VL7 VL8
DQO(k) 0.613 -0.114 0058 0.641 -0.056 0020 -0.163 0.454
CEL(k) 0535 -0420 0356 -0282 0677 -0.180 0134 -0.056
COND (k) 0226 0335 -0.669 0545 -0.173 -0.035 -0.011 -0.752
COR(K) 0367 -0.047 -0309 -0322 0770 -0.777 -0074 0.131
PAP(k) 0206 -0.606 0334 0.089 0287 -0.120 0844 -0.455
pH(kK)  0.144 0656 -0.744 -0092 -0.123 0261 0504  0.187
T(k) 0.490 -0.621 -0.119 -0.198 0.088 0.65 -0371 0011
VAZ(K) 0222 0359 0,606 -0.700 0313 018 -0.032 -0.293
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Tabela 2.11A: Loadings das varidveis latentes — DBO de saida (Dados 1 — Modelagem dindmica).

VL1 VL2 VL3 VL4 VLS VL6 VL7 VL8 VL9 VLIO VLII1 VLi2 V.13 VLi4 V0115 VL6

DQO (k)
DQO (k-1)
CEL (k)
CEL (k)
COND (k)
COND(k-1)
COR (k)
COR (k-1)
PAP (k)
PAP (k-1)
pH (k)

pH (k-1)
T(k)

T(k-1)
VAZ (k)
VAZ (k-1)

0.442 -0.023 0.093 0.493 -0.117 0.005 -0.223 0.175 -0.196 -0.102 0.281 -0.531 -0.285 0.126 -0.098 -0.063
0.438 -0.101 0.000 ¢.455 -0.113 0.111 -0.300 0.212 -0.161 0.073 -0.031 0.750 -0.006-0.245 0.226 (.000
0.398 -0.276 0.342 -0.171 -0.447 -0.081 0.291 0.179 -0.344 -0.132 -0.047 -0.174 0.587 0.147 -0.303 -0.077
0.406 -0.324 0.142 0,177 -0.484 -0.116 0.183 0.042 0.395 -0.047 -0.012 0.325 -0.663 0.065 0.113 0.095
0.121 0.296 -0.395 0.411 -0.250-0.119 0.033 -0.384 0.636 -0.187 -0.090 -0.280 0.443 0.032 0.023 0.529
0.074 0.227 -0.476 0.418 -0.228 0.083 0.302 -0.149 0.059 0.482 -0.786 0.167 -0.052 0.135 -0.145 -0.484
0.279 0.014 -0.329 -0.183 0.572 -0.755 -0.073 0.103 -0.059 0.226 0.316 -0.185 0.150 0.235 0.043 -0.331
0.297 -0.055 -0.319 -0.201 0.673 -0.453 0.210 0.339 -0.184 -0.142 -0.363 0.205 -0.153-0.169 -0.116 0.386
0.162 -0,379 0.264 0.067 0.072 -0.349 0.744 -0.566 -0.234 0,537 -0.033 -0.286 0.223 -0.586 0.353 0.036
0.131 -0.375 0.103 0.147 0.238 -0.194 0.668 -0.828 0.301 -0.487 0.174 0.303 -0.253 0.464 -0.245 -0.047
0.051 0.478 -0.457 -0.051 -0.094 0.176 0.393 -0.166 0.291 -0.707 0.564 -0.131 0.085 -0.403 0.172 -0.289
0.004 0.440 -0.412-0.065-0.218 0.263 0.231 -0.304 -0.763 0.580 0.135 0.115 -0.250 0.249 -0.078 0.296
9.407 -0.492 -0.091 -0.067 0.091 0.574 -0.156 0.110 0,152 0.233 0.255 -0.264 0.192 0.063 -0.377 0.095
©.401 -0.496 -0.231 -0.105 -0.070 0.439 -0.447 -0.188 -0.049 -0.153 -0.193 -0.099 0.078 -0.100 0.411 -0.106
0.178 0.193 0.415 -0.560 0.373 0.188 0.150 -0.045 0.139 0.068 -0.193 -0.076 0.063 0.290 0.448 0.042
0.183 0.201 0.326 -0.575 0.275 0,061 -0.228 -0.446 0.232 0.086 -0.206 0.163 -0.052-0.257 -0.408 -0.112

Tabela 2.12A: Loadings das varidveis latentes —- DBO de saida (Dados 2).
VLI VL2 VL3 VL4 VL5 VL6 VL7 VL8 VL9 VL0 VLIl VL2

DQO (k)
CEL (k)
CHUVA

0.794 0.182 -0.221 0.187 -0.139 -0.233 0.053 -0.256 -0.136 -0.004 -0.056 -0.205
-0.186 -0.262 -0.202 0.997 -0.702 0.028 -0.346 0401 -0.324 -0.132 0.167 -0.222
(k) 0.023 -0.108 -0.342 0234 0286 0.070 -0.044 -0.01t -0.280 0.852 -0.511 -0.205

COND () 0356 -0.522 0434 0371 -0.100 -0.015 0420 -0.044 -0.292 0.117 0.114 0.587

COR (k)

-0.174 0.055 -0.308 0.223 -0.424 0.199 0.853 -0.948 0.146 -0.225 -0.246 -0.035

NAM (k) 0.068 -0.133 0.138 0.173 -0229 0938 -1.034 -0.396 0.606 -0026 -0.251 0.243

NN (k)
PAP(K)
pH (k)
SST(K)
T(k)
VAZ (k)

0.200 -0.240 0415 -0.177 -0.884 0.328 0.074 0331 -0.002 0321 -0.294 -0.084
0.226 0358 -0.585 0.403 -0.118 0575 -0.128 0367 0.183 -0.235 0.139 -0.162
0.152 -0.478 0340 0.171 0.103 -0.495 0480 -0618 0844 0.022 0219 -0.382
0.390 -0.685 -0.063 -0.127 (354 -0329 -0.033 0360 0055 -0.376 -0417 0.074
0.176 -0.019 -0.715 0.049 -0.167 -0.063 0.024 -0.173 0239 0.184 0381 0387
-0.253 0,587 -0.301 0.453 -0.115 -0.727 0342 0.038 0356 0.078 -0.435 0.358




