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RESUMO

Pesquisas estdo sendo conduzidas em todo o mundo para o
desenvolvimento de novas tecnologias para a produgéo de combustiveis liquidos a
partir de recursos renovaveis. Neste contexto a producao de bioetanol a partir de
cana de acucar é uma forma de reduzir o consumo de petréleo bruto e de
contribuir com a redugdo da poluicdo ambiental, tornando-se uma importante
alternativa para a obtencao de um combustivel sustentavel. Dentro do panorama
exposto, pretende-se avaliar uma forma efetiva de diminuir os custos de produgéao
do etanol combustivel, o que contribui com a viabilidade econémica desta

alternativa.

Levando isso em consideracao, nesse trabalho se desenvolveu um software
sensor para determinacdo de Biomassa, Substrato e Produto a partir de medidas
secundarias como turbidez, pH, vazao de CO, e temperatura, usando um modelo
hibrido neural que combina as equacdes de balanco de massa com redes neurais
que descrevem a cinética do processo de fermentacédo. O processo fermentativo
tem como matéria prima uma mistura de hidrolisado de bagaco e melaco de cana
75% e 25% em volume utilizado neste trabalho, respectivamente. Este tipo de
composicao € tipica de processos de produgdo de etanol de 2* geragdo (que
fazem uso da hidrdlise do bagago) acoplada com processos de 12 geragdo (que
fazem uso do caldo extraido da cana, processo convencional ja existente). Desta
forma os desenvolvimentos realizados neste trabalho podem ser aplicados tanto
para 0s processos convencionais quanto os processos de 22 geragao.

Palavras chaves: Bioetanol, Redes Neurais (Computacao), Modelagem
matematica, Simulacao computacional, Modelos matematicos.
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ABSTRACT

Researches are being conducted worldwide to the development of new
technologies for the production of liquid fuels from renewal resources. In this
context, the production of bioethanol from sugar cane is one way to reduce
consumption of petroleum crude, and to contribute with the reduction of
environmental pollution, becoming an important alternative for the achivement of a
sustainable development. Within the proposed scenario, the goal is to evaluate an
effective way to reduce costs of the production of ethanol biofuel, which contributes
to the economic viability of this alternative

Taking this into consideration, this work has developed a software sensor for
determination of biomass, substrate and product from secondary measures such
as turbidity, pH, CO, flow rate and temperature, using an artificial neural network
that combines the mass balance equations with neural networks that describe the
kinetics of the fermentation process. The fermentation process is as raw material a
mixture of hydrolyzed and cane molasses 75% and 25% volume, respectively. This
type of composition could be typical of the second generation of the ethanol
production process (making use of the bagasse hydrolysis) coupled with processes
of first generation (making use of the juice extracted from sugar cane, which it's a
conventional process already exists).Thus the developments made in this work can
be applied not only to conventional processes, but also to possible processes of

second generation.

Key Words: Bioethanol, Neural networks (Computer), Mathematical
modeling, Computer simulation, Mathematical models
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1. INTRODUGAO

Entre os problemas atuais relacionados ao processo industrial de
fermentacao alcodlica esta a falta de robustez da fermentacdo na presenca de
flutuagbes na qualidade da matéria-prima, o que leva a mudancas no
comportamento cinético e influencia o rendimento, produtividade e conversao de
substratos a produtos. Esta falta de robustez pode ser corrigida fazendo-se ajustes
nas condicbes de operagdo e controle do processo, 0 que requer uma
monitoragdo eficiente usando-se sensores eficientes e eficazes para manter o
processo operando nas condicoes ideais e evitar a influéncia de perturbacoes
pelas variagées na qualidade da matéria-prima e alteracées no metabolismo dos
microrganismos. Como na maioria dos bioprocessos, as variaveis importantes na
fermentacao alcodlica sdo principalmente concentragdes de reagentes e produtos.
Sabe-se que medidas de concentragdo em tempo real costumam ser caras e
introduzir atrasos significativos, além do alto custo e relativa falta de robustez dos
equipamentos de medida em ambientes industriais. Existe uma grande
necessidade de estudar formas de realizar estas medidas com precisdao e de
forma econdmica, para facilitar a avaliacdo do processo e possibilitar a
interferéncia por meio de técnicas de controle e otimizacao.

Os chamados softwares sensors, sao algoritmos usados para inferir
variaveis de dificil medida a partir de medidas simples e de baixo custo (varidveis
secundarias) e podem ser uma alternativa interessante e aplicavel para o caso de
medidas de concentracdo. Resultados preliminares de um trabalho, RADKE
(2002), mostraram que é possivel usar medidas secundarias simples, como vazao
de COy, turbidez e pH para inferir concentracdes de biomassa, substrato e produto
em fermentacéao alcodlica.

Aproveitando as vantagens apresentadas e aplicando com o uso de redes
neurais o objetivo do trabalho proposto foi o desenvolvimento de um software
sensor para determinagdo das taxas de concentracdo de biomassa, substrato e
produto a partir de medi¢des secundarias como turbidez, pH, vazdo de CO; e



temperatura usando um modelo hibrido neural que combina as equacgdes de
balanco com redes neurais que descrevem a cinética.

Esse projeto esta inserido no projeto tematico “Um Processo Integrado para
Producdo Total de Bioetanol e Emissdao Zero de CO,” (Processo FAPESP -
2008/57873-8).

1.1. Objetivo

O objetivo deste trabalho foi 0 desenvolvimento de um “software sensor’ que
controle os processos fermentativos por meio da determinagéo de concentragdes
de biomassa, substrato e produto a partir de medidas secundarias (turbidez, pH,
vazao de CO, e temperatura) utilizando um modelo hibrido neural que combina as
equacoes de balanco de massa com redes neuronais que descrevem a cinética da
fermentacado. Para isso algumas etapas foram realizadas:

eRealizacdo de experimentos em batelada com a finalidade de obter
dados de concentracdao de células, substrato (ART) e etanol ao longo do
experimento.

e Realizacdo do tratamento de dados tanto das medicbes das
variaveis secundarias quanto das taxas cinéticas calculadas com a
finalidade de obter uma quantidade de dados 6tima para a determinacao
dos parametros dentro das redes neurais.

eDeterminacao da estrutura da rede neural e juncdo com as equagdes
de balango de massa.

e Execugdo do treinamento das redes neurais e determinagdo dos
parametros iniciais (pesos e bias) e ajuste da rede de acordo com o erro.

eRealizacdo da validacdo da rede neural para medir a generalizacao
do modelo neural e finalizagdo do treinamento no melhor desempenho.

eRealizagdo do teste para proporcionar uma medida independente do
rendimento da rede depois do treinamento e determinacao da capacidade
de predicao das variaveis de resposta.



2. REVISAO BIBLIOGRAFICA

Neste capitulo serd apresentada a revisdo bibliografica do presente
trabalho. Foram abordados os principais aspectos relacionados ao tema de estudo
proposto, tais como fermentacao alcodlica, software sensors, redes neurais, e

modelos hibridos.

2.1. Fermentacao Alcodlica

Os processos de fermentagcao alcodlica ja eram utilizados pelo homem ha
cerca de dez mil anos. Muitas bebidas alcodlicas eram fabricadas pelos antigos

egipcios, germanos e israelitas.

Embora as bebidas alcodlicas sejam diferenciadas por suas propriedades,
tais como suas matérias-primas e diferentes teores alcodlicos, todas elas tém uma
origem basica comum, isto é, todas derivam de um processo bioquimico
denominado fermentacdo alcodlica. A fermentacdo alcodlica é um processo
bioquimico, no qual, por vias metabdlicas, o substrato é metabolizado
principalmente etanol, gas carblnico e glicerol, sob a agdo enzimatica das
leveduras. Uma vez iniciada a fermentagao alcodlica, surgem as transformacgdes
inerentes do processo, ou seja, desprendimento de gas carbbénico, producao de

etanol e elevacao da temperatura do mosto de fermentacéo.

O processo fermentativo para producao de alcool acontece em diferentes
estagios desde a preparacdao do meio, crescimento celular até a destilacao.
Segundo BASSO et al. (2001), a sequéncia de formagéao do etanol ocorre em 12

reagcdes sendo cada uma delas catalisada por uma enzima, conforme figura 1.
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Figura 1. Sequéncia de reagbes da formagao de etanol, ANDRADE (2007).

A levedura utilizada no processo industrial fermentativo alcodlico € a
saccharomyces cerevisiae, um organismo eucariota unicelular que pertence ao
reino dos fungos. A histéria natural de s. Cerevisiae foi ocultada em parte por uma
longa histéria de domesticacdo. E o agente microbiano responsavel pela
fermentacdo do vinho, cerveja e outras bebidas alcodlicas, e o mais utilizado
agente de fermentagdo microbiana para o pdo, CAVALERI et al. (2003). Assim,
pode-se dizer que a saccharomyces cerevisiae é a principal levedura utilizada em
processos de fermentacdo moderna, incluindo vinificagao, panificacao e fabricacao
de cerveja. A partir de residuos presentes no interior de uma das mais antigas
jarras de vinho do egito, foi extraido, amplificado, e sequenciado o dna ribossomal
de s. Cerevisiae. Os resultados indicavam que este organismo foi provavelmente,
responsavel pela fermentacao do vinho, pelo menos em 3150 a.c, CAVALERI et
al. (2003).


http://pt.wikipedia.org/wiki/Eucariota
http://pt.wikipedia.org/wiki/Unicelular
http://pt.wikipedia.org/wiki/Fungos

2.1.1. Matéria-Prima Utilizada Em Fermentacoes Alcodlicas

O etanol é obtido de plantas com alto teor de acucar, sendo usada no Brasil
a cana de agucar como a principal matéria prima e a partir da qual se obtém o
melago, matéria prima para a produgéo de alcool. Também sdo usados os graos
amilaceos (milho, sorgo, cevada), raizes e tubérculos (batata, mandioca). Dessas
matérias primas se diferenciam as fermentescivel e as nao fermentescivel com as
primeiras contendo monossacarideos, acucares possuindo entre 3 e 6 carbonos, e
as segundas dissacarideos, agucares formados por 2 monossacarideos que
devem ser hidrolisados para serem consumidos pelos microrganismos. Os
produtos formados pelos acucares simples sdo chamados de 12 geracao,
enquanto os produtos que fazem uso da hidrolise sdo chamados de 22 geracao,
BASSO et al. (2001).

2.1.2. Hidrolise

A hidrélise € um método que aproveita os potenciais individuais dos trés
polimeros principais da biomassa, ao contrario de provocar a conversao
simultanea de todos eles. Em condigbes apropriadas, a hidrélise de maneira
seletiva oferece a possibilidade de conversdo das hemiceluloses em
monossacarideos e da celulose em D-glicose, GOMEZ (2010).

Os tipos de hidrélises que se usam para sacarificacdo dos residuos
lignoceluldsicos pré-tratados pode realizar-se por acdo de acidos minerais ou
enzimas ceuloliticas.GOMEZ (2010).

2.1.2.1. Hidrélise Enzimatica

A hidrélise enzimatica consiste em uma reacao quimica catalisada por uma
enzima na presenca de agua para quebrar uma molécula grande em duas outras
moléculas. Estas enzimas produzem um efeito catalitico hidrolisado, o qual gera a
ruptura de enlaces por agua. Um dos produtos da reacdo catalisada recebe um



grupo OH’, enquanto o outro recebe um préton de hidrogénio e sao incorporados a
estrutura quimica, GOMEZ (2010).

A hidrolise enzimatica € um processo para obtencdo de acgucares
diretamente fermentesciveis de biomassa lignocelulésica. Esta reagcdo em
condicbes apropriadas promove a conversdao das hemiceluloses em
monossacarideos e da celulose em D-glicose, GOMEZ (2010).

Na hidrélise enzimética observa-se a existéncia de um maior rendimento na
producédo de acucares fermentesciveis em comparacao a hidrolise acida, devido a
menor formacdo de subprodutos dado que as condicdes de reacdo sao
normalmente suaves frente a um ndo acido. Segundo RABELO et al. (2011) a
fermentacdo desses acucares utilizando a hidrolise enzimatica foi comparada a
uma fermentacao de solucao pura de glucose e os rendimentos foram similares, o

que demostra a eficiéncia do processo fermentativo.

2.1.3. Processo Fermentativo

A partir do momento em que a levedura entra em contato com o mosto
inicia-se o processo fermentativo, e este pode ser dividido em trés fases. A fase
inicial caracteriza-se pela intensa atividade de multiplicacdo celular, pouco
desprendimento de gas carbdnico e minima elevagéo da temperatura. A segunda
fase, a qual pode ser considerada principal, ocorre 0 maior desprendimento de
CO,, formacdo rapida de 4alcool devido a quantidade de células vivas e
caracteriza-se pelo aumento da temperatura e produgcédo de alcool. A Ultima fase
consiste da reducao na atividade fermentativa, diminuicdo do desprendimento de
CO; até a finalizacédo do processo. BASSO et al. (2001)



2.1.4. Tipos de Operacoes De Processos Fermentativos.

As formas de operagdo dos processos fermentativos sdo variadas, sendo
as mais utilizadas a batelada simples e a batelada alimentada, sendo que o
substrato € colocado gradualmente durante o processo, sendo estes processos
descontinuos. Outro tipo de operacao é a fermentagdo de modo continuo, no qual
tem simultaneamente saida de produtos e entrada de reagentes.

2.1.4.1. Processos de Batelada

O biorreator usado neste processo caracteriza-se por uma composicao
uniforme ja que possui uma o6tima mistura, A forma de operagdo dos processos
batelada durante o tempo de fermentacdo, ndo ha entrada do meio no sistema,
pode-se acrescentar com antiespumante e oxigénio. Sendo ocorre retirada de
amostras ou ter evaporagdo, o volume do reator permanece constante.
CARVALHO et al. (2001).

A vantagem deste reator é a alta conversdo que se obtém pelos longos
periodos de permanéncia dos reagentes dentro dele. Algumas das desvantagens
séo o alto custo de trabalho, variabilidade dos produtos entre batelada e batelada
e a dificuldade de produgéo a grande escala. FOGLER (2006).

2.1.4.2. Processos de Batelada Alimentada

Este processo é de um tipo especial no qual o substrato é alimentado
constantemente no percurso da fermentagéo, atinge uma concentragdo constante
e resulta em um sistema com volume variavel. Este processo é bem sucedido, ja
que elimina a inibicdo pelo substrato, oferecendo altas produtividades, geralmente
maiores que o obtido na batelada simples. Os balangcos de massa sédo similares ao
processo com reator “batch”, porém com o termo de alimentacdo, portanto o
volume do reator é variavel. ARAUJO (2004).

Uma das maiores vantagens desse processo € a prevencao dos processos
inibitérios por substratos ou outra fonte de nutriente que possa ter dito efeito.
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Outra vantagem é a minimizacao de erros dos efeitos de controle do metabolismo
celular e também a reducdo da formacao de metabolismos téxicos. ARAUJO
(2004)

2.1.4.3. Processos Continuos

Os sistemas continuos consistem de uma saida ou retirada de vinho e o
alimento permanente que entra no reator de fermentacao.
Nesse processo é usado um reator CSRT (Continuos Stirred Tank Reactor)
que caracteriza-se por ser um tanque agitado e operado em processo continuo e
assume-se que € totalmente misturado, consequentemente ndo ha dependéncia
do tempo ou da temperatura com a posi¢céo, a concentracdo ou a taxa de reacao
no interior do CSRT. Todas as variaveis sdo as mesmas em qualquer ponto do
reator, devido a temperatura e a concentracdo serem as mesmas. FOGLER
(2006).
Alguns fatores positivos da fermentagcao continua sao, PESSOA (1997):
> O regime da fermentagdo, o qual permite que o microrganismo
trabalhe sempre em condigdes de alta atividade metabdlica.
» O produto obtido € mais uniforme, pois esta na fase estacionaria.
» Na&o existem tempos mortos nesta forma de operacdo, portanto os
equipamentos sdo0 menores para a mesma produc¢ao.
> A produtividade volumétrica é aumentada, devido a retirada de uma
concentragédo constante do alcool produzido.

O processo continuo permite obter um maior rendimento, melhor controle e
aumento de produtividade, ATALA et al. (2001). Além disso, possibilita a
reciclagem de células continuamente, se o fermentador é acoplado a uma
centrifuga, membrana ou sedimentador. O meio com produto é enviado para o
sistema de purificacao e reciclado ao processo, SCHMIDELL et al. (2001).



2.1.5. Controle da Fermentacao

Na industria a fermentacdo alcodlica € uma arte ainda nao totalmente
desenvolvida se comparada a outros processos como 0s petroquimicos. Um
exemplo de trabalhar-se em condi¢des adversas é o caso das safras de cana
coletadas ha muitos dias, secas, sujas com terra e contaminadas com outros
microrganismos que podem afetar a qualidade do mosto com consequéncia no
desempenho do processo de fermentacdao. O termo de robustez do processo se
define como a capacidade biolégica das leveduras para que o processo se realize
normalmente, por meio de 6timas condigdes na concentracdo dos nutrientes e de
alguns desinfetantes, LIMA et al. (2001)

A monitoracao eficiente do processo de fermentacao alcodlica é importante
para manter o processo operando nas condigdes ideais e evitar a influéncia de
perturbacées de variagbes na qualidade da matéria-prima e de alteragdes no
metabolismo dos microrganismos. Como na maioria dos bioprocessos, as
variaveis mais importantes na fermentacao alcodlica sdo as concentracées de
reagentes, células e produtos. Saber-se que medidas de concentracdo em tempo
real costumam ser caras e introduzir atrasos significativos no andamento do
processo, além do alto custo e relativa falta de robustez dos equipamentos de
medida em ambientes industriais. Existe uma grande necessidade de se estudar
formas de realizar estas medidas com precisdo e de forma econdmica, ARAUZO
BRAVO et al. (2004).

Entre as varias formas para se atingir este objetivo, existe a possibilidade
da implementacao de sistemas de controle eficientes nas usinas. No entanto, um
dos desafios no controle e otimizagdo de bioprocessos é a falta de sensores
capazes de medir as varidveis importantes do processo de maneira confiavel, em
tempo real e com baixos custos. Uma possivel solugcao para este problema é o
uso de Software Sensors, RADKE (2002).



2.2. Software Sensors

O Software sensor € um algoritmo onde varias medi¢cées sdo processadas
em conjunto. A interacdo dos sinais de instrumentos on-line pode ser utilizada
para calcular ou estimar novas quantidades (por exemplo, variaveis de estado e
parametros do modelo), que ndo podem ser medidas em tempo real. O software
sensor também pode ser entendido como uma associagdo de um sensor (um
hardware), que permite realizar medi¢des on-line de algumas variaveis do
processo, com um algoritmo de estimacao (um software) para fornecer estimativas
em linha de uma ou mais variaveis ndo medidas. Os sotwares sensors podem
ainda ser utilizados para estimar parametros de modelos, ou mesmo para a
medicao de atrasos ou serem empregados como ferramentas para superar estes
atrasos no envio das informagdes sobre o processo, BASTIN et al. (1990),
GONZAGA et al. (2009).

2.2.1. O Sistema Nervoso e Neuronios

O sistema nervoso € um complexo conjunto de células chamado neurénios.
Tais células se interconectam de forma especifica e precisa, formando os
chamados circuitos neurais.

Em consequéncia deste avancado sistema nervoso, todo ser vivo que
disponha do mesmo é capaz de modificar acbes ou seu comportamento em
funcéo de experiéncias passadas. Essa modificacdo se chama aprendizado.

O neurdnio € o principal componente do sistema nervoso e estima-se que
no cérebro humano existem cerca de 15 bilhdes destas células, que sao
responsaveis por todas as fungdes do sistema. Os neurdnios sao formados pelos
dendritos, que sdo um conjunto de terminais, pelo corpo central, e pelos axdnios,
que sao longos terminais de saida.

A juncgéao interneural através da qual os impulsos nervosos sao transmitidos,
denominados sinapse, € a forma de comunicagéo entre uma célula e outra. Esta

juncéo pode ser compreendida da seguinte forma: quando um potencial de acao
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chega a um terminal pré-sinaptico, ou seja, um determinado neurdnio recebe 0s
impulsos, em certo momento sdo processados, e atingindo o limiar de acao, a
despolarizacdo da membrana pode fazer com que um pequeno numero de
vesiculas sinapticas secrete um composto quimico denominado neurotransmissor
na fenda sindptica, o axénio que pode estar conectado a um dendrito de outro
neurdnio. O neurotransmissor ira atuar, por sua vez, nas proteinas receptoras do
neurdnio seguinte produzindo alteracdes na permeabilidade da membrana neural
pos-sinaptica, podendo excita-lo, inibi-lo, ou modificar de alguma forma sua
intensidade. Este processo depende de varios fatores, como geometria da sinapse
e tipo de neurotransmissor, BASHEER et al. (2000).

A aprendizagem pode levar a alteragdes estruturais do cérebro. Esta
caracteristica conhecida como plasticidade neural, € uma caracteristica Unica do
sistema nervoso. Trata-se, portanto, de uma propriedade que permite o
desenvolvimento de alteracdes estruturais em resposta a experiéncia, bem como a
adaptacao a condicdbes mutantes e a estimulos repetidos. Assim, a cada nova
experiéncia do individuo, redes de neurbnios sdo rearranjadas, outras tantas
sinapses sao reforcadas e multiplas possibilidades de resposta ao ambiente
tornam-se possiveis. Desta forma, o mapa cortical de um adulto esta sujeito a
constantes modificacbes com base no uso ou atividade de seus caminhos
sensoriais periféricos, RADKE (2002).

Levando-se em consideracdo alguns destes conceitos, porém, de forma
muito simplificada quando comparado ao complexo sistema nervoso presente nos

animais superiores, sdo desenvolvidas as redes neurais artificiais.

2.2.1.1. Propriedades de Redes Neurais Artificiais

As redes neurais artificiais sao integradas dentro das técnicas
conexionistas, o que significa que o funcionamento de cada um dos componentes
elementares é idéntico, e a complexidade funcional sdo obtidos através de uma
interconexao de largura entre os elementos. Isso lembra muito a organizacédo de

sistemas biolégicos, onde os neurbnios simples s&o interligados para formar
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sistemas mais ou menos complexos. E por esta razdo que o componente basico
das redes € chamado de neurdnio. Tal como o seu homdlogo bioldégico, um
neurénio recebe as informacdes, que pode vir de sensores ou de outros
neurdnios, realiza entdo algumas operagoes relativamente simples, e finalmente
passa o resultado para outros neurdnios vizinhos. A vantagem de redes neurais
artificiais em relacdo aos sistemas matematicos convencionais ou baseados em
regras de conhecimento € que a formulacdo matematica se torna mais complexa
quanto maior € o numero e combinagbes destes (sistemas ou regras de
conhecimentos). Do mesmo jeito os neurdnios biolégicos, a morte ou danos de um
neurdnio afeta quantitativamente, mas ndo qualitativamente. Isso vai lhe dar
caracteristicas que os tornam muito adequados para executar tarefas como
identificacdo, reconhecimento de padrées e principalmente o controle de
processos. As vantagens das redes neurais, quando se utilizam como controle,
sao (NEVOT (1999):

> Habilidade para aproximar mapeamentos nao lineares melhor do que

outros regimes (polindbmios, etc.)

> Disponibilidade de hardware otimizado para usar redes.

> Habilidades para generalizar sequéncias de entrada nao fornecidas

durante o treinamento.

> Habilidade para operar simultaneamente com dados numéricos e

simbolicos.

A classificagdo da arquitetura de rede neural pode ser considerada a partir
de diferentes niveis:

> Microestrutura: O mais bdasico consiste em um neurénio a partir do
qual procede ao nome da rede.

> Mesoestrutura: Os Neurbnios por si mesmos estdo limitados em sua
operacdo, que sao agrupados para formar uma rede. A forma de
organizacado dos neurdnios e as interconexdes entre eles sdo os aspectos
mais importantes que devem ser desenvolvidos, uma vez que é essencial

para implementacao bem sucedida da fungéo para o qual foi feita a rede.
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> Macroestrutura: Tenta associar diferentes redes para executar

tarefas complexas.

2.2.2. Modelo Matematico de um Neuronio

Um neurbnio recebe uma série de entradas representadas por X.
Inicialmente, essas entradas sdo adicionadas, multiplicadas por cada um de seus
respectivos pesos W, No resultado € adicionado também um valor constante
chamado Viés (Bias) e representado por b e, finalmente, aplica-se a funcédo de

ativacao Ux. A figura 2 ilustra este procedimento.
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Figura 2. Esquema de um Neurénio como Constituinte de uma Rede Neural Atrtificial

A saida do neurénio k pode ser representada pela equacgao (1).

(1)

e =fWU) =f Zwijj‘l'bk

j=1
Pode-se simplificar a notagdo acima de forma a incluir as bias simplesmente

definindo um sinal de entrada de valor xo = 1 com peso associado wy = by

equacao (2):
(2)

yie = ) = £ Y wigy | = fown)
i=0

]
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Tipos de Funcdes de Ativacao

As funcbes de ativacdo mais usadas sdo a funcado logistica; mostrada na
figura 3 e na equacao (3) e fungdo tangente hiperbdlica mostrada na figura 4 e na
equacao (4).

(3)

ePuk 1
y = f(ux) TPk + 1 1+ e-Puk

2L
L
o.s|
o.a|
o.z |

=

= B =

Figura 3. Funcao Logistica

epuk —e —Pbug

y = flou) = tan(pw) = ————
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Figura 4. Fungao Tangente Hiperbdlica

Camada de entrada Camada oculta Camada de saida

—)-w w\

Figura 5. Rede Neural com Diferentes Tipos de Camadas
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Os neurénios estdo dispostos em camadas e utilizam interconexdes entre
eles, para formar uma rede, figura 5. Esta organizacao € feita de acordo com os
seguintes critérios, (VON ZUBEM et al. 2010).

> Numero de camadas: No caso mais facil € uma camada unica de

partida, embora seja mais comum ter uma ou mais camadas intermediarias,

chamadas camadas ocultas.

> Numero de neurdnios por camada.

> Tipos de conexdes: para frente, para tras, ou na direcao lateral. O

tipo de conexao depende do tipo de rede e suas propriedades dinamicas.

> Grau de conectividade.

A principal propriedade de uma rede neural artificial € que o valor dos pesos
e as polarizagdes séo ajustados para que ela possa responder de forma diferente
as mesmas entradas. Isto da a capacidade de associar um conjunto de padrdes
de entrada - de inicio, quando estes sdo apresentados sequencialmente. Este
processo se chama adaptacdo, aprendizagem, ou formacdo de rede. Se os
padrbées correspondem as entradas e saidas da planta, a aprendizagem pode ter
lugar, enquanto a planta recebe insumos e geram saidas. Este tipo de
aprendizagem é chamado Online.

Depois de o treinamento estar concluido, a rede pode predizer uma saida
da mesma entrada, sem a necessidade da planta. Este tipo de recurso € chamado
identificacdo. No entanto, a rede deve ser capaz de predizer uma saida a partir de
qualquer entrada, mesmo quando nao foi apresentado na fase de aprendizagem.

Esse recurso é chamado generalizagéo.
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2.2.3. Redes Neurais do Tipo MLP
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Figura 6. Estrutura de uma Rede Neural MLP “Multilayer Perceptron”. (VON ZUBEM et al.
2010)

As redes feedforward do tipo MLP (figura 6), consistem tipicamente em
muitos elementos computacionais simples chamados nés, nodos ou neurénios,
agrupados em diversas camadas: camada de entrada, camada de saida e
camada(s) internas. Todos 0s n6s em uma camada sao conectados a todos os
nds das camadas adjacentes, ndo havendo, entretanto, conexdes entre 0os nés de
uma mesma camada. Os pesos que definem a forga de conexao entre os ndés séo
estimados para que a rede apresente um bom desempenho, RIVERA et al. (2007).
A estrutura de uma rede MLP é mostrada na figura 6.

A relacéo entre as entradas (saidas de elementos da camada anterior) € a
saida de um n6 genérico, o né /i da camada k (yi(k)), € dada pela equacao (5) e
(6):

(5)

k-1

5,00 = Z Wij(k) y; 0D 4 g, ®
j=1
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v = f(z%)

onde, Wj(k) é o peso de conexdo entre os nds, yj(k-1) é a saida do né j da
camada anterior, ©;(k) € o bias e f( ) é chamada de funcéo ativacao do no.

As relagbes acima sao validas para nés nas camadas internas ou de saida.
A camada de entrada somente distribui o0 sinal para a camada interna adjacente.

No treinamento da rede neural sdo fornecidos dados de entrada e os dados
de saida correspondentes e com base nestes dados, a rede desenvolve um
modelo interno. Este modelo pode ser usado mais tarde para predizer as saidas
correspondentes a novos dados de entrada. Isto é feito ajustando-se o0s
parametros internos da rede (pesos) de forma a minimizar o erro quadrado entre
as saidas da rede e as saidas desejadas. Um dos métodos mais comumente
usados € o algoritmo de retropropagacao dos erros, que € essencialmente um
método de gradiente descendente de primeira ordem. No treinamento deve-se
também escolher a funcdo de ativacdo dos nés e determinar o numero de

camadas e de neurdnios em cada uma delas.

2.2.4. Treinamento da Rede

Uma vez que sejam inicializados os pesos e as bias da rede, a rede esta
pronta para ser treinada. A rede MLP pode ser treinada por uma fungcdo de
aproximacao ou reconhecimento de padrdes.

O processo de treinamento a rede neural envolve refinamento dos valores
tanto dos pesos quanto das bias da rede que vai ser otimizada. A funcao de
desempenho padrao para redes neurais do tipo feedforward é o erro quadratico
médio (mean square erro) entre os dados de entrada e os objetivos, definido de

acordo com a equacao (7).

N N
1 2 1 2
f=mse= 2 (e)? =1 > (ti-a)
i=1 i=1

(7)
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Para o treinamento da rede MLP pode-se usar qualquer método numérico
de otimizacdo na funcdo de desempenho padrdao, mas nem todos os métodos
apresentam um bom comportamento no treinamento. Um método de otimizagéo
bastante utilizado € aquele que faz uso do gradiente da funcéo representada em
relacéo aos pesos dela ou o jacobiano dos erros da rede em relagao aos pesos.

O gradiente e o Jacobiano sao calculados usando uma técnica chamada de
algoritmo de retro-propagacao (back-propagation algorithm), o qual implica realizar

calculos no sentido contrario através da rede.

2.2,5. Algoritmo de “Back-Propagation”

O treinamento com retro propagacédo € realizado em duas passagens. Na
primeira passagem, um padrédo x(t) = (xq,X;, ...Xp) € apresentado a camada de
entrada e os neurdnios processam tal informacéo, camada por camada, acionando
as funcbes de ativacdo até que um conjunto de resposta é finalmente gerado na
camada de saida. A segunda passagem comeca com a mensuragao do erro
observado entre as respostas fornecidas na camada de saida e a resposta
desejada para o problema (treinamento supervisionado). Os erros entdo sao
propagados a partir da camada de saida até a camada de entrada e os pesos das
conexdes entre as camadas sdo ajustados de tal modo que é minimizada a
diferenca entre as saidas geradas e almejadas. O treinamento € interrompido
quando é atingido um erro suficientemente baixo, ou um numero maximo de ciclos

ou ainda quando o poder de generalizacao comeca a decrescer (RADKE (2002)).
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2.2.5.1. Treinamento do Algoritmo

O treinamento do algoritmo funciona como um simples algoritmo de
otimizacao; ele atualiza os pesos e as bias da rede neural, na diregdo na qual o
comportamento decresce mais rapidamente, o negativo do gradiente. A funcao
deste algoritmo é descrito pela equagéo (8).

(8)

Xk+1 = X — ApGk

Onde o xxé o vetor atual dos pesos e as bias, gk € o gradiente atual e axé€ a
taxa de aprendizagem. Essa equacao € iterada até de rede convergir.

A lista de algoritmos, a seguir apresentadas, esta disponivel no Neural
Network Toolbox do Matlab Software®.

Levenberg-Marquat

Bayesian regularizagao

BFGS Quase Newton

Relisent Backpropagation

Scaled Conjugate Gradient

Conjugate Gradient with Powell/Beale Restard
Flercher-Powell Conjugate Gradient Descent
Gradient Descent With Momentum

Gradient Descent

Segundo PEREIRA (2001) o treinamento mais rapido € realizado por

Levenberg-Marquat, mas o Método de Quase Newton é também um dos que

apresenta melhores resultados, em termos de rapidez, em atingir o objetivo.
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2.2.6. Controle Por Meio de Redes Neurais

Os principios do controle baseados em redes neurais “Neurocontrol” podem
ser definidos em cinco estruturas:

Controle supervisado: a rede aprende um conjunto de entradas e saidas
desejadas e assim pode identificar um sistema dinamico.

Controle direto inverso: uma rede aprende a dindmica inversa do sistema,
de modo que poderia calcular a acdo de controle a exercer.

Controle adaptativo: Este consiste na substituicdo de modelos dentro de um
esquema classico de controle adaptativo por uma rede neural.

Retro-programacao de utilidade: Permite otimizar a funcédo de utilidade ou
custo. Requer um modelo sistema de controle, que pode ser outra rede neural.

Critico adaptativo: Como o sistema anterior, € usado para otimizar a fungdo
custo, mas sem necessidade de um modelo da planta, ou pelo menos sem
precisar de um modelo deterministico. O controle critico adaptativo consiste em
outra rede, e é responsavel por avaliar a rede principal, para que possa adaptar
seus pesos (NEVOT (1999)).

2.2.7. Controle dos Processos Fermentativos por Meio de Redes
Neurais

Como aplicagdo de uma matematica exata, o modelo € o monitoramento
dos estados do processo, que € uma fonte de informacdo para a tomada de
decisdo no processo de producdo. Em geral, o0 acompanhamento dos perfis de
etanol em instalacdes industriais € realizado por meio de analises off-line, muitas
vezes com um atraso significativo entre amostragem e a disponibilidade dos
resultados da analise. Um modelo matematico apropriado pode ser usado como
um software sensor e permitir o monitoramento em tempo real de importantes
variaveis. Quanto ao monitoramento vale a pena mencionar a limitagdo atual dos
mais avancgados instrumentos analiticos (incluindo espectrofotdmetros de

absorcdo no infravermelho), e os desafios a serem resolvidos, como precisdo
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insuficiente, longo tempo morto, dinamica lenta, grande ruido, baixa
reprodutibilidade, deterioracdo, alto custo e constante manutengdao entre outros
(KANO et al. (2008)).

Em plantas de fermentacdo industrial os instrumentos analiticos s&o dificeis
de calibrar, principalmente devido as caracteristicas dos meios de cultura
industriais, tais como a turbidez da cultura, a presenca de CO, dissolvido, entre
outros (MACEDO (2003), OSORIO et al. (2008)). Atualmente, o software sensor é
a alternativa preferida na monitorizagdo do estado das variaveis em processos
biotecnologicos (SOONS et al. (2008)). Esta abordagem é uma area de pesquisa
promissora com impacto significativo na operacao industrial (KANO et al. (2008),
GONZAGA et al. (2009); KADLEC et al. (2008)). Referéncias mais recentes sobre
software sensors para serem usados em problemas biotecnoldgicos complexos
séo apresentadas por OSORIO et al. (2008), SOONS et al. (2008), ARRANZ et al.
(2008), YU et al. (2008), LEE et al. (2008), entre outros.

As principais finalidades do uso de software sensor em bioprocessos €
avaliar a qualidade do produto final e validar analisadores on-line. Redes neurais
artificiais (RNA) tem sido dominante na literatura na area de projetos e execucéo
de software sensor. As técnicas de inteligéncia artificial, tais como, RNAs foram
amplamente aplicadas para a modelagem de bioprocessos, monitoramento e
controle. Esta técnica procura combinar eficientemente todos os conhecimentos
disponiveis e direcionar o desenvolvimento numa estratégia de melhorar a
operacao do processo (RIVERA et al. (2006)). Além disso, as RNAs podem ser
usadas para oferecer solugdes de adaptacdo, ja que a estimacdo de seus
parametros € um procedimento simples (RIVERA et al. (2007)). Estas
caracteristicas sdo adequadas para a andlise de dados de processos mais
complexos, como de processo de fermentacao extrativo continuo (baseado em o
flash), que tem um grande numero de variaveis de estado. Em trabalhos anteriores
GONZAGA et al. (2009), RIVERA et al. (2009), foi demonstrado que redes neurais
do tipo MLP foram facilmente implementadas em uma plataforma com interface
direta com os instrumentos, sensores e atuadores para determinar a predigéo de
um desempenho confiavel em sistemas dinamicos. A selecao deste procedimento
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foi possivel devido a sua representacdo matematica simples, bem como o baixo
esforco computacional em comparacdo com redes neurais dindmicas. Embora a
maior vantagem da rede neural seja inerente a sua implementagdo as
dependéncias de tempo desconhecido (CATFOLIS (1994)), alguns estudos no
sistema dindmico mostraram que, em certas situagdes, as redes neurais MLP
podem apresentar desempenho superior em comparagdo as redes neurais
dindmicas, (DEMATOS et al. (1996)).

2.3.Modelo Hibrido Neural

Embora as redes neurais sejam uma ferramenta O6tima para o
desenvolvimento ou obtencao de solugdes, elas ndao fornecem uma solucéo a todo
tipo de problema. Por outro lado as combinagdes das redes neurais com outros
tipos de modelos podem ser uma solugdo interessante para tratar problemas
industriais que se caracterizam por apresentarem atrasos, dificuldades no
monitoramento de muitas variaveis e por nao propiciarem um ambiente adequado
para o emprego de equipamentos sensiveis a vibracdo e, umidade e poeira. O
acoplamento de redes neurais com modelos deterministicos de processos é
particularmente atrativo, pois permite combinar o poder de representacao dos
modelos fenomenolégicos com modelos do tipo “caixa preta” que podem
representar outros fendbmenos ndo considerados através de medidas. Estes sdo

um dos tipos de modelos hibridos.

De uma forma geral, a modelagem hibrida neural pode envolver a

combinacgao dos seguintes sistemas com as redes neurais:

Modelos estatisticos

o Légica Nebulosa (Fuzzy)

o Sistemas Baseados em Regras de Conhecimento
. Algoritmos Genéticos

o Raciocinio Baseado em Caos (Teoria do Caos)
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. Loégica Matematica

o Linguagens formais

. Agentes Inteligentes

. Sistemas Tutores

. Linguagem Natural

. Equacbes deterministicas

O desenvolvimento e a aplicacdo de um sistema neural hibrido,
utilizando equacdes deterministicas (balanco de massa e/ ou energia) oferece
algumas vantagens sobre o sistemas convencionais de redes neurais.
Acredita-se que esses modelos sdo mais confiaveis justamente por serem
baseados em principios fundamentais do processo e das redes neurais.

Os sistemas hibridos sdo melhor empregados quando existe, por
exemplo, alguma etapa do processo que nao é muito bem compreendida. No
caso de processos fermentativos, por exemplo, ressalta-se a dificuldade de
descrever adequadamente o comportamento microbiano, devido a natureza
complexa do seu metabolismo e a natureza altamente ndo linear da sua
cinética. Desta forma, os aspectos do problema cujo comportamento
quantitativo € bem entendido sédo descritos pelas equagdes deterministicas,
enquanto os demais sao descritos por redes neurais. A rede neural nao
apresenta, em geral, dificuldades em estabelecer as relacbes sobre os

aspectos complexos, dados com ruidos e nao lineares.

PEREIRA (2001) desenvolveu um modelo para um processo extrativo de
producéo de alcool de uma maneira simples e rapida. De fato, um modelo para
ser usado nas decisbes operacionais de forma adequada deve ser
suficientemente confiavel para fins de otimizacao e estudos de controle. Além
disso, foi feita uma comparagdo entre o uso das FLNs (funtional link) e das
FNNs (forward neural network) na descricao da cinética do processo. Segundo
o autor é demostrado que as redes neurais do tipo FLNs permitem o
desenvolvimento de um modelo hibrido neural com uma vantagem significante
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quando comparadas com redes neurais artificiais convencionais;
adicionalmente o modelo hibrido apresenta bom desempenho com o uso das
redes neurais do tipo feedforward.

RADKE (2002) desenvolveu modelos de forma simples e rapidas
capazes de descrever as caracteristicas mais representativas do processo de
fermentacdo alcodlica. Esses sao usados para otimizacao, controle o como
software sensor. Os modelos foram construidos através das equacdes de
balango de massa do processo com redes neurais, que descrevem a cinética
desconhecida.

POLOWSKI (2009) desenvolveu trés modelos para predicdo do numero
Kappa, a saber, modelo deterministico, modelo neural e modelo hibrido. Os
resultados das predicdes comparadas com dados experimentais mostraram
que os modelos apresentados, sao ferramentas Uteis para as fabricas de
celulose e papel, uma vez que existe a possibilidade de serem aplicados para
simulagcdo de processos, otimizagcdo e controle. Os modelos foram testados
para diferentes condicbes operacionais sem alterar a produgcdo, e
possibilitaram melhor controle de algumas variaveis no processo fabril. Neste
estudo a rede neural e os modelos cinéticos apresentaram resultados

equivalentes.

MANTOVANELLI (2005) desenvolveu um modelo hibrido neural para o
processo de fermentagcédo alcodlica usando balangos de massa combinados

com redes neurais do tipo funtional link.

RIVERA et al. (2010) desenvolveu uma rede neural que identificou uma
6tima combinacédo de enzima, no processo. A hidrélise enzimatica do bagaco
de cana foi usada como caso de estudo. Esta técnica foi usada para construir
um modelo dos efeitos combinados das cargas de celulose e B-glucosidase
sobre o rendimento de glicose apds da hidrélise enzimatica.
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3. METODOLOGIA EXPERIMENTAL E DO SOFTWARE
SENSOR

Na figura 7, o cronograma apresenta a sequencia dos procedimentos
adotados nas bateladas para a obtencdo dos dados o procedimento de

desenvolvimento do modelo hibrido neural.

Amostragem P\) Ajuste dos dados
(on-line e off-line) v em funcdes

Fermentacdes

Conjunto de dados Obtengao das taxas
Modelo hibrido para treinamento, p de velocidade de
Neural validag3o e test da [N substrato, produto
rede neural e biomassa

Figura 7. Metodologia Usada Para o Desenvolvimento do Projeto

Inicialmente se realizaram as fermentacdes alcodlicas a partir de uma matriz de
planejamento apresentada na secao 3.2.1. Nesses experimentos, foram coletados
dois grupos de dados: os primeiros dados sao os on-line (temperatura, pH,
turbidez, vazao de CO,) armazenados a cada 3 minutos; os segundos sao os
dados off-line os quais sao aliquotas das bateladas onde, por meio de métodos
analiticos, sao determinadas as concentracdes de substrato, células e produtos. O
tempo de coleta foi de aproximadamente trés horas. Esses dados off-line foram
ajustados a curva sigmoide e posteriormente derivados em funcédo do tempo para
determinar as velocidades de consumo de substrato, formagdo de células e
produgdo de etanol, a cada 3 minutos, para ter um par relacionado com os dados
on-line. Finalizada estas etapas se obtém o conjunto de dados que foram divididos
para o treinamento, validacdo e o teste do modelo hibrido neural. Por ultimo
realizam-se as fases de treinamento validacao e teste obtendo-se as equacdes do
modelo hibrido.
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3.1.Materiais
3.1.1. Microrganismo
Utilizou-se neste trabalho a levedura Saccharomyces cerevisiae, cultivada
no Laboratério de Engenharia de Bioprocessos da Faculdade de Engenharia de
Alimentos da UNICAMP, obtida de uma planta industrial.

3.1.2. Substrato
O meio de produgéo utilizado foi uma mistura de melago de cana-de-agucar

e hidrolisado de bagaco de cana, na propor¢cao (volume/volume) de 25% e 75%

respectivamente.

3.1.3. Cultura do Microrganismo
Apresenta-se na tabela 1 a composi¢cao do meio utilizado para ativagédo do

microrganismo.

Tabela 1. Composicao do Meio de Ativacao para Cultivo de S. cerevisiae.

Composto Concentracédo (Kg/m3)
Extrato de levedura 3
Extrato de malte 3
Peptona 5
Glicose 10

Foi utilizado um meio de cultura semi-sélido para o crescimento do in6culo. A
composicao do meio é apresentada na tabela 2.

Adicionalmente para a preparagdo deste, foi adicionado 20 Kg/m® de agar-agar.
Este meio de cultura foi esterilizado junto com o leitor de pH e o reator. Esta
esterilizacdo foi realizada por meio de vapor saturado na t = 30 °C, durante 20
minutos em autoclave marca PHOENIX. Para a manipulacdo do material foi usada
uma camara de fluxo laminar esterilizado com alcool etilico 70° GL e radiacao

ultravioleta por 30 minutos.
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Tabela 2. Composicao do Meio de Crescimento Utilizado para o Inéculo.

Composto Concentracao (Kg/m3)
Sacarose 20
Extrato de levedura 5
KoHPO, 5
NH,CI 1,5
KCI 1,15
MgSQO,.7 H,O 0,65

O pH do meio de crescimento se estabiliza em aproximadamente 6,8. O
crescimento das leveduras foi realizado em erlenmeyers e mantidos em agitacao

por 24 horas a 150 rpm e 30 °C em shaker.

3.1.4. Inodculo

No inicio do processo efetua-se a ativagao da Saccharomyces cerevisiae da
cultura estoque transferindo-a para um tubo de ensaio contendo meio de
crescimento (Tabela 1) com agar inclinado como pode ser observado na figura 8,
sendo este mantido nas condi¢des de 30° C por 24 horas numa incubadora.

Figura 8. Meios de Ativagéo e Meio Sintético de Crescimento da Levedura
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Em seguida, parte da levedura é transferida para o interior de uma camara
de fluxo laminar, para tubos de ensaio contendo 10 ml de meio sintético nas
propor¢cdes da tabela 2 mantendo-se as condi¢cdes de temperatura e tempo de

cultivo.

Figura 9. Crescimento dos Microrganismos em Erlenmeyers Aletados, Mantidos em
Agitacao por 24 horas a 150 rpm e 30 °C em shaker.

Posteriormente, é realizado o repique do microrganismo para um meio
sintético contido em um erlenmeyer aletado. Insere-se este em um ““shaker™ a
uma temperatura de 30°C por mais 24 horas com uma agitacdo de 150 rpm
(Figura 9).

Apés esta etapa, coloca-se o conteudo do inoculo num erlenmeyer maior,
completa-se 600 ml do conteudo com meio industrial e em seguida centrifuga-se a
uma velocidade de 4000 rpm. Retira-se o sobrenadante e adiciona-se agua
destilada até completar 100 ml. Este procedimento é feito na caAmara de fluxo
laminar (figura 10). Os passos para preparac¢ao do inoculo estdo apresentados na
figura 11.

Em seguida a fase de preparacdo, transfere-se o meio contendo as
leveduras para um inoculador antecipadamente esterilizado e através deste,
adiciona-se as células ao fermentador (figura 12). O volume de inoculo utilizado foi
de aproximadamente 11,11 % do volume total de meio reacional com a finalidade

de reduzir a fase “lag” de crescimento durante o inicio do processo.
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Figura 10. Centrifugagao e Separacao da Levedura.

O meio de producdo utilizado foi melagco de cana de acucar diluido,
misturado com hidrolisado enzimatico de bagaco de cana-de-acucar. O volume
reacional era formado de 66,67 % (v/v) de hidrolisado, 22,22 % (v/v) de solucao de
melago, e 11,11 % (v/v) de indculo, totalizando 1 L. A esterilizagdo da cuba de
vidro do reator foi feita em autoclave juntamente com o meio. Previamente a
fermentacao, retirou-se uma amostra do meio sem indculo e iniciou-se o processo
com a inoculagdo do microrganismo, realizou-se um intervalo de amostragem de
aproximadamente 3 horas através de um amostrador manual, e depois as

aliquotas foram congeladas para anélise.
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Figura 11. Etapas de Preparo do Inéculo para a Fermentacao. Adaptagao de ANDRADE

(2007).

Figura 12. Reator com Meio de Producao e Inoculagédo das Leveduras.
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3.1.5. Fermentador

O Fermentador usado foi um Bioflo Il - New Brunswick Scientific Co, com
um volume de 1L. O reator utilizado foi um Batch com controle de temperatura e
agitacdo, com 300 rpm e turbinas de pas planas apresentado na figura 13. O
biorreator tem Medidores on-line de vazao de CO,, pH, Termopar, Turbidimetro e
um controle de temperatura por recirculacdo de agua na parte externa da cuba

encamisada.

Figura 13. Fermentador.

3.2.Métodos

3.2.1. Matriz de Planejamento de Bateladas

Os experimentos para desenvolvimento e validacdo do software sensor
foram realizados variando a temperatura da fermentagédo de 30 °C a 38 °C e
deixando fixa a concentragcdo inicial de substrato (So) em 180 g/L. Em cada
temperatura se realizou uma batelada a mais para obter a maior quantidade de
dados para um melhor treinamento da rede neural. Além disso, essas bateladas
foram realizadas com reciclo das células da primeira batelada, na mesma

temperatura. Na tabela 3 é apresentada a matriz de planejamento resultante.

Trocou-se a faixa de concentracdo inicial de substrato por um valor fixo
devido a grandes erros resultantes da preparacdao do melaco nas concentracoes
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do planejamento, devido a grande viscosidade do meio, sendo assim dificil sua
homogeneizacdo. Adicionalmente, valores baixos de concentracdes de agucares
na solucao nao sao atrativos a industria. A concentracdo nominal de 180 g/L de
acucares redutores para processos em batelada resulta em menor consumo de
agua no processo e maior concentragéo de etanol resultante.

Esses dados experimentais foram fornecidos do trabalho desenvolvido por
ANDRADE (2012).

Tabela 3. Matriz de Planejamento das Bateladas

Ensaios Temperatura So (g/l) Reciclo
Batelada 1 30 180 sem reciclo
Batelada 2 30 180 com reciclo da B1
Batelada 3 32 180 sem reciclo
Batelada 4 32 180 com reciclo da B3
Batelada 5 34 180 sem reciclo
Batelada 6 34 180 com reciclo da B5
Batelada 7 36 180 sem reciclo
Batelada 8 36 180 com reciclo da B7
Batelada 9 38 180 sem reciclo
Batelada 10 38 180 com reciclo da B9

3.3.Métodos Analiticos

Neste sub-item sdo apresentados os métodos usados, ANDRADE (2012),
para a determinacdo das concentracbes de etanol, glicose, frutose que foi
realizado por um sistema de cromatografia liquida e para determinacao de células

foi realizado por gravimetria.

3.3.1. Determinacao de Concentracao de Acucares Redutores e Etanol.

A determinacao das concentragdes de agucares e etanol foi realizada por
um sistema de cromatografia liquida (HPLC) marca Varian. As amostras coletadas
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foram descongeladas e centrifugadas a 3300 rpm em temperatura ambiente por
15 minutos, formando-se um sobrenadante resultante da centrifugacdo do meio
reacional. Este foi diluido, filtrado com membrana microporo de 0,22 pym e
colocado em “vials” para injegdo automatica para analise de glicose, frutose e
etanol. As condigdes do equipamento estdo na tabela 4.

Tabela 4. Condi¢bes do Equipamento

Condicdes de Equipamento

Cromatografo Modelo Varian 9010
Solucéo H.SO,
pH 1,4
Fluxo de H2SO4 0,7 ml/min
Coluna Aminex HPX 87-H

3.3.2. Determinacao de Concentracao de Células

A medida de concentracdo dos microrganismos foi feita por gravimetria de
peso seco. Esta foi realizada ap6s centrifugacdo da amostra, obtendo-se o
precipitado. Apds esta etapa, lavou-se com agua destilada e transferiu-se o
material solido para tubos de ensaio previamente tarados. Realizou-se a medic¢ao
da massa que em seguida foi secada em uma estufa com circulacao de ar e
temperatura de 70° C. Para essa andlise gravimétrica foi usada uma balanca
analitica.

A expressdo mateméatica da concentracdo celular se apresenta na equacao
(9):

(9)
(Mo + My + M)

t
Vlc

Nestas equacoes tem-se: X;: Células Totais, M;; Massa tubo de ensaio, Ms:

Massa tubo ensaio seco, V.. Volume do liquido centrifugado.
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3.4.Desenvolvimento do Software Sensor

A seguir sera apresentada a metodologia proposta e utilizada para o
desenvolvimento do modelo hibrido neural. Encontra-se descrito o procedimento
que mostra o treinamento da rede neural em uma primeira etapa e seu
acoplamento com os balancos de massa (modelo deterministico) para a obtengao
do modelo hibrido.

3.4.1. Modelo Hibrido Neural

O software sensor consiste em um modelo hibrido neural adaptativo que
combina equacdes de balanco de massa com redes neurais do tipo MLP
(Multilayer Perceptron) que descrevem as taxas cinéticas (rx, ra, s € rp). As
equacbes de balanco de massa para batelada alimentada s&o dadas pelas
equacoes (10 até 14):

e Células viaveis: (10)
ax, F
it =7 —Tq+ VX”
e Células mortas: (11)
dXg F
@ Ty
e Substrato: (12)
as F
E:—TS+V(SF+S)
e Produto: (13)
apP _ F
dc Py
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e Variacao de volume: (14)

dv

a =F
onde X,, X4, S e P sdo as concentragdes de células viaveis, células mortas,
substrato (ART) e produto, respectivamente; ry, rq, s € rp S30 as taxas cinéticas de
crescimento celular, morte celular, consumo de substrato e formagcédo de produto;
F é a vazao volumétrica de alimentacdo; V é o volume do fermentador e S¢ é a
concentragdo de substrato na alimentacdo. No caso em que a fermentacao é
realizada em batelada, a vazdo de alimentacado (F) é igual a zero e nédo ha
variacao de volume, ou seja, dV/dt=0, logo a equacéao (14) nao € necessaria.

Usam-se medidas de variaveis secundarias as quais sao fornecidas pelos

sensores de pH, turbidimetro, termopar, sensor de CO, com uma taxa de
amostragem de 3 minutos, como variaveis de entradas nas redes, de forma que
depois de treinada a rede possa ser usada como software sensor em tempo real
com medidas feitas on-line. Faz-se uso de medidas de turbidez, vazdo de CO,, pH
e temperatura que sao variaveis de facil medigcéo, inclusive industrialmente. De
fato, a turbidez ndo é uma medida usual em ambientes industriais mais &
facilmente realizavel em unidades de laboratério. Ja se avaliou o uso destas
medidas como entradas para a rede no trabalho de RADKE (2002), que mostrou

resultados promissores. As redes usadas foram do tipo MLP.

3.4.2. Tratamento de Dados

As entradas da rede sao as medidas secundarias, que estavam disponiveis
a cada 3 minutos: turbidez, vazdo de CO; e pH, além da temperatura. A saida é a
taxa cinética a ser calculada. Foram treinadas redes diferentes para descrever as
taxas cinéticas de crescimento celular (r), morte celular (rq), consumo de substrato
(rs) e formagéo de produto (rp).

As entradas estavam disponiveis por medida direta, enquanto que as
saidas precisavam ser calculadas usando os dados experimentais. Sabe-se, das
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equacdes de balanco de massa (equagdes 15 a 18) que, para operacdo em
batelada podem ser escritas as seguintes equagodes:

e Células mortas: (15)
_dX,
T
e Células viaveis: (16)
_dx, b= dx, dxg
T
e Substrato: (17)
_ ds
CArT:
e Produto: (18)
_dP
AT

Pode-se, entdo, ajustar uma equacéo sigmoidal aos dados experimentais
de concentracdes de biomassa viavel e morta, substrato e produto contra o tempo.
A derivada da equacéao (19), ajustada para X4, Xy, S e P, forneceu os valores de
dXq/dt, dX,/dt, dS/dt e dP/dt, respectivamente. Estes valores, substituidos nas
equacdes (15 a 18), resultam nas taxas cinéticas “experimentais” usadas como
saidas no treinamento, validacdo e teste da rede neural a cada tempo de
amostragem. O procedimento foi demonstrado para a batelada por simplicidade,

mas € o mesmo no caso de batelada alimentada.
(19)
b

y=a+

c—tempO)

1—9_( d
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3.4.3. Rede Neural Artificial

Para o desenvolvimento desse projeto foi usado o programa Matlab® o qual
esta com licencia no Laboratério LOPCA e no setor de Informatica SIFEQ, da
Faculdade de Engenharia Quimica da Unicamp.

Figura 14. Estrutura Geral das Redes Neurais Usadas.

A estrutura geral das redes neurais artificiais proposta e usada neste
trabalho esta apresentada na figura 14. A arquitetura usada foi uma rede de tipo
MLP (Multilayer Perceptron), com 3 camadas: a primeira para a insercao dos
dados (/nput Layer), a segunda camada é a camada oculta (Hidden Layer), e por
ultima tem-se a camada de saida (Output Layer) que s6 contem um neurbénio com
uma fungdo de Linear Transfer Function. A camada oculta pode ter uma
quantidade de neurdnios variada dependendo do desempenho desejado. Trata-se,

portanto de uma variavel a ser escolhida na estrutura da rede neural artificial. O
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desempenho é avaliado através da sua capacidade de fazer boas predicoes em
termos de alguma medida de erro, no caso o erro quadratico médio (MSE). Nesta
camada a funcao de transferéncia € a Log-sigmod Transfer Funtion.

Para solucionar o problema das concentragdes se realiza uma rede neural
para cada uma das variaveis que se deseja estudar (figura 14). Para a realizagédo
desse estudo ndo se usou a taxa de morte das células ja que a viabilidade sempre
foi do 100% para todas as bateladas.

O processo de treinamento da fungdo de desempenho padrdo para a rede
neural do tipo feedforward € o erro quadratico médio entre os dados de entrada e

os objetivos desejado, definido na equacao (20).

N N
1 2 1 2
f=mse= 2 (e)? =1 > (ti—a)
i=1 i=1

Para o treinamento da rede MLP o método numérico de otimizacéao

(20)

Levenberg-Marquardt é usado na funcdo de desempenho padrdo. Na tabela 4

algoritmos e fungdes usadas no desenvolvimento da rede.

Tabela 5. Algoritmos e Funcdes Usadas no Desenvolvimento da Rede.

Algoritmos e fung¢des usados

Mean Square Error (Error
Quadratico Medio)

Treinamento Levenberg-Marquardt
Funcao de transferéncia na camada oculta Log-Sigmod Transfer Funtion

Funcgéao de transferéncia na camada de
saida

Funcao de desempenho

Linear transfer funtion

3.4.4. Treinamento, Validacao e Teste das Redes Neurais.

Para o desenvolvimento das redes neurais foram feitas em trés fases: a
primeira foi o treinamento onde se apresentam a rede os conjunto de dados de
entrada e os objetivos (target) onde se realizou a generalizacdo dos pesos e as
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bias pelo método de backpropagation ajustando-se de acordo com a funcdo de
erro (MSR). A segunda fase foi a validacao, usada para fazer a generalizacao da
rede e para deter o treinamento quando se atingiu a melhor predicéo das variaveis
de resposta. Finalmente a terceira fase foi o teste, usado para fazer uma medicao
independente da rede despois da fase de treinamento e validagdo. Tomaram-se
dados das bateladas que nao tinham sido utilizados e se comparou com o objetivo
(target) o qual determinou a exatidao da rede desenvolvida e avaliou a
aplicabilidade dela e sua eficiéncia.

A quantidade de dados para essas trés fases sao aproximadamente 5494
das 10 bateladas por cada uma das redes neurais (rede neural de taxa de
substrato, células e etanol), esses dados foram divididos em: 70% (3844 dados)
usado para o treinamento, 20% (1100 dados) usado para a validagdo e um 10%
(550 dados) usado para o teste das redes neurais.

Posteriormente os modelos baseados nas redes neurais foram aprimorados
escolhendo a melhor arquitetura da rede considerando o numero de neurdnios da
camada intermediaria, avaliando-se a qualidade das predigdes para o conjunto de
dados por meio dos critérios de EQM, DPR e Valor R.
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4. RESULTADOS E DISCUSSAO

Neste capitulo sdo apresentados todos os resultados referentes aos
procedimentos descritos no capitulo anterior.

A seguir sao expostos 0s resultados do estudo feito no processo
fermentativo; inicialmente, os valores das concentragdes dos componentes do
sistema de cultivo (concentracbes de etanol, acucares redutores e células),
obtidos por meio dos métodos analiticos descritos na se¢ao 3.3.1 e 3.3.2 séo
apresentados. Em seguida se apresenta os dados obtidos por meio do programa
LabView, os quais sao fornecidos pelos sensores de pH, turbidimetro, termopar,
sensor de CO,, com uma taxa de amostragem de 3 minutos. Finalmente, se
apresenta os resultados de desempenho das redes neurais, considerando o
numero de camadas, teste de quantidade de neurdnios e erros obtidos nas fases
de treinamento, validagao e teste.

Foram realizadas experimentalmente dez bateladas referenciadas na tabela
3. Nesse capitulo sao sé apresentados os resultados para a primeira batelada. Os

resultados das outras bateladas sao apresentadas no Anexo 1.

4.1.Dados Experimentais das Fermenta¢6es em Bateladas

Os resultados mostrados na tabela 6 sdo os dados de concentragdes de
massa seca (células), etanol e substrato (agucares redutores) encontrado por
meio dos métodos analiticos, amostrados numa taxa de aproximadamente 2 a 3
horas. Na figura 15 estdo representados os dados com o ajuste obtido da curva
sigmoidal (Tabela 7). Esse ajuste é usado para determinar a equacédo do
parametro Xd, Xv, S e P. A derivada fornecera os valores de dXd/at, dXv/dt, dS/dt
e dP/dt, que serdo substituidos nas equacdes 15 a 18. Assim sao obtidas as taxas
cinéticas experimentais usadas como saidas no treinamento, validacao e teste da
rede neural a cada tempo de amostragem.
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Pode-se observar na tabela 6 que no periodo inicial da fermentacao tinha

certa concentracao de substrato (So) o qual foi dado neste trabalho pela soma da

sacarose, glicose e frutose, esta comeca a diminuir quando que é consumida

pelas células (massa seca de células) que aumentam sua concentracdo no

percurso da fermentacao e como consequéncia se eleva a produgao de etanol.

Nessa fermentacao a viabilidade é muito proxima a 100%, de forma que o

valor da massa seca se constitui na totalidade das células sem morte celular. Os

dados experimentais da batelada a T= 30°C e Sp = 149,464 g/I, denominado como

batelada n°1 estdo apresentados na Tabela 6.

Tabela 6. Dados Experimentais da Batelada n°1.

Concentragoes (g/L)

t (h) Massa seca Etanol Substrato Glicose Frutose
0 2,56 5,498 149,464 58,273 54,143
3,75 3,92 19,859 111,261 44,454 58,663
7,56 4,73 33,223 96,56 31,538 55,544
10,45 5,34 38,033 77,941 21,79 46,598
12,71 6,09 39,765 69,76 18,498 51,262
16,75 6,41 40,495 46,786 8,336 29,399
19,75 6,39 58,082 42,352 5,591 26,831
24,75 6,83 61,428 12,346 0 12,346
27,75 6,74 71,261 8,468 0 8,468
31,46 6,86 70,701 0 0 0
35,31 6,01 68,384 0 0 0
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Figura 15. Dados experimentais e ajustados (—) dos dados cinéticos da batelada 1 na
temperatura de 30°C sem reciclo. Dados experimentais sao para concentragéo de
substrato, S(¢); biomassa, X(A); produtos, P(¢).

Tabela 7. Ajustes de Dados Experimentais a Curva Sigmoidal.

Parametro Expresséo para o parametro r
Substrato = —33,852+671,27/(1 + ( x+ 17 ) 0,985
u y=mo 27/ +exp (= 75z ) ’
+30,08
Etanol y = —387,238 + 473,60/(1 + exp (— le)) 0,936
o +2,63
Células Viaveis y =-3,66+10,651/(1 + exp (— x7ﬁ> 0,991

Na tabela 7, observam-se as expressdes para os parametros de substrato,
células e etanol em funcédo do tempo que foram ajustados a curva sigmoidal para

a batelada n°1 e o coeficiente de determinacéao de R2.
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4.2.Coleta de Dados por Meio do “LabView”

No experimento Batelada 1, a fermentacdo foi realizada em um Fermentador
Bioflo Ill — (New Brunswick Scientific Co). e as condigbes de operagdo foram:
velocidade de agitacdo 300 rpm, T =30°C e mistura de melacgo e hidrolisado nas

proporgoes de 25% e 75%, respectivamente.

Os dados obtidos da batelada 1 nas condi¢des de T =30°C e S0=149,47 sao
apresentados figura 16 a 18. Os dados correspondem a pH, turbidez e vazao de

CO.. A coleta de dados foi feita cada 3 minutos.

4,5
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4,44
4,42

4,38
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Figura 16. pH ao Longo do Tempo de Fermentacao.

w
Q

M
w

1

Turbidez
= =
o I

w

Q

0 5 10 15 20 25 30
Tempo (h)

Figura 17. Turbidez ao Longo do Tempo de Fermentagéo.
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Figura 18. Vazao de CO2 ao Longo do Tempo de Fermentacéo.

Na figura 16, observa-se que o pH apresenta uma diminuicao de 4,48 até 4,32
por causa da formagdo de subprodutos da fermentacao que reduzem o pH no
meio.

A figura 17 amostra a variacao de turbidez no tempo da fermentacéo, esta é
uma medida da quantidade de luz que consegue passar pelo meio. Portanto, esse
aumento da turbidez € devido ao aumento da quantidade de células que reduz a
quantidade de luz, indicando um crescimento das leveduras no processo

fermentativo.

Na figura 18, apresentam-se os dados de Vazdo de CO, durante a
fermentacao alcodlica. O CO, € um subproduto da fermentacéo e indiretamente é
uma medicao do crescimento celular. Inicialmente o comportamento da vazéo de
CO. é de crescimento desde o tempo inicial até aproximadamente 8 ou 9 horas
mostrando nessa fase o crescimento celular. Embora, a figura tenha um ponto
maximo de vazao de CO; equivalente a o ponto maximo de crescimento celular e
depois comeca a diminuicdo de CO. na reagdo de fermentagdo devido ao
processo inibitérios que acontecem no reator.
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Posteriormente tanto com os dados experimentais das fermentacbes em
batelada, obtidos pelos métodos analiticos da secdo 3.3.1 e 3.3.2 e os dados
coletados por meio do LabView, se realiza uma base de dados onde se tem as
informacao de entrada na rede (Temperatura, pH, Turbidez, Vazao de CO,) e
informacgéo de saida (taxa de consumo de substrato, taxa de producao de etanol,
taxa de crescimento celular). Essas informacdes de saida serdo usadas
respectivamente em cada uma das redes. O intervalo de tempo da base de dados
é de 3 minutos.

4.3. Conformacao dos Modelos Hibridos.

A informacéao apresentada a seguir foi dividida em dois conjuntos: os primeiros
séo os resultados das redes neurais com dados das bateladas sem reciclo e os
outros dados séo os resultados das redes neurais com os dados de bateladas com
reciclo. Esta divisdo foi feita porque a cinética nestes dois casos ndo é a mesma.
A razdo desta diferenca se deve ao fato de que sao formados subprodutos, os
quais inibem o crescimento de células com consequéncia na formagdo de

produtos.

Para processo de formagdo dos modelos hibridos neurais. Inicialmente se
realiza uma divisdo dos dados ajustados da parte experimental, esses dados
foram divididos em dos grupos; bateladas sem reciclo e bateladas com reciclo.
Posteriormente se construiram as redes neurais (RN) dependendo das variaveis
de saida: células (Xv), substrato (S) e produto (etanol, P) para cada um dos casos
de estudo. As respostas das redes ingressaram ao balang¢o de massa do processo
dando como resultado o modelos hibridos neurais. O processo esta descrito na
figura 19.
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Figura 19. Conformacao dos Modelos Hibridos.

4.3.1. Resultados dos Modelos Hibridos Neurais de Etanol.

O modelo baseado na rede neural foi aprimorado escolhendo a melhor
arquitetura da rede considerando o numero de neurbnios da camada
intermediaria, avaliando-se a qualidade das predi¢des para o conjunto de dados.
Esse trabalho foi feito por meio da avaliacdo do erro quadratico médio EQM, do
valor de R e pelo DPR (Desvio Padrao Residual, gerado em %). O DRP é usado
para fazer uma avaliacdo mais rigorosa da capacidade de predicdo do modelo. Os
desvios inferiores a 10% s&o considerados aceitdveis quando dados de
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engenharia de bioprocessos sdo usados, ATALA et al. (2001), e RIVERA et al.
(2007)). O desvio padrao residual (DPR) é dado para pela equacéo 21, onde né o
numero de dados, d, é a o dado experimental ajustado, g, € o valor predito pela
RNA e d, é o valor médio dos valores experimentais.
(21)
7 Sk (e~ 90D
dy

DRP = 100

Modelo Hibrido de Etanol Sem Reciclo de Células

Na tabela 8 estdo os dados dos testes feitos para a rede neural de predicéo
da concentracdo de etanol sem reciclo. A rede com um melhor desempenho foi a
que empregou 10 neurbnios. Para esta rede neural obteve-se EQM = 0,0039,
DPR= 3,7057 que foram os menores quando comparados com os valores obtidos
para outras redes.

O valor de R de 0,9976 foi o mais préximo a 1 encontrado, como pode ser
observado na figura 20. A rede neural selecionada para a predicao da taxa de
producéo de etanol esta mostrada na figura 21.

Tabela 8. Teste feito na Rede Neural da Taxa de Produgéo de Etanol sem Reciclo.

Neurdnios na camada Oculta EQM R DPR
3 0,363 0,734333 24,93447
5 0,0124 0,991833 5,205429
6 0,035767 0,976333 8,087614
8 0,00372 0,9976 3,825976
10 (Melh-Des) 0,0039 0,997643 3,705732
12 0,00281 0,998238 7,652452
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Figura 21. Rede Neural Usada Para Predizer a Taxa de Producéo de Etanol.
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Tabela 9. Parametros Otimizados da Rede Neural.

Parametros otimizados (pesos e bias) usados na rede neural

Parametros de
ligagdo de
neurdnios da
camada interna e
neurdnio de saida

Parametros de ligacao de entrada e neurénios da
camada interna

Wit wj2 Wij3 Wij4 0 Wi b1

0,354 -2,246 3,009 1,398 -2,375 -11,281  -13,431
0,466 1,229 1,869 -2,643 -4,894 7,831
-0,143 7,012 -0,491 1,056 -1,502 -0,147
0,8835 2,7624  2,8966 0,527 -1,247 1,881
-3,646 10,223 9,189  -22,162 -21,743 -22,946
0,08 -1,86 1,795 2,303 20,162 27,708
3,541 -10,046  -9,209 -2,173 -2,421 -23,526
2,233 -0,882 -7,289  -13,242 -3,153 16,196
0,337 0,73 1,077 4,416 3,174 -11,6
j=10 0,32 2,177 -1,04 21,825 24,378 12,817

TN
©oONO O WN =

—_— e

A figura 21 representa a rede neural otimizada, mostrando todas as
conexdes, pesos e bias. Na tabela 9 estdo apresentados os valores dos pesos e
bias; especifica-se que j € 0 neurdnio da camada intermediaria, no qual chegam 4
pesos que correspondem a cada uma das variaveis de entrada ; temperatura,
vazdo de CO,, pH e turbidez que correspondem a wj;, W, w3, wye a bias b.
Também é apresentada uma saida Wy que é o peso da conex&o do neurdnio j
com o neurbnio de saida; para este caso é o numero 1, e a bias é denominadas
de b1.

A equacdo 22 ¢é a rede neural em termos matematicos, ao substituir os pesos
e as bias da tabela 9. A equacao da rede com melhor desempenho € determinada
para inferir os valores das velocidades de produgé@o de etanol. Para tanto se faz
uso da equacao 22 e iguala-se com a equacao de balan¢o de massa (equacao
18), obtendo-se assim o modelo hibrido neural, apresentada na equacao 23.
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j=1 I=1

Nas figuras 22 a 26, podem ser observados os perfis obtidos pelo modelo
hibrido neural comparado com a representagcdo matematica. Os dados gerados da

representacdo matematica estao previamente apresentados na secéao 4.1.
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Figura 22. Perfil de Velocidade de Producao de Etanol B1 Sem Reciclo de Células, T =
30°C.
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Figura 26. Perfil de Velocidade de Produgéo de Etanol B9 Sem Reciclo de Células, T =
38°C

As figuras 22 a 26 representam os resultados obtidos na implementacao do
modelo hibrido neural de etanol sem reciclo para cada uma das bateladas junto
com os valores da representagdo matematica para podermos observar de forma

grafica o comportamento.
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A partir das figuras e fazer uma comparacdo com as tendéncias se pode
afirmar que o perfil do comportamento da rede neural com 10 neurénios
empregados na camada intermediaria com os valores de EQM = 0,0039, um DPR
= 3,7057 e um valor R = 0,9976, foi o perfil esperado devido a que os pontos
inferidos pelo modelo hibrido acompanha a linha dos dados da representacao
matematica, concluindo-se que o modelo pode fazer predicbes da cinética da
producéo de etanol com exatidao.

Modelo Hibrido de Etanol Com Reciclo de Células

Na tabela 10 sdo mostrados os dados de predicdo da rede neural para a
taxa de etanol com reciclo de células. A rede com um melhor desempenho foi a
que empregou 12 neurbnios (EQM = 0,00628293, DPR= 3,47 e R de 0,996) como
€ apresentado na figura 27. A rede neural selecionada para a predicao da taxa de
produgdo de etanol esta mostrada na figura 28. Na Tabela 13. Parametros
Otimizados (pesos e bias) do Modelo Neural.tabela 11 estdo apresentados os valores

dos pesos e bias.

Tabela 10. Teste Feito na Rede Neural de Etanol

Neurdnios na camada Oculta EQM R DPR
2 0,14664933 0,63951097 17,0735744
3 0,0761119 0,957195 12,6352499
5 0,03249037 0,98162967 8,19803869
7 0,00977659 0,97643233 4,45535394
9 0,00920133 0,995063 4,15970928
12 *(Melh-Desp) 0,00628293 0,99623667 3,47874221
14 0,00702807 0,99629067 3,71100406
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Figura 28. Rede Neural Usada para Predizer a Taxa de Etanol Com Reciclo.
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Tabela 11. Parametros Otimizados (pesos e bias) do Modelo Neural.

Parametros otimizados (pesos e bias) do Modelo Neural

Parametros de
ligacéo de
neurdnios da
camada interna e
neurdnio de saida

Parametros de ligacdo de entrada e neurdnios da
camada interna

Wit Wj2 wj3 Wi4 3] Wi b1

e e e e s
| L | | { L A

O©CooNOOOaR~OWN—

TR
- o

[ S —

-9,335 2,98 -2,404 10,34 13,613 6,63 0,451
-10,157 0,997 0,313 -6,088 4,783 -12,162
-3,023 -2,709 -0,2836 4,352 6,665 -11,062
2,8453 2,6429 -2,721 0,4542  -2,833 -7,917
-7,973 -4,109 21,262 3,183 6,671 -0,621
4,984 -3,044 -1,02 0,245 0,949 2,902
-0,367 -6,545 3,193 0,405 -2,344 0,384
0,689 -0,194 7,124 0,878 4,134 3,201
0,082 -3,122 -0,243 6,351 8,815 8,181
0,045 -0,207 5,737 0,632 2,667 -4,087
2,11 2,167 0,919 -0,148 0,045 4,082

A equacgao 24 é a rede em termos matematicos, ao substituir os pesos e as bias

da tabela 11. A equacao da rede com melhor desempenho é determinada para

inferir os valores das velocidades de producao de etanol. Por tanto se faz uso da

equacao 24 igualando-se a equacao de balango de massa (equacgéo 18), obtendo-

se 0 modelo hibrido neural apresentado na equagéao 25.

(24)

M N
dpP
91 =F<2Wk]f(zwﬂxl+0]>+bk>= E:V;, = T'p
j=1 I=1

(25)

M N
T'p =F ZWk]f<ZWﬂxl+9]>+bk
j=1 =1
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Nas figuras 29 a 33, mostram os perfis obtidos pelo modelo hibrido neural
comparado com a representacdo matematica como descrita na secao 4.1.
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Figura 29. Perfil de Velocidade de Crescimento Celular B2 com Reciclo de Células, T =
30°C.
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Figura 30. Perfil de Velocidade de Produgao de Etanol B4 com Reciclo de Células, T =
32°C
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Figura 33. Perfil de Velocidade de Produgao de Etanol B10 com Reciclo de
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Nas figuras 29 a 33 representam os resultados obtidos na implementacdo do
modelo hibrido neural de etanol com reciclo para cada uma das bateladas e os
valores da representacdo matematica onde se observa de forma grafica o

comportamento.

A partir das figuras e se realizar uma comparagdo com as tendéncias se afirma
que o perfil do comportamento da rede neural com 12 neurdnios na camada
intermediaria com EQM = 0,0628293 , um DPR = 3,47 e o valor R = 0,996, foi o
perfil esperado devido a que os pontos inferidos pelo modelo hibrido acompanham
a linha dos dados da representacdo matematica, concluindo-se que o modelo

pode fazer predi¢des da cinética da produgéo de etanol.

Fazendo uma comparacao entre os dois modelos hibridos de etanol com e sem
reciclo, se observa: na primeira rede sdo empregados na camada intermediaria 10

neurdnios para os dados de batelada sem reciclo e 12 neurbnios para batelada
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com reciclo. A partir dessa informacéo se sabe que o modelo para bateladas com
reciclo € mais complexo, ja que tem mais dois neurénios que o modelo hibrido de
etanol sem reciclo, em consequéncia aumenta em 12 pesos a equagao para
serem treinados, validados e testados. Assim € preciso uma maior capacidade
computacional, pois é mais complexa a matematica do modelo a resolver.

Embora, O modelo hibrido de etanol sem reciclo com uma menor quantidade de
neurdnios atingem valores de EQM, DPR e R muito bons similares ao outro
modelo, para alguns casos a qualidade das predicbes dos modelos nado varia
quando a diferenga entre neur6nios nao é muita. Entdo também poucos neurdnios
podem fazer o mesmo trabalho que muitos. Por isso € importante fazer testes de

sensibilidade na quantidade de neurdnios para evitar o overfit.
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4.3.2. Resultados dos Modelos Hibridos Neurais de ART (Substrato)

O modelo baseado na rede neural foi aprimorado escolhendo a melhor
arquitetura da rede considerando o numero de neurbnios da camada
intermediaria, avaliando-se a qualidade das predi¢ées para o conjunto de dados
do mesmo jeito que os modelos hibridos anteriores (Modelo hibrido de etanol).
Esse trabalho foi feito por meio da avaliacdo do erro quadratico médio EQM, do
valor de R e pelo DPR (Desvio Padrao Residual, gerado em %).

Modelo Hibrido de ART Sem Reciclo de Células

Na tabela 12 estdo os dados dos testes realizados para a rede neural de
predicdo da taxa de substrato. A rede com um melhor desempenho foi a que
empregou 14 neurénios (EQM = 0,226 e o DPR= 8,7224 com o valor de R de
0,974 é dos mais préximos a 1), como pode ser observado na figura 34. A rede
neural selecionada para a predicdo da taxa de consumo de substrato esta

mostrada na figura 35.

Tabela 12. Teste Feito na Rede Neural de ART.

Neurodnios EQM R DPR %
na camada Oculta
3 0,518166667 0,90546667 30,552746
5 0,7263 0,91333333 30,552746
6 0,653566667 0,92036667 13,9205575
8 0,530366667 0,9386 13,8938193
10 0,354733333 0,96069667 9,64613571
12 0,354733333 0,96069667 9,00742475
14 (Melh-Des) 0,226 0,97433333 8,72241477
16 0,299 0,96736333 9,44850094

61



| — - 30

\
A\ e
| e L_\k 15 ®

O T T T O
0 5 10 15 20

Numero de Neuronios, N

=
[# ]

MSR, R -valor
o
(=)}

<
[

Figura 34. Resultados dos Critérios de Qualidade de Predicdo da Rede Neural dos ART.
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Tabela 13. Parametros Otimizados (pesos e bias) do Modelo Neural.

Parametros otimizados (pesos e bias) do Modelo Neural

Parametros de
ligacao de

Parametr ligaca ntr neuroéni m N
arametros de ligacao de entrada e neurénios da camada neurénios da

Interna camada interna e
neurdnio de saida
Wij4 Wi2 Wi3 Wi4 9,- W1j b1
j=1 8,498 3,979 0,318 4,734 -5,084 -2,094 8,021
j=2 1,21 -1,425 5,034 3,832 4,09 7,22
j=3 -5,963 4,118 1,567 -0,015 3,748 4,092
j=4 1,5879 -7,0143 0,2111 -0,2119 2,549 -0,108
j=b 6,153 -6,47 2,376 2,886 -5,532 25,449
j=6 4,936 -4,363 -0,658 5,947 1,533 13,15
j=7 0,734 0,71 -0,795 -3,897 -1,164 -8,296
j=8 -1,595 -0,584 2912 -2,893 1,067 -9,173
j=9 -3,93 1,427 -4,949 2,657 -0,298 6,494
j=10 0,057 0,313 0,019 0,545 -1,009 7,77
j=11 -7,215 -2,925 -3,378 -3,507 6,39 -2,06
j=12 2,764 3,746 3,808 1,31 3,178 1,605
j=13 5,99 -6,153 1,735 3,673 2,897 -34,189
j=14 1,536 2,218 -3,31 -1,601 -0,709 0,598

A figura 35 representa a rede neural otimizada, mostrando todas as

conexdes, pesos e bias, com os valores dos pesos e bias apresentados na tabela

13.

Seguindo o mesmo procedimento descrito para a obtencdo das equacgdes

(24) e (25), define-se agora a equacao da rede com melhor desempenho para

inferir os valores das velocidades de consumo de substrato. A equacdo 26 é

igualada a equacao de balango de massa (equacgao 17), levando a obtencao do

modelo hibrido neural, equagéo 27.

(26)

U}<

Ts

M N
ds
g2=F ZWk]f<ZWﬂxl+9]>+bk = Ez
j=1 =1
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Nas figuras 36 a 40, podem se observar os perfis obtidos pelo modelo hibrido
neural comparado com a representacdo matematica. Os dados gerados da

representacdo matematica foram apresentados na segéo 4.1.
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Figura 36. Perfil de Velocidade de Consumo de ART B1 Sem Reciclo de Células,
T=30°C
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As figuras 36 a 40 representam os resultados obtidos na implementagao do
modelo hibrido neural de ART sem reciclo e os valores da representacao
matematica.

A partir das figuras e comparar com as tendéncias se pode afirmar que o
perfil do comportamento da rede neural que emprega 14 neurdnios na camada
interna e apresentando um EQM = 0,226, um DPR = 8,7224 e o valor R = 0,974,
foi o perfil esperado pois os pontos inferidos pelo modelo hibrido acompanha a
linha dos dados da representacdo matematica. Assim se conclui que o modelo

pode fazer predi¢des da cinética do consumo do ART sem reciclo com exatidao.

Modelo Hibrido de ART com Reciclo de Células

Na tabela 14 estdo os dados dos testes feitos para a rede neural de predicao
da taxa de substrato. A rede com um melhor desempenho foi a que empregou 17
neurénios, ja que esta configuracao propiciou o0 EQM de 0,042, e o DPR = 5,062
qgue foram os menores valores da avaliagdo. O valor de R é 0,993, o mais proéximo
de 1 que foi encontrado, como pode ser observado na figura 41 e a rede neural
selecionada para a predicao da taxa de consumo de substrato esta mostrada na

figura 42.
Tabela 14 Teste Feito na Rede Neural de ART

Neurdnios da camada Oculta EQM R DPR
2 1,375 3,102 26,209
3 0,691 0,884 27,707

5 0,197 0,970 9,569

7 0,072 0,988 6,081

9 0,062 0,986 6,974

11 0,047 0,993 5,353

13 0,067 0,989 5,317

15 0,046 0,993 5,175

17 (Melh-Desp) 0,042 0,993 5,062

19 0,040 0,991 5,398
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Tabela 15. Parametros Otimizados (pesos e bias) do Modelo Neural.

Parametros otimizados (pesos e bias) do Modelo Neural

Parametros de
ligacao de

Parametr ligaca ntr neuréni m N
arametros de ligacao de entrada e neurdnios da camada neurénios da

Interna camada interna e
neurdnio de saida
Wit wj2 Wj3 wi4 ] Wij b1

j=1 -11,997 0,964 14,580 9,414 22,140 -10,676 1,299
j=2 1,462 -1,406 0,805 1,384 -3,103 2,449
j=3 12,936 -7,325 -28,6953 -3,631 -5,495 -5,401
j=4 11,8126 -1,4801 -15,937 0,1098 -12,867 -8,514
j=5 -4,574 1,457 -5,144 -2,516 3,8212 -4,915
j=6 3,281 -2,942 0,306 0,127 0,952 7,058
j=7 1,815 5,647 2,068 -0,219 -1,832 -0,565
j=8 1,759 -2,430 0,743 0,180 0,444 -5,992
j=9 -9,138 4,207 3,660 -0,341 -1,881 -6,949
j=10 -0,336 1,564 3,4856 -6,458 -6,282 4,590
j=11 2,8430 -4,6063 0,765 -0,1979 1,445 -1,273
j=12 -0,542 0,870 1,952 0,118 -0,2262 -6,478
j=13 4,708 4,913 1,067 -0,438 6,333 -1,214
j=14 1,462 1,342 -3,323 0,606 1,744 -2,514
j=15 4,656 0,790 -4,5319 1,984 4,0159 1,282
j=16  -6,4070 2,3032 1,875 -0,0300 -1,254 5,268
j=17 -1,753 1,121 0,913 1,510 -3,470 -3,126

A figura 42 representa a rede neural otimizada, mostrando todas as conexoes,
pesos e bias, na tabela 15 estdo apresentado os valores dos pesos e bias, A
equacao 29 é a rede em termos matematicos, ao substituir os pesos e as bias da
tabela 15. A equacdo do modelo hibrido neural é dada pela equacao 29 que é
obtida pela igualdade da equacéo 28 a equacao de balanco de massa (equacao
17). A equacédo 29 é o modelo hibrido neural, a qual junta o a rede neural € 0
balanco de massa.

(28)

M N
as
gzzF ZWka<Zwﬂxl+9]>+bk :E:VS:TS
j=1 =1
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As figuras 43 a 47 amostram os perfis obtidos pelo modelo hibrido neural
comparado com a representacdo matematica. Os dados gerados da
representacdo matematica foram apresentados na sec¢éao 4.1.
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Figura 43. Perfil de Velocidade de Consumo de ART B2 Com Reciclo de Células, T =
30°C
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Nas figuras anteriores 43 a 47 representam os resultados obtidos na
implementagdo do modelo hibrido neural de ART com reciclo e os valores da
representacdo matematica para podermos observar de forma grafica o

comportamento.

A partir dessas figuras se realizou uma comparag¢do com as tendéncias do
qual se pode afirmar que o perfil do comportamento da rede neural que emprega
na camada intermediaria 17 neurbnios e com uns critérios de avaliagdo de EQM =
0,042, DPR = 5,062 e um valor R = 0,993, foram os perfis esperados. Os pontos
inferidos pelo modelo hibrido acompanham a linha dos dados da representacao
matematica, concluindo-se que o modelo pode fazer boas predicdes da cinética da

producéo do consumo do ART sem reciclo.

Nos dois modelos hibridos de ART (substrato) com e sem reciclo se pode
afirmar que na primeira rede sdo empregados na camada intermediaria 14
neurdnios para os dados de batelada sem reciclo e 17 neurdnios para batelada
com reciclo. Portanto, se sabe que o modelo para bateladas com reciclo é mais
complexo, ja que tem mais trés neurbnios que o modelo hibrido de ART sem
reciclo, assim aumenta em 18 pesos a equacao para serem treinados, validados e
testados. Por esse motivo € preciso uma maior capacidade computacional, pois é

mais complexa a matematica do modelo a resolver.
O modelo hibrido de ART com reciclo atingem valores de EQM, DPR e R

melhores do outro modelo, o qual amostra a maior quantidade de neurénios

melhor é o ajuste aos dados experimentais.
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4.3.3. Resultados dos Modelos Hibridos Neurais de Crescimento
Celular.

O modelo baseado foi aprimorado pela escolha dos numeros de neurénios
na camada intermediaria. Obtendo-se a melhor rede neural pelas qualidades das
predicoes para o conjunto de dados de crescimento celular. O trabalho foi feito por
meio dos critérios de avaliacdo, do erro quadratico médio EQM do valor de R e

pelo DPR (Desvio Padrao Residual, gerado em %),).
Modelo Hibrido de Crescimento Celular sem Reciclo de Células

Na tabela 16Tabela 16 estdo os dados dos testes feitos para a rede neural de
predicdo da taxa de células. A rede com um melhor desempenho foi a que
empregou 18 neurdnios, que propiciou 0 EQM de 0,0000284, o DPR de 3,64 e o
valor R é 0,998. A figura 48 mostra estes critérios de qualidade para definicdo da
rede e a rede neural selecionada para a predicdo da taxa de crescimento celular

esta apresentada na figura 49.

Tabela 16. Teste Feito na Rede Neural de Células

Neurbnios EQM R DPR
na camada Oculta

3 0,000536 0,97332067 16,1539979
5 0,00033867 0,98346667 14,9304593
6 0,000099 0,99506933 7,09655144
8 0,00010827 0,9942 7,22059704
10 0,0000963 0,9953 6,56825904
12 0,00023627 0,997 5,3435483
14 4,71E-05 0,997 4,84722034
16 0,0000306 0,998 3,741234

18(Melh-Des) 0,0000284 0,998 3,64005786
20 5,00E-05 0,997 4,88012772
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Figura 49. Otima Rede Neural Usada Para Predizer a Taxa das Células.
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Tabela 17. Parametros Otimizados (pesos e bias) do Modelo Neural.

Parametros Otimizados (pesos e bias) do Modelo Neural

Parametros de
ligacéo de
Paréametros de ligacao de entrada e neurénios da camada interna  neurdnios da camada
interna e neurénio de

saida
wj1 wj2 wj3 wij4 0 Wi1j b1
j=1 0,386 3,444 0,898 2,032 3,992 -2,924 -6,563
j=2 0,405 3,631 -8,253 8,114 15,012 13,018
j=3 2,238 -3,998 0,963 1,844 -2,687 -1,709
j=4 -0,0433 -1,8213 1,3852 -3,0907 1,155 2,818
j=5 2,399 -2,166 1,405 1,335 -2,194 3,505
j=6 0,376 -4,246 0,446 -3,159 -1,02 -1,969
=7 -3,191 4,477 -1,556 -2,045 1,369 1,471
j=8 -0,457 -3,728 8,511 13,065 5,927 12,287
=9 0,876 -3,331 -1,657 -2,427 0,4 1,925
j=10 -0,245 0,54 -1,65 2,417 -0,268 -2,866
j=11 -3,148 -5,905 -1,142 -3,138 -4,317 -1,142
j=12 -5,394 3,688 -0,289 -0,622 0,161 -4,429
j=13 1,216 0,913 1,976 0,993 1,446 2,494
j=14 1,804 3,837 1,458 3,634 2,619 -1,546
j=15 -4,319 3,116 0,727 -1,979 -2,191 4,795
j=16 0,626 -2,855 1,183 -1,819 2,345 -1,756
=17 -0,705 -0,956 -1,949 2,474 -2,141 -2,605
j=18 3,745 -6,466 2,117 1,603 -4,125 -0,654

A rede neural otimizada para predizer as células esta representada na figura
49, e na tabela 17estdo apresentado os valores dos pesos e bias. A equacao 30 é
a rede em termos matematicos, obtida ao substituir os pesos e as bias da tabela
17 para se determinar a equacao da rede com melhor desempenho para inferir os
valores das velocidades de crescimento de células. Faz se uso da equacgéo 30 e
iguala-se a equacgado de balanco de massa (equacao 16) para estabelecer o
modelo hibrido descrito pela equagao 31.

(30)
u u dXv
g3:F ZWk]f ijixi-l—ej +bk :W:szrv
j=1 1=1
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M N
T'v:F ZWk}f Zwﬂxl+9] +bk
j=1 I=1

A seguir estao as figuras 50 a 54 com os perfis obtidos pelo modelo hibrido neural
comparado com a representacdo matematica. Os dados gerados da

representacdo matematica foram apresentados na sec¢éao 4.1.
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Figura 50. Perfil de Velocidade de Crescimento Celular B1 Sem Reciclo de Células, T =
30°C
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As figuras 50 a 54 representam os resultados obtidos na implementagao do
modelo hibrido neural de crescimento celular sem reciclo e os valores da

representacdo matematica observando de uma forma grafica o comportamento.

A partir das figuras se realizou um comparativo com as tendéncias do qual se
pode afirmar que o perfil do comportamento da rede neural com 18 neurdnios e
uns critérios de avaliacao de EQM = 0,0000284, DPR = 3,64 e de valor R = 0,998
na implementacgao, foi o perfil esperado dado que os pontos inferidos pelo modelo
hibrido acompanha a linha dos dados da representacdo matematica, concluindo-
se que o modelo pode fazer predicbes da cinética do crescimento celular sem

reciclo.
Modelo Hibrido de Crescimento Celular com Reciclo de Células

Os dados dos testes realizados para a rede neural de predigcdo da taxa de
crescimento de células estdo mostrados na tabela 18. A rede com um melhor
desempenho foi a que empregou 13 neurdnios, que levou ao valor de 0,0000581
para o EQM e de 4,403 para o DPR. O valor de R de 0,997, como pode se
observar na figura 55. A rede neural selecionada para a predicdo da taxa de
producéo de etanol esta mostrada na figura 56.

Tabela 18. Teste Feito na Rede Neural de Células.

Neurdnios na camada Oculta MSE R DPR
2 0,0048417 0,758 43,058
3 0,0009463 0,959 18,642
5 0,0008733 0,958 18,183
7 0,0000951 0,995 6,029
9 0,0000627 0,997 4,822
11 0,0000506 0,998 4,661
13 (Melh-Desp) 0,0000581 0,997 4,403
15 0,0000606 0,997 4,678
17 0,0000569 0,997 4,556
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Tabela 19. Parametros Otimizados (pesos e bias) do Modelo Neural.

Parametros otimizados (pesos e bias) do Modelo Neural

Parametros de
ligacdo de

Parametr ligaca ntr neuroéni m N
arametros de ligacao de entrada e neurénios da camada neurdnios da

interna :
camada interna e
neurdnio de saida
Wit wj2 Wj3 wi4 0 Wij b1

j=1 -3,179 -0,242 5,420 0,123 4,602 -2,062 -0,781
j=2 2,371 -0,043 -2,434 -1,890 -4,949 -3,584
j=3 3,822 -5,222 0,1330 -1,948 -1,763 -0,279
j=4 -0,0083 0,1356 2,628 -1,198 -0,984 -3,387
j=5 -6,891 -6,218 6,917 2,264 -3,941 -0,363
j=6 0,896 0,276 4,569 1,693 1,609 1,575
j=7 -2,807 1,855 4,401 1,734 -2,411 -2,101
j=8 0,482 0,050 1,323 -0,798 0,158 1,302
j=9 -1,200 6,932 -0,170 1,208 -0,672 0,730
j=10 1,6378 7,8568 -2,418 0,7206 -0,052 -0,272
j=11 2,492 -0,108 -2,946 -0,989 1,530 -2,197
j=12 -0,124 1,321 -0,849 -1,650 3,111 -0,086
j=13 0,616 1,227 -3,003 -1,034 2,330 -1,409

A figura 56 representa a rede neural otimizada, Na tabela 19 estao
apresentados os valores dos pesos e bias, A equacdo 31 € a rede em termos
matematicos, ao substituir os pesos e as bias da tabela 19. Determina-se a
equacao da rede com melhor desempenho para inferir os valores das velocidades
de producdo de etanol, fazendo-se uso da equacdo 31 e igualando-se com a
equacao de balanco de massa (equacao 16), obtendo-se assim o modelo hibrido
neural, equagao 32, que € o modelo hibrido.

M N dX
v
g3=F ZWka<ZWﬂXl+9]>+bk =W= VU= "
j=1 =1

(31)

(32)
M N
TV=F ZWk]f<ZWﬂXl+9]>+bk
j=1 =1
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A seguir sdo apresentadas as figuras 57 até 61 que mostram os perfis
obtidos pelo modelo hibrido neural comparado com a representacdo matematica.
Os dados gerados da representacdo matematica foram apresentados na secao
4.1.
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Figura 57. Perfil de Velocidade de Crescimento Celular B2 Sem Reciclo de Células, T =
30°C
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Nas anteriores figuras 57 a 61 representam os resultados obtidos na

implementagcdo do modelo hibrido neural de crescimento celular com reciclo junto
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com os valores da representagdo matematica para podermos observar de forma
gréafica o comportamento.

A partir das figuras e comparar com as tendéncias se pode afirmar que o
perfil do comportamento da rede neural que na camada intermediaria possui 13
neurénios com um EQM = 0,0000587, DPR = 4,403 e um valor R = 0,997, foi o
esperado devido a que os pontos inferidos pelo modelo hibrido acompanha a linha
dos dados da representacao matematica, concluindo-se que o modelo pode fazer

predi¢ces da cinética do crescimento celular com reciclo.

Uma comparagéo entre os dois modelos hibridos de crescimento de células
com e sem reciclo, se observa: na primeira rede sdo empregados na camada
intermediaria 18 neurdnios para os dados de batelada sem reciclo e 13 neurdnios
para batelada com reciclo. A partir dessa informacao se sabe que o modelo para
bateladas sem reciclo € mais complexo, j& que tem mais 5 neurbnios que o
modelo hibrido de crescimento de células com reciclo, em consequéncia aumenta
em 30 pesos a equagao para serem treinados, validados e testados. Assim é
preciso uma maior capacidade computacional, pois € mais complexa a matematica

do modelo a resolver.

Embora, O modelo hibrido de etanol sem reciclo com uma maior quantidade
de neurbnios atingem valores de EQM, DPR e R melhores do outro modelo, o qual
amostra a qualidade das predicdes dos modelos aumenta quando empregam mais

neurdnios usando uma matematica mais complexa.
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5. CONCLUSOES.

A modelagem hibrida desenvolvida, que utiliza variaveis secundarias como
entrada (temperatura, pH, vazao de CO,, turbidez), mostrou-se eficiente nas

aproximacgoes dos resultados em compara¢ao com os dados experimentais.

Os 6 Modelos Hibridos Neurais apresentados sdo modelos robustos que
descrevem de forma adequada o processo de fermentagdo mesmo na presenca
de mudancgas nas condi¢cdes de operacdo, sendo esta uma ferramenta poderosa

de predicao de taxas cinéticas nos processos fermentativos.

Os modelos desenvolvidos com variaveis de facil medida (pH, T, turbidez e
vazao de COy) permitem um melhor acompanhamento do processo uma vez que

das medicdes pode-se inferir as taxas cinéticas do processo.

Para encontrar um modelo hibrido que permite inferir as varidveis chaves a
partir dos dados de bateladas sem reciclo e com reciclo combinados, deve-se
fazer uma rede neural com uma variavel adicional de entrada, isso determina se o
processo possui ou nao reciclo. A razdo dessa diferenciacdo deve-se a presenca
dos inibidores produzidos depois da primeira batelada que, quando presentes no

reciclo, mudam as condigdes no reator para a fermentacgao.

O tempo (t) ndo é considerado uma variavel de entrada na rede neural, ja que
este se encontrava implicito dentro da variavel de taxa de producédo de etanol,
taxa de consumo de substrato e taxa de crescimento celular (todas as variaveis de
saida da rede). Como consequéncia deste procedimento obteve-se uma rede com
uma convergéncia mais rapida, menor numero de iteracbes e menor gasto

computacional durante o processo de treinamento, validagao e teste.

O desenvolvimento dos modelos hibridos neurais fornecem uma vantagem

sobre 0os modelos de redes neurais puros (caixa preta), pois 0 acoplamento do
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modelo deterministico através dos balancos de massa e as redes neurais
permitem a construgcdo de um modelo preditivo mais confiavel. Os resultados
inferidos pelo modelo hibrido propiciaram uma maior proximidade com a cinética

do processo.

88



6. SUGESTOES PARA TRABALHOS FUTUROS

1)

Aplicar um controlador usando o modelo desenvolvido ao processo de
fermentacao alcodlica.

Aplicar o modelo hibrido desenvolvido para acompanhar um processo real.
Usar modelos de crescimento celular, a serem incluidos na modelagem
hibrida do processo fermentativo, obtendo uma representacdo mais real do
processo.

Realizar um modelo hibrido neural que permite inferir as variaveis chaves
das bateladas sem ou com reciclo, usando para isso uma variavel adicional
de entrada.

Realizar uma base de informag¢ao maior na qual a rede neural se alimente e

possa ser mais robusta, obtendo uma maior modelo hibrido neural.
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8. ANEXOS 1
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Dados experimentais das Fermentacoes em Bateladas.

Dados experimentais da batelada a T= 30°C e Sp=118,1631 g/I. Batelada 2. Com
reciclo da batelada 1.
A viabilidade do processo € 100% por tanto ndo existe a morte de células, o valor

usado para concentragéo de células é o valor da massa seca.

Tabela A1. Dados Experimentais da Batelada n°2.

Concentragbes (g/L)

t (h) Massa seca Etanol Substrato Glicose Frutose
0 3,62 18,491 118,163 41,31 42,218
3 5,92 28,614 109,161 41,618 51,01
6,8 6,78 39,861 86,874 29,26 48,844
16,12 8,15 54,392 48,212 7,912 32,086
19,63 9,21 58,657 44,863 5,456 28,527
21,58 8,95 70,459 33,86 3,748 20,041
25,8 8,52 68,682 22,651 2,254 11,187
28,3 9,24 72,509 6,42 0 7,468
31,63 9,76 72,421 3,154 0 4,202
36,38 10,37 79,315 11,741 0 4,13
38,92 10,2 83,497 0 0 0
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Figura A1. Dados Experimentais e Ajustados (-) dos Dados Cinéticos da Batelada 2 na

Temperatura de 30°C com Reciclo. Dados Experimentais Sdo Para Concentracao de
Substrato, S(m); Biomassa, X(A); Produtos, P(¢).
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Tabela A2. Ajustes de Dados Experimentais a Curva Sigmoidal.

Parametro Expressao para o parametro r
x —9,2271
Substrato y = —5,6086 + 171,2684/(1 + exp (— W) 0,979
x + 1,49
Etanol y = —48,62 + 127,7477/(1 + exp (— W) 0,969
. o x + 32,837
Células Viaveis y =—132,314 + 142,608/(1 + exp (— W) 0,962

Os dados obtidos da batelada 2 nas condicées de T =30°C e So0=118,1631 sao
apresentados na figura A2. Os dados correspondem a turbidez, pH, vazao de CO
e temperatura. A coleta de dados foi feita cada 3 minutos.
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Figura A2. pH, Turbidez e Vazéao de CO, ao Longo do Tempo.
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Dados experimentais da batelada a T= 32°C e Syp= 141,263 g/L, batelada 3. Nessa

fermentacao a viabilidade € muito préxima a 100%, entdo vamos s6 a usar o valor

da massa seca que seria a totalidade das células sem morte celular.

Tabela A3. Dados Experimentais da Batelada n®3.

Concentragbes (g/L)

t (h) Massa seca Etanol Substrato Glicose Frutose
0 2,82 1,308 141,263 47,496 46,416
2,1 2,97 4,908 134,886 60,288 67,92
5,1 3,97 18,696 111,352 41,436 59,256
7,1 4,55 20,694 97,28 33,288 54,618
9,18 4,73 27,78 75,647 24,93 48,732
12,52 5,03 36,612 58,787 15,45 40,842
14,18 5,54 43,074 53,651 12,354 39,558
16,53 5,98 46,947 34,871 5,418 27,78
18,52 6,37 55,257 27,287 2,754 22,722
21,1 6,41 59,145 4,335 1,374 0
80 160
70 - 140
60 - - 120
50 - - 100
< —
32 =
< 40 - - 80 m
@ v
>
30 - - 60
20 - - 40
10 - - 20
| A A A y- 3 3 -
0 & . : : : 0
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Figura A3. Dados Experimentais e Ajustados (—) dos Dados Cinéticos da Batelada 3 na
Temperatura de 32°C Sem Reciclo. Dados Experimentais Sdo Para Concentracao de
Substrato, S(m); Biomassa, X(A); Produtos, P(¢).
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Tabela A4. Ajustes de Dados Experimentais a Curva Sigmoidal.

Parametro Expressao para o parametro r
x + 22,355
= —402,673 + 1415,22/(1 (— —) 0,993
Substrato y + /At e~y
x — 3,286
Células Viaveis y = -10,394 + 19,01664/(1 + exp (-“222)) 0,983

Os dados obtidos do da batelada 3 nas condicées de T =32°C e So=141,263 séao

apresentados na figura A4. Os dados correspondem a turbidez, pH, vazao de CO:

e temperatura. A coleta de dados foi feita cada 3 minutos
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Figura A4. pH, Turbidez e Vazao de CO, ao Longo do Tempo.
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Dados experimentais da batelada a T= 32°C e Sp= 167,877 ¢/I. Batelada 4. Com
reciclo da batelada 3. A viabilidade do processo € 100% por tanto ndo existe a

morte de células, o dado usado é o valor da massa seca.

Tabela A5. Dados Experimentais da Batelada n°4.

Concentragoes (g/L)

t (h) Massa seca Etanol Substrato Glicose Frutose
0 3,56 10,224 167,877 37,332 37,368
3,65 4,54 20,664 134,185 47,616 60,588
6,92 5,56 32,736 107,348 37,548 62,076
10,17 6,42 41,496 91,513 28,032 59,424
13,12 6,86 48,108 71,401 18,246 49,86
16,12 7,14 61,416 66,138 13,35 49,002
19,12 7,47 64,392 52,041 7,77 40,548
21,48 7,29 67,476 40,325 4,404 32,406
24,48 7,59 81,363 34,351 2,316 27,984
26,3 7,28 76,056 24,72 1,47 19,599
30,53 7,45 80,535 17,387 1,431 12,39
100 180
90 - 160
80 \ - 140
70 - 120
“_3 °0 - 100=
= 50 5
Y - 80 =»
x 40
30 - 60
20 S N - 40
T
10 - 20
A A A A A A A A .\7
0 ‘ . . . . . 0
5 10 15 20 25 30 35
Tempo (gr/l)

Figura A5. Dados Experimentais e Ajustados (—) dos Dados Cinéticos da Batelada 4 na
Temperatura de 32°C com Reciclo. Dados Experimentais Sdo Para Concentracao De
Substrato, S(m); Biomassa, X(A); Produtos, P(+).
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Tabela A7. Ajustes de Dados Experimentais a Curva Sigmoidal.

Parametro Expressédo para o parametro r
x + 34,45
Substrato y = —16,184 + 1523,83/(1 + exp (—m)) 0,996
Etanol = 22,129 + 111,27/(1 + ( . 7’630) 0,988
y =T 27/ + exp(~—geeeg ) ’
— 5,006
Células Viaveis y = 2,47 + 499/(1 + exp <— xww)) 0,095

Os dados obtidos do da batelada 4 nas condicées de T =32°C e So0=167,877 sao
apresentados na figura A7. Os dados correspondem a turbidez, pH, vazdo de CO»
e temperatura. A coleta de dados foi feita cada 3 minutos
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Figura A7. pH, turbidez, Vazao de CO, ao Longo do Tempo de Fermentagao.
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Dados Experimentais da Batelada a T= 34°C e Sp= 150,628 g/L, Batelada 5.

Nessa fermentagéo a viabilidade € muito préxima a 100%, entdo vamos s a usar

o valor da massa seca que seria a totalidade das células sem morte celular.

Tabela A8. Dados Experimentais da Batelada n®5.

Concentragbes (g/L)

t (h) Massa seca Etanol Substrato Glicose Frutose
0 2,69 2,436 150,628 55,416 53,544
2,57 2,86 7,104 127,877 52,584 63,348
4,67 3,66 12,456 101,789 38,112 53,244
6,37 4,03 23,346 98,338 33,774 53,394
10,95 5,19 34,044 70,351 18,912 40,338
13,62 5,57 44,7 52,464 13,404 39,06
20,35 6,33 65,46 24,966 4,308 20,658
23,38 6,24 73,14 15,984 3,306 12,678
26,95 6,51 68,328 0 0 0
30,45 6,39 72,495 0 0 0
80 160
70 - 140
60 - 120
50 - 100
s =
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Figura A8. Dados Experimentais e Ajustados (—) dos Dados Cinéticos da Batelada 5 na
temperatura de 34°C Sem Reciclo. Dados Experimentais Sdo Para Concentragdo De
Substrato, S(m); Biomassa, X(A); Produtos, P(¢).
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Tabela A9. Ajustes de Dados Experimentais a Curva Sigmoidal.

2

Parametro Expressao para o parametro r
x — 1,706
Substrato = —6, , (— 7) 0,994
y 6,144 + 280,66/(1 + exp —8.6485 )
x —10,53162
Etanol y = —4,059 + 77,155/(1 + exp (— —)) 0,991
4,698
. S x — 6,998
Células Viaveis y=2121+4,11/(1 + exp (— m) 0,981

Os dados obtidos da batelada 5 nas condi¢des de T =34°C e S0=150,628 sao
apresentados na figura A9. Os dados correspondem a turbidez, pH, vazao de CO:
e temperatura. A coleta de dados foi feita cada 3 minutos
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Figura A9. pH, turbidez, Vazao de CO, ao Longo do Tempo de Fermentagao.
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Dados experimentais da batelada a T= 34°C e Sp= 133,737 g/l. Batelada 6. Com
reciclo da batelada 5. A viabilidade do processo € 100% por tanto nao existe a

morte de células, o dao usado é o valor da massa seca.

Tabela A10. Dados Experimentais da Batelada n®6.

Concentragdes (g/L)

t (h) Massa seca Etanol Substrato Glicose Frutose
0 5,91 20,976 133,737 38,88 39,984
2,58 6,88 20,808 127,764 47,16 53,892
6,67 7,92 29,724 103,291 35,34 54,456
9,92 8,91 39,132 91,364 28,8 50,544
12,67 9,54 50,358 76,966 20,796 44,238
16,92 10 63 58,854 12,54 34,728
20,67 10,4 66,198 33,978 6,45 27,528
23,12 10,69 69,828 25,716 4,32 21,396
24,68 11,96 66,858 14,976 2,988 11,988
28,1 11,01 76,074 10,578 0 10,578
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Figura A10. Dados Experimentais e Ajustados (—) dos Dados Cinéticos da Batelada 6 na
Temperatura de 34°C Com Reciclo. Dados Experimentais Sdo Para Concentragao De
Substrato, S(m); Biomassa, X(A); Produtos, P(¢).
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Tabela A11. Ajustes de Dados Experimentais a Curva Sigmoidal.

Parametro Expresséao para o parametro r?
x — 13,237
Substrato y = —4,7022 + 156,287 /(1 + exp (— W)) 0,9954
x — 11,431
= - 0,9832
Etanol y = 4,348 + 80,185/(1 + exp ( 738012 )
, o x — 0,875

Células Viaveis y =1,33+9,8/(1 +exp (— W) 0,9928

Os dados obtidos do da batelada 6 nas condicoes de T =34°C e So0=133,737 séo
apresentados na figura A11. Os dados correspondem a turbidez, pH, vazao de
CO; e temperatura. A coleta de dados foi feita cada 3 minutos
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Figura A11. pH, turbidez, vazdo de CO, ao Longo do Tempo de Fermentagéo.
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Dados Experimentais da Batelada a T= 36°C e Sp= 149,325 ¢/L, Batelada 7.
Nessa fermentagéo a viabilidade € muito préxima a 100%, entdo vamos s a usar

o valor da massa seca que seria a totalidade das células sem morte celular.

Tabela A12. Dados Experimentais da Batelada n°7.

Concentragdes (g/L)

t (h) Massa seca Etanol Substrato Glicose Frutose
0 3,06 1,968 149,325 58,8 57,576
3,58 3,97 14,856 123,701 48,828 63,42
6 4,4 18,552 105,494 36,132 57,48
9,75 5,46 31,95 77,154 20,55 45,006
11,58 5,42 35,712 64,871 14,88 38,796
14,33 6,36 45,516 42,294 9,354 32,94
16,3 6,34 55,431 30,345 5,136 25,209
19,3 6,62 51,096 14,337 0 14,337
23,25 6,83 59,055 0 0 0
27,08 6,44 62,94 0 0 0
70 200
L - 180
60 -
* - 160
50 - ¢ - 140
_ S - 120
Z 40 | i -
= - . - 100 &
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Figura A12. Dados experimentais e ajustados (—) dos dados cinéticos da batelada 7 na
temperatura de 36°C sem reciclo. Dados experimentais sao para concentragao de
substrato, S(m); biomassa, X(A); produtos, P(¢).
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Tabela A13. Ajustes de Dados Experimentais a Curva Sigmoidal.

Parametro Expressao para o parametro r?
x — 8,3616
Substrato y = —12,270 + 200,4/(1 + exp (— W)) 0,9981
x — 7,623
Etanol y = 14,7262 + 79,873/(1 + exp <— W)) 0,9838
. L X — 6,22
Células Viaveis y =2,2724 + 4,464 /(1 + exp (— m)) 0,981

Os dados obtidos do da batelada 7 nas condicoes de T =36°C e S0=149,325 sao

apresentados na figura A13. Os dados correspondem a turbidez, pH, vazao de

CO, e temperatura. A coleta de dados foi feita cada 3 minutos.

4,5 22,5
22
4,45 ;
21,5
4,4 ~
- § 21
2 £
4,35 2 20,5
20
4,3
19,5 r
v 0 10 20 30 19
Tempo (h) 0 10 20 30
Tempo {h)
0,02
0,018
0,016
~ 0014
S 0,012
[+7]
T 0,01
9
E 0,008
0,006
0,004
0,002
0
0 10 20 30
Tempo {h)

Gréfico A13. pH, Turbidez e Vazao de CO, ao Longo do Tempo de Fermentagéo.
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Dados experimentais da batelada a T= 36°C e Sy = 138,852 g/I. Batelada 8. Com
reciclo da batelada 7. A viabilidade do processo € 100% por tanto nao existe a

morte de células, o dao usado é o valor da massa seca.

Tabela A14. Dados Experimentais da Batelada n®8.

Concentragdes (g/L)

t (h) Massa seca Etanol Substrato Glicose Frutose
0 4,28 11,94 138,852 54,432 56,7
2,05 4,85 14,364 116,605 47,436 57,312
5,13 6,35 30,876 103,562 34,596 56,316
8,68 7,12 48,702 78,987 19,494 46,2
11,68 7,19 58,914 58,596 10,416 35,58
13,68 7,51 58,404 36 6,63 29,37
15,68 7,98 69,258 19,008 0 19,008
21,33 8,55 72,465 0 0 0
23,83 9,04 74,745 0 0 0
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Figura A14. Dados Experimentais e Ajustados (—) dos Dados Cinéticos da Batelada 8 na
Temperatura de 36°C Com Reciclo. Dados Experimentais Sao Para Concentragao De
Substrato, S(m); Biomassa, X(A); Produtos, P(¢).
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Tabela A15. Ajustes de Dados Experimentais a Curva Sigmoidal.

2

Parametro Expresséao para o parametro r
x — 9,433
x — 5,906
= - 0,99
Etanol y =7,01+8233/(1+ exp< 1419 )
, . x + 28,42
Células Viaveis y = 38,513 + 48,617/(1 + exp (— W) 0,9878

Os dados obtidos do da batelada 8 nas condicées de T =36°C e So0=138,852 sao
apresentados na figura A15. Os dados correspondem a turbidez, pH, vazdo de
CO. e temperatura. A coleta de dados foi feita cada 3 minutos.
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Grafico A15. pH, Turbidez, Vazao de CO, ao Longo Do Tempo De Fermentagao.
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Dados Experimentais da Batelada a T= 38°C e Sp= 147,701 g/L, Batelada 9.

Nessa fermentagéo a viabilidade € muito préxima a 100%, entdo vamos s a usar

o valor da massa seca que seria a totalidade das células sem morte celular.

Tabela A16. Dados Experimentais da Batelada n®8.

Concentragdes (g/L)

t (h) Massa seca Etanol Substrato Glicose Frutose
0 2,22 1,776 147,701 54,696 66,432
2,02 3,6 6,024 136,82 52,224 72,828
6,15 4,22 21,3 100,57 30,876 57,888
8,15 4,82 30,27 88,904 24,222 52,662
11,02 5,26 39,564 69,876 15,498 42,288
14,18 5,26 43,602 57,764 9,708 34,794
17,85 6,09 43,374 28,608 5,124 23,484
19,6 6,99 61,62 19,056 0 19,056
23,6 5,46 70,548 0 0 0
26,6 5,82 70,017 0 0 0
29,35 5,91 70,128 0 0 0
80 200
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Figura A16. Dados Experimentais e Ajustados (—) dos Dados Cinéticos Da Batelada 9 na
temperatura de 38°C Sem Reciclo. Dados Experimentais Sdo Para Concentragao De
Substrato, S(m); Biomassa, X(A); Produtos, P(¢).
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Tabela A17. Ajustes de Dados Experimentais a Curva Sigmoidal.

Parametro Expresséo para o parametro r?
x—6
Substrato y = —34,715 + 111,60/(1 + exp (— m)) 0,994
Etanol — 4348 + 80,185 /(1 + ( - 11’431) 0,9832
y="=5 A85/(L+ exp (= —=5075 ’
) L x — 0,875
Células Viaveis y=1,33+98/(1+exp (— W) 0,9928

Os dados obtidos do da batelada 9 nas condicées de T =36°C e So=147,701 sédo
apresentados na figura A17. Os dados correspondem a turbidez, pH, vazao de
CO, e temperatura. A coleta de dados foi feita cada 3 minutos
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Figura A17. pH, Turbidez, Vazdo de CO, ao Longo do Tempo de Fermentagéo.
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Dados experimentais da batelada a T=38°C e Sp= 126,254 g/I. Batelada 10. Com
reciclo da batelada 9. A viabilidade do processo € 100% por tanto nao existe a

morte de células, o dao usado é o valor da massa seca.

Tabela A18. Dados Experimentais da Batelada n®10.

Concentragodes (g/L)

t (h) Massa seca Etanol Substrato Glicose Frutose
0 3,53 15,348 126,254 43,812 53,928
4 3,6 24,252 112,797 40,8 59,712
10 4,54 35,028 84,823 23,136 49,452
13 5,03 52,986 77,079 18,516 45,9
16 5,09 56,856 61,222 13,896 36,288
19 5,62 60,636 54,926 10,152 32,376
22 6,09 64,482 42,978 6,114 26,4
25 6,16 73,659 26,169 5,625 20,544
28 6,43 78,885 16,122 0 16,122

30,92 6,42 81,216 13,092 0 13,092

35,42 6,09 77,244 0 0 0
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Figura A18. Dados Experimentais e Ajustados (—) dos Dados Cinéticos Da Batelada 10 na
Temperatura de 38°C Com Reciclo. Dados Experimentais Sado Para Concentragao De
Substrato, S(m); Biomassa, X(A); Produtos, P(¢).
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Tabela A19. Ajustes de Dados Experimentais a Curva Sigmoidal.

2

Parametro Expresséo para o parametro r
x — 13,237
Substrato y = —4,7022 + 156,287/(1 + exp (— W)) 0,9954
Etanol = 4,348 + 80,185 /(1 + ( X 11”431) 0,9832
y="=5 A85/(1+ exp (= —=5073 ’
) L x — 0,875
Células Viaveis y =1,33+98/(1+exp (— W) 0,9928

Os dados obtidos do da batelada 10 nas condicbes de T =36°C e So=147,701 séo
apresentados na figura A19. Os dados correspondem a turbidez, pH, vazao de

CO, e temperatura. A coleta de dados foi feita cada 3 minutos
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Figura A19. pH, Turbidez, Vazao de CO, ao Longo do Tempo de Fermentacao.
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