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RESUMO 

Nos dias atuais com a globalização, competitividade do mercado e preocupações 

poluentes, o controle de processos a principal maneira se obter estes resultados. 

isso o grande avanço de pesquisas em busca de novas metodologias e concepções sobre 

desenvolvimento e coJJtr<ole para processos 

O objetivo deste trabalho é propor o aperfeiçoamento da estratégia de controle 

Co1>.'DEG, (Controle Neural Direto Baseado no Erro Global), desenvolvida por ENDER 

(2002). A estratégia está baseada em redes neurais artificiais, com aprendizagem em tempo 

real, acordo com as alterações ocorrem no processo. forma o controlador 

apresentrurá uma performance apropriada, qliimdlo C<)mj)ar;ldo com o corJtrolad•Jr 

não apresenta esta atualização ao longo do tempo. 

Para desenvolvimento desta dissertação estudou-se o CoNDEG e foram propostas 

modificações na forma de ajuste do controlador e análise de diferentes configurações para 

aprendizagem on-line. A estratégia proposta CoNDEG Modificado foi implementada em 

linguagem de programação Fortran 90. 

F oram utilizados dois processos não lineares para avaliar a estratégia proposta, um 

reator catalítico de leito fixo (TOLEDO, 1999) e um processo fermentativo extrativo para 

produção de etano! (COSTA, 2001). 

As simulações em malha fechada realizadas utilizando o programa CoNDEG 

Modificado para ambos casos de estudo mostraram que o algoritmo de controle não linear 

proposto é eficiente e robusto, pois apresentaram bons resultados em problemas dos tipos 

servo e regulador. 

Palavras- Chaves: Estratégia de Controle, Redes Neurais Artificiais, Aprendizagem 

"On-line" 



ABSTRACT 

In now days with the globalization, market competitivity and enviromnental 

preoccupation, is a real need products high low cost and low 

emJssJon pollutants. The process control is the form to reach objectives. 

1s reason for lhe great advance on researches the investigation o f new methodologies 

conceptions 

objective of lhe present work is to propose the improvement of CoNI)EG 

strategy control (Direct Neural Control based on Global Error), developed by ENDER 

(2002). The strategy is based in artificial neural networks, with on !ine learning, according 

to modifications that occur 

nnc<;pnf better performaJnce 

process. Hence 

In order to develop lhe present work the Co:NTIEG was studied and it was 

proposed some modifications on lhe way the controller is adjusted as well as it was carried 

out the analysis of different configurations for the on-line !earning. The proposed modified 

strategy CoNDEG was implemented in Fortran 90 programming language. 

It was used two non-linear processes to evaluate lhe proposed strategy, to know, a 

fixed bed catalytic reactor (TOLEDO, 1999) and an extractive fermentative process for the 

production o f ethanol (COSTA, 2001). 

The results obtained from closed-loop simulations using the modified CoNDEG 

program for both studied cases showed that the proposed non-linear control a!gorithm is 

efficient and robust for servo and regulatory applications. 

Key- Words: Control Strategy, Artificial Neural Network, On-line Leaming. 
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INTRODUÇÃO 

processos químicos na sua mmona são caracterizados 

cornpclrtamento dinâmico complexo, result<>do presença 

de termos não-lineares e interações entre os vários fenômenos que normalmente ocorrem 

forma Algu.TJs exemplos são os reatores e do 

·-.. 1 -- agitado, tubulares (inclusive os multifásicos), de leito fixo e de "'""nayccv 

convencional e azeotrópica. É importante ressaltar que mesmo que um processo seja 

a existência de um sistema de controle (válvulas de controle, saturação de atuadores, entre 

outros) pode levar o processo a ter comportamento não linear. 

no e 

controladores se a representação adequada do comportamento do sistema. De:ntr·o 

deste contexto, os modelos dinâmicos de processos são ferramentas básicas para diversos 

propósitos tais como simulação, controle, predição de estados, identificação de sistemas, 

entre outros. Os modelos dinâmicos lineares, devido à sua versatilidade e simplicidade, têm 

sido muito utilizados, porém não são adequados para descrever processos com 

multiplicidade de estados estacionários e as não linearidades inerentes à maioria dos 

processos da Engenharia Química. 

Como efeito da globalização surge a necessidade de produtos com menor custo e 

maior rendimento, promovendo um avanço tecnológico significativo em diversas áreas. O 

controle e otimização de processos são ferramentas que auxilimn nessa nova concepção, 

trazendo muitas melhorias, como produtos com maior qualidade, menor custo e um melhor 

aproveitamento dos recursos. 

A literatura tem mostrado que é necessário o desenvolvimento de algoritmos de 

controle baseados nos conceitos de controle avançado para se obter a operação do sistema a 

altos níveis de desempenho, conciliado a condições seguras. Com esta crescente 

necessidade de se desenvolver controladores de processos com desempenho cada vez 

melhores, emerge a necessidade do desenvolvimento de estratégias não lineares para 

atuarem de forma mais efetiva nos processos não lineares, as quais deverão ter a capacidade 

de adaptação em função das perturbações externas que podem ocorrer. 

LOPCA- Laboratório de Otimização, Projeto e Controle Avançado- FEQIUNICAMP 
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De:ntro deste contexto, emergiram as de controle usando otimizações 

em tempo real, onde diversas ferramentas são empregadas objetivando desenvolver técnicas 

para o controle de processos considerados com dinâmica complexa. 

As Neurais Artificiais (RNA tem se tomado recentemente 

principalmente devido à sua capacidade de aprendizado, à gama 

aplicabilidade e à com armazena conhecimento experimental e o toma 

o uso em aplicações em engenharia de processos. 

Muitas pesquisas foram desenvolvidas na última década na identificação e controle 

de processos aplicando as redes neurais artificiais ou RNA 's por estas caracteristícas e 

principalmente pela grande capacidade de representação de modelos não lineares. 

Uma é um sisí:errta com mllÍt<JS e.len1entos de processamento operando em 

paralelo, tendo como função definida topologia da rede, peso das conexões e 

operações efetuadas nos elementos de processamento. Representam um novo paradigma 

metodológico no campo da inteligência artificial, ou seja, no desenvolvimento de sistemas 

computacionais capazes de imitar tarefas intelectuais complexas, tais como a resolução de 

problemas, o reconhecimento e classificação de padrões. 

Estes modelos são simplificados, e às vezes não plausíveis no que conceme aos 

seus correspondentes biológicos. Alguns tipos de redes apresentam características da 

cognição humana que as tornam bastante populares, tais como a aprendizagem através de 

exemplos e a capacidade de abstrair características relevantes a partir de dados abundantes. 

Isto é, quando dados de entrada e saída de um certo sistema são fornecidos a uma rede 

específica, ela é capaz de reproduzir o comportamento deste sistema, depois de ajustar as 

conexões entre os neurônios artificiais que a compõem (DE SOUZA JR, 1993). 

Por isso as RNA 's estão sendo empregadas no desenvolvimento de técnicas de 

controle para processos com dinâmica complexa e otimizações em tempo real. 

As RNA 's apresentam as seguintes características: 

• Capacidade de processamento paralelo; 

LOPCA de Otimização, e FEQIUNICAMP 
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a Iau1as 

de componentes, ou seja, mesmo que alguns neurônios sejam removidos o 

desempenho global da rede pode ser pouco alterado. 

• Possibilidade analógico; 

• Grande capacidade de adaptação; 

• 

• Possibilidade de incorporação de poderosas ferramentas algébricas, 

facilitando a análise e interpretação de resultados. 

No entanto estas características estão presentes também em outros modelos, 

é 

potencialmente melhor que um linear no seu desempenho (V AN ZUBEN, 1996). 

Uma das áreas em que essas características das redes podem ser exploradas é a da 

Engenharia Química. Na indústria de processos químicos, muitas vezes a mesma empresa 

possui diversas plantas com dinâmica complexa, devido a características tais como as não 

linearidades, tempos mortos e ruídos. 

Segundo ÂSTRÕM e McAVOY (1992), a modelagem usando RNA 's pode ser 

mais genérica e economicamente vantajosa que aquela baseada em princípios básicos de 

conservação, uma vez que as redes empregam apenas dados históricos da planta e são, 

portanto, "facilmente transportadas de uma planta para outra". Ainda segundo os mesmos 

autores, alguns engenheiros de processo consideram as redes neurais mais fáceis de usar 

que os métodos tradicionais. Particularmente, para o controle desses processos, as RNA 's 

vêm ao encontro às exigências de um controle mais rigoroso, na presença de incertezas 

quanto ao modelo da planta. 

O objetivo geral desta dissertação é o aperfeiçoamento da estratégia desenvolvida 

por ENDER (2002), avaliando a forma de aprendizagem e teste das redes utilizadas, que 

possuem aprendizagem on-line e implementação da estratégia modificada. Para avaliar a 

estratégia foram considerados dois casos de estudos representados por processos não 

lineares; a saber, um processo de fermentação alcoólica extrativa para o caso de estudo 2 
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(COSTA et aL, 2001) e um reator catalítico de leito fixo para o caso de estudo l 

(TOLEDO, 1999). 

estratégia aborda a aplicação de redes neurais como modelo dinãmico e 

controlador. todos os casos utilizou-se ao do tempo (on-line) 

redes neurais, a de evitar execução em tempo real, pois este de 

treinamento a adaptação das redes, treinando-as em situações não abordadas 

durante a etapa de aprendizagem a dados históricos (OI}-imE·). 

O Capítulo 2 apresenta a história da arte das redes neurais, trazendo uma revisão 

da literatura do assunto e sua aplicação na área de controle de processos. Após esta 

abordagem inicial, se enfatiza as caracteristicas das redes, como classificação, arquitetura, 

formas de e os mi;to<:!os estrutura das redes 

utilizad<lS no desenvolvimento desta dissertação. 

O Capítulo 3 traz a descrição da estratégia utilizada e um comparativo das 

alterações propostas para estratégia e seus respectivos resultados. 

O Capítulo 4 explora o caso de estudo 1, representado por um processo de 

produção de etano! por via fermentativa (COSTA et al, 2001) trazendo uma breve descrição 

do processo, suas variáveis de interesse e faixa de operação e para finalizar os resultados 

obtidos com a estratégia proposta. 

No Capítulo 5 apresenta-se o caso de estudo 2, representado por um reator de leito 

fixo (TOLEDO, 1999) trazendo uma breve descrição do processo, a definição das variáveis 

de interesse e suas faixas de operação e os resultados obtidos para este processo com a 

estratégia proposta. 

As conclusões germs sobre os resultados obtidos na dissertação e algumas 

sugestões para o desenvolvimento de trabalhos futuros são apresentadas no capítulo 6. 

LOPCA de 
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REDES NEURAIS ARTIFICIAIS 

INTRODUÇÃO 

O 2 apresenta uma introdução sobre redes neurais artificiais (Rt"JA' s) 

""'rllrHin da sua dentro ramo da inteligência até sua na área 

de de processos. O objetivo deste capítulo é uma base teórica 

necessária para o entendimento sobre R.."TA's além de definir a topologia e algoritmo de 

aprendizagem das redes que serão utilizadas na estratégia de controle. 

2.2 INTELIGÊNCIA ARTIFICIAL 

A Inteligência artificial (IA) é um ramo de pesquisa multidisciplinar, resultado de 

intensa cooperação entre engenharia, matemática, fisica, neurologia, psicologia e filosofia. 

Reune técnicas que buscam integrar aos sistemas de processamento características típicas 

do comportamento inteligente. Segundo STOCK (1989), Inteligência artificial é uma 

extensão da computação que trata da solução de problemas através de técnicas não 

algoritmicas. 

Um estado comum ao ser humano é o de, repentinamente e a partir de um estímulo 

incidental, ter a sua mente invadida por memórias de situações vividas e/ou aprendidas. A 

memória é uma das habilidades do cérebro humano. A busca do entendimento dessa e de 

outras habilidades, de sua influência no comportamento humano e da própria estrutura do 

cérebro tem atraído a atenção não só da neurobiologia e da psicologia, mas também da 

matemática aplicada e da engenharia. 

Aos engenheiros interessa criar/aperfeiçoar tecnologia a partir desse entendimento. 

Construir computadores que apresentem características mais próximas às inerentes ao 

cérebro humano, proporcionando maior interação entre a máquina e o seu usuário, 

substituindo o homem na realização de tarefas repetitivas, preservando o conhecimento 

especialista (DE SOUZA JR, 1993). 
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A arquitetura clássica de computadores a manipulação e eficiente 

de símbolos numéricos e lógicos e boa parte das pesquisas de IA concentra-se no estudo da 

lógica e de estrutura complexas de dados capazes de representar o conbecimento em uma 

forma tratável pelo A mac'1ípulação de fórmulas da lógica de 

predicados de primeira obteve sucesso na questão demonstração automática de 

teoremas e permitiu a definição das chamadas linguagens lógicas. Existem duas linbas de 

abordagens: abordagem e a abordagem que surgiu em 1980 

(ROMARIZ, 1995). 

De acordo com DE SOUZA JR (1993), nem todas as infonnações que a mentes 

humana capta, no entanto, são facilmente representadas por regras. Muitas vezes as pessoas 

resolvem problemas - por exemplo, conseguem reconbecer padrões de características 

reJ,ev2mt<:s em um dados, assim como modelos que são e 

separar dados do ruído (PRETT e GARCIA, 1988) - como resolvem estes problemas, as 

pessoas podem não saber explicar e simplesmente dizer que a solução vem naturalmente 

(GIARRATANO et al., !990). 

De modo a reproduzir esses mecanismos de entendimento ou cognição, modelos 

matemáticos simplificados que tentam imitar as redes altamente interconectadas de 

neurônios que compõem o cérebro vem sendo empregados e classificados como processos 

sub-simbólicos, que são modelos matemáticos de sistemas biológicos neurais teorizados, 

que fazem parte da abordagem conexionista. 

A idéia desta abordagem é a possibilidade de simulação de comportamentos 

inteligentes através de modelos baseados na estrutura e funcionamento do cérebro humano. 

Computações complexas podem ser obtidas pela combinação de muitos processadores 

simples altamente ínterconectados. Este paradigma segue uma inspiração biológica, ao 

aproveitar idéias do conbecimento que se tem da estrutura de cérebro e de modelos para os 

neurônios (ROMARIZ, 1995). Esses modelos são chamados de redes neural artificiais 

(RNA 's) ou Artificial Neural Networks (ANN's), modelos conexíonistas, sistemas 

adaptativos, redes adaptativas, neurocomputadores ou processadores de distribuição 

paralela (SIMPSON, 1990). 
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RNA 's são como matemáticos gerais 

em termos estruturais (neurônios artificiais interligados entre si formando urna rede) e de 

comportamento (aprendizagem, reconhecimento de características relevantes em ambientes 

com ruído, operações em paralelo) guardam uma vaga similaridade com o cérebro humano, 

as RNA 's podem ser evidenciadas, ao mesmo Dessa uw"'~"~' 

tempo em expectativas errôneas são refutadas SOUZA JR,l993), 

A op<era•ção de uma etapas: 

• Etapa de Aprendizagem - "mr<rP dos pesos sir1ápticos; 

• Etapa de Representação- Estimativa para valores de saída; 

• Etapa novos padrões, não apl·es<entadc•s 

na etapa de aprendizagem, 

2.3 HISTÓRIA DA ARTE 

O trabalho pioneiro sobre redes neuraís artificiais foi realizado no ano de 1943, por 

McCulloch e Pitts, Eles desenvolveram um estudo sobre o comportamento do neurônio 

biológico, com o objetivo de criar um modelo matemático para este. As conclusões de suas 

pesquisas geraram um modelo de elemento de rede neurológica e seu mecanismo de cálculo 

que foram uma inspiração para diversos trabalhos posteriores (McCULLOCH e PITTS, 

1943), 

Em 1949, Donald Hebb no livro The Organization of Behavior (A Organização do 

Comportamento), apresentou pela primeira vez uma explicação filosófica para o 

aprendizado através da modificação da junção sináptica dos neurônios, 

O primeiro modelo de rede neural implementado foi o Perceptron, por Frank 

Rosenblatt em 1958, Em seu livro Principies of Neurodynamics mostra o modelo dos 

Perceptrons, onde os neurônios eram organizados em camada de entrada e saída, onde os 

pesos das conexões adaptados a fim de se atingir a eficiência sináptica, Este trabalho 
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treina.'Uento de modelos não supervisionados 

como o Kohonen e para modelos supervisionados como o badpropagation. 

Neste período também surgiu o primeiro neurocomputador a obter sucesso (Mark I 

et al, 1990). 

Vários trabalhos w1am desenvolvidos durante este período; parecia que as RNA 's 

(Redes Neurais n.nwc'!aJ;s; p•odeoriam 

muitos pesquisadores que imaginavam máquinas tão poderosas quanto ao cérebro humano 

tirou quase toda credibilidade dos estudos desta área e causou grande aborrecimento a 

teóricos de outras áreas. Em 1969, Minsky e Papert escreveram o livro Perceptrons fazendo 

uma critica ao modelo e demonstrando matematicamente as suas limitações. Após a 

publicação desta obra iniciarrun-1;e os anos negros das 

O renascimento da área ocorreu na década de 80, com o trabalho de John Hc•pfield 

que criou o modelo de Hopfield em 1982, caracterizado pelo tipo feedback, isto é, existe 

uma conexão das entradas com as saídas. A rede de Hopfield pode ser comparada a um 

modelo fisico, onde a cada troca de estado da rede a energia da mesma diminui, portanto, a 

fase de aprendizagem chegará ao fim no momento em que a rede tiver sua energia 

minimizada (HOPFIELD, 1982). 

Em 1986 foi publicado o livro Parallel Distributed Processing de David Rumelhart 

e JaJnes McClelland que trouxe grandes contribuições para área, também nesta época foi 

desenvolvido o algoritmo de aprendizado para redes de múltiplas camadas denominado 

Backpropagation por Rumelhart, Hilton e Willians, 1986 (RUMELHART et a/,1986). 

A partir destes trabalhos as RNA 's tiveram uma grande redescoberta no mundo 

científico, sendo hoje considerada multidisciplinar, pois existem pesquisas nas áreas de 

engenharia, matemática, administração, biomédica entre outras. É importante reconhecer as 

capacidades e limitações de cada modelo e não criar expectativas alarmantes como no 

passado. 

HECHT-1\lJELSEN (1990) destaca as aplicações de RNA 's aos seguintes casos: 
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(por 

exemplo, reconhecimento de letras impressas ou manuscritas) e 

compreensão de imagens; 

de brutos; 

• Controle de processos. 

utilizadas devido à natureza não linear dos 

processos químicc•s - são encontradas nos domínios citados, e muitas vezes essas 

categorias se sobrepõem, como no caso em que sinais de sensores são processados para uso 

em controle. 

No 

SOUZA 

de processos 

(1988), HUNT et 

(1993), LIEW et 

RNA 's pode-se e 

(1992), e 

e 

JACKSON (1999), BRODERICK et al. (1999), HANG et al. (1999), NAREI\'DRA e 

CHEN (2001), ENDER (2002) e MELEIRO (2002). 

2.4 REDES NEUR4..IS 

Uma rede neural é especificada, principalmente através de sua topologia, pelas 

características dos neurônios, e pelo processo de aprendizado. 

2.4.1 Neurônio Biológico 

O cérebro humano é considerado o mais fascinante processador baseado em 

carbono existente, sendo composto por aproximadamente I O bilhões de neurônios. Todas as 

funções e movimento do organismo estão relacionados ao funcionamento destas pequenas 

células. Os neurônios estão conectados uns aos outros através de sinapses e juntos formam 

uma grande rede, chamada de Rede Neural. As sinapses transmitem estímulos através de 

diferentes concentrações de Na+ (Sódio) e K+ (Potássio) e o resultado disto é estendido para 

todo o corpo humano. Esta grande rede proporciona a capacidade de processamento e 

armazenamento das informações (IANET, 2003). 
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estímulos internos e externos, tanto físicos quanto 

químicos e desencadeia as respostas musculares e glandulares. Assim, é responsável pela 

integração do organismo com o seu meio ambiente. Ele é formado basicamente, por células 

nervosas, que se interconectam de forma específica e precisa, formando os chamados 

cin~uitos neura1s. Através desses circuitos, o organismo é capaz de produzir respostas 

estereotipadas que constituem os comportamentos fixos e invariantes (reflexos) ou então 

produzir comportamentos variados em ou menor grau. 

ser dotado de um sistema nervoso é capaz modificar o seu 

comportamento em função de experiências passadas. Essa modificação comportamental é 

chamada de aprendizado e ocorre no sistema nervoso através da propriedade chamada 

plasticidade cerebral. 

célula nervosa ou simplesmente neurônio é o principal co.m}IOD!ente do sistema 

nervoso. Considerada sua unidade anatomo - fisiológica, estima-se que no cérebro humano 

existam aproximadamente lO bilhões destas células responsáveis por todas as funções do 

sistema. 

Existem diversos tipos de neurônios, com diferentes funções dependendo da sua 

localização e estrutura morfológica, mas em geral constituem-se dos mesmos componentes 

básicos (Figura 2.1 ). 

• Os dentritos, que tem por função receber os estímulos transmitidos por 

outros neurônios; 

• O corpo do neurônio (Soma), que é responsável por coletar e combinar 

informações vindas de outros neurõnios; 

• O axônio, que é constituído de uma fibra tubular que pode alcançar até 

alguns metros, sendo responsável por transmitir os estímulos à outras 

células. 



Constituíntes da célula: 

r--n1ennbrana celular 

r--••úcleo celular 

A sinapse é a estrutura dos neurônios através qual ocorrem os processos de 

comunicação entre os mesmos, ou seja, onde ocorre a passagem do sina! neural 

(transmissão sináptica) através de processos eletroquímicos específicos, isso graças a certas 

características particulares da sua constituição. 

Em uma sinapse os neurônios não se tocam, permanecendo um espaço entre eles 

denominado de fenda sináptica, onde um neurônio pré-sináptíco, liga-se a um outro 

denominado pós-sináptico. O sinal nervoso (impulso), que vem através do axônio da célula 

pré-sináptica chega em sua extremidade e provoca na fenda a liberação de 

neurotransmissores depositados em bolsas chamadas de vesículas sinápticas. Este elemento 

químico se liga quimicamente a receptores específicos no neurônio pós-sináptico, dando 

continuidade a propagação do sinal. 

Um neurônio pode enviar e receber entre 1.000 a 100.000 conexões sinápticas em 

relação a outros neurônios, dependendo de seu tipo e localização no sistema nervoso. O 

número e a qualidade das sinapses em um neurônio pode variar, entre outros fatores, pela 

experiência e aprendizagem, demonstrando a capacidade plástica do sistema nervoso. 

Embora cada neurônio seja um sistema de processamento de informação 

relativamente lento o paralelismo massivo do processamento de informações em muitas 
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sinapses simultaneamente conduz a um potencial no processamento 

supercomputadores de hoje em dia (BISHOP, 1994). 

que excede aos 

Funcionalmente o sistema nervoso é composto por neurônios sensoriais, motores e 

associação. As informações receptores sensorisis aferem ao sistema 

nervoso central, onde são integradas (codificação/comparação/armazenagem e decisão) por 

neurômos de associação ou intemeurônios, e enviam uma resposta que atua em algum 

órgão glândula) (EPUB, 2003). 

O processo de aprendizagem do ser humano é complexo e o cérebro necessita de 

u.tna grande concentração de neurônios formando a rede de circuitos neurais conectando 

suas principais áreas sensoriais e motoras. 

eficientes a qualquer estímulo, tendo a capacidade de, a todo instante, em decorrência 

novas informações, provocar modificações e rearranjos em suas conexões sinápticas, 

possibilitando novas aprendizagens, fascina o ser humano, que procura a cada dia uma 

melhor forma de representar e utilizar o que a natureza tem a ensinar. 

2.4.2 Neurônio Artificial 

Da mesma maneira que as redes neurais biológicas, as redes neurais artificiais são 

organizadas na forma de elementos individuais simples que são os neurônios artificiais. 

Fazendo uma analogia com o neurônio biológico, o conjunto de dados de entrada (X1, X2, 

... , Xp) correspondem aos dentritos e o conjunto de dados de ssida (y) correspondem ao 

axônio (Figura 2.2). 
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Figura 2.2 Neurônio Artificial 

Os neurônios se interconectam uns aos outros através das sinapses formando as 

neurais (Figura São os pesos das smapses determinam a 

pode ser exc:ítatónio ou ínillitório. 

As redes neurais artificiais têm a capacidade de auto-organização, ou plasticidade, 

ou seja, através de um processo de aprendizado, é possível alterar os pesos das sinapses 

entre os neurônios artificiais como ocorre nos neurônios biológicos. Os pesos são os 

detentores da maior parte das informações que uma rede neural pode acumular. Isto implica 

que a fase de ajuste (aprendizagem) destes pesos tem uma influência direta na performance 

da rede. 

Camada de 
Entrada 

Figura 2.3 

Camada 
Intermediária 

Camada de 
Saída 

Rede Neural Artificial (Tipo Feedforward) 

Segundo E:t-.'DER (2002) o processamento das informações da rede neural artificial 

seguem as equações apresentadas a seguir. 
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Considerando que um neurônio 

de informações xr-l) (j=l, ... , nk-1), correspondentes as saídas dos nk-1 neurônios da 

camada anterior, ponderadas, cada uma, pelo correspondente peso da conexão wYi. O .. 

(') pode ser descrito por w;_~ . este sinal resultante, 

, produz uma resposta acordo com uma função ou função 

oh""''"" J(• ), conforme mostrado na Figura 2.4, matematicamente pode-se expressar 

l 

camada k-1 

Neurônio "i" da camada k 

"'bias" aplicação da função 
de transferência 

l----~FT 

camada k 

(2.1) 

(2.2) 

o 

camadak+J 

Figura 2.4 Anatomia do i-ésimo neurônio artificial da k-ésima camada 

De acordo com BAKSHI e STEPHANOPOULOS (1993), para a ativação dos 

neurônios pode-se utilizar dois tipos de funções, a local e a global. função de ativação 
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entradla na vizinhança 

imediata do seu centro de ativação. Um exemplo é a função gaussíana. 

A função de ativação global produz uma saída ativa para um largo intervalo de 

ativação lineares praticamente não são Ul!IIIZ2tGa:s, pOIS as redes 

basicamente são usadas para modelagem comportamentos não e o uso 

camadas internas com neurêmú)s com am' '""'"u linear não aumenta o poder computacional 

rede multicarnada comparando-a com uma rede sem camadas internas (RlJMELHART e 

McCLELLAND, 1986). 

Na literatura observou-se o uso das funções sigmoidal e tangente hiperbólica com 

a), KAlJFMM-iN e ANDERSSON 999), MORENO 

(200!). Nesta dissertação serão utilizadas como funções de ativação as sigmoidal e tangente 

hiperbólica. A Figura 2.5 mostra o comportamento das funções respectivas. 
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Figura 2.5 Funções de ativação: (a) Função Sigmoidal; (b) Função Tangente 

Hiperbólica 



a primeira é "positiva" (saída total variando de O a l) e a segunda é "média-zero" (saída 

total variando de -1 a l) (HUNT et al., 1992). 

As funções seguem as equações e (2.4): 

• função sigmoidaí: (2.3) 

• função tangente h!p,ertlól:lca: (2.4) 

2.5 ARQUITETUR.4 DAS REDES NEUR.4!S ARTIFICIAIS 

diversas camadas como visto na Figura 

2.3. Basicamente apresenta urna camada de entrada, camadas intermediárias (ocultas) e 

camada de saída. Os neurônios da camada de entrada são responsáveis pela distribuição dos 

dados de entrada para a próxima camada (camada intermediária). Nas camadas 

intermediárias as informações são processadas e propagadas até a última camada (camada 

de saída). 

Segundo HENRIQUE et al. (2000) dois aspectos importantes a serem 

determinados são o número de camadas intermediárias e o número de neurônios das 

camadas intermediárias a serem utilizados. Por não existirem padrões, estes valores variam 

de acordo com a função que se deseja determinar. O que se observa é que aumentando a 

estrutura da rede (número de camadas e neurônios) ocorre urna maíor precisão dos 

resultados; neste caso ocorre um aumento do tempo computacional requerido. Por isso para 

todas as redes utilizou-se apenas urna camada intermediária. 

Segundo HECHT-NIELSEN (1989), urna função contínua pode ser aproximada 

para qualquer grau de precisão usando urna rede neural backpropagation com três camadas, 

desde que haja um número suficiente de neurônios ativos na camada oculta. 

CYBEl'<'KO (1989) mostrou que qualquer representação de um conjunto de dados 

de SJtP para \Rq pode ser obtido com duas camadas internas. HORNIK et al. (1990) 
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taJJab~~m mostraraJJrl ser ob1t!d!), um grau de precisão, 

usando uma rede neural com uma caJJrlada interna com um número suficiente de neurônios. 

Segundo HECHT-NIELSEN (1989), o matemático russo KOLMOGOROV 

(1957), publicou um teorema a representação 

adaptado às redes neurrus multicaJJrladas, 

seguinte maneira (KOV ÁCS, 1996): 

funções contínuas que pode ser 

este teorema 

Teorema - Ko!mogorov-Nielsen: Dada uma função arbitrária 

f: [0,1]" -+ 91'", f(x) = y , existe sempre para f, uma implementação exata com uma 

rede neural de três caJJrladas, sendo a caJJrlada de entrada um vetor de dimensão n , a CaJJrlada 

oculta composta por (2n+ 1) neurônios, e a CaJJrlada de saída com m neurônios 

representando as m componentes vetor y. 

De acordo com LOESCH et. al (1996), vários autores sugerem que em redes de 3 

caJJrladas com mais entradas que saídas o número ideal elementos na CaJJrlada oculta seja 

algo em tomo da média geométrica entre as caJJrladas de entrada e de saída. 

2.6 CLASSIFICAÇÃO DAS REDES 

2.6.1 Aplicações na Área de Controle 

BAUGHMAN e LIU (1995), classificaraJJrl as redes em três categorias na 

aplicação em controle: 

• Controle Direto: A rede neural é treinada para atuar como controlador e as 

ações de controle são determinadas diretaJJrlente; 

• Controle Inverso: A rede neural é treinada como modelo inverso de 

processo, predizendo a ação de controle necessária para produzir a resposta 

desejada do processo; 

• Controle Indireto: A rede neural é treinada para atuar como modelo do 

processo, ou seja, para determinar o setpoint para um controlador local, 

assim afetando indire!aJJrlente o processo controlado. 
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PS:ICHíXriO;S e UNGAR (1991) classificaram a aplicação das redes neurais como 

método direto e método indireto. No método direto, a rede neural é treinada com dados de 

entrada I saída do sistema para representar a dinâmica inversa deste processo. Ou seja, dado 

o estado do dinâmico e o estado desejado (setpoint) para o próximo tempo de 

amostragem, a rede neural é treinada a a ação de controle que leva o sistema para 

o estado desejado. O modelo inverso resultante ser usado como controlador em uma 

estrutura feedforward No mé:toclo ir!dn·eto a 

sistema din:âmtico representar dinâmicas futuras, ou seja, conhecida o estado e a 

ação de controle atual, a rede aprende a predizer o novo estado do sistema. 

2.6.2 Fluxo de Informações 

Quanto ao fluxo das infomsações as RNA 's ser da acíclica 

ou da forma cíclica (BAUGHM&"'J e 1 As cor1exões 

do tipo feedback são usualmente utilizadas em rede neurais recorrentes, como exemplo a 

rede de Hopfíeld (NARE:NDRA. e P ARTHASARATHY, 1990). A Figura 2.6 traz exemplos 

de estruturasfeedforward (a, b, c) efeedback (d, e) (Fonte IAJ\TET). 

Segundo BULSARI (1995) nas redes com conexões do tipofeedforward, todos os 

sinais se propagam através das camadas para "frente". Não há conexões laterais ou como o 

sinal retroceder. Este tipo de rede possui a capacidade de generalização, habilidade para 

aproximar funções complexas, dados com ruídos e são apropriadas para a modelagem 

dinâmica, onde se deseja mapear uma resposta de saída baseada em um sinal de entrada. As 

redes usadas na estratégia de controle propostas são constituídas por este tipo de 

arquitetura. 
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2.6.3 Método de Identificação 

{b) 

{d) 

Paralelo: resposta predita pela rede é realimentada na mesma; 

Série-Paralelo: salda do processo realimenta a rede. 

2. 7 PROCESSO DE APRENDIZAGEM 

A aprendizagem ou treinamento é o processo onde os pesos e biases da rede são 

modificados (S1MPSON, 1990). O processo de aprendizado ocorre quando a rede neural 

atinge uma solução generalizada para uma classe de problemas. 

2.7.1 Aprendizado Supervisionado 

Esta forma de aprendizagem utiliza um agente externo que indica à rede um 

comportamento bom ou ruim de acordo com o padrão de entrada (Figura 2.7). Com se 

existisse um professor, fornecendo a resposta correta para a rede a ser treinada. A rede 

aprende por experiência, ou seja, um conjunto de pares de exemplos de entrada e saída são 

apresentados a mesma assim obtém-se um sinal de erro com a resposta atual da rede e a 

saída desejada, com o qual ela pode adaptar seus pesos. 
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Saída 

2.7.2 Aprendizado Não Supervisionado 

Aprendizado não supervisionado ocorre de um modo auto-organizado não sendo 

necessário um professor para ordenar as mudanças sinápticas. Os parâmetros da rede são 

dirigidos pelos dados de entrada, de forma a criar classificações de acordo com os atributos 

percebidos (Figura 2.8). Essas classes são funções da distribuição estatística dos dados de 

entrada. Uma vez que a rede aprendeu os padrões estatísticos e formou representações 

internas dos atributos da entrada, ela é capaz de criar novas classes automaticamente 

(BRAGA et al. , 2000). 

Figura 2.8 Aprendizado Não Supervisionado 
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mé:to,:!os de treinamento mais empregados são os supervisionados, um 

modelo interno do processo rege os dados fornecidos à rede é criado pela mesma, de 

modo que ela pode fazer predições para novas entradas e reconhecer padrões, mesmo com 

ruídos (RlJMELHART e McCLELLANlJ (1986), GIARRATANO et al. (1990), 

( 1 

2,8 ALGORITMO 

As redes treinadas pelo método backpropagation (retropropagação) são 

multicamadas e não apresentam conexões laterais entre neurônios da mesma camada, seus 

sinais são do tipo feedfonvard (RUMELHART e McCLELLAND, 1986). 

Dutrruate o treinamento com o algoritmo backpropagation, a rede em uma 

seqüência de dois passos. No primeiro passo (Figura 2.9), um padrão é apresentado à 

camada de entrada da rede. A atividade resultante flui através da rede, camada por camada, 

até que a resposta seja produzida pela camada de saída. No segundo passo, a saída obtida é 

comparada à saída desejada para esse padrão particular. Se o valor da saída calculada não 

estiver correto, o erro é calculado. Este erro é então propagado a partir da camada de saída 

até a camada de entrada (daí o nome backpropagation ), e os pesos das conexões dos 

neurônios da camada interna vão sendo modificados conforme o erro é retropropagado. 

SAÍDA OBTIDA 

El\'TRADA PADRÃO 

Figura 2.9 Algoritmo /Jackpropagation 
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de algoritmo utiliza a regra delta generalizada, esta usa em essência a 

regra da cadeia do cálculo diferencial. Seu objetivo é reduzir o erro quadrático da rede, 

emprega o método do passo na direção oposta do gradiente, sobre a superfície de erros, 

onde se deseja minimizar um erro que é função todos os pesos da rede 

e ENDER, 1998). O erro quadrático calculado na rede é dado por: 

!=1 

Sendo que nk o número de neurônios da camada de saída, X/k) a l-ésima saída da 

rede e d1 a saída desejada. 

Considerando um de 

deterroinada iteração. gradiente do erro para este elemento de processamento é: 

_,(k) 08 
v i ,j 8 = --:::(10 

OW·. 
1,) 

-+ (k) 

(2.6) 

Onde V .. 8 denota o gradiente do erro quadrático do i-ésimo neurônio da k-
'·1 

ésima camada gerado pela j-ésima conexão sináptica. 

Sabe-se que: 

(2.7) 

nk-l 

s<k) = 'V wik) x<k-1) 
I L l,j J (2.8) 

j=O 

Sendo que para j =O, xy-l) = +1 que representa a conexão extra (bias) e nk-l é 

o número de neurônios da camada k -l . Então: 

(2.9) 
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( I ' nk ( ( o[ tt d1 -f s;k) I 

os ) 
--= ' (2.10) 
àw(k) àw(k) 

l,j l,j 

Sabe-se que quando i * l as derivadas serão portanto: 

at(s<k)) 
~=-ia - t(sck))'1 ' 
Ow(k) ~ I i ~ Ow(k) 

l,j l,J 

{2.11) 

Aplic:ané!o a da cadeia, chega-se a: 

~ ar(s(k)) (k) 
_!!!__=-ia - t(s<k))~ J i as, 
àw(k) ~ ' i 1 as<kl aw<k> 

l,j l l,J 

(2.12) 

Pela equação (2.8) pode-se determinar: 

ôSCkl __ ,_ 
Ow(k) 

1,] 

a(~ w(k) x(k-1)) 
L.. l,l i 
1=0 

Ow(k) 
1,} 

(2.!3) 

A derivada em questão na equação anterior é nula quando l * j , desta forma: 

"SCkl 
_v_i - = x(k-1) 
~ (k) J 
owi,j 

(2.14) 

A equação (2.12) pode ser reescrita: 

(2.15) 
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(2.16) 

Segundo ENDER (2002), NGUYEN e (1 e CHEN 990): 

o?) pode ser interpretado como erro equivalente, o qual será igual ao erro 

- x?) se J(s?)) for a !utJçao Hlermc:aoe. Sub:stituirldo tem-se: 

--. (k) a 
í!. e= __ s_ = -2oCkJ ,r<k-IJ 

l,j Ow(k) I " j 

l,j 

(') ~-· ~- I) 

Desta forma, os pesos podem ser reaJm:taclos na direção oposta ao &'"m"m" do 

erro, da seguinte fon:na: 

( _,(k) ) 

lJ IJ "f iJ 
w(k) new = w(k) old + ,.,l_ í! . e (2.18) 

Ou substituindo a equação (2.17) na equação (2.18), tem-se: 

w(k)new = w(k)oid + 2no(k) x(k-l) 
I,j l,j 'I t j (2.19) 

Onde O ( 77 (( 1 é o termo de taxa de aprendizagem. 

A forma de determinação de o?l, apresentada na equação (2.16), é valida para o 

ajuste dos pesos dos neurônios da camada de saída. Para ajustar os pesos das camadas 

ocultas, o erro e deverá ser retropropagado até a camada oculta em análise, conforme 

exposto a seguir. 

Considerando um neurônio "i" de uma camada oculta "k", em uma rede neural de 

3 camadas, ou seja, uma camada de entrada (k-1), uma camada oculta (k) e uma camada de 

saída (k+ 1 ). Pela regra da cadeia, pode-se escrever: 

oe ae as(k) 
--=----'-aw<k) as<k) aw(k) 

l,j ! t,j 

(2.20) 
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Porém: 

/ ' 
al~.·k wi.kJ+iJ J(s)Ckl )i\ 

as?+l) ~ ) 
=......:0:'----~---'-

asCk) asCk) 
' ' 

Sabe-se que as derivadas serão nulas para j * i, portanto: 

88ck+l) 
I 

Então: 

w(k+l) f'(s(k)) 
l,j l 

~=-2~rd -xck+IJ)f'(sck+ll)wck+IJ f.fsk) 
~s(k) L.. V I I I I,; V , 
{j i l=l 

Pela equação (2.16), pode-se afirmar: 

0ck+l) _ (d x(k+l))J•(sck+l)) 
I - 1- I I 

Portanto: 

a ( )"k•• _s_ = -2/' s(k) '\' o(k+l) w(k+l) 
~s<k) • L.. 1 1,, 
o i !=1 

(2.21) 

(2.23) 

(2.24) 

(2.25) 

(2.26) 

(2.27) 
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Analisando agora o termo 
EJSCk! 

' --:;()0' ow .. r,; 

o(~ w(k) x(k-1) i 
as~k) 1 L..t l,m m ) 
__ , -= \_m=1 

Ow(k) Ow(k) 
!,) l,j 

(2.28) 

(2.29) 

Portanto a derivada erro em relaça:o aos ser 

determinada da seguinte forma: 

~ ( )nk+J( ) ~ = -2f' sCk) " 0 (k+1) w(k+l) X(k-1) 
Ow(k) I L. f /,1 j 

i,j l=l 

(2.30) 

Então: 

(2.31) 

Onde tem-se para a camada intermediária: 

5?) = f'(s?J) !:(a?+l) w).~+lJ) (2.32) 
1=1 
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para o cálculo de cJik) é usada para retropropagar o erro as demais 

camadas ocultas, caso a rede neural apresentar n ) 1 camadas ocultas. A equação para o 

ajuste dos pesos fica da mesma forma que apresentada na equação (2.19), ou seja: 

inicialização dos pesos das interconexões e os biases é realizada com números 

aleatórios e pequenos, desta forma procura-se evitar os problemas de simetria (que haveria 

caso se começasse com pesos iguais) e saturação (produzidos por pesos grandes). No 

e 1, confornae ENDER (2002), RUMELHART e McCLELLA.® (1986). 

Segundo ENDER (2002), para cada padrão p (p=l, 2, ... , Np; onde Np é o número 

de padrões), tem-se um conjunto de entradas e um conjunto de saídas desejadas, d;, que 

são usadas no critério de erro. Na implementação da aprendizagem backpropagation, pode­

se atualizar os pesos após a apresentação de cada padrão (aprendizagem por padrão) ou 

após a apresentação de todos os padrões (aprendizagem batelada) (RUMELHART e 

McCLELLAND (1986). A forma de implementação adotada foi a aprendizagem por 

padrão. 

Depois do treinamento, pode-se usar a rede, onde tem-se apenas a fase em que as 

entradas passam através da rede para frente ifeedforward), correspondendo às equações 

(2.1) e (2.2). 

2.9 CONCLUSÕES 

No desenvolvimento desta dissertação, adotou-se como controle direto quando a 

rede neural atua como controlador e controle indireto quando as redes neurais são usadas 

em modelos de predição de estados ou dinâmicas futuras. 
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auJiuv com a revisão da liti;ratm·a apresentada neste capítulo determinou-se a 

arquitetura das redes utilizadas na estratégia de controle proposta com aprendizagem on­

line das redes, estas serão compostas por 3 camadas, estrutura feedforward e como funções 

de ativação serão utilizadas as funções sigmoidal e tangente algoritmo de 

aprendizagem será do supervisionado, backpropagation apropriado para o 

controle de processos devido à capacidade representar processos dinâmicos e generalizar 

mesmo com ruídos. 



ESTRATÉGIA DE CONTROLE 

INTRODUÇÃO 

controle não abordando aspectos à aprendizagem e das 

Para aprendizagem é utilizada uma estratégia com três redes paralelas para 

suprir a limitação deste tipo de aprendizagem, além disto são propostas diferentes 

configurações de aprendizagens diferenciadas nos vetores de aprendizagem e teste das 

redes. 

3.2 CONTROLE DE PROCESSOS 

Controlar um processo significa atuar sobre ele, ou sobre as condições a que o 

processo está sujeito, de modo a atingir algum objetivo, por exemplo, manter o processo 

próximo de um determinado estado estacionário, mesmo que os efeitos externos tentem 

desvia-lo desta condição (STEP ANOPOULOS, 1984). 

Com a globalização, nos dias atuais as industrias buscam aumentar seus lucros e se 

tornarem mais competitivas, oferecendo produtos com maior qualidade e menor custo. Uma 

forma de se obter estes produtos é através do controle do processo de fabricação dos 

mesmos. 

A maioria das plantas químicas dificilmente operam em estado estacionário, 

apesar deste ser uma condição de operação desejável, nem sempre é atingido ou mantido 

por muito tempo. Por isso existe a necessidade de monitoramento da operação destas 

plantas e intervir para garantir a satisfação dos objetivos operacionais. 

O controle é realizado principalmente para: 

• Garantir que restrições de segurança e ambientais não sejam violadas; 

• Garantir certas condições operacionais; 
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Em geral, os parâmetros do controlador são determinados de maneira off-line, o 

que significa que a ação de controle é baseada em uma análise que pode não refletir as 

variações do processo e neste caso gerar um erro, 

estratégia desenvolvida neste trabalho busca uma alternativa para esta 

limitação, ou seja, estes parâmetros ao longo do tempo uma 

etapa de otimização do controlador, utilizando redes neurais artificiais. Todas as redes 

utilizadas estão baseadas na arquitetura feedforward com aprendizagem on-line usando o 

algoritmo backpropagation conforme descrito no Capítulo 2. 

3.3 

Um processo pode ser descrito na seguinte forma discreta (NAREJ\i'DRA e 

PARTHASARATHY (1990), CHEN e BILLlNGS (1992), NAHAS et al. (1992), SU et 

a/.(1992), BULSARI( 1995) e EN'DER (2002)): 

Y(k + 1) = f(Y(k ), ... ,Y(k- n + l),U(k ), ... ,U(k- m + 1)) (3.1) 

com: 

Y(k) = (y(l, k ), ... y(i, k )Y 
U(k) = [u(l, k ), ... u(i, k )Y i = número de malhas de controle 

(3.2) 

onde U(k) e Y(k )(k =O, 1, ... n) são os vetores de perturbações e respostas no 

instante de tempo k, respectivamente, e f( •) é uma função desconhecida. Considerando o 

desenvolvimento de uma função aproximada para J(•) pelo uso de redes neurais, onde 

Y(k+l) e Y(k), ... ,Y(k-n+I),U(k), ... ,U(k-m+l) são respostas e perturbações da rede 

neural respectivamente, e W são os pesos das conexões e os limiares da rede neural. Esta 

rede neural pode gerar um modelo do processo, pelo ajuste de W, denominado modelo de 

contro I e indireto: 
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A 

Y(k+l)= Y(k-n+ U(k-m+ (3.3) 

Resolvendo a equação (3.1) em relação a U(k), obtém-se: 

+ -n+ -m+ 

onde if;( •) é uma função desconhecida, que representa a dinâmica inversa do 

processo. Como a função é desconhecida, bem como a ím1çãto f(.,), não é possível 

avaliar a equação (3.4). Neste caso UtlllJza:-se uma rede nc;ctra• para gerar uma aproximação 

da função 1j; , da seguinte maneira: 

A A 

U(k) = if;(Y(k+ 1), Y(k ), ... , Y(k- n + U(k- U(k-m+ w) (3.5) 

Considere um problema de controle em que a resposta prc•cm:a acompanhar 

as referências da malha fechada, Y, . Então para o próximo tempo de amostragem: 

Y(k + 1) = Y, (k + 1), (3.6) 

Substituindo a Equação (3.6) na Equação (3.5), a ação de controle desejada para o 

processo é dada por: 

A A 

U(k) = t,b(Y, (k + I),Y(k ), ... ,Y(k- n + 1), U(k -l), ... ,U(k- m + 1); W) (3.7) 

Este modelo representa o mapeamento de perturbações/respostas não lineares 

através de redes neurais, denominado de modelo de controle direto, que terá suficiente 

exatidão se um grande número de dados estiver disponível (PSICHOGIOS e UNGAR 

(1991), BULSARI, (1995)). 

Conforme a Figura 3.1, as entradas desta rede são formadas pelas referências das 

variáveis manipuladas para o próximo tempo de amostragem das variáveis manipuladas e 

controladas passadas. Como resposta da rede obtém-se as ações de controle para o próximo 

tempo de amostragem, onde !3 representa o número de informações passadas do processo 

usadas como entrada na rede. 



u(n;t-1) 

I \ 

ú(l,t) o > 

~ _, ) 
u(n,t o > 

Figura 3.1 Arquitetura feedforward multivariável (Modelo Inverso) 

O controle neural baseado em modelo inverso tem como objetivo conduzir a 

variável controlada para a referência desejada do processo. Segundo ENDER (2002), este 

tipo de modelo não apresenta resultados eficientes para comportamentos dinãmicos, 

podendo gerar offset. 

3.4 MODELO NEURAL DO PROCESSO- IDENTIFICAÇÃO 

As redes neurais artificiais são amplamente empregadas na identificação de 

processos, gerando modelos a serem usados no projeto de controladores não lineares. Na 
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coJrrtr:ole proposta denominou-se esta rede como Modelo Neural 

Utilizou-se o método de identificação série -paralelo, descrito no Capítulo 2. 

3.5 ESTRATÉGIA DE CONTROLE- CoNDEG MODIFICADO 

obi etivo do controle adaptativo é ajustar os parâmetros do controlador de fonna 

a compensar possíveis peJiuJ:baçõt;s dinâmicas no sistema, causadas variações nas 

condições operacionais processo. 

A estratégia proposta foi denominada Controle Neural Direto baseado no Erro 

Global (CoNDEG) Modificado, pois foram realizadas modificações no programa CoNDEG 

desenvolvido por El'IDJER (2002). A presente estratégia está baseada no modelo ""'"r>:o e 

no controle ~fl"nt~tivo apresentando um me;canismo diferenciado para ajwstar o COJ1tríJla<:lor 

que é baseado em redes neurais artificiais. principal vantagem do uso da estratégia é a 

atualização dos parâmetros do controlador ao longo do tempo (on-line), que pennite um 

controle mais efetivo, pois acompanha as variações dinâmicas do processo. 

A Figura 3.2 mostra o esquema da estratégia, onde são utilizadas redes neurais 

artificiais atuando como controlador neural (modelo direto), e modelo neural do processo 

(modelo indireto). O qual é utilizado na rotina de otimização do controlador. A rede neural 

do controlador é otimizada on-line, a cada tempo de amostragem, usando o erro global 

estimado para malha fechada, obtido através do modelo neural do processo. 
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Referência 

A 

Y, y 

I ê(k) =U,(k)-Ú(k)l 

t 
Ajuste '-~-------1~1 

1 

' 1 I· 111 Modelo Neural 
f Contro.ador 1 I 

~ 
: : . 

Aprendízagem 
edes Modelo Neura 

. . . 

I , ••• L:·~··································r ·=~··1. 

Figura 3.1 Estratégia de Controle CoNDEG Modificado 

3.5.1 Ajuste do Controlador 

Na rotina de otimização, o projeto do controlador utiliza as mesmas entradas que 

serão utilizadas no controlador neural para cada instante de amostragem. Esta rotina ajusta 

os pesos da rede neural do controlador de tal forma a minimizar o erro global estimado, 

onde a resposta da malha fechada é proveniente do modelo neural do processo. 

O erro global não pode ser diretamente aplicado na aprendizagem das redes 

neurais do controlador, pois estes estão associados às respostas do processo e não às ações 

de controle, as quais são as respostas da rede neural a ser treinada. Por isso são 

retropropagados através de matriz Jacobiana do processo. 

Para o ajuste do controlador, El\TDER (2002), utilizou para ativação dos neurônios 

a função tangente hiperbólica e atingiu bons resultados. Avaliando a estratégia com redes 

treinadas com funções de ativação sigmoidal e tangente hiperbólica, observou-se que a 

estratégia não estava apta à redes treinadas com a função sigmoídal. Isto ocorre devido a 

função de ativação sigmoidal apresentar respostas somente positivas (0-l), fazendo com 
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o erro global esr1m:1ao qwma.o retropropagado através 

normalizado, gerando somente valores positivos, impedindo assim o ajuste dos pesos. 

Alterou-se a forma do cálculo deste erro, devido a esta limitação. Primeiramente foram 

retropropagados e normalizados individualmente os valores de referência (Y,) e valores 

rede neural para a malha ít3(:ha.da e posteriormente gerados os erros. 

forma o erro utilizado na aprendizagem pode assumir valores positivos e negativos e pode­

se utilizar as funções de ativação sígmoidal e tangente hiperbólica, para treinamento das 

redes, conforme descrito a seguir. 

A matriz J acobiana pode ser determinada a partir do modelo neural pela variação 

de cada variável manipulada, em tomo do seu ponto de operação e medindo a variação nas 

respostas do processo. Considerando a matriz jacobiana: 

/ ay, Oyl \ 

au, au 
' 

J= (3.8) 

1 ay, ôyi 

l au; ou, 

Considerando que as variáveis y j e u j são as respostas estimadas da malha 

fechada e a ação de controle que gerou esta resposta estimada da malha fechada, 

respectivamente, pode-se escrever: 

(3.9) 

Então os valores encontrados com a retropropagação são: 

(3.10) 

Assim o erro global (ê(k)) é calculado de acordo com a expressão: 
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= U,(k)- (3.11) 

com: 

,(k)= 
ú(k)= 

(3.12) 

onde: 

• (k) é o vetor ações controle desejado 

• Ú ( k) é o vetor de ações de controle estimado para malha fechada. 

• i : refere-se as malhas de cm1trc•le; 

• ur(i,k): vetor que contém as ações 

processo no instante de tempo k; 

controle de referências do 

• u(i,k): vetor que contém as ações de controle preditas a partir do 

modelo neural do processo. 

Este erro global é gerado inúmeras vezes, até ser atingida a tolerância permitida 

para o erro quadrático da rede neural ou alcançar-se o número máximo de iterações 

preestabelecidas, para atender as limitações de tempc disponível para processamento das 

informações, devido à aprendizagem on-line. Para garantir a boa representação dinâmica do 

processo através de redes neurais, adotou-se uma estratégia formada por três redes neurais 

que atuau1 paralelamente (ENDER e MACIEL FILHO, 2001 a,b). Considerando que o ajuste 

da rede neural do controlador está baseado em predições, torna-se fundau1ental usar-se um 

modelo que represente com fidelidade o comportau1ento dinâmico do processo. Por esta 

razão, sempre que o erro quadrático, de pelo menos uma das redes neurais do modelo do 

processo, não atingir a tolerância desejada, o procedimento de aprendizagem das redes 

neurais do controlador não será executado. Nestas circunstâncias, o modelo do processo a 

ser usado, será aquele que apresentar menor erro quadrático na representação do vetor de 

padrões e a rede do controlador a ser usada na geração das ações de controle será aquela 
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apresentar menor erro quadrático para a situação modelo dinâmico do processo 

é utilizado para a geração do erro quadrático da rede neural do controlador. 

Para evitar variações bruscas nas referências do processo um filtro de primeira 

uu.uL.''"" de forma a uma de seguinte 

k+1)= + (1-

é o desejado para a malha de controle i. Portanto, o erro 

estimado apresentado na equação (3.8), assumirá a seguinte forma: 

(3.!4) 

onde 

controle. 

O controlador baseado em redes neurais representando a dinâmica inversa, 

apresenta a característica de gerar ações de controle enérgicas. Por esta razão utiliza-se um 

filtro na saída do controlador amenizando os incrementos nas ações de controle gerados. O 

filtro a ser utilizado para penalizar as ações de controle apresenta a seguinte forma: 

u(i,k) = À;u(i,k -1) + (1- À; )u(i,k) (3.15) 

3.6 APRENDIZAGEM ON-LINE E OFF-LINE DAS RNA 'S 

Aprendizagem off-line é aquela realizada com um conjunto de informações 

passadas do processo (dados padrões), ou seJa, pares de entrada e saída 

(Perturbações/Repostas) obtidos através de perturbações realizadas no processo. Estes 

dados são apresentados várias vezes à rede neural, até a representação apropriada destes 

padrões. 

Aprendizagem on-line é aquela realizada com dados obtidos do processo em 

tempo real e estes são alimentados ao conjunto de dados de aprendizagem. Esta 
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aprendizagem pennite a neural "aprender" o comportamento do processo num 

momento de não-linearidades fortes ou mapear urna região ainda não apresentada à rede 

neural, durante a sua utilização. 

apresenta devido ao nú:mero iterações 

necessárias para atend<lr o critério de to!eranc!a adotado e à necessidade aprendizagem 

em tempo reaL Para contornar estas dificuldades, limitou-se o número máximo de iterações, 

usando um vetor de padrões fonnado por um número pré-estabelecido das 

infonnações passadas de perturbações/respostas do sistema em questão. Além disto, para 

garantir a boa representação dinâmica do processo através de redes neurais, adotou-se uma 

estratégia fonnada por três redes neurais que atuam paralelamente (El\TDER e MACIEL 

FILHO, 200 l a,b). Essa estratégia foi utilizada para o controlador e modelo do processo, pois 

todas as íoram su!Jm<etü:las à aprendizagem on··lme. 

As aprendizagens on-line e off-line são essencialmente idênticas do ponto de vista 

matemático, diferindo apenas na fonna de obtenção dos padrões de aprendizagem. Na 

aprendizagem off-line o conjunto de padrões é fixo e na on-line é flutuante. 

Na aprendizagem on-line, numa primeira etapa as redes devem ser treinadas com 

os dados padrões da aprendizagem (ojf-line), conforme a Figura 3.3. 

Yreal 

Redes Treinadas 
Com Pesos Padrões 

Figura 3.3 Etapa 1 -Aprendizagem Off-line (Ajuste de Pesos com Dados Padrões) 

Na segunda etapa de aprendizagem, a primeira rede neural (RNA 1) é denominada 

de Padrão, pois não terá seus pesos atualizados, ou seja, seus pesos são os obtidos através 
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seg:umla rede neural (RNA 2) é denominada 

Base-Padrão, pois inicia a aprendizagem com os pesos padrões (obtidos na primeira etapa 

da aprendizagem (off-line) e tem os mesmos sendo atualizados ao longo do tempo através 

da aprendizagem on-line. Sempre que a RN.4 1 apresentar o menor erro quadrático em 

relação as outras 11;;u'"~' a RNA 2 seus substituídos pesos padrões e 

novamente o pn)cesso de ajuste de pesos (aprendizagem on-line). A terceira rede (RNA 3) é 

denominada de Nova, pois o processo de aprendizagem com os pesos padrões e tem 

seus pesos sendo ao longo do tempo 

RNA1 
Padrão 

ERRO! 

Dados Atuais 
do Processo 

Base - Padrão 

ERR02 

Menor 
Erro 

Se erro l for menor 

RNA3 
Nova 

ERR03 

Figura 3.4 Etapa 2-Aprendizagem On-line (Ajuste de Peso em Tempo Real) 

A diferença na representação destas redes é que a rede treinada apenas com 

aprendizagem off-line (RNA l) por ter em seu vetor de treinamento um conjunto de dados 

de várias perturbações e maior número de dados consegue representar bem o perfil do 

processo, pode -se dizer que tem uma maior "memória" do processo. Já a rede treinada 

com dados on-line (RNA 's 2 e 3) possuem uma pequena "memória" ou seja, conseguem 

representar muito bem as últimas perturbações mas não guardam um histórico do processo. 

LOPCA -Laboratório de Otimização, Projeto e Controle Avançado- FEQIUNICAMP 



ser considerado uma limitação se o processo apresentar uma mesma 

perturbação, pois a rede não conseguirá lembrar desta perturbação, não irá representar o 

processo se não for novamente treinada. Mas este é o objetivo da aprendizagem on-line 

pennitír que a rede seja treinada para novas perturbações ao longo do tempo. 

3.7 CONFIGURAÇÕES DE APRENDIZAGEM 

fo,rrun propostas três configurações para avaliar a aprendizagem on-line das redes 

neurais artificiais, para predição do processo, utilizadas na estratégia de controle (CoNDEG 

Modificado). As alterações foram realizadas na fonnação dos vetores de aprendizagem e 

teste das redes. Na fase de teste, a rede neural que apresentar o menor erro quadrático na 

representação vetor teste é instante axnostragem. O 

modificações é detenninar qual configuração terá melhor perfonnance para a estratégia 

proposta. 

3.7.1 Aprendizagem On-line- Configuração 1 

Nesta configuração de aprendizagem utiliza-se o mesmo vetor para as fases de 

aprendizagem e teste das redes, fonnado por infonnações do processo (entradas/saídas), 

correspondentes aos padrões do tempo (t-b) até (t), onde b é um parâmetro de projeto e t o 

tempo atual (Figura 3 .5). Em todas simulações realizadas com esta configuração forrun 

utilizados 25 pares de infonnações do processo para aprendizagem e teste das redes. Esta 

configuração foi proposta por ENDER (2002). 
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-----._:Fase de AJ:trerlm:~agemt411111r--

Padrões 
(Aprendizage~ 

Padriies 
(Teste) 

Menor Erro 
Quadrático 

Estratégia de Controle 

Fase de Teste 

t: Tempo atual 

b: Parâmetro de 
Projeto 

Figura 3.5 Esquema de Aprendizagem On-line para Configuração 1 

3. 7.2 Aprendizagem On-line- Configuração 2 

Nesta configuração de aprendizagem são formados dois vetores para as fases de 

aprendizagem e teste das redes. O vetor da fase de aprendizagem é formado por um 

conjunto de informações do processo (entradas/saídas), correspondente aos padrões do 

tempo (t-b) até (t-a). O vetor da fase de teste é formado por um conjunto das ultimas 

informações do processo, correspondente aos padrões do tempo (t-a) até (t), onde a e b são 

parâmetros de projeto e to tempo atual (Figura 3.6). 

Em todas simulações realizadas com esta configuração foram utilizados 25 pares 

de informações do processo para fase de aprendizagem e outros 50 pares para fase de teste. 
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~----~·Fase de Aprendizagem 

Padrões 
(Aprendizagem) 

, Pattems / 

' " 

"" 

""""'""""" """"' 
/ 

/ 

Fase de Teste + "" 
Padrões 
(Teste) 

Estratégia de Controle 

t: tempo atual 
a, b: Parâmetro 

Projeto 

Figura 3.6 Esquema de Aprendizagem On-line para Configuração 2 

3.7.3 Aprendizagem On-line- Configuração 3 

Nesta configuração de aprendizagem o vetor teste é formado por todo conjunto de 

dados de informações do processo (padrões do tempo (t-b) até (t)) e o vetor de 

aprendizagem formado pelos últimos tempos de amostragem do processo (padrões do 

tempo (t-a) até (t)), conforme o esquema da Figura 3.7. 

Em todas simulações realizadas com esta configuração foram utilizados 25 pares 

de informações do processo para fase de aprendizagem e 50 pares para fase de teste das 

redes, exceto quando determinado um valor diferenciado para o vetor de teste. 
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~-----.:Fase de Aprendizagem 

Padrões 
(Aprendizagem 

Padrões 
(Teste) 

Estratégia de Controle 

Fase de Teste 

----.,. ' 
Padrões(t-b) '._ 

....., __ "' ... 

t: tempo atual 
a,b: Parâmetro 

Projeto 

f 

"' 

Figura 3. 7 Esquema de Aprendizagem On-line para Configuração 3 

3.8 CONCLUSÕES 

\ 
I 
I 

I 

Neste capítulo discutiu-se a estratégia de controle proposta neste trabalho, que 

utiliza aprendizagem on-line para as redes neurais e as diferentes configurações de 

aprendizagem propostas, diferenciadas na forma de apresentação dos padrões para as fases 

de aprendizagem e testes Objetivando-se urna melhor representatividade do processo 

estudado. 

Para avaliar a estratégia utilizou-se dois processos não lineares, típicos na 

engenharia química, como casos de estudo: um reator de leito fixo (TOLEDO, 1999) e um 

processo fermentativo (COSTA, 2001), conforme descrito nos capítulos seguintes. 
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CASO 1 -PROCESSO EXTRATATIVO DE 

FERMENTAÇÃO ALCOÓLICA CONTÍNUA 

4.11NTRODUÇÃO 

objetivo deste capítulo é apresentar o primeiro caso estudo representado 

um processo extrativo de fennentação alcoólica contínua. Primeiramente serão analisadas 

as características do processo e sua dinâmica para definição das propriedades das redes a 

serem utilizadas. Por fim serão apresentados os resultados obtidos pelo uso da estratégia de 

controle proposta para este processo. 

4.2 PROCESSO 

O etano! apresenta várias vantagens como combustível, principalmente na 

qualidade do ar, mas o seu uso como combustível viável substituindo a gasolina somente 

será possível se a sua produção for economicamente competitiva. Deste modo, há um 

grande interesse na otimização de todas as etapas do processo de produção do etano! 

(MELEIRO, 2002). 

O processo fennentativo é inibido pelo etano! e uma fonna de melhorar o processo 

é a extração seletiva deste produto, durante a fennentação, aumentando a produtividade. 

SILVA et al. (1999) propôs um processo extrativo de fennentação alcoólica com este 

princípio e segundo COSTA et al. (200 1 ), apresentou alta produtividade comparado aos 

processos convenc10nars. 

Para o desenvolvimento desta dissertação será utilizado o processo de fennentação 

alcoólica extrativa representado na Figura 4.1 (Me!eiro, 2002). 

A planta é fonnada por quatro unidades interligadas: 

• Fermentador- unidade onde o etano! é produzido; 
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• CentrÍjuga - unidade responsável pela separação das fases 

(microorganismo) e líquida (mosto e etano!); 

• Cuba- unidade de tratamento dos microorganismos; 

• de separação da mistura etano! - mosto (fase 

aquosa). 

O tanque flash é utilizado para extrair continuamente do etano! formado, 

aumentando desta forma a produtividade, como discutido anteriormente. 

F, 
s. 
x. 
P, 
T, 

F S. X. P, T, 

L~ 
Oestilana 

FSXPT 

r-F_,. __ ,...... ____ __, Cenlliruga 

FcSXcPT 

Figura 4.1 Representação esquemática da planta de fermentação alcoólica extrativa 

Segundo MELEIRO (2002) o processo inicia-se com a alimentação de substrato 

no fermentador, que contém a concentração de microorganismos adequada para inicio 



ao processo corrente de contendo substrato, células e 

etano!, é enviada para centrífuga e separada em duas fases: fase pesada, contendo maior 

parte das células (microorganismos); e a fase leve, praticamente isenta de células. A fase 

pesada, após sofrer uma purga para eliminar parte das células é enviada para a 

cuba o creme de leveduras é com água e acidulado com sob 

agitação, diroinuir a contaminação processo 

tratadas é enviada para o têrmentador para um novo ciclo do processo. 

Após o estado estacionário ser atingido o sistema de separação a é e 

a fase leve que sai da centrífuga é enviada para o tanque flash, onde parte do etano! e 

separado da mistura aquosa. 

A corrente vaporizada e parte da corrente líquida deixam o flash são 

uma de A outra da corrente líquida retoma ao 

fermentador com o objetivo manter a concentração de etano! em um nível mínimo no 

qual ele apresente propriedades anti-sépticas. 

4.3 MODELAGEM MATEMÁTICA 

A modelagem matemática do processo considerado consiste em balanços de massa 

e energia. Todos os equipamentos, com exceção do fermentador são modelados assumindo 

a condição de estado pseudo-estacionário. Segundo COSTA et al. (2002) esta aproximação 

é adequada porque a dinâmica do fermentador é muito lenta quando comparada com as 

dinâmicas das demais unidades. 

O modelo matemático para o fermentador utilizado foi desenvolvido por COSTA 

et al. (2001), que considerou a queda de viabilidade celular ao longo da fermentação, de 

modo que a concentração de microorganismos foi dividida em duas partes: uma ativa 

(células viáveis) e outra inativa (células mortas). Os parâmetros cinéticos utilizados na 

modelagem do mesmo equipamento foram determinados experimentalmente por ATALA 

et al. (200 l ). 

LOPCA -Laboratório de Otimização, Prt>iei'O e Controle Avançado- FEQ/UNJCAMP 



(200 1) para se determinarem as concentrações e as vazões 

de entrada para o fermentador, fez-se um balanço de massa global no processo assumindo 

as seguintes aproximações: 

• As corJceJatntçõ,es de sutlstrato e de prc•duto na saída centrífuga, nas 

• isto ajusta-

se a vazão de água que dilui o creme leveduras; 

• vazão reciclo de células, cujo valor é determinado pela razão de 

reciclo de microorganismos é mantida constante através da variação da 

vazão de purga. A purga serve produtos secundários 

acordo com estas aproximações o modelo matemático do processo é descrito 

pelas equações descritas a seguir: 

• Vazão de Alimentação do fermentador: 

• Vazão de Reei elo de células: 

Substituindo o valor de FR (equação 5.2) na equação 5.1, tem-se: 

F = _F..eo_+_F-"L"-R­
(1- R microrg ) 

• Tempo de Residência do Fermentador: 

v 
7: =-

F 

onde V é o volume do reator. 

(4.1) 

(4.2) 

(4.3) 

(4.4) 
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(4.5) 

onde X representa a concentração de microorganismos e os índices E e c 

associados às correntes seguem para o flash e 

respectivamente. 

• Balanço Glclbal Centrífuga: 

• Vazão de Alimentação do Tanque Flash: 

= _F...:c(X_-_X_,c~) 

• Vazão de Alimentação da Cuba: 

• Vazão de Água de Diluição que Alimenta a Cuba: 

• Concentração de Substrato na Corrente de Reciclo: 

• Concentração de Etano! na Corrente de Reciclo: 

P = Fc,P 
R F 

R 

• Balanço de Massa no Tanque Flash: 

a 

(4.6) 

(4.7) 

(4.8) 

(4.9) 

(4.10) 

(4.11) 
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= Fv + FL (4.12) 

=r, 14'; 
p 

onde o valor de é dado pela equação de Antoine e o valor de y, é calculado 

com ao modelo NRTL (SILVA, 1998). 

As concentrações substrato, etano! e microorganismos presentes na corrente 

que retoma o fennentador, vindas do tanque 

4.17, respectivamente. 

S =FES 
LR F 

L 

• Vazão de Reciclo do tanque Flash; 

onde Rflash é a razão de recíclo do tanque Flash. 

(4.15) 

(4.16) 

(4.17) 

(4.18) 

As concentrações de substrato, etano! e microorganismos na corrente de 

alimentação do fennentador são dadas pelas equações 4.19, 4.20 e 4.21, respectivamente. 

(4.19) 
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de energia em torno 

temperatnras nas correntes de da 

(4.20) 

(4.21) 

e do Ferrnentador fornecem as 

e de alimentação do F errnentador, 

(4.22) 

Assumindo o voilun1e do reator é constante, as equações de balanço de massa 

e energia para o ferrnentador, utilizando o modelo intrínseco, são escritas da segllínte 

fonna: 

onde: 

dX" =r -r _F(X -X) 
dt xdvv vF 

d[(1-~ yv +~rpv J 
dt 

dT F bJlr, 
-=-(TF -T)+-­
dt V PmCp 

(4.24) 

(4.25) 

(4.26) 

(4.27) 

(4.28) 
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X" é a concentração de células viáveis; 

Xd é a concentração de células mortas; 

S é a concentração substrato; 

Sendo que o indicador F indica na alimentação; 

Pé a concentração de produto; 

T é a temperatura do fermentador; 

Ml é o reação J/kg 

Pm é a densidade do meio fermentativo (1000 kgím3
); 

Cp é o calor específico (4,183.103 J/kgK); 

F é a vazão de alimentação, V é o volume do fermentador, pé a relação de massa 

seca pelo volume de massa úmida e r é a relação entre as concentrações de etano! intra e 

extra-celular. 

• Taxa Cinética de Crescimento 

( )
m( )n S X, ~ 

rx =f..!.= exp(-K1S) 1--- 1-- X, 
Ks +S X,.'"' pnux 

(4.29) 

• Taxa de Morte 

(4.30) 

• Consumo de Substrato 

(4.3 
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(4.32) 

Os parâmetros Cliitétí,cos utilizad<Js foram determinados experimentalmente por 

et (2001) e são descritos na Tabela 4. L 

Pa1•íimtetros Cinéticos em "C) 

Parâmetros Expressão ou Valor 

llrrax l,57exp( -
4
;:

47
)-1,29,10 4 exp( -

4
:

1
•
4

) 

-0,3279 + 18,484 T -191,06 

prrax -0,4421 + 26,4lT- 279,75 

B 2,704 e:xp( -0,1225 T) 

Ypx 0,2556 e:xp( -0,1086 T) 

K, 4,1 

K; 1,393.10-4 exp(-0,1004T) 

ffip 0,1 

mx 0,2 

m l 

n !,5 

I<& 7,42l.l0-3 T 2 -0,4654T+7,69 

~T 4 10'3 ( 41947 J 
· exp 1,987 (T + 273 ,15) 

p 390 

0,78 
r 
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4.4 COMPORTAMENTO ESTACIONÁRIO 

Os parâmetros estacionários adotados para as simulações são apresentados na 

Tabela 4.2, que seguem MELEIRO (2002). 

Valor 

To 30°C 

So 180 kg/m3 

F o 100 ko m3 

Rmícror 0,35 

R nas h 0,4 
p 5,49 kg/m3 

s 41,12 kg!m3 

X 34,81 kolm3 

4.5 COMPORTAMENTO DINÂMICO 

Para observar o comportamento dinâmico do fennentador foram feitas 

perturbações positivas e negativas nas variáveis de entrada: vazão de alimentação (Fo), 

razão de reciclo de microorganismo (Rrnicrorg), razão de reciclo do tanque flash (Rnash), 

temperatura de alimentação (To) e Concentração de substrato na alimentação (So). 

A Tabela 4.3 mostra o valor de cada variável após as perturbações positivas ( +) e 

negativas (-) dos valores estacionários. 

Tabela 4.3 Valores das Variáveis de Entrada após Perturbações Especificadas 

Variável Perturbação(+) Estacionário I -Perturbaçao (-) 

To 35° c 30°C 25° c 
So 200kglm3 180 kg/m3 160 kg/m3 

F o 120 m3!h 100m3 !h 80 m3!h 

Rmicrorg 0,2 0,35 I 0,5 

Rnash 0,2 0,4 0,5 
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se observar os 

(S), produto (P) e microorganismo (X) para as perturbações positivas dos valores 

estacionários, confonne descrito na Tabela 4.3, respectivamente. 

Nas Figuras 4.5, 4.6 e 4. 7 pode se observar os perfis concentração do snl>S!r'B!n 

(P) e microorganismo (X) para as perturbações negativas valores 

estacionários, confonne descrito na Tabela 4.3, respectivamente. 

Nestas Figuras pode-se observa o cmnportarr1ento dinâmico fennentador para 

as perturbações imtpo•sü!s nas variáveis de entrada. 
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Figura 4.2 Perfil da Concentração de Substrato (S) para Perturbações Positivas 
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Figura 4. 7 Perfil da Concentração de Microorganismos (X) para Perturbações Negativas 

Nas Figuras 4.2 até 4.7 pode-se observar a dinâmica do processo estudado bem 

como a presença de não linearidades. 

4.6 ANÁLISE DE SENSIBILIDADE DOS PARÂMETROS DE PROCESSO 

-PLANEJAMENTO FATORIAL 

Para determinação das variáveis de entrada, saída e perturbação para este processo 

fermentativo SILVA et al. (1999) utilizaram os métodos de planejamento fatorial e análise 

da superfície de resposta gerada a partir de dados de simulação para determinar as variáveis 

de processo mais relevantes. 

COSTA et al. (2001) também fez um estudo completo utilizando a mesma técnica 

combinada com a simulação dinâmica do processo para determinar como as variáveis de 

saída (controladas) variam no tempo de acordo com mudanças impostas nas variáveis de 

entrada, sendo estas variáveis manipuladas e possíveis perturbações. 
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ac,orc!o com estes estud(JS escolhidas as pri.nc:ipais variáveis de interesse 

para este caso de estudo, conforme descrito a seguir. 

Variáveis de Entrada: 

• Ralão de Reciclo de Microorganismos: Rm:crorg (adimensiona!); 

• 

Variáveis de Salda: 

• Concentração de Etano! no Fennentador: P (kg!m\ 

• Substrato no F e1me:nt<:do.r: S 

• Concentração de Microorganismos no Fennentador: X (kg/m3
), 

Variável Perturbação: 

• Concentração de Substrato na Corrente de Alimentação: So (kg!m\ 

• Temperatura na Corrente de Alimentação: To ("C), 

O período de amostragem foi escolbido em função do tempo médio de análise de 

um cromatógrafo (equipamento utilizado para medir as concentrações de ART e etano!), 

pois o turbidímetro que mede a concentração celular opera em intervalos pequenos, 

Seg.nndo ANDRIETA (1994) doze minutos é o tempo de amostragem adequado para o 

processo, 

4. 7 ARQUITETURA E DADOS PARA TREINAMENTO DAS RNA 'S 

Conforme descrito no Capítulo 2 a definição da arquitetura das redes é uma etapa 

importante, para este caso de estudo utilizou-se para todas as redes 3 camadas (entrada, 

intennediária,saída), sendo a camada intermediária composta por 1 O neurônios, seguindo a 
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Esta arquitetura foi escolhida após algumas simulações 

apresentou resultados eficientes na representação dos resultados. 

Para treinamento das redes utilizadas para este caso de estudo foram realizadas 

variáveis manipuladas e Rnash) derttro suas 

mostra a Figura 4.8. 
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Figura 4./J Perturbações usadas para Treinamento das Redes 

4.8 RESULTADOS PARA O CASO DE ESTUDO 1 -PROCESSO 

FERMENTATIVO 

s::. 
if) 

ro 
"' 0:: 
6 
~ 

.2 
E 
0:: 

Os resultados do controle do processo fermentatívo utilizando o Col'<'DEG 

Modificado, descrito no Capítulo 3, são apresentados neste Capítulo. Para verificar o 
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desempenho 

estocástico. 

foram dos servo, regulador e 

Como problema regulador foram usadas as variáveis perturbações So e Estas 

foram submetidas a oscilações dentro de suas faixas assumindo 

diferentes ao longo do tempo em todas as simulações, gerando uma oscilação no processo e 

a necessidade de um controlador seja robusto e efetivo. As Figuras 

descrevem as cargas impostas em So e ao 

respectivamente. 
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6 s 190 '-----,, I 
180-j--...J LJ 
170 

o 20 40 60 80 100 120 140 160 180 200 

Tempo (h) 

do 

Figura 4.9. Perturbações No Processo Fermentativo para Variável So 

e 4JO 
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Perturbações No Processo Fermentativo 

A Figura 4.11 descreve o comportamento do sistema para as perturbações descritas 

em malha aberta gerando uma oscilação no processo e a necessidade de um controlador que 

seja robusto e efetivo. 

Malha aberta com per'.urbaçêo em To l 
--··-· Malha aberta com perturbação em So I 
-Malha aberta com perturbaçãO em To e So , 

I 
\ 

Figura 4.1J.Resposta para Variável X para Perturbações em So e (Malha Aberta) 
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Como as 

concentração de substrato (S), concentração de produto (P) e concentração de 

microorganismos (X). Os desvios nas respectivas referências estão apresentadas na Tabela 

4.4. 

nas 

Tempo (h) s p X 
0-50 4.5 4.0 2.2 

50-100 -2.5 -I. O -2.8 
100-150 2.5 2.0 1.2 
150-200 o 1.0 0.0 

Rede Usada na Estratégia 

Para determinar as melhores redes a serem usadas na estratégia, foram avaliadas 

redes treinadas com diferentes arquiteturas, foram analisados, seguindo a opção de 

aprendizagem com configuração 3: 

• Número de Passados- Foram avaliados os passados 3 e 5; 

• Função de Ativação - Foram avaliadas as funções de ativação Sigmoidal e 

tangente hiperbólica; 

• Parâmetros Mensuráveis e Não Mensuráveis. 

Uma rede treinada com parâmetros mensuráveis é aquela que possui em seus pares 

de treinamento algum histórico das possíveis perturbações do tipo carga que possam 

ocorrer ao longo do processo, neste caso de estudo as variáveis foram Soe To. Uma rede 

treinada com parâmetros não mensuráveis não possui nenhum histórico das perturbações 

em seus pares de treinamento, e sim, somente as variáveis manipuladas e controladas. 

Foram analisadas as respostas para todas as variáveis manipuladas: vazão de 

alimentação (F), razão de reei elo de microorganismos (Rmicrorg) e razão de reciclo do tanque 

flash (Rflash), como todas variáveis apresentaram respostas semelhantes escolheu-se a 

variável Rmicrorg, que teve uma maior variação com as modificações realizadas, para 

demonstrar as redes escolhidas. 
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variável Rmicrorg na estratégia para redes treinadas com as 

duas funções de ativação para o processo e função fixa (tangente hiperbólica) para o 

controlador, parâmetros mensuráveis e não mensuráveis com passados três e cinco são 

descritas nas Figuras 4.12 e 4.13, respectivamente. 
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Figura 4.12 Redes Treinadas com Passado Três 
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Figura 4.13 Redes Treinadas com Passado Cinco 
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mensuráveis e função de ativação sigmoidal para o processo apresentaram os melhores 

resultados, pois não apresentaram grandes variações para a variável estudada. 

A Figura 4.14 traz uma análise das redes treinadas com parãmetros memsur<tveis e 

ativação sigmoidal com passados três e cinco, a rede treinacda com passodo 

três possui urna melhor performance comparada com a treinada com o passado cinco 

mostrou-se 

tempo computacional, pois o número e pesos rede neural é re(lw:ido. 

0.400 j 
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Figura 4.14 Comparação das Redes com Passados Três e Cinco 

A Figura 4.15 traz a resposta da variável Rmicrorg usando para o treinamento das 

redes do controlador e processo as funções de ativação tangente hiperbólica e sigmoidal, 

respectivamente, e passado B=3. Nesta análise da função de ativação observou-se que as 

redes usadas para representar o modelo do processo apresentam urna melhor performance 

quando é utilizada a função sigmoidal; para o controlador as redes treinadas com a função 

tangente hiperbólica apresentaram uma maior estabilidade. 
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Figura 
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Redes do Conti·ol,zdt•re Processo 

Para verificar a "memória" das redes com aprendizagem on-line e ojf-line, 

compararam-se os resultados obtidos por duas redes na representação das concentrações de 

substrato, produto e microorganismos para problema regulador (perturbações em So e To) 

obtidos na predição da malha fechada na rotina de otimização do controlador. 

Considerando um horizonte passado ~=5. Foram usadas: uma rede com os pesos da 

aprendizagem off-line e outra rede com os pesos da aprendizagem on-line até o tempo de 

124 horas. Os resultados são apresentados nas Figuras 4.16 à 4.18, respectivamente. 
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Figura 4.17 Teste para Memória das Redes para Variável P 
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Pode-se observar nas Figuras anteriores que as respostas geradas pela rede treinada 

com aprendizagem on-line apresentam os melhores resultados para a última faixa de tempo 

de treinamento (tempo de 124 horas), ou seja, esta rede consegue representar com maior 

eficiência o processo para o tempo que foi treinada, comparada à rede com aprendizagem 

ojf-line. Nas demais regiões é observado melhor resultado da rede neural padrão, devido ao 

melhor mapeamento das respostas obtidas na aprendizagem off-line. 

As Figuras 4.19 à 4.20 mostram os resultados obtidos para rede treinada on-line 

comparada com a resposta real para o processo. Pode-se verificar que a rede conseguiu 

acompanhar as variações ao longo do processo. 

Na Figura 4.19, pode-se verificar no tempo 27 horas um desvio considerável na 

concentração de substrato do seu valor real. Isto ocorreu devido à perturbação acentuada 

imposta no processo. Isto não pode ser considerado uma limitação para utilização da 

estratégia de controle proposta, pois nesta situação outra rede neural (Padrão ou Base­

Padrão) assumiria a predição na rotina de ajuste dos pesos da rede neural do controlador. 

LOPCA Laboratório de Otimização, e FEQIUNICAMP 



-Resposta do iv10delo Femmenológico 
Resposta da RNA Com AP'l)rdlulge!n On-iine 

Tempo {h) 

Figura 4.19 Resultado Comparativo Resposta Real e Rede Neural para variável S 
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Figura 4.20 Resultado Comparativo Resposta Real e Rede Neural para variável P 

LOPCA de Otimização, Projeto e Controle Avançado FEQIUNICAMP 



35,5,-------------------, 
- Resposta do Nlodeb FenomenoiOg;co 

Resposta da R.\IA Com Aprend!Zagf.!m On-lins 

O W ~ 00 00 100 IW 1~ ® 100 = 
Tempo (h) 

e 

4.8.2 Resultados Comparativos das Três Configurações de Aprendizagem 

Conforme descrito no Capítulo 3, foram utilizadas três configurações para 

aprendizagem on-line objetivando definir qual configuração apresenta melhor resultado 

para a estratégía proposta. 

Inicialmente estudou-se separadamente os problemas do tipo servo para cada 

variável (Tabela 4.4) e regulador para as variáveis perturbações, para posteriormente 

trabalhar com os problemas tipo servo e regulador de forma simultânea. 

Para os problemas puramente servos não se obteve grandes variações entres as 

configurações propostas, mas dentre eles, pode-se observar uma pequena variação nas 

variáveis de controle P e X quando foi utilizado o problema do tipo servo em S para a 

configuração 2. Isto é devido a diferença dos vetores de aprendizagem e teste utilizados 

para aprendizagem das redes. 

Os problemas do tipo reguladores (So e To) apresentaram comportamento 

semelhante entre as configurações propostas, mas pode-se observar uma maior variação 
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co:rrt:gu:raç:ao 2, nestes reguladores do que nos tipo servos propostos. Isto 

porque as perturbações foram bastante fortes para teste da estratégia. 

Corno o objetivo principal é avaliar qual configuração tem uma melhor 

aplicabilidade na estratégia apresentou-se somente os resultados na fonna de 

Figura para as perturbações acopladas de problemas do tipo regulador (para Soe To juntos) 

e servo para variável proposta, confonne detalhado nas seções seguintes. 

Em cada serão apresentados os resultados das comparações entre as três 

configurações para o problema do tipo servo para as variáveis S, P e X, respectivamente. 

Serão apresentadas as Figuras que descrevem os resultados para as variáveis 

controladas, variáveis manipuladas e para as redes que representam o controlador e 

cada configuraçil.o plrop<Jsta 
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Figura 4.22 Variáveis Controladas para Problema Servo em S 
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Nas secções anteriores observou-se que para todas as respostas analisadas todas as 

configurações apresentaram o mesmo perfiL 

As configurações 1 e 3 apresentaram as mesmas respostas para as variáveis 

manipuladas e controladas. Isto é devido a semelhança dos vetores utílízados para 

aprendizagem e teste. Para comprovar esta observação utilizado um vetor diJ'enmciac!o 

para teste na configuração 3, ou seja foram utilizados 25 pares de aprendizagem e 

aumentou-se o núJneJro de utilizados para o teste das redes. Observa-se uma diferença 

sign!líc<ttiv·a para as estratégias I e 3 apenas com o número de padrões de teste igual a 200, 

conforme a Figura 4.34. 
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Figura 4.34 Comparativo Configuração 1 (25-25) e Configuração3 (25-200) 

A configuração 2 apresenta pequena diferença (picos) comparada com as outras 

configurações. Esta região de picos é referente as maiores perturbações e a geração destes 

picos é devido aos vetores de aprendizagem e teste serem diferenciados. 

Os resultados do erro quadrático das redes mostram que as redes que tiveram 

treinamento ao longo do tempo apresentaram os menores erros. 

No resultado do erro quadrático para a configuração 2 pode-se observar a 

importância do uso de três redes paralelas pois nas regiões de maiores perturbações a 

aprendizagem on-line não foi eficiente (pois os vetores eram diferentes) mas utilizando a 

rede padrão e base-padrão as redes conseguiram acompanhar as variações do sistema. 
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é a mais realística, pois o horizonte de teste é maior que o de aprendizagem, o que permite 

avaliar se a RNA ainda representa um passado próximo (ultimas variações do sistema). 

Análise da Estratégia Proposta 

Para analisar a estratégia de controle proposta foram comparados os resultados 

obtidos para malha fechada com e sem aprendizagem para as redes que 

representam o processo; e malha 

regulatório em So e To de forma conjunta. 

para os pnlb!ilmllS estudados do servo e 

As Figuras 4.35 até 4.37 mostram a potencialidade da estratégia on-line 

cornparadla com a ott-Jm.e. 
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Figura 4.35 Comparação On-line e Off-line para problema Servo em S 
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Figura 4.3 7 Comparação On-line e Off-line para problema Servo em P 

As Figuras 4.38 à 4.40, mostram os resultados obtidos para a estratégia quando são 

aplicados rui dos estocàsticos, (ruído colorido com perturbações nas variáveis So e To), o 

que permite verificar a eficiência mesmo com a presença de ruídos. 
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4.9 CONCLUSÕES 

O uso de três redes neurais permite que as redes apresentem diferentes "memórias" 

do processo, onde a rede Padrão (RNA 1) terá uma visão geral do processo e a rede Nova 

(RNA 3) uma visão mais pontual do processo, o uso dessa estratégia de aprendizagem 

permite as redes uma adaptação ao longo do tempo, mesmo quando o número máximo de 

iterações não for suficiente para a obtenção do critério de convergência com a 

aprendizagem on-line. 

As configurações propostas foram adequadas para a aprendizagem on-line, mas a 

configuração 3 é a mais adequada, ou seja consegue determinar a melhor rede e se está 

ainda esta representando as últimas perturbações. A estratégia proposta apresentou-se 

robusta para os problemas do tipo servo e regulador de forma conjunta e na presença de 

ruídos estocásticos. A aprendizagem on-line permite ao controlador acompanhar as 

modificações do processo e apresentar um controle efetivo, pois consegue ter seus 

parãmetros atualizados em tempo real. 

Buscando uma estratégia que possa ser aplicada a diferentes processos, com 

dinãmica e características distintas o próximo capítulo apresenta o segundo caso de estudo, 

representado por um reator de leito 
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CASO 2- REATOR CATALÍTICO DE LEITO 

FIXO 

5.11NTRODUÇÃO 

Neste cajpítulo é considerado como caso estl1do um reator cat.alí1:ico de leito 

sistema que possui um comportamento dinâmico complexo (devido as não 

linearidades e presença de resposta inversa) além de possuir uma dinâmica mais rápida do 

que a do caso de estudo do processo extrativo de fermentação alcoólica contínua. De forma 

similar ao capítulo anterior apresentou-se o processo estudado e posteriormente os 

result:adc•s apli•car!do,-se a controle proposta. 

5.2 PROCESSO 

Os reatores de leito fixo são equipamentos muito utilizados na indústria química, 

principalmente em reações catalíticas, por isso escolheu-se este processo para representar o 

Caso de Estudo 2. 

O controle efetivo desses reatores é fundamental para se obter operações seguras, 

especialmente quando alta performance é desejada. Estes reatores exibem complicado 

comportamento estacionário e dinâmico resultante das não linearidades do sistema e da 

diferença de capacidades térmicas do sólido e do fluido, as quais entre outras coisas levam 

ao surgimento da resposta inversa e "runaway" da temperatura do reator (TOLEDO, 1999). 

O fenômeno de resposta inversa pode ser explicado porque o catalisador tendo 

urna capacidade térmica (rCp)s maior que a do fluído refrigerante, (rCp)f, inicialmente 

absorve o calor introduzido no reator pelo aumento em Tfo e promove uma diminuição da 

temperatura do reator, comportamento não esperado. Entretanto, na seqüência devido a 

reação química ser extremamente exotérmica que ocorre dentro da partícula de catalisador 

há urna liberação de energía para o meio fluido e há o esperado aumento de temperatura no 

reator (MACIEL FILHO, 1989). 
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considerada a reação oxidação de etano! à acetaldeído, sendo esta reação 

altamente exotérmica e com uma cinética muito complexa o que torna o processo 

extremamente interessante do ponto de vista de simulação e controle. A taxa de reação 

utiliz<lda considera como catalisador o 

A reação global para a oxidação do etano! a acetaldeído sobre catalisador de F e-

Mo é: 

1 
+- -7 

2 
+H2 0 

Utiliza-se o ar como fonte de oxigênio considerando a seguinte composição: 

Nitrogênio (N2) = 79% 

A Figura 5.1 mostra o esquema do processo, tem-se uma entrada de reagentes e do 

fluido refrigerando e estes passando ao longo do reator promovem a reação sobre os 

catalisadores, gerando como produto o acetaldeído. 

Fluido Refrigerante 
1\ ( 

011 111 111 e e e ~tee e • e lil 141! • "' e 111 

" 
e e e o o• 011 e , 

Reagentes ••• 111 • 111111 111 o 111 111 @ • • l• 

\} \ Produtos 

Figura 5.1 Esquema do Caso de Estudo 1 -Reator Catalitico de Leito Fixo 
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5.3 MODELAGEM MATEMÁTICA 

A maior dificuldade na modelagem usualmente refere-se a transferência de calor, 

pois a taxa de liberação de energia ao longo do comprimento reator não é unífonne e a 

mruor das reaçõ<;s ocorrem nas proximidades entrada do reator. reações 

ex<Jtérmicas a taxa de reação ser relativamente m"1or na entrada reator devido a 

maior concentração de reagentes (TOLEDO, 1999). 

As equações que descrevem o comportamento dinâmico reator coJnSJ,d.eram um 

modelo pseudo-homogêneo (TOLEDO 1999). 

Neste modelo as partículas de catalisador e fluido reagente são tratadas como um 

único meio e contínuo. Assume-se que o fluído dentro de um de volume 

ser caracterizado por uma certa temperatura, 

pressão e composição, e estas grandezas varíam continuamente com a posição dentro do 

reator. Foram adotadas ainda as seguintes consideraçõesJ 

• Perfil de velocidade " Plug-jlow" ; 

• Dispersão axial desprezível. 

O modelo matemático segundo TOLEDO (1999) é descrito através das equações 

seguintes: 

• BALANÇO DE MASSA 

(5.1) 

• BALANÇODEENERGIA 

ôi' = Àef 2 L~[rôr]- liGMoCpf ôi' + (1-t:)Pe(-t:HR) Rw 
a CmR, r ir ir CmL à CmTref (R+ l) 

(5.2) 

onde: 
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(5.3) 

• 

• EQUAÇÃOPARA FLUIDOREFRIGERANTE 

(5.5) 

• CONTOR1VO 

r=O 
õX OI 
-=-=0 
à ôr 

(Simetria) (5.6) 

r=l (5.7) 

z =o x =o T = TXO p = p% T TR;;;, ' T ' ' R= T 
ref Pref ref 

(5.8) 

RW é a taxa de oxidação de etano! à acetaldeído sobre catalisador de F e-Mo, (Kmol 

de mistura reagente/h Kg de catalisador), TOLEDO, 1999: 

(5.9) 

p = 0.79R 
N2 

R+1+0.5X 
(5.10) 

P 
_ 0.21R-0.5X 

02 -
R+1+0.5X 

(5.11) 

P - X 
H20 - R + 1 + o.sx (5.12) 
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1-
PET = _ _:_~--

R+1+0.5X 
(5.1 

p = X 
AC R +1 +0.5X 

(5.14) 

Pmo, P AC são pressões parc1ms oxigênio, etano!, água e 

acetaldeído respectivamente, P é a pressão do sistema e K; constantes cinéticas na forma de 

Arrhenius. Estas equações são resolvidas pelo mé:toclo das linhas, onde as coordenadas axial 

e radial furam discretizadas 

resolvida pelo método de Gear (TOLEDO, 1999). 

5.4 COMPORTAMENTO ESTACIONÁRIO 

parâmetros estacionários adotados para as simulações são apresentados na 

Tabela 5.1, que seguem DOMINGUES e MACIEL FILHO (1992), TOLEDO (1999) e 

ENDER (1999). 

Tabela 5.1 Parâmetros Estacionários Adotados 

Variável Valor Estacionário 

Tfo 445,15K 

Tro 445,15K 

Gmo 4500 kglh 

R 25 

Ur 3,0m!h 

Po 1 atm 

Dt 0,017 rn 

I)p 0,002 rn 

L 1,0 rn 

T(l) 453,21K 

T(3) 451,3 K 
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As variáveis controladas foram as temperaturas T(l) e nos pontos de 

colocação ortogonal z1=0,0254 e z3=0,297, respectivamente, pois estes pontos são os mais 

sensíveis as perturbações, e por esse motivo a reação ocorre mais fortemente no início do 

reator, indicando ser esta região que se deve ter um maior conhecimento para assegurar um 

melhor desempenho e controle do reator (TOLEDO, !999 e ENDER 2002). 

• T(l) = Temperatura no primeiro ponto 

453,2JK; 

colocação ortogonal 

• T(3) = Temperatura no terceiro ponto de colocação axial ortogonal 

451,30K. 

Figura 5.2 representa o perfil para concentração de acetaldeído ao longo 

posição do reator e a 

1,4 

.g 1,2 
'(ij 
"O rn 1 .o 
Qí 
(.) 

<(o 8 o , 

'"' <> 
~0,6 
c 
~ 
§0,4 
ü 

0,2 

5.3 representa o perfil temperatura ao longo reator 

0,0 +-~r--r---r--r~~..,.--.....-,--.--,--~-,--1 
1 2 3 4 

Posição 

5 6 7 

Figura 5.2 Perfil da Concentração de Acetaldeído ao Longo do Reator 

LOPCA -Laboratório de Otimização, Projeto e Controle Avançado- FEQ/UN/CAMP 



~ 
.a 
~ 

462 

460 

"' . c.. 452 ! 

E 
"' 1- 450 

448 

446 

2 ' 3 4 

Posição nrtnncm;,i ao 

5 6 

do Reator 

7 

Figura 5.3 Perfil da Temperatura ao Longo do Reator 

5.5 COMPORTAMENTO DINÂMICO 

Para observar o comportamento dinâmico do reator foram feitas perturbações 

positivas e negativas nas variáveis de entrada: temperatura de alimentação (Tfo ), 

temperatura do fluído refrigerante (Tro ), razão de alimentação ar/etano! (R) e fluxo mássico 

de alimentação (GMo). 

A Tabela 5.2 mostra o valor de cada variável após as perturbações positivas(+) e 

negativas (-). Estas perturbações foram de acréscimo e decréscimo nos valores 

estacionários de 40% em GMo, 20% em R e 5% Tfo e Tro, respectivamente. 

Tabela 5.2 Valores das Variáveis de Entrada após Perturbações Especificadas 

Variável Perturbação (+) Estacionário Perturbação (-) 

Tfo 422,9 K 445,15K 467,4K 

Tro 422,9 K 445,15K 467,4K 

Gmo 2700kg!h 4500 kglb 6300 kglb 

R 20 
I 

25 30 I 
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As Figuras 5.4 e 5.5 mostram os perfis das temperaturas do primeiro (Tl) e terceiro 

(T3) ponto de colocação ortogonal, para aa perturbações de acréscimo nos valores 

estacionários de 40% em GMo, 20% em R e 5% Tfo e Tro, respectivamente. 

Figuras 5.6 e mostram os temperaturas e (T3) as 

perturbações 

e Tro, respectivamente. 

Nesta Figuras pode se observar o comportamento dinâmico do reator, com suas 

não linearidades e resposta inversa. 

490~-----------------------------------, 

c: 
·;;: 475 

'" ::. 470- '. 
~ 

j:::' 465 

"' 2 460-

"' ~ 455 
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-Tfo 
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... 

E ................................. ·····························.· .. : .·::::::::: J 
~ 450 .... 

445-

0,0 0,1 0,2 0,3 

Tempo (h) 

0,4 0,5 0.6 

Figura 5.4 Perfil da Temperatura (Tl) para as Perturbações Positivas 
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Figura 5.5 Perfil da Temperatura (T3) para as Perturbações Positivas 
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Figura 5.6 Perfil da Temperatura (TI) para as Perturbações Negativas 
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Figura 5. 7 Perfil da Temperatura (T3) para as Perturbações Negativas 

5.6 ANÁLISE DE SENSIBILIDADE DOS PARÂMETROS DE PROCESSO 

- PLANEJAMENTO FATORIAL 

Uma das etapas mais importantes no desenvolvimento de uma estratégia de controle 

é definir as variáveis que serão manipuladas e controladas, ou seja, qual é o objetivo 

operacional do sistema. 

Para monitorar o desempenho do processo é necessário medir os valores de certas 

variáveis, que podem ser medidas diretamente (medidas primárias) ou indiretamente 

(medidas secundárias). No caso de medidas secundárias utiliza-se relação matemática para 

determinação das mesmas, que podem resultar de considerações empíricas, experimentais 

ou teóricas. 

Uma caracteristica que deve ser observada na definição da variável manipulada é a 

influência desta sobre a variável controlada, ou seja, se a variável manipulada for muito 

sensível, qualquer variação, mesmo pequena desta variável produz um efeito grande na 
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mesma se a pouco sensível, são 

necessárias mudanças muito grandes na mesma para produzir efeitos na variável 

controlada. 

acordo com 

das variáveis do processo sobre as variáveis de interesse o planejamento fatorial mostra ser 

uma ferramenta interessante. 

O método planejamento fatorial consiste em selecionar um número fixo de niveis 

e então executar experimentos com todas as possíveis combinações destes. Nesta 

dissertação se utilizará um experimento fatorial com dois níveis (nível -1 e nível Estes 

níveis são o inferior e o superior em relação ao nível central (nivel O) para cada variável. 

Para n variáveis envolvidas no estudo, o número de experimentos 

a . Com os planejamento fatorial é ""''<"'"' 

será realizado é igual 

vU<CvU'~ OS pnnc!paJs 

efeitos e iterações das variáveis de interesse sobre as respostas, determinando os efeitos 

mais significativos (BARROS NETO, et al, 1996). 

Para análise de sensibilidade das variáveis de operação do reator catalítico de leito 

fixo sobre o perfil da temperatura (T(l) e T(3)), utilizou-se a metodologia de planejamento 

fatorial completo 2", cuja descrição é mostrada em BARROS NETO et ai. (1996). 

As variáveis utilizadas para o planejamento fatorial completo do reator foram 

relação ar/etano! (R), fluxo mássico de alimentação (GMo) e velocidade do fluido 

refrigerante (Ur), pois estas variáveis podem ser facilmente manipuladas num processo 

industriaL Não foi utilizada a variável temperatura do fluído refrigerante pois tem difícil 

implementação real. TOLEDO (1999) também faz uma análise completa das variáveis de 

operação do reator em estudo. 

A Tabela 5.3 traz a descrição dos níveis das variáveis usadas na análise de 

sensibilidade do processo, sendo o ponto central os valores estacionários das variáveis e os 

niveis: superior (+I) os valores estacionários com um acréscimo de 10% e inferior (-1) os 

valores estacionários com um decréscimo de 10%. 
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descreve os ensaios usados no planejamento fatorial cornpi!eto 

detenninar as temperaturas no primeiro e terceiro ponto de colocação ortogonal axial do 

reator T(l) e T(3), respectivamente. 

Variáveis Us,adtls na Análise de Sensibilidarde 

Variável !Nível Inferior( Nível Central I Nível Su erior 

GMo 

22.5 I 25 27.5 
2,7 3 3,3 

R 
Ur 

Tabela 5.4 Ensaios Usados no Planejamento Fatorial Completo do Reator 

Pn<nin Gmo R lf_r T(l) T(3) 

1 ·1 .j ·1 455,04 450,78 
2 ' 1 I ·1 .j 452,65 I 452,6 I i 

3 .j ' 1 .j I 453,83 I 450,18 
4 I 1 1 ·1 451,95 ' 451,66 
5 ·1 

i 
·1 1 455,04 450,68 I 

6 1 ·1 i 452,63 452,52 
7 ·1 1 1 453,83 450,12 
8 1 1 1 451,95 451,6 

A Tabela 5.5 descreve os efeitos estimados para temperatura do primeiro ponto de 

colocação ortogonal (T(l)), obtidos através do planejamento fatorial completo. Foram 

utilizados níveis de confiança de 95 e 93% para definição dos valores estatisticamente 

significativos. Observa-se que: 

• Quando o valor de GMo é aumentado do nível inferior para o nível superior, na 

faixa de valores estudada, ocorre urna diminuição do valor da temperatura T( 1) em 

2,14%, considerando o nível de confiança de 95%; 

• Quando o valor de R é aumentado do nível inferior para o nível superior, na faixa 

de valores estudada, ocorre urna diminuição do valor da temperatura T(l) em 

0,95%, considerando o nível de confiança de 95%; 



• 

aurnentadiJS os val<1res e R ao mesmo ternp,G, 

para o nível superior, ocorre nm aumento de 0,26% da temperatura 

considerando o nível de confiança de 93%; 

1 com 3 e 2 com 3 

os 

Estatisticamente S!>Olll:lca:tlvo: * nível de confiança de 95% 

**nível de confiança de 93% 

e 

A Figura 5.8 mostra os resultados para o planejamento fatorial, onde se pode 

observar a superficie de reposta e diagramas de contorno para temperatura T(l) expresso 

como função das variáveis GMo e R. 

• 452,114 
&452,495 
&452,771l 

l!iill "'"" 0453,338 
0453,619 

!!l! "'"' li!!l454,1!11 
• 454,462 
1!1'11454,743 --

Figura 5. 8 

ll'ííl452,214 
• 452,495 
R 452,716 
R 453,057 
CJ 453,338 
0453,619 
im:J453,900 
!:!lll454,161 
m!l454,4í12 
!ii!ll'ai454,74S --



Capftulo5- Caso 2. Reator Catalítíco de Leito Fixo 102 

A 5.6 descreve os efeitos estimados ponto 

colocação ortogonal (T(3)), obtidos através do planejamento fatorial completo. Foi 

utilizado nível de confiança de 95% para definição dos valores estatisticamente 

que: 

• é aun1entado do 

valores estudada, ocorre um aumento do valor 

o supenor, na 

temperatura T(3) em 

• Quando o valor de R é aumentado do inferior para o nível superior, na faixa 

de valores estudada, ocorre uma diminuição do valor da temperatura T(3) em 

0,73%; 

• são au:ment<ldc•s os de e R ao mesmo do nível inferi<Jr 

para o 

0,16%. 

sm1en1or. ocorre uma diminuição da temperatura T(3) em 

• A variável Ur e as interações das variáveis 1 com 3 e 2 com 3 não apresentaram 

resultados estatisticamente significativos para o nível de confiança de 95%. 

Tabela 5.6 Efeitos Estimados para temperatura T(3) 

Estatisticamente Significativo: * nível de confiança de 95% 

A Figura 5.9 mostra os resultados para o planejamento fatorial, onde se pode 

observar a superficie de reposta e diagramas de contorno para temperatura T(3) expresso 

como função variáveis e R 



o 450,372 
o 4so.ss1 
0450,810 
0451,029 
CJ 451.249 
0451,458 
~451,687 

-451,906 
o 452,125 
-452,344 
B above 

M450,372 
-450,591 
• 450.1Nl 
llfE@451,(}2S 
0451,249 
0451,468 
B451,687 
llili!4!i1,900 
llili!-452,125 
B452.344 
B atxwe 

GMO 

Figura 5.9 Superfícies de resposta e diagramas de contorno a temperatura (T3) 

Através dos resultados analisados é possível concluir 

• A variável GMo tem maior influência nas variáveis respostas analisadas. 

Apresenta uma relação inversa com T(l) e direta com T(3); 

• A variável R tem uma relação inversa com as respostas analisadas T(l) e 

T(3); 

• A variável Ur apresenta pequena influência nas respostas analisadas, T(l) e 

T(3), para faixa de valores estudados por isso não é uma variável 

manipulada apropriada para este caso; 

• As variáveis GMo e R apresentam interações dificultando o controle, mas 

são as variáveis manipuladas mais apropriadas e portanto foram escolhidas 

para o desenvolvimento da estratégia de controle desta dissertação. É 

importante ressaltar que o conhecimento da existência das interações entre 

as variáveis permite o desenvolvimento de estratégias de controle usando 

estas variáveis porém com as devidas atenções. 
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5. 7 ARQUITETURA E DADOS PARA TREINAMENTO DAS RNA 

A arquitetura das redes para o reator foi constituída de três camadas, com cinco 

respostas a 

no 

seus pesos 

dados 

as 

Estes valores 

's passam um processo 

Ao escolher o conjunto dados de treinamento da rede deve-se observar as 

possíveis alterações as variáveis manipuladas podem sofrer ao do processo. Uma 

um treÚ1am<oilloéproJ~vern<<rtwMções 

variáveis m<mÍ]puliadas. 

Para o treinamento das redes utilizadas no caso de estudo 1, feitas 

perturbações nas variáveis manipuladas GMo e 

conforme descreve a Figura 5.10. 
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Figura 5.10 Perturbações nas Vari!iveis Manipuladas para Treinamento das RNA 's 
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5.8 RESULTADOS PARA O CASO DE ESTUDO 2- REATOR 

Os resultados do controle do reator utilizando o CoNDEG Modificado, descrito no 

Capítulo 3, são apresentados neste Capítulo, Para comparar os resultados obtidos com a 

nova configuração a ser utilizada, definida como a col1ÍÍl5Ufaçiío 3 

realizadas simulações com os problemas dos tipos: servo, regulador e estocástico, 

Comparando as configurações 1 e 3 não observada diferença nos resultadcls 

pela similaridade dos vetores utilizados, onde pode-se co:acluir que a configuração 3 

permite à estratégia determinar a melhor rede, e verificar se esta ainda está representando a 

realidade do processo para o intervalo testado e também pelo menor número de padrões 

utilizados para obter uma melhora no tempo computacional requerido, Por isso todos os 

a configuração 3, 

A Tabela 5,7 descreve o problema do tipo servo utiliz:ad<), para o processo em 

estudo, para as variáveis controladas e T(3). 

Tabela 5. 7 Desvios nas Referências do Processo Reator Catalitico 

Tempo(h) T(l) I T(3) 
0-0,2 -2,0 0,0 

0,2-0,6 -3,5 -1,0 
0,6-0,8 -2,0 0,0 
0,8-1,0 0,0 -1,0 

A Figura 5,11 apresenta os resultados para as variáveis controladas (T(l) e T(3)) 

utilizando a estratégia com aprendizagem on-line, aprendizagem off-line, aprendizagem on­

line, para as redes que representam o processo e malha aberta, 
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Figura 5.12 traz as respostas para as variáveis controladas para o problema do 

tipo servo associado a uma perturbação estocástica, ruído colorido para variáveis Tfo e Tro. 

Mesmo com a presença de ruído a estratégia mostrou-se robusta. 
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Figura 5.12 Resultado das Variáveis T(l) e T(3) com Perturbação Estocástica 
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para as razão de 

alimentação ar/etano! (R) e fluxo mássico de alimentação (GMo), respectivamente na 

presença de ruídos. 
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Figura 5.13 Resultado para Variável R com Perturbação Estocástica 
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Figura 5.14 Resultado para Variável Gmo com Perturbação Estocástica 

Para o problema do tipo regulador na variável temperatnra de alimentação do reator 

(Tfo) foi acrescentado 4 Kelvin entre os tempos de 0,05 e 0,5 horas. Os resultados para este 
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tipo problema são apresentados na Figura 5.15, onde é possível observar que a eficiência 

da estratégia e importância da aprendizagem on-líne, que perrnite um controle efetivo e 

robusto para o problema proposto. 

458,,-----------=-=-====-::JJ J Resposta sem A_prendizagem (off-Bilii!~ 

458 -' --·----Resposta Malha Aber'.a 
I -Resposta com Aprendizagem on-lina I 

~ 1 
2;, 457 -l ! 
r- : I 
ill i 
-4564 1!1 ~ i 
;g 455 -1 

"O J 
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~ 453~"---------------,r.~-----------~ 

~ 4521 
rn L...; I > 451 ~ ,,--------------i'i~··--------------j 

450+-----.,-----,---.-----.----4 
0,0 0,2 0,4 0,6 0,8 1,0 

Tempo (h) 

Figura 5.15 Resultado das Variáveis T(l) e T(3) para Problema Regulador em Tfo 

Para o problema do tipo regulador na variável temperatura de alimentação do fluido 

refrigerante (Tro) foi acrescentado 4 Kelvin entre os tempos de O, 1 e 0,6 horas. Esta 

perturbação mostrou-se bastante forte no sistema e também pode-se observar a presença de 

resposta inversa intensa. Os resultados para este tipo de problema são apresentados nas 

Figuras 5.16 e 5.17 observa-se que mesmo na presença de resposta inversa a estratégia 

apresenta-se robusta. 
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Figura 5.17 Resultado das Variáveis T(J) para Problema Regulador em Tro 

5.9 CONCLUSÕES 

O planejamento fatorial mostrou-se uma ferramenta interessante para análise de 

sensibilidade dos parâmetros de projeto determinando as variáveis importantes a serem 
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utilizadas na estratégia (manipuladas, controladas, perturbações), bem como a determinação 

das interações existentes entre as mesmas. 

Com os resultados obtidos neste capítulo pode-se afirmar que a estratégia de 

controle com aprendizagem on-line mostrou-se robusta e 

eficiente mesmo na presença ruídos e resposta inversa acentuada. 



CONCLUSÕES E SUGESTÕES 

Este trabalho apresentou um estudo sobre controle não linear baseado em redes 

neurais artificiais. Teve como base o trabalho desenvolvido por Ef-IDJER (2002) onde 

buscou-se aprimorar a estratégia proposta pelo autor. dissertação apresentou diferentes 

configurações para aprendizagem on-line que permitem urna melhor representação do 

processo e conseqüentemente um arnnento na eficiência da estratégia. 

A estratégia de controle proposta foi implementada em linguagem Fortran 90, para 

três configurações de aprendizagem on-line em dois casos de estudo. Os casos de estudo 

analisados são processos não lineares típicos na engenharia química. Estes são um 

processo extrativo de fermentação alcoólica e um reator catalítico de leito fixo. 

Para o caso de estudo 2, reator de leito fixo catalítico foi realizado um planejamento 

fatorial completo para escolha das variáveis a serem utilizadas na estratégia. Este estudo foi 

realizado para aprendizagem da técnica que é urna poderosa ferramenta no planejamento de 

experimentos e também para um conhecimento do processo a ser pesquisado. 

No estudo de redes neurais artificiais pode se observar a grande car.acidade e seu 

potencial na representação e generalização de processos. As redes estudadas mostraram 

eficiência tanto no uso como modelos diretos e indiretos, por isso a grande aplicação na 

área de desenvolvimento de estratégias de controle. 

No treinamento de redes observou-se que redes treinadas com parâmetros 

mensuráveis permitem o desenvolvimento de redes com melhor desempenho comparadas 

com redes treinadas com parâmetros não mensuráveis, principalmente quando trata-se de 

problema regulador acentuado. 

Ainda no treinamento das redes observa-se que as redes usadas como modelo direto 

e indireto apresentam melhores resultados com diferentes funções de ativação de seus 

neurônios. As redes usadas para representar o processo apresentam melhores resultados 

quando treinadas com função sigmoidal e as redes usadas para representar o controlador 

tem rnn melhor resultado quando a função tangente hiperbólica é usada no seu treinamento. 
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A estratégia proposta por (2002) mostrou-se bastante robusta. Na estratégia 

proposta nesta dissertação modificou-se a fonna de ajuste do controlador pennitindo o uso 

de redes treinadas com diversas funções de ativação. 

estratégia de aprendizagem on-line usando três redes pennitiu o 

acompanhamento das variações do processo, mesmo quando o número de iterações não for 

suficiente para convergência da aprendizagem on-line, pois utiliza-se a l/JVA padrão ou 

base padrão. As três redes apresentam as seguintes características: 

• 

• 

• 

Rede Padrão (RNA 1) - Apresenta uma "memória" geral do processo, ou 

seja, consegue representar bem o processo corno um todo, mas muitas vezes 

não representa com exatidão urna região específica do processo; 

Base-Padrão (R.NA - É urna rede entre as outras 

redes. Pennite a retomada da aprendizagem on-line a partir dos pesos 

padrões sempre que estes apresentarem melhores resultados; 

Rede Nova (RNA 3)- Apresenta uma "memória" local, ou seja é a rede que 

melhor representa o processo nos últimos tempos de amostragem quando o 

número de iterações é suficiente. Como tem seus pesos modificados ao 

longo do tempo não consegue "lembrar" de modificações impostas para um 

tempo passado muito grande. 

Para a aprendizagem on-line foram propostas três configurações diferenciadas nos 

vetores de aprendizagem e teste das redes. As três configurações propostas pennitirão as 

redes acompanhar as modificações no processo. A configuração 3 pode ser considerada a 

fonna mais adequada. As configurações 1 e 3 apresentaram melhor perfonnance na 

estratégia de controle, porém pode-se afinnar que a fonna de teste utilizada na configuração 

3 pennite selecionar a rede neural que apresenta urna "memória" de um horizonte passado 

maior do processo. 

A estratégia proposta apresentou-se robusta para os dois casos de estudo 

analisados e pennitiu que o controlador tivesse seus parãmetros atualizados ao longo do 

tempo, ou seja, pennite um controle efetivo, pois consegue acompanhar a dinãmica do 

processo. 



~~~~~~----------------------------!13 
seqüêrrcra deste tralJaltro 

trabalhos a serem explorados, tais como: 

sugere-se como contínuJd<lde alguns 

• Estudo avançado da arquitetura das redes neurais artificiais usadas, para 

determinar número de passados e neurônios carna<la intermediária; 

• Estudo e implementação de modelos híbridos na estratégia 

• Estudo de técnicas 

estratégia; 

do 

• Implementação experimental da estratégia proposta. 

controle; 

associado a 
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