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vResumoNa transmissão de dados através de um anal, oorrem distorções que podemeventualmente levar a níveis inaeitáveis de degradação. Uma distorção bastanteomum nesse enário é a interferênia intersimbólia, que é uma onsequênia doespalhamento temporal do sinal de informação. Para mitigar essa interferênia, éusual empregar um equalizador, que pode ser adaptado de modo supervisionadoou não supervisionado. Uma solução lássia no aso não supervisionado é fazeruso de um ritério de mínimo erro quadrátio médio de predição. Sabe-se quetal abordagem, no ontexto linear, é e�iente apenas para anais de fase mínimaou máxima. Para lidar om anais de fase mista, é preiso reorrer a estruturasnão lineares. Neste trabalho, investigaremos a relevânia, nesse ontexto, do uso depreditores não lineares ontendo laços de realimentação. Analisar-se-á o desempenhode estruturas neurais reorrentes sob um onjunto representativo de anais, de modoa permitir a investigação dos efeitos da memória sobre o proesso de desonvolução.O proesso adaptativo será onduzido por um sistema imunológio arti�ial, dotadode signi�ativo potenial de busa global e robustez a soluções instáveis.



viiAbstratWhen data is transmitted through a hannel, it may be subjet to several sortsof distortion that might ause unaeptable levels of degradation. A very usual typeof distortion is the intersymbol interferene, whih is a onsequene of the temporalspread of the information-bearing signal. To mitigate this interferene, it is usual toemploy an equalizer, whih an be adapted either in a supervised or an unsupervisedmanner. For the latter ase, a preditive struture, optimized aording to the meansquared error riterion, is a lassial solution. In the linear ontext, it is knownthat this approah is e�ient only for minimum- or maximum-phase hannels: todeal with mixed-phase hannels, it is neessary to resort to nonlinear strutures.In this work, we investigate the relevane, in this ontext, of the use of nonlinearpreditors with feedbak loops. The performane of nonlinear neural strutures isanalyzed in a set of representative hannels, in order to form a better understandingof the e�et of the hannel memory on the signal and to make use of it in thedeonvolution proess. An optimization algorithm based on the onept of arti�ialimmune systems is applied in the adaptation of the preditors, due to its powerfulglobal searh apabilities and robustness to unstable solutions.
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1Introdução
Na área de tratamento da informação, é usual lidar om problemas em que semede, num dado sensor, a superposição de um sinal e de suas versões atrasadas. Oanal, o meio físio pelo qual se propaga o sinal ontendo a informação, é o prinipalagente introdutor de ruído e gerador desse espalhamento temporal que se impõe aosinal de interesse. O proessamento dos dados reebidos proura reuperar o sinal dafonte, o que pode ser feito mediante o emprego de um equalizador, �ltro onstruídode forma a ompensar a distorção imposta pelo meio.Quando não é possível dispor de amostras da fonte para a determinação dosparâmetros do equalizador, onsidera-se que o ontexto é de equalização não super-visionada, e uma alternativa é utilizar �ltros de erro de predição. Filtros de erro depredição lineares são opções teoriamente onsolidadas, prinipalmente devido aoonheimento matemátio existente em �ltragem linear para sua análise e também1



2 CAPÍTULO 1. INTRODUÇ�Opela sua simpliidade. Entretanto, �ltros lineares apresentam limitações estruturaisque geram perdas de desempenho ou impedem o tratamento adequado de diversostipos de anais.Assim, o uso de �ltros de erro de predição não lineares tem sido investigado, ebons resultados foram obtidos através de abordagens baseadas em �ltros nebulososou redes neurais (Ferrari et al., 2008). Adiionalmente, a implementação prátia detais ténias, mesmo em ontextos de proessamento em tempo real, tem sido viabi-lizada pelo aelerado desenvolvimento e aumento da apaidade de proessamentodos DSPs (do inglês, Digital Signal Proessors).Neste ontexto, esta dissertação propõe duas extensões para o atual estado doparadigma de desonvolução não supervisionada por predição não linear: o uso deredes neurais reorrentes (mais espei�amente, de versões reorrentes da rede demúltiplas amadas de pereptron (MLP) e a rede de estados de eo) e de um métodode otimização evoluionário para a adaptação dos oe�ientes das MLPs (inlusiveda rede MLP feedforward). O emprego de estruturas reorrentes justi�a-se, poissabe-se que somente este tipo de estrutura é apaz de tratar adequadamente ertosanais, e, além disso, o uso de realimentações deve, em geral, trazer ganhos dedesempenho e levar a arquiteturas de �ltragem mais parimoniosas. O proesso deadaptação das redes MLPs, usualmente realizado por algoritmos baseados no álulodo gradiente, é, no trabalho, onduzido por um algoritmo evolutivo, inspirado emsistemas imunológios, que, devido ao seu aráter populaional e a determinadosmeanismos de operação intrínseos, é apaz de aliar de maneira e�iente a busaloal e global no espaço da função usto de otimização. O algoritmo evolutivopossui ainda a vantagem de eliminar soluções assoiadas a on�gurações instáveis,fator muito importante quando se lida om redes reorrentes.Organização da dissertaçãoA dissertação está organizada da seguinte maneira:
• Capítulo 2 � O Problema de Desonvolução de Fontes:



3No apítulo 2, são desritos os prinipais aspetos de um sistema de omuni-ação genério. Dentre os proessos relaionados à degradação do sinal trans-mitido pela fonte de informação, são apresentados o ruído e a interferêniaintersimbólia gerada pelo anal. Por outro lado, na tarefa de reuperação,são disutidos alguns ritérios de equalização linear, omo os ritérios zero-foring, MMSE e de erro de predição. Entretanto, onforme será visto noapítulo, �ltros de erro de predição lineares apresentam limitações que prou-raremos ontornar por meio de �ltros não-lineares.
• Capítulo 3 � Redes Neurais Arti�iais:No apítulo 3, são apresentadas as estruturas não-lineares empregadas no tra-balho: a rede MLP feedforward, a MLP om reorrênia e a rede de estados deeo. Para ada estrutura, são analisados aspetos do seu projeto e, em seguida,é disutida a prinipal proposta desta dissertação: investigar omo essas estru-turas são potenialmente apazes, em omparação om dispositivos lineares, dereuperar o sinal transmitido om menor interferênia intersimbólia residual.
• Capítulo 4 � Algoritmos de adaptação:O apítulo 4 é dediado à exposição de dois algoritmos adaptativos: o algo-ritmo RTRL e um sistema imunológio arti�ial. No apítulo, são disutidasas prinipais araterístias de ada algoritmo e são apontadas suas prinipaisvantagens e desvantagens.
• Capítulo 5 � Simulações e Resultados:No apítulo 5, ada proposta do trabalho é testada em uma série de enários,sendo os resultados obtidos analisados e a solidez de ada proposta averiguada.
• Capítulo 6 � Conlusões e Perspetivas:O apítulo 6 onlui a tese, apresentando as onsiderações �nais e também asperspetivas de trabalhos futuros.



2O Problema de Desonvolução de Fontes
A propagação de um sinal por um meio de transmissão está sujeita a distorçõesque omprometem a qualidade da informação nele ontida. Uma distorção impor-tante é a interferênia intersimbólia (IIS), na qual amostras do sinal enviadas emdeterminados instantes interferem em amostras enviadas em outros instantes detempo. Matematiamente, a IIS é representada omo uma parte da onvolução daresposta impulso do anal om o sinal da fonte. Em proessamento de sinais, areuperação do sinal, isto é, a desonvolução da fonte, é realizada através de �ltros,denominados equalizadores.Neste apítulo, aspetos fundamentais de um sistema de omuniações serãoapresentados a �m de forneer uma visão geral de todo o proesso de transmissão ereepção de um sinal digital. Ao longo da desrição do sistema de omuniações, serádada ênfase aos modelos de anais adotados e ao proesso de reuperação do sinal5



6 CAPÍTULO 2. O PROBLEMA DE DESCONVOLUÇ�O DE FONTESpor meio de ténias lássias de equalização. No âmbito das ténias de equalização,será abordado o foo de estudo deste trabalho, que envolve o emprego de �ltros deerro de predição (FEP) no problema de desonvolução não-supervisionada.2.1 Transmissor: Codi�ação e ModulaçãoConsidere uma fonte de informação transmitindo uma sequênia de bits porum sistema de omuniações omo o esquematizado na �gura 2.1. Iniialmente, asequênia passa pelo odi�ador, onde são realizadas a odi�ação de fonte pararetirar bits redundantes e a odi�ação de anal para inserir redundânia ontroladade modo a tornar o sinal mais robusto a ruído. Após passar pelo odi�ador deanal, a sequênia é enaminhada ao modulador, no qual a ada grupo de M bits éassoiado um valor sk, onheido omo símbolo. Esta função de atribuir símbolos agrupos de bits é denominada mapeamento, e o onjunto de todos os 2M símbolos éhamado de onstelação ou alfabeto, onforme desrito em (Barry et al., 2003).
CODIFICADOR CANAL

DECISOR EQUALIZADOR DEMODULADORDECODIFICADOR

FONTE MODULADOR

Figura 2.1: Modelo simpli�ado de um sistema de omuniações.O alfabeto é de�nido pelo tipo de modulação utilizada. A modulação em banda-base binary pulse-amplitude modulation (2-PAM), por exemplo, gera o alfabeto
{−1,+1}. Outros esquemas de modulação omumente empregadas em sistemasde omuniações são: amplitude-shift keying (ASK), frequeny-shift keying (FSK),phase-shift keying (PSK) e quadrature amplitude modulation (QAM).



2.2. MODELOS DE CANAIS 7Uma vez determinados os símbolos, para que eles sejam transmitidos por ummeio de omuniação (par trançado, abo oaxial, �bra óptia, atmosfera et.), éneessário onvertê-los em um sinal ontínuo no tempo. Em uma modulação omoa PAM, por exemplo, ada símbolo sk é multipliado por um pulso onformador,
g(t), que atende o ritério de Nyquist. Se um sinal atende o ritério de Nyquist, istosigni�a que, no domínio temporal, não há resquíios, nos instantes de amostragem,de pulsos onformadores enviados em outros instantes de tempo.Na modulação em banda passante, omo nos asos do rádio digital ou da tele-fonia sem �o, o sinal da fonte, além de ser multipliado pelo pulso onformador,é multipliado por uma portadora senoidal, uja frequênia é bem maior que a dosinal da fonte. O efeito disto no domínio da frequênia é a translação do espetro dosinal até uma faixa que é mais adequada para a transmissão no dado meio, onformepode ser visto em (Barry et al., 2003). Neste trabalho, será adotada a representaçãodo sinal sempre em banda-base.Após o proesso de odi�ação e modulação no transmissor, o sinal é �nalmenteenviado pelo anal. Na próxima seção, serão apresentadas algumas araterístiasdo anal e as prinipais distorções impostas por ele à informação transmitida.2.2 Modelos de CanaisEm um sistema de omuniação, é no anal que oorre a degradação do sinaltransmitido. A origem dessa degradação pode estar relaionada tanto a fen�menosatmosférios ou ósmios quanto a efeitos inerentes a dispositivos semiondutorespresentes no sistema ou do material e araterístias do próprio meio de transmissão.Existe uma grande variedade de meios utilizados para transmitir a informação.Muitos modelos utilizados para representá-los assumem que os anais são sistemaslineares e invariantes no tempo (LTI, do inglês linear time-invariant), que em-bora limitada, esta suposição é bastante interessante em termos de tratabilidadematemátia e apliável a um grande número de asos. Entretanto, nem semprea representação por sistemas LTI é adequada. Por exemplo, em omuniações via



8 CAPÍTULO 2. O PROBLEMA DE DESCONVOLUÇ�O DE FONTESsatélite, sabe-se que dispositivos eletr�nios omo os ampli�adores operam em zonasde saturação, e, por isso, sistemas não lineares modelam melhor este tipo de anal(Ibnkahla & Castanie, 1996). Em omuniações sem �o, por sua vez, a hipótese deinvariânia temporal pode falhar devido às onstantes mudanças do meio em que osinal se propaga.Neste trabalho, a maioria dos anais serão onsiderados lineares e invariantes notempo.2.2.1 RuídoO ruído em um anal é gerado por inúmeros fen�menos, desde a agitação térmiade elétrons em dispositivos eletr�nios até desargas elétrias na atmosfera. Devidoà grande diversidade e omplexidade desses fen�menos, o ruído é modelado omoum sinal estoástio.No trabalho, será adotado um modelo bastante difundido. As amostras do ruídoserão variáveis aleatórias om distribuição gaussiana, média nula, variânia σ2
n. Essashipóteses sobre o modelo do ruído são suportadas pelo Teorema do Limite Central,que é desrito em (Papoulis, 2002), já que as fontes que o geram são numerosas eindependentes. Ademais, assume-se que o ruído, que será representado por r(n), ébrano.2.2.2 Interferênia IntersimbóliaUma maneira omum de representar anais LTI é através da sua resposta aoimpulso, h(n), de�nida omo a resposta do sistema a uma entrada do tipo impulsounitário δ(n). Em proessamento de sinais disretos, a saída de um anal LTIom espalhamento temporal se relaiona om a entrada através de uma onvoluçãodisreta:

x(n) = h(nd)s(n− nd) +

∞∑

k=−∞,k 6=nd

h(k)s(n− k)

︸ ︷︷ ︸

IIS

. (2.1)



2.2. MODELOS DE CANAIS 9A primeira parela do segundo membro da equação (2.1) é o sinal que se desejareuperar, e o restante está relaionado a in�uênias do passado e do futuro (poisnão foram ainda feitas restrições quanto à ausalidade do sistema), as quais orres-pondem à interferênia intersimbólia (IIS). O anelamento dessas parelas indese-jáveis, onforme será visto mais adiante, dependerá do tipo do anal (fase mínima,mista ou máxima), da adequação da estrutura do �ltro de reepção (linear: FIRou IIR; não linear) e do ritério de otimização empregado no proesso de �ltragem(EQM, Bayesiano, et).2.2.3 Análise de Pólos e Zeros de um Canal LTIOutra forma de se representar a resposta ao impulso do anal LTI é através dasua transformada Z, onheida por função de transferênia, dada por:
H(z) =

∞∑

j=−∞

hj z
−j , (2.2)em que z é uma variável omplexa.Uma propriedade interessante da transformada Z é o teorema da onvolução,que, apliado à equação (2.1), resulta na expressão:

X(z) = H(z)S(z). (2.3)Essa propriedade é interessante do ponto de vista de simpliidade matemátia epermite observar outras propriedades da onvolução de h(n) e s(n) que não são tãoaparentes no domínio temporal. Observando a equação (2.3), tem-se que a funçãode transferênia também é esrita omo a seguinte razão:
H(z) =

X(z)

S(z)
. (2.4)Os valores de z para os quais H(z) = 0 são hamados de zeros de H(z), enquanto osvalores de z para os quais o denominador se anula são os pólos de H(z). A de�niçãode zeros e pólos é neessária para se entender os dois tipos de lassi�ações de �ltrosLTI:



10 CAPÍTULO 2. O PROBLEMA DE DESCONVOLUÇ�O DE FONTES
• Filtros FIR (�nite impulse response): estes �ltros apresentam apenas zerosom valor não nulo (todos os seus pólos assumem valores nulos). Isto signi�a,onforme observa-se na �gura 2.2, que o sinal de saída é uma ombinaçãolinear �nita de valores atrasados da entrada. Assim, a resposta ao impulsodeste tipo de anal se anula após um determinado tempo.
• Filtros IIR (in�nite impulse response): estes �ltros apresentam pelo menosum pólo om valor não nulo e que não é anelado por um zero. Na �gura2.3, temos a estrutura de um �ltro desse tipo que apresenta apenas pólos. Apresença de laços de realimentação faz om que o sinal de saída seja dependentede seus próprios valores passados, que, por sua vez, são funções de valores eminstantes de tempo mais remotos e assim por diante. Como onsequênia, aresposta ao impulso de um �ltro IIR tem duração in�nita.

z-1 z-1z-1

h1 hLh2 hL-1

Σ ΣΣ Σ

s(n) s(n-1) s(n-2) s(n-L)s(n-L+1)
...

...

...
x(n)Figura 2.2: Estrutura de um �ltro FIRAlém da linearidade e da invariânia temporal, outra suposição omum é onsi-derar o modelo de anal omo sendo um �ltro ausal e estável. Para que um sistemaLTI seja ausal e estável, a região de onvergênia da transformada Z de sua respostaimpulso deve satisfazer duas ondições, que são apresentadas em (Oppenheim et al.,1999):1. Corresponder à região externa da irunferênia delimitada pelo maior pólode H(z);



2.2. MODELOS DE CANAIS 112. Inluir o írulo de raio unitário (CRU).
z-1

z-1

z-1

h1

hL

h2

hL-1

Σ

Σ

Σ

Σ

s(n)

s(n-1)

s(n-2)

s(n-L)

s(n-L+1)

...

...

...

x(n)

Figura 2.3: Estrutura de um �ltro IIRAtravés destas restrições, têm-se que os pólos da função de transferênia deum sistema LTI ausal e estável devem estar loalizados dentro do írulo de raiounitário.Uma lasse partiular de �ltros, hamados �ltros de fase mínima, apresentamtodos os pólos e zeros dentro do CRU. Esta araterístia onfere aos �ltros de fasemínima a peuliaridade de que, pelo onheimento apenas da resposta em amplitude,é possível determinar a resposta em fase, pois ambas estão uniamente relaionadas1,onforme desrito em (Oppenheim et al., 1999).Quando o �ltro apresenta zeros dentro e fora do CRU, dizemos que ele é um�ltro de fase mista. Como será visto mais adiante, anais deste tipo serão de grande1Isto é um motivo pelo qual, onforme será visto mais adiante, �ltros lineares, adaptados porritérios de segunda ordem, equalizam adequadamente anais de fase mínima apenas om infor-mação da resposta em amplitude.



12 CAPÍTULO 2. O PROBLEMA DE DESCONVOLUÇ�O DE FONTESrelevânia para o nosso estudo, pois não são equalizáveis por meio de preditores li-neares. Por �m, quando o anal possui todos os zeros fora do CRU, ele é onsideradoum �ltro de fase máxima.2.3 Reeptor: Demodulador, Equalizador, Deisore Deodi�adorConforme visto no estudo do transmissor, a sequênia de bits é transformada emum sinal ontínuo para que seja possível o seu envio por um anal. No reeptor,oorre o proesso inverso: de aordo om algum ritério, proura-se reuperar asequênia de bits transmitida a partir do sinal ontínuo na saída do anal.Em um desses ritérios, o sinal na saída do anal passa por um �ltro de reepçãoque é projetado para maximizar a relação sinal-ruído (SNR, do inglês signal-to-noiseratio) entre a potênia do sinal de interesse e a potênia do ruído introduzido peloanal. O �ltro de reepção que maximiza esta relação é o �ltro asado, uja respostaao impulso é asada om o pulso onformador g(t), desrito om mais detalhe em(Haykin, 2001). Na saída do �ltro reeptor, o sinal é amostrado à taxa de símbolo,em sinronismo om o gerador de pulsos do transmissor, onluindo assim a etapade demodulação.Em anais AWGN (do inglês, additive white Gaussian noise), ou seja, anais queapresentam omo distorção apenas a parela do ruído, o �ltro asado é o detetorótimo símbolo-a-símbolo. Porém, se o anal for um �ltro om dispersão temporal, odetetor, para ser ótimo, deve ser asado om a onvolução entre o pulso onformadore a resposta impulso do anal, g′(t) = g(t) ∗ h(t). Entretanto, na maioria dos asos,desonheemos a resposta ao impulso do anal, e o pulso onformador resultante,
g′(t), nem sempre atende ao ritério de Nyquist. Na prátia, então, o �ltro dereepção é um �ltro asado apenas om o pulso onformador da transmissão, e a IISgerada pelo anal é tratada pelo equalizador. Os equalizadores são dispositivos queprouram anelar a distorção gerada pelo anal, e seu projeto pode se dar segundo



2.4. EQUALIZAÇ�O LINEAR 13diferentes opções estruturais e de ritérios estatístios de otimalidade.Após a equalização, o sinal é enaminhado a um deisor, no qual ada amostraé omparada a um limiar de deisão. Durante esta etapa, uma amostra, que, narealidade, orresponde a um determinado símbolo pode eventualmente hegar omvalores que pertenem a regiões de deisão de outros símbolos, o que arateriza umerro de deisão, ontribuindo para o aumento da taxa de erro de símbolo. O graude distorção do sinal se assoia à severidade da interferênia gerada pelo anal e aodesempenho do equalizador no anelamento delas.Finalmente, om os símbolos obtidos do deisor, e, por onsequênia, om o ma-peamento em grupos de bits, são realizadas a deodi�ação de anal e a deodi�açãode fonte, invertendo o proesso realizado no transmissor. Espera-se, om tudo isso,reuperar a sequênia de bits transmitida originalmente.2.4 Equalização LinearConforme visto anteriormente, o anal é responsável por introduzir distorçõesno sinal transmitido. No reeptor, a função do equalizador é anelar essas dis-torções, gerando estimativas que estejam próximas do que foi transmitido pela fontede informação.Nesta seção, apresentaremos algumas ténias lássias da teoria de equalizaçãolinear, uja análise detalhada pode ser vista em (Haykin, 2002): o �ltro zero-foring,o �ltro de Wiener e o �ltro de erro de predição (FEP) linear . O �ltro zero-foringresulta da idéia de inverter diretamente a ação de um anal determinístio, mas estaabordagem pode levar a estruturas não-implementáveis e é inadequada em enáriosom ruído. O �ltro de Wiener, por sua vez, é omprovadamente a estrutura linearque obtém o erro quadrátio médio (EQM) mínimo de equalização, enquanto o FEPlinear, deorrente da teoria de Wiener, possui a vantagem de poder ser apliadono ontexto de desonvolução não supervisionada, pois, devido a partiularidadesdo ritério de predição, o ajuste dos seus oe�ientes não depende do emprego deamostras da fonte.



14 CAPÍTULO 2. O PROBLEMA DE DESCONVOLUÇ�O DE FONTESA seguir, serão disutidas om mais detalhes ada uma dessas abordagens.2.4.1 Critério Zero-ForingUma idéia intuitiva e imediata para mitigar a IIS gerada por um anal deter-minístio é projetar um equalizador que atue de maneira inversa a ele. Considere
H{.} omo sendo o mapeamento entrada-saída realizado pelo anal e W{.} o mapea-mento gerado pelo equalizador. Deseja-se que esses mapeamentos tenham a seguinterelação:

W{.} = H−1{.} (2.5)Sabendo que o sinal de saída de um anal LTI sem ruído se relaiona om osinal de entrada através de uma onvolução om a resposta ao impulso do anal,esreve-se:
x(n) = h(n) ∗ s(n) =

∞∑

k=−∞

h(k)s(n− k), (2.6)sendo �∗� o operador onvolução. A operação de onvolução india que o sinal desaída não depende apenas do valor instantâneo do sinal de entrada, mas também deseus valores atrasados, em onsonânia om a idéia de IIS. Após sofrer a in�uêniado anal, o sinal é enaminhado para o equalizador, na qual passa novamente peloproesso de onvolução, neste aso, entre o sinal de saída do anal e a resposta aoimpulso do equalizador:
y(n) = w(n) ∗ x(n) = w(n) ∗ [h(n) ∗ s(n)] (2.7)Idealmente, deseja-se reuperar o sinal transmitido de forma que y(n) = s(n),logo, a resposta ao impulso anal + equalizador, c(n) = w(n) ∗ h(n), deveria serigual a δ(n). Entretanto, omo, em omuniações, é tolerável a reuperação do sinala menos de uma ampli�ação por um fator de esala e/ou de um atraso temporal,a resposta onjunta ideal, c(n), torna-se:

c(n) = w(n) ∗ h(n) = a δ(n− d) (2.8)



2.4. EQUALIZAÇ�O LINEAR 15em que a é um fator de esala e d é um atraso. Apliando a transformada Z àequação (2.8) e manipulando os termos, tem-se:
W(z) = a

1

H(z)
z−d (2.9)Assim, a função de transferênia do equalizador deve ser igual à inversa da funçãode transferênia do anal. Esta ompensação está relaionada à estrutura dos sis-temas LTI, segundo a qual pólos anulam o efeito de zeros (Oppenheim et al., 1999).Equalizadores que ontrabalaneiam a ação do anal desta maneira forçam a IIS, em(2.6), a zero, e, por isso, são hamados de equalizadores zero-foring (ZF) (Luky,1965).Infelizmente, nem sempre este equalizador é implementável. Por exemplo, paraequalizar anais de fase não-mínima, um equalizador ZF apresentaria pólos forado CRU, on�guração que é estruturalmente inviável de ser implementada, pois,onforme visto na subseção 2.2.3, riaria instabilidade. Além disso, em anais omnulos espetrais, o equalizador ZF tenderia a gerar ganho in�nito nas frequêniasdos nulos, e, na presença de ruído, ampli�aria signi�ativamente a sua potênia(este fen�meno reebe, em inglês, o nome de noise enhanement).2.4.2 Filtro de WienerUma alternativa a uma metodologia de projeto baseada na inversão direta domodelo do anal, essênia do ritério zero-foring, seria gerar uma função ustooerente om outro ponto de vista do proesso de equalização: o de aproximar osinal de saída do �ltro do sinal que se deseja reuperar. Considere a �gura 2.4, emque o sinal da fonte, s(n), é distorido pelo anal, gerando o sinal x(n). A tarefado equalizador será produzir um sinal y(n) que se aproxime ao máximo possível dosinal desejado, d(n), a partir de um onjunto de versões atrasadas de x(n).A diferença entre o sinal d(n) e o sinal y(n), este primeiro tipiamente orrespon-dente a uma versão de s(n), é denominada erro de estimação, e(n), e será utilizadaomo referênia no ritério de otimização esolhido, no aso, o erro quadrátio mé-dio (EQM). A esolha do ritério de erro quadrátio médio justi�a-se pela relativa
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CANAL EQUALIZADOR

Σ

s(n) x(n) y(n)

d(n)

e(n)

-

+Figura 2.4: Modelo de um esquema de equalização supervisionada.simpliidade matemátia no álulo da função usto e pela possibilidade de que seusem, de modo e�iente, algoritmos baseados no gradiente. Além disso, o mínimo dafunção usto de EQM de�ne uniamente o desempenho estatístio ótimo do �ltro,onforme indiado em (Haykin, 2002).O objetivo é ajustar os valores dos parâmetros do �ltro, que, em nossa exposição,será uma estrutura linear e transversal, omo a mostrada na �gura 2.5, om vetorde oe�ientes w, de forma a minimizar a função:
J(w) = E[|e(n)|2] = E[|d(n)− y(n)|2], (2.10)em que y(n) é a estimativa do sinal d(n) e E[·] é o operador esperança, que éutilizado, para gerar uma estrutura de �ltragem ótima levando em onta todas asin�nitas possíveis realizações do proesso estoástio que gera o sinal de entrada. Osinal de entrada, de fato, orresponde a uma determinada realização de um proessoestoástio estaionário no sentido amplo om média zero e assume por simpliidadeapenas valores reais.Pelo uso do ritério de EQM e devido ao fato de a matriz de orrelação ser de�nidanão negativa, a função usto J(w) orresponde a um parabolóide om apenas ummínimo. Logo, para enontrar este mínimo, é alulado o gradiente da função, queé igualado ao vetor nulo:

∂ J(w)

∂w
=

∂ E[|e(n)|2]

∂w
= 0. (2.11)
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z-1 z-1z-1

w1 wLw0 wL-1

Σ ΣΣ Σ

x(n) x(n-1) x(n-L)x(n-L+1)
...

...

...
y(n)

Σ

d(n)

e(n)

-

+Figura 2.5: Estrutura de um �ltro transversal.Resolvendo a derivada na forma matriial e apliando a regra da adeia, tem-se:
∂ E[|e(n)|2]

∂w
= E

[

2e(n)
∂e(n)

∂w

]

= 0. (2.12)Substituindo o valor de e(n), a derivada em relação à w é:
∂e(n)

∂w
=

∂(d(n)−wTx(n))

∂w
= −x(n). (2.13)Sem perda de generalidade, dividimos, então, os dois lados da igualdade em (2.12)por −2 e substituímos a derivada pelo valor alulado em (2.13):

E[eo(n)x(n)] = 0 (2.14)Esta equação representa o gradiente da função usto J(w) em relação a w, e, apartir dela, deduz-se um importante resultado. Considere que eo(n) seja o erro deestimação quando o �ltro opera em sua ondição ótima. Uma ondição neessária esu�iente para que a função usto J(w) atinja seu valor mínimo é que o valor do errode estimação eo(n) seja ortogonal a ada amostra do vetor de entrada utilizado naestimação da resposta desejada no instante n. Isto signi�a que, na ondição ótima,



18 CAPÍTULO 2. O PROBLEMA DE DESCONVOLUÇ�O DE FONTESo �ltro tenta representar tão bem quanto possível o sinal da fonte s(n). Aquiloque não puder ser representado, seja por limitação estrutural ou informação insu-�iente, será ortogonal ao espaço gerado pelas entradas do �ltro. Tal enuniadoorresponde ao prinípio da ortogonalidade, que é desrito em (Haykin, 2002), erepresenta um importante teorema da �ltragem linear ótima, forneendo um pro-edimento matemátio de teste se o �ltro está operando em sua ondição ótima.Voltando à equação (2.14) e fazendo a substituição e(n) = d(n) − wTx(n) ,hega-se às equações de Wiener-Hopf (Haykin, 2002):
E[x(n)d(n)− x(n)xT (n)w] = E[x(n)d(n)]− E[x(n)xT (n)]w = 0 (2.15)De�ne-se:
R = E[x(n)xT (n)] =










r(0) r(1) . . . r(L− 1)

r(1) r(0) . . . r(L− 2)... ... . . . ...
r(L− 1) r(L− 2) . . . r(0)










(2.16)sendo r(q − p) = E[x(n− p) x(n− q)], p e q ∈ Z. Por outro lado:
p = E[x(n) d(n)] = E










x(n) d(n)

x(n− 1) d(n)...
x(n− L+ 1) d(n)










(2.17)Chamamos R de matriz de autoorrelação do vetor x(n) , e p de vetor de orrelaçãoruzada entre x(n) e o sinal que desejamos reuperar d(n). A matriz de autoorre-lação fornee ao equalizador uma visão da relação entre os omponentes da entradado �ltro, enquanto o vetor de orrelação ruzada india o grau de relação entre aentrada e o sinal que desejamos reuperar.Com as de�nições de R e p e a equação (2.15), hega-se a:
w = R−1p (2.18)



2.4. EQUALIZAÇ�O LINEAR 19Esta expressão é onheida por solução de Wiener, e fornee os parâmetros do �ltrotransversal om os quais a estrutura alança o menor EQM de estimação possível.Por meio de manipulações matemátias, a função usto J(w) = E[|e(n)|2] podeser esrita também em função de R e p:
J(w) = σ2

s −wTp− pTw +wTRw (2.19)Na �gura 2.6, temos a representação grá�a da função usto e as suas urvas denível. Note que o ponto de mínimo do parabolóide é dado pela equação (2.18).
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(b) Curvas de nível.Figura 2.6: Função usto de Wiener.2.4.3 Filtro de Predição LinearA solução de Wiener é apaz de forneer analitiamente os parâmetros da es-trutura linear om a qual atinge-se o EQM mínimo de equalização. Conforme serávisto a seguir, a abordagem de Wiener também pode ser apliada na determinaçãodos parâmetros de um preditor linear.Na tarefa de predição, têm-se disponíveis na entrada do �ltro amostras atrasadasdo sinal x(n− 1), x(n− 2), . . . , x(n− L) , e deseja-se, a partir delas, estimar,por exemplo, o valor de x(n). Esse aso, em que se quer prever uma amostra futuraadiantada de apenas uma amostra, é hamado de predição forward de um passo.



20 CAPÍTULO 2. O PROBLEMA DE DESCONVOLUÇ�O DE FONTESNada impediria, também, que fosse esolhido outro valor de passo a ser predito.Em ontrapartida, existe uma outra forma de predição, denominada predição bak-ward, em que se têm disponíveis as amostras x(n− 1), x(n− 2), . . . , x(n− L)e deseja-se determinar por meio de uma estrutura linear a amostra mais antiga
x(n− L).No trabalho será foado o estudo em preditores lineares forward. Na �gura2.7, tem-se a estrutura do preditor linear, que onsiste de um �ltro lineartransversal om L oe�ientes, w1, w2, ..., wL, que são multipliados pelas amostras
x(n− 1), x(n− 2), . . . , x(n− L) . No ontexto supervisionado, os oe�ientesdo preditor são adaptados seguindo o ritério de Wiener, ou seja, minimizando oerro quadrátio médio entre o sinal de saída do preditor e o sinal desejado.

z-1 z-1z-1

w1 wLw2 wL-1

Σ ΣΣ Σ

x(n) x(n-1) x(n-2) x(n-L)x(n-L+1)
...

...

...
y(n)Figura 2.7: Estrutura de um preditor linear feedforward.O sinal estimado na saída é de�nido por:

y(n) = x̂(n) =

L∑

k=1

wkx(n− k), (2.20)enquanto o sinal desejado é:
d(n) = x(n) (2.21)A função de EQM a ser minimizada tem a mesma forma da mostrada em (2.10)e o valor de w que minimiza a função usto J(w) será uma solução de Wiener.



2.4. EQUALIZAÇ�O LINEAR 21Entretanto, a matriz de autoorrelação e o vetor de orrelação ruzada apresentamalgumas diferenças no ontexto preditivo:1. O vetor de entrada é atrasado de uma amostra:
x(n− 1) = [ x(n− 1) x(n− 2) . . . x(n− L) ]T (2.22)2. A matriz de autoorrelação torna-se então:

R = E[x(n− 1)x(n− 1)T ] =










r(0) r(1) . . . r(L− 1)

r(1) r(0) . . . r(L− 2)... ... . . . ...
r(L− 1) r(L− 2) . . . r(0)










(2.23)
Observe que, se o sinal x(n) for um proesso estoástio estaionário no sentidoamplo, a matriz R será igual à mostrada em (2.16), alulada para o asode equalização, pois, supondo estaionaridade, a matriz será invariante a umdesloamento temporal.3. O vetor de orrelação ruzada entre o sinal x(n− 1) e o sinal desejado é iguala:

p = E[x(n− 1)x(n)] =










r(1)

r(2)...
r(−L)










(2.24)Assim, om as novas de�nições de R e p, pode-se esrever a solução de Wiener parao aso preditivo onforme a equação (2.18). Observa-se que para a obtenção dosparâmetros do preditor linear ótimo, não houve a neessidade do onheimento dosinal da fonte, s(n). Aproveitando esta partiulariedade, será demonstrado que épossível utilizar preditores, em uma estrutura denominada �ltro de erro de predição(FEP), omo uma alternativa para resolver problemas de desonvolução não super-visionada.



22 CAPÍTULO 2. O PROBLEMA DE DESCONVOLUÇ�O DE FONTESFiltro de erro de predição e desonvolução não supervisionadaEm equalização de anais de omuniações, a sequênia de símbolos transmitidaé muitas vezes onheida pelo reeptor durante determinados períodos de tempo,o que pode ser aproveitado para permitir um ajuste adequado dos parâmetros do�ltro. Nesse aso, a sequênia é hamada de sequênia de treinamento e faz partedo proesso de equalização supervisionada. Entretanto, há situações em que nãoé possível ou desejável utilizar a sequênia de treinamento, o que ria a demandapor métodos não supervisionados. No ontexto não supervisionado, uma vez quese onsidere que os símbolos transmitidos são independentes, é possível realizar atarefa de desonvolução, ou seja, reuperar o sinal da fonte, por meio de FEPs. Estaideia foi originalmente proposta por Mahi e Hahiha em (Mahi & Hahiha,1986), na qual era empregado o prinípio da predição em equalização autodidatalinear. A seguir será desrito omo os FEPs podem ser usados para esta �nalidade.Considere um anal uja resposta ao impulso é dada por:
h(n) =

[

h0 h1 . . . hK−1

]T

, (2.25)e suponha ainda que a sequênia de símbolos que determina a saída do anal noinstante n seja representada vetorialmente por:
s(n) =

[

s(n) s(n− 1) . . . s(n−K + 1)
]T

. (2.26)Por meio de uma onvolução, pode-se obter a saída do anal em diversos instantesde tempo:
x(n) = h0s(n) + . . . + hK−1s(n−K + 1) + r(n)

x(n− 1) = h0s(n− 1)+ . . . + hK−1s(n−K) + r(n− 1)

x(n− 2) = h0s(n− 2)+ . . . + hK−1s(n−K − 1) + r(n− 2)... ...
x(n− L) = h0s(n− L) + . . . + hK−1s(n−K − L+ 1) + r(n− L) .

(2.27)
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Figura 2.8: Estrutura do �ltro de erro de predição.O sinal da saída do anal e suas amostras atrasadas são enaminhados para oFEP, uja estrutura é apresentada na �gura 2.8. O FEP é onstituído pelo preditorque reebe omo entradas os sinais x(n−1), x(n−2), . . . , x(n−L), e, por meio deles,onstroi uma estimativa, x̂(n), do sinal desejado x(n). O sinal de saída do preditoré omparado om o sinal x(n) gerando o erro de predição:
ep(n) = x(n)− x̂(n). (2.28)Expandindo a equação (2.28) a partir das equações (2.20) e (2.27), tem-se:

ep(n) = h0s(n) + . . .+ hK−1s(n−K + 1) + r(n)
︸ ︷︷ ︸

x(n)

−w1x(n− 1) + w2x(n− 2) + . . .+ wLx(n− L)
︸ ︷︷ ︸

x̂(n)

.
(2.29)Expandindo também o sinal x̂(n), obtém-se:

x̂(n) = (h0s(n− 1) + h1s(n− 2) + . . .+ r(n− 1))w1

+(h0s(n− 2) + h1s(n− 3) + . . .+ r(n− 2))w2 + . . .

+(h0s(n− L) + h1s(n− L− 1) + . . .+ r(n− L))wL.

(2.30)Substituindo a equação (2.30) em (2.29), e agrupando os termos em omum,
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ep(n) = h0s(n) + r(n) + [h1 − h0w1]s(n− 1) − r(n− 1)w1

+[h2 − h1w1 − h0w2]s(n− 2) − r(n− 2)w2 + . . .

−hK−1[wL]s(n− L−K + 1) − r(n− L)wL.

(2.31)O sinal x̂(n) apresenta todas as amostras da fonte de informação que x(n) possui,exeto pelo sinal s(n). Logo, minimizar o erro de estimação entre esses dois sinaisidealmente orresponde a anular o que há de redundante entre x(n) e x̂(n), reu-perando, por onsequênia, o sinal desejado s(n). Para anelar as redundânias, osoe�ientes do �ltro, wi, devem ser esolhidos de forma a anular esses termos. Noexemplo 2.1, é apresentado um aso partiular, para failitar a ompreensão.Exemplo 2.1:Considere um anal e um �ltro linear om três e dois oe�ientes, respetiva-mente. Reesrevendo a equação (2.31), tem-se:
ep(n) =h0s(n) + [h1 − h0w1] s(n− 1) + [h2 − h1w1 − h0w2] s(n− 2)

−[h2w1 + h1w2] s(n− 3) − h2w2s(n− 4) + r(n) + r(n− 1)w1 + r(n− 2)w2.Para reuperar perfeitamente o sinal s(n), seria neessário anelar as onstantesque multipliam as demais amostras atrasadas. Assim, os pesos do �ltro deveriamser:
w1 =

h1

h0

w2 =
h2

h0

−

(
h1

h0

)2

.Fazendo as substituições, observa-se que nem todos os oe�ientes podemser anulados simultaneamente: resta um resíduo proporional aos termos( s(n− 3), s(n− 4), r(n), r(n− 1), r(n− 2) ).Conforme visto no exemplo, no erro de predição permanee um resíduo, poisnão é possível anular todos os oe�ientes dos interferentes e, além disso, o ruído



2.4. EQUALIZAÇ�O LINEAR 25em um determinado instante, r(n − p), é estatistiamente independente do sinal
x(n− q), para p 6= q. Isto signi�a que não há informação nos sinais de entrada dopreditor para a determinação da parela referente ao ruído. Assim, para que o errode predição seja um sinal desorrelaionado, o resíduo deve ser desprezível, ou seja,o ruído deve ser baixo e o primeiro oe�iente do anal, h0, o mais signi�ativo, oque nos aproxima da ideia de anal de fase mínima.A restrição a anais de fase mínima se deve ao emprego de uma estrutura linearforward. Uma alternativa para a reuperação de atrasos intermediários, isto é, des-onvolução de anais de fase não-mínima, é utilizar uma asata de FEPs lineares,onforme proposto em (Mahi & Gu, 1987) e (Roha, 1996). A asata de FEPs érepresentada na �gura 2.9, omposta por um preditor forward, responsável por trataras interferênias posteriores ao instante de interesse, seguido por um bakward, queé enarregado de anelar as interferênias anteriores.

Preditor
backward

+
-

ef(n-m)

eb(n) fb(ef(n))Preditor
feedforward

(passo > 1)

+
-

x(n)

x(n-1) ff(x(n-1))

Figura 2.9: Casata de preditoresEmbora seja possível desonvoluir anais de fase-não mínima através de umaasata de preditores lineares, subsiste a limitação estrutural assoiada à ombi-nação de �ltros lineares. Em seus trabalhos, Cavalante (Cavalante, 2001) e Ferrari(Ferrari, 2005) mostram que a limitação dos FEPs lineares não deorre diretamentedo ritério de minimização do erro de predição, mas exatamente do uso da estru-tura linear. Através de estruturas não-lineares omo redes neurais e �ltros fuzzy, épossível desonvoluir om maior preisão anais de fase mínima e não-mínima, poisestas estruturas apresentam maior �exibilidade de mapeamento de entrada-saída egeram, mesmo sob um ritério de segunda ordem, estatístias de ordem superior que



26 CAPÍTULO 2. O PROBLEMA DE DESCONVOLUÇ�O DE FONTESsão esseniais para obter informação da resposta de fase de anais de fase mista.No apítulo 3, serão apresentadas as estruturas do FEP utilizadas no trabalho,baseadas em redes neurais arti�iais. Será visto que o mapeamento não linear ge-rado por essas estruturas é mais e�iente na tarefa de desonvolução da fonte, porestimar mais preisamente as parelas relaionadas às interferênias. A propostaé uma extensão dos estudos de Cavalante (Cavalante, 2001) e Ferrari (Ferrari,2005) e as ontribuições originais se onentram prinipalmente no uso de estruturasnão lineares reorrentes, pois, espera-se que a adoção de um modelo que introduzdinâmia ao sistema seja apaz, além de forneer uma estrutura de �ltragem ommenos parâmetros livres, tratar uma lasse mais ampla de anais.



3Estruturas Não Lineares
Redes neurais arti�iais (RNAs) são estruturas não lineares inspiradas na a-paidade do érebro humano de proessar quantidades massivas de informação demaneira não linear e paralelamente distribuída (Haykin, 1999). Através de inúmerasunidades simples de proessamento, denominadas neur�nios, o érebro é apaz degerar omportamentos bastante omplexos, omo reonheimento de padrões, gene-ralização e perepção, de maneira bem mais rápida e robusta a erros que qualqueromputador digital dos dias atuais.Aproveitando algumas araterístias interessantes que emergem da interonexãodos neur�nios, modelos matemátios e omputaionais foram riados e seu emprego éamplo também na área de proessamento de sinais. O uso das RNAs omo estruturasde �ltros para equalização de anais ou na predição de séries, por exemplo, é bastanteusual e pode ser enontrado em trabalhos omo: (Kehriotis et al., 1994), (Connor27



28 CAPÍTULO 3. ESTRUTURAS N�O LINEARESet al., 1994), (Nerrand et al., 1993), (Von Zuben & Netto, 1997).Neste apítulo, será feita uma introdução aos elementos básios de uma RNA,e, em seguida, serão apresentadas as arquiteturas de rede que serão utilizadas nestetrabalho, omo o pereptron de múltiplas amadas (MLP, do inglês multi-layer per-eptron) feedfoward e uma versão reursiva dessa rede. Em seguida, uma desriçãosuinta será feita de outra arquitetura reorrente, a rede de estados de eo (ESN, doinglês eho state network). Por �m, será disutido omo o mapeamento não lineargerado por estas estruturas auxilia, no ritério preditivo, a reuperação do sinal dafonte om menos interferênia.3.1 O Neur�nio Arti�ialPor mais omplexas que sejam as RNAs, todas apresentam em omum elementosfundamentais de proessamento de informação: os neur�nios arti�iais. O modelopioneiro de neur�nio surgiu a partir do trabalho de MCulloh e Pitts, publiadoem 1943 (MCulloh & Pitts, 1943). Nele, MCulloh e Pitts, lidando om elemen-tos de neuro�siologia e lógia matemátia, estudavam o emprego das RNAs omodispositivos lógios. Ao longo de uma linha história que envolve esforços de outrospesquisadores, hega-se ao lássio modelo de pereptron, proposto originalmente porRosenblatt em 1958, onforme menionado em (Bishop, 1995). Na �gura 3.1, tem-sea estrutura do modelo assoiado ao pereptron, onstituído de um onjunto de pe-sos sináptios que são multipliados pelos sinais de entrada e, em seguida, somados,gerando uma ombinação linear. O resultado desta soma passa por uma funçãonão-linear, denominada função de ativação, que, além de gerar um mapeamentonão-linear, limita a amplitude do sinal de saída.Observe que, pela notação que vamos seguir, no sub-índie do peso wk,j, k estárelaionado ao índie do neur�nio, enquanto j é o índie do sinal ao qual o peso estáligado. O neur�nio apresenta também um sinal de bias, �xado no valor +1, que émultipliado pelo peso wk,0. A função do bias é permitir a presença de um sinalonstante na ativação do neur�nio.
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Figura 3.1: Modelo não linear de um neur�nio, pereptron.Matematiamente, a saída desse neur�nio pode ser esrita omo:
y(n) = ϕ(wk,0 +

m∑

j=1

wk,jxj(n)) (3.1)A esolha da função de ativação, representada por ϕ(·), depende da �nalidade darede. Na versão original do pereptron, a função de ativação do neur�nio era do tipo(Haykin, 1999):
ϕ(υ) =

{

+1 se υ > 0

0 se υ ≤ 0
(3.2)Nessas ondições, o neur�nio funiona omo um disriminante linear, em que a saídaassume valor igual a +1 se a ombinação linear dos estímulos de entrada for positivo.Caso ontrário, é igual a zero.O uso de funções de ativação não lineares permite que a rede gere mapeamentosmais �exíveis e alane desempenhos melhores que o de um �ltro linear. A tangentehiperbólia é a função de ativação padrão quando se lida om a MLP, e será adotadanas redes deste trabalho. Algumas araterístias importantes das tangentes hiper-bólias são: (i) ontinuidade e difereniabilidade em todos os pontos, o que indiaque algoritmos lássios de adaptação baseados em gradiente podem ser apliados;(ii) presença de saturação, que limita o sinal de saída da rede evitando divergênia;(iii) versatilidade na geração de mapeamentos simples e mais omplexos, pois a tan-gente hiperbólia é quase linear perto da origem e, ao mesmo tempo, tem aráternão linear perto da saturação; (iv) o álulo omputaional da sua derivada é de



30 CAPÍTULO 3. ESTRUTURAS N�O LINEARESbaixo usto.Além de todas estas araterístias, a tangente hiperbólia atende às ondiçõesneessárias para que uma rede de múltiplas amadas seja um aproximador universalde funções, onforme desrito em (Hornik, 1991). A apaidade de aproximação uni-versal de funções é uma propriedade muito importante e desejável, e será expliadaom mais detalhes na próxima seção.Na �gura 3.2, temos a representação de algumas tangentes hiperbólias de�nidaomo tanh(βsig x). Note que a variação do parâmetro βsig in�ui nas araterístiasda região �quase linear� da função.
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Figura 3.2: Tangentes hiperbólias om diferentes inlinações.Tendo em vista o que foi exposto, perebe-se que o poder de proessamento de umúnio neur�nio é limitado. No entanto, a interonexão de diversos neur�nios gerauma rede apaz de produzir omportamentos bastante omplexos. A seguir, seráapresentada uma forma de organização dos neur�nios em amadas que dá origem àrede MLP.



3.2. REDE NEURAL MLP FEEDFORWARD 313.2 Rede Neural MLP FeedforwardA forma omo os neur�nios estão dispostos de�ne a arquitetura da rede. A or-ganização dos neur�nios, om função de ativação do tipo tangente hiperbólia, emamadas ujas saídas são onetadas às entradas da próxima amada, suessiva-mente, até a amada de saída, araterizam as redes MLPs. A forma mais genériade uma rede MLP é a totalmente onetada. Isto signi�a que ada neur�nio, inde-pendentemente da amada em que esteja, está onetado a todos os neur�nios dasamadas adjaentes. Na �gura 3.3, uma rede MLP feedforward é representada e asseguintes partes podem ser identi�adas:
• Uma amada de entrada, onstituída pelos sinais de entrada que se propagarãoao longo da rede sempre na direção forward, no aso, da esquerda para a direita;
• Uma ou mais amadas intermediárias, formada por grupos de neur�nios queprojetam o sinal de entrada de modo não-linear em diversos espaços de dimen-são tipiamente maior que o espaço original;
• Uma amada de saída, ujos neur�nios reebem omo entrada o sinal da últimaamada intermediária e forneem omo saída o sinal resultante do proessa-mento da RNA.O modelo utilizado no trabalho apresenta apenas uma amada intermediária eum neur�nio na amada de saída, sendo que o neur�nio de saída não apresenta funçãode ativação, onsistido apenas de um ombinador linear. A rede é representadana �gura 3.4. A esolha se justi�a, pois, onforme demonstrado por Cybenkoem (Cybenko, 1989), esta opção é su�iente para que a rede seja um aproximadoruniversal de funções.A apaidade de aproximação universal oferee uma garantia teória de que, asoa estrutura e o método de otimização sejam adequados, a rede será apaz de gerar ummapeamento de entrada-saída satisfatório para, hipotetiamente, qualquer padrãode entrada forneido à rede. A apaidade de aproximação universal é enuniada daseguinte maneira:
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saídaFigura 3.3: Arquitetura da rede MLP totalmente onetada, ontendo duas amadasintermediárias.Teorema 1Considere uma rede MLP om uma amada intermediária e um neur�nio desaída linear, uja função de ativação dos neur�nios da amada intermediária,
ϕ(·), é uma função não-linear ontínua, não-onstante, limitada e monotonia-mente resente. Seja Im um hiperubo unitário de m dimensões [0, 1]m. Paraqualquer função ontínua de�nida neste hiperubo, haverá um mapeamento ge-rado pela rede MLP, om as araterístias menionadas e om um número �nitode neur�nios, apaz de aproximar a dada função ontínua om um erro máximo
ε > 0.Embora exista teoriamente uma estrutura que aproxime adequadamente o ma-peamento que queremos realizar, o teorema não india qual é essa estrutura nemquantos neur�nios são neessários para atingir tal desempenho. A esolha do númerode neur�nios na amada intermediária é um fator importante a ser levado em ontapelo projetista, pois determina o grau de �exibilidade do mapeamento gerado pelarede.
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Figura 3.4: Modelo da rede MLP adotada no trabalho.A saída da rede MLP feedforward é de�nida matematiamente da seguintemaneira:
y(n) = wo,0 +

M∑

i=1

wo,i tanh

(

wi,0 +

L∑

k=1

wi,kx(n− k)

)

, (3.3)em que wo,i, (i = 0, 1, ...,M), são os pesos sináptios do neur�nio de saída e wi,k,
(k = 0, 1, ..., L), são os pesos do i-ésimo neur�nio da amada intermediária.3.3 Rede Neural MLP ReorrenteA rede MLP feedforward disutida na seção 3.2 é onsiderada uma rede neuralestátia, pois utiliza um onjunto �nito de amostras temporais para realizar o seumapeamento. Uma maneira de introduzir na rede uma dependênia temporal nasua operação é introduzir laços de realimentação. Existem duas formas de se rea-limentar o sinal em uma rede neural: realimentação loal, na qual a realimentaçãooorre no âmbito de ada neur�nio no interior da amada, e realimentação global,que ompreende toda a rede. A realimentação loal é relativamente mais bem-omportada, ao passo que em redes om realimentação global se obtêm impliaçõese omportamentos mais omplexos (Haykin, 1999).



34 CAPÍTULO 3. ESTRUTURAS N�O LINEARESO foo da dissertação está no estudo da rede neural om realimentação global.A rede MLP om laços de realimentação1 aqui onsiderada é obtida a partir daMLP feedforward, realimentando a saída do FEP, ou seja, o erro de predição. Aarquitetura empregada, om realimentação de saída, é mostrada na �gura 3.5.
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e(n-r) Z -1Figura 3.5: Arquitetura da rede MLP reorrente.A saída dessa rede é dada pela seguinte equação:
x̂(n) = wo,0+

M∑

i=1

wo,i tanh

(

wi,0 +

L−r∑

k=1

wi,kx(n− k) +

r∑

k=L−r+1

wi,ke(n− k)

)

. (3.4)Comparando a equação (3.4) om a equação (3.3), observa-se a introdução de pare-las, e(n − k), que orrespondem às realimentações do erro de predição. O sinal deerro de predição é função das entradas da rede e do erro de predição de instantes an-teriores, que, por sua vez, depende de valores mais antigos ainda. Essa dependêniatemporal gera um omportamento dinâmio bastante omplexo, de onde emergem,entre outras oisas, uma memória interna, um omportamento assoiado a todoo histório da rede, e uma susetibilidade oasional a on�gurações instáveis. As1Ao longo do trabalho, a rede tipo MLP om laços de realimentação será refereniada omorede MLP reorrente



3.4. REDE DE ESTADOS DE ECO 35ondições que levam a rede à instabilidade, serão, na medida do possível, evitadasutilizando um algoritmo evolutivo, que interpreta on�gurações instáveis omo in-divíduos pouo adaptados no proesso de otimização e tende a eliminá-los após umperíodo de tempo. A geração de uma memória interna é uma araterístia impor-tante e será explorada no trabalho para tratar um grupo de anais pouo onheido,mas que apresentam extrema di�uldade de equalização: os anais que geram esta-dos oinidentes ou estados muito próximos.3.4 Rede de Estados de EoA rede de estados de eo (ESN, do inglês eho state network) é um tipo derede neural reorrente, iniialmente proposta em (Jaeger, 2001), que alia a apai-dade de proessamento dinâmio de estruturas reorrentes à relativa simpliidadede treinamento assoiada às estruturas feedforward. O proessamento dinâmio épossível devido à presença de uma amada intermediária, também onheida porreservatório de dinâmia. O reservatório ontém muitos neur�nios (pereptrons omfunção de ativação tangente hiperbólia) que estão totalmente interonetados, in-lusive om laços de realimentação. O próprio nome da rede faz alusão às saídas doreservatório, denominadas estados de eo, geradas a partir da propagação de �eos�dos padrões de entrada e de saída no interior da amada.A rede de estados de eo empregada neste trabalho apresenta uma amada deneur�nios de entrada seguida pelo reservatório de dinâmia e pela amada de saída.A estrutura da ESN é representada na �gura 3.6, e o seu omportamento pode serdesrito pelas seguintes equações:
u(n) = tanh [Win x(n) +W u(n− 1)]

y(n) = wout u(n),
(3.5)em que Win representa a matriz referente aos pesos de entrada, W é a matriz dospesos do reservatório de dinâmia, u(n) é o vetor dos estados de eo e wout é o vetorom os pesos da amada de saída.
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Figura 3.6: Arquitetura da rede neural om estados de eo.Os pesos de Win e W são determinados sem a in�uênia do sinal desejado: oobjetivo é somente gerar um repertório de padrões de dinâmia tão diverso quantopossível para que este seja posteriormente enaminhado à amada de saída. Ospesos dos neur�nios de Win reebem valores {+1,−1} equiprováveis e prouramgerar uma maior diversidade no âmbito do sinal na entrada. Após passar pelaamada de entrada, o sinal é enaminhado para o reservatório de dinâmia, que oproessa de modo dinâmio e não-linear.Os pesos do reservatório são esolhidos de modo a gerarem autovalores da matriz
W om um erto raio espetral. O raio espetral é de�nido omo o módulo do maiorautovalor e deve assumir valores menores que 1 para que a dinâmia da ESN nãosofra instabilidades e seja ontrolada apenas pelo sinal de entrada, isto é, paraque o efeito dos estados transitórios iniiais desvaneçam (Ozturk et al., 2007). Em(Ozturk et al., 2007), aliás, os autores pereberam que, distribuindo os autovaloresde maneira simétria e uniforme, a rede obtém estados de eo mais diversi�adosem relação a outros tipos de on�guração.



3.5. PREDIÇ�O N�O-LINEAR 37Os pesos da amada de saída, por sua vez, são os únios da rede a serem adap-tados. Como a amada é omposta de neur�nios om função de ativação igual àidentidade, seus pesos podem ser determinados simplesmente por uma regressão li-near, o que torna o proesso de treinamento mais simples se for omparado om osde outras redes reorrentes.A simpliidade no treinamento é a araterístia mais importante da ESN.Porém, laramente, projetando o reservatório de dinâmia desta maneira, nem todoo potenial da estrutura reorrente é extraído. Além disso, em (Consolaro, D. M.,Von Zuben, F. J., 2008) onstatou-se que o uso de uma abordagem linear após oreservatório, omo por exemplo, o referido ombinador linear, não leva ao melhordesempenho possível. Os autores então investigaram o uso de um �ltro de Volterra,que, embora seja linear nos parâmetros, é inerentemente não linear. Como o númerode ombinações da entrada rese vertiginosamente om o aumento de entradas do�ltro de Volterra, foi utilizada uma ténia denominada PCA (do inglês, PrinipalComponent Analysis) (Hyvärinen et al., 2001) para diminuir a redundânia nos es-tados de eo. Uma desrição mais detalhada do �ltro de Volterra é feita no apêndieA. Neste trabalho, o estudo da ESN é apenas preliminar, e se limitará a veri�ar seessa estrutura é uma opção viável para ompor um equalizador baseado em prediçãonão linear e reorrente.3.5 Predição Não-LinearNo ontexto de desonvolução não supervisionada, �ltros de erro de predição li-neares forward possuem a restrição de apenas desonvoluir adequadamente anais defase mínima. Em ontrapartida, é possível aos �ltros lineares bakward desonvoluiranais de fase máxima. Canais de fase mista, por sua vez, podem ser tratados porasata de preditores bakward e forward. No entanto, o erro de predição obtido poressas abordagens, ao ontrário do que se deseja, não é totalmente desorrelaionado,havendo resíduos de distorção do anal que não são estruturalmente elimináveis.



38 CAPÍTULO 3. ESTRUTURAS N�O LINEARESA noção de que esta limitação no proesso de equalização não supervisionadanão deorria do ritério de erro de predição, mas do uso de estruturas lineares,foi iniialmente levantada em (Cavalante, 2001). Posteriormente, motivado pelosresultados em (Cavalante, 2001), Ferrari (Ferrari, 2005) obteve bons desempenhosna equalização de anais de fase não mínima por meio de FEPs que estruturalmentese baseavam em �ltros fuzzy. Além disso, no trabalho de Ferrari, a otimalidadede sua proposta foi provada por meio da demonstração da equivalênia do preditorfuzzy e o estimador de mínimo erro quadrátio médio (MMSE, do inglês minimummean squared estimator).Antes de ontextualizar o nosso trabalho em relação aos dois itados anterior-mente, mostraremos omo o mapeamento não linear da estrutura obtém estimativasmais próximas do erro de predição. É repetida a seguir a equação (2.28), do erro depredição:
ep(n) = x(n)− x̂(n). (3.6)Em uma estrutura não linear, a estimativa do sinal x(n) é dada por um mapeamentonão linear:
x̂(n) = Ψ (x(n− 1)) . (3.7)Expandindo a equação (3.7) a partir da equação (2.27), e substituindo no erro depredição, tem-se:

ep(n) = h0s(n) + h1s(n− 1) + . . .+ hK−1s(n−K + 1) + r(n)
︸ ︷︷ ︸

x(n)

−Ψ (x(n− 1), x(n− 2), x(n− 3), . . .)
︸ ︷︷ ︸

x̂(n)

.
(3.8)

Observando a equação (2.27), todas as amostras da fonte ontidas em x(n) estãopresentes em x(n − 1), exeto pela informação reente s(n) e r(n). Assim, a es-timativa, x̂(n), pode ser esrita em função apenas da entrada do instante anterior



3.5. PREDIÇ�O N�O-LINEAR 39
x(n− 1). A função Ψ deve então ser apaz de fazer o seguinte mapeamento:

Ψ




h0s(n− 1) + h1s(n− 2) + . . .+ hK−1s(n−K) + r(n− 1)
︸ ︷︷ ︸

x(n−1)






= h1s(n− 1) + h2s(n− 2) + . . .+ hK−1s(n−K + 1) + r(n).

(3.9)Ao ontrário do aso linear, na qual os oe�ientes do �ltro da equação (2.31) pre-isavam assumir determinados valores para anular os interferentes e não era possívelfazer simultaneamente para todas as amostras, no aso não linear a �exibilidade domapeamento tem o potenial de atender a igualdade da equação (3.9). Entretanto,note que o ruído r(n) não pode ser suprimido, pois este sinal é originado de umproesso aleatório e independente dos sinais de entrada do preditor. Logo, a melhorestimativa feita por um FEP não linear é dada por:
ep(n) = h0s(n) + r(n), (3.10)que india a apaidade da estrutura não-linear de reuperar o sinal desejado dafonte, eliminando os demais interferentes, a menos de uma parela dada pelo ruídono instante n.A proposta desta dissertação é uma extensão das propostas em (Cavalante,2001) e (Ferrari, 2005), nas quais busou-se a desonvolução ega da fonte por meiode FEPs não-lineares. Neste trabalho, o mapeamento Ψ é dado pelas equações(3.3), (3.4) e (3.5), e espera-se que as estruturas sejam apazes de reuperar oerro de predição de forma mais adequada possível para todo tipo de anal. Nesteponto, a dissertação traz algumas ontribuições originais em relação aos trabalhosmenionados. A primeira é o emprego de estruturas reorrentes (MLP reorrente erede de estados de eo), que são as únias apazes de desonvoluir anais que geramestados oinidentes (Montalvão et al., 1999), pois armazenam informações sobreos símbolos transmitidos no passado, desfazendo os estados dúbios dessa lasse deanais.A segunda ontribuição original é o uso de um algoritmo baseado em sistemasimunológios arti�iais (SIA), que, devido ao seu aráter populaional e a seus



40 CAPÍTULO 3. ESTRUTURAS N�O LINEARESmeanismos de mutação e seleção, possui apaidade de busa loal e global. Essasaraterístias são importantes uma vez que, devido à não linearidade da estru-tura, a função usto, através da qual oorre o ajuste dos oe�ientes, é altamentemultimodal. Além disso, omo serão empregados �ltros om realimentações, existesempre a ameaça de on�gurações instáveis devido à natureza dinâmia do sistema.A onvergênia para mínimos que levam a desempenhos pobres ou instáveis é ontor-nada pelo algoritmo imunológio e deve ser evitada, pois não permite que se extraiao real potenial do �ltro proposto. As araterístias de ada algoritmo estudadono trabalho são apresentadas no apítulo 4.



4Algoritmos de adaptação
Conforme disutido anteriormente, estruturas não-lineares reorrentes serão uti-lizadas no trabalho para superar a limitação estrutural presente em �ltros de erro depredição lineares, e, assim, onseguir desonvoluir o sinal da fonte em um domíniomais amplo de anais, não se restringindo aos anais de fase mínima ou máxima.Entretanto, o êxito do �ltro na reuperação do sinal depende da determinação ade-quada dos seus parâmetros, o que é um fator ompliante em estruturas não-lineares,pois a função usto, através da qual oorre o ajuste dos oe�ientes da rede, é alta-mente multimodal, e a onvergênia para mínimos loais ruins é indesejável, já quea on�guração da rede assoiada a este tipo de mínimo tende a produzir um desem-penho insatisfatório e não re�etir o real potenial da proposta, onforme desritoem (Pearlmutter, 1995).Neste apítulo, serão apresentados os algoritmos utilizados na adaptação dos o-41



42 CAPÍTULO 4. ALGORITMOS DE ADAPTAÇ�Oe�ientes dos �ltros empregados no trabalho: o algoritmo real-time reurrent learn-ing (RTRL), baseado no lássio método do gradiente, e um algoritmo pertenenteà lasse dos sistemas imunológios arti�iais (SIAs).O RTRL é um dos algoritmos mais onheidos para adaptação de estruturasnão lineares reorrentes. Ao longo do apítulo, será visto que o RTRL alula demaneira bastante e�iente estimativas do gradiente, mas apresenta alguns problemasomo: onvergênia lenta, dependênia do ponto de iniialização, e, prinipalmente,instabilidade.O desempenho da rede neural reorrente ajustada por um SIA, por sua vez,é o prinipal foo de estudo da dissertação. Embora a omplexidade do SIA sejamaior, a sua esolha justi�a-se por a abordagem apresentar um equilíbrio entremeanismos de busa loal e global, trazendo um erto grau de robustez e umaapaidade de evitar a onvergênia para ótimos loais e on�gurações instáveis, oque é importante no ontexto de estruturas reorrentes.4.1 Algoritmo Baseado em GradienteAs ténias de aprendizado baseadas no álulo do gradiente são, provavelmente,as mais onheidas e empregadas na adaptação de RNAs. Existem dois grupos deténias que são utilizadas no treinamento de redes neurais reorrentes: as que al-ulam diretamente o gradiente, usuais em �ltragem adaptativa não-linear, e as deretropropagação reorrente, empregadas em apliações que não demandam proes-samento em tempo real (Mandi & Chambers, 2001).O algoritmo real-time reurrent learning (RTRL) (Williams & Zipser, 1989) éuma ténia que utiliza o álulo direto do gradiente, e, omo o próprio nome india,o ajuste dos pesos da rede é feito em tempo real, isto é, oorre ao mesmo tempo emque a rede proessa o sinal. Para atualizar os pesos em tempo real, o algoritmo utilizaestimativas instantâneas do gradiente, ao ontrário das ténias de retropropagaçãoreorrente, que alulam as derivadas pariais ao longo de toda a história da rede.Em omparação om redes feedforward, em redes reorrentes, a omplexidade do



4.1. ALGORITMO BASEADO EM GRADIENTE 43álulo da regra da adeia é maior, uma vez que este não termina ao se atingir aamada de entrada. Como há, na amada de entrada, os sinais de saída da própriarede em instantes anteriores, que, por sua vez, são funções dos pesos da rede, éneessário ontinuar om o proesso até que se hegue no vetor de entrada om oqual a rede foi iniializada. O RTRL simpli�a o álulo do gradiente, pois suaestimativa não onsidera todo esse histório, mas somente uma parte mais reente.A seguir, a dedução do algoritmo RTRL, para a estrutura de RNA usada notrabalho, será apresentada, e, na �gura 4.1, os prinipais elementos são indiadospara failitar a ompreensão da dedução.
+1

x(n-1)

e(n-1)

y(n)

d(n)

+
- e(n)

Z-1

ξ1

ξ2

ξp

+1

in

in

in

ξξξξ(n)

Figura 4.1: Parâmetros da rede neural utilizadas pelo RTRLReesrevendo a equação (2.28), o sinal de erro na saída do FEP é dado por:
e(n) = d(n)− y(n).Como o sinal desejado d(n) é um sinal independente, derivando o sinal de erro emrelação a um vetor de pesos wi tem-se:
∂e(n)

∂wi

= −
∂y(n)

∂wi

. (4.1)O sinal y(n) é gerado pela amada de saída da RNA, que no trabalho é apenas um



44 CAPÍTULO 4. ALGORITMOS DE ADAPTAÇ�Oombinador linear, uja operação é dada pela seguinte equação:
y(n) = wT

o ξin(n), (4.2)em que wT
o é o vetor de pesos do neur�nio de saída e ξin é o seu vetor de entrada,formado pelo sinal de bias +1 e pelas saídas de todos os M neur�nios da amadaintermediária, ξin1 (n), ξin2 (n), . . . , ξinM(n):

ξin(n) =










1

ξin1 (n)...
ξinM(n)










(M+1×1)

(4.3)
A derivada do sinal de saída do preditor em relação aos pesos da amada de saídaé dada por:

Λo(n) =
∂y(n)

∂wo

= ξin T (n) +wT
o

∂ξin(n)

∂wo

(4.4)Resolvendo a derivada parial do último termo da equação (4.4),
∂ξin(n)

∂wo

=










∂1
∂wo

∂ξin
1

(n)

∂wo...
∂ξin

M
(n)

∂wo










(M+1×M+1)

, (4.5)
em que, para o sinal de bias:

∂1

∂wo

=
[

0 0 . . . 0
]

(1×M+1)
, (4.6)e para ada neur�nio da amada intermediária i = 1, 2, . . . ,M :

∂ξini (n)

∂wo

= ϕ′(wT
i ξ(n))

[

0 +wT
i

∂ξ(n)

∂wo

]

, (4.7)na qual pesos do i-ésimo neur�nio são representados pelo vetor wi e a derivada dafunção de ativação por ϕ′(·). O termo nulo da equação (4.7) orresponde ao ponto



4.1. ALGORITMO BASEADO EM GRADIENTE 45do algoritmo em que é feita uma simpli�ação, na qual se espera que o desempenhodo algoritmo não seja afetado de forma signi�ativa, pois o vetor wi será onsideradoindependente de wo, embora, na realidade, sabe-se que a adaptação dos oe�ientesde uma amada está relaionada ao erro obtido om uma dada on�guração de pesosde wo.O sinal de entrada da rede é dado por:
ξ(n) =







e(n− 1)

1

x(n− 1)







(L+r+1×1)

, (4.8)em que e(n−1) = [e(n−1), . . . , e(n− r)]T é o vetor de realimentações, e x(n−1) =

[x(n− 1), . . . , x(n− L)]T é o vetor ontendo amostras do sinal x(n).Como o sinal de entrada da rede, apresenta realimentações, é neessário ontinuaralulando a derivada parial na equação (4.7), pois os sinais realimentados sãofunções do vetor de peso wo:
∂ξ(n)

∂wo

=















∂e(n−1)
∂wo,0

∂e(n−1)
∂wo,1

. . .
∂e(n−1)
∂wo,M

∂e(n−2)
∂wo,0

∂e(n−2)
∂wo,1

. . .
∂e(n−2)
∂wo,M... ... ... ...

0 0 . . . 0... ... . . . ...
0 0 . . . 0















(L+r+1×M+1)

. (4.9)
Na matriz (4.9), as linhas nulas orrespondem à derivada do sinal de bias e do vetor
x(n − 1), que são independentes do vetor peso wo. O k−ésimo elemento do vetor
wo é representado por wo,k. Observe que, onforme a equação (4.1), a derivada dosinal e(n) pode ser esrita em função do sinal y(n). Logo, a matriz (4.9) é reesritaa partir de valores atrasados da equação (4.4):

∂ξ(n)

∂wo

=







−∂y(n−1)
∂wo

−∂y(n−2)
∂wo... 




=







−Λo(n− 1)

−Λo(n− 2)... 





(4.10)



46 CAPÍTULO 4. ALGORITMOS DE ADAPTAÇ�OComo algumas posições de (4.9) são nulas, a multipliação wT
i

∂ξ(n)
∂wo

é equivalente à
wT

i(rec)
∂ξ(n)
∂wo

, em que wi(rec) orresponde apenas aos pesos da parte reorrente de wi.Substituindo então na equação (4.7):
∂ξini (n)

∂wo

= ϕ′(wT
i ξ(n))w

T
i(rec)







−Λo(n− 1)

−Λo(n− 2)... 





(4.11)Esrevendo para todos os neur�nios juntos:
∂ξin(n)

∂wo

=












0 0 . . . 0

ϕ′(wT
1 ξ(n)) 0 . . . 0

0 ϕ′(wT
2 ξ(n)) . . . 0... ... . . . ...

0 0 0 ϕ′(wT
Mξ(n))












︸ ︷︷ ︸

Φ

Wrec







−Λo(n− 1)

−Λo(n− 2)... 




,

(4.12)na qual, a primeira linha da matriz Φ orresponde à derivada do bias, e Wrec or-responde à matriz om os pesos orrespondente ao sinal realimentado de todosos neur�nios. Por �m, fazendo a substituição na equação (4.4), a atualização doneur�nio da amada de saída é:
Λo(n) = ξin T (n) +wT

o ΦWrec







−Λo(n− 1)

−Λo(n− 2)... 




. (4.13)Seguindo o mesmo proedimento, é feita a retropropagação do erro nos pesos daamada intermediária. O vetor dos sinais gerados pela amada intermediária é:

ξin(n) =







ϕ(wT
1 ξ(n))...

ϕ(wT
Mξ(n))






. (4.14)



4.1. ALGORITMO BASEADO EM GRADIENTE 47A derivada do sinal de saída do preditor em relação ao peso j da amada inter-mediária é:
Λj(n) =

∂y(n)

∂wj

=
∂(wT

o ξ
in(n))

∂wj

=

(

0 +wT
o

∂ξin(n)

∂wj

) (4.15)Resolvendo a derivada do último termo da equação (4.15):
∂ξin(n)
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1
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ϕ′(wT

j ξ(n))
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. (4.16)
Aproveitando o mesmo raioínio no álulo de (4.9) e de (4.10), para substituir em(4.15):
∂ξin(n)

∂wj

=












0 0 . . . 0

ϕ′(wT
1
ξ(n)) 0 . . . 0

0 ϕ′(wT
j ξ(n)) . . . 0... ... . . . ...

0 0 0 ϕ′(wT
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−Λj(n− 1)
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.

(4.17)Fazendo as substituições de (4.17) em (4.15), obtém-se a atualização do neur�nio jda amada intermediária:
Λj(n) = wT

o Φ






Uj +Wrec







−Λj(n− 1)

−Λj(n− 2)... 











, (4.18)em que Φ é uma matriz (M + 1) × M , uja diagonal é omposta pelas derivadaspariais da função de ativação om respeito a seus argumentos, avaliados emwT
i ξ(n),enquanto Uj é uma matriz (M × L + r + 1) ujas linhas são todas nulas, exeto alinha j, que é igual ao transposto do vetor ξ(n).



48 CAPÍTULO 4. ALGORITMOS DE ADAPTAÇ�OPara ompletar a desrição do algoritmo, é neessário relaionar os vetores Λj e
Λo ao gradiente da superfíie de erro em relação aos pesos wi.Como o algoritmo se baseia no método steepest desent (Haykin, 2002), a esti-mativa do gradiente é feita a partir do erro quadrátio instantâneo:

E(n) =
1

2
e2(n), (4.19)Para que a função usto seja minimizada, deriva-se o erro quadrátio instantâneoem relação ao vetor de pesos:

∂E(n)

∂wi

=

(
∂e(n)

∂wi

)

e(n)

= −

(
∂y(n)

∂wi

)

e(n)

= −Λi(n) e(n),

(4.20)em que, Λi = Λo se o neur�nio for de saída, ou Λi = Λj se for da amada inter-mediária. Assim, o ajuste sobre o vetor de pesos wi(n) é:
∆wi(n) = −η

∂E(n)

∂wi

= ηΛi(n) e(n), (4.21)em que η é o parâmetro de aprendizado. No quadro 4.1.1 é apresentado um resumodo algoritmo RTRL, para uma RNA om uma amada intermediária e um neur�niolinear de saída.O uso do gradiente instantâneo gera uma diferença de desempenho em relaçãoaos algoritmos que alulam o verdadeiro gradiente. Essa diferença não é de tododistinta da que existe entre a abordagem exata de Wiener e o álulo aproximadodo algoritmo steepest deent (Haykin, 1999), e diminui à medida que o parâmetrode aprendizado η é reduzido. A redução do valor de η permite que estimativasdo gradiente sejam feitas após mudanças pequenas na dinâmia da rede, evitandoaproximações exessivamente inorretas, que podem gerar instabilidades no pro-esso. Entretanto, existem algumas desvantagens nesta abordagem, pois o uso devalores pequenos de η torna lenta a onvergênia do algoritmo. Além disso, al-goritmos baseados no gradiente são dependentes do ponto de iniialização, o que



4.2. EVOLUÇ�O E SISTEMAS IMUNOLÓGICOS ARTIFICIAIS 49pode levar à onvergênia para mínimos loais ruins. Busando ontornar proble-mas araterístios de ténias baseadas em gradiente, será apliado no trabalho umalgoritmo imunológio voltado para otimização em espaços ontínuos. Na próximaseção, será visto que o algoritmo evita as ompliações do álulo reorrente do gra-diente, e, devido ao seu aráter populaional e a meanismos de busa loal e global,possui robustez a soluções instáveis e à onvergênia para mínimos loais ruins.4.2 Evolução e Sistemas Imunológios Arti�iais4.2.1 Inspiração EvolutivaA omputação evolutiva é um ampo de pesquisa que se inspira em ideias daevolução biológia no intuito, por exemplo, de desenvolver métodos de solução deproblemas omplexos, onforme desrito em (Castro, 2006). Algoritmos evolutivostêm origem oneitual numa orrente de pensamento e estudos dentre os quais sedestaa o trabalho de Charles R. Darwin (Darwin, 1859). Segundo a teoria deDarwin, o proesso evolutivo tem omo prinipal agente modi�ador a seleção na-tural, que, na luta pela sobrevivênia travada entre os seres vivos, leva à tendêniade preservação de variações favoráveis e de desapareimento das não favoráveis nourso da história biológia, onforme menionado em (Futuyma, 2003).Esse novo paradigma foi muito importante, tendo levado a mudanças nos rumosda Biologia e gerado muita polêmia no meio ientí�o, inlusive om reperussão noampo religioso. No meio ientí�o, porque era quase unânime na époa a hipótesede que as espéies eram imutáveis, isto é, de que todos os seres mantinham as mesmasaraterístias herdadas de seus genitores. No religioso, onfrontava om a teoriado riaionismo, por sugerir a existênia de uma outra �força�, além da divina, nariação das espéies.O trabalho de Darwin trouxe uma nova visão, mas ainda não se sabia omo eramtransmitidas as variações oorridas aos desendentes. As respostas vieram posteri-ormente, om a redesoberta dos trabalhos sobre genétia de Mendel, o que deu



50 CAPÍTULO 4. ALGORITMOS DE ADAPTAÇ�OQuadro 4.1.1 Algoritmo RTRL.Parâmetros:
L+ r + 1 = dimensão do vetor de entrada;
M = número de neur�nios da amada intermediária;
wj,k = k−ésimo peso sináptio do neur�nio se saída, se j = o, ou da amada inter-mediária, se j = 1, 2, . . . ,M .Iniialização:1. Atribua valores próximos de zero e uniformemente distribuídos para os pesossináptios;2. Iniialize o vetor de realimentações e(0) om valores nulos;3. Iniialize o vetor Λ(0) om valores nulos também.Computação: para n = 1, 2, . . .1. Realize o proessamento do sinal de entrada ao longo da rede;2. Atualização dos parâmetros:

Λo(n) = ξin T (n) +wT
o ΦWrec







−Λo(n− 1)

−Λo(n− 2)... 




;

Λj(n) = wT
o Φ






Uj +Wrec







−Λj(n− 1)

−Λj(n− 2)... 











;

e(n) = d(n)− y(n);

∆wi(n) = ηΛi(n) e(n).



4.2. EVOLUÇ�O E SISTEMAS IMUNOLÓGICOS ARTIFICIAIS 51origem à atual síntese da teoria da evolução, à qual se assoiam pontos importantesomo (Futuyma, 2003):
• As populações ontêm variações genétias geradas por mutações aleatórias ereombinação;
• As populações evoluem por meio de mudanças nas frequênias gênias trazi-das por fen�menos omo deriva, �uxo gênio, e, prinipalmente, pela seleçãonatural.A mutação, a reombinação e a seleção natural são meanismos fundamentaispara a geração e manutenção de araterístias boas e eliminação das ruins nas popu-lações. Estes meanismos podem ser interpretados essenialmente omo um proessode otimização, o que inspirou a riação dos algoritmos evolutivos. Existem diversostipos de algoritmos evolutivos, sendo possível apontar quatro vertentes lássias:algoritmos genétios, estratégias evolutivas, programação evolutiva, e programaçãogenétia (Castro, 2006).A apliação dos algoritmos evolutivos em problemas de engenharia teve iníio apartir da déada de 50 e os bons desempenhos obtidos em tarefas omplexas onso-lidaram e difundiram o seu uso em diversos ampos. No ontexto deste trabalho, dedesonvolução de fontes, o emprego de algoritmos evolutivos na adaptação de equa-lizadores e preditores é interessante por possuir algumas vantagens sobre algoritmoslássios baseados em gradiente, omo o favoreimento à onvergênia para míni-mos loais de melhor qualidade, uma vez que possuem um interessante equilíbrioentre busa loal e global; a apaidade de evitar soluções que levam à instabilidade,as quais podem oorrer no deurso do emprego de ténias baseadas em gradientequando se adaptam �ltros reorrentes; e a ausênia da neessidade de realizar o ál-ulo omputaional do gradiente e de lidar om aproximações numérias que podemlevar à instabilidades.



52 CAPÍTULO 4. ALGORITMOS DE ADAPTAÇ�O4.2.2 Sistemas Imunológios Arti�iaisO algoritmo utilizado no trabalho é um algoritmo evolutivo1 inspirado na or-ganização e no funionamento dos sistemas imunológios dos vertebrados. O sis-tema imunológio tem omo função proteger o organismo da invasão de agentes(patógenos) ausadores de doenças ou que omprometem o funionamento adequadodo organismo. Para realizar tal tarefa, onta om élulas de defesa, os linfóitos, queirulam pela orrente sanguínea e são responsáveis pelo reonheimento e destruiçãodos patógenos.Devido à grande diversidade de possíveis invasores e à inviabilidade de que seonheçam as araterístias de todos eles, no sistema imunológio, existem doismeanismos omplementares de defesa: uma parte inata e uma adaptativa, on-forme indiado em (Castro, 2006). A parte inata fornee uma proteção imediata,reagindo, em geral, à maioria dos orpos estranhos, enquanto a parte adaptativapossui meanismos mais re�nados, apazes de promover modi�ações na estruturade iteração químia om as moléulas dos antígenos2. Partiularmente, a parteadaptativa é a mais relevante para a onstrução de uma ferramenta de busa, poisé nela que oorre o proesso de aprendizado.No sistema imunológio, o proesso de aprendizado, de maneira simpli�ada,oorre da seguinte maneira: quando há o reonheimento do antígeno pelas élulasde defesa, é disparado um proesso de sereção de antiorpos (substânia apaz deneutralizar a ação do antígeno), e, ao mesmo tempo, oorrem repliações das élulasque tiveram maior a�nidade, para gerar um onjunto de ópias apaz de seretar1Um algoritmo imunológio pode ser onsiderado um algoritmo evolutivo, pois a adaptaçãoveri�ada no sistema imunológio pode ser interpretada omo evolução em esala mirosópia.Note, entretanto, que há uma diferença oneitual entre algoritmos imunológios e evolutivos.No primeiro, a teoria da evolução é utilizada apenas para expliar o omportamento do sistema,ao ontrário dos algoritmos evolutivos ujo desenvolvimento é totalmente baseado na teoria daevolução (Castro & Timmis, 2002).2Antígeno é a denominação dada à porção dos patógenos que desenadeia uma resposta imuneno sistema imunológio



4.2. EVOLUÇ�O E SISTEMAS IMUNOLÓGICOS ARTIFICIAIS 53mais antiorpos adequados ao antígeno identi�ado. Esse proesso é onheido porseleção lonal, e apresenta similaridades om o proesso de seleção natural, poisélulas de defesa mais e�ientes são as que tendem a ser seleionadas.Entretanto, somente a repliação da élula bem-suedida não é su�iente paraque as élulas iniiais se desenvolvam e se tornem aptas a reonheer om maispreisão os antígenos. De fato, as élulas de defesa sofrem, durante a etapa dedivisão elular, mutações inversamente proporionais à a�nidade (�tness) om oantígeno, num proesso denominado maturação de a�nidade, em que, quanto menosefetiva a élula for, mais sujeita à mutação ela estará. Além desses meanismos,o sistema imunológio ainda onta om um engenhoso esquema de introdução dematerial signi�ativamente novo no repertório das élulas de defesa, hamado deedição de reeptores.Os sistemas imunológios arti�iais (SIAs) foram desenvolvidos onsiderandoas araterístias, os proessos e os modelos dos sistemas imunológios reais. Notrabalho, será empregada uma versão modi�ada do algoritmo imunológio CLON-ALG, desenvolvido por de Castro e Von Zuben (Castro, L. N. de, Von Zuben, F. J.,2002), no sentido de realizar otimização de variáveis reais. O CLONALG inorporaaraterístias derivadas da teoria da seleção lonal, omo seleção proporional àa�nidade, edição de reeptores e mutação.Realizando as devidas analogias entre o sistema imunológio e o algoritmo, aestrutura que de�ne as iterações entre as élulas de defesa e os antígenos orrespondeao vetor de parâmetros do �ltro. Este vetor de parâmetros se relaiona om a idéiade um espaço de formas de natureza real, uja desrição é dada om mais detalhesem (Castro & Timmis, 2002). A a�nidade entre antiorpo e antígeno, por sua vez,é traduzida pela função usto JFIT , que é uma medida de qualidade da estimaçãoobtida om uma determinada on�guração do vetor de parâmetros do �ltro. Como,originalmente, os SIAs foram propostos para tratar problemas de maximização, e,em geral, deseja-se minimizar uma função usto em problemas de �ltragem, a medida



54 CAPÍTULO 4. ALGORITMOS DE ADAPTAÇ�Ode a�nidade é então esrita omo:
JFIT =

1

1 + Jcusto

. (4.22)Na iniialização do algoritmo, gera-se um onjunto de vetores om oe�ientesaleatórios, o que orresponde à fase de produção elular na medula. O onjuntode élulas passa pelo primeiro laço do algoritmo, no qual é avaliada a a�nidadede ada vetor de parâmetros em relação à minimização de Jcusto. Na etapa de se-leção lonal e expansão, surge a primeira diferença entre o algoritmo utilizado ea proposta original: no CLONALG, somente os elementos de maior a�nidade sãoseleionados para produzir lones, e a quantidade de lones gerada é também pro-porional à a�nidade, ao passo que, no algoritmo usado neste trabalho, todos oselementos produzem lones e na mesma quantidade.Em seguida, no proesso de maturação de a�nidade, ada lone sofre uma mu-tação inversamente proporional à a�nidade da sua élula geradora: quanto maior aa�nidade, menor é a intensidade de mutação sofrida pelos seus lones, e vie-versa.Calula-se a a�nidade dos lones, e o melhor indivíduo de ada grupo, formado pelaélula geradora e seus lones, é mantido na população, sendo os restantes eliminados.Além desses proessos, ainda há a representação do meanismo de edição de reep-tores, na qual, após determinados períodos de tempo, os elementos om a�nidadebaixa são substituídos por outros aleatórios. Note, no entanto, que a eliminação eintrodução dos indivíduos é feita de forma que a população tenha tamanho �xo. Olaço de repetição termina neste ponto, e é repetido até que se atinja o ritério deparada. No quadro 4.2.1, uma visão mais estruturada do algoritmo é apresentada.No esquemátio, o proesso de mutação oorre no passo 3.2, em que as ópiasdo vetor de parâmetros sofrem uma modi�ação aleatória e proporional ao valorde α, que é função do valor inverso do parâmetro de ontrole de mutação β e de-ai exponenialmente om o valor da a�nidade. Nessa etapa e em 3.3 e 3.4, oalgoritmo realiza um e�iente meanismo de busa loal (embora também haja umerto potenial de busa global na mutação). No passo 3.5, há um aumento deisivono potenial de busa global pela inserção de elementos aleatórios na população,



4.2. EVOLUÇ�O E SISTEMAS IMUNOLÓGICOS ARTIFICIAIS 55permitindo a exploração de novas regiões do espaço.Embora o algoritmo seja inspirado no CLONALG, algumas araterístias foramextraídas de um outro algoritmo imunológio, a opt-aiNet (Castro & Timmis, 2002),omo o uso da odi�ação real e a inlusão de proporionalidade da mutação omrespeito à a�nidade na variânia das amostras das gaussianas empregadas.Resumindo o que foi visto nesta seção, a opção pelo emprego de um paradigmaevolutivo na adaptação dos oe�ientes do �ltro do trabalho é justi�avél, pois pos-suem algumas vantagens e trazem um ganho substanial em relação à abordagemlássia baseada no gradiente, omo, por exemplo:
• O algoritmo imunológio realiza uma busa e�iente do ponto de vista deonvergênia global, pois os esquemas de busa populaional ontrolados pormeanismos de manutenção de diversidade permitem uma ampla exploraçãono espaço da função usto e uma grande hane de esapar de mínimos loaispobres;
• O funionamento do algoritmo não depende do álulo do gradiente, basta queseja possível alular o usto assoiado às soluções que emergirem durante oproesso de busa para que a ténia opere adequadamente;
• O algoritmo é robusto a soluções instáveis, pois a estes estão assoiados va-lores de a�nidade baixos e, onsequentemente, possuem a tendênia de seremeliminados, não interferindo na qualidade das boas soluções.Neste ponto do apítulo, é �nalizada não apenas a desrição teória do algoritmode adaptação, mas de todos os aspetos da proposta da dissertação. No próximoapítulo, serão realizadas diversas simulações para veri�ar o desempenho das es-truturas reorrentes e, assim, onstruir as onlusões do trabalho.
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Quadro 4.2.1 Algoritmo Imunológio.1. Iniialize uma população de NA élulas aleatoriamente;2. Calule a a�nidade de ada élula da rede;3. While não é atingida a k−ésima geração do:3.1 Produza Nc lones para ada élula;3.2 Mantenha a élula original e aplique um proesso de mutação a ada loneseguindo as equações:

c′ = c+ αY (0, 1)

α =
1

β
exp(−JFIT )

(4.23)em que c′ é o lone modi�ado, Y (0, 1) é uma variável aleatória gaussianade média nula e variânia unitária, β é um parâmetro de ontrole e JFITjá é o valor da a�nidade normalizada para estar no intervalo [0,1℄.3.3 Mantenha na população apenas a melhor solução de ada grupo formadopelo indivíduo e seus lones;3.4 Determine o melhor indivíduo, ou seja, o que possui a maior a�nidade dapopulação inteira;3.5 A ada t iterações, elimine os m elementos da população om os menoresvalores de a�nidade e introduza no lugar indivíduos gerados aleatoria-mente;4. End while



5Simulações e Resultados
Em (Cavalante, 2001) e (Ferrari, 2005), o ritério de minimização do erroquadrátio médio de predição se apresentou omo um paradigma sólido para a adap-tação não supervisionada de �ltros não lineares, sendo que, no segundo trabalho,é omprovada a equivalênia entre o preditor fuzzy e o estimador de mínimo erroquadrátio médio (MMSE).Com a fundamentação do ritério preditivo para a adaptação não supervisionadade estruturas não lineares, no nosso trabalho, as ontribuições originais se relaionampartiularmente à avaliação dos benefíios trazidos pelo uso de estruturas reorrentesde predição e, também, ao emprego de omputação evolutiva na adaptação dessasestruturas.A �m de veri�ar o desempenho da estrutura reorrente, neste apítulo, seráapresentado um onjunto de simulações e os resultados obtidos. Os enários das57



58 CAPÍTULO 5. SIMULAÇÕES E RESULTADOSsimulações esolhidas são divididos nas seguintes partes: na primeira, veri�a-se asdiferenças entre o desempenho de uma estrutura feedforward e uma reorrente, emrelação a diversos modelos de anais: de fase mínima, máxima, mista e om estadosoinidentes. Na segunda etapa, os �ltros feedforward e reorrente são testados numontexto em que há ruído brano gaussiano om vários níveis de SNR (do inglês,signal-to-noise ratio), para que seja analisada a robustez da estrutura reorrente àrealimentação de valores orrompidos. No enário seguinte, é feita uma ompara-ção entre algoritmos de adaptação: testam-se o algoritmo RTRL, que se baseia nométodo lássio do gradiente, e é um dos algoritmos mais empregados na literaturapara redes não lineares reorrentes, e o algoritmo imunológio, que é um dos prini-pais elementos de estudo deste trabalho. São realizadas também simulações om aestrutura do �ltro sendo uma rede de estados de eo, que apresenta uma dinâmiabastante diferente e araterístias interessantes em relação à rede neural MLP.5.1 Parâmetros de simulação5.1.1 Fonte de informaçãoNas simulações, o sinal s(n) gerado pela fonte de informação onsiste de uma se-quênia de variáveis aleatórias disretas, independentes e identiamente distribuídas(i.i.d.), pertenentes a um alfabeto �nito A. Quando neessário, a notação vetorialutilizada para representar uma sequênia �nita s(n) será:
s(n) =

[

s(n) s(n− 1) . . . s(n−N + 1)
]T

, (5.1)em que n representa o índie temporal e N é o número total de amostras. No asode haver neessidade de atribuir valores determinístios às variáveis aleatórias, seráseguida a seguinte notação:
sj(n) =

[

s0 s1 . . . sN−1

]T (5.2)em que o subsrito j orresponde a uma determinada realização do proesso e osvalores s0, s1,. . ., são de�nidos em A. Em todas as simulações, a fonte empregada é



5.1. PARÂMETROS DE SIMULAÇ�O 59disreta e a modulação é BPSK.5.1.2 Estados do analA transmissão de sequênias, om valores disretos e pertenentes a um alfabeto�nito, por um anal FIR sem ruído, gera também um onjunto �nito de saídas que oanal pode assumir. Este onjunto é denominado estados do anal e os seus valoresdependem dos oe�ientes do anal e do número de dimensões de estados que sedeseja onsiderar. Para a determinação dos estados do anal, onsidere a matriz deonvolução de�nida omo:
H =










h0 h1 . . . hK−1 0 . . . 0 . . . 0

0 h0 . . . hK−2 hK−1 . . . 0 . . . 0... ... . . . . . . . . . ... ... ...
0 0 . . . . . . . . . . . . h0 . . . hK−1










,H ∈ C
m×(m+K−1), (5.3)em que K é o número de oe�ientes do anal e m é o número de dimensões usadaspara representar o estado do anal.O sinal da fonte é disposto na matriz S, de maneira que ada oluna da matrizrepresenta uma das Sm+K−1 ombinações de m+K − 1 símbolos da fonte, sendoque S representa o número de símbolos do alfabeto A. Assim, os estados do analsão obtidos fazendo-se:

C = HS. (5.4)Cada uma das olunas da matriz C representa um estado de dimensão m do anal.A seguir, será apresentado um exemplo ilustrativo.Exemplo 5.1:Considere que os símbolos transmitidos pela fonte de informação pertençam aoalfabeto A = {−1,+1} (modulação 2-PAM), a função de transferênia do anal seja
H(z) = 1 + 0.6z−1 e que se deseje alular os estados do anal de dimensão m = 2.



60 CAPÍTULO 5. SIMULAÇÕES E RESULTADOSNeste aso, omo K = 2 e S = 2, existem 22+2−1 = 8 estados, que podem ser obtidosa partir da equação (5.4):
C =

[

1 0.6 0

0 1 0.6

]

︸ ︷︷ ︸

H




















+1 +1 +1

+1 +1 −1

+1 −1 +1

+1 −1 −1

−1 +1 +1

−1 +1 −1

−1 −1 +1

−1 −1 −1




















T

︸ ︷︷ ︸

S

=




















1.6 1.6

1.6 0.4

0.4 −0.4

0.4 −1.6

−0.4 1.6

−0.4 0.4

−1.6 −0.4

−1.6 −1.6




















T

As olunas da matriz obtida representam os estados do anal, que, juntamente omas respetivas sequênias que as geraram, são representadas na tabela 5.1.Tabela 5.1: Estados do anal om H(z) = 1 + 0.6z−1 e m = 2.estado s(n) s(n-1) s(n-2) x(n) x(n-1)1 +1 +1 +1 1.6 1.62 +1 +1 -1 1.6 0.43 +1 -1 +1 0.4 -0.44 +1 -1 -1 0.4 -1.65 -1 +1 +1 -0.4 1.66 -1 +1 -1 -0.4 0.47 -1 -1 +1 -1.6 -0.48 -1 -1 -1 -1.6 -1.6
Os estados do anal são importantes para a análise do problema de desonvoluçãosob a perspetiva geométria. Na �gura 5.1(a), são mapeados os valores de erro de



5.1. PARÂMETROS DE SIMULAÇ�O 61predição em função da variação dos sinais de entrada, x(n) e x(n − 1), do FEP.A interseção da superfíie do erro de predição om o plano em que o erro é nulo,orresponde à fronteira de deisão entre a região de deisão pelo símbolo +1 ou −1.Na �gura 5.1(b), é representado este plano om os estados do anal e a fronteira dedeisão.
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(b) Estados e fronteira de deisão.Figura 5.1: Exemplo 5.1A fronteira de deisão é a saída do preditor variando-se o seu sinal de entrada
x(n−1). Em um FEP projetado om os parâmetros ótimos, a fronteira de deisão seloaliza entre os estados, separando, no aso do exemplo, a região em duas lasses:uma relaionada à reuperação do símbolo +1, que é rotulada de �+�, e uma lasserelaionada à reuperação do símbolo −1, que é rotulada de �◦�. Na tabela 5.1 osestados apresentados na entrada do FEP devem ser assoiados aos seguintes rótulos:

• Rótulo × (símbolo +1): estados 1, 2, 3 e 4;
• Rótulo ◦ (símbolo −1): estados 5, 6, 7 e 8.Fixando um valor de entrada do preditor, x(n − 1) , a determinação do sinal quefoi transmitido pela fonte oorre subtraindo o valor de x(n) reebido pelo valor dafronteira de deisão no ponto x(n − 1). Este proesso é representado pela equação



62 CAPÍTULO 5. SIMULAÇÕES E RESULTADOSdo erro de predição (2.28), que repetiremos aqui por onveniênia:
ep(n) = x(n)− x̂(n) = h0 s(n).Na �gura 5.1(b), o erro de predição é representado pela distânia entre o estado e afronteira. No aso dos estados 1 e 5, por exemplo, ambos apresentam x(n−1) = 1.6.Entretanto, para o estado 1, x(n) = 1.6, e a subtração é positiva e igual a +1, porsua vez, no estado 5, x(n) = −0.4, e a subtração é negativa e igual a −1.Um dos objetivos deste trabalho é veri�ar o ganho de desempenho ao se utilizarestruturas não lineares reorrentes. No proesso de equalização, sabe-se que o analque gera estados oinidentes é impossível de ser tratado por estruturas feedforward(Montalvão et al., 1999). No próximo exemplo, será expliado o que oorre om oanal de estados oinidentes e omo as realimentações ajudam na desambiguaçãodos estados.Exemplo 5.2:Considere a mesma fonte de informação do exemplo anterior, mas a função detransferênia do anal é H(z) = 1−1z−1. Os estados do anal serão alulados paradimensão m = 2. Neste aso, K = 2 e S = 2, totalizando 22+2−1 = 8 estados quesão dados por:

C =

[

1 −1 0

0 1 −1

]

︸ ︷︷ ︸

H∗




















+1 +1 +1

+1 +1 −1

+1 −1 +1

+1 −1 −1

−1 +1 +1

−1 +1 −1

−1 −1 +1

−1 −1 −1
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︸ ︷︷ ︸
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0 0
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2 0

−2 0

−2 2
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0 0
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As sequênias que geraram ada estado do anal são representadas na tabela 5.2.



5.1. PARÂMETROS DE SIMULAÇ�O 63Tabela 5.2: Estados do anal om H(z) = 1− 1z−1 e m = 2.estado s(n) s(n-1) s(n-2) x(n) x(n-1)1 +1 +1 +1 0 02 +1 +1 -1 0 23 +1 -1 +1 2 -24 +1 -1 -1 2 05 -1 +1 +1 -2 06 -1 +1 -1 -2 27 -1 -1 +1 0 -28 -1 -1 -1 0 0Note que os estados 1 e 8 são gerados por sequênias diferentes. No entanto,apresentam valores iguais. Como o FEP feedforward dispõem apenas das suas en-tradas para obter as informações e, assim, realizar a desonvolução, não é possívelpara o �ltro distinguir qual sequênia gerou o estado reebido. Na �gura 5.2, temosa distribuição dos estados do anal e a fronteira de deisão traçada pelo preditorminimizando o erro quadrátio médio. Os estados oinidentes são representadospelos rótulos �+� e �◦� sobrepostos. Como não é possível separá-los, mesmo aumen-tando as dimensões de entrada do �ltro, o máximo que a fronteira de deisão podefazer é separar equidistantemente os estados 4 e 5 que também apresentam o mesmosinal x(n− 1).Por esta razão, o uso de estruturas reorrentes é promissor, pois, devido à re-alimentação, existe uma memória interna na rede apaz de armazenar informaçõessobre símbolos passados, no aso s(n − 2) por meio de x(n − 2), que permite adistinção, no aso, da sequênia +1,+1,+1 da −1,−1,−1.Após a exposição sobre as araterístias da fonte e do anal, serão, en�m, apre-sentadas as simulações e analisados os resultados obtidos.
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Figura 5.2: Estados e fronteira de deisão para o exemplo 5.2.5.2 Estrutura feedforward e reorrenteNeste primeiro enário, os desempenhos da rede feedforward e reorrente, ambasadaptadas pelo SIA, são omparados e não será onsiderada a in�uênia do ruído,ou seja, o sinal da fonte sofre somente a in�uênia dos anais que são apresentadosa seguir.5.2.1 Canal de fase mínimaO anal de fase mínima esolhido para testes apresenta o seguinte vetor de oe-�ientes1:
hmin =

[

1 0.8 0.4
]T

. (5.5)Em relação aos outros anais, o anal de fase mínima é o mais simples do ponto devista de predição feedforward, pois ele pode ser equalizado por uma estrutura linear.Para que a análise seja mais ria, o anal esolhido apresenta a ondição de olho1Em todas as simulações, são onsiderados os valores normalizados dos anais. Entretanto, suasequações serão esritas sem a normalização para que os oe�ientes tenham uma representaçãonuméria mais simples.



5.2. ESTRUTURA FEEDFORWARD E RECORRENTE 65fehado, ou seja, mesmo sem ruído, a interferênia gerada pela IIS é severa o su�-iente para que os sinais enviados em outros instantes inter�ram signi�ativamenteno instante de amostragem do sinal de interesse, de maneira que, por exemplo, umsinal BPSK +1, após ser �ltrado pelo anal, pode apresentar um valor que orre-sponde à região de deisão pelo sinal −1.A determinação dos valores dos parâmetros da estrutura do preditor (númerode entradas, de neur�nios, realimentações et.) e do algoritmo imunológio é reali-zada de forma heurístia. Assim, os parâmetros foram ajustados através de váriassimulações, partindo de asos parimoniosos e modi�ando um parâmetro de adavez, para avaliar o efeito da sua variação no resultado �nal e a relação dele om osdemais parâmetros. Os valores dos parâmetros esolhidos estão listados na tabela5.3. Tabela 5.3: Parâmetros da rede e do algoritmo para ada anal.anais MLP entr reali neuro βsig β gen NA Nc

Hmin �orward 1 � 3 4 10/50/100 200/400/500 20 5reorrente 1 1 2 4 10/50/100 200/400/500 20 4
Hmax �orward 1 � 5 4 10/50/100 200/400/500 25 5reorrente 1 2 4 4 10/50/100 100/300/400 20 4
Hmis �orward 1 � 5 8 10/50/100 200/520/700 25 5reorrente 1 1 2 8 10/50/100 100/300/400 20 4
Hcoinc �orward 1 � 3 1 10/50/100 200/400/500 25 5reorrente 1 4 2 1 10/20/50 200/350/500 20 5Na tabela 5.3, as variáveis β e gen assumem mais que um valor e estão rela-ionadas. Cada valor de gen india até que geração deve ser onsiderado o valordo parâmetro de mutação β. No iníio do proesso de adaptação o valor de β ébaixo, isto é, a mutação é alta, pois deseja-se espalhar bem os indivíduos no espaçode busa e evitar a aglomeração deles em uma determinada região. Depois, nas



66 CAPÍTULO 5. SIMULAÇÕES E RESULTADOSgerações �nais, em que se espera que o algoritmo esteja próximo de uma soluçãopromissora, o valor da mutação diminui tornando a busa da solução mais re�nada.Uma vez de�nidos a estrutura do �ltro e os parâmetros do algoritmo a seremutilizados, as RNAs são adaptadas na fase de treinamento utilizando Ntr = 103amostras e, na fase de validação, são usadas Nva = 104 amostras para determinar oEQM:
EQM =

1

Nva

Nva∑

n=0

(ep(n)− h0 s(n))
2
. (5.6)Observe que o EQM, no aso, orresponde a uma média amostral do erro quadrátioentre o erro de predição e seu valor ideal, e não ao erro quadrátio médio de prediçãoem si. Na tabela 5.4, são listados, para ada estrutura, MLP feedforward e MLPom reorrênia, os valores mínimos, máximos e a média de 10 simulações. Noteque, no álulo da média, valores extremamente disrepantes de EQM não foramonsiderados.Tabela 5.4: Erro quadrátio médio de ada anal [×10−3].anais MLP min médio máx

Hmin �orward 1.1 3.6 10.3reorrente 0.47 3.7 7.4

Hmax �orward 0.55 5.0 35.3reorrente 1.0 3.2 51.4

Hmis �orward 0.72 2.7 184.9reorrente 0.16 3.7 8.6

Hcoinc �orward 192.4 201.7 210.4reorrente 1.9 6.1 113.7Conforme era esperado no aso do anal de fase mínima, ambas as estruturasreuperam o sinal desejado pratiamente sem IIS, atingindo valores baixos e bastantepróximos de EQM. Entretanto, omo a rede reorrente se utiliza de informações



5.2. ESTRUTURA FEEDFORWARD E RECORRENTE 67trazidas pela dinâmia, ela neessita de menos neur�nios para atingir o mesmo nívelde desempenho.Na �gura 5.3, são representados os estados do anal e as fronteiras de deisãoda MLP feedforward e do preditor MMSE. Note que, pela distribuição dos estadosdo anal de fase mínima, a fronteira de um preditor linear seria su�iente paraseparar os estados de forma que a deisão pelos símbolos +1 ou -1 fosse orreta,e é por isso que �ltros lineares são apazes de equalizar esse tipo de anal. Noentanto, sendo a fronteira de deisão do preditor linear uma reta, não é possívelpassar exatamente no meio dos estados (ponto no qual o sinal é reuperado semresíduo): assim, mesmo para anais de fase mínima, o FEP não-linear traz ganhosde desempenho para o problema de desonvolução de fonte. Observe também que omapeamento realizado pela MLP feedforward é muito próximo do ótimo determinadopelo MMSE, e, no aso do FEP, onstatou-se uriosamente que, om duas dimensõesde entrada, x(n)× x(n− 1), o número mínimo de neur�nios requeridos se relaionaom o número de �urvas� neessárias para que a fronteira passe pelo meio dosestados.
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Figura 5.3: Fronteira de deisão e estados de hmin



68 CAPÍTULO 5. SIMULAÇÕES E RESULTADOS5.2.2 Canal de fase máximaA resposta ao impulso do anal de fase máxima é dada por:
hmax =

[

1 1.4 1.8
]T

. (5.7)Canais de fase máxima podem ser equalizados por preditores lineares bakward,pois, ao ontrário do que oorre em anais de fase mínima, os últimos oe�ientesdo anal de fase máxima são os mais signi�ativos. Como o �ltro bakward, devidoa partiularidades estruturais, favoree a reuperação de atrasos maiores, o sinalobtido apresenta menos in�uênia da IIS e ontém a parela mais signi�ativa dapotênia do sinal transmitido pela fonte. Na proposta, são utilizados �ltros nãolineares e, devido à natureza da formulação, será reuperado apenas o sinal deatraso 0. A MLP feedforward, de fato, por seu aráter não linear, deve ser apaz deompensar a ação deste anal de fase máxima.Outra forma de se analisar o que está aonteendo é observar, na �gura 5.4, que,pela distribuição dos estados do anal de fase máxima, não é mais possível, paraum preditor linear feedforward, traçar uma fronteira de deisão separando os estadosorretamente. Um preditor linear bakward, por sua vez, é apaz de tratar os efeitosdo anal de fase máxima, pois a distribuição dos estados do anal muda onformeo atraso de predição adotado (Cavalante, 2001), e, neste aso, quando se adotamatrasos posteriores, os estados tornam-se linearmente separáveis.Novamente, a �exibilidade do mapeamento das redes não lineares é essenialpara a determinação de uma fronteira de deisão mais preisa. Na tabela 5.4,tem-se que os desempenhos das redes feedforward e reorrente são muito próximose, pela �gura 5.4, vê-se que a fronteira de deisão da MLP feedforward é similar àdo preditor ótimo MMSE, indiando que o �ltro atingiu um grau de performanepróximo do melhor possível.
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Figura 5.4: Fronteira de deisão e estados de hmax5.2.3 Canal de fase mistaA resposta ao impulso do anal de fase mista é dada por:
hmis =

[

0.5632 −0.7322 −0.3830
]T

. (5.8)Canais de fase mista apresentam, tipiamente, um oe�iente intermediário ommaior magnitude, diferentemente do que oorre muitas vezes om anais de fasemínima e de fase máxima. Sendo assim, quando é possível, proura-se reuperaro sinal om um atraso ondizente om essa araterístia. Uma maneira de sereuperar o sinal om atraso intermediário é utilizar uma asata de preditoreslineares (Ferrari, 2005), que, onforme visto na �gura 2.9, é basiamente ompostapor um preditor forward, responsável por tratar as interferênias posteriores emrelação ao instante de interesse, seguido por um bakward, que é enarregado deanelar as interferênias anteriores.Devido à não linearidade, espera-se que os �ltros não enontrem di�uldades, noaso de fontes disretas, para tratar anais de fase mista. De fato, observando a



70 CAPÍTULO 5. SIMULAÇÕES E RESULTADOS�gura 5.5 e o nível do erro na tabela 5.4, têm-se que as duas redes foram apazesde anelar pratiamente quase toda a IIS, apresentando-se omo uma interessantealternativa à asata de preditores lineares.No entanto, vale destaar que, em algumas simulações, a rede reorrente sofreualguns surtos de instabilidade. A razão da presença de instabilidades em algumassimulações não foi detalhadamente investigada neste trabalho, mas trata-se erta-mente de uma onsequênia da dinâmia estoástia do dispositivo.
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Figura 5.5: Sinal estimado e sinal desejado para hmis MLP feedforward (aima) ereorrente (abaixo).A importânia do ajuste das tangentes hiperbólias �a evideniado na tabela5.3, na qual o parâmetro βsig deve assumir valores maiores para atingir patamaresde erros baixos, pois, em alguns anais, omo é o aso neste enário, os estados sãomuito próximos, sendo favoráveis tangentes hiperbólias mais abruptas para que omapeamento seja possível.Durante as simulações, houve também a oorrênia eventual de realizações omvalores de EQM relativamente altos. Provavelmente, a ausa disso foi a onvergênia



5.2. ESTRUTURA FEEDFORWARD E RECORRENTE 71para mínimos loais insatisfatórios. Este tipo de oorrênia é ompreensível, e podese dar mesmo tendo sido os parâmetros do algoritmo SIA esolhidos om ritério,pois, embora o AIS possua um re�nado meanismo de busa global e loal, nãoexistem garantias absolutas de onvergênia para um número �nito de iterações,espeialmente quando se busa um uso parimonioso de reursos omputaionais.
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Figura 5.6: Evolução das a�nidades.Na �gura 5.6, são representadas, a título de ilustração do desempenho geral doalgoritmo imunológio, a a�nidade do melhor indivíduo (urva heia) e a a�nidademédia da população (urva traejada) de uma realização típia do FEP feedforward.A primeira urva mostra que a ténia de otimização onverge rapidamente, emera de 200 gerações, e se estabiliza em uma solução promissora, pois a urva semantém onstante mesmo havendo ainda mutações e inserções de novos indivíduos.A segunda urva mostra o potenial de manutenção de diversidade populaional daferramenta, indiado pela distânia em relação à urva da melhor solução, que evitaque todos os indivíduos se onentrem numa mesma região do espaço de busa. Aosilação na urva da a�nidade média é expliada pela inserção de novos indivíduos,prevista no passo 3.5 do algoritmo imunológio.



72 CAPÍTULO 5. SIMULAÇÕES E RESULTADOS5.2.4 Canal om estados oinidentesA resposta ao impulso do anal om estados oinidentes analisado é dada por:
hcoinc =

[

0.38 0.6 0.6 0.38
]T

. (5.9)Um anal om estados oinidentes é impossível de ser equalizado por uma es-trutura feedforward, mesmo que ela seja não linear. Neste aso, a informação sobre opassado do sinal, armazenada nas realimentações, arateriza a sequênia que gerouo estado, sendo essenial para eliminar ambiguidades dos estados oinidentes. Adistribuição dos estados do anal esolhido é representada na �gura 5.7. O anal deestados oinidentes esolhido orresponde ao anal de quatro oe�ientes que im-põe as distorções mais severas ao sinal transmitido, onforme apontado em (Proakis,1995).
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Figura 5.7: Fronteira de deisão e estados de hcoincA fronteira de deisão de um FEP feedforward, om estados de duas dimensões,e otimizado por um ritério de erro quadrátio médio, proura separar os estadosassoiados aos símbolos +1 e −1 e de forma equidistante. Quando estão assoia-dos apenas dois valores de estados para ada entrada do preditor, a fronteira de



5.2. ESTRUTURA FEEDFORWARD E RECORRENTE 73deisão pode ser oloada exatamente entre eles, permitindo a reuperação do errode predição, ep = h0 s(n). Entretanto, para a orreta reuperação do sinal em váriosestados que apresentam o mesmo sinal x(n − 1), a fronteira preisaria separar, aomesmo tempo, todos eles, o que não é possível em duas dimensões. O aumento donúmero de entradas então, permite a separação, pois os estados deixam de estaralinhados, mas, om o aumento de dimensões, a visualização grá�a dos estados nãoé mais possível.Os estados oinidentes, por sua vez, não deixam de existir mesmo om o au-mento do número de entradas do FEP feedforward. Sendo assim, a únia maneiraonsistente de se tratar este anal é utilizando reorrênia. Na tabela 5.4 e na �gura5.8, �a evidente o alto nível de erro obtido om a estrutura feedforward, ao passoque a estrutura reorrente atinge erros baixos de EQM e através de uma estruturaextremamente parimoniosa, somente 1 entrada, 4 realimentações e 2 neur�nios. Na�gura 5.9, observa-se que a rede reorrente onsegue reuperar pratiamente o sinalda fonte, on�rmando nossas expetativas quanto ao potenial da estrutura.
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Figura 5.8: Sinal estimado e sinal desejado para hcoinc MLP feedforward
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Figura 5.9: Sinal estimado e sinal desejado para hcoinc MLP reorrenteEmbora estruturas reorrentes tenham atingido um nível bastante satisfatório dedesempenho, vale ressaltar que eventuais omportamentos instáveis oorreram emalguns asos, omo mostra a �gura 5.10.5.3 Estruturas feedforward e reorrente om ruídoNa seção 5.2, veri�ou-se a relação entre os desempenhos da rede feedforward eda rede om reorrênia para diversos tipos de anais, sem onsiderar a in�uênia doruído. A presença do ruído será importante para observar a robustez de ambas asestruturas ante uma adaptação onduzida por sinais om �utuações aleatórias, e, noaso da rede reorrente, averiguar se existe uma oorrênia maior de instabilidadesdevido a onstantes realimentações de sinais desse tipo.Nas simulações, o ruído é onsiderado AWGN, om média zero e variânia ajus-tada de aordo om os vários valores de relação sinal-ruído (SNR, do inglês signal-to-noise ratio) onsiderados na simulação. A SNR (avaliada geralmente em deibéis)
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Figura 5.10: Sinal estimado e sinal desejado para hcoinc e MLP reorrente instável.relaiona a potênia do sinal reebido e a potênia do ruído, e é dada por:
SNR = 10 log10

(

σ2
x

∑K−1
i=0 |hi|

2 + σ2
r

σ2
r

) (5.10)em que σ2
x e σ2

r são as variânias do sinal transmitido e do ruído, respetivamente,e hi é o i-ésimo oe�iente da resposta ao impulso do anal.Os valores de SNR onsiderados são: 30, 20 e 16dB. O anal é o mesmo anal defase mista apresentado na equação (5.8), e os valores dos parâmetros do �ltro e doalgoritmo são os mesmos que foram usados no enário de fase mista, sem ruído, daseção anterior.Na �gura 5.11, observa-se que, para valores mais altos de SNR, o desempenhoda rede feedforward e da rede reorrente são próximos. Entretanto, à medida que aSNR diminui, a distânia entre as urvas aumenta, e a rede reorrente obtém valoresmenores de EQM, indiando sua maior robustez. Retomando a equação (3.9), emum enário sem ruído, ou seja, r(n − i) = 0, para i = 1, 2, 3, ..., toda informaçãoneessária para anelar a IIS em x(n) está disponível nas entradas. Por isso, os
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Figura 5.11: Grá�o EQM x SNR.desempenhos da rede feedforward e reorrente são pratiamente equivalentes, poisa informação trazida pela realimentação é redundante. No enário om ruído, poroutro lado, as IIS estão ontaminadas por ruído. Como o ruído é um sinal i.i.d., nãoé possível estimá-lo através de outras entradas atrasadas. Assim, o �ltro feedforwarddispõe apenas das entradas ruidosas para estimar x̂(n). Em uma rede reorrente, osinal s(n − 1), por exemplo, não está apenas na entrada x(n − 1), ele se enontratambém em ep(n − 1), o que gera uma diversidade da informações sobre s(n − 1),melhorando a estimativa de x̂(n) e diminuindo o EQM.Uma das preoupações om a realimentação de valores ruidosos é a geração deinstabilidade por onta disto. Entretanto, a oorrênia de eventos de instabilidadena rede reorrente foi observada na mesma proporção que no aso sem ruído, o queindia que esse fator não deve ser partiularmente rítio nesse sentido.Através da �gura 5.12, perebe-se que, om a diminuição da SNR, torna-se maisdifíil para a fronteira de deisão passar entre os estados do anal, pois a região deinerteza de um estado passa a se sobrepor à do estado mais próximo.
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Figura 5.12: Fronteira de deisão e estados de hmis, om ruído 16dB5.4 Algoritmos: RTRL e AISNesta seção, será feita uma omparação entre o desempenho do �ltro adaptadopelo algoritmo RTRL e pelo algoritmo imunológio. Como o objetivo da disser-tação se onentra na análise de FEPs reorrentes, que se mostraram esseniais notratamento de anais om estados oinidentes, será utilizado o mesmo enário dasubseção 5.2.4. Neste enário, o FEP adaptado pelo algoritmo imunológio foi apazde reuperar o sinal da fonte e om erros baixos, havendo então uma garantia quea on�guração do respetivo enário, listado na tabela 5.3, é apaz de desonvoluiro anal onsiderado. Assim, serão utilizados os mesmos parâmetros relaionados àestrutura da rede neural. Em relação aos parâmetros do algoritmo RTRL, foramutilizadas 104 amostras do sinal x e o passo de adaptação η = 0.001. Na �gura 5.13,são representados o sinal transmitido pela fonte e o sinal reuperado pelo FEP emuma realização om o melhor EQM obtido.Embora se observe no iníio uma onvergênia do algoritmo, não foi possívelseparar os sinais referentes ao símbolo +1 e −1. Na tabela 5.5, são listados os erros
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Figura 5.13: Sinal estimado e sinal desejado para hcoinc e adaptação pelo RTRL.mínimos, máximo e a média de 10 simulações. Os erros obtidos são muito altos, seomparados om o obtido pelo algoritmo imunológio. Em nenhum momento houvea onvergênia para um mínimo que levasse à reuperação do sinal da fonte e, em7 das 10 simulações, houve divergênia do algoritmo. Mesmo om a diminuição dopasso η ontinuou-se observando instabilidades por parte do algoritmo, e o ompor-tamento do sinal om o aumento do número de amostras indiava que não haveriaonvergênia por parte do algoritmo.Tabela 5.5: EQM dos algoritmos RTRL e AIS para Hcoinc.algoritmos min médio máxRTRL 0.1818 1.3304 2.0757AIS 0.0019 0.0061 0.1137A di�uldade na adaptação da rede está relaionada, em parte, ao tipo de anal.O anal de estados oinidentes onsiderado, hcoinc = [ 0.38 0.6 0.6 0.38 ]T , é



5.4. ALGORITMOS: RTRL E AIS 79o anal de quatro oe�ientes que gera as interferênias mais severas. Portanto,a sua desonvolução não é uma tarefa simples. Considerando o anal de estadosoinidentes do exemplo 5.2, observa-se, pela �gura 5.14, que houve a desonvoluçãoda fonte (EQM = 0.001), indiando que o algoritmo é apaz de operar orretamente.

0 1000 2000 3000 4000 5000 6000 7000 8000
−2

−1.5

−1

−0.5

0

0.5

1

1.5

2

amostras

a
m

p
lit

u
d
e

 

 

x̂(n)

h0s(n)

Figura 5.14: Sinal estimado e sinal desejado para anal do exemplo 5.2 e adaptaçãopelo RTRL.Embora tenham sido obtidos bons resultados em anais mais simples, as di�ul-dades tipiamente assoiadas a algoritmos baseados em gradiente emergiram duranteas simulações. Em geral, para haver onvergênia, foi preiso adotar um passo deadaptação bastante pequeno da ordem de 0.001. Em alguns asos, omo no ensaioom o anal mostrado em (5.9), não houve onvergênia do algoritmo. Por estasrazões, e prinipalmente por ter tido suesso no tratamento de todas as lasses deanais, o algoritmo imunológio mostrou-se uma boa alternativa para adaptação deestruturas não lineares.



80 CAPÍTULO 5. SIMULAÇÕES E RESULTADOS5.5 Rede de Estados de EoNas simulações anteriores, observou-se que estruturas reorrentes possuem algu-mas vantagens sobre as feedforward, e são partiularmente importantes para trataranais om estados próximos ou oinidentes. O objetivo deste enário é veri�ar,nesse ontexto, o desempenho de uma outra estrutura neural reorrente, a rede deestados de eo, uja desrição mais detalhada foi feita na seção 3.4. O anal onsid-erado é o mesmo anal de estados oinidentes usado na seção 5.2, uja resposta aoimpulso é dada pela equação (5.9).A rede de estados de eo é uma rede neural reorrente, porém possui uma es-trutura e uma dinâmia de funionamento bastante diferente da rede MLP omreorrênia. Para que a omparação entre as redes seja justa, é forneida a mesma�quantidade de informação� sobre o sinal da fonte, logo a rede de estados de eoapresentará uma únia entrada, a mesma quantidade de entradas da rede MLP nosenários passados. A amada de entrada, representada pela matriz Win, reebe va-lores {+1,−1} equiprováveis. O reservatório de dinâmia apresenta 20 neur�nios,interonetados de forma realimentada. O raio espetral é de�nido omo estandopróximo ao raio unitário, 0.95, e os autovalores da matriz de pesos são distribuídosuniformemente dentro deste raio, pois, onforme análises desritas em (Ozturk etal., 2007), esta on�guração leva a uma dinâmia mais ria.Os sinais de saída do reservatório, também onheidos por estados de eo, sãoenaminhados para a amada de saída, que é a únia da rede a ser adaptada. Comoa amada de saída é apenas um ombinador linear, os seus parâmetros podem serdeterminados por uma simples regressão linear. Em (Consolaro, D. M., Von Zuben,F. J., 2008), veri�ou-se, por meio de simulações, que o uso do �ltro de Volterra naamada de saída levava a ganhos de desempenho na rede de estados de eo. O �ltrode Volterra é linear nos parâmetros, porém não linear em relação às entradas. A lin-earidade em relação aos parâmetros permite que a sua determinação ontinue sendosimples, mas a não linearidade da entrada do �ltro paree extrair informações essen-iais para a tarefa de desonvolução, que são perdidas ao se utilizar o ombinador



5.5. REDE DE ESTADOS DE ECO 81linear. As entradas do �ltro de Volterra são dadas por ombinações polinomiais dosestados de eo, e resem rapidamente om o aumento do número desses estados.Foi utilizado um �ltro de Volterra de tereira ordem e por simpliidade não sãoonsiderados os termos quadrátios do �ltro. Como os estados de eo apresentammuita redundânia, foram determinadas, por PCA, as 10 projeções mais signi�ati-vas dos estados de eo, antes de serem ombinadas para formar a entrada do �ltrode Volterra.No onjunto de simulações, o EQM obtido pela ESN om ombinador linear,0.0620, é maior que o de Volterra, 0.0175. A importânia deste resultado é ressaltarque o uso de um ombinador linear na amada de saída, que é a abordagem maisadotada entre os trabalhos de pesquisa sobre a ESN, não aproveita plenamente o po-tenial gerado pelo reservatório de dinâmia, e, pela proposta em (Consolaro, D. M.,Von Zuben, F. J., 2008), esse potenial é, sobretudo, melhor aproveitado mantendo-se uma das araterístias esseniais da ESN: a simpliidade de treinamento dos seusparâmetros.Analisando o erro obtido om a ESN, perebe-se que ele foi maior que a médiaobtida om a rede MLP om reorrênia. Curiosamente, em simulações realizadasparalelamente, o nível de erro obtido om a ESN om amada de saída dada porVolterra é igual ao obtido om a rede MLP om realimentação da saída do preditor,em ontraste om o que tem sido feito até agora, que é a realimentação do erro depredição, indiando talvez ganhos no uso de realimentação global sobre a loal.Na �gura 5.15, tem-se a saída da ESN om Volterra para o menor EQM obtidonas simulações. Embora a reuperação do sinal desejado ainda apresente bastantein�uênia dos interferentes, o �ltro foi apaz de separar a região de deisão pelosinal +1 da região do −1, reforçando a importânia do uso de estruturas reorrentesem anais de estados oinidentes. Por outro lado, omparando om a �gura 5.9,a rede MLP om reorrênia foi apaz de anelar uma parela maior da IIS. Emompensação, é fato que o seu proesso de adaptação é omputaionalmente muitomais ustoso que o da rede de estados eo.Com os resultados obtidos nesta seção, a apaidade da rede de estados de eo
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Figura 5.15: Rede de estados de eo e amada de saída por �ltro de Volterra.tratar anais, inlusive demonstrando um potenial a ser explorado e melhorado nadesonvolução de estados oinidentes, assoiada a um algoritmo de treinamentosimples, abrem algumas perspetivas de estudos sobre esta arquitetura, entre asquais pode-se itar a linha de trabalhos omo em (Ozturk et al., 2007), busandoon�gurações do reservatório de dinâmia que gerem dinâmias mais rias e om-plexas, ou, onforme já foi apontado em (Consolaro, D. M., Von Zuben, F. J., 2008),uma metodologia que aproveite melhor a informação ontida nos estados de eo.



6Conlusões e Perspetivas
Neste trabalho, foi investigado o emprego de �ltros de erro de predição nãolineares reorrentes na tarefa de desonvolução não supervisionada de fontes. A mo-tivação para o uso de estruturas não lineares deorre da neessidade do mapeamentodo preditor ser não linear para se reuperar o sinal da fonte om o mínimo de inter-ferênia. Além disso, o uso de �ltros de erro de predição não lineares onstitui umaparadigma sólido para a desonvolução não supervisionada de anais de fase nãomínima, demonstrado através da equivalênia de �ltros fuzzy e o estimador ótimode mínimo erro quadrátio médio.As ontribuições originais desta dissertação se onentram no estudo de es-truturas não lineares reorrentes, ampliando a apliabilidade dos �ltros de errode predição a um ontexto mais geral de desonvolução. Através de simulações,veri�ou-se que a rede reorrente foi apaz de reuperar o sinal transmitido pela83



84 CAPÍTULO 6. CONCLUSÕES E PERSPECTIVASfonte, eliminando pratiamente toda a interferênia intersimbólia, sendo deisivaem anais om estados oinidentes, que são impossíveis de serem equalizados porestruturas feedforward. Os laços de realimentação se mostraram importantes naobtenção de estruturas mais parimoniosas e robustas no âmbito de enários omsinais ontaminados por ruído. Entretanto, devido à natureza dinâmia da redereorrente, ela pode, no proesso de adaptação, ser levada a on�gurações instáveise a um omportamento de divergênia dos parâmetros livres para valores in�nitos.A �m de evitar essa di�uldade e também de obter uma melhor taxa de onvergêniapara bons ótimos da função usto, foi utilizado um algoritmo inspirado em sistemasimunológios, que, devido ao seu aráter populaional e meanismos de mutação eseleção, possui um interessante equilíbrio entre busa loal e global.A e�iênia e o ganho qualitativo forneido pelo algoritmo imunológio �am evi-dentes quando se ompara o seu desempenho om o do algoritmo real time reurrentlearning (RTRL), baseado na ténia lássia do álulo do gradiente. Em simu-lações om o RTRL, foi observada uma di�uldade muito grande na onvergêniapara mínimos om desempenho razoável, e não se onseguiu equalizar alguns anaisomplexos, que, no entanto, foram tratados om êxito pelo algoritmo imunológio.As iniializações dos oe�ientes do �ltro e passo de aprendizagem foram fatores im-portantes em relação à onvergênia do algoritmo RTRL. O passo de aprendizagempreisou assumir valores muito baixos, tornando a onvergênia do algoritmo lenta,para evitar instabilidades que, mesmo assim, surgiram em alguns asos, talvez devidoa aproximações feitas no álulo do gradiente no algoritmo. Entretanto, em meioàs vantagens proporionadas pelo algoritmo imunológio, é importante ressaltar queele apresenta uma omplexidade omputaional signi�ativamente maior. Somado aisto, existe ainda uma di�uldade na determinação dos seus parâmetros, que devemser feita heuristiamente, e uma onvergênia não garantida a mínimos globais, umavez que o algoritmo apresenta uma quantidade �nita de iterações.Como uma alternativa à omplexidade do algoritmo imunológio, foi feito umestudo preliminar da rede de estados de eo. A rede de estados de eo interessan-temente alia o potenial de proessamento de estruturas reorrentes à simpliidade



85de treinamento de seus oe�ientes. Nas simulações, onstatou-se um potenial aser investigado e melhorado na desonvolução de anais de estados oinidentes etambém um ganho de desempenho ao se utilizar uma abordagem baseada em �l-tros de Volterra na amada de saída da rede. Estes pontos, juntamente om ainvestigação mais detalhada da apliação de outras meta-heurístias bio-inspiradas,onstituem as prinipais perspetivas de ontinuidade deste trabalho, pois a rede deestados eo, devido à presença de reorrênia, não deixa de ser um paradigma geralde desonvolução, e possui a vantagem de ter um treinamento muito mais simples.Prouraremos, destarte, realizar uma investigação detalhada da apliabilidade dessaestrutura em ontextos de equalização ega e mesmo de equalização supervisionada.



AFiltro de Volterra
A expansão por séries de Volterra pode modelar uma grande lasse de sistemasnão lineares e é atrativa em apliações em �ltragem adaptativa, pois a expansão éuma ombinação linear de funções não lineares do sinal de entrada. Isto signi�aque �ltros que utilizam séries de Volterra possuem apaidade de proessamento nãolinear ao mesmo tempo que seus oe�ientes podem ser determinados de maneirarelativamente simples por algoritmos, por exemplo, baseados em gradiente omo oRLS (do inglês, reursive least squares). Neste apêndie, será desrita a expansãopor series de Volterra para sistemas não lineares e em seguida será apresentado o�ltro de Volterra.Considere x(n) e y(n) sinais de entrada e saída, respetivamente, de um sistemanão linear, ausal e disreto no tempo. A expansão de Volterra de y(n) usando x(n)87



88 APÊNDICE A. FILTRO DE VOLTERRAé dada por:
y(n) =h0 +

∞∑

m1=0

h1(m1)x(n−m1) +
∞∑

m1=0

∞∑

m2=0

h2(m1, m2) x(n−m1) x(n−m2) + . . .

+
∞∑

m1=0

∞∑

m2=0

. . .

∞∑

mp=0

hp(m1, m2, . . . , mp)x(n−m1) x(n−m2) . . . x(n−mp) + . . .(A.1)em que hp(m1, m2, . . . , mp) é onheido omo o kernel de Volterra de ordem p. Aexpansão em séries de Volterra pode ser onsiderada um expansão em série de Taylorom memória.Como a expansão (A.1) apresenta in�nitos termos, sua apliação em �ltragemnão é viável, logo utiliza-se a expansão em séries de Volterra trunada:
y(n) =h0 +

N−1∑

m1=0

h1(m1)x(n−m1) +

N−1∑

m1=0

N−1∑

m2=0

h2(m1, m2) x(n−m1) x(n−m2) + . . .

+
N−1∑

m1=0

N−1∑

m2=0

. . .

N−1∑

mp=0

hp(m1, m2, . . . , mp)x(n−m1) x(n−m2) . . . x(n−mp).(A.2)Na �gura A.1, tem-se um modelo de �ltro representado uma série de Volterra trun-ada de ordem p = 2 e N − 1 = 2 atrasos. Note que este sistema é linear nosparâmetros, o que failita a sua adaptação. Entretanto, mesmo para valores mo-derados de p e N o número de oe�ientes é muito grande. De fato, o número deoe�ientes rese de forma polinomial e é proporional a Np. Consequentemente, amaioria dos sistemas que empregam expansão por séries de Volterra envolvem mode-los de ordem pequena. O estudo da expansão em séries de Volterra na representaçãode sistemas não lineares para equalização não linear de anais pode ser vista ommais detalhes em trabalhos omo (Mathews, 1991) e (Bellafemina & Benedetto,1985).



89

+

+

+

+

+

+

+

+

x

x

x

x

x

x

Z-1

Z-1

h1(0)

h1(1)

h1(2)

h2(0,0)

h2(0,1)

h2(0,2)

h2(1,1)

h2(1,2)

h2(2,2)

h0

y(n)x(n)

Figura A.1: Filtro de Volterra de segunda ordem
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