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SUMARIO

Redes Neurais Artificiais sa0 modelos computacionais inspirados no sistema nervoso bioldgico.
Seus elementos de processamento sdo neurdnios que produzem a soma ponderada das entradas
e aplicam o resultado a uma funcao de transferéncia ndo linear, para gerar uma saida. Estes
modelos tém-se mostrado adequados para o reconhecimento de padrdes e classificacdo de dados
multiespectrais de Sensoriamento Remoto. Neste contexto, foi desenvolvido um trabalho com o
objetivo de implementar uma Rede Neural Multicamadas com algoritmo de treinamento
"Backpropagation", para utilizacdo na classificagéo de um segmento de imagem TM/LANDSAT,
referente a uma drea teste pré-selecionada e comparar os seus resultados com 0s de um
classificador de Mdxima Verossimilhanga (MAXVER). O treinamento da Rede fot feito segundo
trés abordagens distintas, inicialmente com a apresentacdo pixel a pixel ¢, em seguida, da
aquisicdo de grupos de pixels. Os resultados obtidos mostram que, genericamente, a medida que
sdo incorporadas informacdes de vizinhanga ao treinamento da Rede, ocorre um meihor
desempenho do classificador. A comparagio das classificagoes geradas pela Rede com aquelas
obtidas com a aplicagdo do MAXVER mostrou um melhor desempenho da Rede, em termos de
ndmero de pixel classificados e similaridade com a verdade terrestre, quando se consideram
condi¢des semelhantes de amostragem durante o treinamento. Isto permite concluir que o
treinamento da Rede Neural ndo implica em uma localizacdo tio criteriosa das amostras, nem

que o tamanho amostral seja tio abrangente quanto no caso do MAXVER.



ABSTRACT

Artificial Neural Networks are computing models inspired in the biological nervous system,
whose processing elements are neurons highly interconmected which produce a pondered sum of
the entrances and use the result to a function of non-linear transfer in order to generate a way
out. These models have shown to be adequate to a Pattern Recognition and to the Remote
Sensing Multiespectral data classification, as well. Thus, an interesting task has been developed
aiming to implement a multilayer Perceptron Neural Network with Backpropagation training and
using it to serve as a digital classification of an area test segment of a TM/LANDSAT image,
refering to a preselected test area and so comparing the result of the utilization of this algorithm
to the result of a Maximum Likelihood aigoritbm classification. The Neural Net training was
made through three different approaches: at the beginning using a pixel to pixel presentation and,
as a sequence the acquisition of pixel groups. The result showed that as the information collected
from the neighborhood is incorporated to the network training, there will be a superior
performance of the classifier. Moreover, the neural network classification resulted in a fewer
number of non-classified pixels and a better similarity with ground truth than MAXVER
classification. This allowed us to conclude that the Neural Network training is faster and easier

than the training of a MAXVER classification algorithm.
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CAPITULO 1 - INTRODUCAO

1.1 APRESENTACAO DO TRABALHO

O presente trabalho estd inserido em um contexto amplo envolvendo Redes Neurais Artificiais,

Processamento Digital de Imagens ¢ Sensoriamento Remoto.

Genericamente, o Processamento Digital de Imagens consiste na manipulacio e interpretagio de
imagens digitais com o auxflio de computadores. O Sensoriamento Remoto, por sua vez, baseia-
se na extracdo de informagOes sobre os objetos da superficie terrestre, a distincia. Uma vez que
os dados de Sensoriamento Remoto podem ser apresentados na forma de imagens digitais,
algumas técnicas de Processamento Digital de Imagens tornam-se um instrumento adequado para
a sua andlise e interpretacdo. Entre as técmicas utilizadas para este propdsito destaca-se a
classificagdo de imagens, cuja tarefa € categonizar os dados de Sensoriamento Remoto, com base

nos diferentes tipos de cobertura da terra.

As redes Neurais Artificiais sao modelos computacionais inspirados no sistema nervoso biologico,
cujo funcionamento € semelhante a alguns procedimentos humanos, ou seja, aprendem pela
experiéncia, generalizam exemplos através de outros, abstraem caracteristicas, etc. Os elementos
de processamento de uma Rede Neural sdo neurénios que produzem a soma ponderada das
entradas fornecidas e aplicam o resultado a uma fungdo de transferéncia nao-linear, para gerar
uma saida. Assim, estes modelos devem constituir-se dos elementos de processamento, de uma

topologia de interconexdes e de esquemas de aprendizagem obtidos através de modelos

matematicos.

Tendo em vista as similaridades observadas no processo de reconhecimento de padroes em Redes
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Neurais ¢ alguns dos procedimentos de classificagdo de imagens multiespectrais, nas quais
identifica-se uma etapa de treinamento previamente & classificagdo, verificou-se a possibilidade
de desenvolver um aplicativo em Redes Neurais para classificar dados multiespectrais de

Sensoriamento Remoto.

Neste contexto, foi desenvolvida e implementada uma Rede Neural especifica paraz a classificagdo
de dados multiespectrais de Sensoriamento Remoto, cujos resultados foram analisados e

comparados com aqueles obtidos a partir da utilizac@o de um classificador convencional.

A revisdo bibliogrdfica que fundamenta os aspectos tedricos relacionados com o assunto ¢
apresentada no capftulo 2. No capftulo 3 s3o definidos os materiais ¢ métodos utilizados no
desenvolvimento do trabalho; enquanto que no capitulo 4 sdo a;ﬁresentados os resultados obtidos.
Uma andlise destes resultados € abordada no capfiulo 5 e, finalmente, no capitulo 6 sdo

relacionadas as conclusdes, bem como sugestdes para trabalhos futuros.

1.2 OBJETIVOS

O propdsito geral do presente trabalho de pesquisa ¢ implementar uma Rede Neural de
Perceptron Multicamadas com o algoritmo de treinamento "Backpropagation®, adequado para a
classificacdo de imagens multiespectrais de Sensoriamento Remoto, em formato digital, ¢
comparar os resultados da utiliza¢do deste atgoritmo com com aqueles de um classificador de

Mdxima Verossiniilhanga.




Neste sentido, serdo desenvolvidos os seguintes objetivos especificos:

a) definicdo de uma 4rea teste, constituida por um segmento de imagem multiespectral
TM/LANDSAT, em scis bandas espectrais e selecdo de trés destas bandas para

desenvolver o processo de visualiza¢do, treinamento ¢ classificacio;

b) implementacdo da rede neural multicamadas com o algoritmo de treinamento
"Backpropagation”, adotando-se trés abordagens distintas para a fase de treinamento da

rede e usd-las para classificar o segmento de imagem multiespectral, referente a drea teste;

¢) classificacdo do mesmo segmento de imagem utilizando um algoritmo de Classificagao

supervisionado de Mdxima Verossimilhanga;

d) avaliacdo dos resultados das classificacdes obtidas, tendo como principal parimetro
de comparacgio a verdade terrestre obtida para o segmento de imagem em questio, bem

como o mimero de pixels ndo-classificados na cena.



CAPITULO 2 - FUNDAMENTACAO TEORICA

2.1 SENSORIAMENTO REMOTO

O Sensoriamento Remoto consiste, basicamente, da extragdo de informagdes sobre objetos da
superficie terrestre & distincia. Segundo Novo[13] este processo € feito & partir da utilizacio
conjunta de modernos sensores, equipamentos para processamento ¢ transmissio de dados,
aeronaves, satélites, etc..., com o objetivo de estudar o ambiente terrestre através do registro e
da andlise das interagbes entre a radiac@o eletromagnética e as substincias componentes do

planeta em suas mais diversas manifestagoes.

Através da definicdo apresentada anteriormente, fica claro que a base sobre a qual se assenta a

aquisi¢io de informagdes em Sensoriamento Remoto € a interacdo energia eletromagnética-

matéria,

Ao interagir com a superficie, a radiagio eletromagnética - REM incidente pode ser absorvida,
transmitida ou refletida, dependendo das propriedades da supetficie e do intervalo de
comprimento de onda considerado. Os comprimentos de onda refletidos ou emitidos sdo, entio,

utilizados para a identificacdo dos alvos em Sensoriamento Remoto (Novo [13]).

Conforme ressaltam Lilessand e Kiefer {8), muitas feicoes de interesse da superficie terrestre
podem ser identificadas, mapeadas ¢ estudadas com base nas suas caracteristicas. Assim para que
se possa extrair informagdes a partir dos dados de Sensoriamento Remoto, € fundamental
conhecer o comportamento dos objetos da superficie terrestre pa presenca da radiacio
eletromagnética, em regides espectrais especificas, bem como os fatores que influenciam neste

comportamento (fatores intrinsecos a0 objeto e fatores externos).
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No que se refere 2 aquisico dos dados de Sensoriamento Remoto, pode-se identificar diferentes
niveis de observacdo para a coleta de dados. No presente caso, serdo caracterizados aqueles

adquiridos por sensores instalados a bordo de satélites artificiais, ou seja, a nivel orbital.

Os equipamentos sensores orbitais utilizados na aquisicao de dados caracterizam-se pela formacido
de uma imagem da cena através da aquisico seqiiencial de "imagens elementares do terreno” ou

"elementos de resolucdo”, também chamados "pixels”.

O termo multiespectral utilizado na caracterizaco dos dados refere-se &s imagens de uma mesma

cena, adquiridas em diferentes faixas espectrais, definidas por intervalos de comprimento de onda

especificos.

Os sensores de imageamento multiespectral mais empregados referem-se a0 MSS ("Multispectral
Scanner"), instalados a bordo dos primeiros satélites da séric LANDSAT (1, 2, 3 e 4); o sensor
TM ("Thematic Mapper") dos satélites LANDSAT 4 e 5, todos norte-americanos; € 0s sensores
HRV {"Haut Resolution Visible") do satélite francés SPOT.

Os dados adquiridos por estes sensores sdo processados e distribuidos no Brasil pelo INPE -
Instituto Nacional de Pesquisas Espaciais, que dispde de um estacao de Recep¢do em Cuiabd -
MT (que faz a recepcio e gravacdo dos dados); de uma Esta¢io de Processamento Eletronico e
Fotogrifico em Cachoeira Paulista - SP (onde 0s dados brutos s3o processados) ¢ de uma Central

de Atendimento ao Usudrio em Sdo José dos Campos (que centraliza a distributgdo dos dados).

Quanto 2 sua apresentacio, as imagens de satélite estio disponiveis em forma fotogrdfica, preto
e branco ou colorido, em diversas escalas. Também podem ser adquiridas em formato digital,

em fitas magnéticas compativeis com computador ou fitas "streamer” (cartuchos).

No caso de dados TM/LANDSAT, os quais serdo utilizados no presente trabalho, estes
caracterizam-se por tornecerem imagens em sete bandas espectrais, com uma resolu¢ao espacial

no terreno (tamanho do pixel) de 30x30 metros, para as seis bandas do espectro refletivo e
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120x120 metros para a banda termal. Cada imagem abrange uma drea de 185x185 km na

superficie terrestre.

Os dados e técnicas de Sensoriamento Remoto podem ser utilizados em diversas dreas de
aplicagdo. Isto requer, em principio, uma andlise de quais produtos e técnicas s30 mais adequadas
a0 objetivo a que se propde. Um primeiro passo nesta andlise, seria definir o tipo de sensor e
quais as methores bandas e/ou combinagdes delas a fornecer dados mais significativos. Tomando-
se como referéncia 0 sensor TM/LANDSAT, pode-se ter uma tdé€ia preliminar das principais

aplicagoes de cada banda a partir da faixa espectrat de cada uma delas, conforme ilustrado na

tabela 2.1.



TABEILLA 2.1 - Principais Aplicagdes das Bandas do Sensor TM/LLANDSAT.

BANDA | = FAIXA REGIAO PRINCIPAIS APLICACOES
ESPECTRAL ESPECTRAL
{(pm) '_
| N S N
1 0.45 - 0.52 Azul-visivel Mapeamento de dguas costeiras;

diferenciacio entre solo e vegetaco;
diferenciacao entre florestas

coniferas e folhosas.

2 0.52 - 0.60 . Verde-visfvel Reflectancia da vegetacdo verde
sadia.

3 (.63 - 0.69 Vermetho-visivel Absorcio pela clorofila;
diferenciagio entre espécies
vegetais.

4 0.76 - 0.90 Infra-vermelho Levantamento de fitomassa;

Préximo delineamento de corpos d’agua.

5 1.55-1.75 Infra-vermelho Medidas de unidade da vegetagdo;

| Proximo diferenciacio entre nuvens e neve.

6 10.4 - 12.5 Infra-vermelho Termal | Mapeamento de estresse térmico em

plantas; outros mapeamentos

térmicos.

7 2.08 - 2.35 Infra-vermeiho Médio | Mapeamento hidrotermal.

Modificado de Novo [13]



Assim sendo, as principais dreas de aplicagdes do Sensoriamento Remoto sio:

- Agricultura :
« levantamento e caracterizagio de solos;
« identificacdo ¢ mapeamento de culturas agricolas;
« estimativas de safras, & partir da drea ocupada por culturas;

« fiscalizacdo de operagdes de crédito agricola, etc...;

- Florestas :
« mapeamento ¢ estimativa de desmatamentos;
+ monitoramento da cobertura florestal:
« discriminacio de dreas de reflorestamento (eucaliptos e pinus);
«avaltagdo de danos causados por eventos episadicos
(pragas, geadas, efc...);

« levantamento de dreas queimadas, etc...;
- Andlise e Monitoramento do uso da terra;
- Anidlises Ambientais;
- Avalia§50 da disponibillidade de recursos hidricos;
- Andlise da qualidade da dgua;
- Mapeamentos geoldgicos bdsicos;

- Pesquisa Mineral, etc...

Portanto, os dados de Sensoriamento Remeoto, do ponto de vista técnico-cientifico, vem sendo
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usados em diversos campos de estudos incluindo levantamentos geoldgicos, pedoldgicos,
cartogrdficos, ambientais, agricolas, florestais, oceanograficos, etc. Além disso, estes dados
representam uma fonte adequada para o desenvolvimento de monitoramentos ambientais, em

fungdo de sua periodicidade ¢ visdo sinéptica que proporcionam.

2.2 PROCESSAMENTO DIGITAL DE IMAGENS

O Processamento Digital de Imagens pode ser entendido como a manipulagdo de uma imagem

por computador, de maneira que a entrada e saida do processo se¢jam imagens.

Devido a evolugdo da tecnologia da Computacdo, assim como o desenvolvimento de novos
algoritmos para tratar os sinais bidimensionais, existe wm interesse cada vez maior pela drea de

Processamento Digital de Imagens, o que possibilita a identificagao de novas aplicacoes.

Deste modo, as técnicas de processamento digital de imagens encontram aplica¢fes nas mais

diferenciadas dreas de atvacdo. Entre elas pode-se citar:

- Andlises de recursos naturais e do meio ambiente através de imagens de satélites;

- andlises metereoldgicas ¢ climatoldgicas, & partir de imagens dos satélites
metereologicos;

- transmissdo digrtal de sinais de televisdo ou fac-simile;

- andlise de imagens biomédicas, incluindo a contagem automdtica de células e exame
de cromossomos;

- obtengdo de imagens médicas por ultrassom, radiacio nuclear ou técnicas de tomografia
computadorizada;

- aplicacbes em automacdo industrial envolvendo 0 uso de sensores visuais em robos;

- entradas para SIG - Sistema de Informacgdes Geograficas;
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- recursos visuais aplicados em publicidade.

No dmbito de Sensoriamento Remoto, a fun¢do primordial do Processamento Digital de Imagens
¢ fornecer ferramentas para facilitar a identificagdo e a extragdo de informagio contidas nas
imagens para posterior interpretagdo, utilizando, para isto, sistemas computacionais dedicados

a atividades de andlise ¢ manipulagfio dos dados origmnais {Crosta [3]).

2.2.1 - Caracterizacdo das Imagens Digitais de Sensoriamento Remoto

As imagens digitais de Sensoriamento Remoto sdo constituidas por uma matriz bidimensional de
elementos, que define um conjunto de células ou "pixels". Cada pixel da imagem tem sua
localizagio definida em um sistema de coordenadas espaciais {x,y), estruturado em termos de
linhas e colunas, ¢ apresenta um atributo numérico (n) que indica o nivel de cinza registrado para
este pixel. Conforme ressatta Crosta [3], o nivel de cinza, ou o valor digital de um pixel
corresponde A média da intensidade de energia refletida ou emitida pelos diferentes materiais
presentes neste pixel, sendo que, para um mesmo sensor remoto, cada pixel representa sempre

uma drea com as mesmas dimensGes na superficie terrestre.

Para esclarecer as possibilidades de manipulacio numérica das imagens digitais de Sensoriamento
Remoto, é necessdrio que alguns parimetros que caracterizam estas imagens sejam definidos,

principalmente no que se refere a sua resolugao.

A terminologia resolu¢do em Sensoriamento Remoto refere-se a trés pardmetros distintos, quais

sejam: resolucdo espacial, resolugdo espectral e resolugio radiométrica.

A tesolugdo espacial & definida pela capacidade do sensor em distinguir os diferentes objetos na

superficie. De uma maneira simplificada, a resolugdo espacial representa o tamanho do pixel, de
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modo que, quanto menor o objeto passivel de discriminagio, maior a resolugio espacial do

sisterma sensor.

J4 a resolugdo espectral € um conceito inerente as imagens multiespectrais de Sensoriamento

Remoto, nas quais, cada pixel € representado por um vetor de atributos ( 7 ), com tantas

dimensdes quantas forem as handas espectrais em andlise. Deste modo, a resolu¢do espectral é
definida pelo mimero de bandas espectrais de um sistema sensor, € pela largura do intervalo de

comprimento de onda coberto por cada banda.

Finalmente, a resolugdo radiométrica € dada pelo mimero de niveis digitais, representando os
niveis de britho usados para expressar os dados coletados pelo sensor. O mimero de niveis é
normalmente expresso em termos do mimero de digitos bindrios ("bits™) necessdrios para
armazenar, em forma digital, o valor de britho miximo. O sensor TM/LANDSAT, no caso,
apresenta uma resolugfo radiométrica de 8 bits, o que significa que podem ser representados 256

valores de brilho, variando do zero (preto) at€ o 255 (branco).

Na figura 2.1 € mostrado um exempio que ilustra a estrutura de uma imagem digital, enquanto

na figura 2.2 ¢ indicada uma representagdo de imagem multiespectral.
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FIGURA 2.1 - Estrutura de uma Imagem Digital
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PIXEL "S" = A(x,y, I }
x,y = coordenadas espaciats do pixel

i = vetor que representa os valores de brilho em cada banda espectral.

FIGURA 2.2 Representacao de uma imagem multiespectral
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2.2.2 Operacoes de Processamento Digital de Imagens

As operagdes comumente utilizadas no processamento e andlise dos dados de Sensoriamento
Remoto, sdo apresentadas na tabela 2.2, seguidas de um breve comentdrio sobre a proposta de

sua aplicagao.

TABELA 2.2 - Operagdes tipicas de Processamento Digital de Imagens de Sensoriamento

Remoto
FUNCOES DE PROCESSAMENTO PROPOSTA
H———'——-—-—_—_—_——_—‘_'_—
1. Tramsformacics Kadiometricas Carreglio das anormalidad=s redicmetricas devido &s igticas do seasor ¢ do
smbiente.
- Ajusmmento de pmbo e Bias - Ciorregio para o cumd | "drift” ) elewomico ¢ difersnga de detetoces.
- Remoghc do rufdo do sistemz ’ - Correciio dos ruidos imroduzidos pelo sistemas de detecedio, Tegisro ¢
transmisso de dados.
- talibracio madiomdtrica - Camversto dos valores digitais em unidages figicas.
- Angulo de varredura/iluminagso . Remoglio dos efcitos varidveis dovido bs aliragdes entre o ngulo de visada ¢ o 4ngulo
de Huminacio.
- Corresgo das variaghes ceng/amhicnie ) - Gt das variages em ihvminagko, efeftos topogrifices © Féricos,
2. Transformagbes Gromdtricas Alera & poamctria da Imagcm
- Regraeo - Executa 1 congrdncia de mikiphos conjuntos de dados 82 uma mesma ceng,
considerandy 1m conjuma e dadas dc referfncia ("data base”).
- Excala - Ajustc da cscals considerando, ontre outros fatoers, a necessidade oos
umrios,
- Conversio da projecdo - Alera a projecic do mafa, comforme rwquerito pelo uswdinio.
- Correglio de distorgics stemdticas _-mudmwmm”mmmm:nncpw«m.

13



1. Aprescmiacio dox Dados

- Ploagem {1, 2 ou 3 dimenglics)

- Nfvcl de fatiamento {display colorido ou nfveis de cinza)

- Drigplay fotagrafico dos dados

baterface dos dados com a wnalista

- Vismlizaho das refagdes de mediches espacials.,

- Observacilo dos dados vo fortnuty da imagem,

- Obsrvaclio dos dados oo formato &b imagem,

4. Comprenfo dor Dados

- Codificacio pa fonte.

- Rotacho de eixes.

Aperfeicoar a chicincia de transmiso, armarcasmesto ¢ manipulagho do
dados.

$. Realce de Imapens

- Pikrp prsa-alta

- Fikro passa-baixa

- Fira Laplaceano

- Restauracho & Dados

- Corredo da abatra fmita (MTF}

Acentear a5 caractoristicas dos dados, frequestemenic, para melborar sua

- Realce de hordas.

. izagHo e ruldos localizad

- Realoe de bordas.

- Ajustc da imormitacia dos dados rogistrados pelo sisiema sengor.

- Redicio de manchas causadas peia abertura finfa dos sistzmas dptices

6. Amflinca Epatisticay

- Histogramas

- Anilise de corelagio

- Caflcuios de vetores pringipeis, mairizes de covaridngia

- TransformacSo par auty-veiores

- Modelo de AmostTagem

Carctovizagto do clames, seleglo de 4 troiaamcato, projeto de
clamificador,

- Ohservagi das freqiéncias das bambus,

- Ohservacp dax rebachcs entre as bandas.

- Dbtencdo de modekys clatisticos de 1* e 2* ordem ¢ yproximaches Gaussiangs de
funcics densidade de probahilidade.

-~ Amlise € extrachv e stributos,

« SelecXo de dados de tremamento ¢ freas-testes.

7. Agregamesto {* Clastcring ™)

Dheterminacio de clames com dados capectralments cwilares; classificaglo mio-
wrpervidanada
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8. Extracio de Atribmtos

- Selegla de Atributes

- Comhinacic de atributos li

. Amfhise te texdurs

- Amflize de froqifncias espaciais (Amilise d Fourier)

Reducio de dimenxionalidade dos dados para sumentar & eficifacia
computacional; melhorar a discriminacho dus femler.

- Reduclo da dimensionalidade dos dados,

- Redugsio da dimensionatidade dos dados.

- A {melhora) da discrimi

- Aumcoto da hschiminecio.

- Aumeniy da discriminacko eatre dedos.

9. Clamsificacia Supervirionsda

Cricpovitacho (clasificacio) dos dados com base st tipm de cobetura da

Terma,
- Linear
- Quadnitica (Gaussiana)
- Mio-parameirica
- Amosttal {por campo)
10. Classificacio afo-supcrvisionada Agregamento {~ Clustering "}

- Formato imugem:
- impressom de tinhes
- CRT (tubo de raios catridicos)
- filmes
- plotter
- relawrios.

- Formato tabolar:
- medicles de drea
- estimativa de drea
- de acunicia
- arllise de varidneia

- Arparcoimento ¢ display imerativo

Formato dos resulados conforme requerido no rabatho.

- Aprcsentagio tpo maga, para andlises, avaliagdes, ou uso romo produta final,

- Sumarizachio quantitative para acdlises, avaliaghcs ou como produto final.

- {*On-line*)

_
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2.2.3 Classificacio de Imagens Multiespectrais

Segundo Crosta |3], um dos objetivos principais do Sensoriamento Remoto € distinguir e
identificar as composi¢oes dos diferentes alvos da superficie, em termos de tipos de vegetacio,
padrdes de uso da terra, rochas, etc... O que torna possivel esta identificacio € o conhecimento
sobre 0 comportamento espectral dos diferentes alvos, na presenga da radiagdo eletromagnética

registrada em intervalos de comprimento de onda distintos.

A classificagdio automdtica de imagens multiespectrais implica em associar cada pixel da imagem
aum "rétulo” que descreve um objeto reai (vegetacdo, solo, etc). Assim os valores de brilho de
cada pixel, definidos pela reflectdncia dos materiais que os compdem, sdo identificados em
termos de tipo de cobertura da superficie terrestre. O resultado da classificado de todos os pixels

de uma cena € um mapa temdtico na forma digital, que mostra a distribui¢o espacial dos temas

categorizados.

2.2.3.1 Treinamento do Classificador

O primeiro passo a ser desenvolvido em vm procedimento de classificag@o automdtica € treinar
um algoritmo para reconhecer as assinaturas das classes de interesse. Para o treinamento do

classificador deve-se fornecer uma amostra de pixels, a partir da qual as assinaturas das classes

possam ser desenvolvidas.

Para Schowengerdt [16], existem basicamente duas maneiras para desenvolver as assinaturas das
classes. Na primeira delas, denominada treinamento supervisionado, um intérprete humano utiliza
seu conhecimento "a priori” sobre a cena a ser classificada, para identificar os pixels que
pertencem a cada uma das classes de interesse. A partir disto, sdo calculadas as assinaturas das
classes para' os pixels identificados pelo intérprete, as quais sdo usadas para reconhecer os pixels
da imagem que apresentam uma assinatura similar. No outro modo de treinamento, chamado néo-

supervisionado, faz-se uso de um algoritmo que identifica as concentracdes naturais dos vetores
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de atributos, a partir de uma amostra heterogénea de pixels. Assume-se, entio que estes
agregamentos de pixels representam as classes espectrais da imagem, e estes sao utilizados para
calcular as assinaturas das classes. As classes espectrais definidas pelos algoritmos de
agregamento sio posteriormente identificadas, porém elas podem ou néo corresponder as classes

de interesse.

E importante ressaltar que a etapa de treinamento do classificador € critica para o sucesso de
todo o processo de classificacdo. O treinamento supervisionado, que serd enfocado neste trabalho,
consiste em identificar na imagem uma drea representativa para cada uma das classes de
interesse, sendo que para a selecdo das dreas de treinamento sdo utilizadas informagdes obtidas
de outras fontes, como fotografias aéreas, mapas disponiveis da drea a ser classificada, ¢

principalmente, dados de campo, etc... (Schowengerdt [16]).

2.2.3.2 - Técnicas de Classificacdo

Schowengerdt [16] agrupa os algoritmos de classificacdo, que utilizam treinamento
supervisionado. em dois tipos: paramétricos e nio-paramétricos. Nos meétodos paramétricos
assume-se que cada classe pode ser descrita por uma distribuicao de probabilidade, geralmente
uma distribui¢do normal no espago multiespectral, de modo que os pardmetros desta distribuicao
possam ser estimados. Por outro lado, os algoritmos ndo-paramétricos ndo partem de
pressupostos sobre a distribuicdo das classes. Uma caracterfstica das técnicas ndo-paramétricas
€ que estas podem ser empregadas para uma grande variedade de distribuigdes de classes, desde

que as assinaturas destas classes sejam razoavelmente distintas.

As técnicas de classificagdo implicam na implementacio de um critério de decisdo para que o
computador possa atribuir um pixel a umna das vérias possivels classes de interesse, uma vez que

as diferentes classes tendem a produzir vetores de atributos concentrados em diferentes regides
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do espago multiespectral. A ferramenta bdsica utilizada € a teoria de decisio estatistica, embora

algumas técnicas sejam essencialmente determministicas.

2.2.3.3 - Q Critério de Classificagio por Mdxima Verossimilhanga

A implementagio de um classificador de Mdxima Verossimilhanga, uma abordagem paramétrica,
requer que sejam calculadas as probabilidades de cada pixel pertencer a cada uma das possivels
classes, sendo um dado pixel atribufdo aquela classe que fornecer a mais alta probabilidade. Este
método utiliza pardmetros estatisticos e parte do pressuposto que as distribuicdes nas diferentes
classes de interesse sio modeladas por distribuigdes de probabilidade normal multivariada. Esta
aproximagio gaussiana conduz a algumas simplificagbes no desenvolvimento matemdtico das
funcdes discriminantes para as classes de interesse, uma vez que tratam-se de distribuicdes cujas

propriedades para a forma multivariada sdo bem conhecidas (Richards [14]).

O desenvolvimento matemdtico do critério de decisio para a classificacio de Maxima

Verossimilhanga conforme Richards [14] € mostrado na sequéncia.
As classes espectrais de uma imagem podem ser representadas por :

w;,,1=1,2,...,M

onde M € o nimero total de classes. Para definir a qual classe ou categoria pertence um pixel,

em uma dada posicdo x, ¢ necessdrio determinar as probabilidades condicionais:

plw\x),1i=1,2,... M,
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O vetor posigao x € um vetor coluna de valores de brilho para o pixel, o qual descreve o pixel
como um ponto no espago multiespectral com coordenadas, para os valores de brilho assumidos.
A probabilidade p(W\x) indica a probabilidade do pixel, ser corretamente classificado na classe

Wi. A classificacdo ¢ feita de acordo com:
x € W, se p(Wx) > p(W,\x) para todo i# (2.1)

ou seja, o pixel na posi¢do x pertence 2 classe Wi, se p(Wilx) for maior para as demais
probabilidades. Esta regra de decisdo intuitiva € um caso especial de uma regra mais geral, na
qual a decisdo pode estar influenciada de acordo com diferentes graus de significincia, sendo esta
abordagem genérica chamada classificagdo de Bayes. |

A despeito de sua simplicidade, as probabilidades condicionais p(Wilx) sdo desconhecidas.
Supondo-se, entretanto, que se disponha de dados de treinamento, suficientes para representar
cada um dos tipos de cobertura da terra, estes dados podem ser usados para estimar uma
distribui¢do de probabilidade, para um tipo de cobertura da terra, que descreva a chance de |
encontrar um pixel, em uma dada posi¢do x, que pertenga 3 classe Wi. Em termos genéricos,
esta fun¢do de distribuicio pode ser representada pelo simbolo p(x\W1i), sendo que existirdo
tantas p(x\Wi} quantas forem as classes de cobertura da terra. Em outras palavras, para um pixel
na posigdo x do espago multiespectral, pode ser calculado um conjunto de probabilidades, as

quais descrevem a relativa verossimithanga do pixel x pertencer a uma das classes disponiveis.

A probabilidade que se espera encontrar, p(W i\x), ea probﬁbﬂjdade disponfvel p(x\W1i) estimada

a partir dos dados de treinamento s3o relacionadas pelo teorema de Bayes:

pi{w\x) <p{z\¥;} .p(W,) /p(x) 2.2)

onde p(W1i) € a probabilidade que a classe Wi tem de ocorrer na imagem € p(x) € a probabilidade
de encontrar um pixel, em uma dada posi¢io x, pertencente a qualquer uma das classes. Para
efeito de ilustracdo, pode-se verificar que:
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M
pi{x) = _§1p{x\wi) .D{W;)
embora a prépria p(x) ndo seja imprescendivel para o desenvolvimento da regra de decisfo.

As p(Wi) sdo chamadas probabilidades "a priori”, uma vez que tratam-se de probabilidades pelas
quais os pixels podem ser associados as classes, antes da classificacio. Por comparagio, as
p(Wi/x) sdo probabilidades "a posteriori”. Usando (2.2) no critério de classificacdo definido em

{2.1), pode-se escrever a regra de decisao de classiftcagio como sendo :
x € W, se p(x\W).p(W) > p(x\W).p(W)) para todo i#j (2.3)

onde p(x) foi removido por constituir-se em um fator comum. A regra de decisdo como definida
em (2.3) € mais utilizada do que a forma em (2.1), uma vez que as p(x\W,) possam ser estimadas
a partir dos dados de treinamento ¢ que as p(W.) sejam conhecidas, ou possam também ser
estimadas 2 partir do conhecimento que o analista temn da imagem. Resultados matematicamente

mais convenientes podem ser obtidos se, em (2.3) for usada a definigdo:

g;(x)=1n [p{x\W;) .p(¥W;)]=1n [P(X\Wl) 1+1n[p(w;) ] Q.4
de modo que a regra de decisio definida em (2.3) pode ser reescrita como:
x € W, se g(x) > g/(x) paratodoi #j 2.5)

onde gi(x) sdo denominadas fungdes discriminantes, e a expressio (2.5) € a regra de decido usada

na classificagdo por Mdxima Verossimilhanga.

Na classificacio de dados de Sensoriamento Remoto usando o critério de Mdxima
Verossimithanga, assume-se que as distribuicbes de probabilidade em cada uma das classes,

apresentam-se¢ na forma de modelos normal multivariados. Esta suposicdo, antes de ser uma
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propriedade demonstrdvel da natureza espectral das classes de informacdo, conduz a
simplificagdes matemdticas considerdveis, além do que estas distribuiches apresentam

propriedades bem conhecidas para a forma multivariada.
Assim, para um conjunto de N-bandas espectrais, tem-se:
p(X\Wi) =(2=n) _N/zlzil_llzexp [-1/2 (x-M,;) Tz;l (x-M,] (2.6)

onde M, e I, sdo o vetor média ¢ a matriz de covariancia dos dados, para a classe W;. Como o
termo resultante -N/2 1n(2x) € comum para todo g(x), e portanto ndo ajuda na discriminagio,
ele ¢ ignorado. Desse modo, a forma final da funcdo discriminante para a classificagio de

M4dxima Verossimilhanca, com base na suposicio da estatfstica normal multivariada, €:

g;(x)=In{p{w;)] --;—lnlﬂil --% (x-m,;) "B (x-m,) 2.7

Frequentemente, ¢ analista ndo tem nenhuma informagao prévia sobre as p(W;), e entéo, assume
que as probabilidades "a priori” para as classes s3o iguais. Como resultado, In[p(W))] pode ser
removido de (2.7), uma vez que ele € o mesmo para todo i. Neste caso, o fator comum 1/2

também pode ser removido, de modo que a fun¢io discriminante (2.7) passa a ser escrita como:

g; (x) =-1n{B,|- (x-M;) B (x-M}) (2.8)

2.2 4. Sistema de Processamento Digital de Imagens - SITIM

O sistema de tratamento de Imagens (SITIM) € destinado a extragdo de informag3es a partir de
dados de Sensoriamentoc Remoto, obtidos principalmente por satélite. Esta extragdo de
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informacoes pode ser qualitativa, a partir da observagéo de imagens realgadas, ou quantitativa,
a partir da utilizagdo de procedimentos de classificacao automdtica, cujas safdas sdo imagens

temiticas e tabelas de 4rea associada a cada classe discriminada na imagem (Manual do SITIM

[11]).

Conforme consta no Manua! do Usudrio [11} o SITIM € composto por rm microcomputador,

seus periféricos ¢ uma unidade visualizadora de imagens. As suas principais caracterfsticas de

Hardware sdo:

- microprocessador Intel 80286, como clock de 8.0 mHz e registros internos de 32 bits,
barramento de dados de 16 bits ¢ barramento de enderegos de 24 bits, o que permite 0

enderecamento de até 16 Mbytes de memoéria;

- coprocessador de ponto flutuante Intel 80287;

- monitor de video semi-grdfico de 80 colunas e 25 linhas e teclado;
- memoria principal de 704 Kbytes;

- unidades opcionais de fita magnética de 1600 bpi, 45 ips;

_ fita de cartucho de 5000 bpi, 72 ips, cartucho de %", para entrada de dados de

Sensoriamento Remoto;

- unidade visualizadora de imagens composta de um hardware especializado € tm monitor
de imagens colorido de alta resolugio, e possui 4 Mbytes de memdria de imagem dividida
em até quatro canais de 1020x1024 bytes cada um, ou seja, cada canal pode armazenar
uma imagem de 1020x1024 pixels. As composigdes coloridas s30 mostradas na tela

quando cada canal contém a mesma imagem adquirida em bandas espectrais diferentes.
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Usualmente, trés bandas espectrais sdo carregadas nos trés primeiros canais e associadas as cores
vermelho, verde e azul (R, G, B} do monitor de imagens. O quarto canal € utilizado para
operacoes graficas, podendo armazenar e mosirar na tela graficos utilizando até 128 cores

distintas simuftancamente.

A imagem a ser analisada entra no sistema através de fita magnética, "streamer” ou disco flexivel
e, uma vez armazenada pode ser visualizada na tela, na escala especificada pelo usudrio. A
seguir, podem ser realizados os diferentes procedimentos de processamento e classificagido da

imagem, pelo acesso as fungdes especificas que compdem o sistema.

2.2.4.1 - O Classificador de Mdxima Verossimilhanca

Dentre as fungdes de classificagdo implementadas no SITIM, a mais usual refere-se a0 método

supervisionado de classificagio de Mdxima Verossimilhanga, 0 MAXVER,

O procedimento de freinamento do MAXVER implementado no SITIM € composto de um
conjunto de funcOes cuja finalidade € o cdlculo ¢ aperfeicoamento dos dados que serdo

necessdrios a classificacgfo.
As funcoes utilizadas durante 0 {reinamento sio relacionadas abaixo:

- Aquisi¢ao de amostras: funcio que adquire amostras com o objetivo de calcular os
paridmetros necessdrios a classificagdo. O usudrio deve posicionar o cursor para delimitar
a amostra de interesse e indicar a gue classe ela pertence. O programa adquire a média

e a matriz de autocorrelagido da amostra e atualiza esses pardmetros.

- Apresentacdo de amostras: apresenta na unidade visualizadora a localizagéio, na
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imagem, das amostras adquiridas no treinamento. Cada classe € apresentada numa das 128
cores disponiveis e 0 mimero da amostra € escrito sob cada amostra na cor correspondente

a classe.

O procedimento de classificagdo no MAXVER instalado no SITIM classifica, ponto a ponto, a
regido de interesse utilizando um processo de decisdo estatistico por mdxima verossimilhanga.
Para isto, requer como entradas os pardmetros armazenados durante o treinamento e necessita
também da imagem na tela contendo a drea de interesse. A imagem de saida € a cena classificada

no canal grdfico.

2.2.4.2 - SELECAO DE ATRIBUTOS

Esta técnica € uma alternativa para se tentar uma selegdo de bandas, reduzir a dimensionalidade,
processamento e redundancia de dados, a partir de simples tratamentos autométicos de imagens.
Por ser baseada em uma séric de medidas estatfsticas interbandas, ajuda a eliminar o cardter
subjetivo do intérprete na seleco de bandas.

(Medeiros[12})

O algoritmo implementado no SITIM seleciona, de um conjunto de N bandas o melhor
subconjunto de K bandas, que minimiza a probabilidade de erro de classifica¢do, com base na

separabilidade estatistica entre classes (estimada a partir da distancia de Jeffreys-Matusita, J-M).

No cdlculo de selegdo de bandas, o algoritmo computa a medida da distincia estatistica J-M entre
as densidades de probabilidade de duas classes para todos os possiveis subconjuntos de K bandas
(1,2,...), e daf seleciona aquele que produz a maior distncia. Cada subconjunto consiste das seis
melhores combinacdes de uma banda, duas bandas, trés bandas, quatro bandas, cinco bandas e

seis bandas.
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2.3. REDES NEURAIS

As redes neurais artificiais, baseadas biologicamente na anatomia do cérebro humano, sao
composias de clementos que trabalham de maneira andloga a um neurbnio bioldgico. Tal
semelhanca ¢ enfatizada pelas caracteristicas similares do funcionamento das redes neurais com
alguns procedimentos humanos, ou seja, aprendem pela experiéncia, generalizam exemplos

através de outros, abstraem caracteristicas (Wasserman {20]).

Em func¢io de sua complexidade, ainda se estd muito longe das Redes Neurais produzirem
resultados tio completos ¢ perfeitos quanto aqueles do cérebro bumano. Problemas como
linguagem natural ¢ prova de teoremas ainda sio tarefas dificeis para as Redes Neurais.
Entretanto, os problemas de classificacao de padrbes sdo aqueles melhor resolvidos por estas

Redes.

Do ponto de vista computacional, ao invés de ser um programa formado por uma seqiiéncia de
instrucdes, os modelos de Redes Neurais exploram muitas hipdteses simultaneamente, usando
intensamente o paralelismo € compondo-se de muitos elementos computacionais interligados
através de pesos varidveis. O conhecimento da Rede estd na definicdo destes pesos. Tudo isto

requer um crescente estudo sobre novas topologias de Rede e "Hardware” mais robusto

(Lippmann [9]).

2.3.1 Um Breve Histdrico

No inicio da década de 50, alguns pesquisadores comegaram a se interessar em desenvolver
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modelos para simular alpumas das fungdes que vinham sendo descobertas no sistema nervoso.
Tats modelos usavam elementos de processamento € conexdes com pesos associados, andlogos

a0s$ neurdnios e as sinapses do cérebro, e por isso foram chamados de Redes Neurais.

Paralelamente ao trabalho de modelar profundamente os niveis de processamento do cérebro,
outros pesquisadores passaram a estudar o problema de modelamento imaginando o processo
como uma "caixa preta”. Esta linha de pesquisa tem conduzido ao desenvolvimento dos

chamados Sistemas "Expert” ou Sistemas Especialistas.

A Conferéncia de Inteligéncia Artificial de 1956, que promoveu 0 enconiro entre pesquisadores
destas duas linhas de pesquisa, favoreceu o elo entre elas, e aproximou-as da Inteligéncia
Artificial.

Nas décadas seguintes, ambos os grupos prosperaram ¢, por volta de 1970, as Redes Neurais
tornaram-se um assunto altamente estimulante para a pesquisa, mas muitas vezes abandonadas

por falta de recursos financeiros ¢ humanos para um melhor entendimento da sua estrutura.

Durante este tempo, neurobiologistas, fisicos, matemdticos e psicélogos continuaram a explorar
vdrios aspectos da psicologia e neurologia inspirados em modelos, conduzindo a formulagao de
novos tipos de modelos e, principalmente, fornecendo subsidios para solugdo de alguns problemas

jé modelados anteriormente.

A seguir, € apresentado um breve sumdrio do que foi desenvolvido em termos de redes neurats,

em ordem cronolGgica, e associada a seu respectivos pesquisadores, conforme consta em [18].

Mc¢ Culloch & Pitts (1943):- tentaram reproduzir ¢ funcionamento do cérebro num
modelo cognitivo para o reconhecimento de padrfes visuais simples, com base na

concep¢io do cérebro como um computador de elementos computacionats bem definidos:

0s neurdnios.
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Von Neumann (1948):- utilizov as idéias de Mc Culloch & Pitts para fazer redes de
vdlvulas comutativas, definindo uma ldgica exata (dispositivos bindrios realizando

operagdes AND/OR);

Rochester (1956):- apresentou um modelo de Rede Neural artificial na 1* Conferéncia
Internacional de Inteligéncia Artificial (1956), com a finalidade de verificar o

comportamento desta rede, sem no entanto conseguir interpretar seus resultados;

Rosemblat (1959):- desenvolveu a rede de Perceptron que podia ser treinada para
classificar certos tipos de padrdes. Este modelo foi aplicado a uma grande diversidade de
problemas, sendo que seus resultados bem sucedidos provocaram um grande interesse por

Redes Neurais;

Minsky (1969):- prova matematicamente que Perceptrons arranjados em uma camada s6
eram capazes de reconhecer classes linearmente separdveis (definido no item 2.4.1),
tornando pouco interessante 0 modelo apresentado por Rosemblat. Em fungao disto, a

concepgio conexionista foi colocada em um segundo plano por uma década;

Grossberg (1973):- desenvolveu o esquema da rede ART (Adaptive Ressonance Theory)
tambem do tipo auto-organizdvel.

Kohonen (1975):- trabalthou sobre o conceito de Redes Neurais auto-organizaveis

obtendo resultados muito interessante,
Hopfield (1982):- reavaliou o modelo de Perceptron , pois usando uma rede
intermedidria, onde os padrdes ndo fossem linearmmente separdveis, a rede seria capaz de

reconhecer padroes nao lineares.

Atualmente, as Redes Neurais vem despertando cada vez mais interesse, em diferentes dreas de
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2.3.2 Modelo de uma Rede Neural Artificial

Antes de abordar 0 modelo de uma Rede Neural Artificial, faz-se necessdrio apresentar o

funcionamento bdsico do sistema nervoso natural.

O sistema nervoso € constituido por células especializadas & atividade nervosa, os neurdnios, por
onde flui a informacdo e seu controle, os quais sdo interligados em uma grande € complexa rede.
Estes neurdnios recebem impulsos elétricos (provenientes de um processo eletroquimico),
integram estes impulsos e os retransmitem a outras c€lulas. Sio eles que servem de modelos as

Redes Neurais Artificiais (Wasserman [20]).A figura 2.3 mostra a estrutura de um neurdnio

biolégico.

Os dendritos tem por fungiio captar os estimulos nervosos, que podem ser excitatérios ou
inibit6rios, de outros neurdnios e conduzi-los ao corpo celular e podem, se alcangarem urm certo
valor de limiar, desencadear um novo estimulo transmitido ao axoénio da célula contitufda por

uma fibra nervosa unica. Por meio das ramificagdes do ax0Onio, este impulso € transmitido a

outros neurdnios.
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" CORFO D4 CRLULA

FIGURA 2.3 - Neurdnio Biologico

fonte : Wassermanj20]

Através de reacbes quimicas do organismo, ocorre o aparecimento de uma carga elétrica na
membrana do neurdnio, sendo que a ruptura da membrana ocasiona a entrada de Na+ . Esta
carga elétrica cria um desequilibrio eletrolitico e, portanto, uma polaridade na membrana (mais
negativa dentro ¢ mais positiva fora). Como o neurdnio possui um nivel de despolarizagdo, se
o potencial eletronico chegar ao limiar, serd ativado um potencial de acio. Este potencial € do
tipo "tudo ou nada" (limiar = 1, caso contrdrio limiar = 0). Quando ativado, este potencial de
acdo € propagado ao longo da membrana, despolarizando pontos da mesma e criando, assim, a
propagagdo. Esta propaga¢do pode ser entendida como um sinal-stimulo. Se o potencial
eletrénico ultrapassa o limiar (ou seja, € positivo), diz-se que ocorre a conexdo (sinapse). As
sinapses sdo os pontos de ligacdo que funcionam como vidlvulas capazes de confrolar a

transmissdo de impulsos e regular a sua intensidade. Durante a vida do sistema nervoso, as
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sinapses estio em constante formagdo e modificagdo (Wasserman [20]).

As Redes Neurais Artificiais foram definidas para possuirem caracteristicas bdsicas de um
neurdnio bioldgico. Essencialmente, um conjunto de entradas sac aplicadas ao neur6nio, onde
cada uma delas corresponde a safda de um outro. Cada entrada € multiplicada por um peso
correspondente, andlogo a um "sinaptic streng”, e todo produto de entradas e pesos sdo somados
para determinar o nivel de ativagio do neurbnio. Apesar da grande diversidade de paradigmas
de Redes, todas sdo bascadas nesta configuracio (Wasserman [20)). A figura 2.4 ilustra uma

implementago desta idéia.

Na figura 2.4, um conjunto de entrada rotuladas X, X,, ..., X, € aplicado ao neurdnio
correspondendo aos sinais dentro das sinapses de um neurOnio biolégico. Cada sinal €
multiplicado por um peso associado W,, W, ...,W, € em seguida € aplicado a um bloco
somatério, rotulado como E. Cada peso corresponde 4 forga de uma conex3o sindptica bioldgica.
O bloco somatério I, corresponde, a grosso modo, ao corpo da célula bioldgica, adicionando
todos os produtos algébricos de entradas por pesos, produzindo uma saida que serd denominada
NET.

NET=X, W X, . Wot. .. +X,. W,
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FIGURA 2.4 - Neurénio Artificial
Adaptado de Wasserman[20}

O sinal NET € entdo processado por uma fun¢io F, chamada de ativagdo, para produzir o sinal
de saida (OUT) do neurdnio. Esta funcdo poderd ser linear, ou outra funcdo que mais se
aproxime de caracteristicas de transferéncia ndo linear de um neurdnio biolégico. A figura 2.5

ilustra este mecanismo, onde o bloco F recebe a safda NET ¢ produz um sinal denominade QUT.
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Hwgut = F(NET)

FIGURA 2.5 - Neuronio Artificial com fungdo de Ativacio
Adaptado de Wasserman[20]

A escolha da fungdo de ativagdo depende das caracterfsticas da Rede Neural a ser implementada,
principalmente com relagio ao tipo de entradas e safdas (bindrias ou continuas) que estas tero.
A figura 2.6 mostra trés tipos de fungdes de ativacao usadas na modelagem de uma Rede Neural.
No préximo capftulo voltaremos a tratar da fungdo sigméide que € utilizada neste trabatho.
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FIGURA 2.6 - Funcdes de Ativagio
Fonte : Lippmann|[9]

Por fim, as Redes Neurais artificiais se organizam em Redes Neurais de camadas simples ou
multicamadas, dependendo do mimero de camadas que compdem a topologia da rede (Wasserman

[20]).

2.3.2.1 - REDE NEURAL DE CAMADA SIMPLES : ¢ a rede mais simples formada por

um grupo de neurdnios arranjados em apenas uma camada, como mostra a figura 2.7, onde, para

efeito de notacdo, os neurdnios sdo identificados como circulos. O vetor de entrada X |, nesta

topologia, tem cada um de seus elementos conectados com um neurdnio ¢ a esta conexdo €

associada um determinado peso. O vetor de pesos, denominado W , gera o vetor de saida ¥
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através da aplicacdo da fungdo de ativacio F ao vetor X. W , ou seja,

P=-F(Z. W

FIGURA 2.7 - Rede Neural de Camada Simples
Adaptado de Wasserman [20]

i T TR

superiores em relacdo s redes de camada simples, ¢ tem despertado grande intercsse o
desenvolvimento de seus algoritmos de treinamento, uma vez que af reside os principais
problemas desta topologia. A falta de algoritmos de treinamento adequados a esta topologia de

rede , relegou-a, durante muito tempo ao esquecimento. Com o aparecimento de
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novos algoritmos de treinamento, esta topologia, voltou a ser valorizada, ainda que, a construgao
de redes em multicamadas pode estar associada a estrutura de camadas presentes em certas

regides do cérebro humano (Knight [7]).

Uma Rede Neural Multicamadas pode ser entendida como sendo a composicdo de vdrias redes
de camadas simples, onde a saida de uma € a entrada para outra. A figura 2.8 ilustra uma Rede

Neural de duas camadas (Wassermann[20]).
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FIGURA 2.8 - Rede Neural de duas camadas
Adaptado de Wasserman [20]

Esta topologia de rede possibilitou a diferenciacdo de classes nao separdveis lincarmente o que

despertou um grande interesse para novas pesquisas.
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2.3.3 Taxonomia

A taxonomia das Redes Neurais para classificagdo de padrdes estdticos pode ser dividida,
iniciaimente, em redes com valores de entrada bindrios ou continuos. Um outro tipo de
classificacdo, relacionado intimamente com a aprendizagem/treinamento da rede como um
processo de ajuste dos pesos de modo a se chegar 2 classificacio de padrdes categoriza-as como

supervisionadas ou nao supervisionadas (Lippmann[9]).

No treinamento supervisionado € necessdrio que se tenha um par de treinamento, representado
pelo vetor de entradas da Rede Neural ¢ pelo vetor que indica a safda que se espera obter. Assim
a Rede Neural ¢ treinada em fungiio detes pares, onde uma saida & calculada, e através do vetor
de saida desejada € estimado um erro que deve ser minimizado por um algoritmo de ajuste de
pesos. Os vetores de entrada sdo aplicados sucessivamente a Rede Neural e os erros calculados
vio desencadeando um processo de ajuste de pesos que prossegue até que o nivel dos erros atinja

um patamar estipulado (Wasserman [20]).

No caso ndo-supervisionado o conjunto de treinamento € composto apenas pelo vetor de entrada,
o que aproxima esta abordagem mais dos procedimentos biologicos do cérebro humano, uma vez
que o ser humano ndo aprende utilizando o paradigma do vetor de entrada e o vetor de saida
desejada. Assim, o algoritmo de treinamento modifica os pesos da Rede Neural para produzir
saidas consistentes, ou seja, vetores de entrada similares produzirdo uma safda referente a um
mesmo padrio. Logo o processo de treinamento extrai propriedades estatistica do conjunto de
vetores de entrada € agrupa-os dentro de classes. Contudo, nio se pode prever antecipadamente,

quantas classes serdo estabelecidas por este tipo de treinamento. (Wasserman[20})

A figura 2.9 mostra uma taxonomia simplificada apresentada por Lippman [9], de algumas das
Redes Neurais com a finalidade de contextualizar a Rede desenvolvida neste trabalho.
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FIGURA 2.9 - Taxonomia de algumas Redes Neurais, utilizadas para reconhecimento
de padrdes fixos

Fonte : Lippmann [9]

Algumas caracteristicas das Redes Neurais mais empregadas, bem como suas aplicagdes mais
adequadas sdo apresentadas na tabela 2.3.
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TABELA 2.3 - Caracteristicas bdsicas das principaic Redes Necurais

MODELO DFE APLICACORS YIRTUDES LIMITACOES TOPGLOGLA EN- FUNCAQ DE
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2.4 REDE NEURAL DE PERCEPTRON

Segundo Wasserman [20], Mac Culloch ¢ Pitts exploraram muitos paradigmas de Redes Neurais
para reconhecimento de padrées, e cada um de seus trabalhos envolviam um modelo simples de

neurdnio similar ao ilustrado na figura2.10.

X1“\\\‘W1

i
X, % > > | ou

e N

Threshaold

H

FIGURA 2.10 - Neurdnio de Perceptron
Adaptado de Wasserman {20}

A unidade representada pelo E, multiplica cada entrada X porumpeso # € executa a soma

destas multiplicagdes. Se esta soma € maior do que um limiar pré-determinado (8), a safda € um

(1); caso contrdrio serd zero (0). Estes sistemas e muitas de suas variagdes sao chamados
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Perceptrons. Em geral consistem-se de uma camada simples de neurdnios artificiais conectados,

por pesos, a2 um conjunto de entradas, conforme ilustra a figura 2.11.

FIGURA 2.11 - Perceptron de Camada Simples
Adaptado de Wasserman [20]

Com a demonstragio de um teorema sobre a aprendizagem de um Perceptron por Franck
Rosemblat, criou-se uma grande euforia em relagdo a explora¢io desta rede. Porém, este
primeiro impacto foi substituido por desilusdo, quando Minsky e Papert provaram que haviam
sérias restrighes com relacio a aprendizagem de tarefas simples. No entanto, a recente descoberta
de novos métodos de treinameto para estas redes tem sido responsdvel pelo ressurgimento do

interesse em pesquisa na drea (Wasserman [20]).



2.4.1 Perceptron de Camada Simples

A rede de Perceptron de camada simples pode ser usada tanto com entradas bindrias quanto com
valores continuos. Quando desenvolvida despertou, inicialmente, muito interesse em razio de sua

habilidade de aprender a reconhecer padroes.

O Perceptron de camada simples decide a qual de duas classes, A ou B, se relaciona uma
entrada. Assim, um né simples calcula uma soma ponderada dos elementos de entrada,
subtraindo um limiar 6 ¢ passando o resultado através de uma funcdo de ativagdo do tipo "hard
limiter", tal que a saida y seja +1 ou -1. A regra de decisdo consiste em responder: classe A s¢

a saida for +1 e classe B se a safda for -1. A figura 2.12 ilustra este procedimento.

e pe et

~ ! | :
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FIGURA 2.12 - Perceptron de camada simples que classifica um vetor de entradas em
duas classes A ou B.
Fonte: Lippmann [9]
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Assim, 2 rede divide o espaco ocupado pela entrada em duas regides separadas por um
hiperplano. Como apresentado na figura 2.12, para entradas de dois elementos, o hiperplano ¢
uma reta, podendo-se afirmar entdo que as classes sao linearmente separdveis, isto €, caem em

lados opostos da reta.

Os pesos das conexdes e o limiar em um Perceptron podem ser fixados ou adaptados usando um
mimero de diferentes algoritmos. O procedimento original para ajuste de pesos fo1 desenvolvido

por Rosemblat, e ¢ descrito na seqiiéncia.

Procedimento de Convergéncia do Perceptron (Camada Simples)

Passo 1. Inicializar os pesos.
Atribuir valores randémicos pequenos para W0) (0<i<n-1), onde W(t) sdo 0s pesos para as

entradas i no tempo t.

Passo 2. Apresentar nova enirada e saida desejada.

Apresentar a nova entrada de valores continuos

b A5 A

com a saida desejada T(t).

Passo 3. Calcular a saida atual.
yie) =f,,(’};::wi(t)xi(c) )
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Passo 4. Ajustar 0s pesos.

w {t)=w, () +q [T(E) -y ()] x,(E)

0<i<n-1.-

{ +1 se a entrada é da classe A
T{t) = { -1 se a entrada € da classe B

Nestas equagdes, 7 € uma fragio positiva de ganho menor do que um (1} e T(t) € a saida
desejada correta para a entrada atual. Os pesos ndo mudam se uma decisao correta € feita pela

rede.

Passo 5. Repetir a partir do passo 2.

Com isto, Rosemblat provou que, se as entradas de duas classes sdo linearmente separdveis,
entio ocorre o procedimento de convergéncia de Perceptron ¢ o hiperplano de decisdo €

posicionado entre estas duas classes.

Um problema com o procedimento de convergéncia de um Perceptron € que os contornos de
decisdo podem oscilar continuamente quando as entradas nio sdo linearmente separdveis e as
distribui¢des se sobrepdem, criando com isso o que serd chamado de problema da separabilidade

linear (Lippman {9}).

Para Wasserman [20] esta limitacdo € significativa, uma vez que existe um grande ndmero de

fungGes que ndo sdo separdveis linearmente, e o problema se agrava 2 medida que € importante
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saber se uma funcdo € linearmente separdvel, o que ndo € simples quando o nimero de varidveis

¢ muito grande.

2.4.2 Perceptron Multicamadas

Na defini¢io de Lippmann[9] Perceptron multicamadas sfo redes "feed-forward" (ndo tem
realimentagfio) com uma ou mais camadas de nds, entre os nds de entrada e saida. Estas
camadas adicionais contém unidades ou nds escondidos que ndo sdo conectados diretamente aos

- nds de entrada e saida. A figura 2.13 ilustra uma rede de Perceptron de trés camadas.

O Perceptron muiticamadas sobrepuja muitas das kmitacdes do Perceptron de camada simples.
Mas ndo foi usado no passado devido a ndo existéncia de um algoritme de treinamento

eficiente. Isto introduziu um séric problema de aprendizagem, uma vez que © teorema de
convergéncia nio € extendido para Perceptron Multicamadas. Esta situa¢io mudou recentemente

com o desenvolvimento de novos algoritmos de treinamento.

Embora a convergéncia destes algoritmos no possa ser provada como no caso do algoritmo de

camada simples, eles tem-se mostrado uteis na solu¢do de muitos problemas, em especial aquele

abordado neste trabalho.
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FIGURA 2.13 - Rede Neural de trés camadas

A capacidade de Perceptron de muiltiplas camadas permite a formag¢do de novas regides de
decisdo, resolvendo assim o problema do OU exclusivo ou o problema de regides misturadas.
Um Perceptron de camada simples forma uma regido de decisdo composta por 2 semi-planos,
j@ o Perceptron de duas camadas formam regides de decisdo convexas nfio necessariamente

limitadas (Wasserman[20]).

O descobrimento do algoritmo de treinamento "Backpropagation” tem levado muitos
pesquisadores a se interessar novamente por redes npeurais artificiais. Apesar de algumas
limitagbes quanto a convergéncia do algoritmo, uma vez que ndo € garantida da mesma forma
que o algoritmo de treinamento para Perceptron camada simples, muitos problemas tem sido

resolvidos.
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O objetivo bdsico do algoritmo € minimizar o erro entre a safda da rede e a saida desejada.
Logo, o algoritmo assume um conjunto inicial de pesos aleatorios e busca um conjunto finai

através de um processo de ajuste {Knight [7]).

A seguir, € descrita o algoritmo de "Backpropagation” implementado que € usado na resolucio

do problema de classificacdo de imagens.

Algoritmo de treinamento "Back-Propagation”

Passo 1 - Inicializar os pesos.

Ajustar todos os pesos dos nds em valores aleatorios pequenos dentro do mtervalo (-0.1,0.1). A
rede € ensinada inicialmente selecionando pequenos pesos aleatérios e entdo apresentando a

todos os dados de treinamento repetidas vezes.

Passo 2 - Apresentar entradas e saidas desejadas.

Apresentar um vetor de eni_:rada de valores continnos X,, X,, ...,X,.; e especificar as saidas
desejadas Ty, T,, ..., T,;. Se a rede € usada como um classificador, entio todas as safdas

possuem valores préximos de zero exceto para a que corresponde i classe de entrada que deverd
ter um valor proximo de 1. A entrada poderd ser mova em cada tentativa ou amostragem

para um conjunto de treinamento apresentado ciclicamente até estabilizar os pesos.

Passo 3 - Calcular a saida atual

Usar a fung#o sigmdide e as seguintes férmulas para calcular as saidas Y,, Y, ...,Y.;.
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N1
yio£( £ wzx2)  0<ISM-1
=0

No1
x2,=f( £ wisxi;) 0<k<N2-1
j=0 -

x1,-F(Lwyx)  O<j=NI-l
1=0

173
X, = entradas 0<i=<N-1

Passo 4 - Adaptar oS pesos

Usa um algoritmo recursivo partindo dos nds de saida e trabalhando retroativamente na primeira

camada escondida, ajustando-se 0s pesos por:

W, =W (t) +nﬁjx1i

Nesta equacdo W,{t) € o peso do n6 escondido i ou de uma entrada para o n6 j no tempo t, X;
¢ ou a banda do né i ou é uma entrada, n € um termo de ganho, e §; € um termo de erro para

o106 j. Se o nd j € o nd de safda, entdo
aj:Yj(l_Yj) (Tj_yj)
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O objetivo bdsico do algoritmo € minimizar o erro entre a safda da rede e a safda desejada.
Logo, o algoritmo assume um corjunto inicial de pesos aleatérios € busca um conjunto final

através de um processo de ajuste {Knight [7]).
A seguir, € descrita o algoritmo de "Backpropagation” implementado que € usado na resolugio

do problema de classificacdo de imagens.

Algoritmo de treinamento "Back-Propagation”

Passo 1 - Inicializar 0s pesos.

Ajustar todos os pesos dos nds em valores aleatdrios pequenos dentro do intervalo (-0.1,0.1). A
redle € ensinada inicialmente selecionando pequenos pesos aleatdrios ¢ entdo apresentando a

todos os dados de treinamento repetidas vezes.

Passo 2 - Apresentar entradas e saidas desejadas.

Apresentar um vetor de entrada de valores continuos X,, X,, ..., X, e especificar as safdas
desejadas T,, T,, ...,T,;. Se a rede € usada como um classificador, entdo todas as saidas
possuem valores préximos de zero exceto para a que corresponde a classe de entrada que deverd
ter um valor préximo de 1. A entrada poderd ser nova em cada tentativa ou amostragem

para um conjunto de treinamento apresentado ciclicamente até estabilizarem-se os pesos.

Passo 3 - Calcular a saida atual

Usar a fungio sigméide e as seguintes férmulas para calcular as saidas Yy, Y, ..., Y,

46



N-1
y=f{ kt w2 x2,) 0<1<M-1 (M = nidmero de classes)
-0

w2, € a conexdo de pesos entre a 2* camada € a camada de saida.

N -1
X2, =f{ t wisxl;) 0=<k=<N2-1 (N2 = nimero de neurbnios na 2*camada)
7=0

wl, € a conexdo de pesos entre a 12 camada e a 2? camada.

x1j=f(l$:1wijxi) 0=<j<NI1-1 (N1 = mimero de neurdnios na 1* camada)
i=Q
w; € a conexdo de pesos entre as entradas ¢ a 1* camada.
X, = entradas 0<i<N-1 (N = mimero de elementos de entrada)

Passo 4 - Adaptar 0s pesos

Usa um algoritmo recursivo partindo dos nés de safda e trabalhando retroativamente na primeira

camada escondida, ajustando-se os pesos por:

Wy=w . (E) +nd,x1;

Nesta equagio W(t) € o peso do n6 escondido i ou de uma entrada para ¢ nd j no tempo t, X,
€ ou a safda do nd 1 ou € uma entrada, 7 € um termo de ganho, ¢ §; € um termo de erro para o

nd j. Se 0 nd j € o né de safda, entdo
8;=y;{1-y;) (Ty=yy)
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onde T, € a safda desejada do né j e Y, € a safda atual.

Se 0 n6 j € um nd escondido interno, entiio

8,=x1,{1-x1)) {:bkwjk

onde k € o nimero de n6s na camada acima do né j. Limiares de nds internos sdo adaptados por
uma maneira similar assumindo que eles sejam pesos da conexdo da ligacdo de entradas
auxiliares de valores constantes. A convergéncia € algumas vezes mais rdpida se um termo

momentineo € adicionado e mudangas de pesos sdo suavizados por

W (E+1) =w (£) b x1,+a (w;; (£) -w,;{t-1) ),

onde 0<o<1.
Os pesos sdo ajustados apés cada tentativa usando informagoes laterais que especificam a
classe correta, até a convergéncia dos pesos e a fungd custo reduzida a um valor aceitdvel.

Passo 5 - Repetir retornando ao passo 2.

Um Perceptron de trés camadas pode ser usado para criar qualquer funcdo continua de

verossimilhanga requerida em um classificador (Lippmaan [9]).
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2.5 UTILIZACAO DE REDES NEURAIS EM CLASSIFICACAO DE IMAGENS DE
SENSORIAMENTO REMOTO

Em um trabalho recente, comparando a abordagem de Redes Neurais com os métodos estatisticos
de classificacdo de dados de Sensoriamento Remoto adquiridos por diferentes fontes,
Benediktsson [2], relata uma série de trabalhos relacionados com esta aplicagio. Este autor cita
Mc Clefland et. al., que utilizou uma Rede Neural de trés camadas, treinadas atraveés de um
algoritmo "Backpropagation”, para classificar dados TM/LLANDSAT. Segundo o0 mesmo enfoque,
Decatur , usando também um algoritmo "Backpropagation” para treinamento de uma rede de

Perceptron de trés camadas, classificou dados radiométricos obtidos pelo SAR (Synthetic
Aperture Radar).

Em relacio ao trabalho de Benediktsson [2], o autor concluiu que a principal vantagem das Redes
Neurais comparada com os algoritmos estatisticos de classificacdo € que, no primeiro caso, nao
¢ necessario conhecer as funcdes de distribuicio das classes de informagdo. Isto € uma vantagem
significativa sobre a maioria dos métodos estatisticos que requerem modelagem dos dados, ou
seja, os quais requerem conhecimento das funcGes de distribui¢des. Entretanto, os aspectos
computacionais sdo extremamente complexos, pois os algoritmos apresentam problemas com
relacio a demora de convergéncia. Outro fator importante € a escolha das amostras de
treinamento onde, quanto melhor e mais representativas estas sdo, melhor € a performance da

Rede Neura! sobre os classificadores convencionais.

Key et. al. [6] utilizou dados AVHRR e SMMR da regido drtica, e classificou-os utilizando o
procedimento de Mdxima Verossimilhanca, Redes Neurais e técnicas de interpretacio visual. As
caracteristicas da regido polar com relagio a temperatura da superficie ¢ com o tipo de cobertura,
tornaram a aplicacdo bastante interessante, na medida que esta regifio tem sido pouco explorada
com relacgdo a estes métodos de andlise. Os resultados alcangados indicaram que a abordagem de
Redes Neurais ofereceu vantagens em termos de facilidade de uso, interpretabilidade e utilidade
para classes espectrais indistinguiveis ¢ temporalmente varidveis.
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Avaliando o potencial da aplicagdo de Redes Neurais na classifica¢io de dados de Sensoriamento
Remoto, comparado com a classificacdo superviosionada convencional, através de um conjunto
de tretnamento minimo € invaridveis nas duas situagdes, Hepner et. al. [4] observou que a Rede
Neural apresenta um desempenho superior que a classificacdo convencional. Neste trabatho uma
Rede Neural de Perceptron foi treinada com o algoritmo de "Backpropagation”, visando a
classificacdo de imagens multiespectrais TM/LANDSAT. Paralelamente foi utilizado o mesmo
conjunto de amostras para treinar classificadores supervisionados convencionais para, em seguida
se efetuar uma andlise comparativa dos resultados obtidos. Estes resultados indicaram que a Rede
Neural usada pode classificar imagens melhor que procedimentos de classificagdo convencionais
usando as mesmas amostras de treinamento. Segundo Hepner, acredita-s¢ que estes resultados
sao alcangados pelo fato da Rede implementada efetuar consideragdes de textura e vizinhanca,
durante o treinamento e a classificacdo. Entretanto, o autor ressaltou a necessidade de um
hardware robusto com intenso paralelismo para que as aplicagdes com Redes Neurais possam

apresentar tempos de treinamento mais reduzidos.

Kanellopoulos [5] utilizou um modelo de Perceptron multicamadas para classificar dados
multiespectrais obtidos pelo satétilite francés SPOT, em 20 classes de cobertura da terra. A
topologia da rede implementada foi definida através de experimentagGes feitas sobre os dados e
ndo foi possivel conhecer, a priori, qual seria a arquitetura de rede ¢tima. Contudo, a Rede
Neural demonstrou ter um grande potencial para ser utilizada em classificacio de imagens
multiespectrais, com desempenho superior a um classificador de Mdxima Verossimilhanca.
Infelizmente o tempo de convergéncia, foi novamente considerado como o fator negativo que
acaba dificultando os experimentos. Para este caso, como a guantidade de classes a serem
definidas era grande, e a topologia da rede bastante robusta (18 neurdnios na 1® camada e 54 na
2%), foram necessdrios 25 horas de treinamento em uma estacio de trabalho SUN-4/260.

Liu e Xiao [10] relatam que, na classificacdo de dados de Sensoriamento Remoto, uma Rede
Neural de miiltiplas camadas, pode formar regides de decisio complexas e, consequentemente,
separar classes mescladas. No entanto, a convergéncia do algoritmo de treinamento de

"Backpropagation” € muito demorada para dados de Sensoriamento Remoto uma vez que as
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imagens sdo grandes e ricas em detathes. Este problema foi contornado utilizando um algoritmo
"Backpropagation” blocado, o que resultou em um aumento na performance da convergéncia e

na acurdcia da classificacio.

Visando aumentar o desempenho da classificacdo de dreas cultivadas, Zhuang et. al. |21],
utilizaram dados sobre propriedades da terra incorporadas aos dados das sete bandas
TM/LANDSAT, em um SIG-Sistema de InformacGes Geogrdficas. Os resultados obtidos
mostraram que o classificador por Mdxima Verossimilhanga, ndo pode ser usado para os dados
sobrepostos as propriedades da terra, inviabilizando a classificagdo conjunta, enquanto que o
critério de Mfnima Distincia ndo apresentou bom desempenho, nem mesmo na classificagao das
sete bandas TM/LANDSAT. Por outro lado, os resultados obtidos usando um classificador de
Redes Neurais apresentaram uma methor performance em relacdo aos métodos anteriores e um
menor grau de confusao entre as classes de 4reas cultivadas. Este aspecto evidencia o potencial
- da utilizacdo de Redes Neurais na classificagdo de dados de Sensoriamento Remoto, quando sdo

icorporadas outros tipos de dados, em concepedes atuais de SIG.
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CAPITULO 3 - MATERIAIS E METODOS

3.1 - DELINEAMENTO DA METODOLOGIA UTILIZADA

Para melhor aproveitar os recursos computacionais disponiveis na UNICAMP e FCT/UNESP,
optou-se por desenvolver o trabalho utilizando trés ambientes diferentes : SITIM, EstacSes

Proceda e microcomputadores PC/AT 386 e 486.
O fluxograma mostrado na figura 3.1 ilustra o procedimento a ser descrito.

A fim de viabilizar a implementacio de um algoritmo da Rede Neural adequado 2 classificacdo
de dados muitiespectrais de Sensoriamento Remoto, ¢ ainda de comparar seu desempenho com
a de um classificador supervisionado de Mdxima Verossimilhanga, adotou-se uma metodologia,
cujo desenvolvimento constou, inicialmente, da sele¢do de uma drea de estudos na qual pudessem
ser realizados alguns testes, tendo em vista a disponibilidade de dados multiespectrais e de
verdade terrestre para esta drea. '

A partir destes dados, foram definidas as classes de informacdo presentes na drea e, para cada

uma das classes foram selecionadas amostras de treinamento que permitiram a aplicagdo de uma

técnica de selegao ¢ redugdo de atributos.
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FIGURA - 3.1 Fluxograma das atividades desenvolvidas.

Uma vez que se dispunha das seis bandas TM/LANDSAT, referentes ao espectro refletido de
radiacdo eletromagnética, optou-se por utilizar um procedimento de Selecdo de Atributos, de

modo a reduzir 0 mimero de bandas espectrais (atributos) a serem usados na classifica¢do. No
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caso, o algoritmo de sele¢do de atributos deverd determinar o melhor subconjunto de trés bandas,
de um total de seis bandas disponiveis que deverdo fornecer um bom compromisso entre precisio
da classificagio ¢ tempo computacional. Esta fungio estd instalada no SITIM do
CEPAGRI/UNICAMP [11].

Posteriormente, as bandas selecionadas foram submetidas, individualmente, a um processamento
de ampliacfio de contraste, no qual cada pixel da imagem ¢ submetido 2 uma transformagio
radiométrica. A fungdo de mapeamento usada para a redistribuir os valores de britho dos pixels
da cena foi uma transformagdo linear. A rotina que executa esta funcdo estd instalada em
Estacdes PROCEDA da FCT/UNESP [19].

Concluindo este processamento inicial das trés bandas espectrais selecionadas, foi realizada uma
classificacdo supervisionada utilizando o algoritmo de Mdxima Verossimilhanca do SITIM [11].
Na verdade, o algoritmo MAXVER foi utilizado trés vezes para classificar a imagem, jd que a
etapa de treinamento do classificador foi realizada a partir de trés amostragens diferentes. Desse
modo, cada uma das amostragens gerou pardmetros de treinamento distintos para as classe, 0 que

obviamente interferiu no resultado da classificacéo.

Paralelamente, foi desenvolvida e implementada uma Rede Neural de Perceptron Multicamadas,
que utiliza o algoritmo de treinamento "BackPropagation”. Esta fase do trabalho foi realizada,
essencialmente utilizando microcomputador PC/AT 386 ¢ 486.

Para o treinamento da rede pudesse ser feito houve necessidade de gerar previamente a imagem

digital da drea teste, de forma adequada 2 sua visualizacio no equipamento disponivel.

Fetto isto, a Rede Neural foi usada para classificar a cena. O treinamento da rede constou, em
uma primeira abordagem, da apresentacdo de pixels individuais, distribuidos em 35(cinco)
amostras, por classe. Porém, a medida que se vislumbrava a possibilidade de incorporar
iformagdes de vizinhanga no treinamento da Rede, foi-se aprimorando o algoritmo. Assim, em
uma segunda abordagem, utilizando-se as mesmas cinco amostras, a entrada da Rede passou a
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ser uma janela englobando uma vizinhanca de 3X3 pixels e considerando o pixel centrzl. Para
uma terceira abordagem foi definida uma tnica amostra por classe, de dimensio 10X10 pixels
e foram apresentadas a Rede, janelas méveis de 3X3 pixels, as quais foram deslocadas no interior

da amostra.

3.2 - A AREA TESTE

A drea teste, selecionada para verificar o desempenho do classificador, refere-se a um segmento
de imagem de 100X120 pixels, extraido de uma cena TM/LANDSAT, orbita 221, ponto 77,
quadrante B, a qual foi obtida na data de passagem de 09/08/1938.

Esta drea estd localizada ao sul do Estado de Sdo Paulo, proxima a cidade de Itararé e
corresponde a uma regido de reflorestamento. Sua locatizagao geogrdfica estd ilustrada na figura
3.2.

A selecdo da drea teste foi feita em fungdo da disponibilidade de uma cena TM/LANDSAT em
formato digital, bem como de dados de verdade terrestre para a referida drea. Esta verdade foi
feita em funcéo do estdgio de desenvolvimento dos reflorestamentos por data de corte/talhdes ou
data de plantio/talhdes, isto €, por idade dos tathdes. Estes dados foram fornecidos por um mapa
confeccionado pela empresa Suzano Pfeiffer ¢ o trabalho de campo, para averiguagdo destes
dados, foi realizado pelo Prof, Nilton Nobuhire Imai, da FCT/UNESP, engenheiro agricola com

mestrado em Sensoriamento Remoto.

A partir dos dados de verdade terrestre, foram definidas as classes de informacdo sobre o uso
da terra, independente da sua identificacdo visual na cena. Assim, foram estabelecidas quatro
classes para a 4rea, definidas em funcdo do estdgio de desenvolvimento dos reflorestamentos

implantados, e desconsiderando a possibilidade da sua discriminagio espectral na cena.
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As classes definidas foram:
- Talhdes de reflorestamento mais antigos;
- Talhdes de reflorestamento com mais de um ano;
- Talhdes de reflorestamento jovem (menos de um ano);

- Talhdes de reflorestamento cortados receniemente.

A distribuigdo destas classes na drea teste € mostrada na figura 3.3,

56



[ T4 L] 1
v
GII‘N | 1 3]
i
'1" ﬂﬂTrll

]

(v

/Y monto|rr -
/ L)
/ A\
\
/ \
L L)
/ \
/ )
; \
\
/ \
/ 3
/ y
\
/ Y
/ \
/ ht
/ 5
/ |

Figura 3.2 - Localizacdo da Area Teste
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FIGURA 3.3 - Distribuicdo das classes de informagiio na drea teste, definida a partir dos
dados de verdade terrestre.
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A verdade terrestre foi utilizada para orientar a aguisi¢io de amostras para as classes, no decorrer

da fase de treinamento dos classificadores.

3.3 CLASSIFICACAO UTILIZANDO O ALGORITMO DE MAXIMA
VEROSSIMILHANCA

A classificacdo da drea teste utilizando o algoritmo de Mdxima Verossimilhanga foi feita através
de funciio especifica implementada no SITIM [11].

Esta funcio envolve, em principio, a aquisigio de dados de treinamento por classe de informacio
previamente definida. Tais amostras de trejnamento sao usadas na estimativa dos parimetros -
vetor média e matriz de covaridncia - das classes, que por sua vez, definem as fungdes
discriminantes para estas classes. Na fase de classificacdo, cada pixel da cena € atribuido aquela

classe que apresentar uma maior verossimilhanca.

Assim, o conjunto de dados de treinamento ¢ de fundamental importincia no desempenho do
classificador por Mdxima Verossimithanca, ¢ em principio, o mimero de pixels de treinamento

deve ser tal, que seja possivel estimar 0s parametros gue representam as classes.

Na utilizacdo do algoritmo de Mdxima Verossimilhanca, optou-se pela realizacdo de trés
classificacOes distintas, a partir da aquisicdo de diferentes dados de treinamento. Esta diferenca

referiu-se, basicamente, ao mimero de pixels amostrados por classe, em cada treinamento.
No primeiro treinamento, denominado amostragem 1, foi selecionada uma amostra de 10x10

pixels por classe, sendo gue a primeira classificacdo foi feita com base nesta amostra de 121

pixels por classe. A figura 3.4 ilustra a posi¢do, na cena, de cada amosira adquirida por classe.
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FIGURA 3.4 - Posiches das amostras adguiridas na amostragem 1

Ma amostragem 2 foram adquiridos 242 pixels por classe, referentes & coleta de duas amostra de
10210 pixels por classe, e a partir deste treinamento foi realizada 2 segunda classificacio por

Maxima Verossimithanga, A figura 3.5 iodica 2 posicho destas amostras na cena.



FIGURA 3.5 Posiglio das amostras adguiridas na amostragen 2

Finalmente, & amostragem 3 constou da coleta de wés amostras de dimensfes 757 pixels, por
classe, totalizando 192 pixels por classe. Ests amostragem foi wtilizada para treinar o algoritmo,
cujo resultado refere-se 3 terceira classificacdo por Méxinm Yerossimithanca realizada. A figura

3.6 mostra a posicao dos pixels de weinamento adquiridos na terceira amostragen.
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FIGURA 3.6 Posicio das amostras adgeiridas na amostragem 3

Was figuras anteriores, as amostras sio indicadas Ba imagem por cores associadas b classes de

informagio, conforme indicado na tabela 3.1
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TARBELA 3.1 Associacio entre classes de informacio e cores das amostras

i =C

attales de

Vol Bef dy i v
Taltes de Reflorestanuam A
Tkl do Reflwesmenomio fve {atace & 1 amch Winde

Fm soma, das aplicaches do classificador de Mixima Verossimilhanga, resultaram trés
classificaches distintas da cena, realizadas mediante a utilizagho de diferentes conjustos de dados

de treinamento.

STFICACAC DE IMA

shiente de Do

3.4.1 -

Tendo em vista os recursos materiais disponiveis para a implementacio dos programas, oplon-se

por trabathar com & seguinte configuracio |

- Micro computador PC-compativel, com monitor padrdo EGA (resolugio 640X350 pixels

£ 16 cores stmultineas).

Esta plataforma de hardware, baseada em um PC/AT 486, apesar de ndo ser a ideal, possul um

poder de processamento acentuado necessdrio para a execucdo do programa, bem como
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coprocessador aritmético embutido no proprio microprocessador;

- Linpuagem Turho Pascal 5.0

Esta linguagem de computacio foi escolhida por apresentar facilidades de programagio,
implementar estruturas de dados adequadas ¢ atender as necessidades de computacdo cientifica
para a aphicacio desenvolvida. Considerando o propdsito g que se desting, existe a necessidade
de maior precisio e rapidez de cdiculos em ponto flutuante, © gus implica na vtilizacdo de um
equipamento rdpido dotado de coprocessador. A emulagio do coprocessador por software,
oferecida pele Turbo Pascal, nfio apresenta g performance adequada a0 processamento.
Entretanto, avaliar o desempenho do algoritmo de Redes Neurais na classificagio de dados
multiespectrais, néo € objeto do presente estudo.

3.4.2 -G

Uma vez que niio havia disponibilidade de um equipamento com una configuracao adeguada para
¢ processamento de dados multiespectrais e, face a necessidade de visualizacio dos dados
originais, principalmente wo procedimento de treinamento da rede, fol pecessdric gerar

previamente a imagem, de modo que esta pudesse ser visualizada no equipamento disponivel.

Muito embora o equipamento utilizado disponha de 16 cores, uma imagem original ndo pode ser
mostrada de modo direto, ou seiz, um pixel na imagem gerada representando um ponto na
imagen original, j& gue as imagens de Sensorramento Remoto sio represeatadas em 256 niveis

de britho (8 bits por pixels).

Tiante desta Hmitagio utilizou-se wma téonics de visualizagho de imagens denominada

“Dithering”, 3 qual consiste basicamente em agrupar virias COIes para representar uma hnica oL,
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Em outras palavres, cada ponito da imagem € representade por vdrios pixels agrupados no

ORIOT.

No presente Caso, representou-se um ponto por uma wmatriz de 2X2 pixels, de modo 2 construir
um conjunto de 13 tons de cinza a partir de 4 cores: preto, cinza, branco ¢ branco bnlhante;

gstas cores apresentam-se em ordem crescente de britho. Este procedimento estd representado

graficamente ng figura 3.7,

Pixel (Pixel

Pl ¥
Pigel Piwel
Ponto da P3 P4
Tmagean
Representacéo
na tels

FIGURA 3.7 Geraclo da Tmapem através da Téonica de Visualizagio
“Dithering”

A construcio do conjunto de tons de cinza € bastante simples, ¢ parte de vma amibuicdo de cores,
onde : O: preto, 1@ cinza, 2: branco e 3: branco brithaste. O conjunto comega no preto ¢ varnia
gradualmente até o branco. Portanto, partindo do agrupamento (0,0,0,0) e seguindo para
©,0,0,1y, €0,0,1, 1), (0,1,1,0, (LLLL, (1,1,1,2).. c?;;egawse a {3,3,3,3), ou seia, cads novo
agrupamento € resuliado da inser¢do de uma nova cor mais brilhante que a anterior, A ordem

no agrupamento £ insignificante, ndo importando se pl, p2, p3 ou p4 recebe 8 nova cor,
A utiizacio deste artiffcio permitiu visualizar as imagens e fol imprescindivel quando da selegio
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das amostras de treipamento para as classes.

3.4.3

Tode processamento da rede, bem Como 05 resultados obtidos podem ser otimizados o
melhorados através de um pré-processamento de informacGes. Isto significa preparar 2 Rede
Meural para apresmtér solucBes ou decisdes que fogem aos controles do ser humano ou de um
ouire controlador de processos. Assim para torear efetivo o uso da Rede Neural na classificacio
de dados ooultiespectrais, alguns artificios foram adotados.

O primeiro constou da normalizacio do intervalo espectral de valores de brilhe dos pixels da
imagem (0 a 255) para o infervalo [-1,1] da fenglo sipmdide, atavés da seguinte funglio de
normalizagio

Este procedimento € diif, uma vez que a funcio sipmdide whilizada € significativa somente neste

intervalo, satiwando-se pos imtervalos (- oo ~1) ¢ (1, + o), como mostra a figura 3.8,




FIGURA 3.8 - Represeniacio grifica da Funcio Sigmdude

No processo de inicializaciio do pesos, torna-se necessdrio garantir maior estabilidade no
sreinamento da Rede. Neste sentido, adotou-se um segundo artificio gue assegura que os valores
iniciais aleatdrios para oS pesos sejam definidos dentro do intervalo [-0.1,0.1], bem como
que a média e a variancia destes valores estejam proximas de zero. Convém salientar que a
geracio de pesos aleaiGrios foi feita pelo gerador de pimeros randomicos, implementada na
linguagem Turbo Pascal, através da fungdo RANDOM.

€} desenvolvimento do trabalho foi baseado na implementaclo ¢ aplicaciio experimental de uma
Rede Neural de Perceptron trés camadas, para a classificagio de dados multiespectrais de

Senvoriamento Kemado,
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A configuracio da Rede Neural desenvolvida refere-se a uma estrutuia de nds interconectados,
dispostos em trés camadas, as duas primeiras denominadas "camadas escondidas™. A primeira
camada escondida € composta de 27 nds ¢ usada para o processamento dos dados de entrada. A
segunda camada escondida consta de 11 ads, nimero este definido com base em alguns testes
prefiminares. Finalmente, a tercedre camadz, on camads de safda, € composta de 4 nds
representando cada uma das 4 classes definidas previamente para 2 cena {safdas desejadas). A

figura 3.9 ilustra & topologia da rede tmplementada.

Fizados ¢ nimero de safdas desejadas, bem como o mimero de neurdnios que compdem as
camadas escondidas da Rede implementada, tem-se um esbogo da sua estrutura geral. Por outro
tado, o mimero de entradas da Rede depende de vutros fatores, nfio vinculados & sua estrutura

inderna,

Camade dg s5ids

{ad e cipszes?

25 camadz

e e m A
aruanrgdiga

FIGURA 3.9 - Topologia da Rede Newral
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1 4.4.1 - Treinamento da Rede

O processo de treinamento da rede utiliza o algoritmo de freisamento “Backpropagation”, gue
consiste na apresentacdo de um conjunto de amosiras gue produz um resultado, o gual €

comparado com uma saida desejada.

Foram realizadas simulacSes para testar a aplicabilidade do algoritmo na classificacdo de dados
multiespectrais de Sensoriamento Remoto, nos quais uilizou-se 0 mesmo conjunto de segmentos
de uma imagem TM/LANDSAT de dimensbes 100x120 pixels, referentes & trés bandas

espectrais selecionadas, usadas na classifivacio por Midxima Verossimilhanca.

Além disso, foram adotadas 1rés abordagens de treinamento supervisionado para a rede, as quais
s@o deseritas a seguir. Adotou-se, ainda, uma medida de erco quadrdtico caleulada pela formuls

ahaixn:

M
(elil-yli1)4/2<¢

B
i
ey

onde M & o mimero de classes & ¢ € o miximo valor de erro guadrdtico admitido.

Para cada abordagem foi realizada uma série de doze simulagOes nas quais foram considerados

valores diferentes de n {tlermo de ganhoy ¢ e,

Na primeira abordagem de tretnamento da rede, trabalhou-se com um tamanho da amostra de 3x3
pixels. No decorrer do processamento, as amostras foram apresentadas alternadamente a rede,
isto &, primeiro pixel da amostra da classe 1, primetro pixel da amostra da classe 2, ..., primeiro
nixel da amostra da classe 4; segundo pixel da amostra da classe 1, ¢ assbm sucessivamente, Para

cada amostra, levou-se em conta os valores de brilho dos pisels em cada vma das tés bandas.

69



Portanto, foram fornecidos 2 Rede um total de 9 pixels por amostra, cada um associado 805 seus
respectivos valores de britho em cada uma das bandas. Uma vez que foram selecionadas 5

ammostras por classe, o conjunto amostral totalizou 43 pixels por classe.

A figura 3.10 ilustra a topologia da rede para a abordagem 1.

FIGURA 3.10 Topologia da Rede para a ahordagem 1

Na ab@ﬁiagém 2, © tamanho da amostra considerado fol também de 3x3 pixels, para as mesmas
5 amostras usadas na sbordagem 1 (45 pixels/classe). No entanto, o treinamento no fot feito em
grupos de trés pixels, mas apresentando-se toda 1 amostra (grupo de 27 pixels), supultaneamente.

Assim, o nimero de entradas da Rede aumenta para 27, conforme ilustrado na figura 3.11.
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FIGURA 3.11 Topologia da Rede para & abordagem 2

¢ tamanho da amostra definido para a abordagem 3 €, agora, de {10 pixels. No entanto, na
apresentacio das entradas 2 rede, 2 amostra referente a cada classe € subdividida em sub-amostras
de 3x3 pixels, sendo cada amostra processada conforme apresentado para 3 abordagem 2. Este
procedimento pode ser relacionado con a idéia de uma janela mdvel de 3x3 pixels deslocando-se
a0 fonge da amostra 10x10. Uma vez que as sub-amostras 520 deslocadas por um valor unitdrio
a0 longo das hnhas e colunas da amostra 10x10, apresenta-se um total de 64 pixels por classe,

e assegura-se que informagBes de vizinhanga sgjam ncorporadas no treinamento,

A topologia ds Rede para a abordagem 3 ¢ & mesma daquela apresentada para 2 ab@rﬁ&g&m 2,
e encontra-se ilnstrada na figara 3.11. '

Ressalta-se que esias amostras de 10x10 pizels por classe, utitizadas no freimamento da

abordagem 3, apresentam posigBes correspondentes na imagem jguelas amosiras utilizadas na

amostragem 1, definidas na fase de treinamento do classificador de Mdxima Verossimilbhanca.
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3.4.4.7 Classificacio da Imagem pela Rede Negral

As etapas necessdrias & clussificaciio da imagem pela Rede Neural implementada estiio resumidas

no fhexograma apresentado sa figura 3.12

FIGURA 3.12 Fluxograma do processe de Classificaglio pela Rede Neural

A topologia da rede, obviamente, € a mesma, fanto no treinamento quanto na classificacfio. Isto
significa que, na abordagem 1 a classificacio ¢ feita pixel a pixel, enquanto que nas abordagens

2 e 3, apresenta-se uma janela 3x3, porém apenas ¢ pixel central ¢ classificado.

No decorrer da classificaglio, independente da abordager utilizada, a imagem € percorrida pixel

& pixel, de modo que todos os pixels da cena sejam classificados pela Rede.
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A regra de decis@io para alocar um dado pixel ¥, em ums classe |, €
glil > 0.8 e ylil < 0.5para 1<j<M e ji
onde Mé o mimero de classes,

Caso & regra ndo sefa satisfeita, a entrada € nao-classificada (representada pela cor preta).
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CAPITULO 4 - APRESENTACAQ DOS RES

Fste capftuio € dedicado & apresentagio dos resultados obtidos. A andlise final destes resultados

serd apresentado no proximo capftulo,

4.1 - MANIPULACAO INICIAL DOS DADOS

A aplicagio do algoritmo de selecio de atributos permitiu reduzir o confunto inicial de seis
handas ’?‘M LANDSAT para trés bandas m;mzrms 0 Que Tepresenta uma economia considerdvel

it Eﬁrmm de tempo computacional da classificacio, tante pelo mdtodo de Mixima

Verossimilhanca, quanto pela Rede.

Com Bbase no grau de separzbilidade entre a8 classes definidas previamente, selecionou-sg as
handas TM3, TM4 ¢ TM3 para desenvolver o trabalbo. A figura 4.1 mostra a COMPOSICAC

colorida destas trés bandas, para © segmento de imagem selecionado.
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FIGURA 4.1 - Composicio colorida gerada a partir das bandas TM3, TM4 ¢ TS,
para s drea de estudos

A utilizacio da rotina para ampliacio linear de contraste das bandas TM3, TM4 e T™3S,
individualmente, permitiu redistribuir mais adequadamente 08 valores de britho dos pixels, no
intervalo espectral de ;?;Sfi. mimeros digitais. Esta aplicacio mostrou-se particularmente i
quando da normalizacio dos valores de britho dos pixels para o intervalo de significincia da

funcio sigmdide, svitando a concentracio de valores em um intervalo muito restrito,
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4.2 - CLASSIFICACAO DE MAXIMA VEROSSIMILHANCA

O algoritmo de classificacio de Méxima Verossimilhancz utilizado, constituiu-se em um dos
métodos de classificacio disponfveis no SITIM, sendo amplamente utilizado em procedimentos

de classificaco supervisionada de dados multiespectrais de Sensoriamento Remoto,

A classificacio resultante da utilizaco da Amostragem 1 no freisamento do classificador de
Mdxima Verossimilhanca € mostrada na figura 4.2, seguida da tabela 4.1 na qual s@o fornecidos
resultados em termos de mimero de pixels classificados por classe de informagio, bem como a
drea ovupada/classe. Ressalta-se que a drea total ndo-classificads da cena foi de 7,0137 Kw', o
que eguivale a2 7.793 pixels ndo classificados resultantes da utilizacdo da amostragem 1 no

reinamento do classificador.

FIGURA 4.2 Classificacio resultante da wtilizacio ds AMOSTRAGEM 1 no

treinamento do classificador de Mdxima Verossimithanca

76



BELA 4.1 - Area ocupada por classe de informagfo (em nimero de pixels ¢ Km')
| resultante da utilizacio da AMOSTRAGEM 1

et |

{CLAS

AREA CLASSIFICADA

N® DE PIXELS

1.043

s s R s s 293 0,2637
o e ety oo i 25 548 0,4932
e Rt s s 2 1.011 0,9099
—— 7,793 7.0137
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A utitizacio da amostragem 2 no treinamento do algoritmo resaltou em um total de 5,621 pixels

ndo-classificados {5,0589 Km® ¢ na classificacio mostrada na figura 4.3,

FIGURA 4.3 - Classificacio resultunte da wtilizacio da AMOSTRAGEM 2 vo

treinamento do classificador de Mdxima Verossimilhanca

Na tabela 4.2 sio apresentados os resultados da classificagio em termos de nimeros de pixels

e drea ocupada por classe.
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TARELA 4.2 - Area ocupada por classe de informacio {em mimero de pixels e Km'}

resultante da stilizacio da AMOSTRAGEM 2

O treinamento deservolvido a partir da amostragem 3 gerou a classificagiio mostrada na figura

CLASSES AREA CLASSIFICADA

N° DE PIXELS | Ko

s BePhresrets s 1.50 1,3500
Tahos e Retiruamons o s 439 1.012 0,9108
S ————— 1.230 1,1070
— 5.621 5,0589

4.4 & ox valores de drea ocupada por classe apresentados na tabela 4.3
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FIGURA 4.4 - Classificaciio resultante da utilizacio da AMOSTRAGEM 3 no

Treinamento do Classificador de Mixima Verossimilhanca

Em termos de pixels ndo classificados, foi calculada uma drea de 4,644 Em® {3161 pixels),

resultantes da utilizaclo desta fercewra amostragem no trefnamento do classificador de Mdxima

Verpssimithanca.
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TABELA 4.3 Area ocupada por classe de informacio (em ndmero de pixels ¢ Km')

resultante da utilizagio da AMOSTRAGEM 3

CLASSES AREA CLASSIFICADA

HN® DE PIXELS Km’

TS e ——————— 2662 2,3958

Talhties do R soemas 1 1.963 17667

Tlirtes e Hefheviiaments com mas e oo ; 2?"% Z E éﬁ’?

Tallites fe Fefbroaamenny kvem (s d @n s60} i, § 41 3 {}2{%@

N shussifinades 5161 4,6449
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4.3 - APLICACAC DA REDE NEURAL NA CLASSIFICACAO DE
GENS

4.3.1 - Configurac8o Final da

Chegou-se & configuracio final da rede, constituida por 27 neurdmos ne primeira camada
escondida e 11 neorénios na segunda camada escondida, através de alguns testes aplicados & drea
teste. Messe sentido, foram feitas simulagBes com mimero varidvel de neurbnios nestas camadas
e, com base no ndmerc de pixels nio-classificados obtidos, eleperam os valores 27 ¢ 11 para

comporem os ndmeros de neuronios da primeira e segunda camadas escondidas, respactivamente.

4.3.2 - Classific s da Imagem resultantes das diferentes Abordagens de Treinamento

Para cada abordagem foram realizadas doze simulacdes diferenciadas pela variagio no termo de
ganho () ¢ na medida de erro (e}, O mimero de neurdnios mas camadas fol mantido constante,
on seja, 27 na primeira camada escondida, 11 na segunda camada escondida ¢ € na camada de
safla. A cada simulacio foram registrados o tempo de convergéncia, o ndmero de pixels nfo-
classificados pela rede ¢ o mimero de pixels classificados por classe. As fabelas 4.4, 45 ¢ 4.6
apresentam 0§ parimetros resultantes da classificacio realizada wtilizando as abordagens 1, 2 ¢

3, respectivamente, para o treinamento da rede.
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TABELA 4.4 - Parfmetros resultantes da classificacio utilizando a2 ABORDAGEM 1

no Treispamento da Rede

N——
Tanges 3 It Chaee | Chuaned Chasae st Pipeks #-classificados
¥l fariar 535 £.401 o T8 2 i 3358
. T2 o 2.3 L) ] (%) i 1785 VRS
Ti [ @15 81 L 2433 pEE A4 i
T4 gErire iR iR AH i T ] 73 4383
¥4 1323 G35 4040 2405 2397 i 4143 Redia
T {H g 2.3 iR o Kl 1984 Ak 243 1324
7 Rt o &5 £ 4753 Pz EHo] ¥3 pars
TE Hy i he 1480 3883 - 7t At 1333 Tia
) ARAT ST 0.3% £.{%01 GaHE 1 R ERET f50
T EREEOET &% .00 IT4E LiBd LT 2753 j¥r:4
Fii 1808 28" L5 .00t kZih NS RS LYo 4]
Tl ThiZ 4 G% X E Lz £ ‘;3.3 4 4% &




TABELA 4.5 - Parfimetros resuliantes da classificaciio utilizando 2 ABORDAGEM 2

no Tretnamento da Rede

“%‘cmgi % & {lasse k e Chaawd st Pixeli G-ulmeifioade
T 5“5‘?“ B33 ¢81 HEE o %3 P2RE 4523
T3 i}%‘%iﬁ“ 3] .84 438 1580 L2 s Apad
H [t TS R T 1325 A 1573 E2did
T4 orIEr &% R 3 aady jrasss 343 SRGI
T kiwiia B33 B80T un i332 I Pl 344
kil 21T0E [15] {40 Figs tA0s ihat 1159 k3o
T B8 0T .00 i pEL 4] R i 2382
] PR % .0 2} PG i EZ ALhE
ki ki i35 EERELEN ) 1417 A ERER 2542
Fid s 83 [LEELE 22 4D mr Aagld 181G
Tt ekl 18] {7 LK [T 14 A 25 s
TiE HETTHY G% .00 . 2337 AR AL 1749 Fa47




TABBELA 4.6 - Parfmetros respltantes da classificaciio utilizando a2 ABORDAGEM 3

no Treinamento da Rede

T L] ¥ (et Clasat C i Cmamt E Pk §-chuificados

. . N .
T grsan. 8.5 B @ 1247 T P 36

T3 graz o pa 8 1973 RN 452 314

T4 i ik @4t ¥ ; 4565 ! s 4553

5 s 8,35 B e 20 1819 B 2808

% PR AN .3 R OF 18 SE sk e 1559

T s oan 2.8 3050 1g5% 1486 E 233

8 10787 a8 9.5t 7442 1111 v et ' 343

T4 SR ikl {30088 bt 1642 VI 1142 Sy

116 RS 16" 55 8000 ﬁrm 194 1643 1883 830

bt Toti oz 7% w0 345 Y} T 37 "o

1z e I R 38 141 1516 a2 ' 1544

Um quadro resumido dos resultados destas classificagdes, em termos de mimero total de pixels
ndo-classificados (A) ¢ de uma pontuacao atribuida qualitativamente a0 seu aspecio vispal (B},
¢ apresentado na tabela 4.7. Esta tabela relaciona o mimero de pixels ndo-classificados ¢ a
pontaacio atribuida para o resultado de cada abordagem de treinamento, em funclo da variagio

nos pardmetros N ¢ ¢ utilizados.



Ressalta-se que na atribuigio de notas b qualidade visual da classificacio foram considerados os
seguintes aspectos © a definicdo de todas as classes de informaciio treinadas; as similaridades
espectrais entre a5 regides que compdem cada classe; e & comparagio com a verdade terrestre.
A pomtuagio varia de 1 3 12, onde 1 € atribuido & methor classificagio ¢ 12 2 pior delas, isto

para cada uma das abordagens de treimamento.

TARELA 4.7 - Infludncia dos parimetros 1 ¢ ¢ no resultado da classificaglio, em termos
de nimero de pixels nio-classificados (A) e pontuagdo alribuidas a0 aspecto visual (B)

variando de 1 a 12, por ahordagem.

T4 | ABORDAGEM | VARIAVEL ¢
: B 06 07 10
A 4823 | 3.144 2542 |
0,35 2 | B 05 03 o7 I
| A 5635 | 2.808 2192
3 B i1 06 08 §
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.5

8,75

4.9

4722 1.720 1,220
il 03 G2
5.996 3199 1.910
10 42 08
3.086 1859 1830
09 01 &2

2.221

12 03 o1
4.710 7,582 2.008
06 01 04

08 04 0
4.865 4238 3.447
T 2 09
4.853 3.447 .94

12 o7 05

Pela observacio da tabela 4.7, pode-se eleger as melhores ¢ piores classificactes por abordagem
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em termos de aspecto visual. Deste modo, pars a abordagem 1, definiu-se g simulagio T11
{1abela 4.4), referente a y = 0,75 e ¢ = 0,0001 como 3 chassificacio de methor desempenho ¢
a T3 (tabela 4.4}, com v = 0,75 e ¢ = 0,0} como a plor. O resultade destas classificacbes estdo
fustradas nas Ppuras 4.5 ¢ 4.6, as quals caracterizam, respectivaments, o methor e plor

resultado, para a abordagem 1, com relagiio i caracterizagio visual das classificagtes.

VIGURA 4.5 - Classificacio resultante da simulagio T11, da ARORDAGEM 1,

identificada como a de melhor resultado wisual.
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FIGURA 4.6 - Classificacio resultante da simulaglo T3, du ABORDAGEM 1,

identificada como 2 de pior resuitado visual.

Para a abordagem 2 elegeu-se a simulacio T7 {tabela 4‘5), com 1 = 0,75 e ¢ = 0,001, como
sendo a classificacdo de melhor desempenhio € a T8 (tzbela 4.5), comn = 09 e e = 0007
como a pior. As figuras 4.7 e 4.8 ilustram estas classificactes identificadas como methor ¢ pior

rasultados, respectivamente.
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FIGURA 4.7 - Classificagiio resultante da simulacio T7, da ABORDAGEM 2,

identificada como 2 de melbor resultado visual,
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FICIRA 4.8 - Classificacio resultante da simulacio T8, da ABORDAGEM 2,

identificada como a de pior resultade visual,

A simulacio T6 (tabela 4.6) da abordagem 3, na qual foram ptilizados os parfmetros 1 = 0,5
e ¢ = 0,001, resultou na classificagdo de methor caracterizaco visual, enquanto gue a T4 {tabela
46, 9 = 0.9 e ¢ = 0,01, {00 considerada o plor classificachn. Tais classificactes esto

itustradas nas figuras 4.9 ¢ 4,10, as quals mdicam, respectivamente, o melhor e o pior caso.
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FIGURA 4.9 - Classificacio resultante da simulagio T6, da ABORDAGEM 3,

identificada como a do melhor resubiado visual.
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FIGURA 4.10 - Classificago resultante da simulaciio T4, da ,&.ﬁ@ﬁﬁﬁﬁﬁ%ﬁ 3,

identificada como a de pior resultado visual.

Finalmente convém ressaltar que as amosiras 10x10 definidas por classe ¢ usadas na abordagem
3 correspondem hguelas utilizadas a3 amosTagtm 1 do tretnamento do classificador de Mixima
Verossimithanga, Utilizando o dnico PARFARENTO quUantitativo disponivel para comparar estes dois
procedimentos de classificacdo, formulou-se & fhela 4.8, gue fornece valores referentes ao
mimera de pixels alocados a cada classe, para cada método, bem como o plmers total de pixals

nio-classificados.

Nesgtz comparacio foram utilizadas as simulaghes Tl (n = 030 e e = 0.0 eTi0(n =03¢
¢ = 0.0001) da abordagem 3 de treinamento da Rede por fornecerem, respectivamentc, 0 pior

e o melhor resultado em termos de pixels nio-classificados, As classificagOes resultantes destas
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simulaches extio ilusiradas nas figuras 411 (simulacio T1} e 4.12 {simulagio T10}.

TABELA 4.8 - Pixels clagsificados ¢ nio-classificados resultantes da classificaco
MAXVER - treinamenio AMOSTRAGEM 1 - e classificaciio Rede Newral -
rreinamento ABORDAGEM 3 (T1 ¢ T1G)

2t

CLASSES MAXVER| REDE NEURAL
T TIO

g 4 Refloresmeonty corlpded  aocpetimmeRic 2@% : i {%4% } ﬁs@Z
et o RplkresTe oo s S 1 800 548 | 1.576 1.641
Tt 4 Reblorsnmneno jovum, {mess 8w wad 1,011 3,746 35839
it Tt de plsts vho-chmsificalis : ' T3 8.635 1.R30
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FIGURA 4.11 - Classificagho resultante da simulacio T da ABORDAGEM 3 (Rede

Neural), que gerou o malor némero de pixels nio-classificados
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FIGHURA 4.12 - Classificaciio resultante da simulagio T, da ABORDAGEM 3 (Rede

Newral), que peron o menor pimere de pixefs nio-classificados
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CAPITULO 5 - ANALISE

Neste capftulo faz-se uma anglise dos resultados obtidos & partir da aplicagiio do algoritmo de
Redes Neurais implementado, na classificacio do segmento de imagem correspondente a drea
teste. Além disso, € feita uma comparacio destes resultados com aqueles obtidos pela wtilizachc

de um classificador de Miximn Verossimithania.

Fm um primeirs momento, 380 analisadas as classificaces resultantes das diferentes abordagens
de treinamento da Rede, em termos de pixels ndo classificados; similaridade espectral entre as
repifes inclufdas em uma mesma classe; e comparacio com a verdade terrestre. Neste sentido,
foram avaliadas as diversas simulacOes realizadas para cada abordagem, tendo em vista a

influéneia causada pela variacio nos parfimetros v e ¢, quando do treinamento da Rede.

Posteriormente, sio estabelecidas comparages entre as classificagies resultantes da aphicacio do
algoritmo de Redes Meurais, com aguelss resultantes da utitizagio do classificador de Mdxima

Verossimilhanca, tomando como referéncia o nimero de pixels ndo-classificados,

SULTADOS DA APLICACAO DO ALGORITMO DE REDES

Além das diferentes abordagens de treinamento desepvolvidas, foram realizadas uma série de
simulaches visando verificar a influéncia dos pardmetros v ¢ ¢, tanto na convergéneia da Rede,

guanto no resultado da classificagdo.

Nos ftens a seguir sfo svaliadas as classificactes resultantes das simulagBes realizadas para cada
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ahordagem de treinamento da Rede.

pgem 1

Através da andlise da tzhela 4.7, pode-se verificar que a simulacio na qual ol utilizado 7 = 0,75
¢ e = 00001 {T11) fornecen wm melhor resultado visual da classificacio. Entretanto, a simulagio
T12 (9 = 0,9 e e= 0,0001) resuliou em um menor gimero de pizels ndo-classificados. Pela
tahela 4.4 observa-se que nesta dhima classificaciio o niimero de pixels alocados 3 classe 2 foi
subestimado, enquanto esie plmero foi superestimado para as classes 1 ¢4, ou seja, a classe 2
(talhdes de reflorestamento cortados recentemente) ficou praticamente indefinida, o que ndo

ocorreu pars a simulagio T11.

Retomando-se a andlise da tabela 4.4 pode-se perceber que para valores de £ = 0,001, nem
sempre & convergéngia da rede foi garaptida, e que wm swmento NO 1ETMO de ganho (),
selacionado inversamente com o tempo de aprendizagem da rede, ndo resulioy em oma
diminuicio no tempo de convergéacia da rede, a0 contririo do esperado. Além disso, observou-se
gue ¢ parfmetro medida de erro (e} foi 0 gue mais influenciou na abordagemn i, uma vez gue parg
valores maiares de ¢, 4 classe 1 deixon de ser classificada para valores de o igual 2 0,5; 0,75 ¢

0.9 {excessdo para 5 = 0,35}

De um modo geral, o aspecto visaal das classificaches realizadas 8 partiv desta abordagem,
mostrou uma aparéacia granulada (salpicada). Tal fato pode ser associado & caracteristica da

amostragem ¢ classificaclio, realizadas pixel a pixel.
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Para esta shordagem, consideroa-se a simulacho T7, desenvolvidacom = 0,73 ¢¢ = 04,0001
como sendo aguela gue forneceu uma melhor aparémia_ visual, enguanto que a sirmgagio Ti0
( = 0,5 e ¢ = 0,5001}) fornecey Bm menor ndmero de pixels afo-classificados. Percebe-se 10
entanto, que esta segunda simulacdo (T10) superestimou o mimero de pixels incluidos pa classe
4, akém de atribuir erroneamente & classe 1, o8 pixels de uma regifo identificada como classe 2.

Ma stmulacio T7, esta mesma regifio nio o classificada.

Através dos resultados apresentados nia tabela 4.5, pode-se observar que 0 tempo de convergéncia
da rede estd inversamente relacionado 1anto com o 1Mo de ganbo (1) quanto com a medida de
erro (¢). Apesar das excessdes verificadas com relacio a n = 0.9 e e = 0,001 e 0,0001, estes
resultados estio de acordo com ¢ esperado. Além disso, para esto mesmo valor do termo de
ganho (n = 0,9) percebe-se que d classe 1 ndo foi considerada na classificagdo, quando atribuiu-

s valores de ¢ igual a 0,01 £ 0,001

4 aparéncia visual das classificacBes resaitantes desta abordagem ndo apresentou mais © aspecto

granulado gue caracterizou a ghordagem 1.

5.1.3 Abordagem 3

Fm relacio a abordagem 3, elegen-se & simulacdo T6 (n = 0,5 e ¢ = 0,001) como aquela que
fornecen o methor aspecto vissal na classificacio, enguanto gue a simulacio Ti0 (g = 03 ¢
e = (1,0001) fornecen um menor valor de pixels nfo-classificados. Visualmente, a siratlacio T10

mostra algomas descontinuidades nas regites classificadas, inclusive com a constatacio de pixels
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classificados erroneamente. Isto € menos perceptivel na classificacio resultante da simulagio T6,
considerada como aguela que apresenta maior similaridade com a verdade terrestre, respestando

o5 efeitos decorrentes da caracterizaciio espectral das classes..

A anglise da tabela 4.6 mostra que para maiores valores de medida de erro {e = 0,01}, a classe
{ ndo foi considerada na classificaciio, e inclusive para v = 0.9 # classe 3 foi desconsiderada,
Com relaciio ao fempo de convergéncia, & influéncia dos parametros 1 ¢ ¢ fol bastante regular
& dentro do esperado, uma vez gue Com O decréscimo dos valores atribuidos & medida de erro

{¢), houve um aeréscimo no Lmpo de convergéncia, o qual foi reduzindo gradativamente, com

¢ aumento no termo de ganho (7).

Comparando-se as classiticacdes resultantes das diferentes sbordagens de treinamento da Rede,
pode-se verificar que a abordagem 3 foi aquela que melhor definin as classes, principalmente em
termos de similaridade espectral entre as regides incluidas em uma mesma classe, Além disso,
pela observaclio das tabelas 4.4, 4.5 ¢ 4.6 pode-se verificar que a abordagem 3 {tabela 4.6)
apresenta um comportamento mais regalar, quando se relaciona o MPO de convergéncia da rede,

com variaghes nos pasdmetros 1 € €.

Ao contrdrio, os resultados da simulagbes realizadas para 3 abordagem 1 confrontam Com ¢
comportamento esperado, quando se relaciona o tempo de converglneia com os parfmetros de
greinamento, principalmente 1 {fermo de ganho), conforme apresentado ma tabela 4.4,
Visualmente, as classificagOes resultantes da adogdo desta abordagem mostraram uma gparéncia
granulada, decorrente da amostragem ¢ classificagdio pixel a pizel. Além disso, houve alguma

confusdo na atribuicio de alguns pixels &s classes pxémaheie{;iéas,
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A aparéncia granulada que caracterizou as classificacBes decorrente da abordagem 1 nfio
acontecen com sguelas resultantes das abordagens 2 e 3, para 8s quais observou-se uma EOT
homogeneizacio dentro das regites classificadas. Este efeito deve-se, possivelmente, ao tipo de
amostragem uiilizada gue leva em consideraciio informagBes de vizﬁnhm e textura, 3 medida

gue sio fornecidos grupos de pixels no treinsmento € sa classificaclio.

Com relacio a abordagem 2, a observagio da tabela 4.5, mostra maiores valores de pixels nio-
classificados, quando comparados as outras duas abordagens. Além disso, 0 uso de um valor do
termo de ganho muito alte (n = 0,9) resulicu em win comportamento atfpico no desempenho da
rede, ora nio considerando a classe 1, ora causando wim aumento ne empe de convergbnoa, O
resultado visual da classificacdo considerada & melbor para esta abordagem {(figura 4.7}, apesar
de apresentar uma caracterizacho mais uniforme das classes, mostra regiGes inteiras gue nao
foram inseridas em nenhuma das classes pré-estabelecidas. Este mmpﬂmmemﬁ nfio GOOtTE eI

relacho a abordagem 1 (figura 4.5) onde verifica-se um maior ndmero de pixels classificados,

porém com muitas atribuicdes erroneas.

Desse modo considerou-se a classificachio realizada a partir da abordagem 3 (figura 4.9) como

2 mais adequada para ser utilizada na classificacéo da drea teste,

Finalmente, vale ressaltar que 0as amosEagens onde foram fornecidos grupos de pixels para o
treinamento da Rede - abordagens 2 ¢ % - ocorrey invaniavelmente, 2 convergéneia do algontmo.
Isto ndo aconteceu para algumas simulagdes feitas na abordagem 1, principalmente guando

adotou-se uma medida de erro muito pequene {8 = i);i}{}(}i}.
Via de regra, perceben-se que a adoglo de medidas de erros muito alias (¢ = (,81) forneceram

os plores resuliados de classificacio, independente da abordagem wilizada, ¢ principalmente

gnando se considera o nimero de pixels nio-classificados.
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Para efeito de comparacio entre as classificacBes resuitantes da aplicacio do algoritmo de Redes

Neurais e da utilizacio do critério de Mdxima Verossimilhanga, optou-se por confrontar as
classificacdes mais pontuadas das abordagens 1 &3 de treinamento da Rede, com as amostragens

de treinamento MAXVER, de acordo com oS seguintes critérios .

- comparacio entre a abordagem 1 (Redes Neurais) com a amostragem 3 (MAXVER)
pelo fato do treinamesto, em ambos os casos, ter sido desenvolvido pixel a pixel, e 2

amostragem 3 apresentar um menor pUmero de pixels ndo-classificados;

- comparacdo entre a abordagem 3 (Redes Neurais) ¢ amostragem 1 {MAXVER), por

ambos utilizarem ¢ mesmo conjunto amostral no teinsmento;

- comparagio entre a abordagem 3 (Redes Weurais) e amostragem 3 (MAXVER), por

fornecerem wm melbor desempenho na classificacio.

Apesar de ter-se trabathade com tamanhos amostrais diferentes na fase de treinamento (08
algoritmos (abordagem 1 : 43 pixels por classe ¢ amostragem 3 © 192 pixels/classe}, optou-se por
comparar 08 resultados destas classificagbes, pelo fato de ambos os procedimentos terem sido
desenvolvidos pixel a pixel, ou séjfa, constarem da apresentacio ¢ posterior classificacdo de pixels

individuais,



Em termos de pixels nio-classificados a Rede superon o classificador MAXVER (802 contra
5161). No entanto, visualmente, a classificagio MAXVER mostrou uma methor definicio das
classes, principalmente em termos de contornos. Além disso, percebe-se gue houve uma menor
cordusio entre a8 classes na classificagdo desenvolvida pelo MAKYER, e gue os pixels ndo-
classificados constaram basicamente de pixels espectralmente pouco defimidos conforme pode-s¢
verificar na figura 4.5, No caso da Rede, com 2 abordagem 1 de treinamento, esta classificon
indiscriminadamente algumas regides da imagem, de modo gue, nesle Caso o MAXVER mostrou-

s mals seletivo na inclusio de pixels em algomas classes.

gem 3 { Rede Ne

Optow-se por desenvolver esla comparagdo eim funciio das amostras utilizadas para o treinamento
dos algoritmos (MAXVER ¢ Rede Neural), possuirem as amostras nay mesmas posighes, apesar

de tamanhos diferentes (Abordagem 3 © 64 pixels/classe ¢ Amostragem I 121 poxels/classe).

Ohservou-se um desempenho consideravelmente superior da Rede em fungio do algordmo de
Maxima Verossimilhanca, que resuliou em um total de 7.793 pixels ndo-classificados, com a
classificaciio realizada pela Rede, gue mostrou-se mais adequada & drea teste © que gerou 1859
pizels nio-classificados. Visualmente, o desempenhio da Rede 4 significativamente superior, anto
em termos de definiclio das classes, quanto a nivel de similaridade com a verdade 1erestre,
conforme pode-se verificar a partir da andlise da figura 4.3 (MAXVER) em confronto com a
figura 4.10 (Rede Neural).
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5213 A

Nesta andlise, comparou-se a classificacdo resultante da abordagem 3, mostrada na figora 4,10,
desenvolvida a partic de uma amostra de 64 pixels por classe, apresentados & Rede na forma de
uma jancla mével 3X3, com a classificagiv MAXVER com treinamento realizado atilizando 3

amostras por classe, com um fotal de 192 pixels/classe (figura 4.5}.

Estas classificactes resultaram em 1.859 ¢ 5.161 pixels nfo-classificados, respectivamente com
a utilizacio do algoritmo da Rede Newral e de Méxima Verossimithanga. Em uma primeira
andlise, estes nimeros indicam gue a rede tolera maiores variaghes espectrais dos pixels a serem
classificados, o que € confirmado pelo fato da Rede ter classificado a maior parte dos pixels que

e referem a dreas de drenagermn, O gue N30 OCOITE 1A classificacso MAXVER.

Visualmente, a classificacio MAXVER apresenta nma aparéncia salpicada, indicando um certo
gray de confusfio entre as classes 1 ¢ 3, 0 que n&o ocorrey na classificacho resultante da ags%icagz‘%ﬁ
da rede, que mostra regides classificadas bastante uniformes, Obviamente, a abordagem utilizada
no treinamento da Rede, r&é qual o5 pixels vizinhos 580 considerados, influencia na aparéncia

homogénea das classes.

e um modo geral percebe-se que, 0 treinamento da Rede néio exige uma agquisichio de amostras

tio cuidadosa em fermos de localizagio ¢ mimero de elementos que constituem a araostra, guanio

o classificador MAXVER.

Pode-se observar, ainda que nesta abordagem de treinamento da Rede feiches lincares, como
estradas nfio ficaram definidas na classificagdo, o que ndo acontecen guando da aplicacio do

algoritmo MAXVER. Tal efeito ¢ justificado, também, pela caracterfstica do weinamento
atilizado,

Finalmente, vale ressaliar que as comparagdes realizadas anieriormente referem-se & classificaghes

obtidas por algoritmos com principlos ¢ caracteristicas, em geral, bastante diferenciadas e nio
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cabe agui decidir qual o melhor método, porém descrever 08 procedimentos ¢ analisar a
aplicabitidade do algoritmo da Rede Neural implementada, na classificagiio do segmento de

imagem correspondente & drea tesie selecionada.
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0 6 - CONCLUSOES E RECO

Os objetivos especificos propostos para esie trabalho foram desenvolvidos seguindo vma série
de etapas, gue culminaram com a implementacdo de uma Rede de Perceptron Multicamadas,
com algoritmo de treinamento *Backpropagation” direcionado 3 classificac@o de dados
multiespectrais de Sensoriamento Remoto, em formato digital. Em seguida os resultados obtidos

foram analisados & comparados com a classificacio resultante da utilizacio de um algoritmo de

Mdxima Verossimithanca.

Nas classificacties resultantes da aplicagiio da Rede, guando parimetros internos da rede, como
7 {coeficiente de aprendizagem) ¢ ¢ {medida de erro} sdo alterados na fase de treinamento, as
classificaches sfo varidvels, tanto em 1ermos de similaridade com a verdade tervestre, quants a
nivel de nimero de pixels nio-classificados. Por outro lado, tendn em vista as diferentes
abordagens de freinamento desenvolvidas, mostraram gue, 3 medida que sdo incorporadas
informagdes de vizinhanca € COREXIO 1O procedimento de amostragem e classificacao, percebe-se
uma melhor definicio das classes de cobertura da terra € 8 cona classificada perde a aparéncia
salpicada, caracteristica dos procedimentos pixel a pixel, ou sefa, guando da aphcagm da Bede
as greas classificadas mostram-se mais homogéneas. Outra ghservacio referente a este aspecto
¢ que, nas abordagenss onde sd0 considerados gropos de pixels ocorre, invarigvelmente, a

convergéncia do alporitmo.

Chhservou-se ainda gue, com a incorporagio de informagtes de vizinh;mx;a a0 treinamento da
Rede, as feicBes lincares presentes na imagem ndo ficaram definidas, como € o caso de algumas
estradas, que foram visualizadas na classificacio MAXVER e em algumas daquelas resultanies
da sbordagem 1 de treinamento da Rede (treinamento ¢ classificagio pixel a pixel). Porém, a

deteccio de linhas nfo € o objetivo da classificacio de imagens, que trata da determinacdo de

dreas (regifies).
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(uando se compara as classificaches obtidas pels Rede com aquelas resultantes da aplicagdo do
algoritmo MAXVER percebe-se que 2 Rede, na grande maioria dos casos, classifica um makor
némero de pizels, independente da abordagem considerada. Apesar de estar-5e trabathaundo com
procedimentos de €-§§S$§ﬁca§§0 diferentes, as comparacOes realizadas permitern concluir gue o
treinamento do classificador MAXVER deve ser mais cuidadoso do gue o da Rede. On se¢ja, ©
treinamento da Rede Neural nio implica em uma localizagio 180 criteriosa das amosiras, nem

que o tamanho amostral seja (&0 abrangente guanto no caso do MAXVER,

Além disso, a Rede Neural permite desenvolver uma classificaclo contextual com algumas
alteracOes simples na sua topologia, ou sefa, na forma de fornecer oS dados de entrada, © gue

afio ocorre em relacio ao classificador MAXVER utilizado.

Ao considerar-se gue o treinamento do classificador MAXVER ¢ um dos fatores limitantes da
sua aplicacio, uma vez que parie-se do pressuposte que as distribuicdes de probabilidade nas
classes a serem cateporizadis seguem uma distribuicdo normal, ¢ que para isto os dados de
treinamento devem ser suficientes para uma estimativa scurada do vetor-média e matriz de
eovaridncia das classes, a Rede Newral, por apresentar um treinamento pouco influenciado pela
gualidade e quantidade amostral mostra-se potencialmente mais robusta em refacho a0 MAXVER
& apresenta-se COMO BME NOVa perspectiva a ser explorada, quando o objetivo € a classificagio

supervisionada de dados multiespectrais de Sensoriamento Remoto.

Apesar da Rede Neural implementada ter-se mostrads adequada 2 classificacio da drea teste
selecionada, existem alguns aspecios de sua implementacio que devem ser melhor gstudados. A
andlise destes aspectos ndo foi incluida nas ahordagens de treinamento da Rede, e fol apenas
parciatmente abordada na série de simulaches realizadas, nas quais preocupou-se mais
diretamente com o desenvolvimento bdsico do algoritmo de treinamente “Backpropagation”, €

nio com uma avaliscio ampla do seu desempenho.

Assim, com relagiio a0 algoritmo implementado pode-se elaborar uma série de recomendagles,

a serem consideradas em trabathos fuinros.
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{ PDesesvolver nma série de estudos para avaliar 2 inftuéncia do termo de ganho (n) e
da medida de erro (€} no processo de treinamento ¢ classificacio. Sugere-se a adoglo de
um procedimento sistemdtico € estatistico na anglise destes parfmetros, jd que as

simulaches realizadas nio permitiram uma avaliagio conclusiva.

9 Tarnar o termo de ganho {n) varidvel durante cada treinamento, ou seja, adotar-se
inicialmente um valor pegueno para v © auments-lo gradativamente, uma vez gue este
termo estd relacionado com a velocidade de aprendizagem da Rede, esta comega
aprendendo devagar ¢ aumenta a velocidade de aprendizagem a  medida que "ganha

experiéncia’ no assunto;

3. Adicionar o termo de momento {x} a0 algoritmo de treinamento a fim de acelerar 2
convergéncia da Rede. Por ndo haver uma preocupagdo com o mpo de convergénga,
wio foi utilizado este artificio. No entanto, julga-se interessante verificar que tipo de
resultados serdo obtidos adicionando-se esta nova yaridvel a0 algoritmo, jd gue conforme

ressalta Lippmana {9, este termo scelera consideravelmente a convergéncia da Rede.

4, Utilizar slgoritmos de treipamento mats atuais gue utilizam derivadas de segunda
ordem ou superior, € que os resultados apresentam-5e bem superiores a0 algoriomo de

Backpropagation original.

5, Implementaglio de um sistema hibrido de classificacio baseado em Redes Neurais com
treinamento inicialmente ndo-supervisionado para 5¢ definir um conjunto de classes
espectrais, bem como, possiveis amostras, ¢ uma Rede Newral supervisionads,
possivelmente a que for implementada neste trabalho, para se farer wima classificagio final
para 4 drea em guestdo. Este procedimento hibrido, | convencionalmente usado na
classificacio de dados de Sensoriamento Remoto, seria bastante dtil nas situagles onde

informagGes sobre verdade tesrestre nio fossem disponfveis,

Finalmente, ressalta-se gue O Wwma shordado peste trabalho € bastante amplo ¢ 1nOvVO,
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apresentando ainda, uma série de fatores a serem estudados ¢ avaliados. Tendo em vista gue na
literatura pouco se tem feito nesta drea, ¢ especificamente, aphcado 2 dados de Sensoriamento
Remoto, a wtilizacio de Redes Neurais com uma estrubua semethante b implementada neste
trabatho, mostra-se COMo uma perspectiva particularmente interessante a classificagho de imagens

e reconhecimento de padrdes de Sensoriamento Remoto.
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