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Resumo

Esta tese de doutorado possui como tema geral o desenvolvimento de algoritmos de Aprendi-

zado de Máquina Baseado na Teoria da Informação (ITL Ů Information Theoretic Learning).

O paradigma de ITL propõe o uso de critérios de treinamento baseados em medidas como en-

tropia e informação mútua, em substituição aos tradicionais critérios baseados em estatísticas

de segunda ordem.

Os problemas de inversão cega de sistemas de Wiener e separação cega de sinais em corpos

de Galois são os objetos de estudo e desenvolvimento dessas ferramentas. Estes problemas

apresentam características marcantes quanto à necessidade de descritores estatísticos de or-

dem superior, por isso, apresenta-se uma série de contribuições que se baseiam em critérios

de ITL e empregam algoritmos imuno-inspirados (ou heurísticas de busca) para adaptar os

parâmetros dos modelos envolvidos.

As propostas desenvolvidas abrem a perspectiva de futuras aplicações em áreas como genô-

mica, codiĄcação e geofísica. Espera-se também que os resultados apresentados fortaleçam

um entendimento mais amplo de ITL, a Ąm de abranger estratégias mais genéricas de busca,

de estimação de informação e de modelagem de dados.

Palavras-chaves: Aprendizado de Máquina; Teoria da Informação; Sistemas Imunológicos

ArtiĄciais; Análise de Componentes Independentes; Corpos Finitos; Inversão Não-Linear;

Sistemas de Wiener; Sistemas de Hammerstein.

Abstract

The main theme of this thesis is the development of Information Theoretic Learning (ITL)

algorithms. The ITL paradigm proposes the adoption of training criteria based on information

measures such as entropy and mutual information, instead of traditional criteria based on

second order statistics.

The problems of blind inversion of Wiener systems and blind separation of signals over Galois

Ąelds are the tasks over which these tools are applied. Such problems present key aspects

that establish a demand for higher order statistics, hence we present several contributions

that are based on ITL criteria and employ immune-inspired algorithms (or heuristic-based

methods) to perform the adaptation of the parameters of each related model.

vii



The developed proposals open the perspective of future applications in genomic, coding

theory and geophysics. Furthermore, we expect that the presented results support a wider

understanding of ITL, in order to comprise more general strategies of search, information

estimation and data modeling.

Keywords: Information Theoretic Learning; ArtiĄcial Immune Systems; Independent Com-

ponent Analysis; Finite Fields; Nonlinear Inversion; Wiener Systems; Hammerstein Systems.
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Introdução

O desenvolvimento das disciplinas de Aprendizado de Máquina, Inteligência Compu-

tacional e Processamento Adaptativo de Sinais vem ocorrendo, ao longo dos últimos anos, de

forma alinhada aos desaĄos impostos pelo considerável aumento da disponibilidade e com-

plexidade de dados associados às mais diversas esferas do conhecimento.

O surgimento de novos problemas nesse contexto, além da reformulação de problemas

já existentes em um âmbito mais elaborado, tem causado a necessidade de estudo de modelos

e estratégias de solução que possivelmente abandonem premissas tradicionalmente utilizadas,

como a de que o modelo seja um sistema cuja relação entre a entrada e a saída é linear e a

de que os sinais envolvidos estejam sujeitos a um ruído de distribuição gaussiana. Por isso,

medidas estatísticas que estão presentes em abordagens clássicas passam a ser questionadas

quanto à sua completude.

Neste cenário, emerge a disciplina de Aprendizado de Máquina Baseado na Teoria da

Informação (em inglês, Information Theoretic Learning, ITL), que é o tema central desta tese

de doutorado. Nela, abordaremos o desenvolvimento e aplicação de algoritmos de ITL para

a solução de dois problemas não-supervisionados Ů separação de sinais em corpos Ąnitos e

inversão de sistemas de Wiener. O paradigma de ITL propõe o uso de critérios de otimização

baseados em medidas como entropia e informação mútua, em substituição aos tradicionais

critérios baseados em estatísticas de segunda ordem.

Dadas as características dos problemas analisados, propõe-se uma série de contribui-

ções que, além do objetivo direto de melhoria de soluções em termos de qualidade e custo

computacional, visam dar subsídios para se ampliar o escopo de ITL. Esse novo domínio

abrangeria (i) estratégias de busca não necessariamente baseadas em gradiente, como os al-

goritmos imunológicos; (ii) funções objetivo não restritas às deĄnições de Rényi; e (iii) dados

de natureza discreta ou simbólica.

Objetivos e Organização da Tese

Esta tese se organiza em duas partes: a primeira consiste na fundamentação teórica

do paradigma de ITL, dos dois problemas que são abordados e da área de computação

imuno-inspirada; a segunda parte apresenta as contribuições realizadas junto aos problemas,

calcadas nos conceitos e deĄnições apresentadas na parte anterior. Detalhemos a seguir o que

cada capítulo compreende.
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O Capítulo 1 introduz os conceitos do Aprendizado de Máquina Baseado na Teoria

da Informação, partindo de aspectos primordiais da Teoria da Informação, para daí chegar à

sua conexão com o processamento adaptativo de sinais e o aprendizado de máquina.

O Capítulo 2 apresenta o problema de separação cega de sinais em corpos Ąnitos,

associado à estratégia de solução pela análise de componentes independentes. São discutidos

os conceitos referentes a álgebra e probabilidade para sinais deĄnidos em corpos de Galois,

além dos principais algoritmos propostos para o problema.

O Capítulo 3 analisa o segundo problema tratado na tese, o da inversão cega de

sistemas de Wiener. O modelo não-linear do problema é descrito, assim como a estratégia de

emprego do sistema de Hammerstein para a sua inversão e os principais algoritmos elaborados

para determinar os parâmetros desse sistema inversor.

O Capítulo 4 encerra a parte de fundamentos da tese apresentando conceitos básicos

sobre Sistemas Imunológicos ArtiĄciais, o que primeiramente engloba a explicação dos meca-

nismos primordiais de operação do sistema imunológico e que são a base das duas propostas

de algoritmos imuno-inspirados empregados na tese, descritas em seguida: o CLONALG e a

cob-aiNet.

A parte de contribuições da tese inicia-se com o Capítulo 5, que apresenta as propostas

para a separação de sinais em corpos de Galois. Elas compreendem dois novos algoritmos que

empregam computação imuno-inspirada em critérios baseados na teoria da informação; uma

versão alternativa de um algoritmo já estabelecido na área e a extensão do problema para o

modelo de misturas convolutivas.

O Capítulo 6 traz as contribuições relativas ao problema de inversão de sistemas

de Wiener, que consistem em um novo framework para solução do problema com o uso de

um critério de mínima informação mútua, cujos parâmetros do modelo são otimizados pelo

algoritmo CLONALG. Adicionalmente aos experimentos numéricos de validação da nova

técnica, o capítulo apresenta, antes, uma análise empírica do critério não-supervisionado

frente ao tradicional critério do mínimo erro quadrático médio.

Apresentadas as contribuições, a tese se encerra com o capítulo de conclusão, contendo

as considerações Ąnais sobre o trabalho como um todo e as perspectivas futuras.

Trabalhos Publicados Durante o Doutorado

A seguir, apresentamos uma relação contendo as publicações feitas ao longo do dou-

torado.
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1 Aprendizado de Máquina Baseado na Teoria

da Informação: Origem e Fundamentos

Este capítulo apresenta o tema de fundo desta tese, que é o Aprendizado de Máquina

Baseado na Teoria da Informação. Antes de discuti-lo, porém, faz-se uma apresentação dos

aspectos fundamentais e históricos da Teoria da Informação e a deĄnição de suas principais

medidas para dados discretos e contínuos. Então, Ąnalmente chega-se à sua conexão com

o processamento adaptativo de sinais e o aprendizado de máquina, sendo apresentada a

principal grandeza para construção de critérios de Ąltragem, a entropia quadrática de Rényi,

além de exemplos de aplicação e argumentos que visam ampliar o escopo desta recente área

de pesquisa.

1.1 Teoria da Informação

A humanidade testemunhou, ao longo dos últimos dois séculos, um desenvolvimento

gradual e verdadeiramente revolucionário das tecnologias de transmissão, armazenamento e

processamento de dados. Este processo gerou uma série de disciplinas que podem ser vistas, de

forma harmoniosa, como sendo suportadas por um conceito único: o de informação (GLEICK,

2013).

Apesar das relevantes contribuições dadas por Nyquist (1924) e Hartley (1928), é

consenso que a área de pesquisa denominada Teoria da Informação (TI) toma sua forma

concreta com o esplendoroso trabalho de uma das personalidades cientíĄcas mais marcantes

do século XX: Claude Elwood Shannon. O próprio título do trabalho já indica a grandeza

de seu escopo Ů ŞA Mathematical Theory of CommunicationŤ (SHANNON, 1948) Ů e, no

entanto, após a última página, o leitor só pode ter a impressão de que o texto superou as

mais altas expectativas.

Embora a aplicação da Teoria da Informação ao Aprendizado de Máquina esteja

concentrada nos seus conceitos fundamentais, que, em sua maioria, surgem neste trabalho de

1948, achamos relevante descrever a seguir, além deles, alguns aspectos adicionais que são

essenciais do ponto de vista histórico e para a compreensão desta área do conhecimento como

um todo.
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1.1.1 Fontes Discretas

O artigo de Shannon lida com fontes de informação de naturezas discreta e contínua,

e ele também estabelece uma divisão entre processos de transmissão com ou sem ruído. Na

primeira parte do trabalho, que é dedicado à análise do caso discreto e sem ruído, Shannon

apresenta uma medida fundamental 𝐻(≤):

𝐻(𝑋) = ⊗𝐾
∑︁

x∈X

𝑝X(𝑥) log 𝑝X(𝑥), (1.1)

em que 𝑝X(𝑥) é a função massa de probabilidade (PMF, do inglês Probability Mass Function)

da variável aleatória (VA) 𝑋. Considera-se que 0 log 0 = 0.

Após indicar na Equação 1.1 que, sem perda de generalidade, pode-se fazer 𝐾 =

1, Shannon diz que os valores desta medida são relevantes como Şmedidas de informação,

escolha e incertezaŤ (SHANNON, 1948). Devidamente estabelece-se, assim, uma conexão com

a Mecânica Estatística, e a medida 𝐻(≤) é batizada de entropia, cuja unidade é o bit se for

considerado o logaritmo de base 2. Feynman (1998) relata que a escolha deste nome por

Shannon foi uma sugestão de John von Neumann, que supostamente argumentou que o uso

do termo ŞentropiaŤ lhe daria Ş...uma grande vantagem em debates, porque ninguém sabe o

que é entropia, de qualquer maneira.Ť

A expressão proposta para 𝐻(≤) é justiĄcada em termos de uma série de proprieda-

des que uma deĄnição de entropia deveria possuir, como continuidade sobre os valores de

probabilidade e crescimento monotônico com respeito ao número de eventos no caso uni-

forme (SHANNON, 1948). A seguir, apresentamos algumas propriedades importantes de

𝐻(𝑋), que serão úteis para considerações futuras:

1. 𝐻(𝑋) = 0 se e somente se existe um único evento com probabilidade não nula (i.e.,

unitária). Isto signiĄca que a entropia é nula quando não há incerteza a respeito do

resultado de um experimento aleatório.

2. Dado um número 𝑛 de possíveis resultados, a entropia é máxima se todas as probabi-

lidades equivalem a 1/𝑛. Isto signiĄca que o caso de maior entropia ocorre com uma

distribuição uniforme, o que é satisfatório do ponto de vista intuitivo, dado que as

probabilidades não fornecem nenhuma ŞdicaŤ para alguém que esteja interessado em

prever o resultado Ů a incerteza é máxima.

3. A entropia conjunta de duas variáveis aleatórias, 𝑋 e 𝑌 , é deĄnida por

𝐻(𝑋; 𝑌 ) = ⊗
∑︁

x∈X

∑︁

y∈Y

𝑝XY (𝑥, 𝑦) log 𝑝XY (𝑥, 𝑦), (1.2)
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onde 𝑝XY (𝑥, 𝑦) é a PMF conjunta referente a 𝑋 e 𝑌 . Esta deĄnição origina, por sua

vez, uma importante desigualdade:

𝐻(𝑋; 𝑌 ) ⊘ 𝐻(𝑋) + 𝐻(𝑌 ), (1.3)

cuja situação de igualdade é possível somente se 𝑋 e 𝑌 são estatisticamente indepen-

dentes, i.e., quando

𝑝XY (𝑥, 𝑦) = 𝑝X(𝑥)𝑝Y (𝑦). (1.4)

Note que a desigualdade dada pela Equação 1.3 é bastante intuitiva: sempre que existe

algum grau de dependência entre variáveis, a incerteza associada ao conhecimento con-

junto delas será menor que a soma das incertezas dadas por uma análise separada.

Quando as variáveis são independentes, temos que qualquer uma delas é inútil na ta-

refa de reduzir a quantidade de incerteza associada à outra: portanto, a igualdade

ocorre.

4. A entropia de uma distribuição condicional, chamada de entropia condicional, é dada

por:

𝐻(𝑌 ♣𝑋) = ⊗
∑︁

x∈X

𝑝X(𝑥)
∑︁

y∈Y

𝑝Y |X=x(𝑦) log 𝑝Y |X=x(𝑦). (1.5)

A partir desta deĄnição, pode-se demonstrar que

𝐻(𝑋; 𝑌 ) = 𝐻(𝑋) + 𝐻(𝑌 ♣𝑋), (1.6)

o que signiĄca que a incerteza conjunta de 𝑋 e 𝑌 pode ser vista como a quantidade

de incerteza vinculada a 𝑋 mais a incerteza associada a 𝑌 quando 𝑋 é conhecido

(repare que a dependência tem um papel fundamental). A Equação 1.5 também pode

ser reescrita em termos de 𝐻(𝑌 ) e 𝐻(𝑋♣𝑌 ).

5. A partir da Equação 1.3 e da Equação 1.6, é possível obter a expressão

𝐻(𝑌 ) ⊙ 𝐻(𝑌 ♣𝑋), (1.7)

que revela que a incerteza de uma VA nunca é aumentada pelo conhecimento de uma

outra variável. O caso extremo Ů de independência Ů leva à igualdade.

Após deĄnir o conceito fundamental de sequência típica, Shannon prova um teorema

que estabelece, inexoravelmente, que a entropia da fonte de informação é o limite alcançável

de eĄciência para qualquer processo de codiĄcação (note que, no caso sem ruído, o objetivo

é de que haja compressão sem perdas, i.e., remoção de redundância).

Na sequência, ele analisa o caso de canais discretos com a presença de ruído. O princí-

pio básico deste cenário é avaliar a possibilidade de transmitir dados mesmo sabendo que há
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a chance de equívocos no processo de reconstrução, no receptor. Naturalmente, descarta-se a

transmissão dos dados no formato ŞcruŤ, e a estratégia reside em utilizar algum método de

codiĄcação, mas determinar qual é o código apropriado é uma tarefa longe de ser trivial (CO-

VER; THOMAS, 2006).

Shannon, com o seu estilo lúcido e leve, argumenta que, para um canal com ruído,

a Ştaxa de transmissão realŤ (SHANNON, 1948) é dada por 𝐻(𝑋) ⊗ 𝐻(𝑋♣𝑌 ) Ů sendo 𝑋

relacionado ao transmissor e 𝑌 ao sinal recebido. Esta quantidade é o que denominamos de

informação mútua (IM), deĄnida então como

𝐼(𝑋; 𝑌 ) = 𝐻(𝑋)⊗𝐻(𝑋♣𝑌 ). (1.8)

A sua linha de raciocínio é direta: 𝐻(𝑋) representa a entropia da fonte e 𝐻(𝑋♣𝑌 ) é

uma medida de equívoco, i.e., a ambiguidade média do sinal recebido. Note que a Equação 1.8

pode ser reescrita de duas formas:

𝐼(𝑋; 𝑌 ) = 𝐻(𝑌 )⊗𝐻(𝑌 ♣𝑋), (1.9)

e

𝐼(𝑋; 𝑌 ) = 𝐻(𝑋) + 𝐻(𝑌 )⊗𝐻(𝑋; 𝑌 ). (1.10)

Shannon fornece em seu artigo interpretações interessantes de ambas as expressões.

A Equação 1.9 indica a quantidade de informação recebida menos aquilo que é devido ao

ruído, e a Equação 1.10 é Şa soma das duas quantidades (informação transmitida e infor-

mação recebida) menos a entropia conjunta e, portanto, é o número de bits por segundo em

comumŤ (SHANNON, 1948).

Podemos escrever 𝐼(𝑋; 𝑌 ) em termos de probabilidades

𝐼(𝑋; 𝑌 ) =
∑︁

x∈X

∑︁

y∈Y

𝑝XY (𝑥, 𝑦) log
𝑝XY (𝑥, 𝑦)

𝑝X(𝑥)𝑝Y (𝑦)
(1.11)

e, assim, relacioná-la com a divergência de Kullback-Leibler

𝐷KL(𝑝; 𝑞) =
∑︁

u

𝑝(𝑢) log
𝑝(𝑢)
𝑞(𝑢)

, (1.12)

em que 𝑝 e 𝑞 são duas PMFs e se considera que 0 log 0
0

= 0. Com estas duas expressões, temos

a relação:

𝐼(𝑋; 𝑌 ) = 𝐷KL(𝑝XY (𝑥, 𝑦); 𝑝X(𝑥)𝑝Y (𝑦)). (1.13)

A divergência de Kullback-Leibler, também chamada de entropia relativa, é uma me-

dida de distância entre duas distribuições e, no caso da propriedade apresentada pela Equa-

ção 1.13, mostra que a informação mútua também pode ser interpretada como a entropia
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relativa entre a distribuição conjunta e a distribuição dada pelo produto das distribuições

marginais (COVER; THOMAS, 2006). Veja que a informação mútua se anula no caso em

que as variáveis em análise são independentes, o que a credencia como uma medida direta

dessa condição estatística.

Retornando ao artigo de Shannon, ele prossegue provando um resultado impressio-

nante: se um valor 𝐶 chamado de capacidade do canal não é excedido pela taxa de informação

produzida na fonte, existe necessariamente um sistema de codiĄcação capaz de resultar em

uma transmissão com uma taxa de erro arbitrariamente pequena. À primeira vista, isto soa

quase como inacreditável Ů um canal com ruído pode ser utilizado para enviar informa-

ção com um erro de reconstrução arbitrariamente pequeno sem que a taxa tenda a zero.

Não pertence ao escopo desta tese discutir em detalhes o método elegante que foi utilizado

para provar este resultado, mas é importante registrar que a capacidade de um dado canal

é deĄnida em termos da maximização da informação mútua entre as variáveis vinculadas ao

transmissor e ao receptor:

𝐶 = max
pX(x)

𝐼(𝑋, 𝑌 ). (1.14)

Esta maximização é feita com respeito à estrutura de probabilidades da fonte de informação.

1.1.2 Fontes Contínuas

Na sequência, o caso de fontes contínuas torna-se o foco do trabalho de Shannon. Um

primeiro aspecto de suma importância, nesse sentido, é a extensão da deĄnição de entropia

para o caso de uma variável aleatória contínua com função densidade de probabilidade (PDF,

do inglês Probability Density Function) 𝑓X(𝑥):

ℎ(𝑋) = ⊗
∫︁

𝑓X(𝑥) log 𝑓X(𝑥)𝑑𝑥. (1.15)

Esta é uma escolha intuitiva que preserva muitas das propriedades válidas para o

caso discreto, previamente estudado, mas existem também diferenças importantes. O aspecto

mais relevante apontado por Shannon é que, em contraste com o caso discreto, para o qual

a entropia corresponde a uma medida absoluta de incerteza, no caso contínuo, a deĄnição

leva, em geral, a resultados diferentes para sistemas de coordenadas diferentes. No entanto,

a diferença entre entropias não é afetada por esta modiĄcação potencial, o que signiĄca que

medidas como a capacidade de canal são imunes a este fato (SHANNON, 1948). Conforme

expressa pela Equação 1.15, a entropia de uma variável contínua é também chamada de

entropia diferencial (COVER; THOMAS, 2006), e seu valor é comumente expresso em nats,

sendo usado o logaritmo natural.
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As propriedades dadas pela Equação 1.6 e Equação 1.7 são diretamente extensíveis,

assim como as deĄnições dadas pela Equação 1.9 e Equação 1.10. Se considerarmos a deĄnição

da divergência de Kullback-Leibler para o caso contínuo, dada por

𝐷KL(𝑓 ; 𝑔) =
∫︁

𝑓(𝑢) log
𝑓(𝑢)
𝑔(𝑢)

𝑑𝑢, (1.16)

onde 𝑓 e 𝑔 são duas PDFs, também é possível preservar a propriedade dada pela Equação 1.13.

Ademais, são fornecidas outras três propriedades importantes no artigo de Shannon:

1. A entropia diferencial não é limitada por baixo ou, em outras palavras, ela pode assumir

valores negativos.

2. Sob a restrição de que uma VA contínua é limitada a um volume Ąnito do espaço, a

PDF com entropia máxima é a uniforme.

3. Se a matriz de covariância de uma VA contínua é Ąxada a priori, a PDF com entropia

máxima é a gaussiana.

O restante do trabalho de Shannon corresponde a um excepcional esforço que esta-

beleceu uma série de resultados-chave para fontes e canais contínuos. Graças a esse artigo,

a Teoria da Informação se tornou uma área própria da ciência, e uma quantidade enorme

de estudos foram desenvolvidos a Ąm de compreender, consolidar e ampliar as contribuições

iniciais dadas por Shannon. Como estes resultados estão além do escopo desta tese, não segui-

remos mais o curso desse belo trabalho. Em vez disso, enfocaremos uma medida generalizada

de informação que estendeu a deĄnição original da Equação 1.1 e, vários anos depois, acabou

viabilizando o surgimento das principais ferramentas de aprendizado de máquina baseadas

na TI.

1.1.3 A Entropia de Rényi

Após Shannon, a Teoria da Informação tornou-se um novo campo cientíĄco e extra-

polou o campo das comunicações, sendo utilizada, por exemplo, na física, na biologia, na

estatística e em outras áreas da engenharia como processamento de sinais e aprendizado de

máquina (PRINCIPE, 2010). Esse relativo sucesso passa pelo fato de que as medidas de en-

tropia e informação mútua são descritores escalares que indicam, de uma forma não ambígua,

a carga informacional da estrutura probabilística envolvida nos dados observados.

O emprego de TI nestes mais diversos contextos ocorreu em paralelo ao desenvolvi-

mento de novas medidas que estendem as formas canônicas propostas por Shannon. Nesse

sentido, Alfred Rényi, em meados dos anos 50, desenvolveu uma generalização matemática
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da entropia, usualmente chamada de entropia de ordem Ð de Rényi. Ela é expressa, no caso

unidimensional e discreto como (RÉNYI, 1961)

𝐻α(𝑋) =
1

1⊗ Ð
log

∑︁

x∈X

𝑝X
α(𝑥), (1.17)

e para variáveis contínuas

ℎα(𝑋) =
1

1⊗ Ð
log

∫︁

𝑓X
α(𝑥)𝑑𝑥. (1.18)

A intenção de Rényi era desenvolver uma medida generalizada de informação que

possuísse a propriedade aditiva de sistemas estatisticamente independentes e que respeitasse

os axiomas de probabilidade de Kolmogorov (LEON-GARCIA, 1994). Esta deĄnição perma-

neceu praticamente ignorada na área de comunicações, onde a proposta pioneira de Shannon

foi adotada com extremo sucesso, provavelmente porque possui propriedades matemáticas

que levam a uma interpretação mais compreensível do Ćuxo de informação nestes sistemas.

Porém, existem aplicações da entropia de Rényi em outras áreas como, por exemplo, teoria

de códigos (CAMPBELL, 1965), mecânica quântica (BENGTSSON; ZYCZKOWSKI, 2008),

sistemas dinâmicos caóticos (GRASSBERGER; PROCACCIA, 1983) e economia (HART,

1975).

O parâmetro Ð da entropia de Rényi permite diversas medidas de incerteza para

a mesma distribuição. Considerando o caso contínuo, dois cenários são importantes de se

mencionar, nesse contexto: (i) quando limα→1 ℎα(𝑋) = ℎ(𝑋), o que implica que a entropia

de Shannon é um caso especial da deĄnição de Rényi e (ii) quando Ð = 2, em que temos a

chamada entropia quadrática

ℎ2(𝑋) = ⊗ log
∫︁

𝑓X
2(𝑥)𝑑𝑥 = ⊗ log 𝐸[𝑓X(𝑥)], (1.19)

sendo 𝐸[≤] o operador de esperança ou valor médio (LEON-GARCIA, 1994).

A entropia quadrática tem um papel importante no aprendizado de máquina baseado

na TI porque ela origina uma família de estimadores que tem características interessantes

(da perspectiva de aprendizado de máquina) como serem não-paramétricos, contínuos e com-

putacionalmente simples de calcular. Embora seja possível obter estimadores análogos para

qualquer valor de Ð, o caso quadrático associado à estimação de densidade de probabilidade

utilizando kernels gaussianos (PARZEN, 1962) permite a aplicação de um ŞtruqueŤ interes-

sante para criar o estimador de entropia, que será demonstrado em mais detalhes na seção 1.2.

Rényi (1961) também propôs nos seus estudos uma medida generalizada de divergência

em espaços de probabilidades, a divergência-Ð de Rényi:

𝐷α(𝑓 ; 𝑔) =
1

Ð⊗ 1
log

∫︁

𝑓(𝑥)

(︃

𝑓(𝑥)
𝑔(𝑥)

)︃α−1

𝑑𝑥, (1.20)
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onde 𝑓 e 𝑔 são duas PDFs. Analogamente à entropia, a divergência-Ð converge para a diver-

gência de Kullback-Leibler quando Ð ⊃ 1. Além disso, de maneira direta, pode-se deĄnir a

informação mútua de ordem Ð

𝐼α(𝑋; 𝑌 ) = log
∫︁ ∫︁

𝑓XY (𝑥, 𝑦)

(︃

𝑓XY (𝑥, 𝑦)
𝑓X(𝑥)𝑓Y (𝑦)

)︃α−1

𝑑𝑥𝑑𝑦, (1.21)

A divergência-Ð, assim como a divergência de Kullback-Leibler, é uma medida assi-

métrica. Entre várias propostas que contornam essa questão, uma delas é a divergência de

Cauchy-Schwarz:

𝐷CS(𝑓 ; 𝑔) = ⊗1
2

log
(
√︃

𝑓(𝑥)𝑔(𝑥)𝑑𝑥)2

√︃

𝑓 2(𝑥)𝑑𝑥
√︃

𝑔2(𝑥)𝑑𝑥
. (1.22)

Baseados nesta divergência, podemos obter uma medida alternativa de independência, a

informação mútua quadrática de Cauchy-Schwarz (QMI, do inglês Quadratic Mutual In-

formation) (PRINCIPE, 2010). A medida QMI pode ser aplicada no contexto de diversos

problemas e será mais detalhada nos capítulos adiante.

1.2 Aprendizado de Máquina Baseado na Teoria da Informação

Os trabalhos pioneiros de Wiener (1958) e Kolmogorov (1962), pilares da disciplina de

processamento estatístico de sinais, foram cruciais para que se estabelecesse a possibilidade

de projeto de estruturas adaptativas de Ąltragem sob uma perspectiva probabilística. Duas

premissas foram fundamentais para a consolidação dessa linha de pesquisa: o emprego de

estruturas de adaptação lineares e de um critério para ajuste de parâmetros baseado em

estatísticas de segunda ordem (ESO) (HAYKIN, 2001), como a esperança do erro quadrático,

a variância e a correlação.

A Figura 1 ilustra o problema de Ąltragem adaptativa ótima, onde 𝑥(𝑛) é o sinal

original, 𝑦(𝑛) é o sinal após o processo de Ąltragem, 𝑟(𝑛) é um sinal que indica a resposta

desejada do Ąltro (opcional) e 𝑒(𝑛) é o sinal de erro (ou somente de saída) que é provido como

entrada para o critério de ajuste dos parâmetros do Ąltro. Considerando as duas premissas

já mencionadas, um exemplo tradicional de critério supervisionado para o problema é a

minimização do Erro Quadrático Médio (EQM) entre 𝑟(𝑛) e 𝑦(𝑛), com respeito ao conjunto

de parâmetros w do Ąltro:

𝐽(w) = 𝐸[(𝑟(𝑛)⊗ 𝑦(𝑛))2]. (1.23)

A razão para que seja comum o uso de um Ąltro cujo mapeamento 𝑦(𝑛) = ℱ(w, 𝑥(𝑛))

que o descreve é linear está no fato de que essas estruturas representam um compromisso
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Figura 1 Ű Esquema geral do problema de Ąltragem.

adequado entre eĄcácia e tratabilidade matemática. Quando então se associa esse Ąltro a um

critério baseado em ESO, se considerarmos que os dados disponíveis seguem uma distribuição

gaussiana Ů uma hipótese que ocorre amiúde em situações nas quais é aplicável o teorema

do limite central (LEON-GARCIA, 1994) ŰŰ, o casamento entre Ąltro e critério de ajuste será

ótima do ponto de vista, por exemplo, de uma solução de máxima verossimilhança (DUDA

et al., 2001).

Não suĄciente, há outros benefícios no emprego de critérios baseados em ESO (ER-

DOGMUS; PRINCIPE, 2006; WANG; BOVIK, 2009): eles levam, em geral, (i) a funções

custo relativamente simples no que se refere à manipulação matemática; as quais (ii) tipica-

mente engendram propriedades interessantes no contexto de otimização, como diferenciabi-

lidade e simetria; e que (iii) se associam a uma enorme variedade de algoritmos adaptativos

eĄcientes.

Em paralelo aos desenvolvimentos ocorridos no âmbito do tratamento mais extensivo

da tarefa de modelagem de sinais aleatórios, emerge de maneira deĄnitiva, a partir da dé-

cada de 1950, a disciplina de aprendizado de máquina (ou, em inglês, machine learning), em

cujo seio foram desenvolvidos os primeiros modelos de redes neurais (MCCULLOCH; PITTS,

1943), sistemas nebulosos (ZADEH, 1965) e algoritmos evolutivos (HOLLAND, 1962; FO-

GEL et al., 1966; KOZA, 1992). A posterior conexão desses desenvolvimentos com a área de

processamento de sinais levou à popularização do emprego de Ąltros não-lineares e também

ampliou as possibilidades de projeto de dispositivos de tratamento da informação graças à

adoção de meta-heurísticas bio-inspiradas capazes de lidar efetivamente com a questão de

otimalidade local e com funções de difícil manipulação (ROMANO et al., 2011). Pode-se

dizer que, atualmente, ferramentas desse tipo vêm se tornando parte do que poderíamos de-

nominar Şestado da arteŤ em certos domínios desse campo de pesquisa (ADALI; HAYKIN,

2010).

Naturalmente, o progresso das técnicas de machine learning e processamento de si-



16 Capítulo 1. Aprendizado de Máquina Baseado na Teoria da Informação: Origem e Fundamentos

nais andou lado-a-lado com a crescente complexidade dos problemas a serem tratados, que

frequentemente não se adequam às premissas clássicas de linearidade e/ou gaussianidade.

Não é errado aĄrmar que houve um notável desenvolvimento dos recursos computacionais ao

longo das últimas décadas e que ocorre atualmente uma ŞexplosãoŤ de informação e dados

obtidos nos mais diferentes contextos práticos, o que sustenta o aparecimento de problemas

mais complexos de tratamento e processamento de tais dados (HEY et al., 2009). Tornam-se

plausíveis, no contexto atual, dados que não obedecem à distribuição normal, que possuem

outliers ou que são não-estacionários (PRINCIPE, 2010).

Portanto, um critério baseado em ESO pode não ser o mais adequado para ajustar

os parâmetros do modelo durante o processo de aprendizado. Uma alternativa que vem se

consolidando, nesse sentido, é o emprego de descritores baseados na teoria da informação.

Como visto na seção 1.1, as medidas baseadas em TI como a entropia, informação mútua e

divergência são intrinsecamente deĄnidas de modo a contemplar toda a estrutura estatística

dos dados (ao invés de um ou mais momentos) e podem ser utilizadas para se criar critérios de

otimização que se ajustem melhor ao problema, obtendo soluções mais acuradas e robustas.

Embora sejam reconhecidas as iniciativas pioneiras, neste sentido, dos trabalhos de

Wiggins (1978), Donoho (1981), Linsker (1988) e Bell e Sejnowski (1995), esta nova metodo-

logia de fato ganhou impulso com os esforços do grupo de pesquisa liderado pelo Prof. José C.

Principe (Universidade da Flórida - Gainesville), que muito contribuíram para o estabeleci-

mento da área de pesquisa denominada Information Theoretic Learning (ITL) (PRINCIPE,

2010) ou Aprendizado de Máquina Baseado na Teoria da Informação. O cerne da proposta

de ITL é a implementação do conceito de Filtragem Adaptativa de Informação, que consiste

em substituir a função custo da Equação 1.23 (ou qualquer outra baseada em ESO) por um

descritor baseado em TI.

Vale ressaltar que este novo paradigma não necessita obrigatoriamente da presença de

um sinal da resposta desejada, em outras palavras, estratégias não-supervisionadas também

podem ser desenvolvidas no contexto de ITL. Por exemplo, entre os diversos métodos para

Análise de Componentes Independentes (ICA, do inglês Independent Component Analysis) Ů

ferramenta amplamente utilizada em separação cega de fontes (COMON; JUTTEN, 2010) e

no domínio de equalização temporal (ROMANO et al., 2011) Ů há algoritmos que se baseiam

nas medidas de TI como a entropia e/ou informação mútua (HYVARINEN et al., 2001).

Por Ąm, há uma importante ressalva a se fazer: é comum que não se conheça a distri-

buição de probabilidade dos dados, estando disponível somente um conjunto de observações.

Por isso, é necessário lançar mão de técnicas de estimação para as probabilidades e para as

medidas de TI, a Ąm de implementar os algoritmos adaptativos de ITL. A proposta desenvol-
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vida pelo grupo do Prof. Principe tem como premissas básicas as de que os dados fornecidos

ao sistema adaptativo são contínuos e o critério de otimização deve utilizar um estimador de

densidade de probabilidade não-paramétrico, usualmente a técnica de estimação por kernels,

também conhecida como método de janela de Parzen (1962). A metodologia se associa de

modo marcante às deĄnições generalizadas propostas por Rényi (vide subseção 1.1.3) a Ąm

de obter estimadores diferenciáveis, que por sua vez viabilizam o uso de algoritmos de ajuste

baseados em busca por gradiente.

1.2.1 O Estimador de Entropia Quadrática de Rényi

O estimador pelo método de janela de Parzen é uma técnica que se baseia no uso de

funções kernel para aproximar a PDF 𝑓(x)1 de um vetor de variáveis aleatórias contínuas

𝑋. O problema pode ser descrito da seguinte forma: seja 𝑋 = ¶x1, x2, ..., xT♢ um conjunto

de 𝑇 observações 𝑚-dimensionais da PDF desconhecida 𝑓(x); assume-se que existe uma

aproximação adequada 𝑓(x) dada por

𝑓(x) =
1
𝑇

T
∑︁

i=1

ã(x⊗ xi, à), (1.24)

onde ã(≤) é chamada de função janela e à é o parâmetro de largura da janela. Parzen demons-

tra que 𝑓(x) converge para a densidade real se ã(≤) e à são escolhidas de forma a atender às

seguintes propriedades (PARZEN, 1962):

1. A função janela deve ser uma função de densidade não-negativa e com valores Ąnitos,

de forma que
√︃

ã(u, à)𝑑u = 1.

2. O parâmetro de largura da janela deve ser uma função de 𝑇 tal que limT →∞ à(𝑇 ) = 0,

e limT →∞ 𝑇àm(𝑇 ) =∞.

As funções kernel são uma classe especial de funções que atende às propriedades

requisitadas para o papel de função janela e, por isso, são as mais utilizadas no método. Mais

especiĄcamente, a função kernel gaussiana circular é uma das mais adotadas, tendo como

expressão

Ù(u, à) =
1

(2Þ)m/2àm
exp

(︃

⊗uT u

2à2

)︃

. (1.25)

Com esta escolha de função janela, a expressão Ąnal do estimador de PDF Ąca:

𝑓(x) =
1
𝑇

T
∑︁

i=1

Ù(x⊗ xi, à). (1.26)

1 Por razões de simplicidade, a partir deste ponto descartamos o subscrito referente à variável aleatória ao
referenciar a sua PDF ou PMF.
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Estabelecido o método para estimar a função de probabilidade que descreve os dados,

pode-se aplicar a sua expressão às deĄnições de entropia diferencial de Shannon ou de Rényi,

o que resulta em estimadores conhecidos como métodos plug-in (BEIRLANT et al., 1997).

Porém, a deĄnição de Shannon ainda requer que uma operação relativamente complexa de

integração sobre uma função logarítmica seja avaliada, enquanto, na versão de Rényi, Prin-

cipe (2010) mostra que, empregando a Equação 1.26, a integral resultante tem uma solução

consideravelmente mais simples.

Considere o caso unidimensional (𝑚 = 1), se substituirmos na Equação 1.19 o valor

exato da PDF pelo estimador de Parzen:

ℎ̂2(𝑋) =⊗ log
∫︁

𝑓 2(𝑥)𝑑𝑥

=⊗ log
∫︁

[︃

1
𝑇

T
∑︁

k=1

Ù(𝑥⊗ 𝑥k, à)

⟨2

𝑑𝑥

=⊗ log
1

𝑇 2

∫︁

⋃︀

⨄︀

T
∑︁

j=1

T
∑︁

k=1

Ù(𝑥⊗ 𝑥k, à)Ù(𝑥⊗ 𝑥j, à)
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Repare que o ŞtruqueŤ está no fato de que a integral do produto de duas gaussianas

é exatamente uma gaussiana avaliada na diferença entre os argumentos e com uma variância

Ąnal igual à soma das variâncias originais. Além disso, este estimador é bastante atraente,

do ponto de vista de aprendizado adaptativo, porque ele é não-paramétrico, contínuo e dife-

renciável. Tais propriedades permitem a concepção de algoritmos adaptativos baseados em

técnicas por gradiente.

O argumento da função log na Equação 1.19, 𝐸[𝑓X(𝑥)], é chamado de potencial de

informação (IP, do inglês Information Potential) Ů 𝑉 (𝑋) Ů e, durante o processo de adap-

tação de um algoritmo de aprendizado, podemos considerar somente a otimização de 𝑉 (𝑋),

uma vez que ℎ2(𝑋) é uma função monotônica. Para chegar ao seu estimador, basta também

considerarmos somente o argumento na Equação 1.27, ou seja:

𝑉 (𝑋) =
1

𝑇 2

T
∑︁

j=1

T
∑︁

k=1

Ù(𝑥k ⊗ 𝑥j,
√

2à). (1.28)

Este resultado é um dos mais importantes em ITL, pois demonstra que a medida

IP, escalar, pode ser estimada diretamente a partir das amostras avaliadas em pares, sem
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depender do formato da PDF. Assemelha-se, assim, aos conhecidos estimadores de média e

variância que operam sem a dependência da distribuição, com a exceção de neste caso haver

também a variância da gaussiana (também chamada de tamanho do kernel): um parâme-

tro livre que deve ser deĄnido com relativo cuidado, pois pode modiĄcar completamente a

natureza da superfície de otimização (PRINCIPE, 2010).

Vale também ressaltar que o estimador de potencial de informação desempenha um

papel chave em uma série de outros estimadores baseados nas medidas de Rényi. Por exemplo,

ao adotar a mesma estratégia de uso do método de Parzen com função kernel gaussiana nas

medidas de informação mútua e divergência vistas na subseção 1.1.3, chega-se a expressões

descritas em termos da quantidade IP.

1.2.2 Aplicações

A área de ITL permite elaborar uma série de associações entre estruturas de Ąltragem

e critérios de adaptação, supervisionados ou não-supervisionados, que, consequentemente,

levam à possibilidade de aplicação nos mais diversos problemas. A título de ilustração, vale

mencionar:

1. Aprendizado Supervisionado

a) IdentiĄcação e Predição: Erdogmus e Principe (2002) empregam o critério de mi-

nimização da entropia do erro (MEE) em um novo algoritmo de treinamento para

redes neurais do tipo multilayer perceptron (MLP), que desempenha a tarefa de

predizer e identiĄcar sistemas dinâmicos não-lineares.

b) Equalização: nesse problema, encontramos algoritmos apoiados pelo critério MEE

para equalização linear e não-linear (SANTAMARIA et al., 2002), e também al-

goritmos que se baseiam na correntropia (SANTAMARIA et al., 2006) Ů uma

medida generalizada de correlação que é fundada na medida IP Ů, de modo a

treinar equalizadores lineares pelo critério de maximização da correntropia entre

o sinal de saída e o desejado (SINGH; PRINCIPE, 2009).

c) ClassiĄcação: a aplicação de redes do tipo MLP treinadas com o critério MEE

também é encontrada nos problemas de classiĄcação de padrões, como atestam os

trabalhos de Silva et al. (2006), Silva et al. (2010). Entretanto, as análises desen-

volvidas mostram que este critério possui uma diversidade de comportamentos que

depende das características estatísticas dos dados de entrada, de forma que ainda

não há conclusões sólidas aĄrmando que o novo critério pode superar o critério de

EQM mínimo (PRINCIPE, 2010).
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2. Aprendizado Não-Supervisionado

a) Desconvolução / Equalização cega: este problema é um dos que mais comportam

abordagens por ITL. Há, por exemplo, os algoritmos baseados (i) na minimização

da entropia da saída (WIGGINS, 1978; DONOHO, 1981; ERDOGMUS et al.,

2004), (ii) no casamento de correntropias (SANTAMARIA et al., 2006) ou de

PDFs (CAVALCANTE et al., 2002; CAVALCANTE; ROMANO, 2009) e (iii) na

minimização da taxa de informação mútua para canais não-lineares (TALEB et

al., 2001).

b) Separação Cega de Fontes: ICA tem sido a principal ferramenta para solução deste

problema, e existem diversas propostas de algoritmos para ICA que consideram,

de maneira comum, o objetivo de minimizar a informação mútua entre os compo-

nentes da saída do modelo. Entre elas, destacam-se os algoritmos com o critério de

negentropia (HYVARINEN et al., 2001), o critério Infomax (BELL; SEJNOWSKI,

1995) e, mais recentemente, as propostas baseadas na minimização da informação

mútua de Rényi (HILD II; ERDOGMUS, 2001; HILD II et al., 2006).

c) Clusterização: uma aplicação interessante de ITL encontra-se no uso da informação

mútua para determinar consenso em comitês de algoritmos de clusterização, como

mostram os trabalhos de Strehl e Ghosh (2002), Topchy et al. (2005) e Montalvao

e Canuto (2010).

Como dito, os exemplos de aplicações previamente listados foram escolhidos para

prover uma visão geral da utilização das ferramentas de ITL, e, de forma nenhuma, esgotam

as possibilidades de emprego do arcabouço teórico aqui apresentado em domínios diferentes.

Por isso, recomenda-se fortemente ao leitor que consulte (PRINCIPE, 2010) caso deseje obter

mais exemplos.

1.3 Uma Visão Ampliada de ITL

Pode-se dizer que a proposta inicial de ITL delineada pelo grupo do Prof. Principe

inspira-se em um estimador contínuo e diferenciável Ů o de potencial de informação Ů a Ąm

de desenvolver algoritmos de ajuste baseados no cálculo do gradiente para os mais diversos

critérios, como a própria entropia quadrática, a informação mútua de Rényi, a divergência

quadrática ou outras medidas que daí são derivadas.

Sem dúvida, o histórico de propostas e resultados até agora apresentados mostram que

a abordagem tem obtido considerável sucesso na solução de problemas das áreas de processa-

mento de sinais e aprendizado de máquina, como ilustram alguns dos exemplos mencionados



1.3. Uma Visão Ampliada de ITL 21

na subseção 1.2.2 (ERDOGMUS; PRINCIPE, 2002; SILVA et al., 2006; WIGGINS, 1978;

TOPCHY et al., 2005). Entretanto, há três ressalvas importantes que devem ser feitas ao

paradigma ŞcanônicoŤ de ITL. A primeira é que, além das questões práticas de implementa-

ção, não há garantias teóricas que sustentem de forma geral a escolha da entropia de Rényi

Ů em especial a quadrática Ů em detrimento da entropia de Shannon, o que signiĄca que

pode haver domínios em que tal medida não funcione tão bem quanto a abordagem clássica.

Por exemplo, Hild II et al. (2006) indicam que o algoritmo de mínima informação mútua

de Rényi para separação cega de fontes pode funcionar como função contraste (COMON;

JUTTEN, 2010) para a família de distribuições da exponencial generalizada e, em sequência,

Vrins et al. (2007) demonstram que, mesmo neste caso, a escolha depende do parâmetro Ð e

da distribuição das fontes, o que leva à conclusão de que o critério pode falhar, dependendo

dos dados disponíveis.

A segunda ressalva diz respeito ao fato de que o uso de algoritmos de busca baseados

no cálculo do gradiente da função custo traz o risco de prover soluções localmente ótimas. Uma

vez que os resultados experimentais têm demonstrado que o contexto mais vantajoso para

se aplicar algoritmos de ITL frequentemente apresenta as características de não-linearidade

e não-gaussianidade (ERDOGMUS; PRINCIPE, 2006), é plausível conceber que a superfície

de otimização seja multimodal com relação aos parâmetros do modelo. Portanto, algoritmos

de busca por gradiente possuem uma razoável chance de proverem soluções sub-ótimas em

um cenário como este, dependendo das condições de inicialização (LUENBERGER, 2004).

A terceira ressalva é que, nesta conĄguração, ITL ignora os problemas cujos dados

envolvidos são discretos ou simbólicos. Em um mundo no qual o crescimento da presença dos

dados digitais é vertiginoso (HEY et al., 2009; GLEICK, 2013), surgem inúmeras possibilida-

des de aplicação do ferramental baseado na teoria da informação para extrair conhecimento.

Temos, por exemplo, os problemas no domínio da genômica (HU; PAN, 2007), da mineração

de dados e da recuperação/extração de informação na Web.

A Ąm de superar estes obstáculos, pode-se considerar uma extensão do escopo de

ITL, que (i) permita algoritmos de busca mais gerais, o que é possível caso se amplie o le-

que de estratégias de otimização utilizadas Ů por exemplo, seguindo a já comentada linha

de meta-heurísticas bio-inspiradas como algoritmos genéticos (HOLLAND, 1962) e sistemas

imunológicos artiĄciais (DE CASTRO; TIMMIS, 2002b). Desta forma, passa a ser (ii) permi-

tido trabalhar com estimadores não necessariamente diferenciáveis, o que por sua vez signiĄca

(iii) que a escolha de um critério baseado em TI torna-se mais Ćexível, sendo possível utilizar

as deĄnições de Shannon ou Rényi.

Ademais, nessa nova perspectiva, dados discretos poderiam ser igualmente contem-
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plados em ITL, e, nesse sentido, novas soluções para problemas não-contínuos complexos

podem ser obtidas. A adoção de algoritmos de busca bio-inspirados é natural também à luz

de sua reconhecida competência em determinar soluções interessantes para problemas com-

binatórios (HOLLAND, 1962). Conforme será apresentado nos próximos capítulos, esta visão

ampliada de ITL é o que permeia praticamente todas as contribuições desta tese.

1.4 Conclusões

Este capítulo apresentou os principais fundamentos e as origens da área denominada

de Aprendizado de Máquina Baseado na Teoria da Informação ou Information Theoretic

Learning, iniciando pela introdução à Teoria da Informação, um campo do conhecimento

cientíĄco cujo principal pioneiro é Claude E. Shannon, e que revolucionou o desenvolvimento

das tecnologias de comunicação e computação, e que segue trazendo impactos nas mais dis-

tintas áreas do conhecimento, como a biologia, física e economia. Em seguida, introduziu-se

a motivação e a origem para a área de ITL, iniciada no contexto da extensão de critérios de

adaptação baseados em ESO.

Assim, uma série de algoritmos e ferramentas vêm sendo propostas para os mais diver-

sos problemas, por exemplo no contexto de classiĄcação, identiĄcação, predição, equalização,

entre outros. Inicialmente calcados no estimador de entropia quadrática de Rényi ou no con-

ceito subjacente de potencial de informação, as técnicas possuem em comum a estratégia de

efetuar a busca através do cálculo do gradiente da função custo. Finalmente, o capítulo se

encerra propondo ampliar este escopo de modo a permitir estratégias de busca alternativas,

associadas a descritores de TI não necessariamente diferenciáveis e que, desta forma, também

podem contemplar problemas de natureza discreta.

O próximo capítulo apresenta um dos dois problemas gerais tratados nesta tese, à

luz do paradigma de ITL: a separação de sinais em corpos Ąnitos. Além de elucidar os

conceitos algébricos deste Şnovo mundoŤ e descrever matematicamente o problema, ele traz

uma discussão das principais abordagens desenvolvidas até então, incluindo as perspectivas

de melhoria.
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2 Separação de Sinais em Corpos Finitos

Este é o capítulo que apresenta o primeiro problema abordado nesta tese de doutorado,

o da separação de sinais em corpos Ąnitos. Ele se inicia com uma introdução à técnica de

ICA e o seu papel como solução para o problema de separação cega de fontes. Em seguida,

discutimos os aspectos peculiares de corpos Ąnitos, para, daí, chegar ao recente modelo de ICA

em corpos de Galois. São apresentados os principais desenvolvimentos neste novo tema de

pesquisa, incluindo os algoritmos de separação mais importantes e fundamentos teóricos. Ao

Ąnal, são levantados diversos aspectos que o assunto suscita, e que motivaram contribuições

da tese, as quais serão apresentadas mais adiante.

2.1 Análise de Componentes Independentes

A análise de componentes independentes (ICA) foi concebida, a princípio, como uma

ferramenta para solução de problemas de processamento de sinais não-supervisionados, em

particular, do problema de separação cega de fontes (BSS, do inglês Blind Source Separa-

tion) (COMON; JUTTEN, 2010). Adicionalmente, ICA pode ser vista como uma extensão

natural da análise de componentes principais (PCA, do inglês Principal Component Analy-

sis) (HOTELLING, 1933), que é uma ferramenta clássica baseada em estatísticas de segunda

ordem para realizar análise de fatores e redução de dimensionalidade.

O problema de BSS corresponde à tarefa de recuperar um conjunto de sinais (fontes),

com um certo conteúdo de interesse, a partir de um conjunto de sinais (misturas) observados.

Em termos matemáticos, seja x(𝑛) = [𝑥1(𝑛), 𝑥2(𝑛), ..., 𝑥N(𝑛)]T um vetor composto de 𝑁

observações em um dado instante 𝑛, que foi originado pela combinação linear de 𝑁 sinais

independentes. Isto resulta em

x(𝑛) = As(𝑛), (2.1)

onde s(𝑛) = [𝑠1(𝑛), 𝑠2(𝑛), ..., 𝑠N(𝑛)]T é o vetor de fontes, que são considerados também inde-

pendentes e identicamente distribuídos (iid) no tempo, e A é denominada matriz de mistura,

que tem dimensão 𝑁×𝑁 e deve ser inversível. Esta formulação corresponde ao modelo deter-

minado de mistura linear, instantânea e sem ruído, a qual estabelece o problema de encontrar

uma matriz de separação W tal que

y(𝑛) = Wx(𝑛) = PDA−1x(𝑛) = PDs(𝑛). (2.2)
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Nesta condição ideal, os elementos de y(𝑛) são iguais às fontes exceto por ambigui-

dades de escala e permutação, representadas, respectivamente, por uma matriz diagonal D

e uma matriz de permutação P. A Figura 2 ilustra o modelo do problema de BSS: note

que, como é inerente a um problema não-supervisionado, a parte esquerda da Ągura (fontes

e matriz de mistura) é desconhecida, e, portanto, seus valores não podem ser utilizados para

se descobrir a solução.

Figura 2 Ű Modelo de mistura linear e instantânea do problema de BSS.

A conexão entre BSS e ICA se estabelece através da constatação de que, se (i) há no

máximo uma fonte gaussiana, (ii) as fontes são mutuamente independentes e (iii) a matriz

de mistura A é inversível, é possível obter uma solução na forma descrita pela Equação 2.2

por meio da busca de uma matriz de separação que maximize a independência entre os

componentes de y(𝑛) (COMON, 1994; COMON; JUTTEN, 2010).

A partir desta relação, foram elaborados algoritmos baseados nos mais variados cri-

térios, todos partindo da premissa de tentar restaurar a condição original de independência,

como: (i) negentropia (HYVARINEN et al., 2001), que é um critério utilizado para permitir

a maximização de não-gaussianidade; (ii) o princípio Infomax (BELL; SEJNOWSKI, 1995),

que se baseia na idéia de maximizar o Ćuxo de informação entre as misturas e as saídas

do separador; (iii) cumulantes (COMON, 1994); (iv) máxima verossimilhança (CARDOSO,

1998) e (v) curtose (HYVARINEN et al., 2001).

2.2 Corpos Finitos

Corpos formalizam os conceitos matemáticos e conexões subjacentes à adição, à sub-

tração, à multiplicação e à divisão de números. A deĄnição de um corpo é (LIDL; NIEDER-

REITER, 1997):
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Definição 2.1 Um corpo 𝐹 é um conjunto com duas operações, ≤ e +, tal que os seguintes

axiomas são válidos:

Ű Fechamento: ∀𝑎, 𝑏 ∈ 𝐹 ⊃ 𝑎 ≤ 𝑏, 𝑎 + 𝑏 ∈ 𝐹

Ű Comutatividade: ∀𝑎, 𝑏 ∈ 𝐹 ⊃ 𝑎 + 𝑏 = 𝑏 + 𝑎 e 𝑎 ≤ 𝑏 = 𝑏 ≤ 𝑎
Ű Associatividade: ∀𝑎, 𝑏, 𝑐 ∈ 𝐹 ⊃ 𝑎 + (𝑏 + 𝑐) = (𝑎 + 𝑏) + 𝑐 e 𝑎 ≤ (𝑏 ≤ 𝑐) = (𝑎 ≤ 𝑏) ≤ 𝑐
Ű Distributividade: ∀𝑎, 𝑏, 𝑐 ∈ 𝐹 ⊃ 𝑎 ≤ (𝑏 + 𝑐) = (𝑎 ≤ 𝑏) + (𝑎 ≤ 𝑐)

Ű Elemento neutro: Existem os elementos 0 ∈ 𝐹 e 1 ∈ 𝐹 , 0 ̸= 1, tais que 𝑎+0 = 𝑎 e 𝑎 ≤1 = 𝑎,

∀𝑎 ∈ 𝐹

Ű Elemento inverso: ∀𝑎 ∈ 𝐹,∃𝑏 ∈ 𝐹 tal que 𝑎 + 𝑏 = 0, e se 𝑎 ̸= 0,∃𝑐 ∈ 𝐹 tal que 𝑎 ≤ 𝑐 = 1

A notação usual da aritmética sobre números reais também se aplica aqui, o que

signiĄca que podemos denotar ⊗𝑎 o inverso com respeito à adição de um elemento 𝑎 ∈ 𝐹 e

𝑎−1 o inverso com respeito à multiplicação (caso exista), além de dar às respectivas operações

os nomes de subtração e divisão; pode-se dar maior precedência à multiplicação e divisão que

à soma e subtração e omitir o símbolo Ş ≤ Ť.

Os conjuntos dos números reais e o conjunto dos complexos fornecem dois dos exem-

plos mais conhecidos de corpos, ambos de tamanho inĄnito. Porém, a cardinalidade inĄnita

não é obrigatória segundo a DeĄnição 2.1: um corpo Ąnito, também denominado corpo de

Galois em homenagem ao seu criador, o brilhante matemático francês Évariste Galois, é um

corpo que possui somente um número 𝑞 de elementos. Tome, como exemplo, um conjunto

binário 𝐹 = ¶0, 1♢ e as operações descritas pelo produto ŞusualŤ e pela operação de OU-

exclusivo Ů 0+1 = 1, 0+0 = 1+1 = 0, 0 ≤0 = 0 ≤1 = 0, 1 ≤1 = 1 Ů: é diretamente veriĄcável,

neste caso, que todos os axiomas que caracterizam um corpo são respeitados.

Demonstra-se que, para um corpo de Galois de tamanho (ou ordem) 𝑞, denominado

𝐺𝐹 (𝑞), 𝑞 deve ser a potência de algum primo, i.e., 𝑞 = 𝑃 n, 𝑃 sendo um primo e 𝑛 um

inteiro positivo. Se 𝑛 = 1, o corpo é chamado de corpo primo e seus valores são deĄnidos

pelo conjunto ¶0, 1, ..., 𝑃 ⊗ 1♢ (ou por alguma versão isomórĄca) com as operações sendo

simplesmente o produto e a soma ŞusuaisŤ módulo 𝑃 (LIDL; NIEDERREITER, 1997). Por

outro lado, corpos Ąnitos com um número não-primo de elementos implica uma deĄnição

mais complexa das operações.

É também possível construir espaços vetoriais em corpos Ąnitos, com as seguintes

observações (GUTCH et al., 2012):

1. Considerando um espaço vetorial 𝑉 de dimensão 𝑁 em um corpo Ąnito 𝐹 = 𝐺𝐹 (𝑞),

podemos denotá-lo 𝑉 = 𝐹 N e seus elementos são vetores dispostos em coluna, em que

cada posição é um valor pertencente a 𝐹 .
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2. Um mapeamento linear A : 𝐹 N ⊃ 𝐹 M pode ser representado por uma matriz 𝑀 ×𝑁

com valores em 𝐹 , e a composição de matrizes de tamanho compatível é denominada,

como já conhecemos usualmente, de Şproduto matricialŤ, tomando o devido cuidado de

que as operações elemento a elemento sejam feitas em 𝐹 .

3. O cálculo do determinante de uma matriz quadrada A é calculado da maneira con-

vencional, por exemplo, pela regra de Cramer ou pela fórmula de Laplace associada

às operações elemento a elemento deĄnidas em 𝐹 ; ademais, A é inversível se o seu

determinante for diferente do elemento nulo.

4. O conjunto de matrizes 𝑁 ×𝑁 inversíveis em 𝐹 = 𝐺𝐹 (𝑞) é denotado por 𝐺𝐿(𝑁, 𝑞) ou

𝐺𝐿(𝑁, 𝐹 ).

5. Diferentemente do conjunto dos reais, elementos de um corpo Ąnito não podem ser

ordenados. Em outras palavras, os elementos são usualmente considerados ŞsímbolosŤ,

em vez de valores numéricos. Por exemplo, em 𝐺𝐹 (3) com um conjunto de elementos

¶0, 1, 2♢, não podemos aĄrmar que o elemento Ş2Ť é maior que Ş1Ť, pois existe um

conjunto isomórĄco ¶0, 1,⊗1♢ em que o símbolo Ş-1Ť equivale ao Ş2Ť original. Isto

implica que o produto entre dois vetores em 𝑉 deĄnido por

⟨a, b⟩ :=
N
∑︁

i=1

𝑎i𝑏i

não é deĄnido positivo e, por isso, não pode ser considerado um produto interno. Além

disso, existe um vetor não-nulo c ∈ 𝑉 tal que ⟨c, c⟩ = 0 Ů por exemplo, tome 𝐹 =

𝐺𝐹 (2) e c = [1, 1]T Ů, o que signiĄca que não existe o conceito de ortogonalidade para

espaços vetoriais em corpos Ąnitos.

2.2.1 Probabilidade e Estatística em Corpos Finitos

De maneira geral, os conceitos de probabilidade e estatística empregados para variáveis

aleatórias discretas são válidos para variáveis deĄnidas em um corpo Ąnito. Seja 𝑋 uma VA

cujos valores observáveis pertencem a 𝐹 : ela pode ser totalmente descrita pela sua PMF

𝑝X : 𝐹 ⊃ ❘

𝑝X(𝑥) = 𝑃𝑟𝑜𝑏[𝑋 = 𝑥] ∈ [0, 1], (2.3)

tal que
∑︀

x∈F 𝑝X(𝑥) = 1. De maneira análoga, temos o caso da PMF conjunta 𝑝Z : 𝐹 N ⊃ ❘

de um vetor aleatório 𝑍 com possíveis valores deĄnidos em 𝐹 N

𝑝Z(z) = 𝑃𝑟𝑜𝑏[𝑍 = z] ∈ [0, 1], (2.4)

tal que
∑︀

z∈F N 𝑝Z(z) = 1.
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Se temos uma transformação linear inversível A ∈ 𝐺𝐿(𝑁, 𝑞) e queremos saber a PMF

do vetor aleatório 𝑈 = A𝑍, uma sutil diferença aparece em relação ao caso de variáveis reais:

𝑝U(u) = 𝑝Z(A−1u). (2.5)

Note que, diferentemente do caso em que transformações sobre variáveis contínuas requerem

que haja a divisão da PDF original por det(A) (LEON-GARCIA, 1994), aqui não há esta

necessidade, porque transformações bijetoras em uma variável discreta somente rearranjam

os seus elementos.

Finalmente, uma diferença importante em relação a VAs reais ou complexas é que não

existe o conceito de momento para VAs em corpos Ąnitos. Isto ocorre porque, se analisarmos,

por exemplo, a deĄnição ŞingênuaŤ de esperança de uma variável 𝐸[𝑋] =
∑︀

u∈F 𝑢𝑝X(𝑢),

surge na expressão um produto entre reais e elementos pertencentes a 𝐹 , o que não faz

sentido. Isto valoriza o emprego dos descritores baseados em TI neste contexto, pois eles são

funcionais dependentes exclusivamente das probabilidades e, por isso, são formas consistentes

de sumarizar através de medidas escalares a estrutura probabilística das variáveis.

2.3 ICA em Corpos Finitos

Até recentemente, os algoritmos de ICA lidavam exclusivamente com sinais compostos

por valores reais ou complexos (HYVARINEN et al., 2001). Entretanto, o panorama muda

quando Arie Yeredor (2007) estende a aplicabilidade de ICA para sinais binários para os

quais a adição tem o signiĄcado da operação booleana de ŞOu ExclusivoŤ, que é o caso de

𝐺𝐹 (2), exempliĄcado na seção 2.2. Seu esforço pioneiro foi elegantemente estendido para

compreender conjuntos genéricos de números discretos e Ąnitos Ů os corpos de Galois Ů,

em 2010, pelo trabalho de Gutch et al. (2010).

O interesse em sinais deste tipo pode ser justiĄcado em termos teóricos Ů tanto do

ponto de vista de construir um entendimento mais completo do problema de BSS como das

potenciais relações com a teoria de codiĄcação Ů e também em termos práticos Ů sob a

visão, por exemplo, dos desaĄadores problemas de mineração de dados impostos pela gené-

tica moderna e dos problemas relacionados à transmissão e armazenamento na computação

tradicional ou na computação bio-inspirada (ADLEMAN, 1994).

O modelo de ICA em GF é formulado matematicamente da mesma maneira que está

expresso na Equação 2.1 e na Equação 2.2, com a diferença de que os valores de todas

as entidades (s(𝑛), x(𝑛), A, W, P, D) e as operações Ş ≤ Ť, Ş + Ť são deĄnidas em 𝐺𝐹 (𝑞).

Consequentemente, todos os aspectos discutidos na seção 2.2 devem ser considerados neste
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problema.

Note que a cardinalidade do conjunto de matrizes quadradas 𝑁 × 𝑁 é 𝑞N2

, conse-

quentemente, o subconjunto 𝐺𝐿(𝑁, 𝑞) também é Ąnito, embora possua um menor número de

elementos devido à restrição de não-singularidade, o que resulta em (WATERHOUSE, 1987):

♣𝐺𝐿(𝑁, 𝑞)♣ =
N−1
∏︁

k=0

(𝑞N ⊗ 𝑞k), (2.6)

onde ♣ ≤ ♣, neste caso, representa o operador de cardinalidade de um conjunto.

Por exemplo, se estamos realizando ICA com 4 componentes e 𝑞 = 2, existem 65536

possíveis matrizes quadradas, mas somente 20160 são inversíveis. De toda maneira, a expansão

da Equação 2.6 mostra que ♣𝐺𝐿(𝑁, 𝑞)♣ ainda possui um crescimento assintótico proporcional

a 𝑞N2

.

Estabelece-se, assim, que o processo de encontrar uma solução de separação W acon-

tece em um espaço de busca cujo tamanho cresce exponencialmente com o quadrado do

número de fontes. Tal busca pode ser formulada como um problema de otimização combi-

natória com uma função objetivo que avalie o grau de independência entre os componentes

extraídos (y(𝑛)). A solução ótima é aquela que maximiza esta função custo, i.e., que minimiza

a dependência entre as componentes.

Claramente, adotar a busca exaustiva como algoritmo para determinar a solução é

inviável para valores arbitrários de componentes e número de símbolos. Por isso, estratégias

mais soĄsticadas devem ser elaboradas, algumas das quais são apresentadas a seguir.

2.3.1 Trabalhos Desenvolvidos

Como já citado, Arie Yeredor (YEREDOR, 2007) foi o primeiro a propor a idéia de

realizar ICA em corpos de Galois, mais especiĄcamente, no contexto de misturas booleanas

de OU-Exclusivo. Seu trabalho contém a prova de um teorema de separação para sinais em

𝐺𝐹 (2) e também apresenta uma propriedade importante:

Lema 2.1 Sejam 𝑈 e 𝑉 duas VAs independentes, deĄnidas em 𝐺𝐹 (2), e seja 𝑊 = 𝑈 + 𝑉 .

Então, 𝐻(𝑊 ) ⊙ 𝐻(𝑉 ) e 𝐻(𝑊 ) ⊙ 𝐻(𝑈).

Recorde-se que 𝐻(≤) é a entropia de uma VA, apresentada na Equação 1.1 do Ca-

pítulo 1. Este lema pode ser generalizado para qualquer combinação de VAs em um corpo

primo (YEREDOR, 2011a) e, em termos simples, garante que o processo de mistura linear

de sinais aleatórios independentes nunca causa a redução da entropia.
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Baseado nisso, Yeredor propôs o algoritmo AMERICA, um método que trata a sepa-

ração dos sinais pela ótica de um problema de extração cega de fontes (COMON; JUTTEN,

2010), em que esta extração deve ser executada 𝑁 vezes, uma para cada sinal. Essencial-

mente, a técnica corresponde a uma busca exaustiva para determinar a combinação linear

(não-trivial) de misturas (componentes de x1) que recupera uma das fontes, através da con-

dição de entropia mínima. Matematicamente, este procedimento equivale ao problema de

otimização

wopt = arg min
w∈F N

𝐻(𝑦 = wT x), (2.7)

em que 𝑦 é a estimativa de uma das fontes independentes e wopt é o vetor que indica a

combinação linear ótima das misturas.

Após a extração desta fonte, um procedimento de deĆação (DELFOSSE; LOUBA-

TON, 1995) é aplicado para removê-la das misturas e o processo de busca é executado no-

vamente. Ao Ąnal, as linhas da matriz de separação são os vetores correspondentes a essas

combinações lineares. Note que o custo computacional da busca cresce exponencialmente

com o número de componentes, uma vez que há, no pior caso, 2N ⊗ 1 combinações lineares

não-triviais para serem checadas para cada sinal a ser extraído.

Em 2010, Gutch et al. (2010), como já mencionado, estenderam os resultados de

Yeredor (2007) para corpos Ąnitos de ordem arbitrária. Eles apresentaram a prova de um

teorema generalizado de separação, que estabelece as condições suĄcientes para realizar ICA

em GF.

Teorema 2.1 Seja 𝑞 a potência de um primo e 𝐹 = 𝐺𝐹 (𝑞) o corpo Ąnito com 𝑞 elementos.

Assuma que s é um vetor de 𝑁 VAs independentes em 𝐹 com distribuição de probabilidade

𝑝s tal que as distribuições marginais não são uniformes e não são degeneradas2. Então, se,

para alguma matriz de posto completo G em 𝐹 , a distribuição de y = Gs é independente,

então G = PD para alguma matriz de permutação P e alguma matriz diagonal D.

A prova do teorema pode ser vista em (GUTCH et al., 2010). Note que há uma

restrição para fontes cuja distribuição seja uniforme, o que é consequência de uma propriedade

que aĄrma que a combinação de dois sinais independentes, um uniforme e outro de qualquer

distribuição, resulta em um novo sinal que mantém a condição de independência (YEREDOR,

2011a) e que se torna, portanto, indistinguível (em termos de ICA) em relação à conĄguração

original. Este comportamento ŞproblemáticoŤ é similar ao da densidade gaussiana em ICA

para sinais reais, o que indica a possibilidade de haver paralelos com noções como mínima
1 Por razões de simplicidade, o índice referente ao instante será omitido daqui em diante.
2 Uma distribuição de probabilidade é degenerada quando há pelo menos um evento do espaço amostral

com probabilidade nula de ocorrência.
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entropia e negentropia (COMON; JUTTEN, 2010). No entanto, repare que a condição de

separação neste novo domínio é mais restritiva, pois não permite a presença de nenhuma

fonte uniforme.

Com base nestes fundamentos teóricos, Gutch et al. (2010) desenvolveram três dife-

rentes algoritmos de separação:

1. Entropy Based Extraction/DeĆation (EBED): este algoritmo é a generalização do algo-

ritmo AMERICA proposto por Yeredor, no sentido de lidar com corpos Ąnitos de ordem

arbitrária. Note que o custo computacional exponencial permanece nesta técnica.

2. Entropy Based Demixing (EBD): este método utiliza um princípio similar ao anterior,

porém emprega uma comparação de entropias entre pares de fontes, a Ąm de remover

uma fonte que esteja misturada com uma segunda, uma de cada vez. O algoritmo é

consideravelmente mais rápido que a primeira proposta, mas é suscetível a soluções

localmente ótimas.

3. Extreme Probability Based Extraction/DeĆation (EPBED): o algoritmo consiste em or-

denar as probabilidades das observações a Ąm de determinar a direção de cada fonte

(uma coluna da matriz de mistura) a partir das diferenças entre observações consecu-

tivas na lista ordenada. Este algoritmo é consideravelmente mais rápido que as duas

técnicas anteriores, porém é sujeito a menor acurácia e ao risco de convergência local.

Já em 2011, Yeredor publica um novo trabalho (YEREDOR, 2011a) que revisita

todos os desenvolvimentos teóricos realizados até aquele momento e estende as contribuições

originais de (YEREDOR, 2007) para além do caso de sinais binários. No artigo, ele também

demonstra que a independência entre todas as combinações par a par de misturas implica

na independência total, para os casos de 𝐺𝐹 (2) e 𝐺𝐹 (3), o que caracteriza uma condição de

separação.

Dois algoritmos iterativos são propostos para lidar especiĄcamente com corpos primos:

uma versão aprimorada do AMERICA de 2007, que é baseada na identiĄcação sequencial

da combinação linear de misturas de menor entropia, com a restrição de que cada vetor de

extração de uma fonte seja linearmente independente dos vetores previamente selecionados;

e o algoritmo MEXICO, que realiza a minimização da entropia de combinações de pares de

misturas, em um esquema equivalente à abordagem do método EBD apresentado por Gutch

et al. (2010).

Yeredor também apresenta uma análise preliminar de desempenho dos dois algorit-

mos, com resultados de simulação que demonstram uma boa qualidade de soluções, principal-

mente para o algoritmo AMERICA, embora o algoritmo MEXICO tenha exibido um tempo
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de execução menor. Em termos de complexidade computacional, o método AMERICA é

𝑂(𝑁2𝑞N), enquanto o método MEXICO é 𝑂(𝑞2𝑞N). Por Ąm, o trabalho aventa com uma

primeira aplicação potencial, que seria a interceptação de um sistema de comunicação digital

MIMO (do inglês Multiple Intput, Multiple Output) que emprega o método de codiĄcação

Tomlinson-Harashima (DIETRICH, 2008).

Em 2012 foi publicado um trabalho feito em colaboração por Gutch, Yeredor et al.

(GUTCH et al., 2012). O artigo novamente reforça os desenvolvimentos teóricos existentes e

sintetiza todas as propostas anteriores de algoritmos em três abordagens, agora válidas para

qualquer ordem de corpo: os já conhecidos algoritmos AMERICA e MEXICO, e o algoritmo

EPBED proposto por Gutch em 2010, agora rebatizado como CANADA. Simulações foram

realizadas para comparar os métodos e levaram à conclusão de que, enquanto o algoritmo

AMERICA apresenta o maior número médio de fontes extraídas, ele tem um crescimento

exponencial no tempo de execução com respeito ao número de fontes; por outro lado, o

algoritmo CANADA é o mais rápido, mas possui os resultados de pior qualidade; e o algo-

ritmo MEXICO apresentou-se como uma proposta intermediária em termos de qualidade de

soluções e velocidade de execução. Os experimentos numéricos também mostraram a viabi-

lidade, ainda que limitada, do algoritmo AMERICA para interceptar transmissões MIMO

que utilizam a codiĄcação Tomlinson-Harashima, o que havia sido visto somente como uma

possibilidade futura no trabalho de Yeredor (2011a).

A restrição de não-uniformidade apresentada pelo Teorema 2.1 pode ser um fator limi-

tante para aplicação das técnicas de ICA em problemas práticos, por exemplo, na recuperação

de pacotes em redes de computadores, pois a distribuição dos símbolos neste contexto tende

a ser uniforme, então Nemoianu et al. (2013) propõem, em 2013, uma melhoria no algoritmo

AMERICA de forma que este passe a incorporar uma etapa prévia de aplicação de códigos

de paridade às amostras das misturas. A codiĄcação por bits de paridade é não-linear e,

por isso, tende a alterar a distribuição dos símbolos e aumentar o poder discriminativo do

algoritmo de separação, conforme as simulações desenvolvidas pelos autores mostraram.

2.4 Conclusões

Este capítulo apresentou o problema de separação de sinais em corpos Ąnitos e a

sua abordagem através da análise de componentes independentes. Partindo da formulação

ŞcanônicaŤ de BSS para sinais reais / complexos, descreve-se como pode ser feita a sua

extensão para um novo domínio em que os sinais e estrutura misturadora pertencem a um

corpo Ąnito. Esta estrutura algébrica apresenta certas peculiaridades no que diz respeito ao

tratamento estatístico e probabilístico, as quais também são discutidas, para em seguida
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analisarmos as principais contribuições realizadas pelos pesquisadores pioneiros no tema.

Embora a motivação inicial tenha sido puramente teórica, já se vislumbram potenciais

aplicações no contexto de interceptação de transmissões MIMO e decodiĄcação de pacotes

em redes de computadores, além de perspectivas em mineração de dados digitais e genô-

mica. Entretanto, podemos aĄrmar que o problema em estudo é muito recente e, por isso,

o amadurecimento das propostas já publicadas ainda não foi suĄciente para testemunhar-

mos a aplicação efetiva e perene em cenários reais. Dado este panorama atual da pesquisa,

veriĄcamos alguns aspectos que permitem o desenvolvimento de novas contribuições:

∙ Os algoritmos AMERICA e MEXICO, os quais representam a classe de técnicas com

melhor qualidade de separação, empregam estratégias de busca exaustiva para obter a

solução, o que naturalmente se reĆete na alta complexidade computacional que apresen-

tam (ambos exponenciais com relação ao número de fontes). Além disso, uma estrutura

tensorial é proposta para estimar os valores de entropia das misturas, o que implica

numa estrutura de dados de tamanho 𝑞N e um custo de memória também exponencial

com o número de fontes.

∙ É reconhecido o emprego de algoritmos bio-inspirados para a solução dos mais diversos

problemas combinatórios (HOLLAND, 1962; DE CASTRO; TIMMIS, 2002b; DE CAS-

TRO, 2006). Por isso, há um grande potencial para desenvolver novas modelagens do

problema dentro deste contexto, com a Ąnalidade de diminuir o custo computacional e

aumentar a qualidade das soluções.

∙ O modelo de ICA em GF apresentado está limitado, por enquanto, a misturas instan-

tâneas de fontes, o que deixa em aberto a possibilidade de estender o problema para o

caso em que os sinais sofrem um processo de mistura tanto no espaço como no tempo.

Este é o caso do problema de separação de sinais em misturas convolutivas (COMON;

JUTTEN, 2010), que já possui diversas abordagens para sinais reais, mas ainda não foi

explorado a fundo no domínio de corpos Ąnitos.

Consequentemente, as propostas desenvolvidas nesta tese se pautam por estes pontos,

e serão detalhadas no Capítulo 5. Antes disso, porém, o próximo capítulo apresenta o segundo

problema abordado nesta tese, o da inversão cega de sistemas de Wiener.
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3 Inversão Cega de Sistemas de Wiener

Após a análise do domínio de corpos de Galois, ainda consideravelmente novo no âm-

bito da área de processamento de sinais, passamos para a apresentação, neste capítulo, de

um segundo problema que nos traz de volta ao ŞconfortávelŤ domínio do processamento de

sinais de valores reais. Aqui tratamos, especiĄcamente, do problema de inversão de sistemas

de Wiener, discutindo aspectos introdutórios para a construção de modelos inversos e descre-

vendo as demandas técnicas subjacentes à tarefa de realizar a inversão do sistema não-linear

de Wiener por meio de métodos não-supervisionados. Apresentamos também as duas princi-

pais metodologias pertencentes a esse paradigma, acrescidas de uma análise crítica sobre os

principais pontos passíveis de melhorias.

3.1 Inversão de Sistemas

Modelagem inversa adaptativa é uma das aplicações tradicionais de processamento de

sinais (HAYKIN, 2001). Neste problema, que é ilustrado pela Figura 3, um Ąltro adaptativo é

utilizado para realizar, dinamicamente, a tarefa de contrabalancear os efeitos de um sistema

desconhecido. Repare que, para a maioria das aplicações, é aceitável que o processo de inversão

suscite um atraso e até um fator de escala, uma vez que ambas as operações ainda preservam

a informação presente (HAYKIN, 2001).

Figura 3 Ű Modelagem inversa de sistemas.

No contexto da teoria de comunicações, a tarefa de inversão é comumente denominada

de equalização, associação essa que vem do fato do sinal a ser recuperado ser tipicamente

um processo estocástico independente, logo, com densidade espectral de potência uniforme.
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De uma perspectiva mais geral em processamento de sinais, pode-se dar a esse problema o

nome de desconvolução. Quando o sinal original é ŞbrancoŤ, equalização e desconvolução são

tarefas equivalentes, mas a desconvolução, que é apenas uma inversão de canal linear, pode

até recuperar sinais não equalizados.

A teoria de desconvolução / equalização foi inicialmente desenvolvida sob a hipótese

de linearidade do sistema (também denominado de canal) e do Ąltro inverso. Adicionalmente,

assumiu-se que há um sinal de referência (também chamado de sinal desejado) disponível para

auxiliar na escolha dos parâmetros da estrutura de Ąltragem. A presença deste tipo de sinal

caracteriza a abordagem como sendo supervisionada; por outro lado, as diĄculdades encontra-

das para se ter acesso a este sinal de informação em certos casos encorajou o desenvolvimento

de estratégias não-supervisionadas ou cegas (ROMANO et al., 2011).

A inversão de sistemas não-lineares é uma tarefa que demanda maiores cuidados. Isto

ocorre devido aos seguintes fatores:

1. O tratamento matemático de um problema não-linear exige, até certo ponto, um desvio

do elegante e conceitualmente útil arcabouço teórico de sistemas lineares.

2. Efeitos não-lineares são capazes de ŞdestruirŤ a informação contida em 𝑠(𝑛), o sinal a

ser recuperado, o que pode comprometer as perspectivas estruturais de inversão.

3. A ambiguidade introduzida por um canal não-linear genérico é um fator de degrada-

ção de desempenho para esquemas supervisionados. Se o contexto, então, for restrito

a métodos não-supervisionados, ela pode ser ainda mais impactante, eventualmente

criando situações impeditivas para uma solução (JUTTEN; KARHUNEN, 2004). Tal

cenário explica por que, neste último caso, é usual limitar-se a formulações contendo

não-linearidades perfeitamente inversíveis, i.e., não-linearidades que podem ser descri-

tas em termos de um mapeamento um-a-um.

Essas diĄculdades não são, porém, impossibilidades a priori. O uso consistente de

métodos não-supervisionados no contexto de sistemas não-lineares tem lugar em uma série

de trabalhos importantes, como (TALEB; JUTTEN, 1999; TALEB et al., 2001; HOSSEINI;

DEVILLE, 2003; DUARTE et al., 2009; DUARTE et al., 2012).

3.1.1 Inversão Cega de Sistemas de Wiener por Sistemas de Hammerstein

Nesta tese, consideramos um modelo que pode ser compreendido como um híbrido

entre o efeito convolutivo e uma distorção não-linear inversível Ů o modelo de Wiener (TA-

LEB et al., 2001), que é ilustrado pela Figura 4. O modelo consiste de um sub-sistema linear
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e invariante no tempo (LTI, do inglês linear and time-invariant) com resposta ao impulso

ℎ(𝑛), ao qual se segue uma transformação não-linear 𝑓(≤).

Figura 4 Ű O sistema de Wiener.

Figura 5 Ű O sistema de Hammerstein.

O modelo de Wiener é atraente porque ele, em um certo sentido, insinua a possibili-

dade de lidar separadamente com os estágios linear e não-linear, consequentemente preser-

vando uma série de dispositivos teóricos interessantes. O modelo também é representativo de

diversos cenários práticos, como: a dinâmica das Ąbras musculares em biologia (HUNTER;

KORENBERG, 1986), controle de plantas de destilação na indústria (BARS et al., 1990),

rastreamento de pessoas em visão computacional (MA et al., 2006) e cancelamento de ecos

acústicos (COSTA et al., 2003).

Uma opção natural para desempenhar o papel de modelo inverso de um sistema de

Wiener é o denominado sistema de Hammerstein (HUNTER; KORENBERG, 1986), o qual é

composto de uma transformação não-linear sem memória (função 𝑔(≤)) seguida por um sub-

sistema LTI (um Ąltro com resposta ao impulso 𝑤(𝑛)), conforme ilustra a Figura 5. Assim, o

problema de inversão cega consiste em determinar 𝑤(𝑛) e 𝑔(≤) tal que a saída do sistema de

Hammerstein seja a mais Ąel possível ao sinal original 𝑠(𝑛⊗ 𝑑), onde 𝑑 é um atraso, quando

sua entrada é 𝑥(𝑛). A seguir descrevemos matematicamente como esse processo de inversão

cega se viabiliza.

3.2 Trabalhos Desenvolvidos

Considere que 𝒮 = ¶𝑠(𝑛)♢ é um processo estocástico de tempo discreto composto de

amostras iid / não-gaussianas, e que tanto o sub-sistema LTI com resposta ao impulso ℎ(𝑛)

como o mapeamento não-linear 𝑓(≤) são inversíveis. Podemos representar a saída do sistema
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de Wiener como:

𝑥(𝑛) = 𝑓 [𝑣(𝑛)] = 𝑓 [𝑠(𝑛) * ℎ(𝑛)] = 𝑓

[︃

∑︁

k

ℎ(𝑘)𝑠(𝑛⊗ 𝑘)

⟨

, (3.1)

em que 𝑠(𝑛) * ℎ(𝑛) é a convolução entre 𝑠(𝑛) e ℎ(𝑛), cujo resultado é submetido à distorção

não-linear 𝑓(≤).

Como previamente citado, o sistema de Hammerstein que a Figura 5 apresenta é a

estrutura empregada para neutralizar o efeito do sistema de Wiener, o qual acaba sendo,

de uma certa forma, uma Şimagem espelhadaŤ do sistema original. Analogamente à idéia

adjacente à Equação 3.1, a saída do modelo é descrita por:

𝑦(𝑛) = 𝑤(𝑛) * 𝑢(𝑛) =
∑︁

k

𝑤(𝑘)𝑢(𝑛⊗ 𝑘), (3.2)

na qual 𝑢(𝑛) = 𝑔[𝑥(𝑛)]. O modelo do Ąltro linear com resposta ao impulso 𝑤(𝑛) é normalmente

uma estrutura feedforward (TALEB et al., 2001; SOLE-CASALS et al., 2002; ROJAS et al.,

2007) cuja relação entrada-saída é deĄnida por

𝑦(𝑛) =
M
∑︁

k=0

𝑎k𝑢(𝑛⊗ 𝑘), (3.3)

sendo que há 𝑀 + 1 coeĄcientes ajustáveis 𝑎k do modelo. Note que, neste caso especíĄco,

𝑤(𝑘) = 𝑎k, 𝑘 = 0, ..., 𝑀 , e, por isso, essa estrutura é amplamente conhecida como Ąltro de

resposta ao impulso Ąnita (FIR, do inglês Ąnite impulse response)(OPPENHEIM; SCHAFER,

2009). Duas características são importantes para justiĄcar o amplo uso dessa estrutura: (i) sua

tratabilidade do ponto de vista de obtenção das derivadas de uma função custo de Ąltragem e

(ii) sua estabilidade intrínseca. Por outro lado, possui maiores generalidade e capacidade de

representação uma estrutura linear com resposta ao impulso inĄnita (IIR, do inglês inĄnite

impulse response), cuja relação entrada-saída é deĄnida por

𝑦(𝑛) =
M
∑︁

k=0

𝑎k𝑢(𝑛⊗ 𝑘) +
Q
∑︁

k=1

𝑏k𝑦(𝑛⊗ 𝑘). (3.4)

Ademais, há outros aspectos chave que precisam ser considerados para chegarmos

a uma solução completa para o problema: (i) é preciso formular um modelo para a não-

linearidade do sistema inverso, (ii) deve-se deĄnir um critério para ajustar os parâmetros

livres dos estágios linear e não-linear do sistema de Hammerstein e (iii) é preciso deĄnir um

método para encontrar os valores ótimos de tais parâmetros. As propostas existentes são

caracterizadas por opções distintas para lidar com estes três pontos levantados Ů por isso,

discutiremos separadamente as abordagens canônicas a seguir.
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3.2.1 A Metodologia de Taleb, Sole-Casals e Jutten

Taleb et al. (2001) apresentaram o primeiro método cego para inverter sistemas de

Wiener. Eles desenvolveram uma análise teórica do problema que levou à proposta de um

algoritmo baseado em gradiente que busca minimizar a taxa de informação mútua do sinal

extraído, o que, idealmente, recupera o sinal original. Conforme mostram os autores, sob as

hipóteses levantadas no artigo, recuperar a independência entre as amostras signiĄca que o

sistema de Hammerstein será o inverso do sistema de Wiener.

É possível traduzir a notação das Equações 3.1 e 3.2 para a forma matricial, conside-

rando que qualquer sinal pode ser representado por um vetor de dimensão inĄnita e que um

Ąltro é representado por uma matriz de Toeplitz de tamanho também inĄnito. Esta aborda-

gem pretende transformar, assim, um problema intrinsecamente temporal em um problema

Şpseudo-espacialŤ, estabelecendo uma conexão com o já apresentado problema de separação

cega de fontes e, mais especiĄcamente, com o modelo Post-Nonlinear (PNL) (TALEB; JUT-

TEN, 1999). Então, Taleb et al. conjecturam que, em conĄgurações Wiener-Hammerstein,

analogamente à teoria de sistemas PNL, a inversão é possível desde que ¶𝑠(𝑛)♢ seja composto

de amostras independentes e ℎ(𝑛) não seja um Ąltro de atraso puro (TALEB et al., 2001).

Como consequência destes elementos, chegamos em um primeiro critério: buscar o

conjunto de parâmetros do sistema de Hammerstein que resulta em um valor mínimo (ideal-

mente nulo) de IM para as variáveis aleatórias correspondentes à saída do sistema. Em outras

palavras, o sinal original será recuperado, com exceção de ambiguidades de atraso e escala,

se 𝒴 = ¶𝑦(𝑛)♢ for um processo iid.

Já apresentamos no Capítulo 1 o conceito de informação mútua, uma entidade que

intuitivamente descreve a quantidade de informação ŞcompartilhadaŤ por duas ou mais va-

riáveis. No caso de um vetor aleatório z ∈ ❘m, ela é expressa por

𝐼(z) = 𝐼(𝑧1; . . . ; 𝑧m) =
∫︁

❘m
𝑓z(u) log

(︃

𝑓z(u)
√︂m

i=1 𝑓zi
(𝑢i)

)︃

𝑑u (3.5)

ou, em termos das entropias diferenciais

𝐼(z) =
m
∑︁

i=1

ℎ(𝑧i)⊗ ℎ(z), (3.6)

em que ℎ(𝑧i) e ℎ(z) são a entropia diferencial de 𝑧i (vide Equação 1.15) e a entropia diferencial

conjunta de z, respectivamente1. Embora não tenha sido apresentada a expressão da entropia

diferencial conjunta no Capítulo 1, ela é uma extensão direta do caso unidimensional:

ℎ(z) = ℎ(𝑧1; . . . ; 𝑧m) = ⊗
∫︁

❘m
𝑓z(u) log 𝑓z(u)𝑑u. (3.7)

1 Observe que estamos adotando uma notação com as variáveis aleatórias em minúsculo, a Ąm de não
causar ambiguidades com a notação para matrizes.
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Uma vez que estamos lidando com processos estocásticos, e.g. 𝒵 = ¶𝑧(𝑛)♢, é necessário

acrescentar a noção de taxa de entropia diferencial, deĄnida por

ℎ(𝒵) = lim
T →∞

ℎ(𝑧(⊗𝑇 ); . . . ; 𝑧(𝑇 ))
2𝑇 + 1

(3.8)

quando o limite existe. Cover e Thomas (2006) demonstram que isto ocorre quando 𝒵 é

estacionário. Portanto, a partir da Equação 3.6, temos condições de apresentar a taxa de

informação mútua (TALEB et al., 2001) do processo estocástico estacionário 𝒵:

𝐼(𝒵) = lim
T →∞

1
2𝑇 + 1

⋃︀

⨄︀

T
∑︁

n=−T

ℎ(𝑧(𝑛))⊗ ℎ(𝑧(⊗𝑇 ); . . . ; 𝑧(𝑇 ))

⋂︀

⋀︀

= ℎ(𝑧(á))⊗ ℎ(𝒵), (3.9)

em que á ∈ ¶. . . ,⊗2,⊗1, 0, 1, 2, . . .♢ é arbitrário devido à premissa de estacionariedade. Se

associarmos tais deĄnições ao contexto da estrutura Wiener-Hammerstein apresentada na

Figura 4 e na Figura 5, e dado que 𝒮 é estacionário e ℎ(𝑛), 𝑤(𝑛) são sistemas LTI, então

temos que

𝐼(𝒴) = ℎ(𝑦(á))⊗ ℎ(𝒴) (3.10)

é a função objetivo a ser minimizada, porque ela resulta em um valor nulo quando as amostras

de 𝒴 são independentes.

Para modelar 𝑔(≤), Taleb et al. originalmente propuseram um método quasi não-

paramétrico (com respeito ao estágio não-linear), porém uma alternativa com um modelo

paramétrico foi introduzida em um trabalho a seguir, de Sole-Casals et al. (2002), adotando

redes neurais artiĄciais ou funções polinomiais. Independentemente da abordagem, o gradi-

ente da função custo apresentada na Equação 3.10 é calculado com respeito aos parâmetros

do Ąltro Ů uma estrutura FIR anti-causal Ů e com respeito à não-linearidade. As expressões

Ąnais levam ao cálculo das conhecidas funções score (COMON; JUTTEN, 2010), o que é pos-

sível com a ajuda do método de Parzen (vide subseção 1.2.1) para estimação das densidades

de probabilidade.

Tanto o trabalho de Taleb et al. (2001) como o de Sole-Casals et al. (2002) demons-

tram, por Ąm, exemplos de aplicabilidade do algoritmo no (i) problema de recuperação de

sinais sísmicos, cujo modelo de refração após o experimento claramente comprova-se não-

linear; e no (ii) problema de inversão para sinais correlacionados, obtendo como solução,

neste caso, o processo de inovação que deve ser em seguida aplicado a um modelo auto-

regressivo, conhecido a priori, para se chegar à solução Ąnal.

Após a publicação destes dois trabalhos pioneiros, algumas extensões importantes

foram propostas:
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∙ Babaie-Zadeh et al. (2003) propõem um novo algoritmo dividido em uma etapa de

minimização pelo gradiente com respeito ao próprio sinal 𝑦(𝑛), seguido por uma etapa

de atualização dos parâmetros da estrutura de Hammerstein e consequente projeção de

um novo valor de saída do sistema.

∙ Zhang e Chan (2004) e Sole-Casals et al. (2005) sugerem o emprego de técnicas de

gaussianização do sinal de entrada 𝑥(𝑛) a Ąm de reduzir os efeitos da não-linearidade.

∙ Sole-Casals e Caiafa (2012) propõem o uso de interpolação por funções spline para

diminuir o custo de estimação das funções score e, consequentemente, o tempo de

execução do algoritmo.

Apesar da diversidade de contribuições e desenvolvimentos, permanece a necessidade

de utilizar alguma variedade de busca baseada em gradiente, o que signiĄca que as soluções

obtidas podem ser sub-ótimas. Além disso, provavelmente também devido ao uso de métodos

de busca por gradiente, o Ąltro linear que compõe o sistema de Hammerstein é sempre

modelado como uma estrutura FIR. Uma escolha desse tipo é restritiva do ponto de vista

estrutural, pois a presença de laços de realimentação pode reduzir signiĄcativamente o número

de parâmetros livres em casos práticos.

3.2.2 A Metodologia de Rojas, Sole-Casals e Puntonet

A Ąm de se apresentar como uma alternativa aos algoritmos baseados em gradiente,

Rojas et al. (2007) apresentam um novo trabalho Ů sequência de uma primeira aborda-

gem para o problema de inversão linear (ROJAS et al., 2006) Ů que desta vez emprega

um algoritmo genético (GA, do inglês genetic algorithm) (BACK et al., 2000) para exe-

cutar a tarefa de busca pelos valores ótimos dos parâmetros em um problema de inversão

Wiener-Hammerstein. A parte não-linear do sistema inverso é composta de um polinômio com

monômios exclusivamente de potência ímpar e, em vista do fato de que a condição teórica

de separabilidade (TALEB; JUTTEN, 1999) exige que 𝑔 ◇ 𝑓(≤) seja uma função monotônica,

todos os seus coeĄcientes devem ser positivos. Semelhantemente à metodologia proposta por

Taleb et al., a parte linear é um Ąltro FIR anti-causal.

O critério escolhido para realizar o ajuste do modelo é a maximização da curtose da

saída do sistema de Hammerstein. O Teorema do Limite Central atesta que a soma normali-

zada de VAs contínuas e independentes gera, quando o número de termos tende ao inĄnito,

uma VA de distribuição normal (LEON-GARCIA, 1994). Portanto, o efeito convolutivo de

um sistema linear sobre o processo original, que é iid e não-gaussiano, faz com que o formato

de cada densidade de probabilidade do processo de saída se torne mais similar a uma gaus-
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siana, em comparação às distribuições das amostras de entrada. De forma análoga a uma

família de critérios desenvolvida para ICA (COMON; JUTTEN, 2010), é possível empregar

este tipo de medida de não-gaussianidade para lidar com sistemas Wiener-Hammerstein.

A curtose é uma medida clássica de não-gaussianidade, deĄnida por (HYVARINEN

et al., 2001)

Kurt[𝑧] = 𝐸[𝑧4]⊗ 3𝐸[𝑧2]
2
. (3.11)

Alternativamente, a curtose normalizada

Kurt[𝑧] =
𝐸[𝑧4]
𝐸[𝑧2]2

⊗ 3 (3.12)

pode ser empregada. Quanto Şmais não-gaussianaŤ for uma variável aleatória 𝑧, maior será

o valor absoluto de Kurt[𝑧]. Em vista da potencial existência de dependência entre amos-

tras relacionadas por atrasos distintos de tempo, Rojas et al. estabeleceram uma função

objetivo que consiste em maximizar o valor absoluto da curtose normalizada para vários

Şsub-sinaisŤ (ROJAS et al., 2007):

𝐽k(𝑔; 𝑤) =
B
∑︁

i=1

♣Kurt[𝑦i]♣, (3.13)

em que 𝐵 é o número de partições do sinal 𝑦(𝑛) original.

Apesar da simplicidade desta função custo, ela é inegavelmente um critério de inversão

menos rigoroso que a informação mútua, principalmente por causa de três pontos:

1. A deĄnição apresentada na Equação 3.12 mostra que somente informação associada

a estatísticas de até quarta ordem está sendo considerada; portanto, a presença de

dependências de ordem maior não é capturada por esse descritor estatístico.

2. A curtose não é uma medida simétrica quando se comparam distribuições leptocúrti-

cas com distribuições platicúrticas, o que pode resultar em comportamentos distintos

durante um processo de adaptação para cada caso.

3. O efeito convolutivo do sub-sistema linear ℎ(𝑛) tem, de fato, um impacto tangível em

termos de gaussianização, mas o efeito não-linear de 𝑓(≤) pode ter uma inĆuência signiĄ-

cativa em distorcer ou até mesmo anular esse comportamento (JUTTEN; KARHUNEN,

2004).

3.3 Conclusões

O capítulo que se encerra apresentou o problema de inversão de sistemas, que, em

termos simples, consiste em reverter os efeitos distorcivos produzidos por um sistema dinâ-
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mico desconhecido, a Ąm de restaurar o sinal de informação que existia previamente. Isto

posto, acrescentamos alguns fatores complicantes ao cenário: realizar a inversão de um sis-

tema não-linear Ů o sistema de Wiener Ů possuindo de conhecimento a priori sobre o sinal

fonte somente o fato de que este é um processo estocástico iid e não-gaussiano.

Partindo da analogia com o problema de separação de fontes em modelos PNL, mos-

tramos a conjectura de que a solução do problema é obtida se for recuperada a condição

de independência no sinal de saída e, com base nessa teoria, discutimos as principais me-

todologias propostas até então, que se dividem entre a abordagem direta de estimação da

taxa de informação mútua como critério para um processo de busca por gradiente e a abor-

dagem de busca utilizando um algoritmo genético com a curtose como critério indireto de

independência.

Ao longo da descrição das propostas, foram levantados alguns pontos limitantes que

sintetizamos aqui:

∙ O algoritmo proposto por Taleb et al. baseia-se na técnica de busca por gradiente e,

consequentemente, é vulnerável ao risco de convergência prematura para um mínimo

local.

∙ Já o algoritmo proposto por Rojas, embora seja mais robusto em termos de risco de

convergência local, é atrelado à medida de curtose como função custo, o que explora de

uma maneira limitada a estrutura estatística dos sinais envolvidos.

∙ Ambos os métodos restringem o estágio linear do sistema de Hammerstein ao uso

somente de estruturas FIR.

É viável mitigar essas limitações se elaborarmos uma nova metodologia que (i) evite

o caráter de busca exclusivamente local de algoritmos por gradiente, que (ii) considere uma

função objetivo apropriada e que (iii) implemente estruturas de desconvolução mais Ćexíveis

que os modelos FIR. Esta nova abordagem é que será fruto de análise mais adiante, no

Capítulo 6. Já o próximo capítulo apresenta a área de computação imuno-inspirada e as

propostas de sistemas imunológicos artiĄciais que compõem, no papel de ferramentas de

otimização, a maioria das contribuições desta tese.
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4 Computação Imuno-Inspirada

Como já aventamos nos capítulos anteriores, Ćexibilizar a estratégia de busca dos pa-

râmetros de um sistema adaptativo pode ser um caminho interessante para os algoritmos de

ITL. Isto se vincula diretamente ao que este capítulo apresenta: os algoritmos baseados no

sistema imunológico. Aqui vamos discutir, primeiro, os aspectos básicos de funcionamento

do sistema imune de animais vertebrados, para, em seguida, relacioná-los a duas propostas

de algoritmos computacionais que visam atuar como ferramentas para a solução de diversos

problemas: os algoritmos CLONALG (DE CASTRO; VON ZUBEN, 2002) e cob-aiNet (CO-

ELHO; VON ZUBEN, 2010). Os esquemas de operação de ambos os métodos serão apresen-

tados, assim como as semelhanças e diferenças entre eles.

4.1 Princípios Básicos do Sistema Imunológico Natural

Durante o curso da vida de qualquer ser, é natural que ele esteja exposto a ameaças

ao bom funcionamento do seu corpo, como, por exemplo, a invasão de microorganismos ou

substâncias causadoras de doenças. Neste contexto é que se posiciona, de maneira fundamen-

tal para a sua sobrevivência, o sistema imunológico, o qual nada mais é que o sistema que

defende o animal contra o ataque constante de elementos invasores (TIZARD, 1995).

A importância crucial do sistema imunológico para a sobrevivência do animal re-

quer que ele opere de maneira eĄciente; ele é um sistema complexo construído, de forma

redundante, com uma série de componentes e mecanismos distintos, os quais são ajustados

para combater um único invasor ou para proteção contra uma série de agentes infecciosos.

Destacam-se dois aspectos fundamentais para a operação do sistema: os mecanismos de me-

mória e aprendizado. O sistema é capaz de capturar informações a respeito dos agentes

infecciosos e armazená-las para serem utilizadas posteriormente, caso o mesmo agente ou um

similar invada o organismo.

A gênese dos estudos sobre imunologia se deve a Edward Jenner, criador em 1796

da vacina contra a varíola, embora nada soubesse acerca dos agentes infecciosos que cau-

sam doenças (JANEWAY et al., 2000). Tal enigma foi solucionado um pouco mais tarde, no

século XIX, quando Robert Koch demonstrou que as doenças infecciosas são causadas por

microorganismos patogênicos (também chamados de patógenos), que, atualmente, são divi-

didos em quatro grandes classes: as dos vírus, bactérias, fungos e parasitas. Já ao Ąnal do

mesmo século, sabia-se da existência das células brancas e do fato de que elas eram respon-
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sáveis pela destruição dos organismos invasores, produzindo, para isso, anticorpos. Ao Ąnal

do século XX, a imunologia já se encontrava sustentada por teorias relativamente sólidas,

capazes de descrever com boa precisão os dispositivos de reconhecimento e eliminação de

corpos estranhos (DE CASTRO, 2001).

Um antígeno é qualquer molécula que o sistema imune consegue reconhecer. Dada a

sua presença no organismo, hoje sabemos que o sistema imunológico desempenha sua pri-

mordial tarefa por meio da ação coordenada de dois sub-sistemas: o sistema imune inato e o

sistema imune adaptativo. O primeiro é composto de células de defesa prontas, os granulócitos

e os macrófagos, que proveem uma resposta imediata e cuja forma de atuação é idêntica em

todo indivíduo, independentemente do tempo de vida. O segundo é o sistema composto de

células denominadas de linfócitos, dos tipos B e T, que suscitam uma resposta especíĄca para

cada patógeno cujo tempo de ocorrência depende de se já houve uma exposição prévia a este

agente.

As células B são as responsáveis pela produção de anticorpos Ů moléculas de forma

especíĄca que se ligam a um antígeno para sinalizar que este deve ser ingerido e destruído

por células especializadas (e.g. macrófagos). Além disso, as células B podem se converter em

células de memória, que são capazes de reconhecer o mesmo antígeno em um evento futuro

e, portanto, podem outra vez produzir anticorpos para evitar que a doença se reestabeleça.

Dessa forma, a resposta imune adaptativa aperfeiçoa-se a cada encontro com um antígeno (DE

CASTRO, 2001).

A existência das duas formas de resposta imune é interessante, já que elas adquirem

um aspecto de complementariedade. Veja, por exemplo, o caso em que ocorre a invasão por

um antígeno desconhecido: o sistema inato pode atuar rapidamente tentando bloquear (ou

pelo menos retardar) a ação danosa do invasor, enquanto o sistema adaptativo reconhece a

especiĄcidade do agente e produz anticorpos preparados para eliminá-lo efetivamente. Além

disso, o sistema inato é responsável por uma série de mecanismos de sinalização essenciais

para o funcionamento do sistema adaptativo. Entretanto, interessa-nos aqui o estudo da

resposta adaptativa porque ela apresenta a capacidade de aprendizado, o que é essencial na

concepção de algoritmos inteligentes.

Existem duas teorias fundamentais que descrevem este processo de aprendizado: a

teoria da Seleção Clonal e a teoria da Rede Imunológica, que descrevemos em mais detalhes

a seguir.
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4.1.1 Seleção Clonal

O princípio ou teoria da seleção clonal foi proposto por Frank Macfarlane Burnet em

1959 (BURNET, 1959), e sua notória contribuição lhe rendeu o prêmio Nobel de medicina do

ano seguinte, sendo até hoje aceita como a teoria que explica como o sistema imune é capaz

de reconhecer e produzir anticorpos somente contra os antígenos aos quais o organismo foi

exposto.

Seu modus operandi pode ser explicado, em termos simples, como se segue. Pela nossa

corrente sanguínea estão circulando constantemente inúmeros linfócitos com características

diferentes Ů diversidade essa que decorre do processo de produção das células na medula

e no timo Ů, ou seja, com receptores diferentes. Quando um indivíduo é exposto a um

antígeno, o reconhecimento deste por um linfócito se dá quando os receptores que ele possui

em sua membrana externa são compatíveis com a estrutura molecular antigênica. O linfócito

ativado então passa a sofrer um processo de clonagem, gerando cópias que se diferenciam em

(i) células especializadas (denominadas de plasmócitos) capazes de secretar altas taxas de

anticorpos para aquele antígeno, ou em (ii) células de memória, que possuem longos períodos

de vida e permanecem inativas circulando pelo organismo até que haja uma re-exposição ao

estímulo antigênico, o que dispara novamente Ů e de forma mais rápida do que na primeira

ocorrência Ů o processo de diferenciação em plasmócitos e secreção dos anticorpos.

Ademais, esse rápido processo de replicação é acompanhado de um mecanismo de

hipermutação que visa introduzir modiĄcações aleatórias tão mais intensas quanto menos

efetiva a célula for no reconhecimento antigênico, ou seja, quanto menor for a sua aĄnidade

com o corpo estranho. Então, as melhores células produzidas são selecionadas, de tal forma

que o repertório de linfócitos como um todo se desenvolva e seja mais preciso ao reconhecer

os antígenos.

4.1.2 Rede Imunológica

Em 1974, Niels Kaj Jerne propôs a teoria da Rede Imunológica (JERNE, 1974),

uma contribuição fundamental para o entendimento do sistema imunológico como uma rede

regulada, ou seja, um sistema em que as células são capazes de reconhecer, além de antígenos,

umas às outras. Enquanto a teoria da Seleção Clonal se ocupou de descrever exclusivamente o

comportamento frente à presença de patógenos, nesta proposta, Jerne postula que as células

brancas permanecem em interação mesmo quando não estão dedicadas ao reconhecimento de

um antígeno.

Desse fato decorrem duas respostas distintas que o sistema imune pode apresentar:

uma resposta positiva, caracterizada pela ativação do linfócito que reconhece um antígeno,
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desencadeando os mecanismos da Seleção Clonal previamente descritos; e uma resposta ne-

gativa, caracterizada pela tolerância ou supressão de uma outra célula branca reconhecida.

Portanto, a teoria estabelece que os principais aspectos do sistema imune são propriedades

emergentes que resultam de mecanismos regulatórios intencionados a manter a rede em um

estado de equilíbrio dinâmico (BERSINI, 2003).

4.2 Sistemas Imunológicos ArtiĄciais

Como visto, o sistema imune dos animais vertebrados apresenta uma notável capa-

cidade de defender o organismo de agentes patogênicos, o que é fruto de diversos mecanis-

mos que garantem a emergência das propriedades de reconhecimento de padrões, memória e

aprendizado. Desta forma, o sistema não só reconhece e elimina organismos prejudiciais, como

também desenvolve e aprimora seus dispositivos de defesa para que tenha um desempenho

ainda mais efetivo contra ataques futuros. Tais propriedades são características de sistemas

que são reconhecidos como adaptativos e, por isso, é natural surgir o interesse em replicar

os princípios básicos do sistema imunológico no desenvolvimento de sistemas computacionais

inteligentes.

A partir desta constatação, desenvolveu-se, desde a década de 90 do século passado,

o conceito de um Sistema Imunológico ArtiĄcial (SIA) e a área de pesquisa associada (DE

CASTRO; TIMMIS, 2002b). Sua premissa fundamental é o uso de idéias da imunologia para

a construção de sistemas adaptativos capazes de realizar diversas tarefas computacionais,

como reconhecimento de padrões, agrupamento de dados e otimização.

Em um contexto mais amplo, os alternativamente intitulados algoritmos imunológicos

ou imuno-inspirados pertencem à classe dos algoritmos bio-inspirados (DE CASTRO, 2006),

a qual agrega uma série de paradigmas baseados em modelos biológicos distintos. Porém, é

possível aĄrmar que, no contexto da aplicação destes em problemas de otimização, todos são

capazes de explorar o espaço de busca (em graus diferentes) a Ąm de encontrar a melhor

solução possível, dados os recursos computacionais disponíveis.

A maioria dos algoritmos bio-inspirados são técnicas de propósito geral. Isto é parti-

cularmente relevante quando o desenvolvimento de um algoritmo especíĄco para o problema

é inviável, deĄciente ou se limita a instâncias menores, o que é o caso dos problemas tra-

tados nesta tese. Entretanto, esses métodos possuem a desvantagem de que, uma vez que

o conhecimento sobre o problema está implícito no algoritmo, provas formais de tempo de

execução e /ou qualidade de aproximação são difíceis de se obter1. Por isso, é comum en-

1 É importante mencionar, no entanto, a existência de esforços como a clássica teoria dos esquemas (HOL-
LAND, 1962).
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contrarmos somente análises estatísticas sobre esses quesitos para a maioria das abordagens

bio-inspiradas (NEUMANN; WITT, 2010), como, por exemplo, a análise markoviana do im-

pacto de operadores evolutivos na possibilidade de convergência global (RUDOLPH, 1994;

RUDOLPH, 1996).

Voltando a tratar especiĄcamente de algoritmos imunológicos, eles possuem a distin-

tiva vantagem sobre outras propostas bio-inspiradas de apresentar uma maior capacidade de

manutenção de diversidade de soluções, o que os torna mais interessantes para a prevenção

de convergência prematura e para a localização de múltiplos pontos ótimos (DE CASTRO;

TIMMIS, 2002b; DE FRANÇA et al., 2010b). Esta é a principal razão para que dois algo-

ritmos imuno-inspirados fossem utilizados nas contribuições aos problemas abordados nesta

tese, sendo seus detalhes esmiuçados a seguir.

4.2.1 O Algoritmo CLONALG

Na comunidade internacional de computação imuno-inspirada, um dos algoritmos

mais empregados e divulgados é fruto do trabalho conjunto de dois notáveis pesquisado-

res brasileiros da área, os professores Leandro Nunes de Castro e Fernando José Von Zuben.

Com mais de 1800 citações pelo Google Scholar2, o artigo de 2002 que apresenta o algo-

ritmo CLONALG Ů Learning and Optimization Using the Clonal Selection Principle (DE

CASTRO; VON ZUBEN, 2002) Ů pode ser considerado um texto fundamental para quem

se propõe a trabalhar com SIAs. Tal sucesso se deve, ao menos em parte, à simplicidade

de implementação e à Ćexibilidade para uso tanto em reconhecimento de padrões como em

otimização, levando a um reconhecido desempenho em diversas aplicações ao longo dos anos.

Como o próprio nome já sugere, o algoritmo se baseia no princípio da Seleção Clo-

nal para operar e, para compreender sua proposta, é preciso fazer algumas correspondências

entre as entidades do sistema imune e aquelas relacionadas a um problema de otimização3.

Temos uma população de elementos ocupando o espaço de busca, sendo que cada um deles

(i.e. cada solução candidata) corresponde à estrutura de uma célula B associada a um an-

ticorpo especíĄco (𝐴𝑏), o qual podemos denominar somente célula. A função objetivo para

este elemento em 𝐴𝑏 representa a sua aĄnidade com um certo antígeno (𝐴𝑔). Passemos à

apresentação, então, dos seus passos principais no Pseudocódigo 4.1.

O algoritmo inicia com uma população 𝐴𝑏 de anticorpos ou células4, deĄnida de

maneira aleatória, sendo que cada 𝐴𝑏i representa um elemento do espaço de parâmetros que

2 Conforme aferição realizada em 5/9/2013.
3 Embora o algoritmo tenha sido proposto também para problemas de reconhecimento de padrões, consi-

deramos para os problemas da tese somente a abordagem para otimização.
4 Assumimos, no contexto dos algoritmos imune-inspirados, que os dois nomes são equivalentes.
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Pseudocódigo 4.1 Passos principais do algoritmo CLONALG para otimização.
Parâmetros:

- 𝑛𝐴𝐵: número inicial de células;
- 𝑛𝐶𝑙: número de clones por célula;
- 𝑚𝑎𝑥𝐼𝑇 : número máximo de iterações;
- 𝑏: percentual de novas células inseridas;

1- Crie uma população inicial de 𝑛𝐴𝐵 elementos;
while (iteração ⊘ 𝑚𝑎𝑥𝐼𝑇 ) do

2- Avalie a aĄnidade (Ątness) das células em 𝐴𝑏;
3- Gere 𝑛𝐶𝑙 clones para cada célula 𝑖 em 𝐴𝑏;
4- Aplique o operador de mutação em cada clone gerado;
5- Avalie a aĄnidade dos clones mutados;
6- Selecione entre o pai e os seus clones aquele que permanece na nova população;
7- Substitua as 𝑏 piores células por novas geradas aleatoriamente;

end while

se pretende otimizar. No laço principal, a avaliação de aĄnidade implica em determinar o

valor da função objetivo para cada 𝐴𝑏i, o qual é subsequentemente clonado (𝑛𝐶𝑙 cópias por

indivíduo). Então, os clones sofrem um processo de mutação que é inversamente proporcional

à aĄnidade do seu pai, o que é geralmente implementado através da deĄnição da probabilidade

de mutação conforme a expressão

𝑝m = 𝑒−ρfAg(Abi), (4.1)

onde 𝑓Ag(𝐴𝑏i) é o Ątness da célula, escalonado no intervalo [0, 1], e 𝜌 é um parâmetro de

ajuste do decaimento da curva exponencial. Realizada esta etapa, temos um novo conjunto

𝐶∗ que corresponde aos clones que sofreram o processo de mutação, e que agora devem ter a

aĄnidade avaliada a Ąm de, então, ocorrer o processo de seleção do melhor candidato entre

a célula original e o grupo de clones que esta gerou. O laço termina com a criação de um

percentual 𝑏 de novos anticorpos para substituir os indivíduos de 𝐴𝑏 com as piores aĄnidades.

O processo assim se repete até o número 𝑚𝑎𝑥𝐼𝑇 de iterações ser atingido, quando então o

elemento 𝐴𝑏i que possui a maior aĄnidade é considerado a solução do problema de otimização

em questão.

É possível reparar uma notável semelhança do algoritmo com os métodos evolutivos,

como os algoritmos genéticos (BACK et al., 2000): ambos são estratégias populacionais e

compartilham do uso de operadores de seleção, avaliação de Ątness e mutação. Entretanto,

além da diferença quanto à inspiração, o algoritmo CLONALG se diferencia principalmente

devido ao esquema de clonagem, à estratégia de mutação inversamente proporcional à aĄni-

dade e à inserção regular de novos candidatos na população. O resultado é que esta proposta

de SIA possui, ao contrário de um GA clássico, a capacidade intrínseca de manter soluções
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diversiĄcadas durante a sua execução (DE CASTRO; TIMMIS, 2002b), o que pode ser muito

relevante para incrementar a probabilidade de que o ótimo global ou um bom ótimo local

seja encontrado.

4.2.2 O Algoritmo cob-aiNet

Como visto, o algoritmo CLONALG inspira-se exclusivamente no princípio da Seleção

Clonal. Subsequentemente, outras propostas surgiram com o intuito de incluir a teoria da

Rede Imunológica, pois ela permitiria acrescentar às técnicas a capacidade de ajuste dinâmico

do número de indivíduos na população. O pioneirismo nesse sentido pertence ao algoritmo

aiNet Ů ArtiĄcial Immune Network (DE CASTRO; TIMMIS, 2002a) Ů, que inaugurou uma

família de algoritmos desenvolvidos, com o decorrer dos anos, sob a mesma inspiração (DE

FRANÇA et al., 2010a). O ŞespécimeŤ mais recente desta família, apresentado em 2010,

é o algoritmo cob-aiNet (COELHO; VON ZUBEN, 2010). O método apresenta uma nova

formulação baseada no modelo atualizado de rede imunológica proposto por Bersini (2003).

Além da versão original projetada para otimização contínua, também se propôs, em seguida,

a cob-aiNet[C] (COELHO et al., 2011), a Ąm de lidar especiĄcamente com problemas com-

binatórios.

Trataremos de maneira geral do algoritmo cob-aiNet nesta seção, descrevendo os me-

canismos principais que existem tanto na abordagem contínua como na combinatória. De ma-

neira simpliĄcada, primeiramente, o método é composto pelos mesmos mecanismos inspirados

na Seleção Clonal: ele promove a evolução de uma população de células, que correspondem

às soluções candidatas do problema, através de uma sequência de operações de clonagem,

mutação e seleção, direcionadas por meio da qualidade de cada solução individual (aĄnidade

com os antígenos). Então são incorporadas novas operações inspiradas na teoria da Rede Imu-

nológica, que, em suma, consistem na comparação das células umas com as outras e, sempre

que uma célula é semelhante a uma outra, de melhor Ątness, acima de um pré-determinado

limiar, ela tem sua concentração reduzida (o que corresponde à resposta negativa descrita na

teoria da Rede Imunológica). Caso haja a contínua redução de concentração de uma célula,

ao longo das iterações do algoritmo, isto pode levar à sua eliminação (supressão) quando este

valor chegar a zero. A concentração de cada célula também pode aumentar (resposta posi-

tiva) conforme o seu Ątness, o que revela a importância desta propriedade para o algoritmo:

ela determina o número de clones a serem gerados, a intensidade do processo de mutação

sofrido por cada clone e quando uma dada célula deve ser eliminada.

A estrutura geral da cob-aiNet é apresentada pelo Pseudocódigo 4.2. O leitor pode

observar que o algoritmo é mais soĄsticado que o seu ŞancestralŤ, o CLONALG, por isso

vamos discutir os seus passos principais com mais detalhes a seguir.
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Pseudocódigo 4.2 Passos principais do algoritmo cob-aiNet.
Parâmetros:

- 𝑛𝐴𝐵: tamanho inicial da população;
- 𝑚𝑎𝑥𝐴𝐵: tamanho máximo da população;
- 𝑛𝐶𝑙max: número máximo de clones por célula;
- 𝑛𝐶𝑙min: número mínimo de clones por célula;
- 𝐶0: concentração inicial de cada célula;
- às: limiar de supressão;
- Ñi: parâmetro inicial do operador de mutação;
- Ñf : parâmetro Ąnal do operador de mutação;
- 𝐿𝑆it: número de iterações de busca local;
- 𝐿𝑆freq: frequência da busca local;
- 𝑚𝑎𝑥𝐼𝑇 : número máximo de iterações;

1- Crie uma população inicial de 𝑛𝐴𝐵 elementos;
2- Avalie o Ątness das células da população inicial;
3- Avalie a aĄnidade entre as células da população inicial;
while (iteração ⊘ 𝑚𝑎𝑥𝐼𝑇 ) do

4- DeĄna o número de clones 𝑛𝐶𝑙i que deve ser gerado para cada célula 𝑖;
5- Gere 𝑛𝐶𝑙i clones para cada célula 𝑖 da população;
6- Aplique o operador de mutação a cada um dos clones gerados;
7- Avalie o Ątness das novas células geradas;
8- Selecione as células que deverão ser mantidas na próxima geração (com inserção);
if ((iteração mod 𝐿𝑆freq) == 0) then

9- Aplique o operador de busca local a todos os indivíduos e atualize os respectivos
Ątness;

end if

10- Avalie a aĄnidade entre as células da população;
11- Atualize a concentração de todas as células;
12- Elimine da população as células com concentração nula;

end while

13- Aplique o operador de busca local a todos os indivíduos e atualize os respectivos Ątness;

14- Avalie a aĄnidade entre as células da população;
15- Atualize a concentração de todas as células;
16- Elimine da população as células com concentração nula;

4.2.2.1 Representação e Métricas de Afinidade

Inicialmente, precisamos deĄnir uma representação das soluções candidatas e a fun-

ção objetivo a ser otimizada. Para propósitos gerais, vamos assumir a partir daqui que os

candidatos a solução são vetores de valores reais u e que o objetivo do algoritmo passa a ser

a minimização de uma função objetivo 𝑓(u).

Os mecanismos da cob-aiNet se baseiam em duas métricas de aĄnidade: aĄnidade com
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antígenos (ou Ątness Ű 𝑓Ag(ut)), deĄnição esta que já conhecemos do algoritmo CLONALG, e

a nova aĄnidade com anticorpos (ou aĄnidade com outras células Ű 𝑓Ab(ut))5. Estas medidas

são deĄnidas pelas Equações 4.2 e 4.3, e são avaliadas para cada célula representada por u

em cada iteração 𝑡. Matematicamente, temos:

𝑓Ag(ut) = 1⊗ 𝑓(ut), (4.2)

𝑓Ab(ut) =

⎧

⋁︁

⋁︁

⨄︁

⋁︁

⋁︁

⋃︁

∑︀

vt∈J 𝐶(vt)[às ⊗ 𝑑(ut, vt)]
∑︀

vt∈J 𝐶(vt)
, se 𝐽 ̸= ∅,

0, caso contrário,
(4.3)

em que 𝑓Ag(ut) ∈ [0, 1] é o Ątness da célula u na iteração 𝑡 e 𝑓(ut) ∈ [0, 1] é o valor escalonado

da função objetivo para a célula u na iteração 𝑡. Na Equação 4.3, 𝑓Ab(ut) é a aĄnidade total

entre a célula ut e todas as outras células da população na iteração 𝑡, 𝐽 é o conjunto de

células que não são piores que ut (𝑓Ag(vt) ⊙ 𝑓Ag(ut)) e que se localizam dentro de um raio

às (parâmetro do algoritmo) conforme uma medida de dissimilaridade 𝑑(ut, vt), e, Ąnalmente,

𝐶(vt) é a concentração da célula vt na iteração 𝑡.

Observe pela Equação 4.3 que somente células próximas de ut a partir de um dado

limiar e melhores ou equivalentes a ut (aquelas pertencentes a 𝐽) são consideradas no cálculo

de 𝑓Ab(ut). Portanto, para determinar quem pertence a 𝐽 , é necessário realizar comparações

par-a-par entre todas as células da população. A métrica de distância 𝑑(ut, vt) deve ser

escolhida de acordo com o problema, por isso a discutiremos mais detidamente no Capítulo 5.

4.2.2.2 O Modelo de Concentração e Supressão

O modelo de concentração empregado na cob-aiNet é responsável pelo comportamento

dinâmico do algoritmo, pois a concentração de cada célula na população afeta o número

de clones que será gerado, a ŞintensidadeŤ da mutação que cada clone sofrerá e também

quando uma célula deve ser eliminada (sua concentração é, no caso, nula). A concentração

𝐶(ut) ∈ [0, 1] de uma célula ut na iteração 𝑡 é deĄnida inicialmente por 𝐶0 e é atualizada ao

Ąnal de cada iteração de acordo com:

𝐶(ut+1) = max[0, min[(Ð𝐶(ut)⊗ 𝑓Ab(ut)), 1]], (4.4)

onde 𝑓Ab(ut) é a aĄnidade total dada pela Equação 4.3 e Ð é um fator regulatório deĄnido

por

Ð =

⎧

⨄︁

⋃︁

1 + 0.1𝑓Ag(ut), se 𝑓Ab(ut) = 0,

0.7, caso contrário.
(4.5)

5 Com o Ąm de evitar ambiguidade dos conceitos, passaremos a denominar a primeira métrica de Ątness e
a segunda somente de aĄnidade.
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Note pela Equação 4.4 e Equação 4.5 que as melhores células nas suas respectivas vizinhanças

(aquelas que possuem aĄnidade nula com as outras Ů 𝑓Ab(ut) = 0) sofrem um acréscimo

de até 10% na concentração (resposta positiva), enquanto células que estão na vizinhança de

outras que representam melhores soluções acabam sofrendo um decréscimo na concentração

de pelo menos 30% (resposta negativa).

4.2.2.3 Clonagem e Mutação

Embora as etapas de clonagem e mutação da cob-aiNet baseiem-se na Seleção Clonal

assim como o algoritmo CLONALG, há uma série de diferenças sutis nesta nova proposta.

Inicialmente, o número de clones deixa de ser Ąxo para cada célula e passa a depender da

sua concentração: a cada iteração 𝑡 um dado número de clones 𝑛𝐶𝑙(ut) é criado para cada

célula u da população, conforme a expressão

𝑛𝐶𝑙(ut) = 𝐶(ut)(𝑛𝐶𝑙max ⊗ 𝑛𝐶𝑙min) + 𝑛𝐶𝑙min, (4.6)

em que 𝑛𝐶𝑙max e 𝑛𝐶𝑙min são os valores limitantes, deĄnidos a priori pelo usuário.

Após a clonagem, as novas células sofrem um processo de mutação com variabilidade

genética inversamente proporcional ao Ątness e à concentração da célula ŞpaiŤ, dessa forma

os descendentes vindos de indivíduos melhores e mais isolados são menos modiĄcados do

que aqueles originados de células piores e/ou mais agrupadas. A proposta sugere que sejam

implementados dois ou mais operadores de mutação Ů sendo um escolhido aleatoriamente

para cada célula u a cada iteração 𝑡 Ů e o número de vezes 𝑛mut(ut) que se aplica é deĄnido

por:

𝑛mut(ut) = max [⌊Ñ(𝑡)𝑒−fAg(ut)·C(ut)⌋, 1], (4.7)

na qual Ñ(𝑡) é o valor do parâmetro Ñ na iteração 𝑡. O controle da intensidade das mutações

passa a ser exercido, então, pela quantidade de aplicações do operador sobre o indivíduo,

diferentemente do esquema utilizado pelo CLONALG e que está indicado na Equação 4.1.

O parâmetro Ñ(𝑡) inĆuencia indiretamente a amplitude de modiĄcações realizadas

nos clones e varia em função de 𝑡 conforme uma função sigmoidal espelhada, ilustrada na

Figura 6. Este comportamento representa um dos aspectos principais do algoritmo, que é

a mudança de um estágio altamente exploratório no início para uma fase de reĄnamento

(exploitation) no Ąnal da execução.

Adicionalmente, o método também adota um operador de busca local com a Ąnalidade

de reĄnar o conjunto de soluções da população, e que deve ser escolhido conforme o problema

em questão. Por exemplo, para o caso de um problema de otimização real, Coelho e Von Zuben

(2010) sugerem o uso do operador de busca local LocalSearch1, proposto no algoritmo MTS
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Figura 6 Ű Ilustração da variação sigmoidal espelhada de Ñ conforme as iterações da cob-
aiNet. Este gráĄco foi extraído de (COELHO; VON ZUBEN, 2010) com os parâ-
metros Ñi = 3.0, Ñf = 0.001 e 𝑚𝑎𝑥𝐼𝑇 = 1000.

de otimização global de larga escala (TSENG; CHEN, 2008). Esta técnica opera em cada

dimensão da solução candidata de maneira sequencial e independente, através do acréscimo

ou diminuição dos seus valores conforme um intervalo de busca, que é dinamicamente alterado

quando a modiĄcação não leva a uma melhoria da solução.

4.2.2.4 Seleção e Inserção de Novas Células

Após a clonagem e a mutação, o mecanismo de seleção entra em cena, sendo aplicado a

cada subconjunto de células formado pelo ŞpaiŤ e seus clones modiĄcados. O aspecto distintivo

desta operação no caso da cob-aiNet é que ela também é responsável pela inserção de novas

células na população. Sempre que um clone modiĄcado pela mutação está posicionado a uma

distância (segundo a métrica de dissimilaridade escolhida) maior do que o valor do limiar de

supressão às, em relação à célula progenitora e às outras da população, ele é inserido junto

com o ŞpaiŤ desde que o tamanho da população permaneça menor ou igual a 𝑚𝑎𝑥𝐴𝐵.

Este operador de inserção associado ao esquema de supressão de células previamente

discutido permite que a cob-aiNet ajuste dinamicamente o tamanho da sua população durante

a execução, o que é um caráter peculiar dos SIAs inspirados na teoria da Rede Imunológica.
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4.3 Conclusões

Este capítulo apresentou uma breve introdução à computação imuno-inspirada, que se

vincula ao conceito de Sistema Imunológico ArtiĄcial. O sistema imunológico dos vertebrados

é a origem do modelo geracional de uma série de algoritmos e ferramentas computacionais

que podem ser aplicados aos mais diversos problemas como aprendizado de máquina, cluste-

rização, reconhecimento de padrões, otimização, entre outros (DE CASTRO; VON ZUBEN,

2002).

Apresentamos os elementos constituintes e mecanismos básicos do sistema imunoló-

gico, que formam uma entidade extremamente complexa e poderosa no sentido de apresentar

as faculdades de memorizar, aprender com, reconhecer e agir contra os agentes invasores do

organismo ao qual pertence. Assim, o sistema opera adaptativamente através da contínua

defesa contra patógenos e melhoria dos seus próprios mecanismos. As duas teorias principais

que explicam essa forma de operar foram discutidas também neste capítulo, iniciando com a

teoria da Seleção Clonal e encerrando com a teoria da Rede Imunológica.

A metade Ąnal do capítulo foi dedicada aos paradigmas artiĄciais, tendo sido in-

troduzidos os dois algoritmos empregados nas contribuições desta tese, o CLONALG e a

cob-aiNet. Enquanto a primeira técnica já pode ser considerada uma abordagem canônica

na área de SIAs, a segunda é bastante recente e incorpora vários mecanismos soĄsticados de

auto-regulação da população e do caráter de busca do algoritmo ao longo da sua execução.

À primeira vista, pode soar inadequado o uso do CLONALG em detrimento da cob-

aiNet nas aplicações atuais, mas essa aĄrmação é incorreta, pois a nova abordagem é mais

soĄsticada ao preço de um custo computacional maior, advindo da incorporação dos novos

operadores inspirados no modelo de rede imunológica. Dessa forma, o emprego de cada técnica

deve ser decidido conforme a especiĄcidade do problema em questão, avaliando-se os aspectos

de tempo para determinação das soluções e complexidade do problema, que aí pode levar

à escolha de uma técnica mais enxuta ou de uma abordagem mais poderosa em termos de

capacidade de gerar soluções diversas.

A exposição do arcabouço teórico subjacente aos problemas a serem abordados e ao

ferramental para se construir soluções calcadas no paradigma de ITL se encerra com este

capítulo. No próximo capítulo, passaremos a tratar das contribuições realizadas nesta tese,

iniciando por aquelas relacionadas ao problema de separação de sinais em corpos Ąnitos.
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5 Contribuições à Separação de Sinais em Cor-

pos Finitos

Neste capítulo, apresentaremos as contribuições desenvolvidas nesta tese para abordar

o problema de separação cega de sinais em corpos Ąnitos. Tais propostas abrangem: (i) o de-

senvolvimento de novos algoritmos baseados em otimização via computação imuno-inspirada

e critérios baseados na TI, (ii) a melhoria de um algoritmo já existente e (iii) a generalização

do problema original para o contexto de misturas convolutivas.

5.1 Otimização Baseada no CLONALG e no Critério de Mínima In-

formação Mútua

Como vimos no Capítulo 2, quando o problema de ICA é formulado para sinais em

corpos de Galois, o processo de encontrar uma matriz de separação W para recuperar as fontes

é, necessariamente, um problema de otimização combinatória. Uma consequência disto é que

os algoritmos baseados na busca com algum caráter exaustivo Ů como os métodos AMERICA

e MEXICO (GUTCH et al., 2012) Ů tendem a se tornar proibitivos à medida que a dimensão

do problema aumenta.

Tendo isto em vista, desenvolvemos uma técnica de ICA em corpos Ąnitos que se

baseia em duas novas características (SILVA et al., 2011): (i) o uso da informação mútua

no lugar da entropia como a medida de TI para quantiĄcar independência Ů o que permite

uma recuperação direta de todas as fontes, em vez da extração uma a uma e (ii) o uso de um

algoritmo imuno-inspirado, o CLONALG (DE CASTRO; VON ZUBEN, 2002), para evitar

a necessidade de recurso a um método de otimização exaustivo. Esta proposta será testada

no contexto de 𝐺𝐹 (2) para diversos conjuntos de fontes, sendo seu desempenho comparado

com o do algoritmo AMERICA.

Em termos matemáticos, retomemos os vetores1 x e y do problema de ICA apresen-

tado na seção 2.3 do Capítulo 2. Temos que y = 𝑓(x) = Wx e W é uma matriz inversível

𝑁 ×𝑁 , deĄnidos em 𝐺𝐹 (2). Utilizando a propriedade apresentada na Equação 2.5, a PMF

de y é:

𝑝Y (y) = 𝑝X(W−1y) (5.1)

1 Neste capítulo, para simpliĄcar a notação e dado que estamos tratando do problema de ICA/BSS instan-
tâneo, ignoraremos o termo referente ao tempo nas variáveis.
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Graças ao teorema de identiĄcação em ICA (Teorema 2.1), é possível realizar a se-

paração dos sinais através da minimização da informação mútua entre os componentes de y

𝐼(𝑦1; ...; 𝑦N) = 𝐼(y) =
N
∑︁

i=1

𝐻(𝑦i)⊗𝐻(y). (5.2)

Repare que a Equação 5.1 implica que a PMF de y equivale à PMF de x, tendo sido somente

o conjunto domínio modiĄcado por W. Portanto, tem-se que 𝐻(y) = 𝐻(x) e, consequente-

mente

𝐼(y) =
N
∑︁

i=1

𝐻(𝑦i)⊗𝐻(x). (5.3)

A entropia conjunta 𝐻(x) é invariante com relação aos parâmetros do problema (os

elementos de W): portanto, é possível realizar a busca minimizando somente o primeiro termo

da Equação 5.3, o que nos leva ao problema de otimização

min
W

[︃

N
∑︁

i=1

𝐻(𝑦i)

⟨

,

y = Wx, W é não-singular.

(5.4)

Esta formulação é bastante familiar na pesquisa em ICA para valores reais (HYVARINEN

et al., 2001; COMON; JUTTEN, 2010), mas a sua adoção para sinais Ąnitos e discretos é

inédita. Já sabemos, através da Equação 2.6 no Capítulo 2, que a cardinalidade do conjunto

de soluções candidatas cresce proporcionalmente a 2N2

para 𝐺𝐹 (2), o que faz com que a

aplicação de algoritmos baseados em busca exaustiva se torne proibitiva a partir de uma

certa dimensão.

Por isso, é promissora a estratégia de lidar com um problema desta natureza por meio

de algoritmos bio-inspirados, como os sistemas imunológicos artiĄciais, introduzidos no Ca-

pítulo 4. Eles são métodos de propósito geral que combinam mecanismos de busca global e

local com a Ąnalidade de prover soluções boas, em um tempo de execução viável, a problemas

de otimização com domínios de caracterização árdua ou de grande dimensionalidade. Neste

contexto, mostra-se adequado o emprego do algoritmo CLONALG, que combina as caracte-

rísticas previamente mencionadas e apresenta uma atrativa simplicidade de implementação.

Como não é conhecida, a priori, a PMF das misturas, o cálculo exato dos valores de

entropia expressos na Equação 5.4 é inviável. Em seu lugar, podemos empregar uma técnica

de estimação a partir das amostras disponíveis. Supondo haver um conjunto de 𝑇 observações

iid para cada mistura, ¶𝑥i(1), ..., 𝑥i(𝑇 )♢, escolhemos o estimador de máxima verossimilhança

(ML, do inglês Maximum Likelihood) (PANINSKI, 2003) para calcular a entropia de cada
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componente:

�̂�(𝑦i) = ⊗
P −1
∑︁

j=0

𝑝yi
(𝑗) logP 𝑝yi

(𝑗),

𝑝yi
(𝑗) =

1
𝑇

T
∑︁

n=1

1j(𝑦i(𝑛)), (5.5)

na qual 𝑃 é a ordem do corpo Ąnito e 1j(≤) é a função indicador

1α(𝑥) =

⎧

⨄︁

⋃︁

1, se 𝑥 = Ð,

0, caso contrário.
(5.6)

Adotamos o logaritmo de base 𝑃 a Ąm de ter a entropia sempre com valor máximo 1, inde-

pendentemente da cardinalidade.

Para o CLONALG resolver o problema posto pela Equação 5.4, a função objetivo

(Ątness) é deĄnida por

𝑔MI(y) =1⊗ 1
𝑁

N
∑︁

i=1

�̂�(𝑦i),

y = Wx,

(5.7)

onde cada indivíduo da população representa um possível conjunto de valores para W e

�̂�(𝑦i) é a entropia estimada de um componente de y. Repare que a maximização da função

de Ątness dada pela Equação 5.7 é equivalente ao problema de minimização original descrito

na Equação 5.4.

Para Ąnalizar a descrição da proposta, são empregadas algumas modiĄcações na im-

plementação, com base nas análises de resultados obtidos em simulações preliminares: (i)

uma função heurística foi incluída Ů para ser executada a cada 100 iterações Ů para operar

sobre os possíveis valores de cada linha da matriz que um indivíduo representa, buscando a

primeira modiĄcação que melhora o Ątness e mantém a restrição de não-singularidade; (ii) a

substituição dos piores indivíduos por células novas geradas aleatoriamente ocorre somente a

cada 100 iterações; e (iii) a fase de mutação é implementada com o operador de bit random

resetting (BACK et al., 2000), sendo incluída a restrição de só serem aceitas mutações que

resultem em uma matriz não-singular.

5.1.1 Simulações

Uma série de simulações em MATLAB foi realizada para comparar o desempenho,

em 𝐺𝐹 (2), da nova proposta (chamada nos gráĄcos de CLONALG) com o do algoritmo

AMERICA (YEREDOR, 2011a) Ů a técnica canônica que apresenta os resultados mais

consistentes. Os parâmetros do algoritmo imunológico, deĄnidos após um conjunto de testes
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preliminares, são: 𝑛𝐴𝐵 = 5𝑁 ; 𝑛𝐶𝑙 = 0.1(𝑛𝐴𝐵); 𝑚𝑎𝑥𝐼𝑇 = 2000; 𝑏 = 0.2(𝑛𝐴𝐵). O cenário

da simulação compreende 200 execuções com fontes binárias de distribuição aleatoriamente

deĄnida, i.e. cada execução baseia-se em um valor aleatório para as probabilidades 𝑝(0) e

𝑝(1), 4 valores distintos (𝑇 ) de observações para estimação do Ątness (100, 1000, 5000 e

10000 amostras) e 3 quantidades distintas de fontes (𝑁): 2, 4 e 8.

A Figura 7 exibe o número médio de fontes recuperadas2 para o caso com 𝑁 = 2.

Note que, quando 𝑇 = 100, o algoritmo AMERICA supera o CLONALG, mas a partir de

𝑇 = 1000, ambas as propostas atingem desempenhos similares. Ademais, para 𝑇 = 10000, o

caso no qual as melhores estimativas são empregadas, a nova proposta é levemente superior.

De toda forma, para uma quantidade tão pequena de componentes, ambas as abordagens

podem ser consideradas plenamente eĄcazes.
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Figura 7 Ű Desempenho médio dos algoritmos de separação para o cenário com duas fontes.

Na Figura 8, comparamos os desempenhos para 𝑁 = 4 fontes; note que o comporta-

mento é similar ao caso anterior: ambas as propostas apresentam resultados próximos até que

uma leve vantagem para o CLONALG é observada com 10000 amostras. Já para o caso em

que 𝑁 = 8, apresentado na Figura 9, podemos notar que, para as três primeiras quantidades
2 Para determinar quantas fontes foram recuperadas pelo CLONALG e por todos os métodos mencionados

no restante do capítulo, adotamos o seguinte procedimento: o algoritmo sugere uma matriz de separação
W e a qualidade de WA é mensurada através da contagem do número de linhas com estritamente uma
entrada não-nula, o que indica o número de fontes extraídas.
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de amostras, o método AMERICA possui vantagem, enquanto, com a quantidade máxima,

os dois métodos são equivalentes na prática.
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Figura 8 Ű Desempenho médio dos algoritmos de separação para o cenário com quatro fontes.

5.1.2 Considerações Sobre a Proposta

De uma perspectiva ampla, os resultados apontam que a proposta do CLONALG para

ICA em 𝐺𝐹 (2) pode funcionar em um nível similar ao atingível pelo algoritmo AMERICA,

a técnica estado-da-arte para este problema. Dado que a abordagem possui um caráter não-

exaustivo, Ąca a perspectiva de aplicação desta em cenários de maior número de fontes, em

que o custo exponencial do método AMERICA pode inviabilizar sua adoção.

5.2 Otimização pela cob-aiNet[C] e o Critério de Mínima Entropia

Após a formalização da proposta do algoritmo CLONALG para ICA em 𝐺𝐹 (2), iden-

tiĄcamos algumas possibilidades de desenvolvimento que poderiam levar a uma nova técnica

de separação de sinais em corpos Ąnitos, que é apresentada nesta seção (SILVA et al., 2014). A

essência desta segunda contribuição é utilizar uma estratégia de busca que mantém soluções

diversas ao longo do processo, em conjunto com uma nova formulação do problema que é um

meio termo entre (i) buscar a matriz inteira de separação e (ii) buscar iterativamente cada
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Figura 9 Ű Desempenho médio dos algoritmos de separação para o cenário com oito fontes.

linha (vetor de extração de um sinal) que a compõem. Adicionalmente, o problema passa a

ser analisado para sinais em corpos primos, de ordem 𝑃 .

Recordemos o Lema 2.1, que é válido para corpos primos e que atesta que a combinação

linear de VAs independentes aumenta ou mantém igual a entropia da variável resultante.

Este lema é uma propriedade chave, que viabiliza a construção de algoritmos que extraem

iterativamente cada componente independente através da busca por um vetor de separação

que produza um sinal de mínima entropia. Tal estratégia é análoga à abordagem por deĆação

em ICA para sinais e sistemas reais (DELFOSSE; LOUBATON, 1995).

A nova proposta considera esta propriedade, mas no contexto de um algoritmo de

busca populacional cujo propósito geral é determinar, em uma população de soluções candi-

datas, 𝑁 vetores distintos de separação que minimizam a entropia e que, ao Ąnal da busca,

são utilizados para ser composta a matriz de separação.

Desta maneira, os indivíduos da população são candidatos a serem linhas da matriz

e, com a progressiva melhora do conjunto todo, espera-se obter, após várias iterações, a

solução Ąnal como sendo um subconjunto de 𝑁 linhas candidatas que comporão W. Esta

idéia aproxima-se conceitualmente da abordagem Michigan para algoritmos genéticos, na

qual a população inteira é considerada a solução do problema em questão (BACK et al.,

2000).
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Matematicamente, o problema de otimização que esta proposta impõe é:

min
wi

𝐻(𝑦),

𝑦 = wix,
(5.8)

onde wi representa uma linha de W e 𝐻(𝑦) é a entropia do respectivo sinal extraído 𝑦. A

Ąm de que se encontre uma matriz de inversão que seja composta por vetores que extraiam

componentes diferentes das misturas, é necessário associar o objetivo descrito pela Equa-

ção 5.8 a um algoritmo de busca que mantenha diversidade na população. Caso contrário, o

subconjunto Ąnal de soluções conterá diversas versões de uma mesma fonte. Para atender a

esta propriedade fundamental, escolhemos o algoritmo cob-aiNet[C] (COELHO et al., 2011)

Ů a implementação da cob-aiNet para problemas combinatórios Ů, o qual é intrinsecamente

capaz de manter diversidade na população, como apresentado no Capítulo 4.

Como visto anteriormente, não temos acesso às distribuições de probabilidade de x

e, consequentemente, de y: por isso, novamente lançamos mão de técnicas de estimação,

partindo de um conjunto de 𝑇 observações iid das misturas. Propõe-se aqui substituir a

entropia teórica na Equação 5.8 pelo já conhecido estimador de entropia ML, agora acrescido

da correção de Miller-Madow (CARLTON, 1969):

�̂�(𝑦) =
𝑃 ⊗ 1

2𝑇
⊗

P −1
∑︁

j=0

𝑝y(𝑗) logP 𝑝y(𝑗),

𝑝y(𝑗) =
1
𝑇

T
∑︁

n=1

1j(𝑦(𝑛)).

(5.9)

𝑃 é a ordem do corpo primo e 1j(≤) é a já conhecida função indicador (vide Equação 5.6).

É sabido que este estimador, mesmo com a correção, ainda possui bias e, por isso,

muitas propostas para reduzir essa distorção podem ser encontradas na literatura (SCHÜR-

MANN, 2004). Entretanto, isto não representa uma questão tão crucial em problemas de

otimização, pois neles o interesse jaz somente nos pontos onde a função objetivo assume seus

valores extremos (máximos ou mínimos). Portanto, somente avaliações relativas são necessá-

rias, e os valores reais de entropia não são mandatórios (PRINCIPE, 2010).

Como já mencionamos, os indivíduos ou células da população representam candidatos

a serem linhas da matriz 𝑁 ×𝑁 de separação, i.e., são vetores 1×𝑁 deĄnidos em 𝐺𝐹 (𝑃 ).

Seus valores de Ątness são calculados através da Equação 5.9, submetida a uma transformação

para operar como uma função objetivo de maximização, escalonada entre 0 e 1:

𝑔E(𝑦) =1⊗ �̂�(𝑦)⊗ �̂�min

�̂�max ⊗ �̂�min

,

𝑦 = wx,

(5.10)
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onde �̂�min e �̂�max são, respectivamente, os valores mínimo e máximo de entropia calculados

entre os indivíduos da população, na iteração em questão. Ademais, os vetores escolhidos ao

Ąnal do processo precisam formar uma matriz de separação não-singular, devido à especiĄ-

cação do problema de BSS. Para que isto ocorra, a cob-aiNet[C] é executada e, ao Ąnal da

execução, um procedimento de busca gulosa é empregado para selecionar os 𝑁 melhores indi-

víduos, em uma ordem decrescente de Ątness, que sejam linearmente independentes. Repare

que esta rotina é similar à adotada pelo algoritmo AMERICA Ů que seleciona os 𝑁 vetores

de mínima entropia e linearmente independentes em uma ordem não-decrescente (de entro-

pia) Ů, com a diferença crucial de que o espaço de busca, em nossa proposta, restringe-se

aos membros da população Ąnal, enquanto, no método AMERICA, todas as possibilidades

de vetores são checadas.

É importante reforçarmos, novamente, que a proposta é viável graças à reconhecida

capacidade do algoritmo cob-aiNet[C] de manter um conjunto diversiĄcado de indivíduos na

sua população. Mais ainda, essa propriedade é crucialmente afetada pela escolha de uma mé-

trica de distância (ou dissimilaridade) adequada que compare os candidatos de uma maneira

representativa da natureza do problema.

Após uma série de testes preliminares com diferentes abordagens, propomos a adoção

da distância de Hamming entre as soluções candidatas, a qual consiste em contar as posições

onde os dois vetores diferem. Isto implica na escolha de uma métrica que opera no espaço

genotípico (dos vetores de extração).

Se pensarmos puramente em termos de recuperação dos sinais, seria preferível uma

métrica que operasse no espaço fenotípico (dos sinais extraídos), e que discriminasse indi-

víduos que resultam em sinais independentes. Em outras palavras, se dois vetores distintos

extraem a mesma fonte / componente ou fontes que são consideravelmente dependentes, do

ponto de vista estatístico, a métrica de dissimilaridade deveria indicar esta situação com um

valor pequeno. No entanto, esta opção é por ora rejeitada porque ela afeta severamente a

velocidade do algoritmo:

∙ Quando empregamos a distância de Hamming, uma métrica com custo 𝑂(𝑁), a com-

plexidade computacional do processo de avaliação da aĄnidade (vide subseção 4.2.2)

entre todos os pares de células é 𝑂((𝑛𝐴𝐵)2𝑁) por iteração.

∙ Por outro lado, a complexidade computacional da alternativa fenotípica consiste na

avaliação da informação mútua3 entre os sinais extraídos por aquele par, a qual é

𝑂(𝑁𝑇 +𝑇 2 +𝑃 2), resultando em 𝑂((𝑛𝐴𝐵)2(𝑁𝑇 +𝑇 2 +𝑃 2)) por iteração. Não obstante,

é usual que 𝑇 >> 𝑁 , o que reforça a opção pela distância de Hamming.
3 Aqui consideramos o custo da informação mútua estimada pela abordagem por histograma.
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Porém, a escolha da métrica genotípica traz um contratempo na deĄnição do valor

do limiar de supressão (às). Assuma o cenário onde as fontes são apresentadas diretamente

ao algoritmo, i.e., em que não houve mistura. A solução para este caso é uma matriz de

permutação onde qualquer linha tem distância de Hamming 2 em relação a todas as outras. Se

a cob-aiNet[C] é conĄgurada com às > 2, a concentração de algumas células que compõem a

solução correta decairá até que sejam eliminadas, dado que o algoritmo preferirá erroneamente

matrizes com distâncias par-a-par maiores. Para evitar esta situação, recomendamos que às

seja ajustado com valores menores que 2.

Como já detalhamos na subseção 4.2.2 do Capítulo 4, a cob-aiNet[C] requer a escolha

de operadores de mutação e busca local que se adequem ao domínio do problema. Neste caso,

deĄnimos uma heurística de busca local que percorre os 𝑁 elementos de cada vetor candidato,

testando se o acréscimo ou decréscimo de 1 (a unidade multiplicativa do corpo) ao seu valor

melhora o Ątness, quando isto ocorre, o elemento do vetor é atualizado e o procedimento

passa a ser realizado com o próximo indivíduo da população.

Quanto aos operadores de mutação, os escolhidos são (i) a versão discreta da mutação

creep, a qual escolhe aleatoriamente um elemento do vetor e adiciona (ou subtrai, o que

também se deĄne aleatoriamente) 1 ao seu valor; e (ii) a mutação de reinicialização aleatória

(random resetting) (EIBEN; SMITH, 2007), a qual simplesmente sorteia um novo valor em

𝐺𝐹 (𝑃 ) para um elemento do vetor, também escolhido aleatoriamente.

Encerrada a descrição do novo método, cujos passos principais são sumarizados no

Pseudocódigo 5.1, podemos identiĄcar algumas melhorias em comparação com os algoritmos

previamente apresentados:

∙ Além de permitir a separação de sinais em qualquer corpo primo, a nova abordagem

é mais eĄciente que o primeiro método proposto nesta tese, visto na seção 5.1, porque

(i) o tamanho dos indivíduos é proporcional a 𝑁 , ao invés de 𝑁2; (ii) a função de

Ątness é a entropia do sinal extraído por um vetor candidato, o que é mais barato

computacionalmente que a soma das entropias de todos os sinais; e (iii) o algoritmo

cob-aiNet[C] possui mecanismos de controle automático do tamanho da população e

um potencial de manutenção de diversidade superior ao do algoritmo CLONALG, que

é a base da proposta prévia.

∙ A proposta não emprega técnicas de otimização exaustiva para obter as soluções, dife-

rentemente dos algoritmos canônicos que foram propostos por Yeredor (2011a) e Gutch

et al. (2010), o que efetivamente permite que ICA seja aplicado a cenários de BSS

caracterizados por um número relativamente elevado de fontes, como na análise de

fatores (COMON; JUTTEN, 2010) em grandes bases de dados.
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Pseudocódigo 5.1 Passos principais do algoritmo cob-aiNet[C] para ICA em 𝐺𝐹 (𝑃 ).
Entrada: conjunto de misturas ¶x(1), ..., x(𝑇 )♢, ordem do corpo 𝑃 .
Métricas: função de Ątness �̂�(), distância de Hamming como métrica de dissimilaridade.

1- Execute a cob-aiNet[C], obtendo o conjunto 𝐴𝐵 de soluções (vetores de extração) com
os seus respectivos valores de Ątness.
2- Execute o algoritmo guloso para selecionar em 𝐴𝐵 os 𝑁 melhores indivíduos (conforme
o Ątness) que sejam linearmente independentes, obtendo a matriz de separação W e y.

Saída: W e y.

5.2.1 Simulações

Para avaliar o desempenho da proposta, implementamos o algoritmo em MATLAB

para realizar uma série de simulações. Foi deĄnido um conjunto de parâmetros da cob-

aiNet[C] com valores Ąxos, que são exibidos na Tabela 1, para todos os experimentos que

seguem. A deĄnição destes valores e daqueles mencionados nas subseções a seguir foi obtida

através de testes preliminares do algoritmo, para cada cenário em questão.

Tabela 1 Ű Parâmetros gerais para todos os experimentos com a cob-aiNet[C].

𝑚𝑎𝑥𝐴𝐵 2000
𝑛𝐶𝑙min 2
𝑛𝐶𝑙max 6
Ñi 0.8𝑁
Ñf 0.008𝑁
𝐿𝑆it 1
𝐿𝑆freq 45
𝑚𝑎𝑥𝐼𝑇 300

5.2.1.1 Cenário 1: 𝑃 é Variável

Nesta primeira simulação, realizamos 100 execuções do algoritmo para quantidades

distintas de amostras iid das misturas (x) Ů de 𝑇 = 32 a 𝑇 = 4096 amostras. Em cada exe-

cução, a distribuição de probabilidade de cada fonte é gerada aleatoriamente Ů sorteiam-se

os valores das probabilidades 𝑝(0), ..., 𝑝(𝑃 ⊗ 1) e, então, ela é amostrada Ů, assim como a

matriz de mistura A. Devido à restrição de que a técnica de ICA somente opera com dis-

tribuições não-degeneradas e não-uniformes, consideramos somente aquelas cuja divergência

de Kullback-Leibler (vide Equação 1.12) com respeito à distribuição uniforme fosse maior ou

igual a 0.2 e nas quais todas as probabilidades dos símbolos estivessem no intervalo (0, 0.98].



5.2. Otimização pela cob-aiNet[C] e o Critério de Mínima Entropia 67

Posto isto, analisamos um cenário com 𝑁 = 8, Ąxo, e com números distintos de

símbolos (ordem do corpo - 𝑃 ): 2, 3, e 5. A primeira coluna da Tabela 2 descreve os parâmetros

especíĄcos do algoritmo para este primeiro experimento. Na Figura 10, podemos observar os

resultados, dados pela razão média de sucesso (média amostral da razão entre o número de

fontes extraídas e 𝑁) para cada caso.

Tabela 2 Ű Parâmetros especíĄcos para as simulações com 𝑁 = 8, 𝑁 = 6, 𝐺𝐹 (5) e 𝑁 =
12, 𝐺𝐹 (3).

N = 8 N = 6, GF (5) N = 12, GF (3)
nAB 200 200 500
C0 0.5 0.9 0.9
σs 1.2 0.9 1.8
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Figura 10 Ű Desempenho do algoritmo cob-aiNet[C] com 𝑁 = 8.

Curiosamente, note que o caso mais simples, 𝑃 = 2, leva a um desempenho inferior ao

dos outros dois. Isto pode ser explicado por meio do fato de que o algoritmo não armazena

uma base do espaço vetorial 𝐹 N , 𝐹 = 𝐺𝐹 (𝑃 ), e, consequentemente, emprega a distância de

Hamming como medida de dissimilaridade entre as soluções: uma vez que essa métrica não

é perfeitamente apropriada para indicar quais vetores de extração levarão a sinais diferentes

(e independentes), podemos esperar que algumas soluções candidatas sejam erroneamente

suprimidas durante a execução do algoritmo. Baseada na Equação 2.6, Waterhouse (1987)
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prova que a probabilidade de que uma matriz 𝑁 ×𝑁 em 𝐺𝐹 (𝑃 ) seja singular (determinante

nulo) é

𝑃𝑟𝑜𝑏[𝑁, 𝑃 ] = 1⊗ (1⊗ 𝑃 −1)(1⊗ 𝑃 −2) ≤ ≤ ≤ (1⊗ 𝑃 −N), (5.11)

o que implica 𝑃𝑟𝑜𝑏[8, 2] ≡ 0.7101, enquanto 𝑃𝑟𝑜𝑏[8, 3] ≡ 0.4398 e 𝑃𝑟𝑜𝑏[8, 5] ≡ 0.2397.

Isto signiĄca que a supressão por engano de soluções candidatas quando 𝑃 = 2 reduz o já

relativamente pequeno conjunto de matrizes de rank completo que poderia ser formado no

Ąnal do procedimento. Em poucas palavras, podemos conjecturar que, quanto menor for a

ordem do corpo, maior é o dano causado pela ŞimperfeiçãoŤ da métrica de dissimilaridade.

Também podemos observar que, para todas as escolhas de 𝑃 , há um desempenho

crescente quando o número de amostras aumenta, até surgir um comportamento aproxima-

damente estável com 𝑇 = 28 = 256.

5.2.1.2 Cenário 2: Comparativo com os Algoritmos AMERICA e MEXICO

O segundo experimento visa comparar a abordagem imuno-inspirada com os algorit-

mos AMERICA e MEXICO (código disponível em (YEREDOR, 2011b)), que são os métodos

com melhores taxas de sucesso entre as propostas apresentadas por Gutch et al. (2012). Rea-

lizamos novamente 100 execuções com 6 fontes geradas aleatoriamente em 𝐺𝐹 (5) e 12 fontes

em 𝐺𝐹 (3), seguindo os mesmos padrões de experimento da subseção 5.2.1.1. A segunda e

terceira colunas da Tabela 2 apresentam os parâmetros especíĄcos desta simulação.

A Figura 11 apresenta a razão média de sucesso nos dois casos mencionados. Pode-

se ver claramente que o método AMERICA e a cob-aiNet[C] obtiveram um desempenho

equivalente no cenário menor, separando todas as fontes em todas as rodadas com 256 ou mais

amostras. No cenário maior, o algoritmo AMERICA exibe o melhor desempenho, enquanto a

cob-aiNet[C] tem um resultado inferior, mas ainda assim satisfatório. Em ambos os cenários,

o algoritmo MEXICO não conseguiu atingir a mesma qualidade nos resultados que os seus

concorrentes, o que pode ser parcialmente explicado pelo fato de que a recuperação correta

por esta técnica requer que 𝑃 ⊘ 3.

Em suma, podemos aĄrmar que, em cenários caracterizados por um número reduzido

de fontes e símbolos, o algoritmo AMERICA deve apresentar um desempenho melhor do

que a cob-aiNet[C], embora, como é visto nos resultados anteriores, esta também é capaz

de obter uma qualidade bastante razoável. Entretanto, em cenários de maior dimensão, os

métodos propostos por Gutch et al. (2012) compartilham um aspecto que restringe seu uso:

com base nas observações do sinal, é estimada uma estrutura tensorial das probabilidades

conjuntas a Ąm de acelerar a avaliação do critério empregado por cada técnica; o número

total de elementos desta matriz é 𝑃 N , portanto a demanda por memória para executar os
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Figura 11 Ű Comparação da cob-aiNet[C] com outras técnicas: acima, caso com 𝑁 = 6, 𝑃 = 5,
abaixo, o caso com 𝑁 = 12, 𝑃 = 3.
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algoritmos cresce exponencialmente com o número de fontes.

Isto nos revela que há uma clara relação de compromisso para aplicar as ferramentas

de ICA em GF, a qual envolve o tempo de execução versus os requisitos de memória. Se

considerarmos a possibilidade de aplicar ICA em situações com um número maior de fontes ou

símbolos, a abordagem imuno-inspirada é aquela que se apresenta como a mais escalável, dado

o nosso conhecimento. Ademais, não se deve esquecer que, além do crescimento da demanda

por memória, os algoritmos AMERICA e MEXICO também estão sujeitos a diĄculdades

vindas da explosão dimensional do espaço de busca, dado o caráter exaustivo que possuem. A

proposta imunológica, embora não ofereça garantias no que diz respeito a convergência global,

possui o potencial de prover ao menos soluções boas, até para instâncias mais complexas do

problema.

Porém, mesmo possuindo uma maior escalabilidade, isto não implica que esta nova

proposta esteja livre de melhorias futuras, como podemos observar nos resultados que a

Figura 12 exibe. Estes dados representam a razão média de sucesso da cob-aiNet[C] em um

experimento de 50 rodadas com 14 fontes geradas aleatoriamente, em 𝐺𝐹 (3), conforme os

mesmos critérios deĄnidos na subseção 5.2.1.1. Os parâmetros especíĄcos desta simulação se

encontram na Tabela 3.

Repare que, no melhor caso, obteve-se uma média de 7.34 fontes por execução (razão
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Figura 12 Ű Desempenho do algoritmo cob-aiNet[C] com 𝑁 = 14, 𝑃 = 3.
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Tabela 3 Ű Parâmetros especíĄcos para a simulação com 𝑁 = 14, 𝐺𝐹 (3).

𝑛𝐴𝐵 1000
𝑚𝑎𝑥𝐴𝐵 3000
𝐶0 1.0
às 0.14
𝐿𝑆it 2

de 52.43%). Os resultados mostram que o aumento no tamanho da população (vide Tabela 3),

em comparação ao primeiro experimento desta subseção, não permitiu alcançar um desem-

penho similar. É nítido que a complexidade do problema, que pode ser inferida pelo tamanho

do espaço de busca, cresceu consideravelmente: considerando um cenário inicial com 8 fontes,

saltamos de um espaço com 38 = 6561 possíveis vetores candidatos para um espaço com

314 = 4782969 soluções. Isto é, ainda, sem considerar as possibilidades de combinações entre

os vetores para formar a matriz de separação, o que resultaria numa ordem de grandeza ainda

maior.

Para encerrar este segundo experimento, comparamos o custo computacional da pro-

posta com o do algoritmo AMERICA. A operação mais custosa das duas técnicas é a esti-

mação da entropia do sinal gerado pelo vetor de extração candidato, então analisaremos o

número de ocorrências desta operação em ambos os métodos. O algoritmo MEXICO não é

considerado porque, embora ele tenha uma complexidade computacional menor que o AME-

RICA, a qualidade dos resultados é consideravelmente inferior.

Na implementação do AMERICA considerada, ocorre uma busca exaustiva sobre

todas as possibilidades (exceto a solução trivial) de vetor, portanto 𝑃 N⊗1 valores de entropia

precisam ser estimados (YEREDOR, 2011a) ou, em notação big-O, o algoritmo AMERICA

é 𝑂(𝑃 N). Por outro lado, o número de avaliações de Ątness (entropia) que ocorrem durante

a execução da proposta imuno-inspirada é 𝑂((𝑛𝐶𝑙max + 𝑁)(𝑚𝑎𝑥𝐴𝐵)(𝑚𝑎𝑥𝐼𝑇 )) no pior caso.

Esta comparação indica, portanto, que a cob-aiNet[C] é assintoticamente menos custosa que o

AMERICA no sentido de avaliações de entropia. Porém, os reais valores de custo do algoritmo

imunológico podem variar devido a seu comportamento dinâmico. Por isso, para fazermos

uma comparação prática, o valor analítico de custo do AMERICA é comparado com a média

amostral sobre as rodadas de execução da cob-aiNet[C] em 5 cenários com 𝑃 = 3 e 𝑇 = 512

amostras, que o leitor pode analisar na Figura 13.

O algoritmo AMERICA possui os menores valores até 𝑁 = 14, mas, como esperado,

o custo da proposta de Yeredor cresce exponencialmente com o número de fontes, diferente-

mente da cob-aiNet[C], que cresce linearmente. Podemos, então, reaĄrmar que, com o cresci-

mento de 𝑁 , a técnica aqui proposta apresenta a escalabilidade mais adequada, considerando
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Figura 13 Ű Número de avaliações da entropia para quantidades distintas de fontes, entre a
cob-aiNet[C] e AMERICA, com 𝑃 = 3.

tanto as restrições de memória quanto as de tempo.

5.2.1.3 Cenário 3: Sensibilidade à Distância de Hamming

O terceiro experimento estuda a inĆuência da distância de Hamming no comporta-

mento do algoritmo quando há diferentes casos de misturas. Seja 𝑁 = 5, com 𝐺𝐹 (2), e

considere, em um primeiro caso, que todas as fontes tem as suas amostras geradas a partir

das probabilidades 𝑝(0) = 0.2, 𝑝(1) = 0.8. Considere também que haja três maneiras de se

escolher uma matriz de mistura para aplicar às fontes:

1. uma matriz cuja inversa W tem uma distância de Hamming (denominada de 𝐷H)

mínima de 2 entre qualquer par de linhas;

2. uma matriz não-singular sem qualquer restrição adicional;

3. uma matriz cuja inversa possui ao menos 𝑚 pares de linhas com 𝐷H = 1.

Foram realizadas 100 rodadas em que o algoritmo era aplicado às misturas geradas por cada

possibilidade de matriz, com diferentes valores de amostras. Os valores de parâmetros do

experimento com 𝑁 = 8, 𝑃 = 2 foram reaproveitados aqui, e podem ser revistos na Tabela 2.
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O gráĄco superior da Figura 14 exibe os resultados deste primeiro conjunto de simu-

lações. Nota-se que o algoritmo tem melhor desempenho com matrizes restritas a 𝐷H ⊙ 2 do

que com matrizes não-singulares arbitrárias. Ademais, os conjuntos com um par e dois pares

de linhas possuindo 𝐷H = 1 possuem uma crescente degradação da qualidade de separação,

nesta ordem, o que é esperado pois às = 1.2, o que neste caso leva o algoritmo a descartar

linhas idênticas e aquelas que possuam uma posição diferente. Consequentemente, soluções

que são compostas de pares de linhas tais que 𝐷H = 1 não podem ser totalmente formadas

pelo algoritmo, neste cenário analisado.

Adicionalmente, o gráĄco inferior da Figura 14 apresenta os resultados de um segundo

conjunto, onde uma única matriz é escolhida para cada uma das possibilidades descritas

previamente (exceto o caso sem restrição) e esta é então aplicada 100 vezes sobre 5 fontes

que possuem a mesma distribuição de probabilidade, que agora é aleatoriamente deĄnida a

cada rodada. Esta segunda conĄguração exibe um comportamento parecido com aquele que

se observa no primeiro cenário, apesar da aleatoriedade das probabilidades.

A despeito de os parâmetros escolhidos não terem sido ajustados especiĄcamente para

este experimento, a análise relativa dos resultados ajuda a esclarecer ainda mais a mudança

de desempenho que a técnica proposta pode apresentar quando é submetida a diferentes

condições de mistura. Uma hipótese para minimizar tais efeitos é utilizar às < 1, o que,

consequentemente, reduz a diversidade de soluções, uma vez que o algoritmo só eliminaria

vetores idênticos.

5.2.1.4 Cenário 4: Análise Empírica de Estabilidade

Como outras metaheurísticas populacionais, os algoritmos imuno-inspirados são não-

determinísticos, i.e., não há garantia de que, para a mesma entrada, a solução permanecerá

constante. Dessa forma, o quarto e último experimento é uma análise empírica da capacidade

do algoritmo de determinar a solução de ICA. Repetindo os respectivos parâmetros indicados

na Tabela 2, 100 execuções da cob-aiNet[C] foram realizadas sobre um único conjunto de

observações, 𝑇 = 128, 𝑁 = 6, 𝐺𝐹 (5), gerados por uma matriz de mistura e fontes que

obedecem às restrições expressas na subseção 5.2.1.2.

Em termos de número de fontes extraídas, os resultados mostram que a ferramenta

apresenta um comportamento bastante estável: em 98 vezes de 100, o algoritmo resultou

na separação total dos sinais. A média amostral é de 5.98, enquanto o desvio padrão é

0.1407. Este resultado indica que o método é capaz de prover soluções conĄáveis de maneira

consistente.
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Figura 14 Ű Desempenho da cob-aiNet[C] em casos particulares de misturas: acima, caso com
𝑁 = 5, 𝑃 = 2, 𝑝(0) = 0.2, 𝑝(1) = 0.8; abaixo, caso com 𝑁 = 5, 𝑃 = 2 e perĄl de
probabilidade aleatório.
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5.2.2 Considerações sobre a Proposta

Esta segunda proposta de metodologia imuno-inspirada para realizar ICA em corpos

Ąnitos foi uma evolução natural do primeiro trabalho realizado nesta tese, que se baseou

no algoritmo CLONALG. Além de a nova implementação ser capaz de lidar também com

corpos primos de ordem superior a 2, há novidades na modelagem do problema que a diferen-

cia da técnica antecessora: utilizando-se a capacidade do algoritmo cob-aiNet[C] de manter

diversidade entre as células durante a busca, a população pode ser evoluída a Ąm de manter

soluções candidatas que extraiam componentes independentes distintos. Isto foi viabilizado

através do emprego da entropia do sinal de saída como função custo e, encerrada a execução

da cob-aiNet[C], a matriz completa de separação é montada a partir do subconjunto com os

𝑁 melhores indivíduos linearmente independentes.

Os resultados dos experimentos mostraram que a nova técnica apresenta um desem-

penho muito bom Ů ainda que sub-ótimo Ů para quantidades pequenas de fontes e também

fornece uma taxa de sucesso razoável para instâncias maiores. Este fato Ů associado à ques-

tão da explosão dimensional do espaço de busca Ů revelam que a proposta pode ser essencial

em permitir a aplicação de ICA a BSS e análise de fatores no contexto de grandes bases de

dados.

Este estudo, naturalmente, ainda deixa diversas perspectivas de melhoria para o fu-

turo, como: (i) estender o algoritmo para corpos de ordem arbitrária; (ii) testar a ferramenta

com novas métricas de dissimilaridade, em especial aquelas que quantiĄquem diretamente o

grau de dependência estatística entre os sinais extraídos e que não penalizem tanto o custo

computacional; e (iii) analisar o desempenho do método com abordagens alternativas para

estimação da entropia.

5.3 O Algoritmo MEXICO ModiĄcado

As duas contribuições apresentadas nas seções anteriores possuem o paradigma comum

de empregar a computação imuno-inspirada como método de busca global, a Ąm de encontrar

propostas acuradas e, ao mesmo tempo, mais baratas computacionalmente. Tal estratégia,

porém, não é exclusiva para se atingir esses objetivos: pode-se lançar mão de aprimoramentos

dos algoritmos baseados em heurísticas de busca, como os pioneiros AMERICA, MEXICO e

CANADA.

É neste contexto que desenvolvemos esta terceira contribuição, que diz respeito à

modiĄcação do algoritmo MEXICO, um método que pode ser visto como uma solução de

compromisso entre o custoso, mas preciso, algoritmo AMERICA e o mais rápido, porém de
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menor acurácia, algoritmo CANADA (GUTCH et al., 2012). O algoritmo MEXICO original

é baseado na extração iterativa de componentes por meio de comparações das entropias de

pares de sinais, e a nova abordagem, que será denominada algoritmo MEXICO ModiĄcado

(MEXICO-m), apresenta-se capaz de, por meio de procedimentos diferentes de busca e de

um novo critério de parada, obter uma melhora de desempenho sob as óticas de velocidade

de convergência e taxa de separação das fontes (SILVA et al., 2012; SILVA et al., 2013).

Antes de apresentar a nova proposta, comecemos discutindo com mais detalhes o

funcionamento da técnica original, a seguir.

5.3.1 O Algoritmo MEXICO

O algoritmo MEXICO, assim como o AMERICA, segue o princípio de extrair ite-

rativamente os sinais por meio da redução dos respectivos valores de entropia. Porém, a

construção da matriz de separação e o processo de busca ocorrem por meios bem distintos,

pois, enquanto o AMERICA já avalia a entropia de cada sinal gerado pela combinação de

até 𝑁 misturas, o MEXICO faz a avaliação equivalente somente entre combinações de pares

de misturas.

Mais especiĄcamente, sejam 𝑥i e 𝑥k duas componentes (misturas) do vetor de obser-

vações x. Primeiro, o algoritmo determina 𝑐 ∈ 𝐺𝐹 (𝑞) em 𝑥i = 𝑥i + 𝑐𝑥k tal que 𝐻(𝑥i) tenha

valor mínimo, e, se 𝐻(𝑥i) é maior que a entropia da combinação, 𝑥i é substituído por 𝑥i.

Este processo é repetido para todas as 𝑁(𝑁 ⊗ 1) combinações, com 𝑖 ̸= 𝑘, o que caracteriza

uma iteração ou ŞsweepŤ. Então, as iterações são repetidas até que ocorra um sweep sem que

haja uma atualização (i.e., sem uma substituição que reduza a entropia), o que encerra o

algoritmo.

Repare que a operação de substituição pode ser representada em termos de uma matriz

com valores iguais a 1 na diagonal, o valor 𝑐 na posição (𝑖, 𝑘) e valor 0 nas posições restantes,

o que é claramente uma transformação linear inversível. Além disso, essa é uma operação que

reduz o valor da soma das entropias das componentes de x e faz com que as duas componentes

envolvidas na substituição se tornem Şmenos estatisticamente dependentesŤ, uma vez que a

informação mútua 𝐼(𝑥i; 𝑥k) = 𝐻(𝑥i) + 𝐻(𝑥k) ⊗𝐻(𝑥i, 𝑥k) se torna menor porque a entropia

conjunta 𝐻(𝑥i, 𝑥k) permanece igual a 𝐻(𝑥i, 𝑥k) (a transformação é inversível) (YEREDOR,

2011a).

De maneira prática, o algoritmo começa com uma estimativa inicial de matriz B = IN ,

onde IN é uma matriz identidade 𝑁 ×𝑁 , e as sucessivas operações de troca são registradas

pelo produto à esquerda com B. Quando o algoritmo termina, B é a estimativa da matriz de

separação W. O Pseudocódigo 5.2 apresenta o passos principais do método. Relembre que
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todas as entidades e operações presentes estão deĄnidas em 𝐺𝐹 (𝑞).

Pseudocódigo 5.2 Passos principais do algoritmo MEXICO.
B⊂ IN ;
while parar=Falso do

parar ⊂ Verdadeiro;
for all 𝑖 ∈ ¶1, ..., 𝑁♢ do

for all 𝑗 ̸= 𝑖, 𝑗 ∈ ¶1, ..., 𝑁♢ do

𝑐0 = arg minc 𝐻(𝑥i + 𝑐𝑥j)
HJ⊂ 𝐻(𝑥i + 𝑐0𝑥j);
if HJ < 𝐻(𝑥i) then

B0 ⊂ IN ; B0(𝑖, 𝑗)⊂ 𝑐0; B⊂ B ≤B0;
𝑥i ⊂ 𝑥i + 𝑐0𝑥j; parar ⊂ Falso;

end if

end for

end for

end while

5.3.2 Modificações do Algoritmo MEXICO

Nesta seção, propomos duas modiĄcações para o algoritmo MEXICO que são, con-

forme as simulações realizadas em uma série de cenários representativos, capazes de trazer

melhorias na velocidade de convergência e na taxa de sucesso, em relação ao algoritmo tradi-

cional. Para justiĄcar o modus operandi da nossa proposta, primeiro vamos revisar a questão

da convergência do MEXICO original para mínimos locais e o seu critério de parada, à vista

do que Yeredor (2011a) discute. O autor argumenta que há um risco de convergência local

do seu método, com base em um exemplo em 𝐺𝐹 (2) com a seguinte matriz de mistura

A =

⋃︀

⋁︀

⋁︀

⋁︀

⋁︀

⋁︀

⋁︀

⨄︀

0 1 1 1

1 1 0 0

1 0 1 0

1 0 0 1

⋂︀

⎥

⎥

⎥

⎥

⎥

⎥

⋀︀

(5.12)

e as fontes apresentam PMFs idênticas, de tal forma que não há combinação dois-a-dois

de misturas que reduz a entropia. Neste caso, a entropia de cada mistura está diretamente

vinculada ao número de valores 1 na correspondente linha da matriz. Se tentamos combinar

quaisquer duas linhas, esta ação nunca resultará no decréscimo de valor da entropia: o número

de 1s na nova linha será igual ou maior que da conĄguração prévia. Portanto, o algoritmo

MEXICO se encerrará de maneira prematura neste cenário.

Interessantemente, esta situação pode ser contornada se aceitarmos aleatoriamente

combinações lineares que resultem no mesmo valor de entropia. A implementação em MA-
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TLAB do MEXICO, fornecida por Yeredor (2011b), de fato implementa essa idéia, mas a

especiĄcação do algoritmo no artigo original não a considera. No exemplo em questão, se

aceitamos a troca da linha 2 pela sua combinação com a linha 3

A =

⋃︀

⋁︀

⋁︀

⋁︀

⋁︀

⋁︀

⋁︀

⨄︀

0 1 1 1

0 1 1 0

1 0 1 0

1 0 0 1

⋂︀

⎥

⎥

⎥

⎥

⎥

⎥

⋀︀

, (5.13)

seguido pela substituição da linha 1 pela sua combinação com a linha 2, temos

A =

⋃︀

⋁︀

⋁︀

⋁︀

⋁︀

⋁︀

⋁︀

⨄︀

0 0 0 1

0 1 1 0

1 0 1 0

1 0 0 1

⋂︀

⎥

⎥

⎥

⎥

⎥

⎥

⋀︀

, (5.14)

o que nos mostra que, por meio desta sequência de operações lineares, uma primeira fonte

foi extraída e pode-se continuar com esta estratégia para extrair as componentes restantes.

Implicitamente, isto nos leva a um novo critério de parada para ser adotado no novo

algoritmo, diferente do MEXICO padrão: o método pára somente quando todas as possíveis

combinações dois-a-dois de misturas resultam no aumento de entropia ou, nos casos de em-

pate, não se tenha aceitado aleatoriamente a troca. Observe também que a característica

estocástica da regra para aceite de uma troca assemelha-se ao conceito chave da técnica de

Simulated Annealing (KIRKPATRICK et al., 1983) e, consequentemente, permite ao método

escapar de soluções locais Ů embora não seja possível assegurar a separação perfeita em to-

dos os casos devido a duas razões principais: (i) a proposta minimiza a independência entre

pares de componentes, o que não implica na independência total, exceto para os casos de

corpos em 𝐺𝐹 (2) e 𝐺𝐹 (3) (YEREDOR, 2011a); e (ii) há a limitação do número de amostras

para se estimar a entropia, portanto Ćutuações do estimador podem levar a comparações

erradas entre as misturas e, consequentemente, a soluções sub-ótimas.

Há uma segunda proposta de melhoria no método, que consiste em modiĄcar a ope-

ração de troca: em vez de substituir 𝑥i pela combinação 𝑥i + 𝑐𝑥k, podemos trocar a Şpior

misturaŤ, i.e., aquela com o maior valor de entropia. Mais especiĄcamente, o novo procedi-

mento é

∙ Determine a componente, entre 𝑥i e 𝑥k, que possui maior entropia.

∙ Se 𝑥i é a ŞpiorŤ mistura, então determine 𝑐 em 𝑥i = 𝑥i + 𝑐𝑥k tal que 𝐻(𝑥i) é mínima e

substitua 𝑥i se 𝐻(𝑥i) for maior.
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∙ Se 𝑥k é a ŞpiorŤ mistura, então determine 𝑐 em 𝑥k = 𝑐𝑥i + 𝑥k tal que 𝐻(𝑥k) é mínima

e substitua 𝑥k se 𝐻(𝑥k) for maior.

Esta mudança pretende acelerar a convergência do método através do aumento da

possibilidade de substituição vinda da comparação dois-a-dois (há duas misturas candidatas a

substituição, em vez de uma). Como consequência, espera-se que a convergência do algoritmo

aconteça com um número menor de avaliações de entropia Ů o que é interessante, pois esta

é a operação mais custosa da técnica. Se ambas as misturas apresentam o mesmo valor de

entropia, em outras palavras, não há um candidato ŞpiorŤ, também empregamos o princípio

de escolher aleatoriamente uma das duas misturas para ser comparada. O Pseudocódigo 5.3

apresenta os passos da nova versão do algoritmo, com as duas propostas de mudança.

Pseudocódigo 5.3 Passos principais do algoritmo MEXICO-m.
B⊂ IN ;
while parar=Falso do

parar ⊂ Verdadeiro;
for all 𝑖 ∈ ¶1, ..., 𝑁♢ do

for all 𝑗 ̸= 𝑖, 𝑗 ∈ ¶1, ..., 𝑁♢ do

if 𝐻(𝑥i) > 𝐻(𝑥j) then

𝑘 ⊂ 𝑖; 𝑙⊂ 𝑗; HW ⊂ 𝐻(𝑥i);
else if 𝐻(𝑥j) > 𝐻(𝑥i) then

𝑘 ⊂ 𝑗; 𝑙⊂ 𝑖; HW ⊂ 𝐻(𝑥j);
else

𝑘, 𝑙⊂ escolha-aleatória(𝑖, 𝑗); HW ⊂ 𝐻(𝑥k);
end if

𝑐0 = arg minc 𝐻(𝑥k + 𝑐𝑥l)
HJ⊂ 𝐻(𝑥k + 𝑐0𝑥l);
if HJ = HW then

moeda ⊂ escolha-aleatória(0, 1);
end if

if HJ < HW OR moeda=1 then

B0 ⊂ IN ; B0(𝑘, 𝑙)⊂ 𝑐0; B⊂ B ≤B0;
𝑥k ⊂ 𝑥k + 𝑐0𝑥l; parar ⊂ Falso;

end if

end for

end for

end while

5.3.3 Simulações

Realizamos uma série de simulações em MATLAB para avaliar o comportamento da

nova proposta e se as modiĄcações introduzidas promovem os efeitos esperados, em com-
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paração ao algoritmo MEXICO padrão. Para simpliĄcar a implementação computacional,

continuamos a considerar experimentos realizados sempre com sinais em corpos primos. Para

obter o valor da entropia, aplicamos novamente o estimador ML com correção de bias (vide

Equação 5.9) sobre um conjunto de 𝑇 observações iid das misturas.

5.3.3.1 Cenário 1: Desempenho Geral da Nova Proposta

O primeiro experimento tem o objetivo de avaliar exclusivamente o novo algoritmo

MEXICO-m e se o seu funcionamento é adequado. O desenho do experimento assemelha-se

àquele descrito para os testes com a cob-aiNet[C] na subseção 5.2.1.1: o algoritmo é executado

2000 vezes com um conjunto de 𝑁 fontes de distribuição aleatória misturadas por uma matriz

também deĄnida aleatoriamente. As PMFs geradas atendem às mesmas restrições de não-

uniformidade e não-degeneração observadas nos experimentos anteriores deste capítulo.

A Figura 15 exibe o comportamento do algoritmo MEXICO-m para diferentes valores

de 𝑁 e 𝑞. O eixo 𝑦 representa a razão média de sucesso e o eixo 𝑥 representa o número de

observações disponíveis, na escala logarítmica. Observe que, para o cenário com 3 símbolos,

o algoritmo já possui, para 𝑁 < 10, um bom desempenho com 1024 amostras, e há uma

melhora signiĄcativa, em todos os casos, com o aumento dessa quantidade. Apesar do apa-

rente comportamento assintótico das curvas, a separação perfeita em todas as rodadas nunca

foi atingida, o que parece consequência das Ćutuações estatísticas vindas da estimação de

entropia, que podem inĆuenciar em um cenário formado por um espaço de busca com tantas

possibilidades e possivelmente conĄgurações entrópicas similares.

Para o caso de 𝐺𝐹 (5), a situação torna-se mais complexa devido ao crescimento da

dimensão do espaço de soluções Ů o que cria um cenário mais árduo do ponto de vista de

estimação Ů e da inexistência de uma base teórica que assegure à técnica obter a separação

total das fontes (vide subseção 5.3.2). É visível no gráĄco que se requer mais de 4096 obser-

vações para obter taxas de sucesso superiores a 50% quando 𝑁 = 8, enquanto que a diferença

de desempenho entre cada curva é maior que aquela veriĄcada no caso de 𝐺𝐹 (3).

5.3.3.2 Cenário 2: Comparativo

Neste segundo experimento, passamos à análise comparativa entre o MEXICO-m,

o algoritmo MEXICO original Ů implementado estritamente de acordo com (YEREDOR,

2011a; GUTCH et al., 2012) Ů e a implementação feita em MATLAB fornecida por Yeredor

(2011b), que considera a questão da troca de misturas com entropia igual, a qual denomina-

mos de MEXICO2. Os resultados agora são obtidos sobre 500 execuções de cada proposta,

para cada conjunto de amostras.
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Figura 15 Ű Desempenho do algoritmo MEXICO-m: acima, sinais em 𝐺𝐹 (3); abaixo, sinais
em 𝐺𝐹 (5).
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Começamos pela análise do número de vezes que cada método executa o cálculo

das entropias e veriĄca se faz a substituição de uma mistura, com diferentes quantidades

de fontes. A métrica em questão é aqui denominada de ŞNúmero de Avaliações de TrocaŤ

(NAT). Para evitar que ocorram resultados com convergência prematura devido a Ćutuações

da estimação de entropia, o número de amostras é Ąxo em 𝑇 = 65536. A Tabela 4 exibe a

média amostral da métrica NAT para cada método e a razão entre os respectivos valores.

Observe que o algoritmo MEXICO-m requer a menor quantidade de operações entre todos

e que seu desempenho comparativo melhora com o crescimento da dimensão do problema,

nas duas ordens de corpo. É notável, também, a considerável semelhança de resultados entre

os algoritmos MEXICO e MEXICO2, o que indica que a presença (ou não) do sorteio para

decidir a troca de misturas com entropia igual não inĆuenciou na convergência.

Tabela 4 Ű Média amostral e desvio padrão da medida NAT entre as versões do algoritmo
MEXICO.

𝑃 𝑁 MEXICO-m (𝑎) MEXICO (𝑏) MEXICO2 (𝑐) 𝑎/𝑏 𝑎/𝑐

2

4 26.64 (∘)4.98 35.03 (∘)8.17 35.03 (∘)8.17 0.76 0.76
6 80.40 (∘)15.12 127.31 (∘)21.53 127.31 (∘)21.53 0.63 0.63
8 163.63 (∘)23.51 308.97 (∘)43.44 308.97 (∘)43.44 0.53 0.53
10 288.90 (∘)39.67 619.61 (∘)74.10 619.65 (∘)74.10 0.47 0.47
12 455.93 (∘)68.39 1101.60 (∘)110.96 1101.67 (∘)110.86 0.41 0.41
14 688.32 (∘)94.75 1790.58 (∘)163.93 1791.06 (∘)164.38 0.38 0.38
16 984.00 (∘)120.12 2728.94 (∘)217.78 2730.34 (∘)217.82 0.36 0.36

3

4 29.30 (∘)6.11 43.12 (∘)8.05 43.12 (∘)8.05 0.68 0.68
6 89.52 (∘)13.29 160.65 (∘)23.14 160.65 (∘)23.14 0.56 0.56
8 197.01 (∘)32.77 414.56 (∘)49.38 414.56 (∘)49.38 0.48 0.48
10 373.14 (∘)65.01 848.29 (∘)88.83 848.29 (∘)88.83 0.44 0.44
12 644.16 (∘)110.04 1522.49 (∘)150.73 1522.49 (∘)150.73 0.42 0.42

Analisemos a seguir a qualidade das soluções obtidas, para as mesmas 500 execuções

independentes em um intervalo maior de amostras disponíveis para estimação da entropia.

A Tabela 5 e a Tabela 6 sintetizam os resultados para diferentes quantidades de fontes (𝑁)

e amostras (𝑇 ), em 𝐺𝐹 (2) e 𝐺𝐹 (3), respectivamente.

Observa-se que, tanto em 𝐺𝐹 (2) como em 𝐺𝐹 (3), todos os métodos possuem de-

sempenho similar com 8 fontes, entretanto, com 12 e 16 fontes, o algoritmo MEXICO-m é

vantajoso. Por isso, podemos aĄrmar, a partir dos dados, que a discrepância entre as propos-

tas aumenta com o tamanho do problema, o que conĄrma a validade das modiĄcações que

foram propostas.

É necessário fazer uma menção aos altos valores de desvio padrão que encontramos
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Tabela 5 Ű Média amostral e desvio padrão do número de fontes recuperadas entre as versões
do algoritmo MEXICO, 𝐺𝐹 (2).

𝑁 log2(𝑇 ) 6 8 10

8
MEXICO 5.64 (∘)1.61 7.76 (∘)0.76 7.99 (∘)0.10
MEXICO2 5.78 (∘)1.55 7.80 (∘)0.61 7.99 (∘)0.11
MEXICO-m 5.87 (∘)1.55 7.81 (∘)0.54 7.98 (∘)0.25

12
MEXICO 4.82 (∘)2.66 10.51 (∘)2.54 11.85 (∘)0.95
MEXICO2 5.56 (∘)2.72 10.79 (∘)2.34 11.82 (∘)1.03
MEXICO-m 6.03 (∘)2.67 11.13 (∘)1.84 11.99 (∘)0.19

16
MEXICO 1.78 (∘)2.27 9.75 (∘)5.45 14.82 (∘)3.12
MEXICO2 2.61 (∘)2.54 10.23 (∘)5.34 14.74 (∘)3.15
MEXICO-m 3.34 (∘)3.10 11.24 (∘)5.11 15.50 (∘)2.02

Tabela 6 Ű Média amostral e desvio padrão do número de fontes recuperadas entre as versões
do algoritmo MEXICO, 𝐺𝐹 (3).

𝑁 log2(𝑇 ) 10 12 14

8
MEXICO 7.20 (∘)2.04 7.87 (∘)0.90 7.96 (∘)0.54
MEXICO2 7.20 (∘)2.04 7.87 (∘)0.90 7.96 (∘)0.54
MEXICO-m 7.45 (∘)1.77 7.91 (∘)0.82 7.98 (∘)0.38

10
MEXICO 6.23 (∘)4.16 8.82 (∘)2.77 9.67 (∘)1.54
MEXICO2 6.26 (∘)4.15 8.82 (∘)2.77 9.67 (∘)1.54
MEXICO-m 6.70 (∘)4.16 9.49 (∘)1.92 9.90 (∘)0.95

12
MEXICO 2.61 (∘)3.91 7.33 (∘)4.82 10.18 (∘)3.56
MEXICO2 2.61 (∘)3.94 7.32 (∘)4.81 10.18 (∘)3.56
MEXICO-m 2.69 (∘)4.29 8.62 (∘)4.97 11.18 (∘)2.70

nos resultados. Observamos durante as simulações que as 3 propostas apresentam um com-

portamento similar: se o método não separa todos os sinais, é provável que o resultado seja

ruim. Consequentemente, aumentar o número de execuções não implica na redução da vari-

ância. Porém, isto pode ser conseguido através do aumento do número de amostras, o que,

no limite, levará à separação total dos sinais em todas as rodadas.

Neste contexto, consideramos que acrescentaria conteúdo a este experimento analisar

o número de vezes que, nas 500 execuções, cada algoritmo consegue recuperar todas as fontes.

A Figura 16 detalha os resultados com esta métrica, de 26 a 216 amostras em 𝐺𝐹 (2) e 𝐺𝐹 (3).

Observe que o MEXICO-m consistentemente supera as outras duas versões em todas as 4

possíveis combinações de 𝑃 e 𝑁 . Podemos notar também que a técnica apresentada requer

menos amostras para alcançar os resultados equivalentes dos algoritmos originais.
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Figura 16 Ű Taxa de separação total para sinais em 𝐺𝐹 (2) (acima) e 𝐺𝐹 (3) (abaixo).
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5.3.4 Considerações sobre a Proposta

Podemos concluir, com base na análise das simulações realizadas em um conjunto

representativo de cenários, que as modiĄcações propostas ao algoritmo MEXICO, que com-

põem sua nova versão, denominada MEXICO-m, aceleram a convergência do método sem

implicar em alguma redução de qualidade das soluções.

Uma perspectiva de trabalho futuro é o estudo mais aprofundado do processo de

estimação de entropia do método, bem como de maneiras para melhorar a operação tanto

em termos de custo computacional como de qualidade de estimação, visto que as propostas

atuais demandam uma quantidade considerável de amostras para ter estimativas conĄáveis

da PMF conjunta dos dados.

5.4 Misturas Convolutivas em Corpos Finitos

Até agora, a teoria de ICA / BSS em corpos Ąnitos em geral e as contribuições

propostas nesta tese se inserem no âmbito de hipóteses de linearidade e ausência de memória

do sistema de mistura. Pode-se então indagar se tais hipóteses podem ser suprimidas ou

relaxadas.

A Ąm de responder a pelo menos uma parte desta pergunta, desenvolvemos uma quarta

e última contribuição ao problema de separação de sinais em corpos Ąnitos, que consiste em

estender o modelo de mistura instantânea para o cenário de misturas convolutivas (FANTI-

NATO et al., 2013).

Os modelos convolutivos, no caso de BSS para sinais reais ou complexos, são ferra-

mentas essenciais para modelar a superposição de sinais tanto no espaço como no tempo.

Exemplos práticos disto são encontrados nas comunicações sem Ąo, no processamento de áu-

dio / fala e na geofísica (HAYKIN, 1994). Além de lidar pela primeira vez com esse modelo

ampliado em corpos Ąnitos, apresentaremos uma técnica baseada em deĆação para lidar com

o problema resultante, a qual será validada em simulações com sinais binários.

5.4.1 Proposta de Modelo

Considere um novo problema de mistura de sinais em que temos 𝑁s sinais 𝑠1(𝑛), ..., 𝑠Ns
(𝑛)

em 𝐺𝐹 (𝑞) que são independentes (espacialmente e temporalmente), não-uniformes e não-

degenerados. Este problema pode ser interpretado como a transmissão de sinais por meio de
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um canal que provoca distorções descritas pela seguinte transformação linear:

𝑥i(𝑛) =
Ns
∑︁

j=1

Lh−1
∑︁

k=0

ℎij(𝑘)𝑠j(𝑛⊗ 𝑘)

=
Ns
∑︁

j=1

ℎij(𝑛) * 𝑠j(𝑛),

(5.15)

com 𝑖 = 1, ..., 𝑁m, em que 𝑁m é o número de misturas, ℎij(𝑛) representa a resposta ao impulso

dos canais individuais associados à 𝑖-ésima mistura e à 𝑗-ésima fonte, 𝐿h é o comprimento de

ℎij(𝑛) e 𝑥i(𝑛) é a 𝑖-ésima mistura observada no instante 𝑛. Deve-se ter em mente que todos os

sinais, somatórios e operações são deĄnidos em um corpo de Galois, como no restante deste

capítulo. Utilizando uma notação matricial, podemos reescrever a Equação 5.15 como:

x(𝑛) =
Lh−1
∑︁

k=0

H(𝑘)s(𝑛⊗ 𝑘) = H(𝑛) * s(𝑛), (5.16)

onde x(𝑛) = [𝑥1(𝑛), ..., 𝑥Nm
(𝑛)]T , s(𝑛) = [𝑠1(𝑛), ..., 𝑠Ns

(𝑛)]T e a matriz H(𝑛) é composta dos

elementos ℎij(𝑛) de cada canal individual (ROMANO et al., 2011).

A Figura 17 ilustra graĄcamente o modelo apresentado, considerando o caso de duas

fontes e duas misturas, também denominado sistema MIMO 2× 2.

Do ponto de vista do receptor, os canais e as fontes são desconhecidos. Partindo do

princípio de tentar recuperar uma fonte de cada vez, a partir dos sinais recebidos, deĄne-se

um problema de extração de sinais que consiste em determinar os coeĄcientes 𝑤i(𝑛) dos Ąltros

de separação que produzem como saída

𝑦(𝑛) =
Nm
∑︁

i=1

𝑦i(𝑛) =
Nm
∑︁

i=1

𝑤i(𝑛) * 𝑥i(𝑛), (5.17)

h (n)11

h (n)12

h (n)21

h (n)22

s (n)1

s (n)2

Σ
x (n)1 w (n)1

Σ
y(n)

Σ
x (n)2

w (n)2

y (n)1

y (n)
2

Figura 17 Ű O modelo de mistura convolutiva em corpos Ąnitos e da estrutura de extração,
no caso de um sistema MIMO 2× 2.
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de tal forma que este sinal corresponda a um dos 𝑁s sinais originais, i.e., 𝑦(𝑛) = 𝑐𝑠j(𝑛⊗ 𝑑),

onde 𝑐 ∈ 𝐺𝐹 (𝑞) é um Şfator de ganhoŤ não-nulo e 𝑑 é um atraso de tempo. Novamente

fazendo uso da notação vetorial, podemos expressar a Equação 5.17 como

𝑦(𝑛) =
Lw−1
∑︁

k=0

w(𝑘)x(𝑛⊗ 𝑘) = w(𝑛) * x(𝑛) (5.18)

onde 𝐿w é o comprimento dos Ąltros 𝑤i(𝑛) e w(𝑛) = [𝑤1(𝑛), ..., 𝑤Nm
(𝑛)]. Apesar de existirem

ambiguidades de escala, atraso e permutação dos sinais, note que não há indeterminação de

Ąltragem, dado que se assume que as amostras das fontes 𝑠j(𝑘) e 𝑠j(𝑙) são iid, para 𝑘 ̸= 𝑙,

e que as fontes são independentes, o que conĄgura uma situação semelhante à do problema

de desconvolução cega (COMON; JUTTEN, 2010). Este panorama permite-nos propor um

método para recuperar as fontes, quanto isto é viável em termos estruturais, que apresentamos

a seguir.

5.4.2 Algoritmo de Extração / Deflação Baseado na Entropia

Nesta seção, propomos um método para solucionar o problema de BSS em misturas

convolutivas sobre corpos de Galois que se baseia no mesmo princípio de extração / deĆação

adotado por Yeredor (2007) e Gutch et al. (2010) no algoritmo EBED (vide subseção 2.3.1)

para misturas instantâneas. Empregamos, nesta abordagem, Ąltros 𝑤i(𝑛) do tipo IIR para

compor o sistema de separação, uma vez que, em corpos Ąnitos, esta classe de Ąltros é

potencialmente capaz de remover as dependências temporais de uma mistura sem deixar

erros residuais, o que, por outro lado, pode ocorrer com Ąltros FIR. Ao aplicarmos esta

estrutura de Ąltragem à formulação da Equação 5.17, temos

𝑦(𝑛) =
Nm
∑︁

i=1

⎛

∐︁

La−1
∑︁

j=0

𝑎i(𝑗) * 𝑥i(𝑛⊗ 𝑗) +
Lb
∑︁

k=1

𝑏i(𝑘) * 𝑦i(𝑛⊗ 𝑘)

⎞

̂︀

=
Nm
∑︁

i=1

(𝑎i(𝑛) * 𝑥i(𝑛) + 𝑏i(𝑛) * 𝑦i(𝑛)),

(5.19)

em que 𝐿a e 𝐿b são as quantidades de coeĄcientes 𝑎i(𝑗) e 𝑏i(𝑘), respectivamente, dos Ąltros

IIR de extração. Estes coeĄcientes pertencem a 𝐺𝐹 (𝑞) e são determinados de acordo com

uma metodologia calcada em duas premissas:

1. Como é assumido que as fontes e suas observações são independentes, é possível em-

pregar o procedimento de minimização da entropia do sinal de saída para extrair uma

versão atrasada de uma única fonte, à luz da propriedade vista no Lema 2.1.

2. Tendo em mãos a versão de uma das fontes recuperadas de acordo com o passo 1, é

possível novamente recorrer ao princípio de extração pela mínima entropia para remover
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a inĆuência desta fonte das misturas ainda presentes. Como esta fonte está presente na

mistura devido a um processo convolutivo, a sua remoção é feita através da otimização

dos parâmetros de um Ąltro que, de uma certa maneira, identiĄca a assinatura de

interferência intersimbólica da fonte com respeito a cada mistura.

Sob condições ideais de estimação da entropia e otimização dos parâmetros, este

procedimento deve extrair uma das fontes e removê-la de todas as misturas. Se então for

repetido, ele deve permitir a recuperação de todas as fontes, contanto que não haja restrições

estruturais, assunto este que discutiremos mais adiante.

Em termos matemáticos, o primeiro estágio da proposta corresponde a solucionar

(mais uma vez) um problema de otimização Ů minimizar, com respeito aos coeĄcientes dos

Ąltros de separação, a entropia do sinal de saída 𝑦(𝑛) (vide Figura 17):

min
w(n)

𝐻(𝑦),

𝑦(𝑛) = w(𝑛) * x(𝑛).
(5.20)

Quando a saída 𝑦(𝑛) de menor entropia é encontrada Ů que, neste caso, será deno-

minada 𝑦e(𝑛) Ů surge a segunda tarefa: remover sua contribuição das misturas de tal forma

que não mais interĄra nos passos de separação seguintes. Como mencionado anteriormente,

idealmente 𝑦e(𝑛) será idêntico a uma das fontes com exceção de um fator de ŞescalaŤ e de

um atraso de tempo indeterminado, i.e., 𝑦e(𝑛) = 𝑐𝑠e(𝑛⊗𝑑). Dadas a natureza convolutiva do

problema e a indeterminação de atraso, o processo de deĆação deve ser realizado aplicando

um Ąltro FIR não-causal, 𝑔(𝑛), à fonte extraída 𝑦e(𝑛). O resultado desta Ąltragem é então

subtraído (ou adicionado, tanto faz em corpos de Galois) de cada mistura, levando a novos

sinais 𝑟i(𝑛), 𝑖 = 1, ..., 𝑁m. Encerrada esta etapa, o processo de extração é repetido para recu-

perar outra fonte, mas agora considerando 𝑟i(𝑛) como as novas misturas no lugar de 𝑥i(𝑛).

Analogamente à determinação do fator 𝑐 que minimiza 𝐻(𝑥i + 𝑐𝑠1) no caso exclusivamente

espacial (GUTCH et al., 2010), os coeĄcientes do Ąltro de deĆação 𝑔(𝑛) são escolhidos de

forma a minimizar 𝐻(𝑟i) = 𝐻(𝑥i + 𝑔 * 𝑦e), como ilustra a Figura 18. EnĄm, o processo todo

se repete até que as misturas se tornem sinais nulos, o que implica que todas as fontes foram

extraídas.

Os passos principais do algoritmo podem ser vistos no Pseudocódigo 5.4, que, por

razões de simplicidade, considera o caso de um sistema MIMO 2 × 2. Todavia, o método

pode ser diretamente estendido para abordar casos maiores, uma vez que o algoritmo, na

verdade, decompõe um problema MIMO em uma série de 𝑁s problemas MISO (do inglês

Multiple Input Single Output).
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Figura 18 Ű Estrutura para realizar a deĆação no problema de misturas convolutivas.

Como já sabemos, corpos Ąnitos são estruturas inerentemente discretas e Ąnitas, o que

nos permite, no contexto do problema, obter 𝑤i(𝑛) e 𝑔(𝑛) através de uma busca exaustiva.

O espaço de busca dependerá da ordem dos Ąltros e da ordem do corpo. Para os Ąltros de

separação 𝑤i(𝑛), o número de possibilidades é 𝑞La+Lb , e, para o caso do Ąltro de deĆação 𝑔(𝑛),

temos 𝑞Lg , onde 𝐿g é o número de coeĄcientes do Ąltro. Estes valores mostram claramente que,

embora a busca exaustiva seja viável em dimensões relativamente menores, deve-se prestar

atenção ao seu custo computacional para tarefas de maior escala.

Pseudocódigo 5.4 Passos principais do algoritmo de Extração/DeĆação para misturas con-
volutivas, no caso de um sistema MIMO 2× 2.

1. Extração:
1.1 Determine, por busca exaustiva, 𝑤1(𝑛) e 𝑤2(𝑛) tal que 𝐻(𝑦) é mínima.
1.2 Extrair sinal 𝑦e(𝑛).

2. Deflação:
2.1 Para 𝑖 = 1, 2, determine, por busca exaustiva, 𝑔(𝑛) tal que 𝐻(𝑟i) = 𝐻(𝑥i + 𝑔 * 𝑦e)

é mínima. Saída desta etapa é 𝑟i(𝑛).
2.2 Substitua as misturas por 𝑟1(𝑛) e 𝑟2(𝑛).

3. Repita as etapas 1 e 2 para extrair as fontes restantes.

5.4.3 Condições Zero-Forcing para Separação

As discussões sobre o modelo e o algoritmo proposto para extrair os sinais, até então,

supõem que a estrutura descrita pela Figura 17 é inversível. No entanto, esta suposição pode

não ser verdadeira; por isso, é necessário fazer uma análise de quais condições estão implícitas

a sua aceitação. Nesta seção, apresentamos então as condições de Zero-Forcing (ZF) para esta

estrutura.

A análise consiste em deĄnir as condições necessárias para se obter uma inversão

perfeita de um modelo de misturas convolutivas. Novamente, consideraremos o caso MIMO

2×2, embora a linha de desenvolvimento possa ser diretamente estendida para casos de maior
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ordem no futuro. Neste contexto, portanto, as misturas x(𝑛) podem ser expressas como

x(𝑛) =

⋃︀

⨄︀

𝑥1(𝑛)

𝑥2(𝑛)

⋂︀

⋀︀ =

⋃︀

⨄︀

ℎ11(𝑛) ℎ12(𝑛)

ℎ21(𝑛) ℎ22(𝑛)

⋂︀

⋀︀ *
⋃︀

⨄︀

𝑠1(𝑛)

𝑠2(𝑛)

⋂︀

⋀︀

= H(𝑛) * s(𝑛).

(5.21)

Embora a estratégia de extração / deĆação que apresentamos na seção anterior seja

uma abordagem tradicional no contexto de separação cega de sinais, é importante enfati-

zarmos que o problema de misturas convolutivas também é comumente tratado por meio de

uma estrutura ŞespelhoŤ do problema, que seria capaz de recuperar todas as fontes de uma

vez (ROMANO et al., 2011). Neste caso, idealmente, é necessário que a estrutura de separa-

ção seja um sistema MIMO e que H(𝑛) seja inversível, o que em outros termos signiĄca que o

determinante de H(𝑛) não seja nulo. A Ąm de avaliar esta situação, empregamos a transfor-

mada de Fourier para corpos de Galois (GFFT, do inglês Galois Field Fourier Transform),

que é deĄnida pelas equações

𝑉 (𝑚) =
T −1
∑︁

n=0

Ðnm𝑣(𝑛), 𝑚 = 0, ..., 𝑇 ⊗ 1, (5.22)

e

𝑣(𝑛) = 𝑇 −1
T −1
∑︁

m=0

Ð−nm𝑉 (𝑚), 𝑛 = 0, ..., 𝑇 ⊗ 1; (5.23)

onde 𝑣(𝑛) ∈ 𝐺𝐹 (𝑃 ) é um sinal contendo 𝑇 amostras, 𝑃 é um primo e Ð ∈ 𝐺𝐹 (𝑃 d) é um

elemento de ordem 𝑇 (SAKK; SMALL, 2003).

O teorema da convolução é válido com esta transformação, o que nos leva à aplicação

da Equação 5.22 à matriz do canal H(𝑛), resultando em

det(ℱ¶H(𝑛)♢) = 𝐻11(𝑚)𝐻22(𝑚)⊗𝐻12(𝑚)𝐻21(𝑚) ̸= 0, (5.24)

em que recordemos que a subtração é deĄnida também para um corpo Ąnito e 0 representa

o respectivo elemento nulo, 𝐻11(𝑚)𝐻22(𝑚) e 𝐻12(𝑚)𝐻21(𝑚) são a GFFT das convoluções

ℎ11(𝑛) * ℎ22(𝑛) e ℎ12 * ℎ21(𝑛), e ℱ¶H(𝑛)♢ é a GFFT de H(𝑛). Podemos interpretar a Equa-

ção 5.24 como sendo necessária para obtermos uma condição ZF, já que ela se associa à

possibilidade de recuperação perfeita.

Mesmo que tenhamos considerado, no processo de extração por entropia mínima, que

somente uma fonte é separada por vez, as condições ZF apresentadas na Equação 5.24 ainda

são necessárias. Pois se desejamos, por exemplo, extrair inicialmente o sinal 𝑠1(𝑛), a saída

combinada 𝑦(𝑛) dos Ąltros de separação pode ser descrita vetorialmente como

𝑦(𝑛) =
[︁

𝑤1(𝑛) 𝑤2(𝑛)
]︁

*
⋃︀

⨄︀

𝑥1(𝑛)

𝑥2(𝑛)

⋂︀

⋀︀

= w(𝑛) * x(𝑛) = 𝑠1(𝑛).

(5.25)
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Aplicando a Equação 5.21 na Equação 5.25, temos

𝑦(𝑛) =
[︁

𝑤1(𝑛) 𝑤2(𝑛)
]︁

*
⋃︀

⨄︀

ℎ11(𝑛) ℎ12(𝑛)

ℎ21(𝑛) ℎ22(𝑛)

⋂︀

⋀︀ *
⋃︀

⨄︀

𝑠1(𝑛)

𝑠2(𝑛)

⋂︀

⋀︀ . (5.26)

Expandindo os seus termos e aplicando em seguida a GFFT, chega-se às seguintes igualdades

derivadas da Equação 5.26:

𝑊1(𝑚)𝐻11(𝑚) + 𝑊2(𝑚)𝐻21(𝑚) = 1,

𝑊1(𝑚)𝐻12(𝑚) + 𝑊2(𝑚)𝐻22(𝑚) = 0.
(5.27)

Neste caso, a extração perfeita pode ser realizada se

𝑊1(𝑚) =
𝐻22(𝑚)

𝐻11(𝑚)𝐻22(𝑚)⊗𝐻12(𝑚)𝐻21(𝑚)
,

𝑊2(𝑚) =
⊗𝐻12(𝑚)

𝐻11(𝑚)𝐻22(𝑚)⊗𝐻12(𝑚)𝐻21(𝑚)
.

(5.28)

Observe que esta solução é válida somente se 𝐻11(𝑚)𝐻22(𝑚)⊗𝐻12(𝑚)𝐻21(𝑚) ̸= 0, i.e.,

se nenhum dos dois denominadores na Equação 5.28 tornam-se nulos, condição esta idêntica

à colocada pela Equação 5.24. Se, ao invés de 𝑠1(𝑛), executamos o mesmo procedimento

para extrair primeiramente 𝑠2(𝑛), chegamos a uma situação complementar à descrita pela

Equação 5.27:
𝑊1(𝑚)𝐻11(𝑚) + 𝑊2(𝑚)𝐻21(𝑚) = 0,

𝑊1(𝑚)𝐻12(𝑚) + 𝑊2(𝑚)𝐻22(𝑚) = 1,
(5.29)

que nos leva à solução

𝑊1(𝑚) =
⊗𝐻21(𝑚)

𝐻11(𝑚)𝐻22(𝑚)⊗𝐻12(𝑚)𝐻21(𝑚)
,

𝑊2(𝑚) =
𝐻11(𝑚)

𝐻11(𝑚)𝐻22(𝑚)⊗𝐻12(𝑚)𝐻21(𝑚)
,

(5.30)

cujos denominadores são iguais aos observados na Equação 5.28. Por isso, a mesma condição

ZF deve permanecer válida para se extrair o sinal com sucesso e, consequentemente, a desi-

gualdade da Equação 5.24 pode ser considerada como a principal restrição estrutural para a

existência de soluções de extração do problema de BSS convolutivo em corpos Ąnitos.

Entretanto, a condição ZF para a extração dos sinais subsequentes pode diferir daquela

apresentada na Equação 5.24, uma vez que os efeitos do processo de deĆação devem ser

acrescentados ao cenário. Tal análise, infelizmente, não pôde ser realizada a tempo durante

o doutorado.

Em suma, o que podemos aĄrmar é que se a condição apresentada nesta seção não

for válida, o algoritmo não terá condições estruturais de obter as soluções. Caso a condição
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seja respeitada, podemos esperar que o método proposto na subseção 5.4.2 consiga recuperar

todos ou pelo menos um subconjunto dos sinais originais, dadas as ambiguidades previamente

mencionadas e com a ressalva de que a análise completa da condição estrutural de separação

dos sinais subsequentes ainda permanece em aberto.

5.4.4 Simulações

Para analisar o algoritmo e as questões teóricas levantadas, implementamos o método

proposto em MATLAB para realizar uma série de simulações, considerando o caso de corpos

binários Ů 𝐺𝐹 (2) Ů e um sistema convolutivo MIMO 2× 2. A opção por esse cenário rela-

tivamente simples foi feita para permitir que o desempenho do método pudesse ser avaliado

com o mínimo de peculiaridades teóricas que, potencialmente, fariam a análise ser menos

informativa. VeriĄcada a validade da proposta, naturalmente se coloca como tarefa futura a

ampliação dos cenários de estudo.

Como feito nos casos anteriores, o método para estimar a entropia dos sinais é o

estimador ML, apresentando na Equação 5.9. Dadas as considerações teóricas feitas previ-

amente, se as condições ZF forem atendidas, esperamos que a principal fonte de limitação

de desempenho do algoritmo seja a quantidade 𝑇 de amostras disponíveis para o estimador,

dado que cada passo de minimização da entropia será penalizado por Ćutuações causadas por

uma estimação imperfeita.

Realizamos o tradicional esquema de simulações Monte Carlo compreendendo 50 exe-

cuções do algoritmo para diferentes valores de 𝑇 e diferentes ordens de Ąltros: 𝐿h = 𝐿a =

𝐿g = 2, 𝐿b = 3 e 𝐿h = 𝐿a = 𝐿g = 3, 𝐿b = 5. Cada execução tem as probabilidades dos

símbolos 0/1 deĄnidas aleatoriamente no intervalo [0.05, 0.3]∪ [0.7, 0.95], e os coeĄcientes dos

Ąltros ℎij(𝑛) do sistema de mistura também são deĄnidos aleatoriamente, desde que atendam

à condição ZF imposta na subseção 5.4.3.

A Figura 19 exibe os resultados, em termos de frequência de separação, para o cenário

com canais de 2 coeĄcientes. O gráĄco ilustra que o algoritmo conseguiu extrair pelo menos

uma fonte em todas as execuções quando o número de amostras foi maior ou igual a 128. A

frequência de separação total (das duas fontes) é próxima de 50% no ponto inicial com 64

amostras e, como esperado, cresce com o seu respectivo aumento até atingir o patamar de

100% de sucesso com 2048 amostras.

Já a Figura 20 apresenta os resultados do cenário com 3 coeĄcientes nos canais do

sistema misturador. Claramente, a primeira conclusão possível de se formular é que o aumento

da dimensão do problema impacta diretamente na capacidade de separação dos sinais. No

entanto, o método ainda apresenta resultados bem satisfatórios, mais uma vez pelo menos
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uma fonte foi extraída em todas as rodadas quando 𝑇 ⊙ 128. Ademais, a frequência de

separação completa teve valor inicial de 30% e cresceu continuamente até atingir 100% de

sucesso com 8192 amostras.

Notamos, ao analisar os dois cenários, que o sucesso na separação da segunda fonte

requer um número maior de amostras. Isto é explicado pelo fato de que a extração da se-

gunda fonte requer a deĆação da fonte previamente extraída, seguido por uma nova rodada

de otimização da estrutura de extração (vide Figura 17), o que signiĄca duas etapas adici-

onais baseadas na estimação da entropia Ů com as suas respectivas imprecisões Ů e que

potencialmente inĆuenciam a qualidade da solução obtida. Não obstante, pudemos observar

experimentalmente que, com o atendimento das condições ZF para extrair a primeira fonte,

a segunda extração também é bem-sucedida se há um número suĄcientemente grande de

amostras para estimação.

Portanto, concluímos que a técnica aqui proposta, embora efetiva, depende de uma

estimação precisa da entropia para prover resultados adequados, o que se torna cada vez mais

complexo quando cresce o número de fontes e a dimensão das estruturas envolvidas (sejam

de mistura ou de separação).

Para concluir este estudo experimental, foi feita uma análise do efeito da restrição de

não-uniformidade sobre os resultados do algoritmo. Considerando os parâmetros 𝑇 = 256,

𝐿h = 𝐿a = 𝐿g = 2 e 𝐿b = 3, todos Ąxos, desta vez realizamos 50 execuções do algoritmo

em cada ponto de um espaço de possíveis PMFs para 𝑠1(𝑛) e 𝑠2(𝑛). Então, contabilizamos o

número de vezes em que o algoritmo falhava na primeira tentativa de extração de qualquer

fonte. O resultado do experimento pode ser observado na Figura 21.

O gráĄco ilustra de maneira bastante didática como a eĄcácia do princípio de extração

por entropia mínima reduz à medida que as duas distribuições se tornam Şmais uniformesŤ.

Na região central da superfície, quando os dois sinais possuem PMFs aproximadamente uni-

formes, suas respectivas entropias já possuem valor praticamente máximo e, portanto, o

processo de mistura não gera incremento numericamente signiĄcativo de forma que a estru-

tura de separação consiga reduzir tal efeito a posteriori. Nas regiões onde somente uma das

distribuições é uniforme ou próxima disso, a taxa de falha permanece nula porque ainda há

uma fonte não-uniforme, com entropia não-máxima, e que portanto o método é capaz de

extrair.

5.4.5 Considerações sobre a Proposta

Após termos explorado novas possibilidades de algoritmos para o problema de separa-

ção cega de sinais em corpos Ąnitos, no contexto de misturas instantâneas, a quarta e última
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Figura 19 Ű Taxa de separação do algoritmo de Extração/DeĆação em BSS convolutivo. Ca-
nais com 2 coeĄcientes.
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nais com 3 coeĄcientes.
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Figura 21 Ű Taxa de falha ao extrair a primeira fonte, no espaço das PMFs de 𝑠1(𝑛) e 𝑠2(𝑛).

contribuição apresentada neste capítulo trata principalmente da formulação de um novo pro-

blema, o de BSS em corpos Ąnitos no contexto de misturas convolutivas. Além de apresentar

este novo modelo, desenvolvemos um algoritmo baseado em deĆação para sua solução e um

estudo inicial das condições estruturais para que a inversão ocorra.

Ao debruçar-nos sobre os resultados das simulações, podemos concluir que o método

pode operar eĄcientemente na separação dos sinais desde que haja um número adequado de

amostras. Em outras palavras, o desempenho do algoritmo é, essencialmente, limitado pela

qualidade das estimativas subjacentes de entropia. Como esperado, os resultados indicaram

que sistemas mais complexos (em termos espaciais ou temporais) tendem a necessitar de mais

amostras para que a entropia seja apropriadamente estimada e para que as tarefas tocantes

à otimização sejam eĄcazes.

Como Ąca implícito ao longo da proposta, o trabalho desenvolvido é germinal e, assim,

provê diversas perspectivas de estudos futuros, como o detalhamento dos experimentos para

cenários com mais fontes e ordens maiores de corpos, além do uso de procedimentos de busca

não-exaustivos e da análise das condições ZF para as extrações dos sinais subsequentes.



96 Capítulo 5. Contribuições à Separação de Sinais em Corpos Finitos

5.5 Conclusões

O capítulo que se encerra apresentou as contribuições desenvolvidas neste doutorado

para o problema de separação cega de sinais em corpos de Galois. O algoritmo de ICA

em 𝐺𝐹 (2) composto pelo CLONALG e pelo critério de minimização da informação mútua,

mais especiĄcamente a soma das entropias marginais, é o ponto de partida das propostas

elaboradas. Os resultados das simulações indicam que a abordagem por metaheurísticas po-

pulacionais é viável para o problema em questão.

A estratégia permanece em uso na proposta seguinte, uma nova técnica composta pelo

algoritmo cob-aiNet[C] associado ao critério da mínima entropia. Além da já conhecida tática

de utilizar uma técnica bio-inspirada a problemas de engenharia, o algoritmo é inovador ao

formular o problema sustentando-se numa abordagem Michigan de construção de algoritmos

evolutivos, para que a matriz de separação seja composta ao Ąnal da execução por um sub-

conjunto de indivíduos bem adaptados da população. Os experimentos demonstraram o bom

funcionamento do método, similar ao de técnicas estado-da-arte, e sua potencial aplicação a

cenários com números relativamente grandes de fontes.

Aparte do uso de algoritmos imuno-inspirados, a terceira contribuição consistiu na

melhoria da heurística de busca do algoritmo MEXICO, resultando em uma nova implemen-

tação que traz melhorias em termos de convergência e potencial de busca global. E por Ąm

a generalização do modelo de BSS linear instantâneo para o cenário onde ocorrem misturas

também no domínio do tempo foi o tema da quarta contribuição desenvolvida, acompanhada

de um algoritmo por deĆação para solução do problema e da análise das condições de inversão.

De maneira ampla, todas as proposições mostraram-se viáveis e com resultados com-

petitivos ou até superiores às ferramentas já estabelecidas. Além disso, percebe-se que os

trabalhos que se desenvolveram compartilham do objetivo comum de trazer maior robustez

e escalabilidade à ICA em corpos Ąnitos, visto que as melhorias se posicionaram sempre

no sentido de melhoria de custo computacional, qualidade de soluções ou escopo do modelo

atendido.

Os trabalhos propostos permitiram explorar praticamente todos os aspectos que per-

meiam as soluções baseadas em ITL, que são: o critério de otimização, o método de ajuste /

busca dos parâmetros envolvidos e o modelo implícito do problema a ser tratado. No próximo

capítulo, retornamos aos sinais com valores reais e tratamos das contribuições desenvolvidas

para o problema de inversão cega de sistemas de Wiener.
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6 Contribuições à Inversão Cega de Sistemas

de Wiener

Este capítulo encerra a parte referente às contribuições desta tese, abordando aquelas

desenvolvidas no contexto do problema de inversão cega de sistemas de Wiener por sistemas

de Hammerstein. Em consonância com o paradigma de construção de algoritmos de ITL

que vem sendo empregado na tese, apresentaremos uma proposta que emprega o algoritmo

CLONALG para otimização dos parâmetros do sistema inversor de acordo com o critério de

minimização da informação mútua do sinal de saída. A formulação deste novo framework é

acompanhada de um estudo empírico sobre as condições para solução do sub-problema linear

e, por Ąm, de simulações contemplando o problema por inteiro.

6.1 Um Framework Bio-Inspirado Baseado no Critério da Informação

Mútua

O Capítulo 3 introduziu o problema de inversão cega de sistemas de Wiener por

sistemas de Hammerstein, e nele foi exposto, dentre várias questões, que o algoritmo proposto

por Taleb et al. (2001) baseia-se na busca descendente por gradiente e, em consequência disso,

é inerentemente vulnerável ao risco de convergência prematura para um mínimo local. Por

outro lado, veriĄcamos também que a técnica elaborada por Rojas et al. (2007), embora

seja mais robusta em termos do potencial de convergência local, é implementada com a

curtose como função custo, o que a faz explorar de maneira limitada a estrutura estatística

dos sinais envolvidos. Ademais, ambos os métodos limitam a estrutura linear do sistema de

Hammerstein a um modelo FIR.

Com o objetivo de (i) evitar o caráter exclusivo de busca local dos algoritmos de gradi-

ente, (ii) considerar um função objetivo que seja a mais rigorosa possível e (iii) implementar

estruturas de desconvolução mais genéricas que aquelas compostas somente por modelos FIR,

propomos uma nova técnica para realizar a inversão cega de sistemas de Wiener que:

1. Realiza a otimização dos parâmetros através de um algoritmo bio-inspirado Ů mais

especiĄcamente um SIA, que, como discutido no Capítulo 4, possui um interessante

equilíbrio entre as estratégias de busca local e global.

2. Emprega a informação mútua como referência para elaboração do critério de Ąltragem.
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Em termos mais objetivos, se temos disponível um conjunto de 𝑇 amostras 𝑥(1), ..., 𝑥(𝑇 ) do

sinal distorcido, é necessário que consideremos para a saída do sistema de Hammerstein o

conjunto das 𝑇 amostras 𝑦(1), ..., 𝑦(𝑇 ) (se desprezarmos o efeito de espalhamento no tempo

do Ąltro de inversão).

Como uma aproximação a essa formulação ideal, usamos uma função custo baseada

em estimadores de informação mútua para variáveis aleatórias (recorde-se da deĄnição da

Equação 3.6), truncando o número de atrasos considerados. É possível adotar as mais diversas

estratégias para estimação de IM1, entretanto, nesta proposta, escolhemos dois estimadores

que consideramos representativos do compromisso entre simplicidade e acurácia. Descrevamos

os dois, portanto.

6.1.1.1 Estimador de IM Baseado em Histograma

Quando pensamos em estimar probabilidades como sendo a frequência com que os

eventos ocorrem, é bastante natural considerarmos o uso de histogramas, à vista da objetivi-

dade conceitual e simplicidade que apresentam. Ao empregar histogramas, é possível derivar

um estimador plug-in de IM relativamente simples, cujo desempenho pode ser devidamente

avaliado em termos de bias e variância (MODDEMEIJER, 1989).

O estimador é válido para qualquer número de VAs, mas por razões de simplicidade,

vamos apresentar a sua derivação para o caso bidimensional, referindo-se às variáveis 𝑋1

e 𝑋2. Primeiramente, dividimos o espaço de observações 𝑋1𝑋2 em (𝑘X1
× 𝑘X2

) segmentos

de tamanho idêntico (ΔX1
× ΔX2

). Este particionamento tem sua origem e o tamanho dos

segmentos deĄnidos de forma que se cubra um intervalo de 6àX1
e 6àX2

ao redor da média

amostral, onde àX1
e àX2

são os desvios padrão amostrais das VAs.

Se contamos o número 𝑐ij de observações que ocorrem dentro de cada célula (𝑖, 𝑗) do

espaço particionado e assumimos que a densidade de probabilidade é constante dentro de

cada região, 𝑐ij equivale à PMF conjunta. Posto isto, o estimador de informação mútua pode

ser deĄnido através da deĄnição canônica para VAs discretas (COVER; THOMAS, 2006):

𝐼(𝑋1; 𝑋2) =
kX2
∑︁

j=1

kX1
∑︁

i=1

𝑐ij

𝑇
log

𝑐ij𝑇

𝑐i𝑐j

, (6.1)

no qual 𝑐i e 𝑐j são os valores marginais de 𝑐ij. Moddemeijer (1989) derivou fórmulas aproxi-

madas para o bias e a variância deste estimador, chegando a uma versão do estimador com

bias corrigido, a qual é considerada nesta proposta. As expressões calculadas são

Bias¶𝐼(𝑋1; 𝑋2)♢ =
(𝑘X1

⊗ 1)(𝑘X2
⊗ 1)

2𝑇
(6.2)

1 Caso o leitor se interesse, recomendamos consultar o artigo de revisão de Walters-Williams e Li (2009).
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e

Var¶𝐼(𝑋1; 𝑋2)♢ =
1
𝑇

⎛

̂︁

∐︁

∑︁

i,j

𝑐ij

𝑇
log2 𝑐ij𝑇

𝑐i𝑐j

⊗
⎛

∐︁

∑︁

i,j

𝑐ij

𝑇
log

𝑐ij𝑇

𝑐i𝑐j

⎞

̂︀

2
⎞

̂︂

̂︀ . (6.3)

Percebemos pela análise da Equação 6.2 que o bias cresce com o aumento de partições,

enquanto diminui com o aumento do número de amostras. Interessantemente, podemos ver

nisto uma relação do excesso de particionamento com um sobre-ajuste do modelo aos dados,

enquanto é bastante intuitivo observar no aumento das amostras um maior conhecimento

sobre a real distribuição probabilística.

6.1.1.2 Estimador de Informação Mútua Quadrática de Cauchy-Schwarz

Principe e seus colaboradores (PRINCIPE, 2010) propuseram várias medidas de in-

dependência que podem ser empregadas em algoritmos de ITL. Uma delas, a ser apresentada

nesta seção, é baseada na divergência de Cauchy-Schwarz entre duas PDFs 𝑓X1
(≤) e 𝑓X2

(≤):

𝐷CS(𝑓X1
; 𝑓X2

) = 𝐷CS(𝑋1; 𝑋2) = ⊗ log

(︂∫︁

𝑓X1
(𝑥)𝑓X2

(𝑥)𝑑𝑥
)︂2

∫︁

𝑓X1

2(𝑥)𝑑𝑥
∫︁

𝑓X2

2(𝑥)𝑑𝑥
. (6.4)

Note que 𝐷CS(𝑋1; 𝑋2) ⊙ 0, e a igualdade ocorre se, e somente se, as duas PDFs forem

idênticas. É possível derivar um estimador para 𝐷CS através do emprego do já conhecido

método de janela de Parzen (PARZEN, 1962) Ů com uma função kernel gaussiana Ů, cuja

deĄnição está na Equação 1.26. Aplica-se então este estimador de PDF à Equação 6.4 e,

novamente, deparamo-nos com o ŞtruqueŤ da função kernel gaussiana, que resulta na solução

analítica das integrais envolvidas. A expressão Ąnal é descrita, então, em termos das medidas

de potencial de informação (recorde-se da Equação 1.28):

�̂�CS(𝑋1; 𝑋2) = log
𝑉X1

𝑉X2

(𝑉X1X2
)2

, (6.5)

onde 𝑉X1
e 𝑉X2

são a medida IP com respeito às PDFs 𝑓X1
e 𝑓X2

, respectivamente, e 𝑉X1X2
é

o potencial de informação cruzada (CIP, do inglês Cross-Information Potential), dado por

𝑉X1X2
=

1
𝑇 2

T
∑︁

j=1

T
∑︁

k=1

Ù(𝑥1k
⊗ 𝑥2j

,
√

2à), (6.6)

em que 𝑥1k
e 𝑥2j

são a 𝑘-ésima e 𝑗-ésima observações associadas às distribuições 𝑓X1
e 𝑓X2

,

respectivamente, e assumimos por simplicidade que ambos os conjuntos de dados possuem o

mesmo número de amostras 𝑇 .
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De maneira análoga à relação que mostra que a divergência de Kullback-Leibler entre

a PDF conjunta e o produto das PDFs marginais equivale à informação mútua (vide Equa-

ção 1.13), podemos partir da divergência recém apresentada na Equação 6.4 para se deĄnir

uma nova medida, a Informação Mútua Quadrática de Cauchy-Schwarz (QMI), que no caso

de duas VAs 𝑋1 e 𝑋2 é expressa por

𝐼CS(𝑋1; 𝑋2) = 𝐷CS(𝑓X(𝑥1, 𝑥2); 𝑓X1
(𝑥1)𝑓X2

(𝑥2)). (6.7)

Pode-se constatar que 𝐼CS(𝑋1; 𝑋2) é uma medida apropriada de independência porque

seu valor anula-se somente se 𝑋1 e 𝑋2 são independentes. A deĄnição pode ser diretamente

estendida para vetores aleatórios 𝑚-dimensionais:

𝐼CS(𝑋1; ...; 𝑋m) = 𝐷CS(𝑓X(𝑥1, ..., 𝑥m);
m
∏︁

i=1

𝑓Xi
(𝑥i)). (6.8)

Estas relações estabelecidas entre 𝐼CS e 𝐷CS permitem de maneira direta deĄnir o

estimador da medida de independência a partir do estimador da divergência, o que resulta

em

𝐼CS(𝑋1; 𝑋2) = log

⎛

∐︁

1
𝑇 2

T
∑︁

i=1

T
∑︁

j=1

𝑉X1
(𝑖, 𝑗)𝑉X2

(𝑖, 𝑗)

⎞

̂︀ (𝑉X1
𝑉X2

)

(︃

1
𝑇

T
∑︁

i=1

𝑉X1
(𝑖)𝑉X2

(𝑖)

)︃2 , (6.9)

onde as expressões do estimador IP são dadas por:

𝑉Xk
(𝑖, 𝑗) = Ù

(︁

𝑥ki
⊗ 𝑥kj

,
√

2à
)︁

,

𝑉Xk
(𝑖) =

1
𝑇

T
∑︁

j=1

𝑉Xk
(𝑖, 𝑗), 𝑉Xk

=
1
𝑇

T
∑︁

i=1

𝑉Xk
(𝑖), 𝑘 = 1, 2. (6.10)

É possível derivar a partir da Equação 6.9 uma expressão similar para o caso multi-

variado, mas consideraremos na proposta somente a derivação bidimensional. O estimador

neste caso apresenta uma complexidade computacional de 𝑂(𝑇 3), porém uma implementa-

ção rápida que usa a técnica de decomposição de Cholesky (SETH; PRINCIPE, 2009) pode

reduzir este custo para 𝑂(𝑇𝐶2), onde 𝐶 é a dimensão da matriz de decomposição, 𝐶 << 𝑇 .

6.1.2 Método de Busca e Componentes do Modelo

Conforme mencionado, propomos que, à luz do trabalho anterior de Rojas et al. (2007),

seja mantida a estratégia de uso da computação bio-inspirada para a otimização dos parâ-

metros do sistema de Hammerstein, segundo o critério dado por um dos dois estimadores
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estudados na subseção 6.1.1. Porém, é realizada uma mudança que consiste em trocar o algo-

ritmo genético pelo algoritmo imuno-inspirado CLONALG, apresentado na subseção 4.2.1.

Entre as razões para a troca, está o fato de que este método e outras abordagens de SIAs

vêm sendo regularmente aplicadas com sucesso a diversos problemas em processamento de

sinais Ů vide, por exemplo, os resultados de Dias et al. (2009), Wada et al. (2009) e Romano

et al. (2011) Ů e de que o método possui a (já mencionada) capacidade intrínseca de manter

diversidade de soluções ao longo da execução, o que pode ser muito relevante para aumentar

a probabilidade de encontrar o ótimo global ou um bom ótimo local. Mesmo assim, do ponto

de vista computacional, há muitos pontos de contato entre o modus operandi do CLONALG

e dos métodos evolutivos, como pôde ser observado no seu detalhamento, no Capítulo 4.

Quanto aos parâmetros a serem otimizados, os componentes estruturais do sistema

de Hammerstein, que são:

1. Uma função não-linear 𝑔(≤) dada por um polinômio de ordem 𝑘 (composto somente

por monômios de grau ímpar) com coeĄcientes estritamente positivos. Estas restrições

fazem com que o polinômio seja monotonicamente crescente (e portanto inversível),

dado que sua primeira derivada é positiva para qualquer valor. Consequentemente, é

um modelo factível para aproximar a inversa da distorção original 𝑓(≤), exceto por uma

ambiguidade de sinal Ů o que não é relevante, pois este ponto pode ser compensado

pelo Ąltro linear subsequente.

2. Um sub-sistema LTI 𝑤(𝑛) com um número Ąnito de coeĄcientes (𝑀 + 1 na parte FIR

e 𝑄 na parte IIR) que descrevem a sua função de transferência Ů vide Equação 3.4.

O algoritmo CLONALG, na sua implementação para otimização real, é responsável

por buscar os parâmetros de 𝑔(≤) e 𝑤(𝑛) que minimizam a função custo 𝐽 , avaliada através

de um dos dois estimadores descritos na subseção 6.1.1

𝐽(𝑔; 𝑤) = 𝐼(𝑦(𝑛); ...; 𝑦(𝑛⊗𝐷 + 1)) ≡ 𝐼(𝒴), (6.11)

em que 𝐷 é número de atrasos referente ao sinal de saída 𝑦(𝑛). Os indivíduos da população

representam os parâmetros do sistema de Hammerstein, que são organizados conforme o

diagrama apresentado na Figura 23. O algoritmo adota o operador de mutação gaussiana, o

qual soma um número aleatório gerado por uma distribuição normal a cada componente do

vetor candidato (BACK et al., 2000).

De uma perspectiva ampla, esta proposta de framework aborda o problema de inversão

cega com um algoritmo de busca capaz de escapar de soluções localmente ótimas e, ao mesmo

tempo, permite empregar funções custo mais complexas (não obrigatoriamente diferenciáveis)

que possivelmente levam a soluções melhores.
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Figura 23 Ű Esquema de codiĄcação dos indivíduos para o algoritmo de inversão dos sistemas
Wiener-Hammerstein, cada coeĄciente é um valor real.

6.2 Um Experimento Preliminar: Inversão Linear Via Estimação da

Informação Mútua

Após as apresentações dos conceitos acerca do problema, das estratégias de solução

existentes e da proposta que introduzimos nesta tese, pode ser interessante veriĄcar, por

razões de precaução, se a informação mútua da saída do sistema de fato funciona como um

contraste. Em outras palavras, tentaremos responder à seguinte questão, antes de prosseguir

para os testes do framework: supondo que a distorção não-linear já tenha sido neutralizada,

o valor mínimo do estimador de IM, calculado entre 𝑦(𝑛) e 𝑦(𝑛 ⊗ 1), corresponderá aos

parâmetros de um Ąltro 𝑤(𝑛) que recupera (ou aproxima o máximo possível) 𝑠(𝑛⊗ 𝑑)?

Ignoremos por ora a parte não-linear e analisemos a comportamento da função custo

(que por simplicidade é somente o estimador por histograma, deĄnido na subseção 6.1.1.1) em

um cenário equivalente ao problema de desconvolução linear cega (ROMANO et al., 2011).

A implementação em MATLAB do estimador por histograma é fornecida por Moddemeijer

(1989). O procedimento consiste então em realizar uma busca exaustiva no espaço dos parâ-

metros do Ąltro de desconvolução a Ąm de construir o mapeamento da função custo, levando

em conta diferentes tipos de canais processados por (i) um Ąltro FIR de três coeĄcientes,

especiĄcados de acordo com um sistema de coordenadas esféricas

𝑊θ,φ(𝑧) = cos(𝜃) + sin(𝜃) sin(ã)𝑧−1 + sin(𝜃) cos(ã)𝑧−2,

e (ii) um Ąltro IIR com dois pólos e dois zeros que são especiĄcados conforme o sistema de

coordenadas polares

𝑊θ,φ(𝑧) =
cos(ã) + sin(ã)𝑧−1

cos(𝜃) + sin(𝜃)𝑧−1
.

Este experimento é importante porque, se a inversão não se mostrar viável com o

problema linear, não há razão prática para estender a análise para o modelo não-linear. Para
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que haja sucesso, então, o que se espera de resultado é que o sinal de saída do Ąltro 𝑦(𝑛) seja

o mais similar possível a 𝑠(𝑛 ⊗ 𝑑). O critério para medir tal solução é comparar o Ąltro de

IM mínima (ou MMI, do inglês Minimal Mutual Information) com a solução que seria obtida

pelo critério supervisionado de mínimo erro quadrático médio (MMSE, do inglês Minimum

Mean Square Error).

6.2.1 Canal de Fase Mínima

O experimento preliminar é iniciado com 𝑇 = 20000 amostras de um sinal iid, uni-

forme, de média zero e variância unitária, que sofre a distorção de um canal fase mínima2

𝐻(𝑧) = 1 + 0.5𝑧−1. A Tabela 7 apresenta a solução MMI obtida para cada modelo de Ąltro

e a solução MMSE equivalente.

Tabela 7 Ű Filtros FIR e IIR obtidos pelo critério MMI para inverter o canal 𝐻(𝑧) = 1 +
0.5𝑧−1.

𝑊 (𝑧) MSE Atraso Recuperado

FIR
MMSE ⊗0.89 + 0.42𝑧−1 ⊗ 0.17𝑧−2 0.0118 0
MMI ⊗0.86 + 0.45𝑧−1 ⊗ 0.26𝑧−2 0.0248 0

IIR
MMSE 1.00/(1.00 + 0.50𝑧−1) 0.0000 0
MMI (1.00 + 0.08𝑧−1)/(1.00 + 0.57𝑧−1) 0.0020 0

A Figura 24 exibe o gráĄco da IM entre dois atrasos (𝐷 = 2) de 𝑦(𝑛), com relação

aos parâmetros do Ąltro FIR; o ponto vermelho indica o seu valor mínimo, o que equivale

ao Ąltro apresentado na segunda linha da Tabela 7, enquanto o ponto verde indica a solução

MMSE. Observe que as duas soluções estão relativamente próximas, ademais, a solução MMI

aproxima-se do sinal original com atraso zero, o que é o melhor atraso a ser considerado

segundo o critério MMSE.

Este fato pode ser melhor compreendido se analisarmos o gráĄco do menor valor de

MSE de cada solução candidata com respeito ao atraso de sinal, que é exibido na Figura 25.

Ambas as soluções são próximas com relação ao mesmo ponto mínimo e nota-se que há outros

mínimos associados a diferentes atrasos. O MSE obtido pelo Ąltro MMI é 0.0248, o que é

naturalmente maior, mas ainda assim próximo da solução MMSE.

Considerando a natureza não-supervisionada do critério e que a estimação da infor-

mação mútua é somente entre dois atrasos, o resultado observado pode ser deĄnido como

bom. Embora seja conhecido que existem técnicas cegas mais eĄcientes e poderosas para

2 Um canal de fase mínima é aquele cujos zeros da função de transferência estão localizados dentro do
circulo de raio unitário, no plano z (HAYKIN, 2001).
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Figura 24 Ű IM com relação aos parâmetros Ąltro FIR - 𝐻(𝑧) = 1 + 0.5𝑧−1.
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Figura 25 Ű MSE entre 𝑦(𝑛) e 𝑠(𝑛⊗𝑑) para o melhor 𝑑, com relação aos parâmetros do Ąltro
FIR - 𝐻(𝑧) = 1 + 0.5𝑧−1.
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equalizar / inverter canais lineares de fase mínima (HAYKIN, 2001), o critério que está em

análise nesta proposta é interessante porque permitirá, pelas análises a virem na seção 6.3, a

inversão simultânea das partes linear e não-linear do sistema de Wiener.

Repetimos o procedimento mais 50 vezes a Ąm de avaliar se a solução MMI que

encontramos é estável. Como a Figura 26 exibe, em mais de 90% das ocorrências o valor de

MSE das soluções propostas se encontra abaixo de 0.2, enquanto que a Figura 27 indica que

o valor MMI estimado a cada rodada permanece bem concentrado ao redor da solução ideal,

que é zero.
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Figura 26 Ű Histograma do MSE para o Ąltro
FIR MMI - 𝐻(𝑧) = 1 + 0.5𝑧−1.
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Figura 27 Ű Histograma da IM para o Ąltro
FIR MMI - 𝐻(𝑧) = 1 + 0.5𝑧−1.

Analisemos, a seguir, a solução fornecida por um Ąltro IIR. As linhas 3 e 4 da Tabela 7

demonstram que o Ąltro IIR MMI determinado pela busca exaustiva é semelhante à solução

MMSE, o que resulta na inversão perfeita do canal. A Figura 28 ilustra a superfície da IM

com esta estrutura e a Figura 29 apresenta o valor de MSE equivalente: a região vazia dos

gráĄcos corresponde às soluções que divergem, e que por isso foram ignoradas. Observe que

a Figura 28 é bem diferente do que foi visto para o cenário com o Ąltro FIR, as regiões de

pontos ótimos são mais fáceis de se identiĄcar devido ao formato de ŞondaŤ do gráĄco, ao

contrário do formato de ŞvaleŤ que vimos no caso prévio. Ademais, a Figura 29 conĄrma que

o critério MMI obteve uma solução próxima à equivalente pelo critério MMSE.

Analogamente ao caso FIR, repetimos a análise 50 vezes e o Ąltro IIR acabou apresen-

tando um desempenho mais estável que a conĄguração FIR, conforme indicam os histogramas

da Figura 30, com valor médio de MSE igual a 0.036 e mediana igual a 0.030, enquanto que

os valores de IM exibidos na Figura 31 estão concentrados ao redor de zero. Adicionalmente,

em 47 ocorrências o melhor atraso (0) foi recuperado. É previsível que o Ąltro IIR forneça so-
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Figura 28 Ű IM com relação aos parâmetros Ąltro IIR - 𝐻(𝑧) = 1 + 0.5𝑧−1.

0 0.5 1 1.5 2 2.5 3
0

0.5

1

1.5

2

2.5

3

θ

φ

MSE no melhor atraso

← Solução MMSE
← Solução MMI

Figura 29 Ű MSE entre 𝑦(𝑛) e 𝑠(𝑛⊗𝑑) para o melhor 𝑑, com relação aos parâmetros do Ąltro
IIR - 𝐻(𝑧) = 1 + 0.5𝑧−1.
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luções melhores para canais de fase mínima, uma vez que estes são perfeitamente inversíveis.

Portanto, é válido analisar, a seguir, o comportamento de ambos os Ąltros com um canal que

não permita a inversão perfeita, a Ąm de determinar se o critério MMI preserva a capacidade

de captura do melhor atraso e consegue obter um Ąltro semelhante ao derivado pelo critério

MMSE.
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Figura 30 Ű Histograma do MSE para o Ąltro
IIR MMI - 𝐻(𝑧) = 1 + 0.5𝑧−1.
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Figura 31 Ű Histograma da IM para o Ąltro
IIR MMI - 𝐻(𝑧) = 1 + 0.5𝑧−1.

6.2.2 Canal de Fase Não-Mínima

Repetimos o teste com a mesma quantidade 𝑇 = 20000 amostras de um sinal iid,

uniforme, com média zero e variância unitária, porém agora distorcido por um canal de fase

mista 𝐻(𝑧) = 1 + 2𝑧−1 + 0.8𝑧−2. A Tabela 8 exibe os resultados da busca exaustiva pela

solução MMI utilizando as duas estruturas de Ąltragem possíveis, com os resultados dos

Ąltros MMSE equivalentes.

Tabela 8 Ű Filtros FIR e IIR obtidos pelo critério MMI para inverter o canal 𝐻(𝑧) = 1 +
2𝑧−1 + 0.8𝑧−2.

𝑊 (𝑧) MSE Atraso Recuperado

FIR
MMSE ⊗0.33 + 0.91𝑧−1 ⊗ 0.27𝑧−2 0.1328 2
MMI ⊗0.42 + 0.84𝑧−1 ⊗ 0.34𝑧−2 0.2026 2

IIR
MMSE (⊗0.42 + 0.91𝑧−1)/(1.00 + 0.42𝑧−1) 0.1259 2
MMI (⊗0.5474 + 0.8369𝑧−1)/(1.00 + 0.55𝑧−1) 0.1763 2

No caso do Ąltro FIR, as soluções MMI e MMSE são similares, o mesmo atraso foi

recuperado e o MSE obtido pela solução MMI é razoavelmente próximo da abordagem su-
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pervisionada. Entretanto, ao observar a Figura 32 podemos notar que a região de valores

mínimos é um vale, consequentemente, a variabilidade na estimação da IM pode levar a uma

solução MMI com um valor de MSE consideravelmente alto e possivelmente com a recupera-

ção de um atraso inadequado, dado que pequenas mudanças no espaço dos parâmetros pode

aumentar consideravelmente o sinal de erro, conforme a Figura 33 ilustra.

O Ąltro IIR MMI é levemente superior à abordagem FIR equivalente, com um valor

de MSE menor e qualitativamente mais próximo à solução MMSE. A Figura 34 e a Figura 35

exibem o gráĄco da função objetivo e o valor de MSE equivalente para cada solução, res-

pectivamente, e novamente podemos identiĄcar que a superfície da primeira não apresenta

pontos mínimos proeminentes, o que diĄculta a identiĄcação destes. No entanto, ao analisar

o gráĄco da Figura 35 percebe-se que um certo grau de variabilidade da solução MMI não

implicará em aumento tão signiĄcativo de MSE como no caso FIR, previamente comentado.

Esta constatação pode ser mais solidamente embasada após a análise estatística de

50 execuções da busca. Por meio dos histogramas do MSE para ambos os modelos de Ąltro

(Figura 36 e Figura 38), percebemos que o Ąltro IIR MMI produz uma concentração de valores

de MSE menores que os do método FIR. Já ao analisar o histograma da IM (Figura 37 e

Figura 39), o Ąltro IIR MMI apresenta um valor absoluto médio um pouco menor que o Ąltro

FIR, mas estatisticamente não podemos concluir que tal diferença é signiĄcativa. Todas as

execuções de ambos os modelos levaram à correta recuperação do atraso de sinal.

Com estas análises preliminares, apesar do cenário restrito de canais e de tamanho

de Ąltros, o desempenho geral do critério não-supervisionado de mínima informação mútua,

para o caso linear, pode ser considerado bom, com soluções capazes de se aproximar do

método MMSE, seja com a estrutura FIR ou IIR, especialmente no caso de fase mínima.

Adicionalmente, o truncamento considerável do cálculo da IM para somente dois atrasos

ainda foi suĄciente para obter soluções que capturam o melhor atraso de 𝑠(𝑛), no sentido

MMSE.

6.3 Análise Experimental do Framework

Com o experimento preliminar realizado podemos considerar que o critério MMI pos-

sui potencial para ser agora testado na condição completa do problema de inversão cega de

sistemas de Wiener, no contexto do framework proposto na seção 6.1. Recorde-se que, além

do estimador de IM baseado em histograma, aqui consideraremos também o estimador QMI,

cuja implementação foi fornecida por Seth e Principe (2009).

A função objetivo é deĄnida conforme a Equação 6.11 com 𝐷 = 2, i.e., a IM é esti-
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Figura 32 Ű IM com relação aos parâmetros Ąltro FIR - 𝐻(𝑧) = 1 + 2𝑧−1 + 0.8𝑧−2.
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Figura 33 Ű MSE entre 𝑦(𝑛) e 𝑠(𝑛⊗𝑑) para o melhor 𝑑, com relação aos parâmetros do Ąltro
FIR - 𝐻(𝑧) = 1 + 2𝑧−1 + 0.8𝑧−2.
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Figura 34 Ű IM com relação aos parâmetros Ąltro IIR - 𝐻(𝑧) = 1 + 2𝑧−1 + 0.8𝑧−2.
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Figura 35 Ű MSE entre 𝑦(𝑛) e 𝑠(𝑛⊗𝑑) para o melhor 𝑑, com relação aos parâmetros do Ąltro
IIR - 𝐻(𝑧) = 1 + 2𝑧−1 + 0.8𝑧−2.
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Figura 36 Ű Histograma do MSE para o Ąltro
FIR MMI - 𝐻(𝑧) = 1 + 2𝑧−1 +
0.8𝑧−2.
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Figura 37 Ű Histograma da IM para o Ąltro
FIR MMI - 𝐻(𝑧) = 1 + 2𝑧−1 +
0.8𝑧−2.
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Figura 38 Ű Histograma do MSE para o Ąltro
IIR MMI - 𝐻(𝑧) = 1 + 2𝑧−1 +
0.8𝑧−2.
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Figura 39 Ű Histograma da IM para o Ąltro
IIR MMI - 𝐻(𝑧) = 1 + 2𝑧−1 +
0.8𝑧−2.

mada com respeito a 𝑦(𝑛) e 𝑦(𝑛⊗ 1). A motivação por trás desta considerável simpliĄcação

é que a complexidade computacional dos estimadores cresce com o número de sinais atra-

sados incluídos no cálculo e, consequentemente, afeta gravemente o tempo de execução do

método. Por isso, esta simpliĄcação é considerada e sua adequação será posta em teste pelos

experimentos.

O algoritmo CLONALG foi implementado em MATLAB. Seus parâmetros (vide Pseu-

docódigo 4.1) foram determinados após um conjunto de testes preliminares, e os valores são

Ąxos para todos os experimentos que seguem: 𝑛𝐴𝐵 = 50, 𝑚𝑎𝑥𝐼𝑇 = 200, 𝑛𝐶𝑙 = 10%,
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𝑏 = 10%, 𝜌 = 4. O tamanho da janela da função kernel do estimador QMI é à = 1. Em-

bora possam ser empregados métodos mais soĄsticados para determinação deste parâmetro,

notamos experimentalmente que o valor deĄnido é apropriado para o algoritmo.

No primeiro cenário, o canal ℎ(𝑛) é um sistema de fase mínima com resposta ao

impulso 𝐻(𝑧) = 1 + 0.5𝑧−1, a distorção não-linear é 𝑓(𝑣) = sign(𝑣) 3

√︁

♣𝑣♣, e a sequência iid de

entrada 𝑠(𝑛) é gerada conforme duas distribuições diferentes (a primeira sub-gaussiana e a

segunda super-gaussiana): uniforme e laplaciana, ambas com média zero e variância unitária.

𝑇 = 2000 amostras de 𝑥(𝑛) são fornecidas ao algoritmo, que é executado 50 vezes para cada

possível conĄguração de estimador, estrutura de Ąltragem e sinal original.

De acordo com a notação deĄnida na Figura 23, cada indivíduo possui a parte do

polinômio com 3 coeĄcientes, i.e., 𝑘 = 5, e o comprimento do Ąltro 𝑤(𝑛) é 𝑀 = 1, 𝑄 = 0 no

caso FIR e 𝑀 = 0, 𝑄 = 1 no caso IIR. A medida de desempenho escolhida para o estudo é o

MSE medido em decibéis, entre a saída do sistema e o sinal original (para o melhor atraso):

𝒫 = 10 log10

∮︁

1
𝑇

T
∑︁

n=1

[𝑦(𝑛)⊗ 𝑠(𝑛)]2
⨀︀

, (6.12)

considerando que 𝑦(𝑛) foi apropriadamente atrasado e reescalado. A Tabela 9 exibe a média

e desvio padrão de 𝒫 nas 50 execuções e a taxa de sucesso em recuperar o melhor atraso de

sinal, de acordo com o critério de Wiener/MMSE.

Em todas as situações podemos notar que o algoritmo conseguiu 100% de recuperação

do atraso correto, o qual é zero para este canal. Ademais, os resultados como um todo indicam

que o sinal desejado é recuperado com um grau signiĄcativo de precisão. É notável que, em

todos os casos, a estrutura IIR foi mais eĄciente do ponto de vista de inversão do sistema, o que

ilustra as vantagens potenciais de se utilizar um Ąltro recorrente no sistema de Hammerstein.

Este caso foi um teste interessante para este aspecto porque a parte linear do sistema de

Wiener pode ser invertida perfeitamente por uma estrutura somente com pólos na função de

transferência.

Tabela 9 Ű Resultados do algoritmo imuno-inspirado no problema de Wiener - Hammerstein
Ů fase mínima. Nas linhas superiores, média e desvio padrão de 𝒫 , em dB; nas
linhas inferiores, percentual de acerto na recuperação do atraso adequado.

Uniforme Laplaciana

FIR IIR FIR IIR

QMI
-12.21 (∘0.39) -31.10 (∘5.38) -11.84 (∘0.60) -23.52 (∘5.43)

100 100 100 100

Histograma
-11.45 (∘1.20) -28.14 (∘6.07) -11.36 (∘1.06) -17.69 (∘5.45)

100 100 100 100
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Ressalta-se também que o estimador QMI, comparado ao estimador baseado em his-

tograma, levou o método a resultados melhores e com menor variabilidade, e que os melhores

desempenhos foram obtidos para o sinal distribuído uniformemente, o que pode ser uma

consequência da ŞcaudaŤ relativamente mais longa da distribuição laplaciana, a qual pode

causar diĄculdades no processo de estimação devido à potencial existência de outliers.

A Figura 40 ilustra um exemplo dos resultados do algoritmo para o sinal original de

distribuição uniforme, com o modelo IIR e o estimador QMI.

O próximo cenário expressa uma situação mais complexa, com o sistema de Wiener

formado por um canal de fase não-mínima 𝐻(𝑧) = 1 + 2𝑧−1 + 0.8𝑧−2 e a mesma distorção

não-linear utilizada no primeiro cenário. Cada solução candidata tem um tamanho deĄnido

por 𝑘 = 5, 𝑀 = 2, 𝑄 = 0 no caso FIR e 𝑘 = 5, 𝑀 = 1, 𝑄 = 1 no caso IIR. A Tabela 10

apresenta os resultados: é nítido que o algoritmo, para este caso, não consegue obter o mesmo

desempenho do caso com o canal de fase mínima. Os resultados associados ao estimador por

histograma são bem distintos quanto à distribuição ser uniforme ou laplaciana, e podemos

notar que, apesar de o estimador QMI ser levemente pior que a abordagem por histograma

no caso laplaciano, o seu desempenho geral é mais homogêneo.

Tabela 10 Ű Resultados do algoritmo imuno-inspirado no problema de Wiener - Hammerstein
Ů fase não-mínima. Nas linhas superiores, média e desvio padrão de 𝒫 , em dB;
nas linhas inferiores, percentual de acerto na recuperação do atraso adequado.

Uniforme Laplaciana

FIR IIR FIR IIR

QMI
-5.56 (∘2.36) -5.28 (∘2.33) -5.36 (∘2.52) -5.17 (∘2.43)

92 78 90 92

Histograma
-2.01 (∘2.00) -2.78 (∘1.86) -6.09 (∘1.62) -6.88 (∘0.95)

46 54 94 100

Não obstante, percebe-se que a taxa de sucesso na recuperação do atraso é baixa

para a combinação sinal uniforme / estimador por histograma e, diferentemente do cenário

anterior, a adoção do Ąltro IIR não levou necessariamente a um melhor desempenho em

comparação com a estrutura FIR Ů uma consequência do caráter de fase não-mínima do

estágio linear do sistema de Wiener.

Possivelmente, as variâncias dos estimadores de IM empregados são um fator impor-

tante no processo de análise do desempenho. Observe a Figura 41, que exibe os histogramas

de 𝒫 para o algoritmo aplicado ao cenário Uniforme / FIR e empregando em cada quadro

uma das duas técnicas de estimação da IM, que os resultados apresentam uma diferença

signiĄcativa. Os gráĄcos mostram que o framework com o estimador baseado em histograma



6
.3

.
A

n
á
lise

E
xperim

en
ta

l
d
o

Fram
ew

ork
115

−3 −2 −1 0 1 2 3
−2.5

−2

−1.5

−1

−0.5

0

0.5

1

1.5

2

2.5

v(n)

u
(n

)

g[f(⋅)]

−1.5 −1 −0.5 0 0.5 1 1.5
−2.5

−2

−1.5

−1

−0.5

0

0.5

1

1.5

2

2.5

x(n)

u
(n

)

Correção não−linear g(⋅)

−2 −1.5 −1 −0.5 0 0.5 1 1.5 2
0

20

40

60

80

100

120

140

160

180

Histograma de y(n)

0 200 400 600 800 1000 1200 1400 1600 1800 2000
−2

0

2

s(n)

0 200 400 600 800 1000 1200 1400 1600 1800 2000
−2

0

2

y(n)

0 200 400 600 800 1000 1200 1400 1600 1800 2000
−2

0

2

s(n)−y(n)

Figura 40 Ű Experimento com o sinal original uniforme processado pelo canal 𝐻(𝑧) = 1 + 0.5𝑧−1 e 𝑓(𝑣) = sign(𝑣) 3

√︁

♣𝑣♣, estimador
QMI como função custo. A partir do topo à esquerda, em sentido horário: 𝑔 ◇𝑓(≤); correção não-linear 𝑔(≤); histograma
de 𝑦(𝑛); 𝑠(𝑛), 𝑦(𝑛) e sinal de erro.
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possui um comportamento insatisfatório para este cenário, com valores de desempenho ruins

e altamente dispersos, enquanto o algoritmo empregando o estimador QMI apresenta um

comportamento mais estável, com aproximadamente 80% dos valores concentrados em até

-6dB. No entanto, há ainda um certo grau de variabilidade nos resultados, como podemos

ver nos valores acima de -3dB presentes.
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Figura 41 Ű Histogramas de 𝒫 para o experimento com o canal de fase não-mínima, 𝑠(𝑛)
uniforme e Ąltro FIR.

Para terminarmos de Şligar os pontosŤ, ou seja, associar a variabilidade da estimação

de IM com a variabilidade do sinal 𝑦(𝑛) extraído pelo algoritmo (em outras palavras, a va-

riabilidade de 𝒫), ainda é preciso analisar a variância dos estimadores de IM. A Figura 42

ilustra uma simulação Monte Carlo que consiste em calcular a IM entre duas VAs unifor-

mes e entre duas laplacianas, independentes, com ambas as técnicas. Cada ponto calculado

representa o desvio padrão sobre 100 realizações independentes com 𝑇 amostras para cada

variável. Claramente, uma conclusão análoga à derivada para a Figura 41 pode ser feita neste

caso, no qual o estimador QMI é mais estável que a abordagem baseada em histograma, com

ambas as distribuições.

Com este resultado exclusivamente focado na estimação, podemos então estabelecer

a ligação direta com as evidências vistas na Figura 41, conjecturando que uma maior va-

riância na estimação da IM causa uma incoerência entre o ótimo da função objetivo e a

solução ideal (no sentido MMSE), e consequentemente prejudica a qualidade do framework.

Tal efeito indesejável pode ser potencialmente mitigado com um aumento no número de

amostras disponíveis.
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Figura 42 Ű Desvio padrão da estimativa de IM entre duas VAs independentes.

6.3.1 Experimento com uma Segunda Não-Linearidade

Devido aos resultados superiores apresentados pelo algoritmo empregando o estimador

QMI, vamos tomar esta conĄguração como base para comparação com as propostas de Taleb

et al. (2001) e Rojas et al. (2007) em um segundo experimento composto de um sinal iid

uniforme e um sistema de Wiener com o estágio linear 𝐻(𝑧) = 1 + 0.5𝑧−1 e uma não-

linearidade mais forte, 𝑓(𝑣) = tanh(3𝑣). Os parâmetros do CLONALG são iguais aos do

experimento anterior. Cada indivíduo tem a sua estrutura de dados deĄnida por 𝑘 = 11, 𝑀 =

1, 𝑄 = 0 no caso FIR e 𝑘 = 11, 𝑀 = 0, 𝑄 = 1 no caso IIR. O algoritmo proposto por

Taleb et al. é conĄgurado para ter um número máximo de 200 iterações e o Ąltro FIR

com 3 coeĄcientes. Esta escolha foi feita especiĄcamente para fornecer condições estruturais

semelhantes para os três métodos.

A Tabela 11 exibe os resultados, em 50 execuções de cada técnica. Observe que o

método proposto neste capítulo consegue resultados melhores em termos da medida de de-

sempenho e também no aspecto da taxa de recuperação do atraso, com ambas as estruturas

de Ąltragem (FIR e IIR). Por outro lado, o algoritmo CLONALG com a curtose como função

custo possui o pior desempenho com os dois tipos de Ąltro (sendo o Ąltro IIR não considerado

anteriormente por Rojas et al.), enquanto o método proposto por Taleb et al. ocupa uma

posição intermediária.
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Tabela 11 Ű Análise comparativa dos métodos Ů fase mínima, 𝑓(𝑣) = tanh(3𝑣). Nas linhas
superiores, média e desvio padrão de 𝒫 , em dB; nas linhas inferiores, percentual
de acerto na recuperação do atraso adequado.

QMI Curtose Alg. de Taleb et al.

FIR
-8.00 (∘1.13) -5.62 (∘0.15) -6.57 (∘0.36)

98 90 100

IIR
-9.80 (∘0.34) -2.06 (∘4.28)

N/A
100 84

Os resultados indicam que, como esperado, o estimador QMI resulta em uma função

custo mais robusta que a curtose e, consequentemente, é uma referência de maior respaldo

conceitual para o projeto do sistema de Hammerstein. Ademais, para o cenário estudado,

o framework proposto foi capaz de alcançar soluções melhores que a técnica proposta por

Taleb et al. Ů a qual pode ser considerada como a abordagem canônica para o problema em

questão Ů, considerando um número igual de iterações e dimensões similares de estruturas

de Ąltragem. A Figura 43 mostra um exemplo dos resultados do algoritmo, com a estrutura

IIR e o estimador QMI: observe que a parametrização polinomial não é capaz de inverter

perfeitamente a tangente hiperbólica.

Mantendo a mesma parametrização para o sistema de Wiener, o sinal uniforme para

𝑠(𝑛) e a dimensão dos indivíduos, encerramos a análise experimental comparando o desempe-

nho do framework com uma versão sua alterada para empregar um algoritmo genético (HOL-

LAND, 1962) no lugar do algoritmo CLONALG. O objetivo desta simulação é veriĄcar se

o algoritmo imunológico de fato pode trazer benefícios na determinação das soluções do

problema de Wiener-Hammerstein. O estimador QMI é mantido como função objetivo e a

implementação do algoritmo genético é fornecida pela toolbox de computação evolutiva dis-

ponível no MATLAB, com os operadores de mutação gaussiana e crossover de ponto único.

Os dois métodos de busca são executados 50 vezes, para os dois modelos de Ąltros, com o

mesmo número máximo de iterações (200) e de indivíduos (50).

A Tabela 12 exibe os resultados, que indicam que o emprego da proposta imuno-

inspirada determinou melhores soluções. Embora a comparação não cubra um conjunto amplo

de cenários e possibilidades de parâmetros para o GA, a diferença nos valores de desempenho

alcançados para as duas possibilidades de Ąltros fornecem um razoável argumento inicial de

que a adoção do CLONALG pode ser benéĄca para a determinação de soluções melhores.
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Figura 43 Ű Experimento com o sinal original uniforme processado pelo canal 𝐻(𝑧) = 1 + 0.5𝑧−1 e 𝑓(𝑣) = tanh(3𝑣), estimador
QMI como função custo. A partir do topo à esquerda, em sentido horário: 𝑔 ◇𝑓(≤); correção não-linear 𝑔(≤); histograma
de 𝑦(𝑛); 𝑠(𝑛), 𝑦(𝑛) e sinal de erro.
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Tabela 12 Ű Comparativo das estratégias de busca com o estimador QMI Ů fase mínima,
𝑓(𝑣) = tanh(3𝑣). Nas linhas superiores, média e desvio padrão de 𝒫 , em dB; nas
linhas inferiores, percentual de acerto na recuperação do atraso adequado.

CLONALG GA

FIR
-8.46 (∘0.57) -6.40 (∘1.38)

100 92

IIR
-9.83 (∘0.35) -6.94 (∘0.54)

100 100

6.4 Conclusões

Este capítulo apresentou as contribuições da tese ao problema de inversão cega de

sistemas de Wiener, que consistem na proposição de um novo algoritmo que se difere, de ma-

neira resumida, em três aspectos das soluções existentes: (i) o método baseia-se no algoritmo

imunológico CLONALG para a otimização dos parâmetros, em contraste com os métodos de

gradiente ou algoritmos genéticos; (ii) a função custo é deĄnida com estimadores de IM, em

oposição ao uso da curtose; e (iii) o estágio linear do sistema de Hammerstein é modelado

através de um Ąltro FIR ou IIR.

Ademais, realizamos um estudo de caráter qualitativo da relação entre as soluções

não-supervisionadas obtidas pelo critério MMI e as soluções supervisionadas obtidas pelo

critério MMSE, no contexto do problema de desconvolução linear, o qual permitiu averiguar

de maneira empírica se critérios baseados na informação mútua possuem os requisitos mínimos

para a recuperação de sinais iid.

O relativo sucesso nesta análise preliminar permitiu então a realização dos experi-

mentos de análise do novo algoritmo proposto para o problema de Wiener-Hammerstein, e os

resultados indicaram que o framework é viável e que é mandatório que o estimador de IM seja

escolhido cuidadosamente, a Ąm de assegurar um desempenho satisfatório do método. Neste

contexto, o estimador QMI apresentou a menor variância e, consequentemente, produziu os

resultados de melhor qualidade em comparação com o emprego do estimador por histograma.

Ao Ąnal, a análise comparativa mostrou que o novo algoritmo operou de maneira superior

às duas metodologias existentes, o que reaĄrma que o emprego do critério MMI e da técnica

imuno-inspirada de busca pode levar a conĄgurações apropriadas do sistema inverso.

O próximo capítulo encerra esta tese, apresentando as considerações Ąnais a respeito

de todo o trabalho desenvolvido e as perspectivas futuras de pesquisa e estudo que se abrem.
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Conclusão

Este trabalho de doutorado é o resultado do estudo e proposição de algoritmos de

ITL para abordar os problemas não-supervisionados de separação de sinais em corpos Ąnitos

e inversão de sistemas de Wiener. Dadas as características dos dois problemas mencionados,

desenvolvemos contribuições que se baseiam não somente no paradigma tradicional de ITL

Ů algoritmos de ajuste por gradiente e medidas de informação de Rényi Ů, mas também

incorporam as estratégias imuno-inspiradas de busca, a melhoria de heurísticas de busca

especíĄcas, e o emprego de estimadores de TI baseados nas deĄnições de Shannon.

Para levar a termo esta proposta de trabalho, a tese acaba tocando, ao longo de

seu conteúdo, em aspectos de diversas disciplinas como Álgebra, Estatística, Teoria da In-

formação, Processamento de Sinais, Filtragem Adaptativa, Inteligência Computacional, e

Complexidade de Algoritmos.

Recapitulando o conteúdo da tese, no Capítulo 1 foram apresentados os aspectos

históricos e deĄnições essenciais da Teoria da Informação, e o vínculo posterior dessa disciplina

primordial com o desenvolvimento da nova área de Aprendizado de Máquina Baseado na

Teoria da Informação, iniciada no contexto da extensão de critérios de algoritmos adaptativos

baseados em ESO. Por Ąm, o capítulo se encerra propondo a ampliação do escopo desta nova

área de pesquisa.

Os dois capítulos subsequentes, 2 e 3, são dedicados à apresentação formal dos proble-

mas que são abordados na tese, a separação cega de sinais em corpos Ąnitos e a inversão cega

de sistemas de Wiener, respectivamente. Além de descrevê-los matematicamente, apresentou-

se uma revisão bibliográĄca acerca das principais abordagens para cada problema, acompa-

nhada do levantamento de fatores que geram as oportunidades de contribuições pautadas na

tese.

O Capítulo 4 encerrou a parte referente aos Fundamentos apresentando uma intro-

dução à computação imuno-inspirada, em especial aos Sistemas Imunológicos ArtiĄciais e a

seus representantes CLONALG e cob-aiNet, algoritmos que são empregados em algumas das

contribuições analisadas na parte seguinte.

O Capítulo 5, primeiro da parte de Contribuições, apresentou os trabalhos desen-

volvidos para ICA e BSS em corpos Ąnitos, que trazem soluções baseadas no (i) algoritmo

CLONALG com o critério de mínima IM, no (ii) algoritmo cob-aiNet[C] com o critério de mí-

nima entropia, e no (iii) novo algoritmo MEXICO-m. As simulações para os três algoritmos
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indicaram que os métodos possuem desempenho competitivo frente às técnicas existentes,

tornando mais concreta a possibilidade de aplicação em cenários com números maiores de

fontes. Ademais, foi proposta a extensão do problema de BSS original para o modelo de

misturas convolutivas, incluindo aí a análise da questão estrutural de inversibilidade e de um

algoritmo iterativo para extração dos sinais. Portanto, podemos reaĄrmar que os trabalhos

que se desenvolveram possuem o objetivo comum de trazer maior robustez e escalabilidade

a ICA em corpos Ąnitos.

Por Ąm, o Capítulo 6 apresenta a proposta de uma nova metodologia para a inversão

cega de sistemas de Wiener, baseada no algoritmo CLONALG e estimadores de IM como

função objetivo do problema de otimização dos parâmetros. Além da estruturação deste

framework, que possui Ćexibilidade quanto à modelagem do sistema de Hammerstein no

que diz respeito à não-linearidade e modelo de Ąltro (FIR ou IIR), realizamos um estudo

qualitativo da relação entre o critério MMI e o critério MMSE para a inversão do canal

linear, que forneceu indícios da viabilidade do algoritmo para o cenário não-linear. Uma série

de simulações foi realizada, incluindo a comparação com as técnicas estado-da-arte, as quais

apontaram que o novo método apresenta desempenho equivalente ou até superior nos cenários

avaliados.

Perspectivas Futuras

Dados os resultados, há uma série de trabalhos futuros possíveis de se realizar, e

listamos a seguir alguns deles.

Com respeito ao problema de separação de sinais em corpos de Galois:

∙ É importante analisar em detalhes as conexões práticas e conceituais entre o processa-

mento de sinais em corpos Ąnitos e a teoria de codiĄcação.

∙ Uma perspectiva de aplicação real consiste em empregar ICA em corpos Ąnitos como

uma ferramenta para realizar análise de fatores de dados discretos. Esta possibilidade

pode ter impacto signiĄcativo na área de mineração de dados em pelo menos dois

domínios de grande impacto: grandes bases de dados armazenadas em formato digital

e bases de dados genômicos. No primeiro caso, uma escolha natural seria 𝐺𝐹 (2), mas,

no segundo caso, a idéia consistiria em determinar uma matriz capaz de explicar uma

massa de dados como uma combinação de fatores independentes em 𝐺𝐹 (3) ou 𝐺𝐹 (2),

sendo a ordem do corpo deĄnida em concordância com a cardinalidade do conjunto

factível de pares de bases nitrogenadas do DNA. Esta possibilidade parece também ser
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relevante à vista dos recentes esforços (FARIA et al., 2010) para se associar a Teoria

da Informação à Genética.

∙ No caso especíĄco da proposta de ICA com a cob-aiNet[C], é interessante futuramente

estender o algoritmo para sinais em corpos não necessariamente primos, aprofundar o

estudo da metodologia com diferentes métricas de dissimilaridade, em especial aquelas

que operam no espaço fenotípico, e simpliĄcar o processo de determinação dos parâme-

tros de operação do algoritmo.

∙ É importante que se analise de maneira mais completa a relação entre o número de

amostras disponíveis e o desempenho atingível por métodos operando sobre corpos

Ąnitos. Isso também motiva a busca por estimadores mais eĄcientes e a aplicação siste-

mática de abordagens já propostas, inclusive o método de estimação de entropia desen-

volvido, em caráter de cooperação, durante o trabalho de doutorado (MONTALVAO

et al., 2012).

∙ Em consonância com a estratégia de explorar novas formulações de misturas de sinais

em corpos de Galois, como realizado com o caso de misturas convolutivas, é interessante

avaliar a possibilidade de lidar com modelos de mistura não-lineares e inversíveis. Uma

perspectiva interessante nesse sentido parece ser buscar diretamente permutações das

possíveis entradas do sistema misturador com a ajuda de algoritmos de otimização

combinatória.

∙ Finalmente, há a perspectiva de estudar os problemas de separação de sinais e ICA

dentro de formulações com outras estruturas algébricas, como as Álgebras de Lie (SAN

MARTIN, 2010) e as extensões de corpos (FRALEIGH, 2002).

Com respeito ao problema de inversão de sistemas de Wiener:

∙ Estender a análise comparativa entre as metodologias existentes, para que contemple

um maior número de cenários de canais, sinais de origem e não-linearidades.

∙ Estudar a aplicação de estimadores de IM de custo computacional menor no framework

proposto nesta tese, a Ąm de aumentar o número de sinais atrasados considerados no

cálculo da função objetivo. Neste sentido, o trabalho desenvolvido em (MONTALVAO et

al., 2013) Ů que propõe um estimador de entropia diferencial baseado em contagem de

coincidências Ů apresenta-se como uma possibilidade promissora, pois é mais simples

e menos custoso que métodos de estimação baseados em Parzen, mesmo em dimensões

altas, podendo fornecer uma qualidade de estimação comparável a estimadores mais

soĄsticados.
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∙ É interessante realizar uma análise abrangente do risco de a busca por gradiente levar

a soluções localmente ótimas para o problema, análise esta que seria importante aliar

a uma avaliação do papel de meta-heurísticas frente a tal limitação.

∙ É possível estudar novas medidas de independência no papel de função objetivo do pro-

blema, como, por exemplo, a correntropia (SANTAMARIA et al., 2006). Para o caso de

sinais advindos de sistemas determinísticos, também seria relevante considerar métricas

desenvolvidas no estudo de dinâmica não-linear como mapas de retorno (MARWAN et

al., 2007).

∙ A conexão entre o problema de Wiener-Hammerstein e o problema de BSS para misturas

PNL precisa ser desenvolvida no sentido de estabelecer algoritmos comuns aos dois

métodos e para que se demonstre, de fato, a capacidade de inversão cega do sistema de

Wiener por meio da recuperação de independência, o que hoje é apenas conjecturado.
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