
UNIVERSIDADE ESTADUAL DE CAMPINAS
FACULDADE DE ENGENHARIA ELÉTRICA E DE COMPUTAÇÃO

Sergio William Botero

Extração de relações semânticas via análise de
correlação de termos em documentos

Campinas, SP
2008



Sergio William Botero

Extração de relações semânticas via análise de
correlação de termos em documentos

Dissertação de Mestrado apresentada à Faculdade de Engenha-
ria Elétrica e de Computação como parte dos requisitos para
obtenção do título de Mestre em Engenharia Elétrica. Área de
concentração: Engenharia de Computação.
Aprovação em 12/12/2008

Banca Examinadora:
Prof. Dr. Fernando José Von Zuben - UNICAMP
Prof. Dr. Ivan Luiz Marques Ricarte - UNICAMP
Profa. Dra. Sandra Maria Aluísio - USP

Campinas, SP
2008



FICHA CATALOGRÁFICA ELABORADA PELA
BIBLIOTECA DA ÁREA DE ENGENHARIA E ARQUITETURA - BAE - UNICAMP

Botero, Sergio William
B657e Extração de relações semânticas via análise de

correlação de termos em documentos / Sergio William
Botero. --Campinas, SP: [s.n.], 2008.

Orientador: Ivan Luiz Marques Ricarte
Dissertação de Mestrado - Universidade Estadual de

Campinas, Faculdade de Engenharia Elétrica e de
Computação.

1. Processamento de textos (Computação). 2.
Semânticas. 3. Recuperação da informação. 4. Sistemas
de recuperação da informação. 5. Ontologia. I. Ricarte,
Ivan Luiz Marques. II. Universidade Estadual de
Campinas. Faculdade de Engenharia Elétrica e de
Computação. III. Título

Título em Inglês: Extracting semantic relations via analysis of correlated
terms in documents

Palavras-chave em Inglês: Text Processing(Computation), Semantic, Information
retrieval, Information retrieval system, Ontology

Área de concentração: Engenharia de Computação
Titulação: Mestre em Engenharia Elétrica
Banca Examinadora: Fernando José Von Zuben, Sandra Maria Aluísio
Data da defesa: 12/12/2008
Programa de Pós Graduação: Engenharia Elétrica

iv



v



Resumo

Sistemas de recuperação de informação são ferramentas para automatizar os procedimentos de
busca por informações. Surgiram com propostas simples nas quais a recuperação era baseada ex-
clusivamente na sintaxe das palavras e evoluíram para sistemas baseados na semântica das palavras
como, por exemplo, os que utilizam ontologias. Entretanto, a especificação manual de ontologias é
uma tarefa extremamente custosa e sujeita a erros humanos. Métodos automáticos para a construção
de ontologias mostraram-se ineficientes, identificando falsas relações semânticas. O presente traba-
lho apresenta uma técnica baseada em processamento de linguagem natural e um novo algoritmo de
agrupamento para a extração semi-automática de relações que utiliza o conteúdo dos documentos,
uma ontologia de senso comum e supervisão do usuário para identificar corretamente as relações se-
mânticas. A proposta envolve um estágio que utiliza recursos lingüísticos para a extração de termos e
outro que utiliza algoritmos de agrupamento para a identificação de conceitos e relações semânticas
de instanciação entre termos e conceitos. O algoritmo proposto é baseado em técnicas de agrupa-
mento possibilístico e de bi-agrupamento e permite a extração interativa de conceitos e relações. Os
resultados são promissores, similares às metodologias mais recentes, com a vantagem de permitir a
supervisão do processo de extração.

Palavras-chave: Processamento de texto, Extração de Relações Semânticas, Bi-Agrupamento,
Agrupamento Possibilístico, Recuperação de Informação.

Abstract

Information Retrieval systems are tools to automate the searching for information. The first im-
plementations were very simple, based exclusively on word syntax, and have evolved to systems
that use semantic knowledge such as those using ontologies. However, the manual specification is
an expensive task and subject to human mistakes. In order to deal with this problem, methodolo-
gies that automatically construct ontologies have been proposed but they did not reach good results,
identifying false semantic relation between words. This work presents a natural language processing
technique e a new clustering algorithm for the semi-automatic extraction of semantic relations by
using the content of the document, a commom-sense ontology, and the supervision of the user to cor-
rectly identify semantic relations. The proposal encompasses a stage that uses linguistic resources to
extract the terms and another stage that uses clustering algorithms to identify concepts and instance-
of relations between terms and concepts. The proposed algorithm is based on possibilistic clustering
and bi-clustering techniques and it allows the interative extraction of concepts. The results are pro-
mising, similar to the most recent methodologies, with the advantage of allowing the supervision of
the extraction process.

Keywords: Text Processing, Semantic Relations Extraction, Bi-Clustering, Possibilistic Cluste-
ring, Information Retrieval.
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Capítulo 1

Introdução

Informação, atualmente, é um elemento chave para o sucesso de qualquer tipo de negócio [42].

Os sistemas de computadores e as redes de telecomunicações permitiram às pessoas acessar e dispo-

nibilizar uma grande quantidade de informação sobre os mais diversos assuntos. Entretanto, restava a

questão de como a informação disponível pudesse ser recuperada de forma precisa e rápida, trazendo

informações que sejam realmente relevantes para uma consulta. A solução para este problema foi

o desenvolvimento de ferramentas de recuperação automática de informação. Desta forma, foram

desenvolvidos os primeiros sistemas de recuperação de informação (RI). Os sistemas de RI, assim

como em acervos bibliográficos, realizam a indexação da informação por meio de palavras-chave

que permitem ao usuário localizar uma determinada informação especificando aquelas que melhor

descrevem o assunto de interesse.

Os sistemas de RI baseados em palavras-chave evoluíram de propostas bastante simples, como os

sistemas booleanos [37] e os sistemas booleanos extendidos [58] [74], até os mais elaborados utili-

zando modelos vetoriais [63] e modelos baseados em semântica latente [17]. Em todos, o objetivo é

melhorar os índices de desempenho do sistema. Os índices são expressos por métricas que permitem

avaliar o desempenho dos sistemas e são medidas, principalmente, pela cobertura e precisão. Cober-

tura é a fração de documentos que são relevantes para uma consulta e que foram recuperados com

sucesso; precisão é a fração de documentos recuperados que são relevantes para o usuário.

Os sistemas mais elaborados para a recuperação de informação tais como aqueles utilizando es-

paços vetoriais e semântica latente trouxeram melhoras nos índices de desempenho. No entanto, os

sistemas de RI ainda falhavam quando tratavam com situações em que as palavras são polissêmicas

ou em casos de palavras sinônimas. A solução para esse problema foi a introdução de conhecimento

adicional sobre a semântica das palavras.

1



2 Introdução

1.1 Motivação e relevância

Os modelos mais recentes de recuperação de informação incorporam conhecimento específico

de domínio de modo a melhorar os índices de desempenho das máquinas de busca. Alguns desses

modelos incorporam o conhecimento por meio de mecanismos formais e explícitos tais como aqueles

que utilizam ontologias.

Em computação, uma ontologia é uma representação formal para os conceitos de um domínio

e os relacionamentos entre conceitos. É utilizada para realizar inferências sobre as propriedades

da ontologia e retirar conclusões a partir de fatos. Em recuperação de informações, ontologias são

utilizadas para dar maior fundamentação semântica aos textos de modo que o processo de recuperação

seja mais efetivo e constituem um dos pilares fundamentais para formação da Web Semântica [6].

Trazida da área de filosofia e, agora, aplicada na área de computação, o termo ontologia apresenta

múltiplas definições porém nenhuma delas é completa e concisa o suficiente para descrevê-la. No

entanto, muitos aceitam a definição dada por Gruber [33]: “ontologia é uma especificação formal e

explícita de uma conceitualização compartilhada”.

A caracterização de uma ontologia envolve a definição de algumas entidades que permitem esta-

belecer a rede semântica na qual são realizadas inferências para a descoberta de novo conhecimento.

A concepção original de uma ontologia, baseada em lógica proposicional, define de maneira rígida

as entidades do modelo ontológico. No entanto, as aplicações em mineração de dados necessitam

trabalhar e realizar inferências utilizando informação vaga ou incerta. Esta dificuldade levou ao sur-

gimento das ontologias fuzzy que incorporaram conceitos de lógica fuzzy na definição das entidades

ontológicas [47] [45]. O modelo clássico de ontologia foi alterado de modo a dar suporte a graus

de pertinência na definição de conceitos e relacionamentos. Assim, como proposto por Calegari e

Ciucci [9], algumas entidades foram redefinidas: conceito passou a conter com diferentes graus de

pertinência os indivíduos e os relacionamentos são caracterizados por números que representam o

grau de associação entre os conceitos.

Percebe-se assim que especificar uma ontologia requer a definição manual de uma série de en-

tidades. Contudo, a definição manual de uma ontologia é uma tarefa extremamente custosa, que

demanda muito tempo e pessoal com conhecimento especializado no domínio tratado. Além disso, o

procedimento é sujeito a erros humanos. Motivados por esses problemas é que foram desenvolvidas

metodologias para a identificação automática ou semi-automáticas dessas entidades. Algumas dessas

metodologias fazem uso de técnicas lingüísticas para identificação de entidades ontológicas. Outras

fazem uso de técnicas estatísticas para determinar a correlação entre palavras. E existem, ainda, as que

combinam as duas técnicas tais como aquelas exploradas pela área de processamento de linguagem

natural.
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1.2 Contribuições

A proposta descrita nesta dissertação faz uso de técnicas estatísticas e lingüísticas para a iden-

tificação das principais entidades ontológicas e suas relações obtidas a partir de um conjunto de

documentos (corpus). O resultado dessa proposta foi o desenvolvimento de um sistema que pode ser

utilizado por especialistas no domínio dos documentos para a construção e/ou manutenção de ontolo-

gias. Ainda, a proposta apresenta contribuições para a área de Processamento de Linguagem Natural

e para a área de Inteligência Computacional.

Na área de Processamento de Linguagem Natural, uma técnica não-supervisionada para a iden-

tificação de conceitos e relacionamentos a partir do conteúdo de documentos foi desenvolvida. Pri-

meiramente, é definido um modelo ontológico, que estabelece dois níveis de abstração para descrever

o universo de discurso. O nível mais concreto é representado por termos e o nível mais abstrato é

representado por conceitos. Entre estes dois níveis existem relações semânticas fuzzy de instanciação

entre termos e conceitos.

A definição do modelo ontológico permite estabelecer os requisitos do algoritmo de construção

de ontologias. Neste caso, os requisitos incluem a identificação dos termos, dos conceitos e de suas

relações semânticas.

Técnicas lingüísticas são utilizadas para identificar a lista de termos no vocabulário da ontologia.

Os conteúdos dos documentos são processados por um analisador léxico que extrai as palavras e

categoriza-as de acordo com a sua função morfossintática. A categorização é realizada por meio de

uma base lexical.

Técnicas estatísticas são utilizadas para identificar a lista de conceitos. Para este fim, uma estru-

tura matemática é atribuída à entidade termo e uma métrica é definida para medir a correlação, ou

também proximidade, entre os termos. A identificação de conceitos parte da hipótese de que termos

que apareçam de forma correlata nos documentos caracterizam algum conceito abordado por estes.

Desse modo, a identificação de conceitos pode ser vista como a identificação de agrupamentos de

termos correlatos.

Para a identificação de termos correlatos será utilizado uma versão modificada do agrupador pos-

sibilístico. Uma nova função-objetivo será proposta e um novo algoritmo iterativo será desenvolvido

para a extração dos grupos. Ainda, técnicas de bi-agrupamento são empregadas para diminuir a com-

plexidade computacional do agrupador.

A técnica proposta apresenta como vantagens a possibilidade de regular o nível de abstração dos

conceitos extraídos, realizar atualizações na ontologia e, principalmente, supervisionar o processo de

extração. Ainda são apresentados uma proposta para a atribuição automática de nomes aos conceitos

e uma possível estratégia para a obtenção de relações semânticas de hiperonímia e hiponímia.

Na área de Inteligência Computacional foi proposto um novo método para a realização de agru-
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pamento de objetos, no caso desta dissertação, os termos obtidos da análise dos documentos. O

desenvolvimento desse novo método, motivado pela incapacidade dos métodos tradicionais de lidar

com situações nas quais não havia a definição de protótipos de grupo, partiu da análise da função-

objetivo do agrupador possibilístico da qual foram extraídas as principais propriedades dessa função.

Essas propriedades permitiram a definição de novos critérios e funções para o agrupamento de obje-

tos, utilizando somente a informação de distância entre eles. O processo identifica um grupo de cada

vez por meio de uma estratégia iterativa, que trouxe como vantagens a definição de métricas para o

número adequado de grupos e a supervisão do processo de agrupamento.

1.3 Organização

O restante da dissertação está organizado da seguinte maneira:

• No Capítulo 2, são discutidos os principais métodos de extração de relações semânticas em

documentos. São apresentados os métodos baseados em processamento de linguagem natural e

os métodos baseados em estatística. O modelo de documento adotado nesta dissertação também

é apresentado.

• No Capítulo 3, é feita uma breve revisão dos métodos de aprendizado de máquina baseados em

técnicas de agrupamento. Esta revisão apresenta as vantagens, desvantagens e características

dos agrupadores mais conhecidos. Esta revisão ajudará na elaboração do método proposto para

a extração semântica de conceitos.

• O Capítulo 4 apresenta a proposta para a extração das relações semânticas. São discutidos os

procedimentos para a obtenção da lista de termos, a função objetivo para o agrupamento, e os

algoritmos desenvolvidos para a extração e nomeação dos conceitos. Ainda, é apresentada a

estratégia interativa para a identificação de conceitos.

• Os resultados são apresentados no Capítulo 5. O algoritmo é avaliado em relação à qualidade

e quantidade dos conceitos extraídos havendo também comparação com outras técnicas. Em

seguida, o mecanismo de atribuição de nome aos conceitos é avaliado.

• Por fim, o Capítulo 6 apresenta as conclusões da dissertação e discussões sobre suas vantan-

gens e desvantagens. Apresenta também novas possibilidades de melhorias para o algoritmo

proposto e a aplicabilidade em outros domínios.



Capítulo 2

Extração de Relações Semânticas

Recuperação de informação é a ciência que lida com a representação, armazenamento, organiza-

ção e busca da informação. A idéia de se utilizar computadores para a realização de buscas surgiu com

um famoso artigo de Vannevar Bush em 1945 [8], As We May Think e as primeiras implementações

surgiram nas décadas de 50 e 60.

Os modelos de recuperação de informação surgiram com propostas bastantes simples e, ao longo

do tempo; motivados pelo advento da Internet, tornaram-se mais complexos e completos. Apesar

dos inúmeros avanços, a maioria dos modelos pode ser reduzida a um sistema formal descrito pela

quádrupla [D, Q, F,R], na qual:

• D é um conjunto representando os documentos, isto é, representa os itens armazenados;

• Q é um conjunto representando as consultas, isto é, representa as necessidades do usuário;

• F é um framework para modelagem dos documentos, as consultas, e seus relacionamentos;

• R : Q × D → R é uma função de similaridade que expressa quão relevante um documento é

para um determinada consulta.

O processo de recuperação também é similar aos sistemas que utilizam o formalismo anterior.

O usuário expressa a consulta q e submete ao sistema de recuperação de informações. A consulta

é interpretada pelo framework F o qual aplica a função de relevância R(q, d) para cada documento

armazenado na base de documentos. Por fim, o resultado é apresentado ao usuário na ordem decres-

cente de relevância.

O número de documentos retornados pode ser extremamente elevado, de modo que é razoável

aplicar algum critério que permita retirar um subconjunto Dr de D que potencialmente responde à

consulta q. Dois problemas que podem ocorrer nesses sistemas são: nem todos os documentos em

Dr são relevantes; e Dr pode não incluir documentos relevantes de D. Com base nessa constatação,

duas medidas de desempenho foram propostas.

5
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A primeira medida de desempenho, denominada cobertura e denotada por r, mede a fração de

documentos que são relevantes para a consulta e que foram recuperados com sucesso, dada na forma:

r =
ri(Dr)

ri(D)
(2.1)

A segunda medida de desempenho, denomindada precisão e denotada por p, mede a fração de

documentos recuperados que são relevantes para a consulta do usuário, como segue:

p =
ri(Dr)

||Dr||
(2.2)

onde ||Dr|| é o número de elementos no conjunto Dr e ri(S) é uma função que expressa o número de

itens relevantes no conjunto S. Os índices r e p são valores no intervalo [0, 1] e quanto mais próximos

de 1, melhor é o sistema de recuperação.

Motivados pela desejo de se ter um sistema mais próximo possível do ideal (r = p = 1), di-

versas propostas surgiram. Uma dessas propostas trabalha com a idéia de ontologias, que permite a

especificação de conceitos e relacionamentos. A utilização desses artefatos ontológicos são capazes

de agregar maior valor semântico a documentos de tal forma que o computador possa “compreen-

der” o assunto abordado por um determinado documento. A implicação desse novo paradigma é que

ferramentas de busca podem ser mais efetivas na recuperação da informação.

Os métodos de recuperação de informação baseados na utilização de ontologias surgiram como

uma resposta para as deficiências do modelo baseado somente na representação léxica de termos.

As deficiências desse modelo afeta diretamente os requisitos de precisão e cobertura dos buscadores:

documentos não relacionados à busca são recuperados e documentos relevantes que não contem ao

menos um termo da busca não são recuperados.

Esses problemas ocorrem porque a busca baseada na representação léxica indexa os documentos

com base em termos que representam informações vagas e, algumas vezes, representam mais ruído

do que informação útil. Outro problema é que a informação requisitada pelo usuário está muito mais

relacionada a conceitos ou assuntos do que na indexação de termos.

Uma solução para este problema foi a introdução de um novo elemento denominado conceito

que associa indiretamente os termos aos documentos [69] [75]. A figura 2.1 mostra a mudança no

paradigma de recuperação de informação. As arestas unindo os documentos aos conceitos e as arestas

unindo os termos aos documentos são relações semânticas de instânciação. Relações semânticas entre

conceitos tais como as relações de hiperonímia e hiponímia não estão representadas.

Em geral, o espaço de conceitos é de menor dimensão que a dimensão de termos. Assim, docu-

mentos podem ser recuperados mesmo quando não há um vínculo direto entre o termo requisitado na

busca e o documento. Considere o exemplo da figura 2.1 e a situação em que o documento d1 con-



7

TermosConceitosDocumentos

t1

t2

t3

t4

C3

C2

C1

d5

d4

d3

d2

d1

Fig. 2.1: Modelo com conceitos

tenha somente o termo t1 que é sinônimo de t3. No modelo que utiliza somente termos, o resultado

de uma busca por t3 não retornará o documento d1, apesar da relação de sinonímia entre os termos t1

e t3. O novo paradigma, com a camada de conceitos, soluciona esse problema ao introduzir relações

semânticas entre os termos. Observe que, nesse modelo, os termos t1 e t3 estão associados por meio

do conceito C1 e, assim, uma consulta pelo termo t3 pode retornar o documento d1.

A idéia de se utilizar conceitos para melhorar a busca é interessante. Contudo, uma outra questão

permanece: como obter tais conceitos? Uma estratégia é contratar um especialista para manualmente

definir os conceitos e os relacionamentos com os termos e os documentos. No entanto, essa estratégia

é custosa e sujeita a erro humano. Uma alternativa é utilizar métodos de aprendizado de máquina para

extrair automaticamente os conceitos e seus relacionamentos.

Trabalhos relacionados à extração de relações semânticas via análise dos documentos podem

ser divididos em duas abordagens diferentes. Uma faz uso de métodos lingüísticos e a outra faz

uso da análise estatística de termos em documentos (métodos numéricos) [28]. Existem também as

técnicas de processamento de linguagem natural que combinam técnicas lingüísticas e estatísticas.

Nos métodos lingüísticos, os documentos são processados por analisadores sintáticos e semânticos.

Dessas análises resulta a identificação de conceitos, termos e relações entre as entidades do modelo

ontológico. Na linha de análise estatística, os métodos trabalham com a distribuição dos termos nos

documentos, procurando determinar relações de semelhança, diferença ou hierárquica entre termos.

Na linha de processamento de linguagem natural podemos citar aquelas que utilizam Formal Concept

Analysis (FCA) e suas variantes [13] [1].
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2.1 Ontologias

Ontologia ("conhecimento do ser") é a parte da filosofia que trata da natureza do ser, da realidade,

da existência dos entes e das questões metafísicas em geral. Em computação, ontologia é um modelo

de dados que permite representar diversas entidades nos mais diferentes níveis de abstração na qual

é possível a criação de conceitos, relacionamentos, taxonomias e axiomas. O grande interesse nesse

modelo é a aplicação de algoritmos capazes de realizar inferências com as entidades ontológicas e

retirar conclusões a partir de fatos.

Ontologias têm sido utilizadas em aplicações tais como máquinas de busca [27], engenharia de

software [21] e processamento de linguagem natural [20]. Em todas essas áreas as ontologias são

usadas para representar o conhecimento.

Em ciência da computação não há uma definição formal e única que seja aceita por todos os

pesquisadores. A definição mais conhecida é dado por Gruber [33] e diz que:“Ontologia é uma

especificação formal e explícita de uma conceitualização compartilhada”.

Outra definição mais próxima da área de computação é dada por Guarino [34]: “Uma ontologia

é um artefato de engenharia, constituída por um vocabulário específico usado para descrever uma

certa realidade, e um conjunto explícito de suposições considerando o significado pretendido das

palavras desse vocabulário”. E, também, por Chandrasekaran [11]: “Ontologias são teorias de

conteúdo sobre tipos de objetos, propriedades de objetos e relações entre objetos que são possíveis

em um domínio do conhecimento específico”.

Ontologias podem ser classificadas pela forma como são implementadas. Uschold [71] definiu

três dimensões para classificar uma ontologia:

Formalidade:

• Altamente informal: Expressada sem muito rigor em linguagem natural.

• Estruturada e Informal: Expressada em um forma de linguagem natural restrita e estruturada,

aumentanto a clareza ao se reduzir a ambiguidade.

• Semi-formal: expressada em um linguagem artificial definida formalmente.

• Rigorosamente formal: termos meticulosamente definidos com um semântica formal, teoremas

e provas.

Propósito: refere-se a uso que se dará a ontologia. Uschold identificou três cenários possíveis:

• Comunicação. Comunicação entre pessoas; Neste caso, uma ontologia informal mas não-

ambígua seria suficiente.
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• Inter-Operabilidade. Neste caso, ontologias são utilizadas como um formatopara troca de in-

formações entre os diferentes sistemas.

• Benefícios para a Engenharia de Sistemas: Re-Usabilidade, Aquisição de conhecimento, con-

fiabilidade, especificação;

Assunto: A natureza do assunto que a ontologia irá caracterizar.

As ontologias ainda podem ser classificadas de acordo com o nível de generalidade. Existem as

ontologias gerais (de senso comum), na qual contém conceitos e termos que sejam comuns a qualquer

área do discurso. E existem as ontologias de domínio cujo propósito é descrever domínios específicos.

Alguns exemplos de ontologia geral são apresentadas a seguir.

Cyc: Cyc 1 é uma grande ontologia que provê um vasto conhecimento de senso comum. Cyc é base-

ado na micro teorias, cada qual captura o conhecimento para diferentes domínios de diferentes

pontos de vista tais como espaço, tempo e causalidade. Ontologias Cyc são implementadas em

CycL que é uma linguagem formal cuja sintaxe deriva do cálculo de predicados de primeira

ordem. O vocabulário de CycL consiste de termos, os quais podem ser combinados para for-

mar expressões mais complexas em CycL. O conjunto dessas expressões formam a base de

conhecimento.

TOVE: TOVE (Toronto Virtual Enterprise) [50] é uma abordagem composta de um modelo integrado

com suporte a inferência e baseado em ontologias de núcleo. TOVE prove um método forma-

lização para combiná-los em um sistema. A metodologia inclui os seguintes passos: define-se

um conjunto de cenários de motivação (Motivating Scenarios), um conjunto de questões de

competência informal (Informal Competence Questions) que a ontologia deve responder, uma

terminologia para a ontologia utilizando Lógicas de Primeira Ordem, uma semântica e as res-

trições na terminologia.

On-To-Knowledge: On-To-Knowledge [23] é um projeto do programa europeu para as tecnologias

para a sociadade da informação (European Commission Information Society Technologies). A

metodologia prove orientação para a introdução de ferramentas de gerência de conhecimento

em aplicações enterprises. Ela inclui a identificação de objetivos que deverão ser atingidos e

são baseadas na análise de negócio e nos diferentes papéis que o conhecimento desempenha

na organização. OIL 2 (Ontology Interchange Language) é a linguagem padrão desenvolvida

para o projeto OnToKnowledge. Ela utiliza três paradigmas: Modelagem baseada em qua-

1www.cyc.com
2http://www.ontoknowledge.org/oil/index.shtml
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dro (frame-based modeling), com semântica baseada e lógica descritiva e sintaxe baseada em

padrões Web tais como XML schema e RDF schema.

WordNet: O projeto WordNet começou cerca de 20 anos atrás no Laboratório de Ciência Cognitiva

de Princeton e está continuamente em atualização. WordNet é uma base de dados léxica base-

ada nos princípios da psico-lingüística. Originalmente foi desenvolvido para a lingua Inglesa,

mas atualmente é possível encontrar versões do WordNet em muitas outras línguas. A unidade

básica de informação é chamada de synset, o qual é um conjunto de sinônimos que podem ser

permutados em um determinado contexto. WordNet contem cerca de 114.648 substantivos,

79.689 synsets e diversas relações semânticas entre os synsets. Sinonímia, Antonímia, Hiponí-

mia, Hiperonímia, Meronímia, Holonímia e Troponímia são algumas das relações presentes no

WordNet.

Nesta dissertação, a ontologia resultante do processo de extração de relações semânticas é de

domínio pois a fonte de informação é o próprio conteúdo dos documentos. No entanto, será utilizada

ontologia de senso comum para extrair os termos presentes nos documentos.

A seguir são listados os recursos mais comuns em ontologias tais como a definição de conceitos,

relacionamentos e as declarações de fatos, também conhecidos como indivíduos.

• Indivíduos (ou Instâncias): representam as entidades mais simples de uma ontologia. Em ge-

ral, essas entidades representam elementos concretos, tais como: pessoas, animais, plantas, e

objetos. Mas é possível, também, a representação de elementos abstratos, tais como: números

e símbolos. Em ontologias, indivíduos pertencem necessariamente a um ou mais conceitos;

• Classes (ou conceitos): representam entidades mais complexas em uma ontologia, normalmente

são entidades que remetem a idéias abstratas ou remetem à noção de coleção de indivíduos que

compartilham alguma característica em comum. Exemplo de conceitos:

– Classe Veículo. Classe de todos os meios de transporte, seja motorizado ou não, por

quaisquer via: terrestre, marítima ou aérea;

– Classe Réptil. Classe de todos os animais que são vertebrados tetrápodes e ectotérmicos,

ou seja, não possuem temperatura corporal constante;

– Classe Número. Classe de todos os números, seja ele racional, irracional, real ou com-

plexo.

• Relações: permitem estabelecer associações entre conceitos. As relações são de dois tipos:

taxonômicas ou não-taxonômicas.

– Taxonômicas: permitem estabelecer associações entre conceitos mais gerais e conceitos

mais específicos. Em lingüística estas relações também são conhecidas como hiperonímia
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e hiponímia. Por exemplo: a expressão “veículo automotor” é uma hiperonímia do termo

“carro” pois trata-se de uma expressão mais geral que denota todas as formas de veículos

movidos a motor, não somente carros mas também ônibus e caminhões. No sentido oposto

temos que o termo “carro” é uma hiponímia da expressão “veículo automotor”;

– Não-Taxonômicas: são outras relações que não se enquadram nas relações taxonômicas

tais como meronímia, holonímia, antonímia, troponímia, sinonímia e de instanciação (ins-

tance of ).

* Meronímia: permite estabelecer uma relação semântica entre conceitos determinando

que uma dada entidade é parte de outra. Por exemplo, “dedo” é uma meronímia de

“mão” porque dedo é parte da mão.

* Holonímia: permite estabelecer uma relação semântica entre conceitos determinando

que uma dada entidade é composta de outras entidades. Por exemplo, “roda” é uma

meronímia de “automóvel”.

* Antonímia: é a relação que se estabelece entre dois conceitos ou mais que apresentam

significados diferentes, contrários (antônimos). Por exemplo, economizar - gastar;

bem - mal; bom - ruim.

* Troponímia: é uma relação similar à hiponímia mas aplicada aos verbos.

* Sinonímia: é a relação que se estabelece entre dois conceitos ou mais que apresentam

o mesmo ou semelhante significado. Por exemplo, gordo - obeso; morrer - falecer;

após - depois.

* Instanciação: é a relação que se estabelece entre um termo, uma entidade mais con-

creta, e um conceito, uma entidade mais abstrata.

Parte de uma ontologia sobre o ramo automotivo é apresentada na figura 2.2 e ilustra os principais

elementos ontológicos e a notação gráfica que será utilizada para representar cada entidade.

As marcações em números na figura denotam as principais entidades do modelo ontológico. Uma

descrição mais detalhada das marcações é apresentada a seguir:

1. Toda ontologia apresenta um conceito do qual todos os elementos fazem parte. Esse é repre-

sentado pelo conceito “Coisa”.

2. Conceitos são representados com a figura geométrica elipse. Neste exemplo, são cinco os

conceitos: “Coisa”, “Veículo Automotor”, “Pneu”, “Ônibus”, “Carro”.

3. Relações taxonômicas são representadas com um arco orientado, onde o sentido do arco aponta

para o conceito mais genérico. No exemplo, são quatro as relações taxonômicas.
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PneuVeículo Automotor

BridgestoneMichelinFerrari

Carro

Mercedes

5

Ônibus 6

3

Coisa

1

2 possui

4

Fig. 2.2: Exemplo de parte de uma Ontologia

4. Relações não-taxonômicas são representadas com um arco entre dois conceitos. Relações não-

taxonômicas de meronímia/holonímia ainda podem ser representadas com um arco com o sím-

bolo de diamante no lado do conceito que representa a idéia do todo. No exemplo dado, as

instâncias do conceito “Veículo Automotor” possuem instâncias do conceito “Pneu”.

5. As entidades mais concretas, denominadas indivíduos, são representados com um retângulo. O

exemplo possui quatro indivíduos: “Mercedes”, “Ferrari”, “Michelin” e “Bridgestone”.

6. O relacionamento entre termo e conceito, denominado de relação de instanciação (instance of ),

é representado por um arco simples.

As construções ontológicas apresentadas na figura 2.2 são apenas um sub-conjunto de muitas

outras possibilidades. O consórcio para a world wide web padronizou uma linguagem para a des-

crição de ontologias, denominada de OWL 3, especificando a sintaxe e semântica de cada entidade

ontológica. Essa linguagem serve de referência para outras construções ontológicas listadas nesta

dissertação.

2.1.1 Modelos de definição ontológica

As diferentes entidades de uma ontologia ainda podem ser categorizadas em extensional ou inten-

cional, dependendo da forma como são definidas.

Modelo Extensional

O modelo extensional formula o significado de um conceito por meio da especificação exaustiva

de todos os objetos que se enquadram na definição do conceito em questão. Por exemplo, a definição

extensional para o conceito “nações do mundo” pode ser dada pela enumeração de todas as nações do

3http://www.w3.org/TR/owl-ref/
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mundo. A listagem explicitando todos os objetos de um conceito somente é possível para conjuntos

finitos e é somente prática para conjuntos pequenos. A definição extensional costuma ser utilizada

quando os objetos pertencentes ao conceito trazem mais significado ao conceito que a sua própria

definição.

Exemplos de definição extensional para conceitos

Conceito Vogais ≡ {a,e,i,o,u}

Conceito Nomes ≡ {João, Maria, José}

Perceba que nesta forma de definição é impossível a representação de conjuntos infinitos contá-

veis, como o conjunto dos números pares, ou conjuntos infinitos não contáveis, como o conjunto de

pares (x, y) que satisfaçam a função y = x2 + 3x + 10.

Modelo Intencional

Em lógica e matemática, uma definição intencional de um conceito permite dizer se um dado

objeto pertence ou não a este conceito avaliando-se as propriedades requeridas que acompanham a

definição intencional, isto é, estabelece condições necessárias e suficientes para que um objeto possa

pertencer a um dado conceito. Obviamente, a definição intencional é mais aplicável quando tem-se

uma perfeita definição do conjunto de propriedades. Diferentemente do modelo extensional, é possí-

vel a definição de conceitos que contenham um número infinito de objetos. Por exemplo, o conceito

formado pelos números pares: é impossível uma definição extensional, pois o conjunto é composto

por infinitos números; no entanto, a definição intencional é perfeitamente possível, bastando estabele-

cer um regra que permita associar um número a esse conceito. Nesse caso, define-se a seguinte regra:

conceito formado pelos números que sejam múltiplos de dois. A definição intencional também pode

ser definida por meio de um conjunto de axiomas ou regras que permitem gerar todos os membros

de um determinado conceito. Por exemplo, a definição intencional de “número quadrado” pode ser

“tome um inteiro e multiplique por ele próprio”. Não importa o número tomado, a multiplicação

deste por ele próprio sempre gera um número quadrado.

Exemplos de definição intencional para conceitos:

Conceito Vogais ≡ {x: x é uma vogal}

Conceito Nomes ≡ {x: x é uma pessoa da família de Maria}

Nesta forma de definição é perfeitamente possível a representação de conjuntos infinitos, sejam

eles contáveis ou não contáveis.

Conceito Números Pares ≡ {x : x mod 2 = 0}

Conceito Função de Segundo Grau ≡ {(x, y) : y = x2 + 3x + 10}
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2.2 Técnicas Linguísticas

Os métodos linguísticos para a extração de relações ontológicas fazem uso de analisadores léxicos

e sintáticos para tentar “compreender” os textos da base de documentos. No estágio de análise léxica,

os termos são extraídos dos textos, categorizados (mapeados para classes léxicas, tais como substanti-

vos, verbos, adjetivos, etc) e reduzidos à sua forma primitiva (também conhecido como lematização).

A análise sintática realiza o processamento parcial ou total de estruturas lingüísticas. Dessa aná-

lise resulta a descoberta de relações semânticas entre conceitos. Já a interpretação do conteúdo se-

mântico expresso pela linguagem natural requer algum nível de conhecimento geral e, em algumas

vezes, de conhecimento especializado.

As técnicas lingüísticas são de diversos níveis de complexidade, desde as mais simples, utili-

zando a busca de padrões sintáticos, até as mais complexas, que utilizam análise terminológica e

sintática [67] [52].

A seguir, são apresentadas dois métodos para a extração de conceitos baseados nessa técnica.

2.2.1 Método de Hearst

O método de Hearst [39] para a extração de relações ontológicas baseia-se na busca de padrões

sintáticos. Alguns padrões sintáticos permitem a identificação de relações de hiperonímia e hiponímia

entre termos.

Alguns dos padrões identificados por Hearst são:

• NPA such as NPB;

"... diseases such as hepatitis ..."

hiponímia(disease,hepatitis), hiperonímia(hepatitis,disease)

• NP1 such as NP2 (and|or) NP3;

"... cities such as Beijing and Guangzhou ..."

hiponímia(cities, Beijing), hiperonímia(Beijing, cities)

hiponímia(cities, Guangzhao), hiperonímia(Guangzhao, cities)

• NP1 such as NP2, NP3 (and|or) NP4;

"... infections such as bronchitis, sinusitis or pneumonia ..."

hiponímia(infections, bronchitis), hiperonímia(bronchitis, infections)

hiponímia(infections, sinusitis), hiperonímia(sinusitis, infections)

hiponímia(infections, pneumonia), hiperonímia(pneumonia, infections)
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• NP1 {,} (or|and) other NP2;

"... vaccines, or other injectables ..."

hiponímia(injectables, vaccine), hiperonímia(vaccine, injectables)

• NP1, NP2 {,} (or|and) other NP3;

"... royalties, fees, and other revenues ..."

hiponímia (revenues, royalties), hiperonímia(royalties, revenues)

hiponímia (revenues, fees), hiperonímia(fees, revenues)

• NP1, NP2, NP3 {,} (or|and) other NP4;

"... Italy, Canada, the US and other countries ..."

hiponímia (countries, Italy), hiperonímia(Italy, countries)

hiponímia (countries, Canada), hiperonímia(Canada, countries)

hiponímia (countries, US), hiperonímia(US, countries)

• NP1 {,} {including|especially} NP2;

"... cytokines, including BNF ..."

hiponímia (cytokines, BNF)

• NP1 {,} {including|especially} NP2 {or|and} NP3;

"... technologies including ATLAS and SCAN ..."

hiponímia (technologies, ATLAS),

hiponímia (technologies, SCAN)

As siglas NPA, NPB, NP1, NP2, NP3 e NP4 são sintagmas nominais (Noun Phrase - NP).

Esses padrões permitem estabelecer relações de hiperonímia e hiponímia entre uma expressão mais

genérica e outra expressão mais específica. Por exemplo, no padrão “NPA such as NPB”, NPA

é a expressão mais genérica e NPB é a expressão mais específica. Hearst aplicou essas regras para

extrair relações taxonômicas da Enciclopédia Acadêmica Americana Grolier [32] e comparou-as com

as relações taxonômicas presentes no dicionário digital WordNet [54]. A tabela 2.1 mostra algumas

instâncias das relações de hiperonímia/hiponímia encontradas; as demarcadas com * também estavam

presentes no WordNet.

Os resultados presentes nesta tabela mostram que o método de Hearst têm potencial para a extra-

ção de relações semânticas. Os resultados motivaram a pesquisa por outras propostas baseadas em
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Termo mais abtrato Termo mais específico

cereal rice*, wheat*
countries Cuba, Vietnam, France*

hydrocarbon ethylene, benzene, gasoline
substances bromine*, hydrogenrice*, phosphorus*, nitrogen*
protozoa paramecium
liqueurs anisette*, absinthe*

rocks granite*
substances

species steatornis, oilbirds
bivalves scallop*

fungi smuts*, rusts*
fabrics acrylics*, nylon*, silk*

antibiotics ampicillin, erythromycin*
institutions temples, king

seabirds penguins, albatross*
flatworms tapeworms, planaria

amphibians frogs*
waterfowl ducks
legumes lentils*, beans*, nuts
organism horsetails, ferns, mosses

rivers Sevier, Carson, Humboldt
fruits olives*, grapes*

ideologies liberalism, conservatism
industries steel, iron, shoes
minerals pyrite*, galena
infection meningitis

phenomena lightning*
dyes quercitron

Tab. 2.1: Instâncias das Relações de Hiperonímia/Hiponímia encontradas em Grolier

buscas por padrões, tais como a proposta de Cimiano et al. [14] e Caraballo [10]. Cimiano utiliza

fontes de dados diferentes para validar as relações extraídas com a identificação dos padrões. Em

particular, a validação das relações é feita com a utilização da base de dados lexicais WordNet e via

análise de ocorrência de termos em documentos na Web.

Apesar dos avanços nessas técnicas, em algumas situações a busca por padrões identificou erro-

neamente relações de hiperonímia/hiponímia. Por exemplo em (“king”,“institution”) que na verdade

é uma relação de metonímia e, em outros casos, a relação é dependente de contexto, como acontece

em (“Washington”,“nationalist”) e também em (“aircraft”,“target”).

Os padrões de Hearst já foram adaptados a outras línguas, inclusive o português. Os padrões

sintáticos em língua portuguesa foram explorados por de Freitas e Quental [15].
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2.2.2 Mineração de Ontologias a partir de Textos

Mineração de Ontologias a partir de Textos, Mining Ontologies from Text, é uma técnica desen-

volvida por Maedche et al. [52] para a identificação de conceitos e relações taxonômicas, e apresenta

um mecanismo para a descoberta de relações não-taxonômicas baseado no algoritmo de Srikant e

Agrawal [68].

A técnica de Maedche é composta de diversos estágios para o processamento dos documentos. O

primeiro estágio é o processamento dos textos via SMES (Sarbrucken Message Extraction System)

que realiza a tokenização, a análise morfológica e léxica dos textos. O outro estágio é um processador

sintático que extrai um conjunto de informações sobre a estrutura sintática dos textos. O resultado

desses dois módulos é um texto anotado com rótulos no formato padronizado XML, contento as

informações do processador lingüístico.

As informações retornadas pelo módulo SMES alimentam o módulo de aprendizado e descoberta

(Learning & Discovering), que identificará os conceitos e as relações semânticas.

Os conceitos são inseridos no sistema aplicando-se mecanismos de extração de termos baseados

nas medidas de relevância dos termos aos documentos, propostos por Salton [64], e os termos mais

freqüentes são candidatos a conceitos, que são manualmente adicionados ao domínio da ontologia.

As relações entre conceitos são determinadas em dois estágios. O primeiro destinado a descobrir

as relações taxonômicas e o segundo destinado a descobrir as relações não-taxonômicas. As rela-

ções taxonômicas são extraídas utilizando os padrões sintáticos de Hearst, que foram descritos na

seção 2.2.1. As relações conceituais não-taxonômicas são extraídas utilizando o algoritmo de Srikant

e Agrawal para a descoberta de regras de associação generalizada, descrita a seguir.

Na proposta de Srikant é definido, inicialmente, um conjunto de transações T = {ti|i = 1 . . . n},

onde cada transação ti consiste de um conjunto de itens ti = {ai,j|j = 1 . . . mi, ai,j ∈ C} e cada

item ai,j é da lista de conceitos C. O algoritmo calcula as regras de associação Xk ⇒ Yk (Xk, Yk ⊂

C, Xk ∩ Yk = {}) para os quais as medidas para suporte e confidência excedam um limiar definido

pelo usuário. O suporte da regra Xk ⇒ Yk é o percentual de transações que contêm Xk ∩ Yk como

um sub-conjunto, e confidência para Xk ⇒ Yk é definida como o percentual de transações em que Yk

é visto quando Xk aparece em uma transação, ou seja:

suporte(Xk, Yk) =
|{ti|Xk ∪ Yk ⊆ ti}|

n
(2.3)

confidência(Xk, Yk) =
|{ti|Xk ∪ Yk ⊆ ti}|

|{ti|Xk ⊆ ti}|
(2.4)

Os autores dessa proposta estenderam esse mecanismo básico para determinar associações quando

relações taxonômicas estão presentes entre os conceitos. Para este propósito, eles primeiro estende-
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ram cada transação ti para incluir os conceitos mais abstratos de um conceito particular ai,j , isto é,

t
′

i := ti ∪ {ai,l|(ai,j, ai,l) ∈ H}. Então, eles calcularam a confidência e o suporte para todas as pos-

síveis regras de associação Xk ⇒ Yk onde Yk não contém um superconceito de Xk. Terminada a

fase de identificação das regras, realiza-se uma limpeza das regras onde regras Xk ⇒ Yk que estejam

cobertas por uma regra mais geral X̂k ⇒ Ŷk são removidas.

A saída do algoritmo é a lista de regras que constituem as relações não taxonômicas entre os con-

ceitos. A avaliação dessa técnica mostrou que o processo de descoberta das relações não-taxonômicas

ainda requer muita intervenção humana. Por outro lado, a proposta é muito adequada no auxílio a

especialistas para a construção de ontologias, propondo possíveis relações conceituais.

2.3 Técnicas Estatísticas

As técnicas estatísticas para a extração de relações semânticas referem-se aos métodos em que são

empregadas técnicas de análise da distribuição dos termos nos documentos. Portanto, são técnicas que

não utilizam a estrutura sintática e/ou semântica da linguagem. O único processamento lingüístico

realizado é o léxico que deverá extrair do conteúdo dos documentos a lista de termos. Extraídas as

palavras dos documentos, o segundo passo é o levantamento de histogramas que permitem estabelecer

a importância de cada palavra para a caracterização dos documentos. Esse procedimento é realizado

por meio da contagem do número de vezes que as palavras aparecem nos documentos. Assim, ao

final desse processo de contagem o resultado é um modelo que é a representação matemática dos

documentos. O modelo normalmente é uma matriz que permite avaliar a importância dos termos

junto aos documentos. Essa matriz será denominada de Dk e o procedimento para a sua obtenção

será detalhado na próxima seção.

O terceiro e mais importante procedimento é a análise estatística das informações. Basicamente,

o processo de análise tenta identificar padrões recorrentes e criar um modelo matemático simplificado

que sintetiza os dados contidos na matriz.

2.3.1 Modelo de documentos

Um modelo de documento é a representação abstrata da estrutura física ou semântica de um

documento. O modelo mais comum é baseado na matriz de ocorrência de termos em documentos.

No entanto, existem outros modelos mais complexos, tal como o modelo baseado em frases proposto

por Zamis e Eztioni [77], no qual procuram-se sufixos de frases que são compartilhadas por outros

documentos. Nesta dissertação, utilizaremos o primeiro modelo, devido à metodologia adotada para

a obtenção dos conceitos, que é baseada na identificação de termos correlatos.



2.3 Técnicas Estatísticas 19

No modelo de ocorrência de termos em documentos, também conhecido como modelo bolsão

de palavras (bag of words) [64], a lista de termos é extraída do conjunto total de documentos. Os

documentos são expressos na forma vetorial onde cada coordenada está associada a um termo que

representa uma característica do documento. Os valores das coordenadas do vetor documento re-

presentam a relevância dos termos para o documento. A união de todos os vetores forma a matriz

Dk:

Dk =





dk1,1 dk1,2 · · · dk1,N

dk2,1 dk2,2 · · · dk2,N

· · · · · · · · · · · ·

dkM,1 dkM,2 · · · dkM,N




(2.5)

Os parâmetros N e M representam o número de documentos e o número de termos, respectiva-

mente. Os valores da relevância dos termos aos documentos são computados utilizando-se as medidas

tf.idf [64], apresentada na equação 2.6. A medida tf-idf, freqüência do termo-feqüência inversa do

documento, é o peso frequentemente utilizado em recuperação de informação e mineração de textos

e representa uma medida estatística para avaliar a importância de uma palavra para um documento

em um conjunto de documentos. Em geral, esta medida procura estabelecer a seguinte relação: a

importância de um palavra aumenta proporcionalmente ao número de vezes que a palavra aparece no

documento e diminui à medida que esta palavra aparece em outros documentos.

di,k = (tf.idf)i,k = fi,k. log

(
N

ni

)
(2.6)

onde:

• i é um índice para o termo cujo valor está entre 1 e M ;

• k é um índice para o documento cujo valor está entre 1 e N ;

• (tf.idf)i,k é a relevância não normalizada do termo i ao document k;

• ni é o número de documentos contendo o termo i;

O índice tf.idf normalizado é dado por:

dki,k = | (tf.idf)i,k | =
(tf.idf)i,k√

∑N

j=1

(
(tf.idf)i,j

)2
(2.7)

2.3.2 Indexação por Semântica Latente

A indexação por semântica latente, Latent Semantic Indexing - LSI, foi originalmente proposta

por Dumais et al. [17] como uma alternativa para resolver os problemas dos modelos de recuperação
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baseados em espaços vetoriais. É uma técnica estatística que busca extrair dos documentos a estrutura

latente de utilização das palavras, que foi parcialmente oculta devido à variabilidade de palavras para

descrever o mesmo tópico. A versão truncada da decomposição em valores singulares (SVD) é usada

para estimar essa estrutura latente. A recuperação da informação é realizada utilizando os valores

singulares e os vetores obtidos com a versão truncada do SVD.

A decomposição SVD transforma a matriz termo-documento Dkt×d no produto de três matrizes

Dkt×d = Tt×nSn×nD
′

d×n (2.8)

onde t é o número de termos, d é o número de documentos, n é o mínimo entre t e d, T ,D são matrizes

ortogonais, isto é, TT
′

= D
′

D = I e S é uma matriz diagonal com os autovalores da matriz Dk.

Esta decomposição pode ser vista como um método para se rotacionar os eixos de um espaço

n-dimensional tal que o primeiro eixo aponta para a direção de maior variação, o segundo eixo para

a direção de segunda maior variação, e assim por diante.

As matrizes T e D representam termos e documentos nesse novo espaço e a matriz diagonal S

contém a variação em cada um dos eixos. Ao restringir as matrizes T , S e D a suas k < n linhas

mais importantes obtém-se uma versão aproximada da matriz Dk, mostrada na equação 2.9.

D̂kt×d = Tt×kSk×kD
′

d×k (2.9)

A matriz D̂k é a melhor aproximação quadrática da matriz Dk com posto k, segundo a equação:

∆ = ||Dk − D̂k||2 =
t∑

i=1

d∑

j=1

(
dkij − d̂kij

)2

(2.10)

Para os propósitos de recuperação, a consulta do usuário representada por q faz uso das matrizes

T e S para ampliar a consulta q, transformando-a em q̂.

q̂ = q
′

Tt×kS
−1
k×k (2.11)

Inicialmente, os trabalhos de Dumais foram utilizados em sistemas de recuperação de informação,

mas logo outros pesquisadores começaram a aplicar essa técnica para extrair relações semânticas entre

os termos.

Govind et al. [51] utilizaram a decomposição SVD para construir um grafo bipartido que associa

termos a conceitos. O grafo é construído a partir da matriz T e da lista de termos. Para cada vetor ti

da matriz T os termos com correlação menor que um certo limiar são eliminados aplicando-se zero

na coordenada do vetor referente ao termo. Já o nome do conceito é calculado tomando-se os cinco

termos de maior correlação e separando-os com vírgula.



2.3 Técnicas Estatísticas 21

Fortuna et al. [25] fazem uso de LSI para construção semi-automática de ontologias. Todo o

processo de construção da ontologia é manual, porém o computador continuamente fornece sugestões

para novos tópicos, auxilia na atribuição de categorias aos documentos e auxilia na aplicação de

nomes aos tópicos.

As principais vantagens da técnica LSI são a capacidade de tratar casos de palavras sinônimas,

filtragem de ruídos, e alguns casos de palavras polissêmicas. Outras vantagens incluem a existência de

algoritmos determinísticos para a decomposição SVD, a decomposição ser única e a não necessidade

de se recalcular a decomposição se o valor de k for alterado.

Dentre as desvantagens, podemos citar a restrição de ortogonalidade entre os vetores, resultando

em conceitos que não representam corretamente assuntos abordados pelos documentos, a dificuldade

para interpretar os valores presentes nos vetores de T e D, devido à mistura de valores positivos e

negativos, e a necessidade de se especificar o número k de conceitos.

2.3.3 Fatoração em Matrizes Não-Negativas

Xu et al. [76] e Shahnaz et al. [65] também fazem uso da decomposição de matrizes para extrair

relações semânticas. Em seus trabalhos, a matriz Dk é decomposta utilizando a técnica de NMF,

Non-Negative Matrix Factorization. Essa forma de decomposição foi proposta inicialmente por Lee

e Seung [48] e baseia-se na decomposição de uma matriz em produto de outras duas matrizes:

D̂kt×d = Wt×kHk×d W ≥ 0, H ≥ 0 (2.12)

Assim como em LSI, t, d e k são, respectivamente, número de termos, número de documentos

e k < min(t, d) o posto da matriz Dk. A matriz W representa bases vetoriais que auxiliaram na

composição da matriz Dk e a matriz H representa os coeficientes multiplicativos dos vetores-base.

Ao contrário da técnica de LSI, as matrizes são sempre maiores ou iguais a zero, garantindo a inter-

pretabilidade dos dados. Ainda, os vetores bases W não são necessariamente ortogonais de modo que

resolve a outra limitação da técnica LSI.

Esta decomposição procura minimizar a diferença entre a matriz original Dk e a sua versão apro-

ximada:

min
ij

∆ = ||Dk −W ·H||2 = ||Dk − D̂k|| =
t∑

i=1

d∑

j=1

(
dkij − d̂kij

)2

(2.13)

Além das vantagens em relação à técnica LSI apresentada anteriormente, os autores da proposta

argumentam ainda que o desempenho para o processamento de consultas e de agrupamentos são

comparáveis à técnica LSI, há economia de memória, pois as matrizes resultantes W e H são esparsas
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e apresenta escalabilidade boa em relação aos parâmetros t, d e k.

As desvantagens da técnica estão associadas ao método de decomposição, pois a fatoração não é

única, a decomposição D̂k = WH também pode ser decomposta como D̂k = WDD−1H onde os

novos valores W ∗ e H∗ são W ∗ = WD e H∗ = D−1H , incapacidade de se reduzir o tamanho da

base vetorial sem realizar toda a decomposição novamente, e, atualmente, não existe algoritmo que

garanta o ótimo global.

O algoritmo para a decomposição NMF é baseado na atualização iterativa das matrizes W e H

até que o erro quadrático seja menor que um certo limiar δ, como segue:

Hn+1 ←
Hn

(
W T

n Dkn

)

W T
n WnHn + ǫ

(2.14)

Wn+1 ←
Wn

(
DknH

T
n

)

WnHnHT
n + ǫ

(2.15)

O parâmetro ǫ é uma constante positiva próxima de zero para evitar a ocorrência de divisão por

zero.

2.3.4 Taxonomia de Termos

Holger et al. [4] utilizam de forma diferente a técnica LSI e propuseram um algoritmo capaz de

extrair relações taxonômicas entre termos. Diferentemente das propostas que procuram estabelecer

índices de pertinência de termos a conceitos, a proposta de Holger avalia curvas de similaridade entre

termos para inferir qual é a hierarquia entre eles. Assim como nas técnicas LSI e NMF, define-se uma

matriz Dk e uma matriz S = Dk

′

Dk para avaliar a similaridade entre os termos. Estando a matriz

Dk normalizada, os elementos da diagonal principal de S são todos 1 e o elemento genérico Sij é o

índice de similaridade entre os termos i e j.

A determinação do tipo de relação entre os pares de termos é feita analisando-se aproximações

SVD de baixo posto da matriz de similaridade. Seja S(k) = V (k)Σ(k)V (k)T a melhor aproximação

com posto k para a matriz S. A matriz Σ(k) é diagonal contendo os k maiores autovalores e V (k) é

a matriz contendo os k autovetores associados ao autovalores de Σ.

Define-se a similaridade simk(i, j) entre o i-ésimo e o j-ésimo termo na aproximação k como

sendo a entrada S(k)ij . Com o uso de curvas de similaridade, investiga-se como a semelhança entre

os termos é modificada à medida que o valor k é alterado.

Curva de Similaridade. A curva de similaridade de dois termos ti e tj é definida como sendo o
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gráfico da função s definida como:

s(k) = simk(i, j) = S(k)ij (2.16)

Um termo t é corretamente representado na aproximação de ordem k da matriz de similaridade

somente se ele é mais similar a si próprio que a qualquer outro termo, isto é, simk(t, t) ≥ simk(t, t
′

)

para qualquer outro termo t 6= t
′

. O termo t é então dito ser válido no posto k.

Validade de posto. Um termo t é otimamente representado na aproximação de ordem k da matriz de

similaridade se k-1 for o maior valor para o qual o termo não é válido, ou seja, deixa de ser mais

similar a si próprio do que a outro termo. A validade de posto será denotada por k = rank(t).

A extração da taxonomia entre os conceitos é feita utilizando a validade de posto dos termos. Um

conceito c∗ associado ao termo c é um sub-conceito do termo a se rank(c) < rank(a) e se para algum

rank k tal que rank(c) ≤ k < rank(a), a∗ é mais similar a c∗ do que c∗ a si próprio.

2.4 Comparações entre as Técnicas

As técnicas apresentadas neste capítulo mostram duas metodologias diferentes para a extração

de relações semânticas, a lingüística e a estatística. Cada uma das estratégias possui vantagens e

desvantagens, sendo que o mais indicado é que ambas estejam presentes [31].

As estratégias baseadas em métodos estatísticos encontram dificuldades em relação à falta de es-

quemas adequados para estabelecer os pesos para termos compostos [73] e podem apresentar falhas

em comparações simples entre itens lexicais devido a problemas de ambiguidade e de composiciona-

lidade dos termos [3].

Por outro lado, as estratégias puramente lingüísticas apresentam dificuldades principalmente de-

vido a: (a) complexidade dos algoritmos para a análise lingüística dos textos; (b) o conhecimento

lingüístico ser muitas vezes aplicável em domínios específicos, restringindo a utilização em outros

domínios; (c) o sucesso na extração de relações semânticas ser dependente de propriedades dos docu-

mentos, visto que os resultados não são bons quando documentos são constituídos por poucos termos;

(d) os erros, quando ocorrem, trazerem prejuízos que não são compensados pelos benefícios decor-

rentes da sua aplicação; e (e) as técnicas lingüísticas (como categorização gramatical, resolução de

ambigüidade, análise sintática, etc.) necessitarem ter alto grau de precisão para trazer benefícios.

Muitas vezes, as técnicas não lingüísticas já exploram implicitamente o conhecimento lingüístico, de

maneira que a contribuição dos métodos lingüísticos seria pouca. Entretanto, os resultados obtidos

pelas técnicas lingüísticas são explícitas, seus facilmente interpretáveis.
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Em ambos os métodos existem alguns problemas comuns associados as variações lingüísticas [66],

tais como: (a) palavras diferentes podem assumir o mesmo significado, como “sapato” e “calçado”;

(b) frases com as mesmas palavras, mas ordenadas de forma diferente podem possuir significados di-

ferentes, como “vítima juvenil de crime” e “vítima de crime juvenil”; e (c) o mesmo item lexical pode

assumir diferentes significados em contextos diferentes, como “agudo” na medicina e na geometria.

As desvantagens de cada método, apresentadas anteriormente, mostram que os estatísticos ainda

são a melhor escolha para o desenvolvimento de sistemas de recuperação de informações ou de siste-

mas de extração de ontologias.

Os métodos lingüísticos baseados em padrões sintáticos são capazes de identificar relações de

hiperonímia e hiponímia entre conceitos. No entanto, as relações nem sempre trazem informações

significativas sobre os principais conceitos abordados nos documentos. Na maioria dos casos, os

padrões são expressões soltas que não estão diretamente relacionados com o tema do documento.

As técnicas estatísticas que utilizam processamento léxico e contagem de palavras capturam de

forma mais adequada os assuntos tratados pelos documentos. Os métodos via decomposição de ma-

trizes são promissores e renderam duas patentes, 4.839.853 e 5.301.109, à Bell Labs e Telcordia.

Já a técnica NMF trouxe outras melhorias aos métodos baseados em decomposição, eliminando as

restrições de ortogonalidade entre os vetores conceitos que comprometiam o resultado final.

Os melhores resultados apresentados pelos métodos estatísticos foram decisivos para a escolha

dessa técnica como alvo de pesquisa. Apesar de promissores, os métodos via decomposição matri-

cial ainda não eram capazes de identificar corretamente os conceitos, e não permitiam a supervisão

do procedimento de extração dos conceitos. A técnica proposta nesta dissertação incorpora noções

de aprendizado de máquina com supervisão para extrair relações semânticas que representem mais

fielmente os assuntos tratados pelos documentos.

2.5 Considerações Finais

Neste capítulo, foram apresentadas as técnicas para a extração de relações semânticas, algumas

técnicas fazem mais uso de abordagens lingüísticas, Hearst e Maedche, e outras fazem mais uso de

abordagens estatísticas, LSI e NMF. São apresentadas também as características de cada técnica, bem

como suas vantagens e desvantagens. Foram apresentadas, também, a definição de ontologia e sua

utilização em sistemas de recuperação de ontologias.

A técnica adotada nesta dissertação utiliza métodos lingüísticos para a identificação e classifi-

cação dos termos e métodos estatísticos para identificação de termos que estejam semanticamente

próximos. Será definida uma estrutura matemática para representar o termo e, também, uma métrica

para avaliar a correlação entre os termos. A informação sobre a correlação será utilizada pelo algo-
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ritmo de agrupamento para identificar grupos de termos com maiores índices de correlação. Esses

grupos de termos correlatos são os responsáveis pela caracterização dos conceitos. Assim, a teoria

de aprendizado de máquina e algoritmos de agrupamento serão de auxílio na elaboração de um algo-

ritmo capaz de identificar esses grupos. A revisão dos métodos mais conhecidos de agrupamento é

apresentada no próximo capítulo (Cap. 3).



Capítulo 3

Modelos de aprendizado não supervisionado

Este capítulo apresenta uma revisão dos principais métodos de aprendizado não supervisionado

baseados em técnicas de agrupamento particional. A apresentação dos métodos tem o objetivo de

mostrar as características, vantagens e desvantagens de cada técnica, bem como a formulação do

problema de agrupamento e a sua respectiva técnica de solução. As técnicas são apresentadas em

ordem de complexidade e capacidade de agrupamento, iniciando-se com as propostas mais simples e

finalizando com as propostas mais complexas, que incorporam a idéia de funções kernel, aprendizado

supervisionado e bi-agrupamento (biclustering). A apresentação das técnicas tem por objetivo final

auxiliar a escolha do melhor agrupador tendo em vista que o procedimento adotado para a extração

de relações semânticas é baseado na identificação de termos correlatos. Assim, as funções-objetivo

e as técnicas de resolução apresentadas neste capítulo servirão de base matemática para a elaboração

do algoritmo proposto.

3.1 Técnicas de Agrupamento

Em todos os métodos apresentados, a estratégia para o processo de agrupamento é sempre a

mesma: deve-se especificar uma função matemática que realiza o agrupamento de acordo com as ca-

racterísticas desejadas e escolhe-se um algoritmo de otimização que minimize essa função. A escolha

das características do agrupamento deve levar em conta o tipo de aplicação e a disponibilidade de

recurso computacional para a determinação dos grupos. Por exemplo, para aplicações que necessitam

trabalhar com incertezas ou ruído na informação, recomenda-se a utilização de agrupadores fuzzy

ou possibilístico. Já para aplicações em processamento de imagens que necessitam detectar bordas

e contornos, recomenda-se a utilização de funções de kernel. Existem ainda casos em que alguma

informação prévia está disponível, para os quais as técnicas de agrupamento semi-supervisionadas

são as mais recomendadas.

27
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Abaixo são apresentadas as variáveis utilizadas nas funções-objetivo bem como a sua definição

matemática e o seu papel nas funções.

Definição das variáveis:

• X = {xi|i = 1, ..., N}: conjunto de objetos. São os elementos alvo do processo de particiona-

mento;

• xi: é o i-ésimo objeto do conjunto de objetos. Cada objeto é representado por um vetor de

dimensão D, onde as coordenadas representam as característica do objeto.

• xij: j-ésima característica (atributo) do objeto i, com j = 1, . . . , D;

• β = {βi|i = 1, . . . , C}: representa o conjunto de vetores protótipos dos grupos;

• d(x, βi): função distância entre um objeto particular e o protótipo do grupo i;

• C: é o número de grupos;

• N : é o número de objetos a serem agrupados;

• Si: é um grupo associado ao protótipo βi;

• uij ∈ [0, 1]: representa o grau de pertinência de um objeto xj ao grupo Si.

• m ∈ [1,∞): índice fuzzy. Responsável por controlar o nível fuzzy do particionamento. Valores

próximos de 1 resultam em um particionamento mais próximo do particionamento rígido e

valores elevados de m resultam em um particionamento mais fuzzy;

• ηi: fator que pondera a importância do tamanho do i-ésimo grupo;

• Φ: função que realiza o mapeamento em dimensões mais elevadas;

• K(xi, xj) = Φ(xi)
T Φ(xj): função kernel.

Os algoritmos de otimização para a minimização das funções-objetivo são, em sua grande maioria,

baseados em métodos numéricos onde as pertinências e os protótipos de grupos são atualizados em

cada iteração do algoritmo até que uma dada condição seja satisfeita. O algoritmo adaptado para o

caso de agrupamento fuzzy é apresentado em 1.

3.2 Métodos Tradicionais

Os métodos tradicionais de agrupamento referem-se às primeiras e mais utilizadas técnicas de

agrupamento, tais como o K-Means, Fuzzy C-Means e o Possibilistic C-Means. Essas técnicas são

baseadas em algoritmos de máxima verossimilhança para misturas gaussianas, uma vez que procuram

encontrar o centro natural do agrupamento dos dados e favorecem a formação de grupos esféricos ou

elipsoidais. Ainda, são métodos que assumem que os atributos estão no formato vetorial e o número
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Input: C: Número de grupos
Input: tmax: Número máximo de iterações
Input: m > 1: Índice Fuzzy
Input: ǫ > 0: Delta mínimo
Output: uik: Pertinências
begin

Inicia os valores de pertinências u0
ik com valores aleatórios

C ← C0

CondiçãoFinal← falso
for t = 1 até tmax do

Atualize protótipos vt
i utilizando as pertinências ut−1

ik

Atualize pertinências ut
ik utilizando os protótipos vt−1

i

Calcule o erro Et = max |ut
ik − ut−1

ik |
if Et ≤ ǫ then

Pare o processamento
end
else

t← t + 1
end

end
end

Algoritmo 1: Algoritmo de Agrupamento Fuzzy

de grupos é especificado previamente. O objetivo desses agrupadores é minimizar a variação intra-

grupo ou erro quadrático. Existem, ainda, técnicas de agrupamento que realizam a minimização da

variação intra-grupo e/ou a maximização da variação inter-grupo tal como proposto por Horng et

al. [40].

3.2.1 K-Means

K-Means foi o primeiro e o mais famoso método de agrupamento, desenvolvido por Hartigan em

1975 [38]. Trata-se de um método no qual um conjunto de objetos é particionado em um conjunto

fixo de grupos de maneira a formar grupos naturais, ou seja, de mínima variação intra-grupo. A

equação 3.1 apresenta a função que deve ser minimizada para a obtenção da mínima variação intra-

grupo:

J(U, V ) =
C∑

i=1

∑

xj∈Si

(xj − βi)
2. (3.1)

A forma de solução proposta para este problema é baseada no algoritmo de Lloyd [49] e está

ilustrada na figura 3.1. O conjunto de objetos de entrada é particionado em C conjuntos iniciais;
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A restrição Mprb é denominada de partição probabilística [56]. A otimização da função objetivo J

é realizada empregando-se a técnica de atualização sucessiva de centros e pertinências, como descrito

no algoritmo da seção 3.1. As funções de atualização de pertinências e protótipos de grupos são dadas

por:

βi =

∑N

j=1 um
ij xj

∑N

j=1 um
ij

, uij =

(
C∑

k=1

(
d(xj, βi)

d(xj, βk)

) 2

m−1

)−1

.

A principal característica do agrupador Fuzzy C-Means está no particionamento fuzzy dos grupos,

sendo que os objetos podem pertencer a mais de um grupo. Assim como no K-Means, existe o

favorecimento de grupos de formato esférico e é necessário especificar o número de grupos.

O agrupador Fuzzy C-Means ainda apresenta um modelo matemático simples e de rápida conver-

gência, mas sua maior vantagem é a imunidade a ruídos. As desvantagens ainda são o favorecimento

de grupos esféricos, a pré-especificação do número de grupos e algoritmo de minimização sujeito a

mínimos locais.

3.2.3 Possibilistic C-Means

Possibilistic C-Means (PCM) foi proposto por Krishnapuram e Keller [43] para contornar o pro-

blema de interpretabilidade dos valores de pertinência que são obtidos ao se utilizar o agrupador

Fuzzy C-Means. A restrição
∑C

i=1 uij = 1 faz com que o agrupador FCM produza valores de perti-

nência uij que podem ser interpretados como grau de compartilhamento entre grupos e não graus de

tipicalidade.

A figura 3.2 ilustra os problemas do agrupador fuzzy. O agrupador é obrigado a realizar uma

distribuição dos valores de pertinência para manter a restrição anterior, de modo que a pertinência

de um objeto O a um grupo G seja proporcional à distância desse objeto ao grupo G e inversamente

proporcional à soma de todas as distâncias desse objeto aos grupos. Como conseqüência, pontos

como o A e o B, demarcados na figura, apresentarão valores de pertinência iguais a 0.5 em relação

aos dois grupos presentes na figura, pois estão equidistantes dos grupos. Contudo, esse não é o melhor

valor de pertinência para os pontos A e B. Claramente, o ponto B está muito distante dos grupos e

deveria receber um valor de pertinência próximo de 0 em relação aos grupos. Por outro lado, o ponto

A deveria receber um valor de pertinência maior que 0.5 dado que está muito próximo de ambos os

grupos. O mesmo problema não ocorre no agrupador possibilístico, pois o valor de pertinência é

proporcional somente à distância entre o objeto e o grupo.

A solução para os problemas anteriores foi a remoção da restrição. Porém, foi necessário adicionar

um novo termo à função-objetivo,
∑C

i=1 ηi

∑N

j=1 (1− uij)
m, para evitar a ocorrência da solução trivial
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Fig. 3.2: Problemas do Agrupador Fuzzy

na qual todas as pertinências são nulas, ui,j = 0. A função objetivo e suas restrições são mostradas

abaixo:

J(U, V ) =
C∑

i=1

N∑

j=1

um
ij (xj − βi)

2 +
C∑

i=1

ηi

N∑

j=1

(1− uij)
m, (3.4)

s.a. Mpos = {(uij) : 0 <

C∑

i=1

uij < C, uij ∈ [0, 1],∀i, j}

A restrição Mpos é denominada de partição possibilística [56]. As características do agrupador

Possibilistic C-Means são: promover o particionamento possibilístico dos grupos, ou seja, objetos

podem pertencer a mais de um grupo, favorecimento de grupos de formato esférico e, diferentemente

do agrupador FCM, as pertinências representam grau de tipicalidade e não de compartilhamento.

O efeito desta mudança de paradigma é que os valores de pertinência representam de forma mais

realística o grau de proximidade entre os objetos e os grupos.

As vantagens do agrupador possibilístico em relação à técnica FCM são sua maior imunidade

a ruídos e habilidade em detectar grupos com grandes sobreposições. A desvantagem ainda é a

identificação de grupos esféricos e algoritmo de minimização sujeito a mínimos locais.

Assim como em FCM, o algoritmo de otimização é baseado em atualização sucessiva dos protó-

tipos de grupos e pertinências e são dadas pela equação 3.5:

βj =

∑N

j=1 um
ij xj

∑N

j=1 um
ij

, uij =

(
1 +

(
|xj − βi|

ηi

) 1

m−1

)−1

. (3.5)
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O parâmetro ηi é um fator de escala que influencia diretamente no tamanho dos grupos obtidos.

Quanto maior for o valor desse parâmetro, maior será o grupo obtido. Os casos em que ηi = 0

e ηi = ∞ resultarão em grupos que não possuem objetos e grupos que possuem todos os objetos,

respectivamente. Esta constatação serve de base para a seção 4.4.7 sobre a identificação de relações

taxonômicas.

No caso do agrupador possibilístico, esse parâmetro precisa ser previamente especificado. No

entanto, alguns autores propuseram meios de estimar esse valor baseado na estatística da distância

entre os objetos do conjunto. A estimação desse parâmetro é mostrada na equação 3.6:

ηi =

∑N

k=1 um
ik|xk − βi|∑N

k=1 um
ik

. (3.6)

Krishnapuram e Keller, em outro artigo [44], propõem uma forma diferente para a identificação

de grupos. Nessa proposta, os grupos estão desacoplados de forma que a função-objetivo 3.4 torna-se

C equações objetivo, uma para cada grupo, na forma:

Ji(U, V ) =
N∑

j=1

µm
ij (xi − βi)

2 + ηi

N∑

j=1

(1− uij)
m.

Esta mudança na forma de tratar o problema permite a introdução de métodos iterativos para a

identificação de grupos e ainda métricas para avaliar o número adequado de grupos.

3.2.4 Gustafson Kessel

O algoritmo de Gustafson Kessel [35] baseia-se no agrupador FCM e introduz um mecanismo

para a detecção de grupos elípticos de diferentes tamanhos e orientações. Esta característica é atingida

modificando-se a métrica de distância entre os objetos. A métrica euclidiana ||x||2 foi alterada para a

métrica de Mahalonabis ||x||A, onde A é a matriz que define a orientação e tamanho do elipsóide. A

função objetivo é dada pela equação 3.7:

J(U, V,A) =
N∑

i=1

C∑

j=1

um
i,j (xi − βj)

T Aj (xi − βj), ui,j ∈ [0, 1], 1 < m <∞ (3.7)

onde Aj é uma matriz simétrica, definida positiva, e é uma matriz de covariância para o grupo j. Se

Aj = ID, a expressão 3.7 será igual à expressão 3.2, que utiliza a distância euclidiana. A medida de

distância entre os objetos é dada por:

di,j = (xi − βj)
T Aj (xi − βj) , i = 1, 2, . . . , C, k = 1, 2, . . . , N.
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e a matriz Aj é determinada por: Aj =
[
det(Fj)

1

n+1 F−1
j

]
, sendo Fj calculada utilizando a equa-

ção 3.8:

Fj =

∑N

k=1 [ui,j]
m (xi − βj) (xi − βj)

T

∑N

k=1 [ui,j]
m

, ∀i, i = 1, 2, . . . , C. (3.8)

A figura 3.3 mostra a diferença entre os agrupadores FCM e GK. Claramente o melhor agru-

pamento é dado por dois grupos, o primeiro agrupa os pontos que estão em linha reta e o segundo

agrupa os pontos que estão acima desta reta. O agrupador FCM não foi capaz de identificar os grupos

dessa forma, realizando uma partição que agrupou pontos mutuamente próximos. Já o agrupador

GK identificou corretamente estes dois grupos, uma vez que o primeiro grupo pode ser corretamente

representado por uma elipse onde um dos raios é bem pequeno comparado ao outro.

(a) Fuzzy C-Means (b) Gustafson Kessel

Fig. 3.3: Diferença no agrupamento FCM e GK

3.3 Métodos com função kernel

Os métodos de agrupamento com funções kernel foram desenvolvidos de maneira a identificar e

representar padrões mais complexos e excluir padrões espúrios. Eles são baseados na abordagem de

vetores suporte, support vector clustering - SVC.

Em SVC, os objetos são mapeados de um espaço de dados para um espaço de características

de elevada dimensão utilizando uma função de mapeamento Φ. No espaço de características, fi-

gura 3.4(b), procura-se pelas menores hiper-esferas que cobrem a imagem dos dados. Essas hiper-

esferas, quando mapeada de volta ao espaço de dados, figura 3.4(a), formam um conjunto de con-

tornos os quais envolvem os objetos. Estes contornos são interpretados como grupos, e os objetos

envolvidos em cada contorno são associados ao mesmo grupo.
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(a) Dados originais (b) Mapeamento

Fig. 3.4: Diferença no agrupamento ao utilizar-se a função kernel

A introdução desse mapeamento resolve o problema de identificação de padrões complexos mas

introduz dois inconvenientes. O primeiro é relativo à complexidade computacional e o outro é de-

vido ao número excessivo de dimensões que o mapeamento pode acrescentar. Felizmente, estes

dois problemas podem ser facilmente resolvidos com a propriedade das funções kernel. Considere a

função-objetivo 3.9 do agrupador FCM com as funções de mapeamento:

J(U, V ) =
C∑

i=1

N∑

j=1

um
ij ||Φ(xj)− Φ(βi)||

2. (3.9)

O termo referente ao módulo pode ser escrito como o produto escalar dos vetores Φ. Assim:

J(U, V ) =
C∑

i=1

N∑

j=1

um
ij 〈Φ(xj)− Φ(βi), Φ(xj)− Φ(βi)〉.

A expansão do produto interno resulta em uma função-objetivo com três parcelas:

J(U, V ) =
C∑

i=1

N∑

j=1

um
ij (〈Φ(xj), Φ(xj)〉 − 2〈Φ(xj), Φ(βi)〉+ 〈Φ(βi), Φ(βi)〉).

O desenvolvimento acima mostra que a dimensionalidade do espaço F não é importante e nem o

mapeamento Φ. Somente o produto interno entre os vetores do espaço F . Define-se, então, a função

kernel.

Definição de função kernel. Uma função kernel é uma função K tal que para todo x, y ∈ X tem-se

K(x, y) = 〈Φ(x), Φ(y)〉 onde Φ representa o mapeamento de X para um espaço característico F.

Substituindo a função kernel na função-objetivo obtém-se:
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J(U, V ) =
C∑

i=1

N∑

j=1

um
ij (K(xj, xj)− 2K(xj, βi) + K(βi, βi)). (3.10)

A expressão 3.10 mostra que a única informação necessária é a especificação da função kernel.

Esta função deve ser escolhida levando-se em conta quais são os formatos de grupos que se deseja

identificar e, também, deve atender ao critério de Mercer [30].

Exemplos de função kernel:

- Função kernel polinomial: K(x, y) = 〈x, y〉d

A função polinomial é adequada para problemas em que os objetos alvos do agrupamento estejam

normalizados.

- Função kernel radial: K(x, y) = exp(−γ||x− y||2)

A função kernel radial é adequada para a detecção de fronteiras, como ocorre no processo de

agrupamento mostrado na figura 3.5. Claramente, é possível observar a existência de dois grupos de

pontos contíguos, um grupo localizado no centro e outro grupo que circunda o centro. Dessa forma,

espera-se que o agrupador identifique estes dois grupos. Conforme apresentado na figura 3.5(a), o

agrupador Fuzzy C-Means não é capaz de realizar esse particionamento, pois não é possível separar

os objetos utilizando somente hiper-esferas. Já a versão kernel desse agrupador, figura 3.5(b), é capaz

de agrupar corretamente os pontos, pois realiza um mapeamento dos pontos para um outro espaço na

qual é possível a utilização de hiper-esferas para separar corretamente os pontos.

(a) Agrupamento convencional (b) Agrupamento com kernel radial

Fig. 3.5: Diferença no agrupamento ao utilizar-se a função kernel

Funções de kernel tem sido aplicadas com sucesso em agrupadores fuzzy e, também, no possibi-

lístico. A função objetivo de um agrupador possibilístico com função de kernel é mostrada em 3.11:
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J(U, V ) =
C∑

i=1

N∑

j=1

um
ij ||Φ(xj)− Φ(βi)||

2. (3.11)

Observe que as restrições em relação aos valores de pertinência permanecem as mesmas do agru-

pador possibilístico convencional.

3.4 Métodos com supervisão parcial

Métodos de agrupamento com mecanismo de supervisão parcial foram propostos por Pedrycz em

seu livro sobre agrupamento fuzzy baseado em conhecimento [60]. A supervisão parcial envolve

o conhecimento prévio do subconjunto de dados rotulados e seus valores de pertinência às classes.

Esse conhecimento é incluído na função-objetivo de maneira a refletir alguns dos padrões que foram

rotulados. O conhecimento servirá de âncora que guiará a descoberta das estruturas no conjunto de

dados. A função-objetivo de agrupamento fuzzy é expandida de forma a levar em consideração o

conhecimento prévio. A formulação proposta para a função-objetivo é dada por:

Q =
C∑

i=1

N∑

k=1

um
ikd

2
ik + α

C∑

i=1

N∑

k=1

(uik − fikbk)
2 d2

ik. (3.12)

O primeiro termo da expressão é responsável por descobrir as estruturas no conjunto de dados,

assim como no FCM padrão. Já o segundo termo reflete o efeito da supervisão parcial.

Nessa equação, duas novas estruturas foram adicionadas:

• O vetor de rótulos b = [b1b2 . . . bk . . . bN ]T . Cada coordenada bk deste vetor assume um valor

binário indicando se o padrão xk foi rotulado (bk = 1) ou não rotulado (bk = 0);

• A matriz de partição F = [fik], i = 1, 2, . . . , c; k = 1, 2, . . . , N , que contém a pertinência dos

padrões selecionados.

O parâmetro α regula o balanço entre o modo de aprendizado supervisionado e o modo não-

supervisionado. Para α = 0, a função-objetivo converge para aquela do FCM padrão; para α elevado,

o segundo termo da função torna-se mais importante e o agrupamento torna-se cada vez mais super-

visionado.

A função de atualização de pertinências e centros de grupos são dadas pelas seguintes expressões:

uik =
1

1 + α




1 + α (1− bk

∑c

i=1 fik)
∑c

j=1

(
dik

djk

)2 + αfikbk



 , βj =

∑N

k=1 ωjkxk∑N

k=1 ωjk

, (3.13)
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onde

ωik = u2
ik + (uik − fikbk)

2 . (3.14)

3.5 Métodos de Bi-agrupamento

Bi-agrupamento é uma técnica de mineração de dados que, diferentemente das técnicas tradicio-

nais, busca o agrupamento simultâneo das colunas (características) e linhas (objetos) de uma matriz

de maneira a se obter agrupamento de objetos que sejam similares sob algum aspecto. O termo foi

introduzido por Mirkin [55] devido a sua necessidade de analisar expressões gênicas para determinar

quais eram as condições em que alguns genes comportavam-se de forma semelhante.

Em bi-agrupamento o objetivo é gerar subconjuntos de objetos que exibem comportamento si-

milar ao se analisar subconjuntos das características, ou vice-versa. Os subconjuntos de objetos e

características podem ser representados por sub-matrizes. Essas sub-matrizes podem assumir dife-

rentes formas, estarem sobrepostas e, até mesmo, serem não contíguas. O número de sub-matrizes

também é variável, depende da configuração da matriz original.

A figura 3.6 apresenta dois tipos peculiares de bi-agrupamento. A figura 3.6(a) apresenta um

agrupamento convencional, na qual objetos são agrupados de acordo com a sua similaridade. A

figura 3.6(b), por outro lado, apresenta o agrupamento de características que sejam similares em

objetos.

Características

Objetos
Grupo A

Grupo B

(a) Grupo de Objetos

Características

Objetos

Grupo A Grupo B

(b) Grupo de Características

Fig. 3.6: Sub-Matrizes de Objetos e Su-Matrizes de Características

É possível a existência de sub-matrizes sobrepostas como apresentado na figura 3.7(a) e sub-

matrizes não contíguas como apresentado na figura 3.7(b).

Os diferentes algoritmos de bi-agrupamento podem trabalhar com diferentes definições para o que

vem a ser um grupo. As principais definições de grupo são:
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Características

Objetos
Grupo A

Grupo B

Grupo C

(a) Sub-Matrizes sobrepostas

Características

Objetos

G
ru

po
 A

G
ru

po
 B

G
ru

po
 A

G
ru

po
 B

(b) Sub-Matrizes descontíguas

Fig. 3.7: Sub-Matrizes sobrepostas e Sub-Matrizes descontíguas

• Grupo com valor constante: A submatriz que representa um grupo possui valor constante em

colunas e linhas: 



2 2 2 2 2

2 2 2 2 2

2 2 2 2 2

2 2 2 2 2

2 2 2 2 2




(3.15)

• Grupo com valor constante nas linhas: A submatriz que representa um grupo possui valor

constante em linhas e as colunas contêm um efeito aditivo:





1 1 1 1 1

2 2 2 2 2

3 3 3 3 3

4 4 4 4 4

5 5 5 5 5




(3.16)

• Grupo com valor constante nas colunas: A submatriz que representa um grupo possui valor

constante em colunas e as linhas contêm um efeito aditivo:





1 2 3 4 5

1 2 3 4 5

1 2 3 4 5

1 2 3 4 5

1 2 3 4 5




(3.17)

Atualmente, existem diversas técnicas para a solução do problema de bi-agrupamento: CTWC [29],

Plaid Model [46], σ-biclusters [12], Spectral Biclustering [41] e ITWC [5]. Tanay et al. [70] apresen-
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tam uma análise da maioria dos algoritmos citados anteriormente. As próximas seções detalham dois

algoritmos na área de biclusterização.

3.5.1 Método de Cheng e Church

Cheng e Church [12] introduziram o bi-agrupamento ao tratar o problema de análise de expressão

gênica. O algoritmo proposto por eles trata o bi-agrupamento como um problema de otimização, onde

cada grupo possui uma pontuação que indica a qualidade do grupo. A função-objetivo é definida de

maneira a forçar a uniformidade da matriz e dar lugar à formação de grupos grandes. Nos trabalhos de

Cheng e Church, é assumido que um par (gene,condição) é um “bom” grupo se a submatriz associada

apresenta valores uniformes, ou ainda valores uniformes com efeitos aditivos em colunas e/ou linhas.

A função objetivo proposta por Cheng e Church procura reduzir o resíduo quadrático médio dado

por:

H(I, J) =
∑

i∈I,j∈J

RS2
ij

|I||J |
(3.18)

onde:

I: subconjunto de genes (objetos)

J : subconjunto de condições (características)

eij: elemento ij da submatriz

eIJ : média da submatriz dado por
∑

i∈I,j∈J eij/|I||J |

eiJ : média do subconjunto de colunas dado por
∑

j∈J eij/|J |

eIj: média do subconjunto de linhas dado por
∑

i∈I eij/|I|

RSIJ(i, j): resíduo da submatriz dado por eij − eIj − eiJ + eIJ

O procedimento de minimização da função H é realizado por um algoritmo guloso que iterati-

vamente remove e adiciona linhas/colunas do grupo, procurando minimizar a função H(I, J). Esse

algoritmo é mostrado em 2.

Os resultados relatados por Cheng e Church mostraram que a técnica foi capaz de identificar

corretamente a maioria dos grupos, tendo um desempenho similar aos métodos mais conhecidos, tais

como o de Alizadeh [2]. No entanto, o algoritmo proposto é baseado em busca gulosa que não é

capaz de garantir o melhor resultado em todos os casos de bi-agrupamento.

3.5.2 Método de Lazzeroni e Owen

O modelo Plaid [46] é uma abordagem inspirada na modelagem estatística desenvolvida por Laz-

zeroni e Owen para a análise de expressões gênicas. A idéia básica é representar a matriz de genes-
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Input: U : Condições
Input: V : Genes
Input: E: Matriz de expressão gênica
Input: σ: Resíduo quadrático médio máximo
Output: L: Lista de Grupos
begin

Inicialize o grupo (I, J) com I = U , J = V ;
C ← C0

CondiçãoFinal← falso
while H > σ do

remova colunas/linhas que mais reduzem o valor de H;
adicione colunas/linhas que não aumentem o valor de H;

end
Armazena o grupo encontrado em L;
Mascara o grupo com valores aleatórios;
Repete o procedimento para encontrar outros grupos;

end
Algoritmo 2: Algoritmo de Cheng-Church

condições como sendo a composição de submatrizes. Essas submatrizes são os grupos na metodologia

de Lazzeroni e Owen e são caracterizadas por possuírem valores nulos nas posições relativas aos gene

ou condições não pertencentes ao grupo. O modelo assume que a matriz objetos-características será

aproximada pela soma de uma matriz uniforme mais um conjunto de K submatrizes, onde cada sub-

matriz está associada a um determinado grupo. Matematicamente, a aproximação da matriz objetos-

características é dada por:

Aij = µ0 +
K∑

k=1

θijkρikκjk

O parâmetro µ0 é a matriz constante e θijk = µk +αik +βjk. O parâmetro µk descreve a constante

adicionada ao grupo k, α e β são as constantes aditivas de linha e coluna no grupo k. ρik ∈ {0, 1}

é o indicador de pertinência do objeto i ao grupo k e κjk ∈ {0, 1} é o indicador de pertinência da

característica j ao grupo k. E K é o número de grupos, ou submatrizes, do particionamento

O problema de bi-agrupamento neste modelo é reduzir o erro quadrático entre a matriz A e a sua

aproximação. Assim:

min
i,j

J = min
i,j

∑

ij

[
Aij −

K∑

k=0

θijkρikκjk

]2

.

Lazzeroni e Owen resolveram este problema de minimização com uma heurística iterativa. Na
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proposta deles, K − 1 grupos são mantidos fixos e procura-se pelo k-ésimo grupo que minimize a

soma dos erros quadráticos. Seja:

Z
(K−1)
ij = Aij −

K−1∑

k=0

θijkρikκjk

a matriz residual após a remoção dos primeiros K−1 grupos. Então, na iteração K deseja-se resolver

o seguinte problema de programação inteira:

Q(K) =
1

2

n∑

i=1

p∑

j=1

(
Z

(K−1)
ij − θijKρiKκjK

)2

s.a.
∑

i

ρ2
iKαiK = 0,

∑

j

κ2
jKβjK = 0

ρiK ∈ {0, 1}, κjK ∈ {0, 1}

onde n é o número de linhas e p é o número de colunas das matrizes Q, Z e A.

A solução para este problema é também iterativa. Determina-se inicialmente o valor das variáveis

para K = 1, depois calcula-se o valor das variáveis para K = 2 utilizando o resultado obtido com

K = 1, depois para K = 3 utilizando o resultado obtido com K = 1 e K = 2, e assim por diante.

A determinação dos valores das variáveis em cada iteração segue a mesma metodologia de re-

solução para os agrupadores: as variáveis são inicializadas de maneira aleatória e procede-se com a

atualização alternada de suas variáveis.

Primeiramente, calcula-se os valores das variáveis µK , αiK , βjK :

µK =

∑
i

∑
j ρiKκjKZK−1

ij

(
∑

i ρ
2
iK)
(∑

j κ2
jK

)

αiK =

∑
j

(
Z

(K−1)
ij − µKρiKκjK

)
κjK

ρiK

∑
j κ2

jK

βjK =

∑
i

(
Z

(K−1)
ij − µKρiKκjK

)
ρiK

κjK

∑
i ρ

2
iK

Em seguida, calcula-se os valores das variáveis ρiK e κjK :
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ρiK =

∑
j θijKκjKZ

(K−1)
ij∑

j θ2
ijKκ2

jK

κjK =

∑
i θijKρiKZ

(K−1)
ij∑

i θ
2
ijKρ2

iK

Da mesma forma que os métodos de agrupamento, a técnica de bi-agrupamento plaid model é

uma ferramenta para explorar padrões em conjunto de dados. Por essa razão, apresenta as mesmas

dificuldades quando deve tratar dados com ruídos, grupos sobrepostos, sensibilidade ao escalamento

dos dados e determinação do número de grupos.

3.6 Comparações entre os Agrupadores

Os agrupadores apresentados neste capítulo foram organizados de maneira a mostrar a evolução

das técnicas de agrupamento. Iniciamos com a proposta pioneira K-Means, que apresenta como

principal vantagem a simplicidade matemática, e finalizamos com a apresentação de técnicas de bi-

agrupamento que têm sido aplicados com sucesso em diversas áreas, tais como, identificação de

padrões gênicos, mineração de dados e mineração de textos.

A tabela 3.1 realiza um comparativo entre as técnicas apresentadas. Pode-se verificar que de

todos os agrupadores particionais, o mais completo é o Kernel Possibilistic C-Means. No entanto, é

o agrupador que exige o maior número de parâmetros e, também, o de maior complexidade. Para os

bi-agrupadores, a exigência é a especificação de apenas dois parâmetros e o resultado do processo de

agrupamento são sub-matrizes que agrupam objetos que sejam similares sob algum aspecto.
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Agrupador Categoria
Imunidade a

Ruído
Formato do grupo

Parâmetros de

entrada

K-Means
Agrupador

Particional
não esférico C

Fuzzy C-Means
Agrupador

Particional
sim esférico C,m,ǫ

Possibilistic

C-Means

Agrupador

Particional
sim esférico C,m,η,ǫ

Gustafson-Kessel
Agrupador

Particional
sim elíptico C,m,ǫ

Kernel Fuzzy

C-Means

Agrupador

Particional
sim

depende da função

de kernel
C,m,ǫ,K(xi, xj)

Kernel

Possibilistic

C-Means

Agrupador

Particional
sim

depende da função

de kernel
C,m,η,ǫ,K(xi, xj)

Church e Cheng Bi-agrupamento não sub-matrizes σ,ǫ

Plaid Models Bi-agrupamento não sub-matrizes K,ǫ

Tab. 3.1: Comparações entre agrupadores.

O parâmetro K representa o número de grupos extraídos pela técnica Plaid Models. Já o parâme-

tro σ é o resíduo quadrático médio máximo da proposta de bi-agrupamento de Church e Cheng. Os

demais parâmetros são descritos na seção 3.1.

3.7 Considerações Finais

Neste capítulo, é feita uma revisão dos principais métodos de agrupamento de dados. Em par-

ticular, são discutidos os métodos mais conhecidos e as técnicas de bi-agrupamento. Também, são

apresentadas as principais características, vantagens e desvantagens dos agrupadores.

O próximo capítulo apresenta a estratégia adotada para a extração de relações semânticas. A

extração dessas relações faz uso da análise de correlação de termos para identificar agrupamento

de termos que estejam conceitualmente próximos. Desta forma, a proposta apresentada faz uso de

técnicas de agrupamento para a realização desta tarefa. A revisão das técnicas de agrupamento servirá

para definir a função matemática que realizará o agrupamento dos termos correlatos. Verificar-se-á

que o agrupador kernel possibilístico é o mais adequado para os propósitos de agrupamento de termos

e servirá de base matemática para a função-objetivo do agrupador.

O capítulo a seguir ainda discutirá sobre a factibilidade da estratégia e apresentará uma simplifica-
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ção ao modelo que permitirá o seu tratamento computacional. A simplificação reduziu o problema de

agrupamento possibilístico a um problema de bi-agrupamento, razão pela qual essas técnicas foram

revisadas.



Capítulo 4

Extração de Relações Semânticas via Análise

de Correlação de Termos

Este capítulo apresenta a proposta para a extração automática de termos, conceitos e suas rela-

ções semânticas. Inicialmente é apresentado o modelo ontológico adotado, suas extensões e uma

comparação com a teoria de conjuntos fuzzy que servirá de base matemática para a elaboração do

algoritmo proposto. O procedimento de extração dos termos utiliza o conjunto de documentos e re-

cursos lingüísticos de uma ontologia de senso-comum, WordNet 1, para identificar os termos que

constituem o vocabulário da base de documentos. O procedimento de extração de conceitos e rela-

ções de instanciação entre termos e conceitos utiliza algoritmos de agrupamento possibilístico e de

bi-agrupamento para realizar a análise de correlação de termos, ACT. É proposto, também, um algo-

ritmo para atribuição automática de nomes aos conceitos. Por fim, são apresentadas uma discussão

sobre como extrair relações semânticas de hiperonímia/hiponímia entre conceitos e uma discussão

sobre a metodologia interativa para o processo de extração das relações.

4.1 Modelo Ontológico Fuzzy Relacional — FROM

O modelo ontológico adotado nesta dissertação foi inspirado no trabalho de Pereira et al. [62]

com o modelo de recuperação de informações FROM, Fuzzy Relational Ontological Model.

O modelo FROM propõe dois níveis de abstração para descrever o vocabulário e a organização

da informação. O primeiro nível é constituído pelas entidades mais concretas tais como termos e

palavras chaves, e são representados por indivíduos na ontologia. O segundo nível representa as

entidades mais abstratas e são representados por conceitos na ontologia. Os dois níveis de abstração

1wordnet.princeton.edu
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estão relacionadas por meio de associações fuzzy que descrevem o grau de proximidade entre termos

e conceitos.

Este modelo pode ser representado com o auxílio de um grafo bipartido onde um lado existem

nós que representam os conceitos e de outro os nós que representam os termos. Unindo os dois lados

existem arcos ponderados que representam as associações fuzzy. O grafo bipartido da figura 4.1

ilustra um exemplo de ontologia fuzzy relacional. No lado esquerdo, representados por elipses, estão

os conceitos, os elementos mais abstratos da ontologia. Na direita estão os termos, os elementos

mais concretos. Unindo essas duas entidades existem associações fuzzy, representados por arcos,

indicando a pertinência dos termos aos conceitos.

w35

w34

w32

w24

w23

w22

w15

w12

w11

Ontologia

relação nebulosa

teoria de conjuntos

medida

metadados

taxonomia

de Informação
Recuperação

Nebulosa
Lógica

Fig. 4.1: Modelo de Ontologia

O modelo não prevê associações entre conceitos, entre termos ou qualquer outro tipo de rela-

cionamento entre as entidades do modelo. O modelo ontológico pode ainda ser expresso na forma

matricial, mostrada na figura 4.2.

A matriz R0 contém as associações fuzzy entre os termos, representados pelas linhas da matriz, e

os conceitos, representados pelas colunas da matriz.

4.2 Extensões do modelo FROM

O modelo de ontologia baseado em apenas dois níveis de abstração, apesar de simples, pode repre-

sentar diversos elementos ontológicos. O modelo permite a representação de elementos simples tais
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Fig. 4.2: Matriz R0

como: termos, conceitos e suas associações fuzzy. E permite, também, a representação de elemen-

tos mais complexos como as relações taxonômicas e as definições axiomáticas tais como conceitos

disjuntos, conceitos equivalentes e conceitos complementares.

Por exemplo, considere um sistema com termos K = {k1: fuzzy relation, k2:measure, k3: taxo-

nomy, k4: set theory, k5: metadata} e conceitos C = {c1: Fuzzy Logic, c2: Ontology, c3: Information

Retrieval, c4: Artificial Intelligence}. Um possível relacionamento entre essas entidades é dado pela

matriz R0 mostrada abaixo.

Fig. 4.3: Exemplo de Matriz R0

A matriz R0 representa a codificação da ontologia mostrada na figura 4.4, considerando associa-

ções fuzzy cujos valores são maiores ou iguais a 0.5.

A utilização de matrizes foi escolhida devido a facilidade de manipulação matemática e pelo fato

de que o modelo que serviu de referência para este trabalho fazer uso de matrizes em sua codifica-

ção. As diferentes entidades ontológicas estão representadas na matriz de forma direta, obtidas pela

estrutura da matriz, e outras são obtidas de forma indireta, utilizando mecanismos de inferência.

De maneira direta é possível a identificação de:

• lista de termos, representada pelas linhas rotuladas da matriz R0. No exemplo da figura 4.3
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.8

.9

.9

.7

.9

.9.8

.7

.7.5
.6

.8.9

taxonomy (k3)metadata (k5)measure (k2)set theory (k4)relation (k1)fuzzy

Artificial
Intelligence

Information
Retrieval

OntologyFuzzy
Logic

Fig. 4.4: Ontologia codificada na matriz R0

temos os termos fuzzy relation, set theory, taxonomy, measure, metadata.

• lista de conceitos, representada pelas colunas rotuladas da matriz R0. No exemplo da figura 4.3

temos os conceitos Fuzzy Logic, Ontology, Information Retrieval, Artificial Intelligence.

• associações fuzzy entre termos e conceitos: valor de cada célula da matriz R0.

De maneira indireta é possível a identificação de:

• relações taxonômicas: verificando a existência de conceitos cujas associações fuzzy aos termos

são sempre maiores ou iguais a de outros conceitos.

• relações axiomáticas: utilizando as definições propostas pela teoria de conjuntos fuzzy para

determinar as relações entre os diferentes conceitos.

No exemplo da figura 4.3 é possível identificar, indiretamente, uma relação taxonômica entre o

conceito Artificial Intelligence e os demais conceitos. Observe que a pertinência de todos os termos

ao conceito Artificial Intelligence são sempre maiores ou iguais as pertinências em relação aos outros

conceitos, assim pode-se inferir que o conceito em questão é mais genérico que os demais. A fi-

gura 4.5 apresenta o resultado do processo de inferência. As linhas mais grossas com setas em branco

são as relações taxonômicas resultantes do processo de inferência e as linhas mais finas com setas em

preto são as relações de pertinência (instanciação) de termos a conceitos.

A seção seguinte apresenta uma introdução sobre a teoria de conjuntos fuzzy e suas propriedades.

Uma analogia é estabelecida entre os elementos ontológicos suportados pelo sistema e as proprieda-

des dos conjuntos fuzzy. Essa analogia é de auxílio na identificação dos elementos ontológicos não

diretamente observáveis da matriz R0 e também auxiliará no entendimento da metodologia proposta.



4.3 Conjuntos Fuzzy e os Elementos Ontológicos 51

.9
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.5.6.8
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taxonomy (k3)metadata (k5)measure (k2)set theory (k4)relation (k1)fuzzy

Artificial
Intelligence

Information
Retrieval Ontology

Fuzzy
Logic

Fig. 4.5: Taxonomia inferida da matriz R0

4.3 Conjuntos Fuzzy e os Elementos Ontológicos

Nesta seção, são apresentados a teoria de conjuntos fuzzy e a sua relação com os elementos on-

tológicos. A comparação entre essas duas teorias serve de suporte matemático para a proposta de

extração automática de ontologias. Inicialmente, são apresentados o propósito e as principais opera-

ções com os conjuntos fuzzy. A seguir, é apresentada a equivalência entre operações em conjuntos

fuzzy com os operadores e construções ontológicas.

4.3.1 Teoria de Conjuntos Fuzzy

Um conjunto fuzzy é uma classe de objetos com grau contínuo de pertinência. Tal conjunto é

caracterizado por uma função de pertinência (característica) que atribui a cada objeto um grau de

pertinência que varia entre 0 e 1. A noção de inclusão, união, interseção, complemento, e outros

são estendidas para tais conjuntos [61]. O desenvolvimento da teoria de conjuntos fuzzy surgiu da

necessidade de se tratar questões como imprecisão, ambigüidade e subjetividade. Por exemplo, a

“classe de todos os números reais que são muito maiores que 1” ou ainda a “classe dos homens altos”

não constituem classes ou conjuntos no sentido usual, pois não existe consenso em relação a quais são

os elementos que pertencem ou não a esses conjuntos. O melhor é indicar o nível de conformidade

de um certo objeto a tais conjuntos.
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Definições

Seja X um conjunto de pontos (Objetos) com o elemento genérico de X denotado por x. Assim,

X = {x}. Um conjunto fuzzy A em X é caracterizado pela função pertinência fA(x) que associa a

cada ponto em X um número real no intervalo [0, 1] com valor de fA(x) em x representando o grau

de pertinência de x em A.

Axiomas e Construções

Considerando que um conjunto fuzzy pode ser representado em termos matemáticos com pares

ordenados

A = [x, fA(x)], x ∈ X

onde fA(x) é a função de pertinência, então pode-se definir as seguintes construções e axiomas:

Conjunto Vazio: Um conjunto fuzzy é vazio se e somente se a função de pertinência é identicamente

zero em X .

fA(x) = 0, x ∈ X

Conjunto Universo: Um conjunto fuzzy é universo se e somente se a função de pertinência é iden-

ticamente um em X .

fA(x) = 1, x ∈ X

Identidade: Dois conjuntos fuzzy A e B são iguais se e somente se:

fA(x) = fB(x), x ∈ X

Complemento: O complemento de um conjunto fuzzy A é denotado por Ā e definido por:

fĀ(x) = 1− fA(x), x ∈ X

Continência: O conjunto fuzzy A está contido ou é subconjunto do conjunto fuzzy B se e somente

se:

fA(x) ≤ fB(x), x ∈ X

União: A união de dois conjuntos fuzzy A e B com funções de pertinência fA(x) e fB(x) é um

conjunto fuzzy C cuja função de pertinência é dada por:

fC(x) = fA(x) s fB(x), x ∈ X



4.3 Conjuntos Fuzzy e os Elementos Ontológicos 53

onde s é um operador de co-norma triangular.

Interseção: A interseção de dois conjuntos fuzzy A e B com funções de pertinência fA(x) e fB(x)

é um conjunto fuzzy C com função de pertinência dado por:

fC(x) = fA(x) t fB(x), x ∈ X

onde t é um operador de norma triangular.

As normas e co-normas triangulares formam uma classe geral de operadores de união e interse-

ção, com características de comutatividade, associatividade e monotonicidade, atendendo ainda as

condições de contorno. Diferente da união e interseção, que trabalham com conjuntos definidos num

mesmo universo, as operações baseadas em normas e co-normas triangulares podem operar conjun-

tos em universos distintos. Sejam A e B dois conjuntos nebulosos definidos nos universos X e Y ,

respectivamente, e a e b valores de pertinência dados por a = fA(x) e b = fB(x). Então, as normas e

co-normas triangulares (norma-t e norma-s) podem ser definidas como:

• Norma-t: operador de dois argumentos t : [0; 1]2 → [0; 1] que satisfaz as seguintes condições:

– Comutatividade: a t b = b t a;

– Associatividade: a t (b t c) = (a t b) t c;

– Monotonicidade: se a ≤ b e c ≤ d, então, a t c ≤ b t d;

– Condições de Contorno: 0 t a = 0, 1 t a = a.

Exemplos de norma-t:

– a t b = ab

– a t b = min(a, b)

• Norma-s: operador de dois argumentos t : [0; 1]2 → [0; 1] que satisfaz as seguintes condições:

– Comutatividade: a s b = b s a;

– Associatividade: a s (b s c) = (a s b) s c;

– Monotonicidade: se a ≤ b e c ≤ d, então, a s c ≤ b s d;

– Condições de Contorno: 0 s a = a, 1 t a = 1.

Exemplos de norma-s:

– a t b = a− ab + b

– a t b = max(a, b)
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Como pode ser observado, a teoria de conjuntos fuzzy é muito próxima dos modelos ontológi-

cos no sentido que servem para descrever grupos de objetos que compartilham alguma semelhança.

Observa-se ainda que as propriedades e construções existentes nos conjuntos fuzzy também estão

definidos nos modelos de ontologia. Assim, uma análise comparativa entre os dois modelos servirá

para dar maior fundamentação matemática aos elementos ontológicos e auxiliará na compreensão da

teoria envolvida para a extração de conceitos e suas relações.

4.3.2 Relação entre Conjuntos Fuzzy e Ontologias

As equivalências entre as definições da teoria fuzzy e as construções ontológicas são apresentadas

nesta seção. OWL é uma linguagem padronizada pelo W3C para especificação de ontologias que

permite a criação de conceitos, indivíduos, relacionamentos e uma série de construções axiomáticas.

Embora esta linguagem não permita a especificação de ontologias fuzzy, suas construções servem de

apoio para o levantamento de diversos mapeamentos. A ontologia fuzzy utilizada nesta dissertação é

definida como um extensão da ontologia convencional que incorpora a noção de níveis de pertinência

dos indivíduos aos conceitos, assim como definida em Quan et al [1].

Na seqüência, são apresentadas as construções ontológicas, a representação dessas construções

em OWL, a simbologia gráfica e a equivalência com a teoria de conjuntos fuzzy.

Conceito Coisa (owl:Thing): A definição do conceito que contém todos os indivíduos é represen-

tado pelo conjunto fuzzy universo e apresentado na figura 4.6. fA(x) = 1, x ∈ X .

owl:Thing

Fig. 4.6: Conceito Coisa

Conceito Nada (owl:Nothing): A definição do conceito que não possui indivíduos é representado

pelo conjunto fuzzy vazio e apresentado na figura 4.7. fA(x) = 0, x ∈ X .

owl:Nothing

Fig. 4.7: Conceito Nada
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Equivalência entre conceitos (owl:Equivalent): Conceitos serão equivalentes se e somente se as

representação fuzzy destes conceitos possuírem funções de pertinência idênticas. A representação

gráfica para a equivalência é apresentada na figura 4.8. fA(x) = fB(x), x ∈ X .

B´A

Fig. 4.8: Equivalência entre conceitos

Relação Taxonômica (owl:subClassOf): A relação taxonômica, mostrada na figura 4.9, entre os

conceitos pode ser modelada com o auxílio da propriedade de continência da teoria de conjuntos

fuzzy, ou seja, um conceito (conjunto) A é subclasse (subconjunto) de outro conceito B se a função de

pertinência fA(x) for sempre menor ou igual à função de pertinência fB(x). fA(x) ≤ fB(x), x ∈ X .

A

B

Fig. 4.9: Relações Taxonômicas

Conceito Disjuntos (owl:DisjointWith): Conceitos são disjuntos se não possuírem instâncias em

comum. Em teoria fuzzy dois conjuntos são disjuntos se a interseção entre estes resultar em um outro

conjunto fuzzy cuja função de pertinência é nula. A representação gráfica para conceitos disjuntos é

apresentada na figura 4.10. fA(x)tfB(x) = 0, x ∈ X .

A D B

Fig. 4.10: Conceitos Disjuntos

Conceito Complementares (owl:complementOf): Dois conceitos são complementares se a sua

representação fuzzy for complementar, ou seja, as funções de pertinência estão em complemento de 1.
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A figura 4.11 mostra a representação gráfica para conceitos complementares. fĀ(x) = 1−fA(x), x ∈

X .

A¹ e A

Fig. 4.11: Complemento de um conceito

União de conceitos (owl:unionOf): Um determinado conceito C será a união de outros dois con-

ceitos A e B, se as funções de pertinência associada aos conjunto fuzzy A, B e C estabelecerem

a seguinte relação fC(x) = fA(x) s fB(x). A representação gráfica para a união é apresentada na

figura 4.12.

[

C

A B

Fig. 4.12: União de Conceitos

Interseção de conceitos (owl:intersectionOf): Um determinado conceito C será a interseção de

outros dois conceitos A e B, se as funções de pertinência associadas aos conjuntos fuzzy A, B e C

estabelecerem a seguinte relação fC(x) = fA(x) t fB(x). A representação gráfica para a interseção é

apresentada na figura 4.13.

\

C

A B

Fig. 4.13: Interseção de Conceitos

A lista de mapeamentos apresentada anteriormente ilustra as diversas possibilidades do modelo

ontológico; contudo, nem todos serão utilizados. O mapeamento sobre conceitos disjuntos será im-

portante para a identificação iterativa de conceitos. Os mapeamentos sobre o conceito “Coisa”, o

conceito “Nada”, e relações taxonômicas serão de auxílio para entender como seria possível a identi-

ficação de taxonomia entre conceitos, veja seção 4.4.7.
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4.4 Construção da árvore ontológica

A construção da árvore ontológica é baseada no processamento léxico dos documentos e de fer-

ramentas de análise estatística para a identificação de conceitos.

O diagrama da figura 4.14 mostra os estágios necessários para a obtenção do árvore ontológica.

O estágio de Pré-Processamento faz uso de técnicas lingüísticas para a extração da lista de termos.

O conteúdo de cada documento é processado por um analisador léxico que realiza a tokenização

dos textos. Os tokens são categorizados e filtrados resultando em uma lista reduzida de tokens que

constituirão os termos da ontologia. O processo de categorização faz uso de uma base lexical externa.

Neste caso a base lexical escolhida foi o WordNet.

,MD
k

Matrizes
Lista

de Termos

Módulo
Externo

Ontológica
Árvore

(Ontologia)

Algoritmo de Extração
de Relações Semânticas

Pré-Processamento Algoritmo de Obtenção
do Modelo de Documentos

Conjunto de Documentos

(WordNet)

Base Lexical

Fig. 4.14: Fluxo de processamento dos dados

O segundo estágio é constituído de um algoritmo responsável por modelar matematicamente os

documentos da base. Esse algoritmo toma como entrada a lista de termos obtida no estágio anterior

e o conteúdo dos documentos para determinar a matriz de ocorrência de termos em documentos. Os

resultados deste estágio são duas matrizes: a matriz de ocorrência de termos em documentos Dk e a

matriz que fornece a correlação entre os termos M .

O último estágio é responsável por identificar os conceitos e as relações de instanciação entre

termos e conceitos. Para isto, técnicas estatísticas são utilizadas para a identificação de padrões de

utilização dos termos permitindo caracterizar os conceitos discutidos pela base de documentos. Neste

estágio é utilizado um algoritmo de agrupamento que recebe como entrada as matrizes do estágio

anterior e produz como resultado a lista de conceitos e relações.

O modelo ontológico discutido na seção 4.1 permite identificar quais devem ser os requisitos do

algoritmo de criação automática de ontologias. Definir a árvore ontológica é definir os parâmetros
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que caracterizam a matriz R0 tais como: número de linhas, número de colunas e valor de cada célula

da matriz. Portanto, a definição de uma ontologia no sistema relacional fuzzy requer a resposta para

as seguintes questões:

• Qual a quantidade de termos?

• Quais são estes termos?

• Qual a quantidade de conceitos da ontologia?

• Quais são os nomes destes conceitos?

• Quais são as relações taxonômicas?

• Quais são os valores das associações fuzzy entre termos e conceitos?

4.4.1 Identificação de Termos

A identificação dos termos (indivíduos) da ontologia é realizada utilizando-se o próprio conteúdo

dos documentos e uma ontologia de senso comum, WordNet. Os documentos são processados por um

analisador léxico que irá extrair os tokens dos documentos. Esses tokens são processados e categori-

zados de acordo com a categoria gramatical e posteriormente uma série de filtragens permitirá obter

os termos da ontologia. É importante ressaltar que nesta dissertação foi utilizada a WordNet para a

língua inglesa. Assim, a metodolologia adotada apresenta uma dependência com essa língua. Entre-

tanto, esta limitação pode ser resolvida apenas modificando-se a versão da WordNet. Por exemplo,

poderia ter sido utilizada a versão portuguesa do WordNet 2. A escolha da língua inglesa foi motivada

pelo fato de que a WordNet é mais completa nessa língua.

Dentre as possibilidades do WordNet temos:

• Determinação da classe gramatical do termo, o qual pode ser: SUBSTANTIVO, ADJETIVO,

VERBO, ADVERBIO.

• Determinação do lema de um dado termo.

• Relacionamento entre termos dentre os quais podemos citar: Meronímia, Holonímia, Hipero-

nímia, Hiponímia, Sinônimos.

Adicionalmente, uma lista de termos não-relevantes, denominados stop-words, é utilizada para

marcar os termos que deverão ser removidos durante o processo de filtragem. Ao final do proces-

samento é obtido uma lista com a descrição de cada termo. O fragmento de texto abaixo servirá de

exemplo para mostrar a extração dos termos:

2http://www.nilc.icmc.usp.br/~arianidf/WordNet-BR.html
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“The aim of this paper is to evaluate the performance of genetic algorithm for the flowshop sche-

duling problem with an objective of minimizing the makespan.”

O processamento deste fragmento resulta na descrição apresentada na tabela 4.1.

Termo Lema Stop-Word Substantivo Adjetivo Verbo Adverbio

the •
aim aim • •
of •

this • •
paper paper •

is be • •
to •

evaluate evaluate •
performance performance •

genetic genetic •
algorithms algorithm •

for •
flowshop

scheduling scheduling • •
problem problem •

with •
an an •

objective objective • •
minimizing minimize •
makespan

Tab. 4.1: Descrição dos termos.

As células com um marcador indicam que o termo pertence àquela categoria e os termos cuja

coluna lema não foram preenchidas representam palavras não encontradas no dicionário eletrônico

WordNet. Neste trabalho, as palavras não encontrada no WordNet são ignoradas e não farão parte

do vocabulário da base de documentos. Contudo, é necesário ressaltar que esse procedimento pode

resultar na eliminação de palavras importantes para a descrição dos documentos. Palavras específicas

de domínio possivelmente serão removidas, dado que o WordNet contém somente termos mais gené-

ricos e de uso comum na língua escrita. Além disso, o WordNet pode conter informações imprecisas.

Por exemplo, a tabela 4.1 mostra que o termo paper é somente um verbo; no entanto, este é, também,

um substantivo.

Terminado o processo de categorização, a lista de termos será filtrada para a remoção de termos
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não relevantes e outras fontes de ruído. A remoção dos termos seguirá as seguintes regras:

• Remoção dos termos que se enquadram na categoria de stop-words;

• Remoção dos termos que não se enquadram exclusivamente nas categorias: substantivo, adje-

tivo ou substantivo/adjetivo. Entretanto é importante ressaltar que a remoção de termos cuja

classe gramatical seja o verbo pode ser ruim em certos domínios, por exemplo, para o domínio

futebol que são regidos por verbos;

• Remoção dos termos que não estão presentes no dicionário WordNet.

A aplicação das regras acima para a filtragem e do procedimento de lematização resultam na

seguinte lista de termos:

{ performance, genetic, algorithm, problem, objective }

Abaixo está o trecho completo de um abstract retirado de um artigo sobre algoritmos genéticos.

A lista de termos selecionados está em destaque.

“The aim of this paper is to evaluate the performance of genetic algorithms for the flowshop

scheduling problem with an objective of minimizing the makespan. First we examine various genetic

operators for the scheduling problem. Next we compare genetic algorithms with other search algo-

rithms such as local search, taboo search and simulated annealing. By computer simulations, it is

shown that genetic algorithms are a bit inferior to the others. Finally, we show two hybrid genetic

algorithms: genetic local search and genetic simulated annealing. Their high performance is de-

monstrated by computer simulations.”

Termos selecionados após o processo de lematização:

{ performance, genetic, algorithm, problem, objective, operator, local, computer, simulation,

inferior, hybrid }

4.4.2 Identificação de Relações Semânticas

A completa identificação de conceitos no sistema relacional fuzzy deve levar em consideração três

fatores: determinação do número de conceitos; valor das associações fuzzy entre conceitos e termos;

e sugerir nomes significativos para os conceitos obtidos.

Caracterizando o conceito

Conceitos, na definição ontológica, são utilizados para descrever um conjunto de elementos que

compartilham alguma característica em comum. Por exemplo, seja o conceito Mamífero que descreve
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o conjunto de animais que apresentam glândulas mamárias nas fêmeas.

conceito Mamífero ≡ { homem, baleia, morcego, gato, cachorro, macaco }

Os termos homem, baleia, morcego, gato, cachorro e macaco são utilizados para caracterizar o

conceito mamífero pois todos compartilham uma ou mais características; neste caso, a característica

compartilhada é que todos possuem mamas. No entanto, conceitos podem ser utilizados para descre-

ver idéias mais abstratas ou que possuem um nível diferente de associação com os termos integrantes

do conceito. Considere o conceito “Palavras chaves que descrevem o assunto de pesquisa Algorit-

mos Genéticos” ou, de forma simplificada, “Algoritmos Genéticos”. Nesse caso, os membros deste

conceito podem compartilhar nenhuma semelhança fisiológica ou de idéia quando analisadas isola-

damente. Entretanto, se considerarmos o aspecto lingüístico de utilização das palavras pode-se dizer

que existe uma propriedade comum entre os termos: a de que essas palavras são comuns na descrição

de um determinado assunto.

conceito Algoritmos Genéticos ≡ { genetic, algorithm, operator, population, selection }

O raciocínio acima nos leva à conclusão de que é possível extrair conceitos através da identificação

de termos comuns em assuntos. Devido às características da linguagem escrita, termos comuns a um

determinado assunto costumam ocorrer de forma correlata nos documentos [59]. Assim, a utilização

de um modelo apropriado para descrever os documentos e uma métrica para medir a correlação entre

termos servirão de base para o algoritmo extrair os conceitos e suas relações.

Métrica para a correlação entre termos

Antes de escolhermos uma métrica para a medida de correlação entre termos é necessário uma

definição matemática para o termo. A representação escolhida para os termos é a vetorial, na qual

cada termo é um vetor obtido com as linhas que compõem a matriz Dk. Assim, o i-ésimo termo será

dado por:

−→
ti = (dki,1, dki,2, . . . , dki,k, . . . , dki,N) (4.1)

A representação matemática vetorial para o termo permite a escolha de funções para o cálculo da

correlação entre os termos. A função corr
(−→
t1 ,
−→
t2
)
, que calcula a correlação entre os termos −→t1 e −→t2 ,

deve fornecer como resultado um valor entre 0 e 1, sendo 1 para correlação total e 0 para nenhuma

correlação.



62 Extração de Relações Semânticas via Análise de Correlação de Termos

A escolha trivial para esta função é a separação angular entre os vetores. Assim

corr
(−→
t1 ,
−→
t2
)

= cos
(−→
t1
−→
t2
)

=
−→
t1 ·
−→
t2

||
−→
t1 || · ||

−→
t2 ||

(4.2)

Outra possibilidade é o cálculo do vetor diferença entre −→t1 e −→t2 :

corr
(−→
t1 ,
−→
t2
)

= exp

(
−
||
−→
t1 −

−→
t2 ||

σ

)
(4.3)

De tal sorte que se −→t1 e −→t2 forem idênticos a correlação é total e se forem muito diferentes a

função será um valor próximo de zero.

Nesta dissertação será utilizada a primeira definição devido sua simplicidade matemática, uso na

literatura e vetores termos já normalizados, reduzindo o cálculo da correlação à −→t1 ·
−→
t2 .

Métrica para a distância entre termos

Definição: Dado um conjunto M 6= φ e d : M ×M → R, sendo R o conjunto dos números reais,

indica-se por d(x, y) a imagem de um par genérico (x, y) por meio da função d. Diz-se que d é uma

métrica sobre M se as seguintes condições são verificadas para quaisquer x, y, z ∈M :

• (M1) d(x, y) = 0 para (x = y);

• (M2) d(x, y) = d(y, x);

• (M3) d(x, y) ≤ d(x, z) + d(z, y).

Nessas condições, cada imagem d(x, y) recebe o nome de distância de x a y e o par (M, d), onde

d é uma métrica sobre M , de espaço métrico. Cada objeto de um espaço métrico será sempre referido

como ponto desse espaço, seja ele um ponto em si mesmo, ou um número, ou ainda uma função ou

um vetor. A propriedade (M3) é conhecida como desigualdade triangular.

Entretanto, a métrica utilizada para avaliar a distância entre dois termos não respeitará, necessari-

amente, a condição de desigualdade triangular, pelo seguinte motivo: em termos lingüísticos existem

situações onde um determinado termo A é muito próximo dos termos B e C; contudo, isto não implica

que os termos B e C estejam próximos. A situação apresentada anteriormente é freqüente quando li-

damos com palavras polissêmicas, ou seja, palavras que podem ter mais de um significado. Por

exemplo, considere o termo manga, o qual pode se referir à noção de fruta ou à noção de parte de

uma vestimenta. O termo manga certamente estará próximo do termo fruta (quando manga refere-se

a idéia de fruta) e pode estar próximo de camiseta (quanto manga refere-se a idéia de vestimenta),

contudo fruta e camiseta são dois termos que não estão próximo.
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Assim, a medida de distância entre os termos deve atender aos critérios M1 e M2 e ainda deve ser

função da correlação entre os termos:

d
(−→
t1 ,
−→
t2
)

= g
(
corr

(−→
t1 ,
−→
t2
))

= 1− corr
(−→
t1 ,
−→
t2
)

(4.4)

A função g é monotonicamente decrescente que recebe como argumento um número real x ∈

[0, 1], indicando a correlação entre os termos, e mapeia este valor para o intervalo [0, D], onde D é

uma constante positiva.

Como os termos são representados por vetores de dimensões elevadas e a métrica de distância

não respeita a desigualdade triangular, torna-se impossível utilizar planos cartesianos para mostrar

corretamente a distância entre termos. Dessa forma, foi utilizada a representação em grafos para

mostrar a distância entre eles. A figura 4.15 apresenta um exemplo de grafo de termos. Os nós deste

grafo representam os termos e as arestas representam as correlações não nulas entre os termos.

Fig. 4.15: Grafos de Termos

4.4.3 Extração de Relações Semânticas

Como foi apresentado anteriormente, a extração das relações semânticas pode ser realizada iden-

tificando-se termo correlatos, ou seja, termos que estejam próximos semanticamente entre si. A
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identificação de objetos que estejam próximos é alvo de estudo das técnicas de aprendizado não-

supervisionado, mais especificamente, das técnicas de agrupamento de dados.

A lista de diferentes tipos de agrupadores é bastante ampla, desde os mais simples, tal como o

K-Means, até os mais complexos que envolvem funções de mapeamento (Kernel), como visto no

Capítulo 3. Em nosso caso, o algoritmo de agrupamento deve possuir as seguintes características:

• Identificação automática do número de grupos;

• A pertinência dos termos aos grupos é fuzzy, pois o modelo ontológico de referência, FROM,

utiliza associações fuzzy entre termos e conceitos. A utilização de lógica fuzzy ainda garante

maior imunidade a ruídos e incertezas presentes nos dados;

• Pode haver grande sobreposição entre os grupos, ou seja, termos que pertençam fortemente a

dois ou mais grupos, comum com termos que possuem mais de um significado (polissemia);

• A geometria dos grupos não é, necessariamente, esférica.

A análise dos requisitos apresentados anteriormente mostram que, conceitualmente, o agrupador

mais adequado para realizar a tarefa de extração de conceitos é o agrupador Kernel Possibilístico C-

Means, KPCM. A escolha desse agrupador é devido a duas características importantes: a capacidade

de detectar grupos com grandes sobreposições e a atribuição de graus de pertinência dos objetos aos

grupos.

A função objetivo para o agrupador Kernel Possibilistic C-Means é dada por:

J (U, V ) =
C∑

i=1

N∑

j=1

(uij)
m ||φ (xk)− φ (vi) ||+

C∑

i=1

ηi

N∑

j=1

(1− uij)
m (4.5)

Sujeita às seguintes restrições

uij ∈ [0, 1], 0 <

N∑

j=1

uij < N, 0 <

C∑

i=1

uij < C

Para resolver o problema de minimização dessa função objetivo, Krishnapuram e Keller [44] pro-

puseram um tratamento diferente para o problema de agrupamento. Trataram cada grupo de maneira

desacoplada e, desse modo, o problema de minimização da função 4.5 tornou-se um problema de

minimização de C equações objetivos conforme mostrado na equação 4.6.

Ji (U, V ) =
N∑

j=1

(uij)
m||Φ (xk)− Φ (vi) ||

2 + ηi

N∑

j=1

(1− uij)
m (4.6)
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Embora o agrupador Kernel Possibilistic C-Means seja o mais adequado para os propósitos do

agrupador de termos, ele exige a definição de um objeto denominado protótipo de grupo. Este protó-

tipo nada mais é do que o centro do grupo, porém o conceito de centro não existe no modelo proposto,

a única informação disponível é a distância entre os termos. Dessa forma faz-se necessário definir

uma nova função objetivo contemplando somente as distâncias entre os termos e as respectivas per-

tinências dos termos ao grupo. Ainda que o agrupamento possibilístico não possa ser utilizado, os

componentes da função objetivo serão de auxílio na definição de uma nova função.

Considerando novamente a função objetivo do agrupador Kernel Possibilistic C-Means observa-

se que esta é composta por três funções. A primeira função é responsável por avaliar a proximidade

dos termos e será denominada de função de coesão ϕ do grupo. A segunda parcela é responsável por

avaliar o tamanho do grupo e será denominada de função de cobertura ρ. A nova função objetivo de

agrupamento também apresenta essas parcelas.

J = ϕ + η · ρ

O fator de balanço η e a função ρ que regula o tamanho do grupo serão mantidos idêntico ao do

modelo possibilístico, dado que não possuem dependência com o centro do grupo. A definição da

função ϕ exige uma análise mais detalhada de seus elementos constituintes.

A função de coesão é composta por duas estruturas matemáticas acopladas: uma avalia a distância

entre um objeto individual e o centro do grupo (uij)
m ||Φ (xk)−Φ (vi) ||

2, denominada de função fi,

e a outra avalia a coesão como um todo do grupo,
∑N

j=1 (·), denominada de função ϕ.

Em termos gerais pode-se dizer que fi é a estrutura que avalia individualmente a distância do

objeto k ao centro i e ϕ é a estrutura que avalia a coesão do grupo como um todo.

Os parâmetros de entrada para a função ϕ são as funções fi’s. Assim

ϕ = ϕ

(
⋃

i∈N

fi (µi, v)

)

Como não existe o conceito de centro no modelo ACT, a função que mede a distância dos objetos

ao centro será modificada de modo a medir a distância entre objetos e assim a função ϕ torna-se

ϕ = ϕ

(
⋃

i,j∈T

fdi,j
(µi, µj)

)

As funções f e ϕ do novo agrupador e o agrupador KPCM compartilham de algumas propriedades

que serão utilizadas na especificação da função objetivo.
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Propriedades da função f

• A função deve ser sempre maior ou igual a zero.

– fdi,j
(µi, µj) ≥ 0 ∀i, j, 1 ≤ i ≤M e 1 ≤ j ≤M

• A função deve ser monotonicamente crescente em relação aos parâmetros µi, µj e distâncias.

– fdi,j
(µ∗

i , µj) ≥ fdi,j
(µi, µj) para µ∗

i > µi

– fdi,j
(µi, µ

∗

j) ≥ fdi,j
(µi, µj) para µ∗

j > µj

– fdi,j
(µi, µj) ≥ fci,j

(µi, µj) para di,j > ci,j

• A função deve ser simétrica em seus argumentos.

– fdi,j
(µi, µj) = fdi,j

(µj, µi)

Exemplos de função f que atendem os requisitos listados acima:

• fdi,j
(µi, µj) = (µi · µj)

m · d2
i,j

• fdi,j
(µi, µj) =

(µi+µj

2

)m
· d2

i,j

• fdi,j
(µi, µj) = (µi − µi · µj + µj)

m · d2
i,j

Propriedades da função ϕ

• A função deve ser sempre maior ou igual a zero.

– ϕ
(⋃

i,j∈T fdi,j
(µi, µj)

)
≥ 0

• A função deve ser monotonicamente crescente para toda função f de entrada

– ϕ
(⋃

i,j∈T fdi,j
(µi, µj)

)
≥ ϕ

(⋃
i,j∈T f ∗

di,j
(µi, µj)

)
para todo f > f∗

• A função deve ser simétrica em seus argumentos

– ϕ
(
. . . , fdm,1

(µm, µ1) , fdm,2
(µm, µ2) , . . . ,

)
= ϕ

(
. . . , fdm,2

(µm, µ2) , fdm,1
(µm, µ1) , . . .

)

Exemplos de função ϕ que atendem os requisitos listados acima:

• ϕ
(⋃

i,j∈T fdi,j
(µi, µj)

)
=
∑

i∈T

∑
j∈T fdi,j

(µi, µj)

• ϕ
(⋃

i,j∈T fdi,j
(µi, µj)

)
=
∏

i∈T

∏
j∈T fdi,j

(µi, µj)
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Uma outra forma de interpretar o papel das funções f e ϕ é observar que o agrupador identifica

grupos de termos próximos em estrutura do tipo grafo. Os nós do grafo representam os objetos alvo

do agrupamento e os arcos são rotulados com os valores das distâncias entre os objetos. A função

f é responsável por avaliar individualmente cada aresta do grafo e a função ϕ avalia o conjunto de

arestas. A figura 4.16 mostra o papel de cada função.

(        ,         ,          )'
B,C

df
A,C

dfd
A,B

f

  )¹ ,¹(fd BB,C

  )¹ ,¹(

  )¹ ,¹(
AA,B

df

fd
A,C A

A

B

C

C

C

B

Fig. 4.16: Papel das funções f e ϕ

A análise conduzida acima permite estabelecer um formato geral para a função objetivo do agru-

pador, mostrado na equação 4.7.

J (−→µ ) = ϕ

(
⋃

i,j∈T

fdi,j
(µi, µj)

)
+ η

T∑

j=1

(1− µj)
m (4.7)

A identificação de termos correlatos é obtida minimizando-se a função objetivo J . Esta função

pode apresentar um ou mais pontos de mínimo que representam as diferentes configurações para

agrupamentos de termos e, conseqüentemente, caracterizam alguma relação semântica trazida pelos

documentos da base. A identificação dos mínimos de J serve de referência para determinar o número

de relações na ontologia.

Identificar todos os pontos de mínimo não é factível e não trará benefício para a construção da

ontologia. A melhor alternativa é estabelecer uma métrica que permita avaliar a importância das rela-

ções e escolher somente os mais relevantes. Por exemplo, considere o seguinte gráfico da figura 4.17

que ilustra o comportamento de uma função J hipotética à medida que o vetor de parâmetros−→µ varia

do conceito nada
−→
0 até o conceito coisa

−→
1 .

A função objetivo J apresenta seis pontos de mínimo, −→µ1, −→µ2, −→µ3, −→µ4, −→µ5, −→µ6, mas, evidentemente,

apenas três são relevantes para descrever a ontologia: −→µ1, −→µ4, −→µ6, pois são os pontos de mínimo mais

pronunciados da função. A escolha do número de grupos poderia ser baseada nos seguintes critérios:
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Fig. 4.17: Função-Objetivo J

valor limiar indicando o valor máximo aceito para a função objetivo ou avaliação da sobreposição dos

grupos formados.

Determinação dos mínimos da função J

A determinação dos pontos de mínimo da função J envolve a resolução de um sistema de equações

a derivadas parciais que de um modo geral não é simples ou possível de se resolver analiticamente.

Uma possibilidade é a utilização de técnicas de otimização multi-modal. Essas técnicas são baseadas

em algoritmos bio-inspirados, tais como, algoritmos genéticos [19] e colônia de formigas [22]. Uma

outra alternativa, explorada e detalhada nesta dissertação, é baseada em técnicas de cálculo numérico

e identificação iterativa de mínimos. Nessa linha existe a técnica do gradiente determinístico, também

conhecido como Hill-Climbing.

Algoritmo do Gradiente Determinístico

O algoritmo do gradiente determinístico busca o mínimo da função partindo de uma condição

inicial µ (0), e iterações sucessivas são realizadas conduzindo a variável µ à solução desejada. A

adaptação dos parâmetros utiliza a informação sobre o gradiente da função no ponto µ (n) para deter-

minar o valor de µ (n + 1), conforme a equação:

−→µ (n + 1) = −→µ (n)− α∇J (−→µ (n))

O parâmetro α é chamado de passo de adaptação, pois determina qual será o tamanho do passo

dado a cada iteração. A convergência ou não do algoritmo está vinculada à escolha adequada do valor

de α.
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Metodologia para a Extração de Conceitos

O processo de extração de conceitos será executado de forma iterativa identificando, primeira-

mente, os conceitos com os menores valores para a função objetivo J , pois representam os conceitos

mais importantes. No exemplo de função objetivo apresentada anteriormente a seqüência de conceitos

extraídos deveria ocorrer na seguinte ordem: −→µ4, −→µ1, −→µ6, −→µ5, −→µ3, −→µ2.

A adoção do método iterativo para a extração de conceitos foi baseada em algumas vantagens tra-

zidas pelo método. Dentre as vantagens pode-se citar: algoritmo menos complexo se comparado com

as técnicas que processam todos os conceitos simultaneamente; o procedimento de extração permite

que o usuário inspecione os conceitos obtidos; permite a introdução de métricas para a determinação

do número adequado de conceitos; e permite atualizar as ontologias quando novos documentos são

adicionados a base de documentos sem a necessidade de se recomputar os conceitos anteriores. Ob-

viamente que esta técnica também apresenta desvantagens como, por exemplo, a não existência de

um procedimento de revisão dos conceitos obtidos.

A aplicabilidade do método iterativo no modelo ACT somente será possível se as seguintes con-

dições forem satisfeitas: o algoritmo de otimização deve garantir a extração do conceito ótimo global

e o processo de extração deve levar em consideração os conceitos já extraídos.

Identificação do ótimo global

A utilização do algoritmo do gradiente determinístico não garante encontrar o ótimo global; por

este motivo, novas estratégias foram adotadas para que o valor obtido seja ótimo ou mais próximo

possível do ótimo. A estratégia escolhida é baseada em técnicas de computação evolutiva, mais

especificamente, em técnicas utilizando algoritmos genéticos.

O algoritmo proposto utiliza técnicas exploratórias e explotatórias. A técnica exploratória utiliza

uma população cujos indivíduos estão distribuídos pelo espaço de solução e técnicas de reprodução,

mutação e seleção natural são aplicados na população para a identificação dos melhores indivíduos.

A técnica explotatória faz uso do algoritmo de gradiente determinístico para melhorar os indivíduos

da população.

O algoritmo genético utilizado, mostrado em 3, possui as seguintes características:

• Populacional: um conjunto de candidatos a solução é utilizado em cada geração com o objetivo

de explorar o espaço de solução;

• Mutação;

• Crossover não é utilizado;

• Inserção de novos indivíduos - novos indivíduos são inseridos na população em cada geração;
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• Seleção elitista do melhor indivíduo - somente o melhor indivíduo é mantido e poderá se repro-

duzir;

• Número fixo de gerações.

Input: P : Algoritmo de Busca Local
Input: O: Função Objetivo
Input: C0: Agrupamento Inicial
Output: C: Agrupamento otimizado
begin

população←− iniciaPopulação;
Adiciona C0 à população;
for i← 0 to número máximo de iterações do

população← adicionaNovosIndivíduos;
filhos← clona(população);
filhos← mutaciona(filhos);
população← adicionaIndivíduos(filhos);
foreach indivíduo na população do

otimize o indivíduo aplicando o algoritmo P ;
calcula o fitness aplicando a função objetivo O;

end
C ← seleciona o melhor indivíduo;
população← C;

end
end

Algoritmo 3: Algoritmo Genético de Busca Global

Identificação de novos conceitos

A identificação de novos conceitos poderia ser feita alterando-se o valor da condição inicial µ(0) e

assim o algoritmo convergiria para diferentes mínimos locais. Contudo, essa técnica pode demandar

diversas execuções do algoritmo para se encontrar os mínimos mais relevantes. Dessa forma, uma

técnica diferente foi desenvolvida. Consiste basicamente de dois estágios:

• Identificação da região promissora: A identificação da região promissora é realizada executando-

se o algoritmo de minimização com a função objetivo modificada de maneira a penalizar a

formação de conceitos semelhantes àqueles já extraídos. A nova função objetivo torna-se:

Ji = ϕ + η · ρ + τ · θ

onde:
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θ é a função de penalização;

τ é uma constante que representa a influência da função θ, e será denominado de fator de

disjunção.

A função θ será escolhida com base na propriedade de Disjunção de Conceitos apresentada na

seção 4.3 onde conceitos totalmente disjuntos resultam em θ = 0 e conceitos similares resultam

em valores próximos a 1. O termo aditivo θ é dado por:

θ

(
T,

NC⋃

i=1

Ci

)
=

NC∑

i=1

prox (T,Ci)

onde prox é uma função que mede a proximidade entre dois conceitos e é dado por:

prox (T,Ci) =
1

T

∑

j∈T

max
l

(
⋃

l∈Ci

mjl

)

• Refinamento: A fase de refinamento visa determinar corretamente o ponto de mínimo uma vez

que a utilização da função θ pode causar desvios em sua localização. O refinamento corrigirá

o desvio provocado pela função θ por meio da re-execução do algoritmo determinístico, mas

neste caso a função de penalização não é aplicada e a condição inicial é dada pelo ponto de

mínimo calculado anteriormente durante a fase de identificação da região promissora.

4.4.4 Validação do Modelo

Esta seção visa validar a técnica, algoritmo e função objetivo propostos anteriormente, bem como

a escolha das funções matemáticas para ϕ e f .

As funções escolhidas são:

fdi,j
(µi, µj) = (µi · µj)

m · d2
i,j

ϕ

(
⋃

i,j∈M

fdi,j
(µi, µj)

)
=
∑

i∈M

∑

j∈M

fdi,j
(µi, µj)

A escolha dessas funções foi feita baseada em algumas considerações de ordem geral e outras de

ordem específica.

As considerações gerais sobre a escolha das funções levam em conta os critérios abaixo:
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• Funções matemáticas simples. Neste caso, simplicidade incluem simplicidade na forma, no

cálculo dos valores e das derivadas parciais;

• Funções que levam a função objetivo a se assemelhar à função-objetivo dos métodos tradicio-

nais de agrupamento.

As considerações de ordem mais específica são:

• A função f foi escolhida de tal forma que a importância de uma aresta para a composição do

grupo será maior em casos onde ambos os termos sejam importantes.

• A função ϕ foi escolhida de modo a agrupar termos que sejam mutuamente próximos.

Função Objetivo

A função objetivo obtida é dada por:

J (−→µ ) =
M∑

i=1

M∑

j=1

(µi · µj)
m · d2

i,j + η

M∑

i=1

(1− µi)
m

O algoritmo utilizado para encontrar os pontos de mínimo da função objetivo acima é o gradiente

determinístico.

−→µ (n + 1) =
−−→
µ (n)− α · ∇J (−→µ (n))

O gradiente da função J é dado por:

∇J (−→µ (n)) =

[
∂J

∂µ1

∂J

∂µ2

. . .
∂J

∂µk

. . .
∂J

∂µM

]

Onde o termo geral ∂J/∂µk é dado por:

∂J

∂µk

= m (µk)
m−1 ·

M∑

i=1

i6=k

(
µm

i d2
i,k

)
−mη (1− µk)

m−1

Para verificar se a função-objetivo é realmente capaz de agrupar termos correlatos, um sistema

composto de seis termos será utilizado. Três termos são relativos ao assunto algoritmos genéticos

e os outros três termos são relativos ao assunto aprendizado de máquina. O grafo apresentado na

figura 4.18 mostra os seis termos e as arestas conectando os termos rotuladas com a correlação entre

os termos.

Evidentemente, os termos associados a um determinado assunto de pesquisa possuem maior cor-

relação entre si. Observe os arcos mais grossos unindo os termos {genetic, operator, algorithm} e os
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0.229

0.0464

0.1564

0.159

0.010

Application

Algorithm Learning
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Operator
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0.307

0.90180.732

0.4959
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0.128

0.00315

0.1828

Fig. 4.18: Exemplo de Grafo

termos { machine, learning, application}. Deste modo, espera-se que o algoritmo agrupador produza

dois grupos.

A seguir é mostrado os resultados da aplicação do algoritmo para diferentes valores de m e η. Em

todos os casos, o resultado é um vetor com o valor de pertinência de cada termo ao grupo.

−→µ = [genetic algorithm operator machine learning application]

Os testes apresentados avaliam o comportamento do algoritmo em diversas situações para os

parâmetros de entrada m e η e são comparados ao comportamento de outros agrupadores. O objetivo

é verificar se a função objetivo proposta e a respectiva técnica de solução são capazes de realizar o

agrupamento de objetos em espaços não-métricos.

Cenário: Obtenção do conceito nada

Este cenário valida a tese de que para η nulo o algoritmo retorna um conceito que não contém um

único termo. O conceito mostrado abaixo foi obtido com η = 0.

conceito Nada ≡ {

genetic(0.00),

algorithm(0.00),

operator(0.00),

machine(0.00),

learning(0.00),

application(0.00)

}

Assim, como no caso PCM, o resultado é um grupo que não contém objetos.
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Cenário: Obtenção do conceito coisa

Este cenário valida a tese de que para η suficientemente grande o algoritmo retorna um conceito

que inclui todos os termos. O conceito mostrado abaixo foi obtido com η = 50.

conceito Coisa ≡ {

genetic(1.0),

algorithm(1.0),

operator(1.0),

machine(1.0),

learning(1.0),

application(1.0)

}

Novamente, o resultado mostra a obtenção de apenas um grupo contendo todos os termos. Esse

resultado é semelhante ao comportamento do agrupador PCM.

Cenário: Obtenção de conceitos com máximo índice de fuzzificação

Este cenário mostra que, assim como no caso do agrupador PCM, valores elevados para o fator de

fuzzificação promove a formação de grupos cujos índices de pertinência dos objetos aos grupos são

aproximadamente iguais. O conceito mostrado abaixo apresenta o conceito obtido para m = 5.

conceito Desconhecido ≡ {

genetic(0.56),

algorithm(0.57),

operator(0.56),

machine(0.56),

learning(0.56),

application(0.56)

}

Cenário: Obtenção de conceitos com mínima fuzzificação

Assim como nos agrupadores FCM e PCM, o valor de m = 1 promove identificação rígida de

grupos. Os conceitos apresentados abaixo mostram que o algoritmo identificou corretamente os dois

conceitos do grafo e atribuiu valor de pertinência 1 aos termos que pertencem ao grupo e 0 caso

contrário

conceito Algoritmos Genéticos ≡ { conceito Aprendizado de Máquina ≡ {

genetic(1.00), genetic(0.00),
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algorithm(1.00), algorithm(0.00),

operator(1.0), operator(0.00),

machine(0.00), machine(1.00),

learning(0.00), learning(1.00),

application(0.00), application(1.00)

} }

Cenário: Avaliação do parâmetro m

Neste cenário, o objetivo é mostrar que alterações no valor do parâmetro m provocam maior ou

menor distribuição dos valores de pertinência.
Os conceitos apresentados abaixo foram obtidos com η = 1 e m = 2.

conceito Algoritmos Genéticos ≡ { conceito Aprendizado de Máquina ≡ {

genetic(0.423), genetic(0.197),

algorithm(0.444), algorithm(0.246),

operator(0.286), operator(0.201),

machine(0.107), machine(0.993),

learning(0.111), learning(0.994),

application(0.141), application(0.316)

} }

Os conceitos apresentados abaixo foram obtidos com η = 1 e m = 1.5

conceito Algoritmos Genéticos ≡ { conceito Aprendizado de Máquina ≡ {

genetic(0.994), genetic(0.065),

algorithm(0.993), algorithm(0.110),

operator(0.489), operator(0.069),

machine(0.054), machine(0.944),

learning(0.059), learning(0.948),

application(0.099), application(0.219)

} }

Os resultados deste cenário mostram que o agrupador proposto possuem o mesmo comportamento

de outros agrupadores tradicionais, como PCM e FCM. E também promove agrupamento com maior

índice de fuzzificação à medida que o valor de m torna-se maior.

Cenário: Avaliação do parâmetro η

Neste cenário, o objetivo é mostrar que alterações no valor do parâmetro η causam a identificação

de grupos maiores a medida que o valor de η aumenta.
Os conceitos apresentados abaixo foram obtidos com η = 1 e m = 2.
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conceito Algoritmos Genéticos ≡ { conceito Aprendizado de Máquina ≡ {

genetic(0.423), genetic(0.197),

algorithm(0.444), algorithm(0.246),

operator(0.286), operator(0.201),

machine(0.107), machine(0.993),

learning(0.111), learning(0.994),

application(0.141), application(0.316)

} }

Os conceitos apresentados abaixo foram obtidos com η = 1.5 e m = 2

conceito Algoritmos Genéticos ≡ { conceito Aprendizado de Máquina ≡ {

genetic(0.994), genetic(0.265),

algorithm(0.995), algorithm(0.322),

operator(0.525), operator(0.268),

machine(0.266), machine(0.995),

learning(0.275), learning(0.995),

application(0.331), application(0.399)

} }

Os resultados deste cenário mostram que o agrupador proposto possui o mesmo comportamento

de outros agrupadores clássicos, como PCM e FCM. O tamanho dos grupos é função do parâmetro η.

A função-objetivo e o algoritmo propostos apresentaram bons resultados, identificando correta-

mente o agrupamento de termos correlatos. No entanto, a aplicabilidade do modelo torna-se inviável

quando o número de termos é elevado. As dificuldades deste modelo estão em dois aspectos, o pri-

meiro refere-se à complexidade computacional para a obtenção dos conceitos e o segundo é relativo à

escolha adequada dos parâmetros da função objetivo e dos parâmetros do algoritmo de Hill-Climbing.

4.4.5 Simplificação do Modelo

As dificuldades apresentadas anteriormente motivaram a simplificação do modelo de modo a tor-

nar sua aplicação factível. As simplificações ocorreram de duas formas: remoção de termos não

relevantes ao processo de agrupamento e aplicação de restrições aos valores das associações fuzzy

entre termos e conceitos.

Remoção de termos não relevantes

O objetivo da remoção de termos não relevantes da fase de extração de conceitos é diminuir o

esforço computacional na determinação dos conceitos e aumentar a imunidade a ruídos causados por

termos que não agregam muita informação ao processo de agrupamento.
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A seleção dos termos que participam do processo de agrupamento é baseada no valor de entropia

E do termo, cuja definição é dada abaixo:

E (t) =
1

N

N∑

i=1

dki,t log (dki,t) (4.8)

Uma vez computado o valor de entropia de todos os termos, serão selecionados termos cujos

valores de entropia estejam entre α e β, onde 0 ≤ α < β ≤ 1. Assim como proposto em Velardi et

al. [72], esta filtragem irá remover ruídos causados por: termos muito comuns (entropias maiores que

β) e termos que ocorrem em poucos documentos (entropias menores que α).

Restrição aos valores de pertinência dos termos

Os valores das associações fuzzy entre termos e conceitos serão restritos aos valores 0 e 1, tor-

nando rígido o modelo de agrupamento. Mas, devido à importância da relação fuzzy para o modelo

de ontologia, existirá um estágio de recuperação dos índices fuzzy.

A restrição imposta transforma o problema de otimização contínua em um problema de otimiza-

ção discreta, eliminando a necessidade de se especificar o parâmetro de fuzzificação m e a necessi-

dade de se computar as derivadas parciais. A função objetivo torna-se mais simples e o parâmetro

de entrada para a função J não é mais um vetor de números reais e, sim, um conjunto de termos,

como mostrado na equação 4.9. Agora, o resultado do processo de agrupamento não é mais um con-

ceito, pois ainda existe um processamento adicional para a recuperação das associações fuzzy, mas

um protótipo de conceito que auxiliará na obtenção das associações fuzzy.

J (A) =
∑

i∈A

∑

j∈B

d2
i,j + η · (|A| −M) + θ

(
T,

NC⋃

i=1

Ci

)
(4.9)

onde:

A: conjunto de termos que compõe o protótipo de conceito

|A|: número de termos no conjunto A

M : número de termos escolhidos pela filtragem

Cj: j-ésimo conceito extraído

|Cj|: número de termos que compõe o protótipo de conceito Cj

A identificação do conjunto de termos pode ser vista como a identificação de sub-matrizes de

M que atendam ao critério de semelhança entre termos. No exemplo apresentado anteriormente

existem duas sub-matrizes de M , uma seria dada pelo agrupamento dos termos { machine, learning,

application } e a outra seria dada pelo agrupamento dos termos { operator, genetic, algorithm },
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conforme ilustra a matriz abaixo. Os rótulos a, b, c, d, e, f representam respectivamente os termos

genetic, algorithm, operator, machine, learning, application.

M =

a b c d e f

a

b

c

d

e

f





1 0.732 0.537

0.732 1 0.496

0.537 0.496 1

0.003 0.128 0

0.01 0.156 0.046

0.183 0.229 0.159

0.003 0.01 0.183

0.128 0.156 0.229

0 0.046 0.159

1 0.902 0.296

0.902 1 0.307

0.296 0.307 1





É importante ressaltar que as sub-matrizes de M não são necessariamente formadas por colunas e

linhas contíguas. O requisito para a formação de uma sub-matriz é apenas a lista de linhas e colunas.

Assim, uma sub-matriz que seja definida por um sub conjunto I de linhas e por um sub conjunto J

de colunas deve possui as seguintes características: o número de linhas é dado pela cardinalidade do

conjunto I , o número de colunas é dado pela cardinalidade do conjunto J , e os elementos aij da sub-

matriz são dados pelos elementos da matriz original cujas linhas sejam indexadas pelos elementos do

conjunto I e as colunas sejam indexadas pelos elementos do conjunto J . Por exemplo, na figura 4.19,

a primeira sub-matriz foi obtida selecionando as linhas de número 1 e 3 e as colunas de número 1 e

4. Já, a segunda sub-matriz foi obtida selecionando as linhas de número 2 e 3 e as colunas de número

3 e 4.

Fig. 4.19: Duas sub-matrizes extraídas da matrix original, formando dois grupos.

A identificação de sub-matrizes que compartilham alguma característica em comum já foram

trabalhadas utilizando técnicas de bi-clusterização [26] e trouxeram resultados promissores. Por esse

motivo, o novo algoritmo de minimização utilizará as técnicas de bi-clusterização.

O algoritmo 4 proposto para a otimização da função 4.9 é baseado na estratégia de bi-agrupamento

de Cheng e Church [12]. O algoritmo inicia com uma proposta de agrupamento inicial e realiza

melhoras no agrupamento por meio de três operações: inclusão de termos não presentes no agrupa-

mento, pela remoção de termos que pertencem ao agrupamento, e se alguma das regras anteriores não
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for aplicável então tente trocar os termos do agrupamento. O algoritmo termina quando a aplicação

dessas estratégias não traz nenhuma melhora ao agrupamento.
Input: M : Matriz de Correlação

Input: O: Função Objetivo

Input: C0: Agrupamento Inicial

Output: C: Agrupamento otimizado

begin
C ← C0

CondiçãoFinal← falso

while CondiçãoFinal não é verdadeira do
bomTermo← encontreBomTermo(C,M ,O)

if bomTermo encontrado then
Adicione bomTermo ao grupo C

end

mauTermo← encontreMauTermo(C,M ,O)

if mauTermo encontrado then
Remova o mauTermo de C

end

if bomTermo ou mauTermo não foram encontrados then
(goodTerm,badTerm)← encontreTermosParaAlterar(C,M ,O)

if bomTermo e mauTermo foram encontrados then
Adicione bomTermo a C

Remova mauTermo de C
end

else
CondiçãoFinal←− verdadeiro

end

end

end

end
Algoritmo 4: Algoritmo Determinístico de Busca Local

Recuperação das associações fuzzy

A recuperação das associações fuzzy dos termos aos conceitos é baseada nos agrupamentos ob-

tidos pela técnica de bi-clusterização e em propriedades matemáticas de aproximação por funções

ortogonais. Os termos obtidos pelo agrupamento são utilizados para compor uma base vetorial orto-

gonal, expressa na forma de uma matriz T na qual as colunas representam os termos que formam o
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protótipo e as linhas representam o conjunto de documentos. Como a matriz T não é uma base orto-

gonal, faz-se necessário um procedimento de ortogonalização para que seja possível aplicar a técnica

de aproximação. O método de ortogonalização escolhido foi a decomposição por valores singulares,

pois possui a propriedade de fornecer a importância de cada vetor da base ortogonal, propriedade que

será utilizada na fase de atribuição de nomes aos conceitos. Assim, a nova base escolhida é dada pela

matriz U :

TN×L = UN×R · SR×R · V
′

R×L

A associação fuzzy dos termos ao conceito é obtida calculando-se o cosseno do ângulo formado

pelo vetor termo e o vetor termo aproximado. O vetor termo aproximado é calculado utilizando-se a

aproximação quadrática média por funções ortogonais, conforme descrito a seguir.

Seja ϕ1, . . . , ϕn funções contínuas e não identicamente zero no intervalo [a, b] tal que:

∫ b

a

ϕj (x) · ϕk (x) dx = 0 se j 6= k

Dada uma função contínua no intervalo [a, b], os valores de c1, . . . , cn que minimizam

F (c) =

∫ b

a

|f −

n∑

i=1

ciϕi (x)|2dx = 0

são dados por

ci =
〈f, ϕi (x)〉

〈ϕi (x) , ϕi (x)〉

onde

〈Ψ, ϕ〉 =

∫ b

a

Ψ (x) ϕ (x) dx

Desta forma, o vetor termo aproximado será dado por:

t̂j =
n∑

i=1

ci · ui =
n∑

i=1

〈tj, ui〉

〈ui, ui〉
ui =

n∑

i=1

projui
t

sendo t̂j o vetor aproximado do j-ésimo termo, ui é o vetor i da base vetorial U , n é o número de

vetores que compõe a base vetorial.

A associação fuzzy entre o termo e o conceito é dado pelo cosseno do ângulo formado pelos
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vetores −→ti e t̂i

roi = cos
(−→
ti t̂i
)

Considerações sobre a simplificação

A simplificação adotada para o modelo teve o objetivo de tornar factível a aplicação dos algorit-

mos de agrupamento e facilitar a escolha dos parâmetros de configuração tais como o parâmetro de

fuzzificação m da função objetivo, o parâmetro α e o critério de parada do algoritmo Hill-Climbing. A

simplificação ainda acrescentou um nova vantagem ao modelo, permitindo que os conceitos possam

ser definidos de maneira intencional. Agora, o índice de associação fuzzy entre termos e conceitos é

baseado na definição matemática apresentada em 4.10.

conceito Algoritmos Genéticos ≡ {(ti, µi)|ti ∈ L, µi = cos
(−→
ti t̂i
)
} (4.10)

No modelo original, um conceito é caracterizado pelo nome e a lista de termos com os respectivos

graus de pertinência, como mostrado abaixo. Nesse modelo, que segue o paradigma extensional, a

relação de termos é fixa, de modo que qualquer alteração na lista de termos irá invalidar os valores

das pertinências ao conceito.

conceito Algoritmos Genéticos ≡ {

genetic(0.423),

algorithm(0.444),

operator(0.286),

machine(0.107),

learning(0.111),

application(0.141),

}

O modelo decorrente da simplificação alterou para intencional a forma como um conceito é de-

finido. A pertinência é dada pela definição 4.10. Assim, se um novo termo for adicionado ao voca-

bulário da ontologia, os valores de pertinência desse termo aos conceitos podem ser obtidos apenas

executando o cálculo apresentado na seção 4.4.5.

Determinação do número de conceitos

A determinação do número de conceitos é realizada com o auxílio de uma medida de semelhança

entre o protótipo de conceito obtido pelo agrupador e os protótipos de conceito já extraídos. Para
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cada protótipo extraído da base de documentos, o valor de semelhança é computado entre eles. É

escolhido o maior valor de semelhança e, se este for maior que algum valor limite γ, então o processo

de extração é finalizado.

O valor de semelhança entre o conceito obtido e o conjunto de conceitos já extraídos é dado por:

prox (A, Ci) =
∑

j∈A

max
l

(
⋃

l∈Ci

mjl

)

onde A é o protótipo de conceito obtido pelo agrupador, Ci é o i-ésimo protótipo de conceito extraído

e mjl é a correlação entre os termos k do agrupamento A e o termo l do agrupamento Ci.

4.4.6 Atribuição de Nomes às Relações

A atribuição de nomes aos conceitos utilizará a estratégia de Holger [4] de extração de ontologias.

Os termos que constituem o protótipo de um conceito são submetidos ao algoritmo de Holger para que

este forneça a taxonomia dos termos. Extraída a taxonomia dos termos, pode-se decidir por escolher

nomes simples ou compostos para o conceito. A escolha de nomes simples é feita utilizando o termo

mais geral da taxonomia. Por exemplo, um protótipo de conceito formado por termos relativos ao

assunto algoritmos genéticos fornece a seguinte hierarquia de termos.

operator(0.58)
solution(0.66)

genetic(0.83)
convergence(0.68)

population(0.72)

problem(0.52)

algorithm(0.89)

performance(0.61)

Fig. 4.20: Taxonomia para o assunto Algoritmos Genéticos

O termo algorithm é o mais geral dessa estrutura e portanto será utilizado para nomear o conceito.

Para os casos onde houver mais de um termo raiz a decisão sobre o termo escolhido é dado pela

cálculo da associação fuzzy do termo quando se utiliza uma base vetorial composta somente pelo

vetor mais importante. Assim:

t̂j = c1 · u1 =
〈tj, u1〉

〈u1, u1〉
u1 = proju1

tj
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roi = cos
(−→
ti t̂i
)

Para o exemplo apresentado abaixo, dos dois termos (technique e machine) raízes o termo machine

será escolhido, pois é o que apresenta o maior valor de associação fuzzy, 0.85, quando apenas um

vetor base é utilizado.

technique(0.62)

application(0.51)domain(0.58)synthesis(0.56)learning(0.85)

machine(0.85)

Fig. 4.21: Taxonomia para o assunto Aprendizado de Máquina

A escolha de nomes compostos segue o mesmo princípio mostrado anteriormente. Escolhe-se o

termo mais geral da taxonomia, este termo na forma substantiva será o nome principal do conceito. O

segundo nome é obtido escolhendo-se o termo mais geral que esteja subordinado ao primeiro nome,

este termo na forma adjetivada constituirá o qualificador do primeiro nome. No exemplo apresentado,

o primeiro nome na forma substantiva é “algorithm” o segundo nome da forma adjetivada é “genetic”

assim o nome composto deste conceito será “genetic algorithm”.

4.4.7 Identificação de Relações Taxonômicas: uma proposta

A descoberta Automática de relações taxonômicas entre conceitos não está no escopo desta dis-

sertação. No entanto, é inevitável não falar sobre este importante recurso de ontologias que permitem

descrever o universo de discurso nos mais diferentes níveis de abstração. A função objetivo proposta

na seção 4.4.3 não inclui a identificação de relações taxonômicas, porém ao analisar-se o parâmetro

η é possível concluir que este poderia ser utilizado para a determinação dessas relações. Antes de

explicarmos a relevância deste parâmetro é necessário elucidar alguns fatos importantes:

Conceito Coisa (owl:Thing) O conceito “coisa” representa o conceito que contém todos os indi-

víduos. A conseqüência desta propriedade é que todos os demais conceitos são sub-conceitos do

conceito “coisa”. Na representação gráfica mostrada na figura 4.22, o conceito “coisa” é a raiz da

árvore ontológica.
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... ... ... ...

A B C

Coisa

Fig. 4.22: Conceito mais abstrato

Conceito Nada (owl:Nothing) O conceito nada representa o conceito que não contém nenhum

indivíduo. Devido a esta característica pode-se inferir que o conceito nada é também um sub-conceito

de todos os outros conceitos. Na representação gráfica mostrada na figura 4.23, o conceito nada é o

elemento ocupando o nível mais inferior da ontologia.

ZX Y

Nada

...... ...

Fig. 4.23: Conceito mais específico

Conceitos Intermediários Os conceitos intermediários na estrutura taxonômica descrevem com

mais ou menos detalhes uma determinada idéia de tal modo que conceitos próximos da raiz são mais

genéricos e os próximos do conceito nada são os mais específicos.

Propriedades do parâmetro η O parâmetro η controla o tamanho do grupo durante o processo

de agrupamento. Quanto maior o valor de η maior é o grupo formado. Em particular se η é zero o

grupo formado é vazio representando o conceito nada. Se η é infinito o grupo formado inclui todos

os termos representando o conceito coisa.
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As constatações acima levam à conclusão de que existe um paralelo entre a escolha do parâmetro

η e o nível de abstração dos conceitos obtidos no processo de agrupamento. Assim, uma possível

forma de obter as relações taxonômicas envolveria a determinação de conceitos para diversos valores

de η seguido de uma posterior análise dos conceitos obtidos.

Seja o exemplo da figura 4.24. O parâmetro η foi, inicialmente, escolhido com um valor η1 e

nessa configuração foram obtidos cinco conceitos V, W, X, Y, Z. O valor do parâmetro η foi alterado

para η2 é nessa nova configuração foram obtidos os conceitos M, O e P. Por fim, o parâmetro η foi

alterado mais uma vez para o valor η3 e nessa configuração somente o conceito A foi obtido.

Coisa

Nada

V W X Y Z

M O P

A

=00´

1´

2´

3´

1=4´

´

Fig. 4.24: Taxonomia de termos

Os conceitos obtidos são submetidos à análise e os mapeamentos desenvolvidos na seção 4.3 são

utilizados para realizar inferências sobre as relações entre os conceitos. Para o exemplo apresentado,

as relações presentes na tabela 4.2 seriam verdadeiras, permitindo deduzir as relações taxonômicas

entre os conceitos.
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Relação Taxonômica Propriedade Matemática

V ⊂M fV (x) ≤ fM (x), x ∈ X

W ⊂M fW (x) ≤ fM (x), x ∈ X

W ⊂ O fW (x) ≤ fO(x), x ∈ X

X ⊂ O fX(x) ≤ fO(x), x ∈ X

Y ⊂ P fY (x) ≤ fP (x), x ∈ X

Z ⊂ P fZ(x) ≤ fP (x), x ∈ X

M ⊂ A fM (x) ≤ fA(x), x ∈ X

O ⊂ A fO(x) ≤ fA(x), x ∈ X

Tab. 4.2: Relação entre taxonomia e as propriedades fuzzy

4.5 Extração Iterativa de Conceitos

Esta seção descreve os procedimentos executados pelo usuário para a extração de relações semân-

ticas. O sistema desenvolvido utiliza a teoria e os algoritmos descritos anteriormente para prover um

ambiente interativo e iterativo para a extração das relações.

O diagrama da figura 4.25 ilustra a interação do usuário com o sistema. Contrariando a idéia

de um sistema totalmente automático, a participação do usuário no processo de extração é bastante

grande. Entretanto, essa característica permite ao usuário inspecionar os resultados e atuar no sistema

de forma a garantir bons resultados.

Inicialmente, o usuário ajusta os parâmetros do algoritmo genético e da função objetivo. Os

parâmetros do algoritmo genético, tais como número de gerações, número de indivíduos e número de

mutações, permitem regular o processo de busca pelo espaço de soluções, e os parâmetros da função

objetivo regulam o nível de abstração η e o fator de disjunção τ do conceito extraído.

Ajustado os parâmetros, estes são passados ao algoritmo ACT descrito na seção 4.4.3 para a

extração de um protótipo de conceito. O resultado é apresentado ao usuário para aprovação. Neste

passo, o usuário pode ser auxiliado no processo de aprovação por meio da inspeção do protótipo

extraído ou também pela informação da taxa de sobreposição entre os conceitos.

O protótipo de conceitos que foi aprovado deve receber um nome. O usuário pode simplesmente

atribuir um nome que desejar, ou ainda, pode requisitar uma sugestão de nome. O algoritmo de

sugestão é aquele discutido na seção 4.4.6 que utiliza o algoritmo de Holger.

Definidos o nome do protótipo e seus termos constituintes, calcula-se as associações fuzzy entre

os termos e o protótipo pela aplicação do algoritmo de recuperação de associações fuzzy descrito na

seção 4.4.5.

Por fim, o algoritmo retorna ao passo inicial onde o usuário pode extrair um novo protótipo ou
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que a proposta atende aos requisitos do agrupador possibilístico; entretanto, a técnica para a solução

não é factível devido à complexidade computacional e dos ajustes necessários nos parâmetros de

entrada do algoritmo. Em virtude desses problemas é que foi realizada uma simplificação na pro-

posta inicial. A simplificação transformou o problema em um problema de otimização inteira que foi

resolvido utilizando técnicas de bi-agrupamento.

Por fim, foram discutidos procedimentos para a aplicação automática de nomes e identificação de

relações taxonômicas. A atribuição de nomes a conceitos utiliza o algoritmo de Holger para escolher

dentre os termos que compõem um protótipo de conceitos os termos mais abstratos. As relações

taxonômicas foram discutidas e foi apresentada uma possível técnica para a sua identificação.

Os métodos e algoritmos desenvolvidos neste capítulo são aplicados a 4 conjunto de documentos

de diferentes características e os resultados são apresentados no próximo capítulo (Capítulo 5). O

próximo capítulo também apresenta o protótipo que foi desenvolvido para a obtenção dos resultados.



Capítulo 5

Resultados

Este capítulo apresenta os resultados obtidos com a aplicação da técnica ACT para a extração de

relações semânticas de um conjunto de documentos. Os testes foram realizados utilizando quatro

conjuntos de documentos com diferentes características em relação ao seu conteúdo. Os dois primei-

ros conjuntos são compostos de artigos que discutem um número fixo e conhecido de assuntos. O

terceiro conjunto é composto de artigos de um único assunto. E o último conjunto é composto de

artigos de várias área do conhecimento coletados de forma aleatória. Os resultados obtidos foram

avaliados frente aos requisitos do algoritmo de agrupamento e comparados a resultados obtidos por

outros métodos.

5.1 Requisitos de Desempenho

A avaliação da qualidade dos conceitos extraídos pelo algoritmo ACT deve levar em consideração

três fatores:

1. Número de conceitos: O algoritmo deve identificar o “melhor” número de conceitos que des-

creve os assuntos tratados pelos documentos. Obviamente, este critério é subjetivo e apresenta

uma grande dependência dos parâmetros de entrada do algoritmo, conforme pode ser compro-

vado na seção 5.4.1;

2. Identificação do assunto: O algoritmo deve agrupar corretamente termos que estejam seman-

ticamente próximos, caracterizando, dessa forma, um conceito;

3. Atribuição de nomes aos conceitos: O algoritmo deve ser capaz de atribuir nomes signicativos

aos conceitos.

É importante mencionar que os critérios de validação de algoritmos de agrupamento também são

úteis para a avaliação do algoritmo ACT de extração de conceitos, uma vez que a proposta é baseada

89
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em agrupamento de dados. Esses critérios de avaliação, segundo Han e Kamber [36], são:

Escalabilidade: Os algoritmos apresentam geralmente um melhor desempenho computacional no

agrupamento de um número de dados quando comparado com o desempenho para um conjunto

maior de dados. Há a necessidade de se preservar este desempenho computacional quando se

trata de um número considerável de dados.

Habilidade de se adaptar aos diferentes tipos de atributos: Além de dados numéricos, para os quais

muitos dos algoritmos são projetados, existem aplicações que requerem agrupamentos de ou-

tros tipos de dados, como binário, caracteres ou uma mistura destes.

Encontrar grupos com formas arbitrárias: Como observado na seção 3.3, a escolha da função ker-

nel permite a identificação de formatos diferentes dos esféricos. Estudar e aplicar outras fun-

ções de kernel torna-se importante para desenvolver algoritmos que possam detectar grupos de

formas arbitrárias.

Número mínimo de parâmetros: O parâmetro típico solicitado pelos algoritmos é o número dese-

jado de grupos. No entanto, outros parâmetros podem ser necessários, e o resultado do agru-

pamento pode ser sensível à variação desses parâmetros. Em geral, valores apropriados para

os parâmetros são difíceis de determinar. Portanto, quanto menor o número de parâmetros e

quanto mais independente o algoritmo for do parâmetro, melhor o algoritmo.

Habilidade de trabalhar com ruído: Os ruídos são observações que se desviam da média de ou-

tras observações de forma que se suspeite de que estas observações foram geradas por um

mecanismo diferente. Há a necessidade de se verificar o comportamento dos algoritmos de

agrupamento de dados perante os ruídos porque os conjuntos de dados do mundo real contêm

erros, pontos isolados, desconhecidos ou dados imprecisos.

Insensibilidade à ordem de apresentação dos dados: Alguns algoritmos são sensíveis à ordem em

que os dados são apresentados. Alguns conjuntos de dados, quando apresentados em uma

ordem diferente para um mesmo algoritmo, podem gerar grupos dramaticamente diferentes.

Alta dimensionalidade: Com a percepção humana é possível julgar a qualidade do agrupamento

em até três dimensões. Ainda é um grande desafio encontrar e avaliar grupos em espaços de

grande dimensão. Neste caso, para se avaliar os agrupamentos é necessário utilizar índices

que verificam a qualidade destes. Existe a necessidade de encontrar funções de validação que

garantam um agrupamento aceitável, sem a necessidade de utilizar a percepção humana.

Agrupamento com restrições: Aplicações do mundo real podem requerer agrupamentos sob vários

tipos de restrições. A tarefa é encontrar grupos de dados que satisfaçam estas restrições.
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Inteligibilidade e usabilidade: O usuário espera por resultados de agrupamento que sejam de apre-

sentação visual legível e compreensível. Isto é, os grupos precisam estar associados a uma

determinada interpretação e analisados de acordo com uma aplicação.

Neste trabalho, apenas alguns dos requisitos de desempenho foram avaliados. Por exemplo, a

questão sobre a habilidade de se adaptar aos diferentes tipos de atributos, encontrar grupos com

formas arbitrárias devido à natureza do problema tratado nesta dissertação. Outras não se aplicam

ao algoritmo desenvolvido tal como a insensibilidade à ordem de apresentação dos dados. Para os

testes conduzidos neste capítulo, foram avaliados os requisitos sobre a identificação do número e de

conceitos, a atribuição de nomes, e inteligibilidade dos agrupamentos.

5.2 Preparação dos documentos

Como exposto na seção 2.3.1, os documentos possuem uma representação matemática que serve

de modelo e é a forma como o software “compreende” os documentos. Por esse motivo é que se

faz necessário um estágio de preparação para transformar o formato original dos documentos em um

formato para processamento matemático.

Os documentos da base são constituídos de artigos no formato PDF coletados do site do IEEE

ou do site schoolar.google.com. Para cada artigo PDF, a seção resumo foi extraída e arma-

zenada em arquivos texto ASCII em um determinado diretório. Esses arquivos foram submetidos

a um procedimento de análise léxica na qual foram identificados os termos. O analisador utilizou

como delimitador de palavras espaços em branco, tabulações, pontuações e outros símbolos especi-

ais. A seguir, os termos foram categorizados em Substantivo, Adjetivo, Advérbio ou Verbo, e foram

reduzidos à sua forma primitiva. A categorização e a lematização fizeram uso do dicionário digital

WordNet. Categorizados os termos, inicia-se o procedimento de filtragem que deverá remover ter-

mos que não agregam muito valor na descrição dos documentos. Os termos removidos são aqueles

que pertencem à lista de palavras muito comuns, denominadas de stop-word, os termos não presen-

tes no WordNet e os termos que não pertençam exclusivamente a classe de substantivos, adjetivos e

substantivos/adjetivos.

Ainda neste estágio de preparação, os termos selecionados anteriormente serão utilizados para a

construção da matriz de ocorrência de termos em documentos Dk conforme descrito na seção 2.3.1.

Terminado o cálculo da matriz Dk, calcula-se o valor de entropia E de cada termo selecionado,

conforme descrito na seção 4.4.5. A informação sobre a entropia de cada termo é utilizada para a

realização de uma nova filtragem que objetiva a redução de ruídos causados por termos que ocorrem

em poucos documentos e termos que ocorrem em muitos documentos. O resultado deste processo de
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re-filtragem é uma lista de termos reduzida, o qual será o alvo do processo de agrupamento. Calcula-

se novamente a matriz Dk e a matriz de correlação de termos M = DT
k Dk.

Todas as informações obtidas nesta fase de preparação estão armazenadas em estruturas de dados

que são armazenadas em um arquivo denominado de arquivo de sessão. Este arquivo, que nada mais

é do que a serialização de objetos Java, será utilizado como fonte de dados pelo sistema de extração

de conceitos. O arquivo de sessão também armazenará os conceitos extraídos pelo sistema.

5.3 Implementação do modelo

A realização dos testes foi possível por meio de um sistema que foi desenvolvido em linguagem

Java e que implementa os algoritmos propostos no Capítulo 4. A escolha da linguagem foi motivada

pelos recursos gráficos disponíveis e bibliotecas gratuitas para o desenvolvimento da aplicação. A

figura 5.1 mostra a interface principal do programa.

Fig. 5.1: Interface de extração de conceitos

O processo de extração inicia-se quando o usuário seleciona um arquivo de seção que contém

todos os dados já preparados, ou seja, os termos já foram selecionados e as matrizes Dk e M já estão

calculadas. A seguir, o usuário escolhe os parâmetros do algoritmo. Os parâmetros de configuração

são descritos abaixo e mostrados na figura 5.2.

• Inserção: número de novos indivíduos inseridos a cada geração do algoritmo genético.

• N. Inicial de Genes: número de genes (termos) inicial em cada indivíduo.
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• Mutações: número de mutações.

• Gerações: número de gerações do algoritmo genético.

• Nível de Abstração: parâmetro que regula o nível de abstração dos conceitos extraídos.

• Fator de Disjunção: parâmetro com influência na obtenção de novos conceitos.

Fig. 5.2: Painel para configuração dos parâmetros do software

Definidos os parâmetros, o usuário requisita a identificação de um novo protótipo de conceito. O

sistema identifica, refina e apresenta o protótipo ao usuário, conforme ilustrado na figura 5.3.

Fig. 5.3: Painel para visualização dos resultados e execução do algoritmo
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Se o resultado não for “bom”, o usuário pode retornar à fase inicial, ajustar os parâmetros e re-

executar o algoritmo. Na fase de aprovação, o usuário é auxiliado com a informação de sobreposição

com outros conceitos, conforme mostra a figura 5.4. Esta figura mostra que o sistema já possui três

conceitos (algorithm, manner, representation) e que a taxa de sobreposição entre o novo conceito e

esses três são 0.151, 0.191 e 0.092, respectivamente.

Fig. 5.4: Painel para visualização do contexto

Se o resultado for aprovado, o usuário deverá escolher um nome para este conceito. Novamente,

o sistema pode auxiliar o usuário. O botão Sugestão, apresentado na figura 5.3, executa o algoritmo

de Holger e apresenta a hierarquia de termos em uma janela separada. Automaticamente, o sistema

sugere o termo mais relevante para o nome do conceito, como mostrado na figura 5.5. Entretanto, o

usuário pode dar o nome que quiser utilizando a hierarquia de termos apenas como referência.

Fig. 5.5: Sugestão de nome

Por fim, o usuário armazena o novo protótipo de conceito, o sistema calcula as associações fuzzy

e retorna ao início, onde o usuário pode extrair um novo conceito ou terminar o algoritmo.
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5.4 Testes do modelo

Esta seção apresenta três conjuntos de resultados. O primeiro destina-se a avaliar a habilidade

do algoritmo em encontrar um número adequado de conceitos e de agrupar corretamente termos que

sejam de um determinado assunto, ou seja, serão avaliados os requisitos de número 1 e 2. O segundo

conjunto visa comparar os resultados obtidos com outras técnicas de extração de conceitos. Por fim,

o terceiro conjunto tem por objetivo avaliar o terceiro requisito, o mecanismo de atribuição de nomes

aos conceitos.

5.4.1 Avaliação dos parâmetros

Esta seção avalia os requisitos 1 e 2 frente a influência dos parâmetros de configuração do algo-

ritmo. Os parâmetros avaliados são o η, para controle do nível de abstração, e o número L de termos

da base. Os parâmetros de entrada τ e γ foram mantidos fixos, conforme descrito a seguir.

O valor do parâmetro τ é escolhido de forma a se acentuar a necessidade de se obter conceitos mais

disjuntos possíveis dos já extraídos. Devido à natureza iterativa do algoritmo ACT, é bastante fácil

decidir qual valor escolher para este parâmetro. Deve-se escolher valores suficientemente grandes

para garantir a obtenção de conceitos diferentes dos já existentes. Para os testes apresentados nesta

seção, o valor 40 para τ trouxe bons resultados.

O valor de γ foi mantido em 0,5 para todos os testes, indicando que não estamos interessados em

conceitos que possuem mais de 50% de seu conteúdo descrito em outro conceito.

Para cada base de documentos, foram realizados quatro diferentes testes, combinando dois valores

distintos para cada parâmetro. Foi avaliada a influência desses parâmetros para a determinação do

número ótimo de conceitos e os assuntos identificados pelo algoritmo.

Os resultados são apresentados de forma tabular, onde as linhas das tabelas representam os con-

ceitos extraídos pelo algoritmo e as colunas mostram as características de cada conceito. A ordem de

extração dos conceitos foi mantida nas linhas das tabelas. As características apresentadas nas colu-

nas são: ordem de extração do conceito, o nome atribuído pelo algoritmo de Holger, a taxa máxima

de sobreposição, o assunto descrito pelo conceito (quando não foi possível a identificação um * foi

atribuído) e os termos significativos do conceito.
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Base de Documentos 1

Base de documentos cujo conteúdo foi coletado de forma muito criteriosa. O conjunto de docu-

mentos é constituído pelos resumos de 108 artigos coletados da biblioteca digital do IEEE na área de

inteligência computacional. Mais precisamente, foram coletados entre 8 e 12 artigos de dez assuntos

diferentes: Cognition, Fuzzy Systems, Genetic Algorithm, Neural Networks, Symbolic Logic, Data

Mining, Knowledge Management, Machine Learning, Optimization, Pattern Recognition.

Cenário 1

Para o cenário 1, foram utilizados 154 termos (L = 154) e o parâmetro η foi mantido em 7. A

tabela 5.1 mostra que o algoritmo identificou 11 conceitos e em 7 deles foi possível identificar o

assunto tratado. Somente em três situações o nome escolhido é consistente com o assunto tratado:

neuron para o assunto Neural Networks, management para Knowledge Management e algorithm

para Genetic Algoritm.

# Nome γ Assunto Termos Relevantes

1 aspect 0.00 Machine Learning computer, aspect, behavior, intelligence, paradigm, years

2 benchmark 0.04 *
exploration, benchmark, architecture, variation,

characteristic, interation, fact

3 neuron 0.08 Neural Networks
extension, importance, neuron, goal, stability, property,

choice

4 management 0.12 Knowledge Management
storage, knowledge, capability, management, path,

business

5 protocol 0.11 * expert, protocol, difference, relations, role, individual

6 manipulation 0.12 Cognition
representation, manipulation, theory, life, language,

cognition

7 elements 0.19 Pattern Recognition
conclusion, input, classification, region, elements,

application

8 algorithm 0.20 Genetic Algorithm
population, fitness, optimum, member, algorithm,

convergence, solution

9 variable 0.40 *
extraction, example, relations, variable, analysis,

satisfaction

10 measurement 0.39 *
importance, performance, definition, statistics, algorithm,

measurement

11 attention 0.19 Data Mining
attention, data, concept, generalization, addition,

relationship

Tab. 5.1: Conceitos para a primeira base de documentos (η = 7, L = 154).
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Cenário 2

Neste cenário com L = 77 e η = 7, o algoritmo identificou dez conceitos como mostrado na

tabela 5.2. Assim como no caso anterior, sete conceitos representam assuntos discutidos pelos do-

cumentos. Somente em quatro situações o nome aplicado é significativo: algorithm para Genetic

Algorithm, database para Data Mining, knowledge para Knowledge Management e concept para

Symbolic Logic.

# Nome γ Assunto Termos Relevantes

1 algorithm 0.00 Genetic Algorithm
performance, convergence, problem, solution, operator,

algorithm, population

2 representation 0.11 Cognition principle, life, representation, theory, language, cognition

3 manner 0.16 Neural Networks coefficient, vector, manner, example, analysis, synthesis

4 database 0.19 Data Mining topic, technique, data, user, methodology, database

5 computer 0.12 * computer, stability, propagation, method, years

6 simulation 0.35 *
environment, effectiveness, problem, architecture,

characteristic, simulation

7 knowledge 0.19 Knowledge Management expert, acquisition, knowledge, component, management

8 variable 0.24 Pattern Recognition input, system, one, prediction, variable, accuracy

9 constraint 0.39 * relationship, category, data, constraint, addition

10 concept 0.42 Symbolic Logic concept, nature, one, theory, method, logic

Tab. 5.2: Conceitos para a primeira base de documentos (η = 7, L = 77).

Cenário 3

O cenário 3 mostra a influência do parâmetro η na obtenção dos conceitos. Pode-se verificar que

valores elevados para η favorecem o surgimento de grupos mais abstratos abrangendo mais de um

assunto. Os conceitos de número 2 e 3 mostram que são conceitos que tratam de assuntos Logic

Symbolic/Cognition e Neural Networks/ Pattern Recognition, respectivamente. De uma certa forma,

este resultado é consistente com a teoria desenvolvida na seção 4.4.7 sobre taxonomia de conceitos.
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# Nome γ Assunto Termos Relevantes

1 algorithm 0.00
Genetic Algorithm

Optimization

performance, mechanism, selection, operator, algorithm,

operation, convergence, solution, problem, population

2 theory 0.26

Symbolic Logic

Knowledge Management

Cognition

one, representation, development, concept, life,

knowledge, theory, language, logic, principle, idea,

cognition, method

3 manner 0.44
Neural Networks

Pattern Recognition

input, example, technique, variable, analysis, prediction,

synthesis, vector, problem, system, coefficient, manner

4 characteristic 0.40 *
performance, characteristic, complexity, simulation,

analysis, relationship, fact, architecture, information, data

Tab. 5.3: Conceitos para a primeira base de documentos (η = 20, L = 77).

Cenário 4

No cenário 4 com L = 154 e η = 20, assim como no cenário 3 observou-se a ocorrência de

conceitos mais abstratos que discutiam mais de um assunto.

# Nome γ Assunto Termos Relevantes

1 algorithm 0.00
Genetic

Algorithm/Optimization

exploration, performance, fitness, operator, member,

algorithm, convergence, solution, importance, problem,

population, optimum, method, crossover

2 vector 0.20 Neural Networks

extension, input, example, property, regression, analysis,

neuron, procedure, realization, synthesis, vector,

coefficient, manner, applicability

3 management 0.20
Data Mining/Knowledge

Management

user, technique, topic, storage, knowledge, management,

capability, information, methodology, data, path, business,

database, application

4 aspect 0.14
Cognition/Logic

Symbolic

representation, behavior, theory, life, paradigm, language,

computer, principle, aspect, manipulation, intelligence,

cognition, years

5 protocol 0.33 Cognition

protocol, difference, technique, relations, complexity,

individual, analysis, expert, problem, role, system,

cognition, method, application

Tab. 5.4: Conceitos para a primeira base de documentos (η = 20, L = 154).

Nesta base de documentos, o algoritmo mostrou grande insensibilidade ao número de termos L.

Ao se confrontar os cenários 1 e 2, a diferença entre o número de conceitos obtidos foi de apenas 1;
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o mesmo ocorreu ao se confrontar os cenários 3 e 4. Já o parâmetro η influencia de maneira deter-

minante o número de conceitos extraídos. No entanto, este é o comportamento desejado. Como foi

discutido na seção 4.4.7, um maior valor de η implica na obtenção de conceitos mais abstratos, ou

seja, conceitos que podem tratar de diversos assuntos. Esta propriedade foi observada nos cenários

3 e 4, quando identificaram-se conceitos de assuntos como Algoritmos Genéticos/Otimização e tam-

bém Symbolic Logic/Cognition. Observa-se também que em todos os cenários o algoritmo produziu

grupos consistentes, ou seja, grupos com termos que estão conceitualmente próximos.

Base de Documentos 2

A segunda base de documentos foi constituída de 139 artigos utilizados para a elaboração desta

dissertação. Os assuntos abordados por este conjunto de documentos podemos citar: Clustering

tecniques, BiClustering techniques, Ontologies, Latent Semantic Indexing, Information Retrieval,

Ontology Extraction, Fuzzy systems, Semantic Web.

Cenário 1

A tabela 5.5 apresenta os conceitos extraídos para o cenário com parâmetros L = 154 e η = 7.

Neste, o algoritmo extraiu 12 conceitos dos quais é possível a identificação de 6 assuntos. Em todos,

o nome sugerido não foi condizente com o assunto tratado.

# Nome γ Assunto Termos Relevantes

1 library 0.00 Semantic domain, description, entity, library, semantics, version

2 detection 0.06 LSI
matrix, basis, combination, vector, detection, association,

decomposition

3 principle 0.09 Clustering
finding, principle, difficulty, algorithm, tendency,

membership
4 subset 0.15 Bi-Clustering gene, idea, data, contribution, subset, analysis, variety
5 extension 0.12 Information Retrieval extension, logic, retrieval, interpretation, evaluation, area
6 creation 0.34 * creation, ontology, mechanism, context, domain

7 commitment 0.12 Taxonomy
commitment, hierarchy, discussion, taxonomy, resource,

insight
8 period 0.16 * period, information, minimum, property, construction

9 input 0.30 *
input, combination, degree, correlation, recognition,

module

10 computation 0.33 *
computation, classification, generation, standard,

algorithm, method
11 selection 0.18 * text, baseline, strategy, selection, explanation, addition

12 methodology 0.38 *
technology, ontology, methodology, evolution,

management, language

Tab. 5.5: Conceitos para a segunda base de documentos (η = 7, L = 154).
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Cenários 2 e 3

As tabelas 5.6 e 5.7 apresentam os resultados para os cenários com parâmetros L = 77,η = 7 e

parâmetros L = 77,η = 20, respectivamente. Em ambos os casos, o algoritmo trouxe um número ade-

quado de conceitos e foi possível a identificação da maioria dos assuntos. Assim como nos cenários

anteriores, a seleção automática de nomes não trouxe nomes significativos para os conceitos.

# Nome γ Assunto Termos Relevantes

1 application 0.00 LSI finding, discovery, example, basis, application

2 input 0.12 Bi-Clustering input, combination, degree, correlation, recognition

3 language 0.11 Ontology
technology, ontology, development, evolution,

management, language

4 algorithm 0.19 Clustering data, problem, algorithm, objective, kernel, method

5 environment 0.38 Ontology Extraction
extraction, ontology, domain, knowledge, environment,

resource

6 kind 0.37 Information Retrieval retrieval, user, information, kind, relationship, method

7 selection 0.33 * text, ontology, concept, selection, addition

Tab. 5.6: Conceitos para a segunda base de documentos (η = 7, L = 77).

# Nome γ Assunto Termos Relevantes

1 algorithm 0.00 Clustering
basis, example, constraint, algorithm, objective, finding,

vector, data, membership, kernel, aplication

2 knowledge 0.14 Ontology Extraction

extraction, component, development, evolution,

knowledge, management, environment, resource,

language, technology, text, ontology, domain,

3 decomposition 0.43 LSI
basis, combination, relations, association, decomposition,

retrieval, matrix, direction, vector, collection

4 data 0.38 *
classification, concept, selection, correlation, algorithm,

analysis, addition, text, data, recognition

5 information 0.43 Information Retrieval
representation, user, evaluation, technique, concept,

relationship, retrieval, text, goal, ontology, information

6 data 0.44 Bi-Clustering
discovery, gene, knowledge, expression, analysis, variety,

direction, attention, idea, data, method, application, ways

Tab. 5.7: Conceitos para a segunda base de documentos (η = 20, L = 77).
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Cenário 4

O cenário 4, com L = 154 e η = 20, é a situação que trouxe os melhores resultados. Como pode

ser comprovado pela tabela 5.8, foi possível a identificação de 7 dos 8 conceitos extraídos.

# Nome γ Assunto Termos Relevantes

1 subset 0.00 Bi-Clustering

discovery, gene, contribution, subset, cancer, analysis,

expression, variety, direction, attention, idea, data,

method, application

2 detection 0.31 LSI

item, user, basis, subspace, combination, detection,

decomposition, association, retrieval, matrix,

effectiveness, vector, collection, method

3 library 0.13 Semantic

development, evolution, entity, library, management,

language, version, technology, ontology, methodology,

domain, description, semantics

4 tendency 0.28 Clustering

example, prototype, constraint, tendency, algorithm,

objective, possibility, finding, principle, data, problem,

difficulty, membership

5 selection 0.18 *

extension, representation, evaluation, concept, strategy,

selection, explanation, addition, logic, interpretation, text,

baseline, area

6 identification 0.23 Ontology

input, mechanism, classifier, correlation, thesaurus,

creation, ontology, context, integration, identification,

recognition, source, module

7 resource 0.30 Taxonomy

technique, discussion, knowledge, environment, resource,

commitment, hierarchy, text, ontology, domain, taxonomy,

insight, application

8 kind 0.50 Information Retrieval

period, user, minimum, kind, property, relations,

decomposition, retrieval, information, expansion,

criterion, method, construction

Tab. 5.8: Conceitos para a segunda base de documentos (η = 20, L = 154).

Diferentemente do ocorrido com a base de documentos anterior, neste caso o parâmetro L influ-

enciou o número de conceitos extraídos. No entanto, o algoritmo conseguiu agrupar termos semanti-

camente próximos e, na maioria dos casos, foi possível identificar o assunto tratado pelo conceito.
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Base de Documentos 3

A terceira base de documentos foi constituída de 231 artigos discutindo somente algoritmos ge-

néticos. Para esta configuração de base de documentos, o algoritmo identificou apenas um conceito

na maioria dos cenários. Para o cenário onde L = 77 e o cenário onde L = 154 e η = 20, o algoritmo

identificou apenas um conceito e atribuiu corretamente o nome algorithm ao conceito. Nos três casos,

o algoritmo ACT agrupou termos referentes ao assunto Algoritmo Genético, tais como: algorithm,

application, performance, problem e solution.

Para o cenário com parâmetros L = 154 e η = 7, apresentado na tabela 5.9, o algoritmo identifi-

cou quatro conceitos sobre o mesmo assunto.

Cenário 1

• Número de termos: 154;

• Constante η: 7;

# Nome γ Assunto Termos Relevantes

1 algorithm 0.00 Genetic Algorithm
conclusion, performance, problem, category,

experimentation, algorithm, application, solution

2 elements 0.47 Genetic Algorithm
element, mathematics, category, location, complexity,

algorithm, elements

3 phenotype 0.29 Genetic Algorithm
representation, computation, example, phenotype,

evolution, genotype

4 manner 0.36 Genetic Algorithm
basis, description, problem, operator, relation, manner,

analysis

Tab. 5.9: Conceitos para a terceira base de documentos (η = 7, L = 154).

O caso em que a base de documentos discute somente um assunto, observa-se que o algoritmo

identificou um único conceito em 3 dos 4 cenários. A única exceção ocorreu no cenário 1 onde

surgiram quatro conceitos discutindo outros aspectos da área de algoritmos genéticos.
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Base de Documentos 4

A quarta base de documentos foi constituída de 200 artigos coletados aleatoriamente do site

schoolar.google.com. O objetivo deste teste é avaliar o comportamento do algoritmo ACT

quando manipula uma base de documentos onde não há muita correlação entre os termos. Os resul-

tados mostram que o algoritmo torna-se bastante sensível ao número de termos. Para o caso onde

η = 7 observa-se uma diferença de seis conceitos entre os cenários para o qual L = 77, tabela 5.11, e

L = 154, tabela 5.10. Embora o nome atribuído ao conceito esteja presente nas tabelas, esta informa-

ção é irrelevante para a avaliação do algoritmo, pois não se sabe previamente os conceitos abordados

pelos documentos.

# Nome γ Termos Relevantes

1 money 0.00 citizen, payment, expectation, money, economy, dollar

2 failure 0.02 modification, failure, input, improvement, correlation

3 taxon 0.02 specimen, asia, genus, africa, taxon

4 commerce 0.12
agency, recommendation, efficiency, corporation, commerce,

responsability

5 emphasis 0.06 manuscript, emphasis, era, education, media

6 substance 0.10 substance, examination, things, memory, depth

7 hypothesis 0.12 february, assistance, quantity, hupothesis, outcome, competition

8 mixture 0.35 modification, preparation, interval, mixture, manner

9 story 0.06 story, domain, faculty, abundance

10 transition 0.10 ratio, taylor, possibility, transition, nation

11 message 0.14 expression, argument, phenomenon, message, assumption, suggestion

12 framework 0.16 detection, circunstances, interpretation, synthesis, framework

13 implication 0.20 implication, consideration, explanation, determination, policy

14 percent 0.16 indicator, percent, manager, street, reproduction

15 hall 0.31 hall, specimen, ecosystem, survival, agent

16 magnitude 0.13 dynamics, precipitation, magnitude, agreement, resolution, formation

17 architecture 0.15 software, implementation, security, architecture, interface

18 carbon 0.31 chemistry, carbon, strengh, suggestion, user

Tab. 5.10: Conceitos para a quarta base de documentos (η = 7, L = 154).
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# Nome γ Termos Relevantes

1 dynamics 0.00 dynamics, appendix, resolution, reproduction, climate

2 policy 0.06 topic, implication, money, economy, policy

3 mixture 0.09 substance, interval, misture, manner, culture

4 implementation 0.06 input, implementation, efficiency, interface, user

5 asia 0.08 australia, asia, genus, africa, city

6 argument 0.34 argument, phenomenon, explanation, economy, things

7 construction 0.14 percent, assistence, street, hypothesis, construction

8 cambridge 0.30 consumption, recommendation , manner, efficiency, cambridge

9 city 0.49 asia, director, council, depth, city

10 consideration 0.32 implication, consideration, explanation, assumption, determination

11 limitation 0.49 implementation, stability, limitation, interface, methodology

12 examination 0.33 substance, organization, examination, decade, disease

Tab. 5.11: Conceitos para a quarta base de documentos (η = 7, L = 77).

Para o cenário onde η = 20, o algoritmo ACT também mostrou grande sensibilidade ao número de

termos presentes para agrupamento. A tabela 5.12 e a tabela 5.13 mostram a diferença na quantidade

de conceitos obtidos quando utiliza-se L = 77 e L = 154, respectivamente. Observa-se uma variação

de cinco conceitos de um cenário para o outro e, assim como anteriormente, a atribuição de nomes

aos conceitos não apresenta nenhum significado, pois não se sabe dos assuntos tratados.

# Nome γ Termos Relevantes

1 argument 0.00
argument, law, topic, phenomenon, implication, explanation, money, policy, council,

outcome

2 dynamics 0.10
chemistry, dynamics, implementation, transition, stability, appendix, resolution,

limitation, interface, reproduction, climate, methodology

3 city 0.19
percent, assistence, street, australia, asia, appendix, genus, hypothesis, africa,

construction, depth, city

4 mixture 0.19
substance, examination, parameter, interval, ratio, consumption, mixture,

recommendation, manner, efficiency, cambridge, culture

Tab. 5.12: Conceitos para a quarta base de documentos (η = 20, L = 77).
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# Nome γ Termos Relevantes

1 payment 0.00
law, enforcement, citizen, payment, expectation, economy, agency, security, corporation,

commerce, money, dollar, responsability

2 failure 0.03
modification, failure, input, preparation, interval, improvement, mixture, ecosystem,

correlation, climate, culture, organism

3 hypothesis 0.14
implication, february, relations, assistence, stability, perspective, quantity, limitation,

hypothesis, simulation, outcome, competition

4 suggestion 0.15
expression, argument, phenomenon, message, circumstances, explanation, assumption,

suggestion, interpretation

5 africa 0.24 duration, diameter, february, specimen, australia, entry, asia, genus, africa, taxon, city

6 magnitude 0.32
knowledge, dynamics, precipitation, magnitude, stability, reproduction, simulation,

climate, formation

7 nation 0.23 committee, recognition, tradition, colleague, men, director, advice, memory, nation

8 methodology 0.19
consumption, protein, domain, emphasis, quantity, eficiency, interface, extraction,

methodology

9 hospital 0.31
statement, organization, hall, committee, ecosystem, hypothesis, director, cambridge,

hospital

Tab. 5.13: Conceitos para a quarta base de documentos (η = 20, L = 154).
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5.4.2 Comparação com Métodos via Decomposição de Matrizes

Nesta seção, compara-se o método ACT com outras técnicas descritas anteriormente. As técnicas

escolhidas para comparação são Latent Semantic Indexing (LSI) e Non-Negative Matrix Factorization

(NMF).

Duas configurações foram selecionadas para a comparação entre os métodos. A primeira configu-

ração é dada pela base de documentos 1, cenário 1 (η = 7 e L = 77); a segunda configuração é dada

pela base de documentos 2, cenário 4 (η = 20 e L = 154). A comparação completa entre os métodos

está descrita no apêndice A.

Antes de iniciar a comparação entre os métodos é necessário normalizar os resultados obtidos

pelas diferentes técnicas. A normalização garante que a comparação entre os conceitos não será

influenciada por diferenças de norma ou desvios no valor médio das pertinências.

Seja µA = {µi}A o conjunto fuzzy associado ao conceito A e µi a pertinência do termo i ao

conceito A. Devemos primeiramente subtrair a média das pertinências, dado por µ̄A = 1/L
∑L

j=1 µi,

de cada valor individual de pertinência. Assim:

µ∗

A = {µi}A∗ = µA − µ̄A = {µi}A − µ̄A = {µi − µ̄A}A (5.1)

Em seguida, devemos normalizar o valor das pertinências. Assim:

µN
A =

µ∗

A√∑L

j=1 µ2
i

=





µi√∑L

j=1 µ2
i





A∗

(5.2)

Para cada cenário selecionado, duas tabelas são construídas para mostrar a semelhança entre os

conceitos. As linhas dessas matrizes representam os conceitos extraídos com a técnica ACT e as

colunas representam os conceitos obtidos com as técnicas de decomposição de matrizes. O conteúdo

de cada célula da matriz é o índice de semelhança entre os conceitos cujo valor está compreendido

entre 0 e 1. Valores próximos de 0 indicam pouca sobreposição entre os conceito e valores próximos

de 1 indicam muita sobreposição entre os conceitos.

Para facilitar a comparação entre as técnicas, células que possuem os maiores valores de seme-

lhança em cada linha ou em cada coluna foram demarcadas em preto. Este procedimento torna mais

fácil a identificação de conceitos sobrepostos pois nesta situação a ocorrência de linhas e colunas com

mais de uma marcação denunciará a sobreposição entre os conceitos. No cenário ideal de igualdade

entre resultados nenhuma sobreposição de conceitos é constatada caracterizando um mapeamento um

a um entre os conceitos obtidos.

As tabelas 5.14 e 5.15 mostram os resultados da comparação da técnica ACT com as técnicas

NMF e LSI, respectivamente, ao utilizar-se a primeira base de documentos com o cenário 1, L = 77
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e η = 7. A tabela comparativa mostra que os resultados obtidos com a técnica ACT traz resultados

muito semelhantes aos resultados obtidos com NMF. Ao contar-se o número de linhas ou colunas com

mais de uma célula destacada nota-se que a LSI possui mais casos de sobreposição entre conceitos.

Outra forma de medir o índice de sobreposição é avaliar a diferença entre os dois maiores valores por

linha e por coluna. Novamente, o que se observa é uma semelhança maior entre as técnicas ACT e

NMF.

NMF

1 2 3 4 5 6 7 8 9 10

ACT

knowledge 0,39 0,53 0,50 0,49 0,45 0,42 0,92 0,42 0,45 0,51

algorithm 0,96 0,41 0,55 0,43 0,45 0,56 0,38 0,44 0,46 0,39

variable 0,46 0,43 0,40 0,44 0,60 0,42 0,50 0,62 0,89 0,42

representation 0,42 0,48 0,46 0,40 0,42 0,42 0,46 0,59 0,41 0,96

simulation 0,58 0,41 0,58 0,47 0,44 0,92 0,41 0,43 0,45 0,39

concept 0,46 0,48 0,45 0,43 0,46 0,41 0,41 0,92 0,51 0,61

computer 0,50 0,80 0,44 0,44 0,48 0,44 0,50 0,62 0,46 0,41

manner 0,45 0,50 0,43 0,48 0,96 0,44 0,48 0,45 0,55 0,43

constraint 0,43 0,44 0,77 0,67 0,41 0,58 0,37 0,45 0,47 0,44

database 0,46 0,47 0,49 0,96 0,52 0,42 0,48 0,46 0,46 0,40

Tab. 5.14: Comparação com NMF (η = 7, L = 77).

LSI

1 2 3 4 5 6 7 8 9 10

ACT

simulation 0,49 0,67 0,41 0,89 0,44 0,42 0,36 0,38 0,41 0,45

algorithm 0,48 0,75 0,50 0,50 0,50 0,44 0,33 0,36 0,45 0,54

variable 0,57 0,62 0,56 0,38 0,39 0,65 0,43 0,62 0,40 0,38

manner 0,48 0,60 0,49 0,41 0,49 0,46 0,36 0,93 0,42 0,77

representation 0,48 0,47 0,61 0,39 0,47 0,40 0,94 0,40 0,40 0,52

concept 0,75 0,61 0,40 0,36 0,47 0,53 0,70 0,43 0,43 0,40

computer 0,57 0,44 0,41 0,39 0,70 0,61 0,43 0,44 0,41 0,44

database 0,61 0,66 0,40 0,53 0,43 0,36 0,41 0,67 0,84 0,45

knowledge 0,39 0,46 0,71 0,44 0,55 0,63 0,61 0,53 0,63 0,39

constraint 0,71 0,57 0,48 0,73 0,39 0,51 0,48 0,46 0,70 0,56

Tab. 5.15: Comparação com LSI (η = 7, L = 77).

As tabelas 5.16 e 5.17 mostram os resultados da comparação da técnica ACT com as técnicas

NMF e LSI, respectivamente, ao utilizar-se a segunda base de documentos com o cenário 4, L = 154 e
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η = 20. Assim como no caso anterior, verifica-se que os resultados trazidos pela técnica ACT e NMF

são semelhantes. Percebe-se um mapeamento um-a-um dos conceitos obtidos com as duas técnicas.

A comparação com a técnica LSI, diferentemente do caso NMF, mostra que existe sobreposições

entre conceitos; tome como exemplo os conceito de número 2 e 3 da técnica LSI que são mapeados

a um único conceito ACT, tendency, ou, ainda, os conceitos 6 e 8 que são mapeados para o conceito

resource. É possível ainda observar sobreposições de conceito analisando-se os conceitos kind e

detection que foram mapeados para o conceito de número 7.

NMF

1 2 3 4 5 6 7 8

ACT

selection 0,46 0,41 0,71 0,48 0,50 0,46 0,62 0,40

tendency 0,44 0,84 0,44 0,58 0,49 0,45 0,33 0,60

kind 0,83 0,45 0,36 0,43 0,46 0,44 0,56 0,62

identification 0,38 0,41 0,64 0,49 0,40 0,47 0,73 0,43

detection 0,65 0,43 0,38 0,47 0,43 0,42 0,45 0,88

library 0,42 0,42 0,52 0,41 0,47 0,79 0,72 0,37

resource 0,48 0,42 0,51 0,43 0,85 0,53 0,58 0,39

subset 0,56 0,48 0,49 0,92 0,44 0,40 0,39 0,52

Tab. 5.16: Comparação com NMF (η = 20, L = 154).

LSI

1 2 3 4 5 6 7 8

ACT

library 0,42 0,52 0,54 0,46 0,52 0,53 0,37 0,86

identification 0,57 0,54 0,56 0,55 0,76 0,51 0,40 0,68

tendency 0,55 0,58 0,58 0,43 0,50 0,56 0,36 0,28

selection 0,48 0,44 0,58 0,74 0,38 0,48 0,53 0,60

kind 0,36 0,49 0,66 0,37 0,41 0,50 0,78 0,47

detection 0,40 0,48 0,65 0,38 0,53 0,38 0,86 0,34

subset 0,85 0,45 0,73 0,44 0,50 0,36 0,58 0,34

resource 0,38 0,36 0,65 0,62 0,45 0,68 0,40 0,69

Tab. 5.17: Comparação com LSI (η = 20, L = 154).

As tabelas apresentadas aqui e, também, as do apêndice A mostram que a técnica ACT traz resul-

tados semelhantes à técnica NMF.



5.4 Testes do modelo 109

5.4.3 Análise dos nomes dos conceitos

Nesta última parte de análise dos resultados o objetivo é avaliar o nome sugerido para os conceitos

extraídos. A análise será conduzida somente sobre as bases de documentos 1 e 2. Para a base de

documentos 3 o algoritmo aplicou corretamente o nome algorithm para a maioria dos conceitos e

para a base de documentos 4 não é possível avaliar o nome aplicado, pois não há conhecimento

prévio sobre os assuntos abordados.

A observação dos nomes aplicados aos conceitos revela que raramente o nome sugerido condiz

com o assunto tratado pelo conceito. Tomando como exemplo o primeiro cenário da base de docu-

mentos 1 observa-se que dos sete conceitos do qual pode-se identificar o assunto apenas dois possuem

um nome condizente. A tabela 5.18 mostra os conceitos e seus respectivos nomes.

Nome Sugerido Assunto Condizente

algorithm Genetic Algorithm sim

representation Cognition não

manner Neural Networks não

database Data Mining não

computer

simulation

knowledge Knowledge Management sim

variable Pattern Recognition não

constraint

concept Simbolic Logic não

Tab. 5.18: Sugestão de nomes aos conceitos da base de documentos 1

Entretanto, verificou-se que a escolha mais cuidadosa dos termos utilizados para o agrupamento

auxilia de forma significativa a aplicação de nomes aos conceitos. A seleção de termos baseada na

categoria gramatical e entropia do termo deixou de lado termos que são importantes para a repre-

sentação dos documentos. E, ainda, alguns termos foram excluídos por não estarem presentes na

WordNet. Dentre esses termos excluídos podemos citar: neural, mining, pattern, network, fuzzy,

genetic e symbolic.

A inclusão de termos importantes no processo de clusterização modificou radicalmente esse ce-

nário, produzindo conceitos mais consistentes e com nomes mais condizentes. A tabela 5.19 mostra

que, dos sete conceitos obtidos, seis possuem um nome condizente com o assunto abordado e em

muitos casos o nome correto para o conceito.
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Nome Simples Nome Composto Assunto Condizente

algorithm genetic algorithm Genetic Algorithm sim

logic symbolic logic Symbolic Logic sim

network neural network Neural Networks sim

data mining data Data Mining sim

fact architecture fact Desconhecido não

machine learning machine Machine Learning sim

knowledge component knowledge Knowledge Management sim

Tab. 5.19: Nomes mais condizentes para os conceitos da base de documentos 1

Para a base de documentos 2, o cenário foi o mesmo do anterior. O algoritmo não foi capaz de

atribuir um único nome condizente com o assunto tratado, veja tabela 5.20.

Nome Sugerido Assunto Condizente

subset Bi-Clustering não

detection LSI não

library Semantic não

tendency Clustering não

selection Desconhecido não

identification Ontology não

resource Taxonomy não

kind Information Retrieval não

Tab. 5.20: Sugestão de nomes aos conceitos da base de documentos 2

Novamente, a inserção manual de termos que foram originalmente filtrados trouxe resultados

melhores para o algoritmo de atribuição de nomes, veja tabela 5.21.

Nome Simples Nome Composto Assunto Condizente

indexing latent indexing Latent Semantic Indexing sim

algorithm cluster algorithm Clustering sim

paradigm semantic paradigm Semantic Web não

ontology identification ontology Ontology sim

microarray subset microarray Bi-Clustering não

information system information Information Retrieval sim

Tab. 5.21: Nomes mais condizentes para os conceitos da base de documentos 2
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Observa-se assim que a boa seleção de termos é fundamental para a obtenção de nomes signifi-

cativos, e conclui-se que o procedimento automático para a seleção de termos precisa ser revisto e

possivelmente necessite de intervenção humana. Uma possibilidade para resolver o problema da boa

seleção de termos é modificar a representação interna do documento de forma a levar em considera-

ção a seção palavras-chave dos artigos. Essa seção normalmente contém os termos mais adequados

para descrever os assuntos presentes nos documentos. Em relação ao problema da WordNet em não

reconhecer palavras que não estejam registradas, poder-se-ía utilizar métodos de extração automática

de termos, tal como proposto por Nakagawa et al.[57].

5.5 Considerações Finais

Neste capítulo, foram apresentados os resultados da aplicação da técnica de agrupamento de ter-

mos correlatos para a extração de conceitos. Os resultados, que foram organizados em três seções,

mostram que a técnica traz resultados semelhantes à técnica NMF e ainda introduz meios de super-

visionar o processo de extração, permitindo que o operador possa ajustar os parâmetros do algoritmo

à medida que este é executado. Verificou-se, também, que a atribuição automática de nomes a con-

ceitos somente é efetiva em casos em que é feita uma pré-seleção dos termos mais importantes para a

descrição da base.



Capítulo 6

Conclusões e Perspectivas

As estratégias modernas para recuperação de informação fazem uso de estruturas ontológicas para

dar maior fundamentação semântica aos textos. No entanto, essas estruturas precisam ser criadas

manualmente por pessoas experientes nos assuntos abordados pelos textos. Conseqüentemente, esse

é um trabalho que requer muito tempo e atenção daqueles envolvidos no processo de criação das

ontologias. Pensando em resolver esse problema é que surgiram propostas utilizando aprendizado

de máquina e processamento de linguagem natural para automatizar por completo ou parcialmente a

tarefa de se construir uma ontologia.

Neste trabalho, foi proposta uma abordagem inovadora para a extração de relações semânticas

contidas nos documentos. Foram apresentadas algumas propostas baseadas em técnicas lingüísti-

cas e outras baseadas em técnicas estatísticas. A metodologia adotada para a extração das relações

semânticas utiliza técnicas lingüísticas para a identificação dos termos e técnicas estatísticas para a

identificação de conceitos e relações, caracterizando, dessa forma, um modelo híbrido. A técnica

lingüística faz uso da base lexical WordNet para a determinação da lista de termos. A utilização da

WordNet restringe a utilização do método para uma língua específica. Além disso, a WordNet é uma

ontologia geral de modo que termos importantes e específicos de domínio podem não estar presentes

na lista de termos. No entanto, as restrições em relação à língua utilizada e os termos específicos

de domínio podem ser resolvidas utilizando-se outras bases lexicais. A técnica estatística faz uso de

algoritmo de agrupamento para determinar a lista de conceitos e suas relações. O método proposto

está mais focado em técnicas estatísticas e a escolha desta é devido às suas vantagens, tais como:

apresentar menor complexidade computacional, não requer muita precisão para que a técnica traga

benefícios e requer menor conhecimento da linguagem e suas estruturas.

A estratégia adotada para a identificação de conceitos e suas relações por meio da análise de cor-

relação de termos mostrou-se bastante promissora, pois permitiu a correta identificação dos conceitos,

trouxe um número adequado de conceitos e os resultados foram equiparáveis com as técnicas mais

113
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conhecidas. A nova abordagem trouxe ainda muitas vantagens ao processo:

• Não é necessário calcular a derivada de funções. Conseqüentemente, é possível alterar a função-

objetivo sem alterar o algoritmo de agrupamento.

• O caráter iterativo do processo permite que o usuário inspecione os conceitos durante a extra-

ção. O usuário pode escolher de maneira iterativa os valores dos parâmetros, tornando mais

fácil a escolha de bons valores para os parâmetros.

• Conceitos manualmente definidos pelo usuário podem ser introduzidos na ontologia, deixando

o algoritmo descobrir novos conceitos.

• A simplificação do modelo proposta na seção 4.4.5 introduziu o conceito de protótipo para

os conceitos. Esse protótipo modifica a forma como um conceito é definido. Inicialmente

a definição era extensional, ver seção 2.1.1, onde o conceito era caracterizado pela lista de

termos com suas respectivas pertinências; agora, a definição é intencional em que é apresentada

uma estrutura matemática e o cômputo das pertinências é feito utilizando-se esta estrutura, ver

seção 4.4.5 sobre a recuperação dos índices fuzzy. Esta mudança de paradigma permite a

introdução de novos termos e documentos sem a necessidade de re-execução do algoritmo de

agrupamento.

O trabalho também apresenta contribuições para a área de Inteligência Computacional. O algo-

ritmo desenvolvido pode ser aplicado a qualquer problema de agrupamento na qual a única informa-

ção disponível seja a distância entre os objetos. O algoritmo ainda apresenta as seguintes vantagens:

• Supervisão do processo de agrupamento.

• Métricas para a determinação do número adequado de grupos.

• Grande parametrização: inúmeras funções são candidatas à função-objetivo.

O trabalho apresentado nesta dissertação mostra uma forma alternativa àquelas utilizando decom-

posição de matrizes para a identificação de conceito em documentos. A proposta de agrupamento de

termos correlatos mostrou-se bastante promissora com resultados similares às melhores técnicas de

extração de conceitos e com as vantagens apresentadas anteriormente.

Entretanto, o modelo ainda depende da especificação dos parâmetros η, τ , γ, e do número L de

termos. Todos estes influenciam de maneira decisiva o resultado final do processo.

Os pontos ainda a serem investigados em maiores detalhes são as escolhas das funções f e ϕ e a

seleção dos termos que participam do processo de agrupamento. Atualmente, as funções f e ϕ favore-

cem a formação de grupos esféricos, pois exigem que todos os termos estejam mutuamente próximos.

Uma análise da distribuição dos termos nos documentos pode servir de guia para a escolha de outras
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funções que favoreçam outros formatos e que possa trazer resultados ainda melhores. A escolha dos

termos é outro assunto que merece atenção, pois sua escolha é determinante para a atribuição de no-

mes significativos ao conceitos, como foi devidamente ilustrado na seção 5.18. Uma alternativa para

a escolha adequada dos termos seria estender o atual modelo de documentos de modo a incluir in-

formações sobre as palavras-chave dos documentos. Normalmente, as palavras-chave contêm termos

que podem ser utilizados para caracterizar os conceitos.

Outra dimensão a ser explorada futuramente refere-se às entidades ontológicas suportadas pelo

sistema. Neste trabalho, o sistema dá suporte somente às entidades mais simples: conceitos, termos

e relações de instanciação entre termos-conceitos; no entanto outras relações também desempenham

um papel importante para descrever o universo de discurso e podem ser utilizadas para melhorar os

mecanismo de recuperação de informação.

A avaliação do modelo proposto ainda precisa passar pelos testes práticos de utilização das rela-

ções semânticas extraídas e, também, o comportamento dos algoritmos quando as bases de documen-

tos possuem um volume maior de documentos. Avaliar quais são os ganhos de precisão e cobertura ao

se utilizar ontologias geradas automaticamente são importantes para a conclusão de qualquer proposta

de extração automática de ontologias. Alguns testes utilizando o sistema de recuperação de informa-

ção FROM e os conceitos extraídos pela proposta ACT foram realizados com a base de documentos

1. Esses testes mostraram que foi possível recuperar documentos que não estavam diretamente as-

sociados aos termos da consulta mas que estavam associados aos conceitos representados por esses

termos.

Embora a proposta desta dissertação seja a apresentação de um algoritmo para extração de rela-

ções semânticas, as teorias e desenvolvimentos práticos realizados permitem a aplicação em muitas

outras áreas de pesquisa.

As fundamentações teóricas das funções f e ϕ permitem o desenvolvimento de novos algoritmos

de agrupamento em grafos, incorporando diversas funcionalidades ao método, tais como: agrupa-

mento possibilístico, auto-determinação do número de grupos e funções kernel. Nesta dissertação, a

técnica de agrupamento foi baseada na especificação de uma função-objetivo, que combina requisitos

de cobertura e coesão de grupo, e em técnicas para sua otimização. Essa função poderia, ainda, ser

otimizada utilizando técnicas multi-objetivo [53] [16]. Neste caso, a otimização ocorreria em um sis-

tema de duas funções-objetivos, uma para avaliar a cobertura do grupos e outra para avaliar a coesão

dos termos.

As fundamentações ainda podem ser estendidas para incorporar noções de bi-agrupamento possi-

bilístico, como já foi apresentada por Filippone et al. [24].

Por fim, o algoritmo proposto pode ser utilizado para auxiliar o processo de decomposição NMF

dado que nos dois casos o resultado foi similar.
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Apêndice A

Comparativos

Este apêndice apresenta de forma detalhada a comparação entre a técnica de análise de correla-

ção de termos proposta nesta dissertação e as técnicas baseadas na decomposição de matrizes, Non-

Negative Matrix Factorization e Latent Semantic Indexing. Para cada uma das 16 configurações

apresentadas na seção de resultados, duas tabelas são construídas para mostrar a semelhança entre

os conceitos. As linhas destas matrizes representam os conceitos extraídos com nossa técnica e as

colunas representam os conceitos obtidos com as técnicas de decomposição de matrizes. O conteúdo

de cada célula da matriz é o índice de semelhança entre os conceitos cujo valor está compreendido

entre 0 e 1. Valores próximos de 0 indicam pouca sobreposição entre os conceito e valores próximos

de 1 indicam muita sobreposição entre os conceitos.
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A.1 Base de Documentos 1

A.1.1 Cenário 1

• Número de termos: 77;

• Constante η: 7;

NMF

1 2 3 4 5 6 7 8 9 10

ACT

knowledge 0,39 0,53 0,50 0,49 0,45 0,42 0,92 0,42 0,45 0,51

algorithm 0,96 0,41 0,55 0,43 0,45 0,56 0,38 0,44 0,46 0,39

variable 0,46 0,43 0,40 0,44 0,60 0,42 0,50 0,62 0,89 0,42

representation 0,42 0,48 0,46 0,40 0,42 0,42 0,46 0,59 0,41 0,96

simulation 0,58 0,41 0,58 0,47 0,44 0,92 0,41 0,43 0,45 0,39

concept 0,46 0,48 0,45 0,43 0,46 0,41 0,41 0,92 0,51 0,61

computer 0,50 0,80 0,44 0,44 0,48 0,44 0,50 0,62 0,46 0,41

manner 0,45 0,50 0,43 0,48 0,96 0,44 0,48 0,45 0,55 0,43

constraint 0,43 0,44 0,77 0,67 0,41 0,58 0,37 0,45 0,47 0,44

database 0,46 0,47 0,49 0,96 0,52 0,42 0,48 0,46 0,46 0,40

Tab. A.1: Comparação com NMF (η = 7, L = 77).

LSI

1 2 3 4 5 6 7 8 9 10

ACT

simulation 0,49 0,67 0,41 0,89 0,44 0,42 0,36 0,38 0,41 0,45

algorithm 0,48 0,75 0,50 0,50 0,50 0,44 0,33 0,36 0,45 0,54

variable 0,57 0,62 0,56 0,38 0,39 0,65 0,43 0,62 0,40 0,38

manner 0,48 0,60 0,49 0,41 0,49 0,46 0,36 0,93 0,42 0,77

representation 0,48 0,47 0,61 0,39 0,47 0,40 0,94 0,40 0,40 0,52

concept 0,75 0,61 0,40 0,36 0,47 0,53 0,70 0,43 0,43 0,40

computer 0,57 0,44 0,41 0,39 0,70 0,61 0,43 0,44 0,41 0,44

database 0,61 0,66 0,40 0,53 0,43 0,36 0,41 0,67 0,84 0,45

knowledge 0,39 0,46 0,71 0,44 0,55 0,63 0,61 0,53 0,63 0,39

constraint 0,71 0,57 0,48 0,73 0,39 0,51 0,48 0,46 0,70 0,56

Tab. A.2: Comparação com LSI (η = 7, L = 77).
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A.1.2 Cenário 2

• Número de termos: 154;

• Constante η: 7;

NMF

1 2 3 4 5 6 7 8 9 10 11

ACT

aspect 0,91 0,48 0,41 0,53 0,45 0,52 0,41 0,47 0,45 0,43 0,50

measurement 0,47 0,51 0,44 0,80 0,45 0,37 0,39 0,59 0,59 0,55 0,45

algorithm 0,45 0,70 0,42 0,92 0,45 0,38 0,43 0,46 0,42 0,52 0,46

protocol 0,43 0,48 0,45 0,49 0,44 0,41 0,94 0,46 0,49 0,48 0,46

benchmark 0,43 0,47 0,51 0,65 0,41 0,43 0,45 0,47 0,42 0,90 0,43

management 0,43 0,44 0,92 0,45 0,44 0,45 0,47 0,44 0,57 0,48 0,42

attention 0,42 0,49 0,49 0,42 0,48 0,57 0,45 0,44 0,62 0,59 0,42

manipulation 0,44 0,54 0,50 0,41 0,44 0,91 0,49 0,44 0,43 0,46 0,41

variable 0,42 0,51 0,43 0,46 0,71 0,41 0,76 0,47 0,46 0,48 0,53

neuron 0,46 0,55 0,39 0,55 0,62 0,37 0,42 0,87 0,38 0,47 0,65

elements 0,42 0,44 0,49 0,49 0,51 0,49 0,52 0,45 0,58 0,50 0,73

Tab. A.3: Comparação com NMF (η = 7, L = 154).

LSI

1 2 3 4 5 6 7 8 9 10 11

ACT

variable 0,59 0,42 0,40 0,82 0,50 0,40 0,45 0,45 0,62 0,61 0,46

algorithm 0,69 0,43 0,42 0,45 0,56 0,63 0,47 0,89 0,41 0,41 0,39

elements 0,62 0,43 0,49 0,67 0,47 0,42 0,74 0,51 0,41 0,59 0,43

aspect 0,42 0,86 0,46 0,44 0,53 0,88 0,46 0,55 0,41 0,48 0,47

attention 0,58 0,44 0,68 0,43 0,70 0,39 0,44 0,38 0,45 0,40 0,57

measurement 0,65 0,51 0,60 0,37 0,45 0,52 0,48 0,78 0,58 0,49 0,37

protocol 0,52 0,40 0,40 0,85 0,45 0,43 0,47 0,46 0,76 0,42 0,45

neuron 0,48 0,54 0,42 0,43 0,50 0,42 0,49 0,70 0,64 0,86 0,49

manipulation 0,50 0,46 0,55 0,43 0,43 0,57 0,55 0,39 0,49 0,39 0,90

management 0,54 0,40 0,44 0,37 0,49 0,39 0,66 0,37 0,48 0,40 0,41

benchmark 0,61 0,63 0,46 0,43 0,51 0,38 0,43 0,70 0,54 0,37 0,46

Tab. A.4: Comparação com LSI (η = 7, L = 154).
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A.1.3 Cenário 3

• Número de termos: 77;

• Constante η: 20;

NMF

1 2 3 4

ACT

theory 0,41 0,36 0,95 0,40

algorithm 0,90 0,51 0,33 0,46

characteristic 0,52 0,85 0,36 0,47

manner 0,52 0,46 0,34 0,91

Tab. A.5: Comparação com NMF (η = 20, L = 77).

LSI

1 2 3 4

ACT

characteristic 0,39 0,75 0,49 0,85

algorithm 0,29 0,81 0,39 0,46

theory 0,90 0,53 0,40 0,35

manner 0,29 0,78 0,81 0,40

Tab. A.6: Comparação com LSI (η = 20, L = 77).
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A.1.4 Cenário 4

• Número de termos: 154;

• Constante η: 20;

NMF

1 2 3 4 5

ACT

algorithm 0,50 0,41 0,28 0,90 0,67

aspect 0,40 0,79 0,52 0,46 0,43

protocol 0,46 0,37 0,72 0,51 0,49

management 0,39 0,39 0,84 0,40 0,52

vector 0,92 0,44 0,40 0,42 0,49

Tab. A.7: Comparação com NMF (η = 20, L = 154).

LSI

1 2 3 4 5

ACT

management 0,35 0,32 0,39 0,38 0,65

vector 0,34 0,55 0,92 0,52 0,60

aspect 0,83 0,46 0,40 0,74 0,45

algorithm 0,50 0,90 0,47 0,48 0,74

protocol 0,39 0,42 0,46 0,36 0,72

Tab. A.8: Comparação com LSI (η = 20, L = 154).
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A.2 Base de Documentos 2

A.2.1 Cenário 1

• Número de termos: 77;

• Constante η: 7;

NMF

1 2 3 4 5 6 7

ACT

language 0,51 0,39 0,42 0,39 0,90 0,46 0,37

environment 0,54 0,39 0,43 0,38 0,88 0,44 0,39

input 0,44 0,93 0,45 0,45 0,33 0,47 0,55

kind 0,58 0,42 0,41 0,49 0,43 0,49 0,76

algorithm 0,36 0,52 0,47 0,86 0,34 0,60 0,54

application 0,34 0,45 0,97 0,48 0,42 0,52 0,55

selection 0,87 0,43 0,41 0,38 0,60 0,42 0,41

Tab. A.9: Comparação com NMF (η = 7, L = 77).

LSI

1 2 3 4 5 6 7

ACT

selection 0,42 0,60 0,40 0,36 0,76 0,62 0,65

algorithm 0,67 0,74 0,54 0,65 0,28 0,49 0,36

language 0,53 0,55 0,45 0,39 0,88 0,38 0,38

kind 0,31 0,71 0,48 0,67 0,48 0,45 0,51

input 0,48 0,41 0,53 0,39 0,32 0,86 0,49

environment 0,49 0,57 0,42 0,36 0,87 0,40 0,39

application 0,60 0,57 0,52 0,39 0,35 0,35 0,65

Tab. A.10: Comparação com LSI (η = 7, L = 77).
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A.2.2 Cenário 2

• Número de termos: 154;

• Constante η: 7;

NMF

1 2 3 4 5 6 7 8 9 10 11 12

ACT

input 0,43 0,91 0,52 0,47 0,49 0,50 0,47 0,40 0,64 0,51 0,38 0,44

commitment 0,52 0,40 0,57 0,44 0,47 0,46 0,50 0,63 0,43 0,47 0,52 0,43

subset 0,50 0,54 0,47 0,63 0,42 0,92 0,42 0,43 0,43 0,49 0,44 0,47

library 0,43 0,52 0,53 0,41 0,91 0,44 0,50 0,47 0,44 0,48 0,59 0,45

principle 0,91 0,48 0,46 0,61 0,45 0,48 0,62 0,42 0,47 0,44 0,39 0,43

methodology 0,43 0,49 0,45 0,43 0,52 0,46 0,44 0,44 0,39 0,55 0,88 0,46

computation 0,51 0,49 0,44 0,89 0,43 0,50 0,43 0,52 0,57 0,45 0,40 0,44

selection 0,44 0,55 0,93 0,44 0,52 0,47 0,47 0,49 0,42 0,48 0,47 0,48

extension 0,43 0,41 0,53 0,43 0,45 0,51 0,42 0,49 0,58 0,49 0,46 0,91

period 0,49 0,42 0,41 0,47 0,46 0,41 0,68 0,56 0,48 0,43 0,56 0,56

detection 0,46 0,48 0,42 0,50 0,45 0,46 0,63 0,58 0,92 0,43 0,36 0,44

creation 0,43 0,45 0,47 0,39 0,60 0,48 0,41 0,47 0,42 0,76 0,73 0,50

Tab. A.11: Comparação com NMF (η = 7, L = 154).

LSI

1 2 3 4 5 6 7 8 9 10 11 12

ACT

commitment 0,42 0,71 0,41 0,41 0,36 0,47 0,42 0,48 0,59 0,62 0,40 0,43

creation 0,52 0,58 0,56 0,44 0,45 0,85 0,68 0,59 0,41 0,42 0,43 0,44

extension 0,52 0,51 0,39 0,49 0,45 0,51 0,45 0,56 0,43 0,35 0,61 0,73

computation 0,67 0,36 0,45 0,60 0,54 0,35 0,37 0,68 0,53 0,66 0,42 0,55

input 0,45 0,29 0,71 0,58 0,67 0,44 0,44 0,50 0,67 0,36 0,45 0,53

period 0,48 0,59 0,47 0,37 0,53 0,51 0,62 0,56 0,40 0,59 0,63 0,50

methodology 0,54 0,61 0,59 0,47 0,55 0,81 0,53 0,58 0,43 0,52 0,61 0,39

principle 0,55 0,63 0,46 0,52 0,69 0,33 0,52 0,55 0,44 0,40 0,45 0,37

library 0,51 0,39 0,42 0,39 0,45 0,79 0,47 0,50 0,50 0,43 0,44 0,42

detection 0,41 0,37 0,59 0,41 0,48 0,31 0,45 0,57 0,41 0,48 0,49 0,80

selection 0,41 0,43 0,42 0,46 0,44 0,58 0,54 0,55 0,88 0,41 0,56 0,41

subset 0,48 0,37 0,49 0,92 0,46 0,38 0,47 0,69 0,47 0,52 0,49 0,47

Tab. A.12: Comparação com LSI (η = 7, L = 154).
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A.2.3 Cenário 3

• Número de termos: 77;

• Constante η: 20;

NMF

1 2 3 4 5 6

ACT

decomposition 0,29 0,86 0,44 0,75 0,56 0,44

algorithm 0,23 0,58 0,74 0,44 0,76 0,47

data 0,41 0,44 0,73 0,57 0,61 0,42

knowledge 0,91 0,32 0,36 0,55 0,40 0,38

data 0,40 0,48 0,65 0,48 0,41 0,77

information 0,72 0,66 0,43 0,45 0,35 0,41

Tab. A.13: Comparação com NMF (η = 20, L = 77).

LSI

1 2 3 4 5 6

ACT

algorithm 0,67 0,39 0,24 0,66 0,47 0,58

data 0,73 0,35 0,41 0,73 0,87 0,59

information 0,28 0,58 0,66 0,73 0,40 0,58

knowledge 0,52 0,39 0,91 0,58 0,45 0,32

data 0,58 0,83 0,37 0,66 0,52 0,48

decomposition 0,29 0,39 0,34 0,62 0,57 0,48

Tab. A.14: Comparação com LSI (η = 20, L = 77).
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A.2.4 Cenário 4

• Número de termos: 154;

• Constante η: 20;

NMF

1 2 3 4 5 6 7 8

ACT

selection 0,46 0,41 0,71 0,48 0,50 0,46 0,62 0,40

tendency 0,44 0,84 0,44 0,58 0,49 0,45 0,33 0,60

kind 0,83 0,45 0,36 0,43 0,46 0,44 0,56 0,62

identification 0,38 0,41 0,64 0,49 0,40 0,47 0,73 0,43

detection 0,65 0,43 0,38 0,47 0,43 0,42 0,45 0,88

library 0,42 0,42 0,52 0,41 0,47 0,79 0,72 0,37

resource 0,48 0,42 0,51 0,43 0,85 0,53 0,58 0,39

subset 0,56 0,48 0,49 0,92 0,44 0,40 0,39 0,52

Tab. A.15: Comparação com NMF (η = 20, L = 154).

LSI

1 2 3 4 5 6 7 8

ACT

library 0,42 0,52 0,54 0,46 0,52 0,53 0,37 0,86

identification 0,57 0,54 0,56 0,55 0,76 0,51 0,40 0,68

tendency 0,55 0,58 0,58 0,43 0,50 0,56 0,36 0,28

selection 0,48 0,44 0,58 0,74 0,38 0,48 0,53 0,60

kind 0,36 0,49 0,66 0,37 0,41 0,50 0,78 0,47

detection 0,40 0,48 0,65 0,38 0,53 0,38 0,86 0,34

subset 0,85 0,45 0,73 0,44 0,50 0,36 0,58 0,34

resource 0,38 0,36 0,65 0,62 0,45 0,68 0,40 0,69

Tab. A.16: Comparação com LSI (η = 20, L = 154).
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A.3 Base de Documentos 3

A.3.1 Cenário 1

• Número de termos: 77;

• Constante η: 7;

Comparação do conceito obtido pela técnica de correlação de termo e as outras baseadas em

decomposição de matrizes, NMF e LSI, resultaram em um índice de semelhança de 0.92 para as duas

técnicas.

A.3.2 Cenário 2

• Número de termos: 154;

• Constante η: 7;

NMF

1 2 3 4

ACT

elements 0,67 0,48 0,55 0,58

algorithm 0,69 0,43 0,68 0,62

manner 0,81 0,35 0,52 0,55

phenotype 0,47 0,65 0,47 0,64

Tab. A.17: Comparação com NMF (η = 7, L = 154).

LSI

1 2 3 4

ACT

manner 0,73 0,51 0,33 0,64

elements 0,76 0,56 0,41 0,46

phenotype 0,71 0,60 0,55 0,46

algorithm 0,92 0,37 0,40 0,47

Tab. A.18: Comparação com LSI (η = 7, L = 154).
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A.3.3 Cenário 3

• Número de termos: 77;

• Constante η: 20;

Comparação do conceito obtido pela técnica de correlação de termo e as outras baseadas em

decomposição de matrizes, NMF e LSI, resultaram em um índice de semelhança de 0.91 para as duas

técnicas.

A.3.4 Cenário 4

• Número de termos: 154;

• Constante η: 20;

Comparação do conceito obtido pela técnica de correlação de termo e as outras baseadas em

decomposição de matrizes, NMF e LSI, resultaram em um índice de semelhança de 0.93 para as duas

técnicas.
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A.4 Base de Documentos 4

A.4.1 Cenário 1

• Número de termos: 77;

• Constante η: 7;

NMF

1 2 3 4 5 6 7 8 9 10 11 12

ACT

examination 0,45 0,46 0,62 0,55 0,42 0,44 0,63 0,44 0,50 0,48 0,46 0,44

construction 0,47 0,47 0,44 0,85 0,42 0,46 0,42 0,47 0,47 0,43 0,45 0,81

implementation 0,45 0,50 0,46 0,44 0,82 0,44 0,56 0,44 0,45 0,44 0,47 0,46

limitation 0,44 0,50 0,46 0,44 0,97 0,44 0,44 0,44 0,50 0,45 0,43 0,45

cambridge 0,41 0,46 0,56 0,44 0,47 0,54 0,83 0,46 0,45 0,45 0,47 0,52

argument 0,42 0,94 0,49 0,46 0,41 0,51 0,40 0,56 0,43 0,50 0,51 0,47

policy 0,46 0,61 0,43 0,45 0,42 0,78 0,47 0,58 0,43 0,48 0,53 0,47

dynamics 0,48 0,43 0,46 0,48 0,45 0,55 0,47 0,42 0,96 0,45 0,49 0,54

consideration 0,44 0,58 0,43 0,46 0,43 0,50 0,42 0,96 0,45 0,46 0,45 0,51

city 0,77 0,44 0,46 0,46 0,40 0,65 0,43 0,46 0,44 0,62 0,43 0,49

mixture 0,42 0,47 0,95 0,46 0,44 0,54 0,43 0,44 0,49 0,46 0,47 0,47

asia 0,96 0,45 0,44 0,44 0,42 0,46 0,42 0,47 0,46 0,46 0,50 0,50

Tab. A.19: Comparação com NMF (η = 7, L = 77).

LSI

1 2 3 4 5 6 7 8 9 10 11 12

ACT

examination 0,44 0,41 0,47 0,53 0,46 0,48 0,42 0,42 0,66 0,43 0,42 0,38

construction 0,57 0,63 0,41 0,77 0,83 0,65 0,45 0,64 0,63 0,50 0,56 0,60

implementation 0,43 0,65 0,60 0,42 0,58 0,47 0,41 0,41 0,41 0,40 0,41 0,64

limitation 0,46 0,53 0,59 0,38 0,62 0,43 0,43 0,41 0,39 0,41 0,70 0,56

cambridge 0,52 0,44 0,39 0,60 0,42 0,49 0,52 0,40 0,54 0,48 0,46 0,65

argument 0,65 0,48 0,47 0,39 0,55 0,56 0,52 0,40 0,45 0,88 0,46 0,43

policy 0,79 0,63 0,43 0,41 0,42 0,50 0,52 0,45 0,41 0,83 0,61 0,53

dynamics 0,66 0,47 0,42 0,56 0,50 0,56 0,85 0,60 0,44 0,38 0,46 0,45

consideration 0,68 0,40 0,62 0,56 0,49 0,58 0,52 0,48 0,40 0,79 0,51 0,66

city 0,57 0,68 0,74 0,48 0,39 0,51 0,52 0,75 0,59 0,49 0,51 0,48

mixture 0,47 0,42 0,48 0,40 0,42 0,45 0,62 0,40 0,88 0,44 0,54 0,63

asia 0,41 0,47 0,51 0,40 0,41 0,46 0,43 0,92 0,57 0,42 0,42 0,49

Tab. A.20: Comparação com LSI (η = 7, L = 77).
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A.4.2 Cenário 2

• Número de termos: 154;

• Constante η: 7;

NMF

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18

ACT

implication 0,49 0,48 0,51 0,47 0,46 0,59 0,50 0,52 0,48 0,49 0,45 0,44 0,49 0,46 0,42 0,52 0,75 0,52

message 0,47 0,49 0,96 0,51 0,46 0,54 0,44 0,48 0,46 0,44 0,43 0,46 0,47 0,46 0,49 0,50 0,46 0,45

commerce 0,49 0,43 0,45 0,49 0,45 0,56 0,47 0,46 0,92 0,44 0,53 0,50 0,47 0,45 0,43 0,48 0,56 0,55

hall 0,46 0,50 0,46 0,53 0,47 0,45 0,45 0,48 0,45 0,51 0,52 0,47 0,46 0,50 0,89 0,51 0,45 0,45

taxon 0,49 0,46 0,46 0,47 0,47 0,42 0,44 0,45 0,46 0,79 0,46 0,46 0,49 0,51 0,81 0,51 0,44 0,46

story 0,46 0,47 0,52 0,49 0,47 0,46 0,47 0,46 0,47 0,55 0,45 0,50 0,47 0,46 0,51 0,45 0,45 0,56

substance 0,48 0,52 0,51 0,48 0,94 0,48 0,46 0,45 0,45 0,52 0,49 0,44 0,51 0,54 0,47 0,48 0,50 0,46

money 0,47 0,44 0,48 0,47 0,47 0,94 0,44 0,48 0,50 0,48 0,44 0,42 0,48 0,62 0,43 0,45 0,50 0,46

hypothesis 0,48 0,48 0,46 0,45 0,46 0,50 0,48 0,95 0,46 0,53 0,43 0,50 0,53 0,47 0,46 0,50 0,53 0,47

architecture 0,47 0,49 0,56 0,83 0,45 0,56 0,44 0,43 0,50 0,44 0,45 0,46 0,46 0,48 0,51 0,48 0,48 0,44

mixture 0,45 0,63 0,48 0,58 0,49 0,45 0,48 0,46 0,45 0,47 0,91 0,47 0,44 0,45 0,45 0,50 0,46 0,53

failure 0,47 0,95 0,47 0,53 0,52 0,41 0,53 0,46 0,46 0,45 0,56 0,47 0,44 0,46 0,46 0,46 0,58 0,46

framework 0,45 0,45 0,56 0,60 0,47 0,46 0,48 0,47 0,45 0,43 0,54 0,46 0,47 0,46 0,47 0,90 0,49 0,52

magnitude 0,47 0,49 0,45 0,47 0,46 0,53 0,91 0,47 0,46 0,50 0,47 0,52 0,47 0,48 0,49 0,43 0,47 0,50

percent 0,46 0,45 0,46 0,49 0,45 0,52 0,50 0,48 0,49 0,55 0,49 0,52 0,46 0,45 0,45 0,47 0,48 0,92

carbon 0,46 0,45 0,73 0,53 0,45 0,46 0,52 0,46 0,48 0,44 0,47 0,51 0,65 0,45 0,47 0,51 0,46 0,46

transition 0,88 0,45 0,43 0,50 0,48 0,49 0,53 0,49 0,53 0,44 0,47 0,49 0,63 0,48 0,52 0,46 0,49 0,47

emphasis 0,46 0,45 0,45 0,46 0,45 0,45 0,50 0,48 0,46 0,49 0,47 0,81 0,51 0,52 0,48 0,46 0,46 0,48

Tab. A.21: Comparação com NMF (η = 7, L = 154).
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LSI
1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18

ACT

commerce 0,49 0,48 0,64 0,55 0,41 0,43 0,48 0,49 0,51 0,57 0,68 0,51 0,67 0,49 0,71 0,38 0,46 0,49
carbon 0,42 0,45 0,48 0,50 0,65 0,47 0,54 0,62 0,56 0,44 0,51 0,64 0,62 0,43 0,46 0,51 0,47 0,64

hall 0,48 0,42 0,56 0,46 0,56 0,60 0,49 0,40 0,45 0,52 0,43 0,40 0,44 0,66 0,42 0,51 0,44 0,40
implication 0,45 0,46 0,44 0,45 0,43 0,46 0,56 0,48 0,44 0,56 0,69 0,56 0,50 0,50 0,62 0,61 0,75 0,48

message 0,42 0,53 0,54 0,45 0,85 0,52 0,44 0,42 0,60 0,50 0,60 0,64 0,64 0,57 0,55 0,64 0,56 0,72
percent 0,60 0,44 0,43 0,52 0,40 0,60 0,57 0,63 0,52 0,64 0,56 0,61 0,67 0,54 0,50 0,50 0,47 0,53
taxon 0,43 0,51 0,61 0,45 0,44 0,79 0,55 0,44 0,48 0,55 0,41 0,39 0,49 0,54 0,42 0,69 0,41 0,43
failure 0,61 0,55 0,46 0,53 0,51 0,54 0,38 0,58 0,53 0,67 0,47 0,48 0,40 0,47 0,40 0,37 0,65 0,59

hypothesis 0,60 0,54 0,74 0,55 0,40 0,42 0,44 0,48 0,63 0,43 0,64 0,53 0,41 0,47 0,48 0,76 0,65 0,44
money 0,54 0,47 0,42 0,49 0,56 0,59 0,60 0,47 0,64 0,47 0,81 0,51 0,42 0,45 0,89 0,59 0,48 0,44

magnitude 0,49 0,45 0,41 0,53 0,40 0,43 0,48 0,50 0,40 0,45 0,59 0,82 0,39 0,56 0,48 0,48 0,44 0,53
substance 0,44 0,78 0,39 0,50 0,58 0,46 0,44 0,43 0,44 0,58 0,48 0,43 0,50 0,46 0,47 0,51 0,45 0,49

story 0,45 0,50 0,49 0,41 0,47 0,49 0,45 0,45 0,41 0,49 0,36 0,45 0,49 0,43 0,45 0,52 0,43 0,49
framework 0,45 0,50 0,46 0,62 0,61 0,53 0,67 0,51 0,44 0,47 0,52 0,52 0,72 0,60 0,45 0,48 0,68 0,53
transition 0,42 0,46 0,46 0,50 0,46 0,45 0,53 0,55 0,64 0,45 0,52 0,48 0,44 0,67 0,53 0,43 0,44 0,42
emphasis 0,59 0,43 0,47 0,46 0,41 0,40 0,58 0,58 0,44 0,42 0,41 0,54 0,48 0,42 0,43 0,45 0,41 0,48
mixture 0,75 0,47 0,41 0,69 0,49 0,58 0,43 0,50 0,56 0,49 0,50 0,57 0,68 0,47 0,42 0,41 0,51 0,43

architecture 0,49 0,47 0,61 0,50 0,78 0,72 0,48 0,61 0,47 0,41 0,55 0,46 0,42 0,51 0,55 0,41 0,50 0,56

Tab. A.22: Comparação com LSI (η = 7, L = 154).
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A.4.3 Cenário 3

• Número de termos: 77;

• Constante η: 20;

NMF

1 2 3 4

ACT

dynamics 0,81 0,41 0,34 0,59

argument 0,39 0,47 0,86 0,36

mixture 0,48 0,87 0,41 0,36

city 0,44 0,41 0,36 0,82

Tab. A.23: Comparação com NMF (η = 20, L = 77).

LSI

1 2 3 4

ACT

mixture 0,43 0,35 0,39 0,76

argument 0,84 0,42 0,91 0,46

dynamics 0,59 0,49 0,35 0,36

city 0,51 0,87 0,41 0,64

Tab. A.24: Comparação com LSI (η = 20, L = 77).
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A.4.4 Cenário 4

• Número de termos: 154;

• Constante η: 20;

NMF

1 2 3 4 5 6 7 8 9

ACT

failure 0,56 0,60 0,42 0,45 0,38 0,42 0,85 0,51 0,42

nation 0,46 0,46 0,48 0,51 0,55 0,53 0,46 0,47 0,57

africa 0,47 0,45 0,41 0,91 0,42 0,57 0,49 0,43 0,43

hypothesis 0,45 0,47 0,43 0,47 0,47 0,89 0,41 0,58 0,49

magnitude 0,41 0,61 0,41 0,43 0,48 0,52 0,43 0,87 0,51

payment 0,47 0,41 0,48 0,41 0,88 0,53 0,38 0,44 0,74

methodology 0,59 0,73 0,41 0,41 0,40 0,46 0,50 0,50 0,54

suggestion 0,50 0,40 0,93 0,40 0,53 0,50 0,40 0,42 0,43

hospital 0,59 0,45 0,53 0,45 0,52 0,60 0,45 0,47 0,49

Tab. A.25: Comparação com NMF (η = 20, L = 154).

LSI

1 2 3 4 5 6 7 8 9

ACT

suggestion 0,53 0,60 0,61 0,82 0,66 0,71 0,53 0,63 0,47

failure 0,35 0,47 0,42 0,47 0,54 0,49 0,42 0,35 0,42

hospital 0,50 0,46 0,60 0,63 0,52 0,43 0,40 0,53 0,58

hypothesis 0,50 0,61 0,69 0,37 0,75 0,42 0,51 0,69 0,71

magnitude 0,47 0,81 0,63 0,37 0,46 0,43 0,60 0,44 0,43

payment 0,95 0,54 0,85 0,54 0,44 0,50 0,53 0,55 0,54

nation 0,55 0,38 0,61 0,45 0,49 0,44 0,49 0,56 0,47

methodology 0,42 0,52 0,42 0,48 0,43 0,47 0,58 0,35 0,62

africa 0,41 0,38 0,46 0,37 0,51 0,46 0,48 0,71 0,59

Tab. A.26: Comparação com LSI (η = 20, L = 154).



Apêndice B

Protótipo

Os algoritmos e procedimentos propostos nesta dissertação foram implementados na linguagem

de programação Java e fazem uso de algumas bibliotecas e frameworks para o processamento de tex-

tos, operações lineares com matrizes e interfaces gráficas. A escolha da linguagem foi motivada pela

sua interoperabilidade entre diversos sistemas operacionais, disponibilidade de bibliotecas gratuitas,

processadores XML, interface gráfica e, sobretudo, conhecimento prévio do autor nesta linguagem.

O software é um aplicativo gráfico convencional constituído de dois painéis principais, como

ilustrado na figura B.1. O painel esquerdo rotulado com Ferramentas e Dados do Sistema permite

ao usuário visualizar os documentos da base, extrair conceitos, realizar consultas, dentre outros. Já o

painel direito rotulado com Área de Trabalho é o local onde as interfaces de visualização, extração e

buscadores são abertas para que o usuário possa operar sobre os dados. As ações são disparadas ao

se realizar um double-click nos ícones presentes no painel esquerdo.

Opcionalmente, o software ainda possui a possibilidade de salvar os dados editados pela interface

em um arquivo de sessão e carregá-los para posterior edição. Estas opções estão disponíveis no menu

Arquivo.

A Área de Trabalho permite que múltiplas instâncias das ferramentas de edição sejam abertas. A

forma de gerenciamento é através de tabs que alocam um painel para cada instância. A figura B.1 em

particular mostra o mecanismo de busca de documentos. O buscador implementado é aquele baseado

no modelo ontológico relacional fuzzy (FROM).

B.1 Arquitetura

A arquitetura geral do software é apresentada no diagrama em blocos da figura B.2. Neste

diagrama, são apresentados os principais módulos, suas interdependências e as interfaces com os dis-

positivos de entrada e saída. A descrição detalhada de cada módulo é apresentada abaixo:

141
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Fig. B.1: Janela Principal

Base de Documentos: Compreende a lista de documentos que é utilizada como base de teste para

os procedimentos de extração de conceitos. Neste protótipo, esta base nada mais é que um

diretório que contém documentos no formato texto ASCII.

Arquivos de Configuração: É um conjunto de arquivos no formato XML que configura diversos

aspectos do software, do processamento dos textos e da extração dos conceitos. São nestes

arquivos que estão a lista de stopwords, a localização da base de documentos, a localização

do dicionário digital WordNet, e a definição dos filtros responsáveis por eliminar termos não

relevantes.

Módulo de Entrada/Saída: É de responsabilidade desse módulo o interfaceamento com os arquivos

e recursos que estão disponíveis no sistema de arquivos. Esse módulo contém métodos para

leitura de arquivos no formato ASCII e métodos para leitura e processamento de arquivos no

formato XML. Os arquivos XML são processados com o auxílio da biblioteca do Apache XML

Beans.
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GUIsAlgoritmo Genético

Algoritmo de
Busca Local

Modelo de Dados

Arquivo de Sessão

.xml.xml

arquivos de configuração

Entrada/Saída

Processadores

WordNet

Base de Documentos

Fig. B.2: Diagrama em blocos do protótipo

Processadores: Consiste de um conjunto de procedimentos responsáveis por: realizar a análise dos

documentos, obter o modelo computacional dos documentos, realizar a filtragem dos termos

não-relevantes e determinação das matrizes Dk e de correlações M .

Modelo de Dados: É um repositório onde estão armazenados todos os artefatos gerados pelo módulo

Processadores e pelo módulo Algoritmo Genético. É nesse repositório que são armazenados os

modelos de documentos, as matrizes Dk, e Ro e as ontologias.

WordNet: Consiste de APIs de acesso e de uma base de dados que armazena um dicionário digital.

Arquivo de Sessão: É a versão persistida do repositório de dados do protótipo. O objetivo desse

arquivo é armazenar todos os procedimentos e artefatos produzidos pelo operador do sistema

de modo a ser possível recuperar essas informações para posterior trabalho.

Algoritmo Genético: Esse módulo é responsável por extrair conceitos da base de documentos. Trata-

se de um algoritmo genético que trabalha conjuntamente com um algoritmo determinístico de

busca local de maneira a garantir melhores resultados na identificação dos conceitos.

GUIs: Representa todas as interfaces gráficas disponíveis para o usuário configurar, visualizar, bus-

car e extrair conceitos.



144 Protótipo

B.2 Funcionalidades

As funcionalidades presentes no protótipo permitem a visualização das matrizes do modelo FROM,

a visualização dos documentos da base, configurar o software, criar e editar conceitos. Todas estas

funcionalidades podem ser disparadas clicando na árvore de gerência de elementos que se encontra

no painel esquerdo da janela principal do aplicativo. As duas principais funcionalidades, que serão

descritas em maiores detalhes, referem-se a extração e utilização de conceitos. O mecanismo de

extração implementa a estratégia descrita nesta dissertação e o mecanismo de busca implementa o

modelo fuzzy relacional FROM que faz uso dos conceitos obtidos pelo algoritmo de extração.

Interface para a recuperação de informações

Na interface apresentada na figura B.3, o usuário pode especificar a consulta na forma textual

e o protótipo retornará a lista de documentos e a relevância de cada documento para a consulta. A

consulta pode ser feita utilizando-se o conectivo lógico e e/ou o conectivo lógico ou. Para as consultas

utilizando o conectivo lógico e basta o usuário digitar a lista de palavras separando-as com espaço.

Por exemplo

fuzzy logic learning

Já a especificação de consultas utilizando o conectivo lógico ou o usuário deve separar as palavras

com vírgula. Por exemplo

algorithm, machine, internet

A combinação de conectivos lógicos também é possível como apresentado abaixo:

genetic algorithm, machine learning, fuzzy

A interface ainda oferece a possibilidade de se escolher utilizar a ontologia para a expansão da

consulta. Esta função permite avaliar a influência da ontologia para a execução da consulta.

Fig. B.3: Interface FROM para recuperação de documentos

Interface para a extração de conceitos
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Na interface da figura B.4, o usuário pode realizar a extração dos conceitos. A interface é com-

posta de três áreas principais. O painel esquerdo permite que o usuário configure os parâmetros do

algoritmo genético e da função-objetivo, com o painel direito o usuário pode observar os conceitos

já existentes e verificar as taxas de sobreposição com o novo conceito extraído. E no painel central

o usuário pode disparar a execução do algoritmo e ainda avaliar o resultado obtido. O procedimento

de refinamento do conceito é realizado com o botão Refinar e o botão Salvar permite armazenar o

conceito extraído. Existe ainda a opção de escolher um nome para o conceito ou obter uma sugestão

para o nome. A sugestão para o nome do conceito é baseada na estratégia de Holger que foi descrita

na seção 2.3.4.

Fig. B.4: Interface para a extração de conceitos


