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Resumo

Atualmente, a quantidade de dados disponiveis na Internet supera a casa dos Zet-
tabytes (ZB), definindo um cenério conhecido na literatura como Big Data. Embora
as solucoes de banco de dados tradicionais sejam eficientes na busca e recuperacao de
um conteudo especifico e exato, elas sao ineficientes nesse cenario de Big Data, visto
que nao foram projetadas para isso. Outra dificuldade é que esses dados sao essen-
cialmente nao-estruturados e encontram-se diluidos em toda a vastidao da Internet.
Desta forma, novas solucoes de infraestruturas de bancos de dados sao necessarias
de modo a suportar a busca e recuperacao de dados similares de maneira nao exata,
configurando-se a busca por similaridade, isto é, busca por grupos de dados que
compartilham entre si alguma semelhanca. Nesse cendrio, a proposta desta tese é
explorar a similaridade de Hamming existente entre identificadores de objetos ge-
rados através da funcao Random Hyperplane Hashing. Essa caracteristica presente
nesses identificadores servird de base para propostas de infra-estruturas distribuidas
de armazenamento de dados capazes de suportar eficientemente a busca por simila-
ridade. Nesta tese serao apresentadas a Hamming DHT, uma solugao P2P baseada
em redes sobrepostas, e o HCube, uma solucao baseada em servidores para Data
Center. As avaliacoes de ambas as solucoes sao apresentadas e mostram que elas sao
capazes de reduzir as distancias entre contetidos similares em ambientes distribuidos,
o que contribui para o aumento da cobertura em cendrios de busca por similaridade.

Palavras-chave: Busca por similaridade, distancia de Hamming, cédigos de Gray,
Tabelas Hash Distribuidas, Centros de Dados.
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Abstract

Nowadays, the amount of data available on the Internet is over Zettabytes (ZB).
Such condition defines a scenario known in the literature as Big Data. Although
traditional database solutions are very efficient for finding and retrieving an specific
content, they are inefficient on Big Data scenario, since the great majority of such
data is unstructured and scattered across the Internet. In this way, new databases
are required in order to support queries capable of finding and recovering similar
datasets, i.e., retrieving groups of data that share a common meaning. In order
to handle such challenging scenario, the proposal in this thesis is to explore the
Hamming similarity existent between content identifiers that are generated using the
Random Hyperplane Hashing function. Such identifiers provide the basis for building
distributed infrastructures that facilitate the similarity search. In this thesis, we
present two different approaches: a P2P solution named Hamming DHT, and a
Data Center solution named HCube. Evaluations of both solutions are presented
and indicate that such solutions are capable of reducing the distance between similar
content, improving the recall in a similarity search.

Keywords: Similarity Search, Hamming distance, Gray codes, Random Hyperplane
Hashing, Distributed Hash Tables, Datacenter.
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Introducao

Atualmente os usudrios das redes de computadores tornaram-se ricas fontes de dados, inte-
ragindo entre si através de celulares, cameras fotograficas ou tablets, publicando fotos, videos,
musicas e documentos nas redes sociais, redes de compartilhamento de arquivo, blogs e comuni-
dades virtuais. As empresas armazenam incontaveis informacoes sobre seus clientes, provenien-
tes de ferramentas de mineracao de dados, sistemas de recomendacao, servicos de localizacao e
perfis de relacionamento em redes sociais. Milhdes de sensores monitoram o mundo real, criam
e trocam dados na “Internet das Coisas” (Berners-Lee, Hendler & Lassila 2001). De acordo
com estudos da IDC (International Data Corporation) (Gantz & Reinsel 2010) e (Gens 2013),
o universo digital ird expandir-se em mais de 50% em 2013, atingindo a marca de 4ZB (Zet-
taBytes). Os estudos também revelaram que cerca de 90% destes dados sdo nao-estruturados,
heterogéneos e variaveis em sua natureza, tais como textos, imagens e videos.

Essa quantidade de dados tao grande e tao diversificada é conhecida como Big Data e vem
trazendo grandes desafios para os administradores de redes e para as empresas especializadas
em armazenamento, distribuicao e processamento de dados. Esses desafios estao relacionados a
organizacao dos dados em estruturas de armazenamento, locais ou distribuidas, e a disponibili-
zacao de servigos de busca e recuperacao de dados em larga escala. A andlise e o processamento
desses dados, com o objetivo de extrair informacoes titeis aos negocios dos clientes e a experiéncia
dos usuérios, também sao desafios relevantes nesse cenario.

A busca por similaridade, também conhecida como busca pelos vizinhos mais proximos
(Nearest Neighbors Search, NN) apresenta-se, nesse cendrio, como uma alternativa capaz de
viabilizar o armazenamento, distribuicao, recuperacgao e processamento de grandes quantidades
de dados. O termo “busca por similaridade” surgiu em 1973 com Donald Knuth (Knuth 1973)
ao referir-se ao problema de posicionamento dos postos de correio mais proximos as residéncias
dos seus clientes (the post-office problem). Ao longo dos anos, a busca por similaridade foi
estendida a varios problemas nas diversas areas da Ciéncia da Computagao, chegando as redes
Par a Par (Peer to Peer, P2P) de compartilhamento de arquivos (Bhattacharya, Kashyap &
Parthasarathy 2005), (Villaga, de Paula, Pasquini & Magalhaes 2013), (Haghani, Michel &
Aberer 2009) e centros de dados (Data Center) (Park, Park & Lee 2011), (Wang, Chen, Huang,
Xu, Yang & Xiao 2011a), (Villaga, Pasquini, de Paula & Magalhaes 2013a).

Apesar das diferentes definicoes e aplicacoes conhecidas na literatura, este trabalho define a
busca por similaridade como um tipo de busca na qual, a partir de uma consulta em uma base



de dados, o objetivo é recuperar todos os dados similares segundo um indice de similaridade
requerido. Em outras palavras, trata-se de um tipo de busca que se propoe a responder a seguinte
pergunta: “Quais sao os objetos mais similares a um determinado objeto de referéncia?”. Na
literatura encontram-se muitos trabalhos relacionados a este tipo de busca que permitiram, ao
longo dos anos, o desenvolvimento de diversas classes de aplicagoes. Dentre essas aplicagoes
podemos citar: sistemas de recomendacao (Lops, de Gemmis & Semeraro 2011), sistemas de
auxilio ao diagnéstico por imagem (Petri 2011), méquinas de busca (Berry, Drmac, Elizabeth
& Jessup 1999), sistemas reconhecimento de voz (Ryynanen & Klapuri 2008), etc.

Uma questao muito importante nesses trabalhos é a definicao de similaridade. O que torna
um objeto similar a outro em termos computacionais? Em geral, usa-se alguma forma de re-
presentacao para os objetos (imagens, texto, audio, video, etc) de uma base de dados. Dentre
diversas formas podemos destacar a representacao vetorial. Nessa representacao, varias caracte-
risticas desses objetos compoem dimensoes de um vetor n-dimensional e a similaridade entre eles
é medida através de funcoes de distancia vetorial, tais como a distancia Euclideana, o cosseno
do angulo entre os vetores (Qian, Sural, Gu & Pramanik 2004) e a distancia de Hamming (Liu,
Shen & Torng 2011). Cada uma dessas medidas de distancia possui caracteristicas préprias
que serao discutidas mais adiante no Capitulo 1, e cabe as aplicacoes de busca por similaridade
optar por uma ou outra medida.

A partir da estimativa de similaridade entre os vetores que representam os conteudos, pode-
se gerar os indices que irao viabilizar a sua indexagao em estruturas de armazenamento e,
posteriormente, permitir a busca e recuperacao por similaridade. Uma abordagem bastante
utilizada é baseada na utilizagao de curvas de preenchimento de espago (Space Filling Curve,
SFC) para agregagao de objetos similares e geragao dos indices. Dentre esses trabalhos podemos
citar (Liao, Lopez & Leutenegger 2001), (Lawder 1999), (Angiulli & Pizzuti 2002).

Lawder (Lawder 1999) fez um estudo de diferentes SFCs e concluiu que a curva de Hilbert
apresenta a melhor agregacao em estruturas de armazenamento baseadas na distancia Eucli-
deana segundo a sequéncia dos nimeros naturais (conjunto N). Entretanto, essa mesma curva
apresenta o maior custo computacional para geragao dos indices, uma vez que geralmente sao
empregados algoritmos recursivos cuja complexidade é proporcional ao nimero de dimensoes do
vetor. Em sua tese, Lawder apresenta a curva Z como aquela que possui a menor complexidade
na geracao dos indices, porém com a menor agregacao no espago Euclideano. A curva de Gray é
também apresentada como aquela que possui uma agregagao inferior a curva de Hilbert no espaco
Euclideano, porém com menor custo computacional. Ainda referenciando-se a tese de Jonathan
Lawder, a curva de Gray é adequada para a agregacao na distancia de Hamming, cujo signifi-
cado corresponde ao nimero de posi¢oes nas quais duas strings de mesmo comprimento diferem
entre si. Ainda em 1998 Lawder dizia “um interesse considerdvel vem sendo apresentado na
curva de Gray, mas nao conhecemos nenhuma implementacdo prdtica que faca uso dessa curva”
1 Mesmo apés 15 anos dessa afirmacao, ainda hd poucos trabalhos disponiveis na literatura
que exploram a curva de Gray e suas propriedades. Dentre esses podemos citar (Bhattacharya
et al. 2005) que apresenta uma extensao as DHTs (Distributed Hash Table) tradicionais, tais

Lconsiderable interest has been shown in the Gray-code curve but we are not aware of any practical imple-

mentations which utilizes this curve”
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como Chord (Stoica, Morris, Liben-Nowell, Karger, Kaashoek, Dabek & Balakrishnan 2003) e
Pastry (Rowstron & Druschel 2001), explorando as propriedades da distancia de Hamming na
busca por similaridade.

Em 1988, Faloutsos (Faloutsos 1988) demonstrou, analiticamente, que a utilizagao de cédigos
de Gray na ordenacao numérica de blocos de discos rigidos reduzia o esforco fisico na realiza-
¢ao de buscas por intervalos (range queries) baseadas na distancia de Hamming. O cédigo de
Gray organiza os identificadores em uma sequéncia tal que dois identificadores sucessivos di-
ferem entre si em um unico bit e a curva de Gray é, naturalmente, consequéncia espacial da
ordenacao gerada pelo codigo de Gray. O trabalho de Falousos é o primeiro do qual temos co-
nhecimento que explora essa caracteristica de agregacao da curva de Gray em alguma estrutura
de armazenamento de dados.

Em 1998 Indyk and Motwani (Gionis, Indyk & Motwani 1999) e (Indyk & Motwani 1998)
apresentam o problema da maldigao da dimensionalidade (Curse of Dimensionality), na qual a
complexidade de geragao dos indices usando uma SFC é proporcional ao nimero de dimensoes
do vetor. Em resumo, quanto mais caracteristicas de um objeto forem consideradas, maiores
serao as dificuldades para indexa-las visando a busca por similaridade. Em seus trabalhos eles
propuseram o uso de fungoes de hash Sensiveis a Localidade (Locallity Sensitive Hashing, LSH)
como uma alternativa para indexacao de vetores multidimensionais. As fungoes LSH realizam
a reducao das dimensoes de maneira probabilistica na qual dados similares sao mapeados nos
mesmos indices, ou em indices proximos, com alta probabilidade. As func¢oes LSH passaram a
ser empregadas em trabalhos relacionados a busca por similaridade como uma alternativa as
SFCs. Dentre esses trabalhos podemos citar (Haghani et al. 2009) e (Zhang, Xiao, Tang &
Tang 2011).

Dentre as varias fungoes LSH existentes na literatura destaca-se a fungdo RHH (Random Hy-
perplane Hashing) (Charikar 2002), uma familia de fungdes LSH cuja similaridade corresponde
ao cosseno do angulo entre vetores em uma representacao vetorial. Em (de Paula, Villaga &
Magalhaes 2011) mostrou-se experimentalmente que no uso de fungdbes RHH para geracao de
indices, quanto maior for o grau de similaridade do cosseno entre os vetores, maior sera a pro-
babilidade de que os indices gerados possuam bits em comum, o que implica em identificadores
com pequenas distancias de Hamming.

Nesse contexto, diante do cenario exposto no inicio desta se¢ao, detectou-se a oportunidade
de aplicagao dos conhecimentos ja solidificados na literatura relacionados a busca por similari-
dade em ambientes distribuidos que permitam o armazenamento, busca, recuperacao e proces-
samento de dados em larga escala, tais como redes P2P e Data Center. Percebeu-se durante a
revisao bibliografica que a caracteristica de preservagao da similaridade do cosseno de vetores
de objetos nos identificadores gerados por fungoes RHH era pouco explorada, tornando-se o
principal motivador desta tese.

Hipé6teses do Trabalho e Proposta de Tese

A hipétese principal assumida nesta tese é que a preservacao da similaridade do cosseno entre
vetores na distancia de Hamming de identificadores gerados por fungoes LSH é uma caracteristica



importante e, se existir uma infraestrutura especializada para busca e recuperacao de dados
similares com essa caracteristicas, a busca por similaridade serd facilitada.

Em funcao dessa hipotese, esta tese se propoe a explorar essa caracteristica e investigar
estruturas distribuidas de armazenamento de dados que privilegiem a distancia de Hamming e
a busca por similaridade. No decorrer do texto serao apresentadas duas diferentes abordagens:
a primeira, a Hamming DHT, é uma rede P2P sobreposta, organizada sob a forma de DHT,
que privilegia o estabelecimento de contatos (fingers) entre os pares de acordo com a distancia
de Hamming entre os seus identificadores; a segunda, o HCube, é uma proposta de organizagao
de um Data Center centrado nos servidores cujo objetivo principal é alcancar bons resultados
de cobertura (recall) na busca por similaridade e melhorar a eficiéncia da busca através da
aproximacao fisica dos servidores de conteido, o qué, nas redes P2P sobrepostas, é obtido pela
proximidade légica no espago virtual de identificagao dos pares.

O desenvolvimento deste trabalho baseia-se nas seguintes premissas:

e A busca por similaridade é uma maneira importante de se facilitar a organizagao, busca,
recuperacao e processamento de dados em ambientes de Big Data uma vez que a organi-
zacao de dados por similaridade facilita a movimentacao de grandes volumes de dados no
Data Center;

e Redes P2P sobrepostas e Data Center provéem uma infraestrutura distribuida adequada
para a organizagao, busca, recuperacao e processamento de dados em ambientes de Big
Data;

A seguir sao enumerados e descritos os objetivos gerais e especificos desta tese.

Objetivos Gerais e Especificos

Esta tese tem como objetivo principal aplicar a caracteristica de preservacao da similari-
dade do cosseno entre vetores de objetos na distancia de Hamming dos identificadores gerados
por funcoes RHH, de tal forma a viabilizar a realizacao de buscas por similaridade nos objetos
representados por esses vetores e mostrar que essa caracteristica pode ser usada em aplicagoes
centralizadas ou distribuidas de maneira eficiente, com resultados medidos pela cobertura (re-
call) das consultas realizadas. Neste trabalho, o termo “eficiéncia” refere-se ao nimero de saltos,
que se traduz em laténcia na troca de informacoes em sistemas distribuidos. A cobertura, as-
sim como a precisao, sao as medidas fundamentais para avaliagao da eficacia de sistemas de
Recuperagao de Informagao (Berry et al. 1999).

Sao objetivos especificos desta tese:

1. Propor uma organizacao de rede P2P sobreposta (Overlay) que privilegie a realizacao de
buscas por similaridade;

2. Propor uma organizacao de servidores em um Data Center visando privilegiar buscas por
similaridade.
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Como opcao de desenvolvimento desse trabalho, fez-se o uso da funcao de hash RHH im-
plementada em (de Paula, Villaga & Magalhaes 2010b) e modificada de acordo com as neces-
sidades desta tese. Além disso, utilizou-se a base de dados de adultos disponivel em (Frank &
Asuncion 2010) na realizagao dos testes e experimentagoes. Esta base de dados contém infor-
macoes sobre perfis de adultos dos EUA provenientes do censo populacional do ano de 1994. O
desenvolvimento de protétipos que permitissem a medicao da cobertura foi a estratégia adotada
nesta tese para testar e avaliar o cumprimento dos objetivos propostos.

Contribuicoes da Tese

A percepcao da manutencao da similaridade do cosseno entre vetores na distancia de Ham-
ming dos identificadores gerados por funcoes RHH nao é nova e foi apresentada ainda em 1998
por Indyk and Motwani (Gionis et al. 1999), (Indyk & Motwani 1998). Entretanto, durante toda
a fase de revisao da literatura realizada ao longo do desenvolvimento desta tese, observou-se
que essa caracteristica é pouco explorada pelos muitos trabalhos relacionados a area.

Nesse contexto, as duas principais contribuicoes desta tese sao: a Hamming DHT, uma rede
P2P sobreposta, baseada em uma infraestrutura de DHT capaz de viabilizar a execugao de
buscas por similaridade de maneira eficiente no espaco virtual de enderegcamento; e o HCube,
que representa uma infraestrutura de Data Center centrada em servidores voltados para a
organizacao e busca de dados por similaridade.

A abordagem usada na Hamming DHT é tinica na literatura, uma vez que ela é especializada
na busca por similaridade e explora a distancia de Hamming entre os identificadores. Na Ham-
ming DHT, os identificadores dos nés e objetos (conteidos) sdo ordenados segundo o cédigo de
Gray, de tal forma que dois identificadores sucessivos representam contetidos muito similares,
uma vez que no coédigo de Gray dois identificadores sucessivos diferem em um tnico bit. Essa
caracteristica, aliada ao uso da funcao RHH para geracao dos identificadores de contetdo, pro-
voca o agrupamento de conteidos similares em um mesmo né da DHT. Além disso, explora-se
a caracteristica de distribuicao espacial dos identificadores vizinhos no cédigo de Gray para
estabelecimento de contatos de longa distancia (fingers) entre os nds.

O HCube, por sua vez, é uma proposta unica na literatura pois explora a similaridade na
distancia de Hamming dos identificadores gerados pela fungao RHH na organizacao de servi-
dores em um Data Center. As arquiteturas tradicionais privilegiam o processamento de dados
paralelos e, em geral, buscam o espalhamento dos dados visando balanceamento de carga, ao
contrario da proposta de arquitetura do HCube, que prevé o agrupamento de dados similares em
detrimento do balanceamento de carga. Solugbes como MapReduce (Dean & Ghemawat 2008)
e Apache Hadoop® (The Apache Software Foundation 2013) provéem solucdes eficientes para
o processamento paralelo e armazenamento e movimentagao de grandes volumes de dados. En-
tretanto, ambos nao sao especializados na busca por similaridade, embora possam ser utilizados
para este fim. Nesse caso, a vantagem de uso do HCube esta em facilitar a movimentagao de
grandes volumes de dados, uma vez que eles estarao agrupados por similaridade em servidores
proximos no Data Center.

Por fim, esta tese introduz um método para a criagao de vetores de conteido a partir de



caracteristicas de objetos em qualquer dominio. E sabido que, em se tratando de informacoes
discretas (ou nao-numéricas), a nogao de similaridade ou distancia nao é tao simples e direta
como acontece com os atributos numéricos (Desai, Singh & Pudi 2011). Esse foi um dos prin-
cipais desafios enfrentados no inicio do desenvolvimento desta tese e é consequéncia do fato de
que nao existe um ordenamento implicito quando os atributos sao discretos ou nao-numéricos.
Por exemplo, o que é maior: a nacionalidade “brasileira” ou “japonesa”? Qualquer ordenamento
nesse sentido é relativo ao dominio de aplicagao do objeto representado, podendo mudar e provo-
car interpretacoes distintas em outros dominios. O método usado sera apresentada no Capitulo
2 e tem a caracteristica de poder ser facilmente estendido a qualquer tipo de objeto e livre de
interpretacoes distintas em dominios distintos.

Organizacao da tese

O Capitulo 1 apresenta uma revisao dos conceitos principais usados nesta tese e tem o
objetivo de familiarizar o leitor com os termos mais comuns, tais como busca por similaridade,
similaridade do cosseno, vetores, distancias, distancia de Hamming, similaridade de Hamming,
fungoes de hash, curvas de preenchimento de espaco. Esse capitulo é necessario pois ha uma
grande quantidade de conceitos pertencentes a diferentes areas do conhecimento.

O Capitulo 2 apresenta a base de dados de adultos (Frank & Asuncion 2010), usada na
avaliacao de todas as implementagoes realizadas nesta tese, e a metodologia de criagao dos
vetores a partir das caracteristicas discretas de um objeto. Além disso, o capitulo traz uma
aplicacao desses conceitos no desenvolvimento de um sistema de busca por similaridade aplicado
na base de dados de adultos.

O Capitulo 3 apresenta a Hamming DHT, uma rede P2P especializada na recuperacao de
conteudos por similaridade. Trata-se de uma proposta distribuida, baseada em redes sobre-
postas, que aproxima logicamente os conteudos similares. O capitulo traz a motivacao para a
proposta da Hamming DHT, os algoritmos de indexacao de nds e conteidos, as primitivas de
armazenamento e recuperacao de contetddos por similaridade e o procedimento de estabeleci-
mento de contatos distantes entre os nés da DHT. Além disso, o capitulo apresenta os testes e
as avaliacoes dos resultados obtidos que comprovam a eficiéncia da solugao proposta.

O Capitulo 4 aplica os conceitos de similaridade na distancia de Hamming em um ambiente
de Data Center aproximando fisicamente os conteiidos similares armazenados nos servidores. O
capitulo apresenta as motivacoes e inspiracoes para a proposta, o procedimento de geragao dos
identificadores de servidores e conteidos, o mapeamento entre servidores e conteudos, os testes
e os resultados obtidos, de tal forma a comprovar que o HCube é uma solugao eficiente e eficaz
para implementacgao da busca por similaridade em ambientes de Data Center.

O Capitulo 5 apresenta os principais trabalhos relacionados procurando situar esta tese no
estado da arte da busca por similaridade em ambientes distribuidos. Fez-se a escolha por deixar
essa discussao para o fim da tese devido a grande quantidade de diferentes conceitos envolvidos
e a multiplicidade de solugoes propostas.

Finalmente, o Capitulo 6 apresenta as consideracoes finais e conclui a tese, apontando pro-
postas de trabalhos futuros.



Capitulo

Revisao Bibliografica

Este capitulo tem como objetivo familiarizar o leitor com os conceitos basicos discutidos ao
longo do texto. Nas proximas secoes serao apresentados os conceitos de Similaridade, Busca
por Similaridade, Curvas de Preenchimento de Espaco, funcoes de hash Sensiveis a Localidade,
funcao Random Hyperplane Hashing e Codigo de Gray. Todos esses conceitos formam a base
tedrica indispensavel a compreensao do contetdo das propostas aqui apresentadas: Hamming

DHT e HCube.

1.1 Similaridade

Na literatura encontram-se diferentes defini¢oes para o termo “similaridade”. Por exemplo, na
Matematica, em especial na Geometria, diz-se que dois objetos geométricos sao similares se eles
possuem a mesma forma, admitindo-se rotagoes, translagoes e espelhamentos (Cederberg 2001).
Em Linguistica Computacional, similaridade é uma métrica na qual documentos ou termos sao
comparados em func¢ao do seu significado semantico (Lin 1998). Na Psicologia, similaridade é
uma métrica de proximidade entre diferentes mapeamentos mentais (Tversky 1977).

Independente das diferentes defini¢oes, esta tese considera que uma funcgao de similaridade
sim é uma func¢ao que tem como objetivo medir o grau de semelhanga entre dois objetos (a,b)
em um dominio de conhecimento D. O resultado da aplicacao desta funcgao esta no intervalo real
R = [0..1], sendo que 0 significa que os objetos nao possuem nenhuma semelhanga e 1 significa
que ambos possuem total semelhanca. Formalmente:

Va,b € D, sim(a,b) : DxD — [0..1]

Em termos computacionais, uma func¢ao de similaridade implementa um algoritmo para ma-
pear os objetos em algum ponto do intervalo [0..1]. Na literatura define-se também o termo
“dissimilaridade”, que representa a distancia entre dois objetos de um dominio. Dados dois
objetos (a,b) em um dominio de conhecimento D, define-se dissimilaridade § como uma medida
de distancia entre esses objetos que satisfaz as seguintes condigoes:

VaeD: d(aa)=0



VabeD:jlab)>0
VabeD: jlab)=19(ba)
Y a,b,c € D: §(a,c) < (ab) + 6(b,c)

Diferentes representacoes computacionais dos objetos de um dominio podem privilegiar di-
ferentes medidas de distancia entre os objetos, o que implica em diferentes func¢oes de simila-
ridade. Dentre as formas de representacao mais comuns encontradas na literatura destacam-se
a representagao vetorial e a representacao por conjuntos, detalhadas nas Secoes 1.1.1 e 1.1.2,
respectivamente.

1.1.1 Representacao Vetorial

Neste tipo de representacao os objetos sao caracterizados através de vetores onde cada
dimensao é mapeada em alguma caracteristica dos objetos. Por exemplo, se o objeto for um
documento, o vetor pode ser formado pelas palavras-chave ou termos mais importantes do
documento (Berry et al. 1999); se o objeto for uma imagem, o vetor pode ser formado pelo
histograma de cores desta imagem (Kong 2009) ou, ainda, por tags que descrevem essa imagem
(Rasiwasia, Vasconcelos & Moreno 2006). Abordagem semelhante pode ser usada em videos
(Smeaton, Wilkins, Worring, de Rooij, Chua & Luan 2008). Dados disponibilizados pelos
perfis dos usuarios de redes sociais podem ser usados para representa-los sob a notacao vetorial
(Nayak 2011).

Considere esse ultimo exemplo e suponha uma rede social na qual os usudrios atribuem
notas a tépicos de seu interesse, tais como Engenharia e Medicina. Essas informacgoes podem
ser usadas para formar um vetor que caracteriza os usuarios dessa rede social. A Figura 1.1
ilustra um exemplo nesse contexto. Nela, temos 4 usudrios dessa rede social representados pelos
vetores USUARIOL, USUARIO?2, USUARIO3 ¢ NOVO_USUARIO. Da figura podemos
descrever o USUARIO1 pela tupla (3, 7), onde cada coordenada representa o interesse em cada

assunto, nesse caso 3 em Engenharia, eixo x, e 7 em Medicina, eixo y. Da mesma forma, o
USUARIO2 é descrito pela tupla (9, 1), o USUARIO3 pela tupla (5, 5) e o NOVO_USUARIO
pela tupla (6, 2).

A representacao usada na Figura 1.1 é bastante simplificada, uma vez que com duas carac-
teristicas tem-se somente duas dimensoes no espaco. Quanto mais detalhes houver, no vetor,
a respeito do objeto sendo representado, e quanto mais elaborada for a escolha das dimensoes,
melhor caracterizado o objeto estard (Berry et al. 1999), considerando sempre o problema da
“maldi¢ao da dimensionalidade”. Entretanto, o exemplo na Figura 1.1 sera usada apenas como
uma referéncia visual para a melhor compreensao das medidas de distancia e similaridade que
serao apresentadas a seguir.

Similaridade do Cosseno

Uma medida de similaridade comum na literatura é o cosseno do angulo entre vetores em uma
representacao vetorial. Nessa abordagem, quanto maior for a similaridade entre dois vetores,
menor serda o angulo entre eles e, consequentemente, maior serd o cosseno. O cosseno é uma
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USUARIOL1

USUARIO3

Interesse: Medicina

NOVO_USUARIO

2 L 4
/ USUARIO2
1+ q

0 2 4 6 8 10

Interesse: Engenharia

Figura 1.1: Espaco de interesses para USUARIO1, 2, 3 e NOVO_USUARIO.

medida de similaridade pois possui o seu resultado diretamente mapeado no intervalo [0..1].
Nos extremos, vetores coincidentes terao angulo 0° e similaridade 1, e vetores ortogonais terao
angulo 90° e, consequentemente, similaridade 0.

Em geral, dado um par de vetores Ui e U5 e um angulo 0 entre eles, pode-se calcular o
cosseno através da seguinte férmula:

— =
— —>> _ -
[For[[{Foz
na qual v - U3 representa o produto escalar entre os vetores vi e v3 e ||v7]| e || 03] representam
a norma desses vetores, respectivamente.

A partir dessa férmula e considerando a Figura 1.1, o cosseno do angulo entre o vetor
NOVO_USUARIO(6, 2) e os vetores USUARIOL(3, 7), USUARIO§(9, 1), USUARIO§(5,
5) pode ser calculado da seguinte forma:

> 2
cos O(NOVO_USUARIO, USUARION) = —0*3F2*T 464
V62 + 22 % /32 + 72
> 6x9+2x1
cos O(NOVO_USUARIO,USUARIO2) = = 0,977
V6% 22 5% /92 1 12
6xd5+2%b

cos §(NOVO_USUARIO,USUARIOS) = — 0,894

V62 + 22 % /52 + 52

Com estes resultados, usando o cosseno como medida de similaridade aplicada ao exemplo
da Figura 1.1, pode-se afirmar que o USUARIO2 é o mais similar ao NOVO_USUARIO e, con-
sequentemente, o USUARIO1 é o menos similar. Em (Lee, Park, Shim & Lee 2011) afirma-se
que o cosseno € uma medida que produz bons resultados em diferentes tipos de dados e cenérios
de aplicagdo. Dessa forma, a similaridade do cosseno (sim.,s) entre dois vetores v_l> e v_g é a
medida direta do cosseno entre eles:

SiMeos (01,03 ) = cos O(v1,v3)



Distancia Euclideana

Ainda considerando-se a representacao vetorial, uma outra forma medida de similaridade
é a distancia Euclideana entre os vetores. Nesse contexto, quanto menor for a distancia entre
eles, maior sera a similaridade. Em um espaco vetorial n-dimensional, dados dois vetores ol
= (v11, V12, V13, -y V1p) € vy = (v91, Uog, Va3, ..., U2,), a distancia Euclideana d.,q é calculada da
seguinte forma:

deud(U—1>,U_2>) = \/(Un — 021)2 + (v — 7122)2 + (v13 — 023)2 + .+ (v, — UQn)2

A partir desta férmula, e usando-se os dados da Figura 1.1, as distancias entre o vetor
NOVO_USUARIO(6, 2) e os vetores USUARIOL(3, 7), USUARIO§(9, 1), USUARIO%(&
5) pode ser calculado da seguinte forma:

deua(NOVO_USUARIOUSUARIOL) = /(6 - 3 + (2 - 7)* = 5,831
d.ud(NOVO_USUARIO,USUARIO?) = \/(6 — 9)° + (2 - 1)* = 3,162
deua(NOVO_USUARIO,USUARIOS) = \/(6 - 5)° + (2 - 5)° = 3,162

Com estes resultados, usando a distancia Euclideana para medicao da similaridade entre os
vetores da Figura 1.1 pode-se afirmar que os usuarios USUARIO2 e USUARIO3 sao igualmente
similares ao NOVO_USUARIO.

De acordo com (Qian et al. 2004), diferentes fungoes de similaridade produzem resultados
distintos e a sua escolha depende fortemente do dominio de aplicacao. Uma possivel interpre-
tacao para esses resultados ¢ tal que o USUARIO2 possui mais interesse em Engenharia do
que em Medicina, entretanto em uma escala maior e com muito mais énfase em Engenharia.
O USUARIO3 possui um interesse equilibrado em ambas as dimensoes, porém em uma escala
mais préxima a escala de interesse do novo usuario. Essas diferentes interpretacoes podem fazer
com que diferentes fungoes de similaridade sejam mais ou menos adequadas.

Uma caracteristica importante da medicao através da distancia Euclideana é que ela nao
produz diretamente uma medida de similaridade no intervalo [0..1]. Para que essa medida de
similaridade seja alcancada faz-se necessario uma normalizagao dos vetores nesse intervalo. Exis-
tem muitas técnicas de normalizacao para se atingir esse objetivo, dentre elas destaca-se uma
técnica denominada Min-Max, na qual transforma-se um valor A em um valor B no intervalo
[C..D] através da seguinte férmula:

A —min(A)

b= mazx(A) — min(A)

«(D—C)+C

na qual min(A) e max(A) representam o menor e o maior valor possivel para A, respectivamente.
No exemplo da Figura 1.1, considerando a normalizagdo Min-Max no intervalo [0..1], 0 e 10
como o menor e o maior valor possivel, respectivamente, a serem atribuidos aos topicos Enge-
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nharia e Medicina, os vetores normalizados seriam:

. /3.0 T-0
ARIOL = — (0.3, 0.
USUARIO (10_0,10_0) (0.3, 0.7)
9-0 1-0
ARIOS — — (0.9, 0.1
USUARIO (10_0,10_0) (0.9, 0.1)
USUARIOS — ( 150__00, 150__00) = (0.5, 0.5)

6—-0 2-0
10-0"10-0

NOVO_USUARIO = ( ) — (0.6, 0.2)

As novas distancias entre o vetor NOVO_USUARIO(0.6, 0.2) e os vetores USUARIO1(0.3,
0.7), USUARIO%(OQ, 0.1), USUARIO%(OB, 0.5), normalizadas no intervalo [0..1] sao as se-

guintes:

deua(NOVO_USUARIOUSUARIOL) = \/(0.6 — 0.3)° + (0.2 - 0.7)° = 0,583
deua(NOVO_USUARIOUSUARIO3) = \/(0.6 — 0.9)° + (0.2 - 0.1)* = 0,316
d.ut(NOVO_USUARIO,USUARIOS) = \/(0.6 — 0.5 + (0.2 - 0.5 = 0,316

Essas novas medidas no intervalo [0..1] representam a distancia Euclideana entre os ve-
tores e podem ser consideradas medidas de dissimilaridade. No exemplo, o USUARIO1 é o
mais dissimilar ao NOVO_USUARIO por possuirem a maior distancia entre si. A medida de
similaridade Euclideana (sim.,q) entre dois vetores v_1> e v_g pode ser obtida da seguinte maneira:

Distancia de Hamming

Uma terceira maneira de se medir a similaridade entre vetores n-dimensionais é através
do calculo da distancia de Hamming entre eles (Kagie, Wezel & Groenen 2009). A distancia
de Hamming entre dois vetores é o nimero de dimensoes nas quais eles diferem entre si. A
distancia normalizada no intervalo [0..1] pode ser obtida dividindo-se a distancia de Hamming
pelo nimero de dimensoes n.

No exemplo da Figura 1.1 todos os pares possuem distancia de Hamming igual a 2, pois nao
hé coincidéncia em nenhuma dimensao em nenhum par. Entretanto, considere a existéncia de
um vetor hipotético USUARIOA(3, 2) no espago da Figura 1.2. Esse vetor possui distancia

de Hamming 1 com o vetor NOVO_USUARIO(6, 2) pois coincidem os valores na dimensao
Medicina.

As distancias de Hamming (dj) normalizadas, considerando n=2, sao:

d,(NOVO_USUARIO,USUARION) =

I
—

d,(NOVO_USUARIO,USUARIO?) =

I
—_



USUARIOL1

USUARIO3

Interesse: Medicina

NOVO_USUARIO

2 L 4
SUAR USUARIO2
1+ B

0 2 4 6 8 10

Interesse: Engenharia

Figura 1.2: Insercao do USUARIO4 no espago de vetores.

I
—

d,(NOVO_USUARIO,USUARIOS) =

d,(NOVO_USUARIO,USUARIOL) =

pO| —hO | b
I

e

ot

Assim como a distancia Euclideana, a distancia de Hamming também é uma medida de
dissimilaridade, portanto, quanto maior a distancia, menor a similaridade. A similaridade de
Hamming (simy,) entre dois vetores v_1> e v_2> pode ser calculada da seguinte maneira:

Simh(?la@) = 1 - dh(v—1>,’l)—2>)

Para cadeias binarias define-se a distancia de Hamming como sendo o ntimero de posigoes
de bits nas quais elas se diferenciam. A Tabela 1.1 mostra alguns exemplos de pares de cadeias
binarias b, e by de comprimento m = 8 bits. A mesma tabela também apresenta a similaridade
de Hamming, que para cadeias binarias ¢ calculada da seguinte forma:

simp(b1,b2) = 1 - dp/m

onde dj, nesse caso, representa a distancia de Hamming normalizada.

Tabela 1.1: Distancias e Similaridade de Hamming para pares de cadeias binérias by, by e m =
8 bits.

b1 bg dh simh
00100101 | 00100101 | O 1
10100101 | 00110101 | 2 | 0.75
11100101 | 00111101 | 4 | 0.5
00100101 | 11011010 | 8 0
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1.1.2 Representacao por Conjuntos

Uma outra maneira de se representar objetos de uma maneira computacional é através
do agrupamento das caracteristicas e atributos que descrevem um objeto sob a forma de um
conjunto. A principal diferenga entre a descricao por conjunto e a descri¢ao por vetor é que o
primeiro é mais livre, nao impondo restri¢oes aos tipos e a ordem dos atributos que representam o
objeto, enquanto o segundo possui restri¢oes quanto aos valores em cada dimensao do vetor, que
precisam ser numéricos. B possivel transformar atributos nao-numéricos em atributos numéricos
e no Capitulo 2 serd mostrada uma maneira de se realizar essa transformagcao.

Dois objetos muito similares possuirao uma grande interseccao entre os conjuntos que os
representam. Dessa forma, quanto maior for a similaridade, maior serd o conjunto intersegao
formado pelas caracteristicas dos dois objetos. Nesse sentido, uma medida de similaridade muito
comum entre dois conjuntos Cy e Cy é a Similaridade de Jaccard (Jaccard 1901) (simjq.), defi-
nida como:

SiMjac(Cl,Oz) = —|Cl i 02|

|Cy U Oy
onde |Cy N Cy| é o tamanho do conjunto interse¢ao e |Cy U Cy] é o tamanho do conjunto uniao
entre C e Cs.

A distancia de Jaccard (d;,.) mede a dissimilaridade entre dois conjuntos Cy e Cy através
da seguinte formula:

|Cy U Cy| — |Cy N Oy
djac(01702) - |01 U 02|

A Figura 1.3 mostra um exemplo com trés conjuntos C7, Cy e C3 que representam a relacao
dos elementos quimicos que descrevem 3 objetos hipotéticos. C; = {Al, Hg, O, Au, Na, Cu, C1,
Ni, He}; Cy = {Cu, C1, Ni, He, H, C, F, U, Pb} e C5 = {Pb, Ar, Cs, Nd, Sg, Ga, P}.

C1 C2 C3

Figura 1.3: Conjuntos de elementos quimicos C7, Cy e Cj.

A partir da Figura 1.3 é possivel calcular:



|C1 N Cy| = |{Cu, C1, Ni, He}| =4
[C10Cs[ = {3 =0
[C2 N Cs| = [{Pb}| =1

|Cy U Cy| = |{A1, Hg, O, Au, Na, Cu, C1, Ni, He, H, C, F, U, Pb}| = 14
|Cy U C3| = |{A1, Hg, O, Au, Na, Cu, C1, Ni, He, Pb, Ar, Cs, Nd, Sg, Ga, P}| = 16
|Cy U C3) = |{Cu, C1, Ni, He, H, C, F, U, Pb, Ar, Cs, Nd, Sg, Ga, P}| = 15

Logo, as similaridades de Jaccard (sim;,.) para os conjuntos Cy, Cy e C3 mostrados na Fi-
gura 1.3 sao:

4
simjac(C’l,C’g) = ﬁ = 0.286
. 0
$1Mjac(C1,C3) = 6= 0
1
Simjac(CQ,Cg) = 1—5 = 0.067

As respectivas dissimilaridades, medidas pela distancia de Jaccard (d;q.) sdo:

14 —4

djac(C'l,C'g) - T — 0714
16 -0

djac(clac?)) = 1—6 -
15-1

djac(CQ,Cg) = 1—5 == 0933

Em (de Paula et al. 2011) e (de Paula 2011) sao apresentadas medidas e fungoes de simi-
laridade aplicadas em modelagem conceitual através de ontologias. Entretanto, esses métodos
nao serao analisados por estarem fora do escopo desta tese por serem focadas na busca concei-
tual. Esta tese foca na representacao vetorial voltada para a busca por similaridade pelo fato
desta ser usada com bastante frequéncia na literatura relacionada e, também, por ser facilmente
adaptada a diferentes dominios de aplicagao devido a sua simplicidade de representagao (Berry
et al. 1999).

1.1.3 Busca por Similaridade

Nesta segao sera apresentado o conceito de busca por similaridade, um dos principais ele-
mentos motivadores desta tese. Jagadish (Jagadish, Mendelzon & Milo 1995) define a busca
por similaridade como sendo o problema de se encontrar, em uma colegao de objetos, aqueles
que s@o mais similares a um objeto de referéncia usado na consulta (query).

As bases de dados tradicionais, sejam locais ou distribuidas, sao eficientes na busca exata,
na qual o objetivo é encontrar um objeto que satisfaz exatamente as caracteristicas da consulta.
Entretanto, a busca por similaridade em espagos multidimensionais é uma operacao importante
em diversas aplicagoes, tais como bases de dados multimidia (video, dudio, imagens), sistemas de
auxilio a diagnéstico médico por imagens, reconhecimento de objetos, bases de dados biologicos
(sequéncias genéticas e de proteinas).
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Os tipos de busca por similaridade mais comuns incluem a Busca por Intervalo (Range
Queries) e a Busca pelos Vizinhos Préximos (Nearest Neighbors, NN). Na Busca por Intervalo
sao fornecidos intervalos de valores para algumas caracteristicas dos objetos pesquisados e a
consulta retornara aqueles cujas caracteristicas estao contidas no intervalo fornecido. A Busca
pelos Vizinhos Préximos caracteriza-se por receber um objeto de referéncia e algum valor de
distancia. A consulta deve retornar todos os objetos na colecao que estao proximos a referéncia
de acordo com a distancia requerida. A métrica de distancia usada nesse tipo de busca depende
fortemente da funcao de similaridade usada e da forma de representacao dos objetos, conforme
discutido na secao anterior. H&, ainda, uma variacao da Busca pelos Vizinhos Proximos deno-
minada “Busca pelos k-Vizinhos Préximos” (k-Nearest Neighbors, k-NN) (Cover & Hart 2006),
(Haghani et al. 2009). Nesse tipo de busca, ao invés de se definir o valor da distancia desejada,
especifica-se um nimero k de objetos mais préximos que devem ser retornados apds a consulta.

Para ser realizada eficientemente, a busca por similaridade requer o suporte de algum es-
quema de indexagao. De acordo com (Valle & Cord 2009) as solugoes para indexagao de dados
multidimensionais encontradas na literatura podem ser divididas em cinco classes:

e Solugoes baseadas no particionamento de espacgo, nas quais o hiperespaco é dividido em
hiperretangulos mutuamente exclusivos;

e Solucoes baseadas no particionamento e agrupamento dos dados, nas quais os dados sao
particionados em grupos mutuamente exclusivos, mas que podem se sobrepor no espaco;

e Solugoes baseadas em quantizacao e aproximagao, que reduzem os dados de tal forma a
facilitar a busca sequencial pelos mesmos;

e Solucoes baseadas em espagos métricos, que se utilizam de funcoes de distancia para
selecionar os dados a serem analisados;

e Solugoes baseadas na projecao dos dados em subespagos, discretizagao dos mesmos e
reducao do espaco dimensional dos indices, agregando os resultados para facilitar a busca.

E consenso na literatura que a indexacao de dados multidimensionais é uma tarefa ardua, que
sofre da “maldigao da dimensionalidade” (“curse of dimensionality”) (Gionis et al. 1999), (Indyk
& Motwani 1998). Em especial, as quatro primeiras solugoes sao afetadas por esse problema. A
ultima classe de solugoes é usada neste trabalho, em especial por evitar o problema da “maldicao
da dimensionalidade”. A projecao em subespagos pode ser realizada de duas maneiras: através
das curvas de preenchimento de espago (Space Filling Curves, SFC) e através das Fungoes de
Hash Sensiveis a Localidade (Locality Sensitive Hashing, LSH), sendo que essa ultima é menos
afetada pela “maldicao da dimensionalidade”. Ambas serao detalhadas nas segoes a seguir.

1.2 Curvas de Preenchimento de Espaco

As SFCs foram apresentadas pela primeira vez por Giuseppe Peano (Peano 1890) e podem
ser definidas como curvas continuas em um espago n-dimensional que passam uma Unica vez



por cada um dos pontos desse espaco, ordenando-os. Relativamente ao exemplo da Figura 1.1,
um espaco bi-dimensional, temos na Figura 1.4 uma SFC hipotética, tracada manualmente,
passando por todos os pontos discretos do espaco de interesses (Engenharia, Medicina) que
varia no intervalo de [1..12]. Nela, os pontos marcados em cinza correspondem a representagao
vetorial dos perfis USUARIO1(3, 7), USUARIO2(9, 1), USUARIO3(5, 5) e NOVO_USUARIO(6,
2).

Medicina

12
11

a o N 0 ©

N W s

1.2 3 4 5 6 7 8 9 10 11 12  Engenharia

Figura 1.4: SFC hipotética no espago de interesses bi-dimensional (Engenharia, Medicina).

A partir da SFC mostrada na Figura 1.4, ordenando-se os pontos do espago (x,y) de acordo
com a ordem com que sao visitados, tem-se a geracao de indices para os mesmos em um espaco
unidimensional. Na mesma figura, com os indices iniciando-se em 0 (zero) e considerando um
perfil hipotético USUARIO(1, 1), seu indice é k = 0. Seguindo a ordenacao gerada pela curva, o
indice do USUARIO1(3, 7) é k; = 24, do USUARIO3(5, 5) é k3 = 74, do NOVO_USUARIO(6,
2) é kpew = 88 e do USUARIO2(9, 1) é ky = 96. Desta forma temos, portanto, uma discretizagao
do espago e uma redugao do mesmo de 2 para 1 dimensao, conforme processo descrito na 5*
classe de solugoes apresentadas na Secao 1.1.3.

Através dos indices gerados por essa SFC, pode-se dizer que o perfil mais similar ao NOVO_
USUARIO é o USUARIOZ2, uma vez que ele possui a menor distancia no espago unidimensional
gerado pela curva, no caso d = |ky - knew| = 8. A Tabela 1.2 mostra as distancias entre os
indices dos perfis de usuérios gerados pela curva da Figura 1.4 tomando-se o NOVO_USUARIO
como referéncia. Na tabela, a distancia é dada por d = |k, - k| € k corresponde aos indices
dos usudrios USUARIO1, USUARIO2 e USUARIO3, respectivamente.

Embora no exemplo tenha sido usado um espago bi-dimensional para representar a curva,
o mesmo conceito pode ser aplicado em espagos com um maior numero de dimensoes, sendo
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Tabela 1.2: Distancias entre os indices dos perfis dos usuarios com relagao ao indice do perfil
NOVO_USUARIO.

Usuédrio Indice Usuério Indice | Distancia
NOVO_USUARIO | kpew = 88 | USUARIOL | k1 = 24 64
NOVO_USUARIO | kpeww = 88 | USUARIO2 | ky = 96 8
NOVO_USUARIO | ke, = 88 | USUARIOS3 | k3 = 74 14

que a complexidade de geracao da curva ¢é diretamente proporcional ao nimero de dimensoes
do espaco, traduzindo-se na “maldicao da dimensionalidade”.

Nessa tese serao abordadas as SFCs de Hilbert, Z e Gray, relacionando-as a complexidade de
geracao das curvas e a agregacao resultante das mesmas. As curvas apresentadas neste trabalho
baseiam-se em espacos discretos, contendo um nuimero finito de pontos e com a premissa basica
de que pontos consecutivos nessas curvas também estao proximos no espaco n-dimensional. A
primeira representagao grafica de uma SFC bidimensional é atribuida ao matematico David
Hilbert (Hilbert 1891).

A Figura 1.5 mostra um processo recursivo de geracao de uma curva de Hilbert de duas
dimensoes, onde as dimensoes tém o mesmo nimero de pontos discretos no espago. A primeira
iteragao produz uma curva com 2 pontos em cada dimensao; na segunda iteragao dobra-se o
nimero de pontos e, assim, sucessivamente. O niimero de iteragoes necessarias para geracao da
curva define a sua ordem.
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Figura 1.5: Representacao gréafica da curva de Hilbert de 2 dimensoes.

Algoritmos recursivos sao frequentemente empregados na geracao das curvas de Hilbert e
no mapeamento dos pontos do espaco, mas abordagens interativas sao mais eficientes. O custo
computacional da geragao da curva é proporcional ao nimero de dimensoes n e a ordem da
mesma. Lawder (Lawder 1999) apresenta um algoritmo para geracao de curvas de Hilbert n-
dimensionais de qualquer ordem. Segundo Lawder (Lawder 1999), algoritmos menos complexos
podem ser usados se a ordem da curva gerada for uma poténcia de 2 (dois). Como exemplo
podemos citar os algoritmos apresentados em (Butz 1971) e (Alber & Niedermeier 1998).

Entretanto, apesar da diversidade de abordagens existentes para geracao das curvas, nao
existe um mapeamento direto, sem interacoes, entre um ponto do espaco e a sua posicao relativa
a curva, e vice-versa. Esse € o principal problema relativo ao custo computacional dos algoritmos



existentes.

As curvas de Hilbert sdo amplamente usadas em solugoes de mapeamento de espacos multi-
dimensionais e aplicadas na recuperagao de conteidos em diversas areas porque apresentam a
melhor agregacao de indices no espaco unidimensional Euclideano, apesar do seu alto custo de
geracao.

Em 1966, Morton (Morton 1966) apresentou a curva Z através do mapeamento de pontos
de um espaco bidimensional em uma curva unidimensional. O mapeamento das coordenadas do
espaco n dimensional em sua posicao na curva ¢é feito de maneira direta e simples, intercalando-
se ciclicamente os bits de cada coordenada para formar o indice da coordenada na curva. A
Figura 1.6 mostra o processo de geragao da curva Z em 3 iteragoes.

LA

Figura 1.6: Representacao gréafica da curva de Z de 2 dimensoes.

Na Figura 1.6, tomando-se a primeira iteragdo como exemplo, tem-se 4 pontos, a saber: (0,
0), (0, 1), (1, 0), (1, 1). O mapeamento e ordenagao destes 4 pontos é feito pela intercalagao
dos bits: 00 (0), 01 (1), 10 (2) e 11 (3). Na segunda iteracdo tem-se 16 pontos, a saber: (0, 0),
(0, 1), (0, 2), (0, 3), (1, 0), (1, 1), ..., (3, 3). Como exemplo, o ponto (2,1), representado em
bindrio (102, 015) é mapeado na posigao 10012 (9) da curva.

A simplicidade do mapeamento nos pontos na curva Z torna-a uma curva com baixissimo
custo computacional. Considerando-se somente a definicao estritamente matematica, a curva Z
nao é uma SFC, visto que nao é continua, i.e., pontos consecutivos na curva nao sao adjacentes
no espaco. Como consequéncia ela agrega menos que a curva de Hilbert no espago Euclide-
ano. Porém, apesar da descontinuidade, varios trabalhos na literatura consideram a curva Z
por sua simplicidade na geracao dos indices. Lawder (Lawder 1999) avalia diversas curvas de
preenchimento de espaco e também faz essa consideracao.

Uma terceira SFC revisada nesta tese é a curva de Gray que, assim como a curva 7, também
apresenta descontinuidades e, considerando a definicao estritamente matemaética, nao é consi-
derada uma SFC. Antes de apresenta-la, define-se um cédigo de Gray como uma sequéncia de
nimeros inteiros binarios na qual dois nimeros consecutivos diferem entre si por somente um
bit. O cédigo de Gray foi apresentado por Gray (Gray 1953), aplicado na detecgao de erros em
comunicacao de dados e sera detalhado mais adiante nesta tese na Secao 1.4 por ser base do
desenvolvimento das propostas aqui apresentadas.

A curva de Gray, apresentada em (Faloutsos 1988) e (Faloutsos 1986), oferece um com-
promisso entre a complexidade dos algoritmos de mapeamento da curva de Hilbert e a baixa
agregacao da curva Z. A Figura 1.7 mostra um exemplo de geracao da curva de Gray em 4
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(quatro) iteragoes, sendo que a 1* iteragao foi omitida por ser idéntica a 1% iteragdo da curva
de Hilbert. A segunda iteracao estd em destaque para ressaltar as coordenadas de acordo com
a sequéencia do codigo de Gray, onde coordenadas consecutivas diferem em somente um bit.
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Figura 1.7: Representacao grafica da curva de Gray de 2 dimensoes.

Na figura também esta destacado com a cor cinza o ponto cujas coordenadas Gray sao (10,
115) em bindrio, ou (2, 3) em decimal. Esse ponto estd situado na posicdo 9 da curva de Gray,
sendo vizinho das posigoes 8 e 10, onde se localizam os pontos cujas coordenadas sao (10s,
103) e (112, 102) em bindrio, ou (2, 2) e (3, 3) em decimal. Observe que os vizinhos diferem
entre si em somente um bit. A caracteristica desta curva, observada neste exemplo, é que a
curva aproxima pontos na distancia de Hamming e possui descontinuidades, o que, de acordo
com (Valle, Cord & Philipp-Foliguet 2008), provoca uma perda na propriedade de agregagao no
espaco FEuclideano quando comparada com a curva de Hilbert. Entretanto, conforme ja definido,
nesta tese estamos interessados na agregacao na distancia de Hamming.

Posteriormente, na Secao 1.4, é apresentado um algoritmo para geragao de um cddigo de
Gray. Entretanto, ja é possivel adiantar que tais algoritmos sao mais simples de serem imple-
mentados do que aqueles usados na geracao da curva de Hilbert. Embora em todas as curvas
apresentadas utilizamos somente cenarios com 2 dimensoes para facilitar a representacao grafica,
todo o custo computacional de geracao dessas curvas estd relacionado a “maldicao da dimensio-
nalidade”, na qual a complexidade dos algoritmos aumenta em funcao do niimero de dimensoes
do espaco.

1.3 Funcoes de Hash Sensiveis a Localidade

As funcoes de Hash Sensiveis a Localidade, ou LSH, sao uma outra forma de reducao de
espacos n-dimensionais capaz de manter a proximidade dos pontos préximos neste espaco em um
espaco de menor dimensao, geralmente unidimensional. Essas func¢oes sao usadas no contexto
da indexacao de dados e da busca por similaridade para criar identificadores de objetos em um
sistema de busca de forma que a similaridade entre eles seja representada na distancia entre os
seus identificadores.



Em (Indyk & Motwani 1998) é definido que uma familia de fungoes de hash F é classificada
como sensivel a localidade e correspondente a uma funcao de similaridade sim, se, para toda
funcao h € F, temos:

Prlh(a) = h(b)] = sim(a,b)

na qual a e b sao objetos que possuem algum tipo de representacao computacional e alguma
funcao de similaridade associada a essa representacao.

Existem varios tipos de fungoes LSH, sempre definidas de acordo com algum tipo de repre-
sentacao dos objetos e atreladas a alguma funcao de similaridade. A seguir sao apresentados dois
exemplos de funcao LSH: a primeira foi desenvolvida para objetos representados por conjuntos
e usa a similaridade de Jaccard (fungao Min-wise Hashing); a segunda foi desenvolvida para
objetos representados por vetores e usa a similaridade do cosseno (funcao Random Hyperplane
Hashing).

1.3.1 Min-wise

As funcgoes de hash baseadas em permutagoes independentes (Min-wise Independent Per-
mutations) (Broder, Charikar, Frieze & Mitzenmacher 1998) sdo uma familia de fun¢oes LSH
voltadas para geracao de indices de objetos representados por conjuntos de inteiros e comparados
entre si através da similaridade de Jaccard (Secao 1.1.2).

Basicamente, a funcao de hash Min-Wise define uma permutacao aleatéria de bits a ser
executada em todos os elementos do conjunto. O menor valor resultante dessas permutagoes
serd o resultado da funcao de hash e representara o identificador desse conjunto. Quanto maior
a interseccao entre dois conjuntos, maior a chance de que os elementos da interseccao gerem o
mesmo menor valor e, logo, possuam o mesmo identificador.

Formalmente, a funcao é definida da seguinte forma: seja 7 uma permutacao bindaria aleato-
ria no universo de inteiros I; Cy = {c11, c12, ..., c1;} T L e Cy = {ca1, 22, ..., 25} C I; a funcado
de hash h, é definida como:

hw(Cl) - min{ﬂ-(cll)r 7T(012)7 e ﬂ-(cli)}

onde h.(C}) aplica a permutacdo 7 em cada elemento de C} e seleciona o menor dos resultados.
Para dois conjuntos C; e Cy, temos que z = h,(C}) = h.(Cy) somente se 71 (z) € (C; N Cs).
Portanto, para dois conjuntos C; e Cb:

. cnc
Pr(h(Ch) = ha(Co)] = simue(C1,C) — 1CL0CE

CC UGy
Em (Gupta, Gupta, Agrawal & Abbadi 2002) é mostrada uma implementagao dessa fungao,

exemplificada a seguir:

Dado um conjunto C' de inteiros de m bits. associa-se um inteiro de referéncia que tenha
exatos % bits aleatdrios iguais a 1. Para cada inteiro ¢ pertencente ao conjunto C, move-se
todo bit de ¢ que corresponda as posicoes iguais a 1 do inteiro de referéncia para a metade
superior de um novo inteiro ¢. Os outros bits sao movidos para a metade inferior. Esse
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processo corresponde a 1? iteragao descrita na Figura 1.8. Em seguida, cria-se um novo inteiro
" - m . . e .
de referéncia com 5 bits, tendo exatos m bits aleatérios iguais a 1. Novamente, move-se todo

. , . o L - m .
bit de ¢’ que corresponda as posicoes iguais a 1 do inteiro de referéncia com ) bits para a metade
superior de um novo inteiro ¢’ e os outros para a metade inferior. Esse processo corresponde a
2% iteracao descrita na Figura 1.8.

Esse procedimento é repetido até que o inteiro de referéncia gerado tenha tamanho igual a
2 bits, o que corresponde a 3% iteracao no exemplo da Figura 1.8. O resultado da permutacao
sobre o inteiro ¢ é o inteiro ¢”.

12 jteragao

Referéncia | o] 1] 1] o] 1] o] 1] o]
¢ [ o[ 1] o] o] o] 1] 0]

b ¥ ozl N

¢ [o[ 1] o] 1] 1] o] of 0]

22 jteragao

Referéncia |o| 0| 1| 1H0| 0| 1| 1]
¢ o[ 1] o[ 1] 1] of of o]

£ Y\’\ Y s 'Y._'\_.’\/.‘ D
¢ [o[ 1] o[ 1] o] o 1] o
32 jteracao

Referéncia ‘0‘1“0‘1”0‘1”0‘1‘
¢ Lol 1] of 1[of o[ 1] o]

A N W A WA

e [1f o] 1] o] of of of 1]

Figura 1.8: Exemplo de permutagao Min-Wise para o inteiro c=151 de 8 bits. ¢ é o resultado
final da permutacao.

Esse procedimento é refeito para todos os inteiros pertencentes ao conjunto C'. Os mesmos
inteiros de referéncia devem ser usados em todos os elementos do conjunto C'. O menor valor
gerado em todas essas permutacoes sobre todos elementos do conjunto sera escolhido como
o identificador desse conjunto. Deve-se usar os mesmos valores de referéncia para todos os
conjuntos que serao indexados com uso de uma mesma fungao de hash Min- Wise.

1.3.2 Random Hyperplane Hashing

Dado um vetor de conteido i € R" que representa um objeto qualquer e um conjunto de
m vetores 71 € R" (1 <i < m) no qual cada coordenada desses vetores ?Z ¢é selecionada alea-
toriamente a partir de uma distribuicao normal padrao, a funcao Random Hyperplane Hashing,



ou RHH, h+, é definida como (Charikar 2002):

o= { G 2

Para cada h+,() (1 <4 < m) um bit é gerado, e os m resultados da aplicacdo de h ()
sao concatenados para compor um identificador de m bits para o vetor U,

As fungoes RHH, formam uma familia de fungoes LSH na qual os objetos sao representa-
dos por vetores e, dados dois vetores de conteido de T e R, que representam dois obje-

tos quaisquer em um mesmo dominio, a funcao RHH h+, apresenta a seguinte caracteristica
(Charikar 2002):

Prihe () = he (T)] = 1 - 2LD ~ cos (T, T)

(Charikar 2002) mostra que quanto menor for o angulo #(W,7’) entre os vetores @ e 7,
mais essa probabilidade se aproximard do valor do cosseno entre eles (cos (W, 7)).

Dessa forma pode-se afirmar que quanto maior o cosseno entre os vetores, mais similares
serao os objetos representados por eles. Essa relacao entre a representacao de similaridade da
funcao RHH e o cosseno entre os vetores serd referenciada como similaridade do cosseno, sim s,
e quanto mais similares forem os objetos, melhor sera a aproximacao entre a similaridade e o
cosseno entre os vetores.

Por consequéncia da concatenacao da aplicacao de m bits gerados pela aplicagao de m fungoes
hﬁi(ﬁ), para dois vetores de dados U, T e R quanto maior for a similaridade do cosseno
entre esses vetores, maior sera, com alta probabilidade, a similaridade de Hamming entre os
identificadores gerados.

Para exemplificar este processo, considere que u_>1, us e Ug sao vetores de inteiros de dimensao
6 (seis) que representam objetos em algum dominio de aplicacao:

= <10, 5,6, 1, 0, 2>
<3,4,2,10, 7, 6>
= <14, 12,0, 13, 1, 0>

SLELEL

—

Sejam 7"_0>, 7’_1>, r_g, r3, 7“_4>, 7"_5>, 7"_6) e 77 oito vetores de 6 dimensdes selecionados aleatoriamente

a partir de uma distribui¢cdo normal N (0, 1):

= <-0.1,-0.9, -0.6, 0.5, 0.5, -0.8>
= <0.8, 0.7, -0.6, 0.5, 0, -0.8>
= <0, 0.1, 0.6, -0.9, -0.7, -0.3>
<0.4,-0.5, 0.1, -0.8, 0.2, 0>
<-0.7,-0.8, -0.7, 0, 0.2, -0.9>
<0.1, 0.5, 0.4, -0.1, -0.7, 0.6>
<-0.5, 0.5, 0.1, -0.7, 0.4, 0.3>
= <0.4,0.3,-0.2, 0, 0.1, -0.5>

HalFlalal L E sl
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Sao usados oito vetores 77 pois nesse exemplo serao gerados identificadores de m = 8 bits
para os vetores uf, uj e uj. B importante lembrar que cada vetor 77; provoca a geracio de um
unico bit, e estes bits deverao ser concatenados para gerar o identificador do vetor. A Tabela 1.3
mostra o resultado do produto escalar entre o vetor U e cada um dos oito vetores 7. A tabela
também mostra o resultado da aplicagao da funcgao h?(zﬂ)). Os resultados sao concatenados e
formam o identificador do vetor uj. 74 é o vetor que gera o bit de menor ordem. Desta forma
h—(ui) = 10101110,.

Tabela 1.3: Aplicacao da funcao RHH no vetor ui.

Produto Escalar | h (/)
u -1y =-102 |0
- =58 1
w13 =26 1
w5 =13 1
ul Ty =-17 0
ui -5 =7 1
ui g =-2 0
u -1 =33 1

As Tabelas 1.4 e 1.5 mostram os resultados da aplicacao de h7(u_>2) e h7i(53>), cujos resul-
tados sao 001000005 e 101000104, respectivamente.

Tabela 1.4: Aplicagao da fungao RHH no vetor us.

Produto Escalar | h— ()
us T =-1.4 0
us -1 =-5.8 0
us 19 =-141 |0
uh-Tg =-7.2 0
uy-rh =-107 |0
w1 =0.8 1
us -6 = -1.7 0
s - =-0.3 0

Analisando os resultados da aplicacao da fungao RHH no exemplo desta se¢ao é possivel
comparar as similaridades do cosseno (sime,s) entre os vetores ; (1 < i < 3) e a similaridade
de Hamming (simy) entre os identificadores gerados para cada vetor. A Tabela 1.6 sumariza
esses resultados.



Tabela 1.5: Aplicagao da fungao RHH no vetor us.

Produto Escalar | h— ()
T =-5.2 0
- = 13.1 1
w3 =-11.2 |0
w15 =-106 |0
uh - =-192 |0
ub - =5.4 1
uh-re =-9.7 0
us -7 =9.3 1

Tabela 1.6: Comparagao entre as similaridades do cosseno entre os vetores e a similaridade de
Hamming entre os seus respectivos identificadores gerados pela funcao RHH.

Vetores | simcos simy,

ui, us | 0.445 | 4/8 =0.5
ui, us | 0.732 | 6/8 = 0.75
us, uj | 0.687 | 6/8 = 0.75

De acordo com os resultados apresentados nessa tabela é possivel notar que existe uma
relacao entre a similaridade do cosseno entre vetores e a similaridade de Hamming entre os
identificadores destes vetores gerados por funcoes RHH. E importante destacar que a geracao
dos vetores 7; é aleatéria e, portanto, os resultados podem variar de acordo com ela. Além
disso, com identificadores de pequenos comprimentos (poucos bits) a similaridade de Hamming
varia de maneira discreta com grandes intervalos de similaridade. Por exemplo, para m = 8
bits, os possiveis valores para a similaridade de Hamming sao 0.0, 0.125, 0.25, 0.5, 0.625, 0.75,
0.875, 1. Isso ajuda a explicar por que os identificadores dos vetores uj e uh e up e uh possuem
a mesma similaridade de Hamming apesar de seus vetores nao possuirem a mesma similaridade
do cosseno.

Sem explicitar novamente todos os calculos, apenas para efeito de ilustracao e compreensao,
a seguir, na Tabela 1.7, é apresentado o resultado de uma aplicagao da fungao RHH nos vetores
ui, us e uj para geracao de identificadores bindrios de 16 bits. Em seguida, a Tabela 1.8 traz
a comparacao entre a similaridade do cosseno e de Hamming entre os identificadores gerados.
Como conclusao dos resultados apresentados nas Tabelas 1.7 e 1.8, é possivel perceber que com
o aumento do comprimento do identificador, a similaridade de Hamming entre u e u , € entre
Ug e u_>3 j& consegue representar com maior precisao a similaridade do cosseno entre esses vetores.

Conforme ja dito anteriormente, a funcao RHH é a escolha feita nesta tese, uma vez que foi
feita a opcao pela representacao vetorial e similaridade do cosseno entre objetos. Além disso,
essa funcao ja fora usada em trabalhos anteriores deste grupo de pesquisa e estende os resultados
e aplicagoes do trabalho desenvolvido em (de Paula 2011).
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Tabela 1.7: Identificadores de 16 bits gerados por uma aplicacao da funcao RHH.

Vetores Identificador
u_{ 1011101011010101
u_}g 0111001110100111
173 1011001111001101

Tabela 1.8: Comparacao entre as similaridades do cosseno entre os vetores e a similaridade de
Hamming entre os seus respectivos identificadores de 16 bits.

Vetores | stmes simy,

ui, us | 0.445 | 8/16 = 0.5
ui, us | 0.732 | 12/16 = 0.75
w3, us | 0.687 | 10/16 = 0.625

<
N

<
)

1.4 Coddigos de Gray

Essa secao define e apresenta as propriedades dos cédigos de Gray, no qual duas palavras bi-
narias sucessivas diferem entre si em exatamente 1 bit, isto é, apresentam distancia de Hamming
igual a 1. Visto que a funcao RHH é a escolha desta tese, e que esta funcao gera identificadores
de objetos cuja similaridade é preservada na distancia de Hamming destes identificadores, é
facil notar que ordenando os identificadores segundo o cédigo de Gray, identificadores vizinhos
apresentarao, com alta probabilidade, uma grande similaridade entre si.

Um cédigo de Gray bindrio de m bits (G,,) pode ser representado por uma matriz binaria
2™ x m, onde cada linha é uma palavra deste codigo, que nesta tese representa um identificador
(ou indice) de objeto. Os codigos de Gray sao muitos (Suparta 2006) e, dentre eles, destaca-se o
codigo de Gray binario refletido (Binary Reflected Gray Code). Esse c6digo é o mais conhecido
e utilizado na literatura por apresentar um algoritmo simples na sua construgao. Esse algoritmo
estd explicado a seguir.

Dado que G,, é um cddigo de Gray binario de m bits, entao um cédigo de Gray bindrio
de m + 1 bits (Gp1) ¢ produzido da seguinte forma: 1) concatena-se todos os identificadores
do cédigo G, com os mesmos identificadores desse cédigo na ordem reversa, construindo uma
nova matriz G,,,1, com 2™ x m identificadores; 2) adiciona-se o prefixo 0 aos identificadores
da metade superior da matriz G,,11 €; 3) adiciona-se o prefixo 1 aos identificadores da metade
inferior da matriz G,,41. Ao fim desse procedimento estd gerado o cédigo G,,41, com 27 x
(m + 1) identificadores.

Por inducao, a aplicagao recursiva desse método a partir do cédigo de Gray trivial (Gy) (vide
Figura 1.9) leva & construcao de cédigos de Gray bindrios de qualquer comprimento (G,,). A
mesma figura ilustra a geracao de G, G3, G, e G411 a partir de Gj.

A principal vantagem deste codigo de Gray com relacao aos demais é que é possivel converter
diretamente uma sequéncia bindria natural em um cédigo de Gray binério refletido, e vice-versa.
Essa conversao pode ser realizada usando operagoes simples e de baixo custo computacional, tais
como OU-exclusivo, deslocamentos de bits e comparagoes com 0. Os algoritmos 1 e 2 formalizam
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Figura 1.9: Geragao de cédigos de Gray bindrios refletidos Go, G, G,, e G,11 a partir de G.

essa Conversao.

Algorithm 1: Conversao de Binario para Gray.
Input : Binary codeword, (binary).
Output: Gray codeword, (gray).
gray < binary ® (binary > 1);

No préximo capitulo, a base de dados de adultos (Frank & Asuncion 2010) usada na ava-
liacao das solugoes propostas nesta tese, sera apresentada. Depois, nos Capitulos 3 e 4, sao
propostas duas solucoes onde esses conceitos podem ser integrados para viabilizar a construgao
de estruturas distribuidas de armazenamento e recuperacao de dados especializadas na busca
por similaridade.
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Algorithm 2: Conversao de Gray para Bindrio.

Input : Gray codeword, (gray).
Output: Binary codeword, (binary).
binary < gray
i« (gray > 1)
while 7 # 0 do

binary < (binary & 1)

i (i>1)
end







Capitulo

Busca por similaridade baseada na distancia de
Hamming

Com o objetivo de avaliar as propostas que serao apresentadas nesta tese foi necessario adotar
uma base de dados de vetores que se adequasse as caracteristicas desejadas. Nesse contexto foi
utilizada a base de dados Adult (Frank & Asuncion 2010) da Universidade da Califérnia em
Irvine (UCI), que apresenta dados de adultos extraidos do censo norte-americano de 1994. Esta
base de dados serd apresentada nas secoes deste capitulo, junto com uma metodologia de criagao
de vetores numéricos a partir de dados com atributos textuais. Esse procedimento é necessario
pois, conforme visto no Capitulo 1, as medidas de similaridade para vetores sao extraidas a
partir de fungoes que exigem atributos com valores numéricos em cada uma de suas dimensoes.

Ainda neste capitulo, a funcdao de hash RHH é aplicada aos vetores da base de dados e
¢ feita uma analise dos identificadores gerados. Sao avaliados os resultados obtidos a partir
da medicao da correlacao existente entre a similaridade do cosseno entre os vetores de adultos
e a similaridade de Hamming dos identificadores gerados. A distribuicao de frequéncia das
distancias de Hamming entre pares de identificadores em fungao da similaridade do cosseno entre
os vetores também ¢é avaliada. Finalizando, este capitulo apresenta uma proposta de um servico
genérico de busca por similaridade baseado na distancia de Hamming dos identificadores dos
vetores. O capitulo termina com uma breve andlise da metodologia adotada e direcionamentos
futuros voltados para uma implementagao distribuida desse servigo.

2.1 A base de dados Adult

Conforme ja dito, a base de dados Adult contém informagoes sobre cidadaos norte-americanos
extraidas do censo populacional americano do ano de 1994. A base de dados é composta
por 48842 vetores que descrevem os adultos em funcao de valores para os seus atributos.
Traduzindo-os, os atributos disponiveis sao: idade, classe de trabalho, nivel de escola-
ridade, tempo de escolaridade, estado civil, ocupagdo profissional, relacionamento,
raga, sexo, ganho de capital, perda de capital, jornada de trabalho, nacionalidade,
renda anual. Algumas informagoes podem estar indisponiveis para alguns atributos em alguns
vetores. Nesses casos, o atributo em questao estd marcado com o simbolo de pontuacao de
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interrogagao (7).

A seguir sao apresentados alguns exemplos de vetores selecionados aleatoriamente na base
de dados:

Adulto 1 - 43; Self-emp-not-inc; 5th-6th; 3; Married-civ-spouse; Craft-repair;
Husband; White; Male; 0; 4700; 20; United-States; <50K

Adulto 2 - 56; Private; 10th; 6; Married-civ-spouse; Craft-repair; Husband; White;
Male; O; 4500; 30; Philippines; <50K

Adulto 3 - 50; Self-emp-inc; Prof-school; 15; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; 0; 36; United-States; >50K

Adulto 4 - 45; Private; Doctorate; 18; Married-civ-spouse; Prof-specialty; Hus-
band; White; Male; 0; 0; 40; United-States; >50K

Adulto 5 - 30; Private; Prof-school; 15; Married-civ-spouse; Prof-specialty; Hus-
band; White; Male; 0; 0; 30; United-States; >50K

Nos arquivos de descrigao da base de dados ha a informacao de todos os valores possiveis

para cada um dos atributos do vetor. A seguir estao listados todos os atributos e seus respectivos

valores:

age: valor numérico.

workclass: Private, Self-emp-not-inc, Self-emp-inc, Federal-gov,
Local-gov, State-gov, Without-pay, Never-worked.

education: Bachelors, Some-college, 11th, HS-grad, Prof-school, Assoc-adm,
Assoc-voc, 9th, 7th-8th, 12th, Masters, 1st-4th, 10th, Doctorate, 5th-6th,
Preschool.

education_num: valor numérico.

marital_status: Married-civ-spouse, Divorced, Never-married, Separated,
Widowed, Married-spouse-absent, Married-AF-spouse.

occupation: Tech-support, Craft-repair, Other-service, Sales,
Exec-managerial, Prof-specialty, Handlers-cleaners, Machine-op-inspct,
Adm-clerical, Farming-fishing, Transport-moving, Priv-house-serv,
Protective-serv, Armed-Forces.

relationship: Wife, Own-child, Husband, Not-in-family, Other-relative,
Unmarried.

race: White, Asian-Pac-Islander, Amer-Indian-Eskimo, Other, Black.
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e sex: Female, Male.

capital_gain: valor numérico.

capital_loss: valor numérico.

work_hours: valor numérico.

e native_country: United-States, Cambodia, England, Puerto-Rico, Canada,
Germany, Outlying-US(Guam-USVI-etc), India, Japan, Greece, South,
China, Cuba, Iran, Honduras, Philippines, Italy, Poland, Jamaica, Vietnam,
Mexico, Portugal, Ireland, France, Dominican-Republic, Laos, Ecuador,
Taiwan, Haiti, Columbia, Hungary, Guatemala, Nicaragua, Scotland,
Thailand, Yugoslavia, El-Salvador, Trinadad&Tobago, Peru, Hong,
Holand-Netherlands.

e annual_salary: >50K,<50K.

2.2 Criacao dos Vetores

Ja fora comentado anteriormente que este trabalho foca na representacao vetorial de objetos
e geracao dos indices dos vetores através da funcao RHH. E sabido que a funcao RHH usa o
cosseno como métrica de similaridade entre vetores e, por consequéncia, € necessario que o vetor
seja composto por atributos numéricos. Conforme apresentado em (Desai et al. 2011), esse
procedimento é necessério pois a nocao de distancia ou similaridade para atributos textuais, ou
categdricos segundo o autor, nao é tao direta e usual quanto em dados numéricos. Esse foi um
dos primeiros desafios encontrados no desenvolvimento desta tese.

O método desenvolvido nao pode ser considerado uma contribuicao desta tese. Entretanto,
uma de suas principais caracteristicas é que ele pode ser usado em uma enorme variedade de tipos
de objetos descritos por vetores. Em (Bamba, Subercaze, Gravier, Benmira & Fontaine 2012) é
apresentado um método mais elaborado para geragao de vetores a partir do perfil de usuarios na
rede social Twitter®. Outras referéncias a respeito de técnicas mais apuradas para a criacio de
vetores podem ser encontradas em (Choi, Cha & Tappert 2010) e (Cha, Tappert & Yoon 2006).
Como o objetivo nao é explorar as diferentes formas de modelagem de dados, mas sim propor
solucoes de armazenamento distribuido voltadas para a busca por similaridade, optou-se por
um método mais simples para geracao dos vetores. Apesar da simplicidade ele produz bons
resultados, os quais serao apresentados no decorrer deste capitulo.

Sabe-se que atributos textuais nao se traduzem facilmente em alguma ordenacao numérica.
Isso acontece porque a nocao de distancia nessa ordenacao é completamente dependente da
interpretacao no dominio da aplicacao que faz uso destes dados. Por exemplo, suponha que
seja atribuido o valor 1 para female e 2 para o male no atributo sex do vetor de adultos.
Uma primeira aplicacao pode interpretar estes valores somente como uma diferenciacao entre
os valores, uma espécie de indice para os mesmos. Entretanto, uma segunda aplicacao pode
entender que o valor male é o dobro do valor female, o que é uma verdade numérica mas



pode ser interpretada, dependendo do dominio, como uma afirmacao “machista”. Ha&, ainda,
uma terceira categoria de dados nao explorada nesta tese: a ordinal. Na categoria ordinal os
atributos também sao textuais, entretanto é possivel atribuir uma ordem aos valores de tal
forma a numera-los. Um exemplo seria o grau de instrucao de um adulto, onde quanto mais
instruido, maior seria o valor numérico atribuido ao valor textual.

Entretanto, optou-se por nao enveredar, nesta tese, pelo campo da modelagem de dados.
Como solugao simplificada, cada valor presente nos atributos do vetor de adultos gerou novos
atributos em um novo vetor, expandindo-se assim o nimero de dimensoes do vetor original. O
objetivo principal desta transformagcao foi evitar que os valores de um mesmo atributo fossem
relacionados entre si, por exemplo através de suas correlagbes, método proposto em (Le &
Ho 2005). Com o procedimento proposto, o atributo sex, por exemplo, foi expandido gerando
dois outros atributos no vetor expandido em sua substituicao: male e female. Assim, seguiu-se o
procedimento para os demais atributos do vetor original, exceto para aqueles que originalmente
possuem valores numéricos e, portanto, permaneceram inalterados.

Apos a realizacao dessa transformacao para todos os atributos do vetor de adultos original, o
vetor resultante expandido possui 106 dimensoes, resultantes da expansao de valores dos 14 atri-
butos originais. O vetor expandido possui os seguintes atributos, nessa ordem: age, Private,
Self-emp-not-inc, Self-emp-inc, Federal-gov, Local-gov, State-gov, Without-pay,
Never-worked, Bachelors, Some-college, 11th, HS-grad, Prof-school, Assoc-acdm,
Assoc-voc, 9th, 7th-8th, 12th, Masters, 1st-4th, 10th, Doctorate, 5th-6th,
Preschool, education_num, Married-civ-spouse, Divorced, Never-married,
Separated, Widowed, Married-spouse-absent, Married-AF-spouse, Tech-support,
Craft-repair, Other-service, Sales, Exec-managerial, Prof-specialty,
Handlers-cleaners, Machine-op-inspct, Adm-clerical, Farming-fishing,
Transport-moving, Priv-house-serv, Protective-serv, Armed-Forces, Wife,
Own-child, Husband, Not-in-family, Other-relative, Unmarried, White,
Asian-Pac-Islander, Amer-Indian-Eskimo, Other, Black, Female, Male,
capital_gain, capital_loss, work_hours, United-States, Cambodia, England,
Puerto-Rico, Canada, Germany, Outlying-US(Guam-USVI-etc), India, Japan,

Greece, South, China, Cuba, Iran, Honduras, Philippines, Italy, Poland,
Jamaica, Vietnam, Mexico, Portugal, Ireland, France, Dominican-Republic,
Laos, Ecuador, Taiwan, Haiti, Columbia, Hungary, Guatemala, Nicaragua,
Scotland, Thailand, Yugoslavia, El-Salvador, Trinadad&Tobago, Peru, Hong,
Holand-Netherlands, >50K, <50K.

O préximo passo na metodologia consistiu na atribuicao de valores numéricos para cada
atributo. O procedimento adotado nesta tese foi o seguinte: cada um dos atributos expandidos
do vetor original possui valores discretos iguais a 0 ou 1, indicando a presenca ou auséncia
daquele atributo no vetor resultante; para os atributos numéricos do vetor original, realizou-se a
normalizagao Min-Max (apresentada no Capitulo 1 para o intervalo continuo [0..1]). O objetivo
do procedimento adotado neste segundo passo da transformacao do vetor é nao privilegiar
nenhum atributo do vetor resultante, de tal forma que todos tenham, no maximo, o mesmo
valor numérico.
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Como exemplo, apds a transformacao, os 5 vetores de adultos apresentados nesta secao serao
representados pelos vetores a seguir:

e Adulto1-0.43, 0, 1, 0, 0, 0, 0, 0, O, O, 0, O, O, O, O, O, O, O, O, O, O,
o, 0, 1, 0, 0.166, 1, O, O, O, O, O, O, O, 1, O, O, O, O, O, O, O, O, O,
o, 0, 0, 0, 0, 1, 0, 0, 0, 1, O, O, O, O, O, 1, 0.000, 0.944, 0.444, 1, O,
o, o0, 0, 0, 0, 0, 0, 0, 0, 0, 0, O, O, O, O, O, O, O, O, O, O, O, O, O, O,
o, 0, 0, 0, 0, 0, 0, 0, O, O, O, O, O, O, O, 1

b 3 3 3 3 b 3 3 3 3 b

e Adulto2-0.56, 1, 0, 0, 0, 0, 0, 0, 0, 0, 0, O, O, O, O, O, O, O, O, O, O,

1, 0, 0, 0, 0.3383, &, 0, O, O, O, 0, O, O, 1, O, O, O, O, O, O, O, O, O,
o, 0, 0, 0, 0, 1, 0, 0, 0, 1, O, O, O, O, O, 1, 0.000, 0.900, O.666, O, O,
o, o, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, O, 1, O, O, O, O, O, O, O, O, O, O, O,
o, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, O, 0, 0, O, 1

-

2 b b 2

e Adulto3-0.50, 0, 0, 1, 0, O, 0, O, O, O, O, O, O, 1, O, O, O, O, O, O, O,
o, o, 0, 0, 0.833, 1, 0, 0, O, 0, O, O, O, O, O, O, O, 1, O, O, O, O, O,
0, 0, 1, 0.000, 0.000, 0.800, 1, O,
o, 0, 0, 0, 0, 0, 0, 0, 0, 0, O, O,
0, 1, 0

-

o, 0, 0, 0, 0, 1, 0, 0, 0, 1, 0, O ,
o, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, O
o, 0, 0, 0, 0, 0, 0, 0, 0, O, 0, O

o O O

3 b b b > b b

e Adulto4-0.45, 1, 0, 0, 0, 0, 0, O, 0, O, O, O, O, O, O, O, O, O, O, O, O,
o, 1, o0, 0, 1.000, 1, O, 0, 0, O, O, O, O, O, O, O, O, 1, O, O, O, O, O,
o, 0, 0, 0, 0, 1, 0, 0, 0, 1, O, O, O, O, O, 1, 0.000, 0.000, 0.889, 1, O,
o, o, 0, 0, 0, 0, 0, 0, 0, 0, O, O, O, O, O, O, O, O, O, O, O, O, O, O, O,
o, o0, 0, 0, 0, 0, 0, 0, 0, 0, O, O, O, O, 1, O

-

b b b 3 b 3

b 3 b 3 b 3

e Adulto5-0.30, 1, 0, 0, 0, 0, 0, 0, O, 0, O, O, O, 1, O, O, O, O, O, O, O,
o, 0, 0, 0, 0.833, 1, o0, 0, 0, 0, O, O, O, O, O, O, O, 1, O, O, O, O, O,
o, 0, 0, 0, 0, 1, 0, 0, 0, 1, O, O, O, O, O, 1, 0.000, 0.000, O.666, 1, O,
o, o, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, O, O, O, O, O, O, O, O, O, O, O, O,
o, 0, 0, 0, 0, 0, 0, 0, 0, 0, O, O, O, O, 1, O

-

b 3 3 3 b 3 3

3 b b b > b b

Quanto a normalizacao Min-Max dos atributos numéricos dos vetores, os limites utilizados
foram [0..100] para o atributo age, [0..18] para o atributo education_num, [0..5000] para os
atributos capital_gain e capital_loss e [0..45] para o atributo work_hours. Esses valores
foram obtidos a partir da analise dos valores contidos nos vetores da base de dados utilizada.

A partir destes vetores modificados foi medida a similaridade do cosseno entre esses 5 adultos.
Os resultados estao apresentados na Tabela 2.1:

A seguir sao apresentadas algumas andlises dos identificadores gerados pela aplicacao da
funcao RHH na geracao de identificadores de 128 bits a partir dos vetores modificados.



Tabela 2.1: Cosseno entre os vetores modificados dos adultos 1, 2, 3, 4 e 5.

Adulto 1 | Adulto 2 | Adulto 3 | Adulto 4 | Adulto 5
Adulto 1 | 1.0000 0.7095 0.5467 0.5442 0.5420
Adulto 2 | 0.7095 1.0000 0.4788 0.5722 0.5635
Adulto 3 | 0.5467 0.4788 1.0000 0.8122 0.9012
Adulto 4 | 0.5442 0.5722 0.8122 1.0000 0.9015
Adulto 5 | 0.5420 0.5635 0.9012 0.9015 1.0000

2.3 Avaliacao da aplicacao da funcao RHH nos vetores
de adultos

A funcdo de hash implementada pelo grupo da Unicamp e apresentada em (de Paula
et al. 2010b) foi modificada para gerar identificadores a partir dos vetores de adultos. Em
uma primeira avaliacao, na Tabela 2.2 estao apresentadas as similaridades de Hamming para
identificadores de 128 bits dos cinco vetores de adultos usados como exemplo no inicio deste
capitulo e gerados usando a fungao RHH.

Tabela 2.2: Similaridade de Hamming entre os vetores modificados dos Adultos 1, 2, 3, 4 e 5.

Adulto 1 | Adulto 2 | Adulto 3 | Adulto 4 | Adulto 5
Adulto 1 1.0000 0.7422 0.6172 0.6016 0.5859
Adulto 2 0.7422 1.0000 0.5078 0.6016 0.6094
Adulto 3 | 0.6172 0.5078 1.0000 0.8594 0.9218
Adulto 4 0.6016 0.6016 0.8594 1.0000 0.9375
Adulto 5 0.5859 0.6094 0.9218 0.9375 1.0000

A analise visual dos resultados apresentados na Tabela 2.2 mostra que a relacao entre as
similaridades se mantém, embora os valores absolutos nao sejam os mesmos, o que ja era es-
perado, por dois motivos principais: 1) a similaridade de Hamming é uma grandeza discreta,
cujos saltos entre os valores dependem do tamanho dos identificadores gerados - para m = 128
bits, o salto é 1/128 ~ 0.0078; e 2) a fungao RHH ¢é probabilistica e os resultados dependem
dos vetores ?i, gerados aleatoriamente. E importante destacar neste ponto que esse conjunto
de vetores 7', explicados na Secao 1.3.2 do Capitulo 1, deve ser mantido constante ao longo da
geracao de todos os identificadores de vetores em uma base de dados.

A qualidade dos resultados pode ser medida pela correlacao entre o cosseno de pares de
vetores de adultos e a similaridade de Hamming dos seus identificadores. O objetivo é ava-
liar se, realmente, a similaridade do cosseno entre os vetores é representada pela similaridade
de Hamming dentre os seus respectivos identificadores. Sabe-se que correlacao nao implica
causalidade, e portanto, mais adiante, na Secao 2.4, serd feita uma andlise qualitativa destes
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resultados através de exemplos de buscas por similaridade baseada na distancia de Hamming
entre identificadores de vetores.

Com o objetivo de avaliar melhor a correlagao, em funcao de diferentes graus de similaridade,
os pares de vetores foram divididos em grupos, de acordo com a similaridade do cosseno entre
eles. Os grupos selecionados foram:

e Grupo 1 - Pares de vetores de adultos cuja similaridade do cosseno é maior ou igual a 0.7
e menor que 0.8 (0.7 < sime,s < 0.8);

e Grupo 2 - Pares de vetores de adultos cuja similaridade do cosseno é maior ou igual a 0.8
e menor que 0.9 (0.8 < sime,s < 0.9);

e Grupo 3 - Pares de vetores de adultos cuja similaridade do cosseno é maior ou igual a 0.9
e menor que 0.95 (0.9 < simeys < 0.95);

e Grupo 4 - Pares de vetores de adultos cuja similaridade do cosseno é maior ou igual a 0.95

(8iMeos > 0.95);

A Figura 2.1 correlaciona a similaridade do cosseno entre pares de vetores de adultos dos
grupos 1, 2, 3 e 4 com a similaridade de Hamming entre os seus respectivos identificadores. Por
exemplo, a partir da figura é possivel notar que, para similaridades do Grupo 1, a similaridade
de Hamming correspondente varia no intervalo aproximado [0.62..0.85] e esse intervalo diminui
para pares de vetores mais similares, o que mostra que a correlacao entre as similaridades do
cosseno e de Hamming aumenta quanto mais similares forem os vetores.

Correlacao

50 1
£
g
g 0.8
E ~~

j22]
9 E 0.6
O 0
22 04
E ~—
S 02
E
«» 0

0 0.102030405060.70809 1
Similaridade do Cosseno

(a)

Figura 2.1: Relacionamento entre similaridade do cosseno e similaridade de Hamming entre
pares de vetores dos grupos 1, 2, 3 e 4.

A Tabela 2.3 mostra o resultado numérico obtido para o coeficiente de correlacao de Pearson
entre as similaridades de pares de vetores dos grupos 1, 2, 3 e 4.



Tabela 2.3: Coeficiente de Correlagao de Pearson entre as similaridades do cosseno e de Hamming
para os grupos 1, 2, 3, 4.

Grupo | Coeficiente de Correlagao de Pearson
1 0.84
2 0.90
3 0.95
4 0.98

Diferentes autores fazem diferentes interpretacoes a respeito dos valores do coeficiente de
correlagao de Pearson. Por exemplo, pode-se citar (Buda 2011) e (Cohen 1988). Entretanto,
qualquer interpretacao ¢ influenciada pelas caracteristicas do dominio da aplicacao dos dados sob
andlise, mas praticamente todas elas concordam que correlacoes acima de 0.4 sao consideradas
moderadas e correlagoes fortes sao aquelas maiores que 0.8 ou 0.9. Dessa forma, pelos resultados
obtidos na Tabela 2.3, pode-se afirmar que existe uma correlagao forte entre as similaridades, e
esta correlagao torna-se mais forte quanto mais similares forem os vetores.

A préxima avaliacao é a distribuicao de frequéncia das distancias de Hamming entre os
identificadores de vetores adultos gerados pela funcao RHH em func¢ao da similaridade do cosseno
entre eles. Esse resultado estd intimamente ligado ao anterior, uma vez que a similaridade de
Hamming é obtida através da distancia de Hamming entre identificadores, conforme visto no
Capitulo 1. Para todos os pares de identificadores de vetores nos grupos 1, 2, 3 e 4 foi medida a
distancia de Hamming entre eles, contando-se o nimero de ocorréncias em relagao ao tamanho
total dos grupos. Aqui cabe esclarecer que o tamanho total da base de dados de adultos é 48842
adultos, o que d4 um total de 488422 = 2385540964 pares. O Grupo 1 possui cerca de 10%
destes pares, o Grupo 2 possui cerca de 4%, o Grupo 3 possui cerca de 2.5% e o Grupo 4 possui
cerca de 1% deste total.

A Figura 2.2 apresenta esses resultados. Na analise foram usados os mesmos identificadores
gerados para a andlise dos resultados da correlacao. Os identificadores tém comprimento m
igual a 128 bits. Os pares de vetores de adultos foram novamente divididos nos grupos 1, 2,
3 e 4. Referindo-se ao Grupo 1 pode-se observar que as distancias de Hamming variam na
faixa de [18..47], o que corresponde a similaridades de Hamming iguais a [0.63..0.85], mostrando
que os resultados sao coerentes com os resultados de correlacao obtidos na Figura 2.1. Anélise

semelhante pode ser feita para os outros 3 (trés) grupos, representados nas Figuras 2.2(b)),
2.2(c) e 2.2(d).

Na préxima secao, € feita a proposta de um servico de busca por similaridade baseado na
distancia de Hamming entre os identificadores dos vetores. Nela serao apresentados alguns
resultados de consultas na base de dados de adultos, correspondendo a uma analise qualitativa
dos mesmos.
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Figura 2.2: Distribuicao de Frequéncia das Distancias de Hamming para os grupos 1, 2, 3 e 4.

2.4 Um servico de busca por similaridade baseado na
similaridade de Hamming

Baseando-se nos resultados prévios da andlise da correlagao e distribuigao de frequéncia, esta
secao apresenta a proposta de um servigo de busca por similaridade baseado na similaridade
de Hamming entre os identificadores dos vetores que representam objetos armazenados em uma
base de dados local. O objetivo é avaliar a qualidade dos resultados das consultas em funcgao
das informacoes dos adultos recuperados pelo sistema.

Uma visao geral do funcionamento do sistema durante uma busca por similaridade é apre-
sentada na Figura 2.3. Nela, o usuario monta um vetor original, descrevendo as caracteristicas
desejadas para o objeto procurado e um grau de similaridade de Hamming desejado. O sistema
processa esse vetor, transformando-o em um vetor numérico, conforme procedimento descrito
na Secao 2.2 e, a partir desse vetor, é gerado um valor de hash através da funcao RHH. Esse
valor de hash corresponde ao identificador de um objeto “virtual”, que nao necessariamente esta
na base de dados, mas possui as caracteristicas desejadas pelo usuario. Dessa forma esse mesmo
valor de hash é usado como referéncia para buscar identificadores de objetos similares na base
de dados. Nesse caso, todos os vetores ja indexados na base de dados sao comparados a esse
valor com base em seus identificadores. Todos os objetos pertencentes a base de dados e que
possuem similaridade de Hamming maior ou igual ao valor de referéncia sao retornados como



resposta a consulta.
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Figura 2.3: Funcionamento de um servigo de busca por similaridade baseado na distancia de
Hamming entre os identificadores.

Formalmente, para todo identificador ¢ pertencente ao conjunto & de objetos similares ao
identificador k, usado como referéncia na consulta, a similaridade de Hamming entre i e k deve
ser maior ou igual ao nivel de similaridade sim;, especificado:

m — dh(i, k’)
m

VieS: > simy,
onde m é o comprimento (em bits) do identificador e dj(i, k) é a distancia de Hamming entre
duas cadeias binarias ¢ e k.

Esse servico foi implementado com o objetivo de possibilitar a avaliacao qualitativa dos
resultados das consultas. A seguir serao apresentados alguns resultados aleatérios extraidos de
consultas baseadas nos Adultos 1, 2, 3, 4 e 5 usados como exemplo neste capitulo. Foram usados
niveis de similaridade de Hamming maiores ou iguais a 0.7, 0.8, 0.9 e 0.95.

A Tabela 2.4 traz alguns resultados para consultas baseadas no Adulto 1 - 43; Self-emp-
not-inc; 5th-6th; 3; Married-civ-spouse; Craft-repair; Husband; White; Male; 0; 4700;
20; United-States; <50K - e niveis de similaridade 0.7, 0.8 e 0.9. Nao houve resultado para
similaridade 0.95. Para similaridade 0.9 houve um tnico resultado.

A Tabela 2.5 traz alguns resultados para o Adulto 2 - 56; Private; 10th; 6; Married-civ-
spouse; Craft-repair; Husband; White; Male; O; 4500; 30; Philippines; <50K - e niveis de
similaridade 0.7, 0.8 e 0.9. Nao houve resultado para similaridade 0.95. Para similaridade 0.9
houve um tnico resultado.
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Tabela 2.4: Alguns resultados da busca por similaridade na base de adultos. Adulto 1, niveis
de similaridade 0.7, 0.8, 0.9

Adulto consultado

43; Self-emp-not-inc; bth-6th; 3; Married-civ-spouse; Craft-repair;
Husband; White; Male; 0; 4700; 20; United-States; <50K

Similaridade 0.7

47; Self-emp-not-inc; Some-college; 11; Married-civ-spouse; Craft-repair;
Husband; White; Male; 0; 0; 40; United-States; <50K

46; Private; Bachelors; 14; Married-civ-spouse; Transport-moving;
Husband;White; Male; 0; 3000; 20; Canada; >50K

46; Self-emp-not-inc; bth-6th; 4; Never-married; Craft-repair;
Own-child; White; Female; 0O; 4000; 40; United-States; <50K
Similaridade 0.8

42; Self-emp-not-inc; HS-grad; 10; Married-civ-spouse; Craft-repair;
Husband; White; Male; 0; 0; 30; United-States; <b50K

43; Private; HS-grad; 10; Married-civ-spouse; Transport-moving;
Husband; Black; Male; 0; 2500; 20; United-States; <50K

64; Self-emp—not-inc; 5th-6th; 4; Married-civ-spouse; 7;

Wife; White; Female; 0; 4000; 20; United-States; <50K

Similaridade 0.9

56; Self-emp-not-inc; 5th-6th; 4; Married-civ-spouse; Craft-repair;
Husband; White; Male; 1000; 0; 30; United-States; <50K

A Tabela 2.6 traz resultados para o Adulto 3 - 50; Self-emp-inc; Prof-school; 15;
Married-civ-spouse; Prof-specialty; Husband; White; Male; 0; 0; 36; United-States;
>50K. Nesse caso, houve resultados para todos os niveis de similaridade utilizados.

A Tabela 2.7 traz resultados para o Adulto 4 - 45; Private; Doctorate; 18; Married-civ-
spouse; Prof-specialty; Husband; White; Male; 0; 0; 40; United-States; >50K. Nesse caso,
houve resultados para todos os niveis de similaridade utilizados.

Finalmente, a Tabela 2.8 traz resultados para o Adulto 5 - 30; Private; Prof-school;
15; Married-civ-spouse; Prof-specialty; Husband; White; Male; 0; O; 30; United-States;
>50K. Nesse caso, houve resultados para todos os niveis de similaridade utilizados.

A anadlise desses resultados é bastante subjetiva e dependente de interpretacao. Entretanto,
eles se mostram coerentes e é perceptivel o aumento da semelhanca entre os resultados e a
referéncia em funcao do aumento do nivel de similaridade requisitado na consulta. Dessa forma,
pode-se afirmar que qualitativamente os resultados sao bons e comprovam a eficdcia da solugao
baseada na similaridade de Hamming entre os identificadores dos vetores.

2.5 Discussoes Finais

Apesar da simplicidade da proposta, e da boa qualidade dos resultados obtidos, hd um ponto
na metodologia adotada que merece consideracao por parte dos desenvolvedores que optarem
pela solucao. O problema refere-se ao fato de que todos os valores originais do vetor de adultos



Tabela 2.5: Alguns resultados da busca por similaridade na base de adultos. Adulto 2, nivel de
similaridade 0.7, 0.8, 0.9

Adulto consultado

56; Private; 10th; 6; Married-civ-spouse; Craft-repair;
Husband; White; Male; O; 4500; 30; Philippines; <50K
Similaridade 0.7

56; Private; 7th-8th; 5; Married-civ-spouse; Craft-repair;
Husband; White; Male; 0; 0; 30; Ecuador; <50K

31; Private; HS-grad; 10; Married-civ-spouse; Craft-repair;
Husband; White; Male; 1500; 0; 30; United-States; <50K

68; Private; HS-grad; 10; Married-civ-spouse; Machine-op-inspct;
Husband; White; Male; 0; O; 40; United-States; <b0K
Similaridade 0.8

66; Private; 10th; 6; Married-civ-spouse; Craft-repair;
Husband; White; Male; 0; 0; 30; United-States; <50K

50; Private; Bachelors; 14; Married-civ-spouse; Adm-clerical;
Husband; Asian-Pac-Islander; Male; O; O; 30; Philippines; <50K
50; Private; Assoc-acdm; 13; Married-civ-spouse; Craft-repair;
Husband; White; Male; 0; 3000; 30; United-States; >50K
Similaridade 0.9

46; Private; 10th; 6; Married-civ-spouse; Craft-repair;
Husband; White; Male; 0; 0; 30; 7; <b50K

foram transformados em atributos do vetor modificado, que correspondem a dimensoes desse
novo vetor. Dessa forma os atributos do vetor original que possuem uma maior quantidade de
valores estarao representados no vetor modificado em um nimero maior de dimensoes fazendo
com que esses atributos acabem, naturalmente, tendo um peso maior na definicao de similaridade
entre os vetores modificados.

Essa deficiéncia pode ser contornada atribuindo-se pesos diferentes aos atributos no momento
da normalizagdo de forma a compensar as diferencas geradas na expansao do vetor. FKEssa
solucao também poderia permitir aos usudarios que definam pesos para determinados atributos
em funcao da modelagem requerida para a sua aplicacao. Entretanto, essas possibilidades nao
foram exploradas nesta tese visto que nao ¢ objetivo conduzir a discussao para o campo da
modelagem de objetos através de vetores.

Um outro aspecto que merece atengao na metodologia proposta refere-se ao fato de que o
modelo de transformacao adotado nao permite a realizacao de buscas por intervalo. Nao ha
suporte para buscas do tipo “adultos com idades entre [18..25] anos”. Entretanto, o modelo
adotado facilita a busca por conjuntos de dados, como por exemplo, consultas do tipo “Adultos
que nasceram em Portugal, Ireland ou France”. Neste caso pode-se marcar todos esses trées
atributos no vetor mas, cabe ressaltar que o resultado dessa consulta podera nao ser exclusivo
a essas trés nacionalidades, visto que outros atributos poderao ser suficientes para provocar o
nivel de similaridade requerido.

Uma base de dados muito grande, tipica do cenario de Big Data evocado na Introducao
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Tabela 2.6: Alguns resultados da busca por similaridade na base de adultos. Adulto 3, nivel de
similaridade 0.7, 0.8, 0.9 ¢ 0.95

Adulto consultado

50; Self-emp-inc; Prof-school; 15; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; 0; 36; United-States; >50K

Similaridade 0.7

56; Private; HS-grad; 10; Married-civ-spouse; Exec-managerial;
Husband; White; Male; O; 0; 40; United-States; >50K

42; Self-emp-inc; Bachelors; 14; Married-civ-spouse; Exec-managerial;
Husband; White; Male; 1500; 0; 40; United-States; >50K

38; Private; Prof-school; 15; Never-married; Prof-specialty;
Own-child; White; Female; 0; 0; 36; United-States; >50K

Similaridade 0.8

46; Self-emp-inc; HS-grad; 10; Married-civ-spouse; Craft-repair;
Husband; White; Male; 0O; 0; 30; United-States;>50K

44; State-gov; Bachelors; 14; Married-civ-spouse; Exec-managerial;
Husband; White; Male; 0; 0; 40; 7; >50K

44; State-gov; Masters; 16; Married-civ-spouse; Prof-specialty ;
Husband; White; Male; 0; 0; 36; United-States;>50K

Similaridade 0.9

61; Self-emp-inc; Prof-school; 15; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; 0; 36; Greece; >50K

41; Self-emp-inc; Prof-school; 15; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; 0; 36; Japan; >50K

31; Self-emp-inc; Masters; 16; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; 0; 36; United-States; >50K

Similaridade 0.95

60; Self-emp-inc; Prof-school; 15; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; 0; 36; United-States; >50K

46; Self-emp-inc; Prof-school; 15; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; 0; 36; United-States; >50K

desta tese, nao pode ser implementada de maneira centralizada. Uma maneira interessante de
viabilizar o processamento de grandes volumes de dados ¢ a distribuicao dos mesmos em varios
servidores com a utilizacao de solucoes de paralelismo. Nos proximos capitulos sao apresentadas
duas propostas de solugoes de infraestrutura voltadas para a distribuicao de grandes massas de
dados e que exploram as caracteristicas da similaridade de Hamming apresentadas neste capitulo.



Tabela 2.7: Alguns resultados da busca por similaridade na base de adultos. Adulto 4, nivel de
similaridade 0.7, 0.8, 0.9 e 0.95

Adulto consultado

45; Private; Doctorate; 18; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; 0; 40; United-States; >50K
Similaridade 0.7

33; Private; Bachelors; 14; Married-civ-spouse; Adm-clerical;
Husband; White; Male; 0; 0; 40; United-States; >50K

44; Private; Doctorate; 18; Married-spouse-absent; Prof-specialty;
Not-in-family; Asian-Pac-Islander; Male; O; 0; 40; China; <b0K
66; Private; Masters; 16; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; 0; 40; United-States; <50K
Similaridade 0.8

33; Private; Bachelors; 14; Married-civ-spouse; Tech-support;
Husband; White; Male; 0; 0; 36; United-States; <b0K

45; Private; Masters; 16; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; O; 40; England; >50K

40; Private; HS-grad; 10; Married-civ-spouse; Sales;

Husband; White; Male; 0; 0; 36; United-States; <50K
Similaridade 0.9

42; Private; Prof-school; 15; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; 0; 40; United-States; >50K

31; Private; Masters; 16; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; 0; 40; United-States; >50K

31; Private; Doctorate; 18; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; 0; 40; France; >50K

Similaridade 0.95

55; Private; Doctorate; 18; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; 0; 40; United-States; >50K

60; Private; Doctorate; 18; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; 0; 40; United-States; >50K

75; Private; Doctorate; 18; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0O; 0; 40; United-States; >50K
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Tabela 2.8: Alguns resultados da busca por similaridade na base de adultos. Adulto 5, nivel de
similaridade 0.7, 0.8, 0.9 e 0.95

Adulto consultado

30; Private; Prof-school; 15; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; 0; 30; United-States; >50K

Similaridade 0.7

58; Self-emp-not-inc; Doctorate; 18; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; O; 40; United-States; >50K

37; Private; Bachelors; 10; Married-civ-spouse; Exec-managerial;
Husband; White; Male; 0; 0; 36; United-States; >50K

38; Private; Prof-school; 15; Never—-married; Adm-clerical;
Own-child; White; Female; O; O; 30; United-States; >50K
Similaridade 0.8

32; Private; Doctorate; 18; Never-married; Prof-specialty;
Own-child; White; Male; O; 0; 40; United-States; <50K

38; Private; Doctorate; 18; Married-civ-spouse; Prof-specialty;
Husband; Asian-Pac-Islander; Male; 0; 0; 40; Taiwan; >50K

36; Self-emp-inc; Masters; 16; Married-civ-spouse; Craft-repair;
Husband; White; Male; 0; 0; 30; United-States; <50K

Similaridade 0.9

44; Private; Doctorate; 18; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; 0; 40; United-States; >50K

48; Private; Some-college; 11; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; O; 40; United-States; >50K

39; Private; Doctorate; 18; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; 0; 40; 7; >50K

Similaridade 0.95

42; Private; Prof-school; 15; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; 0; 40; United-States; >50K

45; Private; Prof-school; 15; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0O; 0; 40; United-States; >50K

38; Private; Prof-school; 15; Married-civ-spouse; Prof-specialty;
Husband; White; Male; 0; O; 40; United-States; >50K







Capitulo

Hamming DHT

Neste capitulo serd apresentada a Hamming DHT, uma rede “par a par” sobreposta (P2P
overlay) voltada para a distribuicao de conteido e cujo desenvolvimento privilegia a busca por
similaridade. A principal motivacao desta solugao é o fato de que as redes P2P sao eficientes
na distribui¢do de contetdo (Girdzijauskas 2009) e capazes de suportar o armazenamento de
grandes volumes de dados, tornando-se uma alternativa interessante no cenario de Big Data.

O capitulo traz uma breve histéria das redes P2P e suas classificacoes segundo a literatura
focando, especialmente, no conceito de DHT (Distributed Hash Table), base do desenvolvimento
da Hamming DHT, uma das principais contribuicoes desta tese. Em seguida, a Hamming
DHT serd apresentada e tera seu funcionamento detalhado. O objetivo nesse caso é mostrar a
adequagao da solugao proposta & busca por similaridade de contetidos (objetos) representados
por vetores cujos indices foram gerados através da funcao RHH. Para comprovar a hipétese
levantada na proposta da Hamming DHT e o cumprimento dos objetivos estabelecidos, o fim
do capitulo traz os resultados de algumas avaliagoes realizadas através da implementacao de um
prototipo para a Hamming DHT.

3.1 Redes P2P e DHT's

Embora o termo “par-a-par” (P2P, ou “peer-to-peer”) seja relativamente novo na histéria
da Internet, o seu conceito ¢ mais antigo e vem desde o principio da grande rede mundial,
suportando servigos béasicos para o funcionamento dessa rede até os dias atuais. Como exemplo
podemos citar o servico de nomes (DNS, ou Domain Name System) e o servigo de correio
eletronico (SMTP, ou Simple Mail Transfer Protocol). Ambos sao descentralizados por natureza,
com cada participante colaborando com os demais para garantir o correto funcionamento dos
Servicos.

O inicio da era de compartilhamento de arquivos aconteceu por volta dos anos 2000 e 2001
com o surgimento do Napster (Fanning, Fanning & Parker 2013) e, posteriormente, com a rede
Gnutella (Frankel, Rubinacci & Pepper 2013). Enquanto a primeira possuia uma arquitetura
centralizada, com a existéncia de um ponto critico de falha, o que causou o seu declinio, a
segunda seguiu uma arquitetura robusta e descentralizada porém ainda desestruturada e baseada
em mecanismos de inundacao de mensagens na rede. Essa arquitetura descentralizada serviu de
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base para o desenvolvimento de quase todas as propostas de solucoes futuras.

A transformacao fundamental no cenario das redes P2P ocorreu com o surgimento das redes
sobrepostas (overlay) estruturadas, baseadas em algoritmos de roteamento mais eficientes do que
a técnica da inundagao e possuindo topologias nao-arbitrarias, tais como anel (Stoica et al. 2003),
torus (Ratnasamy, Francis, Handley, Karp & Schenker 2001), hipercubos (Schlosser, Sintek,
Decker & Nejdl 2003), malha (Rowstron & Druschel 2001) ou grafos de-Bruijn (Kaashoek &
Karger 2003). Dentre as redes P2P estruturadas destacam-se as Distributed Hash Tables (DHT),
que provéem um servico de busca e recuperagao eficiente de contetidos baseado no modelo
chave-valor (key-value) onde se faz uso de alguma funcdo de hash para geracdo das chaves
(key) de indexagao para os contetidos. Os valores (values), que representam os contetudos, tais
como musica, video, imagens, textos e arquivos, sao indexados e distribuidos na DHT e essa
possui um algoritmo eficiente para atribuir as responsabilidades de cada participante da rede
no armazenamento dos conteidos. Em geral, as DHTs apresentam duas primitivas bésicas de
servigo: put(k,v) e get(k). A primeira refere-se ao armazenamento de um valor v associado
a uma chave k e a segunda refere-se a recuperacao do conteido indexado por k a partir de
algum noé participante da DHT. Ha ainda a possibilidade dos nés da DHT nao armazenarem os
contetudos, mas sim, referéncias aos mesmos, como por exemplo uma lista de participantes da
rede que disponibilizam o contetddo k para download, como uma espécie de catalogo.

Dentre as diversas propostas de DHT destacam-se o Chord (Stoica et al. 2003), Pastry
(Rowstron & Druschel 2001), Tapestry (Zhao, Huang, Stribling, Rhea, Joseph & Kubiatowicz
2004) e CAN (Ratnasamy et al. 2001). Assim como acontece nas tabelas hash tradicionais,
todos os participantes da DHT compartilham uma mesma funcao de hash. Entretanto, em
uma DHT, os participantes da rede dividem o espago de enderecamento de modo cooperativo
e, consequentemente, a responsabilidade pelo armazenamento dos valores associados as chaves
de indexacao, os identificadores. Além disso, os nés participantes da rede mantém uma tabela
de roteamento capaz de garantir o acesso global a todo o espaco de enderecamento da DHT de
modo eficiente (normalmente com custo logaritmico).

Formalmente podemos descrever uma rede P2P como sendo um conjunto de nés P que pro-
veem acesso a um conjunto de conteudos C através de uma fungao que mapeie P e C em um
espaco virtual de identificadores Z utilizando-se de duas funcgoes:

Fp:P—=1I e
.Fc:C—)I.

Essas funcoes permitem o estabelecimento de relagoes de distancia e pertinéncia entre con-
teidos e nos através de métricas no espaco de enderecamento Z.

Para permitir o acesso aos nés, e consequentemente aos contetidos compartilhados na rede,
torna-se necessario embutir um grafo de conectividade a esse espacgo de identificadores. Esse
grafo auxilia o roteamento facilitando a recuperacao de contetidos associados aos identificadores.

Um projeto de redes P2P deve considerar os seguintes aspectos:

e a escolha do espaco de identificadores Z;

e a escolha das fungoes de mapeamento Fp e JF¢;
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e a pertinéncia de contetidos aos nés;
e o grafo de conectividade dos nés embutido no espaco de identificadores;
e a estratégia de roteamento na rede;

e a manutencao da consisténcia da rede em funcao da entrada e saida de nos.

As opcgoes realizadas durante o desenvolvimento da Hamming DHT serao detalhadas e ex-
plicadas nas subsecoes a seguir:

3.1.1 Espaco de enderecamento

Uma caracteristica fundamental na escolha do espago de enderecamento é a existéncia de
alguma métrica de distancia d: Z x Z — R, onde R denota o conjunto dos nimeros reais. Essa
métrica de distancia d deve satisfazer as seguintes propriedades:

Ve,y € Z: d(x,y) >0

Ve eZ: dx,x) =0

Ve,y €Z:d(x,y) =0—x =y

Ve,y € Z: d(z,y) = d(y, )

Vae,y,z € L2 d(z,2) < d(z,y) + d(y, 2)

A escolha adequada do espaco de identificadores de nds e conteidos é uma questao relevante
pois em funcao dessa escolha dependerao fatores como a escalabilidade e o custo do roteamento
na DHT.

3.1.2 Funcgoes de mapeamento

A funcao de mapeamento Fp associa um né a um ponto no espaco Z. Na maioria das redes
P2P escolhe-se fungoes de mapeamento onde esse ponto é unico, tal que:

Vp.g € R:p#q— Fp(p) # Frlq)

Essa mesma condicao pode ser aplicada a fungao JF¢, associando um conteido na rede a um
ponto no espago de identificadores. Em geral nao existe nenhuma relagao de similaridade en-
tre os identificadores gerados e o conteiudo associados a eles e privilegia-se uma distribuigao
homogénea dos contetidos no espago de enderecamento. Fungoes de hash como MD5 (Message-
Digest Algorithm 5) ou SHA-1 (Secure Hash Algorithm 1) possuem distribuicdo homogénea e
sao geralmente usadas nesses casos. Em uma distribuicao homogénea os identificadores gerados
tendem a se espalhar de maneira uniforme no espago de enderecamento.

O relaxamento dessa condicao representa a probabilidade de contetidos similares ocuparem
o mesmo ponto no espaco de identificadores. A probabilidade de um né ou contetido ser ma-
peado em um determinado ponto ou regiao do espago virtual Z também é uma caracteristica
importante na escolha das fungoes Fp e Fe. Fungoes LSH possuem distribuicoes heterogéneas,



onde os identificadores sao mapeados em regices do espago em funcao da relagao de similaridade
entre eles. Conforme visto no Capitulo 1, as fungoes LSH (Locality Sensitive Hashing) possuem
a caracteristica de manter a similaridade dos contetidos C mapeados em Z. Nesse caso, a fungao
de mapeamento F¢ deve satisfazer as seguintes relagoes:

Y ci,e0 € C: d(Fe(er),Fel(eo)) ox 1/sim(cy,ez)
Voey,e0 € C: Pr[Fe(ey) = Felea)] = sim(cq,e2)

A partir dessas relagoes pode-se afirmar que a distancia entre dois conteidos quaisquer
¢ inversamente proporcional a similaridade entre eles, ou seja, quanto mais similares, mais
proximos no espaco de enderecamento eles se encontram, e vice-versa.

3.1.3 Roteamento em uma DHT

O servigo basico provido por uma DHT é o encaminhamento das solicitacoes de recuperacao
de contetidos representados por seus identificadores k£ a partir de um né p. A estratégia de
roteamento adotada na rede influencia na distancia entre nés e identificadores representada
pelo nimero de saltos necessérios para o encaminhamento da requisicao desde p até o né p’
responsavel pelo armazenamento da chave k£ na DHT.

Uma funcao de roteamento Fr pode ser definida como uma funcao nao deterministica:

Fr:PxIT—=7P

que seleciona, no conjunto Np de nds vizinhos a p, um outro né p’ € Np para encaminhar a
solicitacao. O no escolhido para o encaminhamento, p’, deverd satisfazer a seguinte relacao:

d(kvfp(p/)) < d<k7f73(p))

3.2 Apresentacao da Hamming DHT

A maioria das DHTs nao foi projetada especificamente para suportar a busca por similari-
dade. No Capitulo 5 serao apresentados trabalhos relacionados e ficard evidente o posiciona-
mento da Hamming DHT no contexto da busca por similaridade em DHTs.

A Hamming DHT diferencia-se das demais propostas por ser projetada especialmente para
suportar a busca por similaridade de conteidos representados por vetores cujos identificadores
foram gerados através da fungao de hash RHH. As duas principais caracteristicas do projeto da
Hamming DHT sao:

e Espaco de identificadores unico, organizado sob a forma de anel virtual, compartilhado
entre nés e contetdos e ordenados segundo a sequéncia do cédigo de Gray, onde identifica-
dores sucessivos apresentam distancia de Hamming igual a 1 (um) e, portanto, representam
conteudos muito similares;
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e Criagao da tabela de roteamento em funcao da distancia de Hamming entre os nés, de
tal forma que a funcao de roteamento adotada reflita em seus saltos a distribuicao dos
identificadores similares na distancia de Hamming no espago de enderecamento mapeado
no anel.

A proposta da Hamming DHT é reduzir a distancia, medida pelo ntimero de saltos realizados
pelas fungoes de roteamento, na busca por similaridade. Como consequéncia dessa redugao
de distancia, a cobertura (recall) das buscas serd aumentada, com menos esforgo, permitindo
assim a criagao de servicos mais eficientes de busca por similaridade em ambientes distribuidos
tipo DHT. Conforme ja definido anteriormente, em sistemas de Recuperacao de Informacao
define-se a cobertura como sendo a relacao entre os conteudos relevantes recuperados com éxito
pelo servico de busca em relacao ao total dos contetidos relevantes existentes no sistema (Berry
et al. 1999). Essa mesma defini¢do serd usada nesta tese em um servico de busca por similaridade.

3.2.1 Organizagao dos identificadores

Na Hamming DHT tanto os conteidos quanto os nés compartilham um mesmo espago de
enderecamento formado por identificadores de m bits organizados sob a forma de um anel
virtual cuja sequéncia obedece ao cédigo de Gray. Essa é uma primeira caracteristica que
diferencia a Hamming DHT da maioria das DHT's que adotam a topologia de anel virtual para
organizar os seus identificadores. Conforme ja dito anteriormente, na sequéncia do coédigo de
Gray identificadores sucessivos apresentam distancia de Hamming igual a 1 (um) e, portanto,
no contexto desta tese, representam, probabilisticamente, conteiidos muito similares.

A funcdo de mapeamento dos nds no espaco de enderecamento, Fp, usa funcoes de hash
tradicionais, tais como MD5 (Message-Digest Algorithm 5) ou SHA-1 (Secure Hash Algorithm
1). O objetivo dessa escolha é espalhar os nés de forma homogénea no espago de enderegamento
e garantir a unicidade, com alta probabilidade, dos identificadores de nds na rede. E importante
ressaltar aqui que o objetivo principal da proposta da Hamming DHT é promover a similaridade
de Hamming entre conteudos, e nao entre nés. A funcao dos nds é armazenar os conteidos e,
principalmente, manter a integridade da DHT.

Por outro lado, a funcao de mapeamento dos contetidos, representados pelos seus vetores, e
o espaco de enderecamento, F¢, usa a funcao de hash RHH, capaz de representar a similaridade
entre os vetores de contetido na distancia de Hamming entre os seus identificadores. Nesse caso a
distribuicao de conteidos nao é homogénea e admite-se que contetidos muito similares possuam
o mesmo identificador na rede - com probabilidade igual a similaridade entre eles, medida pelo
cosseno entre seus vetores - e concentrem-se em determinadas regioes do anel virtual.

A Figura 3.1 mostra um exemplo de um anel virtual de uma Hamming DHT com m = 5 bits;
quatro nds distribuidos aleatoriamente com identificadores iguais a 3 (000115), 13 (011015), 30
(111105) e 22 (101104); e trés contetdos quaisquer com identificadores 0 (000002), 24 (110002)
e 31 (111115). Nesse ponto cabe destacar que a sequéncia de ordenagao do cédigo de Gray é
diferente da ordenagao binaria natural. Observa-se na figura que, de acordo com o cédigo de
Gray, 3 < 13 < 30 < 22.

Um anel virtual com m bits possui 2™ — 1 identificadores que variam de acordo com a sequén-
cia de ordenacao adotada para o anel. No caso da ordenacao binaria natural os identificadores
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10111 (23) - 10110 (22) K=o (00011) 00010 (2) - 01101 (13) ondy Py
10100 (20) - 10110 (22) (00000) 00001 (1) - 00011 (3)
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00010 00011

00110 00100
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00101 00110

(10110) 8 00100 00111
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Hammlng DHT k1: sucessor(0) = 3 01111 01010

k2: sucessor(24) = 30 01110 01011

k3: sucessor(31) = 22 01010 01100

01011 c— 01101

k3 =31 01001 01110

(11111) 01000 01111

11000 10000

D =13 11001 10001

11011 10010

(01101) 8 How 10011

—s 11110 10100

Tabela roteamento Tabela roteamento o B o
a ) ) 11100 10111
10100 11000

Entrada - Prox. salto = - Entrada - Prox. salto 10101 11001
11111 (31) - 10110 (22) |1D11138 ;‘12100204) 01100 (12) - 01101 (13) B o 11010
11100 (28) - 10110 (22) ( ) 01111 (15) - 11110 (30) = o0 o
11010 (26) - 11110 (30) 01001 (9) - 11110 (30) o B8 e
10110 (22) - 10110 (22) 00101 (5) - 01101 (13) 0001 e 11110
01110 (14) - 11110 (30) 11101 (29) - 10110 (22) 10000 11111

Figura 3.1: Organizacao de uma Hamming DHT com m = 5 bits.

variam no intervalo [0..2™ — 1] sendo que 0 é o sucessor do identificador 2™ — 1. No caso da
ordenacao segundo o cédigo de Gray bindrio refletido o 0 é o sucessor do (2" — 1)-ésimo iden-
tificador, que para m = 5 bits tem valor igual a 16 (10000;). Em ambos os casos, a existéncia
de um sucessor para o identificador 0 é o que da a caracteristica de anel virtual ao espaco de
enderecamento virtual.

3.2.2 Atribuicao de contetiidos aos n6s na Hamming DHT

Em uma DHT os nés participantes da rede dividem de forma colaborativa a responsabilidade
pela geréncia do espago de enderecamento. Desta forma diz-se que cada nd é responsavel por
parte desse espaco. Uma abordagem de hash consistente possui a caracteristica de dividir,
de forma equilibrada, a responsabilidade dos nds pelo armazenamento dos identificadores de
conteido. Em situagdes de entrada/saida de nés na rede, em um DHT com funcao de hash
consistente determina-se, facilmente, quais serao os identificadores que deverao ser atribuidos
aos nos que acabaram de entrar e quais eram os identificadores atribuidos aos nés que acabaram
de sair da rede, sem afetar os demais nés presentes na DHT.

Nas DHTs tradicionais, o uso de funcoes de hash homogéneas, tais como MD5 e SHA-1,
leva, com alta probabilidade, ao balanceamento da rede. Nesse caso os nds tendem a se espalhar
de forma homogénea ocupando todo o espago de enderegamento. A mesma consideragao é
feita para os conteudos indexados através dessas fungoes. Em (Stoica et al. 2003) ha a prova
formal de que o uso destas funcoes torna, com alta probabilidade, a DHT consistente. Na
Hamming DHT o uso de funcoes de hash homogéneas para geracao dos identificadores dos nés
provoca o espalhamento dos mesmos na DHT, de tal forma que eles fiquem responsaveis por
aproximadamente a mesma quantidade de identificadores. Entretanto, o uso de funcoes de hash
nao homogeéneas na geracao de identificadores de conteido faz com que, embora os nés sejam
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responsaveis por aproximadamente a mesma quantidade de identificadores, isso nao implica que
eles armazenarao aproximadamente a mesma quantidade de conteiido, uma vez que os contetidos
sao agrupados por similaridade e podem se concentrar em determinadas regioes do anel.

Em geral, nas DHTs baseadas em anel virtual, todo né é responsavel pelo espaco com-
preendido entre o identificador do né que o antecede e o seu préprio identificador, com os
identificadores ordenados de modo crescente no sentido horario do anel. No exemplo da Figura
3.1 diz-se que 0 n6 13 (01101,) é responsavel por todos os identificadores compreendidos entre o
n6 3 (00011,), seu antecessor, e ele mesmo, né 13 (011015). Formalmente, se p é o identificador
de um né, e antecessor(p) ¢ uma fungado que retorna o antecessor do né p na DHT, diz-se que p
é responsavel por todos os identificadores k no intervalo antecessor(p) < k < p. A partir deste
ponto consideraremos sempre que p é o identificador do né p, ao invés de usarmos a notagao
formal Fp(p).

O antecessor de um né p em uma DHT baseada em anel virtual no sentido horario é o
né antecessor(p) que possui o maior identificador dentre todos os nés da DHT que possuem
identificadores menores do que p. Por outro lado, o sucessor de um né p em uma DHT baseada
em anel virtual no sentido horério é o né sucessor(p) que possui o menor identificador dentre
todos os n6s da DHT que possuem identificadores maiores do que p. Referente a mesma figura,
a Tabela 3.1 traz os sucessores e os identificadores de todos os nés da Hamming DHT usada
como exemplo:

Tabela 3.1: Antecessores e Sucessores dos nés na Hamming DHT da Figura 3.1.

N6 Sucessor Antecessor
3 (00011,) | 13 (01101,) | 22 (10110,)
13 (011015) | 30 (111109) | 3 (000115)

30 (11110,)

22 (101105)

13 (01101,)

22 (101105)

3 (000112)

30 (11110,)

A partir da Tabela 3.1 pode-se afirmar que em uma DHT cuja ordenacao segue a sequéncia
dos nimeros naturais, o né 30 seria sucessor do né 22, que seria sucessor do n6 13. O no 13,
por sua vez, seria antecessor do n6 22, que seria antecessor do né 30, que seria o antecessor do
no 3.

A simplicidade ao se realizar o mapeamento entre ndés e conteudos, inspirada no Chord
(Stoica et al. 2003), é uma grande vantagem da Hamming DHT. Em se tratando da imple-
mentacao, o fato do cédigo de Gray possuir algoritmos simples de conversao para a sequéncia
natural (Algoritmo 2), e vice-versa (Algoritmo 1), facilita a implementacao desse mapeamento.
Chamaremos o Algoritmo 2 de grayToBinary e o Algoritmo 1 de binaryToGray.

Na Hamming DHT, para determinar se um identificador de contetido k é de responsabilidade
do né p, cujo antecessor é ant, usa-se o Algoritmo 3, apresentado a seguir.

Usando a Figura 3.1, os n6s 30 (111102) e 22 (101102) e o contetdo 31 (111115) como exem-
plo, tem-se que:



Algorithm 3: Verificacao de pertinéncia do identificador £ ao né p.
Input : Content Identificator k;
Input : Node Identificator p, ant;
Output: Boolean result;
result <— False;
ant < antecessor(p);
if (grayToBinary(p) == grayToBinary(k)) then
| result < True;
end
if (grayToBinary(p) > grayToBinary(ant)) then
if (grayToBinary(ant) < grayToBinary(k) < grayToBinary(p)) then
| result < True;
end

end
f (grayToBinary(p) < grayToBinary(ant)) then
if ((grayToBinary(k) > grayToBinary(ant)) || (grayToBinary(k) <
grayToBinary(p))) then
| result + True;

end

o

end

grayToBinary(30) — 20
grayToBinary(31) — 21
grayToBinary(22) — 27

Dessa forma, como na sequéncia binaria natural 20 < 21 < 27, pode-se afirmar que o iden-
tificador 31 (111115) estd entre os nés 30 (111105) e 22 (101102) na sequéncia de Gray, perten-
cendo, portanto, a um intervalo na Hamming DHT cuja responsabilidade é do né 22 (10110s).
Baseando-se nessas funcoes define-se a primeira primitiva da Hamming DHT, que é a funcao
lookup(k). A fungao lookup(k) é executada de forma distribuida e recebe um identificador k
como entrada e retorna o identificador do né p responsavel pelo armazenamento de k, na DHT.
Em outras palavras, lookup(k) retorna o sucessor(k). Localmente, cada né, tendo como base o
seu identificador, ao receber uma mensagem lookup (k) executa o Algoritmo 4:

Nesse algoritmo, cada no local, com identificador myld, verifica se a chave k pertence ao
intervalo sob sua responsabilidade. Em caso afirmativo, o algoritmo retorna ao chamador o seu
préprio identificador myld. Caso contrério, o né encaminha a mensagem lookup(k) para o seu
sucessor no anel para que ele faga a mesma verificacao através da chamada a fungao forward(k).

E condigao essencial ao funcionamento de qualquer DHT baseada em anel virtual que todos
os noés participantes da rede conhecam o seu antecessor e o seu sucessor. Essa é a garantia de
integridade da DHT e, dessa forma, todos os identificadores sao acessiveis a partir de qualquer
ponto da rede. A manutencao atualizada dos identificadores desses dois nds é funcao basica
de todo né da DHT e deve ser realizada através de verificagoes periddicas do tipo keep-alive.
Neste caso, a Hamming DHT pode herdar do Chord (Stoica et al. 2003) o procedimento de
manutencao de sucessor e antecessor, assim como todos os procedimentos de entrada e saida
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Algorithm 4: Implementagao da fungao lookup (k).

Input : Content Identificator k;

Input : My Identificator myld;

Output: Node Identificator p;

ant < antecessor(p);

if grayToBinary(ant) < grayToBinary(k) < grayToBinary(p) then
| p < myld;

end

else

| forward(k)

end

de n6s na DHT. H4, também, o trabalho em (Zave 2012) que propoe corre¢oes ao protocolo de
manutencao do anel proposto pelo Chord e que serve de referéncia para futuras implementacoes
da Hamming DHT.

3.2.3 Roteamento na Hamming DHT

Baseando-se na integridade e consisténcia do anel é possivel procurar por qualquer identifi-
cador a partir de qualquer ponto da rede. Por exemplo, na Figura 3.1, caso um usuario procure
pelo identificador £ = 24 (110002) a partir do né 3 (000113), o mesmo ird perceber que nao é
responsavel por esse identificador de contetido e encaminhara ao seu sucessor no sentido horario
do anel, o n6 13 (011015), que também néo é responsavel por k e também encaminhard ao seu
sucessor, o n6 30 (111109). Esse, por sua vez, ao verificar o intervalo de pertinéncia, descobre
ser o responsavel por armazenar esse conteido (ou referéncias a ele) e responderd a solicitagao
do usuario.

E f4cil notar que essa forma de roteamento é ineficiente, uma vez que ela é proporcional ao
nimero de nés participantes da rede, com custo N — 1 no pior caso, onde N é o numero de
nos participando da rede. Isso acontece porque o encaminhamento ocorre sempre na diregao
do sucessor e, no pior caso, se o conteudo cujo identificador é k esta sob responsabilidade do
antecessor de um né p, a procura serd encaminhada sempre no sentido horario, de sucessor em
sucessor, até completar uma volta no anel e alcancar o antecessor de p passando por N — 1 nos.

Visando diminuir o nimero de saltos durante o encaminhamento de uma mensagem, redu-
zindo a laténcia na busca/recuperacao de um conteido, em geral os nés das DHTs mantém uma
tabela de roteamento conhecida como tabela de contatos (fingers). As entradas dessa tabela
apontam para nés mais distantes no anel possibilitando saltos maiores no espago de endereca-
mento. O numero de entradas na tabela de roteamento e a escolha dessas entradas é questao
importante no projeto da DHT e, nesse ponto, ha a outra grande diferenca entre a Hamming
DHT e as demais DHTs encontradas na literatura. Os nés da Hamming DHT escolhem as en-
tradas que farao parte da sua tabela de roteamento em funcao da distancia de Hamming entre
os identificadores.

A Hamming DHT possui m entradas em sua tabela de roteamento, onde m é o comprimento,
em bits, do espago de enderegamento. A i-ésima entrada na tabela de roteamento (f;) de um



n6é p da Hamming DHT corresponde ao identificador gerado pela troca do i-ésimo bit do iden-
tificador p. Em outras palavras, f; é um identificador que possui distancia de Hamming igual a
1 (um) com p. Formalmente:

fi =p ® 2" — sucessor(f;)

onde @ ¢ a funcao de OU-exclusivo bit a bit.

As entradas da tabela de roteamento mapeiam o identificador f; no identificador do né que
o sucede no anel virtual, em outras palavras, o né responsavel pelo seu armazenamento. Além
disso, como se trata de uma rede overlay, nesse caso é necessario incluir o identificador do
sucessor na tabela de roteamento e também o seu localizador.

Tomando-se novamente a Figura 3.1 como exemplo, nela estao exibidas as tabelas de ro-
teamento dos 4 (quatro) nés da DHT: 3 (00011;), 13 (011015), 30 (111102) e 22 (101109).
Considerando-se o né 13 (011015), cujas entradas e respectivos mapeamentos encontram-se in-
dicados na Tabela 3.2, observe que a 1 entrada da tabela do n6 13 (011015) corresponde a troca
do bit 0 (menos significativo) de p, gerando o identificador f; que é mapeado no né que é seu
sucessor no anel, ou seja, o né responsavel por f;, ou seja, sucessor(f;).

Tabela 3.2: Tabela de Roteamento do né 13 (011015) na Hamming DHT da Figura 3.1.

Entrada i | Identificador f; | Sucessor f;
0 12 (01100,) | 13 (01101,)
15 (011115) 30 (11110,)
9 (01001,) | 30 (11110,)
13 (
22 (

5 (00101,) 01101,)
29 (11101,) 10110,)

W N =

Esse mapeamento é feito na DHT através da mensagem de lookup, vista anteriormente. No
caso, para cada entrada f; da tabela faz-se o lookup(f;) e adiciona-se a resposta da mensagem ao
mapeamento na tabela. Lembrando que em geral, além do identificador, adiciona-se o localizador
do né na tabela de roteamento, por exemplo, o seu endereco IP. O localizador é necessario por
se tratar de uma rede sobreposta (overlay), onde o encaminhamento de dados é feito usando-se
a infraestrutura de rede disponivel, baseada na arquitetura TCP/IP. E importante destacar
também que as entradas f; nao representam nds, mas sim, identificadores que sao mapeados
para os nés que os sucedem na DHT.

Desta forma a caracteristica da tabela de roteamento de um né é que ela aponta para
identificadores cuja distancia de Hamming é 1 com o identificador de seu préprio né. Embora
nao exista similaridade entre os nés da DHT, a ideia que motivou essa proposta é refletir a
distribui¢ao dos identificadores similares (segundo a distancia de Hamming) no anel organizado
segundo o codigo de Gray. A Figura 3.2 compara a distribui¢ao dos contatos no Chord (Stoica
et al. 2003) e a distribuicdo dos identificadores semelhantes segundo o cédigo de Gray e as
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distancias de Hamming iguais a 1. A partir da figura percebe-se que os identificadores similares
segundo a distancia de Hamming se distribuem de forma distinta a organizagao dos contatos
da tabela do roteamento do Chord (Stoica et al. 2003), tomada como exemplo. O objetivo da
construcao da tabela adotada pela Hamming DHT é refletir essa distribuicao de identificadores
similares nos contatos estabelecidos por um né participante da rede. As avaliacoes realizadas
na Secao 3.3 tém como objetivo mostrar que essa construcao tende a privilegiar a busca por
identificadores similares.

(00000) A1111)

(11101)

(1o111) (11010)

(10101) (11001)

(10100) 01010)

(01001) q
(10000) (01000) (10001) Brgiogy @111

Hamming DHT Chord DHT
(Codigo de Gray) (Sequéncia Natural)

Figura 3.2: Distribuicao dos contatos na Hamming DHT com cédigo de Gray e na Chord DHT
com a sequéncia natural. Em ambos os casos m = 5 bits.

Assim que essa tabela de roteamento estiver pronta, ao receber uma solicitacao de consulta
a um identificador k, um né p deve, primeiramente, verificar se k pertence ao intervalo de
identificadores sob a sua responsabilidade, tarefa realizada pelo Algoritmo 3. Se nao estiver, p
deverd encaminhar k diretamente ao né p’ presente em sua tabela de roteamento cuja entrada
é o limitante inferior de f; na sequéncia de Gray, ou seja, f; € a maior entrada na tabela que é
menor ou igual a k£ na sequéncia de Gray. Formalmente:

peT,: filsk, fi—=71

onde 7, é o conjunto dos identificadores dos nés que pertencem a tabela de roteamento de p e
|4 é a funcao limitante inferior adaptada para a sequéncia do cédigo de Gray.

Novamente, baseando-se na Figura 3.1 e na Tabela 3.2, considerando um usuario no n6 13
(011013) procurando por um contetido cujo identificador é 18 (100103), essa mensagem deve
ser encaminhada para o n6 22 (10110,), quinta entrada na sua tabela de roteamento, que
corresponde ao limitante inferior do identificador 18 (10010;) na sequéncia. A Figura 3.3 mostra
a distribui¢do dos contatos do né 13 (01101;) e o posicionamento do contetido 18 (100103) no
mesmo espaco.

Por fim, a partir da Figura 3.2, percebe-se que a agregacao de contetidos similares na distan-
cia de Hamming nao concentra conteidos em uma tnica regiao do anel virtual, como acontece
com as agregacoes na distancia Euclideana. Ao contrario, as agregagoes na distancia de Ham-
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Figura 3.3: Distribui¢ao dos contatos do n6 13 (011015) no espago de enderegamento. Posicio-
namento do conteido k = 18 (10010) no mesmo espago.

ming tendem a espalhar contetidos em diversos pontos do anel. No final deste capitulo, Se¢ao
3.4, faremos consideracoes a respeito desse problema do desbalanceamento de carga na Hamming
DHT e essa caracteristica sera novamente explorada.

3.2.4 Primitiva get(k, simy)

A terceira e tltima caracteristica que diferencia a Hamming DHT das outras DHTs existen-
tes na literatura é a implementagao da funcao get(k, simy). Nessa fun¢ao, um usudrio, através
de algum né p pertencente a rede, pode fazer uma busca por um contetido referenciado pelo
identificador k e um grau de similaridade de Hamming (simy,). Essa consulta é entao encami-
nhada até o né p’ responséavel pelo identificador k e, localmente, p’ seleciona em sua base de
dados de contetidos todos aqueles cujos identificadores possuem uma similaridade de Hamming
maior ou igual a simy,.

Além disso, explorando a caracteristica principal da Hamming DHT que é a organizacao dos
contatos de acordo com a distribuicao dos identificadores similares no anel, p’ pode encaminhar
a consulta a todos os seus vizinhos (aqueles nds presentes na sua tabela de roteamento), de
forma a buscar os demais contetidos similares que estao espalhados em outras regides do anel.
Com isso, procura-se aumentar a cobertura das buscas. Esse procedimento de “encaminhar para
os vizinhos” pode ser repetido pelos “vizinhos dos vizinhos” aumentando ainda mais a cobertura
da busca com a contrapartida do aumento do niimero de mensagens na rede.

3.3 Avaliacao da Hamming DHT

Para avaliar a proposta da Hamming DHT foi desenvolvido um simulador usando a linguagem
de programacao Java. O simulador desenvolvido possui as seguintes habilidades:

e Criar N nés virtuais em um espago de enderecamento de comprimento m, em bits. Os
identificadores dos nods sao criados aleatoriamente e distribuidos de maneira uniforme;

e Fornecer as primitivas put(k,v) e get(k, simy,) para realizacao das buscas por similaridade;
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e Implementar a primitiva de lookup(k), permitindo que cada né da DHT possa construir a
sua prépria tabela de roteamento;

e Contabilizar o nimero de saltos em cada lookup(k) ou get(k, sim;) realizado de um né
origem até o né destino;

e Contabilizar o ntimero de itens de contetido que sao recuperados em cada nd apds a
realizacao de uma busca por similaridade.

Considerando que o objetivo dessa tese é mostrar que a construcao da Hamming DHT
favorece a realizacao da busca por similaridade de contetidos usando a similaridade de Hamming
através da reducao da distancia entre conteidos similares e aumento da cobertura das buscas,
optou-se por nao implementar uma DHT completamente funcional. Dessa forma o simulador
nao suporta o comportamento dinamico de uma DHT. Entretanto, vale ressaltar que essa é
uma limitacao do simulador e nao da Hamming DHT, visto que a mesma possui um espago de
enderecamento baseado em anel virtual, hash consistente, funcoes de atribuicao de contetidos aos
nos baseadas na existéncia do né sucessor, crescimento dos identificadores no sentido horario do
anel e tabela de roteamento com o mesmo nimero de entradas que o Chord (Stoica et al. 2003).
Dessa forma todos os algoritmos que suportam o comportamento dindmico do Chord (Stoica
et al. 2003) podem ser diretamente adaptados & Hamming DHT.

Conforme apresentado no Capitulo 2 os testes da Hamming DHT foram realizados usando
a base de dados de adultos. Os testes tém como objetivo:

1. Avaliar a distribuicao de distancias, medidas pelo nimero de saltos entre nés da DHT
entre contetidos similares;

2. Medir a cobertura das buscas por similaridade em funcao da profundidade no encaminha-
mento das consultas.

Para atingir esses objetivos o seguinte procedimento foi realizado: dado um contetdo de
referéncia k e um nivel de similaridade de Hamming simy,, avaliar a distribuicao de frequéncia
das distancias entre os contetidos similares a k& e o né de referéncia p’, responsavel pelo arma-
zenamento de k. Em outras palavras, a partir de qualquer ponto do anel virtual o usuario de
um né p pode gerar uma consulta get(k, simy;) que serd encaminhada até o né p’ responsavel
pelo armazenamento de k. Em p/, todos os conteidos indexados que possuiam similaridade de
Hamming maior ou igual a simy, (nivel de similaridade fornecido na consulta) foram seleciona-
dos para a resposta. Em paralelo, encaminhou-se a consulta para todos os nés p” presentes na
tabela de roteamento de p/, aumentando-se a profundidade da consulta para 1 (um). Cada né p”
pertencente a tabela de roteamento de p’ se encarrega de selecionar os conteidos similares para
a resposta de acordo com simy, e, em paralelo, encaminhar aos nés p” presentes em suas tabelas
de roteamento, aumentando-se nesse caso a profundidade para 2 (dois). Nesse cendrio de teste
esse procedimento foi repetido até que todos os contetdos similares a k fossem recuperados de
tal forma a permitir a avaliacao da cobertura das buscas. E importante destacar aqui que nesse
cenario controlado de testes, a base de dados de adultos é previamente conhecida e, por isso,
sabia-se com antecedéncia quais sao os adultos similares e quantos eles sao.



Em um cenario real a profundidade deve ser um parametro configuravel. Os resultados
mostrarao que a Hamming DHT é capaz de conseguir um bom resultado de cobertura em
profundidades reduzidas.

Em todos os testes os principais parametros utilizados foram os seguintes:

e Identificadores de 128 bits gerados pela funcao RHH;

e DHTs com 1000 e 10000 nés;

e Niveis de similaridade iguais ou superiores a 0.7, 0.8, 0.9 e 0.95;
e Resultados comparados com o Chord;

e Cada adulto presente na base de dados Adult (Frank & Asuncion 2010) foi usado como
referéncia nas consultas realizadas na mesma base de dados, composta por 48842 adultos,
gerando um total de 488422 consultas.

3.3.1 Distribuigao de frequéncia da distancia (em saltos) entre con-
teudos similares

A Figura 3.4 apresenta os resultados obtidos na avaliagdo da distribui¢ao de frequéncia
das distancias, medidas em saltos, entre contetidos similares. Os valores representam a média
obtida apos as simulagoes de 10 redes distintas com 1000 nés cujos identificadores foram gerados
aleatoriamente.

Conforme dito anteriormente, os resultados comparam Chord (Stoica et al. 2003) e Hamming
DHT e representam o quao distantes estao, em média, os contetidos similares em ambas as DHT's.

A partir dos resultados apresentados na Figura 3.4 pode-se perceber que a Hamming DHT
apresenta uma quantidade maior de contetidos similares concentrados a menores distancias do
n6 de referéncia, o né p’. Por exemplo, para similaridade 0.9 (Figura 3.4(c)) cerca de 18% dos
conteudos similares encontram-se a 1 (um) salto de distancia do né p’, e outros 12% encontram-se
a distancia 2 na Hamming DHT. Ainda na mesma figura pode-se constatar que nenhum contetido
similar estard a uma distancia maior do que 4 na Hamming DHT. Os mesmos resultados mostram
que cerca de 8% e 7% dos contetidos estao a 6 e 7 saltos de distancias do né p’ na Chord DHT.
Além disso ha conteddos a 9 saltos de distancia no Chord (Stoica et al. 2003).

Os mesmos testes foram realizados em DHTs maiores, com 10000 nds. A Figura 3.5 traz
esses resultados. Os valores também representam a média obtida em 10 simulagoes com redes
distintas, cujos nds foram gerados aleatoriamente. Em todos os casos foi avaliado o Intervalo
de Confianga estatistico (IC) das medidas, com valor de 95%. Durante o processo de avaliagao
foi observado que as 10 simulagoes eram suficientes para que as médias fossem confidveis. Os
resultados do calculo dos IC nao sao visiveis na escala dos graficos apresentados.

Os resultados da Figura 3.5 mostram que a mesma caracteristica é apresentada com o au-
mento do nimero de nés na DHT. Assim como no resultado obtido anteriormente, para 10000
nos a Hamming DHT mantém a caracteristica de agregar os conteidos similares a uma me-
nor distancia na rede, quando comparada com uma DHT tradicional como o Chord (Stoica
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Figura 3.4: Distribuicao de frequéncia na Hamming DHT e no Chord. 1000 nés. Niveis de
similaridade de Hamming 0.7, 0.8, 0.9 e 0.95.

et al. 2003). Baseando-se na Figura 3.5(b) com similaridade de Hamming 0.8 é possivel perce-
ber que na Hamming DHT cerca de 20% e 19% dos contetdos similares (em média) estao a 1
e 2 saltos, respectivamente, do né de referéncia da consulta, p’. No Chord (Stoica et al. 2003)
esses valores sao 5% e 3%, respectivamente.

Uma caracteristica que pode ser percebida nas Figuras 3.5(a) e 3.5(b) é que os resultados
obtidos com o uso da Hamming DHT sao mais significativos quando se usa uma profundidade
de busca maior ou igual 1. Para 0 saltos, ou seja, medindo-se a quantidade de contetdos
presentes no préprio né p’ a vantagem da Hamming DHT sobre o Chord (Stoica et al. 2003) é
muito pequena. KEssa caracteristica se acentua consideravelmente com o aumento do nivel de
similaridade requisitado.

Esse resultado nao é consequéncia da Hamming DHT, mas sim da caracteristica de distri-
buicao dos identificadores similares na distancia de Hamming no anel. Para explicar o ocorrido,
considere uma DHT com distribuicao homogeénea e N nés distribuidos em um espago de endere-
camento de m bits, e seja logy(NN) os bits mais significativos desse espago capazes de diferenciar
os n6s da DHT. Dado um identificador k& qualquer, uma mudanca de bit nos (m —log,(N)) bits
menos significativos desse identificador mantém k', o identificador gerado com essa mudanca,
associado ao mesmo n6é na DHT. Somente alteragoes nos (m — logy(NN)) bits mais significati-
vos provocam no identificador & uma mudanca do né sucessor no anel. Por exemplo, supondo
N = 1024 néds, m = 20 bits, tem-se que logy,(N) = 10. Supondo ainda que esses 1024 nés estao
homogeneamente espalhados no anel devido ao uso da funcao de hash MDb5 para geragao dos
identificadores dos nés. Logo, dado um identificador k£ qualquer de 20 bits, os 1024 nés terao iden-
tificadores da seguinte forma (com alta probabilidade): 0000000000X X X X X X X X X X, (1° né
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Figura 3.5: Distribuicao de frequéncia na Hamming DHT e no Chord. 10000 nés. Niveis de
similaridade de Hamming 0.7, 0.8, 0.9 e 0.95.

do anel), 0000000001 X X X X X X X X X X, (2° né do anel), 0000000010.X X X X X X X X X X, (3°
n6 do anel), ... TI1TITTITIX XXX XXX X X X, (N-ésimo n6 do anel), onde X é ndo importa
(0 ou 1).

Aproximadamente a mesma quantidade de variagdes de bit ocorrem nos m — log,(N) bits
menos significativos do c6digo binério natural, o que faz com que o Chord (Stoica et al. 2003)
tenha uma quantidade de contetidos similares a uma distancia de 0 saltos.

Entretanto, uma caracteristica da geracao dos identificadores segundo o cédigo de Gray
binario refletido é que as alteracoes sao sucessivamente realizadas do bit menos significativo
para o mais significativo conforme ilustrado na Figura 3.6 (a) - fonte: (Knuth 1973). As partes
escuras da figura ilustram o bit 1 nos identificadores segundo o cédigo de Gray binario refletido
e Gray balanceado (Figura 3.6 (b)).

Qualquer mudanca nos bits menos significativos mantém o identificador gerado no mesmo
sucessor do anel. Quando a similaridade de Hamming desejada é alta, por exemplo 0.95, so-
mente 5% dos bits podem variar. Esses bits podem variar dentre os (m — logy,(N)) bits menos
significativos ou dentre os log,(N) bits mais significativos, acarretando uma mudanca de suces-
sor. Se o numero de nés na DHT é alto, essa concentragio tende a diminuir, pois log,(N) se
aproxima de m — log,(N) aumentando a probabilidade de um contetido similar ser associado
a outro sucessor e, consequentemente, ser armazenado em outro n6 da DHT. A Figura 3.6 (b)
apresenta um cédigo binario balanceado, onde as alteragoes sucessivas de bits acontecem de
forma mais equilibrada entre os bits mais significativos e menos significativos. Os cédigos de
Gray balanceados serao discutidos como trabalhos futuros ao final desse capitulo.

Em um trabalho anterior (Villaga, de Paula, Pasquini & Magalhaes 2012) hé resultados da
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a b

Figura 3.6: Distribuicao das alteragoes consecutivas de bits para o cédigo Gray binario refletido
(a) e balanceado (b) - fonte: (Knuth 1973).



analise da distribuigao de frequéncia das distancias para identificadores de 64 bits. Estes resul-
tados nao serao apresentados nesta tese pois foram obtidos com uma base de dados sintética,
gerada nas primeiras avaliagoes da Hamming DHT. Na tese optou-se por incluir somente os
resultados com a base de dados de adultos. Entretanto, os resultados apresentam o mesmo
comportamento, mostrando que o mesmo independe do tamanho do espaco de enderecamento.
Nesses resultados ha também avaliagoes com 100000 nés, limite maximo alcangado com o si-
mulador desenvolvido. Esse limite dar-se-4 em funcao da sobrecarga imposta pelas constantes
conversoes realizadas nos Algoritmos 2 e 1, o que tornava a simulac¢ao excessivamente lenta (lem-
brando que em situagoes reais essa “sobrecarga” é distribuida dentre os varios nds participantes
da rede).

3.3.2 Cobertura das buscas por similaridade em funcao da profun-
didade das buscas

A Figura 3.7 apresenta os resultados da cobertura em funcao da profundidade de encaminha-
mento das consultas em uma Hamming DHT com 1000 nés. Novamente esses testes representam
uma média de 10 redes distintas geradas aleatoriamente com distribuicao homogénea dos noés.
Os resultados sdo comparados com o Chord (Stoica et al. 2003). Nesses testes foram avaliados
o percentual de contetidos recuperados em relacao ao total de conteiidos similares existentes
na base de dados em funcao da profundidade das buscas. Cabe ressaltar aqui novamente que
para os testes a base de dados é previamente conhecida e, portanto, sabe-se quais e quantos sao
os conteudos similares para cada identificador de referéncia e para cada nivel de similaridade
desejado.

A partir dos dados da Figura 3.7(b) pode-se perceber que com uma profundidade 4 e similari-
dade 0.8, cerca de 91% dos contetidos, em média, sao retornados em uma busca por similaridade,
enquanto que no Chord (Stoica et al. 2003) essa cobertura é de somente 51%, também em média.
Novamente observa-se nos resultados de cobertura o mesmo efeito da concentracao de contetidos
similares na distancia 0 com o aumento do nivel de similaridade nas buscas.

A Figura 3.8 apresenta os resultados da mesma avaliacao de cobertura para as DHTs Ham-
ming e Chord, ambas com 10000 nés. Considerando uma busca por similaridade com sim, >
0.9, observa-se na Hamming DHT que, em média, 85% dos contetidos similares foram recupe-
rados com profundidade 2, ou seja, estavam a uma distancia 2 a partir do né de referéncia da
consulta. Estes mesmos parametros no Chord (Stoica et al. 2003) produzem uma cobertura de
65%. Estes resultados podem ser observados na Figura 3.8(c).

3.4 Discussoes Finais e Trabalhos Futuros relacionados a
Hamming DHT

Em trabalhos de Recuperacao de Informacao as métricas mais usadas para verificacao de
desempenho sao a cobertura (recall) e a precisao (precision) (Berry et al. 1999). A precisao
corresponde ao percentual de contetidos relevantes em relacao ao total de contetidos retornados
em uma consulta. Neste trabalho nao se avaliou a precisao visto que havia uma tunica base
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Figura 3.7: Cobertura. 1000 nés. Niveis de similaridade 0.7, 0.8, 0.9 e 0.95

de dados sendo avaliada e, portanto, todos os dados retornados na consulta sao relevantes e
pertencentes a essa base. Além disso, pela forma como o sistema foi construido, nao é possivel
que objetos com similaridade menor do que aquela requerida sejam retornados, portanto, todos
os conteudos obtidos com a busca sao relevantes.

Conforme observado nos resultados das avaliagoes realizadas com a Hamming DHT, para
conteudos similares ha uma reducao no niimero de saltos quando se compara ao Chord. Entre-
tanto, nao se pode usar a mesma prova formal do Chord para mostrar que o custo maximo do
nimero de saltos é O(logy(N)) na Hamming DHT, visto que, de acordo com a Figura 3.2, os
saltos nao sao de comprimento logaritmico e no mesmo sentido no anel. Em casos de busca por
contetdos com baixos niveis de similaridade podem haver situacoes onde o ntimero de saltos é
maior do que O(logy(N)).

Sabe-se que o Chord nao é uma DHT especializada em cenarios de busca por similaridade,
0 que, & primeira vista, torna injusta a comparacao entre ambas as DHTs. A escolha pelo
Chord deu-se pelo fato de que o mesmo pode ser tomado como referéncia de comparacao para
o pior caso (baseline). Além disso, por toda a inspiracao que a Hamming DHT deve ao Chord
(Stoica et al. 2003) na implementagao de suas principais rotinas e pelo fato do Chord ser um
trabalho de referéncia na literatura relacionada a DHTS, sendo citado em diversos trabalhos
relacionados, fez-se essa escolha. Os resultados, inclusive, mostraram que essa comparagao
nao é completamente injusta pois, considerando-se uma distancia igual a 0 saltos na DHT, os
resultados sao bem préoximos.
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Figura 3.8: Cobertura. 10000 nés. Niveis de similaridade 0.7, 0.8, 0.9 e 0.95

Na literatura, considerando-se os trabalhos relacionados a busca por similaridade em DHT
que serao apresentados no Capitulo 5, é dificil a comparacao experimental desses trabalhos com
a Hamming DHT. A maioria dessas propostas sao experimentais, assim como a Hamming DHT
e as respectivas implementacoes nao sao disponibilizadas para download. Além disso, em geral
a metodologia e as bases de dados escolhidas sao diferentes.

E de conhecimento comum que toda proposta de agregacao de conteido em DHT leva
ao desbalanceamento de carga entre os nés de uma DHT. Antes de abordar esse assunto é
importante reforcar que o objetivo da Hamming DHT é reduzir as distancias entre contetidos
similares. Com relagao ao desbalanceamento deve-se considerar que a maior parte das propostas
de agregacao de contetudos para a busca por similaridade utiliza a distancia Euclideana, o que
contribui para a concentracao de conteudos em uma determinada regiao do anel virtual. Pelas
Figuras 3.6 e 3.3 percebe-se que identificadores similares na distancia de Hamming (distancia
de Hamming igual a 1) espalham-se em diferentes regides do anel virtual, e essa caracteristica
naturalmente ja contribui para auxiliar o balanceamento de carga, reduzindo a concentragao
em determinadas regioes do anel. Por exemplo, na Hamming DHT os identificadores 1, 2, 4,
8, 16 sao muito similares ao identificador 0 pois possuem distancia de Hamming igual a 1.
Solugoes baseadas na distancia Euclideana nao considerariam todos esses identificadores como
similares, pois o 16 é bem distante do 0. Nelas, os conteidos similares representados por esses
identificadores (1, 2, 4, 8 e 16) na Hamming DHT teriam outros valores, por exemplo: 28, 29,
31, 1 e 3. Portanto, DHTSs baseadas em agregacao na distancia Fuclideana concentrariam os
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conteidos similares ao identificador 0 na regiao [28..3] do anel.

A insercao de contetdos diversos na Hamming DHT (ndo somente uma base de dados es-
pecifica) também tende a contribuir para o equilibrio de carga entre os nds. Nesse caso o uso
de diferentes funcoes RHH para diferentes tipos de conteido também poderia ser utilizado para
esse fim, por exemplo com a introducao de prefixos nos identificadores gerados por hash homo-
géneo tipo MD5 ou SHA-1 de tal forma a mapear contetidos para nés de determinadas regioes
da DHT e, internamente a essas regioes, realizar o agrupamento por similaridade de Hamming
conforme estratégia definida na Hamming DHT. Essa ultima abordagem seria um hibrido en-
tre DHTs homogéneas totalmente balanceadas voltadas para busca exata de contetudos e as
DHTs nao-homogéneas, naturalmente desbalanceadas, porém voltadas para suportar a busca
por similaridade, em uma DHT hierarquica. As regioes poderiam tornar-se ilhas teméticas con-
ceituais na DHT aproximando-se ainda mais do trabalho desenvolvido em (de Paula, Villaga
& Magalhaes 2010a). Outras agdes podem ser tomadas no sentido de reducdo do desbalancea-
mento, dentre elas podemos citar a realizacao de caching, replicacao e estabelecimento de nos
virtuais segundo a distribuicao dos contetidos no anel.

Com relagao a concentracao de conteidos na distancia 0, a ordenacao dos identificadores
segundo um codigo de Gray balanceado é uma caracteristica a ser explorada em trabalhos futu-
ros. O principal problema envolvendo os cdédigos de Gray balanceados é que nao existem fungoes
de conversao grayToBinary() e binaryToGray() para gera¢ao da ordenacao dos identificadores
no anel. Dessa forma toda a curva deveria ser gerada recursivamente e o custo computacional
seria extremamente alto, inviabilizando a implementagao da DHT nos dias atuais. Testes foram
realizados com m = 10 bits, N = 6 ¢ N = 10 nds pois em (Knuth 1973) ha sequéncias geradas
de codigos de Gray balanceados com esse tamanho. Usando-se esse cédigo previamente gerado
(pré-processado), e distribuindo-se aleatoriamente os nés da DHT nesse espago foram feitas al-
gumas analises da distribui¢ao dos contetidos. Esses resultados mostram que a concentracao de
contetudos similares no sucessor do identificador de referéncia (distancia 0) reduz em cerca de
15% mnos piores casos a 50% nos melhores casos.

E importante reforcar aqui que o uso de cédigos de Gray balanceados continuariam fazendo
com que Chord e Hamming DHT tivessem aproximadamente a mesma quantidade de conteudos
similares a distancia 0. Entretanto, essa concentracao seria em menor nivel e distribuindo-
se melhor nas demais regides do anel virtual, sendo também uma medida para melhorar a
distribuicao de carga na DHT. Testes com um nimero maior de bits e nés sao atualmente
inviaveis com o simulador desenvolvido e o cédigo Gray balanceado.

No proximo capitulo serd apresentado o HCube, uma outra proposta de arquitetura dis-
tribuida especializada na busca por similaridade. Em uma DHT, a aproximacao de conteidos
similares dar-se-a no espago légico (virtual). Dois nés que possuem contetidos similares e ligados
por um contato em comum (finger) podem estar geograficamente distantes, o que implica em
um aumento na laténcia da rede. Ou seja, reduz-se o custo dos saltos e a quantidade de acessos,
mas com a contrapartida da alta laténcia de uma rede sobreposta. O HCube é uma arquitetura
voltada para Data Center, cuja aproximacgao dar-se-a no nivel fisico, das ligagoes de rede, com
a consequéncia imediata da reducao da laténcia.






Capitulo

HCube

Neste capitulo serd apresentado o HCube!, uma proposta de infraestrutura para Data Center
centrado nos servidores (server-centric) especializada no suporte a buscas por similaridade. En-
quanto as solugoes atuais envolvendo Big Data e Data Center, tais como o Hadoop (The Apache
Software Foundation 2013) e MapReduce (Dean & Ghemawat 2008), sdo inquestionavelmente
eficientes para lidar com aplicagoes tradicionais, tais como o processamento em lote de grandes
volumes de dados, elas podem ser estendidas para melhor suportar a busca por similaridade.

No capitulo anterior apresentamos a Hamming DHT, uma solugao de rede sobreposta voltada
para suportar de maneira eficiente a busca por similaridade. Essencialmente, constatou-se que é
possivel atribuir identificadores para os dados representando, com um grau de precisao elevado, a
similaridade entre eles. Mostrou-se, também, a possibilidade de se aproximar os dados similares
em uma DHT usando as primitivas put(k, v) e get(k, simy,) e um anel virtual organizado segundo
a sequencia do codigo de Gray.

Uma caracteristica importante das redes P2P é que por serem completamente descentra-
lizadas, elas podem ser organizadas com baixo investimento em infraestrutura. No entanto,
embora os nés que armazenam dados similares possam ser alcancados com um reduzido nimero
de saltos, nao hé garantia de que eles estejam fisicamente proximos na rede, uma vez que a rede
¢ sobreposta. Essa sobreposicao e a aproximagao somente no nivel 1égico pode contribuir para
o aumento da laténcia na recuperacao de dados similares tornando-se inadequada para algumas
aplicagoes mais exigentes.

Por esse motivo, durante o desenvolvimento dessa tese procurou-se uma alternativa capaz de
aproximar os conteudos similares na distancia fisica na qual, de alguma forma, a similaridade de
Hamming influenciasse na organizacao da infraestrutura da rede. Aproveitando-se do fato de que
os Data Centers (DC) sao excelentes alternativas no processamento de grandes volumes de dados
(Agrawal, E1 Abbadi, Antony & Das 2010), o objetivo do HCube (Hamming Cube) é viabilizar o
armazenamento de conteidos similares em servidores fisicamente proximos, acelerando a busca
por similaridade.

!Durante o processo de revisao de um dos artigos do HCube fomos alertados, corretamente, de que a deno-
minagao de cubo usada no HCube nao é adequada, visto que suas dimensoes nao precisam ter, necessariamente,
o0 mesmo tamanho. Formalmente o HCube representa a projecao de um hipercubo em um espaco tridimensional
com reducao de dimensoes. Entretanto, optou-se por manter o nome HCube na tese por compatibilidade com
as publicagoes ja realizadas.
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A seguir, este capitulo detalha a proposta do HCube através da descrigao da sua arquitetura
e operacao, assim como, os resultados obtidos em Data Centers com 64, 128, 256, 512, 1024,
2048, 4096 e 8192 servidores.

4.1 Apresentacao do HCube

As ferramentas basicas para a construcao do HCube sao: a funcao de hash RHH; a repre-
sentacao vetorial dos conteidos armazenados no Data Center; o uso da similaridade do cosseno
e da similaridade de Hamming entre os identificadores dos vetores de contetidos e dos servidores
do HCube; o modelo BCube (Guo, Lu, Li, Wu, Zhang, Shi, Tian, Zhang & Lu 2009) na qual os
servidores sao usados tanto para armazenamento de dados quanto para roteamento e encaminha-
mento das consultas; o roteamento XOR (Pasquini 2011) e (Pasquini, Verdi & Magalhaes 2011);
e a organizacao dos servidores de acordo com a curva de Gray em um hipercubo tridimensional.

Inspirando-se na proposta da Hamming DHT, no HCube os servidores sao identificados e
organizados de acordo com a sequéncia do codigo de Gray, onde cada servidor estd conectado
a outros servidores cujos identificadores apresentam distancia de Hamming igual a 1. Mais
especificamente, em se tratando de um espaco tridimensional, a sequenciacao dos servidores
segue a curva SFC de Gray, aproximando na distancia fisica os servidores com identificadores
vizinhos na distancia de Hamming.

Entretanto, diferentemente da Hamming DHT, no HCube os servidores possuem um espago
de enderecamento diferente do espago de enderecamento dos contetidos e, portanto, nao é mais
possivel atribuir a responsabilidade pelo armazenamento dos identificadores ao né que o sucede
no espago de enderecamento. Dessa forma, necessita-se de um mapeamento consistente entre
o identificador do contetdo e o endereco do respectivo servidor que sera responsavel pelo seu
armazenamento. Em geral, o espaco de identificagdo dos conteudos possui um comprimento
muito maior do que o espaco de enderecamento dos servidores, visto que existe uma quantidade
enorme de contetdos nos cenarios de Big Data e muitas limitagoes de infraestrutura relacionadas
ao numero de servidores em um Data Center. Conforme ja visto nesta tese, as funcoes de hash
possuem a capacidade de reduzir o espaco de enderecamento de maneira eficaz. Mais ainda,
sabe-se que a funcao RHH corresponde a uma familia de funcoes LSH capaz de representar a
similaridade do cosseno entre vetores de conteido na distancia de Hamming dos respectivos
identificadores gerados por essa funcao.

A hipétese levantada durante a proposicao do HCube foi: serda que os identificadores de
conteidos com comprimento m = 128 bits podem ser reduzidos para um nimero menor de bits,
por exemplo m = 10 bits, usando a funcao RHH e, ainda assim, preservar a similaridade do
cosseno entre os vetores? Nessa reducao é necessario manter a similaridade do cosseno entre
os identificadores originais, representados por vetores binarios, onde cada bit é uma dimensao
do vetor, na similaridade de Hamming entre os identificadores reduzidos. Em outras palavras,
considerando que identificadores bindrios de m = 128 bits (c; e ¢3) podem ser representados
por vetores binarios de 128 dimensoes, quanto menor a distancia de Hamming entre ¢; e co,
maior serd a probabilidade de que ¢; e ¢; sejam reduzidos para o mesmo identificador com m =
10 bits, ou para identificadores reduzidos que possuam baixas distancias de Hamming entre si.
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Vale reforcar que se ¢y e ¢ sao representados como vetores binarios e usados como entrada para
a funcao RHH durante o processo de reducao de dimensoes, usa-se a similaridade do cosseno
entre c¢; e ¢y para determinacao da probabilidade de mapeamento no identificador reduzido.

Esse identificador reduzido corresponde, na proposta do HCube, ao identificador do servidor
responsavel pelo armazenamento do conteido representado pelo identificador original com m =
128 bits.

A principal contribuicao do HCube é mostar como a curva SFC de Gray, utilizada no se-
quenciamento dos identificadores dos servidores no cubo tridimensional, pode contribuir para a
reducao da distancia fisica entre contetidos similares e, desta forma, contribuir para auxiliar a
busca por similaridade.

4.1.1 Camadas do HCube

Esta secao fornece uma descricao geral do HCube baseada em uma organizacao logica divi-
dida em duas camadas com funcgoes distintas: a camada de admissao e a camada de armazena-
mento.

A camada de admissao fornece a interface entre o mundo exterior e o HCube. Essa camada é
composta por um conjunto de servidores de admissao que operam no topo do HCube recebendo
as consultas dos usudrios/aplicagoes e preparando-as para serem injetadas no HCube. Para
simplificar, a figura mostra apenas um servidor de admissao. Entretanto, a escolha desse servidor
pode ser gerenciada em fungao do balanceamento de carga de processamento entre os servidores
do HCube. As camadas sao apresentadas na Figura 4.1.

No canto superior esquerdo da Figura 4.1 é apresentado um vetor consulta 7 composto por n
dimensoes sendo admitido pelo HCube associado a um nivel de similaridade de Hamming simy,.
Uma vez que o vetor de consulta 7 é admitido, o servidor de admissao utiliza a funcao RHH
para gerar o identificador dos dados di usado como referéncia para a busca por similaridade.
Na sequeéncia, o servidor de admissao reduz o identificador di, também usando a funcao RHH,
a fim de se obter o identificador do servidor de hospedagem si responsavel pelo armazenamento
de di. Neste exemplo, o si tem um comprimento de 6 bits, considerando um HCube composto
por 64 servidores (2° identificadores de servidores no espaco) e o di tem um comprimento de
128 bits.

Apés a admissao do vetor ?, o identificador dos dados de referéncia di e o nivel de si-
milaridade desejado simy, sdo encaminhados, usando roteamento XOR (Segao 4.1.3), a partir
do servidor de admissao para o servidor de hospedagem si. O servidor de hospedagem deve
procurar em sua base de dados local (camada de armazenamento) todos os identificadores de
contetdo que obedecam ao nivel de similaridade de Hamming desejado para a consulta e, as-
sim como na Hamming DHT, a partir do servidor de hospedagem s¢ uma série de mensagens
get(di,simy,) sdo encaminhadas para os servidores vizinhos no DC com o objetivo de aumentar
a cobertura da busca. Especificamente para fins de avaliagao, as mensagens get(di,simy) sao
gradualmente enviadas a todos os servidores vizinhos a si, e para os vizinhos dos vizinhos, se-
gundo uma ordem crescente da distancia de Hamming entre os identificadores dos servidores.
Ou seja, a partir de si encaminha-se a busca por similaridade para os seus vizinhos fisicos no
HCube, si’, que possuem distancia de Hamming igual a 1 (um) com si. Cada si’ repassa a
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Figura 4.1: Operagao do HCube em camadas. Exemplo durante uma busca por similaridade.

consulta a seus vizinhos fisicos si” que possuem distancia de Hamming igual a 1 (um) com si’ e,
consequentemente, igual a 2 (dois) com si, e assim sucessivamente. O objetivo dessa avalia¢ao é
fornecer uma analise completa da distancia existente entre os servidores que armazenam dados
similares e a cobertura oferecida pelas buscas.

Conforme as mensagens get vao sendo encaminhadas para outros servidores dentro do HCube
na camada de armazenamento, os servidores que contém dados similares devem retornar estes
dados para o servidor de admissao, responsavel pelo tratamento das respostas. O servidor de
admiss@o agrupa as respostas e entrega o conjunto de dados similares para o usudrio/aplicagao,
concluindo o processo. Como uma implementagao alternativa, o servidor de admissao pode
devolver uma lista de referéncias para os dados similares ao invés de devolver todo o conjunto de
dados, evitando a movimentagao desnecessaria de grandes massas de dados de maneira imediata.
Essa implementagao permite a recuperacao gradual dos dados similares, por exemplo, filtrando-
as por data de criacdo e/ou armazenamento.

4.1.2 Organizacgao dos servidores no HCube

O HCube é composto por um conjunto de servidores organizados em uma topologia de hi-
percubo tridimensional, onde tais servidores tém papel fundamental no DC. Nesse contexto,
equipamentos de rede de baixo custo, COTS (Commodity Off-the-Shelf), podem ser utilizados
para simplificar o processo de cabeamento do DC. Até mesmo ligagoes diretas podem ser esta-
belecidas entre os servidores. A caracteristica mais importante do sistema centrado no servidor
(server-centric) é que os elementos de rede (por exemplo, switches) nao estao envolvidos nas de-
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cisoes de encaminhamento de trafego, eles simplesmente fornecem conexoes entre os servidores,
que sao responsaveis por todas as decisoes de encaminhamento.

Cada servidor no HCube dispoe de um processador de propésito geral, meméria, armazena-
mento persistente e seis placas de rede (nomeadas de ethO a ethb) distribuidas em trés eixos
(x, y e z). Cada servidor usa as placas de rede ethO e ethl no eixo x, eth2 e eth3 no eixo v,
eth4 e ethb5 no eixo z. A fim de proporcionar um maior nimero de rotas alternativas dentro
do HCube, aumentar a tolerancia a falhas e reduzir a distancia entre pares de servidores, a
topologia proposta conecta as extremidades do HCube em todos os trés eixos. A Figura 4.2
apresenta uma topologia do HCube composta por 8 servidores. Observe nesta figura a existéncia
de seis interfaces de rede em todos os servidores, as ligagoes nos trés eixos e as conexoes entre
os servidores nas extremidades.

Figura 4.2: Ligacoes z,y,2 de um HCube com 8 servidores.

Conforme ja fora dito anteriormente, a fim de facilitar a busca por similaridade o HCube
adota o codigo de Gray para organizar e alocar os identificadores dos servidores. Dessa forma, os
identificadores de servidores vizinhos diferem em apenas um bit e, consequentemente, tendem a
armazenar conteudos similares indexados usando a fungao RHH. A principal contribuicao desta
tese relativamente a arquitetura do HCube consiste na utilizacao da curva de preenchimento de
Gray como forma de agregar dados similares em servidores vizinhos na distancia de Hamming.
A Figura 4.3 apresenta um HCube com 64 servidores (identificadores de 6 bits). A visualizagao
do HCube esta organizada em quatro niveis (L1, L2, L3 e L4) para efeito de simplicacao. Esses
niveis representam planos no eixo z.

Na Figura 4.3 considere o servidor 29 (0111015) localizado no nivel L2. Os seis vizinhos deste
servidor sao: 28 (0111004, L2) e 31 (0111115, L2) no eixo z, 25 (0110015, L2) e 21 (0101015,
L2) no eixo y; 13 (0011015, L1) e 61 (1111015, L3) no eixo z. Note que todos estes vizinhos
apresentam identificadores cuja distancia de Hamming para o servidor 29 é igual a 1.

Para exemplificar as ligacoes entre os servidores nas extremidades, considere o servidor 60
(1111005), localizado no nivel L3. Os seis vizinhos deste servidor sao: 62 (1111109, L3) e 61
(1111015, L3) no eixo z, 52 (1101004, L3) e 56 (1110004, L3) no y eixo; 44 (1011005, L4) e
28 (0111002, L2) no eixo z. Todos eles também apresentam identificadores com distancia de
Hamming igual a 1 com o servidor 60.

O HCube formado por 64 servidores, conforme as matrizes apresentadas, é considerado
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Figura 4.3: Visualizacao dos niveis no eixo z de um HCube com 64 servidores.

como um caso especial uma vez que o nimero de interfaces de rede dos servidores (6 interfaces)
corresponde exatamente ao comprimento dos identificadores (6 bits). Neste caso particular,
todos os servidores cujos identificadores apresentam distancia de Hamming igual a 1 sao vizinhos
fisicos no HCube.

Por outro lado, em maiores espacos de identificacao de servidores, alguns dos servidores
com distancia de Hamming igual a 1 nao estarao diretamente conectados. Basicamente, seis
servidores com distancia de Hamming igual a 1 estarao diretamente ligados e os demais servido-
res serao posicionados em algum ponto mais distante do HCube aumentando a distancia fisica
(maior nimero de saltos) entre esses servidores.

A Figura 4.4 mostra os niveis de um HCube com 128 servidores, 8x4x4 (7 bits). Nesta figura,
a sequéncia da Gray SFC é representada pelas setas. Considere o servidor 9 (00010015) localizado
no nivel L1. Com identificadores de 7 bits, ha 7 servidores com distancia de Hamming igual a 1
para com o identificador do servidor 9. Eles estao organizados da seguinte forma: os servidores
8 (00010004, L1) e 11 (00010115, L1) no eixo z; servidores 25 (00110015, L1) e 1 (00000015, L1)
no eixo y; servidores 41 (01010015, L2) e 73 (10010015, L4) no eixo z e, finalmente, o servidor 13
(00011015, L1) que nao é vizinho fisico do servidor 9 e estd localizado em uma distancia maior
no HCube. E importante destacar que a distancia em saltos para o servidor 13 ¢é encurtada em
funcao das ligagoes estabelecidas entre os servidores das extremidades do HCube mas o seu valor
numeérico é dado em funcao das tabelas de roteamento dos servidores, geradas pelo mecanismo
do XOR, apresentado na préxima secao desse capitulo.

Um HCube completo deveria ter m dimensoes, onde m é o nimero de bits nos identifica-
dores dos servidores, de tal forma a oferecer os melhores resultados em uma busca utilizando a
similaridade de Hamming. No entanto, um HCube com muitas dimensoes é muito dificil de ser
construido, distante da realidade das estruturas de cabeamento e ligagoes entre servidores em
um DC. Desta forma, a estrutura tridimensional do HCube oferece um bom compromisso entre
a complexidade do cubo e os resultados obtidos em uma busca por similaridade.

4.1.3 Roteamento XOR

Quando o cubo é completo, por exemplo com m = 6 bits, todos os 64 identificadores de
servidores com distancia de Hamming 1 sao vizinhos fisicos. Desta forma o roteamento para en-
caminhar as mensagens é natural, como acontece em qualquer hipercubo. Entretanto, conforme



Capitulo 4. HCube 73
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Figura 4.4: Curva de Gray em um HCube de dimensoes 8x4x4 (128 servidores).

ja discutido anteriormente nesta secao, a medida em que se aumenta o espago de identifica-
¢ao dos servidores nem todos os identificadores vizinhos com distancia de Hamming 1 estarao
diretamente conectados. Desta forma, para se encaminhar as mensagens para alcancar estes
servidores vizinhos na distancia de Hamming, porém distantes no HCube, torna-se necessario o
uso de alguma estratégia de roteamento.

O roteamento baseado em ou-exclusivo, XOR, foi proposto em (Pasquini 2011) e, conforme
mostrado em (Villaga, Pasquini, de Paula & Magalhaes 2013b), é bem adaptado ao cendrio
proposto no HCube. O roteamento XOR usa identificadores planos de m bits para organizar
suas tabelas de roteamento em m colunas e rotear mensagens na rede. Seu algoritmo de rote-
amento usa a operagao de OU-exclusivo bit a bit (XOR) entre dois identificadores k; e ko para
representar a distancia entre k; e ko, denotada por:

d(ki, ka) = k1 @ ko

sendo d(k,k) =0 e d(ky, k2) > 0, Vky # ko.

Dada uma mensagem originada no servidor k; e destinado ao servidor ky, e denotando Y
como o conjunto dos identificadores presentes na tabela de roteamento de k;, o mecanismo de
roteamento XOR aplicado no servidor k; seleciona um servidor k& € Y que minimiza a distancia
ki até ks.

A fim de suportar o encaminhamento de trafego no interior do HCube, as tabelas de rotea-
mento baseadas em XOR mantidas em cada servidor sdo formadas por O(m) linhas. Em cada
linha dessa tabela, o conhecimento sobre os servidores vizinhos estd dividido em m colunas,
chamadas de buckets, e representadas por ;,0 < ¢ < m — 1. Cada vez que um servidor k;
obtém informacoes sobre um servidor k ele armazena as informagoes sobre k na coluna (,,_1_;
tal que 7 é o maior valor que satisfaz a seguinte condicao:



Ak, k) div2 =1,k £k 0<i<m—1

Para exemplificar a criacao de tabelas de roteamento, considere o exemplo dado na Secao
4.1.2 com um HCube de 64 servidores e m = 6 bits. Assumindo o servidor 29 (0111015) como
ki e seu vizinho 13 (0011015) como k, a distancia d(ki, k) = 0100002 e o maior ¢ que satisfaz
a condi¢do é ¢ = 4. Concluindo, o identificador £ = 13 (0011012) deve ser armazenado na
coluna B,,_1_; = Bs_1_4 = [1. Basicamente, a condicao indica que o servidor k; armazena o
conhecimento sobre o servidor k na coluna f,,_1_;, onde m — 1 — i é o comprimento do prefixo
mais longo em comum existente entre os dois identificadores. Isto pode ser observado na Tabela
4.1, onde By, 51, Pa, B3, B4, B5 armazenam os identificadores com lep (longest common prefix, ou
prefixo mais longo em comum) de comprimentos 0, 1, 2, 3, 4 e 5, relativos ao servidor 29
(0111015).

Tabela 4.1: Tabela de roteamento hipotética para o servidor 29 (0111015) em um HCube usando
um espaco de identificacao de servidores onde m = 6.

50 B 1 52 63 54 65
111101 | 001101 | 010101 | 011001 | 011111 | 011100

100000 | 000000 | 010000 | 011000 | 011110
100010 | 000100 | 010100 | 011010
111111 | 001111 | 010111 | 011011

Além disso, embora a informacao nao esteja visualmente incluida na Tabela 4.1, na im-
plementacao do algoritmo de roteamento XOR torna-se necessario acrescentar a informagao
sobre a interface de rede de saida para cada entrada na tabela de roteamento dos servidores
do HCube. Tomando-se o mesmo servidor 29 (0111015) como exemplo, e considerando-se o
bucket B4, nota-se que ha uma referéncia para o servidor 30 (0111105). Essa entrada para o
servidor 30 (0111105) devera ser acrescentada da informagao “eth0”, que corresponde a interface
da esquerda do servidor 29 (0111015) na dire¢@o do eixo x (vide L1 na Figura 4.3). Em outras
palavras, para se alcancar o servidor 30 (0111105) a partir do servidor 29 (0111015) deve-se
utilizar a interface ethO.

Tal abordagem de roteamento ¢ uma das principais vantagens do mecanismo baseado no
XOR, uma vez que cada servidor precisa conhecer apenas um vizinho por bucket, dentre os
possiveis 2" servidores disponiveis no HCube, para ser capaz de encaminhar todas as mensagens
com sucesso. Se um servidor tiver mais de uma entrada por bucket, tais entradas adicionais
podem otimizar o processo de roteamento ajudando-o a encontrar melhores rotas.

Além disso, assumindo a distribuigdo dos identificadores segundo a curva de Gray adotada
no HCube, o preenchimento das colunas da tabela de roteamento dos servidores ¢é facilitado,
pois cada vizinho com distancia de Hamming igual a 1 encaixa-se exatamente em uma coluna da
tabela. Como exemplo, veja na primeira linha da Tabela 4.1 a presenga de todos os servidores
cujos identificadores apresentam distancia de Hamming igual a 1 com o servidor 29 (0111015).
Essa caracteristica reduz a troca de mensagens de descoberta de vizinhos no HCube durante
a inicializacao de cada servidor. Como mencionado anteriormente, para um HCube com mais
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de 64 servidores, apenas seis vizinhos com distancia Hamming iguais a 1 estarao conectados
fisicamente. Neste caso, um processo de sinalizacao deve ser usado para descobrir os demais
servidores e preencher o restante da tabela. Esse processo estd descrito em (Pasquini 2011).

4.2 Avaliacao do HCube

Para avaliar o HCube foi utilizado o ambiente de simulacao de rotamento XOR desenvolvido
em (Pasquini 2011). Para geragao dos identificadores de servidor de hospedagem si e conteudo di
utilizou-se a fungao de hash RHH modificada a partir da implementacao realizada em (de Paula
et al. 2010b) para adequacao as necessidades desta tese. Para atribui¢do dos identificadores
aos servidores e organizacao do HCube desenvolveu-se um gerador da curva de Gray usando
a linguagem de programagao Java. Por fim, a interface com o usuario possui duas primitivas
béasicas baseadas no mesmo modelo chave-valor descrito na Hamming DHT: put(k, v) e get(k,
simyp). A primeira permite que um valor (um dado, ou um contetdo, representado por v) seja
armazenado no HCube associando-o a uma chave (identificador) k. A segunda parte permite
que um identificador de referéncia, k, seja fornecido ao HCube junto a um nivel de similaridade
de Hamming desejado, stmy,.

Para avaliar o HCube os seguintes experimentos foram realizados:

e Usando a funcao de hash RHH foram gerados os identificadores de 128 bits para todos os
48842 perfis de adultos na base de dados;

e Eisses identificadores foram reduzidos para 6, 10, 11, 12 e 13 bits e distribuidos em HCube
com 64, 1024, 2048, 4096 e 8192 servidores, organizados de acordo com a sequéncia da
curva de Gray, a sequéncia binaria natural e uma distribuicao aleatoria, sendo essas duas
ultimas somente para efeito de comparagoes entre os resultados;

e Os mesmos 48842 perfis de adultos presentes na base de dados foram usados como vetores
de consulta nos HCube considerando-se niveis de similaridade de Hamming maiores ou
iguais a 0.7, 0.8, 0.9 e 0.95;

e A partir do servidor de hospedagem todos os perfis que se encaixavam dentro do nivel
de similaridade de Hamming fornecido foram recuperados, avaliando-se a distancia e a
cobertura da busca nas trés organizacoes sugeridas.

Esses testes nos permitiram destacar os seguintes aspectos:

e A correlacao entre a similaridade do cosseno e a similaridade de Hamming dos identificado-
res dos servidores de hospedagem (6, 10, 11, 12 e 13 bits) gerados a partir do identificador
do conteudo, de 128 bits;

e A distancia média entre dados similares no HCube, contada pelo nimero de saltos entre
os seus respectivos servidores de hospedagem, em funcao dos niveis de similaridade e dos
trés HCube testados (organizagao segundo a curva de Gray, sequencial e aleatdria);



e A distribuicao de frequéncia do ntimero de saltos necessarios para recuperar todos os perfis

similares de acordo com a distancia de Hamming dos identificadores nas trés organizacoes
de HCube;

e A cobertura em funcao da profundidade das buscas para cada nivel de similaridade nos trés
HCube. Nesse teste a busca era expandida para os vizinhos do servidor de hospedagem
(si) e para os vizinhos dos vizinhos, de forma a relacionar a profundidade da busca e a
quantidade de conteidos recuperados.

Para realizar os testes, perfis de adultos foram indexados e distribuidos no HCube usando a
primitiva put(k,v). A primitiva get(k,simy,) foi usada para recuperar os perfis similares, onde
k é o identificador de um perfil de adulto de referéncia e sim; é o nivel de similaridade de
Hamming desejado. Conforme ja dito anteriormente, apenas com o objetivo de avaliar a relagao
entre a cobertura total da consulta e o nimero de saltos necesséarios, a busca foi estendida a
todos os vizinhos do servidor de hospedagem com distancias fisicas maiores do que 1. Em regime
de operagao no DC este valor de profundidade da busca pode ser considerado um parametro
configuravel em funcao da carga nos servidores e da cobertura desejada para as buscas.

Além disso, devido & enorme quantidade de pares de vetores para serem analisados (488422
= 2385540964), limitou-se a avaliacado dos resultados em 10% dos pares em cada nivel de simi-
laridade (0.7, 0.8, 0.9 e 0.95). Apesar desta reducao aplicou-se o teste de intervalo de confianga
estatistica de 95% nos resultados e verificou-se que os mesmos foram satisfatérios.

4.2.1 Correlagoes

Conforme descrito na Figura 4.1, os identificadores dos servidores de hospedagem, si, sao
gerados a partir do identificador do conteido de 128 bits, di, tomando-se 0 mesmo como um vetor
de 128 dimensoes com atributos binarios. O objetivo dos testes é mostrar que a similaridade
do cosseno, mantida na similaridade de Hamming dos identificadores de conteido de 128 bits
(Segao 2.3), é preservada apds a reducao do identificador di e a geracao dos identificadores si.
A Tabela 4.2 mostra a correlagao entre a similaridade do cosseno e similaridade de Hamming
dos identificadores dos servidores de hospedagem de 6, 10, 11, 12 e 13 bits, gerados a partir do
identificador de 128 bits. Os resultados sao classificados segundo os niveis de similaridade 0.7,
0.8, 0.9 e 0.95.

Tabela 4.2: Correlagao média entre as similaridades do cosseno e de Hamming.

SiMees | 6-bits | 10-bits | 11-bits | 12-bits | 13-bits
SUMpam | SUMbam | StTMham | STMbam | STMham
> 0.7 0.37 0.46 0.49 0.51 0.58
> 0.8 0.42 0.57 0.61 0.68 0.78
> 0.9 0.69 0.74 0.77 0.84 0.90
> 0.95 0.96 0.97 0.98 0.98 0.99
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Para os niveis de similaridade mais altos (> 0.9), os resultados mostram uma correlagao forte
(> 0.8) entre a similaridade do cosseno e a similaridade de Hamming dos identificadores dos
seus respectivos servidores de hospedagem no HCube. Quando o nivel de similaridade cai abaixo
de 0.9, é possivel notar uma correlacdo moderada (entre 0.4 e 0.8) entre as similaridades dos
servidores, exceto para o nivel de similaridade 0.7 e HCube com 64 servidores (identificadores
de 6 bits). Conclui-se desta tabela que quanto maior é o nivel de similaridade e o tamanho
do identificador si, maior é a correlacao entre a similaridade do cosseno e a similaridade de
Hamming dos servidores de hospedagem dos perfis de usuarios no HCube.

4.2.2 Distribuicao das distancias entre servidores de hospedagem

As avaliacoes realizadas nesta secdo mostram a relacao entre as distancias de Hamming dos
identificadores dos servidores de hospedagem e a distancia (medida em nimero de saltos) entre
eles nas trés configuracoes: Gray, Sequencial e Aleatério. Os resultados da avaliacao estao
presentes na Figura 4.5.

A partir da Figura 4.5 é possivel perceber que a distancia média entre os servidores no
HCube, medida em nimero de saltos, é diretamente proporcional a distancia de Hamming dos
seus identificadores. Na organizacao sequencial percebe-se que o nimero de saltos para dis-
tancias de Hamming baixas (o que implica em maior similaridade) é sempre maior do que na
organizacao segundo a curva de Gray, pois esta curva é especializada no agrupamento segundo a
similaridade de Hamming. Entretanto, esse comportamento se inverte ao atingirmos a metade,
ou mais, do tamanho dos identificadores utilizados. Por exemplo, com 10 bits de identificador
de servidor (Figura 4.5(b)) e distancia de Hamming igual a 7 (simpem = 0.3), observa-se que
a organizacao de Gray oferece aproximadamente 11.5 saltos de distancia, enquanto que a or-
ganizagao sequencial oferece aproximadamente 9.5, compensando o efeito de agrupamento por
distancia de Hamming da curva de Gray. Esse comportamento justifica a vocagao do HCube
para buscas por similaridade de Hamming. Na organizagao aleatoria percebe-se um equilibrio
entre todas as faixas de distancias de Hamming uma vez que nenhum agrupamento ¢ fornecido.

4.2.3 Distancia média entre conteudos similares

As médias do numero de saltos necessarios para recuperar os perfis de adultos no DC em
fungao do nivel de similaridade desejado estao apresentadas nas Tabelas 4.3 (HCube), 4.4 (or-
ganizagao sequencial) e 4.5 (organizacao aleatoria). Foram avaliados DCs com 64 (m = 6 bits),
1024 (m = 10 bits), 2048 (m = 11 bits), 4096 (m = 12 bits) e 8192 (m = 13 bits) servidores
usando a proposta do HCube (cubo tridimensional e sequéncia do cédigo de Gray) e usando
o mesmo cubo com identificadores organizados de maneira sequencial natural e aleatéria. A
implementagao sequencial segue o mesmo formato da curva da Figura 4.4, entretanto os identi-
ficadores sao organizados em sua sequéncia natural [0, 1,2...2" — 1] onde m é o numero de bits
do identificador dos servidores que formam o HCube.
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Figura 4.5: Distancia em saltos X Distancia de Hamming entre os servidores nas 3 diferentes
organizagoes avaliadas. DCs de diferentes tamanhos: 64 servidores (a), 1024 servidores (b),
2048 servidores (c), 4096 servidores (d) e 8192 servidores (e).

Tabela 4.3: Média do nimero de saltos no HCube (organizacao segundo a curva de Gray).

Similaridade | m =6 | m =10 | m=11 | m =12 | m = 13
> 0.7 1.08 3.09 4.34 4.69 7.64
> 0.8 0.98 2.56 3.45 3.71 6.27
> 0.9 0.74 1.76 2,33 2.57 3.48
> 0.95 0.18 0.28 0.76 1.02 2.10

Tabela 4.4: Média do nimero de saltos no DC com organizacao sequencial.

Similaridade | m =6 | m =10 | m=11 | m =12 | m =13
> 0.7 1.89 3.75 6.16 8.63 10.61
> 0.8 1.73 4.89 5.32 7,60 9.69
> 0.9 1.35 3.19 5.08 6.17 8.58
> 0.95 0.85 1.35 2.43 3.12 5.11
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Tabela 4.5: Média do ntimero de saltos no DC com organizacao aleatoria.

Similaridade | m =6 | m =10 | m =11 |m =12 | m =13
> 0.7 2.83 12.10 17.91 22.84 29.75
> 0.8 2.49 10.69 16.74 21.02 26.67
>0.9 1.86 8.50 16.16 17.93 20.20
> 0.95 1.24 4.98 6.42 7.93 9.00

Conforme dito anteriormente, avaliou-se 10% do total de pares de perfis similares em cada
nivel de similaridade, selecionados aleatoriamente e avaliados com intervalo de confianca de
95%. Os resultados mostram que, no HCube, quanto maior o nivel de similaridade desejado em
uma consulta, menor é a distancia entre conteidos similares. Além disso, as menores distancias
entre contetidos similares sao obtidas com a organizagao proposta do HCube, de acordo com a
sequéncia da curva de Gray.

O HCube com 64 servidores é um cubo de Hamming completo. No caso de um cubo de
Hamming completo com n dimensoes, dado um nivel de similaridade de Hamming sim;, entre
os identificadores de servidores, a distancia entre eles é n - (simy,*n). Por exemplo: com n = 10
e sim;, = 0.8, a distancia entre servidores com esse nivel de similaridade é 10 - (0.8 * 10) = 2.
Um cubo com com mais de 64 servidores é dito incompleto e apresenta valores médios maiores
do que o valor maximo obtido em um cubo completo devido ao limite de interfaces entre os
servidores. Por exemplo, para 64 servidores e similaridade 0.8 o HCube apresenta uma média
de 0.98 saltos e um maximo de 2 saltos. Para 1024 servidores temos valores maiores do que 2
saltos com média 2.56.

4.2.4 Cobertura das buscas por similaridade

Nesse teste mapeia-se o servidor de hospedagem (si) responsavel por um determinado con-
teido indicado na mensagem get(k,v), lembrando que os contetidos similares ao conteido k
indicado na mensagem e contidos nesse servidor serao contabilizados com uma distancia de 0
saltos. A partir desse servidor, expande-se a busca para os vizinhos e os vizinhos dos vizinhos
do servidor de hospedagem. A profundidade das buscas por similaridade foi expandida inde-
finidamente até que se completasse 100% de cobertura, uma vez que o objetivo era medir a
cobertura em func¢ao da profundidade (representada pela distancia em saltos). Cabe ressaltar
aqui a mesma observacao feita para os testes da Hamming DHT: uma vez que a base de dados ¢é
previamente conhecida, sabe-se com antecedéncia quais sao os contetidos similares a uma deter-
minada referéncia. As Figuras 4.6, 4.7, 4.8, 4.9 e 4.10 trazem os resultados da cobertura média
obtida nas buscas por similaridade nas trés diferentes organizagoes do DC, (a) HCube (Gray),
(b) Sequencial, (c) Aleatério. Foram avaliadas buscas com similaridades 0.7, 0.8, 0.9 e 0.95 em
DCs com 64, 1024, 2048, 4096 e 8192 servidores.

A partir da figura pode-se observar que os melhores resultados sao obtidos para os niveis
de similaridade mais elevados. Por exemplo, considerando um HCube com 8192 servidores e
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nivel de similaridade 0,9 (Figura 4.10(a)), 40% dos perfis similares sdo recuperados utilizando-
se uma média de 2 saltos e 70% deles sao recuperados com 4 saltos em média. Com o mesmo
tamanho de DC, o mesmo nivel de similaridade e a mesma profundidade nas buscas, 2 e 4
saltos, na organizacao sequencial obtém-se uma cobertura média de 30% e 62% (Figura 4.10(b))
e na organizacao aleatéria, 9% e 11% (Figura 4.10(c)). Na figura limitou-se a profundidade
maxima em 13 saltos, apenas para efeito de visualizacdo e comparagoes. Principalmente na
organizacao aleatdria observa-se que nao se consegue recuperar todos os conteidos similares
com essa limitacao.

Em uma implementagao real, nao simulada, esses dados servem como base de orientacao
para que o administrador do DC possa regular a profundidade da busca em funcao da cobertura
desejada. O mais importante nesse caso é a confirmacao de que o HCube apresenta um bom
resultado de cobertura para uma mesma profundidade.

4.3 Consideracgoes Finais

A maioria dos trabalhos relacionados sobre busca por similaridade disponiveis na literatura é
baseada em esquemas de indexacao centralizados (Zhang, Agrawal, Chen & Tung 2011), fun¢oes
de hash (Indyk & Motwani 1998) e SFCs (Lawder 1999). Alguns outros estao relacionados a
solucoes distribuidas em ambientes de redes P2P (Bhattacharya et al. 2005), (Tang, Xu &
Mahalingam 2003) e (Haghani et al. 2009). Ambos cendrios, centralizado e distribuido, sao
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motivados pelo problema da busca pelos vizinhos mais préximos, ou seja: “como recuperar os
dados mais similares dada uma referéncia e um espaco de indexac¢ao™?

As solugoes centralizadas oferecem resultados eficientes usando estruturas de dados especia-
lizadas. Entretanto, elas nao sao adequadas no cenério de Big Data devido a enorme quantidade
de dados a serem considerados, onde as solucoes distribuidas sao mais interessantes. As solugoes
baseadas em redes P2P sobrepostas (overlay) aparecem como alternativa para o tratamento de
grandes volumes de dados. Em geral, essas solugoes sao baseadas em Tabelas Hash Distribuidas
(DHTS, ou Distributed Hash Tables). No entanto, embora pares que armazenam dados similares
possam ser rapidamente localizados na rede P2P, nao ha garantia de que eles estejam fisicamente
proximos, uma vez que a rede é sobreposta, podendo resultar em alta laténcia na recuperagao
desses dados.

Comparado-se com todos esses trabalhos relacionados, o HCube é uma solugao distribuida
que utiliza fungoes LSH e SFCs para suportar buscas por similaridade porém nao se baseando em
solucao de redes sobrepostas. O HCube apresenta um DC centrado nos servidores, especializado
na busca por similaridade, onde dados similares sao armazenados em servidores fisicamente
proximos.

Grandes empresas como Google (Chang, Dean, Ghemawat, Hsieh, Wallach, Burrows, Chan-
dra, Fikes & Gruber 2006) e Amazon (DeCandia, Hastorun, Jampani, Kakulapati, Lakshman,
Pilchin, Sivasubramanian, Vosshall & Vogels 2007) desenvolveram DCs especializados no arma-
zenamento e processamento de grandes volumes de dados através da solucao MapReduce, mas
nenhum deles é especializado na busca por similaridade. Deste modo, abre-se com o HCube um
novo campo de pesquisa, no qual as aplicagbes podem se beneficiar da sua estrutura adaptada
a esse tipo de busca.

Sabe-se que é possivel implementar a busca por similaridade utilizando-se de tecnologias
mais difundidas e ja estabelecidas na literatura, tais como o Hadoop (The Apache Software
Foundation 2013) e o MapReduce (Dean & Ghemawat 2008). Alids, inclusive, acreditamos
que é possivel usar a similaridade de Hamming para recuperacao de contetidos similares em
DCs em conjunto com essas duas tecnologias. Ao encaminhar as consultas para os vizinhos
estamos fazendo um “Map”, e ao juntar os resultados no servidor de admissao estamos fazendo
um “Reduce”. A proposta presente nessa tese baseia-se na juncao das trés ferramentas que, se
utilizadas em conjunto, tornam-se bastante tteis nos cenarios de busca por similaridade.

A partir dos resultados de cobertura observa-se um comportamento semelhante ao presente
na Hamming DHT" os resultados se tornam melhores quando se expande a busca para os vizinhos
do servidor de hospedagem si. Considerando-se somente os contetidos presentes nesse servidor
(ou seja, distancia 0) praticamente nao existe diferenga entre as organizagoes de DC, visto que
o mapeamento do si é feito pela funcao de hash RHH, sendo este um resultado exclusivo dessa
funcao. Como a contagem de distancia é feita sempre a partir do servidor si, e esse servidor
existird em todas as implementacoes, é razoavel esperar que eles armazenem a mesma quantidade
de contetdos similares a distancia 0. Entretanto, a organizacao dos enlaces entre os servidores
privilegiando a similaridade de Hamming influi nos resultados com distancias superiores a 1
(um).

Novamente sabemos que o desbalanco de cargas entre os servidores pode ser uma caracteris-



tica indesejavel em DC, e que esse desbalanco é um efeito colateral comumente encontrado em
sistemas distribuidos baseados em hash LSH. Entretanto, é também sabido que existem vérias
técnicas de abordagem na literatura voltadas para reduzir esse efeito do desbalanceamento de
carga. Por exemplo, baseando-se no trabalho apresentado em (Haghani et al. 2009) pode-se
amostrar aleatoriamente a base de dados de tal forma a estimar a distribuicao de similaridade
entre os conteudos armazenados no DC e, em funcao dessa distribuicao, adotar politicas de
replicacao de conteido voltadas a equilibrar a carga entre os servidores. Essa abordagem é
dinamica pois exige uma verificacao constante dessa distribuicao. Uma outra possibilidade,
apresentada por (Surana, Godfrey, Lakshminarayanan, Karp & Stoica 2006) em cenérios de
redes sobrepostas do tipo DHT, pode ser adaptada ao HCube. Trata-se da nomeacao de servi-
dores virtuais, expandindo-se o tamanho do identificador dos servidores, e mapeamento desses
servidores virtuais em servidores reais do DC de uma forma deterministica. Dessa forma um
conteudo estaria sempre replicado no DC. Adotando-se uma funcao de mapeamento baseada no
oposto da similaridade, um conteido poderia ser mapeado no seu respectivo sz e no servidor
cujo identificador é o mais distante (em Hamming) possivel de si, balanceando-se naturalmente
a carga no HCube.

Para melhorar o desempenho do HCube é possivel utilizar-se de cache de conteido nos
servidores do HCube. Espalhando-se cépias dos conteuidos no caminho entre o servidor de hos-
pedagem si, inicio da busca, e o servidor de hospedagem si”", responsavel pelo armazenamento
dos contetidos similares mais distantes, seria possivel reduzir ainda mais as distancias e aumen-
tar a cobertura. Inclusive, sabendo-se que um DC é um ambiente mais estével e controlado do
que uma DHT, pode-se analisar dinamicamente as tabelas de roteamento dos servidores, gera-
das pelo mecanismo do roteamento XOR, e escolher os melhores pontos para instalagao desses
caches.

Uma outra limitacao dos testes foi a auséncia de ocorréncia de falhas entre servidores do
DC. Em todos os cenarios testados foram avaliados somente HCubes com ntimero de servidores
igual a uma poténcia de 2. Entretanto, o mecanismo direto de suporte as falhas de servidores
em DCs é seguir a curva de Gray e o servidor sucessor na curva assume o armazenamento
temporariamente através de esquemas de replicacao de conteido e mecanismos de keep-alive.

O ambiente de testes usado no desenvolvimento desta tese foi insuficiente para que pudessem
ser realizados testes com mais de 8k servidores no DC. Entretanto, ja nas figuras e nos resultados
¢ possivel observar que os resultados vao gradativamente “piorando” quando se aproxima de um
numero alto de servidores no DC. Isso acontece devido a limitacao imposta de seis interfaces
por servidor. Devido a essa limitacao, somente seis servidores com identificadores similares
podem estar diretamente conectados. Por exemplo, em um DC com 64 servidores (2°) todos
os servidores similares com distancia de Hamming igual a 1 estao diretamente conectados. Em
um servidor com 256 servidores (2%), 6 servidores similares estao diretamente conectados e 2

estao localizados em distancias maiores do que 1 salto, o que representa g = 25% das interfaces.
Com o aumento do numero de servidores, essa relacdo aumenta ainda mais até que, no limite,
os resultados aproximar-se-ao do DC aleatério. Como solucao para isso pode-se adotar alguma
hierarquia entre DCs ou, ainda, uma sobreposicao de DCs como uma rede overlay, criando-se
atalhos no plano logico dos identificadores dos servidores. Esse é um possivel trabalho futuro
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envolvendo o HCube.

Por fim, o mapeamento dos contetdos aos servidores no HCube poderia ser feito utilizando-se
técnicas diferentes, por exemplo. Na primeira, ao invés de se aplicar novamente a fungcao RHH
no identificador do conteudo di para reduzi-lo ao tamanho do identificador do servidor, sz, como
foi feito na tese, poder-se-ia escolher aleatoriamente um conjunto de bits em di que, juntos, for-
mariam o identificador si. Essa técnica certamente traria um custo computacional menor, uma
vez que somente operacoes binarias seriam necessarias na geracao de si. Entretanto, o grau de
aleatoriedade da funcdo RHH (em fungao da escolha dos vetores ?) contribui para uma melhor
distribuicao dos contetidos no HCube pois todos os bits do identificador di sao considerados.
Isso também dificultaria o uso malicioso dos bits escolhidos para sobrecarregar servidores. Na
segunda técnica, os identificadores dos servidores poderiam ser gerados diretamente a partir do
vetor de consulta, 7 Essa técnica poderia melhorar a correlagao entre a similaridade do cos-
seno e a similaridade de Hamming para cubos menores, com 64 servidores por exemplo, uma vez
que nao haveria o acumulo das perdas provocadas pela aplicacao em série da funcao RHH. Essa
técnica exigiria que toda consulta fosse feita a partir do vetor de consulta, impedindo que uma
busca por similaridade pudesse ser realizada diretamente a partir do identificador de conteudo.
A opcao escolhida nesta tese tem essa flexibilidade.






Capitulo

Trabalhos Relacionados

Este capitulo apresenta alguns trabalhos relacionados encontrados na literatura cientifica
da area. Foi deixado para o final da tese propositalmente, de tal forma que nesse momento o
leitor ja tenha o completo conhecimento das propostas aqui apresentadas e possa identificar as
principais contribuicoes e as diferentes abordagens dessa proposta e dos trabalhos relacionados
citados nesse capitulo. Esses trabalhos foram divididos em trés categorias, listadas a seguir,
sendo que cada uma compoe uma secao.

e Busca por similaridade: trabalhos envolvendo busca por similaridade, representacao veto-
rial e funcoes de hash;

e Busca por similaridade em redes P2P: trabalhos envolvendo busca por similaridade em
redes P2P do tipo DHT;

e Busca por similaridade em Data Centers: trabalhos envolvendo busca por similaridade
em Data Centers e Computagao em Nuvem.

5.1 Busca por similaridade

A busca por similaridade é um assunto que interessa a comunidade cientifica de computacao
hé vérios anos. Em (Garg & Gotlieb 1986) sao apresentadas metodologias para construgao de
funcoes de hash capazes de preservar a ordem dos dados na geracao dos identificadores, isto
é, H(K,) > H(K3) para todo K; > Ks, onde, na notagdo usada no artigo original, H é uma
funcao de hash e K é uma chave de dados usada na geracao dos identificadores. As propostas
sao aplicadas em conjuntos de dados reais extraidos de listas telefonicas da época. O artigo,
em resumo, apresenta o conceito de Locality Preserving Hashing, ou Order-Preserving Linear
Hashing. A proposta nao considera a busca por similaridade exatamente da forma como consi-
deramos nessa tese, entretanto, também é um tipo de busca relevante em estruturas locais de
indexacao, especialmente discos rigidos, objetivo do trabalho na época de seu desenvolvimento.

Um outro tipo de busca por similaridade importante na literatura sao as buscas por inter-
valos, ou Range Queries, cujo conceito foi mencionado na Segao 1.1.3. Em (Faloutsos 1988) é
apresentado uma técnica de criacao de identificadores hash para conteidos multidimensionais
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capaz de facilitar a busca por intervalos. Na proposta, o identificador gerado é formado pela
concatenacao dos valores hash de cada atributo do objeto representado. Para gerar o identifica-
dor hash de cada atributo, os mesmos sao ordenados segundo a sequéncia do cédigo de Gray de
acordo com os intervalos de interesse nas buscas. Como conclusao, o artigo mostra que o codigo
de Gray oferece uma agregacao de contetidos similares segundo a distancia de Hamming que
¢ sempre maior ou igual a agregacao obtida utilizando-se a ordenacao natural. Por exemplo,
na Figura 3.1 (no canto direito da figura) todas as ocorréncias de identificadores do tipo *10**
estao consecutivamente posicionadas e armazenadas no né 30 quando se utiliza a ordenagao
segundo o cédigo de Gray. Ao usar a ordenacao natural, as ocorréncias dividem-se nos noés 13
e 30. Esse resultado foi um dos principais inspiradores desta tese.

(Indyk & Motwani 1998) e (Gionis et al. 1999) sao referéncias fundamentais em qualquer
trabalho que aborde a busca por similaridade através de fungoes de hash. Ambos apresentam o
conceito de fungoes de hash sensiveis a localidade, ou Locality Sensitive Hashing, onde pontos
em um espaco de representacao multidimensional sao projetados em um espago de dimensoes
reduzidas de tal forma que pontos proximos no espaco de maior dimensao sao mapeados no
mesmo ponto, ou em pontos proximos, do espaco de menor dimensao, em funcao do grau de si-
milaridade entre esses pontos. Essa medida de similaridade representa uma esfera n-dimensional
no espaco, equivalente a um raio de vizinhanga em torno de um ponto no espaco. O trabalho
desenvolvido por (Indyk & Motwani 1998) e (Gionis et al. 1999) foi motivado pela maldigao
da dimensionalidade, onde as técnicas até entao utilizadas para indexagao visando a busca por
similaridade estavam tornando-se ineficientes e, conforme ja fora dito anteriormente, eram ge-
ralmente baseadas nas curvas de preenchimento de espago. (Jagadish et al. 1995) é um bom
exemplo de trabalho nesse contexto.

Em (Charikar 2002), Charikar apresentou ao mundo cientifico a fungdo Random Hyperplane
Hashing (RHH), onde os identificadores hash gerados pela sua aplicagdo em pontos de um
espaco multidimensional seriam mapeados em um hipercubo de Hamming. Vértices vizinhos
neste hipercubo apresentam distancia de Hamming igual a 1. Pontos proximos neste espaco
multidimensional seriam mapeados no mesmo vértice ou em vértices vizinhos do hipercubo de
Hamming. Além disso, define-se o cosseno como medida de similaridade entre os pontos do
espaco original. Como consequéncia, os identificadores de objetos representados por vetores
multidimensionais, gerados usando-se a funcao RHH, apresentariam baixas distancias de Ham-
ming entre si, proporcionais a similaridade do cosseno entre os vetores de objetos.

Em (de Paula 2011), trabalho desenvolvido pelo grupo de pesquisa no qual essa tese esté
inserida, mostrou-se como essa técnica de hash pode ser aplicada para geracao de identificadores
voltados para a busca conceitual. Nela, os objetos sao representados por conceitos mapeados
em ontologias. Na busca conceitual o objetivo ¢ classificar e permitir a recuperacao de objetos
relacionados a conceitos em uma ontologia. Admite-se também um grau de similaridade entre os
conceitos medidos em funcao das carateristicas da ontologia utilizada. As primeiras versoes de
DHT desenvolvidas durante esta tese foram apresentadas em (de Paula et al. 2010a) e (Villaga,
de Paula, Magalhaes & Verdi 2010) e, posteriormente, buscou-se aplicar as ideias em cendrios
de busca por similaridade de conteidos, mais comuns na literatura. A partir desse ponto deu-se
inicio ao desenvolvimento da Hamming DHT.
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A representacao vetorial de objetos é uma técnica bastante comum e muito utilizada em
diversos trabalhos na literatura. Em (Berry et al. 1999) ¢é apresentado de forma bastante clara
e didatica a fundamentacao matematica necessaria para a aplicacao dos conceitos de Algebra
Linear no gerenciamento e indexacao de grandes volumes de textos, denominada Vector Space
Model (VSM). Basicamente, mostra-se uma maneira de se representar textos de maneira vetorial
através da selecao de palavras-chave, e do uso de técnicas de indexacao semantica latente, ou
Latent Semantic Indexing (LSI) (Deerwester, Dumais, Furnas, Landauer & Harshman 1990)
para reduzir as dimensoes dos vetores de representacao. Essa redugao ocorre, resumidamente,
pelo agrupamento de palavras de mesma semantica em uma mesma dimensao.

A representacao de imagens através de vetores também é possivel e é frequentemente uti-
lizada em diversos trabalhos. Por exemplo, em (Kong 2009) as imagens sdo representadas
por vetores contendo informacoes numéricas sobre o histograma de cores, histograma de borda
(edge) e direcao. A medicao de similaridade é feita usando-se medidas de distancia Euclideana
e cosseno combinando-as nas operacoes de busca por similaridade. Esse trabalho estd inserido
no contexto da busca de imagens baseadas em seu contetido, ou Content-Based Image Retrieval
(CBIR) onde hé a extragao automadtica de caracteristicas das imagens, tais como cor, textura,
formas, layouts, etc, com o objetivo de representéa-las através de vetores em um espaco multidi-
mensional. (Grauman & Darrell 2007) é outro trabalho motivado pela recuperagao de imagens
por similaridade. Entretanto, em sua proposta, Grauman apresenta uma técnica de hash LSH
especifica para aplicacao em imagens de tal forma a beneficiar a busca por similaridade. A téc-
nica proposta baseia-se na funcao RHH e, consequentemente, também apresenta a similaridade
na distancia de Hamming.

O desenvolvimento desta tese voltou-se para uma solucao de representacao e hash de con-
tetdos que fosse genérica e nao focasse em uma aplicacao especifica. Entretanto, toda a infra-
estrutura proposta pode ser perfeitamente aplicada em cendrios especificos a um determinado
tipo de conteudo que possa ser representado por vetores e apresente identificadores similares na
distancia de Hamming, inclusive o trabalho desenvolvido em (Grauman & Darrell 2007).

Audio e video também podem utilizar-se de fungoes LSH e da representagao vetorial em
cendrios de busca por similaridade. Em (Ryynanen & Klapuri 2008) o usuério do sistema pro-
posto indica um trecho de uma misica ou som que se queira recuperar e todas as musicas
indexadas na base de dados que possuam trechos similares sao retornadas. O método utilizado
automaticamente converte a consulta em notas (frequéncias) musicais equivalentes no formato
MIDI (Musical Instrument Digital Interface) formando-se um vetor de alturas tonais, ou pit-
ches. Em (Yoshida & Murabayashi 2008) utiliza-se fungdes LSH e representagao vetorial para
identificar videos similares em uma base de dados com o objetivo de identificar, em uma grande
base de dados, videos que infrinjam termos de copyright, comparando os seus contetidos com o
video original. Trata-se de um problema de busca por similaridade e os autores usam o con-
ceito de “assinatura RGB (Red, Green, Blue)” para construir a representacao vetorial dos videos
analisados.

Entretanto, como ja fora dito anteriormente, em todos os casos esses objetos passam por
algum processo de extracao de atributos que sao posteriormente transformados em numeros
e, a partir de entao, sao representados por vetores. No caso de dados que possuem atributos



nao numéricos para serem analisados, o uso da representacao vetorial e da indexacao usando
LSH precisa de algum tratamento especial. Em (Le & Ho 2005) sao apresentadas diferentes
técnicas de medidas de similaridade para dados categoricos, ou seja, dados nao numéricos, onde
os atributos representam categorias segundo alguma classificacao prévia. Os resultados obtidos
nesse trabalho indicam que nenhum método é dominante sobre os demais. Além disso, em
(Desai et al. 2011), afirma-se que o procedimento de transformacao de dados categéricos em
dados numéricos é necessario pois a nogao de distancia ou similaridade para atributos textuais,
ou categdricos, nao é tao direta e usual quanto ¢ em dados numéricos.

Por fim, em (Qian et al. 2004) compara-se as medidas de similaridade através de cosseno
e distancia Euclideana em cendrios de busca por similaridade. Como conclusao, os autores
mostram que a medida do cosseno produz resultados semelhantes aos obtidos usando-se a medida
de distancia Euclideana além de possuir a vantagem de, naturalmente, ja ser uma medida
normalizada. Em (Lee et al. 2011) é abordado o problema da redugao de duplicatas em busca
por similaridade, conhecido como Similarity Joins. Nesse trabalho, os autores sugerem o uso do
cosseno como medida de similaridade visto que ela é uma medida que produz bons resultados
em diversos e diferentes dominios de aplicacao.

5.2 Busca por similaridade em redes P2P

Em trabalho recentemente publicado, (Zhang, Xiao, Tang & Tang 2011) apresenta um apa-
nhado de trabalhos relacionados a indexacao de dados multidimensionais em ambientes distri-
buidos do tipo redes P2P. Nele, fez-se uma revisao bastante completa da literatura, indicando-se
os principais grupos de pesquisa ativos e seus focos de atuagao, dividindo-os em 4 grupos: 1)
extensao dos métodos centralizados; 2) extensao de redes P2P para suporte a busca por dados
multidimensionais; 3) hibridos, que combinam técnicas centralizadas e redes P2P j4 existentes e
consagradas na literatura e; 4) miscelanea. A Hamming DHT nesse contexto encaixa-se no grupo
3, uma vez que a partir de técnicas para indexagao local, tais como LSH, RHH e Gray codes,
propos-se uma variagao da DHT Chord de tal forma a capacita-la a suportar adequadamente a
busca por similaridade.

pSearch (Tang et al. 2003) é uma proposta de rede P2P que usa a representacao vetorial
de documentos, reduzidos segundo a técnica do LSI (Deerwester et al. 1990), e a similaridade
do cosseno entre esses vetores para realizacao de buscas por similaridade em redes P2P. O
foco do trabalho é a disseminacao de um dicionario distribuido de termos que permita que os
documentos possam ser indexados por todos os nds participantes da rede de maneira uniforme
e distribuida. Nenhuma referéncia a similaridade de Hamming é mencionada e a rede proposta
¢ especifica para a busca distribuida de documentos.

Em (Haghani et al. 2009) discute-se os desafios de se usar fungoes LSH em redes P2P
e ambientes distribuidos. O trabalho explora uma caracteristica das funcoes LSH que é a
habilidade de se mapear em um mesmo identificador os contetidos similares. O objetivo, nesse
caso, é mapear o espago multidimensional dos conteidos no espaco linear dos identificadores
dos nos da rede P2P, de tal forma que conteidos similares sejam mapeados em um mesmo
n6 da rede com probabilidade proporcional a medida de similaridade entre eles. Abordagem
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semelhante a essa foi usada no HCube, entretanto, na Hamming DHT nés e contetidos dividem
o mesmo espaco de enderecamento. Além disso, nao se discute nenhuma maneira para buscar
os conteudos similares armazenados nos outros nés da rede P2P.

Bhattacharya (Bhattacharya et al. 2005) é, sem divida, o trabalho mais préximo a proposta
da Hamming DHT. Trata-se de um trabalho que explora a representagao vetorial, similaridade
do cosseno e a similaridade de Hamming na realizacao de buscas por similaridade. O trabalho
propoe a extensao de qualquer DHT (legado) para suportar a busca por similaridade através da
implementagao da primitiva get(k,simy,), com a mesma definigdo usada na Hamming DHT. Essa
implementagao funciona como uma camada extra implementada acima das primitivas bésicas
get e lookup presentes em praticamente todas as DHTs. Na proposta, dado um contetido de
referéncia k, a busca é encaminhada para o né responsavel por k através da chamada a primitiva
lookup(k). A partir desse nd, a camada de busca por similaridade gera todos os identificadores
k' que possuem similaridade de Hamming maior ou igual a sim;. Em seguida, todos esses
identificadores k' sdo buscados através de chamadas sucessivas a fungao get(k’) e concentrados
no né de origem das buscas para formacao da resposta.

Embora seja uma técnica que possa ser portavel a todo tipo de DHT por ser uma camada
implementada em cima das funcoes basicas das DHT's, o custo de geracao de todos os identifica-
dores ¢ alto, diretamente proporcional ao tamanho do espaco de enderecamento e inversamente
proporcional ao nivel de similaridade desejado. Também ha o custo do grande niimero de men-
sagens get(k’) trafegadas na rede. Conforme visto no Capitulo 3, a Hamming DHT inspira-se
no Chord porém é uma DHT especializada na busca por similaridade e, embora nao tenhamos
medido esses valores, pode-se afirmar com seguranca que a sobrecarga de trafego gerada na rede
é menor, comparando-se a essa proposta em (Bhattacharya et al. 2005) devido ao menor nimero
de mensagens trocadas na rede.

HyperCup (Schlosser et al. 2003) propde uma DHT cuja topologia é baseada em hipercubos
na qual a vizinhanga é adquirida segundo a distancia de Hamming. Na proposta, ontologias sao
usadas para classificar conteidos e guiar o roteamento na rede. Os resultados mostram que a
busca por similaridade torna-se eficiente, entretanto o grande desafio em redes sobrepostas do
tipo DHT cuja topologia é baseada em cubos de Hamming é o alto custo de manutencao da
rede em cendrios de cubos incompletos - algo bastante comum em redes dinamicas. E consenso

na literatura que a estrutura sobreposta de menor custo é o anel virtual (Lua, Crowcroft, Pias,
Sharma & Lim 2005).

HyCube (Olszak 2010) é uma outra proposta de DHT inspirada no hipercubo de Hamming.
Entretanto, para reduzir o custo de manutencao da rede combina-se essa topologia com uma to-
pologia em arvore. Os nés sao logicamente localizados em um torus n-dimensional. Resumindo,
o HyCube baseia-se em cubos hierarquicos e usa transformada de Steinhaus como métrica de
selecao dos proximos nos durante o roteamento. A proposta nao esta incluida no contexto da
busca por similaridade. O objetivo principal é mostrar que o custo de manutencao de DHT's
baseadas em hipercubo ¢ reduzido com a adocao da solugao apresentada.

Por fim, em (Girdzijauskas 2009) propoe-se um método de constru¢ao de DHTs baseado no
fenomeno Small World (Kleinberg 2000). Nessa proposta o espago de enderegamento virtual é
organizado em anel e os nés estabelecem contatos diretamente com seus vizinhos adjacentes, a



direita, e a esquerda e alguns nds mais distantes em escala logaritmica. A construgao proposta
por (Girdzijauskas 2009) é destinada a redes cuja distribui¢ao de contetidos nao é homogénea, ou
seja, pode ser aplicada diretamente em cenarios com funcoes de hash LSH, embora esse cenario
nao seja especificado na proposta original. O inicio desta tese, gerando a DHT apresentada
em (Villaca et al. 2010), baseia-se fortemente nas ideias apresentadas por (Girdzijauskas 2009),
tornando-se fundamental na construcao da Hamming DHT.

Antes de encerrar essa secao, é importante ressaltar que as propostas envolvendo busca por
similaridade em redes P2P sao muitas, fazendo com que o tépico ja tenha sido muito explorado
na literatura. A lista de trabalhos relacionados aqui apresentada nao é exaustiva e representa
apenas aqueles que mais influencia tiveram durante o desenvolvimento desta tese e efetivamente
contribuiram para a proposi¢do da Hamming DHT. O survey apresentado em (Zhang, Xiao,
Tang & Tang 2011) é prova de que esse é um tépico muito explorado mas que ainda permite
contribuigoes, e a Hamming DHT encontrou esse espago, visto que possui uma abordagem tnica
na literatura relacionada tornando-se uma das principais contribuigoes desta tese.

5.3 Busca por similaridade em Data Centers

Em se tratando de Data Center, a grande maioria dos trabalhos relaciona-se com o uso
de MapReduce (Dean & Ghemawat 2008) e Hadoop (The Apache Software Foundation 2013).
O MapReduce pode ser considerado um modelo de programacao paralela desenvolvido para
suportar grandes volumes de dados. O modelo MapReduce é inspirado nas funcgoes map e
reduce usadas comumente em programacao funcional. Processa dados em duas fases: Map e
Reduce, onde a primeira fase consiste em aplicar um processamento em um repositorio de dados,
enquanto que a segunda fase corresponde ao processo de agregacao dos resultados e sua posterior
consolidagao. O Hadoop, por sua vez, foi uma das primeiras implementacoes do MapReduce,
associada a um sistema de arquivos distribuido especifico para o processamento distribuido de
grandes volumes de dados.

Baseando-se no MapReduce pode-se encontrar muitos trabalhos relacionados a busca por
similaridade em grandes volumes de dados presentes na literatura. Dentre eles podemos citar
(Kim & Shim 2012), (Li, Ju, Peng, Yu & Wang 2011) e (Wang, Chen, Huang, Xu, Yang &
Xijao 2011b). Conforme ja dito anteriormente, a proposta do HCube apresentada nesta tese
nao tem o objetivo de substituir o modelo MapReduce, inclusive pode-se aplicar esse modelo no
HCube nos cendrios em que a agregagao de contetdos similares for benéfica e este pode ser um
caminho para pesquisas futuras na area e evolugao do HCube.

A estrutura topolégica do HCube foi inspirada em um hipercubo tridimensional cujo princi-
pal modelo foi obtido em (Guo et al. 2009), uma arquitetura de rede desenvolvida especialmente
para Data Centers modulares centrados nos servidores, onde eles participam nao somente do
processamento mas também das funcoes de rede e encaminhamento de mensagens internas ao
Data Center. Os resultados apresentados no BCube foram suficientes para torna-lo uma refe-
réncia relevante para a proposta do HCube.

Além disso, em (Pasquini et al. 2011) a proposta de uso do Data Center inspirado no BCube
foi apresentada, porém com o foco voltado para os beneficios de se trabalhar com um modelo
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centrado em servidores modulares de baixo custo. Destacou-se nesse trabalho as facilidades
de implementagao, manutencao, custo e resiliéncia. Esses resultados, aliados ao BCube, foram
fundamentais para a adocao do modelo de torus tridimensional usado no HCube.

Com relagao ao roteamento XOR adotado no HCube, embora alternativas fossem possiveis
(Demaine & Srinivas 1996) e (Sancho, Robles, Lopez, Flich & Duato 2003) - desde que voltadas
para o roteamento por identificadores planos - a aderéncia natural da solucao XOR, seus resul-
tados e a experiéncia anteriormente obtida foi fundamental para a sua escolha e implementacao
no HCube. Resultados detalhados sobre o roteamento XOR no HCube sao apresentados em
(Villaga, Pasquini, de Paula & Magalhaes 2013b).






Capitulo

Conclusao

A informagao é um bem preciosissimo nos dias atuais. O universo digital cresce a uma taxa
de aproximadamente 7,6 PB por dia (Gantz & Reinsel 2010) e (Gens 2013) e somente 1% desses
dados sao processados gerando informagao e conhecimento. A principal razao para isso é que a
maior parte desses dados é nao estruturada, o que torna dificil o seu armazenamento e recupera-
¢ao usando bases de dados relacionais, as mais comumente usadas ainda hoje pelas corporagoes,
universidades e institutos de pesquisa. Esses dados sao originados nas postagens dos usudrios
em redes sociais, textos escritos em blogs e afins, fotos e videos disponibilizados publicamente a
partir de dispositivos méveis diretamente ligados & Internet, dados de GPS (Global Positioning
Systems), sensores de temperatura, presenca, RFIDs (Radio Frequency Identification), imagens
de cameras de vigilancia nas ruas das grandes cidades.

A existéncia dessa enorme quantidade de dados e as dificuldades encontradas para represen-
tagao, organizacao, armazenamento, recuperacao e processamento deram inicio a uma area de
pesquisa que vem crescendo vertiginosamente nas areas de Ciéncia da Computagao, Engenha-
ria, Estatistica e Matematica: Big Data. E facilmente verificado na literatura relacionada que
o caminho para se conseguir lidar com o Big Data é através de computacao paralela e sistemas
distribuidos. Trabalhos académicos e solugoes de mercado nessa area sao cada vez mais frequen-
tes e, dentre esses trabalhos e solugoes, esta tese focou na busca por similaridade, um tipo de
busca onde nao se interessa por um contetido especifico, mas sim por um conjunto de contetidos
que é similar a uma referéncia. A busca por similaridade é uma alternativa interessante no
contexto de Big Data pois, ao invés de se buscar “uma agulha no palheiro”, nos interessa buscar
“agulhas em uma determinada regiao do palheiro”; sendo esta regiao definida pela similaridade.

Durante o desenvolvimento desta tese procurou-se atacar dois problemas cruciais nesse ce-
nario: a representagao de dados nao estruturados e o armazenamento e recuperagao dos mesmos
em ambientes distribuidos.

Quanto a representacao de dados nao estruturados essa tese abordou aspectos importantes
da representacao vetorial, uma das mais usadas na literatura. Embora nao tenha feito nenhuma
proposta inovadora, a tese contribuiu com uma importante revisao da literatura e com os re-
sultados que mostram que, mesmo de maneira extremamente simples, é possivel obter-se bons
resultados com a representagao vetorial. Destaca-se que o problema da representacao de dados
nao estruturados é fundamental no cenario de Big Data e que a representacao vetorial é uma
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ferramenta importante, entretanto esse nao era o foco principal da tese.

Em se tratando do armazenamento e recuperacao de dados similares esta tese fez duas
contribuigoes relevantes: a Hamming DHT e o HCube, duas estruturas distribuidas voltadas
para o armazenamento e recuperacao de dados através da busca por similaridade, sendo a
primeira no contexto de redes sobrepostas, P2P, e o segundo no contexto de Data Centers e
redes locais. Ambas as solugoes sao totalmente aderentes ao cenario de Big Data em ambientes
distribuidos e foram o foco principal deste trabalho.

Os resultados das avaliagoes da Hamming DHT e do HCube mostraram que ambas as solu-
¢oes atingiram o objetivo proposto: reduzir a distancia entre contetidos similares em ambientes
distribuidos. A consequéncia dessa redugao traduz-se no aumento da cobertura em buscas por si-
milaridade. Enquanto a Hamming DHT reduz essa distancia no espaco virtual, 16gico, o HCube
faz o mesmo servico no espaco fisico, contido nos limites da infraestrutura de rede de um Data
Center. Ambas as solugoes sao importantes pois a solucao sobreposta é mais livre e facil de ser
gerenciada, podendo ser usada por dados distribuidos em diferentes areas geograficas, enquanto
a solucao de Data Center apesar de ter um custo financeiro maior devido a necessidade de se
construir a infraestrutura, a reducao fisica traduz-se na reducao da laténcia na recuperacao de
dados similares, caracteristica importante em diversas aplicacoes dos dias atuais.

Trabalhos Futuros

Assim como toda solucao voltada para a busca por similaridade, é sabido que tanto a Ham-
ming DHT quanto o HCube sofrem com o natural desbalanceamento de carga provocado pela
agregacao de conteudo. Entretanto, assim como é certo que a adogao de uma funcao LSH para
geracao de indices de conteido em um sistema de armazenamento de dados implica num des-
balanceamento natural da carga nesse sistema, é grande a quantidade de trabalhos relacionados
dedicados a solucionar ou amenizar esse problema. Solugoes de replicacao de dados, caching,
criagao de noés (ou servidores) virtuais em diferentes regices do espago de enderegamento sao pos-
siveis. Em casos especificos, caso se conheca previamente a distribuicao de contetidos que serao
armazenados, pode-se adotar estratégias explicitas de armazenamento de tal forma a reduzir o
desbalanceamento. Todas essas possiveis solucoes serao objetos de estudos futuros relacionados
a Hamming DHT e ao HCube.

Especificamente em se tratando da Hamming DHT, o aprofundamento dos estudos voltados
a geragao de cédigos de Gray balanceados é também uma alternativa importante para se tentar
melhorar os resultados obtidos nesta tese. Sabe-se que o codigo de Gray binario refletido é,
sem duvida, a forma mais simples de se gerar uma sequéncia de Gray, e que todas as demais
alternativas possuem um maior custo computacional. Em parceria com matematicos da area
de otimizacao combinatéria, pretendemos investigar esses codigos com o objetivo de analisar o
impacto deles, por exemplo, no balanceamento das infraestruturas distribuidas voltadas para a
busca por similaridade contribuindo, dessa forma, para uma melhor distribuicao da carga na
rede. Obviamente, essa melhor distribuicao da carga serd acompanhada por um aumento no
nuamero de saltos médios para a busca por similaridade.

Além disso, ainda referindo-se & Hamming DHT, é sabido que é parte crucial na proposta de
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redes sobrepostas do tipo P2P a avaliacao do comportamento da rede em cenérios dinamicos,
com uma taxa realista de entrada e saida de nds. Esse cendrio exige a implementacao de
técnicas de monitoramento de vizinhos e replicacao de carga entre os nés. A Hamming DHT
herda naturalmente todos os algoritmos e solugoes usadas pelo Chord. Entretanto, sabe-se que a
validagao da mesma nesses cendrios € necessaria para que a mesma seja efetivamente reconhecida
na literatura. Desta forma a avaliacao da Hamming DHT em cendrios dindmicos de busca por
similaridade com o natural desbalanceamento de carga da rede é um desafio a ser enfrentado
como trabalho futuro advindo desta tese.

Atualmente oriento um aluno de IC na Universidade Federal do ES cujo trabalho tem como
objetivo extrair dados dos perfis de usudrios de redes sociais, no caso o Facebook®, e a partir
da similaridade entre os perfis, orientar a formacao dos fingers em uma rede P2P. Parte-se da
premissa de que usudrios com perfis similares armazenam e distribuem contetidos similares.

No HCube, a adocao de caching nos servidores pode ajudar a reduzir as distancias entre os
contetdos similares. E conhecida a limitacao de seis interfaces atualmente existente no HCube
e sabe-se que essa limitagao implica em limitagoes de desempenho do mesmo em Data Cen-
ter de grandes proporgoes. O uso de caching, tal como usado em Content Centric Networks
(Jacobson, Smetters, Thornton, Plass, Briggs & Braynard 2009), pode acelerar a busca por con-
tetdos similares e, uma vez que o HCube é um ambiente estavel (salvo por falhas de hardware)
e o algoritmo de roteamento XOR ¢é conhecido, pode-se aplicar técnicas de otimizagao para
determinar o melhor posicionamento do cache de tal forma a beneficiar a recuperagao da maior
quantidade de conteudos similares que estao a mais de 1 salto do servidor de hospedagem.

O uso de servidores com mais de seis interfaces é também uma realidade atualmente. Placas
de hardware com dez interfaces sao encontradas no mercado e podem ajudar a melhorar o
desempenho do HCube em DCs de grandes proporgoes. O desafio, no entanto, é melhorar a
implementacao usada nesta tese de tal forma a suportar a execucao de mais de 8k servidores
em maquinas virtuais com o hardware disponivel.

Hierarquias de DCs é também um cenario a ser investigado. Se as redes sobrepostas escalam
a uma quantidade enorme de nés com um baixo custo de gerenciamento, pode-se supor que uma
proposta hibrida da Hamming DHT com o HCube ofereceria um meio termo entre a redugao
de saltos na distancia fisica (e consequente redugao da laténcia na busca por similaridade) e a
escalabilidade da solucao. Um primeiro cendrio a ser investigado seria adotar um roteamento
sobreposto de HCubes com tamanhos controlados, por exemplo, 1k servidores.

Sabe-se que a proposta centrada nos servidores em um hipercubo tridimensional traz ine-
rentemente uma grande resiliéncia a falhas dos servidores, resultados apresentados em (Guo
et al. 2009) e (Pasquini et al. 2011). Entretanto, com a atual disponibilidade de hardware de
rede (roteadores e comutadores) que suportam o conceito de redes definidas por software (Soft-
ware Defined Networking, ou SDN) torna-se vidvel a implementacao de roteamento baseado em
identificadores planos orientados pela similaridade de Hamming, sendo esse um “hot topic” a ser
investigado como consequeéncia desta tese.
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