UNIVERSIDADE ESTADUAL DE CAMPINAS
FACULDADE DE ENGENHARIA ELETRICA E DE COMPUTACAO
DEPARTAMENTO DE COMUNICAGCOES

APLICACOES ESTATISTICAS EM
RECONHECIMENTO DE
PADROES COM ENFASE EM
VERIFICACAO DE ASSINATURAS

Manoel Raimundo de Sena Junior%‘j

Orientador: Prof. Dr. Lee Luan Ling 3

)

]

Tese de Doutorado apresentads & Faculdade de En-
genharia Elétrica e de Computacao - FEEC. da Uni-
versidade Estadual de Campinas - UNICAMP, como

& wizcdo final da tese

TIANOEL Rprmvws o op

© parte dos requisitos exigidos para obtengado do titulo de
5 DOUTOR EM ENGENHARIA ELETRICA.

Marco - 1997

z %j fﬂ; Campinas - SP.

Yo 3’ g'i

i

) 3 w

N -

-V S §
BERIDVECA CEMTRAL, %

r
{




i - o i% {
i R P I %

CPRECO RO
PpatA adl joaldt
Pgr CPDL i

E~00099 349~ ¢

FICHA CATALOGRAFICA ELABORADA PELA

BIBLIOTECA DA AREA DE ENGENHARIA - BAE - UNICAMP

Se55a

Sena Jinior, Manoel Raimundo de

AplicagGes estatisticas em reconhecimento de padrdes
com €nfase em verificagiio de assinatura / Manoel
Raimundo de Sena Junior --Campinas, SP: [s.n.], 1997

Orientador: Lee Luan Ling,
Tese (doutorado) - Universidade Estadual de Campinas|
Faculdade de Engenharia Elétrica e de Computagio.

1. Reconhecimento de padrdes. 2. Estatistica -
Classificagdo. 3. Analise multivariada. L. Lee, Luan Ling.
IL. Universidade Estadual de Campinas. Faculdade de
Engenharia Elétrica e de Comptacio. I1I. Titulo.




A Claudia Regina,
Leonam e Arani,
pelo apoio

incondicional.




Agradecimentos

® Ao Professor Doutor Lee Luan Ling, pela sua orientacao eficiente e segura, com quem
pude aprender e cultivar uma grande amizade, que, juntamente com seu conhecimento,

foram fatores decisivos na realizagao deste trabalho.

e Aos Professores Doutores Dalton Francisco de Andrade, Clarice Azevedo de Luna

Freire, Jaime Portughesis e Reginaldo Palazzo Junior pelas valiosas sugestdes.

¢ Aos Professores Doutores do DE-UFSCar: Carlos Alberto Ribeiro Dinis e Luis Apare-

cido Milan, pelo incentivo e apoio ac me apontar novos e seguros caminhos.

e A minha esposa Profa. Dra. Claudia Regina Oliveira de Paiva Lima, pela inesgotavel
paciéncia, compreensao e carinho nestes anos todos, além de um decisivo apoio profis-

sional.

e Aos meus familiares em nome de minha mée Diva, pelo amor constante.
e Aos colegas do curso de Doutorado, pelo companheirismo e ajuda mutua.

e Aos amigos e colegas do Departamento de Estatistica da UFPb, que possibilitaram a
realizagao deste trabalho e a credibilidade em mim depositada, em especial ao Prof

Dr. Joao Agnaldo do Nascimento.

* Aos amigos que me acompanharam e me incetivaram desde o principio em Sao Paulo:
Anténio, Filidor; Manuel, Miguel, Oscar, Thelma, Wanis e notadamente a familia de

Romeu [gnacchitti,

A UFPbL pela licenca concedida.

Ao apoio financeiro da CAPES/PICD.

iii




Resumo

Neste trabalho apresentamos um estudo estatistico sobre selecio de varidveis e classi-

ficagao de objetos em relagao a dois padroes.

Descrevemos alguns métodos de classificacio conhecidos na literatura, construidos com
base nas observagoes dos dois padrdes. Dentre eles destacamos a classificagdo via Anslise
Discriminante e Modelos de Regressao Logistica. Mais resumidamente descrevemos o Clas-
sificador de Bayes e um outro classificador, baseado nas observacdes de apenas um padrao
fixado, que utiliza uma aproximacgao da distancia de um objeto ao centro da distribui¢ao nor-
mal, pela distribui¢ao Qui-quadrado. Introduzimos um novo classificador, baseado apenas

nas observacoes de um padrao fixado, que utiliza uma aproximacéo da distancia de Maha-

lanobis~de um objeto a0 centic da distribiicac normal, pela distribuigao T de Hotelling.
Comparamos seu desempenho, através de um estudo de simulagao, com os demais classifi-

cadores em termos de taxa de classificacdo errdnea.

Descrevemos também alguns métodos de selegdo de caracteristicas significantes com
base nos respectivos classificadores, além de outros métodos de selecio conhecidos na k-
teratura, construidos com base nas observagoes apenas de um padrao fixado. Introduzimos
um novo método de selecao com base no novo classificador. Um estudo de simulagao para
comparar o desempenho dos métodos de selecao apresentados foi realizado, onde o Processo
de classificagdo utiliza apenas as caracteristicas significantes. O desempenho de cada método

também foi avaliado em termos de classificacio erronea.

Uma atengdo especial foi dada ao problema de verificacao de assinaturas, através de

exemplos envolvendo assinaturas dinamicas e estaticas.
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Abstract

In this work, we describe and compile statistical classification methods about feature

selection and object recognition for the case of two pattern classification.

First of all, we describe some well-known statistical classification methods when observed
samples of both patterns are avaliable, We provide some special attention to the description
of the Discriminant Analysis and the Logistic Regression Models. A brief description of the
Bayes classification method is provided. We also analyse the case when only one pattern is
observable. In this case, the distance measure between the input feature vector and reference
vector is assumed to have Qui-squared distribution. We also introduce a novel statistical

classification method for the one-pattern observable case, by considering the distance measure

as being the T? Hotelling distribution. Performarice comparison in terms of misclassification

error is done via simulation.

Next, we describe some, well-known, selection methods in the literature and suggest.
some feature selection strategies based on the classification methods previously described.
Simulation investigation is performed to evaluate the classification methods using only sig-

nificant selected features in terms of misclassification error.

Finally, we apply the proposed feature selection and classification methods to signature

verification problems, involving both static and dynamic human signatures.
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Chapter 1

Introducao

1.1 Histédrico

Desde a invengao dos computadores digitais, existe um esforgo entre os pesquisadores

no sentido de expandir sua aplicagao nas diversas dreas do conhecimento. As técnicas de

Reconhecimento de Padroes (RP) séo, em geral, um importante componente dos sistemas de
inteligéncia artificial, que associadas com outras dreas tém crescido em motivagao no desafio

de programar essas maquinas com tarefas cada vez mais ousadas.

Basicamente os sistemas de RP tém como objetivo decidir, com base em informaqdes
fornecidas, qual o padraoc mais aproximado de um determinado objeto, supostamente desco-
nhecido. De forma simples, RP é a ciéncia que se preocupa com a descrigao ou classificacao
das medidas (Schalkoft [1992]). Historicamente havia duas grandes 4reas de aproximacao
ou estimagao dessa classificagao: Estatistica (ou Teoria da Decisao) e Sintdtica (ou Analise
Estrutural). Mas com os avangos tecnolégicos, pesquisadores tém dado destaque a uma
terceira area, conhecida como Redes Neurais Artificiais, que através da implementacao de
algoritmos chamados de caixa preta, tem surgido como alternativa quando os dois métodos

citados acima apresentam-se ineficientes. Entretanto, cada uma delas apresenta limitacdes,



sendo importante considerar o interrelacionamento entre elas na solucao de um problema de

RP.

A modelagem de um sistema estatistico de RP de dois padrdes deve se inciar pela
tentativa de formular .matematicamente um modelo de classificaciio, com base na Teoria da
Probabilidade. O conhecimento passado sobre as caracteristicas do problema, conduzem a
uma solucao natural através da Teoria da Decisio, ou mais precisamente através da Teoria
de Teste de HipGteses, onde o objetivo é decidir, com certa margem de erro, em aceitar
ou rejeitar uma hipdtese de interesse. Portanto, é intuitivamente plausivel utilizar técnicas
estatisticas na elaboracao desses modelos. Quando nao for possivel estabelecer tais condigoes
para a construcao dos modelos, uma segunda tentativa conduz . solucio do problema a uma

das outras técnicas (Sintatica ou Redes Neurais) citadas acima.

A estrutura bésica de um sistema de RP (ver Figura 1), consiste de:

1 - Um sensor ou receptor de sinal (uma camera fotografica on uma caneta Sticas

por exemplo), de modo que a informacio recebida possa ser codificada:

2 - Um pré-processador ou um tradutor de sinal, onde os cédigos recebidos possam

ser armazenados em um banco de dados;

3 - Um mecanismo de selecio de caracteristicas, sendo que aquelas mais impor-

tantes venham a ser futuramente utilizadas para fins de reconhecimento;

4 - Um algoritmo de classificacio, que dependa da aproximacio utilizada. Adi-
clonalmente, um conjunto contendo informacdes passadas sobre os possiveis ob-
jetos, chamado conjunto de treinamento, sao utilizadas para descrever o padrao
que ird representar cada objeto na comparacac com outros, supostamente des-

conhecidos.



Particularmente. os dois iltimos blocos da estrutura da Figura 1, interessam de perto
aos procedimentos estatisticos. A selecao de varidveis tem como objetivo reduzir o espaco
original diminuinde a complexidade do sistema de RP sem perder a eficiéncia de desempenho
do mesmo. De fato, a selecio de caracteristicas sempre € desejdvel, visto que isso facilita
a execucao do procedlmento .de classificacio, e consequentemente, sera necessirio menos
espaco de memoria computacional. Fm geral, um bom desempenho do procedimento de

classificagdo estd intimamente relacionado & um bom procedimento de selecdo.

Aquisicao dos Dadogi iPré—processador belecao de Varidveis ; A
objeto —r Sensor — Teadutor e [

Figura : 1— Diagrama Funcional de um Sisterna Bésico de Reconhecimento de Padrées

O desenvolvimento deste trabalho pode ser dividido em duas partes: A primeira, trata

de forma geral o problema da classificacio sob o ponto de vista estatistico, apresentando

segunda parte avalia os procedimentos de selecao de varidveis, também sob o ponto de vista

estatistico, de modo a manter as taxas de classificacio erroneas baixas.

1.2 Objetivo do Trabalho

O objetivo deste trabalho é estudar o desempenho dos procedimentos que utilizam
meétodos estatisticos na solucao dos problemas tipicos de RP. Mais precisamente vamos
avaliar a aplicacdo de técnicas estatisticas em relagao aos dois 1iltimos passos da estrutura
apresentada na Figura 1. E, particularmente, enfatizar os casos com apenas dois padroes
bésicos, embora uma generalizacdo ao caso de mais de dois padroes, possa ser feita sem
grandes dificuidades. Nesse sentido, é comum assumir que os sistemas utilizam um conjunto

de treinamento para a construcac dos modelos de classificacao, composto de observaces de

3




ambos os padrGes. Press e Wilson [1978] sugerem as técnicas de Analise Discriminante como
procedimento de classificacio estatistica. se a distribuicdo condicional das caracteristicas
dos objetos for multinormal com matrizes de covaridncia lguais. ou os Modelos de Regressio
Logistica, se alguma das caracteristicas for qualitativa e/ou na presenca de nio normalidade
nas variaveis. I”E.sﬁa.lmente‘ nao utilizamos informacéo « prior: do objeto pertencer ou nao
a um determinado padrio, quando empregamos as técnicas de decisdo classica. Entretanto,

estas informacdes a priori sio incorporadas se adotarmos as técnicas da decisac Bayesiana.

Na realidade, nem sempre é possivel observar os dois padroes simultaneamente para
que possamaos compor o conjunto de treinamento. Em outras palavras, as observacdes de um
dos padroes podem ser inacessiveis, como por exemplo, as observacies de uma assinatura
falsa. No caso de assinaturas, onde dispomos apenas de um dos padrdes para treinamento,
as pesquisas tem indicado uma solucio por simulacio dessas falsificacoes. Este trabalho
propoe um novo classificador, baseado apenas nas observacdes de um dos padrdes. Para

verificar o comportamento deste novo método, propositadamente compararmos seu desem-

1,

pentho-com- aquelesque-utilizant tradicionalments as observacoes dos dois padroes, além de
um classificador construido com base apenas em um dos padrdes, que assume varidveis com
distribuicao Qui-quadrado (Nelson et al [1994]). As comparacies sio feitas em termos taxas
de classificaciio errOneas através do critério de Neyman-Pearson, isto é, erros em se rejeitar
um objeto verdadeiro (chamados de erros do Tipo I) e erros em se aceitar um obieto falso

(chamados erros do Tipo IT) .

Em seguida, os classificadores sio usados na selecao de varidveis {ou caracteristicas)
discriminantes, onde procura-se escolher aquelas mais significativas na construcao do mo-
delo de classificacao. A principal motivacio para tal selecao esta na reducio do custo de
implementacao prética do classificador e menor disponibilidade de meméria computacional
( Heydorn [1970]). Este trabalho também apresenta uma nova técnica de selecio no caso de

dispormos apenas das observacoes de um dos padroes. De forma similar, uma COIMparacac



com as técnicas estatisticas usuais de selecio & feita em termos de erros de classificacio.
Em outras palavras, as técnicas de selecdo de variaveis sao incorporadas aos classificadores e
seus desempenhos sao avaliados conjuntamente através das taxas de erros. Algumas técnicas
de selecao de varidveis, conhecidas na literatura, que utilizam apenas um dos padroes, sdo
apresentadas e iz.lc.’;c.).x.‘f;t.az.".adas aos classificadores que utilizam apenas um dos padrdes, e seus

desempenhos também sio avaliados.

As técnicas de RP tém sido amplamente utilizadas para solucionar problemas de In-
teligéncia Artificial. De fato, caracteristicas biométricas. tais como manuscritos, impressdes
digitais, ris, assinaturas, etc., representam excelentes referenciais que podem ser utilizados
para identificar a origem do padrao observado, e classifica-lo como pertencente a um deter-
minado individuo. A assinatura pessoal é uma das formas mais comum de se autenticar a
identidade de um individuo. Plamondon e Lorette [1989] publicaram uma selecdo de 180
referéncias a cerca do assunto. Grande parte desses trabalthos utiliza técnicas automsticas

de classificacdo, as chamadas técnicas on-line, onde caracteristicas dinidmicas de uma assi-

tura;-tais-come-velocidade, aceleracic & tempo de execucao da assinatura, siao utilizadas
para caracterizar o processo de escrita. Outra parte desses trabalhos utiliza apenas a imagem
fixa das assinaturas, as chamadas técnicas off-line, que também tem recebido atencao, pois
é a forma mais utilizada nas identificacOes bancédrias. Fm geral, espera-se que os sistemnas
que utilizam as técnicas on-line obtenham desempenho muito superior do gue os sistemnas
que utilizam as técnicas off-line (Lee [1 991]). Neste trabalho, exemnplos com os dois tipos de

assinaturas (on-line e off-line) sso apresentados como aplicacio.

1.3 Resumo do Contetido

No Capitulo 2, sao discutidas algumas técnicas estatisticas tradicionais de classificacao
de padroes e apresentado um novo procedimento de classificacdo com base na distribuicao

T? de Hotelling. O capitulo é encerrado com um estudo de simulagdo para avaliar as taxas

[



de erros e comparar o desempenho de cada método apresentado no capitulo.

No Capitulo 3, séo discutidas as téenicas nsuais de selecao de varidveis baseadas nos
procedimentos de classificacio de objetos apresentados no Capitulo 2. Uma nova téecnica
de selecao com base na distancia amostral de Mahalanobis entre um ponto e a origem da
distribuigdo é introduzida e comparada com algumas outras técnicas conhecidas na literaturs,
Um estudo simulado comparativo para avaliagao das técnicas discutidas também finaliza esse

capitulo.

No Capitulo 4, apresentamos uma aplicagao das técnicas de selecio e classificacao com-
binadas na solu¢ao de um problema de verificacdo de assinaturas. Um estudo empirico é

feito para avaliar cada método estudado.

Finalmente, no Capitulo 5, sio apresentadas as discussoes finais a respeito das técnicas

apresentadas, juntamente com as contribui¢Ges deste trabalho e nossas indicacoes para fu-

tHFas-PesquIsas:



Capitulo 2

Classificacao de padrées

2.1 Introducao

Dado um conjunto de caracteristicas, o problema da classificacao de padrdes consiste
basicamente em encontrar-se uma particao Stima no espaco das caracteristicas, de modo a

se obter sub-regiGes, uma para cada classe ou padrao envolvido. O ideal é que essa particao

nao induza erros ao se tomar as decisdes. Quando isso ndo for possivel, esperamos que
pelo menos esses erros sejam minimos. Em geral, cada erro estd associado a um custo, que
dependendo da situacio pode ser maior ou menor. Nesse caso, uma solucio seria procurar
essas sub-regides de maneira a minimizar o custo médio dos erros. Essa versdo do problema
de classificaciio pode ser abordado como um problema de decisio estatistica envolvendo teste
de hipéteses, e essa formulacio tem tido cada vez mais aplicacao na drea de reconhecimento

de padrdes.

Neste Capitulo, sdo descritas trés técnicas usuais de classificacao estatistica envolvendo
apenas duas classes. A proposta é particularizar o problema da classificacdo geral, quando
uma das classes é confrontada com as demais. Na visao estatistica de teste de hipéteses, seria
equivalente a testarmos apenas duas hipdteses proviveis: verdadeira ou falsa. A aplicacao

dessa abordagem é comum em vérias dreas. Fm Medicina substituindo as hipéteses por

~1



doente ou curado. Em Direito Penal, seria o caso de testarmos: inocente o culpado. E,
de forma geral, em Engenharia estarfamos interessados no funcionamento ou nio de um

determinado equipamento.

Dividimos a éﬁfesént.agé.o das técnicas em trés formas diferentes de abordagem do pro-
blema de classificacao. Lembrando que a proposta em comum entre elas é classificar tm novo
objeto, supestamente desconhecido, em uma das duas classes ou padrdes. A primeira técnica
é conhecida na literatura como Anélise Discriminante (AD). Sua formulacao bésica é Supor o
conhecimento da distribuicdo do vetor de caracteristicas, ou vetor de varigveis explicativas,
x, condicionadas &s respectivas classes, 7, isto €, supde-se conhecida p(z/ 7i) € a partir
daf estimam-se alguns parametros envolvidos nessas distribuigges, de modo que seja possivel
estabelecer sub-regides no espaco das caracteristicas com base nesses estimadores. A segunda
técnica que discutimos é a construcio de 1m modelo de regressao, cuja resposta do modelo,
ou varidvel dependente, é uma varidvel aleatéria com distribuicao dicotomica. O modelo

também é conhecido como Modelo de Regressio Logistica (M RL), devido ao relacionamento

artavers que a explica,
Z, ser suposto ter uma distribuicio logistica. Isto ¢, considerando # como o parametro gue
associa a probabilidade de sucesso da varidvel resposta, diremos que 0 = 1 — F,(0/z), onde
Fir(0/z) é a funcao de distribuicao acumulada de [/ » NO ponto zero, condicionada ao vetor
de varidveis explicativas, z, onde I/ é uma varisvel aleatdria nao observavel, que segue uma
distribuicao logistica com parametros de locacao (o + 2/ 3) e escala unitiria. Finalmente,
uma terceira técnica aborda o problema na mesma linha da primeira, mas supondo que uma

das classes nao pode ser avaliada para treinamento do modelo de classificacao.

No final deste capitulo apresentaremos um estudo de simulagao, onde s&o comparados,
em termos de erros de classificacio, todas as técnicas descritas a seguir, juntamente com

duas outras usuais encontradas na literatura.




2.2 Andlise Discriminante (AD)

2.2.1 Introducao

A formulagdo matematica da andlise discriminante (AD) é feita da seguinte forma (Mar-
dia et al [1979]). Considere .J classes denotadas pOr Ty, Ty, ..., Ty € um vetor aleatério, z, p-
dimensional, que estd associado a cada uma das classes através de uma fungio densidade de
probabilidade {Probability Density Function - pdf), p(z/7;), num espaco R de dimensio P.
Desta forma, se um individuo é da classe 7; ele tem pdf p(xz/7;). O objetivo da AD é decidir
entre as J classes aquela que devemos alocar um novo individuo com base nas observacoes
de seu vetor . Em outras palavras, a regra discriminante consiste em dividir o espaco K em

sub-regies disjuntas R;, Ry, ..., R, (com JR; = R) tal que,
assoclamos z na classe #; se z € R, (2.1)

para j = 1,2,...,.J Obviamente, quanto mais concentradas estiverem as observacdes da classe

7 em R;, para cada j, mais precisa sera a discriminacio.

Assumimos que nao dispomos de qualquer informacdo a priori sobre as classes. Isto
€, nao conhecemos previamente as chances de um individuo pertencer as respectivas classes
sem antes termos efetuado as medidas do vetor . Entretanto, se essa informacao pode
ser incorporada, um outro enfoque, conhecido com Regra Discriminante de Bayes, pode ser
avaliada. Assim, considerando o conhecimento de todas as probabilidades a priori, P(m,),
(7 =1,2,...,J) e as respectivas pdf ’s condicionais de x dada a classe 75, plz/7;), e utilizando
a regra de Bayes pode-se definir um classificador de acordo com a probabilidade a posteriori

de classe 7;, que é dada por:

p(m;/x) ) F=1,2,..J
onde .
p(e) = 3 pla/m) P(r,)



sendo natural associar z i classe 7j que tiver maior probabilidade a posteriori, (7, /).

Entretanto, a utilizacio dessa informacao nio sera nosso ob jetivo central neste trabalho.
Particularmente, o objetivo aqui ser4 estudar a construcao de uma regra para classificar um
individuo em uma dentre duas classes possiveis, (J = 2). supondo conhecidas apenas as
distribuicées condicionais do vetor z. dado a classe T;. A nossa proposta é estudar um
classificador equivalente ao de Bayes, supondo que as probabilidades a priori, sejam iguais.
Lembramos ainda que a generalizacao (J > 2), pode ser obtida com um pouco de dlgebra a

partir de (2.1), com as devidas modificaces.

2.2.2 Limites de separacio entre classes

Seja R um espaco p-dimensional contendo os pontos do vetor z. Queremos dividir essa
regiao, R, em duas outras, digamos, R e Ry, de modo que possamos estabelecer uma regra,

que baseada em algum método &timo, seia capaz de decidir se o cbjeto.re

pertence a classe m; ou 7y, isto é, queremos encontrar 2 1 e Hy tal que,

se x € Ry, associamos £ com a classe 1,

se & € Ry, associamos £ com a classe .

(2.2)

Se as classes nio s&o linearmente separaveis, isto &, se nao € possivel tracar um hiper-
plano separando as observacoes das classes em regices distintas, qualquer método que leve a
essa particao carrega consigo, inevitavelmente, uma margem de erro de classificacido. Usando
a linguagem de Teste de Hipdteses, a regra pode alocar £ na classe sy, quando na realidade
x pertence & classe 71, sendo esse erro definido como erro do Tipo I , e sua probabilidade
denotada aqui por ay. Mas também pode ocorrer o contririo, a regra pode alocar z na
classe 1, quando na verdade ele pertence a classe 7y, sendo esse erro definido como erro do

Tipo 11 e ap sua probabilidade. Para definir formalmente a probabilidade desses dois tipos
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de erros. considere, p(z/m) e p(z/73) as pdf’s de z condicionadas respectivamentes as duas

classes, m e my. Assim. a probabilidade do erro total, c, consiste de duas partes,

@y = Prob(z ser classicado na classe m, / & pertence a classe 1)
@z = Prob{x ser classicado na classe 7, / z pertence a classe Ty ),
isto é,
o = /R plz /m)dz e Cy == /R plx / ) dz (2.3)
2 1

A menos que exista uma razao formal, ndo se faz necessério estabelecer «; diferente de
&ty Numa situacao mais especifica poderiamos estabelecer uma relacac do tipo: a; = kas,
cujo valor de k dependeria do pesquisador. Portanto, é mais comum adotar-se k& = 1, e
salientar que a troca do valor de k, por qualquer outro valor diferente de 1, pode modificar

completamente a regra de decisao.

O problema agora é dividir Rem Ry e Iy, tal que «, seja minimizado, sujeito a restricgo

de que oy = @y, onde

= 1- {fRz plz [/ m) —plz /) d.ﬂz};

com

/Rlp(sili [ m)de = 1 ~‘/Rzp(g;_ / ) dz. (2.4)

A solucao desse problema é baseada no Lema de Neyman-Pearson, que pode ser encontrado

na literatura estatistica, como por exempio em Rao[1973]. O critério avalia a razio de
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verossimilhangas no limite de separacio entre as classes comu:

= ¢, (2.5)

onde ¢ é uma constante real escolhida de modo que ¢ = . Observe ainda que assumimos
que z tem uma pdf continua, mas o resultado é equivalente ao se utilizar uma funcao de
probabilidade discreta. O mais importante aqui ¢ frisar que a solucéio é a razdo de verossi-

milhancas para as observacdes do vetor z.

A seguir descreveremos a construgac do limite de separacio entre as classe sob a su-

posicao que as pdf’s condicionais is classes T € Ty a0 multinormais.

2.2.3 Classificador de maxima verossimilhanga sob normalidade

A situacéo onde as pdf’s p(z /7)., i = 1,2, sdo conhecidas é uma tentativa de simpli-
ficacdo no caso teérico. Embora se]a pouco real na prética, isso pode ser utilizado para
testar a precisao dessas distribuicdes, desde que o tamanho das amostras seja grande. En-
tretanto, a grande vantagem de supor o conhecimento das pdf’s € que inferéncias podem ser
feitas a partir desta suposicio. Assim. é possivel utilizar a Regra Discriminante de Méxima

Verossimilhanca, cuja definicio segue:

Definigdo 2.2.1 - A regra Discriminante de Maxima Verossimilhanca para alocacao
de uma observacio de z em uma das classes 7Ty ou 7y, consiste de alocar z na

classe em que ocorrer a maior verossimilhanca para z.
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Observe que essa definicao também vale para .J > 2, e significa que a regra aloca Z em

; se

onde L;(x) € a pdf sob as observacdes do vetor z condicionadada 3 classe 7, isto é,

Para uma dada observacao de g, quando .J = 2 e ambas as verossimilhancas tém o mesmo
valor, qualquer uma das classes pode ser escolhida., Quando isto ocorre, significa que temos
um ponto de separacio 6timo entre as classes, e neste caso, qualquer 1mma das classes poderia

ser escolhida como a mais provavel. A seguir apresentamos uma regra de classificacdo usando

o-de-maxima-verossimithanca com dados que seguem uma distribuicac Normal.

Considere que a pdf de z

condicionada as suas respectivas classes tém distribuicao
Normal, e que possuem vetores de médias diferentes, dependendo da respectiva classe, mas

com a mesma matriz de covariancia, isto é:

plz/m) ~ NP(EI,E), se & € m

pl [ my) ~ NP(EZ,E), se T € Ty,

Aplicando o operador logaritmo natural em (2.5) temos que,
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plz/m) 1 et | it
8 /)~ 2 @) T )~ (2 )T (@ - py))

1
= gz Sy e (2.6)

onde @ € o vetor transposto de g, com ¢ = %16 e b= (p, — {4,), sendo a fronteira de
separacao obtida através de a’z = h, onde h = %(&1 + ft,)'a é uma constante que nao
depende das observactes de x. De fato, queremos alocar z em 7 se log %%%% > 0, fazendo
sentido definir as sub-regides como:

Ry é aregiao tal qued'z > h

Ry é aregido tal que 'z < A,
gl q

Ainclusao de h em R, é arbitraria, embora um procedimento aleatdrio possa ser utilizado no

caso de d'z = h, incluindo A em uma das regices dependendo, por exemplo, de um sorteio.

Para definir a4 e @, as pdf’s Normais, sio substituidas em (2.3), isto é,

G = ./a’:n{h N'p(ﬁl,Z)dg; e Qg = Np(ggg S)dz, (2.7)

g'g>h

substituindo agora o vetor x em (2.7) pela varidvel v = 2'z, e as outras (p—1) transformacdes

convenientes nas variaveis de z, obtemos,

a m/ oy (u)du e agmf Po(u)du, {2.8)
u<h u>h

onde ¢;{u) representa as pdf’s da varidvel u com respeito a classe m; (¢ = 1, 2), respectiva-
mente. Observe também que os limites de integracio dependem apenas de v. Como uma

funcao linear de variavel com distribuicio Normal tem também distribuicao Normal ( ver
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James[1981]), segue que v tem distribuicio Normal univariada com valor esperado F(u),

dependendo da classe a que z pertenca, isto é,

Eu) = g,_’_,{fl quando I € m; ou

E(u) = Q_’EQ quando z € 7y,

e variancia comum em ambas as classes, isto &,

Var(u) =dYa = §¥Y""§ = A2, para ambos os casos. (2.9)

Assim,

- 1 1 ;o \2 .

Usando agora a transformacao z = {v—FE (u)} /A, temos que z tem distribuicao Normal

padrao univariada, assim:

h—a
o1 = Prob(u < h/z € a classe m;) = Prob(z < AQ El) o
]
h—au h—dp
a3 = Prob(u > h/z € a classe 7y} = Prob(z > m____—mz) = Prob(z < — __2),
Ay A,
portanto,
h—dp a'p, — h
=P [ 1 - =La
oy ( A, ) e Qg @( A, ), (2.11)



onde @ () representa a Funcio Distribuicdo Acumulada (FD), de uma varidvel aleatdria

Normal padronizada, isto é,

1
O (z) = / e /24dz. (2.12)

Se estabelecermos que o) = ay, de (2.11) segue que

1
h = 5@'(&1 -+ ﬁz) (2.13)

Substituindo (2.13) em (2.11), obtemos

= (g = @ (——%Ap) . (2.14)

Em resumo, o procedimento discriminatério entre duas classes com distribuicdes Nor-
mais com diferentes vetores de médias e mesma matriz de covariancia, segue os seguintes

passos:

i) Caleule % = d'z = %72, onde § = (ﬂi - _,152).
ii) Calcule h = {a/(p, + )

iii) Se u > h associe z & classe 7, caso contrario, associe x & classe 7.

(2.15)
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2.2.4 Fungao discriminante linear de Fisher

Fisher[1936] elaborou uma funcio discriminante considerando 0 caso univariado, para
duas classes com distribuicdes Normais, com diferentes médias, /15 e iy, € mesmas variancias
0} = g5 = o Ele observou que é intuitivamente claro que se {gy— py)/o é grande, o
risco de mé classificacdo é pequeno, pois as regioes envolvendo as duas classes tem uma
peqiiena area sobreposta. Caso contrério, se (u;— p2)/o é muite préximo a zero, essa 4rea
sobreposta € muito grande crescendo assim o risco de ms classificacdo. Fisher sugeriu que as
p caracteristicas do vetor z, fossem combinadas linearmente, reduzindo, assim, a dimensao do
espago, e que a medida de distancia (u;— p9)/0 para essa combinacao linear fosse mixima.
A regra de classificagao seria entdo baseada nessa combinacao linear étima. Escrevendo de

outra forma, a proposta dele seria reduzir a classificagio feita em dimensio p para uma tnica

dimensao, escolhendo uma combinacéo linear do vetor z, d'z, tal que

= (2.16)

seja maximizado com respeito ao vetor a, onde t; é média de a'z supondo que z pertence
a classe m; (i = 1,2), £* é o desvio padrio de o’z em ambas as classes, & =y — p e T a
matriz de covariancia comum a ambas as classes . Diferenciando a equacio (2.16) em relacio

a a {ver Apéndice A-3) e igualando o resultado a zero, obtemos

§=|——]%a. (2.17)

Observe que uma possivel solucio para a equacao (2.17) é tomar a como sendo:
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=
i
¥

o

(2.18)

embora qualquer vetor proporcional a g, também satisfaca a equagao {2.17), isto é, ca
também ¢ solucao da equacao {2.17), onde ¢ é qualquer constante diferente de zero e a
definido na equagao (2.18). Portanto a combinacio linear 6tima é ¢’z ou qualquer funcao
linear de z que seja proporcional a @'z, de modo que a classificacdo de um individuo com p
caracteristicas seria baseada simplesmente na funcéo linear a'z, que & conhecida como funcio

discriminante linear.

Note que a funcéo discriminante u = o'z definida pela equacdo (2.18) é a mesma que
a obtida, atraves da razao de verossimilhancas sob a condi¢ao de normalidade, em (2.6),
embora as justificativas para cada método sejam diferentes. Na Subsecdo 2.2.3, existe uma
suposicao explicita de normalidade, além da condicio o = au, enquanto que nesta Subsecao,

a busca foi baseada na sensibilidade da funcéo discriminante. Fssa é também uma justi-

ficativa para se utilizar esta mesma funcio discriminante, mesmo quando a suposicio de

normalidade nao é satisfeita.

Embora os elementos de g sejam tinicos, seus coeficientes nio sao, como foi mencionado
anteriormente. Assim, como qualquer funcéo da forma cd'z, sendo ¢ constante, também é
uma fungao discriminante. e a classificaciio é baseada nos passos de (2.15) com g’z = §' 51z,
Substituindo a = L™18, em (2.16) a distancia entre as classes M e Ty, baseada na funcio
discriminante a'z, se reduz a A, conhecida como a distancia de Mahalanobis, sendo Ag =

é!2_1§_ — Qﬂ'é

2.2.5 Classificador a partir de dados amostrais

Na prética, dificilmente conhecemos os verdadeiros valores dos parametros das dis-

tribuicoes Normais envolvidas, Byo f, © Y. Em geral. tomamos duas amostras de tamanhos
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11 e Ny, respectivamente, em cada classe 7; e 7y, e usamos estas amostras para estimar os
valores dos parametros, sendo um procedimento natural substituir os parametros pelos seus
estimadores. Formalmente, organizando as observacdes em forma de matrizes, consideramos
Xy e X, duas matrizes (1) x p) e (ny x p) de observacdes, respectivamente, das classes m; e

Ts, como sendo

™

1y ] 1 i [ 2y ] FL 2y ]
][0 £ ][ <D
{1y {ty (1) (1) (2) (2) _(2) (2}
x X3y Xog ... X: I X351 Xgg ... X
X, = 1 _ 21 Xo9 I e Xy = ) _ 21 Xo2 2p ,
1) 1 ) 2 2
B ;B—'gli}! B L X’flj]. X"f{'LI)Q i X‘S’zi)p 4 R g’t(’bzz}' y L Xi,g)l X‘i(’?.’z)? b X‘l('?g)p ]

onde z!" segue uma distribuicao Np(p,, ) e g;?) segue uma distribuicao Np(,, ), (i =

1,2,...,n1), e (j = 1,2, ..., ny). Definimos,

0 = ;“X;}-m,ly 2 = —X1ng
Ty 7

1 1

S5 = X; (Im - _'"]-m,m )X}.; Sy = Xﬁi‘(L’M - %1n2,n2)X2
% Tig

S = Sl + 827 m=n;+ Ny — 27 d- = z(i) - ﬁ(z) € (219)

C?“ _ TiyTo
ny + g

onde 1,3 representa uma matriz (a x b) cujos elementos sdo todos ignals a 1 e {, a matriz
identidade de ordem a. Usando o Lema 2.4.1 (ver pag. 40), temos que Cd é independente
de S, onde C'd tem distribuicao N,(C§, Y) e S tem distribuicdo Wishart com parametros £
e m, {Wp(E,m)} (ver Definicao 2.4.1, pag.40),onde d e L5, sdo estimadores nao viciados
de ¢ e X, respectivamente. Admitindo que um novo vetor, z, seja objeto de classificacso, e

substituindo na funcao discriminante sens estimadores, chegamos a
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! 7 1 ~y -t foot— 1
izmé(wb) z=md Sz, (2.20)

onde [ = mS~'d é um estimador de g obtido pela substituicao dos estimadores néo viciados
de ¥ e de §, definindo assim a fungao discriminante amostral 'z. Portanto o procedimento

de classificacao {2.15) sugere os seguintes passos:

i) Calenle I'z como em (2.20).
ii) Calcule 21'(ZV) + Z¥) como em (2.19).
iii) Se 'z — %f (z) + Z?) > 0 associe z & classe 7y, caso contririo associe z A

classe ;.

(2.21)

Esta regra de classificacac é chamada Classificacio Estatistica de Anderson (Anderson
[1958]). A probabilidade de classificacio errénea de (2.21} pode ser estimada substituindo

A2 pelo seu estimador em (2.14), isto é;

1

onde

D?* = md' S1d. (2.23)

Infelizmente as probabilidades de m4 classificacio, de iy, definidas em (2.22) s&o otimistas,
isto é, tendem a subestimar as verdadeiras probabilidades (ver Mardia et al [1979]). Aitchison

et al [1977] argumentam que essas probabilidades, baseadas na regra de Bayes, sic mais
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realisticas. Na Secao 2.5 apresentamos 11ma versio particular da regra de Bayes de acordo

com o problema aqui apresentado.

Uma justificativa para adotarmos a regra (2.21) considerando [ = S~1d & apresentada a

seguir:

Uma outra forma de obtermos o valor de [ é considerar a expressao (2.16), onde seus

parametros sao substituidos pelas suas estimativas, levando a:

S : (2.24)

O objetivo, portanto, é encontrar uma combinacéo linear do valor observado, {'z, que maxi-
mize (2.24) com respeito a /, onde 2 é uma nova observacio. Elevando (2.24) ao quadrado e

multiplicando pela constante C? obtemos:

‘d| iy - 1,)?
C? %,,_l_—;'__,,f — 1 2 9
(<m—1:sm) LS+ ST (2:29)

onde. C? foi definido em (2.19) e

b =171, =173,

Definindo agora ¢ = ['z, temos que C*(f; — 1) = C¥ld)? e I'S, + Syl = I'SI que sao
denominadas, respectivamente, a Soma de Quadrados entre classes (S.Q.Entre) e Soma de

Quadrados intra classes (5.().Intra) na anslise de variancia da varigvel £. onde Iz é uma
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combinagao linear para uma nova observacao, ['z(!) uma combinacio linear nas observacoes

7 . ~ . ~
da classe m; e 'z uma combinacao linear nas observacies da classe .

A Tabela 2.1 apresenta o quadro usual da Analise de Variancia (ANOV A) (ver Draper
e Smith [1981]), da varidvel aleatéria ¢, onde a variacao total (Soma de Quadr.ados Total) é
dividida em duas parcelas: Soma de Quadrados entre Classes (variabilidade entre observagoes
de classes distintas) e Soma de Quadrados Intra Classes (variabilidade entre observacdes

dentro da mesma classe).

Tabela 2.1- Tabela da ANOV A para a variavel ¢

Fonte G.L. 5.Q.

Entre classes 1 C*(1'd)?

Intra classes m {'st

Total m+1  C*ld)?+ 1Sl

Observe que a razao entre as Soma de Quadrados (SQ) das fontes Entre classes e Intra
classes, divididas respectivamente, pelos seus Graus de Liberdade (G L), é a mesma que a
expressao (2.25). Em outras palavras. maximizar (2.24) é equivalente a maximizar a razio

F. da analise de variancia da variavel ¢, onde

Oy
P

(2.26)

Através do argumento usado em (2.18), onde nao existe uma solucéo tinica para I, segue que
" é maximizado quando / é proporcional a 57'd. Substituindo [ = S~'d em (2.24) obtemos

a distancia amostral dada por
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Dy, = (md'S™1d)%, (2.27)

ou equivalentemente,

D =md 574,

como obtida anteriormente em (2.23). Na literatura Dg € conhecida como a distancia D? de
Mahalanobis Studentizada, baseada em p caracteristicas do vetor 2. Esta distancia também
sera usada no proximo capitulo, no sentido de definir a contribuicdo de cada caracteristica

de z na construcao da distancia entre as classes 7, e .

2.3 Modelo de Regressao Logistica (MRL)

2.3.1 Introducao

Na se¢ao anterior descrevemos a formulacio matematica de nm classificador linear, com

base nas cbservagoes de um vetor de caracteristicas, z, dando énfase & distribuicio condi-

cional desse vetor dada a classe m; ou 7y, respectivamente, plz/m;) (i = 1,2). Consideramos
agora uma técnica alternativa de abordagem do problema de classificacdo através de modelos
de regressao linear. F importante lembrar que este trabalho trata o problema da estimacao

da varidvel resposta, via modelos de regressio, de uma forma bastante particular,

Existe uma vasta literatura sobre este tema, na sua formulacao geral, como por exemplo,
Draper e Smith [1981], McCullagh e Nelder [1989] entre outros, e que para maiores esclarec-
imento, uma consulta inicial sobre os procedimentos usuais de estimacao e interpretacao dos

modelos, se faz necessario.

Basicamente, os modelos de regressio buscam estudar o relacionamento entre uma

variavel resposta, y, chamada de varidvel dependente, e um vetor de varidveis explicativas,
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z, chamada de varidveis independentes. O modelo de regressio linear é definido por:
y=Xp3+¢ com FE{y/X}=X'g3 {2.28)
onde

y € um vetor de observacoes da varidvel dependente {(usualmente continua),

X é uma matriz de dados observados das varidveis independentes, sendo X’ sua,

transposta,

[ é um vetor de parametros desconhecidos e

€ um vetor de erros na estimacao de y pelo modelo X'3, independentes das

itn

observagoes.

Assuminde alguma pdf para o vetor de erros, £, um dos objetivos dos modelos de

regressao € estimar o vetor de parametros 3, de modo que o modelo (2.28) possa ser usado
como preditor da resposta, y. Nesse sentido, a abordagem do problema de classificacao, via
modelos de regressao, propoe uma formulacio diferente da secao anterior, sobretudo devido
ao fato de nao se impor explicitamente condicoes sobre a matrix de dados X , COMO por

exemplo, que as linhas de X tenham distribuicido Normal multivariada.

Para o problema de classificagio de um individuo em apenas duas classes, definimos a
i-esima observagao, y;, como una varigvel dicotémica. Sem perda de generalidade., podemos
assumir y; = 1, se um determinado evento, condicionado ac vetor de varigveis independentes,
z, ocorre, e y; = 0, se 0 evento condicional nao ocorre. Mas, nesse caso, o modelo (2.28)
nao se aplica, devido a varidvel resposta y;, no ser continua, sendo recomendade o modelo

logistico definido por:



Fly/z} = w= Prob(y=1/z) e

(2.29)
u
1—u

g{u) = log( )=2'3

onde g{u) é o logito da probabilidade de ¥ assumir o valor 1, dado ¢ vetor de variaveis

independentes, iz, e § é o vetor de pardmetros desconhecidos. O logito de uma probabilidade

p definida por: log (1_25)

Essa técnica de transformacao logistica foi introduzida inicialmente por Cornfield [1962]
e seguido por Truett et al [1967] para dados relacionados com doencas coronarianas. A
partir da introdugao do procedimento de estimacio de B3, através do método de méxima
verossimilhanca, nos trabalhos de Walker e Duncan [1967], Day e Kerridge [1967} e Cox [1970]
essa técnica passou a ser amplamente utilizada em outras dreas tais como nos experimentos

bioldgicos relacionados a estudos de dose-resposta, na 4rea de satide principalmente em

~Epidemiologia, et (Breslow & Day [1980]). Set uso é mais frequente em modelos com
respostas dicotomicas (apenas duas respostas possiveis, .J = 2}, mas o modelo também pode
ser aplicado quando a resposta é politémica (J > 2), sendo recomendado um estudo mais
detalhado sobre a estrutura das respostas, que podem apresentar uma ordenacdo natural

(ordinal) ou nominal se a resposta estiver em forma de classes (ver Aidar {1992]).

2.3.2 Modelo de classificagio com resposta binaria

Uma forma alternativa de avaliarmos o problema da classificacdo, envolvendo apenas
duas classes, pode ser interpretada do segninte modo: Suponhamos que uma observacio
possa somente pertencer a uma de duas classes, digamos m; ou 7). Sem perda de generalidade
podemos codificar, Y; = 1 se a i-ésima observacio (i=1,2,...,n) pertence a 1 e Y, = 0 caso

contrario. Podemos agora escrever:



E{Y:/z;} = Prob(Yi=1/z,) =0, e
Prob(Y; = 0/z,) =10, (2.30)

onde 0; é a probédbilid.ad.e da i-ésima bbsefvégéo pertencer a m;. Por éonvéniéncia chamamos
Y; = 1 de sucesso e consequentemente ¥; = 0 de fracasso, fazendo sentide chamar tais
observagoes de bindrias. Considerando que essas respostas sio avaliadas em n individuos,
supostamente independentes, a proposta é desenvolver um método que associe qualquer
dependéncia de ¢; com z;, onde z; representa um conjunto de atributos que explicam V,. O

objetivo é avaliarmos a equacao de regressao:

0; = o+ x! i=1,2,....n, (2.31)

it

onde 3 é um vetor de p coeficientes desconhecidos da regressio e o é um parametro também

desconhecido, que representa o intercepto do hiperplano.

A principal restrigio imposta a (2.31) é que 6;, sendo uma probabilidade, deve pertencer

ao intervalo [0.1], isto é:

0<8 <1, (2.32)

podendo causar alguns problemas na estimagao dos pardmetros, especialmente usando o
método dos Minimos Quadrados Ordindrios, que utiliza as derivadas parciais para encontrar
os valores de a e 3 que minimizam

™

> (0: - (o +249)

=1

2
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e isso torna o modelo (2.31) com dominio (valores possiveis de ;) e interpretacio limitada
(Cox [1970]). Uma forma de resolver esse problema é supor a existéncia de uma varidvel
latente, U/, que condicionada ao vetor x tenha uma pdf contimia. Isto é, dada a Funcio
Distribuigao Acumulada, FD, Fy(u/z), podemos definir sem perda de generalidade, a res-
posta ¥ = 1, se U > 0. O ponto de corte considerado foi zero, ja que U nio estd sendo
observada diretamente e seus valores estdo definidos no conjunto dos niimeros reais ().

Assim podemos escrever:

6 =Prob(Y =1/z) =1 - Fy;(0/z). (2.33)

Observe que se uma variavel aleatéria U tem pdf logistica com parametro de locacio a

e de escala b entdo sua funcao de densidade é dada por:

. 1 expl[(v— a)/b]
plu) = b {1+ exp[(u—a)/b}?

sendo uma distribuigao simétrica de média a e desvio padrao 7 b/+/3.

wa€R e b>0,

O MRL adota U tendo uma pdf logistica, com parametros de locacio (a + &/ B3) e
escala unitdria, embora no contexto de regressdo com respostas bindrias outros tipos de
distribuigbes podem ser usadas, assim como outros pardmetros. No caso logistico a FD de

U/ sera:

explu — o — z'3)

Fir(u/z) =
v(u/z) 1+ exp(u—o—z3)

(2.34)

de modo que

P (0/z) = .

"~ l+expla+2/8) (2.35)

Segue portanto que
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exp(a + ') . L
1+expla+z8) 1+exp{—{a+ 2'53)}

6 = Prob(Y = 1/z) =1~ I[{0/z) =

1

1 =0 =Prob(Y = 0/z) = T expa 1 28)

(2.36)

Usando a transformacio A = log(7%;) = o + 2'8, o relacionamento entre x e A passa a ser

linear.

Lembrando mais uma vez, outras suposigoes sobre a F'D de U/, condicionada ao vetor x,
podem ser adotadas, inclusive uma outra formulacao do problema poderia ser estabelecida,
pois a proposta aqui foi fixar o ponto eritico de U (o limiar zero) e variar a distribuicio
de U conforme z. Outra proposta, mais comum em ensaios biolégicos, onde as varidveis
explicativas sac dosagens, seria fixar a distribui¢do de U/ e variar o ponto critico com z. No

caso unidimensional, U/ seria a dose que produz a resposta, y, algumas vezes chamada de

tolerancia. Em geral. define-se = 1 se a dose excede uma tolerancia recomendada. Se a

H

dose recomendada for 7 « 4+ x3 7, entao

Prob(Y = 1/x) = Prob(U < « + z3),

relaciona a probabilidade de que i = 1, diretamente com a distribuicdo de U . Todavia, a
primeira formulagao, juntamente com a distribuicio logistica, é mais comum. devido a esse
tipo de distribuigac estd mais relacionada com respostas bindrias (ver Cox[1970]). A seguir

apresentaremos o método usual de estimagao dos parametros do modelo.
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2.3.3 Estimadores de maxima verossimilhanca para o M RL

Viérias formas de estimagéo dos parametros («, §) do M RL tém sido propostas e também
tém sido tema de varias pesquisas, entretanto em situagao geral, os estimadores de méxima
verossimilhanca, quando comparades empiricamente com outros competidores, tem se mostra-
do mais eficientes. Em situacdes muito particulares, estimadores utilizando, por exem-
plo, fungdo discriminante, podem ser preferiveis (ver Press e Wilson [1978]), especialmente
quando o vetor de varidveis explicativas, z, ndo segue uma distribuicao Normal multivari-
ada, que é uma das condigdes no problema interpretado via AD. A discussao sobre o melhor
método de estimacdo dos parametros tem surgido justamente porgue o método de maxima
verossimilhanca gera um sistema de equagles através das derivadas parciais da fungao de
verossimilhanca, sendo esse sistema néo linear em . Nesse caso, métodos alternativos de
iteracio, como por exemplo de Newton-Raphson e Minimos Quadrados Ponderados Itera-

tivos, devem ser aplicados.

Q método de estimacio por méxima verossimilhanca considera inicialmente o modelo

A= log (i—f_}i—?) =X'B, (2.37)

onde 8 = (6,6, ....0,) =Prob(Y = 1/X), X = (z,, s, .-.,&,) é amatriz (nx (p+1)) do
modelo { a matriz de dados acrescida de uma coluna onde todos os elementos sao iguais a 1,
isto &, z; = (1%, Xiny -y Xip), (i = 1,2,...,1), ¥ = (41, %2, ..., ¥n) com y; tendo distribuigao

de Bernoulli{f;) e 8 = (&, 8y, B2, ..., B) é o vetor de parametros desconhecidos.

A funcéo de verossimilhanga considerando fixas todas as n observacbes de y, é definida

por:



L(ﬁ/ﬂ_’;;’g{) = L;= HProb (v = vi/x;)

=1

N ﬁ exp(z;3) \" 1 =¥
i \ 1+ exp(a), 3) 1+ exp(;g';;_’i)
com yi = 0 ol yi=1. o (2.38)

Ja que I; e log I; tém seus valores méximos no mesmo ponto de B, a solugao é equivalente

quando aplicamos logaritmo em I,, isto é,

T

log (L(B/;,Y)) = log L = Y [yiz!8 — log (1 + exp(e3)) (2:39)

gm=]

Considerando ¥'(.) e b ”(.) como as derivadas primeira e segunda de uma funcéo b(.), onde

b(.) = b{ZB) = exp(z]3), obtemos

e também, sabendo que {ver Dobson [1990], pag 143),

B(G5t} = B~ V) =0

temos que
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exp(e;3)

T+ exp(ef)

Eys} = V(i) =

e ainda (ver novamente Dobson [1990], pag 143),

L, aL\*
#(5m) + (55) ) -

= V() + E{y, - ¥ (z,3)}?

segue que

Y(zif) = B{yi =¥V (@if)}* = 0.1 - 0,) = Var(y,) > 0.

Resolvendo o sistema de equacdes dado pelas (p+ 1) derivadas parciais de log(L;), em relacdo

a (3 e igualando o resultado a zero, temos:

o (143/2, ¥))
a5,

=0, 3=0,1..p, com 50 = a, (2.40)

resultando no sistema.,

n 1
x| vi — = 0, §=01,..p,
2 { 1+€XP(~£2§)} J=0Lp

i:x;j [,,Vi - é;} = O, (241)

31



sendo a solucao do sistema. _;)j nao linear em 3. A segunda derivada de log L; é dada por:

log (L(3/2}, Y)
4 (aégﬁﬁj ) . = Yol ()

= - fojzﬁar(yi) < Q.

Portanto, a solugao do sistema (2.41) consiste de pontos de méximo para L{8/x;, Y}, definindo,

assim o estimador de maxima verossimilhanca de 3.

Como a segunda derivada, neste caso, foi de facil determinacio, podemos empregar
algnm método iterativo, como por exemplo o de Newton-Raphson, para resolver o pro-
blema da nao linearidede, que procura uma solucio iterativa até que uma convergéncia seja

. . - . i} . e . .
estabelecida, isto é, considera-se 3% como solugao inicial e deriva-se sucessivamente, ,6’(1),

é{z),...,é(t) de modo que,

E(t) 6(5 1) + Z ijb” Xz_j) (g - é),

onde ¢ indica que o processo esté na t-ésima iteracio, até que

_Bm(t) Hﬁ(imi} <C,

onde { é uma precisao pré-definida, ﬁ{t} é tltima solucao e é{t_i) é a solugao do passo
anterior. (Quando a precisao € estabelecida, o processo é interrompido e o estimador é dado
por @ = ﬁ(é}. Solugdes equivalentes sio obtidas através de outros métodos interativos, como
por exemplo, o de Minimos Quadrados Ponderados Iterativos, cuja implementacio pode ser
encontrada em pacotes estatisticos como o GLIM (General Linear Interactive Model), entre
outros. Uma discussao mais detalhada sobre esses e ouiros métodos, pode ser encontrada

em McCullagh e Nelder [1989] e Aidar [1992].
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2.3.4 Generalidades da classificaciao usando MRL

Além do pacote estatistico citado acima, outros como S-PLUS, SAS, BMDP, ect., apre-
sentam formas eficientes de estimacao de 3. O interesse, contudo, esta no significado pratico
desse parametro, como é visto em Regressao Linear onde os coeficientes representam o efeito
de cada variavel explicativa. Aqui, o parametro também representa uma medida de efeito da
varidvel explicativa em relacdo ao logito da probabilidade de ocorréncia da varigvel resposta
(X = log(#/1 — 0)). Para um melhor entendimento, considere que uma determinada compo-
nente de z, digamos X;, assume somente os valores ) ou 1, de forma que possamos avaliar
uma razao entre os modelos nos dois casos, conhecida como a razio de odds para a varidvel

x;, dada por,

0/ —-6)
¥y = bo/ (1 — Bo)

onde o indice 1 em ¢; indica que o modelo inclui a varidvel. isto &,

9(61) = log(0/1— ty) = (/8)" + 5,

e o indice 0 em () indica que o modelo nio inclui a varidvel, isto &,

9(0o) = log(00/1 — 60) = ()",

*
e (;g’ ,8) nao inclui a varidvel x; nem o parametro 3;. Portanto a razéo entre os modelos com

e sem a variavel x; pode ser escrita como:

exp((z’w,ﬁ_’_)* + 35}
A P exp(f;). (2.42)

Aplicande o logaritmo temos

,83' == 10g (‘I’J) .
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Portanto, 3; representa a mudanca no logaritmo da razao entre as duas probabilidades de
ocorrencia do evento. condicionada & categoria da varidvel x;, ou ainda a ponderacao em se

passar de x; = 0 para x; = 1.

Quando x; € uma varidvel continua, a idéia pode ser estendida em termos de incremento
da variavel explicativa na mesma unidade de escala da variavel, sendo 3; a mudanca da razao

das probabilidades de ocorréncia do evento, condicionada ao incremento desta varivel.

Lembramos que o uso mais frequente do MR/ é no estudo de varidvel com resposta
binaria, mas o modelo também se aplica a0 caso da resposta apresentar mais de duas possibi-
lidades. Embora nao seja nosso objetivo nesse trabalho, este tipo de abordagem pode servir
também como competidor ao tipo de abordagem feita via AD, principalmente quando as
varidveis explicativas nao seguem uma distribuicio Normal. A Seguir resumimos os passos

da classificacao de um objeto, z, em uma de duas classes possiveis:

—~ o~ -

1)Encontre as estimativas de 3, ?_ = (&, B, P2, .-, 3), através dos dados.

Aoy explatzB) T 8z) v o~ . 4%
2) Caicule. 9(&) = m, com A = log(T_Ja;) =Y +g§

2) Se #(z) > 0,5 associe z & classe m; ou associe z & classe T, caso contrario.

(2.43)

Observe que o valor critico 0.5, significa que ambas as classes sio supostas igualmente

provaveis. Portanto, dependendo da aplicacio, esse valor pode ser modificado.

QOutro tema que estd fortemente ligado & estrutura do MRL é a selecao de varidveis
explicativas, pois, o primeiro objetivo do modelo é descrever o comportamento da variavel
resposta, ¥, com o conjunto de varidveis explicativas através dos seus efeitos. Esse problema

sera estudado com mais detalhes no Capitulo 3. A préxima secao aborda o problema da
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classificacao de nm objeto em uma de duas possiveis classes, quando existe algima restricio
as observagoes referentes a uma das classes, isto é, ndo temos acesso s observacdes quando

2.4 Modelo de Classificagdo Usando apenas uma das

Classes

2.4.1 Introdugao

Os dois métodos de classificacdo apresentados nas Secoes 2.2 e 2.3, consideravam a
suposicao de que observacles de ambas as classes, 7, e 7ta, sa0 disponiveis. Nessa Secio
abordamos o mesmo problema da classificacao de 1um objeto, mas com uma restricdo: nao
temos como obter as observagbes de uma das classes para estimar os parametros do modelo
de classificacdo. A proposta é apresentar um modelo baseado apenas nas observagdes de uma

das classes, ou ainda baseado na distribuigio do vetor aleatdrio, x, condicicnada apenas a

nao dessa classe, digamos 71, que temos acesso as informacdes, supondo que p(z/m) seja

conhecida.

Considere I? ¢ espaco geral p-dimensional que contém os pontos das observacdes do
vetor z. O objetivo € encontrar uma sub-regido de R, digamos R;. de modo que possamos
ou nao associar  na classe 7, se z pertencer ou nao a regiao R, respectivamente. Como
na secao 2.2, quando as classes ndo sao linearmente separaveis, qualquer método que se
propoe encontrar essa sub-regifo, carrega consigo as chances de classificacao erronea. O
método pode deixar de associar um verdadeiro elemento da classe ou vice-versa, associar
erroneamente um elemento de outra classe. Estamos assim, diante de um teste de hipoteses

estatistico, fazendo sentido definir:

35



a7 = Pr( Rejeitar Hy / Hy é correta )m/ plz/m)dz e
R—R,

o = Pr( Aceitar Hy / Hy é falsa )= . plz/mo)dz,

1

(2.44)

onde o] denota é‘. pféﬁ#bili&ade de erro do Tipo I, o} denota a probabilidade de erro do Tipo
H, e Hy é a hipdtese que associa z em 1. O superescrito * em «] e ay é usado aqui para
diferenciar a definigdo de @y e @y dada em (2.3). Sem perda de generalidade supomos que
7y seja a classe a qual temos acesso as observacdes. Lembramos, ainda, que & nio pode ser
avaliada, em termos tedricos, devido a restricio as observagoes da classe 79, sendo necessario
um estudo de simulac¢o para sua estimagio. Neste caso, o método para determinar R, deve

considerar apenas «j.

2.4.2 Estimacgao de parametros sob normalidade

A suposicao com respeito a distribuicie do vetor z condicionado a classe 7 ser Nor-

mal, adotada na Segao 2.2, é também adotada aqui com a finalidade de simplificar o caso

tedrico. Apresentamos, a seguir, uma regra de classificagdo baseada na distancia de uma

nova observacao ao centro de uma distribuicio Normal.

Considere que a pdf de z condicionada a classe seja Normal com vetor de média u e

matriz de covariancia ¥, ambos conhecidos, isto é,

plz/m) ~ Nplp, ). (2.45)

seja z uma nova observacao que qgieremos verificar se pertence a essa classe. O objetivo aqui
é definir uma medida de distancia, d(z), entre z, um individuo supostamente desconhecido

e o centro da distribuicao N,(g, X}, com base apenas nas observacoes da classe my, de modo
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que possamos decidir por associar z com 7y se

d(z) < C, (2.46)

e decidir por nao associar se caso contrario, onde C é escolhida. depois de fixado o satisfazendo

Pr{d{z/m) > C) = of, (2.47)

onde d(z/m), representa a distincia de um elemento com pdf Np{p,LZ) ao centro dessa
distribuicao. O significado de (2.47) é que apenas o}(100}% das observacdes de um vetor
aleatorio com a distribuicdo N,(p, ¥) tem distincia ao centro da distribuicdo superior a C,

ou equivalentemente, que apenas «;(100)% deles nio pertencem a R,. Sendo, portanto, uma

maneira de controlarmos a probabilidade de falsa rejeicio.

Assumindo que a distribuicao de z condicionada & classe Ty € Ny(p, 3} .e substituindo

sua pdf na equagao (2.44). podemos escrever o com:

exp{w—% (;,,p_ - &)’ »-! (mlrm - E) bz, (2.48)

2afes

oi= [ lem(z)
d{z)>C

onde |Z] é o determinante da matriz . Uma forma convencional de definir d(z/m) é rela-
cionar a rejeicao da hipdtese de associagio com uma pequena probabilidade of, isto é, condi-

cionar as observacées a uma regiao poico provavel. e isso é feito fazendo com que
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exp{—% (QQ - y:)’ ! (32 - #)}a

seja pequeno, ou de forma equivalente fazendo com que

(Q; - E); ! (gz - y_) , (2.49)

seja grande. Na literatura (2.49) é conhecida como o quadrado da distancia de Mahalanobis
a0 centro da distribuigdo de um vetor Normal, tendo densidade eliptica constante. sendo
também conhecida como densidade de contorno constante. Pode ser mostrado que (2.49)
tem uma distribuicao Qui-quadrado, com p graus de liberdade (x?) (ver Mardia et al [1979]).

A expressao de uma varidvel aleatéria com pdf Qui-quadrado estd definida no Apéndice A-

—————4—Portanto; "?Wéeﬁﬂif’mssa"metﬁd‘ac"de"disténci'a""pﬁf"'f?;’d@)'"'é’"’dépaig”a'é"'ﬁg’g&g”@f} T

encontrar (' tal que (2.47) se cumpra. Em outras palavras, se uma nova observacao z,

vem de fato da classe 7, espera-se que d(z) = (; — E)I - (g — E) , seja inferior a C, com

probabilidade af.

Os passos do procedimento de classificacio de nm vetor aleatério Normal, com seus

parametros conhecidos, podem ser resumidos em:

1) Fixe o] e encontre (' tal que Pr(x? > C) = af, onde Pr(x} > C) = of
representa que a probabilidade de uma varidvel aleatéria com distribuicio Qui-

quadrado, com p graus de liberdade, exceder uma constante (0 é igual a af.

2) Calcule d{z) = (g — &)’ h 3 (g — E) :

38




3) Associe z & classe 7 se d(z) < C, ou nao, se d{z) > C.

(2.50)

giria um procedimento mais complicado.

2.4.3 Estimagao amostral de parametros

O procedimento de classificacao de um novo objeto, adotado em (2.50), assume que os
parametros da distribui¢do Normal, £ e X, sao conhecidos, mas na pratica eles devem ser
estimados abrindo uma discussio sobre a melhor forma de escolher a medida de distancia
entre um individuo e o centro da distribuicio. Um procedimento adotado por Nelson et al
[1994] foi substituir os parametros, f e X, em (2.49), pelos seus respectivos estimadores nao
viciados, e usar a aproximacio da distancia amostral de um vetor aleatério com distribuicio

N{p, X)) pela distribuigio Qui-quadrado, sendo a distancia amostral definida por:

—~ - f/\“ .
d(z) = (@——ﬁ) xt (g;m ;_1,), (2.51)
com
1 -~ i 1 1
Aﬁ?—:"X’ln -3 1, o <
£=2 n * © x ?‘:,——IX(I nl )X nmls’

onde X é uma matriz (n x p) contendo n observacées do vetor de p caracteristicas, 1, €

uma matriz (a x b) com todos os elementos iguais a 1 e [ é a matriz identidade de order 7.

O problema ¢ que a expressio (2.51) nao segue uma distribuicao Qui-quadrado como em
(2.49), devido a ji e 5 serem aleatérios. De fato, como os estimadores séo funcdes amostrais,

podem assumir diferentes valores a cada processo amostral, tendo cada estimador uma pdf
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definida. como pode ser visto no Lema 2.4.1 a seguir. A distribuicdo exata de (2.51) é
justamente o que propde o Teorema 2.4.1 e isso tem sido uma das principais motivacoes
desse trabalho, que tem como objetivo justificar analiticamente a aplicacao dessa medida de
distancia na pratica. Antes, porém, vamos introduzir alguns lemas e definicdes que servirao

de suporte na sua apresentacao.

Definicgo 2.4.1(Mardia et al [1979]) - Seja M = X'X uma matriz (p x p),
sendo X uma matriz (n x p), onde as linhas de X representam 7 observacoes
amostrais do vetor aleatdrio, z, com distribuicio Np(0,%). Nesse caso M é dito
ter distribuicio Wishart com pardmetros de escala & e n graus de liberdade e

escrevernos

M ~ W,(Z, n).

A expressao da pdf de uma mainiz aleatonia M com distribui¢do de Wishart com

parametro de escala e n graus de liberdade pode ser encontrada no Apéndice A-4.

A defini¢ao acima é na verdade uma versio multivariada da distribuicdo Qui-quadrado.
Basta observar o caso particular quando p = 1, Wi{o?, n), com M = 'z, onde z representa

n obsevagOes de uma varidvel aleatdria com distribuicio N 1{0,0%). Nesse caso M ~ o2y?2 .

Outros resultados importantes que serio usados na demonstracdo do Teorema 2.4.1 seguem.

Lema 2.4.1-SeZT= X1, e85 = X'(I- L10n)X, onde X é uma matriz (nxp)

3

cujas linhas sao n observacdes de um vetor aleatério com distribuicao N,(u, T)

entao I e S sdo independentes com as seguintes distribuicoes
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. 1
I~ Ny(p, —X) e S~W(T.n-1).
=n
Prova:(ver Mardia et al [1979], pag.68)e

A importancia do lema acima esta na generalizagao do caso unidimensional, onde a
média e a variancia amostral sio independentes e seguem distribuigbes de probabilidades
conhecidas. Neste caso, suas distribuicdes sio versdes multivariadas das respectivas dis-

tribuigdes univariadas.

Lema 2.4.2 - Se M tem distribuicao W,(Z, n), entao

Prova:(ver Mardia et-al [1979], pa

Na verdade o Lema 2.4.2 é uma caso particular de tranformacdes da classe de matrizes da
familia Wishart, onde produtos do tipo B'M B, continuam pertencendo a familia Wishart,
e B deve ter dimensdao compativel com Af. A prova desse fato pode ser feita faciimente
partindo da Definigdo 2.4.2. A principal importancia, entretanto, é que o lema define uma

versao padronizada de uma matriz aleatdria com distribuicao de Wishart.

Introduzimos a seguir expressGes envolvendo varidveis com distribuicdes multivariadas
Normais e matrizes com distribuicio Wishart, tais como d'M~'d, onde d tem distribuicao
Normal multivariada, M tem distribuicho Wishart e d e M sio independentes. Segue a

definicao formal dessa forma quadrética que foi um trabalho iniciado por Hotelling (1931).
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Definigdo 2.4.2(Mardia et al [1979]) - Se A pode ser escrito como A = nd M4,
onde d e M sao independentes e distribuidos. respectivamente, segundo numa
Np(0, 1) e Wy(l,n). diremos que A tem uma distribuicio 72 de Hotelling com

parametros p € n. e escrevernos

A~ T2 (p,n).

A expressao da pdf de uma variavel com distribuicao 7% de Hotelling pode ser encontrada
no Apéndice A-4. Uma importante aplicagdo da definicio acima segue quando conhecemos
os verdadeiros valores dos pardmetros da distribuicdo Normal, e estamos interessados numa

forma alternativa de avaliar a distancia (2.49). Isso é o que diz o lema a seguir:

Lema 2.4.3 - Se z e M so independentemente distribufdos, respectivamente, por

Np(p, Z) e Wo(Z, n), entdo

A=mn(z - p) MYz~ p)

segue uma distribuicio T? de Hotelling com parametros pen.

Prova: Considere M = X'X e X uma matriz de dados como foi definido anteriormente
no Lema 2.4.1. Por suposicac z ~ Np(u, T}, escrevendo 4* = -3 {z—p) e como uma funcao
linear de varidveis Normais tem também distribuicic Normal (ver James [1981}), segue que d”
~ N,(0,1). Observe agora que por hipétese M ~ Wo(Z,n), e pelo Lema 2.4.2, M* = S~ M
Y%~ W,o({,n). Assim, pela Definicio 2.4.2,
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A== nd" M =z — p) Mz - )~ T%p,n)e

O caso particular da Definiggo 2.4.2 com p = 1, T%{1, n), é na verdade o quadrado de uma
variavel aleatdria f-Student com 7 graus de liberdade. A importancia dessa particularidade
é que a partir daf podemos relacionar a distribuicdo T2 com outras. Mais precisamente, o
quadrado de uma varidvel aleatdria com distribuicao {-Student tem uma distribuicao £y, a
conhecida distribuicao F* de Snedecor com 1 grau de liberdade no denominador e n graus de
liberdade no numerador. Em outras palavras, a distribuigac 72(1, n) coincide com a Fin A

generalizacdo desse fato estd no seguinte lema:

Lema 2.4.4 - TZ(pa n) = ;iflf;f pa—pi1-

Prova:(ver Mardia et al [1979], pag.74)e

Agora temos condigdes de avaliar o significado da forma quadratica.,

(n—1)(z—-z)S Yz -7,

onde os parametros da expressao (2.49) (1 e L) sao substituidos pelos seus respectivos
estimadores nao viciados e assim possamos testar a hipétese de um novo objeto pertencer

ou nao a classe das distribuigbes Normais, com base em dados amostrais.
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Teorema 2.4.1 - Sejam T e 5 como definidos anteriormente no Lema 2.4.1, se 2

tem distribuigao Np(u, L), entao

(n—1) (n i 1) (@-z)S™Hz—2) ~Tpn—1)

e consequentemente,

Tl(?? %p) v =1 i
(m) &—2)S™Ha—ZT) ~ Fpup

Prova: Pelo Lema 2.4.1, T e 5 so independentes e distribufdos por Np(p, 1X0)

Wp(2,n — 1), respectivamente. Por hipétese z, uma nova observacao, tem distribuicio

Np(p, %) e definindo

segue que d tem distribuicao Normal, pois é funcio linear de vetores com distribuicoes

P

Normais multivariadas{James [1981]), com

Ed) =0 e Covld) =1

Definindo agora
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temos pelo Lema 2.4.2 que, M ~ W,(/,n—1). Portanto d e M satisfazem 3 Definicdo 2.4.2,
isto €. d segue uma distribuicac N, (0, 1) e M segue uma distribuicio Wishart padronizada,
independente de d, pois S é independente de F (Lema 2.4.1) e z é uma nova observacao,

portanto independente de Z e S . Assim podemos concluir que:

n—1
7 -+ 1

A=(n-1)dMd= 'n,( ) (z—3)S5 Nz —%) ~ T*(p,n — 1),

provando a primeira parte. A segunda parte segue da aplicacao direta do Lema 2.4.4, isto é,

TQ(p’n_l)m@;})}zf? Y

Observe. que-o-objetivo-do—teorema-acima & formatizar mmaestatistios teste G s

medida de distancia com uma distribuicio conhecida e tabelada na versao univariada. Em
outras palavras, através do teorema acima podemos formalizar a reducao da regra de clas-
sificacao p-dimensional para apenas uma dimensao. Nessa base. podemos testar se um novo
objeto, z, pertence ou nao a classe das distribuicoes Normais, seguindo os passos desenvolvi-
dos em {2.50) com os estimadores necessarios. A seguir apresentamos o resimo dos passos

para classificar nm novo cbjeto na classe das distribuicoes Normais:

—

1) Fixe o] e encontre C tal que Pr{ Fonp > C) = af.
2) Caleule d{z) = M(g —Z)S !z —Z).

(it l)p

3) Associe ou nao z  classe m se d(z) < Coud (2} > C, respectivamente.

(2.52)



Na préxima secao apresentaremos um estudo simulado onde esse método de classificacao,
além dos demais vistos anteriomente, sdo comparados através de suas taxas de erros na
classificagac de objetos supostamente desconhecidos. E no Capitulo 3, esse método serd
utilizado como base na selecio de varidveis que mais contribuem na construcao da medida

de distancia do passo 2, acima.

2.5 Aplicacao com Dados Simulados

2.5.1 Introducao

O objetivo desta Secéo é apresentar um estudo simulado dos métodos de calssificacao
apresentados nas trés secGes anteriores em relacio a um problema tipico de classificacao
envolvendo apenas duas classes. Formalmente, queremos avaliar o desempenho de cada
método, através de suas taxas de erros de classificacfio, e compari-los com seus principais
competidores: O classificador de Bayes, quando temos acesso as observacoes de ambas as

classes, e o classificador que utiliza a aproximacio pela distribuicao Qui-quadrado, quando

temos acesso as observacoes de apenas uma das classes.

Sao apresentados a seguir os resumos de cada um dos métodos competidores: Classifi-
cador de Bayes e o Classificador usando a aproximacio pela distribuicio Qui-quadrado, nma
simulacao para dois conjuntos de amostras e os seu Tespectivos resultados através das taxas

de erros.

2.5.2 O Classificador de Bayes

O classificador de Bayes supde uma pdf a priori para os parametros da distribuicao
condicional de z dada a classe 7. Por exemplo, no caso de duas classes com distribuicaoc
Normais multivariadas, o método introduz uma pdf a priori para o conjunto de parametros

8 = (g, py, X), p(9), (ver Aitchison et al [1977]). A proposta entio é avaliar a verossimilhanca
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de uma observagao, z, dada a matriz de dados X, supondo que & pertence a i-ésima classe
mi, 1 = 1,2. A verossimilhanca é dada pela média das pdf's de z dado 4. p{z/0), com respeito
a pdf a posteriori de f dado X, p(8/X), isto é:

Liz/X) = [ plz/0) plo/X) do. =12,

onde p(#/X) é proporcional ac produto p(X/8) p(#). Decidimos associar z em 7 se L, (z/X) >
Ly(z/X).

O caso particular da classificagao de nm individuo com p caracteristicas em uma das
duas classes com distribuicdo Normal multivariada e com matrizes de covariancia iguais, é
apresentado em Mardia et al [1979], pag. 317. Considerando p(f) nao informativa, isto é,
0 = (g y, X) de acordo com o principio da invariancia de Jeffreys (ver Jeffreys [1961]), eles

concluiram que a i-ésima verossimilhanca L; é proporcional () a uma quantidade amostral,

2
&
isto-€:

n (1 -+ Hlm;) - -~ ]
mp1| &%) . (233

=12,

Liz/X) x {1+ (n—1-p) 7'z - T

onde n = ny + Ny, NS = nyS| + 1eSy, S = T—f—_X{([m — 1n,n)X; e X, a matriz (n; x p)
Sy
de dados com n; observacoes do vetor x pertencente & classe m; (i = 1,2). Um resumo do

procedimento de classificacao de um individuo através do Classificador de Bayes segue:

1 - Para uma nova observagao, z, calcule L;(z/X) de acordo com (2.53}.

2 - Associe z A classe M) se Li(2/X) > La(2/X) e & classe my se Li{z/X) <
La(z/X).
(2.54)
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2.5.3 Classificador usando aproximacio pela distribuicio Qui-quadrado

O outro método que destacamos aqui, foi apresentado em Nelson et al {1994] num pro-
blema de verificacio de assinaturas. Supondo que apenas uma das classes poderia ser ob-
servada. Eles consideraram que o vetor de observaces z, com p caracteristicas, tinha dis-

tribuicao Normal multivariada com média i e matriz de covariancia DV D, isto é:

Zz ~ Np(p, DV D),

onde it = E{z} e DV D é a matriz de covariancia, sendo ) uma matriz (p x p) diagonal cujos
elementos da diagonal representam os desvios padrdes das coordenadas (ou caracteristicas)
de z e V a parte da matriz de covaridneia que representa a correlacao entre as caracteristicas.
Essa forma de definir a matriz de covaridncia & = DV D é utilizada pelos autores para futuras

suposicoes a respeito da matriz ¥, como por exemplo independéncia entre as caracteristicas

(v=1).

Eles propuseram a distancia amostral:

d(z) = (z - B (DVD) (z - ), (2.55)

onde
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Eles aproximaram d(z) pela distribuicho Qui-quadrado e estabeleceram o seguinte procedi-

mento de classificacao:

1 - Fixe o e encontre C tal que Pr(x} > C) = . (€' um valor tabelado pela

distribuicao Qui-qudrado com p graus de liberdade).

2 - Para uma nova observacao, z, caleule d(z) através da equacio {2.55).

3 - Associe z em 7; (a classe que temos acessa) se d{z) < C e nao associe se

d(z) > C.
(2.56)

2.5.4 Simulacao dos dados

Através do aplicativo MATLAB 4.0, foram gerados dois conjuntos de dados, ambos
considerando duas classes com distribuicho Normal multivariada: o primeiro com vetores

de medias e matrizes de covariancia diferentes e o segundo com vetores de médias ignais e

matrizes de covariancia proporcionais. Dentro de cada conjunto também foram gerados dois
grupos denotados por dados de treinamento e dados para testes: os dados de treinamento
sao usados especificamente para a construcio dos modelos, enquanto os dados para testes

sao usados para a validacao dos modelos.

No primeiro conjunto {com vetores de médias e matrizes de covariancia defirentes)
as matrizes de dados de treinamento, X; e X,, foram geradas supondo conhecidos os
parametros da distribuicdo, poe X (¢ = 1,2), sendo X; uma matriz (100 x 42) de dados
(X_; == (ggl), ;ﬁgl} S e gg}z})’) , referentes a 100 observacdes do vetor (Y com 42 caracteristicas
pertencentes a classe 7, e Xy uma matriz (50 x 42) de dados (Xg = (ggz),;rmgz},...az%})’),

[ - . : 2 - ~ N ~
referentes a 50 observacées do vetor 2 com 42 caracteristicas pertencentes a classe my,

atraves de:
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1
2V = 2T 4p,  i=1,2,.,100, e

(2
L;

fl
il

1
rY3 fp,  §=1,2,.,50, o (257)

onde as observagoes de r sac amostras geradas a partir da distribuigao N,(0, [}. Portanto
2 e 2P tém distribuicio Np(pt,. Z1)  Np(p,, Tg), respectivamente. A proposta aqui foi
simular uma situagao parecida com a realidade, onde o acesso as observacdes de uma das
classes € um pouco mais dificil que a outra. As matrizes de dados para testes seguiram
exatamente o mesmo procedimento de geracao dos dados de treinamento. A diferenca, no
entanto, fol a geracao de 1.000 observacdes para cada classe. Os vetores de médias K e
e as matrizes de covariancia 2; e X,, supostamente conhecidas, foram obtidas através de
uma amostra de 200 observacoes reais de um vetor com 42 caracteristicas da assinatura de
um individuo, verdadeiras e falsificadas, sendo 100 verdadeiras e 100 falsificadas, coletadas
na Universidade de Cornell (EUA) e apresentados em Lee e Berger [1996]. A descricao dos

vetores de médias, assim como, dos desvios padrdes utilizados nesta simulacéo é apresentada

no Apéendice B, além da definicio de cada uma das 42 caracteristicas.

No segundo conjunto (com vetores de médias iguais e matrizes de covariancia propor-
cionais), os dados foram gerados com base apenas nas observacdes da classe 7;. Supondo
conhecidos g, e ¥y, e seguindo o mesmo procedimento do primeiro conjunto, foram geradas

150 observacoes para treinamento e 2.000 para teste, através de

1

_4’22(1) =r2f g, i=1,2,..,1100,
;E(,?)——T.E*%_L =12 ..105
P =S b, j=1,2,.,1050,

onde 100 observacies de " foram usadas para treinamento e 1000 para teste, enquanto 50

observacoes de z* foram usadas para treinamento e 1000 para teste. A matriz de covariancia
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¥ foi obtida a partir da decomposicao da matriz de covaridnca X, em auto-valores e auto-
vetores. Em particular, o maior auto-valor de T, foi acrescido em 10% e entio calculado 2

através de uma operacao inversa. Formalmente, primeiro encontra-se I' e A tal qie

'Sl = A

onde I' € nma matriz ortogonal (com I'T" = I'TY = ], onde I é uma matriz identidade de
ordem p), que representa a matriz de auto-vetores de Ty, e A uma matriz diagonal, cujos
elementos da diagonal, \y > Ay > ... > Ay, representam os auto-valores associados aos

auto-vetores I'. Entao, calcula-se ¥} através de

Y = DAY

onde A® = diag(1.1A1, A, ..., A;). O objetivo aqui foi estudar o caso onde as duas classes a-
presentam caracteristicas semelhantes, tendo em média os mesmos valores. mas com matrizes
de covariancia proporcionais. De fato esse é um caso tipico quando uma classe representa
uma tentativa de imitacao da outra, bastante comum em estudos de verificacio de assina-

turas.

2.5.5 Resultados da simulacao

O objetivo nesta simulagéo foi apresentar uma situaciio onde as classes sejam linearmente
separdveis, e em seguida apresentar uma situacio onde as classes nio sejam linearmente

separaveis, para que possamos avaliar o desempenho dos métodos de classificagao em ambas
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situagoes. Os valores dos parametros foram obtidos a partir de um caso real e utilizados para
transformagio de amostra de vetores com distribiicao Normal padronizada em amostra de
vetores com 0s respectivos valores. Observe que u; e X)) representam a média e covaridncia
amostral de assinaturas genuinas, enquanto que 1, e ¥ representam a média e covariancia
amostral de assinaturas falsas de um mesmo individuo coletadas em laboratério. Fntre-
tanto seus valores foram supostos como os verdadeiros valores dos respectivos parametros e

utilizados para gerar nossos dois conjuntos amostrais.

As Tabela 2.2 e Tabela 2.3, a seguir, apresentam as taxas de erros de classificacao
de acordo com os métodos descritos anteriormente, isto é, os erros dos Tipos I e IT esti-
mados, onde as quantidades que aparecem nos corpos das tabelas representam o niimero
(em percentual) de vezes em que o respectivo método classificon erroneamente os elemen-
tos, sabendo-se que eles realmente pertencem as respectivas classes. Na Tabela 2.2 as taxas
referem-se aos dados simulados no primeiro conjunto, onde as classes tém distribuicSes Nor-

mais multivariadas distintas, isto é, _z_,gl) tem distribuicao NP(&N Tie @52) tem distribuicdo

Nplfty, 22). Enquanto que na Tabela 2.3 as classes tem distribuicoes Normais multivariadas
semelhantes, com vetores de médias iguais e matrizes de covaridncias proporcionais, isto é,
2" tem distribuigio Np(p, Zy) e ,,LL;J(,-?} tem distribuicao N,(u,,%}). Os métodos ultilizados
na classificacao seguem os resumos descritos de acordo com: AD - Analise Discriminante -
resumo {2.21), pag.20. RL - Modelos de Regressio Logistica - resumo (2.43), pag.34 T2 -
Aproximacao pela distribuicao 7? de Hotelling - resnmo (2.52), pag.45. CB - Classificador de
Bayes - resumo (2.54), pag.47 e x¥? - Aproximacao pela distribuigdo Qui-quadrado - resumo

(2.56), pag. 49.

Realizamos tambeém a classificagdo em relaciio aos dados de treinamento como forma
de verificacio. Os niveis de significancias on as probabilidades tedricas de rejeitar uma
observagao genuina, adotados nos métodos T? e y? foram de 5%, com (42,58) graus de

liberdade, respectivamente, para distribuicdo £ de Snedecor e 42 para a distribuicac Qui-
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quadrado.

Um valor apresentado nas tabelas indica quanto (em percentual) o respectivo método
classificou erroneamente uma observacio. Por exemplo, na Tabela 2.2 o classificador de
Bayes (CB) estimou em zero o erro do Tipo I em relacio as amostras de treinamento e
teste (ndo rejeitou qualquer observacio como pertencente a classe T, quando de fato elas
vinham desta classe). Assim como estimou em zero o erro do Tipo II, em relacao aos dois
tipos de amostras: treinamento e teste ( rejeitou todas as observactes em relacio a classe 1,
quando estas vinham da classe m3). J4 na Tabela 2.3, o mesmo classificador, CB, estimou em
2% o erro do Tipo I em relagdo & amostra de treinamento e 6,7% em relacio & amostra de
teste (rejeitou 2 observacdes dentro de 100, e 67 dentro de 1000, respectivamente, em relacao
as amostras de treinamento e teste. quando estas vinham de fato da classe 7,). Enquanto
que estimou em 20% o erro do Tipo II em relacio 4 amostra de treinamento, e 59,2% em
relagao a amostra de teste {aceitou 20 observacdes dentre de 100 e 592 dentre de 1000, como

pertencentes a classe 7, quando de fato elas vinham da classe ).

Observe que nao apresentamos resultados quando o método de classificacio era T? ou

x?, em relacao & amostra de treinamento, pois estas observacgdes ndo foram utilizadas na

construcao dos modelos de classificacao para estes dois tipos de classificadores.



Tabela 2.2 - Taxas de erro de classificacao, para o primeiro conjunto. estimadas

(em %) para simulacao com dados f\rp(&17 Ei) e Nplp,, L9} (o igual a 5%)

Amostras CB AD RL T?! 2

Treinamento
m 060 00 006 00 20
m | 0,0 0,0 0,0 - -

Teste
m 00 00 03 50 755
m 00 00 0.0 0,0 00

Os resultados da Tabela 2.2 mostram o bom desempenho de todos os métodos, exceto o
x*, para os dados de teste. Entre eles podemos destacar que os métodos utilizando Analise
Discriminate (AD) e Classificador de Bayes (CB) levam pequena vantagem contra os demais,
pois nao houve erro de classificacdo estimado. Embora estejamos tratando com dados em
classes linearmente separaveis, um erro estimado de 0.3% para os dados de teste através do
R confirmam os resultados de Press e Wilson [1978], que indicam um melhor desempenho
do metodo que utiliza AD em relacdo ao método que utiliza RL quando os dados seguem

uma distribuicao Normal.

Quanto aos métodos usando apenas uma das amostras para treinamento do modelo de
classificagao, o método usando aproximacao T2 leva grande vantagem em relacio aquele que

usa aproximacao X2, pois o erro do Tipo I previsto para as amostras de teste no método
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T2, fol confirmado em 5,0%, enquanto que esse erro usando uma aproximacao pela y? ficon

muito acima (75.5%).

Tabeln 2.3 - Taxas de erro de classificacio, para o segundo conjunto, estimadas

(em %) para simulacio com dados Np(ﬁl’ i) e Ny(p,, X7} (o igual a 5%)

Amostras CB AD RL 1%

Treinamento
| 2,0 2,0 2,0 00 10
we | 2000 240 220 - -

Teste

m | 87 45 56 02 T20
m | 59,2 635 601 0.0 00

Na 'Tabela 2.3, destaca-se o excelente desempenho dos métodos gue usam apenas as ob-
servacoes de uma das classes para construcao dos modelos, 77 e y?, mostrando que, neste
caso. em situagao que as regices que contém os pontos das duas classes estio hastante sobre-
postas, os métodos usuais de classificacao linear tém taxas de erros estimados mais elevados.
Observe que, para o erro do Tipo I estimado pela aproximacéo via y2, com amostras de
teste. os resultados nao sdo bons (72%). confirmando a necessidade de uma correcio nesse

tipo de aproximagao.

Eisses dados simulados serao novamente utilizados nos capitulos seguintes, especialmente

no proximo, onde virias técnicas de selecao de variaveis serdo comparadas.
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2.6 Comentarios e Conclusoes

Neste capitulo, foram apresentadas algumas técnicas estatisticas usadas na classificacio
de padroes ou classes. Quando nao utilizamos informacoes « priori sob a distribuicao do
individuo condicionada a uma das classes, Press e Wilson [1978] indicam que sob condicdes
de normalidade para o vetor de caracteristicas, a classificacio estatistica deve ser feita via
AD. Em condicoes mais gerais o classificador de Bayes tem a vantagem de poder controlar
as taxas de erros dos Tipos [ e Il na construgéo do classificador, embora sua implementacao
exija um planejamento mais especifico. Este tipo de controle nio pode ser exercido no
procedimento via Al), pois a construgio do modelo de classificacio supbe taxas de erros
iguais. Uma alternativa, nesse caso, tem sido a utilizacdo do MRL, pois dependendo da
aplicagao, um controle sob a aceitacao e rejeicio pode ser feita em termos da probabilidade

da varidvel resposta assumir o valor 1 (Pr(y; = 1/X)).

Quando nao dispomos das observacdes de ambas as classes para treinamento, o novo

...classificador, usando uma aproximagcao. pela distribuicio. T2 de Hotelling deve ser-preferivel . ..

a4 aproximagcao pela distribuicao Qui-quadrado. Inclusive, em situacdes onde as médias das
classes sao supostamente iguais, essa aproximacio deve ser preferivel aos procedimentos que

utilizam as observagOes de ambas as classes na construgao dos modelos de classificacio.

A principal contribuigao deste capitulo foi mostrar a necessidade de uma correcao no
modelo que utiliza uma aproximacao pela distribuicio Qui-quadrado, pois a substituicio dos
verdadeiros valores dos parametros pelos estimadores nao viciados, impde na prética, uma

situacao mais realistica.



Capitulo 3

Selecao de Variaveis Explicativas

3.1 Introducao

No capitulo anterior descrevemos algumas técnicas estatisticas para classificar um ob-
jeto, supostamente desconhecido, em uma determinada classe ou padrio através de modelos

construidos a partir dos dados observados nas respectivas classes. Introduzimos agora uma

das etapas de um sistema de reconhecimento de padrdes que precede ao problema da clas-
sificacdo: a selecao de varidveis explicativas ou selecio de caracteristicas discriminantes. O
termo Extragao de Caracter{sticas tem sido muitas vezes confundido com o termo Selecao de
Caracteristicas. pois ambos definem a necessidade de se reduzir o espaco das caracteristicas
através de algum procedimento de escolha que satisfaca determinadas condicoes. A diferenca
basica entre os termos € que a extracio procura mapear as caracteristicas originais em outro
espago com dimensoes reduzidas, enquanto gue o termo seleciio, adotado por este trabalho,
esta associado ao problema de exclusio de varidveis consideradas redundantes ou menos dis-
criminantes. Na extragao, ndo necessariamente ocorre a reducio do niimero de caracteristicas
originais. pols em geral o problema é definido em termos de tranformacdes que geram um

novo espago obtido quase sempre através de combinacdes lineares do espago original.

Uma das principais motivacdes para abordar o problema da selecao se deve ao fato de que
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o custo associado & construgio de um classificador est4 diretamente relacionado ao namero
de caracteristicas utilizadas no modelo de classificacio (Mucciardi e Gose [1970]). Nesse
sentido, podemos definir o problema da selecio de caracteristicas. como sendo: determinar
um conjunto de caracteristicas que representem uma observa¢ao, enquanto reduza a dimensao
do espaco das caracteristicas. Mas a reducio desse espaco pode induzir ao acréscimo nas
taxas de erros de classificacao, pois algumas caracteristicas importantes podem vir a ser
desprezadas (Lee e Landgrebe [1993]). Portanto, o problema da selecac é determinar um
numero minimo de caracteristicas que representem nma observagao sem comprometer o poder

de discriminacao do classificador.

Este trabalho trata o problema da selegio sob o contexto estatistico, cujo objetivo prin-
cipal € manter a identidade original das caracteristicas. Em outras palavras, o objetivo aqui é
eliminar as caracteristicas cujo poder discriminatério possa ser considerado estatisticamente
nao significativo. Lembrando que, cada processo de classificacéo, descrito anterjormente, de-

fine sua prépria medida de distancia, sendo portanto, nosso objetivo avaliar a contribuicio

de cada caracteristica na constriucao dessas medidas,

Sao apresentadas inicialmente trés técnicas de selecao baseadas nos processos de clas-
sificagdo descritos no Capitulo 2. Na Secio 3.2, a abordagem ¢é feita via Andlise Discri-
minante {AD), onde a contribuicdo de cada varisvel é comparada em relacio a um distancia
amostral, chamada de distancia Studentizada /)2, Na Secao 3.3, o Modelo de Regressio
Logistica (M RL) é usado como preditor, e o processo de selecao é descrito para que o ajuste
do modelo seja feito apenas com as varidgveis cujo efeito seja significativo, dando destaque
aos procedimentos sistematicos (Draper e Smith [1981]). Na Secédo 3.4, uma nova proposta
de selecac é apresentada seguindo a formulagao da AD, mas com a restricao ao uso das
observagoes de uma das classes, onde a contribuicao de cada varidvel ou caracteristica é
avaliada em relacao a uma distancia amostral restrita a apenas uma das classes, denotada

aqui por D? para diferenciar da distancia amostral que sera utilizada na Segio 3.2. Final-
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mente, na Secac 3.5, outras técnicas de selecao conhecidas na literatura, sao apresentadas

de forma resumnida, para servir de base para avaliar a nova técnica.

No final do Capitulo apresentamos também um estudo com dados simulados, onde os
critérios de selecac sao avaliados em termos de erros de classificagdo. Os dois conjuntas de
dados, descritos no capitulo anterior, sao novamente utilizados para medir as taxas de erros

estimados para cada método.

3.2 Selecao de Variaveis Através de Andlise Discrimi-

nante

3.2.1 Introducao

A distancia de Mahalanobis A,, definida na Subsecao 2.2.4, é usada aqui para avaliar se

um conjunte com um mimero menor de variaveis, digamos k, descreve o mesmo desempenho

que quando baseada em todas as p variaves {p > k). A proposta é reescrever essa distancia
como soma de duas parcelas: a primeira baseada em k varidveis e a segunda haseada nas
restantes (p — k). O objetivo é verificar se a contribuigdo da segunda parcela pode ser
considerada estatisticamente nao significativa. Q critério bésico de avaliacio serd a razio
F, definida na Subsegao 2.2.5, que indica o quanto uma das parcelas contribui para cons-
trucao da medida de distancia total. Nesse sentido é findamental um estudo inicial sobre
as distribuicoes das varidveis envolvidas nessa razao. Isso inclui a distribuicdo da distancia
Studentizada D? e suas relaces com as distribuicdes 72 de Hotelling e Wishart. Nessa secdo,
apresentaremos inicialmente a distribuicao dessa distancia, e em seguida, descrevemos um

método de selecao relacionado com ela.
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3.2.2 A distribuigio da distancia Studentizada D2

Um dos méritos da distribuicio 72 de Hotelling estd no fato de que sua distribuicao nao
envoive o parametro desconhecido ¥. Aliado a isso, estd a aditividade da distribuicao Wishart
(ver Lema 3.2.1 a seguir)." Assim, podemos utilizar a formulacio dessas duas distribuicGes

para obter a distribuicio proporcional da distancia D?, apresentada na Subsecao 2.2.5 como:
2 -1
Do =md 57,

onde as gquantidades amostrais foram definidas naquela secao.
Existem vdrias formas de se definir uma varigvel com distribuicao 7% de Hotelling. Uma
delas foi apresentada no Lema 2.4.3. Uma outra, que usaremos aqui, considera a suposicio

de normalidade, e é construida da seguinte forma:

Considere incialmente as matrizes de dados X 1 © Xy denotadas por:

(1] (13 (1) (1) eyt T @ (2
£ Xy Xi2 - Xy Ly X1 X1z - Xgp
(1) (1 (1) (1) (2) (2) _(2) (2)
Ly o1 Koz .- Xy ) Xor Xg2 . X
XI = oy P e X? = == P
{1 (1) 1 {2 2 (2 2
R lzgi) i L ani XTLJQ e Xghl)p B 3 &%2) J 1 Xng_l Xngfl e X’S},Q}p J

onde as linha de X, _‘.p_?(;l} (# = 1.2,...,n1), e as linhas de Xy, gf) (7 = 1,2,...,n9), sdo

observacoes de vetores com distribuicio Np(uy, 5) e Np(pa, 32}, respectivamente.

Considere também a hipétese nula, Hy, que a diferenca entre a média das duas classes

€ igual a um vetor constante, digamos &y, isto é:

Hg:ézglmg?‘:éo,
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onde piy e pig representam as verdadeiras médias das classes 7w, e . respectivamente. Se-
jam 7Y 2 W;Sh ;54352, os vetores de médias e matrizes de covaridncia amostrais,

respectivamente. em relacao as duas classes. onde

_ 1 " 1
Y = —X{1h,., Y= =X)l..
L3 g

7 1 7 1 ie
St = Xl = —lam)X1,  Sp= X5 — —Inn,)Xs.
(5] T

(3.1)

E finalmente, sejam 7;};5 e d estimadores nao viciados para a covaridncia comum e a diferenga

entre as médias das classes, respectivamente, com

S=051+8,, m=ny+ny — 2, i=£(l)mim-

Por extencao do Lema 2.4.1 (pag. 40), podemos concluir que:

E(l) ~ jvp(&l; ninlz)v
2(2} ~ A?(ff‘& 7?“2_12)t
Sl ~ LVP(E? Ty = 1) e

SQ ~ L’VP(E? g — 1)

Como combingdes lineares de vetores com distribuigGes Normais tem também distribuicao
Normal {ver Kshirsagar [1972]), segue que d = 21 —~5® tem distribuicao Normal e definindo

U por:

u=CS75(d - &)
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onde C? = ;ff&f; segue (e u também tem distribuicac Normal. Considerando Hy ver-
dadeira, isto &, K{d} = p —p, = § = §,, temos que E{u} =0. Além disso a matriz de

e s or1 1 L e , ., . \
covariancia de d é o+ )X e a matriz de covariancia de u é a matriz identidade I, Assim,

1 1
U N(00) e de Ny (= + L)E). (3.2)

Tiy o

J3 a distribuigao de S = S; + S5 pode ser obtida através do seguinte lema :

Lema 3.2.1 - Se M, tem distribuicio Wi(X, my), M, tem distribuicao Wo{E, ma)

e My e M> sao independentes, entdo M, + M, tem distribuicao W, (X, m; + ma).

Prova: (ver Mardia et all [1979])e

Assim, § = 5 + S, tem distribuicéo Wo(2Z,n1 + ny — 2), e usando novamente o Lema
2.4.1 segue que u e 5 sao independentes. Escrevendo agora M = X738 Z‘?}i, pelo Lema 2.4.2
temos:

M~ W1, m).

Definindo A por:

A=mu My = C?my

=~
:
g
n
L
ey
l
g

e considerando Hy como vélida, segue pela Definicao 2.4.2 que A tem distribuicio T? de

Hotelling com parametros p e m.
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A importancia dessa nova definicao de A é que através dela podemos associd-la com a
distancia amostral D2, vista no Capitulo 2, pois quando fly é verdadeira, {8=24y), Atem
distribuicao T%(p,m) e a principal consequéncia segue pelo Lema 2.4.4, que dd a relacio

entre as distribuiges 7% de Hotelling e a /" de Snedecor, isto &,

m-p+1 -
T’\ ~ Ep,m—p«i—l-

Pode ser mostrado que a distribuicdo de A sem a suposicao de Hy verdadeira (ver
Kshirsagar [1972], pag.146) tem distribui¢io proporcional a T? de Hotelling com m graus de

liberdade e parametro de proporcionalidade

n=C*E— &I~ &), (3.4)

onde 77 também € chamado de pardmetro de nio centralidade, Essa é uma informacao adi-
cional que podera ser utilizada em futuras pesquisas. A principio, o interesse desie trabalho
estd na suposicao que fH; é verdadeira para que possamos utiliza-la de forma equivalente,

como € visto na proxima secao.

Considerando agora 8, = 0. X se reduz a

A=C*md S71d = C?D? (3.5)

que corresponde a distancia de Mahalanobis amostral, vista na Subsecdo 2.2.3, substituida

pelos seus estimadores nao viciados. Sendo, portanto, proporcional a distancia D?(ver
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equagdo (2.23}). Isto é, a expressio de A é a mesma que a expressio de D?, exceto pela
constante C?. Assim a distribuicio exata de D?, pode ser obtida através da distribuicac 772
de Hotelling. Essa distribuicao foi inicialmente estudada por Bose e Roy [1938], porém sem
suposigao sob fg, sendo conhecida como a distribuicio nio nula de D?. Eles mostraram (ver

Kshirsagar[1972], pag.198) que o valor esperado de D? é:

DY = T A2, P
(DY - 2y 4 By, (3.6)
onde
A;‘i:ﬁ"g“lﬁ,

foi definida na Subsecao 2.2.4 como a distancia entre duas classes com distribui¢Ges Normais.

D? portanto. é um estimador viciado para A? Um estimador nao viciado seria;
P : 0

p
D2 — — (3.7)

onde o subscrito p em Dg indica que a distancia é calculada com base em p varidveis de cada

classe.

3.2.3 Escolha de variaveis discriminantes

O objetivo desta subsecao é definir uma forma de avaliar a contribuicao de cada varigvel
na construcao da distancia apresentada na subsecio anterior. Sem perda de generalidade,

queremos avaliar a contribuicao das (p — k) varigveis (Xp4 1 Xpp2y---Xp) na distancia D?, feita
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inicialmente com base nas primeiras & varidveis (x;,x,....x; ). Considere as quantidades x,(1)

23 S; e Sy, definidas em (3.1) e as particdes de §, ¥, d e S5 definidas abaixo:

20

f11 — pa
5= by . ik — Hak d = d; _ s:',,(j) - ?‘Ef)
- ol Hi(k+1) — Ha(k+1) - dy igi - “‘322_31
i o
b ] (5. 50]
_ l 11 22 oSS Gy St S | (3.8)
[_ Yor g J L Sa1 Sa j

onde ¥ € a matriz de covariancia comum as duas classes, ¥y, é a matriz de covariancia

particionadas em relacao ao conjunto das primeiras k varidveis, Y5 é a matriz de covariancia

particionada do conjunto das primeiras k varidveis em relagio ao cojuntos das (p—k) varidveis

restantes, Yy € a matriz de covariancia particionada do conjunto das tiltimas (p— k) variaveis

em relacao ao conjuntos das primeiras k varidveis, Lo € a matriz de covariancia particionadas

em relacao ao conjunto das restantes {p — k&) varidveis e S e Si; representam as quantidades

amostrais em relacac as matrizes de covaridncias ¥ e ¥;;. Sejam também,

3= Ty Xy,

\ -1
B - kS?ngil 3



Son1 = gp — Lo B0 e Saay = Sag — 52157 Sha- (3.9)

Usando os resultados do Apendice A-2. para particionar £~! e um argumento similar para

particionar S™!, podemos escrever (ver Kshirsagar [1972], pg.199),

A; = Af + (6; — 88,) £33 (65 — B6y)

DI = D} +m(dy— Bd,) Sy, (do — Bdy), (3.10)

onde

Ai = QEEﬁléi € Dg = mgflg;lld_h (3-11)

sao respectivamente, as distancias verdadeira e a Studentizada entre as classes 7; e 7o
baseadas nas k primeiras variaveis. O acréscimo na verdadeira distancia devido a inclusao

das variavels Xui(,Xp42,...,.Xp, € dado por:

A AZ = (8, — 38,) Syl (8 — 56, (3.12)
usando {3.7), o estimador nao viciado de diferenca A;‘); — Ai é:
L [(m—p— DD~ (m—k —1) D] - = (p— ), (3.13)
™m P k C? '
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onde os estimadores no viciados de A2 e A} sdo substituidos diretamente.

~ Uma forma de avaliar a contribuicdo da {(p — k) varidveis. pode ser feita através do teste

de hipoteses:

Ho: A = A7, (3.14)

Se Hy for aceita, significa que as (p — k) variaveis nao tem habilidade discriminante quando
as k primeiras varidveis j& tenham sido consideradas. Observe que F definida em (3.14)
é equivalente a supor que 8y = &, — 86, = 0. O seguinte lema fornece a distribuicao de

(D; ~ D}z), supondo &y 1 = 0.

Lema 3.2.2 - Se Dg, D%, m e C?, definidos como acima e 851 = 0, entao

C? (D2~ D) Pk,
m + C‘YZD;‘E M, — p + 1 pkan-pt1s

Prova:[ver Kshisagar[1972] pag.200)]e

A importancia desse lema esta em se poder avaliar a hipétese (3.14), e entao decidir

rejeitar Hg se F, > F}, de acordo com um valor previamente fixado o, tal que:

Pr(F, > F,) = a, (3.15)
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onde ; ‘ ‘
m—p+1 [C?(D2~D})

I, = e
’ p—k m -+ C? D}

e F,, também denotado por Fy_im—pi1.a, ¢ tm valor tabelado na Distribuigao F' de Snedecor
com (p — k) e {m— p+ 1) graus de liberdade e v a probabilidade de rejeitar Hy, quando Hy
é verdadeira: O nivel de significancia do teste. Em outras palavras, « € a probabilidade de

uma varidvel aleatdria com distribuicao F' de Snedecor (F,} exceder o limiar F_ 5 .
c Pk, m—pt ko

Obgerve que decidir por rejeitar Hy, significa decidir que a contribuigac das (p — k)
varidveis é significativa na construcdo da distancia A2, Nesse sentido, nossa proposta é
avaliar individualmente a contribuicao de cada variavel. num primeiro estagio, e em seguida
avaliar se o conjunto das varidveis estatisticamente significante pode ser considerado como
satisfatério. Isso pode ser feito realizando incialmente p testes sob Hy (um teste para cada

variavel isolada), fazendo £ = p — 1. Nesse estagio seria definido um conjunto inicial de

significativas seriam escolhidas. Num segundo estégio seria realizado um tnico teste com
k = k*. Nesse segundo estigio, se Hy for aceita, podemos confirmar que as varidveis excluidas
no primeiro estagio, nao contribuem de forma significativa na construcao da distancia A;. Isto
é, se Hp for aceita. podemos concluir que A2 = A7 . E o conjunto de varidveis selecionadas
seria composto dessas k™ varigvels. Caso contrario. se Hy for rejeitada. poderiamos supor que,
dentre as variaveis excluldas. existe pelo menos uma que teria uma contribuicao significativa.,
sendo necessario incluir, uma a uma. no conjunto de varidveis selecionadas até que fiy seja

aceita. Um resumo desse método é apresentado a seguir:

i) Realize p testes usando {3.15) comk=p — 1.
ii) Forme um novo conjunto com as £ varidveis significativas do passo (i}.

iii} Faga k = k™ e realize novamente o teste usando (3.15).
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iv) Se Hp do passo (iii) for aceito o processo de selecdao estd terminado. Caso

contrario, acrescente uma nova variavel () e retorne ao passo (iii) com k = k*-+1.
(3.16)

() A nova varidvel a ser incluida deve ser aquela que no passo (i) tiver F, mais

proximo de Fy.

Observe que esse método nao inclui todas os conjuntos possiveis de combinacoes entre
p e k. Mas esta proposta da chances a uma varidvel que teve seu efeito isolado considerado
nao significativo, ser novamente avaliada em conjunfo. Isso implica em estabelecer um valor
para « (o nivel de significancia do teste) em (3.15) e depois aumentar esse valor para niveis

aceitdveis. E comum adotar um valor inicial para o de no maximo 0,15 e para o caso de

rejeitar Hy, no passo (iv}, estender esse valor para, no méximo, 0, 20.

""""""""""""" 3.38818M§7@i8?&t?37é déMﬁdélOSﬁéR@g’feSSé(}”

Logistica

3.3.1 Introdugao

Um dos aspectos mais importantes da abordagem do problema de classificacao através de
modelos de regressao € a selecao de um conjunto de varidveis explicativas que melhor se ajuste
ao modelo. A proposta é obter um modelo com um nimero minimo de parametros que con-
siga descrever o comportamento da variavel, dita resposta do modelo (varidvel dependente),

em funcao de um conjunto de outras, ditas varidveis explicativas (variavels independentes).

Em modelos de regressao linear, a selecao é feita através de técnicas bastante conhecidas.
Uma das técnicas considera o ajuste de todos os submodelos possiveis, sendo a selecao

feita com base em alguns coeficientes que medem o quanto a variavel resposta esta sendo

69



explicada pelo conjunto selecionado. Entretanto, quando o nimero de varidveis explicativas
é muito grande esta técnica torna-se invisavel. Outras técnicas fazem a escolha sistemadtica,
onde apenas alguns modelos sdo verificados. Uma varidvel pode entrar ou sair do modelo
dependendo de sua contribuicdo no ajuste, como por exemplo nas técnicas ”Forward 7 e
"Backward 7. onde vai-se incluindo ou excluindo as varidveis dependendo de sua importancia
no ajuste do modelo (ver Draper e Smith[1981]). Um procedimento de escolha sistemética
diminue consideravelmente o tempo computacional, especialmente no caso onde o niimero

de varidveis explicativas é muito grande.

Em regressao logistica, a selecio nao pode ser feita, simplesmente, através de uma
extensao ao caso de regressio linear (Hosme et al[1989]). Neste caso, a estimaciio dos
parametros envolve solugdes ndo lineares, necessitando de métodos iterativos. Virios métodos
alternativos de estimacdo dos parametros tém sido propostos na literatura, sendo este o
tema de varias pesquisas nos iltimos anos (ver Aidar{1992]). Como este trabalho trata de

um problema com um grande niimero de varidveis explicativas {(p > 30), é invidvel um es-

sistematicos, conhecidos como ”Stepwise ” e suas variagoes “Forward ” e "Backward 7.

A descricao dos procedimentos de selecao segue a teoria de teste de hipéteses de ajuste

do modelo. Apresentaremos a seguir os critérios ntilizados nessa escolha.

3.3.2 Teste para ajuste do Modelo de Regressao Logistica

A suposicdo inicial para teste de hipéteses do ajuste do modelo é que as observacoes
da variavel resposta, v; (i = 1,2, ..., 1), sejam independentes e identicamente distribuidas de
acordo com a distribuicao de Bernoulli com parametro 6;. A partir daf, um modelo contendo
todas as p varidveis explicativas pode ser comparado com um modelo mais simples, por
exemplo. com nm modelo contendo apenas o termo constante 5y. O propésito é verificar se

elo menos uma das varidveis explicativas contribui de forma significativa no ajuste. Mas. o
p ] .
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interesse aqui € verificar a contribuicao individual de cada varidavel no ajuste, de modo que

se possa decidir, passo a passo. pela inclusdo ou nio da varisvel no modelo.

Uma estatistica inicialmente indicada nesse caso é a estatistica de Wald . onde o ob jetivo
é testar a hipétése .,E'.[() 1 3; = 0, que é equivalente a testar se o efeito da Jj-ésima varidvel
independente (j = 1,2,...,p) € significativo. Entretanto, Hauck e Dorner (1977] afirmam
que esse teste sub-estima o nivel de significancia do teste (a probabilidade de rejeitar Fy,
quando Hy € verdadeira}, néo rejeitando H, para grandes valores de B;. Eles sugerem que
as conclusdes finais, sobre o efeito de cada varidvel, devam ser feitas com base na razdo de

verossimilhanca:

RV = _QIog[ L) } (3.17)

onde L(/3) é a funcao de verossimilhanca definida em (2.38) e o subescrito [7] em By, indica
que a verossimilhanca nao inclui a j-ésima varidvel. Na comparagac entre os dois modelos, um
com. p e outro com p — k varidveis, a razao de verossimilhancas (3.17) tem aproximadamente

distribuicao Qui-quadrado com p — k graus de liberdade (ver Draper e Smith [1981]). Esse

procedimento serd repetido seguidamente no processo de selecio.

3.3.3 Procedimentos de selecao sistematica

O procedimento sistematico mais utilizado em MRL é o "Stepwise ”. Basicamente esse
procedimento consiste na avaliagdo da razio de verossimilhancas entre os modelos ajustados
num determinado passo e o modelo do passo imediatamente anterior. Compara-se o valor
dessa razao, cada vez que se inclui ou exclui uma varigvel do modelo. Os passos desse, e dos

demais procedimentos, sao apresentados a seguir:

No processo "Stepwise ” o primeiro passo ajusta o modelo contendo apenas o termo
constante, By. O segundo passo ajusta todos os p modelos (A= 5o+ Byxp, i = 1,2, ... p),
contendo uma variavel. Fixa-se um nivel de significancia, o, para ser comparado com a

variavel que entra no modelo. O valor da razao de verossimilhancas entre cada modelo ajus-
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tado e o modelo do passo anterior, € portanto, comparado com X%!ae, onde X‘ia é um valor
tabelado na distribuicac Qui-quadrado com 1 grau de liberdade e nivel de significancia a.
Se os valores das razoes de verossimilhancgas, associados acada uma das variaveis, que ainda
nao entraram no modelo resultarem em valores menores que Xi’,ae: a selegao termina, indi-
cando que nenhuma varidvel tem efeito significative. Caso contrario, seleciona-se a variavel
associada com o maior valor entre os testes das razdes de verossimilhangas. O terceiro passo,
ajusta todos os (p— 1) modelos contendo duas varidveis { a varidvel do segundo passo e uma
das outras (p — 1) que ainda nao foram selecionadas). De modo similar, compara-se o valor
do teste da razdo de verossimilhanga com xi, e seleciona-se a varidvel associada & maior
razao. Observe que a razao de verossimilhancas nesse passo é feita entre o modelo com duas
varaveis e o modelo do passo anterior, constituido de apenas uma varidvel. Nesse momento
verifica-se a permanéncia da primeira varidvel selecionada, através da razao de verossimi-
lhanca entre os modelos, com e sem a primeira varidvel. Em outras palavras, chamando,
respectivamente, de xp;j e Xp) a primeira e a segunda variaveis selecionadas, compara-se os

modelos Ay = Go+ Guxp + B2iXp; @ Aig = o + BigyXpe). Define-se um nivel de significancia,

5, para ser comparado com a varidvel que sal do modelo. Se a razac de verossimilthanca for
inferior a X%,as, elimina-se X)), indicando que o efeito de xy; estd contido em xpy;. Os dois
iltimos passos sao repetidos até que nao exista razdo de verossimilhancas maior que Xiae.
A escolha dos valores de o, e o, é feita de modo que nio exista diivida em eliminar uma

varidvel importante. E convencional definir a.. = 0,15 e o, = 0, 20.

No procedimento ”"Forward ” o primeiro passo € idéntico a0 procedimento ”Stepwise .
Inicialmente ajusta-se o modelo apenas com o termo constante Jy, e nos passos seguintes
vai-se incluindo as variaveis, uma a uma, de acordo com as razoes de verossimilhangas. A
diferenca é que o procedimento ”Forward ” néao propoe eliminar as varidveis que ja foram in-
cluidas nos passos anteriores. O processo termina quando todas as razdes de verossimilhancas

do passo em questdo sao inferiores a X7 , .
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No processo "Backward ” ocorre o contrario do processo " Forward 7. O processo inicia
com o ajuste do modelo contendo todas as variavels, e vai-se eliminado. a cada passo. aquela
varidvel associada com a menor razio de verossimithangas. O processo termina quando todas

as razoes, do passo em questio, forem superiores a )(f .

Uma selecao de varidveis mais cuidadosa poderia ser feita, se o pesquisador estivesse
interessado nos efeitos combinados das variveis explicativas, conhecido como modelos com
interagac. Assim como se o niimero de varidveis explicativas ndo for muito grande, de
forma que seja vidvel uma comparacio entre todos as possiveis combinagdes de p e k, sendo,
neste caso, esperado uma selecio mais eficiente. Entretanto, a proposta desse trabalho é
avaliar o desempenho da predicao do M RL na sua forma linear, nao pretendendo dar como
concluidas as discusses sobre a melhor formar de selecionar variavels explicativas. Existe
uma vasta literatura dando énfase especificamente a esse assunto (ver Aidar{1992]). No final
deste capitulo, apresentamos um estudo simulado para avaliar alguns métodos alternativos

de selegao de varidveis. A proposta deste trabalho é utilizar o conjunto de dados do capitulo

am,e,;:@ppazrameéwe-éesempeﬁh@»&a“sekeg&o”srstémétmanaé“ofﬁparagﬁocorﬁoi?f?osmgtodos o

aqui apresentados.

3.4 Selegao de Varidveis Usando ObservacgGes Apenas

de Uma das Classes

3.4.1 Introducgao

Mais uma vez utilizamos as propriedades das distribuicées, 7% de Hotelling e Wishart,
para avaliar as contribuigGes das varidveis explicativas na construcao de uma medida de
distancia entre duas classes. Mas, agora, existe uma restri¢ao ao uso das observacdes de
uma das classes. A proposta, portanto, é estudar o desempenho de um conjunto com um

numero menor de varidveis, k, em relacio a medida de distancia de um objeto ao centro da
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distribuicao, definida na Secao 2.4, quando usamos todas as p (p > k) varidveis explicativas.

Nesta secao abordaremos o problema da selecdo de varidveis de modo similar ao apre-
sentado na Segao 3.2, onde a distancia de Mahalanobis é usada na formulacio da distribuicao
proporcional da medida de distancia entre os elementos de 11ma classe com distribuiciao Nor-
mal e um ponto de referéncia. Inicialmente estudaremos s distribuicao dessa medida de

distancia, e em seguida apresentaremos um método de selecio com base nessa distribuicao.

3.4.2 Distribuigao da distancia D? restrita a uma das classes

A distancia Studentizada D? estudada na Secao 3.2, leva em consideracao o acesso
irrestrito as observagdes de ambas as classes. Além da utilizacdo das propriedades das
distribuictes 72 de Hotelling e W ishart, inclui também a hipétese de que a diferenca entre
as médias € ignal a uma certa constante, &, na avaliacao da contribuicac de cada varigvel
na construcao da medida de distancia. A proposta aqui € também avaliar a contribuicdo das

varidveis, mas em relagdo a constricio da medida de distancia entre os elementos de uma das

classes a um ponto de referéncia. Isto é, assumindo que a média da classe que temos acesso
as observagoes € igual a uma certa constante, digamos Mo, queremos avaliar a contribuicao
de cada variavel na construcio da medida de distancia entre os elementos dessa classe e o

valor constante Ho-

Quando uma amostra aleatéria de tamanho 7 de ma classe com distribuicao N,{u, T)

€ observada, e supondo X conhecido, uma forma de testarmos a hipdtese:

Hy: (3.18)

=
[
=

pode ser feita através da estatistica:

n(@- ) 57 (2 1,) (3.19)
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que tem distribuicao Qui-quadrado com p graus de liberdade (ver Kshirsagar[1972], pag.141}.
Entretanto gquando nao assumimos o conhecimento de 3., podemos utilizar o Lema 2.4.1 e
as propriedades da distribuicao Normal para definir uma nova versao da distribuicao T2 de

Hotelling, e isto é feito definindo inicialmente:

cOm

, o
T=-—X1, e S=X ([ - —1”) X, (3.20)
3 ' '

de modo que u tem distribuicdo N,(\/n (ﬁ - ;L_B) ;X)) e S tem distribuigio W,(X,n — 1). Se

a hipétese Hy, como em (3.18), é verdadeira segue que u tem distribuicio N,(0,3), e usando

o Lema 2.4.3, temos que

D? = (n—1/S 'y

>3
f
——
=
!
—t
S
=
e
&l
|
=
~—
@)
—
&
!

T m,%) ~T*p,n —1), (3.21)

onde o subescrito = em D? é usado para diferenciar a distancia Studentizada D? definida

em (2.27). Pelo Lema 2.4.4 segue que

=T

*

(=Y pt1p nop
np p

Z- 1) 57T~ 1) ~ Foney (3.22)

Em resumo. D? como definido em (3.21), representa uma medida de distancia entre os vetores

pertencentes & uma classe com distribuicao Normal ao centro da distribuicio, baseado em p
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variaveis explicativas. Bose e Roy [1938] também estudaram a distribuicdo dessa distancia
sem a suposico Hy. Nesse caso, [? teria uma distribuicio proporcional a 72 de Hotelling

com (n — 1) graus de liberdade e parametro de nao centralidade

7=l ) 5 ) (3.29

Mais detalhes sobre essa distribuicao podem ser encontrados em Kshirsagar{1972]. A préxima
subsecido faz uma abordagem alternativa de como estudar a contribuicio de cada varidvel na

definicio dessa distancia.

3.4.3 Selecao de variaveis discriminantes

A distancia de Mahalanobis de uma vetor aleatdrio com distribuicao Normal multivari-

ada até a origem é definida como:

Al = /T, (3.24)

onde o subescrito p indica gue a distancia é calculada com base em p varidveis. O objetivo
agora ¢ avaliar essa distdncia com base em dois conjuntos de varidveis: um com & e outro
com (p—Fk). A proposta é fixar um dos conjuntos e usar a teoria de Distribuicao Condicional

{ver Apéndice A-3) no parcelamento dessa distancia.

Particionando g = (ﬁ’l,ﬁ;), onde sem perda de generalidade diremos que p, estd
associado com as k primeiras varidveis, enquanto que f, estd associado com as (p — k)
varidveis restantes e usando os resultados do Apéndice A-2 para particionar ™!, podemos

escrever {3.24} (ver Mardia et al [1979]) como:
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AL = BT S,

= AL+ Tnit, (3.25)

onde A, representa a distancia de um vetor aleatério com distribuicao Normal multivariada
até a origem, com base nas k primeiras varidveis, o subescrito * é usado para diferenciar
a verdadeira distancia entre duas classes, definida em (3.11), isto &, Boy = fy — Eglﬂ{fﬁi
e Yoo1 = oo — YS! T, Uma forma de medir a contribuicao das {p — k) varidveis
na construgdo da distdncia Af,, quando as & primeiras varidveis estdo fixadas, é avaliar
a suposigdo que g, = 0. Em outras palavras, considerar iy, = 4 é equivalente supor
A2 = AZ  ou ainda, que a distancia de Mahalanobis até a origem baseada em p variaveis €

mesma que quando baseada em k varidveis.

T . . . . . . . 2 2 -
Na pratica, uma forma de avaliar a hipdtese t, . = 0 ou equivalentemente A2 = AZ 6

feita através da distancia D7, definida em (3.21), considerando t, = 0. Usando os resultados

do Apeéndice A-2, de modo similar, para particionar S™!. podemos escrever (3.21) (ver Mardia ..

et al [1979]) como:

Dy, = (n—1uiShly + (n - 1)2'S5 2,

= Di +(n—1)2S3z (3.26)

onde Df, é a distancia amostral baseada nas k primeiras varidvels, £ = uy — S99, 1y

Saat = Spp — 85315 Sz e v = (1}, 1), com y; = \/nE;, i = 1,2. O lema a seguir fornece a

distribuicao proporcional de (Dg* = DE*) guando ty, =0.

Lema 3.4.1 - Se DS* e D}, s3o definidos na expressao (3.26) e i,, =0, entdo
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(D2, - D) - o
(=1 + DI  n—p rhmw

e é independente de D? .

Prova: (ver Mardia et al [1979], pag.78)e

A importancia do Lema 3.4.1 é que através dele podemos testar a hipétese:
Ho:p, =0,

que ¢é equivalente testar:

Hy: A2, = A2, (3.27)

Em outras palavras, podemos testar se a contribuigio das (p — k) variaveis ¢ significativa na
construcao da distancia A;, quando fixadas as primeiras k varidveis. E decidir por rejeitar
Hy, (3.27), se F. > F}, onde F}, também denotado por Fpkmnpa, é escolhido de acordo com

um valor previamente fixado de «, tal que:
Pr{F. > ) = q,

onde

‘ p—k}(n—-1)4+ D2’ (3.28)

sendo [ um valor tabelado da distribuicdo F' de Snedecor com (p — k) e (n— p) graus de
liberdade no numerador e no denominador, respectivamente, e o a probabilidade de rejeitar

Hp quando esta hipotese ¢ verdadeira: o nivel de significincia do teste. Isto é. o representa
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a probabilidade de uma varidvel aleatéria com distribuicio F' de Snedecor (F.) exceder o

limiar F;.

A seguir apresentaremos um resumo do processo de selecdo de modo equivalente aos
passos de (3.16), quando o acesso as observacoes de ambas as classes foi suposto irrestrito.
Mais uma vez, a nossa proposta é avaliar inicialmente a contribuicdo individual de cada
variavel, e em seguida verificar, de forms global, se o conjunto excluido nio é, de fato,

significante na construcio da medida de distancia.

i) Realize p testes usando (3.28), comk =p~ 1.

ii) Forme um novo conjunto de varisveis com aquelas que forem significativas no

passo (i) e chame o nimero de varidveis desse conjunto de &*,
iii) Faga k = k” e realize novamente o teste usando (3.28).

iv) Se Ho do passo (jii) for aceito o processo de selecao termina. Caso contrario

acrescente uma nova variavel (x) e retorne ao passo (ili} com k = k* + 1.

(3.29)

{(*) A nova varidvel a ser escolhida deve ser aquela que no passo (i) teve o valor

de I, mais préximo a Fj.

A vantagem desse método estd em exigir pouco tempo computacional, além de possibi-
litar a inclusdo de varidveis, que no passo inicial tenham sido exclufdas. Como em (3.16) os
valores de a recomendados sao: 0,15 e 0,20, respectivamente, nos passos (i) e (iv). A seguir
apresentaremos outros métodos de selegio de varidveis, baseados apenas nas observacgoes de

uma das classes. que servirao de alternativa a este.
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3.5 Outros Métodos de Selecao de Varidveis

3.5.1 Introducao

Nesta secao apresentaremos trés métodos de selecao de varidveis que consideram apenas
as observacoes de uma das classes. Como nas 1ltimas segoes, o objetivo da selecio também
é possibilitar uma forma eficiente de classificacio. Entretanto, existem outros métodos na

literatura, que podem servir de alternativa ao método apresentado na secac anterior.

Os critérios adotados em cada método apresentado a seguir, estao baseados em técnicas
estatisticas, onde o objetivo € eliminar algumas varidveis, de modo que se mantenha a iden-
tidade original das varidveis que permanecem. Inicialmente introduzimos nm método que
avalia a variabilidade relativa de cada varidvel através do Coeficiente de Variacido (CV). O
critério se baseia no fato de que uma varisvel com grande dispersao relativa, interfere de
modo significativo na definicdo da regido de separacio das classes. A proposta € que elimi-

nando essas varidveis se reduzam as chances de classificar erroneamente uma observacao que

nao pertenca a classe em questdo. Os dois outros métodos tém critérios semelhantes, onde o
objetivo é eliminar as varidveis que possam ser explicadas por um conjunto de outras. Um
deles utiliza a teoria de Analise de Componentes Principais (C'P), de forma que o critério
estabelecido é eliminar as varidveis associadas as componentes menos representativas., E,
finalmente, o terceiro método avalia o Coeficiente de Correlacio Multipla (CR). entre uma
variavel e um conjunto de outras, considerados candidatas a permanecerem no conjunto
apds o processo de selecdo. O objetivo é eliminar as varidveis mais correlacionadas com esge
conjunto, consideradas independentes. A seguir apresentamos de forma resumida cada um
dos meétodos. Maiores detalhes sobre eles podem ser obtidos nas referéncias citadas durante
a apresentacao. Apenas uma modificacao ao iltimo método CR. foi sugerida neste tra-
balho, para viabilizar a operacionalidade do método, devido ao grande numero de varidveis

explicativas estudadas aqui.
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3.5.2 Selegao de varidveis através do Coeficiente de Variagio (CV)

A grande vantagem deste método est4 na sua forma clara de definir o critério de selecao:
Elimina-se as variaveis com grande dispersao relativa. O argumento basico para se adotar
esse critério se deve ao fato de que quanto maior a dispersao da varidvel, maiores as chances
de intersecao de seus pontos nas duas classes. Em outras palavras, em reconhecimento de
padroes espera-se que as regides onde estio os pontos de uma varidvel sejam distintos em
relacao as classes. Como na prética essa distingao dificilmente ocorre, a solugao seria optar

pela varidveis mais concentradas, em termos relativos, ao redor de sua média.

O Coeficiente de Variagio (C'V) é definido como a razio entre o desvio padrdo e a
média da varidvel em questio. Representa uma medida de variabilidade relativa de quao
concenfrada estd a varidvel em relacio a sua média. Em geral. é expressc em percentual e
sua principal aplicagao é servir de referéncia numa comparacao entre varidveis de unidades
diferentes. Denotando como y; e 7 a média e a variancia da j-ésima varidvel (j=1,2,...,p),

respectivamente, o vetor de coeficientes de variacio é definido como:

CV = [51, 2z i'BJ . (3.30)
1 e Hp

O C'V amostral € obtido substituindo os parametros pelos estimadores nio viciados de cada

variavel, respectivamente, isto é,

av - [m -m} (331)
X1 Xa Xp
onde
_ n . 1 & o . .
Xj= }}Z“%‘ e 5; = - > (x = %) 7=12..p (3.32)
= no— 1 pa



O método consiste em ordenar os elementos de CV em (3.31) em ordem crescente, e

selecionar as k primeiras variaveis que estio associadas a esses valores. reduzindo assim a

dimensao da matriz de dados de {(n x p) para {n x k), de acordo com

CV = [C?Jm, CUys oo C’U{k}J ;

onde cvy; € o menor valor de ey, cUpy € o segundo menor, e assim por diante.

O problema desse métado é estabelecer o valor de k. N3o existe uma regra clara que
possa estabelecer esse valor de forma definitiva. Em geral, um CV acima de 15% indica
grande variabilidade relativa, significando alta dispersdo absoluta. Assim, é razodvel supor

que uma variavel com valor do C'V nessa ordem, teria maior chance de se observar pontos em

cormum nas duas classes. Ut eritério mais Figoroso elminaria a vanavel cujo C'V amostral

fosse superior a 10%.

Este critério serd verificado através de dados simulados na 1iltima secao desse capitulo.
Um eritério adotado por Nelson et al [1994], para resolver o problema da definicdo do valor

de k, foi feito para um estudo especifico de verificacao de assinaturas, onde alguns valores

de k foram pré-estabelecidos arbitrariamente e depois verificados seus comportamentos.

3.5.3 Selegao de varidveis através de Anilise de Componentes

Principais (C'P)

O primeiro objetivo da Analise de Componentes Principais (C'F) é procurar uma com-
binacao linear do vetor aleatdrio = (x,Xs,...,x,) que tenha méxima variancia, onde as

possiveis combinacoes lineares sao padronizadas, de maodo que a soma de seus coeficientes
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seja igual a 1, para possibilitar uma comparacio entre as combinaces. De forma geral, o
objetivo é estabelecer uma transformacio ortogonal na matriz de dados X, em um conjunto

de novas variaveis nao correlacionadas. Essa tranformacio é definida a seguir:

Definicao 3.5.1 - Se z é um vetor aletério com média # e matriz de covariancia
¥, entao a transformacio em componentes principais de z em y € definida pela
transformacao:

y=T(z~p),
onde I’ & uma matriz ortogonal, tal que IVST = A é uma matriz diagonal, cujos
os elementos da diagonal principal sdo os auto-valores Ay > Ay > ... > Ap 2> U de

>, onde 2 é uma matriz positiva definida.

A j-ésima componente do vetor z é definido como o j-ésimo elemento de Y,

vi=7 (z—p), (3.33)

onde 7; € a j-ésima coluna de I', sendo chamado de j-ésimo componente principal do vetor
aleatério z. Algumas propriedades decorrente da Definicao 3.5.1 sdo apresentadas nos dois

lemas a seguir:

Lema 3.5.1 - Se o vetor aleatdrio x é definido como na Definicao 3.5.1, entdo:
a)B(y;) = 0.

b)Var(y;) = A;.

c)Cov(yiy;) =0, se i # j.
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d)Var(y) > Var(y,) > ... > Var(y,} > 0.
e)>f_ Var(y;) = trx.
DIT., Var(y,) = |5.

onde £rX € o traco da matriz ¥ definido como a soma dos elementos da diagonal

principal e |¥] o seu determinante.

Prova: (ver Mardia et al[1979], pag.215)e

Lema 3.5.2 - Nenhuma combinacao linear padronizada de Z tem variancia maior

que Al .

Prova:{ver Mardia et al[1979], pag.215)e

Um item que merece destaque no Lema 3.5.1 é o (d) que estabelece que a variancia de
¥1 € maior ou ignal a variancia de qualquer outra componente. I a interpretacao geométrica
do Lema 3.5.2 é que a primeira componente tem o maior eixo no elipséide de concentracao
dos pontos de z, quando z é um vetor aleatério com distribnicdo normal multivariada. Isto

€, os pontos de y estdo mais dispersos em relacido a y; de que a qualquer outra componente.

Na prética, pode ser feita uma analogia dos vetores aleatdrios com os estimadores

amostrais da média e da matriz de covariancia (ver Mardia et al [1979)), através de

Y = (X - 1,.7)C. (3.34)
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CcOm

1
T = “‘«Xfln':[ .
7

onde (7 € uma matriz ortogonal, tal que 7S@ = L,S=X(I-21,9X e L é uma matriz
diagonal, cujos elementos da diagonal sao [; > 1, > ... > ly. Isto é, as colunas de Y sio nao
correlacionadas e a variancia de Y, = 1;. Desse modo podemos obter a matriz transformada

Y por (3.34). E Y, pode ser obtido de modo similar, isto é:

onde g; Tepresenta a j-ésima coluna da matriz G, denotando o j-ésimo auto-vetor padronizado

associado ao j-ésimo auto-valor [; de S

Outros resultados importantes podem ainda ser obtidos a partir dos Lemas 3.5] e 3.52
e da Definicao 3.5.1. Mas o principal interesse estd na aplicacao da medida de variacao total,
{r3., e suas proporgdes. Através do item (e) do Lema 3.5.1, podemos construir uma medida
quantitativa que associa a quantidade de informacao perdida em se reduzir a dimensao do
espaco de ppara k (k < p). Mais precisamente: a soma dos k primeiros antos-valores dividido
pela suma de todos os antos-valores, (M +X+ .+ LY A .Y VA Ap), representa a

proporgao da variacao total explicada pelas k primeiras componentes.

O método de selecao apresentado a seguir, foi introduzido por Beale et al 119671, O
critério de selecio avalia inicialmente a proporcao explicada por um nrimero reduzido de
componentes, digamos k& (k < p), obtido pela contagem dos \; > 0.7. E em segiida, sao
eliminadas as varidveis associadas com as componentes excluidas. Isto é. s3o eliminadas as

varidveis com maiores coeficientes (em valores absolutos) dos auto-vetores associados com as
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itltimas componentes principais. A Justificativa é que sfo eliminadas as varigveis dominantes

nas componentes menos importantes. O resumo do método segue:

1) Encontre as matrizes G e L, através da equagao (3.34).
i} Defina £ como sendo o niimero de A; > 0,7 (%).

iii) Considere o auto-vetor de (7 associado com o menor auto-valor de L. Elimine
a varidvel associada com maior coeficiente deste auto-vetor (em valor absoluto).
Em seguida, considere o auto-vetor sssociado com segundo menor auto-valor.
Elimine a varidvel associada com maior coeficiente deste auto-vetor (também em
valor absoluto. desde que a varidvel ndo tenha ainda sido eliminada). Execute

esse passo até que (p — k) auto-vetores tenham sido considerados.

(3.35)

VVVVVVVVVVVVVVVVVVVVVVVVVVVVVVVVV W{”*")WQWV&i%s“ﬂgeﬁdﬂm’a'de&ﬁr@"mﬂ"d”é’“kf”“f(ji‘""f"é{f6fﬁ"éﬁaéab”“wp}j}""ja[ﬁﬂ'é””(igfé)““““““'WWW”“““‘“"“““‘”””W

depois de vérios exemplos numéricos.

3.5.4 Selecao de varidveis através do Coeficiente de Correlagao

Muiltipla (CR)

Quando alguma(s) coluna(s) da matriz de dados, .X, apresentam alguma relacao fun-
cional, uma(s) com a(s) ontra(s), ela(s) pode(m) ser eliminada(s) sem prejudicar a descricio
dos dados. Isto é, quando alguma(s) coluna(s) da matriz de dados X . for quase ou totalmente
dependente de outra(s), um procedimento de exclusio dessa(s) varidvel(is) pade ser adotado
sem prejuizo da representatividade dos dados. Um procedimento similar adotado em mod-
elos de regressdo, utiliza o coeficiente de determinacao, RE,,X,_ que resume uma medida de
quanto um sub-conjunto de X |, digamos, k varidveis {varidveis independentes), explicam a

variagao total da varidvel resposta do modelo, y (varidvel dependente) (ver Draper e Smith
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[1981]). Nesse sentido, necessitamos de uma medida quantitativa que possa servir de base
na definicao do método de seleciao das variaveis que melhor represente os dados X, numa

dimensao reduzida.

O coeficiente de correlacio miiltipla é nma medida de associagao entre uma variivel e
um conjunto de outras, indicando o quanto a varidvel estd sendo explicada pelo conjunto.
Morrison [1976], define o coeficiente de correlacao miiltipla entre x; e x,, onde x; representa
uma tnica varidvel e z, um conjunto de outras k variaveis, dentro um vetor p dimensional

(p > &) com distribuicio Np(y,Y), como sendo:

v Y12 Xn ¥
Y12 digy m’ (3.36)

PL(23... k+1) =
71

onde 712 € 0 vetor transposto de vy, cujas k componentes representam as covariancias entre

de x;.

Um estimador de P1,(23,..k+1) € obtido substituindo os parametros em (3.36) pelos seus

estimadores nao viciados. isto é:

V912S§21921

RI,(Z,S,....k+1} = ;
&y

ou pelo seu quadrado:

1
N 12559 21

R?,(Q,S,...,k—%l) = sf (3.37)
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onde g3 € 0 vetor transposto de goy, cujas & componentes representam as covariancias
amostrais entre x) e x; (§ = 2,3,..,k). Sy é a covariancia amostral de 1, e s? é variancia

amostral da variavel x;.

Um métodé de s.ei.écio.n.ér.k Vaz‘ié.veis., oﬁde k é previamente fixado (k < p), que utiliza
{3.37) ¢é apresentado em Mardia et al [1979], pag.179. Chamado de Analise de Interde-
pendencia, o método consiste em observar a explicagao de cada uma das (p — k) varidveis,
que naoc estao sendo consideradas, através de um conjunto contendo k varisveis. Inicialmente
forma-se um conjunto contendo k varidveis. Avalia-se, em seguida, cada varidvel que nao faz

parte desse conjunto através de:

-2
Hgn Riz,(i21i3v----ik+l)’ (3'38)

ondei; percorre todas as (p—k) varidveis que nio fazem parte do conjunto fixado. Escolhendo-

—se-aquela que fol-menos explicada por-esse conjunto.-Considera-se-outro conjunto contendo

k variaveis, e avalia-se novamente aquelas que nao fazem parte desse conjunto. Escolhe-se,
novamente, aquela que foi menos explicada por esse novo conjunto através de {3.38). Esse
procedimento € repetido para todos os possivels conjuntos de k varidveis. Entdo a selecio
das variaveis € obtida maximizando todos os resultados obtidos através de (3.38) e asso-
ciando esse maximo ao conjunto de k varidveis. Isto é. escolhe-se o maximo entre todos os
subconjuntos contendo & variaveis. Em resumo, fixa-se um conjunto de k varidveis e associa-
se a esse conjunto o menor valor do CCM (Coeficiente de Correlacio Miiltipla) entre esse
conjunto e de todas as varidveis que nao fazem parte dele. Repete-se 0 mesmo procedimento
para todos os conjuntos de & varidveis, associando sempre o menor valor do CCM entre
esse conjunto e as variaveis que nao fazem parte dele. Finalmente, opta-se pelo conjunto

associado ao malor dentre os menores valores do (/M.
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A justificativa para a adogac desse método é que em (3.38) escolhe-se o pior dos casos
em cada uma dos conjuntos de k varidveis. Maximizar (3.38), significa que optou-se pelo
conjunto que melhor explica a variacio das (p — k) varidveis que gualquer outro conjunto de

k variaveis. Maiores detalhes desse método pode ser encontrado em Beale et al [1967].

O método acima, nido considera a escolha do valor de k. Um critério estabelecido em
Mardia et al [1979], é que o valor em (3.38) seja pelo menos 0,5 em qualquer varidvel que
nao faca parte do conjunto previamente fixado, por exemplo, fixa-se k = ko, e verifica-se se
o valor de (3.38) é superior a 0,5, para qualquer conjunto contendo ky varidveis (ko pode
assumir qualquer valor inteiro positivo menor que p). A justificativa para adotar-se esse
valor minimo € que alguns autores consideram um coeficiente de correlacio simples acima

de 0,7 como significativo e consequentemente seu valor quadrado préximo a 0,5.

Um problema deste método de selegio de varidveis aparece quando o conjunto total

de varidveis explicativas, p, ¢ muito grande. Nesse caso uma comparacio entre todas as

combinacoes entre pe k (k= 1,2,.,p), tornaria ¢ processo de selecao invidvel em termos
de tempo computacional. Por exemplo, considerando p = 20 e k = 10, seriam necessérias
184756 comparagoes para se obter a escolha do melhor conjunto de 10 varidveis, onde a
selecao final ainda dependeria de que o valor em (3.38) fosse superior a 0,5, para qualquer

uma das possiveis comparacoes.

Devido a esse fato, serd proposto neste trabalho um método alternativo, onde generaliza-
se a expressdo (3.37) para todos as possiveis combinacoes entre p e k. O objetivo é eliminar,
passo a passo, uma variavel que esteja associada com o maior grau de explicacao dado
pelas variaveis que permanecem no conjunto, no passo corrente, O processo termina quando
nao houver coeficiente de correlacdo miiltipla superior a 0,5. Isso é feito calculando-se

repetidamente:
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X Sen X,
, = max%&;&: (3.39)

. i 5;

2
mzax Ri,(jl,-wajk

onde as quantidades foram definidas em (3.37). e os subesecritos {4, (41, .., ju)} representam
que as comparagoes estao sendo feitas entre uma varidgvel e um conjunto de k varisveis

fixadas, assim que 7 percorre todas as varidveis que nao faca parte do conjunto fixado.

Um resumo desse método alternativo é apresentado a seguir:

i) Considere p como sendo o niimero inicial de varigveis. Faca k = p—1, e realize
p vezes a operacao dada pela expressao (3.39). Se o valor méximo for menor que
0,5, o processo termina. Caso contrario, elimine a varidvel associada com o valor

maximo.

ii) Defina o conjunto de varigveis selecionadas como sendo todas do passo anterior,

com excegao daquela que foi eliminada.

iii) R‘gpit’a’%mmmﬁs"{%“{ﬁ)’,”"Cﬁffsfdé“i‘“a“ﬁ“a”()”éf“f”éaﬁ“(:;5"6”"“(‘{5""}"ﬁgﬁi”é’fb““’""""""""""""""""""""‘""""“"""""““““""““““"""""’"“"

de variaveis selecionadas. Observe que se (3.39) for menor que 0,5 o processo
termina e o conjunto de varidveis selecionadas é aquele estabelecido no passo

anterior,

(3.40)

3.6 Testes Experimentais com Dados Simulados

3.6.1 Introdugao

O objetivo desta Secao é avaliar o desempenho de cada método de selecao, apresen-
tado neste capitulo, através da simulacio apresentada no Capitulo 2. O desempenho sera

avaliado em termos de erros de classificacdo de acordo com os procedimentos apresentados
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anteriormente. onde inicialmente sdo desenvolvidos os procedimentos de selegao e em seguida

aplicado os procedimentos de classificacio.

Lembrando que o nosso banco de dados simulado é formado de dois conjuntos: o primeiro
com duas classes com distribuicées Normais multivariadas bastante diferentes e o segundo,
também com distribuicdes Normais, mas com algumas semelhancas (ver Secio 2.5.4). Os

resultados desse estudo sdo apresentados a seguir.

3.6.2 Resultados da selegao e classificacao com dados simulados

As Tabelas 3.1, 3.2, 3.3, 3.4 e 3.5 apresentam as taxas de erros de classificacdo estimadas
de acordo com os resumos descritos em: (2.21), (2.43), (2.52), (2.54) e (2.56), respectiva-
mente, em relacao aos classificadores: Anélise Discriminante - (AD), Modelos de Regressio
Logistica - (RL), Aproximagio pela 72 de Hotteling - (T?), Classificador de Bayes {CB) e

Aproximagao pela Qui-guadrado (x*). Esses procedimentos foram executados apos serem

realizados os procedimentos de selecio, onde apenas as caracteristicas selecionadas foram uti-

lizadas. Cada método de selecio foi desenvolvido de acordo com os procedimentos descritos
nas secoes: 3.2.3, 3.3.3, 3.4.3, 3.5.2, 3.5.3 ¢ 3.5.4, respectivamente em relagdo a: distancia [?
sem restrigdo (D?), procedimento ” Stepwise ” (SW), distancia D? restrita a apenas uma
das classes (D?), coeficiente de variacio (CV), andlise de componentes principais (CP) e

analise de interdependéncia através do coeficiente de correlacao miiltipla (CR).

Cada tabela a seguir representa um estudo com base nos dois conjuntos amostrais
descritos na Secdo 2.5.4 e apresentados em forma de subtabelas. As amostras usadas ini-
clalmente na modelagem, sdo também testadas. Assim, os valores (ue aparecern nos corpos
das subtabelas representam as taxas de erros {em percentual) de acordo com os métodos
de selecao e classificacdo, e também se a amostra foi utilizada para modelagem, que deno-
tamos aqui por amostra de treinamento. As amostras de teste foram usadas somente para

validagao dos procedimentos. Por exemplo, na Tabela 3.1, a simulacio acusou 44% de erros
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do Tipo I e 55,8% de erros do Tipo II, em relacao ao método de selecio 1?2 no segundo
conjunto usadas apenas para teste, e foram classificadas de acordo com o Classificador de
Bayes (C'B). O valor que aparece subescrito, abaixo de cada procedimento. indica o niimero
de caracteristicas selecionadas por cada metodo.

 As Tab.ela;i%.;a:i. ”e .3.5 nao apresentam resultados para a amostra de treinamento, em
relacao a classe 2, pois estas observacoes nao foram utilizadas na construcao dos respectivos

meodelos de classificacio.

Tabela 3.1 - Taxas de erros de classificacio {em %) estimadas pelo

procedimento C'B de acordo com os respectivos métodos de Selecio

C()i;lj. 1 l}_); 51%?’ Conj.2 11362 5’1 %V
Amostras

Treinamento 7, 0,0 00 35,0 40

Ty 22,0 0,0 40,0 240

Teste m; 0.0 0,0 4.0 64

m 213 04 55,8 604

Tubela 3.2 - Taxas de erros de classificacio {(em %) estimadas pelo

procedimento A} de acordo com os respectivos métodos de Selecio

Cogj.l Z;); SI%V Conj.2 [1)62 S}:}f
Amostras

Treinamento =, 00 1 0 3,0 20

T 0,0 80 28,0 26,0

Teste = 0,0 04 7.8 5.7

m 3.8 58 60.3 63,1
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Tabela 3.3 - Taxas de erros de classificacio (em %) estimadas pelo

procedimento [t de acordo com os respectivos métodos de Selecdo

Co;ij 1 %2 SlféV Conj.2 11762 S;éV
Amostras

Treinamento m 0.0 0.0 G0 1.0

7 0,0 0,0 20,0 200

Teste m 0,0 0,0 1,7 3,2

T 26 0.1 64,8 62,6

Tabela 3.4 ~ Taxas de erros de classificacio (em %) estimadas pelo

procedimento T2 de acordo com os respectivos métodos de Selecao (0.05)

Conil D GV GP Gp iz DX Gy P GF
Amostras

Treinamento m 0,0 00 00 00 00 00 20 00

Ty - - - - - - - -

Teste m 82 77 48 39 25 28 76 31

mp 0,0 0,0 0.0 00 00 00 00 00
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Tabela 3.5 - Taxas de erros de classificacio (em %) estimadas pelo procedimento y?

de acordo com os respectivos métodos de Selecio (0.05)
Coll PP GV G GE Omia D oy op G
Armostr.
Treinamento 7 50 3,0 50 10.0 2,0 20 30 490
Ty - - - - - - - -
Teste m 359 433 138 257 4.3 377 183 118
T, 00 00 0.0 00 00 00 00 00

De acordo com essa simulacio nido houve destaque especial para qualquer método de
selecao, quando observados independentementes dos métodos de classificacdo. Entretanto,
podemos observar um bom desempenho dos métodos de selecac quando associados com o

. seU procedimento de classificacio natural em relacio.ao-primeiro-conjunto-{Conf-1)tsto g _
quando associamos os procedimentos: AD de classificacio e D? de selecdo, RI de classi-
ficagao e SW de selecio, assim como 72 de classificacio com D? de selecio, snpondo que
as classes tém distribuigdes Normais com parametros distintos, 6 método de classificacio
AD associado com o método de selecao D? e RI associado com o STV . produzem taxas
de erros bastantes satisfatdrias, onde os métodos combinados apenas apresentam erros de
estimacao do Tipo II, em relacio as amostras de teste igual a 3,8% para os métodos combi-
nados AD/D? (ver Tabela 3.2) e 0,1% para os métodos RL/SW (ver Tabela 3.3). Enquanto
o método de classificacao T associado com o método de selecio D? produz taxas de erros de
8.2%, mas em relagao ao erro estimado do Tipo I {ver Tabela 3.4). Entretanto. em relacac ao
segundo conjunto de amostras (Conj.2), observa-se um excelente desempenho do método T?
associado com D? onde apenas apresenta erro estimado do Tipo I ignal 2,5% (ver novamente
Tabela 3.4). O que nao acontece com as outras combinacdes citadas acimas, onde as taxas de

erros do Tipo II sdo consideradas altas, especialmente para ¢ erro estimado do Tipo II com
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taxas de 60.3% para os métodos combinados AD/D? (ver novamente Tabela 3.2) e 62,6%
para os métodos RL/SW (ver Tabela 3.3). Isso confirma os resultados obtidos no capitulo
anterior, principalmente em relacao ao segundo conjunto onde as médias das duas classes
sao supostamente iguais. mas com matrizes de covariancia proporcionais. Podemos observar,
portanto,. um éénho em relagac ao custo da construcio de um sistema de reconhecimento
utilizando previamente um recomendado método de selecao, pois o mesmo desempenho do
classificador foi obtido com um nitmero reduzido de varisveis utilizadas. A Tabela a seguir

faz um resumo dos métodos de classificacio combinado com o seu método natural de selecao.

Tabela 3.6 - Taxas de erros de classificacao (em %) estimadas pelos procedimentos

de classificacdo combinado com o sen método de selecao natural

Conj.1 AD/D®* RL/SW T?/D? Conj.2 AD/D?* RL/SW T?2/D?
Amostras

Treinamento 1 0.0 0.0 0,0 3,0 0.0 2,0

Ta 0,0 0,0 - 28.0 20,0 -

Teste 0,0 0,0 8,2 7.8 3,2 2,5

9 3.8 2.6 0.0 60.3 62,6 0.0

Quando comparamos apenas os métodos de selecao temos que dividir nossa atencao em
dois grupos distintos de tabelas: as Tabelas 3.1, 3.2 e 3.3 referem-se aos metodos que utilizam
as observacdes de ambas as classes na construcao dos métodos de selecao, enquanto que nas
Tabelas 3.4 e 3.5 os métodos utilizam apenas as observacbes da classe 7,. Portanto essas
duas 1iltimas tabelas ndo apresentam resultados quando se refere aos dados de treinamento

da classe my.

Nas Tabelas 3.1, 3.2 e 3.3, podemos observar um equilibrio entre os métodos, parti-
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cularmente em relacéo ao primeiro conjunto de amostras, onde as distribuicdes simuladas
apresentam diferencas entre os parametros. Uma pequena vantagem ac métode SW pode
ser observada, pois apresenta taxas de erros, nesse primeiro conjunto, de excelente g aceitgvel
independente do classificador, pois a maior taxa de erro estimada por esse método de selecao
foi de 8% quando combinado com o método de classificacao AD, enquanto o método [)?

apresenta altas taxas de erros do Tipo IT em relacio ao classificador de Bayes (21,2%).

Nas Tabelas 3.4 e 3.5 podemos também observar o equilibrio entre os métodos que
utilizam apenas as observacoes da classe m,. Observe que o erros do Tipo I estimados por
ambos os classificadores sdo sempre superiores aos erros do Tipo II. Isso pode ser justificado
pelo controle exercido apenas ao erro do Tipo I { 5% nesse caso}, devido ao suposto nio con-
hecimento das observagtes da classe 7y. Exceto na Tabela 3.5, onde as taxas de erros foram
estimadas pelo classificador usando aproximacio pela distribuicao Qui-quadrado, esses erros
podem ser considerados altos, e essa justificativa foi apresentada no capitulo anterior, onde

sugere-se uma correcac nesse classificador devido a subtituicao dos verdadeiros parametros

------------------- ~pelo-estirmadores—{ver teorema 24T} "Assim, observando apenas a Tabela 3.4, podemos
destacar o métodos CR e C'P, no primeiro conjunto, com todas as taxas de erros estimadas,
inclusive do Tipo I, inferiores ao proposto ( 5% }; & no segundo conjunto, apenas o método

CP apresentou taxas de erro do Tipo [ estimada superior a 5%.

Em relacac ao niimero de varidveis selecionadas, p, podemos destacar os métodos ST
quando utilizamos as observacées de ambas as classes e 'V quando utilizamos apenas as
observacoes da classe m;. Esses dois métodos selecionaram o valor de p diferentemente de
acordo com o conjunto de amostras (10 e 27 no primeiro e 18 e 37 no segundo, respectiva-
mente. SW e CV - veja indice em subscritos nas tabelas, abaixo de cada procedimento),
Embora estejamos diante de um estudo simulado. todos os outros métodos selecionaram car-
acteristicas diferentes em relacio ao conjunto, mas pelo menos o niimero delas manteve-se

aproximadamente o mesmo, indicando nma maior sensibilidade dos métodos, citados acima,
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em relacao ao tipo de amostra utilizada.

Uma conclusao que podemos obter com base nessa simulagio é que ocorrendo 1) a
impossibilidade de se observar ambas as classes, para a construgao do modelo de classificagao,
ou 2) se as médias das classes néo sdo significativamente diferentes, um eficiente método de
selecao pode ser adotado . Nesse caso sugerimos os métodos CR e D? no primeiro e segundo

caso, respectivamente.

3.7 Comentarios e Conclusoes

Neste capitulo foram apresentadas algumas técnicas estatisticas de selecao de varidveis.
O objetivo comum entre essas técnicas foi manter a identidade original da varidvel (carac-
teristica) selecionada sem prejudicar o poder de diseriminacio do classificador. Em geral,

para cada procedimento de classificagao pode-se derivar um procedimento de selegao, espe-

wwwwwwwwwww —rando-se-um-bom-desempenho-quando-aplicados vonjuntarente Ertretanto, nada impede
de se combinar um método de classificagdo com outro de selegao que utiliza critério particular

de escolha das varidveis importantes.

O objetivo principal deste capitulo foi apresentar novas alternativas, propostas por este
trabalho, na selecao de varidveis, principalmente quando nio temos acesso as observagoes
de ambas as classes na construgao dos modelos de classificacio. Através da utilizacao das
principais varidveis na construgio da distancia de Mahalanobis ao centro da distribuigao
de uma das classes e através da viabilidade da utilizagdo da anslise de interdependéncia,
introduzimos duas novas técnicas de selecao de varidveis. E a simulagio mostrou que elas

podem servir de opgdo nessas condicdes de restrigdo com as observacdes de uma das classes.

Entre as técnicas que utilizam as observacdes de ambas as classes, a simulacio indica que
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elas devem ser combinadas de acordo com suas derivagdes. embora pesquisas nesse sentido

ainda sejam necessarias para uma conclusdo mais precisa.
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Capitulo 4

Aplicacao em Verificacao de

Assinaturas

4.1 Introducao

Verificacao automatica de assinaturas tem recebido cada vez mais atencao dos pesquisa-

dores da drea de reconhecimento de padrées. Plamondon e Lorette [1989] apresentam uma
pesquisa sobre os trabalhos que utilizam as mais diversas técnicas desenvolvidas até entéo.
Mais recentemente, Leclerc e Plamondon [1994], apresentam uma nova pesquisa sobre o
tema, com os frabalhos desenvolvido no perfodo entre 1989 a 1993. O ponto em comum
entre as discussGes € que uma assinatura contém muito mais informacio do que aparenta.
Por mais cnidadoso que um individuo seja, ele prépric nao sers capaz de reproduzir duas
assinaturas perfeitamente idénticas, pois no momento da reproducao, estao associados fatores
pessoals e emocionais caracteristico de um particular instante. Entretanto, nm conjunto de
caracteristicas pode ser formado a partir dessas reproducdes e utilizadas na construcao de
um modelo que ird representar um padrao bésico para as assinaturas daquele individuo.

O planejamento de um sistema de verificacao de assinaturas é feito em vérios estagios,
entre eles destacamos: Aquisigao dos Dados, Pré-processamento do Sinal, Extracaoc (Selegao}

de Caracteristica e Classificacao da Assinatura. Tipos diferentes de abordagens do problema
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da verificacao podem ser definidos em relagio ao estigio da aquisicao dos dados. Um sis-
termna pode ser considerado Dinamico ou Estatico, dependo se as assinaturas foram coletadas
através de mecanismo que registram os sinais da assinatura, no momento em que a assi-
natura estiver sendo coletada, simultaneamente com o tempo, considerada como pertencente
& categoria das dinamicas, ou se foram coletadas através de mecanismo que registram os
sinais da assinatura apenas por uma imagem fixa daquela assinatura, onde nesse caso sera

considerada dentro da categoria das estiticas.

Outro estagio que também define uma abordagem diferente do problema é o processo
de extragao de caracterfsticas. Em geral, us sistemas estdticos adotam critérios préprios de
escolha de parametros que vao representar a imagem recebida em um vetor, onde cada coor-
denada representa uma particular caracteristica da imagem da assinatura do individuo. Em
sistemas dindmicos, essa transformacao também pode ser adotada. Entretanto, é possivel
utilizar transformacdes que representem completamente o sinal recebido em funcao do tempo,

onde os valores que essas fungoes assumem, em cada instante de tempo, podem ser conside-

rados como uma caracteristica. Em geral, espera-se que sistemas de verificacao de assinaturas
que utilizam esse tiltimo tipo de procedimento de extragao de caracteristicas, apresentem me-
lhor desempenho que aqueles que utilizam algum critério especifico de escolha de parametros,
pois acredita-se que esses critérios de escolha podem vir a desprezar algumas caracteristicas
importantes (Hastie et al [1991]). Entretanto, os custos operacionais associados aos sistemas
que utilizam funcées para representar os sinais recebidos, so muito mais altos, principal-
mente em relagao as dificuldades de planejamento e recursos de meméria computacional.
Portanto, consideramos neste trabalho apenas os sistemas que utilizam algum critério de
escolha das caracteriticas, onde é aplicado uma transformacao os dados recebidos para um

vetor composto das principais caracteristicas do individuo.

De modo geral, este trabalho se preocupa apenas com os dois tiltimos estdgios citados

acima. Em particular, supde que as informagoes recebidas, sobre uma assinatura de um
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individuo, estejam representadas em um vetor com dimensio p e depois, todas as reproducies
dessa assinatura sdo agrupadas em uma matriz com dimensio {rn x p}, onde n representa
o niimero de observacaes (reproducdes) daquela assinatura e P o numero de caracteristicas
importantes da assinatura. A partir daf é aplicado um procedimento de seleciio dessas
caracteristicas, e entao um modelo de classificacao, usando apenas as caracteristicas mais
importantes, ¢ desenvolvido. Esses modelos irdo responder, com certa margem de erro, se

uma assinatura desconhecida pertence ou ndo ao individuo em questao.

Nesse capitulo apresentamos inicialmente um estudo envolvendo a aplicacao das prin-
cipals técnicas apresentadas nos capitulos anteriores, tanto para selecio de variaveis, como
para classificacao de padrdes, aplicados a um problema de verificacao de assinaturas. Sao uti-
lizados dois bancos de dados que variam segundo a natureza dos dados: Assinatura Dinamica
e Assinatura Estdtica, cujas observaces foram apresentadas em vetores contendo as respec-
tivas caracteristicas. Em seguida apresentaremos um estudo envolvendo uma comparacao

entre as taxas de erros empirica, através de curvas operacionais de referéncias, de modo a se

——estabelecer limites de separacio de classes com base em faxas aceitdveis.

4.2 Aplicagao de Técnicas de Selecio de Varidveis e

Classificagao de Assinaturas: Dinamicas e Estaticas

4.2.1 Introducao

Nesta secio utilizaremos os bancos de dados adquiridos segundo os mecanismos dinamico
e estatico apresentados em Lee e Berger [1996] e Lizarraga [1996], respectivamente, na selecio

de variaveis e classificacdo de assinaturas representadas por vetores de caracteristicas.

Os dados apresentados em Lee e Berger [1996] referem-se a um conjunto composto de

1.825 assinaturas dinamicas de um individuo. sendo 1.000 gemiinas e 825 falsificadas. Elas
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foram adquiridas através de um digitalizador, onde as saidas dos dados sio representadas
em termos de par de funcoes temporais {X(t;),Y (t:}). indicando a posicdo da caneta no
espaco 112, em cada instante de tempo, com relacao a uma origem arbitriria. A extracao
de caracteristicas transformou os dados primitives (X (1,), Y (£;)), em vetores compostos de
42 caracteristicas. A lista cornpleta da definicio destas 42 caracteristicas é apresentada no
apéndice do referido trabalho. Os detalhes da obtencao das assinaturas genuinas e falsificadas
também s&ao apresentadas nesse trabalho. Uma relacio com a defini¢ao de cada caracteristica

dinamica é apresentada no Apéndice-B.

Os dados apresentados em Lizarraga [1996] referem-se a um conjunto de 950 assinaturas
estaticas em relacao a 5 individuos, sendo 550 genuinas, 100 falsificadas aleatoriamente e 300
falsificadas ap6s um treinamento habilitado. A diferenca bésica entre a falsificacio aleatdria
e a chamada habilitada, é que as habilitadas seguiram um procedimento mais especifico,
onde o falsificador conhecia pelo menos a imagem da assinatura genuina, enquanto que as

falsas aleatérias sao consideradas aquelas assinaturas que sao totalmente alheias ao individuo

em questio. Utilizamos apenas as assinafuras referentes a 1um dos individuos, escolhido ao
acaso, sendo, portanto, nosso conjunto de assinaturas estética composto de 270 assinaturas,
com 110 genuinas, 100 falsas aleatérias e 80 falsas habilitadas. Elas foram adquiridas através
de um "scanner ” de mesa, que gera imagens digitais de assinaturas. O processo de extracio
de caracteristicas transformou cada imagem em um vetor composto de 62 caracteristicas
escolhidas pelos autores. que representavam basicamente as caracteristicas de inclinacao
e contorno dos tragos de uma assinatura estitica. A forma de obtencao das assinaturas
genuinas e falsificadas é apresentada com detalhes no referido trabalho. Uma relagdo com a

definicao de cada caracteristica estatica é também apresentada no Apéndice-B.

4.2.2 Descricao dos resultados

As Tabelas 4.1, 4.2, 43 e 4.4 apresentam as taxas de erros (em percentual) esti-

madas pelos meétodos de classificacio: Anilise Discriminante - (AD), Modelos de Regressao

102



Logistica - (M AL), e Aproximagao pela 7% de Hotelling - (7?), apés a execuciio dos métodos
de selecdo: Distancia D? Studentizada (sem restricio) - (D?), ”Stepwise” - {SW), respec-
tivamente para os métodos de classificacdo (AD) e (MRL). e Distancia D? Studentizada
com restrigo - (1)), Coeficiente de Variaio - (CV), Andlise de Componentes Principais -
| (CP) é Anzilise de interdependéncia através do Coeficiente de Correlagio Multipla - (C R)

.

em relagao ao método de classificacao 72, como descritos nos Capitulos 2 e 3.

Os resultados apresentados nas tabelas a seguir se baselam em dois conjuntos, cujas
amostras de treinamento, sao compostas, respectivamente, de ny = 1y = 30 e ny = ng = 50
observagoes para os dois tipos de assinaturas (dinamica e estatica), enquanto que sdo uti-
lizadas 900 observacoes genuinas e 725 observagoes falsificadas para a validacio das assi-
naturas dinamicas (Tabelas 4.1 e 4.2), e 60 observacdes genufnas, 30 falsas habilitadas e 80
falsas aleatdrias para a validacdo das assinaturas estéticas (Tabelas 4.3 e 4.4). Todos os
testes seguiram exatamente o proposto nos referidos resumos, apresentados nos Capitulos 2

e 3, respectivamente para classificaciio e selecio. Lembrando que 0s métodos de classificacao

AD e ML nao apresentam limites de separacao de classes (limiar) que dependa de uma
especifica distribui¢ao de probabilidade, enquanto que o método aproximado pela 77 utiliza
a distribuicao /' de Snedecor e seus resultados podem variar de acordo com as exigéncias do

pesquisador. Nesse estudo utilizamos 5% como taxa de erro do Tipo I esperado.

Entre as 1.825 observacdes de assinaturas dindmicas, fol realizado incialmente um sorteio
para a escolha de 200 observacdes usadas para treinamento (100 genuinas e 100 falsificadas},
e 1.625 para teste (900 genuinas e 725 falsificadas). Dentre as observacdes de treinamento,
realizamos novos sorteios para a escolha dos conjuntos com 30 e 50 observacdes, tanto para

genuinas como falsificadas, respectivamente. Todas as observacoes de teste foram utilizadas

para validaggo dos modelos.

Entre as 270 assinaturas estdticas, também foi realizado inicialmente um sorteio para
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escotha de 100 observagoes de treinamento (50 dentre as 110 genuinas, 30 dentre as 60 falsas
habilitadas e 20 dentre as 100 falsas aleatérias). Outro sorteio foi realizado para a escolha
das 30 observagoes genuinas e 30 falsas habilitadas do primeiro conjunto de treinamento,
enquanto que o segundo conjunto utilizou todas as observaces de treinamento (50 genufnas,
30 falsas habilitadas e 20 falsas aleatérias). Ainda em relacdo aos dados de assinaturas
estaticas, o nimero de caracteristicas escolhidas inicialmente pelo processo de extracao de
caracteristicas realizado pelos autores, era composto de 62 varidveis, entretanto nosso tra-
balho detectou singularidade entre esse eonjunto. Mais precisamente, 21 das 62 varidveis
iniciais eram formadas por combinacao linear das restantes, isso reduziu nosso niimero ini-

cial de possiveis caracteristicas discriminantes para 41 varidveis.

Observamos também que o método de selecao D2 nao se aplica quando o nimero de
observagbes amostrais , entre as genuinas (n = n;), é inferior ao niimero de caracteristicas
iniciais (p), por problemas de identificabilidade dos parametros. A rigor todos os métodos de

selecao também impoe essa condigdao, embora possamos utilizar recursos matematicos, tais

apenas o método D? supde explicitamente a condicao (n > p). Com excecio dos métodos
CV e SW, todos os demais métodos utilizaram esse artificio matematico na obtencéo dos
resultados quando o niimero de observacdes foi inferior ao niimero de varidveis. E importante
destacar o fato das nossas conclusoes e comentarios se basearem apenas nas amostras com 50
observacdes, pois € pouco esperado adotar um procedimento estatistico condicdes contrarias.
Entretanto, usando outros métodos de aproximacao dos resultados, tais como Redes Neurais

e Sintatica, essa condi¢ao nao é imposta.

Em resumo, os resultados a seguir contém as taxas de erros estimadas através de cada
método de classificagio combinado com o respectivo método de selecio. O niimero de
varidveis selecionadas por cada método (k) aparece logo abaixo da descricio do modelo

combinado. Por exemplo, na Tabela 4.1, observamos que o método de classificacao AD,
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combinado com o método de selecao D* (AD/D?). estimon uma taxa de erro do Tipo I de
0,00% (nao rejeitou qualquer das assinaturas genuinas dentres as 900 testadas), enquanto
que estimou em 32,14% a taxa de erro do Tipo II {aceitou 233 dentre as 725 assinaturas
falsificadas testadas), sendo k = 9 o mimero de caracteristicas selecionadas, entre as p = 42
possivels, pelo método D% Na Tabela 4.3, o mesmo método estimou uma taxa de 16.67%
para o erro do Tipo I (rejeitou 10 das 60 assinaturas genuinas testadas), enquanto que es-
timou em 26.67% a taxa de erro do Tipo II habilitada (aceitou 8 das 30 assinaturas falsas
habilitadas) e estimou em 37,5% a taxa de erro do Tipo 1 aleatéria (aceitou 30 das 80 assi-
naturas falsas aleatdrias), sendo k = 10 o niimero de caracterfsticas selecionadas pelo mesmo

método de selecao.

Tabela 4.1 - Taxa estimada de erro de classificacao apds a selecao de varidveis

em assinaturas dinamicas com nimero de observacdes de treinamento - 30

Tipo de Ass. AD/D* RL/SW T?/D?> T?/CV T?/CP T /CR

p=42 k=9 k=14 - k=27 k=14 k=16
Genuina 0,00 0,00 - 28.33 6,22 28 00
Falsa 32,14 30,90 - 1,52 0,83 0.42

Tabela 4.2 - Taxa estimada de erro de classificacao apds a selecdo de varigvels

em assinaturas dinamicas com niimero de observacoes de treinamento - 50

Tipo de Ass. AD/D® RL/SW T?/D* T*/CV T?/CP T?/CR

p=42 k=14 k=14 k=17 k=25 k=16 k=24

Genuina 0,00 0,00 12,22 41,11 8,33 10,89
Falsa 33.10 32,83 0,00 0,00 0,00 0,00
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Tabela 4.3 — Taxa estimada de erro de classificagao apds a selecao de varidveis

em assinaturas estaticas com nimero de observacoes de treinamento - 30

Tipode Ass. - AD/D? RL/SW T%D2 TZ/CV T2/CP T?/CR

=41 k=10 k=38 k=29 k=13
Genuina 16.67 0,00 - 16,67 18,33 1,67
Fals. Habilit. 26,67 30,00 - 66,67 60,00 56,67
Fals. Aleatdria 37,50 47 .50 - 0.00 0,00 0,00

Tabela 4.4 - Taxa estimada de erro de classificacdo apds a selecdo de variaveis

em assinaturas estiticas com numero de observacoes de treinamento - 50

Tipo de Ass. AD/D?* RL/SW T*/D? T?/CV T2/CP T?/CR

p=41 k=21 k=38 k=13 k=T k=22 E=13
Genuina 6,67 13,33 1167 0,00 5,00 8,33
Fals. Habilit 10.00 10,00 .-10.00 50,00 IB.67 30.00
Fals. Aleatoria 5,00 2,50 0,00 0,00 0,00 0,00

4.2.3 Analise dos resultados

Através das tabelas acima, podemos observar um comportamento semelhante entre os
meétodos de classificacdo que utilizam as observacdes de ambas as classes na constriucao dos
modelos de classificacio (AD e RL), com pequena vantagem {menor taxa de erro) para os
métodos combinados RL/SW em relacao as assinaturas dinamicas, e pequena vantagem para
os métodos combinados AD/D? em relacdo as assinaturas estaticas, principalmente quando
o mimero de observagoes na amostra de treinamento é maior (n; = ny = 50).Vale salientar
que nas assinaturas estaticas. os métodos combinados AD/D? utilizaram um niimero bem

menor de variaveis.
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Quando o método de classificacio usa a aproximacao pela 7% de Hotelling (12), podemos
destacar o bom desempenho do método combinado com a selecio via anslise de componentes
principais {C'F) em relagao aos dados de assinaturas dinamicas. Entretanto, essa combinacio
de métodos (T?/CP) nao mantém o mesmo desempenho quando o tipo de assinatura é
estatica, principalmente quando o mimero de observacdes na amostra de treinamento é menor
{ny = ny = 30). De modo geral, ainda podemos destacar o bom comportamento dos métodos
combinados (7?/D?), pois embora n&o apresente taxas de erros inferiores em nenhum dos

casos, apresenta uma certa regularidade, sempre com taxas aceitaveis (inferiores a 13%).

A presenca das assinaturas falsas aleatdrias, no caso das assinaturas estdticas, indicam
a necessidade do uso de um grande nimero de observagbes de treinamento (pelo menos
n > p), para a obtencao de melhores desempenho entre os métodos, principalmente em
relagao aos métodos de classificagio que utilizam as observagoes de ambas as classes (RL

e AD), pois apresentam taxas para esse tipo de erro elevadas. De fato, esse tém sido

i problema. pratico-dos procedimentos-gue-utilizam técnicas-estatisticas;-em-comparagio

as outras técnicas aplicadas aos sistemas de verificagio de assinaturas, como por exemplo
redes neurais, que necessitam de bem menos observacbes como suposicao inicial. Em geral,
as técnicas estatisticas sao desenvolvidas assintoticamente, enquanto que grande parte dos
sisternas propostos na literatura tomam como base amostras de treinamentos com um niimero
de observacoes que variam entre 5 e 10 observagdes da assinatura (ver por exemplo Hastie

et al [1991] e Nelson et al [1994]).
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4.3 Estudo Empirico para Escolha dos Limites de Se-

paracao de Classes

4.3.1 Introdugao

Os procedimentos adotados na secao anterior consideram exatamente os passos su-
geridos pelos resumos descritos em cada método e apresentados anteriormente. Isso dificulta
uma possivel comparagao entre os mesmos, ji que cada um adota critério préprio de se-
paragao entre as classes. Por exemplo, o critério de classificagao via AD utiliza uma funcéo
discriminante que depende da observagac a ser testada, e compara seu valor com uma cons-
tante fixada através dos dados de treinamento: se essa fungao estimada para essa observacao
for superior a uma constante fixada é razoavel classificid-la como genuina. O MRL utiliza
o modelo como preditor da probabilidade de sucesso, isto é, o modelo logistico estima a
probabilidade da observacio a ser testada pertencer a classe das genuinas. Nesse sentido
é natural classificar como genuina a observagio cuja probabilidade estimada pela resposta

do modelo for maior ou igual a 0,5. Entretanto, esse valor pode ser modificado de acordo

com o ajuste do modelo, sendo necessério um estudo mais detalhado, a cerca dos parametros
do vetor (3, caso o pesquisador queira basear suas conclusGes finais através deste método.
Finalmente, a classificacdo via aproximagao pela distribuicao T? de Hotelling compara a
distancia estimada de uma observagao ao centro da distribuigdo da classe das genuinas e
compara essa distancia com um valor tabelado pela distribuicao F de Snedecor. Se a distancia
estimada para essa observagao nao for significativamente grande ( nao for superior a um

fixado valor tabelado), decide-se por aceit-la como genufna.

Entretanto, esse limite de separagao pode ser adaptado a uma determinada realidade.
Em outras palavras, podemos relaxar esses valores para tomar como base uma linha de
separacac que estabeleca critérios de escolha de acordo com o pesquisador. Por exemplo, em
sistemas de seguranca maxima, seria natural o pesquisador procurar controlar o erro do Tipo

II, onde a aceitagac de uma observagdo falsa poderia causar sérios prejuizos. Entretanto,
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1580 exigiria malor rigor também em relacao ao erro do Tipo I, pois aumentaria as chances
de se rejeitar uma observacao genuina. Em sistemas bancérios, esse critério certamente iria
aumentar o tempo de atendimento de cada cliente além de aumentar também o tempo de

permanencia dos clientes em filas de espera.

Nessa secao avaliaremos o comportamento de cada método em relacao aos limites de

separagao das classes em cada um dos tipos de assinaturas: dinamica e estatica.

4.3.2 Apresentagao dos resultados empiricos

Os graficos a seguir representam as taxas de de erros dos Tipos I e II, estimadas através
dos respectivos procedimentos de classificacio e selecio combinados, em relacio aos diversos
limites de separacao de classes. Isto é, depois de fixado um determinado limite de separacao
de classes, os métodos combinados estimam as probabilidades de erros dos Tipos T e II,

respectivamente.

A rigor, o valor otimo de separacao entre classes é aquele cujos erros do Tipo I e Tipo II
sa0 iguais a zero. Veja, por exemplo, o Grafico 4.4a (a seguir), com limites entre 9 e 10,e0
Gréfico 4.5a, com limites entre 2,5 e 5. Esses graficos indicam que, estabelecendo-se um limite
nas respectivas faixas, os métodos combinados T?/CV e T2/C P estimam taxas de erros dos
dois tipos iguais a zero (néo rejeitaria qualquer assinatura genuina, assim como nao aceitaria
qualquer assinatura falsa). Esses limites foram obtidos apés a execuicao dos procedimentos
de classificacio/selecao combinados e aplicados as observacoes de feste, considerando os
modelos construidos com base na amostra de treinamento com 50 observacbes. Observe
que esses limites variam de um procedimento para o outro dependendo do classificador. Os
limites obtidos através do método de classificacdo A dependem da funcao discriminante
aplicada as observagdes de teste, os limites do método RI dependem da probabilidade de

sucesso e finalmente os limites da T? dependem da distribuicio I de Snedecor.
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Os Graficos 4.7 e 4.8 representam as Curvas Operacionais de Referéncias (COR), que
avaliam os dois tipos de erros estimados sem expressar explicitamente os limites de Separacao.
E natural que exista um compromisso entre eles, isto é, quandc um erro cresce o outro
decresce. Enquanto que a situagdao Stima é aquela onde a curva se aproxima, dos eixos
principais. Esta situacao é apresentada no Grafico 4.7, em relacio aocs métodos combinados
T?/CV e T?/CP, reproduzindo o que ocorreu nos Graficos 4.4a e 4.5a, quando as linhas qie
representam os erros estimados se cruzam com o eixo das abscissas. E comum esses gréficos
virem acompanhados de linhas verticais e horizontais para identificarem regides onde os

métodos podem ser considerados aceitiveis,
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Grdfico 4.1a - Taxa de erro estimada por limite de separacio em

assinaturas dinimicas através do método AD/D?
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Grdfico 4.1b - Taxa de erro estimada por limite de separacio em

assinaturas estaticas através do método AD/D?
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Grdfico 4.2a - Taxa de erro estimada por limite de separagio em
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Grdfico 4.2b - Taxa de erro estimada por limite de separagéo em
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Grdfico 4.3a - Taxa de erro estimada por limite de separacao em
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assinaturas dinamicas através do método T2/?
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Grifico 4.4a - Taxa de erro estimada por limite de separagao em

assinaturas dindmicas através do método 72/CV
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Grdfico 4.4b - Taxa de erro estimada por limite de separacao em
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Grdfico 4.5a - Taxa de erro estimada por limite de separacao em

assinaturas dinimicas através do método 7?2 JCOP
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Grdfico 4.6a - Taxa de erro estimada por limite de separacao em

assinaturas dinamicas através do método T?/CR
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Grdfico 4.6b - Taxa de erro estimada por limite de separacao em
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Os Gréficos 4.7 ¢ 4.8 resumem o comportamento de cada procedimento combinado em
comparagao com os demais. Através desses gréficos podemos avaliar o método que obteve

melhor desempenho em relaco aos seus préprios critérios de separacao.

Grdfico 4.7 - Taxas de erros estimadas para assinaturas dindmicas
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4.3.3 Anadlise dos resultados empiricos

De acordo com os Graficos 4.1 a 4.8, podemos destacar os procedimentos T2 JCV e
T?/C P, pois proporcionaram taxas de erros 1guais a zero em relacio as assinaturas dinamicas.
Isso quer dizer que se tivessemos optado pelos limites de separagao de classes nas respectivas
faixas (qualquer valor entre 9 e 10 para o método T2 /CV e qualquer valor entre 2.5 e 5 para o
método T?/C P nao terfamos erros de classificacio estimados para as assinaturas dinamicas.
Entretanto, o método 7% /C'V néo obteve o mesmo desempenho para as assinaturas estéticas.

Nesse tipo de assinatura o método AD/D? obteve melhor desem enho.
P P

De modo geral, todos os métodos, com excecéo da combinacao RL/SW tiveram exce-
lentes desempenhos em relacio as assinaturas dinamicas, pois todos tiveram taxas estimadas
abaixo de 5%, para o erro do Tipo I igual ao erro do Tipo IL. Observe que, em todos os graficos
relacionados com as assinaturas dinamicas o ponto de cruzamento entre as linhas ficou abaixo
da margem de 5%, com excercio do Grifico 4.2a. Em relacao as assinaturas estaticas, ape-

nas a combinacdo AD/D? obteve excelente desempenho, com taxas estimadas para erros

iguais, préximas a 6%. Entretanto, nesse tipo de assinaturas os métodos RL/SW, T?/D?
e T?/CP tiveram desempenhos aceitaveis, com taxas estimadas para erros iguais, dadas

aproximdamentes por 10%, 11,5% e 13%, respectivamente.

Em relagdo ao métodoe de classificacio 7%, podemos confirmar o excelente desempenho,
principalmente em relaciao as assinaturas dinamicas, onde combinado com os métodos de
selecao C'V e C'F obteve taxas estimadas para erros iguais zero, além do razodvel desempenho

com assinaturas estaticas através da combinacio com os métodos de selecdo D? e C'P.

4.4 Comentarios e Conclusao

Eixiste na literatura diversos estudos sobre sistemas de verificacao de assinaturas, cada

um adotando bancos de dados quase que exclusivos. Isso tem dificultado possivels com-
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paragoes entre eles. Em geral, admite-se que a taxa de erro do Tipo I nao seja superior a
5%. enquanto que a taxa de erro do Tipo II nao seja superior a 20% (ver Nelson et al [1994]).
Nesse campo de validagao, todos 0 métodos aqui apresentados, poderiam servir como opcio
em relagao as assinaturas dinamicas, enquanto que apenas a combinacao AD/D? pertenceria
a esse campo, em relacio &s assinaturas estiticas. Entretanto. édmitindo um erro do Tipo
I de até 7,5%, a combinacao T2?/D? e T? /C P, poderia servir como OPGao, com a vantagem
de se utilizar apenas as observagdes genuinas para treinamento, reduzindo assim o custo

operacional do sistema.
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Capitulo 5

Conclusoes Finais e Sugestoes para

Futuros Trabalhos

5.1 Introducao

Este trabalho foi direcionado no sentido de dar apolo técnico aos sistemas de RP através

de métodos estatisticos na solucio dos problemas. A principal aplicacio foi voltada para os
sistemas de verificacdo de assinaturas, mas sua aplicagio pode ser generalizada, dependendo

dos objetivos do pesquisador.

O desenvolvimento das técnicas aqui apresentadas, supde que o banco de dados seja
apresentado em forma de matrizes, cujas linhas representam as observacdes e as colunas as

caracteristicas principais de nm determinado padrio ou classe.
Sendo assim, o objetivo principal deste trabalho foi desenvolver novas técnicas nas

areas de selecao de varidveis e classificacio de padroes, e avaliar o desempenho em relacao

as principals técnicas existentes na literatura.
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5.2 Contribuicao do Trabalho

Os procedimentos de classificacio que utilizam métodos estatisticos tém sido desern-
volvidos principalmente para situacdes onde é possivel treinar o classificador utilizando as
observagoes de ambas as classes. Quando esta situacdo nao pode ser considerada. o métode
utilizando a aproximagio pela distribuicao Qui-quadrado tem sido empregado na construcio
dos modelos de classificacao. Esse trabalho apresenta o desenvolvimento de uma novs técnica
de classificacdo, utilizando a aproximagao pela distribuicao 72 de Hotelling e snas relagoes

com a distribuicdo /7 de Snedecor, ao invés da aproximacao pela distribuicio Qui-quadrado.

Um estudo simulado foi realizado para identificar uma situacao onde o novo classificador
fosse preferivel mesmo quando comparado com aqueles que utilizam as observagdes de ambas
as classes na construcio dos modelos. Fste é o caso quando os vetores de médias das
classes nao sdo significativamente diferentes, e as matrizes de covariancia 830 proporcionais.
Inclusive confirma sua vantagem em relagao ao classificador que utiliza a aproximacao pela

distribuicdo Qui-quadrado.

Dois novos métodos de selecio de varigveis foram introduzidos. O primeiro desenvolvido
a partir do procedimento de classificacao aproximado pela distribuicio 72 de Hotelling e o
segundo viabilizando a utilizacdo da anslise de interdependéncia pela correlacio rmiltipla.
A simulaciao mostrou que em sifuagoes especiais, como suposicao de normalidade na dis-
tribuicoes de cada classe com médias iguais, os dois métodos propostos podem ser consi-
derados de excelente desempenho, sendo preferiveis, mesmo em comparacao acs métodos

que utilizam as obsevagGes de ambas as classes.

Destacam-se nas aplicaces em sistemas de verificaciio de assinaturas os métodos combi-
nados AD/D? pela seu excelente desempenho em ambos os tipos de assinaturas: dinamicas e
estiticas. Enquanto que, de forma geral, duas combinagdes de métodos T?/D? e T2/CP po-

dem servir de op¢ac em situacdes onde apenas as observacoes genuinas possam ser utilizadas
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no treinamento. Enquanto que, no caso particular de assinaturas dinamicas, os métodos
T?/CV e T?/CP obtiveram taxas de erros iguais. estimadas em 0%, sugerindo sua aplicacao

emn situacoes semelhante.

5.3 SugeStééS .para Futuros Trabalhos

A titulo de sugestdo para futuros trabalhos, podemos destacar a implementacao de
uma sistema automatico, utilizando esses procedimentos de selecdo e classificaciio, aplicados
em sistemas com mais de duas classes possiveis. Urna extencao das técnicas aplicadas a duas

classes poderia ser feita por exemplo em reconhecimentc de caracter.

Em termos de classificadores que supoem o acesso irrestrito as observacdes de ambas
as classes, existe a necessidade de um estudo teérico sobre & construcao de modelos via AD
utilizando taxas de erros esperadas do Tipo I diferentes das taxas de erros esperadas para o

Tipo II. Um estudo mais detalhado sobre métodos de selecao que possam ser aplicados aos

_modelos logisticos, também poderfio ser desenvolvieos.

Em termos de aproximacao estatistica, o niimero de observacOes necessérias para treina-
mento do classificador tém sido um dos principais problemas, principalmente em sistermnas de
verificacao de assinaturas. Entretanto, existem técnicas de reamostragem, tais como Boot-
sptrap e Jackknife (Efron e Gong [1970]), que podem ser investigadas para a solucio desse
problema. Uma sugestao seria aproveitar as observacGes testadas no passado e reaproveita-
las para compor o conjunto de treinamento futuro. Uma avaliacao periddica poderia servir de

referéncia na obtencao do nimero 6timo de observagGes desse novo conjunto de treinamento.
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Apéndice - A

Neste Apendice apresentamos alguns resumos de teoremas, definicdes e resultados
essencials ao desenvolvimento do nosso trabalho, que podem ser encontrados na literatura.
Detalhes das provas de alguns lemas apresentados sdo indicados com referéncias. Dividimos

a apresentagao desse Apéndice em 5 partes classificadas de Apéndice A-1 até A-5.

Apéndice A-1 Indepéndencia

O lema a seguir, embora néo tenha sido usado rigorosamente, é de fundamental im-

portancia para a demonstracao do Teorema 2.4.1.

Lema A.1 : Se X € uma matriz (n x p) de dados, cujas linhas sido observacdes
de um vetor aleatdrio com distribuicdo Ny(u, Z), e se definirmos Y = AXB e
Z = CXD, onde A, B, C e D sao matrizes com dimensdes adequadas com X,
entdo os elementos de Y sdo independentes dos elementos de Z se e somente se

ocorrerem uma das seguintes situacoes:
a)B'LD =0

bYAC =0
Prova: (ver Mardia et al [1979], pag.457.)e
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Apeéndice A-2 Inversa e Particao de Matrizes

Apresentamos nesse Apéndice algumas definigdes e lemas fundamentais & Algebra de

Matrizes.

Definigdo A.2 : A inversa de uma matriz A é uma matriz tinica A~ satisfazendo

AA™ = A4 =1,

A inversa de uma matriz A existe se e somente se A é nio singular, isto é, se e

somente se |A| # 0, onde |A| representa o determinante da matriz A.

Lema A.2 : Para as matrizes A e A™! particionadas, isto é,

Ap A ALl g2
A= 7 e  Al=
A21 Am A21 A22

as seguintes propriedades sao vilidas:

a) {cA)™ = A
b)(AB)™} = Bl A~

c}A tdnica solucio de Az =b é z= A~1b
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d)Se as inversas de A e C existem, entdo para Alp x p), B{px n), C{n x n) e

D(n x p) tem-se que:

(A+BCD)™ = A7 — A7'B(C™' + DA™'B)" D A~

e)Se as inversa de A;; e Agy existem, entdo os elementos de A™! s3o:

A = (Ayy — Ap Azl Ayt AP = (Ayy — Ap A7 Apy) L
A2 = “A11A12A22 A%l — ““AEQIAL’IAH

Alternativamente A e A*' podem ser escritos como

4412 — ‘Ai—llA]gAZZ AEi - _MAZQAHAIEI

Prova: (ver Mardia et al [1979])e



Apeéndice A-3 Diferenciacio e Maximizacao de Ma-

trizes

De acordo com as derivadas de f(X), onde X é uma matriz (nx p) e f é uma funcio

dos elementos de X, representada por:

4. (opm)

onde z;; representam o elemento (3, j) da matriz X, e & representa um vetor aleatdrio, temos

os seguintes resultados:

da'z

5. =a, onde g é um vetor constante.
gz'zr _
)% =z
' - . —~ I
)-@%—;‘i—% = 2Az, onde A é uma matriz com dimensio compativel com o vetor &
dz’ Ay
d) T = Ay
Xi; se todos os elementos de X(n x n) sio distintos
ax e e .
e)gx—ij =4 Xi; se X é simétrica e i = j

2X;; se X é simétrica e i # j

onde X;; ¢ o elemento (%, ) da matriz de cofatores de X.

O valor de z que minimiza

Jz) = (y — Az) (y - Ax)
é dado por:
A Ag = Ay
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Apéndice A-4 Distribuicoes de Probabilidades

Apresentaremos a seguir as definicdes de algumas fungdes de distribuicoes des-

critas no desenvolvimento do nosso trabalho e que foram citadas sem as devidas expressoes.

. Se z é uma varidvel aleatéria com distribuigao normal com média u e

varidncia 0% | entdo sua pdf é dada por:

-1 1
f(@) = (210%) Fexp{—5 (3 — ) /0’} oo <z <00,
—o¢ < i < o0, e g>qQ

se p=0eo?=1,1xédita ter distribui¢ao normal padrio.

. Sejam 1,3, ...,Z, varidveis aleatdrias independentes e identicamente

... distribuidas segundo uma distribuicio normal padrao, entao

ymmf—(—z%—f—...-l—:z:f}

tem distribuicao Qui-quadrado com p graus de liberdade e sua pdf é dada por:

1 .
J@) = oy Vep(-2) 2020

onde

Plz+1)=2l(z) 220 e T(n+1)=n  onden éum inteiro positivo,
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Sejam u e v varidveis aleatdrias independentes com wu e distribuidas
segundo uma distribuicio Qui-quadrado com p e g graus de liberdade, respectivamente,

entao

o= P
v/q

tem distribuicao /7 de Snedecor com p graus de liberdade no numerador e ¢ graus de

liberdade no denominador.

Seja x uma varidvel aletoria com distribuicdo normal padrao, indepen-
dente de u sendo esta uma varidvel aleatéria com distribni¢do Qui-quadrado com P

graus de liberdade. entao

x

(u/p)?

=
tem distribuicao #-Student com p graus de liberdade e sua pdf € dada por:

£O = Lo+ DAEDTC] (142" w<i<on

Observe que se ¢ tem distribuicio ¢-Student com p graus de liberdade, entdo ¢2 tem
distribuicao I de Snedecor com 1 grau de liberdade no numerador e p graus de liberdade

ne denominador.
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Seja g um vetor aleatério p-dimensional com distribuicdo normal multi-

variada. com vetor de média yt e matriz de covariancia L, entdo sua pdf é dada por:

!

) = 5 exp(~1 (- ) 5 (2 )

onde X é uma matriz definida positiva e |Z| denota sen determinante.

Seja t um vetor aleatério p-dimensional com distribuicio ¢-Student mul-

tivariada, com vetor de média u e matriz de covariancia X, entao sua pdf é dada por:

C, o2
)= f 1 :’I | 1f \](wp)ﬂ’
A G Sl G 5]

onde C), = (7:;);’ f;ﬁ(fﬂ) e v o niimero de graus de liberdade.

Seja M uma matriz aleatéria com distribuicdo Wishart, com pardmetro

de escala ¥, e m graus de liberdade, entdo sna pdf é dada por:

IIMF(mw—Um exp(—~ étrﬁ)“iﬁ'&{)

e/ 2=/ | M T T(E(m + 1 —4))

J(M) =

onde ¢r¥, denota o traco da matriz T,

129



Apéndice A-5 Distribuicao Condicional

Os lemas apresentados a seguir sio generalizactes dos casos univariados en-

volvendo a distribui¢do condicional de vetores com distribui¢cao normal multivariada.

Lema A.5.1 : Se z= (&}, z}) tem distribuicio N,(p, L), entdo z; e 2, = Ty —

o1 X7z, tem as seguintes distribuigdes e sao estatisticamente independentes:

Ly ™~ Nr(gl, i), Loy~ Ns(gz.l, Ea21)

onde

Eon T Hy — 2215“11&1 € Lyg1 = g — Zy B0 Ty,

Prova: (ver Mardia et al [1979], pag. 63)e

Lema A.5.2 : Usando as suposices e notages do Lema A.5.1, a distribuicao

condicional de z, para um dado valor de z; é:

&2/5.121 ~ f\fg(,{{g2 + Yoy Bﬂl (&1 - gl), E22.1),

isto €, a distribui¢ao condicional de z»/z; é Normal, e sua média condicional é

dada por:

Edza/z1} = pry ) + En S0 = g, + S 25 (& ~ p)),

e a matriz de covariancia condicional g, é a mesma que Zz1 (La94).

Prova: (ver Mardia et al [1979], pag. 63)e
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Apéndice - B

Neste Apéndice apresentamos a descrigGes referentes aos dois conjuntos de assinaturas

(Dinamica e Estatica) de acordo com sua caracteristicas citadas neste trabalho.

Apéndice - B-1 Assinaturas Dinamicas

Consideramos que o conjunto de dados de saida do processe de aquisicio de dados é
formado por uma sequéncia triplece (¢, z, y), representando o tempo, a coordenada horizontal
e a coordenada vertical, respectivamente, para um determinado pento da assinatura. Um pre-
processamento foi aplicado ao céleula final da caracteristica, como por exemplo normalizacéo
dos dados, para mimimizar o efeito da resolugio basica da tabela grafica. Apds o pré-
processamento a extragao das 42 caracteristicas dinamicas foi a seguinte:

1 - Velocidade média de escrita.

2 - Velocidade méxima de escrita.

3 - Tempo até ocorrer a velocidade méaxima de escrita.

4 - Tempo entre o pen down e o movimento inicial da caneta.

5 - Tempo de duragao da escrita da assinatura (tempo de assinatura).

6 - Duragdo total do tempo de escrita (tempo de escrita).
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7 - Velocidade minima de escrita na direcdo horizontal.

8 - Tempo até ocorrer a velocidade minima na direcio horizontal.

9 - Total de pontos (pingos) na assinatura (pingos na letra 7, por exemplo).
10 - Tempo de duracdo médio dos pingos.

11 - Namero total de componentes desconectadas.

12 - Tempo inicial da segunda componente.

13 - Direcao inicial da assinatura.

14 - Direcao da linha gue conecta o ponto inicial da primeira componente e o

ponto inicial da segunda componentes.

15 - Direcao da linha que conecta o ponto inicial da primeira componete e o ponto

final da segunda componente.
16 - Direcao inicial da segunda componente.

17 - Direcao da linha que conecta o inicio e ¢ fim da assinatura.

18 - Diregao da velocidade positiva na direcio horizontal.

19 - Diregao da velocidade negativa na direcao horizontal.

20 - Direcao da velocidade positiva na direcao vertical.

21 - Diregao da velocidade negativa na direcio vertical.

22 - Duragao média da velocidade positiva na direcdo horizontal.

23 - Duragao média da velocidade negativa na direcdo horizontal.

24 - Duracao média da velocidade positiva na direcao vertical.

25 - Duragao média da velocidade negativa na direcdo vertical.

26 - Niimero de vezes que a velocidade cruza o zero na direcao horizontal.
27 - Ntimero de vezes que a velocidade cruza o zero na direcio vertical.

28 - Diferenca entre as velocidades méxima e média na dire¢ao horizontal.
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29 - Diferenca entre as velocidades maxima e média na direcao vertical.
30 - Diferenca entre as velocidades maxima e minima na direcdo horizontal.

31 - Diferenga entre as velocidades maxima na direcio horizontal e minima na

direcao vertical.
32 - Diferenca entre as velocidades méxima e minima na direcao vertical.

33 - Razao entre o tempo em que a assinatura é méaxima no eixo vertical e o

tempo total da escrita.

34 - Razao entre o tempo em que a assinatura é minima no eixo vertical e o

tempo total da escrita.
35 - Area minima do retangulo completamente coberto pela assinatura.

36 - Razao entre o comprimento total da assinatura e drea minima do retangulo

completamente coberto pela assinatura.

37 - Diferenca entre a coordenada horizontal inicial e a coordenada horizontal

38 - Diferenca entre a coordenada horizontal final e a coordenada horizontal

maxima.

39 - Diferenca entre a coordenada horizontal final e a coordenada horizontal

minima.

40 - Razao entre a diferenca entre as coordenadas maxima e minima na direcao
horizontal e a diferenca enfre as coordenadas maxima e minima na direcao ver-

tical.
41 - Desvio padrao horizontal.

42 - Desvio padrao vertical.
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. cye el
A seguir apresentaremos os vetores de médias (g&) e

fr;ff) ) e de desvios padrdes (§§I) e
5(({2) ) baseados em 100 observarcdes genufnas (1) e 100 observacoes falsas (2), de um individuo,

coletadas na Universidade de Cornell (EUA).

) =] 440 3437 53 00 55 49 -1127
47 10 01 50 09 42 5,5
57 56 62 19 10 1.8 17
38,0 -34,0 448 47,9 202 375 2336
172,3 4943 696 4247 10 08 1054,1
02 44 00 3522 26 144 30 ]
sV =l 275 14127 016 003 016 013 219
154 0,22 002 065 0,14 010 029
091 144 062 008 0,07 0,15 015
2:36-—— 182249264 1:513:24 9051
21,22 191,23 91,78 111,76 0,01 0,16 9481
002 065 010 305 028 074 016 |
Zy) =l 3075 21568 724 011 778 566 -61.33
269 120 009 927 091 372 474
483 413 573 187 102 195 162
31,13 -2634 34,14 -3653 2133 3538 14047
113,75 311,36 30,95 28041 095 029 756,16
0,28 321 -0,04 4807 3,16 1429 250
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s = 506 12977 1,69 0,13 140 093 17,36
282 0,74 0,04 291 041 239 165
1,27 241 1,69 0,26 0,12 0,26 0,25
362 242 420 694 242 4,00 86,79
20,04 177,81 81,12 11056 009 024 156,61
005 075 022 397 057 105 0,28 |

Apéndice - B-2 Assinaturas Estaticas

Sao consideradas aqui dois tipos bédsicos de extragdes de caracteristicas de uma imagem
da assinatura: caracteriticas de inclinagdo dos tragos (32 caracteristicas) e caracterfsticas de

contorno dos tragos (30 caracteristicas).

Os 32 elementos bésicos iniciais sdo seguimentos de retas compostas de cinco pixels.

Cada elemento representa uma inclinagdo diferente em relacic ao seu sucessor de aproxi-

madamente 11 graus. Apds uma operagdo, chamada pelo autor de erosio da assinatura, é

feita uma contagem de todos os pixels para compor as 32 coordenadas iniciais.

Para os 30 elementos bésicos restantes, define-se inicialmente um elemento basico como
sendo um quadrado de 3 x 3 pixels pretos com origem no centro do quadrado. Seguindo o
mesmo procedimento de eroséo, ¢ feita uma contagem para detectar os seguimentos de retas
verticais e horizontais, além da variagdo de pixels na direcdo diagonal, formando 6 novas
coordenadas. Esse procedimento é repetido cinco vezes para uma nova imagem dilatada do

ciclo anterior.

A seguir apresentaremos os vetores de médias (Z!) e Z{») e de desvios padrdes (s{! e
5(?) baseados em 110 observargdes genuinas (1) e 60 observacdes falsas (2), de um individuo,

~ coletadas na Universidade de Campinas, UNICAMP-DECOM-FEEC.
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M =] 58715
570,34

720,03

453,48

649,49

5,26

317,25

7,52

208,58

stV =] 10355
101,09
117,94

504,22
691,01
668,37
186,15
706,95
411,73

7,33
196,94
333,09

90,74
113,05
114,00

8766

473,29
752,04
587,15
570,34
720,03

7,86
189,38
304,03

0,74

83,71
124,76
103,55

462,25
754,93
504,23
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668,37
182,05
254,72

1,40

0,74

80,95
126,24
90,74
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473,29
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163,46
186.35
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1,40
126,13

80,566
21,68

1

1
By

453 48
649,49
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3,46
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706,95
454,01
710,95
5,26
3,46
225,85
8,05

87.66
118,93
80,56

i
Gp

12

81,15
113,71
297
32,34
249
20.39

Ed=

118,93
38,80
247
21,49
17,53

136

2
=]
i

18,97
1,08
1,38

24,20
2,31

4

2,
1,98
27,57
2.41

(el o
~1



D = 492,78
447,07

582,20

406,42

588.35

8,25

281,95

4,83

154,25

s® =1[ 130,30
132,67
207,94

140,84 136,87

228,03
6,14
46,12
3.55

39,89

457,05
526,13
534,25
417,12
603,60
412,40

4,92
146,55
207,43

132,21
150,32
156,94

238,61
85,06
3,39
42,45
15,07

441,37
610.73
192,78
447,07
582,20

5,28
139.05
269,57

0,40

140,84
177,65
130,30

132,67
207,94
3,18
15,34
1581
0.87

124,98
668,83
457,05
526,13
534,25
129.02
225,00

0,98

0,40

144,48
201,73
132,21
150,32
256,94
48,14
19,17
1,21
0,87
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