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Resumo

Este trabalho enfoca o problema de modelagem de sistemas complexos através da uti-
lizacao integrada de ferramentas matematicas e computacionais tanto bem estabele-
cidas quanto recentemente desenvolvidas na literatura. As principais contribuicoes
concentram-se em problemas ainda em aberto relacionados aos sistemas fuzzy, mas uma
vez que a maioria desses problemas sao compartilhados com algumas arquiteturas de
redes neurais artificiais, essas também inserem-se no presente contexto. Consideram-se
inicialmente os problemas de estimacao paramétrica 6tima e extracao de conhecimento
lingiiistico a partir de modelos relacionais fuzzy, importantes nos demais desenvolvi-
mentos do trabalho. Esses problemas sao formalizados e solucionados conjuntamente
através de um paradigma matematico e lingiiistico original. Em seguida considera-se
o principal problema associado aos sistemas fuzzy e neurais, que diz respeito a dimen-
sionalidade desses sistemas, através de uma estratégia de representacao denominada
na literatura de estratégia hierdrquica. Varias questoes ainda em aberto a respeito
dessa estratégia sao abordadas a partir da proposta, desenvolvimento e andlise de di-
ferentes arquiteturas de modelos hierarquicos. Considera-se finalmente a questao da
identificacao de sistemas dinamicos através de modelos fuzzy e neurais com estruturas
baseadas em funcoes ortonormais. A fundamentacao matematica dos modelos propos-
tos sustenta-se nos bem conhecidos modelos de Volterra desenvolvidos em bases orto-
normais de funcoes, denominados Wiener-Volterra. Conseqiientemente, esses modelos
também inserem-se no escopo do trabalho, que inclui um conjunto de novos resultados
relacionados a sua otimizacao. Finalmente, desenvolve-se uma estratégia de controle
preditivo baseada na linearizacao dos modelos de previsao propostos e aplica-se essa
estratégia ao controle de dois processos quimicos.

Palavras-chave: Sistemas Nao Lineares, Sistemas Fuzzy, Redes Neurais Artificiais,
Algoritmos Genéticos, Séries de Volterra, Funcoes de Base Ortonormal, Modelagem
Qualitativa, Otimizacao, Estimacao, Aproximacao Universal de Funcoes, Identificacao
e Controle de Processos.



i




Abstract

This work is concerned with the problem of modeling complex systems by combining
classical and modern mathematical and computational tools. The main contributions
focus on open questions related to the fields of fuzzy systems and artificial neural
networks. Initially, the problems of the optimal estimation and linguistic interpretation
of fuzzy relational models are considered. These problems are formulated and solved
using a unified approach based on an original mathematical and linguistic paradigm.
Next, the “curse of dimensionality” problem of fuzzy and neural systems is dealt with
by adopting a modeling strategy based on the use of hierarchical model structures
previously introduced in the literature. Two novel hierarchical neural fuzzy models
are proposed to avoid the drawbacks associated with the existing structures. Another
subject of interest is the identification of dynamic systems using fuzzy and neural models
within the framework of orthonormal basis functions. The development of these models
rely on mathematical foundations based on the well-known Wiener-Volterra approach.
Therefore, Wiener-Volterra models are also investigated and a set of new results with
respect to their optimization is presented. At last, a predictive control scheme based
on the linearization of the proposed models is developed and applied to the control of
two chemical processes.

Keywords: Nonlinear Systems, Fuzzy Logic, Artificial Neural Networks, Genetic Al-
gorithms, Volterra Series, Orthonormal Basis Functions, Qualitative Modeling, Opti-
mization, Estimation, Universal Approximation, System Identification and Control.
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Capitulo 1

Introducao

Nas ultimas duas décadas houve um rapido crescimento no interesse em pesquisas e
aplicacoes das técnicas de Inteligéncia Computacional, basicamente classificadas nas
teorias de Conjuntos e Sistemas Nebulosos (Fuzzy), Redes Neurais Artificiais (RNAs)
e Computacao Evolutiva (Algoritmos Genéticos, entre outros). O termo Inteligéncia
Computacional foi motivado para distinguir essas teorias daquela denominada Inte-
ligéncia Artificial classica, largamente investigada nos anos 70 e que se caracteriza
essencialmente por reproduzir ou representar conhecimentos através de conjuntos de
regras passiveis de serem executadas em um computador, como por exemplo os bem
conhecidos sistemas especialistas.

As técnicas de inteligéncia computacional tém sido utilizadas em diferentes cam-
pos do conhecimento e em diversas aplicacoes, tais como aproximacao de funcoes,
classificacao de padroes, previsao de séries temporais, filtragem de sinais e identifi-
cagao/controle de processos dinamicos, particularmente quando métodos convencionais
nao proporcionam resultados satisfatérios. Sabe-se que cada um desses problemas po-
de ser resumido a modelagem de um mapeamento que represente de forma adequada
as relacoes relevantes entre as variaveis de interesse do problema em questao. Essas
relagoes, de uma maneira geral nao lineares e multivariaveis, possivelmente de grande
porte e variantes no tempo, sao denominadas Sistemas Complexos no presente contexto.

Neste trabalho aborda-se o problema da modelagem de sistemas complexos através
da utilizacao integrada de ferramentas matemaéaticas e computacionais classicas e mo-
dernas. Por ferramentas classicas entende-se aquelas bem estabelecidas até os anos
70, tais como estimadores de minimos quadrados, métodos de otimizacao nao linear,
analise convexa, bases de funcgoes ortonormais e séries de Volterra, enquanto ferramen-
tas modernas referem-se aquelas relacionadas as técnicas de inteligéncia computacional
discutidas acima.

Particular enfase é dada as aplicacoes na area de identificacao e controle de pro-
cessos dinamicos. O trabalho também enfoca de maneira especial os sistemas fuzzy,
por duas razoes principais. A primeira é que esses sistemas conjugam a capacidade de
processar informacao de natureza incerta ou qualitativa com a capacidade de aproxi-
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macao universal e de aprendizagem caracteristicas das RNAs feedforward. A segunda
sao as diferentes arquiteturas existentes, adequadas a diferentes tipos de aplicagao, indo
dos modelos lingiiisticos e relacionais, com particular habilidade para a incorporagao
e geracao de conhecimento lingiiistico na modelagem de um determinado sistema, aos
modelos Takagi-Sugeno, com estrutura intrinsecamente adequada para aplicacoes em
controle. As principais contribuicoes da tese concentram-se em problemas ainda em
aberto na literatura relacionados a esses modelos. Uma vez que a maioria desses pro-
blemas sao compartilhados com as arquiteturas feedforward de RNAs, essas também
inserem-se no escopo do trabalho. Nesse contexto, especial énfase é dada as redes RBF
(Radial Basis Functions), principalmente devido & equivaléncia existente entre essa e
algumas arquiteturas de modelos fuzzy que serao consideradas.

Um dos temas centrais abordados no trabalho é o problema do crescimento expo-
nencial na quantidade de regras lingiifsticas (ou neur6nios) em modelos fuzzy (ou neu-
rais), necessirias para representar um sistema com determinada precisao, em fungao
do aumento na dimensao do seu espaco de entrada. Esse problema, que é um dos
principais obstaculos a aplicacao desses modelos a sistemas de grande porte, é conheci-
do como “Maldi¢ao da Dimensionalidade” (Curse of Dimensionality) e serda abordado
no presente trabalho através de uma estratégia denominada na literatura de Estrutu-
ra Hierdrquica. Nessa estratégia, o espaco de entrada n-dimensional do problema de
modelagem ¢é particionado em subespagos de menor dimensao representados por um
conjunto de submodelos dispostos em cascata, o que proporciona um crescimento li-
near (nao mais exponencial) na quantidade de regras/neur6nios com a dimensao de
entrada n. Algumas questoes ainda permaneciam em aberto na literatura a respeito
dessa estratégia. Uma questao fundamental referia-se a interpretacao dos modelos, ou
seja, como extrair conhecimento lingiiistico na forma de um conjunto de regras fuzzy
a partir de um dado modelo hierdarquico, projetado preferencialmente com capacidade
de aproximacao universal. Essas e outras questoes também relevantes, tais como a re-
dugao da susceptibilidade da otimiza¢ao (ndo convexa) dos modelos a minimos locais
criticos bem como a escolha da ordem (disposigao) hierdrquica das suas varidveis de
entrada, sao tratadas nesse trabalho a partir da proposta, desenvolvimento e analise
de duas arquiteturas hierarquicas distintas; uma é constituida de submodelos relacio-
nais fuzzy com estrutura simplificada (equivalentes as redes RBF sob certas condigoes),
enquanto a outra é formada por submodelos relacionais convencionais. As vantagens e
desvantagens de cada uma dessas arquiteturas sao avaliadas ao longo do trabalho.

A questao da interpretacao de modelos hierarquicos é abordada no presente contexto
de tal forma que recai no problema de interpretacao lingiiistica de modelos relacionais
nao hierarquicos. Esse problema tem sido tradicionalmente considerado na literatura
de forma heuristica, e uma fundamentacao matematica consistente era desejada. Essa
fundamentacao constitui outro tema de destaque do trabalho, que trata a questao da
interpretagdo dos modelos relacionais fuzzy (fundamentais no restante dos desenvolvi-
mentos) através de um paradigma original baseado nos novos conceitos de contribuicdo
e representabilidade de elementos relacionais. Também desenvolve-se uma estratégia



de projeto para esses modelos que permite a estimacao 6tima dos seus parametros re-
lacionais através de algoritmos de minimos quadrados e programacao quadratica. O
principal resultado é a estimagao 6tima global desses parametros sem qualquer alte-
racao na estrutura classica dos modelos, o que permite a extracao de regras fuzzy a
partir dos modelos estimados.

Outro tema importante abordado no trabalho refere-se a questao da identificacao de
sistemas dinamicos através de modelos fuzzy e neurais, objetivando a aplicacao desses
modelos ao projeto de controladores automaticos. Alguns problemas estao associados
as abordagens usuais, que utilizam regressores dos sinais de entrada e saida do sistema
dinamico como entradas dos modelos. O principal deles é a realimentacao dos erros de
saida, que usualmente degrada a qualidade da previsao de horizonte longo e d4 margem
a obtencao de modelos instaveis mesmo na modelagem de sistemas estaveis. Outro
problema é a dimensao de entrada dos modelos, que é particularmente elevada para sis-
temas com ordens elevadas ou mesmo para sistemas com respostas lentas, dependendo
da configuracao dinamica adotada. Um terceiro problema é a necessidade da estimacao
de regressores adequados, isto é, os instantes passados relevantes dos sinais do sistema.
Esses problemas sao abordados conjuntamente nesse trabalho através de uma estratégia
de modelagem baseada em séries de fungoes ortonormais, como as funcoes de Laguerre.
Nessa estratégia os modelos possuem uma estrutura do tipo Wiener, isto é, possuem
uma dinamica linear, constituida por um conjunto de filtros de funcoes ortonormais,
seguida de um mapeamento estatico nao linear. Esses modelos sao denominados aqui
de Modelos FBO (Modelos com Fungoes de Base Ortonormal). O uso de redes neurais
com essa estrutura foi proposto anteriormente na literatura no contexto de redes MLP
(Multi-Layer Perceptron). Nesse trabalho esse conceito é estendido para as redes RBF,
a partir de um desenvolvimento matematico original, e generalizado para os modelos
fuzzy dos tipos relacional e Takagi-Sugeno. Os modelos resultantes sao entao escritos
através de uma formulacao em espaco-de-estados que generaliza a representacao desses
e de outros modelos FBO conhecidos. Essa formulagao permite a interpretacdo ma-
tematica clara dos diversos modelos considerados e a analise das diferencas existentes
entre eles. Além dos modelos discutidos acima, os modelos fuzzy hierarquicos também
sao desenvolvidos segundo a estrutura FBO, com enfoque especial dado ao caso de
sistemas dinamicos multivariaveis. Nesse caso, diferentes alternativas hierarquicas sao
propostas e analisadas. Desenvolve-se ainda uma estratégia de controle preditivo ba-
seada na implementacao da lei de controle do bem conhecido Controlador Preditivo
Generalizado (GPC) associado a modelos de previsao fuzzy FBO linearizados. Essa
estratégia é aplicada ao controle de uma planta biotecnolégica para producao de etanol
em escala industrial que, junto a outros casos de estudo, é também utilizada ao longo do
trabalho para a avaliacao do desempenho de véarios dos modelos e algoritmos propostos.

A fundamentacao matematica dos modelos FBO propostos sustenta-se nos bem co-
nhecidos modelos de Volterra com estrutura FBO, denominados Wiener-Volterra, que
também inserem-se no escopo do trabalho. Nesse contexto, desenvolvem-se solucoes
analiticas globais 6timas para a parametrizacao das bases de Laguerre utilizadas na
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expansao de kernels de Volterra em séries de fungoes ortonormais. Essas solucgoes per-
mitem a reducao de ordem da representacao em espaco-de-estados dos modelos Wiener-
Volterra resultantes, simplificando assim os problemas de identificacao e controle asso-
ciados a esses modelos.

1.1 Organizacao e Contribuicoes

A organizacao dos capitulos subseqiientes junto as suas principais contribuicoes é des-
crita abaixo:

e Capitulo 2: Apresenta uma visao geral a respeito das diferentes classes de mo-
delos nao lineares nas quais se sustenta o presente trabalho, que sao os modelos
Fuzzy, Neurais, Neuro- Fuzzy e de Volterra/Wiener-Volterra. Sao discutidos e com-
parados os aspectos relevantes de cada um desses modelos, com especial énfase
dada aos primeiros e aos ultimos, que concentram os principais resultados ori-
ginais da tese. A principal contribuicao do capitulo é uma revisao comparativa
original a respeito dos modelos em questao.

e Capitulo 3: Aborda os problemas de modelagem quantitativa e qualitativa de
sistemas complexos através de modelos relacionais fuzzy. Além de um retrospecto
historico a respeito do desenvolvimento desses modelos, apresenta-se também uma
abordagem integrada para sua otimizagao e subseqiiente interpretagao lingiiistica,
incluindo uma metodologia para simplificacao dos modelos resultantes e um con-
junto de exemplos académicos e praticos. Principais contribuicoes:

1. Compilagao bibliografica detalhada a respeito de modelos relacionais dentro
do contexto geral de sistemas e modelagem fuzzy.

2. Introducao dos conceitos de contribuicao, representabilidade e representabi-
lidade condicionada de elementos relacionais como um novo paradigma para
a interpretacao lingiiistica dos referidos modelos.

3. Desenvolvimento de uma metodologia sistematica para o projeto estrutural
de modelos relacionais que permite uma formulacao convexa para o problema
de otimizacao desses modelos e a conseqiiente estimacao o6tima global dos
seus parametros via algoritmos de minimos quadrados, minimos quadrados
ponderado, minimos quadrados recursivo e programagao quadratica.

4. Desenvolvimento de uma metodologia unificada para a representacao e ex-
tracao de conhecimento qualitativo a partir de modelos relacionais bem como
para a simplificagao dos modelos lingiiisticos resultantes.

e Capitulo 4: Aborda o problema da dimensionalidade em sistemas fuzzy e neu-
rais através de uma estrutura de modelos denominada estrutura hierarquica. Duas
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Organizacao e Contribuicoes D

novas classes de modelos hierarquicos sao propostas e as caracteristicas fundamen-
tais de cada uma delas sao avaliadas e comparadas. Questoes como a otimizacao,
capacidade de aproximacao e interpretagao lingiiistica dos modelos propostos, en-
tre outras, sao abordadas a partir de fundamentacoes matemaéticas e ilustradas
através de resultados experimentais na forma de exemplos praticos e académicos.
Principais contribuicoes:

1. Desenvolvimento de duas novas classes de modelos hierarquicos baseadas na
utilizacao de tipos particulares de modelos relacionais fuzzy.

2. Desenvolvimento de uma metodologia para a extragao de conhecimento
lingiifstico a partir de uma dessas classes de modelos.

3. Estudo da capacidade de aproximacao dos modelos desenvolvidos.

4. Obtencao de um conjunto de equagoes genéricas, para modelos com qual-
quer quantidade de entradas, para a otimizacao dos parametros dos modelos
hierarquicos desenvolvidos.

5. Proposta de diferentes procedimentos algoritmicos para a estimacao dos
parametros dos modelos desenvolvidos.

6. Proposta para a selecao da ordem hierdrquica dos modelos com base em
estudos sobre a influéncia da disposicao das suas varidveis de entrada.

7. Proposta de arquiteturas hierarquicas alternativas.

e Capitulo 5: Aborda o problema de identificacao de sistemas dinamicos nao line-

ares através de modelos baseados em Funcoes de Base Ortonormal (FBO). Tem
como tema central o desenvolvimento de modelos fuzzy com estrutura FBO e
o estudo dos mesmos no que tange a diversos aspectos de interesse, tais como
sua formalizacao e interpretacao matematica, capacidade de representagao, entre
outros. Analises comparativas entre esses modelos e outras classes de modelos
FBO sao apresentadas tanto no ambito tedrico como em aplicacoes praticas. Par-
ticular enfase é dada aos modelos FBO do tipo Wiener-Volterra, para os quais
desenvolve-se uma metodologia de projeto da base de fungoes ortonormais segun-
do a solucao de um problema de otimizacao que visa a reducao da ordem dos
modelos resultantes. Principais contribuicoes:

1. Proposta e desenvolvimento de diferentes tipos de modelos fuzzy com estru-
tura FBO.

2. Estudo da capacidade de representacao dos modelos fuzzy FBO propostos.

3. Interpretacao matematica dos modelos fuzzy FBO propostos como reali-
zagoes especificas de uma representacao generalizada dada pela interpolagao
de diferentes modelos FBO locais.
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4. Estudos comparativos entre os modelos fuzzy FBO propostos e outras classes
de modelos FBO a partir de uma formulac¢ao unificada que permite a inter-
pretacao das diferencas entre essas diversas classes, diferencas essas avaliadas
detalhadamente através de argumentos tedricos e experimentos computaci-
onais.

5. Proposta e desenvolvimento de diferentes arquiteturas de modelos fuzzy FBO
hierarquicos.

6. Estudo de estratégias para o projeto das bases de func¢oes ortonormais utili-
zadas na implementacao computacional de modelos FBO.

7. Obtencao de uma solucao analitica global para o desenvolvimento 6timo de
kernels de Volterra em funcoes ortonormais de Laguerre tanto para modelos
com bases de Laguerre independentes para o desenvolvimento de cada ker-
nel como para os modelos usuais, nos quais utiliza-se uma base comum ao
desenvolvimento compartilhado de todos os kernels.

8. Desenvolvimento de um algoritmo iterativo para a estimacao simultanea dos
kernels de Volterra e da solucao étima para o desenvolvimento desses ker-
nels em fungoes de Laguerre utilizando dados de E/S de um sistema a ser
modelado.

e Capitulo 6: Aborda o problema de controle automatico de sistemas nao lineares
através de estratégias de controle baseadas em modelos dos processos a serem con-
trolados. As discussoes concentram-se nos modelos fuzzy com estrutura FBO, que
sao particularmente favoraveis a aplicagoes em modelagem de sistemas dinamicos.
Propoe-se uma estratégia de controle preditivo baseada na linearizagao de modelos
fuzzy FBO a cada instante de amostragem e aplica-se essa estratégia ao controle de
dois processos quimicos: um reator de polimerizacao e uma planta biotecnolégica
para producao de etanol. Principais contribuicoes:

1. Desenvolvimento de uma estratégia de controle preditivo baseada na utili-
zagao do Controlador Preditivo Generalizado (GPC) associado a um proce-
dimento de linearizacao instantanea de modelos fuzzy com estrutura FBO.

2. Aplicacao da estratégia proposta ao controle de dois processos quimicos em
ambiente de simulagao.

e Capitulo 7: Apresenta as conclusoes e perspectivas para trabalhos futuros.



Capitulo 2

Modelos Fuzzy, Neurais e de
Volterra

Esse capitulo apresenta as diferentes classes de modelos nao lineares considera-
das no presente trabalho, que sao os modelos Fuzzy, Neurais, Neuro-Fuzzy e de
Volterra/Wiener-Volterra. Sao discutidos e comparados os aspectos relevantes de cada
um desses modelos, com especial énfase dada aos primeiros e aos ultimos, nos quais se
concentram as principais contribuicoes do trabalho.

2.1 Modelos Fuzzy

Modelos matematicos deterministicos ou estocdsticos convencionais podem nao propor-
cionar um desempenho satisfatério na modelagem de sistemas complexos. Quando esses
modelos nao conseguem representar adequadamente um determinado sistema, a busca
por modelos alternativos torna-se necessaria. Uma classe de modelos que tem ganho
importancia crescente nesse contexto sao os Modelos Fuzzy (Yager e Filev, 1994; Pe-
drycz, 1996b; Hellendoorn e Driankov, 1997), devido a duas razoes principais. A primei-
ra é a habilidade desses modelos para tratar tanto informagoes de natureza quantitativa
quanto qualitativa, permitindo o seu desenvolvimento através de informacoes fornecidas
por especialistas, tais como operadores de processos, bem como a extragao de conheci-
mento lingiifstico a partir de dados desses processos. A segunda razao é a capacidade de
aproximacao universal desses modelos, isto é, a capacidade de aproximar com precisao
arbitraria qualquer mapeamento nao linear continuo definido sobre uma regiao com-
pacta (fechada e limitada) do dominio (Wang e Mendel, 1992; Zeng e Singh, 1994; Zeng
e Singh, 1995; Oliveira e Lemos, 1997; Kosko, 1997).

A esséncia do que se refere nos dias de hoje como modelagem fuzzy advém das idéias
originais de Zadeh (1973) a respeito da representagio de sistemas complexos através
de um conjunto de declaragoes condicionais, denominado algoritmo comportamental
fuzzy. Esse tipo de algoritmo foi desenvolvido para descrever relagoes entre varidveis
lingiiisticas com o proposito especifico da representacao aproximada do comportamento

7
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de processos de natureza humana.

Seguindo a estrutura basica dos algoritmos comportamentais de Zadeh, Tong (1978)
propos a utilizacao de um modelo fuzzy para a identificacao de sistemas a partir de con-
juntos de dados de suas entradas e saidas. O tipo de modelo utilizado por Tong é
atualmente denominado Modelo Lingiistico e é constituido por um conjunto de impli-
cagoes (regras) fuzzy de formato “Se x é A Entao y é B”, onde z e y sdo varidveis de
entrada e saida, respectivamente, e A e B sao termos lingiiisticos associados a con-
juntos fuzzy que descrevem lingiiisticamente essas varidaveis. Para um dado valor de
entrada, a saida correspondente é calculada a partir do conjunto de regras através de
um método de inferéncia. Os métodos de inferéncia (fuzzy reasoning) mais conhecidos
e adotados sao o Min-Max-Gravidade (Mamdani, 1974; Mizumoto, 1991) e o Produto-
Soma-Gravidade (Mizumoto, 1991; Mizumoto, 1996). Esses métodos sao apresentados
no apéndice A a partir de uma formulacao unificada e com uma descricao detalhada da
estrutura das bases de regras lingiiisticas.

Os modelos lingiiisticos tém como principal caracteristica serem qualitativamente
interpretaveis desde que os respectivos conjuntos de regras sejam semanticamente cla-
ros. No entanto, a obtencao de um conjunto adequado de regras a partir de dados de
um sistema nado é uma tarefa simples (Yager e Filev, 1994), especialmente porque as
regras envolvem termos de natureza lingiiistica. Em seu trabalho pioneiro, Tong (1978)
propos um método off-line de “inspecao légica” associado com heuristicas, estatistica e
procedimentos de tentativa-e-erro para tratar esse problema. Posteriormente, Graham
e Newell (1989) generalizaram a metodologia de Tong através de um algoritmo com ca-
pacidade para a geragao automatica de regras e um gerenciamento heuristico de regras
conflitantes. Embora limitadas, essas contribuicoes expuseram a complexidade do pro-
blema e encorajaram a busca por estratégias mais eficientes para aborda-lo (ver (Nozaki
et al., 1997; Sudkamp e Hammell 1T, 1994) e referéncias inclusas). Uma das aborda-
gens mais conhecidas e eficientes para esse problema é o uso de técnicas de clustering,
como em (Sugeno e Yasukawa, 1993; Setnes, Babuska e Verbruggen, 1998; Pedrycz e
Vasilakos, 1999). Essas técnicas, baseadas em otimizagao, tém se mostrado capazes de
gerar automaticamente conjuntos de regras fuzzy que podem descrever precisamente o
comportamento de entrada-saida de sistemas complexos. Contudo, os conjuntos fuzzy
das regras resultantes sao usualmente obtidos a posteriori pelo algoritmo, e nao defini-
dos pelo usuario. Conseqiientemente, os conjuntos e as respectivas regras podem nao
possuir um significado lingiiistico claro (Guillaume, 2001). Mesmo quando restrigoes de
integridade sao utilizadas para atenuar esse problema, como em (Espinosa e Vandewal-
le, 2000), pode-se considerar que uma seqiiéncia mais adequada para a extracao de
conhecimento lingiiistico com base nas idéias originais a respeito de conjuntos e logica
fuzzy (Yager et al., 1987) é a definicdo a priori dos termos lingiiisticos das varidveis
de entrada e saida associados a esses conjuntos, seguida da estimacao das relagoes ou
regras existentes entre esses termos, como serd discutido no capitulo 3.

Uma abordagem alternativa para a modelagem fuzzy foi introduzida por Takagi e
Sugeno (1985). O modelo Takagi-Sugeno (TS) possui também uma estrutura baseada
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em regras. Contudo, os conseqiientes das regras nao sao conjuntos fuzzy como nos
modelos lingiiisticos. Esses conseqiientes sao formados por fungoes crisp (ndo fuzzy)
que mapeam as entradas do modelo em sua saida. Essas fun¢oes, também denominadas
modelos locais, possuem usualmente uma forma afim em seus argumentos'. Nesse caso
o modelo TS ¢ linear nos parametros das referidas funcoes, que por sua vez podem ser
estimados utilizando algoritmos cldssicos como os algoritmos de Minimos Quadrados
(Least Squares) e filtro de Kalman (Séderstrom e Stoica, 1989; Ljung, 1999). Uma
descricao da estrutura de base de regras do tipo TS, bem como do seu mecanismo de
inferéncia, é apresentada no apéndice A.

Os modelos TS podem ser considerados como uma versao fuzzy do método de apro-
ximacao linear por partes, que proporciona uma relacao linear ou afim de entrada-saida
para cada subespaco pré-determinado do espaco de entrada, possuindo a vantagem de
serem capazes de combinar as diferentes relacoes correspondentes a cada uma de suas
regras. Essa habilidade de interpolagao permite a geracao de um mapeamento final mais
suave, reduzindo o nimero de relacoes individuais e parametros de projeto necessarios
para representar um sistema com precisao arbitraria.

Na tltima década tem havido um nimero significativo e crescente de contribuicoes
na literatura a respeito de modelos TS, que incluem metodologias mais eficazes pa-
ra inferéncia (Babuska et al., 1996), selecao de estrutura (Jin, 2000), estimacao pa-
ramétrica (Yen et al., 1998; Johansen et al., 2000) e parti¢do do espaco de entrada
(Setnes, 2000; Wong e Chen, 2000; Roubos e Setnes, 2001). Em geral, essas contri-
buicoes enfocam aspectos relacionados com a precisao e complexidade desses mode-
los, especialmente com o proposito de aplicacoes em controle. De fato, a estrutura
dos modelos TS é intrinsecamente adequada para o controle de sistemas dinamicos
(Filev, 1991; Johansen et al., 2000), o que serd explorado no capitulo 6. O principal
problema com essa abordagem ¢é que os modelos nao sao interpretaveis no sentido qua-
litativo, ou seja, nao podem proporcionar conhecimento lingiiistico devido ao formato
funcional (crisp) dos conseqiientes das suas regras.

Uma terceira abordagem para a modelagem fuzzy é baseada na teoria de equacoes
relacionais (Dubois e Prade, 1980; Pedrycz, 1993). Os modelos correspondentes, deno-
minados Modelos Relacionais Fuzzy, consistem de uma representacao alternativa dos
modelos lingiiisticos em que os conjuntos de regras desses ultimos sao escritos como
uma relagao fuzzy em uma equagao relacional (Yager e Filev, 1994) (ver apéndice A).
A vantagem dessa representacao é que nos modelos lingiiisticos tem-se um conjunto
de regras que devem ser determinadas, enquanto nos modelos relacionais tem-se ape-
nas uma matriz relacional, que descreve a relacao fuzzy, a ser estimada. Os modelos
relacionais constituem uma alternativa intermedidria entre as duas classes de modelos
baseados em regras discutidas anteriormente, apresentando caracteristicas importantes
tanto sob aspectos numéricos quanto lingiiisticos. Dada a importancia desses mode-
los nos desenvolvimentos do presente trabalho, eles sao analisados separadamente, em

!Embora fungoes nio lineares nos argumentos (lineares ou nio nos parametros) possam também
ser utilizadas (Delgado et al., 2000; Delgado, 2002).
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detalhes, no capitulo 3.

As discussoes acima envolvem as arquiteturas fundamentais de modelos fuzzy que
tém sido tipicamente adotadas na literatura desde os desenvolvimentos iniciais des-
sa classe de modelos. E importante ressaltar que outras abordagens com propositos
especificos tém sido propostas com base em modificagdes e/ou combinagoes das ar-
quiteturas fundamentais referidas acima. Exemplos importantes sao os Celibate Fuzzy
Models (Filev e Yager, 1997), desenvolvidos para a modelagem de problemas que re-
querem solugoes exclusivas (nao combindveis), tais como diagnésticos e algumas apli-
cagoes de tomada de decisdo, e os Fuzzy Multimodels (Pedrycz, 1996a), desenvolvi-
dos para a modelagem de problemas que admitem multiplas solugoes devido a sua
natureza mais relacional do que funcional. Outros exemplos, de particular interes-
se para o presente trabalho, sdo os Modelos Hierdrquicos (Wang, 1998; Campello e
Amaral, 1999¢; Wang, 1999; Campello e Amaral, 2000b; Chen e Wang, 2000; Meleiro
et al., 2001; Campello e Amaral, 2002b; Meleiro et al., nd), desenvolvidos para tratar
o bem conhecido problema da dimensionalidade em sistemas fuzzy?, e os Modelos com
Fungoes de Base Ortonormal (FBO) (Oliveira et al., 1999; Campello, Meleiro, Amaral
e Maciel Filho, 2001; Campello e Amaral, 2002c; Campello et al., nd), para a mode-
lagem fuzzy de sistemas dinamicos sem realimentacao dos erros de previsao e sem a
necessidade de estimacao dos termos passados relevantes dos seus sinais de entrada e
saida. Esses modelos constituem respectivamente os temas dos capitulos 4 e 5.

2.2 Modelos Neurais

O conceito fundamental contido nos sistemas classificados atualmente como Redes
Neurais Artificiais (RNAs) foi introduzido através do trabalho de McCulloch e Pitts
(1943) que, partindo do principio de que o cérebro é constituido de unidades bésicas,
0s neuronios, propuseram um modelo matematico para representar essas unidades: o
neuronio artificial. A classe denominada RNAs retine atualmente diversos modelos ma-
tematicos distintos e com dominios de aplicacao variados. E o caso por exemplo dos
mapas auto-organizaveis (SOM), como as redes de Kohonen (Kohonen, 1982; Koho-
nen, 1997), das redes recorrentes, como as redes de Hopfield (Hopfield, 1982; Hopfield
e Tank, 1985), e das redes feedforward, como as redes MLP e RBF (Kosko, 1992; Hay-
kin, 1999). Essas tltimas (feedforward), assim como os modelos fuzzy, destinam-se a
aproximacao de mapeamentos nao lineares genéricos, podendo ser utilizadas em di-
versas aplicacoes como modelagem e controle de sistemas dinamicos, aproximacao de
funcoes, classificacao de padroes, entre outros, sendo portanto de particular interesse
no contexto do presente trabalho.

Utilizando as idéias sobre os neuronios artificiais de McCulloch e Pitts, Rosenblatt
(1959) desenvolveu o Perceptron, uma RNA inicialmente com apenas uma camada de

20 conceito de hierarquia em modelos fuzzy foi também utilizado por Yager (1998) em um trabalho
importante a respeito da representacao de prioridades e excecoes em bases de regras lingiiisticas.



2.2. Modelos Neurais 11

neuronios e posteriormente estendida para multiplas camadas, denominada entao de
Perceptron Multi-Camadas ou Multi-Layer Perceptron (MLP). O trabalho de Rosen-
blatt introduziu o conceito de aprendizado supervisionado, em que um dado modelo é
treinado para reproduzir (e sempre que possivel generalizar) relagoes entre varidveis a
partir de um conjunto de dados, denominados exemplos ou padroes. A popularizacao
das redes MLP se deu a partir do trabalho de Rumelhart et al. (1986), que formalizaram
o algoritmo de Retro-propagacao (Back-propagation, cuja idéia original é atribuida a
Werbos (1974)) como um procedimento sistematico para o treinamento dessas redes.

As redes de Fungoes de Base Radial, ou Radial Basis Function (RBF) networks, fo-
ram propostas por Broomhead e Lowe (1988), diferindo fundamentalmente das MLPs
no que diz respeito ao tipo de unidade elementar (neurdnio) utilizada. Ao contririo das
MLPs, cujos neurdnios por motivacoes biolégicas possuem funcoes de ativacao do tipo
sigmoidal, as RBF's possuem funcoes de ativagao radiais, como por exemplo as funcoes
Gaussianas e fungoes tipo sino (bell-shaped). Em sua configuragdo mais comum essas
redes possuem apenas uma camada de neuronios de entrada cujas saidas sao ponde-
radas através dos pesos sinapticos de um unico neuronio linear para cada saida final
da rede. Nesse caso, se as funcoes de ativacao radiais forem pré-definidas®, o modelo
torna-se linear em relacao aos pesos sinapticos e portanto esses pesos podem ser estima-
dos através de algoritmos classicos como Minimos Quadrados (Ljung, 1999), inclusive
de forma adaptativa. Dependendo do problema em questao, essa propriedade pode
representar uma vantagem significativa em relacao as redes MLP treinadas com back-
propagation, que possuem as dificuldades tipicas dos algoritmos de otimizacao baseados
em gradiente, tais como velocidade de convergéncia e susceptibilidade a solugoes locais.
Contudo, sabe-se que em problemas de maior porte o método dos minimos quadrados
pode apresentar dificuldades numéricas que demandam atencao e tratamento especial
(Wellstead e Zarrop, 1991). Mais além, devido & caracteristica radial das suas fungoes
de ativagao, as redes RBF usualmente requerem uma quantidade maior de neuronios
para a aproximacao de um dado mapeamento nao linear com a mesma precisao de uma
rede MLP (Haykin, 1999).

Em resumo, pode-se dizer genericamente que, assim como os modelos fuzzy, os
modelos neurais tém se estabelecido como uma das ferramentas fundamentais para o
tratamento de problemas de modelagem complexos para os quais modelos convencionais
podem nao proporcionar um desempenho satisfatorio. Isso deve-se basicamente a trés
fatores: i) A capacidade de aprendizado das RNAs, que tem sido ao longo do tempo
uma das matérias de maior interesse nessa area do conhecimento, desde os trabalhos
de Hebb (1949) com motivagoes biologicas (“Postulado de Aprendizagem”), passando
pelos trabalhos cldssicos de Widrow e Hoff (1960) (algoritmo LMS), Hopfield (1982)
(memdrias associativas), Rumelhart et al. (1986) (back-propagation) e Kohonen (1982)
(treinamento nao supervisionado), até as modernas abordagens auto-construtivas (Von
Zuben, 1996); ii) A capacidade de aproximagao universal desses modelos, isto é, assim

3Possivelmente com base na estrutura dos dados a serem aproximados, por exemplo através de
técnicas de clustering (Bezdek, 1981; Babuska e Verbruggen, 1996).
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como os modelos fuzzy, os modelos neurais sao capazes de aproximar com precisao ar-
bitraria qualquer mapeamento nao linear continuo definido sobre uma regiao compacta
do dominio?; 77) O tratamento unificado para arquiteturas monovariaveis (SISO), com
miultiplas entradas (MISO) ou miiltiplas entradas e saidas (MIMO).

2.3 Modelos Neuro- Fuzzy

Das discussoes anteriores pode-se notar que as principais caracteristicas de cada uma das
classes de modelos abordadas sao a interpretabilidade/transparéncia (modelos fuzzy) e
capacidade de aprendizagem (modelos neurais). Através da incorporagao mitua des-
sas caracteristicas surge uma classe hibrida cujos elementos sao denominados modelos
neuro-fuzzy. E importante ressaltar que essa mesma nomenclatura pode também ser
utilizada para se referir a modelos neurais que sao equivalentes a modelos fuzzy e vice-
versa, quando analisados sob ambos os aspectos. E o caso das redes RBF que sob certas
condicoes sao equivalentes a modelos TS com conseqiientes constantes e também a mo-
delos lingiifsticos com conseqiientes singleton (Hunt et al., 1996; Cho e Wang, 1996).
Essa equivaléncia também pode ser verificada para um tipo de modelo relacional, com
estrutura simplificada, conforme mostrado no apéndice A.

Uma das principais abordagens neuro-fuzzy tem sido a incorporacao de técnicas
de aprendizagem neurais para o treinamento de modelos fuzzy. Nesse tipo de
metodologia hibrida, um conjunto de regras fuzzy é em geral parametrizado e os
parametros sao treinados similarmente aos pesos sindpticos de uma RNA (Horikawa
et al., 1992; Jang, 1993; Wang, 1994; Lin e Cunningham III, 1995), podendo inclu-
sive incorporar técnicas de inser¢do e/ou extragdo automdtica de regras (neurénios)
(Cho e Wang, 1996). Para reduzir o problema de geracdo de regras inconsisten-
tes ou de dificil interpretagao, restricoes semanticas também podem ser consideradas
(Oliveira, 1999b; Oliveira, 1999a).

Outra abordagem similar é a incorporagao de estruturas intrinsecamente fuzzy em
RNAs, como as arquiteturas neurais desenvolvidas utilizando neurdnios que realizam
processamentos elementares origindrios dos métodos de inferéncia fuzzy (Figueiredo
et al., 1995; Pedrycz e Gomide, 1998). Nesse tipo de metodologia, ao contrario das
abordagens caixa preta convencionais, as redes obtidas permitem algum tipo de in-
terpretagao lingiifstica com base na interpretagao das estruturas fuzzy utilizadas (e.g.
(Pedrycz et al., 1995)).

Nas abordagens descritas acima os valores das variaveis de entrada do modelo sao
fuzzificados (convertidos para grandezas fuzzy) antes de serem processados, isto é, a
primeira fase do processamento é a conversao numérica-lingiiistica dos sinais de entrada
(Pedrycz e Gomide, 1998). Outra abordagem possivel considera que os pesos sindpticos
da rede sao grandezas fuzzy, e nao os sinais processados por ela, como em (Ishibuchi
et al., 1993). Essas e outras abordagens referentes ao tema podem ser encontradas de

4Discussoes e um conjunto de referéncias sobre esse tema sido encontradas em (Haykin, 1999).
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forma compilada em (Buckley e Hayashi, 1994; Gupta e Rao, 1994).

De uma maneira geral pode-se afirmar que os modelos hibridos neuro-fuzzy apre-
sentam grande potencial para o tratamento de problemas complexos nos dominios de
aplicacao pertinentes, dada a incorporacao mutua daquelas habilidades individuais de
cada classe de modelos envolvidos, discutidas anteriormente. E importante salientar
que a estrutura hierarquica que sera discutida no capitulo 4 é um exemplo tipico des-
sa abordagem hibrida, onde os modelos sao desenvolvidos utilizando equacionamentos
baseados em légica fuzzy e treinados a partir de técnicas neurais.

2.4 Modelos de Volterra

As pesquisas em torno dos fundamentos mateméaticos que constituem a base dos atuais
modelos de Volterra para sistemas dinamicos nao lineares iniciaram-se com V. Volterra
em 1887, através do estudo de funcionais do tipo (Billings, 1980):

m

Mﬂ:§iﬁnlémwm@,nmmfpm—nmﬁ (2.1)

=1

Na equagao acima, conhecida como Série de Volterra, u(t) e y(t) sao sinais na varidvel
de tempo continuo t e hy, (11,79, -+, Tm), param =1, -- - , 00, sdo fun¢oes denominadas
kernels (nicleos) de Volterra. O dominio de integragao I' é genericamente dado por
(—o00,00), mas para uma representagao causal tem-se I' = [0, 00) e considerando ainda
u(t) = 0 para t < 0 tem-se I' = [0, ¢].

A equagdo (2.1) é uma generalizacao do modelo linear classico de convolugao, i.e.,

mwzzﬁ@m@—ﬂm (2.2)

onde h(T) representa a resposta ao impulso de um sistema linear. Portanto, os kernels
h(T1,To, - -+, Tm) sao generalizacoes de m-ésima ordem e dimensdo, para o caso nao
linear, da funcao de resposta ao impulso para um sistema linear.

A representacao em (2.1) é do tipo:

y(t) = O({u(r)}rer) (2.3)

e é valida para sistemas dinamicos nao lineares nos quais a nao linearidade em si (no caso
o operador Q) nao possui dinamica, o que exclui sistemas com histerese (Eykhoff, 1974).
Se o operador nao linear do sistema a ser identificado for analitico, pode-se aproxima-lo
por um desenvolvimento em série de Taylor (Kreysig, 1993). Eykhoff (1974) utilizou essa
aproximacao para obter a representacao de Volterra em (2.1), generalizando o método
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utilizado para representar sistemas lineares pela integral de convolugao (Chen, 1998).
Considerando a regiao de convergéncia, a importancia (contribuigao) dos termos da série
de Taylor decai assintoticamente a partir de uma certa ordem. No caso de Volterra, a
série é convergente no raio |u(-)| < 1 (Dumont e Fu, 1993), o que ¢ intuitivo a partir
de (2.1) assumindo que os kernels possuem limitantes superior e inferior finitos ao
longo do intervalo de tempo considerado. Na verdade, o raio de convergéncia trata-se
apenas de um conceito matematico, uma vez que na pratica pode-se sempre realizar
uma transformacao de variaveis de tal forma que a nova variavel de entrada esteja
normalizada.

A convergéncia da série implica na pratica que é possivel trunca-la a partir de
um ponto além do qual os termos de ordem superior podem ser desprezados. Esse
truncamento permite a seguinte representacao aproximada de ordem finita 7:

m

y(t) :an:l/F"'/Fhm(ﬁ,Tg,"' ,Tm)Hu(t—n)dn (2.4)

=1

Boyd e Chua (1985) mostraram que o modelo (2.4) é capaz de representar com
precisdo arbitraria qualquer operador nao linear em (2.3) que seja causal, continuo e
invariante no tempo, se uma das seguintes condigoes for satisfeita:

i) u(t) € K, onde K é um subconjunto compacto das fun¢oes continuas quadratica-
mente integraveis em [0, T, isto é, um subconjunto do espago L?[0, T]. Nesse caso
a representagao ¢ restrita ao intervalo [0, T7].

ii) u(t) € K, onde K é um subconjunto das fun¢oes continuas em ¢t € R (i.e. C(R))
dado por K € {C(R) : |u(t)] < My ; |u(s) —u(t)] < Myls —t|, Vs, t € R}, ou se-
ja, aqueles sinais limitados por M; e tendo uma constante de Lipschitz M,
(Kreysig, 1993). Nesse caso o operador em (2.3) deve adicionalmente possuir
fading memory. Para o resultado analogo no caso de tempo discreto a condicao
de Lipschitz é suprimida, devendo a entrada portanto ser apenas limitada superior
e inferiormente.

No presente contexto enfoca-se o problema de modelagem de sistemas através de
modelos discretos no tempo, que podem ser implementados computacionalmente de
forma algoritmica. Portanto, considera-se nas discussoes subseqiientes a versao discreta

do modelo em (2.4), por simplicidade e sem perda de generalidade também para o caso
SISO, dada por®:

y(k) =ho(k) + > > o > h(ni,ng, -+ 1) Hu(k — n;) (2.5)

®Maiores detalhes sobre o caso continuo podem ser encontrados em (Eykhoff, 1974).
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ja supondo que o sistema é causal (h,(n1,---,n,) =0 ¥n; < 0) e com condigoes ini-

ciais nao necessariamente nulas. A resposta livre no instante de tempo discreto k em

decorréncia dessas condigoes iniciais é representada pelo kernel de ordem zero hy(k).
Os kernels do modelo possuem as seguintes propriedades:

1. Sao ou podem ser feitos simétricos. No caso do kernel de segunda ordem, por
exemplo, tem-se hy(ny, ng) = ha(ng, ny).

2. lim hy(ny,---,n,) =0 para Vi€ {1,---,m}, na representacdo de sistemas
n;— 00

com fading memory (Boyd e Chua, 1985) ou memdria finita (Eykhoff, 1974).

Quanto a primeira propriedade, tem-se que os termos h,,(-) referentes a qual-
quer permutacao dos indices nq,-- -, n, na equacao (2.5) multiplicam o mesmo valor
u(k — ny)u(k —ng) -+ -u(k — ny) naquela equacao. Logo, pode-se arbitrar a simetria
dos kernels sem nenhuma conseqiiéncia para a capacidade de aproximacao do modelo.
Nesse caso, o problema de estimacao dos kernels simplifica-se a estimacao referente
apenas a uma das metades do dominio.

A segunda propriedade é uma conseqiiéncia da representacao de sistemas nos quais
a resposta a uma excitacao na entrada desaparece com o tempo até nao contribuir mais
com a saida de forma significativa (fading memory) ou definitivamente (memdria finita),
0 que remete a sistemas estdveis (Eykhoff, 1974; Boyd e Chua, 1985). Essa propriedade
é importante entre outros fatores porque permite um truncamento em cada termo da
série de Volterra. O truncamento do termo de ordem m, por exemplo, é realizado con-
siderando que hy,(ny,ng, -+ ,ny) =0 para n; > €, (Vi € {1,--- ,m}), onde o escalar
€n representa o periodo de tempo além do qual a contribuicao do respectivo kernel é
desprezivel. Nesse caso, pode-se rescrever (2.5) como:

y(k) = ho(k) + Z Xm: zm: (g, M2y -+ ) Hu(k —n;) (2.6)

Dado um sistema dinamico modelado por Volterra, isto é, descrito pelas equacoes
(2.5) ou (2.6), o problema de identificagao consiste em estimar o conjunto de kernels h,,
(m=1,---,n) do modelo. Esse problema é em principio extremamente complexo, uma
vez que os kernels sao fun¢oes m-dimensionais nao parametrizadas. Em (Eykhoff, 1974)
discutem-se alguns métodos referentes a determinacgao dos kernels para o caso continuo
e em (Billings, 1980) apresenta-se um conjunto de referéncias relacionadas ao tema para
os casos continuo e discreto.

Uma abordagem intuitiva para o caso discreto seria generalizar a idéia dos modelos
de resposta ao impulso finita (Finite Impulse Response — FIR) (Haykin, 1989; Ljung,
1999), substituindo o valor de cada kernel referente a uma determinada combinagio
dos instantes nq,n9,--- ,n,, por um parametro escalar independente a ser estimado.
Essa abordagem seria possivel para a modelagem de sistemas com fading memory, nos
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quais, com base na segunda propriedade dos kernels de Volterra discutida anteriormen-
te, o conjunto de parametros poderia ser finito através do truncamento dos termos da
série, que resulta na equacao (2.6). Porém, mesmo no caso dos modelos FIR que envol-
vem apenas o kernel unidimensional de primeira ordem, a quantidade de parametros
necessarios para uma aproximacao satisfatéria pode ser elevada, principalmente se o
sistema a ser identificado possuir dindmicas (e conseqiientemente resposta ao impulso)
lentas. A insercao de kernels de ordens e dimensoes superiores acarretaria um aumento,
exponencial com a ordem, na quantidade de parametros, o que tornaria essa abordagem
infactivel para grande parte das aplicacoes préticas (Billings, 1980).

A discussao acima ilustra o grau de dificuldade relacionado ao problema de esti-
macao dos kernels em modelos de Volterra. Contudo, na tultima década um conjunto
de resultados matemdticos abriu novas perspectivas em relacao a esse problema. Um
desses resultados foi a obtencao de uma relacao unilateral entre RNAs do tipo MLP e as
séries de Volterra dadas por (2.5). Mais especificamente, mostrou-se em (Wray e Gre-
en, 1994; Bissessur e Naguib, 1995) que pode-se aproximar a equagao analitica que des-
creve uma rede MLP com uma camada escondida (intermedidria) de neurénios através
de um desenvolvimento em série de Taylor que resulta em uma equacao da forma dada
em (2.5). Nesse caso, 0s termos Ay, (ny,ng, -+ ,ny) (m =1,--- 1) tornam-se fun¢oes
dos parametros da rede, ou seja, os pesos sindpticos e as inclinagoes/polarizacoes das
fungoes de ativacdo. Posteriormente, mostrou-se em (Marmarelis e Zhao, 1997; Chon
et al., 1998) que a referida representagao de RNAs como séries de Volterra é direta (sem
qualquer aproximacao de Taylor) quando fungoes de ativagao polinomiais sao utilizadas
em substituicao as sigmoides tradicionais. Esses resultados permitem a estimacgao dos
kernels dos modelos de Volterra através do treinamento dos parametros de RNAs do
tipo MLP, por exemplo através do algoritmo back-propagation.

Outro resultado importante (Dumont e Fu, 1993), que surgiu de forma indepen-
dente daqueles discutidos acima, foi o desenvolvimento dos kernels de Volterra através
de fungdes ortonormais, como as fungoes de Laguerre e Kautz (Broome, 1965; Wahl-
berg, 1994; Wahlberg e Mikil&, 1996; Oliveira, 1997). Esse desenvolvimento resulta em
um tipo de modelo denominado Wiener-Volterra e é detalhado a seguir devido a sua
relevancia em capitulos subsequentes desse trabalho.

2.4.1 Modelos Wiener-Volterra

As bases de funcoes ortonormais, tais como as bases de Laguerre e Kautz, sao completas
no espaco de Lebesgue® L?[0,00), de modo que qualquer fungao nesse espago pode ser
aproximada com precisao arbitraria por uma combinacao linear de uma dessas bases
(Lee, 1960; Dumont e Fu, 1993). No caso discreto tem-se que, para qualquer fungao
f(k) quadraticamente somavel em [0, c0), isto é,

6Espaco das fungdes continuas quadraticamente integraveis em [0, 00) (Kreysig, 1978; Mékili, 1990).
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z:f(,%)2 < 00 (2.7)

existe um inteiro N > 0 tal que para qualquer ¢ > 0

9] N 2
> (f(n) —Zaiqﬁi(/{)) < € (2.8)
k=0 =1
onde {¢1(k),---,on(k)} é o conjunto das N primeiras fungdes ortonormais e
oy, -, ay sao escalares. Portanto, a representacao

N
fe) =" aigi(x) (2.9)
i=1
converge para f(k), sendo exata para N infinito, ou seja

o0

f(r) = Z ;i (k) (2.10)

=1

Para qualquer inteiro j > 0 tem-se de (2.10) que

D F(R)0i(k) =D 5(6) Y cidi(m) = Y ai D 6(k)6i(x) (2.11)

e utilizando a propriedade de ortonormalidade dada por

ey 1 se1=9
S 6u(k)5 () = { ’ (2.12)

e 0 sei=#j
tem-se de (2.11) que
aj =) [(k)6;(r) (2.13)
k=0

As equagdes (2.10) e (2.13) representam o desenvolvimento (expansao) da funcao
f(k) em uma base de funcoes ortonormais. A idéia dessa representacao em modelos de
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Volterra é desenvolver os kernels dos modelos através desse tipo de base. Esse desen-
volvimento é possivel para sistemas dinamicos com fading memory, que admitem repre-
sentagoes de Volterra com kernels truncados (e portanto quadraticamente soméveis). E
importante lembrar que sistemas com integradores possuem resposta ao impulso com
energia infinita, e portanto nao se enquadram no requerimento acima. Como em geral
a presenca de integradores em um sistema real é conhecida, pode-se modelar a variacao
da saida do sistema ao invés do seu valor absoluto, o que é equivalente a retirar o(s)
integrador(es) da malha de identificacao.

O desenvolvimento aproximado do kernel de primeira ordem em (2.5) é realizado
através da representacao em (2.9), de forma tal que rescreve-se o respectivo termo da
série (m = 1) como:

k

> hi(nulk—ni) = Y cudi(na)u(k — ny)

n1=0 n1=0 =1
Ny k
= Z Q; Z di(n1)u(k —ny) (2.14)
=1 n1=0
Ny
i=1

onde o termo [; é a convolucao da entrada u com a i-ésima funcao ortonormal ¢; .
Como cada fun¢ao ortonormal no tempo possui, a partir da transformada Z, uma funcao
de transferéncia no dominio da frequéncia que define um filtro linear, o termo [; é
simplesmente o resultado de uma filtragem do sinal de entrada wu, isto é:

Li(k) = ®i(q~") u(k) (2.15)

onde ®;(¢ ') é a funcao de transferéncia’ da i-ésima fungao ortonormal representada
no operador deslocamento ¢ .

A aproximacao dos kernels de ordem superior é realizada como uma extensao direta
do resultado em (2.8) e da respectiva representacio em (2.9) para o caso de fungoes

multivariaveis, como ilustrado abaixo para o kernel de segunda ordem:

Nz N>

ha(ni,me) = ) iy di(n1)dy(ns) (2.16)

i=1 j=1

"Quando representada no operador ¢~ a terminologia mais correta é fungdo/operador de trans-

feréncia pulsada (pulse-transfer operator) (Astrom e Wittenmark, 1997).
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Desenvolvendo todos os kernels até a n-ésima ordem de forma similar ao desen-
volvimento em (2.16) e manipulando os respectivos termos da equacao (2.5) de forma
andloga a manipulagdo em (2.14), obtém-se:

y(k) =ao+ Y _ f: - f: i i L (B) sy () -+ 1, (k) (2.17)

m=1 i1=1  im=1

Nota-se portanto que o desenvolvimento dos kernels tornou o modelo linear nos
parametros a.y. A importancia desse resultado é que o problema de estimagao dos ker-
nels de Volterra resume-se agora a estimacao linear desses parametros, o que pode ser
realizado, por exemplo, através de algoritmos do tipo minimos quadrados. O nimero
total de parametros depende da quantidade de funcoes ortonormais utilizadas nos de-
senvolvimentos dos kernels. Como a dinamica linear dada pelo respectivo conjunto
de filtros ortonormais representa uma insercao de conhecimento a prior:i no modelo a
respeito do comportamento basico do sistema, conforme sera discutido no capitulo 5,
é geralmente possivel obter uma aproximacao satisfatoria utilizando um nimero rela-
tivamente pequeno de fungoes, isto é, N,,, << €, (m = 1,---,n) onde €, é dado em
(2.6).

O escalar ay em (2.17) possibilita a representagao de sistemas com valor estaciondrio
nao nulo (nivel constante) na varidvel de saida. Esse escalar nao resulta do desenvolvi-
mento do kernel de ordem zero ho(k) em (2.5), que nao depende das varidveis ny, - -+ , 1y,
da expansao. Esse kernel é desnecessario no modelo (2.17) porque as condigoes iniciais
que ele representa podem estar armazenadas nos estados dos filtros ortonormais que
geram os sinais ly(k), -+ ,l,(k), onde n = max{Ny,---,N,}. O fato desses estados
serem desconhecidos no inicio de algum procedimento de simulagao nao compromete a
qualidade do modelo, uma vez que os filtros ortonormais sao sempre estaveis, fazendo
com que qualquer erro nos estados iniciais tenda assintoticamente a zero com o tempo.

Os modelos de Volterra apresentam caracteristicas desejaveis no contexto de identi-
ficagao de sistemas dinamicos. Uma delas é a estrutura média mével nao linear (Non-
Linear Moving Average — NLMA), sem recursiao na saida, que evita a realimentacao
de eventuais erros de previsao. A representacao em (2.17), especificamente, é do tipo

e portanto classifica-se como um modelo do tipo Wiener (Billings, 1980), ou seja, é
uma dinamica linear que gera os sinais [y(k),--- ,[,(k) seguida por um mapeamento

nao linear estatico A para a saida y(k). Por esta razao, esses modelos sao denominados
Wiener-Volterra. Devido a sua estrutura baseada em func¢oes ortonormais, esse tipo
de modelo apresenta uma série de vantagens com relagao as estruturas nao lineares
cléssicas®, tais como:

8Como aquelas classificadas em (Sjoberg et al., 1995).
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e Tolerancia a dinamicas nao modeladas e sensibilidade reduzida aos parametros
estimados (Dumont e Fu, 1993), especialmente pela auséncia de realimentagao de
erros de previsao.

e Nao ¢ necessario conhecer as ordens e atrasos de transporte do sistema, isto é, os
vetores de regressao (ou regressores) das varidveis de entrada e saida.

e Dado que as bases de funcoes ortonormais sao completas, é sempre possivel
aumentar a capacidade de aprorimacao do modelo simplesmente aumentando
o numero de funcoes, embora isso implique um aumento na quantidade de
parametros e por conseqiiéncia na incerteza (variancia da estimagao) sobre es-
ses parametros (Kashyap e Rao, 1976).

e Ao contririo dos modelos FIR nao lineares (NFIR ou NLFIR), que em geral
necessitam um vetor de regressao de entrada com uma quantidade elevada de
elementos, é geralmente possivel obter uma precisao satisfatéria com um niimero
relativamente pequeno de fungoes (Oliveira, 1997).

e Habilidade para tratar atrasos de transporte (Makild, 1990), mesmo longos ou
variantes no tempo (Oliveira et al., 1996), sem impossibilitar sua consideragao
explicita na variavel de entrada (Fu e Dumont, 1993).

e Desacoplamento natural das saidas no caso multivariavel.

O principal problema com os modelos Wiener-Volterra é que, mesmo com uma quan-
tidade pequena de fun¢oes ortonormais, a quantidade de parametros a serem estimados
pode ser elevada para determinadas aplicacoes, dependendo do nimero n de termos da
série em (2.17). Mais precisamente, a quantidade de parametros é dada por

1 & ) i—
n= 3 1+N1+;(Ni+Ni h (2.19)

ja considerando a hipdtese de simetria dos kernels e do respectivo desenvolvimento em
funcoes ortonormais. Para limitar o nimero de parametros e simplificar a equagao do
modelo, a série é usualmente truncada na pratica a partir do termo de segunda ordem
(n = 2), desprezando-se os termos de ordem superior. Assim, os modelos Wiener-
Volterra possuem duas aproximacoes, uma devido ao truncamento da série propria-
mente dita () e a outra devido ao truncamento da expansao ortonormal (Ny, -, N,).
Como conseqiiéncia dessas aproximacoes, esses modelos tornam-se apropriados pa-
ra a modelagem de sistemas com nao linearidades “brandas” (mild non-linearities)
(Billings, 1980; Dumont e Fu, 1993), como é o caso, por exemplo, de sistemas bilineares
que sao descritos por equacoes muito similares a prépria série de Volterra.

De maneira geral os modelos de Volterra e Wiener-Volterra apresentam carac-
teristicas importantes no contexto de identificacao de sistemas nao lineares. Como
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discutido anteriormente, sao teoricamente capazes de aproximar arbitrariamente bem
uma ampla classe de sistemas através de métodos de estimacgao paramétrica bem estabe-
lecidos na literatura. No entanto, ao contrario dos modelos fuzzy/neurais, sao restritos
a sistemas dinamicos e nao permitem a extracao de qualquer conhecimento qualitativo
a respeito dos sistemas identificados. Além disso, o caso multivaridvel é caracterizado
pela soma dos modelos individuais correspondentes a cada entrada, nao contemplando
interacoes nao lineares entre as diferentes entradas, o que pode ser restritivo na mode-
lagem de sistemas que possuem essa caracteristica. Ja a restricao a sistemas estaveis
apresenta um lado positivo: Garante-se que as representacoes de Volterra e Wiener-
Volterra de um sistema estavel sao sempre estaveis, o que em principio nao se pode
garantir para as representacoes dadas pelos modelos fuzzy/neurais dindmicos convenci-
onais. Esse problema ¢é abordado no capitulo 5 através do desenvolvimento de modelos
fuzzy/neurais com fungoes ortonormais.

2.5 Resumo

A crescente evolucao dos sistemas computacionais modernos tem viabilizado o desenvol-
vimento e a implementacao algoritmica de modelos matematicos cada vez mais flexiveis
para a representacao de sistemas complexos nos mais variados campos de aplicacao, tais
como aproximacao de funcoes, classificacao de padroes, previsao de séries temporais,
processamento de sinais, identificacao e controle de processos dinamicos, entre outros.
Entre os varios modelos desenvolvidos com enfoque em uma ou mais das aplicagoes
acima, pode-se destacar os modelos fuzzy, neurais, neuro-fuzzy e de Volterra/Wiener-
Volterra.

Os modelos fuzzy tém ganho importancia crescente nos ultimos anos por serem apro-
ximadores universais capazes de tratar informacoes tanto de natureza quantitativa como
qualitativa. Existem trés abordagens fundamentais: Os modelos lingiiisticos (também
denominados modelos de Mamdani), os modelos Takagi-Sugeno e os modelos relacio-
nais. Os primeiros sao lingiiisticamente interpretaveis e proporcionam transparéncia
durante a fase de desenvolvimento. Contudo, a obtencao automatica de um conjunto
de regras lingiiisticas que proporcione uma representacao quantitativa e qualitativa-
mente adequada de um dado sistema de interesse a partir de dados desse sistema nao
é uma tarefa trivial. Nos modelos Takagi-Sugeno a solucao desse problema ¢ facilitada
pela auséncia de termos lingiiisticos associados as saidas das regras, o que por outro
lado compromete a interpretabilidade das mesmas. Devido a sua caracteristica estru-
tural constituida de uma composicao de diferentes modelos locais, o que usualmente
permite aproximacoes precisas através de um numero reduzido de parametros, os mo-
delos Takagi-Sugeno tém se mostrado particularmente interessantes para aplicacoes em
controle. Os modelos relacionais constituem uma alternativa intermediaria entre as
duas classes anteriores, apresentando caracteristicas importantes tanto sob aspectos
numéricos quanto lingiiisticos.

Os modelos neurais reinem atualmente diversas abordagens matematicas distintas
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e com dominios de aplicacao variados, tais como os mapas auto-organizaveis, as redes
recorrentes e as redes feedforward. Dentre essas ultimas destacam-se as redes RBF e
MLP que, assim como os modelos fuzzy, destinam-se a aproximacao de mapeamentos
nao lineares genéricos, podendo ser utilizadas nas diversas aplicagoes mencionadas no
inicio dessa secao. Assim como os modelos fuzzy, os modelos neurais tém se estabelecido
como uma das ferramentas fundamentais para o tratamento de problemas de modelagem
complexos basicamente pela capacidade de aprendizado e de aproximacao universal
desses modelos através de estratégias comuns as arquiteturas mono e multivariaveis.

Através da integragao das caracteristicas de interpretabilidade/transparéncia e tra-
tamento de incertezas dos modelos fuzzy e das técnicas de treinamento/aprendizado
neurais, surge uma classe hibrida cujos elementos sao denominados modelos neuro-
fuzzy. A incorporacao mutua das potencialidades de cada uma das classes individuais
torna esses modelos de particular importancia no contexto de modelagem de sistemas
complexos.

Os modelos de Volterra representam uma generalizacao dos modelos lineares de con-
volucao para a representacao de sistemas dinamicos nao lineares. A principal dificulda-
de associada a esses modelos é a complexidade envolvida no problema de determinacao
dos kernels de Volterra. Quando esses kernels sao desenvolvidos utilizando uma base
de fung¢oes ortonormais, no entanto, obtém-se uma representacao do tipo Wiener (mo-
delo Wiener-Volterra) que é linear nos parametros de projeto livre. Essa representacao
apresenta uma série de vantagens quando comparada as estruturas dinamicas tradi-
cionais, mas é restrita a sistemas estaveis. Por outro lado, garante-se que a referida
representacao de um sistema estavel é sempre estavel.

Os modelos de Volterra e Wiener-Volterra sao capazes de aproximar arbitrariamente
bem uma ampla classe de sistemas através de métodos de estimacao paramétrica bem
estabelecidos na literatura. No entanto, ao contrdrio dos modelos fuzzy/neurais, sao
restritos a sistemas dinamicos e o caso multivaridvel nao contempla interacoes nao
lineares entre as diferentes entradas. Esses modelos também nao permitem a insercao
ou extracao de informacao qualitativa a respeito dos sistemas identificados.

2.6 Contribuicoes

A principal contribuicao do presente capitulo é uma revisao comparativa original a res-
peito das diferentes classes de modelos nao lineares nas quais se sustenta o presente tra-
balho, que sao os modelos Fuzzy, Neurais, Neuro-Fuzzy e de Volterra/Wiener-Volterra.



Capitulo 3

Estimacao e Interpretacao de
Modelos Relacionais Fuzzy

Esse capitulo aborda os problemas de modelagem quantitativa e qualitativa de sistemas
complexos utilizando modelos relacionais fuzzy. Apresenta-se um retrospecto sobre o
desenvolvimento desses modelos e propoe-se uma abordagem integrada para sua oti-
mizacao e subseqiiente interpretagao lingiiistica, incluindo uma metodologia para sim-
plificacao dos modelos resultantes. Apresenta-se também um conjunto de exemplos
académicos e praticos para ilustrar a aplicacao dos métodos propostos.

3.1 Introducao

O trabalho pioneiro em estimacao de modelos relacionais foi desenvolvido por Czogalta
e Pedrycz (1981). Nesse trabalho, e em outros subseqiientes (Pedrycz, 1981; Czo-
gala e Pedrycz, 1982; Pedrycz et al., 1984; Pedrycz, 1984b; Higashi e Klir, 1984a),
os autores estudaram a utilizacao de métodos analiticos para a solucao de equagoes
relacionais visando a representacao de sistemas na presenca de dados fuzzy. Um
conjunto de métodos analiticos para a solucao de equacoes relacionais pode ser en-
contrado na literatura (Sanchez, 1976; Higashi e Klir, 1984b; Pedrycz, 1985b; Pe-
drycz, 1985a; Stamou e Tzafestas, 1999), incluindo tutoriais abrangentes a esse res-
peito (Di Nola et al., 1991; Pedrycz, 1991; Pedrycz, 1993). Em todos esses métodos
assume-se que o conjunto de solucoes exatas para o problema nao é vazio, e a aplicacao
dos mesmos sem que essa hipdétese seja satisfeita geralmente resulta em solugoes in-
consistentes. Essa hipotese é restritiva para aplicacoes praticas, especialmente porque
quanto maior o conjunto de dados mais dificil é a existéncia de solucoes exatas para
uma equacao relacional, principalmente se os dados estiverem contaminados com ruido.
Por essa razao, muitos trabalhos foram dedicados a buscar solugoes aproximadas pa-
ra essas equacoes, envolvendo a analise, selecao e modificacao dos conjuntos de dados
disponiveis (Pedrycz, 1984b; Gottwald e Pedrycz, 1986; Pedrycz, 1988; Pedrycz, 1990)
bem como modificagoes estruturais das préprias equagoes (Pedrycz, 1985c¢).

23
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Além das dificuldades encontradas na pratica mesmo para obter solucoes aproxima-
das satisfatérias para as equacoes relacionais, outro problema associado a modelagem
relacional é que uma relagao fuzzy em sua forma original nao permite uma interpretacao
lingiiistica direta. Esse problema foi abordado por Tong (1976) e outros autores (Di
Nola et al., 1985) em seus trabalhos sobre as propriedades de decomposigao de matrizes
relacionais, previamente estimadas, em conjuntos de regras lingiiisticas. Contudo, as
condicoes necessdrias para a verificacao dessas propriedades sao restritivas para apli-
cagbes praticas (Pedrycz et al., 2001), especialmente quando a matriz (relagao) a ser de-
composta é resultante de um procedimento de estimacao sujeito a dados contaminados
com ruido. Mesmo quando essas condicoes sao satisfeitas, nao existe um procedimento
sistematico para a obtencao de um conjunto de regras consistente e lingiiisticamente
claro.

Com base nas discussoes acima, os modelos relacionais podem parecer nao cons-
tituirem uma ferramenta de modelagem apropriada devido as dificuldades que tém
sido apontadas em termos da sua estimagao e interpretagdo. Pedrycz (1983; 1984a)
simplificou ambos esses problemas propondo a utilizacao da técnica de discretizacao
fuzzy (Willaeys e Malvache, 1981) para a representacao de dados em equagoes relacio-
nais. Essa técnica foi desde entao amplamente difundida no contexto desses modelos,
especialmente porque proporciona uma redugao significativa em suas dimensodes (ver
apéndice A). A partir do conceito de discretizacdo fuzzy, cada elemento de uma ma-
triz relacional passou a ser visto como uma medida de possibilidade (Zadeh, 1978) de
uma regra lingiiistica relacionando conjuntos referenciais fuzzy das variaveis de entrada
e saida especificos (Pedrycz, 1984a; Graham e Newell, 1989; Branco e Dente, 2000).
Em (Campello e Amaral, 1999b) essa idéia foi aprimorada através da introdugao do
conceito de representabilidade de um elemento relacional. Esse conceito permitiu o
desenvolvimento de uma metodologia sistemdtica e consistente para a extragao de co-
nhecimento lingiiistico (i.e., regras fuzzy) a partir de modelos relacionais, independen-
te do tipo de operador de composigao selecionado para implementa-los (Campello e
Amaral, 2000a; Campello e Amaral, 2001). Essa metodologia foi posteriormente esten-
dida para permitir também a simplificagdo (redugdo) dos conjuntos de regras obtidos
(Campello e Amaral, nd), e constitui o tema da se¢ao 3.4.

O conceito de discretizacao fuzzy também permitiu o surgimento de novas aborda-
gens para o problema de estimacao numérica dos modelos relacionais. Um método de
estimacao pioneiro baseado nesse conceito é conhecido como aproximacao lingiiistica
de Pedrycz (Pedrycz, 1984a; Graham e Newell, 1988; Bourke e Fisher, 2000a). Nesse
método, uma matriz relacional aproximada é obtida agregando-se os produtos Carte-
sianos fuzzy de um conjunto de dados. Embora o esforco computacional exigido seja
minimo, o algoritmo pode agregar elementos conflitantes na matriz, especialmente na
presenca de dados contaminados com ruido. Apesar disso, esse método aproximado

mostrou-se 1til para gerar uma solucao inicial para algoritmos mais elaborados (Xu e
Lu, 1987; Xu, 1989; Graham e Newell, 1989; Lee et al., 1994).

Atualmente, o uso de discretizacao fuzzy combinado com métodos numéricos de
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otimizacao tem mostrado ser a melhor abordagem para a modelagem relacional a
medida que metodologias cada vez mais eficazes tém sido propostas na literatura
(Bourke e Fisher, 2000b). Exemplos incluem o uso de técnicas de neuro-computagao
(Oliveira, 1993a), métodos baseados em gradiente (Yi e Chung, 1993; Oliveira e Le-
mos, 1995), algoritmos de minimos quadrados (Oliveira e Lemos, 1998), programagao
quadrética (Campello e Amaral, 1998b; Campello e Amaral, 1999d), computacao evo-
lutiva (Chung e Lee, 1998) e identificagao preditiva (Wong et al., 2000).

Embora a maioria dessas metodologias geralmente proporcionem resultados satis-
fatdrios, elas apresentam ao menos um dos seguintes problemas: i) Nao existe garantia
de convergéncia global ou local; 1) A interpretabilidade dos modelos resultantes nao
é levada em consideracao. Por essas razoes, uma abordagem numérica 6tima para a
estimacao de modelos relacionais visando a subseqiiente interpretacao lingiiistica desses
modelos foi proposta em (Campello e Amaral, 2000a; Campello e Amaral, 2001; Cam-
pello e Amaral, nd). Essa abordagem, baseada na utilizacao de diferentes algoritmos
de minimos quadrados e programacao quadratica, constitui o tema da secao 3.3. Antes
porém, apresenta-se uma descricao dos modelos relacionais.

3.2 Modelos Relacionais Fuzzy

Os modelos relacionais possuem a estrutura padrao de sistemas fuzzy composta de
interfaces de entrada (fuzzificacdo) e saida (defuzzificagao) e um bloco de processamento
(inferéncia). O bloco de processamento é constituido por uma equagao relacional fuzzy
(Pedrycz, 1993), como segue:

V=X 0X,0---0X,0R (3.1)

onde V = [V;---V,|T e X; = [X;, - - X, )" (i=1,---,n) sdo respectivamente as
representacoes fuzzy da saida y e das entradas x; crisp, R (¢; X -+ - X ¢, X ¢g) é a matriz
relacional e “e” representa o operador de composicao. Os diferentes tipos de entradas
e de saida se relacionam através das respectivas interfaces, isto é, X; é obtida pela
fuzzificacao de x; e § pela defuzzificacao de Y.

A equagao (3.1) pode ainda ser simplificada como

~

Y = VeR (3.2)

onde ¥ (¢; X --- X ¢,) é o Produto Cartesiano dado por

U=2X x Xy x-+xX, (3.3)

que é genericamente definido como o produto de uma norma triangular (norma-t) sobre
o espago dos produtos cruzados das entradas fuzzy (Lee, 1990).
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A equagao (3.2) assume uma forma especifica para um determinado operador de
composi¢ao. Em (Campello, 1997; Campello et al., 1997; Campello et al., 1998; Campel-
lo e Amaral, 1998b; Campello e Amaral, 1998a; Campello e Amaral, 1999d) considerou-
se o operador max-t, que tem sido historicamente o operador de composicao mais utili-
zado no contexto de sistemas fuzzy. Nesse caso, o modelo relacional em (3.2) pode ser
rescrito como

Y, = \/ UntRuy, j=1,---,c (3.4)

m=1

n
onde “V” representa o operador max, “t” é uma norma triangulare [ = H ¢. E impor-
i=1
tante observar que, embora a matriz ¥ seja originalmente n-dimensional em (3.2), essa
matriz é representada por simplicidade de notacao na equagao acima como um vetor!
(I x 1). Analogamente, R é representada como uma matriz [ X c.

Outro operador de composicao também considerado no presente trabalho é o ope-
rador média-produto (Oliveira e Lemos, 1997; Oliveira e Lemos, 1998), que resulta em
modelos com uma série de propriedades discutidas nas secoes seguintes. Utilizando esse
operador pode-se rescrever a equagao (3.2) como

}A/j — Z\Iijm,ja jzla"'acﬂ (35)

m=1

~| —

sendo que nesse caso ¥ em (3.3) torna-se o Produto de Kronecker (Graham, 1981) das
entradas fuzzy, isto é,

U =[0  9'=X0XHe  -0X, (3.6)

3.3 Estimacao Otima de Modelos Relacionais

Dado um conjunto de pares de dados de entrada/saida { (z, -+ ,2,,y )} medidos a
partir de um sistema a ser modelado, o problema de estimagao no presente contexto
consiste em obter uma matriz relacional R que satisfaca algum critério de otimalidade
para o modelo adotado. Esse problema pode ser convenientemente simplificado através
de uma escolha adequada da estrutura do modelo, que ¢ discutida a seguir.

L Aplicacao do operador vec.
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3.3.1 Selecao de Estrutura

O conceito de discretizacao fuzzy é adotado em todos os desenvolvimentos subseqiientes
em funcao das razoes ja discutidas na secao 3.1. De acordo com esse conceito, os
dados de entrada e saida podem ser representados (fuzzificados) utilizando conjuntos
referenciais fuzzy, como segue (ver apéndice A):

Xi = [ Xy (2;) Xy (i) - X, () " (3.7)

Y = [Vi(y) Yoly) -+ V()" (3.8)

onde A&j, é o h-ésimo conjunto referencial fuzzy da i-ésima varidvel de entrada e Y;
é o j-ésimo conjunto referencial fuzzy da varidvel de saida. Os conjuntos referenciais
fuzzy X;, e Y; sao definidos sobre os universos de discurso (UoDs) X; e Y de z; e v,
respectivamente.

Considerando a saida estimada do modelo relacional, 7, a saida medida do sistema
real, y, e as suas respectivas representacoes fuzzy dadas respectivamente por Y e Y,
tem-se que as relacoes entre essas varidveis podem ser escritas como

v = L(y) (39)
j=N(Y) (3.10)

onde £ e N representam os mapeamentos dados respectivamente pela equacao (3.8)
e por um determinado operador de defuzzificacao. O operador de defuzzificacao da
média ponderada (weighted average) é adotado nos desenvolvimentos seguintes para a
implementacao do mapeamento A. Esse operador, também conhecido como média dos
centros, consiste da simplificacao usual do operador cldssico do centro de gravidade,
dada por (Pedrycz, 1993):

g=—— (3.11)

onde 6; é o valor modal do j-ésimo conjunto referencial fuzzy, Y;, que coincide com seu
centro sempre que esse conjunto for simétrico.

Um aspecto importante na selecao da estrutura dos modelos relacionais diz respeito
aos conjuntos referenciais fuzzy das varidveis de entrada e saida nas equagoes (3.7) e
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(3.8). Em principio, esses conjuntos devem apenas possuir um significado lingiiistico
claro, caso a interpretacao dos modelos resultantes seja desejada. Essa condicao recai
na denominada Estrutura de Cognicao (frame of cognition) (Pedrycz, 1995; Pedrycz e
Gomide, 1998), revista no apéndice A. Por outro lado, se apenas o problema de modela-
gem quantitativa for de interesse, os conjuntos referenciais podem ser obtidos a partir de
algoritmos 6timos como fuzzy clustering (Sugeno e Yasukawa, 1993; Babuska e Verbrug-
gen, 1996). Em qualquer dos casos acima uma especificacdo adicional é necessaria para
tornar convexo o problema de otimizacao referente a estimacao da matriz relacional dos
modelos. Trata-se da condigao de interface de saida 6tima (Oliveira, 1993b; Pedrycz e
Oliveira, 1996¢), dada por

VyeY: N(L(y)=y (3.12)

Essa condicao é também conhecida como critério de equivaléncia de informacoes
(Pedrycz e Oliveira, 1996b; Pedrycz e Oliveira, 1996a) e implica que os mapeamen-
tos L e N constituem mecanismos de codificagao-decodificacio sem perda (lossless
encoding-decoding mechanisms) (Pedrycz e Gomide, 1998), ou seja, sdo tais que qual-
quer valor em Y pode ser completamente recuperado apds uma seqiiéncia de fuzzifi-
cacao-defuzzificacao. Um exemplo tipico é dado pelos conjuntos referenciais fuzzy com
fungoes de pertinéncia triangulares sobrepostas em 0.5, como aqueles ilustrados na fi-
gura 3.1, que precisamente satisfazem a condicao (3.12) (Pedrycz, 1994). Outros tipos
de conjuntos fuzzy podem ser otimizados segundo o critério (3.12) sujeito a restrigoes
de interpretabilidade lingiiistica, como discutido em (Oliveira, 1995).

Finalmente, o projeto da estrutura dos modelos relacionais é concluido com a se-
lecao do operador de composicao média-produto, que implica a representacao dada
pela equagao (3.5). Esse projeto agrega uma série de propriedades aos modelos que sao
discutidas nas secoes seguintes.

3.3.2 Problema de Otimizacao

O problema de otimizacao para a estimacao dos modelos relacionais é desenvolvido uti-
lizando um resultado apresentado em (Campello, 1997; Campello et al., 1997; Campello
et al., 1998), revisto abaixo na forma da seguinte proposigao:

Proposicao 3.1 Se os mapeamentos L e N em (3.9) e (3.10) satisfazem a condicdo
(3.12), entio a igualdade Y =Y entre as saidas fuzzy do modelo e do sistema a ser
modelado resulta na igualdade 7 = y entre as suas respectivas saidas crisp.

Prova: Se 'Y =Y, entdo a equacio (3.10) pode ser rescrita como:

g=N() (3.13)
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<y

Y

Figura 3.1: Exemplos de parti¢oes fuzzy (7 conjuntos referenciais) que satisfazem o
critério de equivaléncia de informacoes.

Substituindo (3.9) em (3.13) produz-se:

J=N(L(y) (3.14)

Logo, a igualdade § = y é obtida a partir das equagoes (3.14) e (3.12).
|

Esse resultado significa que o procedimento de estimacao de modelos relacionais
pode ser realizado a partir da minimizacdo (sobre a matriz relacional R) de um certo
critério de distancia entre as saidas fuzzy do sistema a ser modelado e do respectivo
modelo, como segue:

A~

m}%n J(Y,)Y) (3.15)

onde .J denota um critério de distancia ou custo genérico (funcao objetivo). A principal
vantagem do critério acima é que as fungoes de pertinéncia dos conjuntos referenciais
fuzzy da variavel de saida sao explicitamente consideradas no problema de otimizacao
através do mapeamento L, ou seja, da equacao (3.8). Dessa forma, ao contrario dos
critérios usuais nos quais apenas as saidas crisp sao consideradas?, o critério em (3.15)
relaciona diretamente a otimizacao do modelo aos termos lingiiisticos referentes a sua
variavel de saida. Como o mapeamento de fuzzificacao £ produz um tinico vetor Y cujos
elementos representam a pertinéncia de uma dada saida crisp y a cada termo lingtiistico

2Um exemplo interessante é o trabalho de Rovatti e Guerrieri (1996), onde a matriz relacional é
tratada como um conjunto fuzzy de regras fuzzy.
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Yy, o procedimento de otimizagao for¢a o modelo a produzir saidas Y lingiiisticamente
consistentes, o que se torna possivel a partir de uma matriz relacional também consis-
tente. Por outro lado, a minimizacao de um critério de distancia envolvendo apenas
as saidas crisp é probleméatica no contexto de modelagem qualitativa, podendo acar-
retar inconsisténcias, uma vez que um numero infinito de diferentes saidas fuzzy Y do
modelo podem produzir o mesmo valor crisp y como resultado do procedimento de
defuzzificagao.

O critério em (3.15) também apresenta propriedades matemédticas e numéricas im-
portantes. A principal delas é a sua independéncia em relacdo ao mapeamento de
defuzificagio N em (3.11), que torna nao convexos os critérios convencionais crisp e
os respectivos problemas de otimizacao. Outra propriedade é que o problema (3.15)
pode ser resolvido separadamente para cada componente dos vetores Y e Y porque es-
ses componentes sao totalmente independentes entre si. Em outras palavras, o j-ésimo
componente de Y depende apenas da j-ésima coluna da matriz R, o que permite que
o procedimento de otimizacao possa ser efetuado, com complexidade computacional
inferior, de forma individual sobre cada coluna da matriz. Sendo assim, dado um
conjunto de N pares de dados de entrada e saida do sistema a ser modelado, i.e.
{(21(k),- -, zn(k),y(k)) }o_,, um modelo relacional desse sistema pode ser estimado
através da solugao do seguinte problema de otimizagao:

w(k) (Vy(k) = (B2 G=1--,c (3.16)

NN
M=

min J; =
%3 k=1
onde w(-) > 0 sdo termos de ponderacdo, ¢; representa a j-ésima coluna da matriz R,
ie., ¢; =[Ry;Ri;|", easaida Yj(k) é rescrita a partir de (3.5) como

Vik) = 1 9T(R) (3.17)

O modelo acima é linear nos parametros, o que implica que o problema (3.16) é
convexo. Logo, esse problema admite a solucao global 6tima dos minimos quadrados
ponderados (Ljung, 1999), dada por

¢j:[\117]\}WN\IJN]_1\IJYJ\}WNYNj7 J=1--, ¢ (3.18)

onde Wy = diag (w(1),---,w(N)) é a matriz de ponderacao e os termos ¥y (matriz
N x 1) e Yy, (vetor N x 1) sao dados por

Uy =[T(1) - T(N) ] (3.19)

Yy, = [¥;(1) - Y;(N) [ (3.20)
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3.3.3 Aspectos Numéricos

Os seguintes aspectos com respeito ao problema (3.16) e a sua solu¢ao em (3.18) devem
ser consideradas:

1. A formulacao de (3.16) a (3.20) diz respeito a um problema de modelagem deno-
minado completo. Essa denominacao esta associada a modelos que representam,
através de regras ou parametros especificos, todas as regioes do dominio de entra-
da do problema em questao. Uma base completa de regras fuzzy, por exemplo, é
tal que existe uma regra para cada particao fuzzy (Pedrycz, 1993) do seu dominio,
ou seja, para cada combinagao possivel dos termos lingiiisticos das suas variaveis
de entrada. Esse é o caso do modelo em (3.17), em que cada elemento relacional
estd associado a uma das possiveis combinagoes (antecedente) dos seus conjuntos
referenciais fuzzy de entrada. No entanto, em alguns casos uma representacao
incompleta é desejada. E o caso de problemas em que determinadas regices (par-
ticoes) do dominio nao sao representadas pelo conjunto de dados disponiveis ou
pelo préprio sistema em questao. Nesses casos, os elementos relacionais referentes
a essas regioes podem ser anulados e retirados dos vetores de parametros ¢; a
serem otimizados em (3.16). A solucdo em (3.18) continua sendo a mesma, porém
as respectivas colunas de ¥y devem ser removidas.

2. As matrizes e vetores de dados envolvidos, isto é, ¥y e Yy, estao normalizados
no intervalo [0,1]. Essa “normalizac¢do automatica” deve-se ao procedimento de
fuzzificacao dos dados de entrada/saida através das equacoes (3.7) e (3.8). A
normalizacao dos dados é interessante sob o ponto de vista numérico porque reduz
problemas de mau condicionamento da matriz U5 Wy Wy, cuja inversa deve ser
calculada.

3. O cdlculo da matriz inversa [ U5 Wy Wy |71 necessita ser realizado apenas uma

vez, pois essa matriz nao depende do indice j.

4. A matriz Uy, Wy ¥y (Hessiana das fungoes objetivo J;) é semi-definida ou defi-
nida positiva por construcao, dado que Wy é definida positiva. E bem conhecido
que se essa matriz for definida positiva, entao sua inversa existe e a solugao (3.18)
é solugao dtima global estrita para o problema (3.16). Essa Hessiana sera definida
positiva se os dados de entrada disponiveis forem adequados. No presente con-
texto, condicoes necessdrias para isso sao: i) Os dados devem estar distribuidos
em todas as particoes fuzzy do dominio representadas pelo modelo, evitando a
presenca de linhas/colunas completamente nulas na matriz; i7) Os universos de
discurso das variaveis do modelo devem estar totalmente cobertos pelos respecti-
vos conjuntos referenciais (ver “estrutura de cognigdo” no apéndice A) de forma
que nao haja dados crisp que produzam dados fuzzy completamente nulos como
resultado da sua fuzzificacao; iii) Se os dados representarem um sistema dinamico,
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a respectiva taxa de amostragem nao deve ser excessivamente rapida. A verifi-
cagao desses itens reduz a possibilidade de singularidade (dependéncia linear) e
mau condicionamento numérico da matriz Hessiana. B importante ressaltar que
essa questao, embora bem estabelecida com relacao a identificacao de sistemas
lineares (Ljung, 1999), ainda merece estudos mais direcionados no contexto de
sistemas fuzzy.

. A possibilidade de mau condicionamento da matriz Hessiana, que traz dificul-

dades ou até mesmo impossibilita sua inversao numérica, estimula a busca de
alternativas a solugao dada pela equagao (3.18). Uma delas é a solucao re-
cursiva dessa equacgao (Eykhoff, 1974; Franklin et al., 1990; Wellstead e Zar-
rop, 1991; Ljung, 1999) que constréi implicitamente (recursivamente) a inversa
da Hessiana sem que qualquer inversao matricial explicita seja necessaria. Além
da reducao significativa do custo computacional, essa solucao é interessante por
permitir a estimacao on-line do modelo e sua aplicacao adaptativa a sistemas
variantes no tempo. A solucao recursiva é descrita por

¢i(k+1) = ¢;(k) +
+P(k)\1/(k+1) (1Y;(k+1) = UT(k +1)¢;(k)) (3.21)
2+ UT(k+1)P(k)P(k+1)

| P(k)T(k + 1)U7 (k + 1) P(k)
Pk+1)=—|P(k)— 3.22
( I 2+ UT(k+1)P(k)P(k+1) (3.22)
sendok=0,---,N—1(j=1,--+,¢y). As condigoes iniciais sao usualmente esco-

lhidas como ¢;(0) = 0 e P(0) = al;, onde I; é a matriz identidade (I X [) e a é um
escalar. Os escalares A e v sao denominados respectivamente de fator de esqueci-
mento e ganho do fator de esquecimento, sendo esse tltimo em geral selecionado
como 1 — A de modo a normalizar a matriz de covariancia P (Ljung, 1999). Esses
escalares estao relacionados as ponderagoes w(k) em (3.16) da seguinte forma:

w(k) = y AV F (3.23)

Desta equacao pode-se observar que a ponderacao é decrescente com os instantes
de tempo passados, isto é, os dados em instantes anteriores a N sao exponencial-
mente “esquecidos” com fator 0 < A < 1. Essa ponderacao permite a adaptacao
do modelo a sistemas variantes no tempo. Para sistemas invariantes no tem-
po tem-se o caso particular nao ponderado, isto é, A =y =1, com a matriz de
ponderacao dada por Wy = Iy (identidade N x N).
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Uma questao importante refere-se aos elementos da matriz relacional cujas par-
ticoes fuzzy do dominio de entrada nao sao estimuladas pelos dados disponiveis.
Ao contrério da solugao analitica em (3.18), que pode atribuir valores inadequados
a esses elementos devido aos problemas de mau condicionamento discutidos nos
itens anteriores, a solugao recursiva dos minimos quadrados (ou algoritmo RLS)
dada pelas equagoes (3.21) e (3.22) nao atualiza esses elementos com relacao as
suas condicoes iniciais. Se essas condicoes forem nulas, como foi sugerido acima,
esses elementos nao terao qualquer influéncia sobre a saida do modelo resultante e
as regras lingiiisticas correspondentes irao conseqiientemente ser desconsideradas
no procedimento de interpretacao lingiiistica discutido na secao 3.4.

O algoritmo RLS apresentado acima nao é a unica forma de calcular recursi-
vamente a solucao (3.18). Quando nao ha precisdo computacional suficiente,
algoritmos numericamente robustos baseados na fatorizacao da matriz de cova-
riancia P podem ser utilizados, tal como a fatorizacdo U-D (Wellstead e Zar-
rop, 1991; Ljung, 1999).

6. Na secao 3.4 serd mostrado que, quando se deseja extrair conhecimento lingiiistico
a partir dos modelos relacionais obtidos, torna-se necessaria a inclusao de res-
tricoes de nao negatividade no problema de otimizagao, que por sua vez pode
ser solucionado através de programagio quadrética (Bazaraa et al., 1993). Nesse
caso, o problema (3.16) é rescrito como

1
min Ji= oS¢ Hoj+ fi ¢, j=1,--c
o o2 ’ (3.24)

s.a ¢; >0
onde J} é a parcela de J; em (3.16) que depende de ¢;, e H (I x 1) e f; (I x 1) sdo
dados por

H=U%LWy Uy (3.25)

fi=—Yy Wy Yy, (3.26)

3.3.4 Procedimento Algoritmico

1. Obtenha um conjunto de N pares de dados de entrada-saida a partir do sistema:
{@1(k), -+ 2a(k),y(k) }ily.

2. Defina os conjuntos referenciais fuzzy para cada variavel de entrada e saida.
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3. Calcule o conjunto de dados fuzzy { ¥(k),Y (k) }I_, através das equacoes (3.6),
(3.7) e (3.8).

4. Obtenha a matriz relacional R do modelo: Se conhecimento lingiiistico for re-
querido, entao calcule essa matriz resolvendo o problema (3.24). Caso contrario,
calcule-a utilizando a solugao analitica (3.18) ou a solucdo recursiva dada pelas
equagoes (3.21) e (3.22).

Antes de ilustrar o desempenho do algoritmo através de exemplos, aborda-se na
secao seguinte o problema de interpretacao lingiiistica dos modelos.

3.4 Interpretacao de Modelos Relacionais

3.4.1 Caracterizacao do Problema

Na secao 3.1 viu-se que a partir da introducao do conceito de discretizacao fuzzy cada
elemento de uma matriz relacional passou a ser tradicionalmente interpretado como
uma medida de possibilidade de uma regra lingiiistica relacionando conjuntos referen-
ciais fuzzy especificos das suas variaveis de entrada e saida. Nesse contexto, se X; e
Y; sao conjuntos referenciais fuzzy das varidveis de entrada x e saida y de um dado
modelo?, respectivamente, entdo o elemento relacional R;; desse modelo é interpretado
como uma regra “SE z é X; ENTAO y é Y; com Possibilidade R; ;7. Sob esse ponto de
vista, modelos relacionais parecem ser um tipo especial de modelo lingiiistico que con-
sidera todas as possiveis regras relacionando cada um dos conjuntos referenciais fuzzy
das suas variaveis de entrada e saida, com cada regra ponderada pelo valor do elemento
relacional correspondente (Babuska e Verbruggen, 1995). No entanto, nos desenvolvi-
mentos subseqiientes é mostrado que essa interpretacao nao é adequada para qualquer
operador de composicao fuzzy que possa ser adotado na implementacao do modelo.
Por exemplo, é mostrado que em modelos utilizando o operador de composicao max-t,
certos elementos relacionais podem contribuir mais com a saida do modelo (ou seja,
podem ter mais influéncia na saida) que outros de valor igual ou maior. Pode-se entao
afirmar que um elemento relacional com um valor relativamente pequeno pode ser mais
representativo do que outro com valor relativamente elevado e, conseqiientemente, qual-
quer analise individualizada (elemento-a-elemento) da matriz pode produzir resultados
inadequados.

O uso do conceito de representabilidade de um elemento de matriz relacional, defini-
do formalmente na secao seguinte, implica em um novo paradigma para a interpretacao
lingiiistica de modelos relacionais fuzzy, constituindo a base da metodologia proposta
para a extracao de conhecimento a partir desses modelos.

3Por simplicidade e sem perda de generalidade considera-se o caso monovarivel.
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3.4.2 Extracao de Regras Lingiiisticas

Seja o modelo relacional genérico em (3.1) bem como o seu vetor x = [z1---x,]" de
entradas crisp, sendo x € X C R"” onde X =X; x --- x X,, é o dominio compacto
n-dimensional das varidveis de entrada.

Definicao 3.1 Dado um vetor de entradas x especifico, a por¢ao da saida Y do modelo
referente ao elemento R, ; da matriz relacional é definida como a Contribuicao C de

Ry, dada por C(Rpy, j,X).

A contribuicao de um elemento relacional indica o quanto esse elemento contribui
com a saida do modelo para um dado vetor de entradas x. Dessa forma, esse conceito
aplica-se a valores de entrada especificos. Uma medida de contribuicao sobre todo o
dominio de entrada ¢é definida a seguir.

Definicao 3.2 A Representabilidade R de um elemento R, ; é definida como a soma
das contribuicoes C desse elemento para todos os wvalores possiveis das varidveis de
entrada x1 € Xy,-++ , 1, € X, isto €, para todo x € X, como seque:

R(Rmj) — / ClRx) dx
XE

= / / / C(Rp,;, %) dzy dxg - - - dy,
71€X1 J126X>2 zn€Xy

A representabilidade de um elemento de uma matriz relacional indica o quanto esse
elemento pode contribuir com a saida do modelo correspondente. No caso de problemas
de modelagem incompletos, onde determinadas regioes do dominio de entrada nao sao
representadas pelo conjunto de dados disponiveis ou pelo préprio sistema em questao
(ver segao 3.3.3, item 1), a seguinte defini¢ao torna-se adequada.

(3.27)

Definig¢ao 3.3 A Representabilidade Condicionada R, de um elemento Ry, ; a um con-
junto de dados de entrada X = {z1(k), -+ ,2,(k)}Y_, € definida como a soma das con-
tribuicoes C desse elemento para todos os valores de entrada em X, ou seja, para todo
x(k) com k=1,--- N, como seque:

Re(Rig) =Y C( R x(k)) (3.28)
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Definicao 3.4 A matriz © contendo as medidas de representabilidade de uma matriz
relacional R ¢ definida como a Matriz de Representabilidade de R.

Proposigao 3.2 De acordo com a defini¢io 3.1 e a equagao (3.4), a contribuicio C de
cada elemento R, ; de um modelo com composicao mazx-t é dada por

YV, t Ry,  sem=arg max V;tR;;

C(Rm,j, X) = { i=1,---,1 (329)

0, caso contrdrio

Exemplo A: Seja um modelo relacional monovariavel (SISO) com composi¢do max-
produto (i.e., a norma-t é o produto algébrico) e varidveis de entrada z € X e saida
y € Y normalizadas de tal forma que X =Y = [0,1]. As varidveis de entrada e
saida possuem dois conjuntos referenciais fuzzy cada, rotulados lingiiisticamente como
“Pequeno” e “Grande”. Esses conjuntos sao definidos sobre os universos de discurso X
e Y dessas variaveis, como mostrado na figura 3.2.

1]
X1, V1 (Pequeno) Xa , Vo (Grande)

0.5

— L, Y
0 1

Figura 3.2: Conjuntos referenciais fuzzy das variaveis de entrada e saida.

Considere que a matriz relacional do modelo seja dada por

0.5 0.5
= {0.1 0.9] (3:30)

Sabendo que cada elemento R, ; relaciona os conjuntos referenciais &, e V;, entao
utilizando a abordagem convencional para a interpretacao de modelos relacionais dis-
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cutida na secao 3.4.1 obtém-se o seguinte conjunto de regras fuzzy a partir do modelo
acima:

SE x é Pequeno ENTAO y é Pequeno
SE z é Pequeno ENTAO y é Grande
SE z é Grande ENTAO y é Pequeno
SE z é Grande ENTAO y é Grande

possibilidade 0.5)
possibilidade 0.5)
possibilidade 0.1)
possibilidade 0.9)

N N N N

Com base nas idéias que geraram o conjunto de regras acima, as duas ultimas
regras poderiam ser interpretadas simplesmente como “SE x é Grande ENTAO y é
Grande”, ja que a medida de possibilidade dessa regra é consideravelmente maior do
que aquela da regra “concorrente” (Pedrycz, 1984a). As duas primeiras regras, por
sua vez, nao podem ser claramente interpretadas uma vez que elas sao lingiiisticamente
conflitantes. A introducao de um termo lingiiistico intermediario como Médio poderia
levar & interpretacio “SE z é Pequeno ENTAO y é Médio”. Contudo, essa nova condicio
exigiria um novo modelo cuja matriz relacional (2x3) poderia ainda apresentar conflitos.

Esse tipo de problema pode ocorrer porque a interpretagao lingiiistica convencional
de modelos relacionais ilustrada acima analisa os elementos da matriz relacional indi-
vidualmente, e nao como um conjunto de elementos correlacionados. Nesse sentido,
considere as medidas de contribuicao e representabilidade dadas respectivamente por
(3.29) e (3.27). Uma vez que o modelo possui uma tnica entrada com dois conjuntos
fuzzy, entdo ¥ = [X|(x) Xo(x)]" (I = 2). Logo, a partir das condigoes definidas no
inicio do exemplo (i.e., X = [0, 1] e t = produto algébrico), as equagoes (3.29) e (3.27)
sao rescritas como

X (%) Ry j,  se m = arg rgélixél,’i(x) R;;

C(Rm,,x) = { 2 (3.31)

0, caso contrario

R(Rum) = /0 C(Ros, 1) da (3.32)

Sabendo que as funcgoes de pertinéncia dos conjuntos referenciais fuzzy na figura 3.2
sao dadas por Xj(z) =1—1z e Xy(x) =z, é simples verificar utilizando (3.30) que
Xi(z)Ryy > Xs(x)Rey se e somente se x < % e Xy (z)Ry2 > Xo(x)Ren se e somente
se r < % . Logo, da equacao (3.31) tem-se que
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o Xl(fﬂ) Rl,la se x < g

C(Ryy, ) = { 0, caso contrario
o XQ(-'L') R2,17 se x> g

C(Ryy, ) = { 0, caso contrario
Xi(2) Rip,  se o < 5k

C(Ry 2, 7) = { 0, caso contrario

1
XQ(.’L’) R2 2, se T 2 58
caso contrario

(3.33)

Utilizando as equagoes acima bem como as equacoes (3.30) e (3.32), a representabi-
lidade de cada elemento da matriz relacional pode ser calculada como ilustrado abaixo
para R ;:

S8

R(Rp1) = /6(1 — 2)0.5 dr = 0.2431 (3.34)
0

As medidas de representabilidade dos outros elementos sao calculadas similarmente,
produzindo a seguinte matriz de representabilidade:

o — {R(RM) R(Rm)] _ {0.2431 0.1467]

R(Ro1) R(Rss) 0.0153 0.3926

’ )

(3.35)

Essa matriz mostra que, embora os elementos Ry ; e R 5 em (3.30) tenham o mesmo
valor, Iy ¢ significativamente mais representativo do que R ».

Observacgao 3.1 Com base nas constatagoes acima, tem-se que o conhecimento
linguistico pode ser extraido a partir do modelo através da sele¢ao das regras referentes
aos elementos mais representativos de cada linha da sua matriz relacional. Assim, a
informagao é extraida na forma de um conjunto consistente (ndo conflitante) de regras
fuzzy, isto é, um conjunto desprovido de duas regras possuindo o mesmo antecedente e
consequentes distintos.

No exemplo anterior, as seguintes regras sao extraidas a partir dessa metodologia:

SE  é Pequeno ENTAO y é Pequeno
SE x é Grande ENTAO y é Grande
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E importante notar que o calculo analitico das medidas de contribuicao e represen-
tabilidade ilustrado no exemplo anterior (que envolve integrais miltiplas para modelos
multivaridveis) pode ser complexo em problemas praticos. A complexidade depende
da dimensao de entrada do modelo, da quantidade de conjuntos referenciais fuzzy e
da forma de suas funcoes de pertinéncia bem como do operador de composicao ado-
tado. Nesses casos, uma alternativa é a utilizacao da medida de representabilidade
condicionada definida em (3.28). Essa medida pode aproximar, com exce¢do de um
fator proporcional, a integral em (3.27) através da soma das contribuigoes calculadas
individualmente para um determinado conjunto de dados, sendo melhor a qualidade da
aproximacao quanto maior e mais homogeneamente distribuido no dominio de entrada
for esse conjunto. Outra alternativa é uma selecao adequada do operador de compo-
sicao fuzzy utilizado na equagao (3.2) para a implementacao do modelo. O operador
média-produto, ja adotado no desenvolvimento das estratégias 6timas para estimagao
dos modelos relacionais apresentadas na secao 3.3, é de particular interesse nesse sentido
pois apresenta uma propriedade de grande utilidade discutida a seguir.

Proposicao 3.3 Com base na definicio 3.1 e na equagao (3.5), a contribuicio C de
cada elemento R, ; de um modelo com composi¢cdo média-produto é dada por

C(Rmj,x) = = (Y Rpj) (3.36)

~| —

Observacao 3.2 Nesse caso em particular, as contribuicoes e consequentemente as
representabilidades dos elementos Ry, ; de uma mesma linha m da matriz relacional
sao linearmente (diretamente) proporcionais aos valores desses elementos. Portanto,
o conjunto de regras fuzzy pode ser extraido do modelo simplesmente selecionando a
regra associada ao elemento com maior valor de cada linha da matriz relacional, sem
a necessidade do cdlculo da matriz de representabilidade ©.

Embora coincida com a abordagem convencional para a extracao de regras fuzzy a
partir de modelos relacionais discutida na secao 3.4.1 e no exemplo A, essa estratégia
é aplicada naquele caso de forma equivocada (segundo o paradigma apresentado aqui)
a modelos implementados com o operador de composi¢ao max-t, que nao apresenta a
propriedade discutida acima.

Exemplo B: Considere um modelo implementado com composicao média-produto,
matriz relacional dada por

0.3 0.7
= {0.8 0.2] (3:37)
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e as demais condicoes descritas no exemplo A. De acordo com a observacao 3.2, as
medidas de representabilidade dos elementos de cada linha da matriz relacional nesse
caso sao proporcionais aos valores desses elementos. Logo, os elementos I?; 5 e Ry em
(3.37) sao os elementos mais representativos das linhas 1 e 2 da matriz, respectivamente.
Lembrando que cada elemento R, ; relaciona os conjuntos referenciais A, e ), (ver
figura 3.2), as seguintes regras fuzzy podem ser extraidas do modelo acima sem qualquer
calculo de medidas de representabilidade:

SE z é Pequeno ENTAO y é Grande
SE z é Grande ENTAO y é Pequeno

Uma questao natural que se pode levantar diz respeito a possibilidade de incon-
sisténcias lingiiisticas em termos da prépria matriz de representabilidade, como por
exemplo a presenca de linhas nessa matriz constituindo conjuntos fuzzy fortemente nao
convexos (Zadeh, 1965) ou cujos elementos apresentam representabilidades similares.
Observa-se experimentalmente (Campello e Amaral, 1999b; Campello e Amaral, 2001)
que quando o modelo representa de forma adequada as caracteristicas essenciais do sis-
tema reduz-se significativamente a probabilidade de incidéncia de tais inconsisténcias.
A razao é que um sistema nao pode ser modelado adequadamente a partir de um con-
junto inconsistente de regras. Se regras conflitantes sao introduzidas no modelo, este
tende a ser impreciso, envolvendo excessiva interpolacao e baixa especificidade. Essa
idéia é enfatizada quando o procedimento de otimizacao sobre os parametros relacio-
nais do modelo é realizado segundo um critério fuzzy, como proposto na secao 3.3.2,
que forca o mesmo a produzir saidas fuzzy lingiiisticamente consistentes através de uma
matriz relacional também consistente.

Observacgao 3.3 Teoricamente, os elementos de uma matriz relacional R devem per-
tencer ao intervalo de valores de pertinéncia fuzzy [0,1]. Para assequrar esta condi¢ao
durante o procedimento de otimizacdo do respectivo modelo, as restrigcoes 0 < R <1
devem ser consideradas nesse procedimento. Quando a interpretagao linguistica basea-
da na matriz de representabilidade é utilizada, no entanto, apenas as restricoes de nao
negatividade sao essenciais porque o conceito de contribuicao apenas nao faz sentido
para valores negativos. Nesse caso, a estimagdo da matriz relacional pode ser realizada
através da solugao do problema convexo em (3.24).

3.4.3 Simplificacao de Bases de Regras

A estratégia de modelagem discutida nas secoes anteriores faz com que a matriz rela-
cional do modelo resultante forneca automaticamente informagao sobre a importancia
(representabilidade) de cada uma das regras associadas aos seus elementos. Essa infor-
macao pode ser utilizada tanto para a obtencao de um conjunto consistente completo
de regras fuzzy, conforme mostrado na secao anterior, como também para simplificid-lo
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através da eliminacao de regras “fracas”, tais como aquelas pouco ou nao excitadas
pelo conjunto de dados durante a fase de estimacao do modelo. Essa questao é de
particular interesse em problemas de natureza incompleta, como muitos sistemas de
classificacao. Esses sistemas possuem regioes do dominio de entrada que nao sao sig-
nificativamente representadas por nenhuma classe. Nesse caso, as regras do respectivo
modelo correspondentes a classes inexistentes nao sao representadas pelos dados ou sao
apenas residualmente (perifericamente) representadas. O mesmo ocorre em sistemas
dinamicos quando o sinal de entrada nao excita adequadamente as dinamicas do siste-
ma, por exemplo devido a restrigoes operacionais, fazendo com que o conjunto de dados
medidos nao seja totalmente representativo.

A reducao de bases de regras fuzzy é um problema que tem sido investigado na litera-
tura (e.g. (Setnes, Babuska, Kaymak e van Nauta Lemke, 1998; Yen e Wang, 1999; Set-
nes e Babuska, 2001)). Esse problema é abordado no presente contexto utilizando os
novos conceitos apresentados na secao 3.4.2. Inicialmente deve-se notar que a propri-
edade discutida na observacao 3.2 nao pode ser aplicada para comparar a representa-
bilidade de elementos de diferentes linhas da matriz relacional. Como cada regra fuzzy
do conjunto extraido é obtida a partir de uma linha diferente da matriz, o calculo das
respectivas representabilidades torna-se inevitavel nesse caso para permitir a compa-
racao miutua e posterior reducao do conjunto através da eliminacao das regras menos
representativas. Esse cdlculo pode ser realizado utilizando a medida de representabi-
lidade condicionada, introduzida na definicao 3.3. Em problemas de classificacao nos
quais os dados nao estao distribuidos de maneira equilibrada entre as diferentes classes,
pode-se normalizar cada medida dividindo-a pela quantidade de elementos no conjunto
de dados associados a classe correspondente.

Apo6s o calculo da matriz de representabilidade, essa matriz deve ser normalizada no
intervalo [0,1] e um limiar £ € [0, 1] deve ser especificado de forma que cada regra (do
conjunto previamente extraido) correspondente a um elemento relacional com represen-
tabilidade inferior a £ seja excluida®. A selecao do limiar ¢ constitui uma especificacao
de projeto. Contudo, a selecao ideal é aquela que resulta no modelo de regras mais
simples porém consistente quantitativa e qualitativamente.

3.5 Exemplos

A seguir apresentam-se trés exemplos para ilustrar as metodologias desenvolvidas nas
secoes anteriores. O primeiro é o problema légico XOR, que ganhou destaque quando
Minsky e Papert (1969) mostraram que uma rede Perceptron com uma tnica camada
nao ¢ capaz de solucionda-lo, causando assim uma reducao drdastica nas pesquisas em
redes neurais artificiais nos anos 70. Esse exemplo académico é utilizado para ilustrar
passo-a-passo os métodos propostos de estimacao e extracao de conhecimento lingtiistico

4Essa abordagem sustenta-se em uma aproximacao do tipo Booleana (Pedrycz, 1993; Pedrycz et al.,
1995).
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a partir de modelos relacionais. O segundo exemplo é uma modificacao do problema
XOR que permite explorar a natureza fuzzy dos modelos relacionais. O terceiro e tltimo
exemplo refere-se a fornalha de gds de Box e Jenkins (1970), que é um benchmark no
contexto de identificacao de sistemas dinamicos. Trata-se de uma aplicacao real utili-
zada para ilustrar o procedimento completo de modelagem quantitativa e qualitativa
descrito nesse capitulo, incluindo a metodologia de simplificacao de bases de regras.

3.5.1 Exemplo 1: Problema XOR

A l6gica OU-Exclusivo (XOR) é apresentada na forma de um conjunto de dados de
entrada-saida na tabela 3.1.

Tabela 3.1: Padroes l6gicos XOR.

k| (k) | 22(k) | y(k)
1] 0 0 | 0
2] 0 1 1
3] 1 0 | 1
4] 1 1 |0

Esses padroes constituem um problema completo de classificacao ndo linearmente
separdvel. Para abordar esse problema, utiliza-se um modelo relacional com duas entra-
das e uma saida, cujos conjuntos referenciais fuzzy sao os mesmos ilustrados na figura
3.2 porém rotulados “Zero” e “Um” ao invés de “Pequeno” e “Grande”, respectivamen-
te. Como existem dois conjuntos referenciais fuzzy definidos para cada varidvel, tem-se
co=c1=cy=2el =cey =4 Logo, utilizando esses conjuntos e as equagoes (3.6),
(3.7) e (3.8), obtém-se os dados fuzzy mostrados na tabela 3.2.

Tabela 3.2: Padroes l6gicos XOR (fuzzificados).

k| Xi(k) | X5 (k)| U'(k) | Y'(k)
1] [1o] | [10] [[1000]] [LO]
2 [10] | [01] |[0100]| [01]
3] [01] | [10] |[0010]] [01]
A (01 [ [01] |[[0001]| [10]

Utilizando a quarta e a quinta coluna da tabela 3.2 nas equacgoes (3.19) e (3.20)
obtém-se
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Yy, = [1001]F (3.38)
Yy, = [0110]F (3.39)
1

onde I, é a matriz identidade 4 x 4. Substituindo ¥y na equagao (3.18) com Wy = I,
resulta ¢; = 4Yy, e:

R =[é o] = 4 (3.41)

—_—o o~
o= o

Tomando entao as regras fuzzy associadas aos elementos mais representativos da
matriz R, como discutido na secao 3.4.2, tem-se o seguinte conjunto:

SE z, é Zero and 1z, é Zero ENTAO y é Zero
SE z; é Zero and x, é Um ENTAO y é Um
SE z; é Un and =z, é Zero ENTAO y é Um
SE z; é Un and z, é Um ENTAO y é Zero

que constitui uma representacao lingiiistica adequada da légica XOR disposta na tabela
3.1. As estimativas quantitativas do modelo podem ser inferidas utilizando os dados
fuzzy na tabela 3.2, a matriz relacional em (3.41) e as equagoes (3.5) e (3.11). Essas
estimativas sao apresentadas na tabela 3.3, onde pode-se observar que correspondem
exatamente aos padroes de saida XOR originais.

Tabela 3.3: Estimativas do modelo para os padroes l6gicos XOR.

k| ai(k) | zao(k) | YT (k) | (k)
1] 0 0 | [10] | O
2 0 T [ o1 | 1
3] 1 0 | 01 | 1
1] 1 1 | [10] | ©
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3.5.2 Exemplo 2: Problema XOR com Perturbacao Es-
tocastica

Dado que os padroes légicos XOR assumem apenas valores binarios, a caracteristica
fuzzy dos modelos relacionais pode ser melhor explorada através de uma pequena mo-
dificacao desses padroes. Para tanto, utilizam-se quatro clusters de dados sendo que
cada cluster consiste de 25 padroes gerados a partir da introducao de um ruido branco
Gaussiano nos dados originais da tabela 3.1, como mostrado na tabela 3.4.

Tabela 3.4: Padroes 16gicos XOR com perturbacao estocéastica.

k z1 (k) zo(k) y(k) | Simbolo
L---,25 Cl(k) CZ(k) C3(k) “o”
26,---,50 G (k) 1+Go (k) | 1+(5(k) “x”
5L+, 75 | 14G(k) | G(k) | 14G(k) | “+7
76,100 | 1+ (k) | 1+Ca(k) | Calk) s

Nessa tabela, (;(k) (i = 1,2,3) denotam varidveis aleatérias independentes com
distribuigao Gaussiana de média zero e variancia 0> = 1/4, projetadas para que os
clusters estejam razoavelmente sobrepostos. Para fins estatisticos, dez conjuntos de
dados distintos sao gerados utilizando a tabela 3.4. A projecao de um desses conjuntos
no dominio de entrada é ilustrada na figura 3.3 junto ao valor de contorno normalizado
0.1 das funcoes de densidade de probabilidade utilizadas para gerar os clusters, isto é,
o valor correspondente a 10% do valor maximo dessas fungoes (associado aos centros
dos clusters).

Utilizando os dados disponiveis e os mesmos conjuntos referenciais fuzzy do exemplo
1 (considerados normais a esquerda e a direita além dos seus valores extremos 0 e 1),
dez modelos relacionais distintos sdo obtidos pela solugdo do problema (3.24) através
de programacao quadratica. Todos os modelos produzem as mesmas regras obtidas no
exemplo 1, que também constituem uma representacao lingiiistica adequada dos dados
na tabela 3.4 se os rotulos dos conjuntos referenciais “Zero” e “Um” forem interpretados
no contexto fuzzy como “Em Torno de Zero” e “Em Torno de Um”. A matriz relacional
do modelo obtido a partir dos dados ilustrados na figura 3.3, por exemplo, é dada (na
forma normalizada) por

0.88 0.24
0.30 0.81
R = 012 1 (3.42)

0.90 0.22
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o

T

-1 -05 0 05 1 15 2
T

Figura 3.3: Dados estocdsticos XOR (simbolos) e valor de contorno 10% das fun¢oes
de densidade de probabilidade originais. (circulos).

Esse exemplo ilustra que os modelos gerados a partir das metodologias propostas
sao capazes de detectar as principais caracteristicas do sistema e extrair as relacoes que
descrevem o seu comportamento fundamental.

3.5.3 Exemplo 3: Fornalha de Gas Box-Jenkins

Nos exemplos anteriores, a quantidade e o posicionamento dos conjuntos referenciais
fuzzy foram especificados de forma estratégica em relacao aos padroes de dados a serem
modelados. Em muitos problemas praticos, no entanto, essa escolha estratégica nao é
possivel. Esse é o caso do presente exemplo, que diz respeito a modelagem da fornalha
de gés apresentada em (Box e Jenkins, 1970).

O sistema consiste de uma fornalha em que ar e metano sao combinados formando
uma mistura de gases contendo Didéxido de Carbono (COs). A alimentagao de ar é
mantida constante, enquanto a taxa de alimentacdo de gas metano u (pés cibicos por
minuto) pode ser variada. O conjunto de dados disponivel é composto de 296 pares de
dados de entrada-saida, sendo que a saida y é a concentracao de Didxido de Carbono
(%CO2) na mistura de gases e a entrada w é uma transformacao linear da entrada real
do sistema u, de modo que

u(k) = 0.60 — 0.04 w(k) (3.43)

A estrutura de modelo adotada para a identificacao desse sistema é a mesma ja
amplamente utilizada na literatura (e.g. (Pedrycz, 1984a; Lee et al., 1994)), ou seja,
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y(k) = F(y(k —1),w(k — 3)), onde F representa o mapeamento nao linear do modelo.
Portanto, o modelo relacional utilizado para a identificacao da fornalha de gas possui a
seguinte forma: Y (k) = X (k) @ Xo(k) @ R, onde x1(k) = y(k — 1) e z5(k) = w(k — 3).

Os conjuntos referenciais fuzzy para a presente aplicacao sao apresentados na figura
3.4. Esses conjuntos foram escolhidos como tendo uma distribuicao uniforme, com cen-
tros eqiiidistantes e sobreposicao em 0.5, sobre os universos de discurso das respectivas
variaveis. Esse procedimento condiz com as idéias originais em logica fuzzy e satisfaz
as condicoes da estrutura de cognicao discutidas no apéndice A, proporcionando boa
interpretabilidade aos modelos sem qualquer esforco computacional. Embora essa dis-
tribuicao nao seja 6tima no sentido do critério (3.12), que diz respeito aos conjuntos
referenciais da varidvel de saida, pode-se verificar experimentalmente que trata-se de
uma aproximacao adequada (Campello, 1997), como serd constatado na seqiiéncia do
exemplo. E importante observar ainda que os conjuntos referenciais poderiam opcional-
mente ser refinados para reduzir o erro final de aproximacao dos modelos. Algoritmos
para a sintonia-fina de conjuntos fuzzy levando em conta restricoes de interpretabilidade
sao descritos em (Oliveira, 1995; Oliveira, 1999a; Oliveira, 1999b).

1.2
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0.4

0.2

0

Figura 3.4: Conjuntos Fuzzy Gaussianos: Muito Pequeno, Pequeno, Médio, Grande,
Muito Grande (y) ; Negativo Grande, Negativo Pequeno, Zero, Positivo Pequeno e Po-
sitivo Grande (w).

Visando a posterior extracao de conhecimento lingiiistico, estima-se inicialmente um
modelo relacional resolvendo o problema (3.24), com Wy = Iy. Em seguida utiliza-
se 0 modelo obtido para simulagoes de previsao 1 passo-a-frente e série sintética (i.e.
simulagao recursiva). As curvas de simulagdo do modelo sdo apresentadas na figura
3.5. Os erros quadraticos médios (EQMs) sao respectivamente 0.1789 e 1.1387. A
simulacao em série sintética, na qual ocorre a realimentacao dos erros de previsao da
saida, contorna em certo grau a indisponibilidade de um segundo conjunto de dados para
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a validacao do modelo. Esse tipo de simulacgao também mostra que o modelo obtido
pode ser utilizado em aplicagoes de previsao com horizontes longos, como controle
preditivo (Nazzetta et al., 1998).
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Figura 3.5: Saidas do sistema (linha cheia) e do modelo relacional (linha tracejada):
previsao 1 passo-a-frente (acima) e série sintética (abaixo).

Para avaliar o efeito das restrigoes de interpretabilidade (nao negatividade) do pro-
blema (3.24) no desempenho quantitativo dos modelos resultantes, um outro modelo
relacional ¢ estimado através da solugao recursiva irrestrita dada pelas equagoes (3.21)
e (3.22). Os respectivos erros de simula¢ao nesse caso sio EQM = 0.1667 em previsao
1 passo-a-frente e EQM = 1.122 em série sintética. Comparando esses resultados com
aqueles obtidos através da solucao restrita, nota-se que as restricoes nao afetam de
maneira significativa a qualidade da solucao. Por outro lado, as restricoes permitem a
extracao de regras lingiiisticas conforme discutido na sec¢ao 3.4.2°. O conjunto de regras
extraido a partir da matriz relacional obtida como solu¢ao do problema restrito (3.24) é
mostrado na figura 3.6, que também apresenta um conjunto de trajetorias linguisticas.
Essas trajetorias foram geradas a partir de seqiiéncias lingiiisticas crescentes e decres-
centes associadas a variavel de entrada w, o que corresponde ao comportamento dessa
variavel no tocante aos dados utilizados para a obtencao do modelo. Por exemplo,
considerando uma seqiiéncia decrescente para a entrada a partir da condicao inicial
“w(k —3) é PP ey(k—1) é MP”, a trajetéria lingiiistica baseada no conjunto de re-
gras da figura 3.6 seria a seguinte:

SEmbora a solucdo restrita demande, a partir de uma determinada dimensdo do problema, um custo
computacional maior do que aquela irrestrita obtida recursivamente via algoritmo RLS, esse néo foi o
caso do presente exemplo.
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k=1 w(k—3) é PP eylk—1) é MP — y(k) é MP
k=i+1: wk-3)éZEeylk—-1) é MP — y(k) é P
k=i+2: wk—-3)éNPeyk-1)éP — yk) éM
k=i+3: wk-3)éNGeyk—-1)éM — yk)éG
y(k—1)
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|
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Figura 3.6: Regras fuzzy e trajetorias lingiisticas: Modelo completo.

As trajetorias lingiiisticas mostradas na figura 3.6 ilustram o comportamento bésico
do sistema, ou seja, que quando a entrada w cresce a saida y decresce e vice-versa.
Uma vez que w varia inversamente com a entrada real do sistema u, como mostra
a equacao (3.43), a relagdo predominante entre u e y é positiva (com atraso). Isso
significa que quando a alimentacao de metano aumenta, a reacao na fornalha cresce
(com mais metano sendo queimado) e, conseqiientemente, apds o periodo necessirio
para completar a reacao (o atraso de transporte) a concentragao de Diéxido de Carbono
também aumenta.

Para validar numericamente o conjunto de regras extraido, um modelo lingiiistico
¢ implementado a partir dessas regras em associagao com o método de inferéncia fuzzy
Produto-Soma-Gravidade (ver apéndice A), com discretizacao 0.1 dos universos de dis-
curso. A simulacao do modelo lingiiistico em previsao 1 passo-a-frente é mostrada na
figura 3.7, ilustrando que o conjunto de regras extraido de fato representa as dinamicas
do sistema. Esse resultado ilustra a eficiéencia das metodologias propostas para esti-
macao e extracao de conhecimento lingiiistico a partir de modelos relacionais.

No que segue, a simplificacao do conjunto de regras da figura 3.6 é considerada.
Primeiramente calcula-se a matriz de representabilidade condicionada, cujos elementos
sao dados pela equagao (3.28). Em seguida, essa matriz é normalizada no intervalo [0,1]
e cada regra fuzzy da figura 3.6 com medida de representabilidade condicionada inferior
a um limiar £ é eliminada, como discutido na se¢ao 3.4.2. Um limiar de £ = 0.05 (5%),
por exemplo, reduz as 25 regras originais para as 15 regras mostradas na figura 3.8.
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Figura 3.7: Saida do sistema (linha cheia) e do modelo lingiiistico extraido (linha
tracejada): EQM= 0.4325.

y(k—1)
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Figura 3.8: Conjunto de regras simplificado (£ = 0.05): Modelo incompleto.
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Esse limiar é adequado no presente contexto por varias razoes. A primeira é que
ele retém a maioria das regras associadas com as trajetorias lingiiisticas utilizadas para
interpretar o sistema. Por outro lado, ele basicamente elimina regras extremas que de
fato nao sao tao excitadas pelos dados como as intermediarias. Mais além, a simulagao
do modelo lingiiistico simplificado da figura 3.8 utilizando o método Produto-Soma-
Gravidade é muito similar aquela do modelo completo mostrada na figura 3.7, com
erro EQM=0.5055. Esse resultado significa que o erro de modelagem nao cresce de
forma significativa (16.88%) frente a uma redugao de 40% na dimensao do modelo. Por
comparacao, um limiar de & = 0.1 reduz o modelo a 8 regras, cujo erro de previsao é
de EQM=0.8722.

Finalmente vale observar que, se um conjunto de regras fosse extraido a partir
das medidas de representabilidade condicionada calculadas acima, esse conjunto seria
precisamente o mesmo da figura 3.6. Esse resultado indica que a aproximacao numérica
da matriz de representabilidade através da medida de representabilidade condicionada,
que foi discutida na secao 3.4.2, pode de fato ser uma alternativa interessante para a
interpretacao lingiiistica de modelos relacionais implementados com outros operadores
de composi¢ao, onde a extracao de regras sem o calculo dessa matriz nao é possivel.

O presente exemplo, junto aos anteriores, abrange os aspectos principais das meto-
dologias desenvolvidas e discutidas ao longo desse capitulo. Alguns aspectos especificos
sao abordados em outros exemplos apresentados em (Campello e Amaral, 2001; Cam-
pello e Amaral, nd). Em (Campello e Amaral, 2001), por exemplo, ilustra-se a mode-
lagem de sistemas de regras fuzzy com o objetivo de quantificar a eficacia das referidas
metodologias. Mostra-se que, além de aproximar com extrema exatidao os mapeamen-
tos fuzzy considerados, os modelos relacionais obtidos proporcionam taxas de acerto
dos conjuntos de regras extraidos com relacao aos originais da ordem de 99%. Ja em
(Campello e Amaral, nd), o efeito do fator de esquecimento dado pela equacao (3.23)
na modelagem de um sistema dinamico variante no tempo é avaliado. Mostra-se que
um modelo estimado recursivamente com fator de esquecimento unitario (A = 1), isto
é, sem esquecimento, apresenta desempenho inferior aqueles estimados com A < 1, que
adaptam-se as mudancas nas dinamicas do sistema.

3.6 Resumo e Discussoes Complementares

Modelos relacionais constituem uma estratégia importante para modelagem qualitativa
uma vez que o seu desenvolvimento segue uma seqiiéncia natural baseada nas idéias
originais a respeito de conjuntos e logica fuzzy. Esse desenvolvimento baseia-se na esti-
macao de relagoes existentes entre termos lingiiisticos que sao definidos por um usudrio
ou especialista e que representam regioes de interesse para a descricao do comporta-
mento de um determinado sistema. Os modelos relacionais sao uma alternativa aos
modelos fuzzy baseados em regras, viz., modelos lingiiisticos e modelos Takagi-Sugeno.
Em relacao aos primeiros, a estrutura relacional simplifica o problema de modelagem
pois substitui a complexa determinacao de uma base de regras lingiiisticas adequada
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pela estimacgao dos parametros de uma matriz relacional. Por outro lado, essa estrutura
permite a insercao e extracao de conhecimento lingiiistico a respeito do comportamento
do sistema modelado, o que nao é possivel utilizando a abordagem Takagi-Sugeno.

Y

Embora os modelos relacionais fuzzy tenham sido amplamente estudados na lite-
ratura e reconhecidos como uma ferramenta eficiente para a identificacao de sistemas
complexos, apresentando capacidade de aproximacao universal de mapeamentos nao
lineares do tipo entrada-saida, pouca atencao foi dada a interpretacao lingiiistica desses
modelos. Neste capitulo, abordou-se de forma integrada os problemas de modelagem
quantitativa e qualitativa de sistemas complexos através de modelos relacionais. Foi
proposta uma metodologia sistematica para o projeto estrutural dos modelos que per-
mite uma formulacao convexa para a otimizacao dos seus parametros desconhecidos.
Essa formulagao admite uma solugao étima global analitica que pode ser obtida nume-
ricamente através do método recursivo dos minimos quadrados ponderados. A inter-
pretabilidade dos modelos é considerada através da utilizacao de uma funcao objetivo
fuzzy e da insercao de restri¢oes convexas no problema de otimizacao, que nesse caso
pode ser resolvido utilizando programacgao quadratica.

Apoés a etapa de estimacao do modelo, conhecimento lingiiistico na forma de um
conjunto consistente (nao conflitante) de regras fuzzy pode ser extraido utilizando os
novos conceitos de contribuicao e representabilidade que foram introduzidos como um
novo paradigma para a interpretacao de modelos relacionais. Esses conceitos permitem
também a simplificacao da base de regras extraida através da eliminacao de regras
menos representativas.

Ilustrou-se o desempenho das metodologias propostas através de exemplos praticos
e acadeémicos. Os resultados obtidos mostram que é possivel gerar modelos re-
presentativos sem necessariamente modificar os conjuntos fuzzy pré-definidos pelo
usudrio/especialista, nao comprometendo assim o significado lingiiistico dos mesmos. A
razao principal é o efeito de ponderacao das regras fuzzy proporcionado pelos elementos
da matriz relacional, que quantitativamente pode substituir modificacoes na particao do
dominio de entrada do problema (Ishibuchi e Nakashima, 2001). Esse mesmo efeito per-
mite aos modelos relacionais considerarem incertezas (fuzziness) de forma explicita nao
apenas em suas variaveis de entrada, mas também em sua variavel de saida, o que reduz
a necessidade de incrementos na granularidade (quantidade de conjuntos referenciais)
das particoes fuzzy dessas variaveis. Com isso obtém-se um melhor compromisso entre
os aspectos quantitativo e qualitativo, isto é, capacidade de aproximacao e interpre-
tabilidade, ja caracterizado no proprio principio da incompatibilidade estabelecido por
Zadeh (1973). Nao obstante, tanto a quantidade de conjuntos fuzzy como os conjuntos
em si podem ser determinados automaticamente através de métodos como algoritmos
genéticos (e.g. ver (Wong e Chen, 2000)) nos casos em que se deseja melhorar a precisao
do modelo ao preco de uma possivel perda de sua interpretabilidade. Esse, no entanto,
nao é o escopo do presente trabalho.
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3.7 Contribuicoes e Perspectivas
As principais contribuicoes desse capitulo sao:

1. Compilacao bibliografica detalhada a respeito de modelos relacionais dentro do
contexto geral de sistemas e modelagem fuzzy.

2. Introducao dos conceitos de contribuicao, representabilidade e representabilidade
condicionada de elementos relacionais como um novo paradigma para a interpre-
tacao lingiiistica dos referidos modelos.

3. Desenvolvimento de uma metodologia sistematica para o projeto estrutural de mo-
delos relacionais que permite uma formulacao convexa para o problema de otimi-
zagao desses modelos e a conseqiiente estimagao 6tima global dos seus parametros
via algoritmos de minimos quadrados, minimos quadrados ponderado, minimos
quadrados recursivo e programacao quadratica.

4. Desenvolvimento de uma metodologia unificada para a representagao e extragao
de conhecimento qualitativo a partir de modelos relacionais bem como para a
simplificacao dos modelos lingiiisticos resultantes.

As principais perspectivas a partir dos resultados obtidos e apresentados no presente
capitulo sao:

1. Estudo aprofundado sobre as condicoes para inversibilidade da matriz Hessiana
na solucao analitica do problema de otimizagao dos modelos.

2. Desenvolvimento de um método para a aplicacao das medidas de representabilida-
de na simplificagao de conjuntos de regras em modelos lingiiisticos nao extraidos
a partir de modelos relacionais.

3. Estudo comparativo entre o método proposto para a simplificacao de bases de
regras baseado na matriz de representabilidade e os métodos existentes baseados
em transformagoes ortogonais (Yen e Wang, 1999; Setnes e Babuska, 2001) e
medidas de similaridade (Setnes, Babuska, Kaymak e van Nauta Lemke, 1998).

4. Estudo para a verificacao das condicoes de aplicacao de algoritmos rapidos
(Wellstead e Zarrop, 1991) para a solugao alternativa da solugao recursiva dos
minimos quadrados na presenca de um nimero elevado de parametros relacionais
a serem estimados.



Capitulo 4

Modelos Hierarquicos

Esse capitulo aborda o problema de dimensionalidade em sistemas fuzzy e neurais
através de uma estrutura de modelos denominada estrutura hierarquica. Propoem-se
dois novos tipos de modelos hierdrquicos, cujas caracteristicas sao avaliadas e compara-
das. Especial énfase é dada ao problema de otimizagao e aos estudos sobre a capacidade
de aproximacao e interpretacao lingiiistica dos modelos propostos. Exemplos préticos
e academicos ilustram a aplicacao dos resultados tedricos obtidos.

4.1 Introducao

A capacidade de memoria e processamento dos sistemas computacionais recentes tem
permitido o desenvolvimento de modelos matematicos cada vez mais eficientes (e em ge-
ral mais complexos) para a representacao de sistemas nao lineares estaticos e dinamicos.
Conforme discutido no capitulo 2, duas das mais importantes classes de modelos nao
lineares no contexto atual sao os sistemas fuzzy e as redes neurais artificiais, especial-
mente em funcao da capacidade de aproximacao universal desses modelos. No entanto,
como estruturas genéricas, i.e., pouco especializadas, esses modelos usualmente reque-
rem uma quantidade elevada de parametros a serem estimados. Mais especificamente,
o numero de parametros necessarios para proporcionar uma dada precisao cresce ex-
ponencialmente com a dimensao do mapeamento a ser aproximado. O mesmo ocorre
com a quantidade de dados necesséarios para a estimacao desses parametros. Esse pro-
blema, conhecido como “Maldi¢do da Dimensionalidade” (Curse of Dimensionality)
(Kosko, 1997; Haykin, 1999), foi originalmente descrito por Bellman (1961).

Varias abordagens tém sido propostas na literatura com o objetivo de contornar
o problema de dimensionalidade em sistemas fuzzy e neurais. Uma dessas abordagens
é conhecida como ANOVA (Brown et al., 1995), onde a representacao de um siste-
ma n-dimensional é realizada pela soma de modelos de menor dimensao (unidimen-
sionais, bidimensionais, etc.), i.e., uma generalizacdo do desenvolvimento polinomial
de Gabor-Kolmogorov. Em aplica¢des em que conjuntos desses submodelos podem ser
desprezados, especialmente os de maior ordem, é possivel obter uma representacao mais
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parcimoniosa em comparacao a um modelo com estrutura convencional. O principal
problema reside na selecao dos submodelos a serem utilizados para a aproximacao de um
determinado sistema. Em outra abordagem, Combs e Andrews (1998) propuseram uma
nova configuracao para a implementacao de modelos de regras fuzzy, denominada URC
(Union-Rule Configuration). Essa abordagem sustenta-se em um importante resulta-
do obtido pelos autores que consiste da equivaléncia entre uma implicagao légica com
premissa dada pela intersegao de miltiplos antecedentes (denominada Intersection-Rule
Configuration — IRC) e a unido entre multiplas implicagoes com antecedentes singulares
(URC). Esta tdltima evita o problema combinatorial associado & presenca de muiltiplos
antecedentes e que resulta no crescimento exponencial da quantidade de regras (impli-
cagoes) em modelos fuzzy convencionais, i.e., com configuragao IRC. Contudo, existem
ainda questoes em aberto a respeito dessa estratégia, conforme discutido em (Mendel
e Liang, 1999). Uma delas é até que ponto o resultado descrito acima, obtido no con-
texto de logica crisp, pode ser generalizado para o contexto de sistemas fuzzy. Giiven
e Passino (2001) propuseram um modelo com configuragao similar que também elimi-
na o problema de explosao combinatorial da quantidade de regras, além de apresentar
a propriedade de aproximacao universal verificada em modelos fuzzy convencionais.
Nesse caso, a principal dificuldade é a auséncia de transparéncia/interpretabilidade da
estrutura proposta.

Embora as estratégias citadas acima tenham propiciado avancos significativos no
sentido de reduzir o problema da dimensionalidade em sistemas fuzzy e neurais, a abor-
dagem mais amplamente difundida nesse contexto tem sido a utilizacao do conceito
de hierarquia para o projeto e implementacao desses sistemas. Esse conceito, que tem
sido utilizado a décadas como base para o tratamento de problemas complexos e de
grande porte (Mesarovic et al., 1970), permite que o problema de modelagem possa
ser abordado por meio de um conjunto de submodelos de menor dimensao providos
de alguma disposicao hierarquica caracterizada pela presenca de diferentes estagios de
processamento (niveis hierdrquicos). Em (Uehara e Fujise, 1993) os autores argumen-
tam que a idéia de processamento em multiplos estagios sustenta-se no conceito de
silogismo (Zadeh, 1985). Essa é uma das estratégias do raciocinio humano, particular-
mente 1util para lidar com problemas de grande porte e com a dificuldade para analisar
simultaneamente um numero elevado de varidveis (Duan e Chung, 2001). Os modelos
hierarquicos inserem-se diretamente nesse contexto como arquiteturas de processamen-
to em multiplos estdgios onde resultados preliminares (intermedidrios) sdo obtidos a
partir da analise de subconjuntos das variaveis do problema e entao utilizados junto a
outras variaveis de forma a produzir um resultado final.

Diferentes estratégias hierarquicas tém sido desenvolvidas visando contornar o pro-
blema de dimensionalidade em sistemas fuzzy e neurais. Holve (1997; 1998) propos
uma arquitetura do tipo arvore composta de subsistemas fuzzy e a determinacao de
suas regras lingiiisticas através de um algoritmo heuristico. Conforme discutido nos
referidos trabalhos, a principal dificuldade é a elevada quantidade de possiveis alterna-
tivas estruturais gerada pela arquitetura proposta. Problema similar ocorre nas abor-
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dagens desenvolvidas em (Shimojima et al., 1995; Furuhashi et al., 1997; Tachibana
e Furuhashi, 1998), onde adotam-se arquiteturas ainda mais flexiveis que requerem a
utilizacdo de ferramentas auxiliares como Algoritmos Genéticos (Genetic Algorithms
— GAs) (Mitchell, 1998; Von Zuben, 2001) para a selecao de configuragoes estruturais
adequadas. Uma forma de simplificar significativamente esse problema é através da
adocao de arquiteturas estruturadas, onde apenas a ordem hierarquica das variaveis de
entrada deve ser selecionada. Esse é o tema central dos desenvolvimentos subseqiientes
do presente capitulo.

Em um trabalho pioneiro nesse contexto, focado na solucao do problema de dimensi-
onalidade em sistemas de controle fuzzy, Raju et al. (1991) propuseram um controlador
com estrutura hierdrquica constituida de um conjunto de subcontroladores conectados
em cascata. A estrutura proposta apresenta a propriedade de que o niumero de re-
gras fuzzy cresce linearmente (e nao exponencialmente) com a dimensdo de entrada,
viabilizando a utilizagao dos respectivos controladores em problemas de grande porte
(Jamshidi, 1997). Wang (Wang, 1998; Chen e Wang, 2000) analisou a aplicacao dessa
mesma estrutura em problemas de modelagem. Em sua abordagem, Wang implementou
os subsistemas hierdrquicos utilizando uma modificacao dos modelos Takagi-Sugeno e
mostrou que o modelo resultante é um aproximador universal. Sua estratégia, contu-
do, baseada na construcao analitica do modelo, assume disponivel o valor de saida do
mapeamento a ser aproximado correspondente a qualquer valor no seu dominio. Es-
sa hipdtese é muito restritiva para a grande maioria das aplicacoes, especialmente no
contexto de identificacao de sistemas dinamicos. Para contornar esse problema, Wang
(1999) propos a utilizacao de métodos de otimizagao baseados em gradiente para a esti-
macao dos parametros do modelo a partir de um conjunto finito de dados. No trabalho
referido acima, apenas modelos com trés entradas foram considerados. Abordagem si-
milar foi proposta em (Chung e Duan, 2000). Nesse caso os autores implementaram
os subsistemas hierarquicos utilizando modelos fuzzy baseados em regras, sendo esses
parametrizados como redes neurais.

Paralelamente aos desenvolvimentos acima, uma outra proposta de modelo baseada
na mesma estrutura hierdrquica com disposicao em cascata foi apresentada por Cam-
pello e Amaral (1999¢; 2000b). Essa proposta constitui o tema central da segao 4.2 e
caracteriza-se pela implementacao dos subsistemas hierarquicos utilizando uma simpli-
ficacao dos modelos relacionais discutidos no capitulo 3. Esses modelos, denominados
modelos relacionais simplificados (Oliveira e Lemos, 1997), sao sob certas condigoes
completamente equivalentes a redes neurais do tipo RBF (Campello e Amaral, 1999a),
conforme discutido no apéndice A. Mesmo nessas condicoes, sua formulacao é particu-
larmente adequada pois trata separadamente cada variavel de entrada no seu respectivo
dominio unidimensional. Com a utilizacao dessa formulacao para a descricao dos sub-
sistemas hierarquicos, obtém-se um conjunto fechado de equacoes recursivas para o
calculo do gradiente da saida do modelo em funcao dos seus parametros, isto é, um
conjunto de equagoes genéricas para modelos hierarquicos com qualquer quantidade de
entradas. Essas equagoes permitem o calculo do gradiente de um dado critério de de-
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sempenho a ser minimizado em relacao a esses parametros e a conseqiiente otimizacao
dos modelos a partir de métodos classicos de otimizacao irrestrita, tais como gradiente
de maior descida (steepest descent gradient) e gradiente conjugado de Fletcher-Reeves
(Bazaraa et al., 1993). Esse tltimo é de particular interesse no presente contexto pois é
adequado a problemas de grande porte uma vez que nao requer o calculo/armazenagem
de qualquer matriz Hessiana ou sua inversa, possuindo ainda garantia de convergéncia
com taxa de segunda ordem. A superioridade desse método com relagao ao método
do gradiente de maior descida, que possui taxa de convergéncia de primeira ordem, é
ilustrada em (Campello e Amaral, 1999¢) no contexto de modelos hierdrquicos. Com ex-
cecao de situagoes especificas em que métodos de otimizacao restrita serao necessarios,
o algoritmo do gradiente conjugado de Fletcher-Reeves serd adotado ao longo desse
capitulo para a otimizacao dos modelos considerados.

Como serd visto ao longo da secao 4.2, os modelos relacionais hierdrquicos discu-
tidos acima apresentam desempenho adequado na modelagem de diferentes tipos de
sistemas. O principal problema com esses modelos é que, assim como aqueles descri-
tos anteriormente, nao proporcionam conhecimento qualitativo a respeito dos sistemas
modelados em decorréncia da perda de interpretabilidade intrinseca das arquiteturas
hierarquicas. Para contornar esse problema, apresenta-se na secao 4.3 uma classe al-
ternativa de modelos relacionais hierdrquicos que permite a extragao de regras fuzzy
através da mesma metodologia discutida no capitulo 3 no contexto de modelos nao
hierarquicos e mostra-se na secao 4.4 que os modelos correspondentes apresentam a
propriedade de aproximacao universal.

4.2 Modelos Hierarquicos com Submodelos Relaci-
onais Simplificados

4.2.1 Modelos Relacionais Simplificados e Redes Neurais RBF

Considere o seguinte sistema’:

y=F(x1, - ,2,) (4.1)
onde F é um operador nao linear que realiza o mapeamento das entradas z;

(¢=1,---,n) na saida y. Esse sistema pode ser representado por um modelo rela-
cional fuzzy simplificado (Oliveira e Lemos, 1997) através da seguinte equagao:

g=v"Q (4.2)

IPor simplicidade e sem perda de generalidade MISO, ja que um sistema MIMO pode ser sempre
representado por um conjunto de equagoes desse tipo.
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onde ¢ é a saida do modelo, Q =[ Q; -+ Qu ]T é o vetor de parametros relacionais
eW=[W --- Wy |"éovetor de entrada fuzzy. A diferenga bésica desses modelos
em comparacao aos modelos relacionais convencionais discutidos no capitulo 3 é que
eles produzem a saida crisp y diretamente a partir da inferéncia com um conjunto
de entradas, e nao a partir da defuzzificacao de um conjunto fuzzy resultante dessa
inferéncia. Assim como para os modelos relacionais convencionais, o vetor ¥ é dado
pelo produto de Kronecker (® ) das entradas fuzzy individuais, isto é,

V=X Xo® - ®X, (4.3)

que por sua vez sao obtidas a partir das entradas crisp x; como

Xi = [y () Xy (i) -+ X (a)]" (4.4)

onde &j; (j =1,---,c) é o j-ésimo conjunto referencial fuzzy da i-ésima varidvel de en-
trada e ¢ é o nimero de conjuntos referenciais definidos para cada varidvel (em principio
assumido ser inico). Demonstra-se no apéndice A que quando esses conjuntos sao Gaus-
sianos o modelo relacional dado pelas equacoes acima é matematicamente equivalente
a uma rede neural do tipo RBF. A analogia entre esses modelos é ilustrada nas figu-
ras 4.1 e 4.2 para o caso de duas entradas. A figura 4.1 mostra conjuntos referenciais
fuzzy Gaussianos definidos nos dominios unidimensionais (universos de discurso) das
variaveis de entrada x; e x5 de um modelo relacional simplificado. A figura 4.2 mostra
as func¢oes de ativacao da rede RBF equivalente, cujas projecoes produzem os conjuntos
referenciais da figura 4.1.

0.8

0.6

0.4

0.2r

Figura 4.1: Conjuntos referenciais de um modelo fuzzy com 2 entradas: X, (x;),
i=1,2,3 (acima) ; Xy, (z3) i = 1,2 (abaixo).
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Figura 4.2: Fungoes de ativacao (6 neuronios) da rede neural RBF equivalente.

O modelo dado pelas equagoes (4.2), (4.3) e (4.4) segue a estrutura convencional de
modelos fuzzy e redes neurais feedforward ilustrada na figura 4.3. O principal problema
com essa estrutura é discutido a seguir.

Pode-se verificar a partir das equagoes (4.3) e (4.4) que o nimero de elementos dos
vetores ¥ e ) em (4.2) é dado por M = ¢", sendo a capacidade de aproximacao do
modelo proporcional a ¢. A quantidade M representa o nimero de regras fuzzy associ-
adas ao modelo ou, alternativamente, o niimero de neuronios da rede RBF equivalente.
Esse valor também é o nimero de parametros do modelo a serem estimados (pesos
sindpticos na rede RBF) caso os conjuntos referenciais fuzzy/fungoes de ativagao sejam
mantidos fixos, i.e., pré-especificados. Por outro lado, se os centros e aberturas dos con-
juntos referenciais fuzzy/fungoes de ativagao forem considerados parametros de projeto
livre, entao a quantidade total de parametros do modelo a serem estimados torna-se
p=c" + 2nec.

A relacao exponencial entre o nimero de entradas n e o nimero de regras
fuzzy/neurdnios M do modelo é apresentada na figura 4.4 para valores tipicos de c.
Essa figura ilustra o problema de dimensionalidade em modelos nao hierarquicos, ou
seja, o crescimento da quantidade de regras/neurdnios necesséarios para cobrir o dominio
de entrada com determinada “densidade” como uma funcao exponencial da dimensao
desse dominio.

4.2.2 Estrutura Hierarquica Padrao

Uma alternativa para contornar o problema de dimensionalidade discutido na secao
anterior é a estrutura hierdrquica mostrada na figura 4.5, onde n — 1 submodelos com
dominios de entrada bidimensionais sao conectados em cascata. Como cada submo-
delo (também denominado unidade de processamento ou bloco hierdrquico) possui

apenas duas entradas, o nimero de regras/neurénios por unidade é ¢?. Conseqiien-
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Figura 4.3: Estrutura nao hierarquica.
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Figura 4.4: Relagao entre o nimero de entradas n e o nimero de regras fuzzy/neuronios
M em modelos nao hierdrquicos (valores tipicos de c).
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temente, o niimero total de regras/neuronios do modelo hierdrquico é M = (n — 1) ¢?
(n > 2). Esse valor também é o nimero de parametros a serem estimados se 0s
conjuntos fuzzy/funcoes de ativacao forem mantidos fixos, i.e., pré-especificados. Ca-
so contrario, a quantidade total de parametros de projeto livre do modelo torna-se
p=m-1))c+2nc+2(n—-2)c = n—1)c+4(n—-1)c

T
MR )

suBmopELo| J1

T 1
2 .
SUBMODELO
T3 2
\

! \

I \

I \

| \

I

I ~

! Yn—2

I ~

' suBmoprro | In—-1 =Y
Tn n—1

Figura 4.5: Estrutura Hierdrquica.

A relagao entre o nimero de entradas n e o nimero de regras/neurénios M do modelo
hierarquico é apresentada na figura 4.6 para valores tipicos de c¢. Essa figura mostra
que a taxa de crescimento no nimero de regras/neurénios em fungao do nimero de
entradas é constante (para n > 2). Essa é uma vantagem significativa em comparagao
ao comportamento da estrutura nao hierarquica, ilustrado na figura 4.4.

Com base na formulacao apresentada na secao 4.2.1, as equacoes que descrevem o
modelo mostrado na figura 4.5 sao dadas por:

CZ
g =V Q; = Z‘Ifi,Qi,, =1 n—=1 (4.5)
=1
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Figura 4.6: Relagao entre o niimero de entradas n e o nimero de regras fuzzy/neuronios
M em modelos hierarquicos (valores tipicos de c).

Vi = [ V0 (0n) Vo) -+ Vn(in) 1T, h=1,--,n—-2 (4.8)

onde €; = [Q;, -+ ,]" é o vetor de parametros relacionais/pesos sindpticos do i-ésimo
bloco hierdrquico com vetor fuzzy de entrada ¥; e saida g;, e X,y e Y. sao os conjuntos
referenciais fuzzy associados as entradas originais x(.) e artificiais 7., (saidas interme-
didrias) do modelo. No caso de conjuntos referenciais Gaussianos tem-se

95

X, (x;) = exp (-M) (4.9)

Vi, (1n) = exp <—M> (4.10)

2
Ph
onde 0, (¢n,) e 0j, (¢n,) sao os centros e aberturas do [-ésimo conjunto associado a

j-ésima entrada z; (h-ésima saida intermedidria g,), respectivamente.

4.2.3 Problema de Otimizacgao

Considere  um  conjunto de N  pares de dados de entrada-saida,
{x1(k), -+, zn(k),y(k) }_,, amostrados a partir de um sistema a ser modelado.
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Um modelo hierarquico desse sistema pode ser estimado através da solucao do seguinte
problema de otimizagao:

. 1 .
min J = 52( y(k) — g(k) )* (4.11)
k=1

onde I'" denota o conjunto de todos os parametros de projeto livre do modelo. O pro-
blema (4.11) pode ser resolvido através de técnicas de otimizagao irrestrita, como o
algoritmo do gradiente conjugado de Fletcher-Reeves (Bazaraa et al., 1993). Essas
técnicas requerem o cédlculo do gradiente da funcao de custo J em relacao ao conjunto
de parametros I'. O conjunto I' associado aos modelos hierarquicos em questao é cons-
tituido pelos vetores de parametros €2y bem como pelos centros (6.y e ¢) e aberturas
(o() e @) dos conjuntos referenciais fuzzy de cada submodelo. Tomando as derivadas
de J em (4.11) com relacao a cada um desses parametros através da aplicagao da regra
da cadeia nas equagoes (4.5), (4.6), (4.7) e (4.8) tem-se? (Campello e Amaral, 1999c¢):

0.J = P=1,
o = > elk)Tn (k)M (k) , he1. . m—1 (4.12)
0J N c—1 OV, (i (k
% - Z [e(k))\h+1(k) (Z Q(h+1)(lc+i)X(h+2)(l+1) (k)> % )
7 - l (4.13)
v 17 ’ €
h=1,---,n—2
07 - . . 0, (wn(k
ﬁh- = _Z le(k)Ah—l(k) (Z Q(hfl)(icfcﬂ-)y(h,g)j (k‘)) w‘ ,
- " 1 (4.14)
1=1,---,c
h = 37 ) y 1
0 = ‘ 0Xs (12(k)) |
90, ; [e(k))q(k) (; Q1(ic_c+j)X1j(k)> —o6, | i=1,--,¢ (4.15)

20 procedimento é o mesmo utilizado para calcular as equacdes dos gradientes locais em redes
neurais do tipo Perceptron multi-camadas (MLP) (Haykin, 1999) (mutatis mutandis).
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o1y ox, (k)]
00,. - Z [e(k))\l(k) (Z QI(IC+i)X2(l+1) (k)> T , t=1,---,c
' k=1 1=0 i
(4.16)

onde Xy, (k) = X, (an(k) ), Ya, (k) = Vo, (gn(k) ) e (k) = y(k) — §(k). O termo A, (k)

pode ser escrito recursivamente como

M) = Mg () KZ AR P (k)) %ﬁ,}f”] (.17

j=1 1=0

sendo ¢ = 1,---,n—2 e A\, 1(k) = 1. Essa recursividade é andloga ao resultado
das redes MLP onde o gradiente associado aos pesos sinapticos de uma dada camada
de neuronios é obtido em funcao daquele ja calculado para os neuronios da camada
subseqiiente (Back-propagation).

As derivadas associadas as aberturas dos conjuntos referenciais fuzzy podem ser ob-
tidas a partir das equagbes (4.13), (4.14), (4.15) e (4.16), simplesmente substituindo
0y e ¢() por oy e @), respectivamente. Os termos derivativos apresentados implicita-
mente nessas equacoes podem ser calculados numericamente, independente do tipo dos
conjuntos referenciais adotados, ou analiticamente, para um tipo especifico. No caso
de conjuntos com funcoes de pertinéncia Gaussianas, por exemplo, os referidos termos
sdo rescritos explicitamente a partir de (4.9) e (4.10) como segue:

OVn, (gn(k)) _ 2

Bor = g ()~ 1) D (in(4) (1.18)
D BB S 5008 = ) 1 50 (4) (419)
%«/’Z(W _ % (2 (k) = On.) X (2 (k) (4.20)
%ﬂz(’m _ % (2 (k) = On.)? X, (2 (F) (4.21)
Pl _ =2 (54(8)  buy) Y i(8) (422

0hy(k) ¢
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Observagao 4.1 O conjunto de equagoes de (4.12) a (4.17) foi obtido considerando
que o numero de conjuntos referenciais fuzzy por varidvel de entrada é o mesmo para
cada varidvel, e iqual a c. Essa condicao simplifica significativamente o conjunto de
equagoes e o seu desenvolvimento. Se um numero distinto de conjuntos referenciais
for especificado para cada varidvel, de modo a atribuir niveis de granularidade e pre-
cisao diferentes a cada uma delas, o mesmo conjunto de equagoes pode ser utilizado
considerando ¢ como sendo o maior valor entre as diferentes quantidades de conjuntos
atribuidos as varidveis. Deve-se entao retirar dos parametros a serem otimizados os
centros e aberturas referentes aos conjuntos referenciais excedentes bem como 0s res-
pectivos elementos relacionais. Esses ultimos devem ainda ser igualados a zero para
anular as contribui¢oes referentes aos conjuntos referenciais descartados nos cdlculos
da saida do modelo e das derivadas relacionadas aos demais parametros.

4.2.4 Normalizacao de Dados e Inicializacao de Parametros

Sabe-se que, por questoes de robustez numérica dos algoritmos de otimizacao, é reco-
mendavel que as variaveis dos modelos sejam normalizadas para que os dados de entrada
e saida (E/S) disponiveis para identificacao estejam representados em um intervalo co-
mum, como por exemplo [—1,1]. Considerando um sistema com entrada z e saida v,
normalizadas através das transformagoes afins fi(x) = a; + bz e fo(y) = az + boy, res-
pectivamente, tem-se o esquema de modelagem com normalizacao ilustrado na figura
4.7.

T MODELO 0

NORMALIZADO by

Figura 4.7: Modelo com normalizacao de E/S.

Os conjuntos referenciais fuzzy do modelo devem ser inicializados sobre os universos
de discurso das respectivas variaveis, que nesse caso constituem o proprio intervalo de
normalizacao. Uma maneira simples e que em geral proporciona resultados satisfatérios
¢ inicializar esses conjuntos através de uma distribuicao homogénea dentro do intervalo
de normalizacao (Giiven e Passino, 2001), com centros igualmente espacgados e aber-
turas, por exemplo, iguais a distancia entre dois centros consecutivos, como ilustrado
na figura 4.8 para ¢ = 5 conjuntos Gaussianos. Essa distribuicao serd adotada nos
desenvolvimentos subseqiientes a nao ser que o contrario seja estabelecido.

Conforme indica a figura 4.8, essa distribuicao também é valida para os conjuntos
referenciais fuzzy V) correspondentes as varidveis intermedidrias do modelo, que podem
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Figura 4.8: Distribuicao homogénea de conjuntos referenciais fuzzy.

ser arbitrados no mesmo intervalo de normalizacao adotado. Logo, uma inicializacao
adequada para os elementos relacionais (vetores 2.y) pode ser obtida através de valores
aleatorios com média zero e variancia pequena o suficiente para que as saidas dos
submodelos estejam ao menos aproximadamente contidas naquele intervalo, evitando
assim a saturacao dos conjuntos referenciais associados a essas variaveis.

E importante notar que na modelagem de sistemas estéticos as varidveis de E/S
sao independentes e, portanto, normalizadas com fatores individuais. Na modelagem
de sistemas dinamicos as variaveis envolvidas nao sao necessariamente independentes
pois podem estar associadas a uma mesma entrada ou saida do sistema, porém em
instantes de amostragem distintos. Nesse caso, normalizam-se os sinais do sistema
e, portanto, cada varidvel do modelo referente a uma mesma entrada ou saida desse
sistema é normalizada utilizando os mesmos fatores. Essa condicao nao altera o fato
de que essas variaveis sao normalizadas em um intervalo comum e, portanto, em ambos
0s casos os parametros do modelo podem ser inicializados da mesma forma discutida
acima.

4.2.5 Selecao da Ordem Hierarquica

A seguir realiza-se uma andlise sobre a influéncia da disposi¢ao (ordem) das variaveis de
entrada nos modelos com estrutura hierarquica. Essa analise baseia-se nos resultados
obtidos em dois casos de estudo com caracteristicas distintas e de particular interesse
para as investigacoes em questao.
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1° Caso de Estudo: Sistema Dinamico

Seja o seguinte sistema dinamico nao linear (Narendra e Parthasarathy, 1990; Wang,
1994):

y(k) = 0.3y(k—1)+0.6y(k — 2)+

4.23
+0.6sin(ru(k — 1)) + 0.3sin(3nu(k — 1)) + 0.1sin(5ru(k — 1)) 4.23)

O sistema acima é um benchmark na area de modelagem e controle de sistemas
dinamicos utilizando logica fuzzy e RNAs e é de particular interesse no presente contexto
porque as nao linearidades concentram-se apenas na variavel de entrada independente
u, isto é, a complexidade da dinadmica restringe-se ao mapeamento entre u(k — 1) e a
saida y(k).

Seja uma arquitetura em cascata para representar o sistema (4.23) utilizando as
trés entradas discretas u(k — 1), y(k — 1) e y(k — 2), possuindo portanto dois blocos
hierarquicos. Nesse exemplo avalia-se e compara-se o desempenho de treinamento e
previsao dos modelos obtidos quando a entrada u(k — 1), onde concentram-se as nao
linearidades, é disposta em cada um desses blocos. A arquitetura basica considera-
da é a ilustrada na figura 4.9, sendo uma configuracao hierarquica caracterizada por
(k) =u(k —1), zo(k) = y(k — 1) e x3(k) = y(k — 2) e a outra caracterizada por
(k) =y(k —1), 29(k) = y(k — 2) e x3(k) = u(k — 1).

z1(k)
—»,
SUBMODELO
o (k)
SUBMODELO
z3(k) . 2

Figura 4.9: Modelo hierdrquico com 3 entradas.

Dois conjuntos independentes de dados (treinamento e valida¢ao) sao gerados a par-
tir da equacao que descreve o sistema. Os dados de treinamento sao obtidos utilizando

o mesmo sinal de excitagao adotado em (Narendra e Parthasarathy, 1990; Wang, 1994),

27k

isto 6, u(k) = sin (25). Toma-se um conjunto de 260 pares de dados de entrada-saida

{u(k),y(k) }3%°, sendo os dez primeiros referentes ao transitério inicial (condigoes ini-

ciais nulas) e os demais 250 referentes a um periodo completo do sinal de excitagao. Os

dados de validagao sao gerados com u(k) = sin (“2%“), onde k=1,---,500 e w é um

escalar que varia linearmente no tempo de 1 (kK = 1) até 4 (k = 500), i.e., da metade
até o dobro do valor referente aos dados de estimacao.
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Considera-se inicialmente a primeira configuracao hierarquica. Os parametros de
um modelo com ¢ = 5 conjuntos referenciais fuzzy Gaussianos por variavel de entrada
sao inicializados conforme discutido na secao 4.2.4. Para fins estatisticos, utilizam-
se cinco inicializacoes distintas para os parametros relacionais. O critério de parada
utilizado para o procedimento de treinamento dos modelos correspondentes a cada uma
dessas inicializagoes ¢ EQM < ¢, onde EQM é o erro quadratico médio entre as saidas
do modelo e do sistema (EQM = %) e € = 0.005 é um limiar de erro pequeno o
suficiente para os propositos da presente andlise. A evolucao do treinamento é ilustrada

na figura 4.10 e os resultados finais sao apresentados na tabela 4.1.

Tabela 4.1: Desempenhos de treinamento e simulacao de um modelo hierarquico oti-
mizado a partir de cinco inicializagbes distintas. Hierarquia: (k) = wu(k — 1),
zo(k) =y(k —1) e x3(k) = y(k — 2).

Inicializacao Epocas EQM previsao 1 passo | EQM série sintética
1 173 0.0298 0.1765
2 128 0.0738 0.2894
3 234 0.1636 2.8143
4 196 0.0840 0.4077
5 120 0.0438 0.2435

As colunas da esquerda para a direita na tabela 4.1 mostram respectivamente o
rétulo de inicializagao do modelo, o niimero de épocas (iteragoes do algoritmo envolven-
do todo o conjunto de dados) necessarias para atingir o critério de parada estabelecido
e 0os EQMs referentes as simulacoes dos modelos em previsao 1 passo-a-frente e série
sintética (previsao recursiva), sendo as duas tltimas referentes aos dados de validacao.
Os melhores e piores desempenhos de simulagao (modelos 1 e 3 respectivamente) sao
ilustrados nas figuras 4.11 e 4.12. E interessante notar através da figura 4.10 que ocorreu
sobretreinamento (overfitting) do modelo 3 aproximadamente apés a centésima época, a
partir da qual pode-se observar que o erro de validacao passa a crescer persistentemente
a medida que o erro de estimacao continua decrescendo. Logo, o resultado de simulacao
desse modelo poderia ser superior se o seu treinamento fosse interrompido antes.

Pode-se notar a partir da tabela 4.1 bem como das figuras 4.11 e 4.12 que ini-
cializagoes distintas para o procedimento de otimizacao podem levar a modelos com
diferentes capacidades de generalizacao. Contudo, o desempenho global dos modelos
resultantes pode ser considerado satisfatorio, especialmente porque o pior modelo em
simulacao (modelo 3) segue o sistema real em série sintética por mais de 220 instantes
de amostragem (figura 4.12), que é um horizonte de previsdo longo mesmo para as
aplicagoes mais exigentes.

Finalmente, todo o procedimento de treinamento e simulagao de modelos descrito
acima é repetido para a segunda configuracao hierarquica discutida anteriormente. A



68 Capitulo 4. Modelos Hierarquicos

Modelos 1 a 5 (de cima para baixo)
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Figura 4.10: Evolugdo do EQM para dados de estimacao (linha cheia) e vali-
dacao (linha tracejada) durante treinamento de modelos hierdrquicos com hierarquia

(k) =ulk — 1), z2(k) = y(k — 1) e x3(k) = y(k — 2).
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Figura 4.11: Saida do sistema (linha cheia) e previsao 1 passo-a-frente de 2 modelos
hierarquicos (linha pontilhada): Melhor modelo (acima) ; pior modelo (abaixo).
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Figura 4.12: Saida do sistema (linha cheia) e série sintética de 2 modelos hierdrquicos
(linha pontilhada): Melhor modelo (acima) ; pior modelo (abaixo).

evolucao do treinamento ¢ ilustrada na figura 4.13 e os resultados finais sao mostrados
na tabela 4.2. Comparando as tabelas 4.1 e 4.2 pode-se basicamente notar que: i) A
primeira configuracao hierdrquica mostrou-se muito mais robusta a inicializacao dos

parametros; ii) Em média, os desempenhos de treinamento e simulacao dos modelos

sob essa configuracao foram significativamente superiores. Antes de prosseguir com uma

discussao mais detalhada desses resultados, um outro caso de estudo é apresentado.

Tabela 4.2: Desempenhos de treinamento e simulacao de um modelo hierarquico oti-

mizado a partir de cinco inicializagoes distintas.

zo(k) = y(k — 2) e x3(k) = u(k —1).

Inicializacao Epocas EQM previsao 1 passo | EQM série sintética
1 591 0.3124 4.0505
2 348 0.2445 1.4180
3 1805 0.1906 0.7226
4 536 0.2560 3.6453
5 83 0.0539 0.3826

20 Caso de Estudo: Funcao Sinc no R?

Neste caso considera-se a seguinte funcao:

Hierarquia: x,(k) = y(k — 1),
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Modelos 1 a 5 (de cima para baixo)
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Figura 4.13: Evolugdo do EQM para dados de estimacao (linha cheia) e vali-
dacao (linha tracejada) durante treinamento de modelos hierdrquicos com hierarquia

z1(k) =y(k —1), 29(k) = y(k — 2) e x3(k) = u(k — 1).

f(z1,29) = sinc(zy) - sinc(xs) (4.24)

onde

ine(z,) sen(z;)/x; sex; # 0, (4.25)
sinc(z;) = )
' 1 caso contrario.

O respectivo mapeamento nao linear, ilustrado na figura 4.14, é de particular inte-
resse pois é constituido pelo produto de duas nao linearidades idénticas em cada uma
das suas variaveis de entrada. Contudo, como o dominio desse mapeamento é bidimen-
sional (0 que permite a sua avaliagao gréfica), a estratégia de modelagem hierdrquica
ilustrada na figura 4.15 torna-se necessaria. Essa estratégia permite a representacao do
mapeamento, cuja complexidade é a mesma para cada uma das suas variaveis de entra-
da, através de um modelo onde essas varidveis sao representadas em niveis hierarquicos
e portanto com graus de liberdade distintos.

Sao tomados 200 pares de dados de entrada-saida para treinamento do modelo hi-
erarquico da figura 4.15. Esses dados sao gerados a partir de (4.24) e (4.25) com z; e
Ty amostrados aleatoriamente (com distribui¢do uniforme) em [—3,3]. Os parametros
do modelo, com ¢ = 5 conjuntos referenciais fuzzy Gaussianos por variavel de entrada,
sao inicializados conforme discutido na secao 4.2.4. E importante observar que todos
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Figura 4.14: Funcao Sinc em um dominio compacto do R2.
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Figura 4.15: Modelo hierarquico com dominio bidimensional.
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os resultados discutidos a seguir, referentes a essa inicializagao, representam qualitati-
vamente resultados andlogos obtidos a partir de inicializagoes distintas.

O modelo é treinado por 250 épocas a partir das quais nenhuma melhora signifi-
cativa na qualidade de aproximacao é proporcionada, como mostrado na figura 4.16.
O mapeamento do modelo final, obtido a partir de uma grade de 60 x 60 valores de
entrada no dominio compacto [—3, 3], é ilustrado na figura 4.17, e a superficie de erro
de modelagem é apresentada na figura 4.18 (observar a escala).
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=
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i
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200 250
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Figura 4.16: Evolucao do EQM entre as saidas do mapeamento Sinc e do seu modelo
hierdrquico para dados de estimacao (linha cheia) e validagao (linha tracejada) ao longo
do procedimento de treinamento desse modelo.
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Figura 4.17: Modelo hierarquico da funcao Sinc em um dominio compacto do R2.

Analisando as trés superficies, pode-se verificar que as nao linearidades foram me-
lhor aproximadas com relacao a entrada 1, que é a variavel com nivel hierdrquico mais
alto. Esse resultado torna-se mais evidente considerando que a caracteristica fundamen-
tal do mapeamento original, que é o produto de duas nao linearidades independentes
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0.2

0.1

Figura 4.18: Superficie de erro de aproximacao da funcao Sinc:
E(xbx?) - f(xla xZ) - ?J(«Tla xZ)-

em cada uma das variaveis de entrada, tenha sido bem aproximada. Essa hipotese é
consistente em fun¢ao da simetria (aproximada) do mapeamento do modelo. Logo, se
a nao linearidade referente a x, tivesse sido aproximada com precisao similar aquela
referente a x1, entao o modelo deveria gerar valores quase nulos para ro & 3 e 19 & —3
(Vz; € [—3,3]), pois nesses casos tem-se que sinc(zs) = 0, o que nao foi verificado. Mais
além, para x5 = 0 (sinc(xy) = 1), por exemplo, pode-se notar que o modelo representa
adequadamente o mapeamento nao linear em funcao de z;; porém o oposto nao ocorre
com a mesma precisao.

Analise dos Resultados

Dado que uma alteracao na hierarquia altera o modelo em si e portanto a funcao ob-
jetivo a ser minimizada na estimacao dos seus parametros, é esperada uma alteracao
na evolucao do treinamento de dois modelos hierarquicos inicializados com exatamen-
te os mesmos parametros mas com ordens hierarquicas distintas para duas ou mais
variaveis de entrada. Qualquer alteracao na hierarquia faz com que as inicializagoes,
como por exemplo a distribuicao inicial dos conjuntos referenciais fuzzy, estejam mais
ou menos distantes de solucoes 6timas ou sub-6timas, dependendo do mapeamento a ser
aproximado e da ordem hierarquica escolhida. Dessa forma, dada uma solucao inicial
dentro do espago de parametros, é a ordem hierdarquica (e a respectiva fungao objetivo
resultante) quem determina a solugao final (ponto de minimo) a ser alcangada pelo
treinamento e o respectivo nimero de iteragoes necessarias para alcanca-la.

Dos resultados obtidos nos dois casos de estudo apresentados é possivel inferir que os
modelos sao sensiveis quanto a hierarquia em um sentido mais amplo, porque alterou-se
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de forma correlacionada o desempenho geral de modelagem com alteracoes especificas
na ordem hierarquica. Particularmente, foi possivel observar no primeiro caso de estudo
que o desempenho de modelagem foi em média significativamente superior quando aque-
las variaveis de entrada cujas relagoes para a saida eram mais complexas foram dispostas
em niveis hierarquicos mais elevados. No segundo caso de estudo, onde a complexidade
associada as diferentes varidveis eram iguais, foi observado que aproximou-se melhor
as relacoes de entrada-saida referentes aquela disposta no nivel hierdrquico mais alto.
Esses resultados sustentam-se no fato de que quanto mais alto o seu nivel hierarquico,
mais complexo torna-se o mapeamento de uma varidavel de entrada para a saida do
modelo, envolvendo um nimero maior de unidades de processamento (submodelos) e
portanto de graus de liberdade, isto é, mais parametros livres associados.

A sensibilidade dos modelos hierarquicos a disposicao das suas variaveis de entrada
representa de certa forma um ponto desfavoravel dessa estratégia, ja que a hierarquia
torna-se um parametro adicional de projeto. Outra questao desfavoravel é a perda da
capacidade de processamento paralelo, natural dos sistemas fuzzy e RNAs feedforward
convencionais. Por outro lado, a reducao proporcionada na quantidade de parametros
aumenta automaticamente a capacidade de generalizagao dos modelos.

Deve-se salientar que havendo conhecimento a priori a respeito da estrutura do
sistema a ser modelado, esse conhecimento pode ser utilizado na selecao da ordem
hierarquica. Esse procedimento serd ilustrado no capitulo seguinte no contexto dos
modelos hierarquicos desenvolvidos a partir do conceito de fungoes de base ortonormal
(modelos hierdrquicos FBO). E também importante observar que a ordem hierarquica
e até mesmo as préprias variaveis de entrada, dentre possiveis candidatas, bem como
outros parametros de projeto (e.g. a quantidade de conjuntos referenciais fuzzy por
varidvel), podem ser selecionados automaticamente através de técnicas de computagao
evolutiva, conforme ilustrado em (Shimojima et al., 1995; Furuhashi et al., 1997; Tachi-
bana e Furuhashi, 1998), onde GAs foram utilizados. Nesse caso, tem-se o requerimento
de uma contrapartida computacional cuja viabilidade depende de cada aplicacao.

4.2.6 Estruturas Hierarquicas Alternativas

A selecao da ordem hierdrquica discutida na secao anterior remete a um problema
intrinseco da estrutura hierarquica padrao considerada nos desenvolvimentos até o pre-
sente ponto. Trata-se da impossibilidade de atribuir niveis hierdrquicos iguais a va-
riaveis de entrada distintas. A eliminacao dessa restricao é de particular interesse em
problemas onde deseja-se estabelecer ordens hierarquicas dentro de diferentes grupos de
variaveis, mas nao necessariamente entre esses grupos. Essa condicao pode ser obtida
através da estrutura genérica ilustrada na figura 4.19.

Varias alternativas hierarquicas sao possiveis a partir dessa estrutura basica que é
formada pela composicao de diferentes modelos hierarquicos individuais. A composicao
dos diferentes modelos é representada pelo operador genérico =, que pode ser um ma-
peamento fuzzy/neural (inclusive hierdrquico) ou mesmo qualquer operador algébrico
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Figura 4.19: Estrutura hierdrquica alternativa.

simples.

Observacao 4.2 Como a derivada da soma € a soma das derivadas, se o operador =
for implementado pela soma das saidas dos modelos individuais, entdo as equacoes do
gradiente da fung¢do de custo J em (4.11) com relagdo aos parametros de cada modelo
serdo as mesmas desenvolvidas para um modelo unico, discutidas na se¢ao 4.2.3. Caso
contrdrio, requer-se para a aplicacao da regra da cadeia o cdlculo adicional das derivadas
parciais correspondentes ao operador = selecionado.

Uma outra estratégia que também permite a atribuicao de um mesmo nivel hi-
erarquico a diferentes varidveis ¢é a utilizagao de submodelos com mais de duas entradas.
Um exemplo ¢ ilustrado na figura 4.20.

Contudo, esse tipo de estrutura apresenta um nimero maior de regras e parametros
em comparacao a estrutura padrao, onde cada submodelo possui necessariamente ape-
nas duas entradas. De fato, é simples demonstrar que a estrutura hierarquica padrao
produz os modelos mais parcimoniosos possiveis (Raju et al., 1991).

4.2.7 Abordagens Algoritmicas Alternativas

Assim como para as arquiteturas convencionais de redes neurais e mesmo de sistemas
fuzzy (quando os respectivos conjuntos referenciais nao sao pré-especificados), o pro-
blema de otimizacao dos modelos hierdrquicos discutido na secao 4.2.3 nao é convexo,
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Figura 4.20: Estrutura hierdrquica alternativa com 4 entradas.

estando portanto sujeito a minimos locais. Esse problema é evidenciado com o aumen-
to da quantidade de entradas do modelo, ja que a complexidade do seu mapeamento
cresce com o nivel hierarquico. Nesse contexto, as alternativas hierarquicas discutidas
na secao anterior podem reduzir esse problema. Existem, no entanto, possiveis mo-
dificacoes na estratégia de otimizacao dos modelos que auxiliam no tratamento dessa
questao independente da arquitetura utilizada. Além de técnicas bem estabelecidas
como a perturba¢ao de solugoes locais ao longo do procedimento de treinamento (oti-
mizacao), algumas alternativas heuristicas direcionadas ao caso particular dos modelos
hierarquicos sao discutidas a seguir.

O principal problema referente a otimizagao de modelos hierarquicos de grande por-
te é a possibilidade de convergéncia precoce, para valores inadequados, dos parametros
associados aos submodelos com niveis hierarquicos mais baixos, isto é, mais préximos da
saida final do modelo. A maior sensibilidade da saida a variacoes nos mesmos reflete-se
matematicamente em valores absolutos maiores para os respectivos elementos do gra-
diente do critério de custo a ser minimizado. Uma alternativa para esse problema é a
utilizacao de diferentes fases de treinamento, iniciando somente com o submodelo de
nivel hierdrquico mais elevado e envolvendo de maneira gradativa os submodelos sub-
seqiientes. O problema de convergéncia precoce é acentuado em relacao aos conjuntos
referenciais fuzzy das variaveis intermediarias dado que esses conjuntos podem ficar sa-
turados, conforme discutido na secao 4.2.4. Logo, uma alternativa mais simples, porém
eficaz, é a divisao do treinamento em apenas duas fases; a primeira envolvendo ape-
nas os elementos relacionais (vetores €2(,)) e a segunda envolvendo também os demais
parametros, isto é, todos os conjuntos referenciais fuzzy. Outra opcao é a utilizacao
de algoritmos genéticos para reduzir a sensibilidade do treinamento dos modelos aos
minimos locais. Nesse contexto, pode-se utilizar uma estratégia hibrida em que o trei-
namento também ¢é dividido em duas fases (Mitchell, 1998): Na primeira fase um GA
bésico é utilizado apenas para localizar uma solucao inicial adequada que é refinada em
uma segunda fase através da otimizacao padrao via gradiente, como em (Shimojima
et al., 1995). Essa estratégia serd ilustrada no capitulo seguinte em uma aplicagio
pratica dos modelos hierarquicos desenvolvidos a partir do conceito de fungoes de base
ortonormal (modelos hierdrquicos FBO).
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Outra limitacao do procedimento de otimizacao padrao discutido na secao 4.2.3 é
que ele se restringe a aplicagoes off-line. Uma alternativa para o treinamento on-line
dos modelos, particularmente na identificacao de sistemas dinamicos, é a utilizacao
do algoritmo LMS (Least Mean Squares) (Haykin, 1989; Haykin, 1999). Esse algoritmo
atualiza os parametros do modelo em cada instante de amostragem através de um passo,
geralmente fixo, na direcao do gradiente de um critério de custo instantaneo dado por J
na equagao (4.11) com N = 1. Nesse caso, o mesmo conjunto de equagoes apresentado
na secao 4.2.3 pode ser utilizado para o cédlculo do gradiente, porém com N = 1. Esse
conjunto de equacgoes pode ainda ser utilizado como base para linearizar o modelo,
permitindo a aplicacao do Filtro de Kalman Estendido (Anderson e Moore, 1979) para
a estimacao on-line dos seus parametros. Esse tema constitui uma das perspectivas
para desenvolvimentos futuros referentes ao presente trabalho.

4.2.8 Exemplo: Problema de Classificacao Iris

Seja o conjunto de dados Iris (Bezdek et al., 1999), cuja modelagem constitui um dos
mais difundidos benchmarks nas areas de clustering e classificacao de padroes. Trata-se
de um conjunto de padroes fenotipicos mensurados a partir de trés espécies de flores:
Iris sestosa, Iris versicolor e Iris virginica. Para respeitar a nomenclatura normalmente
adotada nas areas do conhecimento relacionadas acima, essas espécies serao referidas
na seqiiéncia como “classes”, sem qualquer relacao com o sentido biol6gico da palavra.
Cada uma das trés classes é representada por 50 amostras, de forma que o conjunto de
dados possui um total de 150 padroes amostrais. Os padroes sao vetores com quatro ele-
mentos contendo os comprimentos e larguras das sépalas e pétalas de representantes das
respectivas classes. Esses quatro elementos sao considerados como entradas para os mo-
delos de classificacao. As saidas correspondentes sao geradas artificialmente atribuindo
valores especificos para cada classe, como —1, 0 e 1 para sestosa, versicolor e virginica,
respectivamente. Representa-se assim o sistema classificatério a ser aproximado através
de um conjunto de dados de entrada-saida dado por { z;(k),---,z4(k), y(k) }}*°. Para
um dado modelo desse sistema, a classificagao de um determinado padrao de entrada
em uma das trés classes é feita associando esse padrao a classe cuja saida artificial é
melhor aproximada pela respectiva saida ¢ do modelo, isto é, sestosa se § < —0.5,
versicolor se —0.5 < y < 0.5 e wvirginica se y > 0.5.

Adota-se entao um modelo hierdarquico com quatro entradas e trés conjuntos referen-
ciais fuzzy Gaussianos por variavel de entrada (¢ = 3). Essa quantidade foi selecionada
com base em estudos estruturais a respeito desse problema que sao discutidos na secao
4.3.5. Consideram-se duas ordens hierarquicas distintas. Uma com a disposicao das
varidveis de entrada dada pelos comprimentos e larguras das sépalas (entradas x; e
T) e pétalas (entradas x3 e x4), e a outra dada pelos comprimentos e larguras das
pétalas (entradas x; e z3) e sépalas (entradas x3 e x4), sendo z; e x4 as entradas com
maior e menor nivel hierarquico, respectivamente. Essas disposi¢oes sao denominadas
respectivamente de ordens hierarquicas A e B.
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Considera-se inicialmente um modelo com ordem hierarquica B. Os parametros do
modelo sao inicializados conforme discutido na secao 4.2.4. Para melhorar o desem-
penho do seu treinamento, a otimizacao desses parametros é realizada em duas fases,
conforme discutido na secao 4.2.7. Na primeira fase (10 épocas de treinamento), ape-
nas os parametros relacionais sao atualizados a partir dos valores iniciais, e na segunda
fase (90 épocas de treinamento) todos os parametros sao atualizados. A figura 4.21-a
apresenta a evolu¢ao do erro quadratico médio entre os dados de saida (artificiais) e
as respectivas saidas do modelo ao longo do procedimento de otimizacao. As saidas
inferidas a partir da aplicagao de todo o conjunto de dados de entrada no modelo fi-
nal obtido (cujo erro associado é de EQM=0.0200) sao ilustradas na figura 4.21-b. A
partir dessas saidas, o procedimento de classificacao descrito anteriormente produz 147
padroes classificados corretamente e apenas 3 de forma incorreta. Todos esses trés sao
classificados incorretamente entre as classes versicolor e virginica. Através da figura e
de uma anélise dos dados (ver secao 4.3.5) pode-se notar que essas classes sao mais
similares entre si do que a classe sestosa, que difere em maior grau das demais.
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Figura 4.21: (a) Evolugdo do EQM ao longo do treinamento; (b) Saida do modelo
(linha tracejada) e saidas artificiais (linha cheia) associadas as classes sestosa (—1),
versicolor (0) e virginica (+1): Ordem hierdrquica B.

Considera-se a seguir um modelo com ordem hierdrquica A. Os parametros do mode-
lo sao inicializados conforme discutido na secao 4.2.4 e a otimizagao desses parametros
é realizada exatamente como no caso anterior. A figura 4.22-a apresenta a evolucao do
erro quadratico médio entre os dados de saida (artificiais) e as respectivas saidas do
modelo ao longo do procedimento de otimizacao. As saidas inferidas a partir do mode-
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lo final obtido (cujo erro associado é de EQM=0.0222) sao ilustradas na figura 4.22-b.
A partir dessas saidas, o procedimento de classificacao também produz 147 padroes
classificados corretamente e apenas 3 de forma incorreta, todos esses classificados in-
corretamente entre as classes versicolor e virginica.
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Figura 4.22: (a) Evolugao do EQM ao longo do treinamento; (b) Saida do modelo
(linha tracejada) e saidas artificiais (linha cheia) associadas as classes sestosa (—1),
versicolor (0) e virginica (+1): Ordem hierdrquica A.

Nos procedimentos de modelagem descritos acima avaliou-se somente o desempenho
dos modelos finais com base no mesmo conjunto de dados utilizados no seu treinamento,
0 que proporciona apenas uma indicacao da sua capacidade de aproximacao. Para
uma avaliagao da capacidade de generalizacao dos modelos, que representa um critério
adequado para a interrupcao do treinamento dos mesmos, separa-se aleatoriamente
10% dos padroes referentes a cada classe para constituirem um conjunto de dados
de validacao. Considera-se entao o modelo com ordem hierdarquica A, em funcao de
resultados que serao discutidos no exemplo da secao 4.3.5, e uma nova inicializacao de
parametros, otimizados da mesma forma descrita anteriormente (em 2 fases), porém
por 150 épocas e utilizando o novo conjunto de dados de estimacao. A figura 4.23
apresenta a evolugao do erro quadréatico médio entre os dados de saida e as respectivas
saidas do modelo ao longo do procedimento de otimizacao.

Pode-se observar na figura 4.23 que a partir de aproximadamente 90 épocas passa
a ocorrer sobretreinamento dos parametros do modelo, caracterizado pelo crescimento
médio do erro referente aos dados de validacao a medida que o erro referente aos dados
de estimacao decresce. Esses erros, no entanto, nao sao fundamentais do ponto de
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Figura 4.23: Evolucao do EQM ao longo do treinamento com relacao aos dados de
estimacao (linha cheia) e validacao (linha tracejada): Ordem hierdrquica A.

vista do problema classificatorio, onde o desempenho de classificacao é o fator mais
importante. Os desempenhos de classificacao dos modelos parciais, obtidos a cada 10
épocas de treinamento, sao apresentados na tabela 4.3. Observa-se que o melhor modelo
é obtido apds 90 épocas, justamente a partir das quais comeca haver sobretreinamento.

Tabela 4.3: Evolucao do desempenho de classificacao do modelo hierarquico a cada 10
épocas de treinamento.

Epocas | Erros (dados estimagao) | Erros (dados validacao)
10 5 0
20 5 0
30 5 0
40 4 0
20 6 0
60 6 0
70 7 0
80 4 0
90 2 0
100 4 1
110 3 1
120 1 1
130 1 1
140 2 1
150 2 1

E importante destacar que, embora o problema Iris tenha sido amplamente utiliza-
do na literatura para fins de comparacao entre diferentes modelos de classificagao (e.g.
ver (Delgado, 2002)), esta nao ¢ a finalidade do presente exemplo. Vale lembrar que
um aumento na quantidade “c” de conjuntos referenciais fuzzy por variavel de entra-
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da, por exemplo, poderia melhorar o desempenho quantitativo do modelo hierarquico.
Nesse contexto, tem-se que o objetivo do exemplo é apenas ilustrar a utilizacao da
estratégia hierarquica, cujas vantagens estruturais foram discutidas anteriormente, em
uma aplicacao tipica.

4.3 Modelos Hierarquicos com Submodelos Relaci-
onais Convencionais

4.3.1 Estrutura Hierarquica Padrao

Uma alternativa adicional para a construcao de modelos com estrutura hierdrquica é
a implementacao das unidades de processamento utilizando modelos relacionais con-
vencionais, discutidos no capitulo 3, em substituicao aos modelos relacionais simplifi-
cados. A estrutura padrao nesse caso é ilustrada, para 4 variaveis de entrada, na figura
4.24. Embora as discussoes subseqiientes tomem essa estrutura como base, vale lembrar
que outras opcoes estruturais também sao possiveis, tais como aquelas discutidas na
secao 4.2.6.

Figura 4.24: Modelo relacional hierarquico com 4 entradas.

Na figura 4.24, F() e D representam mapeamentos de fuzzificacao e defuzzificagao
dados pelas seguintes equacoes, respectivamente:

Xi = [Xy Xiy - X )"
(4.26)
= [‘)(Zl(xl) ‘)(Zz(xl) Xic(xi)]Ta 7::17"'7’”
A(”—l)h Pn
S (127)
Y(nfl)h
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onde X, é o j-ésimo conjunto referencial fuzzy associado a i-ésima varidvel de entrada
e ¢p é o valor modal do h-ésimo conjunto referencial fuzzy associado a varidvel de
saida (que coincide com seu centro se esse conjunto for simétrico). Por simplicidade
e sem perda de generalidade, considera-se inicialmente uma mesma quantidade ¢ de
conjuntos referenciais definidos para cada varidvel de entrada e para a variavel de saida
do modelo.

A saida fuzzy do i-ésimo submodelo relacional pode ser escrita como

ou individualmente para cada elemento como

Y=Y U R;, (4.29)

sendo R;, ; e W;, respectivamente, elementos especificos da matriz relacional R; (? xc)
e do vetor fuzzy de entrada ¥; (¢? x 1) do i-ésimo submodelo. A equacao (4.29) repre-
senta a implementagao do i-ésimo submodelo relacional através do operador de compo-
sicao fuzzy soma-produto (Sing e Postlethwaite, 1997), que é equivalente ao operador
média-produto utilizado no capitulo 3 exceto por um fator proporcional (1/1), nao uti-
lizado aqui por simplicidade de notacao. A matriz R; representa um subconjunto dos
parametros de projeto livre do modelo, enquanto o vetor ¥; é dado por

U= [

11

.

ZCQ

Xi ®}A/i77 222,,71—1
T = A (4.30)
Xip1 ® X, =1

onde ® denota o produto de Kronecker. Nesses modelos hierdrquicos cada uma das
unidades de processamento (submodelo relacional convencional) tem como saida um
vetor fuzzy }A/Z-, e nao um valor crisp ¢; como nos modelos das se¢oes anteriores. Como
pode ser visto nas equacoes acima, esse vetor é utilizado diretamente como entrada
da unidade subseqiiente, eliminando desse modo os procedimentos de fuzzificacao e os
conjuntos referenciais fuzzy referentes as variaveis intermediarias. Tem-se portanto que
os conseqiientes fuzzy de um submodelo sao antecedentes do submodelo seguinte, o que
é pressuposto do raciocinio silogistico discutido na se¢ao introdutoéria.

4.3.2 Interpretacao Lingiiistica

O principal problema associado aos modelos hierarquicos, quando analisados sob o pon-
to de vista de légica fuzzy, é a dificuldade de interpretacao qualitativa das relagoes entre
os parametros desses modelos e o comportamento dos sistemas representados por eles.
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Essa dificuldade ocorre porque as variaveis intermediarias do modelo usualmente sao
artificiais, i.e., nao estao associadas a varidveis do sistema correspondente. Logo, essas
variaveis nao possuem qualquer significado fisico e por conseguinte nao permitem inter-
pretacao lingiiistica (Wan e Wang, 2000). Um resultado importante para solucionar esse
problema é a obtencao de uma relacao unilateral entre os modelos hierarquicos cons-
tituidos de submodelos relacionais fuzzy convencionais e os modelos relacionais fuzzy
convencionais nao hierarquicos. Esse resultado permite a identificacao de um modelo
hierarquico, com a respectiva reducao na quantidade de parametros a serem estima-
dos que esses modelos proporcionam, seguida da geracao do modelo nao hierarquico
equivalente. Esse procedimento possibilita a extracao de regras lingiiisticas a partir
do modelo equivalente através da utilizacao da metodologia apresentada no capitulo

3. A transformagao referida acima é descrita através do seguinte teorema (Campello e
Amaral, 2002b):

Teorema 4.1 FEzxiste uma transformacao de equivaléncia unilateral entre o modelo hi-
erdrquico dado pelas equacoes (4.26), (4.28) e (4.30) e um modelo relacional convenci-
onal nao hierdrquico, com vetor fuzzy de saida dado por

Y7 = [X10X,0---0X,]" Q (4.31)

onde 2 € a matriz relacional, definida como

Qg Qa2 0 Qe
Al Qo Qoo o0 Qo
Q= . . (4.32)
Qc,...,c,l Qc,...,c,2 e Qc,...,c,c
A transformacao caracteriza-se completamente pela sequinte equacdo:
c Cc Cc
ththa“'ahn:j = : : : : T : : R1h2ahlsml R2h3,m1,m2 R3h4,m2,m3 e
mi1=1 mo=1 mg:l (433)
e Rﬁhy,ma,mﬁ R’Yhn,mﬁ,j
~ A A . o
com Ry, . =R, ., ondep,g=1,---,cep=(p—1)c+q. Asvaridveis auziliares c,

B e~ sao definidas como a+2 = [+ 1 = v Sn-1 para reduzir os subindices da
erpressao.
Prova:

Para demonstrar a transformacao entre um modelo hierarquico de submodelos re-
lacionais convencionais e o seu equivalente nao hierarquico, utilizam-se as seguintes
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defini¢oes auxiliares: ‘i!ip,q 2 U; e Rip,q,j 2 R;, ;,ondep,g=1,---,cep=(p—1)c+gq.
Considera-se inicialmente um modelo com n = 4, como aquele ilustrado na figura 4.24,
e ¢ = 2. Nesse caso, para i € {1,2,3} e j € {1,2} tem-se

Ril,l,j Ril,z,j é Ril,j Riz,j (4 34)
Ri2,1,j Ri2,2,j i L Ri&j Ri4,f
\iil,l \ijilﬂ A [ \Pil \Ijiz (4 35)
\ijh,l \ilizg i L \Pi3 \Iji4
Das equagoes (4.26), (4.28), (4.30) e (4.35) pode-se verificar que
\I~Ill,1 \I~Ill,2 . X21X11 X21X12 (4 36)
ile 1 ile,Q X22X11 X22X12
I \1~121,1 @21,2 ] o I X31yvh X31)A/12 ] (4 37)
L ij22,1 qj?z,z | L X32yvh X32)A/12 |
[ \ij?)l 1 \TJ312 ] . [ X411>21 X41Yv22 ] (4 38)
\I~I32 1 @322 X42)>21 X421>22 _

Utilizando as equagoes (4.29), (4.34) e (4.35), pode-se rescrever a saida do primeiro
submodelo como

2 2

i, = )Y U, Ry, j=1,2 (4.39)

p=1 ¢=1

e a partir de (4.36) e (4.39) como

A~

Y, = X21X11R11,1,j+X21X12R11’2’j+

: ) | (4.40)
Xoy X1, Ry, + X0y Xo, Ry, s j=12

A saida do segundo submodelo é rescrita analogamente a partir de (4.29), (4.34),
(4.35) e (4.37) como
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A~

}/Zj = X31}A/11R21’1,j + X31Y/121~%21,2,j+

N - (4.41)
X3, Y1, Ry, + X3,Y1,Rs,, J=172
e de (4.40) e (4.41) como
Y, = X31X21X11(R WRoy 4+ Riy Ry, )+
X3, X0, X1, ( Ry, 2,1R21,1’j + R11,2,2R21 2 )+
X3, X0, X1, ( Ry, Roy, + Ry Ropy, )+
X22X12(R oo B2y 1 + Ry, , R, 2y )T (4.42)
X3, X0, X1, (R 111R221] +R1112R222])+

X32X22X12( R12,2,1R22,1,]‘ + R12,2,2R22,2,]‘ )
De (4.42) pode-se verificar que

2 2 2 2
ZZZaﬁ#Jz@M%Q,Fu (4.43)

h1:1 hzil h3:1 m=1

Utilizando (4.29), (4.34), (4.35), (4.38) e (4.42), pode-se rescrever a saida do terceiro
submodelo hierarquico como

= X4, X3, X0, X1, (R, Roy, Ra,\, + Ruy Ry R,
YRy, Ry Ry, + Ry Royy,Rey, ) +
Xuy X3, Xo, X1, (Riyy Roy Rayy, + RiyyyRoyy Ry,
YRy, Roy Ry, + Ry, Roy s, Rey, ) +
Xy, X3, X0, X1, (Ry,,  Roy, Ray\, + Ry, ,Ro,y Ry,
+Ri,, Roy, o Ry, + Riyyy Ry Rayy s ) +

(4.44)

X41X32X21X11 (R11,1,1R22,1,1R31,1,j + R11,1,2R22,2,1R31,1,j
+R11,1,1R22,1,2R31,2,j + R11,1,2R22,2,2R31,2,j ) +

X X32X22X12(R1221R2211R321] +R1222R2221R321]
+R1221R2212R322] +R122232222R322] )
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De (4.44) pode-se induzir a seguinte expressao:

2 2 2 2
Z Z Z Z X4h4X3h3X2h2X1h1 ’

h1=1 ha=1h3z=1

(52

=1 mo=1

>

4=1

(4.45)

=

Lhg,hyymy 2h3am1am2 R3h4,m2,j) T 17 i

Desse caso particular (n = 4 e ¢ = 2) pode-se induzir a equagio para o caso geral,
que é dada por

SN D Xy, Xy X Qe b (4.46)

h1=1 ha=1 hn=1

onde j=1,---,c e

>

c c c
Z Z T Z R1h2ah1am1 R2h3am1am2 R3h4,m2,m3 T
mi=1 ma=1 m[gzl (447)

Qhy hoy. g

ﬁhw,ma,mﬁ R’Yhn,mﬁ N

sendo «, [ e v definidos como o +2=(+1 =17 Sn-1 para reduzir os subindices da
expressao. Definindo

D0 Qa2 0 Qi
a2 Q1,.:.,2,1 Q1,.:.,2,2 Ql,.:.,Q,c (4.48)
Qc,...,c,l Qc,...,c,Q o Qc,... ,C5C
e Y2 Y, _1, obtém-se (4.46) na forma vetorial, como segue:
Y7 = X19X,9--9X,]" Q (4.49)
[ |
O teorema 4.1 assume um mesmo numero “c” de conjuntos fuzzy por varidvel e

o uso da estrutura hierarquica padrao, com submodelos providos necessariamente de
apenas duas entradas. Essas hipdteses simplificam significativamente a transformacgao
de equivaléncia entre os modelos relacionais hierarquicos e nao hierarquicos bem como
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o seu desenvolvimento, mas nao sao restritivas. De fato, pode-se verificar que existe
uma transformacao de equivaléncia para qualquer modelo com submodelos relacionais
convencionais, mesmo que esses submodelos sejam providos de quantidades diferentes
de entradas e de conjuntos fuzzy por varidvel. Como exemplo, considera-se o modelo
ilustrado na figura 4.20, com trés conjuntos fuzzy definidos para a variavel z; e dois con-
juntos fuzzy definidos para todas as demais varidveis. Através de procedimento andlogo
aquele utilizado na prova do teorema 4.1, verifica-se que a saida fuzzy desse modelo
hierarquico pode ser escrita através de uma representacao nao hierarquica equivalente
dada por:

Y, = Xi19X,0X;®XT0 (4.50)

sendo a matriz relacional equivalente nesse caso dada por:

Qi Qa2
Q21 Qa2

0= (4.51)
oozt Q22232
cujos elementos sao dados por
Qh1,h2,h3,h4,j = RQa,j RIB,I + RQ(Q_H)J Rlﬁ,z (452)

Com&:4(h4—1)+2(h3—1)+1,323(]7,2—1)"‘]7/16]21,2

4.3.3 Otimizacao

A seguir discute-se o problema de estimacao dos modelos hierarquicos com submodelos
relacionais convencionais, que consiste em otimizar, segundo algum critério, os seus
parametros de projeto livre. Assumindo inicialmente que se deseja extrair conhecimento
lingiiistico a partir dos modelos obtidos, supoe-se que os seus conjuntos referenciais fuzzy
de entrada e saida, bem como os rétulos lingiiisticos associados a eles, sejam definidos
a priori, como discutido no capitulo 3. Nesse caso, os parametros desconhecidos do
modelo resumem-se aos elementos das matrizes relacionais R; (i =1,---,n — 1).

Os métodos de extracao de conhecimento lingiiistico apresentados no capitulo 3
baseiam-se em uma condicao de interpretabilidade que é dada pela nao negatividade
dos elementos da matriz relacional em uma equagao do tipo (4.31). Da equagao (4.33)
tem-se que uma condicao suficiente para a nao negatividade dos elementos da matriz
relacional do modelo equivalente nao hierarquico é dada pela nao negatividade dos
elementos relacionais do modelo hierarquico original. Essa restricao deve portanto ser
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considerada no problema de otimizacao para identificacao desses modelos, tratado na
seqiiéncia.

No capitulo 3 foram discutidas as vantagens da utilizacao de um critério de custo
fuzzy para o problema de otimizacao de modelos relacionais, como o critério abaixo:

7= 5 S k) - k) (4.5

onde N é o numero disponivel de amostras de entrada-saida

({z1(k), -, xn(k),y(k)}_,) do sistema a ser modelado, Sy (k) 2 }Af(n,l)h(k) é o

h-ésimo elemento do vetor fuzzy de saida do modelo para o k-ésimo padrao de dados
de entrada e Y, (k) é a fuzzificagdo do k-ésimo valor de saida do sistema, dada por

Y(k) = [Yi(k) Ya(k) -~ Ye(k) ]
= [Vi(y(k)) Va(y(k)) -+ Vely(k)) "

sendo V), o h-ésimo conjunto referencial fuzzy associado a varidvel de saida. Mostrou-
se no capitulo 3 que esse tipo de funcao objetivo envolvendo grandezas fuzzy é mais
adequado no contexto de modelagem qualitativa, i.e., para extracao de conhecimento
lingiiistico, quando comparado ao critério classico de soma dos erros quadraticos entre
as saidas crisp do sistema e do respectivo modelo, ou seja

(4.54)

T= 537 k) - o) (1.55)

basicamente porque esse ltimo nao envolve diretamente os conjuntos referenciais fuzzy
e os respectivos rétulos lingiiisticos associados a varidvel de saida do sistema/modelo.
Mostrou-se ainda que a minimizagao de (4.53) pode ser tao eficiente sob o ponto de
vista de precisdo quantitativa dos modelos obtidos quanto a de (4.55), desde que os
conjuntos referenciais fuzzy da saida V() sejam definidos de forma adequada.

Das consideracoes acima, o problema de otimizacao para a estimacao dos parametros
relacionais dos modelos hierdrquicos dados pelas equacoes (4.26) a (4.30) pode ser
escrito como

(4.56)

Esse problema pode ser resolvido utilizando técnicas de programagcao nao linear com
restrigoes. Devido a complexidade da funcao de custo J (que nao é quadratica nos seus
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argumentos, por exemplo) e a simplicidade das restri¢oes (que sao lineares), um método
adequado para a solugao 6étima ou sub-6tima desse problema é o algoritmo do gradiente
projetado (Bazaraa et al., 1993). O principal inconveniente computacional relacionado
a esse método, especialmente em problemas de grande dimensao, que é geralmente o
caso de sistemas fuzzy e RNAs, é o célculo da matriz inversa (A;AT)™! onde A, é a
matriz de restricoes ativas. Contudo, no presente contexto esse problema nao existe
pois A; é sempre uma matriz identidade devido a presenca somente de restricoes de
nao negatividade em (4.56).

O método do gradiente projetado requer o calculo do gradiente da funcao de custo
J em relacao aos parametros desconhecidos, ou seja, os elementos das matrizes R;.
Esse gradiente pode ser calculado aplicando a regra da cadeia nas equagoes (4.53),
(4.28) e (4.30). O procedimento é andlogo aquele realizado para o caso de submodelos
hierarquicos simplificados, na secao 4.2.3. As equacoes para o caso geral com qualquer
nimero de entradas podem ser induzidas a partir do caso particular com n = 5 entradas,
sendo dadas por:

an. Wy ( (k) O jn(k —1..--.n—3 457
aRf” Z: 1 (k 1eh ) Orinl(k) , f , N ( )
0J l ¢
= — \Iln—2 I{: & n_2 k- 4 58
OR(n-2),, kz; - )hl n(k) i jn (k) (4.58)
0.J il
o = 2. k) Yo, (k 4.59
OR -1y, ;6]( ) Yoo (F) ( )

onde [ =1,---,¢%, j=1,---,c,ej(k) 2 Y;(k) — S;(k) e ©n(k) é definido como

Oy in(k Z Z ZAIW ) Aoy i (B) Ny (B) Epjima () (4.60)

m1=1mas=1 my=1

sendo v 2 max{n—2— f,1} e

c—1

A
)\QMg,q (k) = Z R("*g)(ichmg),qX(n*g+1)(i+1) (k) (461)
=0
A c—1
ggaj:'l(k) = Z R(g+1)(ic+j),qX(g+2)(i+1) (k) (462)

1=0
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Caso de Estudo: Problema Légico

Seja o problema de modelagem (classificagao) do diagrama légico apresentado na tabela
4.4 como um conjunto de dados de entrada-saida.

Tabela 4.4: Tabela de Dados (Padroes Logicos).

k| 2i(k) | 25(k) | 25(F) | y(k)
1] 0 0 0 | 0
2] 0 0 1 1
3] 0 1 0 | 1
4]0 1 1 |0
5| 1 0 0 | 1
6| 1 0 1 |0
71 1 0 | 0
8 1 1 1 1

O conjunto de padroes na tabela 4.4 pode ser gerado por uma composi¢ao em cascata
de duas portas légicas do tipo OU-Exclusivo (XOR), como na figura 4.25, ou do tipo
OU-Exclusivo Inverso (NXOR), como na figura 4.26 (Taub, 1984).

T x1
Zo )
\ Y )
I3 > I3
Figura 4.25: Logica XOR em cascata. Figura 4.26: Logica NXOR em cascata.

Utiliza-se um modelo relacional hierdrquico para modelagem desse sistema légico.
Como o conjunto de dados é booleano, definem-se dois conjuntos referenciais fuzzy
(¢ = 2) do tipo singleton para cada varidvel do modelo, como segue?:

1, se z;(k),y(k) =0,

X)) = Mok = { o SO (4.63)

3Para os tnicos dois valores que as varidveis assumem, isto é, 0 e 1, é simples verificar que esses
conjuntos referenciais possuem a propriedade de interface étima que permite a utilizacdo do critério
de custo (4.53) (ver se¢do 3.3).



4.3. Modelos Hierarquicos com Submodelos Relacionais Convencionais 91

1, se z;(k),yk) =1,

s (k) = Paly(k)) = { 0, caso contrario. (4.64)

aos quais se atribuem os rétulos lingiiisticos Zero e Um, respectivamente.

Os parametros relacionais do modelo sao treinados por dez iteragoes do método
do gradiente projetado partindo de duas inicializagoes aleatérias distintas no intervalo
[0,0.1] (ver secao 4.3.4). A evolugao do erro quadritico médio entre a saida real e a
saida do modelo ao longo do procedimento de otimizacao é ilustrado na figura 4.27.

épocas

Figura 4.27: Evolucao do erro quadréatico médio entre a saida real e a saida do modelo
para duas inicializac¢oes de parametros distintas (A e B).

Para as duas inicializacoes o erro final praticamente se anula, sendo de 4.089 x 10~*
para a inicializacdo A e 1.357 x 107° para a inicializacdo B. As matrizes relacionais finais
correspondentes sao dadas nas equagoes (4.65) e (4.66) abaixo, bem como as respectivas
matrizes equivalentes obtidas através da transformacao em (4.33).

0 1.0009 ©1.0071 0.0219

R _ | 09859 0.0221 0.0197 1.0071

' 7 1 0.9891 0.0191 0.0192 1.0078
0 1.0008
: : _ o . | 10103 00192 (465)
0 1.0185 0.0222 1.0046

_ | 1.0062 0.0219 1.0071 0.0222

B2 =1 10211 0 1.0070 0.0219

0.0197 1.0062 | 0.0197 1.0070
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Ry

[ 1.0114 0
0.0036  0.9995
0.0045 0.9991

| 1.0116 0

[ 0.9911 0.0031
0 1.0024
0.0035 0.9908

| 1.0021 0

[ 1.0023
0.0035
0.0045
1.0012
0.0035
1.0016
1.0025

| 0.0035

0.0031
1.0021
1.0015
0.0045
1.0019
0.0035
0.0031
1.0023

(4.66)

Pode-se verificar que os elementos mais representativos de cada linha da matriz €2
sao os mesmos para ambos os modelos obtidos. Tomando as regras fuzzy relacionadas
a cada um desses elementos, conforme discutido no capitulo 3 (ver secao 3.4), obtém-se
o seguinte conjunto:

SE
SE
SE
SE
SE
SE
SE
SE

Xy
T
T
a1
Ty
T
T
a1

& Zero e x9 &
& Zero e x9 &
é& Zero e x9 &
& Zero e x9 &
¢ Un e xy €
¢ Un e z9 ¢
¢ Un e z9 é
¢ Un e x9 €

Zero
Zero
Um
Um
Zero
Zero
Um
Um

® ® ® ® @® @ D@ @D

T3
T3
T3
T3
T3
T3
T3
T3

M~ Dy Dy Dy Dy Dy DOy D

Zero
Um
Zero
Um
Zero
Um
Zero
Um

ENTAO
ENTAO
ENTAO
ENTAO
ENTAO
ENTAO
ENTAO
ENTAO

A S SO SRS S S

D~ Dy Dy Dy D Dy DO D

Zero
Um
Um
Zero
Um
Zero
Zero
Um

que é uma representacao lingiiistica exata dos padroes légicos da tabela 4.4.

Esse exemplo é de particular interesse porque a estrutura em cascata do sistema
l6gico coincide com a estrutura do modelo hierdrquico, permitindo uma andélise indivi-
dual dos submodelos hierarquicos obtidos. Nesse contexto, pode-se verificar através das
respectivas matrizes relacionais que a partir das inicializacoes A e B o modelo converge
respectivamente para representacoes internas das estruturas légicas nas figuras 4.26 e

4.25, ou seja, para os valores 6timos mais préximos de cada inicializagao.

No caso de estudo acima ilustrou-se a extracao de conhecimento lingiiistico de mo-
delos relacionais hierarquicos possibilitada pela imposicao das seguintes restricoes es-
truturais na construcao desses modelos:

e Pré-especificacao de conjuntos referenciais fuzzy lingiiisticamente interpretaveis

que sao mantidos fixos durante o processo de otimizacao.

e Restricoes de nao negatividade dos elementos das matrizes relacionais.
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Quando nao se deseja extrair qualquer conhecimento lingiiistico dos modelos obtidos,
pode-se otimizar o desempenho quantitativo desses modelos eliminando essas restricoes.
Nesse caso, pode-se minimizar o critério (4.55) utilizando qualquer técnica de otimizagao
irrestrita (Bazaraa et al., 1993). A minimizacao pode ser realizada tanto em relacao
aos parametros relacionais como em relacao aos parametros dos conjuntos referenciais
fuzzy do modelo. As equagoes do gradiente da fungao de custo Jo em (4.55) com relagao
aos parametros relacionais sdo dadas por (para n > 3):

c

0n & D (60— (k) Orzn(h)
==Y e(k) Wy (k) | = L f=1,---,n—3 (4.67)

aRfj — c .
oo > Ve, (k)
h=1
9J N Z( b — (k) ) &2 jn(k)
S = = D elk) W ) | (1.68)
S > Fooun 8
h=1
o.J al o — (k)
e = =) W () (169)
e e Vi1, (k)
n—1)p,
h=1

com[=1---,¢% j=1,---,c,e(k) 2 y(k) — y(k) e os termos O (k) e &.)(k) dados
respectivamente pelas equagoes (4.60) e (4.62).

As equacgoes do gradiente em relacao aos conjuntos referenciais fuzzy das varidveis
de entrada sao dadas por:

C

N > (én—i(k)) Opjnlk)

8J2 = - € h:1 = .. n —
o, (g (i)~ 2 ) f=len—1 (470)

1 > Ve, (k)
h=1

C

N > (én = 9(k)) &nynlk)

oL _ N, h=1
5% )~ 22 S i ()

(4.71)
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onde j=1,---,c e
5 A [+ [+ [+ N
Opin(k) = D > A ) Ay () =+ Aoy (B) Epjim, (B)  (4.72)
mi=1mao=1 my=1

com v 2 n— max{f,2} e os termos A)(k) e g(.)(k) dados respectivamente pela equacao
(4.61) e por:

4 c
D Rt e, Yia-2:(k) para g=3,---n
i=1
> A
é-grjaq(k) = < ZRI(jC—c+i),qX1i(k) para g = 2 (473)
i=1
c—1
ZRl(i6+j),qX2(i+l)(k) para g =1
\ =0
Supondo que os conjuntos referenciais A, (t=1,---n, j =1,---,c) possam ser

parametrizados em seus centros ¢;. e aberturas o;,, como ¢ o caso daqueles com fungoes
de pertinéncia Gaussianas, triangulares, tipo sino, entre outros, tem-se:

d.J, 0.J, aXij (zi(k)) 0.Jo 0.Jo aXij (zi(k))

06, 0X, (n:(k) 00 " oy, X, (k) 0oy,

(4.74)
ij
sendo que os termos OX;, (v;(k)) /00;; e O0Xj (vi(k))/0o;; podem ser calculados
numericamente, independente do tipo de funcao de pertinéncia, ou analiticamente para
um tipo especifico.

O critério J, em (4.55) independe de qualquer fuzzificacdo da saida do sistema dada
pela equacao (4.54) e, por conseqiiéncia, é fungao dos conjuntos referenciais fuzzy de
saida ).y apenas em relacao aos seus valores modais ¢y na equacao (4.27). As derivadas
parciais de J, em relagao a esses parametros sao dadas por:

o5 —XN: e(k) Yin-v), (k) (4.75)

0p; ‘.
d)] k=t Y(n—l)h(k)
h=1

As equagoes de (4.67) até (4.75) constituem o conjunto de equagdes para o calculo
do gradiente da funcao de custo .J; em relacao aos parametros de projeto livre dos
modelos hierdarquicos, suficiente para o procedimento de otimizagao desses modelos.
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Observacao 4.3 Assim como para os modelos hierdrquicos com submodelos relacio-
nais simplificados, discutidos na se¢do 4.2, o conjunto de equagies de (4.67) a (4.75)
foi obtido assumindo que a quantidade ¢ de conjuntos referenciais fuzzy por varidvel de
entrada ¢ a mesma para cada varidvel, o que simplifica o conjunto de equacdes e o seu
desenvolvimento. Como naquele caso, se um nimero distinto de conjuntos referenciais
for selecionado para cada varidvel, o mesmo conjunto de equacoes pode ser utilizado
considerando ¢ como o maior valor entre as diferentes quantidades de conjuntos atri-
buidos as varidveis. Deve-se entao retirar dos parametros a serem otimizados os centros
e aberturas referentes aos conjuntos referenciais “indesejados” bem como os respectivos
elementos relacionais, que devem ser igualados a zero para anular as contribuig¢oes re-
ferentes aos conjuntos referenciais descartados nos cdlculos da saida do modelo e das
derivadas relacionadas aos demais parametros.

4.3.4 Normalizacao de Dados e Inicializacao de Parametros

Os aspectos referentes a normalizacao de dados e inicializacao de parametros nos mode-
los hierarquicos com submodelos relacionais convencionais sao basicamente os mesmos
discutidos na secao 4.2.4 para submodelos simplificados. A tnica excecao diz respeito
a auséencia dos conjuntos referenciais fuzzy das varidveis intermediarias, que nao ne-
cessitam mais ser especificados. Por conseqiiéncia, nao existe a preocupac¢ao com a
saturacao desses conjuntos na inicializacao dos parametros relacionais (matrizes R.)).
Apenas quando deseja-se a interpretacao lingiistica dos modelos, é necessario atribuir
valores a esses parametros de tal forma que o vetor de saida final do modelo Yooy
nao exceda grosseiramente o intervalo de valores fuzzy [0, 1]. Nesse caso, deve-se ainda
selecionar os conjuntos referenciais fuzzy das variaveis de entrada e saida de forma a
satisfazer as condicoes de interpretabilidade discutidas no capitulo 3.

4.3.5 Exemplo: Problema de Classificagao Iris

Considera-se novamente o problema de classificacao Iris apresentado na secao 4.2.8.
No presente exemplo, no entanto, avalia-se apenas a modelagem qualitativa do con-
junto de dados, realizada através dos modelos hierarquicos com submodelos relacionais
convencionais. Para a avaliacao dos resultados, toma-se como referéncia um conjunto
de regras lingiiisticas obtido a partir desses dados através do método de projecao de
fuzzy clusters (Sugeno e Yasukawa, 1993). Conforme discutido a seguir, esse método
mostra-se adequado para esse problema em particular.

O método citado acima baseia-se na utilizacao do bem conhecido algoritmo de clus-
tering denominado Fuzzy C-Means (FCM) (Bezdek, 1981). Esse algoritmo determina,
através da minimizacao de uma funcao objetivo do tipo nao supervisionada, o valor de
pertinéncia fuzzy de cada amostra dos dados a um determinado grupo (cluster). A quan-
tidade de grupos é pré-especificada e a somatoria das pertinéncias de cada amostra aos
diferentes grupos é imposta unitaria através de restricoes no problema de otimizacao.
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O conjunto dos valores de pertinéncia, no dominio n-dimensional (nD) dos dados, em
relacao a um determinado grupo, é denominado fuzzy cluster.

No algoritmo proposto em (Sugeno e Yasukawa, 1993), os fuzzy clusters sdo projeta-
dos nos componentes unidimensionais do seu dominio e conjuntos fuzzy sao otimizados
para representar essas projecoes de uma forma parametrizada adequada. A aplicacao
desse método no conjunto de dados Iris é ilustrada nas figuras 4.28 a 4.31. Nessas
figuras, os conjuntos de pontos representam as projecoes de cada um dos trés clusters®
em cada uma das dimensoes referentes as variaveis do problema. As variaveis x; re-
presentam respectivamente os comprimentos e larguras das sépalas (1 e z3) e pétalas
(x5 e x4) das Irises. Junto as referidas projegoes, apresentam-se também nas figuras
conjuntos fuzzy triangulares otimizados para melhor representa-las. O tipo de conjunto,
central ou extremo (i.e. normal a esquerda/direita), é definido pela ordem dos centros
dos clusters projetados em cada dimensao.

0.5~ 4

Cluster 1

Cluster 2
o
o
T

Cluster 3
o
o
T

Figura 4.28: Projecoes dos trés clusters no componente xz; do dominio 4D e respectivas
aproximacoes triangulares: Conjuntos fuzzy A;, By e C; para a entrada z; (de cima
para baixo).

Em um problema de classificacao, a associacao de cada fuzzy cluster a uma classe
especifica pode ser realizada tomando a amostra ou amostras com maior pertinéncia
aquele cluster e verificando a classe a que ela pertence. Nas figuras 4.28 a 4.31, os
clusters 1, 2 e 3 estao associados respectivamente as classes sestosa, versicolor e virgi-
nica. Supondo que as classes sao “bem comportadas”, isto é, que representam regioes
aproximadamente convexas do dominio a partir, por exemplo, de distribuicoes Gaussi-
anas das suas caracteristicas fenotipicas (o que é biologicamente consistente), pode-se

40 algoritmo FCM foi executado com 3 clusters, pois nesse caso sabe-se a priori que o problema
em estudo possui trés classes.
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Cluster 1
o
o
T
L

Cluster 2

Cluster 3

45
T2
Figura 4.29: Projecoes dos trés clusters no componente xo do dominio 4D e respectivas

aproximacoes triangulares: Conjuntos fuzzy Co, Ay e By para a entrada zo (de cima
para baixo).

Cluster 1

Cluster 2

Cluster 3

Figura 4.30: Projecoes dos trés clusters no componente x3 do dominio 4D e respectivas

aproximacoes triangulares: Conjuntos fuzzy As, Bs e C3 para a entrada z3 (de cima
para baixo).
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0.5 4

Cluster 1

o

0.5 LA

Cluster 2

0.5

Cluster 3

Figura 4.31: Projecoes dos tres clusters no componente x4 do dominio 4D e respectivas

aproximacoes triangulares: Conjuntos fuzzy A4, By e Cy para a entrada x4 (de cima
para baixo).

considerar que a tabela 4.5 representa uma descricao qualitativa basica dos dados Iris.
Essa hipotese também parece razoavel a partir da observacao dos dados e das proprias
projecoes dos clusters, que indicam algo similar ao ilustrado simplificadamente na figu-
ra 4.32 para o caso bidimensional (z; X x3).

Tabela 4.5: Regras lingiiisticas referenciais para o problema Iris.

Ty | Xy | @3 | x4 | cluster
A | C | As | Ay 1
By | Ay | By | By 2
C, | By | C3 | Cy4 3

A tabela 4.5 foi obtida a partir dos conjuntos fuzzy apresentados nas figuras 4.28
a 4.31. A primeira linha, por exemplo, representa a regra lingiiistica “Se z; é A;
e 9 6 Co e a3 6 A3 € 14 6 Ay ENTAO a Iris é sestosa’. Essa e as demais
regras sao qualitativamente equivalentes aquelas regras obtidas em (Wu e Chen, 1999)
para o mesmo problema, e serao tomadas como referencial para os desenvolvimentos
subseqiientes utilizando os modelos hierarquicos.

Considera-se a seguir um modelo hierarquico com quatro entradas para modelagem
qualitativa dos dados Iris. Para fins de comparacao com a base de regras referencial da
tabela 4.5, adotam-se os mesmos conjuntos fuzzy daquela tabela para as varidveis de
entrada do modelo, isto é, aqueles conjuntos triangulares ilustrados nas figuras 4.28 a
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T

Z3

Figura 4.32: Representagao simplificada de classes bem comportadas em um dominio
2D.

4.31 (¢ = 3). Uma vez que os dados de saida gerados artificialmente (ver segao 4.3.5)
assumem apenas os valores —1, 0 e 1 associados as classes sestosa, versicolor e virginica,
respectivamente, utilizam-se trés conjuntos referenciais fuzzy do tipo singleton para a
variavel de saida do modelo. Procedimento analogo foi adotado no caso de estudo da
secao 4.3.3.

Todos os conjuntos fuzzy sao mantidos fixos durante o procedimento de otimizacao
do modelo, que é realizado apenas sobre os seus parametros relacionais através do
método do gradiente projetado. Os parametros relacionais sao inicializados aleatoria-
mente no intervalo [0, 0.1], conforme discutido na se¢ao 4.3.4. A figura 4.33-a apresenta
a evolugao do erro quadratico médio entre os dados de saida (artificiais) e as respectivas
saidas do modelo ao longo do procedimento de otimizacao. As saidas inferidas a partir
da aplicacao de todo o conjunto de dados de entrada no modelo final obtido (cujo erro
associado é de EQM=0.0334) sao ilustradas na figura 4.33-b. Com base nessas saidas,
o procedimento de classificacao descrito na secao 4.3.5 produz 145 padroes classifica-
dos corretamente e apenas 5 de forma incorreta. Esse resultado é levemente inferior
aos obtidos naquela secao a partir dos modelos hierdrquicos com submodelos simplifi-
cados, basicamente por duas razoes: A primeira é que, como o interesse principal no
presente contexto diz respeito a modelagem qualitativa e nao quantitativa dos dados,
os conjuntos referenciais fuzzy das variaveis de entrada e saida nao sao otimizados. A
segunda razao ¢ que, pelo mesmo motivo anterior, os parametros relacionais estao su-
jeitos a restricoes de nao negatividade durante o procedimento de otimizagao. Nessas
circunstancias, os resultados quantitativos obtidos podem ser considerados satisfatérios.

A partir dos parametros otimizados do modelo final, referentes as matrizes relaci-
onais de cada um dos seus submodelos hierarquicos, obtém-se a matriz relacional {2
do seu modelo nao hierarquico equivalente utilizando a transformacao de equivaléncia
apresentada no teorema 4.1. Em seguida, aplica-se sobre essa matriz a metodologia
de extracao de regras lingiiisticas discutida no capitulo 3. Especificamente, para cada
elemento da matriz 2 (5D) calcula-se a medida de representabilidade condicionada (aos
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Figura 4.33: (a) Evolugdo do EQM ao longo do treinamento; (b) Saida do modelo
(linha tracejada) e saidas artificiais (linha cheia) associadas as classes sestosa (—1),
versicolor (0) e virginica (41).

dados Iris) definida na se¢ao 3.4.2, lembrando que os dados estdo distribuidos igual-
mente entre as trés classes. A matriz de representabilidade condicionada ® resultante
é entao normalizada no intervalo [0, 1] para facilitar sua analise. Tem-se que, das 243
regras lingiifsticas possiveis (¢* x ¢), cada uma representada por um elemento dessa
matriz, 184 regras sao nulas (representabilidade igual a zero).

Observacgao 4.4 Fuxistem intersegoes entre os conjuntos fuzzy e entre as proprias clas-
ses (ver figuras 4.28 a 4.31), de forma que nao se pode esperar que apenas 3 regras do
modelo, referentes as trés classes do problema, possuam representabilidade nao nula.

Aquelas submatrizes 2D de ® que contém elementos nao nulos sao mostradas abaixo.

[ 0.2506 0 1
(I)i,j,l,l,l - 00266 O 01471 (476)
| 0.0027 0.0002 0.0330

[ 0.0053 0 0.0003 ]|
q>i,j,2,1,1 - 00027 0 0 (477)
| 0.0016 0 0.0003 |
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[ 0.0002 0 0.0000 ]

®;;311 = | 0.0003 0 0.0000 (4.78)
| 0.0004  0.0000 0.0002 |
[ 0.0036 0 0.0021 ]

®; ;112 = | 0.0005 0 0 (4.79)
| 0.0000 O 0.0001 |
[ 0.0261 0 0.0022 1

®;i012 = | 00131 0 0.0004 (4.80)
| 0.0089  0.0000 0.0018 |
[ 0.0173 0 0.0169 ]

P, 100 = | 0.0042 0 0.0028 (4.81)
| 0.0016  0.0000 0.0012 |
[ 0.3203 0 0.0703 ]|

P, 000 = | 0.3205 0 0.0168 (4.82)
| 0.4175 0.0012 0.2306 |
[ 0.0010 0 0.0009 ]

;133 = | 0.0003 0 0.0003 (4.83)
| 0.0003  0.0000 0.0002 |
[ 0.0640 0 0.0241

Qi3s3 = | 02119 0 0.0438 (4.84)
| 0.6279 0.0050 0.4899 |

Nota-se que todas as regras relacionadas ao conjunto fuzzy central da variavel de
entrada z, (conjunto By, associado as colunas centrais das submatrizes acima) sao
nulas ou praticamente nulas. Essa condicao reflete o fato de que o referido conjunto é
redundante, no sentido de que nao existe amostra nos dados que apresente pertinéncia
maior a ele que aos demais (A; e Cy), conforme mostra a figura 4.29. Por ser redundante,
esse conjunto fuzzy poderia em tese ser desprezado. Esse resultado foi obtido pelo
procedimento de otimizacao do modelo através da anulacao dos parametros relacionais
correspondentes.
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Das 59 regras nao nulas (25% do total de 243), apenas dez regras (4% do total)
podem ser consideradas significativas tomando como critério uma medida de repre-
sentabilidade maior ou igual a 10% da regra mais representativa (representabilidade
unitaria). Essas dez regras mais representativas estao em destaque nas submatrizes de
(4.76) a (4.84) e serao qualitativamente avaliadas na seqiiéncia.

A principal conseqiiéncia da pouca distingcao entre as classes com relacao a varidvel
Xy, conforme ilustra a figura 4.29, que resulta na nulidade do conjunto By como ja foi
discutido, é que a terceira regra referencial da tabela 4.5 terminou por ser representada
no modelo de forma compartilhada entre as regras vizinhas (com relagao a x5) apresen-
tadas na tabela 4.6. Essas regras correspondem aos elementos ®3;333 € ®33333 em
(4.84), isto é, aqueles com segunda e terceira maiores medidas de representabilidade
condicionada.

Tabela 4.6: Regras lingiiisticas extraidas dos dados Iris (2* e 3* maiores representabi-
lidades).

Ty | xo | x3 | 14 | cluster
Ci | Ay | C5 | Cy 3
Ci | Co | Cs| Cy 3

Fato similar ocorre em relacao a primeira variavel de entrada, x;. Nesse caso, a se-
gunda regra referencial da tabela 4.5, que envolve o conjunto fuzzy central dessa variavel
(conjunto B;), é representada nao apenas pela regra correspondente do modelo, mas
também de forma compartilhada pelas regras vizinhas (com relagao a z1). Essas trés
regras, que correspondem aos elementos ®31999, Po1222 € ®11222 em (4.82), isto é,
aqueles com quarta, quinta e sexta maiores medidas de representabilidade condicionada,
sao apresentadas na tabela 4.7.

Tabela 4.7: Regras lingiifsticas extraidas dos dados Iris (4%, 5* e 6* maiores represen-
tabilidades).

Ty | Ty | x3 | T4 | cluster
Ci | Ay | B3 | By 2
B, | Ay | B | B, 2
A | Ay | B3 | By 2

Finalmente, tem-se que a regra mais representativa do modelo (elemento ® ;3,1 em

shsds

(4.76)) coincide exatamente com aquela regra referencial que descreve a primeira classe
na tabela 4.5, justamente a classe referente a Iris sestosa que é aquela mais bem definida
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(separavel) do problema. As demais quatro regras com alguma representabilidade, além
das seis j4 comentadas acima, sio todas vizinhas® dessas ultimas, o que ¢ justificado
através da observagao 4.4.

Todos os resultados acima foram reproduzidos de forma muito similar consideran-
do conjuntos fuzzy Gaussianos ao invés de triangulares e diferentes inicializacoes pa-
ramétricas, confirmando que os modelos hierdrquicos obtidos proporcionam conheci-
mento qualitativo consistente a respeito do sistema. Também obteve-se 0 mesmo resul-
tado qualitativo alterando a ordem hierarquica das variaveis de entrada do modelo, isto
é, trocando 1 e 25 (comprimento e largura das sépalas) por x3 e x4 (comprimento e lar-
gura das pétalas), respectivamente. Nesse caso, no entanto, o desempenho quantitativo
foi inferior (EQM das estimativas igual a 0.0477 e 9 classifica¢oes incorretas para uma
inicializagao/simulagao tipica). Esse resultado pode ter ocorrido porque nesse caso as
varidveis posicionadas nos niveis hierdrquicos mais baixos (comprimento e largura das
sépalas) concentram a maior complexidade do problema de separagao pois as classes
nao estao tao bem definidas em relagao a elas como em relagao as demais (ver figuras
4.28 e 4.29).

Uma questao que se coloca é porque nao adotar sempre um método simples como
aquele que gerou a base referencial de regras da tabela 4.5. Como foi visto, aquela
base de regras faz sentido somente a partir da hipotese de que as classes sao bem
comportadas, como aquelas ilustradas na figura 4.32. Em problemas mais complexos,
no entanto, como por exemplo aquele ilustrado na figura 4.34, a abordagem relacional
(hierdrquica ou nao) é mais adequada porque particiona o dominio do problema em
diversas regioes difusas através da distribuicao dos conjuntos fuzzy sobre cada um de
seus componentes unidimensionais e entao estima os elementos relacionais associados
as regras que relacionam cada uma das particoes em cada uma das diferentes classes.

Z1

Z2

Figura 4.34: Representacao simplificada de classes nao convexas e nao linearmente
separaveis em um dominio 2D.

5Para duas delas essa afirmacio toma como base a nulidade do conjunto fuzzy Bs.
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4.4 Aproximacgao Universal

Nessa secao discute-se a capacidade de aproximacao dos modelos relacionais com estru-
tura hierdrquica. Inicialmente analisam-se os modelos apresentados na secao 4.3, com
submodelos relacionais convencionais, e em seguida os modelos discutidos na secao 4.2,
com submodelos relacionais simplificados.

Estrutura de submodelos relacionais convencionais

A seguir mostra-se que os modelos relacionais hierarquicos com submodelos convencio-
nais e conjuntos referenciais fuzzy Gaussianos para as variaveis de entrada, ou seja,

X, (w;) = exp (—M> (4.85)

sao aproximadores universais, isto é, podem aproximar com precisao arbitraria qualquer
funcao real continua sobre um dominio compacto.

Os parametros de projeto da estrutura hierdrquica de submodelos relacionais con-
vencionais, descrita pelas equagoes (4.26) até (4.30) e (4.85), sao dados por:

e O numero “c” de conjuntos referenciais fuzzy Gaussianos por variavel.

e Os parametros relacionais, ou seja, as matrizes R; (i = 1,--- ,n — 1) dos submo-
delos hierarquicos.

e Os centros ;; e as aberturas o;; # 0 (i=1,---,n; j=1,---,¢) dos conjuntos
referenciais das varidaveis de entrada.

e Os valores modais ¢, (h = 1,---,¢) dos conjuntos referenciais das varidveis de
saida.

Seja M o conjunto de todos os modelos possiveis com essa arquitetura hierarquica,
descritos genericamente em funcao do seu vetor x = [z;---z,]7 de entradas como
g(x): UCR" - R, onde U é uma regiao compacta (fechada e limitada) do espaco
n-dimensional de entrada. O conjunto M ¢ dito denso no conjunto C[U] de todas as
fungoes reais continuas em U se, para qualquer g(x) € C[U] e um escalar arbitrario
e > 0, existe y(x) € M tal que (Kreysig, 1978; Luenberguer, 1997):

sup [g(x) —g(x) | < e (4.86)

Essa condigao pode ser verificada utilizando o teorema de Stone-Weierstrass (Rudin,
1964), apresentado abaixo.

Teorema de Stone-Weierstrass: Seja Z um conjunto de funcgoes reais continuas
sobre um conjunto compacto U. Se: 1) Z é uma dlgebra, i.e., o conjunto Z € fechado
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sob as operagoes de adi¢io, multiplicacdao e produto escalar; 2) Z separa pontos em U,
i.e., para cada x',x" € U, x' # X", existe f € Z tal que f(X') # f(X"); e 3) Z ndo
se anula em U, i.e., para cada x € U eziste f € Z tal que f(x) # 0, entdo o fecho
uniforme de Z consiste de todas as funcoes reais continuas em U, ou seja, Z € denso
no conjunto C[U] de todas as fungdes reais continuas em U.

Logo, para provar que os modelos hierarquicos apresentam a propriedade de apro-
ximagao universal dada em (4.86), deve-se demonstrar que o conjunto M satisfaz as
condicoes do teorema acima. Por simplicidade e sem perda de generalidade serao utili-
zados modelos com 3 entradas (n = 3) de tal forma que M nesse caso é o conjunto de
todos os modelos hierdrquicos 7(x) : U C R* — R que podem ser escritos a partir das
equagoes (4.26) a (4.30) como

> Vs, én
h=1
> Yo
h=1

J(x) = (4.87)

yV2h = Z Z RQi,j,h X3i (.'L'3) }A/lj (4:88)

i=1 j=1
Y1j = Z Z R1p,q,j X, (22) X1, (21) (4.89)
p=1 q=1

sendo os termos Ry os mesmos ji definidos em (4.33). Como M é por definicio um
conjunto de modelos reais continuos em um dominio compacto U, deve-se provar que
esse conjunto é uma algebra, separa pontos e nao se anula nesse dominio. Para tanto,
sejam dois modelos §'(x), 9"(x) € M. Das equagoes acima pode-se escrevé-los como:

c1 c1 c1 C1 C1
(5 D! 1} /i li
Z Z Z Z Z ¢h1 R2i1,j1,h1 Rlpl,ql,jl X3i1 (]33) X2p1 (332) qul (*751)

N hl=1 il=1 j1=1 pl=1 gql=1
=" & a (4.90)
DD D D D By Bl B (@) 4 (22) X ()

C2 Cc2 Cc2 () c2
Z Z Z Z Z lef;z RgiZ,j2,h2 Rlllp2,q2,j2 Xé,ﬂ(x?’) Xé;z(xQ) X{;Q(xl)
=1 i2=1 j2=1 p2=1 ¢2—1
§'(x) = B (4.91)

c2 c2 c2 c2 c2
DI DI " " "
Z Z Z Z Z R2i2,j2,h2 R1p2,q2,j2 X3i2 (z3) X2p2 (z2) qu2 (1)

h2=1 i2=1 j2=1 p2=1 ¢2=1
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Uma vez que considerou-se o uso de conjuntos fuzzy Gaussianos (ver equagao (4.85)),
tem-se que o conjunto M é constituido de fun¢oes reais continuas dadas pela média pon-
derada do produto de fungoes Gaussianas em cada um dos seus argumentos (varidveis
de entrada dos modelos).

Proposicao 4.1 O conjunto M ¢é uma dlgebra.

Prova:

A soma de dois modelos §'(x), 9" (x) € M é dada a partir de (4.90) e (4.91) por:

Cc2 Cc2 Cc2 Cc2 Cc2

Z (Qs;zl + QSZ?) RIQil,]‘l,hl Rll

plql,jl

gl=1 h2=1 2=1 j2=1 p2=1 ¢2=1
1 C2 C2

SEErrs

C

o (4.92)

i1=1 j1=1 pl=1

c1 c1  c1 2
Z Z Z zljl,hl 1p1,q1,51

=1 il=1 jl= =1 g2=1
Ry, o B, s A (23) X3 (23) X5 (2) A5 (2) X | (1) X, (1)
Ry Ry Xs, (w3) Xy, (w3) Xy (w2) X5 (w2) XY (21) AT (1)

2i2,52,h2 © 1p2,g2,52

Dado que o produto de duas fungoes Gaussianas definidas para uma mesma varidvel
z; como em (4.85) pode ser escrito como o produto entre um escalar e uma outra
fungio Gaussiana definida da mesma forma, tem-se que Xy (z;) X (2;) ¢ também
uma funcao Gaussiana em x; assim como os termos individuais desse produto, exceto
por um fator proporcional constante. Logo, a equagao (4.92) é dada por uma média
ponderada do produto de fungoes Gaussianas de cada um dos elementos do vetor x.
Essa equacao é portanto equivalente em forma aquelas em (4.90) e (4.91), o que implica
7'(x) +9"(x) € M. E importante observar que a quantidade de termos no numerador e
denominador nao importa pois constitui um dos parametros de projeto da arquitetura.

O produto de dois modelos ¢'(x) e §”(x) em M é obtido a partir de (4.90) e
(4.91) de forma similar & soma apresentada em (4.92), apenas substituindo o termo
(@)1 + qﬁ ,) naquela equacao por (¢}, - ¢},). Analogamente ao caso anterior, tem-se que
J'(x) - 9" (x) € M.

Fmalmente tem-se que o produto a¢'(x), onde a é um escalar qualquer, é equiva-
lente & equacao (4.90) apenas com esse escalar adicional multiplicando os termos da
somatoria no numerador daquela equacao. Novamente, com base nos mesmos argumen-
tos anteriores, tem-se que a g’ (x) € M.

Portanto, tem-se que o conjunto M é fechado com relacao as operacoes de adicao,
multiplicacao e produto escalar, o que completa a prova.

[ |
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Proposicao 4.2 O conjunto M nao se anula em U.

Prova:

Como os conjuntos fuzzy (fungdes Gaussianas) sé podem assumir valores positivos
para qualquer x € U, tem-se que qualquer modelo em M com todos os parametros de
projeto especificados como sendo positivos sé resultara em valores de saida positivos,
de tal forma que para Vx € U existe y(x) € M tal que g(x) # 0.

[ |

Proposicao 4.3 O conjunto M separa pontos em U.

Prova:

A prova nesse caso é obtida construindo um modelo especifico que garante a pro-
priedade desejada. Primeiro seleciona-se ¢ = 2. Escolhendo

- 1 parap=q=7,
lqu = { (493)

0 caso contrario.

entao de (4.88) e (4.89) tem-se que

2

Voo = D0 (R 20, (20) s () + Ry, X (20) X (02)) X () (4.94)

=1

De forma similar, escolhendo

- 1 parai=j=h,
21] h = ;. (495)
0 caso contrario.
de (4.94) tem-se
)A/?h = th(xl) XQ}L(IQ) X3h(l‘3) (496)
que em (4.87) resulta
3 3
o [T (@) + 6o [ ] A1)
jx) = —= =1 (4.97)

H ‘/Yll (Il) + H ‘)(lz (xl)
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Dados dois pontos quaisquer x' = [z} o z5]7 e x" = [2] 2} ©

! n
em U, com x' # x|

selecionam-se os centros e aberturas dos conjuntos fuzzy respectivamente como 6;, = zj,

0, =] e 0y, =0y, =1 paral=1,2,3, de modo que

X, (21) = exp (—(z — 27)?)

X, (1) = exp (—(z; — 27)?)

A partir de (4.97), (4.98) e (4.99), tem-se

3
o1 + ¢ [ X (af)
=1

1+ [ ()
=1
3
¢1 H)(ll(x?) + &2
) = —=

3
1+ [ @)
=1

com
X, (7)) = X, (1) = exp (= (2] — ])?)
Definindo
A 1
@ = 3
1+ Hexp (= (2] — 2)?)
=1

tem-se

(4.98)

(4.99)

(4.100)

(4.101)

(4.102)

(4.103)

(4.104)
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J(x") = ads + (1 -a) (4.105)

Finalmente, selecionando ¢; = 0 e ¢ = 1, 0 que completa o modelo, tem-se

Jx) = (1-a) e J') =« (4.106)

Por definicao tem-se x’ # x”, o que implica

H exp (—(z) —2)?) # 1 (4.107)

ou seja, a # 0.5. Conseqlientemente,

Ix) = 1-a) # a = §x’) (4.108)

Portanto, M separa pontos em U, i.e., para cada x',x" € U, x' # x", existe j(x) € M
tal que g(x') # y(x").
|

Verifica-se assim que o conjunto M de modelos hierarquicos com submodelos re-
lacionais convencionais e conjuntos referenciais fuzzy Gaussianos satisfaz o teorema de
Stone-Weierstrass e que, conseqiientemente, esses modelos possuem a propriedade de
aproximacao universal. E importante observar que a hipétese de conjuntos referenci-
ais Gaussianos® é, em principio, apenas uma condicdo suficiente para a aproximacao
universal uma vez que o teorema de Stone-Weierstrass também representa apenas uma
condigao de suficiéncia e nao de necessidade (Zeng e Singh, 1994). Um estudo dire-
cionado aos modelos implementados através de outros tipos de conjuntos referenciais
(triangulares, trapezoidais, etc.) é uma perspectiva para trabalhos futuros.

Uma questao relevante é a dependéncia entre a capacidade de aproximacao do mode-
lo e a quantidade “¢” de conjuntos referenciais fuzzy definidos por variavel. A seguinte
proposicao apresenta uma propriedade da relagao entre essas grandezas.

Proposicao 4.4 A capacidade de aproximacdo dos modelos é uma fungao monotonica
crescente do numero “c” de conjuntos referenciais fuzzy por varidvel.
Prova:

Sejam M; e My os conjuntos de todos os modelos § com quantidades ¢’ e ¢’ de
conjuntos fuzzy por variavel, respectivamente. Sejam ainda C;(€) e Cy(€) os conjuntos

6Essa hipétese foi também adotada em vérios outros trabalhos (e.g. (Wang e Mendel, 1992; Oliveira
e Lemos, 1997; Giiven e Passino, 2001)).
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de todas as fun¢oes reais continuas ¢ para as quais existem modelos ¢ respectivamente
em M; e M, tais que, para um dado € > 0, a desigualdade em (4.86) é verdadeira.

Supondo que ¢ < ", tem-se M| C M., pois 0os modelos em M; podem ser vistos
como casos particulares dos modelos em My nos quais todos os parametros relacio-
nais desses tltimos associados aos seus conjuntos fuzzy adicionais (¢” — ¢/) sao nulos.
Portanto, tem-se C;(€) C Ca(€). Uma outra implicagdo importante pode ser verificada
definindo

6i(g) = inf sup |g(x) — g(x)| (4.109)
JEMi xcU

para i = 1,2. Como M; C My e Ci(€) C Cy(€) tem-se:
o 32(g) <0i(g) <e se g€Cie)
o 52(g) <e<di(g) se g€ Cale) = Ci(e).
® < 0(g) <di(g) se g¢Cae)

Das condicoes acima pode-se concluir que a quantidade de funcoes reais continuas
que os modelos relacionais hierdrquicos podem aproximar com determinada precisao,
bem como o erro maximo de aproximacao de uma determinada funcao por esses mode-
los, sao fungoes nao decrescentes (monotonicamente crescentes) da granularidade “c”
das particoes fuzzy dos universos de discurso das suas variaveis.

|

Outra questao importante é se a capacidade de aproximacao universal também é
verificada para os modelos com arquiteturas hierarquicas alternativas discutidos na
secao 4.2.6. Claramente, a arquitetura apresentada na figura 4.19, dada pela composicao
de diferentes modelos hierarquicos através de um operador genérico =, requer uma
andlise individual para cada operador especifico adotado. Por esta razao, limita-se
a seguir a analise daquelas arquiteturas onde os submodelos nao sao necessariamente
dotados apenas de duas entradas, como aquela ilustrada na figura 4.20. Com base nos
desenvolvimentos anteriores, pode-se verificar que a adocao de mais de duas entradas em
um ou mais submodelos nao afeta a capacidade de aproximacao (universal) do modelo
resultante. O préprio modelo da figura 4.20 pode ser utilizado como exemplo. Nesse
caso, as saidas fuzzy dos submodelos 1 e 2 sao dadas respectivamente por:

Vi, = (e X "R = 303 Ry, X, () X, (1) (4.110)
p=1 ¢g=1
%h = [X4 X X3 X ﬁ]T = Z Z Z R2i,j,l,h X4i (.’L’4) X3j (.’L’3) ?711 (41].].)

=1 j=1 [=1
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onde l,h = 1,---,c , Rlp,“. 2 Ry, e Rgi,].’l,h 2 Ry, , com p=(p—1)c+q e
p=(i—1)c® + (j — 1)c + . Substituindo a equagao (4.110) em (4.111) e esta dltima em
(4.27), que descreve o operador de defuzzificacao, obtém-se a saida crisp do modelo

COmo.:

Cc c c Cc c c

Z ¢ Ro, R, X, (m4) Xy, (33) X, (72) X1, (1)
=1 j=1 [=1 p=1 ¢g=1
C

Z Z Z Ry, Ruy oy X (w4) Xy, (23) X, (22) X, (1)

1 =1 p:l q:1

h=

al—
ol

§(x) =

o
o

h=1 i=1 j
(4.112)

Nota-se que essa equacao é andloga aquelas em (4.90) e (4.91). Logo, ela também
satisfaz as condicoes do teorema de Stone-Weierstrass, resultando que o modelo corres-
pondente é um aproximador universal.

Estrutura de submodelos relacionais simplificados

Pode-se escrever um modelo hierdrquico com 3 entradas (n = 3) e submodelos relacio-
nais simplificados a partir das equacoes (4.5) a (4.8) como:

Up = Z Z QQi,j As, (333)y1j (h) (4.113)

i=1 j=1

=Y Dy, X, (22) X, (1) (4.114)

p=1 ¢=1

sendo Qz-p,q 2 Q;, ,onde p,g=1,---,c e p=(p—1)c+q. Seja entdao M o conjunto de
todos os possiveis modelos com relacao aos parametros de projeto da arquitetura acima.
Dados dois modelos em M com saidas g} e g4, pode-se verificar que ¢, - g5 ¢ M porque
os produtos y{j, (71) y{'J ,(91) que ocorrem na equacao resultante nao podem ser escritos
na mesma forma matematica dos seus termos individuais, mesmo que esses termos sejam
Gaussianos’, pois os seus argumentos jJ; e 4/ sao distintos. Isso significa que o conjunto
M nao ¢ fechado para a multiplicacao e que, por conseqiiéncia, nao é uma algebra.
Logo, o Teorema de Stone-Weierstrass nao se aplica nesse caso. Como esse teorema
representa apenas uma condicao suficiente para a aproximacao universal, nao é possivel
afirmar se os modelos hierarquicos com submodelos relacionais simplificados possuem

"Condicdo imposta para provar a suficiéncia da hipétese de aproximacio universal nos modelos
hierarquicos com submodelos relacionais convencionais.
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ou nao essa propriedade sem uma andalise particularizada através de alguma estratégia
direcionada para esse tipo especifico de modelo. Independente dos resultados dessa
analise, que pode ainda abranger estudos a respeito da relagao precisao X quantidade
de parametros necessarios e que constitui uma das perspectivas para desenvolvimentos
futuros com relacao ao presente trabalho, é importante salientar que esses modelos tém
apresentado desempenho adequado em diversas aplicacoes, como aquelas ilustradas nos
exemplos da secao 4.2 e nos artigos relacionados.

4.5 Resumo e Discussoes Complementares

Uma alternativa para contornar o problema de dimensionalidade em modelos fuzzy e
neurais é a estrutura hierarquica constituida de um conjunto de submodelos conectados
em cascata. Neste capitulo, dois novos tipos de modelos hierarquicos foram propos-
tos: Modelo hierarquico composto de submodelos relacionais simplificados e modelo
hierarquico composto de submodelos relacionais convencionais. Foram desenvolvidos
conjuntos fechados de equacgoes para o calculo do gradiente da saida de cada modelo
em funcao dos seus parametros, isto é, conjuntos de equacoes genéricas para modelos hi-
erarquicos com qualquer quantidade de entradas. Essas equacoes permitem a estimacao
ou sintonia-fina dos parametros desses modelos a partir de algoritmos de otimizacao
nao linear. Esses algoritmos podem ser aplicados conjuntamente com metodologias
heuristicas para reducao dos efeitos indesejados da nao convexidade do problema de
otimizacao, especificas para as caracteristicas dos modelos hierarquicos propostos.

A introducao do conceito de hierarquia adiciona um novo parametro de projeto
para os modelos fuzzy e neurais. Trata-se da disposi¢ao hierdrquica das suas varidveis
de entrada. Mostrou-se que altera-se de forma correlacionada o desempenho geral de
modelagem com alteragoes especificas na ordem hierdarquica. Mais especificamente,
mostrou-se que o desempenho de modelagem é superior em relacao as varidveis de
entrada dispostas em niveis hierarquicos mais elevados, i.e., mais distantes da saida.
Esses resultados baseiam-se no fato de que quanto mais alto o seu nivel hierdrquico
mais complexo torna-se o mapeamento de uma variavel de entrada para a saida do
modelo, envolvendo um nimero maior de parametros livres associados. Com base
nesses resultados, arquiteturas hierarquicas alternativas foram propostas para permitir
a atribuicao de niveis hierarquicos equivalentes a diferentes varidaveis do modelo.

O desenvolvimento dos modelos relacionais hierarquicos utilizando submodelos sim-
plificados, embora tenha resultado em uma alternativa estrutural simples e eficaz para
a reducao do problema de dimensionalidade em sistemas fuzzy e neurais, nao resolveu
a questao da impossibilidade de interpretacao lingiiistica intrinseca das arquiteturas
hierarquicas. Os modelos compostos de submodelos relacionais convencionais foram
propostos com o objetivo de contornar esse problema. Mostrou-se que existe uma trans-
formagcao unilateral entre esses modelos e os modelos relacionais fuzzy nao hierarquicos,
permitindo a extragao de regras lingiiisticas através da mesma metodologia apresentada
no capitulo 3. Mostrou-se também, através do teorema de Stone-Weierstrass, que esses
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modelos hierarquicos apresentam a propriedade de aproximacao universal.

Além de permitir a extracdo de regras lingiiisticas e a aplicacao do teorema de
Stone-Weierstrass para a verificacao da propriedade de aproximacao universal, o mode-
lo hierarquico composto de submodelos relacionais convencionais apresenta uma van-
tagem sobre aquele composto de submodelos relacionais simplificados: A inexisténcia
de conjuntos referenciais fuzzy nas variaveis intermedidrias entre os diferentes blocos
hierarquicos. Essa caracteristica reduz a complexidade e a sensibilidade do modelo
a inicializacao dos seus parametros. No caso simplificado essa sensibilidade é maior
devido a possibilidade de saturacao dos conjuntos referenciais intermediarios. Por ou-
tro lado, apesar da auséncia dos parametros referentes a esses conjuntos, o nimero de
parametros de projeto livre no caso de submodelos convencionais é superior uma vez
que cada submodelo possui um nimero “c” vezes maior de elementos relacionais do que
aqueles simplificados, onde “c” é a granularidade das particoes fuzzy dos universos de
discurso das variaveis do modelo.

4.6 Contribuicoes e Perspectivas

As principais contribuicoes desse capitulo sao:

1. Desenvolvimento de duas novas classes de modelos hierdrquicos baseadas na uti-
lizacao de tipos particulares de modelos relacionais fuzzy.

2. Desenvolvimento de uma metodologia para a extracao de conhecimento lingiiistico
a partir de uma dessas classes de modelos.

3. Estudo da capacidade de aproximacgao dos modelos desenvolvidos.

4. Obtencao de um conjunto de equacoes genéricas, para modelos com qualquer
nimero de entradas, para a otimizacao dos parametros dos modelos hierarquicos
desenvolvidos.

5. Proposta de diferentes procedimentos algoritmicos para a estimagao dos
parametros dos modelos desenvolvidos.

6. Proposta para a selecao da ordem hierarquica dos modelos com base em estudos
sobre a influéncia da disposicao das suas varidveis de entrada.

7. Proposta de arquiteturas hierdrquicas alternativas.

As principais perspectivas a partir dos resultados obtidos e apresentados no presente
capitulo sao:

1. Aplicacao do Filtro de Kalman Estendido para a estimacao on-line dos modelos.
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2. Desenvolvimento de uma estratégia construtiva com a inser¢ao (e eventualmente a
poda) gradativa de conjuntos fuzzy e elementos relacionais visando a representacao
dos erros de modelagem remanescentes das iteragoes anteriores.

3. Estudos direcionados sobre a capacidade de aproximacao dos modelos com sub-
modelos simplificados e/ou implementados com conjuntos referenciais fuzzy nao
Gaussianos.



Capitulo 5

Modelos Baseados em Funcoes de
Base Ortonormal (FBO)

Esse capitulo aborda o problema de identificacao de sistemas dinamicos nao lineares
utilizando modelos baseados em Fungoes de Base Ortonormal (FBO). Tem-se como
tema central o desenvolvimento de modelos fuzzy com estrutura FBO e o seu estudo no
que tange a diversos aspectos de interesse, tais como a sua formalizacao e interpretacao
matematica, capacidade de representacao, entre outros. Analises comparativas entre
esses modelos e outras classes de modelos FBO sao apresentadas tanto no ambito teérico
como em aplicacoes praticas. Particular énfase é dada aos modelos FBO do tipo Wiener-
Volterra, discutidos no capitulo 2, para os quais desenvolve-se uma metodologia de
projeto da base de func¢oes ortonormais segundo a solu¢ao de um problema de otimizacao
que visa a reducao da ordem dos modelos resultantes.

5.1 Introducao

Modelos de sistemas dinamicos sao usualmente construidos segundo a bem conhecida
topologia (N)ARX — (Nonlinear) Auto-Regressive with eXogenous inputs — em que
a saida do sistema em um dado instante de tempo discreto é representada utilizando
amostras passadas dos seus sinais de entrada e saida (E/S). Quando os modelos sdo nao
lineares, no entanto, o procedimento de determinagao dos termos passados relevantes
das varidveis de E/S do sistema recai em um problema complexo de selegao estrutural.
Esse nao é o unico problema da topologia NARX. A dizer, sua parte auto-regressiva
causa a recursao de erros que por sua vez podem comprometer a qualidade do modelo,
especialmente em previsoes de horizontes longos. Essa caracteristica é indesejada em
diversas situacoes praticas, como nas aplicacoes de controle preditivo que serao discuti-
das no capitulo 6. Por esta razao, estruturas alternativas para a modelagem de sistemas
dinamicos tém sido investigadas.

Uma estratégia eficaz para contornar os problemas mencionados acima no con-
texto da modelagem de sistemas dinamicos estaveis é a utilizacao de funcgoes de ba-
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se ortonormal (Ninness e Gustafsson, 1995), como as fung¢oes de Laguerre e Kautz
(Broome, 1965; Wahlberg, 1994; Wahlberg e Mékild, 1996; Oliveira, 1997) preliminar-
mente discutidas no capitulo 2. Essas funcoes tém sido amplamente utilizadas pa-
ra a modelagem e controle de sistemas lineares e nao lineares (e.g. ver (Dumont e
Fu, 1993; Oliveira et al., 2000) e referéncias inclusas), especialmente porque os modelos
dinamicos baseados nessas fungoes exibem vérias caracteristicas desejaveis, tais como
(Dumont e Fu, 1993; Oliveira et al., 1996; Campello e Amaral, 2002¢): i) Auséncia de
recursao de saida. Conseqiientemente, nao existe a realimentacao de erros de previsao,
o que normalmente leva a modelos mais precisos. A auséncia de recursao também im-
plica o desacoplamento natural de multiplas saidas no caso multivaridvel bem como um
conjunto de propriedades estatisticas favoraveis a estimacao numérica de modelos FBO
lineares nos parametros via algoritmo de minimos quadrados (ver se¢ao 5.4.1); 1) Nao
é necessario conhecer os termos passados relevantes dos sinais de E/S do sistema; iii) E
possivel aumentar a capacidade de representacdo dos modelos meramente incrementan-
do o nimero de fungoes ortonormais na base; iv) E garantido que a representacao de
um sistema estavel é também estavel; v) Tolerancia a dindmicas nao modeladas e sen-
sibilidade reduzida aos parametros estimados; vi) Capacidade de representar dinamicas
com atrasos de tempo.

As secoes subseqiientes descrevem em detalhes os modelos FBO e aquelas realizacoes
especificas desses modelos inseridas diretamente no escopo do presente trabalho, i.e.,
modelos lineares, de Volterra, neurais e fuzzy com estrutura FBO. As discussoes enfo-
cam particularmente os modelos nao lineares, nos quais concentram-se as contribuicoes
originais desse capitulo.

5.2 Modelos FBO

Um sistema dinamico nao linear — por simplicidade e sem perda de generalidade SISO!
— pode ser genericamente representado como:

y(k) =F(y(k—=1),...,y(k—ny),ulk—1),... ,u(k —ny)) (5.1)

onde n, e n, sao as quantidades de amostras passadas da entrada u e da saida y, res-
pectivamente, e F é um operador nao linear (NARX). Rescrevendo os termos passados
da saida nesta equacao utilizando a prépria equacao de forma recursiva obtém-se a
seguinte representacao:

y(k) = Glu(d)]i=" (5.2)

onde G é o operador nao linear resultante. Na modelagem de sistemas com fading
memory (Boyd e Chua, 1985), para os quais é garantido que o valor de entrada u(k—v),

!Modelos FBO multivaridveis sio discutidos na secio 5.10.



5.2. Modelos FBO 117

com v suficientemente grande, ndo mais contribui significativamente para a saida y(k),
essa representacao pode ser aproximada (truncada) como:

g(k)=Gu(k=1),... ,u(k —v)) (5.3)

cujas entradas podem ser vistas como o desenvolvimento de u em uma base com fungoes
de transferéncia pulsadas escritas no operador deslocamento ¢~! como ®g,;(¢™") = ¢,
de modo que a i-ésima entrada é dada por @g,;(¢ ) u(k) = ¢ u(k) = u(k—1i). O
diagrama de blocos desse modelo, denominado modelo nao linear de resposta ao impulso
finita (Nonlinear Finite Impulse Response - NFIR), é apresentado na figura 5.1.

u(k — 1)

u(k —2)

_ u(k —v)
q

Figura 5.1: Diagrama de blocos do modelo NFIR.

Assim como no caso do modelo linear cldssico de resposta ao impulso finita (FIR),
pode-se aumentar a capacidade de representagdo do modelo NFIR em (5.3) simples-
mente incrementando a quantidade de fun¢oes na base, isto é, a quantidade de termos
da entrada. Outra vantagem é a auséncia de recursao de saida (parte auto-regressiva),
usualmente associada a problemas de convergéncia nos modelos NARX e nos respec-
tivos algoritmos de identificagio. A base ®g,;(¢ '), porém, geralmente acarreta em
modelos com nimero elevado de termos de entrada, especialmente na representacao de
sistemas com dinamicas predominantemente lentas. Uma solucao efetiva para contor-
nar esse problema é incorporar na base conhecimento a prior: a respeito das dinamicas
dominantes do sistema, o que pode ser realizado utilizando as funcoes de base ortonor-
mal mencionadas na secao 5.1. Nesse caso, o modelo NFIR pode ser rescrito como um
modelo FBO, ou seja:

g(k) =H(y, ... 1y) (5.4)
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onde [;(k) = Ppoi(qg ') u(k) é a saida do i-ésimo filtro ortonormal — com fungao de
transferéncia beoyi(q_l) — no instante de amostragem k, n é a quantidade de filtros
necessarios para representar o sistema com uma dada precisao e H é um operador nao
linear estdtico que mapea [;(k) (i = 1,---,n) na saida (k). O diagrama de blocos do
modelo FBO é apresentado na figura 5.2.

(I)fbo,l

u(k) Bppoz 0

(I)fbo,n

Figura 5.2: Diagrama de blocos do modelo FBO.

O conjunto de funcoes de transferéncia dos filtros associados a bem conhecida base
de Laguerre (Wahlberg, 1991b), por exemplo, é dado por:

“1/,-1 _ \i—1
Dinoa(q™) = VT2 L P 5 (5.5)

(I —pg~t)

onde p € {R:|p| <1} é o pdlo estavel que parametriza as fungdes ortonormais. Note
que para p = 0 obtém-se a base ®g,;(¢7"), que é um caso particular da base de La-
guerre. A base de Kautz (Wahlberg, 1991a) é uma generalizagao da base de Laguerre
onde as funcoes sao parametrizadas por um par de pdlos complexos conjugados. Por
esta razao, a base de Kautz requer um nimero menor de fungoes para representar sis-
temas com dinamicas dominantes mal amortecidas (oscilatérias). As bases de Laguerre
e Kautz sao realizacoes particulares das bases ortonormais generalizadas (Ninness e
Gustafsson, 1995; Van den Hof et al., 1995), onde as fungoes nao sao necessariamente
parametrizadas apenas por um unico pélo ou par de polos. Em funcao da flexibili-
dade adicional resultante da incorporagao de multiplos modos, as bases generalizadas
podem requerer um nimero menor de fungoes para a representacao de um dado siste-
ma. Por outro lado, requerem uma maior quantidade de informacao a priori sobre as
suas dinamicas dominantes. Por esta razao, as bases de Laguerre e Kautz ainda sao
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mais amplamente difundidas e adotadas na literatura; em especial a primeira, que sera
considerada nos desenvolvimentos subseqiientes do presente capitulo.

As fungoes ortonormais sao recursivas, isto €, a i-ésima funcao pode ser escrita em
fungao da (i — 1)-ésima. Logo, é possivel escrever a dinamica do conjunto de filtros
ortonormais através de uma equagao de estados (Oliveira, 1997). Nesse caso, o modelo
FBO da figura 5.2 é representado em espaco-de-estados como:

Wk+1) = ALE) + bu(k) (5.6)
(k) = H(1(K)) (5.7)
onde 1(k) = [l1(k) -+ I,(k)]T é o vetor de estados ortonormais? de ordem n. A matriz

A e o vetor b na equacao (5.6) dependem apenas da base de fungoes ortonormais. No
caso da base de Laguerre tem-se (Dumont e Fu, 1993; Oliveira, 1997):

D 0 0 0
1 —p? P 0 0
A=| (=@ -p 1—p? p 0 (5.8)
I (—p)”*i(l —p?) (—p)”“.(l —p?) - p |

b=VI=p?[1 —p (=9 - ("] (5.9)

onde p é o pdlo de Laguerre. O modelo FBO com dinamica de Laguerre é ilustrado
na figura 5.3, onde observa-se a recursao dos estados através da disposicao em cascata
dos filtros, representados no plano freqiiencial discreto (varidvel z). Nota-se claramente
que esse modelo é, assim como os demais modelos FBO representados genericamente na
figura 5.2, descrito por uma dinamica linear que relaciona a entrada u(k) aos estados de
Laguerre [;(k) seguida de um mapeamento estatico entre esses estados e a saida g(k),
ou seja, um modelo do tipo Wiener.

Embora nenhum atraso de tempo esteja explicitamente representado nos modelos
FBO apresentados acima, é importante salientar que as funcoes ortonormais sao ca-
pazes de representar sistemas com atraso (Mékild, 1990; Fu e Dumont, 1993). Nao
obstante, pode-se incorporar explicitamente ao modelo qualquer informagao aproxima-
da disponivel sobre o atraso real do sistema, o que permite uma reducao no numero de
funcoes e respectivos filtros necessarios para modela-lo com uma dada precisao. Para
tanto, basta substituir u(k) por u(k — 7) na equacao (5.6), onde 7 é o atraso estimado.

2Essa denominacio serd utilizada na seqiiéncia do texto embora a ortonormalidade seja uma pro-
priedade das funcoes e nao propriamente dos estados.
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Figura 5.3: Modelo FBO com dinamica de Laguerre.

Finalmente, é importante observar que a restricao de modelar apenas sistemas
estaveis exclui sistemas com acao integral, que sao comuns na pratica. Nesses ca-
sos, no entanto, essa restricao pode ser facilmente contornada através da definicao de
uma varidvel de saida auxiliar Ay(k) = y(k) — y(k — 1), desde que a presenca de um
integrador no sistema seja conhecida a priori.

5.3 Classes de Modelos FBO

A forma do operador genérico H em (5.7) determina o tipo especifico de modelo FBO.
No que segue, apresentam-se quatro diferentes tipos de modelos: Modelo linear, modelo
de Volterra, modelo relacional fuzzy simplificado e modelo fuzzy Takagi-Sugeno (TS),
todos no contexto da estrutura FBO. Os dois primeiros serao considerados para fins
comparativos com relacao aos dois ultimos, que fazem parte do conjunto de contri-
buicoes do presente trabalho. Todos esses modelos podem ser descritos utilizando uma
formulacdo unificada onde o operador H em (5.7) é representado de forma linear nos
parametros, como:

H(l(k) = A(k)" ¢ (5.10)

sendo ¢ =[¢ --- (,]" o vetor de parametros a serem estimados e A(k) um vetor que
depende apenas dos estados ortonormais 1(k), como mostrado a seguir.

5.3.1 Modelo Linear

Um modelo FBO linear é dado por uma combinacao linear dos estados ortonormais e,
opcionalmente, um termo constante adicional (bias) utilizado para que o modelo se-
ja capaz de representar adequadamente qualquer nivel constante na saida do sistema.
Quando esse bias é utilizado, no entanto, uma terminologia mais adequada para des-
crever esse modelo é modelo afim. Nesse caso, o vetor A em (5.10) é o préprio vetor de
estados ortonormais com um elemento unitario adicional, i.e.
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A = |y | =106 (.11)

Tem-se entao que o nimero de parametros de projeto livre em (5.10) é igual & ordem
do modelo mais um, isto é, p=n + 1.

5.3.2 Modelo de Volterra

Modelos de Volterra de 2a. ordem sao, por razoes praticas, aqueles usualmente adotados
em problemas académicos e reais (Billings, 1980; Dumont e Fu, 1993). O desenvolvi-
mento dos kernels de Volterra de la. e 2a. ordem em fungoes ortonormais (Dumont e
Fu, 1993; Campello, Amaral e Favier, 2001; Campello e Amaral, 2002a), detalhado no
capitulo 2, resulta em um modelo do tipo Wiener-Volterra que pode ser descrito pelas
equagoes (5.6) e (5.7). Especificamente, tem-se que a saida do modelo é dada por?®:

g(k) = ap + Za Li(k) + Zza] (k) 1 (k) (5.12)

onde a; e a;; sao os coeficientes dos desenvolvimentos de la. e 2a. ordem, com N; e
N, fungoes ortonormais respectivamente, e ag é um coeficiente de ordem zero adicional
(bias). Considerando os coeficientes a(.) como parametros a serem estimados, pode-se
verificar utilizando (5.7), (5.10) e (5.12) que:

)‘(k) = [1 ll(k) lNl(k) ll(k)2 l2(k)ll(k) 52(/‘9)2

(5.13)
Ay, (R)L(E) Iy (R)la(k) -+ Iy, (K)2]F

sendo a ordem da dinamica de estados em (5.6) dada por n = max{N;, No}. Nesse
caso, que claramente representa uma generalizagao nao linear do modelo apresenta-
do na se¢do 5.3.1, o nimero de parametros de projeto livre em (5.10) é dado por
= (Ni+ Ny+2N; +2)/2.

5.3.3 Modelo Relacional Fuzzy / Rede RBF

Uma nova classe de modelo FBO pode ser obtida implementando o operador H em (5.7)
e (5.10) utilizando um modelo fuzzy (Oliveira et al., 1999). Adota-se inicialmente o
modelo fuzzy com estrutura relacional simplificada descrito no capitulo 4 (secao 4.2.1).
Foi visto naquele capitulo que esse modelo é completamente equivalente a uma rede
neural RBF com funcoes de ativacao Gaussianas sempre que implementado utilizando

3Partindo da hipétese de simetria do termo de 2a. ordem (ver segio 2.4).
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conjuntos fuzzy também Gaussianos (Campello e Amaral, 1999a). Nesse caso, conforme
detalhado no apéndice A, o modelo consiste de uma combinacao linear de funcoes
Gaussianas multidimensionais das suas varidveis de entrada (os estados ortonormais,
no presente contexto), de modo que o operador H em (5.7) pode ser escrito como na
equagao (5.10) com (Campello, Meleiro, Amaral e Maciel Filho, 2001):

A(k) = [wi(U(k)) -+ wu(1(k)) ] (5.14)

onde w; é a i-ésima funcao de ativacao, dada por:

wi(1(k)) = exp (— (1(k) — 6,)" A7 (1K) — 00) (5.15)

O vetor @; e a matriz A; representam respectivamente o centro e as aberturas
n-dimensionais da funcao. Esses termos estao diretamente associados aos centros e
aberturas dos conjuntos referenciais fuzzy do modelo relacional equivalente (ver figuras
4.1 e 4.2). Conforme discutido na se¢ao 4.2.1, o nimero de fungoes de ativacao, que
é também a quantidade de elementos do vetor de parametros ¢ em (5.10), é dado por
i = c", onde ¢ é a quantidade de conjuntos referenciais fuzzy por variavel de entrada.

5.3.4 Modelo Fuzzy Takagi-Sugeno

Outra realizacao de um modelo fuzzy FBO é obtida implementando o operador H
em (5.7) e (5.10) utilizando um modelo do tipo Takagi-Sugeno (TS). Os modelos TS,
apresentados no capitulo 2, constituem uma generalizacao dos modelos relacionais dis-
cutidos na secao 5.3.3. Conseqiientemente, sao também uma generalizacao das redes
RBF equivalentes quando implementados utilizando conjuntos fuzzy Gaussianos para
as varidveis da premissa (ver apéndice A).

Um modelo TS consiste basicamente de um mapeamento nao linear dado por uma
interpolacao de M modelos locais usualmente lineares ou afins. Logo, a saida do modelo
FBO resultante da implementacao do operador H utilizando um modelo desse tipo pode
ser descrita como (Campello, Meleiro, Amaral e Maciel Filho, 2001):

j(k) = = (5.16)

onde
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Gi(k) = qb + ¢l (k) 4+ - 4+ ¢ 1, (k) (5.17)

é o i-ésimo modelo local (nesse caso afim) com parametros de projeto livre qj-
(7=0,---,n) e wy(l(k)) é o respectivo nivel de ativacao. Quando o modelo TS ¢ im-
plementado utilizando conjuntos fuzzy Gaussianos, o nivel de ativacao de cada modelo
local é descrito pela mesma fungao dada em (5.15).

Das equagoes (5.7), (5.10), (5.16) e (5.17) pode-se inferir:

A(k) =~ (k) [wi(1(k))  wi((E) (k) - wi (1)) (k) - -

5.18

- wy (LK) wa (1K) (K) -+ war(1(k))1a (k) ] >-19)

onde (k) =1/ wi(1(k)) é o termo de normalizacio da equacio (5.16). Nesse
caso, a quantidade de elementos do vetor de parametros ¢ em (5.10) é = M(n + 1).
Considerando a mesma parametrizacao da secao 5.3.3 em relacao a quantidade de regras
fuzzy do modelo, o que significa fazer M = ¢", tem-se p = c"(n+ 1). Essa condigao
equivale a hipdtese de um modelo com base de regras completa (e.g. ver (Giiven e
Passino, 2001)). Nesse tipo de modelo, uma quantidade fixa de conjuntos referenciais
fuzzy é atribuida a cada variavel da premissa. A base de regras do modelo é denominada
completa porque é constituida de todas as possiveis regras referentes a combinacoes
desses conjuntos referenciais. Essa hipotese serd considerada nos desenvolvimentos
subseqiientes desse trabalho no que se refere aos modelos FBO do tipo Takagi-Sugeno

(FBO-TS).

5.4 Estimacao de Parametros

Dado que todos os modelos FBO descritos na secao 5.3 sao lineares com relagao ao
vetor de parametros ¢ em (5.10), esse vetor pode ser estimado, por exemplo, utilizando
o algoritmo dos Minimos Quadrados (Séderstrom e Stoica, 1989; Ljung, 1999). Logo,
para um conjunto de N pares de dados de E/S medidos a partir de um sistema a ser
modelado, i.e., {u(k),y(k) }i_,, a solugao 6tima global estrita ¢* que minimiza o Erro
Quadratico Médio (EQM) entre as saidas do sistema e do modelo é:

1

¢ = (L'L) LTy (5.19)

onde

L = A1) - A(N)]" (5.20)
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y = [y(1) - y(N)]" (5.21)

Versoes recursivas dessa solugao podem também ser utilizadas, tais como o algoritmo
RLS (Eykhoff, 1974; Ljung, 1999) combinado com alternativas numericamente robustas,
como a decomposi¢ao U-D (Wellstead e Zarrop, 1991; Ljung, 1999).

E importante observar que no caso dos modelos FBO fuzzy (se¢oes 5.3.3 e 5.3.4)
supoe-se que os conjuntos referenciais desses modelos sao especificados ou determinados
a priori, o que pode ser realizado através de alguma das metodologias discutidas nos
capitulos anteriores (e.g. clustering (Babuska e Verbruggen, 1996)).

5.4.1 Analise de Sistemas com Ruidos de Medida

Assuma que o sistema a ser modelado possa ser representado como nas equagoes (5.6),
(5.7) e (5.10), de tal forma que a sua saida possa ser descrita por yo(k) = X(k)T ¢y,
onde ¢, ¢ o vetor de parametros verdadeiros do sistema. Assuma também que o vetor
de dados de saida disponiveis y em (5.21) esteja contaminado com ruido branco de
média zero*, de modo que a saida medida no instante de amostragem & seja dada por
y(k) = X(k)T ¢, + v(k), onde v(k) é uma varidvel aleatéria independente caracterizada
como:

o ifk=j

ELIN =05 ERm ) ={] h (522

sendo £ o valor esperado (esperanca matematica) e o2 a variancia do ruido. Como os
modelos FBO nao possuem recursao da variavel de saida, pode-se demonstrar que a
estimativa 6tima dos minimos quadrados dada pela equagao (5.19) exibe as seguintes
propriedades (Franklin et al., 1990; Ljung, 1999):

1. Nao Polarizada (Unbiased):

E{CT = ¢ ou E{¢—¢=0 (5.23)
o que significa que o valor esperado para o erro de estimagao (média do erro) é

nulo.

2. Melhor Estimativa Linear Nao Polarizada (Best Linear Unbiased Estimation -
BLUE):

4Qualquer média diferente de zero pode ser estimada e depois subtraida.
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¢" = arg min E{(C—¢)"(Co—¢)} (5.24)

o que significa que essa estimativa minimiza a variancia do erro de estimacao.

3. Consistente:

lim  £{(¢o—¢)" (¢ —¢)} =0 (5.25)

N — oo

o que significa que a variancia do erro de estimacao tende a zero conforme a
quantidade de dados NV tende ao infinito.

Observacao 5.1 A presenca de ruido apenas nos dados de saida nao é uma hipdtese
restritiva no contexto de sistemas controlados por computador, que constituem o prin-
cipal objetivo de aplicagao dos modelos FBO. A razdo ¢ que nesses sistemas a entrada
(agdo de controle) é conhecida, i.e., deterministica, enquanto sua saida é medida, e por-
tanto sujeita a ruidos. Contudo, € importante destacar que as propriedades estatisticas
relacionadas acima pressupoem que o procedimento de estimacdao seja realizado em ma-
lha aberta, pois, em malha fechada, a entrada do sistema depende da saida mensurada
e, consequentemente, dos ruidos de medida.

5.5 Projeto da Base de Funcoes Ortonormais

Conforme discutido no capitulo 2, as bases de funcoes ortonormais sao completas no
espaco L%[0,00), o que resulta em duas condi¢oes fundamentais. A primeira é que o
nimero de funcoes n representa apenas um compromisso entre a capacidade de aproxi-
magcao e a quantidade de parametros do modelo, grandezas monotonicamente crescentes
em n. Deve-se enfatizar, porém, que o niimero de funcoes necessarias para proporcionar
uma dada representacao depende da complexidade do problema. Sistemas dinamicos
com muiltiplos modos dominantes, por exemplo, requerem uma quantidade maior de
fungoes. A demanda de funcoes também depende da base utilizada. Na representacao
de sistemas com dinamicas dominantes pouco amortecidas, por exemplo, a base de
Laguerre requer uma quantidade maior de fun¢oes do que a base de Kautz.

A segunda implicacao da completude das bases ortonormais é que a parametrizacao
do conjunto de funcoes nao é critica. Para a base de Laguerre, essa condicao significa
que para qualquer polo de Laguerre p estavel existe uma quantidade correspondente
n de fungoes que proporciona uma determinada capacidade de aproximacao. Dada
uma quantidade fixa de funcgoes, o problema que se coloca é como selecionar o pélo
de Laguerre para maximizar a precisao do modelo. A solucao para esse problema esta
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bem estabelecida na literatura no contexto de modelos lineares. Em (Masnadi-Shirazi
e Ahmed, 1991), por exemplo, propde-se determinar o pélo minimizando o erro de
aproximacao do desenvolvimento da resposta ao impulso de uma classe de sistemas
lineares em uma quantidade fixa de fungoes ortonormais. Ja em (Fu e Dumont, 1993),
o polo é obtido maximizando a taxa de convergéncia do desenvolvimento completo (nao
truncado) da resposta ao impulso do sistema, o que indiretamente minimiza o erro de
aproximacao associado a um truncamento a posterior: desse desenvolvimento em um
nimero finito de fun¢oes. Essa solucao foi estendida para o caso de modelos de Volterra
de segunda ordem em (Campello, Amaral e Favier, 2001; Campello e Amaral, 2002a)
e é de particular interesse no presente trabalho, uma vez que a sua generalizacao para
modelos de Volterra de qualquer ordem sera discutida na secao 5.12.

Uma alternativa para a determinacao automatica do pélo de Laguerre em modelos
FBO monovaridveis em geral, ou modelos multivaridveis® onde os miiltiplos pélos sao
restritos a um mesmo valor, é a representacao do problema de estimacao do polo como
um problema de otimizagao escalar (Oliveira e Amaral, 2000). Nesse caso, o procedi-
mento de otimizacao pode ser executado utilizando métodos de busca unidimensional
(line search) (Bazaraa et al., 1993), dentro do intervalo de factibilidade |—1,1[. Pode-
se adotar, por exemplo, o método da secao durea, que nao requer qualquer informagao
sobre a derivada do critério a ser otimizado. O principal inconveniente dessa estratégia é
que para cada avaliacao do valor do critério, associado a um determinado valor atribuido
ao polo, deve-se estimar todos os demais parametros do modelo, i.e., 0 mapeamento
estatico H em (5.7). Esse procedimento pode representar um custo computacional ele-
vado se esse mapeamento for nao linear nos parametros, como é o caso dos modelos
FBO hierarquicos que serao discutidos na secao 5.11. O mesmo problema estd associ-
ado, por exemplo, a utilizagdo de GAs (Mitchell, 1998) para a otimizacao do pélo; ou
polos, no caso multivariavel.

Independente do tipo de modelo FBO em questao, isto é, da forma do mapeamen-
to H em (5.7), a forma mais simples porém eficaz de selecionar a parametrizagao das
funcoes ortonormais é utilizando conhecimento a prior: a respeito das dinamicas domi-
nantes do sistema (Ninness e Gustafsson, 1995), o que pode ser obtido através da sua
resposta no tempo ou em freqiiéncia (Zervos e Dumont, 1988; Wahlberg e Ljung, 1992).
Para a base de Laguerre isso equivale basicamente a selecionar o pélo real estavel que
melhor represente a constante de tempo dominante do sistema (Sentoni et al., 1996; Sen-
toni et al., 1998). Esse procedimento serd utilizado nas aplicagoes praticas dos modelos
FBO descritas na seqiiéncia do trabalho.

5.6 Interpretacao dos Modelos FBO

Discutiu-se no capitulo 2 que o modelo FBO linear apresentado na secao 5.3.1 pode
ser matematicamente interpretado como o resultado do desenvolvimento da respos-

5Ver secdo 5.10.
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ta ao impulso do modelo linear de convolucao em uma base de funcoes ortonormais.
Analogamente, o modelo Wiener-Volterra representa o desenvolvimento dos kernels do
modelo de Volterra também em uma base de fungoes ortonormais. Inspirados na repre-
sentacao de estados dos modelos citados acima, descrita genericamente pelas equagoes
(5.6) e (5.7), foram propostos na literatura modelos FBO baseados na implementacao
do mapeamento estitico H em (5.7) através de redes neurais do tipo MLP (Back e
Tsoi, 1996; Sentoni et al., 1996; Sentoni et al., 1998; Balestrino et al., 1999; Alataris
et al., 2000; Vazquez e Agamennoni, 2001; Arto et al., 2001). Embora essa estratégia
seja consistente sob o ponto de vista quantitativo, os modelos resultantes nao sao ma-
tematicamente interpretaveis. Diferentemente, os modelos FBO fuzzy apresentados nas
secoes 5.3.3 e 5.3.4 constituem realizacoes particulares de uma representacao FBO ge-
neralizada que dispoe de um significado matematico claro, apresentado a seguir.

5.6.1 Modelos FBO-TS Generalizados

A interpolacao de um conjunto de modelos locais, que é a idéia central na construcao
dos modelos fuzzy TS, pode ser estendida para a estrutura FBO de duas formas distin-
tas. A primeira consiste simplesmente da implementagao do mapeamento H em (5.7)
utilizando um modelo TS, conforme discutido na secao 5.3.4. Nessa abordagem, os
modelos locais diferem uns dos outros apenas no que diz respeito as relagoes estaticas
entre o conjunto de estados e a saida do modelo. Os estados em si e a respectiva repre-
sentagao dinamica FBO dada pela equacao (5.7) sdo considerados comuns a todos os
modelo locais. Uma abordagem mais geral e que permite uma interpretacao dos mode-
los fuzzy FBO discutidos anteriormente pode ser obtida relaxando esta tltima hipdtese
(Campello e Amaral, 2002c). Essa abordagem baseia-se na versao de espago-de-estados
dos modelos TS onde cada regra representa um modelo de estados local, i.e. (Teixeira
e Zak, 1999; Teixeira et al., 2000):

R': SE Ii(k) é L) E -+ E I(k
L(k+1) = A

ENTAO{ !
yi (k) = fi(li

(5.26)

onde R’ denota a i-ésima regra. Considerando a utilizacio da base de Laguerre, por
exemplo, tem-se que A; e b; representam a realizacao em espaco-de-estados da i-ésima
dindmica de Laguerre com pdélo p; e vetor de estados 1;(k), fi(1;(k)) é o mapeamento
estatico que relaciona a saida ¢;(k) do i-ésimo modelo local aos seus respectivos estados
e E; é o conjunto fuzzy da i-ésima regra associado & j-ésima varidvel da premissa. As
variaveis da premissa sao os estados de Laguerre do modelo resultante. Esses estados
sao calculados utilizando o mecanismo padrao de inferéncia fuzzy do tipo TS, i.e., como
uma média ponderada dos estados locais, como segue:
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> wil(k)) Li(k + 1)
I(k+1) == (5.27)

sz(l(k))

onde 1(k) = [Iy(k) --- I,(k)]", M é o nimero total de regras (modelos locais) e w;(1(k))
¢ o nivel de ativacao da i-ésima regra, dado por:

wi(l(k)) = H L5(1;(k)) (5.28)

que pode ser escrito exatamente como na equacao (5.15) se os conjuntos fuzzy E; forem
Gaussianos.
Analogamente aos estados, a saida global do modelo é calculada como:

M
> wil(k)) gilk)
N i=1
glk) = —; (5.29)
> wi(l(k))
i=1
onde g;(k) = fi(Li(k)). Se os mapeamentos estaticos locais f; forem, por exem-

plo, funcoes afins dos vetores de estados correspondentes, entao o modelo dado pelas
equacoes (5.27), (5.28) e (5.29) é linear nos parametros dessas fungoes e pode ser cla-
ramente interpretado como uma interpolacao de um conjunto de modelos FBO afins,
discutidos na secao 5.3.1.

Um modelo de particular interesse é obtido considerando que os pélos de Laguerre

dos M modelos locais sdo iguais (p; = py - -+ = par = p), 0 que resulta em uma dindmica
FBO comum a todos eles, isto é, 1;(k) =--- =1y(k). Da equacao (5.27) tem-se que
essa condicao implica 1(k) = 1;(k) para ¢ = 1,---, M. Nesse caso, o modelo FBO-

TS Generalizado recai na representagao das equagoes (5.6) e (5.7), com H dado por
(5.29). E evidente que esse modelo equivale ao modelo FBO-TS apresentado na secao
5.3.4. Conseqiientemente, trata-se também de uma generalizacao do modelo FBO re-
lacional /RBF discutido na secao 5.3.3. Logo, esses modelos podem ser interpretados
como interpolacoes TS de diferentes modelos locais do tipo FBO com uma dinamica de
estados comum.

A condicao de uma dinamica FBO tnica compartilhada por todos os modelos locais
nao é restritiva uma vez que a completude das bases ortonormais faz com que a sua
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parametrizacdo nao seja crucial (ver secdo 5.5). Logo, a selegdo dos pélos de Laguerre
dos modelos locais nao é critica. Por outro lado, esta condicao simplifica a estrutura
do modelo e, em sintese, equivale a supor que os modos dominantes do sistema nao
sao significativamente distintos para suas diferentes regioes operacionais. Mesmo que
essa hipdétese nao seja verdadeira, a unica conseqiiéncia é que uma quantidade maior
de fungoes na base (estados) poderao ser necessirias para proporcionar ao modelo uma
dada capacidade de representacao. Conforme discutido na secao 5.5, no entanto, esse
problema pode ser reduzido através de uma escolha adequada da parametrizacao da
base, isto é, do p6lo comum de Laguerre p. Na proxima secao mostra-se que, mesmo
com a simplificacao discutida acima, os modelos FBO fuzzy podem aproximar com
precisao arbitraria uma ampla classe de sistemas dinamicos nao lineares.

5.7 Capacidade de Representacao dos Modelos
FBO

O desenvolvimento em fun¢oes ortonormais da resposta ao impulso de um sistema, linear
(BIBO) estével representado por um modelo de convolugao, que resulta no modelo FBO
descrito na secao 5.3.1, nao altera a capacidade de representacao do modelo original.
Logo, tem-se que um modelo FBO linear é capaz de representar com precisao desejada
qualquer sistema dinamico linear estavel. Em relacao ao desenvolvimento de kernels de
Volterra, tem-se que os modelos FBO resultantes (Wiener-Volterra) possuem a mesma
capacidade de representacao dos modelos de Volterra originais, formalizada no trabalho
de Boyd e Chua (1985) (ver capitulo 2, secao 2.4). Em sintese, tem-se que esses modelos
sao capazes de aproximar arbitrariamente bem qualquer sistema dinamico nao linear
de tempo discreto que seja causal, continuo, e que possua fading memory®, desde que
a entrada seja limitada inferior e superiormente.

A capacidade de representacao dos modelos FBO fuzzy descritos nas secoes 5.3.3 e
5.3.4 pode ser analisada diretamente em funcao dos resultados acima, como segue: Nos
modelos Wiener-Volterra o mapeamento H da representacao de estados genérica em
(5.6) e (5.7) é dado por um desenvolvimento polinomial como aquele da equagao (5.12),
nao necessariamente de 2a. ordem. Como a entrada é limitada dentro de um intervalo
fechado (por hipdtese) e a dinamica de estados FBO em (5.6) é sempre estavel, tem-
se que os respectivos estados, também limitados, determinam um dominio compacto
(hipercubo) para o mapeamento polinomial H do modelo, que é continuo. Por outro
lado, conforme discutido no capitulo 2, sabe-se que os modelos fuzzy sao aproximadores
universais, isto é, sao capazes de aproximar com precisao arbitraria qualquer mapea-
mento continuo definido sobre um dominio compacto. Logo, tem-se que um modelo
FBO fuzzy pode aproximar com precisao arbitraria um modelo Wiener-Volterra e, con-
seqiientemente, qualquer sistema dinamico nao linear de tempo discreto que seja causal,

6Propriedade que remete a sistemas dindmicos estdveis e com estado estacionario tinico.
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continuo, com fading memory e que possua entrada limitada em um intervalo fechado.
Essas caracteristicas definem uma ampla classe de sistemas encontrados na pratica.

E importante mencionar que a hipétese de entrada limitada é essencial para a utili-
zacao de qualquer modelo fuzzy ou neural, independente da sua configuracao dinamica,
uma vez que essa hipdtese é necessaria para garantir dominios de entrada compactos
para esses modelos. Essa hipdtese também nao é restritiva no contexto de engenharia.

5.8 Modelos FBO: Fuzzy x Volterra

As vantagens dos modelos fuzzy FBO em comparacao as demais arquiteturas de mo-
delos fuzzy de sistemas dinamicos recaem nas préprias caracteristicas estruturais da
abordagem FBO, destacadas nas secoes 5.1 e 5.2. Contudo, nao é evidente se exis-
tem vantagens nesses modelos quando comparados aos modelos Wiener-Volterra, que
também apresentam as mesmas caracteristicas estruturais. A principal limitacao dos
modelos Wiener-Volterra é decorrente do truncamento explicito dos mesmos em uma
quantidade finita de termos (ordem). Conforme discutido no capitulo 2, esse trunca-
mento é adotado na pratica (usualmente além do termo de segunda ordem) para limitar
a quantidade de parametros a serem estimados, mas também limita a capacidade de
representacao dos modelos. A questao é até que ponto é possivel superar essas limi-
tacoes substituindo o mapeamento estatico polinomial truncado correspondente por um
mapeamento fuzzy com capacidade de aproximacgao universal. Embora a aproximagao
universal suponha a quantidade de conjuntos fuzzy do respectivo mapeamento como
sendo um parametro de projeto livre, a implementacao pratica desse mapeamento é
realizada através de uma quantidade fixa de conjuntos, o que termina por realizar um
certo tipo de truncamento (nao explicito) da representagao. Nesse caso, no entanto, a
forma dos conjuntos fuzzy pode ser otimizada, enquanto a representacao polinomial dos
modelos Wiener-Volterra é estruturalmente imutavel.

Comparacoes entre modelos de Volterra e aproximadores universais, viz., redes
neurais artificiais, foram descritas na literatura no contexto de identificagao de sis-
temas dinamicos nao lineares (Back e Tsoi, 1996; Marmarelis e Zhao, 1997; Chon
et al., 1998). Os critérios utilizados nesses trabalhos, contudo, sdo questionaveis. Em
(Chon et al., 1998), por exemplo, mostrou-se em um caso de estudo que um modelo de
Volterra e duas redes MLP com fungoes de ativacao distintas (sigmoidais e polinomiais)
foram capazes de reproduzir resultados com precisoes similares, sendo que o modelo de
Volterra possuia aproximadamente metade dos parametros das redes. No entanto, o
modelo de Volterra utilizado nessa andlise era desenvolvido em funcoes de Laguerre
(Wiener-Volterra), enquanto as redes MLP possuiam estrutura NFIR. Conforme dis-
cutido na secao 5.2, a estrutura NFIR requer em geral um nimero significativamente
maior de parametros. Em (Marmarelis e Zhao, 1997) sugeriu-se, através de exemplos,
que redes MLP com funcoes de ativagao sigmoidais ou polinomiais seriam mais eficien-
tes do que modelos de Volterra para a modelagem de sistemas fortemente nao lineares,
porém menos eficazes quando os sistemas apresentam apenas nao linearidades brandas.
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Essa afirmacao deve-se ao fato de que os modelos de Volterra necessitam de uma quan-
tidade elevada de parametros necessarios para a aproximacao de nao linearidades fortes
enquanto, em contrapartida, a despeito das nao linearidades, o esfor¢co computacional de
treinamento das redes via back-propagation é elevado. Novamente o modelo de Volter-
ra utilizado nessa andlise era desenvolvido em fun¢oes de Laguerre (Wiener-Volterra),
enquanto as redes MLP possuiam estrutura NFIR. Com estruturas e algoritmos de
estimacao (back-propagation e minimos quadrados) distintos torna-se dificil uma com-
paracao da eficiéncia relativa de cada estratégia. Em outro trabalho, Back e Tsoi (1996)
mostraram um caso de estudo em que uma rede MLP com estrutura FBO foi capaz de
produzir aproximacgoes com maior precisao do que um modelo Wiener-Volterra, ambos
utilizando dinamica de Laguerre. Nessa andlise, porém, nao se consideraram fatores
importantes como a quantidade de parametros em cada um dos modelos e o esforco
computacional requerido pelos diferentes algoritmos (back-propagation e minimos qua-
drados) na fase de estimacao.

Para contornar os vicios presentes nas analises comparativas dos trabalhos descritos
acima, mostra-se a seguir através de um caso de estudo que de fato é possivel, de-
pendendo da aplicagao, superar o desempenho de modelos Wiener-Volterra através de
modelos fuzzy/neurais com estrutura FBO (Oliveira et al., 1999; Campello et al., 1999).
Para esta finalidade, utiliza-se o modelo FBO relacional descrito na secao 5.3.3, que é
representante de ambas as classes de modelos fuzzy e neurais. Viu-se que a partir da
selecdo a priori dos respectivos conjuntos referenciais/funcoes de ativagao esses mode-
los tornam-se lineares nos seus demais parametros de projeto livre, assim como sao os
modelos Wiener-Volterra. Essa propriedade permite a estimacao de ambos os modelos
através de um mesmo algoritmo (minimos quadrados). Uma mesma base ortonormal
de Laguerre também é adotada para a implementacao dos modelos.

5.8.1 Caso de Estudo: Tanque de Nivel Liquido

Seja o processo real descrito em (Lindskog, 1996; Hellendoorn e Driankov, 1997). Esse
processo consiste de um tanque de liquido em escala de laboratério, ilustrado na figura
5.4, onde a saida y é o nivel de liquido no tanque (Centimetros) e a entrada u é a tensao
(Volts) aplicada ao sistema que bombeia liquido para o tanque.

Dois conjuntos de dados distintos sao disponiveis, sendo um para estimacao e outro
para validagao de modelos desse processo. Cada conjunto possui 1000 pares de dados de
entrada-saida amostrados a cada 1 segundo, em um total de pouco mais de 16 minutos
de operacao real do processo, conforme ilustrado na figura 5.5. As principais causas
das nao linearidades representadas nesses dados sao: i) O fluxo de saida de liquido é
aproximadamente proporcional a ,/y, segundo a lei de Bernoulli para orificios pequenos.
i) Existe uma saturacao em y devido a posicao do orificio acima da base do tanque.

Inicialmente, determina-se o valor do pdlo p que parametriza a base de fungoes de
Laguerre utilizada para a implementagao de ambos os modelos a serem estimados, ou
seja, modelo FBO fuzzy da secao 5.3.3 e modelo Wiener-Volterra de segunda ordem da
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35cm

Figura 5.4: Figura esquemadtica do tanque de liquido em escala de laboratoério.
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Figura 5.5: Dados de estimagao (esquerda) e validacao (direita) do tanque de liquido.
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secao 5.3.2. Metodologias para a determinacao desse polo sao discutidas na secao 5.5.
Contudo, é importante lembrar que a escolha desse polo nao é critica, isto é, uma escolha
inadequada implica apenas o requerimento de um nimero maior de fun¢oes ortonormais
para uma dada capacidade de aproximacao dos modelos. Deve-se considerar também
que a utilizacdo de um mesmo pdélo para os dois modelos minimiza (se nao elimina)
a influéncia da selecao desse polo na comparacao entre os desempenhos dos mesmos.
Através de uma andlise preliminar do conjunto de dados selecionou-se um pélo p = 0.7.
Esse polo aproxima, ao menos de forma grosseira, a dinamica fundamental do sistema
exibida nos dados.

Vérios modelos com diferentes dimensoes foram identificados. Para o modelo FBO
fuzzy avaliaram-se diferentes combinagoes entre a quantidade “n” de funcoes de Laguer-
re e o numero “c¢” de conjuntos referenciais fuzzy (Gaussianos) por variavel de entrada.
Especificamente, variou-se n entre 1 e 4 e ¢ entre 2 e 3, valores além dos quais a razao
entre a capacidade de representacao e o nimero de parametros do modelo é sensivel-
mente reduzida. Os conjuntos referenciais foram distribuidos de forma homogénea sobre
os universos de discurso das respectivas varidveis (estados de Laguerre), com centros
eqiiidistantes e aberturas iguais a distancia entre dois centros consecutivos. Conforme
discutido no capitulo 4, secao 4.2.4, essa heuristica geralmente proporciona resultados
satisfatorios, especialmente se considerado que nao adiciona qualquer custo computa-
cional ao procedimento de estimacao do modelo. O modelo que apresentou a melhor
capacidade de representacao no que se refere ao conjunto de dados de validacao foi
aquele com n =4 e ¢ = 2, ou seja, com um montante de u = ¢” = 16 parametros esti-
mados utilizando a solu¢do analitica dos minimos quadrados dada pela equacao (5.19).
O Erro Quadratico Médio de previsao em série sintética desse modelo para os dados de
validacao é EQM = 1.2551. A simulacao correspondente é ilustrada na figura 5.6.
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Figura 5.6: Saida do processo real (linha cheia) e previsao em série sintética do modelo
FBO fuzzy (linha tracejada): Dados de validagao.
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Na figura 5.6 observa-se um erro mais acentuado no inicio da simulacao, corrigi-
do apds algumas amostras. Esse erro é decorrente da auséncia de informagao sobre
as condicoes iniciais do sistema nos estados dos filtros de Laguerre (inicializados nu-
los). Como esses filtros sao estdveis, o erro tende a desaparecer assintoticamente com o
tempo (Chen, 1998), restando apenas os erros de modelagem propriamente ditos. Op-
cionalmente, poder-se-ia separar uma parcela inicial dos dados de estimacao e validagao
apenas para a geracao de condigoes iniciais adequadas para os estados de Laguerre.

Para o modelo Wiener-Volterra fixou-se o niimero de func¢oes de Laguerre do termo
de segunda ordem em N, = 4 para limitar a quantidade de parametros a serem esti-
mados. Variou-se entao a quantidade N; de funcoes no termo de primeira ordem entre
1 e 20. O melhor resultado obtido na representacao dos dados de validacao refere-se a
um erro de EQM = 1.2922, produzido por um modelo com N; = 14, isto é, com um
total de ;1 = (N2 + Ny + 2N + 2)/2 = 25 parametros estimados pela solugiao analitica
dos minimos quadrados em (5.19).

Tem-se portanto que o modelo FBO fuzzy foi capaz de representar as dinamicas
do processo praticamente com a mesma precisao do modelo Wiener-Volterra, porém
utilizando menos do que 2/3 da quantidade de parametros. Tem-se também que a
qualidade do modelo FBO fuzzy poderia ainda ser aprimorada através da otimizacao
a priori ou a posteriori dos conjuntos referenciais fuzzy Gaussianos que foram pré-
definidos heuristicamente.

E importante notar que os resultados obtidos dependem diretamente das carac-
teristicas da aplicacdo em questao. Esses resultados qualificam a abordagem FBO
fuzzy proposta como uma possivel alternativa no contexto de modelagem de sistemas
dinamicos nao lineares, porém nao reduzem a importancia dos modelos Wiener-Volterra
nesse mesmo contexto.

5.9 Aplicacao: Planta para Producao de Etanol

Considera-se a seguir a modelagem de uma planta biotecnolégica para producao de
alcool etilico (etanol) em escala industrial. Essa planta é descrita em detalhes no
apendice B. No presente contexto, as grandezas de interesse sao:

e F, [m3®/h]: Denota a vazao da matéria prima do processo, denominada Mos-
to. Essa varidvel constitui uma entrada manipulada cujo intervalo operacional é

50, 150).

e Sy [kg/m3]: Denota a concentragao de agicar (ART) no Mosto e em condigoes
reais de operacao pode apresentar variacoes de até +/— 5% em torno do seu valor
nominal (180kg/m®). Na presente aplicacdo, essa variavel é considerada uma
entrada de perturbacao nao mensurdvel atuando no processo.

e P, [kg/m?]: Denota a concentragio de etanol no produto final bruto da planta e
constitui a varidvel de saida de interesse.
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5.9.1 Geracao e Amostragem de Dados

Uma vez que se dispoe de um simulador validado para condicoes reais de operacao in-
dustrial da planta (apéndice B), pode-se gerar de forma irrestrita conjuntos de dados
de E/S representativos das sua dinamicas. Dois conjuntos de dados independentes (I e
IT) sao utilizados. Cada conjunto corresponde a 20 dias de operagao da planta, sendo
a primeira metade (10 dias/240h) utilizada para a estimacdo de modelos FBO dessa
planta e a segunda metade utilizada para a validacao desses modelos. Nesses dados, a
variavel manipulada F, é uma seqiiéncia de degraus, cada um dos quais com periodo
de 10h (longo o suficiente para que a safda possa alcancar o estado estaciondrio’) e
amplitude aleatoria com distribuicao de probabilidade uniforme no intervalo operacio-
nal [50,150]. Os dados sao amostrados utilizando um periodo 7" = 30min, projetado
em funcao das dinamicas do processo bem como de especificagoes técnicas dos seus
principais instrumentos de medida (Meleiro et al., 2001).

O propdsito de utilizar dois conjuntos de dados distintos (I e II) é avaliar o com-
portamento dos modelos em diferentes condicoes operacionais do processo. O conjun-
to de dados I é livre de ruido e foi gerado com Sy constante em seu valor nominal
So = 180kg/m?. O conjunto II foi gerado com o processo sujeito a uma perturbagao
Gaussiana em S, com média 180 e variancia tal que essa perturbagao apresenta ~ 99%
de probabilidade de estar contida no intervalo [170,190]. A parcela de estimagao dos
dados de saida do conjunto II foi ainda contaminada com ruido branco aditivo, conforme
sera discutido posteriormente.

5.9.2 Selecao de Estrutura

Estrutura, nesta secao, refere-se a dois conceitos distintos: i) O pé6lo p que parametriza
as funcoes de Laguerre que serao utilizadas para a realizacao da dinamica de estados
dos modelos FBO; ii) As caracteristicas estruturais internas de cada modelo FBO consi-
derado. Na presente aplicacao serao considerados todos os modelos discutidos na secao
5.3.

O podlo p foi selecionado experimentalmente com base em ensaios preliminares de
resposta temporal do processo. Esses ensaios mostraram que a sua dinamica dominante
pode ser grosseiramente aproximada por um pélo real discreto dado por p = 0.65
(Campello, Meleiro, Amaral e Maciel Filho, 2001). Essa aproximacao é valida em
média, uma vez que a constante de tempo desse processo depende da amplitude da
entrada F,.

Uma vez que a base FBO esteja parametrizada, o modelo linear (afim) apresentado
na secao 5.3.1 pode ser completamente especificado em funcao da quantidade n de
fungoes/estados de Laguerre. No caso do modelo Wiener-Volterra da se¢ao 5.3.2, pode-
se arbitrar N; = N,, o que implica n = N; = N,. Conseqlientemente, esse modelo
pode também ser completamente especificado em funcao de n. Os modelos FBO fuzzy

"Caso Sy seja mantida constante em seu valor nominal.
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das secoes 5.3.3 e 5.3.4 requerem adicionalmente a especificacao da quantidade “c” de
conjuntos referenciais fuzzy por estado de Laguerre. Esses conjuntos sao configurados da
mesma forma descrita na secao 5.8.1 e, para evitar um niimero excessivo de parametros
a serem estimados, o valor ¢ = 2 é selecionado. Esse valor é capaz de proporcionar
resultados adequados na presente aplicacao, conforme mostrado na proxima secao.

5.9.3 Estimacao dos Modelos FBO

Os universos de discurso das varidveis de E/S do processo possuem ordens de grandeza
muito distintas. Essa caracteristica torna necessaria uma normalizacao dessas varidveis
por razoes de robustez numérica do procedimento de estimacao dos modelos. Essa
normalizagao é realizada de forma que os dados de E/S estejam contidos no intervalo
comum [—1,1]. Adota-se inicialmente o conjunto de dados I para a estimagao dos dife-
rentes modelos FBO. Os parametros desses modelos sao estimados através da solugao
dos minimos quadrados dada pela equacao (5.19). Em seguida, os modelos sao simu-
lados utilizando a parcela de validacao dos dados. As tabelas 5.1 a 5.4 apresentam os
resultados de simulacao na forma do erro quadratico médio entre a saida do processo e
a simulagao em série sintética dos modelos com a quantidade n de fungoes de Laguerre
variando de 1 até 4, nimero além do qual o desempenho de nenhum deles pode ser
melhorado de forma significativa.

Tabela 5.1: Desempenho de simulacao do modelo linear para a parcela de validacao do
conjunto de dados I.

No. Fungoes n | No. Parametros | EQM
1 2 0.083075
2 3 0.077555
3 4 0.078434
4 5 0.078441

Pode-se observar nas tabelas que os modelos nao lineares, como esperado, apre-
sentaram erros inferiores (a0 menos 10 vezes menores) do que aqueles associados ao
modelo linear, incapaz de representar as nao linearidades do processo. Pode-se ob-
servar também que os melhores resultados proporcionados pelos modelos de Volterra e
fuzzy relacional sao muito similares, enquanto os resultados do modelo fuzzy TS superou
todos os demais. As simulagoes do melhor modelo de cada abordagem sao apresentadas
na figura 5.7. Essa figura ilustra que as dinamicas do processo podem ser representadas
de forma adequada pelos modelos FBO nao lineares obtidos.

Observacgao 5.2 Pode-se notar nas tabelas 5.1 e 5.4 que em alguns casos o acréscimo
no numero de funcioes de Laguerre acarretou uma piora no desempenho dos modelos.
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Figura 5.7: Concentragao de etanol na saida do tltimo reator (P, [kg/m3], linha
continua) e saida do modelo em série sintética (linha pontilhada) para a parcela de
validacao do conjunto de dados I: (a) Modelo linear, n = 2; (b) Modelo de Volterra,
n = 4; (c) Modelo fuzzy relacional/RBF, n = 4; (d) Modelo fuzzy TS, n = 3.
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Tabela 5.2: Desempenho de simulagao do modelo de Volterra para a parcela de validacao
do conjunto de dados I.

No. Fungoes n | No. Parametros ¢ | EQM
1 3 0.013965
2 6 0.011572
3 10 0.007830
4 15 0.006791

Tabela 5.3: Desempenho de simulagdo do modelo fuzzy relacional/RBF para a parcela
de validacao do conjunto de dados I.

No. Fungoes n | No. Parametros p | EQM
1 2 0.079631
2 4 0.035824
3 8 0.017794
4 16 0.007676

No caso do modelo linear esse comportamento deve-se predominantemente as dinamicas
nao modeladas; por um lado, o modelo nao é capaz de representar as nao linearidades
do processo e, por outro lado, um aumento no numero de parametros eleva as incertezas
estruturais refletidas na variancia do estimador. Na abordagem TS este comportamento
€ menos significativo, dado que o modelo € nao linear. Por esta razdo, as causas também
sao menos evidentes. Nesse caso, o aumento do numero de parametros pode causar um
efeito adicional. Trata-se da redugdo da capacidade de generaliza¢ao do modelo, isto €, a
especializacao do mesmo a um conjunto finito de dados utilizados para a estimagao dos
seus parametros com a consequente reducao da sua capacidade de representar outros
conjuntos de dados (validag¢do). Logo, torna-se importante uma adequada distingao
entre os conceitos de “capacidade de aprorimacao” e “desempenho” de um modelo.

Considera-se a seguir o conjunto de dados II para a estimagao dos modelos FBO da
planta de producgao de etanol. Conforme mencionado na secao 5.9.1, esses dados foram
gerados sujeitos a uma perturbacao na concentragao de agicar do Mosto Sy. A parcela
de estimacao dos dados de saida também é contaminada com ruido branco aditivo
uniformemente distribuido em [-0.2,0.2], conforme ilustra a figura 5.8. Pode-se notar
que a amplitude do ruido representa aproximadamente 10% do universo de discurso da
saida.

Os desempenhos de simulacao dos melhores modelos nao lineares obtidos utilizando o
conjunto de dados II sao apresentados na tabela 5.5 e as respectivas curvas de simulacao
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Tabela 5.4: Desempenho de simulacao do modelo fuzzy TS para a parcela de validacao
do conjunto de dados I.

No. Funcgoes n | No. Parametros o | EQM
1 4 0.007817
2 12 0.004638
3 32 0.002220
4 80 0.002664
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63

0 50 1[‘)0 horas 150 200 250
Figura 5.8: Medidas da concentracao de etanol P, [kg/m?3]: Parcela de estimagao do
conjunto de dados II.

sao ilustradas na figura 5.9. O modelo linear foi desconsiderado pois apresentou desem-
penho muito pobre nessas condigoes operacionais (melhor modelo: EQM=0.124584).

Pode-se observar na figura 5.9 que os resultados dos diferentes modelos sao quali-
tativamente equivalentes. Pode-se observar também que, apesar da perturbacao nao
modelada Sy, esses modelos permanecem seguindo as dinamicas principais do sistema ao
longo de um horizonte longo de simulagao. Esse resultado é importante considerando a
forte influéncia que Sy exerce sobre o processo (Dechechi, 1998) e deve-se principalmen-
te a auséncia da realimentacao dos erros de modelagem resultantes dessa perturbacao.
A realimentacao dos erros poderia degradar ainda mais a previsao dos modelos e até
mesmo causar a sua divergéncia (Campello et al., 1999; Oliveira et al., 1999). Essa
analise serd relevante na aplicacao desses modelos ao controle preditivo do processo de
producao de etanol, discutida no capitulo 6.

Observacao 5.3 A capacidade de aprorimacao dos modelos FBO nao lineares poderia
ser elevada aumentando a ordem da série de Volterra ou a quantidade de conjuntos
referenciais dos mapeamentos fuzzy. FEssa estratégia, no entanto, implicaria um cres-
cimento significativo na quantidade de parametros dos respectivos modelos. No caso
dos modelos FBO fuzzy, poder-se-ia alternativamente elevar essa capacidade através
da otimizagdo a priori (via clustering (Bezdek, 1981; Setnes, 2000)) e/ou a posteriori
(via back-propagation (Jang, 1993; Wang, 1994)) dos conjuntos referenciais. Contu-
do, qualquer procedimento de otimizacdao implicaria um custo computacional adicional
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Figura 5.9: Concentragiao de etanol P, [kg/m?] (linha continua) e saida do modelo em
série sintética (linha pontilhada) para a parcela de validagao do conjunto de dados II:
(a) Modelo de Volterra, n = 4; (b) Modelo fuzzy relacional/RBF, n = 3; (¢) Modelo
fuzzy Takagi-Sugeno, n = 2.
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Tabela 5.5: Desempenhos de simulacao dos melhores modelos FBO nao lineares para a
parcela de validacao do conjunto de dados II.

Modelo No. Fungoes n | No. Parametros | EQM
Volterra 3 10 0.044701
Volterra 4 15 0.042632
Relacional /RBF 3 8 0.043261
Relacional/RBF 4 16 0.043357
TS 2 12 0.043896
TS 3 32 0.049164

que tornaria complera uma comparacao adequada de desempenho entre os diferentes
modelos.

5.10 Modelos FBO Multivariaveis

Um modelo FBO com miiltiplas entradas e uma saida (MISO) pode ser genericamente
representado como:

g(k) = H(L(k),- -, 14(k)) (5.30)

onde ¢ ¢ o numero de entradas, L;(k) = [1;,(k),---,1;, (k) " é o vetor de estados
ortonormais para a j-ésima entrada e 7 é um mapeamento estatico genérico. Como o
modelo MISO em (5.30) nao possui qualquer influéncia (recursao) da varidvel de saida,
um modelo MIMO com s saidas pode ser obtido diretamente através de um conjunto
de s modelos MISO independentes®. Portanto, por simplicidade e sem qualquer perda
de generalidade, considera-se aqui apenas o caso MISO.

O vetor de estados referente a cada entrada do modelo é descrito por uma equagao
dinamica independente, isto é:

onde u; ¢ a j-ésima entrada. No caso da base Laguerre, a representacao de estados
acima é caracterizada por:

8Esse desacoplamento natural constitui uma das vantagens da estrutura FBO.
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pj 0 0
1 —pj pj - 0
A = (=pj)(1 —p}) 1—pj e 0 (5.32)
| (—p) (= p5) (=p)V (A =p3) - by
L T
bj=\1-p3[1 —p; (=p;)> -+ (=) 7" ] (5.33)

onde nj e p; € {R: —1 < p; < 1} sdo respectivamente a quantidade de estados e o pdlo
de Laguerre referentes a j-ésima entrada. A figura 5.10 ilustra um modelo FBO com
miltiplas (¢) entradas.

4

Figura 5.10: Modelo FBO com muiltiplas entradas.

5.11 Modelos FBO Hierarquicos

No capitulo 4 discutiu-se o problema da dimensionalidade em modelos fuzzy e uma
alternativa para a reducao desse problema através da implementacao desses modelos
segundo uma arquitetura hierarquica composta de uma série em cascata de submodelos
de dimensao reduzida. O problema da dimensionalidade pode também ser critico nos
modelos fuzzy com estrutura FBO, especialmente na representacao de sistemas com
miltiplas entradas. Torna-se entao importante a extensao da estratégia de modelagem
hierdrquica para o contexto dos modelos com estrutura FBO.
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A idéia da arquitetura hierdrquica com estrutura dinamica FBO é implementar o
operador H na equagao (5.30) através de um modelo fuzzy hierdrquico. O objetivo é
obter um modelo com um ntimero reduzido de parametros de projeto livre. Uma questao
fundamental no contexto de modelagem hierarquica diz respeito a selecao da ordem
hierarquica das variaveis de entrada do modelo. No capitulo 4 mostrou-se ser mais
eficaz posicionar as varidveis associadas as relacoes de entrada-saida mais complexas e
relevantes do sistema a ser modelado nos niveis hierarquicos mais elevados do modelo.

Na estrutura dinamica FBO sabe-se a prior: que, a partir da convergéncia da série
de funcoes ortonormais, a importancia de cada funcao adicional para a capacidade de
aproximacao do modelo é decrescente. Logo, tem-se que uma escolha natural para
a ordem hierdrquica no caso monovariavel (¢ = 1) é dada pela propria ordem dos
estados ortonormais, isto é, Iy, (k), l1,(k), - -+ , 11, (k). No caso multivaridvel, no entanto,
existem multiplas possibilidades. As duas possibilidades mais evidentes sao ilustradas
nas figuras 5.11 e 5.12, onde 1; = [l;, [1,]7 ely = [lo, I5,]7 (n1 = ny = 2) sdo os vetores
de estados associados as entradas u; e uy do modelo (¢ = 2). Na primeira, a ordem
hierarquica é determinada pela ordem dos estados. Na segunda, a ordem ¢ determinada
pela predominancia de uma das entradas, i.e., u;(k), cujos estados estao posicionados
nos niveis hierarquicos mais altos.

ll1 (k)

Submodelo

121 (k) 1
—>

Submodelo

ll2 (k) 2

Submodelo

122 (k) 3

Figura 5.11: Arquitetura A de modelo FBO hierdrquico com duas entradas e dois
estados ortonormais cada.

Se nenhuma distincao hierdrquica for desejada entre as diferentes entradas do mo-
delo, uma alternativa é a utilizacao de uma estrutura constituida da composicao de
multiplos modelos hierdrquicos independentes, como ilustrado na figura 5.13. A com-
posicao dos diferentes modelos é representada pelo operador genérico =, que pode ser
um mapeamento fuzzy, neural ou mesmo qualquer operador algébrico simples.
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111 (k)

Submodelo

1

ll2 (k)

Submodelo

121 (k) 2

Submodelo
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Figura 5.12: Arquitetura B de modelo FBO hierarquico com duas entradas e dois
estados ortonormais cada.

ui (k) Base Modelo in (k)
Ortonormal 1 Hierarquico
(Al ; bl) 1
uy (k) Base .M(?del(? o (k) (k)
Ortonormal 2 Hierarquico =
(AQ ) b2) 2
ug (k) Base Modelo ()
Ortonormal ¢ Hierarquico
(Ag; bg) q

Figura 5.13: Arquitetura alternativa de modelo hierarquico FBO com miiltiplas entra-
das.
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5.11.1 Aplicagao: Planta para Producao de Etanol

Considera-se aqui o problema de modelagem da planta biotecnoldgica para producao de
etanol descrita em detalhes no apéndice B. Essa mesma planta foi utilizada na se¢ao 5.9
como um exemplo de aplicacao dos modelos FBO apresentados na secao 5.3. Naquela
aplicacao, a concentracao de acticar no mosto Sy foi tratada como uma perturbacao nao
mensuravel /modelada. No presente contexto, no entanto, essa varidvel serd considerada
uma perturbacao mensuravel e inserida como entrada em um modelo FBO hierarquico
a ser estimado.

Geracao e Amostragem dos Dados

Um conjunto representativo de sinais de E/S do processo referentes a dois meses (1440h)
de sua operacao simulada é gerado para a identificacao do modelo FBO hierarquico.
Assim como na secao 5.9, os sinais sao amostrados a cada periodo de 30min. Com
essa amostragem, obtém-se um conjunto de dados discretos no tempo com um total de
2880 amostras de E/S, sendo a primeira metade destinada a estimacao do modelo FBO
hierarquico do processo e a segunda metade destinada a validagao desse modelo. Os
dados sao gerados com a variavel manipulada Fj sendo uma seqiiéncia de degraus, cada
um dos quais com periodo de 10h e amplitude aleatéria uniformemente distribuida no
intervalo operacional [50,150]. A perturbacao Sy apresenta o mesmo comportamento,
porém os degraus possuem periodo de 20h e estao contidos no intervalo [170,190] (i.e.,
aproximadamente +/— 5% em torno do valor nominal Sy = 180kg/m?).

Selecao de Estrutura

Estrutura, no presente contexto, refere-se a trés conceitos distintos: i) Os poélos de
Laguerre associados a cada entrada do modelo FBO; i7) A ordem hierdrquica dos esta-
dos de Laguerre como entradas do mapeamento fuzzy hierdrquico; iii) A configuragao
estrutural interna desse mapeamento.

Os polos de Laguerre foram selecionados através da mesma estratégia adotada e
descrita na secao 5.9, baseada em ensaios preliminares da resposta temporal do proces-
so. Especificamente, o pélo de Laguerre associado a entrada F, foi selecionado como
p1 = 0.65, enquanto o polo associado a entrada Sy foi selecionado como ps; = 0.9.

Os submodelos hierarquicos sao implementados utilizando a abordagem relacional
simplificada discutida na segao 4.2.2 (capitulo 4). A ordem hierdrquica dos estados de
Laguerre é definida como na figura 5.11, de forma que cada estado associado a varidvel
F, (a entrada manipulada) seja posicionado em um nivel hierdrquico imediatamente
acima ao nivel hierdrquico do estado correspondente associado a Sy.

Uma vez que os pélos de Laguerre e a ordem hierarquica ja tenham sido definidos,
o modelo pode ser completamente especificado em termos das quantidades n; e n, de
estados de Laguerre por varidvel de entrada (F, e Sp) bem como do nimero “c” de
conjuntos referenciais fuzzy (Gaussianos) por estado. Na secao 5.9 utilizou-se o valor
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¢ = 2 para a modelagem das dinamicas do processo referentes a entrada manipulada F,.
Em funcao da complexidade das dinamicas adicionais impostas pela presenca da entrada
de perturbacao modelada Sy, adota-se aqui um valor maior, dado por ¢ = 3. Esse
valor é usual no contexto de aplicacoes de légica fuzzy e, associado a uma quantidade
ny = ny = 2 de estados de Laguerre por variavel de entrada, é capaz de proporcionar
resultados satisfatérios na modelagem do processo de producao de etanol, conforme
discutido a seguir.

Estimacao e Validagcao do Modelo

Ap6s concluido o projeto estrutural, os parametros desconhecidos do modelo resumem-
se aos parametros de projeto livre do mapeamento fuzzy hierarquico. Esses parametros
sao dados pelos vetores relacionais €. na equacao (4.5) bem como os centros (6. e
¢(,) e aberturas (o) e ¢(.)) dos conjuntos referenciais fuzzy nas equagoes (4.9) e (4.10).

Na presente aplicacao, a estimacao desses parametros sera realizada através do al-
goritmo hibrido discutido na sec¢ao 4.2.7. Nesse algoritmo os parametros sao otimizados
em duas fases: Inicialmente, um modelo inicial aproximado é obtido utilizando um al-
goritmo genético (detalhado no apéndice C). Em seguida, realiza-se uma sintonia fina
dos parametros resultantes através do algoritmo do gradiente conjugado de Fletcher-
Reeves, cujos detalhes no contexto de modelagem hierarquica foram discutidos na se¢ao
4.2.3

Experimentos preliminares com o GA descrito no apéndice C, baseados em proble-
mas de modelagem mais simples, mostraram que esse algoritmo nao é muito sensivel
a sua configuracao caso uma quantidade representativa de individuos na populacao se-
ja utilizada (duas ou trés vezes o numero de parametros a serem otimizados). Uma
configuracao adequada, por exemplo, é dada por: P, = 0.95, P, = 0.1, N, =1 e
Ng = 20% de Ny, sendo que esses termos representam respectivamente a probabilidade
de reproducao, a probabilidade de mutacao, o nimero de individuos para elitismo, o
nimero de individuos para diversidade e o nimero total de individuos na populagao.
Essa configuracao sera utilizada na presente aplicacao.

O objetivo da fase inicial de otimizacao do modelo através do GA é obter uma
solucao inicial adequada a aplicacao do algoritmo de gradiente. Logo, nesta fase pode-se
otimizar apenas os vetores ).y de parametros relacionais. Esses vetores sao inicializados
aleatoriamente no intervalo de normalizagao [—1, 1], conforme discutido na segao 4.2.4.
Os conjuntos referenciais fuzzy, por sua vez, podem ser mantidos constantes em sua
distribuicao inicial, também discutida na secao 4.2.4. Como o modelo hierarquico possui
um total de n = ny +ny = 4 entradas, os vetores () possuem (n—1)c* = 27 parametros
a serem otimizados pelo GA. Seleciona-se entao uma quantidade de N; = 100 individuos
na populacao do algoritmo, que é um nimero em torno de trés vezes a quantidade de
parametros, conforme sugerido anteriormente.

O GA é executado por N, = 100 geragoes que representam a primeira fase do algorit-
mo hibrido. Na segunda fase, o modelo final gerado pelo GA é refinado por 100 épocas
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de treinamento utilizando o algoritmo de Fletcher-Reeves. Nessa fase, que também
inclui a otimizacao dos conjuntos referenciais fuzzy, o nimero total de parametros oti-
mizados é © = 59. Um modelo completo nao hierdrquico com o mesmo nimero de
entradas (4) e conjuntos referenciais por entrada (3) necessitaria otimizar um total de
105 parametros (ver secao 4.2.1).

A evolucao do erro quadrédtico médio entre as saidas do processo e do modelo é
apresentada na figura 5.14, onde as primeiras 100 iteracoes referem-se ao GA e as
demais referem-se ao algoritmo de Fletcher-Reeves.

GA Gradiente

20 40 60 80 100 120 140 160 180 200
iteragdes

Figura 5.14: Evolugao do erro quadratico médio entre as saidas do processo e do modelo
ao longo do procedimento hibrido de otimizacao: Dados de estimagao (linha continua)
e validagao (linha tracejada).

A simulagao do modelo final utilizando os dados de validagao é ilustrada na figu-
ra 5.15 (EQM=0.089). Pode-se observar que o modelo representa de forma adequada
as dinamicas do processo, especialmente considerando o longo horizonte de previsao
envolvido na simulacao. O projeto de um sistema de controle preditivo da planta de
produgao de etanol baseado nesse modelo é descrito em (Campello et al., nd).

69F
68
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66 -
65
64
63

62
0

amostras

Figura 5.15: Saida do processo (P, [kg/m?], linha continua) e série sintética do modelo
(linha tracejada) para dados de validagao.

Observacgao 5.4 Os parametros estruturais do modelo, ou seja, a quantidade e a pa-
rametrizacao das funcoes de Laguerre bem como a ordem hierdrquica e a quantidade
de conjuntos referenciais fuzzy, poderiam ter sido incluidos no algoritmo genético para
serem determinados de forma automdtica. FEssa estratégia, contudo, elevaria signi-
ficativamente a complexidade do algoritmo e dos seus requerimentos computacionais,
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especialmente por envolver um problema estrutural, e nao esta do escopo do presente
trabalho.

5.12 Reducao de Ordem em Modelos Wiener-
Volterra pela Otimizacao da Base de Laguerre

Nesta secao aborda-se o problema de selecao étima de bases de Laguerre para o desen-
volvimento de modelos de Volterra em funcoes ortonormais. O objetivo é minimizar
o numero de funcgoes necessarias para proporcionar a esse desenvolvimento uma dada
precisao, simplificando assim os problemas de identificacao e controle que poderao estar
associados aos modelos Wiener-Volterra resultantes.

5.12.1 Definicao do Problema

Seja o seguinte modelo de Volterra de ordem n:

y(k) =Y > > (ks k- k) [ [k = &y) (5.34)

m=1 k1=0 km= 7j=1

Viu-se no capitulo 2 que os kernels i) em (5.34) podem ser desenvolvidos através de
fungoes ortonormais desde que eles sejam quadraticamente soméveis em [0, co[. Propoe-
se aqui a utilizacao de uma base independente de fungoes para o desenvolvimento de
cada kernel (Campello, Amaral e Favier, 2001). Nesse caso, tem-se que o desenvolvi-
mento do m-ésimo kernel é dado por:

han(kyy - k) =3 Y i, || Smai; (K5) (5.35)
j=1

i1=1 Im=1

onde ¢, € a [-ésima fungao ortonormal da m-ésima base de fungoes e oy sao os
coeficientes da expansao, dados por:

Vipyoim = 0 Y Bk, ) [ ] 6ma, (87) (5.36)
_ j=1

A partir das equagoes (5.34) e (5.35) tem-se:

oo

g =353 H Bmi; (k) (5.37)

=1lu=1 tm=1
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onde ¢, é a saida do [-ésimo filtro de Laguerre (com entrada u) da m-ésima base de
funcgoes, como segue:

Gma(k) = bma(r)ulk —7) (5.38)

As funcoes de transferéncia dos filtros de Laguerre dessa base sao dadas por:

-1
Bona(2) = Z{ds} = Y2 Pm <1_W> L 1=1,2,... (5.39)

Z = Pm Z —Pm

onde Z denota a transformada z unilateral e p,, € (—1,1) é o pdlo real estivel que
parametriza as funcoes.

O problema que se coloca é como encontrar os pélos p,, (m =1,---,1) que minimi-
zam os erros de aproximacao do desenvolvimento truncado dos respectivos kernels em
um nimero finito de fungoes de Laguerre. Esse truncamento é necessario pois permite
a implementagao computacional do modelo.

5.12.2 Desenvolvimento Otimo do Kernel de Primeira Ordem

O pdlo p; que parametriza o desenvolvimento do kernel de la. ordem h; (resposta ao
impulso de um sistema linear) pode ser obtido através da solugao do seguinte problema
de otimizagdo (Fu e Dumont, 1993):

o
PO o
11=1

cuja solucao forca uma rapida convergéncia da série de fungoes através de um aumento
linear do custo atribuido a cada coeficiente adicional. No trabalho citado acima, os
autores mostraram que o problema (5.40) possui uma solugao analitica global estrita
se hy for absolutamente somavel em [0, c0[ (sistema linear BIBO estédvel), porém nao
nulo, e possuir ao menos uma unidade de atraso, i.e., h1(0) = 0 (sistema estritamente
préprio). Em (Campello, Amaral e Favier, 2001) esse resultado foi estendido para
modelos de Volterra de 2a. ordem. Basicamente propos-se a utilizacao de duas bases
de Laguerre independentes para o desenvolvimento dos kernels, o que possibilitou a
aplicacao da solucao de Fu e Dumont para a determinacao da base referente ao kernel
de la. ordem, e obteve-se uma solucao estendida para o desenvolvimento do kernel de
2a. ordem. A seguir generalizam-se esses resultados para o desenvolvimento 6timo de
kernels de qualquer ordem.
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5.12.3 Desenvolvimento Otimo do Kernel de m-ésima Ordem

Apresenta-se abaixo a generalizacao dos resultados mencionados na se¢ao 5.12.2 no que
diz respeito a determinacao do pélo de Laguerre p,, responsavel pelo desenvolvimento
do kernel de Volterra de ordem m qualquer.

Teorema 5.1 Assuma que o kernel de Volterra de ordem m apresenta as sequintes
propriedades:

LY Y Nk k)| < o0,
k1=0 km=0

2. hy(ky, -+ kpn) =0 para¥V k; =0 coml e {l,--- ,m}.

ou seja, € absolutamente somavel em [0,00[ (kernel estavel) e nao possui resposta ins-
tantanea. Nesse caso, tem-se que a sequinte igualdade é verdadeira:

) )
A . .
Jm = Z.-. Z(Zl+...+zm) ai?l,...,im
=t im=l (5.41)
_ meZ,m + (1 - pm)ZQl,m + Pm — p72n h 2
B _ .2 m |||
1—p7,

onde Qim, Qam € ||hm|| sio constantes que dependem exclusivamente do kernel de
ordem m, como seque:

]2 =D Y bk, k) (5.42)

k1=0 km =0

1 m
=1
comj=12c¢e
o o0

1
S TR DD DL LRI (5.44)

So= S S Ay, ) (5.45)
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sendo | =1,---,m e o operador A, definido sobre h,, como

Alhm(kla"' 7km) = hm(kh 7kl + 17 7km) - hm(kla"' 7kla"' 7km) (546)

Prova: A prova é apresentada no apéndice D. [ |

Observacgao 5.5 Embora a primeira condicao do teorema 5.1 necessariamente impli-
que ||hy||*> < 0o (Desoer e Vidyasagar, 1975), o mesmo ndo ocorre para os termos Sy
e Say em (5.44) e (5.45), respectivamente. A convergéncia desses termos é necessdria
para que o critério J,, em (5.41) seja bem definido e possa ser otimizado, sendo garan-
tida apenas para modelos de primeira ordem descrevendo sistemas lineares’. No caso
geral de ordem m, a convergéncia depende da tara de decaimento do kernel, isto é, a
taza com que h,, estdvel tende a zero conforme k; (V1 € {1,---,m}) tende ao infinito.
Uma condigcao suficiente para a convergéncia é assumir que o kernel, além de ser nao
nulo (||hy||> # 0), possua memdria finita (Eykhoff, 1974), isto é, hy(k1,- -+ ,kpn) =0
para ky > €y, (V1€ {l,--+ ,m}) com €, < oo. Essa hipdtese leva d usual represen-
tacao truncada do kernel, adotada nas implementacoes computacionais dos modelos de
Volterra (ver capitulo 2).

Supondo, a partir da observacao 5.5, que os termos Sy; e Sy; em (5.44) e (5.45)

sao bem definidos, pode-se otimizar o polo p,, que parametriza o desenvolvimento do
kernel h,, através da solucao do seguinte problema:

(Ql,m - l)p?n + (Q?,m - 2C)l,m + l)pm + Ql,m

. ! .
I )
onde J), 2 m ol e P2 {pm € R : |pm| < 1}. Pode-se observar, a partir de (5.41),
m||lvm

que o problema em (5.47) é uma generalizagdo para o kernel de ordem m daquele em
(5.40), proposto por Fu e Dumont (1993) para o desenvolvimento de uma resposta
ao impulso h;. Antes de seguir com a solucao desse problema, faz-se necessaria a
apresentacao de alguns lemas:

Lema 5.1 Se o kernel h,, satisfizer a sequnda condi¢ao do teorema 5.1, entao
Ql,m —1 2 0.

Prova: A prova encontra-se no apéndice D. |

90nde a resposta ao impulso h; apresenta decaimento exponencial.
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Corolario 5.1 O lema 5.1 implica 2Q1,, — 1 > 0.

Prova: A prova é evidente dado que @y, > 1. [ |

Lema 5.2 Se o kernel h,, satisfizer as condigoes do teorema 5.1, entao

4Q1,mQ2,m — Q%,m —2Q2,m > 0.

Prova: A prova encontra-se no apéndice D. |

Lema 5.3 Seja uma funcao f: X — R definida como

s w(x)
= (5.48)

onde X € um conjunto convexo aberto tal que X C R" e

f(x)

e w é uma fungao convexa, diferencidvel e nao negativa para todo x € X.

e v é uma fungdo concava, diferencidvel e positiva para todo x € X.
Tem-se entdo que f é uma funcio pseudo-conveza em X, i.e., V f(x1)T (x2 — x1) >0

implica f(x2) > f(x1) para qualquer par de elementos x1,x3 € X (ver (Bazaraa et al.,
1993), cap. 3, ex. 3.60).

Lema 5.4 A funcao J! (pn) em (5.47) é pseudo-convera em P = {p € R : |p| < 1}.

Prova:

1. /P é um conjunto convexo aberto.
2. v(pm) 2= p?, é concava, diferenciavel e positiva para qualquer p,, € P.

A )
3. W(Pm) = (Qum — V)Pl + (Q2m — 2Q1m + 1)Pm + Qum é convexa
(Q1m —1>0)", diferencidvel e nao negativa! para todo p,, € P.

A conclusao da prova segue entao diretamente do lema 5.3. |

IOV
er lema 5.1.
L Caso contrario J!, (e J,,) seriam negativos, o que por defini¢io nio é possivel.
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Teorema 5.2 (Teorema Principal) O problema (5.47) possui uma solugdo global es-
trita dada por

— 2C?l,m —-1- QQ,m
2Ql,m —1 + \/4Q1,mQ2,m - Q%,m - QQQ,m

P (5.49)

se o kernel h,, satisfizer as condicoes do teorema 5.1.

Prova:

Uma vez que J!, é uma fungao pseudo-convexa no dominio P (lema 5.4), qualquer
solugao para d.J /dp,, = 0 em P é uma solucao global para o problema (5.47) (Bazaraa
et al., 1993). Calculando a derivada de J/, com relacao a p,, obtém-se

dJ7I77, — (QZ,m - 2Ql,m + 1)p%z + (2Ql,m - 1)2pm + (QQ,m - 2C?l,m + 1) (5 50)

dpm (1 - p%z)Z .
Supondo que Q2 — 2Q1,, + 1 # 0 (caso contrério a solucao serd claramente pf, = 0)*2,
a derivada em (5.50) serd nula se e somente se

201, — 1)2p,m,
p72n + ( Ql, ) p
(QZ,m - 2C?l,m + 1)

As solugdes da equagao (5.51) sdo

+1=0 (5.51)

2Ql,m —-1- \/4Q1,mQ2,m - Q%,m - QQQ,m
2C)l,m —1- Q?,m

(5.52)

Pma1 =

2C)l,m —1 + \/4Q1,mQ2,m - Q%,m - 2Q2,m
Pmy2 =
" 2C?l,m —-1- QZ,m
Pode-se verificar que Pm,1Pm2 = 1. LOgO, tem-se que Pm,1 © Pm,2 POSSUEIN O MesSmo

sinal. Tem-se ainda que 2Q1 ,, — 1 > 0 (coroldrio 5.1) e 4Q1 ;,Q2m — @3, — 2Q2,m > 0
(lema 5.2), o que implica

(5.53)

2C?l,m - 1 + \/4Q1,mQ2,m - Q%,m - 2Q2,m > 0 (554)

12Esse resultado pode também ser verificado através da equagao (5.49).
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Conseqilientemente, o sinal de py,2 € py1 € determinado pelo denominador comum
em (5.52) e (5.53). Ambas as hipdteses 2Q1,, — 1 — Qa2 >0 € 2Q1m — 1 — Q2.m <0
implicam

2Ql,m e \/4Q1,mQ2,m - Q%,m - 2Q2,m > 0 (555)

e, portanto, |pmi| < |pPmz2|- Como pmiDPme = 1, tem-se |[pn1| <1 (pm1 €P) e

|Pm,2| > 1 (Pm2 € P). Logo, a solucao de (5.47) é
1 201, —1— Qo
Pm = Pm, = = @, @, (5.56)
Pm.2 2C?l,m -1 + \/4Q1,mQ2,m - Q%,m - 2Q2,m
|

5.12.4 Exemplo

Seja um modelo de Volterra de segunda ordem (n = 2) em (5.34) com os kernels h; e
ho dados por:

0 para k; =0
(k) = {e"”“ para ks =1,2,... (5.57)

0 para ki ou ky = 0

ha (ko ko) = {e”lkle”k? para ki, ky = 1,2,... (5.58)

onde p, p1, p2 > 0.

O kernel de 1a. ordem é equivalente, exceto por um fator proporcional, a resposta ao
impulso de um sistema continuo de primeira ordem estavel com funcao de transferéncia
0/(s + o) amostrada com segurador de ordem zero de periodo T', onde p = oT. Sabe-
se que o polo de Laguerre 6timo para o desenvolvimento desse kernel — com relagao
a (5.40) — é exatamente o pélo do sistema discreto resultante, i.e., pf =e* (Fu e
Dumont, 1993).

O kernel de 2a. ordem em (5.58) é uma generalizagdo bidimensional de h;. Nesse
caso, nao é dificil verificar, utilizando as equagoes (5.42) a (5.46), que

1 1 1
Q2 =3 <1 — T T 6_2p2> (5.59)

1 /1—e ™ 1—e "
= 5.60
Qa2 2<1—i—e—/’1+1+e—92> (5.60)
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Utilizando as equagoes (5.59) e (5.60) é possivel analisar o comportamento do pélo de
Laguerre 6timo em (5.49) para varios valores de p; e p2, que especificam completamente
as dinamicas do kernel hy. Dado que hy é simétrico com relagao a p; e p2, 0 polo de
Laguerre 6timo depende desses termos também de forma simétrica. A figura 5.16 ilustra
o polo 6timo como uma funcao de p; (ou py) para alguns valores especificos de ps (ou

p1)-

Figura 5.16: Pdlo de Laguerre 6timo para o kernel de 2a. ordem como uma funcao de
pj para alguns valores de p; (1,7 = 1,2 ; i # j).

Os circulos na figura 5.16 destacam os pontos onde p; = p,. Neste caso especifico,
é simples demonstrar que a equagao do pélo 6timo (5.49) torna-se p5 = e 7 = e

(4/4Q1,mQom — Q3,, — 2Q2,, = 1). Essa é uma generalizacao do resultado para o ker-

nel de la. ordem discutido no inicio do exemplo e significa que se p;, po — 00 entao
p5 — 0, i.e., o polo 6timo (discreto) segue as caracteristicas cada vez mais rapidas do
kernel. Pode-se ver também na figura 5.16 que se p; e/ou py tendem a zero entao
py — 1, i.e., o limitante para dinamicas lentas estaveis. Nesse caso o kernel tende a
ser quase constante (i.e., com uma dindmica muito lenta) na direcao k; quando p; — 0,
como ilustrado na figura 5.17 para p, = 0.01.

Suponha agora que p; = 0.5, po = 0.9 e que, por razoes praticas, o kernel h,
(figura 5.18) seja truncado de modo que ho(ky,ks) = 0 para k; ou ks > 50. Nessas
condicoes, o polo 6timo para o desenvolvimento desse kernel, calculado computacional-
mente através das equagoes (5.42) até (5.46) e (5.49), é dado por ps = 0.51349. Para
caracterizar a otimalidade desse polo no desenvolvimento truncado do kernel utilizando
uma quantidade finita de funcoes, Ny, varia-se o valor de p, dentro do intervalo de fac-
tibilidade | — 1, 1] com discretizagao 0.01. Para cada valor, calculam-se os respectivos
coeficientes de Laguerre o, ;, (41,172 = 1,---, N2) através da equacao (5.36), lembrando
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Figura 5.17: Kernel de 2a. ordem com p; = 0.5 e ps = 0.01.

que hy(k1, ks) = 0 para k; ou ky > 50, e obtém-se uma estimativa hy do kernel através
da equacao (5.35) com as somatérias truncadas em Ny termos.

O erro absoluto maximo entre o kernel original e o kernel aproximado pelo desen-
volvimento de Laguerre truncado com Ny = 1,2 e 3 fungoes (norma infinita do erro
E = hy — hy), em funcio do pélo p,, é ilustrado na figura 5.19, onde fica evidenciada
a otimalidade da solucao p3. Resultado andlogo, omitido por simplicidade, é obtido
para o kernel h; com relacao a pj. Esses resultados indicam que a selecao 6tima dos
polos permite obter uma dada qualidade de aproximacao utilizando um nimero redu-
zido de funcoes de Laguerre, o que significa uma redugao de ordem da representagao
em espaco-de-estados do modelo Wiener-Volterra resultante.

A qualidade do desenvolvimento truncado de Laguerre pode ser avaliada através da
figura 5.20, que ilustra o kernel aproximado com N, = 3 fungoes e p, = p3. A superficie
de erro entre esse kernel e o kernel original da figura 5.18 é apresentada na figura 5.21.
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Figura 5.18: Kernel de 2a. ordem com p; = 0.5 e ps = 0.9.

Figura 5.19: Comportamento do erro absoluto méximo entre o kernel original hy € o
kernel aproximado hs em funcao do pdlo de Laguerre. A linha pontilhada indica a
solugao étima p3 = 0.51349.
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Figura 5.21: Superficie de erro entre os kernels hy e hy.

5.12.5 Desenvolvimento Otimo dos Kernels com Base de La-
guerre Unica

Nas secoes anteriores tratou-se o problema do desenvolvimento 6timo dos kernels de
Volterra utilizando bases de Laguerre independentes otimizadas de forma individu-
al para cada kernel. Outra abordagem possivel para a implementacao de modelos
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Wiener-Volterra é a utilizacao de uma base de Laguerre tinica, compartilhada por to-
dos os kernels. Essa abordagem é de particular interesse quando requer-se simplicidade
matematica e/ou quando dispoe-se de recursos computacionais limitados, sendo equi-

valente a fixar p; = --- = p, = p em (5.39). Nesse caso, o problema de desenvolvimento

otimo dos kernels através dessa base comum pode ser escrito como:

n
. A
min J:E I
—1<p<1
—

onde J é obtido através de (5.41) como:

n 2 2
B PQom+ (1 —=p)Qim +p—p 2
J = Z( 1—p? )m“hm“ =

m=1
_ ((Ql —D)p*+ (Q2—2Q: + L)p+ Q1>
= T w
sendo
7
= mhn|
m=1

_ 1 <
= m hm 2
Q=2 S mQunlial

_ 1 <
- m hm 2
Q2 wﬁ;sz ||

Teorema 5.3 O problema (5.61) possui uma solugdo global estrita dada por

. 201~ 1- Qs
2Q1 — 1+ /401Q2 — Q% — 20
se 0s kernels hy, (m =1,--- 1) satisfizerem as condi¢oes do teorema 5.1.

Prova: A prova encontra-se no apéndice D.

(5.61)

(5.62)

(5.63)

(5.64)

(5.65)

(5.66)
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5.12.6 Estimagao Simultanea dos Kernels e dos Pélos de La-
guerre Otimos

Um requisito fundamental da estratégia de desenvolvimento 6timo de modelos de Volter-
ra em funcoes ortonormais de Laguerre discutida até o presente ponto é o conhecimento
a priori dos kernels do modelo. Esse requisito pressupoe um procedimento preliminar
de estimacao dos kernels, e.g., através de alguma das técnicas ja discutidas no capitulo
2 (secao 2.4). Assim, o desenvolvimento 6timo dos kernels é realizado off-line, o que
limita a otimalidade dos modelos Wiener-Volterra resultantes a representacao de siste-
mas invariantes ou cujas dinamicas dominantes nao sofrem variacoes significativas ao
longo do tempo!3.

Visando contornar as dificuldades mencionadas acima, propoe-se a seguir um algo-
ritmo para estimar simultaneamente, de forma iterativa a partir de um conjunto de
dados de E/S de um determinado sistema, os kernels de um modelo de Volterra desse
sistema e a solugao 6tima para o desenvolvimento de Laguerre desses kernels. Antes,
porém, é importante mencionar que a idéia do algoritmo ¢é intuitiva, sendo que o estudo
de condicoes formais para a convergéncia do mesmo é parte do conjunto de perspectivas
futuras do presente trabalho.

Algoritmo

1. Selecionar um limitante € para o truncamento dos kernels estimados, i.e., um
valor méximo para ky,---,k, além do qual os kernels h,(ki,---,ky), onde
m =1,---,1n, sao considerados nulos. Na pratica, € pode ser fixado em funcao do
tempo de estabelecimento do sistema.

2. Selecionar o truncamento do desenvolvimento de Laguerre de cada kernel h,, em
uma quantidade N, de funcoes, sendo m =1,---  n.

3. Selecionar valores iniciais para os pé6los de Laguerre (ou pélo, no caso de uma
base tnica).

4. Estimar, utilizando o conjunto de dados disponiveis e o algoritmo dos Minimos
Quadrados, os coeficientes de Laguerre .y do modelo (5.37) com as somatérias
referentes ao termo de ordem m truncadas em NN, elementos.

5. Estimar os kernels de Volterra utilizando a equagao (5.35) como somas truncadas
de N,, elementos.

6. Calcular os novos polos de Laguerre utilizando a solugao étima dada pela equagao
(5.49), ou pela equagao (5.66) no caso de um pdlo tnico, e retornar ao passo 4.

13Nesse tltimo caso é possivel realizar uma compensacio on-line das variacdes adaptando-se apenas
os coeficientes de Laguerre a(.) na equacdo (5.37), por exemplo através do algoritmo dos minimos
quadrados recursivos (RLS) (Ljung, 1999).
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Observacao 5.6 Apds uma execucao preliminar off-line do procedimento acima, visan-
do obter estimativas iniciais dos kernels e do(s) respectivo(s) pdlo(s) étimo(s), pode-se
implementar o algoritmo de forma adaptativa através dos minimos quadrados recursivos
(RLS) de forma que cada iteragao seja executada a cada novo periodo de amostragem,
utilizando o novo conjunto de amostras de E/S correspondente.

Observacao 5.7 Para efeito da estimacdo via minimos quadrados, os coeficientes de
Laguerre dos kernels de ordem superior a 1 podem ser considerados simétricos sem
qualquer prejuizo para a capacidade de representagdo do modelo (Dumont e Fu, 1993),
conforme foi discutido no capitulo 2. FEssa hipdtese, que implica arbitrar a igualda-
de entre os elementos oy para qualquer permutacdo dos indices iy, ... ,in em (5.37),
permite reduzir sensivelmente a quantidade de coeficientes a serem estimados, especial-
mente para valores Ny, ---, N, elevados.

5.12.7 Resultados de Simulacao

Considera-se a seguir o modelo de Volterra utilizado na se¢ao 5.12.4, com kernels de 1a.
e 2a. ordem dados pelas equagoes (5.57) e (5.58), respectivamente. Seleciona-se como
exemplo os valores p = 0.2, p; = 0.5 e p; = 0.9. Para fins de implementacao computa-
cional, assume-se que os kernels sao truncados (considerados nulos) para ki ou ko > 50,
garantindo assim o cdlculo finito da saida y(k) do modelo em (5.34) bem como dos ter-
mos [|h|], [|h2]], @11, @21, Q12 € Q22 nas equagdes (5.42) a (5.45). Nessas condicoes,
os polos 6timos para o desenvolvimento de cada um dos kernels através de bases de
Laguerre independentes sao dados por pj = 0.81873 e p; = 0.51349, conforme discutido
na se¢ao 5.12.3. Para uma base tinica, tem-se o pélo 6timo calculado através de (5.66)
como p* = 0.79376. Esse valor é proximo ao valor 6timo pj para o desenvolvimento
independente do kernel de la. ordem, o que indica uma predominancia da dinamica
desse kernel no calculo de p*. De fato, h; predomina sobre h, nesse caso no sentido que
|h1||* = 2.0332, enquanto ||hy||? = 0.1152.

1° Caso de Estudo

A seguir avalia-se o desempenho do algoritmo iterativo da secao 5.12.6. Assume-se
como sistema a ser modelado, por um modelo Wiener-Volterra com base de Laguerre,
o préprio modelo de Volterra descrito acima. Os dados de E/S sdo gerados através da
equagao (5.34) com uma seqiiéncia de entrada u aleatéria com 200 amostras uniforme-
mente distribuidas em [—1,1], sendo 100 amostras a serem utilizadas pelo algoritmo
para a estimagao do modelo e as demais para sua validagao. Seleciona-se € = 100 (su-
perior aos truncamentos dos kernels originais) e Ny = Ny = 3, que é uma quantidade
de funcoes suficiente para uma representacao precisa do sistema em questao, conforme
visto nas figuras 5.18 a 5.21.

A figura 5.22 ilustra a evolugao do pélo de Laguerre para trés execugoes do algoritmo
iterativo utilizando um modelo com uma base tinica de funcées comum a ambos os
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kernels. Cada execucao utiliza uma realizagao distinta do conjunto de dados de E/S.
Em todos os casos inicia-se o p6lo em p = 0, valor abaixo do qual nao existe dinamica
continua equivalente. Nota-se que nas trés execucoes o polo converge praticamente para
o valor 6timo, sendo que no pior caso o polo final obtido é p = 0.79050. A evolucao
do erro quadratico médio entre os dados de validacao e a série sintética do modelo
Wiener-Volterra resultante a cada iteracao da execucao intermedidria do algoritmo é
ilustrada na figura 5.23. A simulagao para o modelo final correspondente é ilustrada na
figura 5.24, que mostra uma aproximacao precisa em termos do sinal de saida.
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Figura 5.22: Evolucao do polo de Laguerre ao longo do algoritmo iterativo para tres
conjuntos de dados distintos. As linhas continuas indicam a solugao 6tima p* = 0.79376.
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Figura 5.23: Evolucao do erro quadratico médio entre os dados de validacao e a série
sintética do modelo para cada iteragao do algoritmo: Base de Laguerre tnica (EQM
final = 8.4294 x 10~ %).
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20 Caso de Estudo

Considera-se agora um modelo com bases de Laguerre independentes para cada kernel.
Tem-se na figura 5.25 a evolucao dos respectivos pélos ao longo de uma execucao do
algoritmo iterativo. Nota-se que ambos os polos convergem praticamente para os valores
otimos correspondentes, sendo os valores finais dados por p; = 0.81834 e p, = 0.51390.
Simulagoes com conjuntos de dados distintos apresentaram resultados analogos.
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Figura 5.24: Acima: Dados de validacao e série sintética do modelo final com base de
Laguerre tnica (curvas sobrepostas); Abaixo: Erro de previsao.
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Figura 5.25: Evolugao dos pélos p; (circulos) e po (triangulos) de Laguerre ao longo do
algoritmo. As linhas continuas indicam as solugoes 6timas p; = 0.81873 e p; = 0.51349.

A evolucao do EQM entre os dados de validacao e a série sintética do modelo
Wiener-Volterra resultante a cada iteragao do algoritmo é ilustrada na figura 5.26. A
simulagao para o modelo final correspondente é ilustrada na figura 5.27 (mesmos dados
de validagao da figura 5.24). Conforme esperado, a precisao do modelo com bases de
Laguerre distintas é superior aquela apresentada pelo modelo com uma base tnica. E
importante notar que essa precisao é obtida por um modelo com apenas 9 coeficientes
de Laguerre, dada a hipdtese de simetria discutida na observacao 5.7.
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Figura 5.26: Evolucao do erro quadratico médio entre os dados de validacao e a série
sintética do modelo para cada iteragao do algoritmo: Bases de Laguerre distintas (EQM
final = 2.3826 x 107°).

0.025

0.02-
0.015-
0.01
0.005

-0.005

-0.01

Figura 5.27: Acima: Dados de validagao e série sintética do modelo final com bases de
Laguerre distintas (curvas sobrepostas); Abaixo: Erro de previsao.

5.13 Resumo e Discussoes Complementares

Na maioria das estratégias desenvolvidas para a identificagao de sistemas dinamicos
nao lineares a determinacao de um vetor de regressao adequado contendo amostras
passadas dos sinais de entrada e saida do sistema a ser modelado constitui um pro-
blema fundamental. Esse é um caso particular de um problema mais geral de selecao
de variaveis de entrada que nao ocorre apenas no projeto de modelos dinamicos. No
contexto de modelagem fuzzy, por exemplo, que constitui um dos assuntos centrais
do presente trabalho, a selecao de variaveis de entrada relevantes dentre um conjunto
de candidatas tem sido por décadas abordado através de procedimentos de tentativa-
e-erro (Pedrycz, 1984a; Lee et al., 1994), métodos heuristicos (Tong, 1978; Takagi e
Sugeno, 1985; Sugeno e Yasukawa, 1993) ou, mais recentemente, técnicas de compu-
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tacao evolutiva (Shimojima et al., 1995). Essas estratégias, no entanto, sdo geralmente
trabalhosas e/ou computacionalmente complexas.

A selecao de amostras passadas relevantes dos sinais de um sistema a ser identifi-
cado nao é o unico problema associado as metodologias usuais para a construcao de
modelos dinamicos nao lineares. Entre outros, incluem-se problemas estruturais como
realimentacao de erros de previsao e nimero excessivo de termos de entrada. Uma
estratégia efetiva para contornar esses e outros problemas no contexto de modelagem
de sistemas dinamicos estaveis é a utilizacao de modelos baseados em func¢oes de base
ortonormal (FBO), como as fung¢oes de Laguerre e Kautz.

No presente capitulo, os modelos FBO foram analisados utilizando uma abordagem
matemadtica original que resulta em uma representacao genérica de espaco-de-estados
do tipo Wiener. Foram propostas realizacoes particulares dessa representacao através
do uso de sistemas fuzzy. Os modelos fuzzy FBO propostos foram descritos utilizando
uma formulacao unificada que também abrange outras classes de modelos FBO, como
os modelos lineares e os modelos Wiener-Volterra. Essa formulacao permite a interpre-
tacao das diferencas entre as diversas classes de modelos FBO analisadas, diferencas
essas avaliadas neste capitulo através de estudos tedricos e experimentais. Mostrou-
se que os modelos FBO fuzzy representam, em determinadas aplicacoes, um melhor
compromisso entre nimero de parametros e precisao quando comparados aos modelos
Wiener-Volterra. Esse resultado deve-se a flexibilidade estrutural das arquiteturas uti-
lizadas, i.e., modelos fuzzy dos tipos relacional simplificado, equivalente a redes neurais
RBF, e Takagi-Sugeno. De fato, mostrou-se que os modelos fuzzy com estrutura FBO
sao capazes de aproximar arbitrariamente bem uma ampla classe de sistemas dinamicos
nao lineares.

Um aspecto fundamental para o projeto adequado de um modelo com estrutura
FBO ¢ a interpretacao matematica do modelo em questao. Os modelos FBO lineares,
por exemplo, resultam do desenvolvimento da resposta ao impulso do modelo linear de
convolucao em uma base de fungoes ortonormais. Similarmente, os modelos Wiener-
Volterra representam o desenvolvimento dos kernels de Volterra nesse mesmo tipo de
base. Em principio, os modelos fuzzy FBO recaem em um problema andlogo aquele
verificado em trabalhos anteriores onde foram desenvolvidas redes neurais do tipo MLP
segundo essa mesma estrutura (Back e Tsoi, 1996; Sentoni et al., 1996; Sentoni et al.,
1998; Balestrino et al., 1999; Alataris et al., 2000; Vazquez e Agamennoni, 2001; Arto
et al., 2001): a auséncia de interpretabilidade matemética. Esse problema foi abordado
neste capitulo a partir da proposta do Modelo FBO Fuzzy Generalizado. Esse modelo
consiste de uma interpolacao do tipo Takagi-Sugeno de diversos modelos locais (e.g.
lineares) com estrutura FBO. Quando adota-se uma dinamica de estados comum aos
diferentes modelos locais, obtém-se a estrutura convencional do tipo Wiener proposta
originalmente para os modelos FBO fuzzy. Esse resultado permite a interpretacao desses
modelos como realizagoes particulares da representacao generalizada, matematicamente
clara.

O capitulo também analisou modelos FBO multivaridveis. Nesse contexto, propos-se
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o desenvolvimento dos modelos hierarquicos discutidos no capitulo 4 também segundo a
estrutura FBO. Conforme discutido naquele capitulo, a arquitetura hierarquica permite
uma reducao sensivel na quantidade de parametros do modelo. Por outro lado, a
otimizacao desses parametros torna-se nao convexa, exigindo a aplicacao de algoritmos
robustos a problemas de convergéncia local. Por esta razao, propos-se a utilizagao de
uma estratégia hibrida para a estimacao dos parametros dos modelo FBO hierdrquicos.
Essa estratégia consiste da utilizacao de um algoritmo genético para a obtengao de um
modelo inicial aproximado a ser refinado por um algoritmo baseado em gradiente, tendo
sido aplicada com sucesso a modelagem de um processo biotecnolégico para producao
de élcool etilico (etanol) em escala industrial.

Finalmente, o capitulo discutiu estratégias para o projeto das bases de funcoes or-
tonormais utilizadas na implementacao computacional dos modelos FBO. O principal
resultado nesse contexto consiste da obtencao de uma solugao analitica global para
o desenvolvimento 6timo de kernels de Volterra em funcgoes ortonormais de Laguerre.
Essa solucao minimiza, segundo um critério especifico, o erro de aproximacao asso-
ciado ao desenvolvimento truncado dos kernels em um nimero finito de funcoes, o
que permite uma reducao de ordem da representacao em espaco-de-estados do modelo
Wiener-Volterra resultante. A solucao 6tima foi obtida tanto para modelos com bases
de Laguerre independentes para o desenvolvimento de cada kernel como para os mo-
delos usuais em que se utiliza uma base comum ao desenvolvimento compartilhado de
todos os kernels. Propos-se ainda um algoritmo iterativo para a estimacao simultanea
dos kernels de Volterra e da solucao 6tima para o desenvolvimento desses kernels em
fungoes de Laguerre utilizando dados de E/S de um sistema a ser modelado.

5.14 Contribuicoes e Perspectivas

As principais contribuicoes desse capitulo sao:

1. Proposta e desenvolvimento de diferentes tipos de modelos fuzzy com estrutura
FBO.

2. Estudo da capacidade de representacao dos modelos fuzzy FBO propostos.

3. Interpretacao matematica dos modelos fuzzy FBO propostos como realizacoes
especificas de uma representacao generalizada dada pela interpolacao de diferentes
modelos FBO locais.

4. Estudos comparativos entre os modelos fuzzy FBO propostos e outras classes de
modelos FBO a partir de uma formulacao unificada que permite a interpretagao
das diferencas entre essas diversas classes, diferencas essas avaliadas detalhada-
mente a partir de argumentos tedricos e experimentos computacionais.

5. Proposta e desenvolvimento de diferentes arquiteturas de modelos fuzzy FBO
hierarquicos.
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Estudo de estratégias para o projeto das bases de fungoes ortonormais utilizadas
na implementacao computacional de modelos FBO.

Obtencao de uma solucao analitica global para o desenvolvimento 6timo de kernels
de Volterra em funcgoes ortonormais de Laguerre tanto para modelos com bases de
Laguerre independentes para o desenvolvimento de cada kernel como para os mo-
delos usuais onde utiliza-se uma base comum ao desenvolvimento compartilhado
de todos os kernels.

Desenvolvimento de um algoritmo iterativo para a estimacao simultanea dos ker-
nels de Volterra e da solucao 6tima para o desenvolvimento desses kernels em
fungoes de Laguerre utilizando dados de E/S de um sistema a ser modelado.

As principais perspectivas a partir dos resultados obtidos e apresentados no presente
capitulo sao:

1.

Desenvolvimento de solugoes 6timas para a selecao de bases de funcgoes ortonor-
mais em modelos FBO fuzzy.

Desenvolvimento de procedimentos sistematicos para a estimacao simultanea e
adaptativa das bases de func¢oes ortonormais e dos demais parametros dos mo-
delos FBO, possivelmente através de estratégias de treinamento de redes neurais
recorrentes (Medsker e Jain, 1999).

. Aprimoramento do algoritmo hibrido para a estimacgao de modelos FBO nao line-

ares nos parametros, como os modelos FBO hierarquicos, através da incorporagao
de estratégias mais elaboradas ao algoritmo genético, tais como: funcoes de fitness
alternativas (e.g. logaritmica ou por rank), medidas de similaridade alternativas
(e.g. com base nos valores de fitness), diversidade probabilistica, sele¢do por
torneio (competigao), crossover de miltiplos pontos, entre outros.

. Investigacao sobre as condigoes de convergéencia do algoritmo iterativo para a

estimagcao simultanea dos kernels de Volterra e da solucao 6tima para o desenvol-
vimento desses kernels em fungoes de Laguerre.

Extensao de todos os resultados decorrentes da hipdtese de utilizagao especifica
de bases de Laguerre também no que se refere a outras bases ortonormais, tais
como as bases de Kautz (Broome, 1965; Wahlberg, 1991a) e as bases generalizadas
(Ninness e Gustafsson, 1995; Van den Hof et al., 1995).
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Capitulo 6

Aplicacoes em Controle de
Processos Nao Lineares

Esse capitulo aborda o problema de controle automatico de sistemas nao lineares utili-
zando estratégias de controle baseadas em modelos dos processos a serem controlados.
As discussoes concentram-se nos modelos fuzzy com estrutura FBO desenvolvidos no
capitulo 5, por duas razoes: Esses modelos constituem uma das contribuicoes principais
do presente trabalho e foram aqueles que apresentaram os melhores resultados em apli-
cacoes de modelagem de sistemas dinamicos. Desenvolve-se uma estratégia de controle
preditivo baseada na linearizacao de modelos fuzzy FBO em cada instante de amostra-
gem e aplica-se essa estratégia ao controle de dois processos quimicos: Um reator de
polimerizagao e uma planta biotecnolégica para producgao de etanol.

6.1 Introducao

A utilizacao dos conceitos de légica fuzzy para o projeto de sistemas de controle au-
toméatico de processos foi realizada inicialmente por Mamdani (Mamdani, 1974; Mam-
dani, 1977; King e Mamdani, 1977), tendo desde entao sido amplamente difundida.
Atualmente, existem varias arquiteturas possiveis para a implementacao de malhas de
controle a partir de sistemas fuzzy (Pedrycz, 1993; Yager e Filev, 1994; Kosko, 1997; Pas-
sino e Yurkovich, 1997). Inicialmente, essas arquiteturas podem ser classificadas em
duas vertentes principais (Harris et al., 1993): Controle Direto e Indireto. No controle
direto, o préprio controlador é constituido de um sistema fuzzy (Tanscheit, 1992; Go-
mide e Gudwin, 1994; Pinheiro, 2000). Nesse caso, o respectivo conjunto de regras
descrevendo as possiveis acoes de controle pode ser projetado qualitativamente por um
especialista (e.g. um operador do processo) (Lee, 1990), obtido em malha fechada de
forma adaptativa a partir de uma parametriza¢ao das regras (Wang, 1994) ou desen-
volvido através de uma combinacao dessas duas estratégias. No controle indireto, que
é de particular interesse no presente contexto, a lei de controle depende de um modelo
fuzzy do processo a ser controlado.

169
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O controle fuzzy indireto tem sido objeto de extensa investigacao na literatura,
principalmente devido ao potencial que tem apresentado para a solucao de proble-
mas complexos reais e academicos. Nessa abordagem, de cardter amplo e genérico,
destacam-se dois grupos importantes. Um desses grupos caracteriza-se pela utilizacao
de um modelo fuzzy do processo como base para o projeto paramétrico de um con-
trolador, como em (Teixeira e Zak, 1999; Teixeira et al., 2000). No segundo grupo,
a lei de controle é calculada em cada instante de amostragem em funcao de algum
critério envolvendo as equagoes e/ou previsdes de saida de um modelo, que pode ser
adaptado (ajustado e/ou linearizado) em tempo real. Nesse caso, uma possibilidade é
utilizar uma lei de controle dada pela minimizacao de uma funcao de custo que con-
sidere explicitamente o desempenho desejado para a malha fechada como uma funcao
do modelo fuzzy nao linear disponivel do processo (Oliveira e Lemos, 1995; Oliveira e
Lemos, 1998; Nazzetta et al., 1998; Sing e Postlethwaite, 1997; Kelkar e Postlethwai-
te, 1998; Meleiro, 2002; Meleiro et al., nd). Essa estratégia, porém, requer a solugao on-
line de problemas em geral nao convexos de programacao nao linear. A solucao desses
problemas pode ser critica em muitas aplicagoes, especialmente para processos e contro-
ladores multivariaveis. Possiveis abordagens nesse contexto baseiam-se na utilizagao de
métodos de gradiente, como em (Oliveira e Lemos, 1995; Oliveira e Lemos, 1998; Naz-
zetta et al., 1998), busca unidimensional, como em (Sing e Postlethwaite, 1997; Kelkar
e Postlethwaite, 1998), e Programagao Quadrética Seqiiencial (Sequential Quadratic
Programming — SQP), como em (Meleiro, 2002; Meleiro et al., nd). Outra alternativa,
que pode ser mais eficaz (cf. (Cavalcante Junior, 2000)), é a utilizagao de controladores
6timos baseados em algum tipo de linearizacao do modelo fuzzy do processo em cada
ponto de operagao (e.g. ver (Fischer et al., 1998b; Fischer et al., 1998a; Cavalcante
Junior, 2000; Cavalcante Jinior e Amaral, 2000; Campello et al., nd)). A linearizagao
dos modelos faz com que os respectivos problemas de controle 6timo possam ser es-
critos através de formulacoes convexas, o que permite a obtencao de solucoes globais
com esfor¢co computacional reduzido. Por esta razao, discute-se na secao seguinte uma
estratégia de controle que se enquadra nessa categoria.

6.2 Controle Preditivo com Base na Linearizacao de
Modelos

Conforme discutido em capitulos anteriores, o controle automatico de sistemas
dinamicos é apenas uma das diversas areas de aplicacao para o conjunto de mode-
los investigados no presente trabalho, ou seja, modelos fuzzy, neurais e de Volterra. E
uma aplicacao em potencial, no entanto, para os modelos FBO, cuja estrutura é es-
pecifica e particularmente favoravel para a representacao de sistemas dinamicos. Por
esta razao, esses modelos serao adotados nos desenvolvimentos subseqiientes. Em par-
ticular, serao considerados os modelos fuzzy com estrutura FBO que constituem uma
proposta original cujos resultados tém se mostrado promissores.
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Os controladores preditivos (Soeterboek, 1992; Clarke, 1994; Camacho e Bor-
dons, 1999) tém sido amplamente difundidos na area de controle de processos quimicos,
onde concentram-se as aplicagoes consideradas neste capitulo. A estratégia de controle
proposta aqui consiste da utilizagado do Controlador Preditivo Generalizado (Generali-
zed Predictive Controller — GPC) (Clarke et al., 1987a; Clarke et al., 1987b) associado
a um procedimento de linearizacao, em cada instante de amostragem, do modelo fuzzy
FBO do processo a ser controlado (Campello e Amaral, 2002¢). O procedimento de line-
arizacao é coerente com os fundamentos matematicos do controlador GPC, que utiliza
explicitamente as equacoes de um modelo linear do processo para o desenvolvimento da
sua lei de controle 6tima. Especificamente, adota-se a versao incremental (variacional)
do controlador com a incorporacao explicita de restricoes operacionais nas variaveis de
controle. O respectivo algoritmo é descrito em detalhes no apéndice E. A linearizacao
dos modelos fuzzy FBO sera discutida na secao seguinte.

6.3 Linearizacao de Modelos Fuzzy FBO

Os modelos fuzzy desenvolvidos segundo a estrutura FBO no capitulo 5 sao os modelos
relacionais simplificados e os modelos Takagi-Sugeno (TS), sendo que ambos podem ser
escritos como® (ver segao 5.3):

(k+1) = ALE) + bu(k) (6.1)

g(k) = HK) = XK)" ¢ (6.2)

onde u(k) é a entrada, (k) é a saida, 1(k) = [{1(k)---1,(k)]" é o vetor de estados orto-
normais (de Laguerre no presente contexto) e { = [y -+, |" é um vetor de parametros.
O vetor A depende do tipo de modelo utilizado. Conforme discutido na secao 5.3, os mo-
delos TS sao uma generalizacao dos modelos relacionais simplificados. Por esta razao,
esses modelos serao considerados nos desenvolvimentos subseqiientes, onde a variavel
de tempo discreto k serd omitida para simplificar a notacao. Conforme demonstrado
na secao 5.3, se os conseqiientes das regras TS forem implementados como fungoes afins
das variaveis da premissa, tem-se que A é dado por:

A1) = (D) [wi(l) wi(D)ly - wi(D)ly -+ wp(l) warWly -+ wy (1)1, ]7 (6.3)

onde (1) é um termo de normalizacao dado por:

1
(1) = m (6.4)

!Por simplicidade e sem qualquer perda de generalidade, considera-se o caso monovaridvel (SISO).
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e w;(l), para i = 1,---, M, sao fun¢des n-dimensionais que dependem dos conjuntos
fuzzy do modelo. Para conjuntos fuzzy Gaussianos, essas funcoes sao descritas como:

: (h — 0i,)° 1 T \-1
w;(l) = Hexp <— 552 L = exp | —3 (1-6,)" A7 (1-6)) (6.5)
h=1 in
onde 0; = [6;, ---0; ]* é o vetor com as coordenadas do centro da i-ésima funcao e
A= diag(ai, “ee ,afn) ¢ a matriz cujos elementos diagonais representam a variancia

dessa funcao em cada uma das n direcoes.

Como a dindmica de estados FBO em (6.1) é linear, deve-se linearizar apenas o
mapeamento estatico do modelo descrito pelas equagoes (6.2) a (6.5). A saida do modelo
linearizada em um determinado estado 1y é obtida utilizando um desenvolvimento de
Taylor de primeira ordem, como segue:

7' = H (1) = H) + 11" ViH(ly) (6.6)

onde V H(l) é o gradiente do mapeamento fuzzy H em (6.2) com relagdo ao vetor de
estados 1, cujo j-ésimo elemento é calculado como:

oH(Q) 7 OA(l)
o ¢ l; (6.7)
sendo o termo OA(1)/0l; calculado a partir de (6.3) como:
oA [0 wn@) oM wiMh)  O(vd) wi(1)ln)
ol 0l 0l ol (6.8)
M) wu (D) (M wuh) M) wu()l)]" '
ol ol ol
Os termos derivativos acima, por sua vez, sao dados por:
AW n O] _ AW | T 69)
Oy wil) _ 9y(D) Ow;(1)
o, = o wi(l) + leV(l) (6.10)

onde
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o, [ 1, se h=y

al; {O, se h#3j (6.11)
() _ 1 - ow(D) (612)
al]’ ’)/(1)2 i1 8lj

ow; () _ (—8;)

sendo os termos em (6.12) e (6.13) calculados através de (6.4) e (6.5), respectivamente.

Observacao 6.1 A extensdao do equacionamento acima para o caso multivaridvel é
direta. Para modelos MISO basta supor que o vetor de estados 1 contém os estados
referentes a todas as entradas, o que mantém inalteradas as equagoes para a linearizacdao
desses modelos. No caso MIMO, como as saidas sao naturalmente desacopladas, pode-se
linearizar cada saida de forma independente.

Observagao 6.2 A saida do modelo em (6.6) nao é de fato linear, mas afim
com relagio aos estados, dado que os termos ly, H(ly) e ViH(ly) sdo cons-
tantes. O controlador, porém, requer um modelo linear para o cdlculo da lei
de controle oJtima, conforme foi discutido na secao 6.2.  FEsse problema pode

ser facilmente contornado através da definicao de uma saida auxiliar dada por
A

g = 9" — Hy) + I ViH(ly) = 1" ViH(l), que é claramente linear com relagdo
ao vetor de estados 1. Nesse caso, o cdlculo do erro e = w — 3 entre a referéncia de
controle w e a saida prevista do modelo j' pode ser rescrito comoe = w — H(ly) +

17 ViHL) — 17 ViH(l) = w' — §', ondew' 2 w — H(ly) + 17 ViH(ly) € um

sinal de referéncia modificado (artificial).

6.4 Controle Preditivo de um Processo de Polime-
rizacao

Considera-se a seguir o controle de um Reator de Polimerizacao do tipo CSTR (Conti-
nuous Stirred Tank Reactor). Um modelo de estados do processo é dado por:
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#(t) = 60— ai(t) (2.4568\ /a(0) + 10)
Ba(t) = 80u(t) — 10.1022z(¢)
i3(t) = 0.002412z1 (£)\/22(t) + 0.11218x,(t) — 1025(t) (6.14)

Ba(t) = 245.9811a(t)\/72(t) — 1024(t)
y(t) = za(t)/zs(t)

onde a saida y(t) é o nimero médio do peso molecular (Number Average Molecular
Weight — NAMW) [ kg/kmol | do polimero resultante da reagao que é controlada pela
manipulacao da taxa de fluxo u(¢) [ m®*/h ] da substancia iniciadora. Mais detalhes
sobre esse processo sao apresentados em (Maner et al., 1996).

6.4.1 Identificacao do Reator CSTR

A seguir descreve-se o procedimento de estimac¢ao de um modelo FBO-TS do reator de
polimerizacao. Esse modelo sera utilizado no esquema de controle preditivo descrito nas
secoes anteriores. A estimacao do modelo requer a obtencao de um conjunto de dados
de E/S representativo das dinamicas do processo. Para tanto, simula-se o conjunto
de equagoes diferenciais (6.14) utilizando o método de Runge-Kutta de quarta ordem
com passo fixo igual a 0.03h (1.8 min) e condigoes iniciais dadas por z1(0) = 5.506774,
z2(0) = 0.132906, 23(0) = 0.0019752 e x4(0) = 49.38182 (Maner et al., 1996). A simu-
lacao é executada de t = 0 até ¢t = 24h com a entrada u sendo dada por uma seqiiéncia
de degraus com periodo de 1h e amplitude aleatéria uniformemente distribuida dentro
do intervalo operacional [0.002,0.02]. O conjunto de dados de E/S resultante é dividido
em duas partes: A primeira metade (primeiras 12 horas) é destinada a estimacao do
modelo FBO-TS do processo e a outra metade é destinada a validacao desse modelo.
Esses dados sao normalizados no intervalo [—1, 1] para evitar a ocorréncia de problemas
numéricos durante a fase de estimagao dos parametros do modelo. A primeira 1/2 hora
de cada conjunto ¢ utilizada apenas para calcular os estados de Laguerre corretos que
sao considerados desconhecidos (e configurados nulos) no inicio das simulagoes porque,
na pratica, a historia passada do sinal de entrada com relacao aos dados disponiveis
¢ usualmente desconhecida. Esse procedimento também faz com que o transitorio as-
sociado as condicoes iniciais do processo nao exerca influéncia sobre a estimacao dos
parametros do modelo.

Os parametros de projeto do modelo FBO-TS descrito pelas equagoes (6.1) a (6.5)
sao: O numero de estados de Laguerre n, o pélo de Laguerre p que parametriza a
equagao dinamica de estados, o numero de regras fuzzy M, os conjuntos fuzzy (Gaus-
sianos) das varidveis da premissa e o vetor de parametros ¢. Os conjuntos fuzzy sdo
definidos através da mesma distribuicao homogénea adotada nas aplicacoes do capitulo
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5 (se¢oes 5.8.1 e 5.9). Quanto ao numero de regras, adota-se a mesma parametrizagao
descrita na secao 5.3.4 e utilizada na aplicacao da secao 5.9, referente a um modelo
com base de regras completa. Essa parametrizacao é dada por M = ¢", onde ¢ é o
nimero de conjuntos referenciais fuzzy por estado de Laguerre. Para evitar um nimero
excessivo u = ¢"(n + 1) de elementos no vetor de pardmetros ¢ a ser estimado pelo al-
goritmo dos minimos quadrados, seleciona-se ¢ = 2. Esse valor é capaz de proporcionar
resultados satisfatérios na presente aplicacao, conforme mostrado a seguir.

O comportamento dinamico do processo de polimerizacao representado pela sua
resposta temporal nos dados disponiveis para a estimacao e validacao do modelo indica
que a dinamica dominante desse processo pode ser grosseiramente aproximada por
um filtro discreto de primeira ordem com pélo real no intervalo [0.65,0.85]. Logo,
é adequado que o pdlo de Laguerre esteja contido nesse intervalo. Apos selecionado o
valor exato do pdlo e a quantidade n de estados de Laguerre, restard obter os parametros
do vetor {. Conforme discutido na secao 5.4, o modelo é linear nesses parametros que
podem, portanto, ser estimados utilizando o algoritmo dos minimos quadrados.

A tabela 6.1 ilustra o efeito de variar o pélo p para uma quantidade fixa de estados
n. A segunda e terceira colunas referem-se ao erro quadratico médio entre a saida
do sistema e a série sintética do modelo para os conjuntos de dados de estimacao e
validacao, respectivamente. Pode-se observar que os erros de modelagem decrescem até
atingirem patamares minimos com p = (.75, valor a partir do qual os erros voltam a
crescer. Seleciona-se entao o pélo de Laguerre como p = 0.75. A tabela 6.2 apresenta
o resultado de variar a quantidade de estados n com o pdlo mantido fixo no valor
selecionado. A quarta coluna refere-se ao numero de parametros estimados utilizando
o algoritmo de minimos quadrados. A figura 6.1 ilustra a precisao do modelo com 2
estados de Laguerre na previsao de horizonte longo da saida do processo. Esse modelo
exibe um compromisso adequado entre quantidade de parametros e precisao, sendo por
esta razao selecionado para fins de controle do reator de polimerizacgao.

Tabela 6.1: Desempenho de modelagem em funcao do pélo de Laguerre p (n = 2).

Polo p | EQM est. (x10%) | EQM val. (x105)

0.65 0.58236 0.28159
0.70 0.18720 0.09762
0.75 0.02213 0.02513
0.80 0.06100 0.08900

0.85 0.15033 0.26743
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Tabela 6.2: Desempenho de modelagem em fun¢ao do nimero de funcoes e estados de

Laguerre n (p = 0.75).

n | EQM est. (x10°) | EQM val. (x10°) | No. Parametros
1 4.18181 1.41269 4
2 0.02213 0.02513 12
3 0.00361 0.00452 32

horas

Figura 6.1: Saida do sistema (linha cheia) e série sintética do modelo FBO-TS com
n=2ep=0.75 (linha tracejada) | kg/kmol |: Dados de validacao.

6.4.2 Controle do Reator CSTR

O esquema de controle é implementado conforme descrito na secao 6.2. Considera-se
explicitamente no controlador GPC as restricoes referentes ao intervalo operacional da
varidvel manipulada, i.e., u € [0.002,0.02]. Os parametros do controlador sao sintoniza-
dos experimentalmente como Ny = 1 (horizonte inicial), N,, = 1 (horizonte de controle),
N, =4 (horizonte de previsao) e A = 0.0001 (fator de ponderagao do sinal de controle).
Habilita-se o controle em malha fechada apds um periodo transitorio de 1h necessario
para a convergéncia dos estados de Laguerre (configurados nulos inicialmente) e ao
longo do qual mantém-se constante a varidavel manipulada u. Dado que o processo
de interesse é invariante no tempo, nao se faz necessaria qualquer adaptacao on-line
dos parametros do modelo ou do controlador. A figura 6.2 apresenta a simula¢ao em
malha fechada do CSTR de polimerizacao e mostra que o esquema proposto, baseado
na linearizacao do modelo FBO-TS, é capaz de controlar esse processo nao linear com
desempenho adequado.

Em (Oliveira e Amaral, 2000) utilizou-se esse mesmo reator de polimerizagao para
avaliar o desempenho de controladores preditivos baseados em modelos com estrutura
FBO. Consideraram-se dois controladores: Um controlador preditivo linear baseado em
um modelo de Laguerre também linear do processo e um controlador preditivo nao
linear baseado em um modelo Wiener-Volterra com base de Laguerre. Mostrou-se que
esse ultimo, conforme esperado, foi capaz de controlar o processo com um desempenho
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Figura 6.2: Referéncia e saida do sistema em malha fechada | kg/kmol | (acima); Va-
ridvel manipulada [ m?/h ] (abaixo).

muito superior ao primeiro em termos de maximo overshoot e tempo de estabelecimento,
embora baseado em um modelo Wiener-Volterra com um total de apenas 10 parametros
estimados pelo algoritmo de minimos quadrados. O desempenho do controlador GPC
apresentado na figura 6.2, baseado em um modelo FBO-TS com um nimero similar
de parametros (12), é ainda superior ao mencionado acima, com maximo overshoot e
tempo de subida/estabelecimento inferiores.

6.5 Controle Preditivo de um Processo Biotec-
nolégico

A seguir considera-se a planta biotecnolégica para producao de etanol utilizada para
a avaliacao dos modelos FBO no capitulo 5, secao 5.9. O objetivo é controlar a saida
de interesse P; (concentracao de élcool no produto final bruto [kg/m?]) manipulando a
varidvel de entrada F, (vazao do mosto [m®/h]), sendo que a saida ¢ também influen-
ciada por uma perturbagio Sy (concentragao de agiicar no mosto [kg/m?]) considerada
nao mensuravel.

O esquema de controle é implementado conforme descrito na secao 6.2. Considera-
se explicitamente no controlador GPC as restricoes referentes ao intervalo operacio-
nal da varidvel manipulada, i.e., F, € [50,150]. Nos experimentos descritos a seguir,
mantém-se F, constante em 100m?/h durante 20 instantes de amostragem para garan-
tir a convergencia dos estados de Laguerre antes de se habilitar o controle em malha
fechada.

Inicialmente, assume-se que nao existe qualquer perturbacao atuando no processo,
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ou seja, Sy é mantida fixa em seu valor nominal (S, = 180kg/m?). Essa condigao corres-
ponde ao primeiro cenario de modelagem adotado na secao 5.9. Por esta razao, o melhor
modelo TS-FBO correspondente? serd utilizado para a implementacao do controlador,
cujos parametros sao sintonizados experimentalmente como Ny =1, N, =1, N, =3 e
A = 0.0001. As figuras 6.3 e 6.5 apresentam o comportamento da planta de etanol em
malha fechada para diferentes sinais de referéncia e mostram que o controlador GPC
com modelo de previsao FBO-TS linearizado é capaz de controlar esse processo nao
linear adequadamente. Para fins de ilustracao, a figura 6.4 apresenta a previsao do
modelo ao longo do primeiro experimento.
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Figura 6.3: Acima: Referéncia e saida do processo em malha fechada (P, [ kg/m? ]);
Abaixo: Varidvel manipulada (F, [ m3/h |).

66

Figura 6.4: Saida do processo (P, [ kg/m? ], linha continua) e série sintética do modelo
(linha tracejada).

No que segue, considera-se a presenca de perturbacgoes atuando sobre o processo e
sobre o sistema de controle. Por esta razao, adota-se o melhor modelo FBO-T'S obtido

2Identificado utilizando o conjunto de dados I e n = 3 funcdes de Laguerre.
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Figura 6.5: Acima: Referéncia e saida do processo em malha fechada (P [ kg/m? |);
Abaixo: Varidvel manipulada (F, [ m3/h ]).

no segundo cenario de modelagem apresentado na secao 5.9, onde a planta esteve su-
jeita a uma perturbacao estocdstica em Sy e a ruido branco aditivo na instrumentacao
de medida da saida P,. No primeiro experimento considera-se apenas a presenca de
ruido no sensor de saida. Especificamente, um ruido branco com distribuicao de pro-
babilidade uniforme no intervalo [—0.2,0.2] é adicionado ao sinal de P, antes que esse
sinal seja mensurado pelo controlador. A figura 6.6 apresenta a simulacao da planta em
malha fechada com a mesma sintonia de controle utilizada nos experimentos anteriores,
exceto A = 0.0005. Essa figura mostra que, apesar da presenca do ruido de medida, o
sistema de controle ainda apresenta um desempenho satisfatorio.

No experimentos a seguir avalia-se o desempenho do controlador na presenca de
perturbacgoes em Sy. Inicialmente, nenhum ruido de medida é utilizado. A figura 6.7
apresenta uma simulagao do sistema em malha fechada com a mesma sintonia do experi-
mento anterior, exceto A = 0.0001, e uma perturbacao do tipo pulso em Sy. Essa figura
mostra que o controlador foi capaz de rejeitar a perturbacao agindo sobre o processo.
Considera-se entao uma perturbacao estocastica em Sy. Especificamente, modifica-se
o valor de Sy aleatoriamente em cada instante de amostragem segundo uma distri-
buicao de probabilidade Gaussiana. O valor é mantido constante entre dois instantes
consecutivos apenas para simplificar os procedimentos de simulacao. O controlador é
re-sintonizado com A = 0.0005. A figura 6.8 apresenta a respectiva simulacao do sistema
em malha fechada mostrando que, apesar da presenca da perturbacao nao modelada, o
sistema ainda apresenta um desempenho satisfatorio.

Considera-se agora a presenca simultanea da mesma perturbacao estocastica do

3Identificado utilizando o conjunto de dados II e n = 2 funcoes de Laguerre.
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Figura 6.6: Acima: Referéncia e saida do processo em malha fechada (P, [ kg/m?® ]);
Abaixo: Varidvel manipulada (F, [ m3/h ]).
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Figura 6.7: Acima: Referéncia e saida do processo em malha fechada (P, [ kg/m? |);

Ao centro: Entrada de perturbagao (Sp [ kg/m?]); Abaixo: Varidvel manipulada
(Fa [m?/h]).



6.5. Controle Preditivo de um Processo Biotecnolégico 181

65.5 +\ = ‘1 g
! = = ! \
651 /. / - | |
T = h |
v -
7/ 1 ~
6451 \ | ! ;
- _ |
\ !
641 ~ f
| | | | | | | I |
0 10 20 30 40 50 60 70 80 920 100
horas
T
1851 |
180
175 q
I I I I I I I I I
0 10 20 30 40 50 60 70 80 90 100
horas
160
140y 4
120 4
100 - q
80 I I I I I I I I I
10 20 30 40 50 60 70 80 90 100
horas

Figura 6.8: Acima: Referéncia e saida do processo em malha fechada (P, [ kg/m?® ]);

Ao centro: Entrada de perturbagao (Sp [ kg/m?]); Abaixo: Varidvel manipulada
(Fo [m®/h]).
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experimento anterior e do mesmo ruido de medida do experimento referente a figura
6.6. Nesse caso, o controlador é re-sintonizado com A = 0.001. A figura 6.9 apresenta a
simulacao correspondente do sistema em malha fechada. Essa figura mostra que, apesar
da presenca da perturbacao nao modelada e do forte ruido de medida, o controlador
ainda é capaz de controlar o processo.
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Figura 6.9: Acima: Referéncia e safda do processo em malha fechada (P [ kg/m? |);
Abaixo: Varidvel manipulada (F, [ m3®/h ]).

Os experimentos acima indicam que a utilizacao de sistemas auxiliares permitem
melhorar significativamente a qualidade da malha de controle e, conseqiientemente, o
desempenho do processo de producao de etanol. Particularmente, esses sistemas dizem
respeito ao aparato de instrumentagao bem como ao processo de pré-tratamento que é
dado ao meio de alimentagao (Mosto) antes da utilizacao do mesmo como matéria prima
para o bioprocesso em questao. Conforme observado nas simulagoes, é recomendavel
um pré-tratamento adequado tal que as caracteristicas quimicas relevantes do Mosto,
em especial Sy, sejam mantidas aproximadamente constantes ao longo do tempo. Vale
dizer que uma diferenca de 1kg/m? na concentragiao de &lcool no produto bruto final
do processo representa, a uma vazao média de 100 m3/h, uma diferenca de 100kg de
etanol produzidos por hora pela planta.

Finalmente, é importante observar que o modelo FBO-TS utilizado pelo controlador
nos experimentos com a presenca de perturbacgoes e ruidos de medida foi obtido na secao
5.9 sujeito a essas mesmas adversidades (e sem que os seus conjuntos referenciais fuzzy
tenham sido otimizados). Naquela se¢do, evidenciou-se a forte influéncia da perturbagao
nao modelada Sy no comportamento dinamico do processo e conseqiientemente nos erros
de previsao do modelo.
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6.6 Resumo e Discussoes Complementares

Esse capitulo abordou o problema de controle automatico de sistemas nao lineares
através de estratégias de controle preditivo baseadas em modelos dos processos a se-
rem controlados. As andlises concentraram-se nos modelos fuzzy com estrutura FBO
desenvolvidos no capitulo 5, que constituem uma das contribuicoes centrais do presente
trabalho. Propos-se uma estratégia de controle preditivo para ilustrar o potencial de
aplicacao desses modelos ao controle de sistemas complexos. Essa estratégia consiste da
utilizagao do Controlador Preditivo Generalizado (GPC) associado a um procedimento
de linearizacao instantanea do modelo fuzzy FBO (preditor) do processo a ser contro-
lado. Apresentaram-se duas aplicagoes do controlador GPC com preditor fuzzy FBO
linearizado no contexto de processos quimicos. Em uma dessas aplicacoes, referente
ao controle de um reator de polimerizacao do tipo CSTR, verificou-se que o controla-
dor proposto apresentou desempenho em malha fechada superior aquele apresentado
por controladores preditivos baseados em modelos lineares e de Volterra com estrutu-
ra FBO, cuja aplicacao ao controle desse mesmo processo foi descrita na literatura.
Em outra aplicacao, referente ao controle de uma planta biotecnolégica para producgao
de etanol, mostrou-se que o controlador proposto apresentou desempenho satisfatério
mesmo na presenca de perturbacoes agindo sobre o processo. Apesar desses resultados
promissores, é importante observar que a estratégia de controle descrita acima foi de-
senvolvida nesse capitulo apenas em carater ilustrativo. De fato, o tema merece ainda
estudos mais detalhados em tépicos fundamentais como aqueles referentes a questao da
estabilidade do sistema em malha fechada.

6.7 Contribuicoes e Perspectivas
As principais contribuicoes desse capitulo sao:

1. Desenvolvimento de uma estratégia de controle preditivo baseada na utilizagao
do Controlador Preditivo Generalizado (GPC) associado a um procedimento de
linearizacao instantanea de modelos fuzzy com estrutura FBO.

2. Aplicagao da estratégia proposta ao controle de dois processos quimicos: Um
reator de polimerizagao e uma planta biotecnologica para producao de alcool
etilico (etanol).

As principais perspectivas a partir dos resultados obtidos e apresentados no presente
capitulo sao:

1. Estudo de estratégias alternativas para a linearizacao dos modelos FBO-TS, tal
como a utilizagao dos préprios modelos locais lineares das regras TS estimados de
forma especifica para esta finalidade através de minimos quadrados locais (Fischer
et al., 1998b; Fischer et al., 1998a; Cavalcante Junior, 2000).
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2. Implementacao do controlador GPC utilizando diretamente os modelos nao li-
neares, sem qualquer linearizacao, para a construcao do vetor de previsoes e da
matriz dinamica de resposta ao impulso. Comparacgao dessa estratégia com aque-

las baseadas na linearizacao dos modelos.

3. Implementacao do controlador GPC com linearizacao do modelo ao longo do
horizonte de previsao (Cavalcante Jinior, 2000).

4. Comparagoes entre as estratégias de controle baseadas na linearizagao dos modelos
e estratégias nao lineares baseadas em técnicas de otimizag¢ao nao convexa, como
SQP (Meleiro, 2002; Meleiro et al., nd).

5. Desenvolvimento de controladores multivaridveis baseados em modelos fuzzy com
estrutura FBO.

6. Incorporacao de restricoes de estabilidade e critérios de robustez ao projeto dos

controladores.



Capitulo 7

Conclusoes e Perspectivas

7.1 Conclusoes

Neste trabalho abordou-se o problema da modelagem de sistemas complexos através
da utilizagao conjunta de ferramentas matematicas e computacionais classicas e moder-
nas. Por ferramentas classicas entende-se aquelas bem estabelecidas até os anos 70, tais
como estimadores de minimos quadrados, métodos de otimizacao nao linear, funcoes
ortonormais e séries de Volterra, enquanto ferramentas modernas referem-se aquelas re-
lacionadas ao campo da inteligéncia computacional, isto é, sistemas fuzzy, redes neurais
artificiais e computacao evolutiva.

O trabalho enfocou inicialmente os problemas de modelagem quantitativa e qualita-
tiva de sistemas complexos através de uma abordagem integrada centrada na utilizagao
de modelos relacionais fuzzy. Propos-se uma metodologia sistematica para o projeto
estrutural dos modelos que permite uma formulacao convexa para a otimizacao dos seus
parametros desconhecidos. Essa formulacao admite uma solugao 6tima global analitica
que pode ser obtida numericamente através de minimos quadrados. A interpretabilida-
de dos modelos é considerada através da utilizacao de uma funcao objetivo fuzzy e da
insercao de restricoes no problema de otimizacao, que nesse caso pode ser resolvido uti-
lizando programacao quadratica. Apds a etapa de estimacao do modelo, conhecimento
lingiiistico na forma de um conjunto consistente (nao conflitante) de regras fuzzy pode
ser extraido utilizando os novos conceitos de contribuicao e representabilidade que fo-
ram introduzidos como um novo paradigma para a interpretagao de modelos relacionais.
Esses conceitos permitem também a simplificacao da base de regras extraida através
da eliminacao de regras menos representativas. Ilustrou-se o desempenho das meto-
dologias propostas através de exemplos praticos e académicos. Os resultados obtidos
mostram que é possivel gerar modelos representativos sem necessariamente modificar
os conjuntos fuzzy pré-definidos pelo usuério/especialista, ndo comprometendo assim o
significado lingiifstico dos mesmos. Com isso, obtém-se um melhor compromisso entre
os aspectos quantitativo e qualitativo envolvidos no problema de modelagem, refletido
na capacidade de aproximacao e interpretabilidade dos respectivos modelos.

185
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Outro tema abordado no trabalho foi o problema da dimensionalidade em modelos
fuzzy e neurais. Uma alternativa para contornar esse problema ¢ a utilizacao de uma es-
trutura hierarquica constituida de um conjunto de submodelos conectados em cascata.
Nesse contexto, dois novos tipos de modelos fuzzy/neurais hierarquicos foram propostos.
Desenvolveram-se conjuntos fechados de equacgoes para o calculo do gradiente da saida
de cada modelo em funcao dos seus parametros de projeto livre. Essas equagoes permi-
tem a estimacao ou sintonia-fina desses parametros a partir de algoritmos cldssicos de
otimizacao nao linear. Mostrou-se que o desempenho dos modelos é superior com relacao
as suas variaveis de entrada dispostas em niveis hierdrquicos mais elevados. Com base
nesse resultado, arquiteturas hierarquicas alternativas foram propostas para permitir a
atribuicao de niveis hierarquicos equivalentes a variaveis distintas. Mostrou-se também
que uma das classes de modelos hierarquicos proposta apresenta a capacidade de apro-
ximagao universal de mapeamentos continuos em dominios compactos e que existe uma
transformacao unilateral entre esses modelos e modelos fuzzy nao hierarquicos. Essa
transformacao permite a extracao de regras lingiiisticas a partir do conjunto reduzido
de parametros da arquitetura hierarquica em questao.

Um terceiro tema investigado foi a identificacao de sistemas dinamicos utilizando
modelos com estrutura de fungoes de base ortonormal (FBO). No presente trabalho, os
modelos FBO foram analisados a partir de um ponto de vista matemdtico original que
resulta em uma representacao genérica de espago-de-estados do tipo Wiener. Foram
propostas realizagoes particulares dessa representacao através do uso de sistemas fuzzy.
Os modelos fuzzy FBO propostos foram escritos utilizando uma formulacao unificada
que também abrange outras classes de modelos FBO, como os modelos lineares e os
modelos Wiener-Volterra. Essa formulacao permite a interpretacao das diferencas en-
tre as diversas classes de modelos FBO analisadas, diferencas essas avaliadas através
de estudos tedricos e experimentos computacionais. O resultado principal é que os mo-
delos FBO fuzzy sao capazes de proporcionar, em determinadas aplicacoes, um melhor
compromisso entre nimero de parametros e precisao quando comparados aos mode-
los Wiener-Volterra, além de aproximarem arbitrariamente bem uma ampla classe de
sistemas dinamicos nao lineares. A questao da interpretabilidade matematica desses
modelos foi abordada através da proposta de um modelo FBO fuzzy generalizado. Esse
modelo consiste de uma interpolacao do tipo Takagi-Sugeno de diversos modelos locais
lineares com estrutura FBO. Quando as dinamicas de estados dos diferentes modelos
locais sao iguais, obtém-se os demais modelos FBO fuzzy como realizagoes particulares
da representacao generalizada, o que permite uma interpretacao matematica clara dos
mesmos. Dentro do contexto de modelos FBO multivariaveis, foram desenvolvidas di-
ferentes arquiteturas de modelos FBO hierarquicos bem como uma estratégia hibrida
para a estimacao paramétrica dos mesmos. Essa estratégia consiste da utilizacao de um
algoritmo genético para a obtencao de um modelo inicial aproximado a ser refinado por
um algoritmo baseado em gradiente, tendo sido aplicada com sucesso a modelagem de
uma planta biotecnoldgica para producao de élcool etilico (etanol) em escala industri-
al. Discutiram-se também estratégias para o projeto das bases de fungoes ortonormais
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utilizadas na implementacao computacional dos modelos FBO. O principal resultado
nesse contexto consiste de uma solugao analitica global para o desenvolvimento 6timo
de kernels de Volterra em funcoes ortonormais de Laguerre. Essa solucao minimiza,
segundo um critério especifico, o erro de aproximacao associado ao desenvolvimento
truncado dos kernels em um nimero finito de fungoes, o que permite uma reducao de
ordem da representacao em espacgo-de-estados do modelo Wiener-Volterra resultante.
A solucao 6tima foi obtida tanto para modelos com bases de Laguerre independentes
para o desenvolvimento de cada kernel como para os modelos usuais onde utiliza-se uma
base comum ao desenvolvimento compartilhado de todos o kernels. Propos-se ainda um
algoritmo iterativo para a estimacao simultanea dos kernels de Volterra e da solucao
otima para o desenvolvimento desses kernels em funcoes de Laguerre utilizando dados
de E/S de um sistema a ser modelado.

Finalmente, o trabalho abordou o problema de controle automatico de sistemas
dinamicos nao lineares através de estratégias de controle preditivo baseadas em mo-
delos dos processos a serem controlados. As discussoes concentraram-se nos modelos
fuzzy com estrutura FBO, que constituem uma das contribuicoes centrais do trabalho.
Propos-se uma estratégia de controle preditivo para ilustrar o potencial de aplicacao
desses modelos ao controle de sistemas complexos. Essa estratégia consiste do uso do
Controlador Preditivo Generalizado (GPC) associado a um procedimento de lineari-
zagao instantanea do modelo fuzzy FBO (preditor) do processo a ser controlado. Foram
apresentadas duas aplicacoes do controlador GPC com preditor fuzzy FBO linearizado
no contexto de processos quimicos. Em uma dessas aplicagoes, referente ao controle
de um reator de polimerizacao do tipo CSTR, mostrou-se que o controlador proposto
apresentou um desempenho em malha fechada superior aquele apresentado por con-
troladores preditivos baseados em modelos lineares e de Volterra com estrutura FBO,
cuja aplicacao a esse mesmo processo foi relatada na literatura. Em outra aplicacao,
referente ao controle de uma planta biotecnoldgica para producao de etanol, mostrou-se
que o controlador proposto apresentou desempenho satisfatério mesmo na presenca de
perturbacoes agindo sobre o processo. Apesar dos resultados promissores, é importante
observar que esse tema merece estudos mais detalhados em tépicos fundamentais, que
incluem a questao das condicoes de estabilidade da malha de controle.

7.2 Perspectivas

As perspectivas para pesquisas futuras relacionadas aos temas abrangidos pelo presente
trabalho foram apresentadas detalhadamente ao final de cada um dos capitulos. Em
resumo, as principais perspectivas sao:

e Modelagem Relacional:

1. Aprimoramento da metodologia de identificacao através de estudos sobre:
i) Condicoes de inversibilidade da matriz Hessiana na solugao analitica do
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problema de otimizac¢ao dos modelos; i7) Condigoes de aplicagao de algorit-
mos rapidos para a solucao recursiva alternativa dos minimos quadrados na
presenca de um numero elevado de parametros relacionais a serem estimados.

e Modelagem Hierarquica:

1. Aplicacao do Filtro de Kalman Estendido para a estimacao on-line dos
parametros dos modelos.

2. Desenvolvimento de uma estratégia construtiva para a determinacao pa-
ramétrica e estrutural simultanea dos modelos.

e Modelagem FBO:

1. Desenvolvimento de solugoes 6timas para a selecao de bases de fungoes or-
tonormais em modelos FBO fuzzy.

2. Desenvolvimento de procedimentos sistematicos para a estimacao simultanea
e adaptativa das bases de funcoes ortonormais e dos demais parametros dos
modelos FBO.

3. Estudo sobre as condicoes de convergéncia do algoritmo iterativo para a
estimacao simultanea dos kernels de Volterra e da solugao 6tima para o
desenvolvimento desses kernels em funcoes de Laguerre, além da extensao
do algoritmo e da solugao 6tima no que se refere a outras bases ortonormais,
tais como as bases de Kautz e as bases generalizadas.

e Controle:

1. Aprimoramento do sistema de controle via linearizacao de modelos FBO-TS
através de estratégias de linearizacao alternativas.

2. Desenvolvimento de controladores multivariaveis baseados nesses modelos.

3. Incorporacao de restricoes de estabilidade e critérios de robustez ao projeto
dos controladores.



Apéndice A

Fundamentos em Conjuntos e
Sistemas Fuzzy

Esse apéndice apresenta um conjunto de fundamentos da teoria de sistemas fuzzy que se
mostraram de particular relevancia ao longo dos desenvolvimentos do presente trabalho.

A.1 Modelos Baseados em Regras Fuzzy

A seguir descrevem-se em detalhes os modelos fuzzy baseados em regras dos tipos
lingiifstico (Mamdani) e Takagi-Sugeno, bem como os seus respectivos mecanismos
de inferéncia. Os conceitos e definicoes basicas envolvidos nas discussoes estao con-
venientemente compilados em (Lee, 1990; Tanscheit, 1992; Yager e Filev, 1994; Men-
del, 1995; Pedrycz e Gomide, 1998).

A.1.1 Modelos Lingiiisticos (de Mamdani)

Considere o seguinte conjunto de M implicagoes (regras) fuzzy:

R:SE 2;6X! E ---E z,¢é X! ENTAO yé V!

Oou
: (A.1)
Oou
RM:SE 2,6 XM E --- B 2,é XM ENTAO yéYM
onde R’ denota a i-ésima implicacio, r;eX;j(j=1,--- ,n) séo.as variaveis de entrada
(varidveis da premissa), y € Y é a varidvel de safida e X} e Y* (i =1,---, M) repre-

sentam conjuntos fuzzy definidos sobre os universos de discurso X; e Y das respectivas
variaveis, de modo que:
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Xi: X5 (0,1, Yi:Y—[01] (A.2)

Cada implicacao em (A.1) é descrita matematicamente através de uma relacao fuzzy
R', isto é, um conjunto fuzzy multidimensional definido sobre o espaco dos Produtos
Cartesianos (x) dos universos de discurso X; e Y, como segue:

R :X;x - xX,xY —[0,1] (A.3)

Usualmente os universos de discurso sao discretizados para fins de implementagao com-
putacional. Nesses casos, a relagdo fuzzy torna-se uma matriz (n+1)-dimensional deno-
minada matriz relacional fuzzy.

As relacoes fuzzy R’ que descrevem as implicacoes sao calculadas através de uma
funcao de implicacao. Uma grande quantidade de funcoes de implicacao foram propos-
tas e analisadas na literatura (Mizumoto, 1982; Kiszka et al., 1985). Genericamente, as
implicagoes podem ser descritas como:

R{(z1,...,¢n,y) = F (Xj(z1) & & X} (z0), Y'(y)) (A4)

onde F é uma funcao de implicacao, “&” é um operador associado ao conectivo “E” das
premissas em (A.1) e RY(z1,... ,%,,y) é a relagio fuzzy associada & i-ésima implicagao.
O conjunto de implicagoes em (A.1) é combinado (agregado) como:

R(z1,...,2p,y) = U{Rl,---,RM} =

= U{f(Xl(fvl)&-:'&Xn(xn),Y(y)), (A5)

F (XM () & & XM (), YV () }

onde R(xq,...,%,,y) é a relagdo fuzzy resultante e | J é um operador de agregagao
associado ao conectivo “OU” do conjunto de implicacoes.

Um conjunto fuzzy de saida Y’ pode ser inferido a partir de uma composicao fuzzy
entre a relacdo R e uma dada colegdo de conjuntos fuzzy de entrada X7i,---, X como
segue:

V() = (Xi(21) & - & X}(2a) ) @ Rlar, .. 0, 9) (A.6)

onde “o” representa o operador de composicao. Os conjuntos fuzzy de entrada sao
obtidos a partir da fuzzificagdo de um dado conjunto de entradas crisp (ndo fuzzy)
r1=x,-+,x, =2, usualmente através do método singleton, i.e.:

i\ I, se ‘Tj:l‘;'
Xj(%) - { 0, caso contrério (A)
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Inferéncia Min-Max-Gravidade e Produto-Soma-Gravidade

Sejam “&” e “o” em (A.6) dados respectivamente por uma norma triangular (norma-
t) (Pedrycz, 1993) e pela composigao cldssica max-min introduzida por Zadeh (1973).
Nesse caso, a equacao (A.6) é rescrita como:

Y'(y) = \/ (Xi(x)t -t X, (20)) A R(z1, ... 20, y) (A.8)

z1€X1,...,2n€Xp

onde “V” e “A” denotam os operadores max e min, respectivamente, e “t” é uma
norma-t. Seja também o procedimento de fuzzificacao implementado através do método
singleton em (A.7). Logo, dadoque 0 t « =0e 1t o = o para todo a € [0, 1] (condi¢oes
limitantes das normas triangulares), a seguinte expressao é vélida:

(Xi(z1)t - 6 X0 (zn) ) A B2y, w0, y) =
{ R(l‘ll,...,l';l,y), se l‘j:x,_ (j:l’-..,n) (Ag)

j
0, caso contrario

As equacoes (A.8) e (A.9) implicam:

Y'(y) = R(x},...,2,,y) (A.10)

e as equagoes (A.5) e (A.10) resultam em:

Yi(y) = UL{F (X))t t Xo(2h), Yiy))
: (A.11)
FXM@) bt X (a7,), YM(y)) }
Se a funcao de implicacao F e a norma triangular “t” forem realizadas através do

operador min, além do operador de agregacao | J implementado utilizando o operador
max, entao a equacao (A.11) é rescrita como:

Vi) = \/ (XI@) A A X)) A YY),
(A12)

XM () A A X () A YM(y))

Por outro lado, se a fun¢ao de implicacao e a norma triangular forem realizadas através
do produto, bem como o operador de agregacao implementado utilizando a soma, entao
a equagao (A.11) é rescrita como:
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Yiy) = Xi(z)) - ... - Xp(a5,) - Yiy) +
: (A.13)
+ XM (h) o X3 () - Y (y)

Finalmente, utilizando o bem conhecido método de defuzzificacio do Centro de Gravi-
dade, pode-se calcular a saida crisp ¥’ do modelo como:

/ Y'(y) y dy
y = Y (A.14)

/y EYY'(y) dy

ou ainda, no caso de um universo de discurso discreto Y = [y - -+ ¢, |, como:

= (A.15)

Z Y (k)

k=1

As equacoes (A.12) e (A.14) (ou (A.15)) compdem o método de inferéncia Min-
Max-Gravidade de Mamdani (Mamdani, 1974; Mizumoto, 1991), enquanto as equagoes
(A.13) e (A.14) (ou (A.15)) compoem o método de inferéncia Produto-Soma-Gravidade
(Mizumoto, 1991; Mizumoto, 1996).

Observagao Pode-se observar que o conjunto fuzzy Y'(y) na equagao (A.13) pode,
devido a operacao de soma, exceder o grau de pertinéncia unitirio. Para evitar essa
inconsisténcia teorica, a média aritmética pode ser utilizada em lugar da soma algébrica,
embora a saida y' em (A.14) (ou (A.15)) ndo seja afetada por essa modificacdo.

Modelo Tipo Singleton (Caso Especial)

Um caso especial de particular interesse ocorre quando os conjuntos fuzzy nos con-
seqiientes das regras em (A.1) sdo singletons, i.e.

] 1 Se y = ql
7 _ , 0
Yi(y) = { 0, caso contrario (A.16)
onde ¢4 € Y (i = 1,---, M) sao valores crisp no universo de discurso de saida. Nes-

se caso, considerando apenas por simplicidade e sem qualquer perda de generalidade
@ # G # - # g}, é simples verificar que a equagao (A.13) pode ser rescrita como:
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wi, se y=qs(i=1,--+,M)

, J—
Vi) = { 0, caso contrario (A.17)

onde w; é o nivel de ativagao (firing weight) da i-ésima regra, i.e., o resultado (truth
value) da proposigao “2t é X! E -+ E 2/, é X' dado por:

w; = Xi(2}) - ... - Xi(2) (A.18)

Conseqiientemente, a defuzzificagdo de Y'(y) em (A.17) utilizando o centro de gravidade
implica:

M
i
E w; q
i=1
M
> wi
i=1

A equacao acima é exatamente a mesma que descreve os modelos Takagi-Sugeno quando
os conseqiientes das regras desses modelos sdao constantes, ao invés de funcoes das
variaveis da premissa, como mostrado na se¢ao seguinte.

, J—

(A.19)

A.1.2 Modelos Takagi-Sugeno

Os modelos fuzzy do tipo Takagi-Sugeno (TS) sao constituidos por um conjunto de M
implicagoes (regras) do seguinte formato:

R: SE 2, é X! E --- E x, é X ENTAO vy = fi(z1,...,2,) (A.20)

onde f; (i = 1,---, M) sao fungdes que relacionam as entradas do modelo com sua
saida. As demais grandezas possuem o mesmo significado que nos modelos lingiiisticos
discutidos anteriormente.

Nos modelos TS a inferéncia de um valor de saida y = ' a partir de um dado
conjunto de valores de entrada x; =z, - - ,z,, =z, é calculada como a média ponderada
das saidas individuais de cada implicagao, como segue:

Zwiyi

!

Y (A.21)
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A . o e
onde y; = fi(x),... ,2)) e w; é o nivel de ativagao da i-ésima implicacao, i.e.

wi = Xj(ah) t - t X (a7) (A.22)

sendo “t” uma norma triangular, usualmente o produto algébrico. Sugeno e seus cola-
boradores (Takagi e Sugeno, 1985; Sugeno e Kang, 1986; Sugeno e Kang, 1988; Sugeno
e Tanaka, 1991) propuseram a utilizagao de fungdes afins nos conseqiientes das impli-
cacoes, ou seja:

filrr, ... m) = b + Zq; T, (A.23)
j=1

Essa escolha permite uma interpretacao matematica simples do modelo como uma in-
terpolagao de diferentes modelos afins e implica que a saida em (A.21) é linear nos
parametros g, - - - , ¢ Logo, esses parametros podem ser estimados utilizando algorit-
mos de estimagao cldssicos (Soderstrom e Stoica, 1989; Ljung, 1999).

Finalmente, é interessante notar que, caso apenas os termos constantes qé sejam
considerados em (A.23), entdo o modelo (A.21) claramente coincide com o modelo
lingiiistico do tipo singleton dado pela equagao (A.19).

A.2 Equivaléncia entre Modelos Fuzzy e Redes Neu-
rais RBF

Considere o modelo fuzzy com estrutura relacional simplificada descrito na secao 4.2.1
(capitulo 4), porém com diferentes quantidades ¢; (i = 1,---,n) de conjuntos referen-
ciais fuzzy por varidvel de entrada. A equacao (4.2) pode ser rescrita explicitamente
como:

C1

y = Z e z": Yty ool Wi (A.24)

=1 lp=1

onde vy, . ;. € wy,. 1, sao elementos de ¥ e 2, respectivamente, de tal modo que
v = [‘1’1 e "I’M]T = [@/)1,...,1 e 'lﬁcl,...,cn]T e ()= [91 e 'QM]T = [w1,...,1 e 'wcl,...,cn]Ta com
M = cico- - ¢,. Cada elemento vy, ;. pode ser escrito a partir das equagoes (4.3) e
(4.4) como:

iyt = Xy, (1) Xy, (22) - oo - Xy () (A.25)
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Se conjuntos referenciais fuzzy Gaussianos forem utilizados, tem-se que a
equagao (A.25) pode ser rescrita utilizando (4.9) como:

— 2 _ 2
Uiy 1, = €Xp <_M> C .. exp (_%) (A.26)

nln

Dado que o produto de n fungoes Gaussianas unidimensionais é uma funcao Gaus-
siana n-dimensional, a equagao (A.26) implica:

Ui, 0, = €Xp (— (x — 911,...,ln)T AT (x — oll,m,ln))) (A.27)
onde
x = [z 29 x|
(A.28)
0.1, (01, O, -+ Oy, 1"
ail 0 0
A= 0 " : (A.29)
: L0
0o --- 0 012%

Pode-se verificar a partir das equagoes (A.24) e (A.27) que a saida do modelo é dada
por uma soma ponderada de func¢oes Gaussianas multivariaveis, que é precisamente a
arquitetura de uma rede neural RBF (Broomhead e Lowe, 1988; Haykin, 1999). Pode-se
verificar ainda que essa mesma representacao matematica é obtida, exceto por um fator
de normalizagao, no caso dos modelos lingiiisticos do tipo singleton em (A.19) e também
no caso dos modelos Takagi-Sugeno com conseqiientes constantes' em (A.21) sempre
que esses modelos forem implementados utilizando conjuntos fuzzy Gaussianos para as
variaveis da premissa. Maiores detalhes sobre a equivaléncia entre diferentes classes de
modelos fuzzy e redes neurais RBF podem ser encontrados em (Hunt et al., 1996; Cho
e Wang, 1996; Campello e Amaral, 1999a).

A.3 Discretizacao Fuzzy

Seja Ay, ---, A, uma colegao de conjuntos referenciais fuzzy definidos sobre o universo
de discurso A de uma variavel crisp “a”, ou seja:

1: _ 0
Le., yi = g
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A+ A —[0,1], i=1,---,n (A.30)

sendo que esses conjuntos referenciais satisfazem a seguinte condicao de completude:

Vae A Fi:1<i<n: Afa)>0 (A.31)

Tem-se entao que, de acordo com o conceito de discretizagao fuzzy, qualquer conjunto
fuzzy A em A pode ser representado por um vetor de possibilidade P = [P, --- P,|"
cujo i-ésimo elemento é dado pela medida de possibilidade (Zadeh, 1978) de A com
relagdo ao i-ésimo conjunto referencial A;, como segue:

P, = Poss(A|4;) £ Sup[A(a) t Ai(a)], (A.32)
a€A
onde “t” é uma norma triangular.
Se o conjunto fuzzy A for definido como um singleton, isto é,

1, se a=adad
Ala) = { 0, caso contrario (A.33)
entdo, devido as condigoes limitantes das normas triangulares (i.e., 0t a =0elta =«
Va €10,1)), as equagoes (A.32) e (A.33) implicam

P, = Ai(a) (A.34)

e conseqiientemente

P =[Afd) - Ay(a)]" (A.35)

onde A;(a’) € [0,1] é o grau de pertinéncia de um dado valor crisp a' com relagao ao
1-ésimo conjunto referencial fuzzy. Um exemplo com n = 2 é ilustrado na figura A.1.

Note que o vetor de possibilidade P é, por definicao, um conjunto fuzzy com n
elementos de discretizagdo. Uma vez que uma varidvel lingiiistica (Zadeh, 1975) é
usualmente associada com 7 T 2 conjuntos referenciais fuzzy (Pedrycz, 1995), o que
implica n < 9, entao pode-se concluir que ¢é possivel representar lingiiisticamente uma
variavel crisp a através de um conjunto fuzzy P utilizando um nimero reduzido de
elementos em comparacao ao procedimento de fuzzificacao e a respectiva discretizagao
dos universos de discurso tipicamente adotada na literatura.
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A1 } -/42

P

P,

Figura A.1: Discretizacao fuzzy de um valor crisp o' utilizando dois conjuntos referen-

ciais A;(a) e Ay(a).

A.4 Estrutura de Cognicao

A Estrutura de Cognicao (Frame of Cognition) (Pedrycz, 1995; Pedrycz e Gomide,
1998) é definida como uma colecao de conjuntos referenciais fuzzy Ay, --- ,A,, sobre
um mesmo universo de discurso A de uma variavel crisp “a”, satisfazendo as condigoes
necessarias para uma descri¢ao lingiiisticamente clara e consistente do comportamento
qualitativo dessa variavel. Essas condicoes sao apresentadas abaixo:

e Distingao: Os rétulos (labels) lingiiisticos associados aos conjuntos referenciais

fuzzy devem ser semanticamente claros. Para tanto, os conjuntos referenciais
devem ser suficientemente disjuntos (Oliveira, 1995) de forma a representar cla-
ramente uma regiao especifica do universo de discurso. A distingao em uma
estrutura de cognicao esta relacionada com a especificidade dos conjuntos fuzzy
que a compoe. Essa caracteristica pode ser avaliada através de uma medida de
especificidade (specificity measure) (Pedrycz, 1993). Em uma mesma distribuicao
dos conjuntos fuzzy ao longo do universo de discurso, quanto mais especificos sao
esses conjuntos mais disjunta é a estrutura de cognigao.

Convexidade: A convexidade é uma caracteristica desejada dado que conjuntos
fuzzy convexos (Zadeh, 1965) possuem notoriamente uma interpretabilidade su-
perior aqueles nao convexos. Deve-se ressaltar, no entanto, que em alguns casos
especificos essa caracteristica pode nao ser verificada. Esse é o caso, por exemplo,
de conjuntos gerados a partir da aplicagao, em outros conjuntos, do transformador
lingiiistico “NAO” (Hedge NOT) (Zadeh, 1973; Tanscheit, 1992).

Normalizagao: Os conjuntos referenciais fuzzy devem ser normais, ou seja, para
cada conjunto ao menos um elemento do universo de discurso deve possuir uma
correspondéncia maxima (grau de pertinéncia unitario) a ele.
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e Numero justificavel de elementos: A quantidade de conjuntos referenciais

fuzzy deve ser compativel com a capacidade de compreensao e interpretacao hu-
mana. Estudos apontam a restricao n < 9 como uma condic¢ao limitante adequada
(Pedrycz, 1995).

Cobertura do universo de discurso: O universo de discurso A deve estar
totalmente representado (“coberto”) pelos conjuntos referenciais fuzzy. Formal-
mente, pode-se definir a cobertura do universo de discurso através da condicao de
completude apresentada abaixo:

Vae A: Fi:1<i<n: Ajfa)>0 (A.36)

Essa condicao implica que qualquer valor @ € A possui um grau de pertinéncia
diferente de zero com relacao a pelo menos um conjunto referencial. Nao obstante,
pode-se redefinir (A.36) de forma mais rigorosa como:

Vae A: Fi:1<i<n: Ajfa)>¢ (A.37)

onde £ € [0,1) é um limiar de cobertura.



Apéndice B

Processo Industrial para Producao
de Etanol

Esse apéndice descreve a planta para producao de etanol em escala industrial utilizada
como aplicacao para os algoritmos de modelagem e controle discutidos nos capitulos 5
e 6. Maiores detalhes podem ser encontrados em (Meleiro, 2002).

B.1 Introducao

Os processos fermentativos alcodlicos no Brasil surgiram com a fabricacao do aguardente
de cana e foram mais tarde aplicados a fabricagao de alcool a partir do melago prove-
niente da fabricagao de agicar. Na década de 80, a partir dos incentivos do programa
Pré-Alcool do governo federal, cresceram as pesquisas enfocando o aumento da pro-
dutividade (rendimento) desses processos. Atualmente as pesquisas concentram-se na
otimizacgao da operacao dos processos em regime continuo. A motivacao e a importancia
dessas pesquisas advém principalmente da complexidade desses processos cuja principal
forca motriz sao seres vivos, isto é, microrganismos que sao muito sensiveis a quaisquer
variacoes ambientais em seu meio, tais como temperatura, substrato (alimento), pH,
entre outros. Devido a essas caracteristicas, esses processos constituem ainda nos dias
de hoje tema relevante e atual de pesquisa (Meleiro e Maciel Filho, 2000).

No presente trabalho considera-se particularmente uma planta industrial para pro-
dugao de alcool etilico (etanol). Devido as dificuldades em trabalhar diretamente com
uma planta em opera¢ao na industria, como os altos custos envolvidos em eventuais
interrupcoes na operacao para a realizacao de experimentos, optou-se por trabalhar
com um simulador ja desenvolvido e validado com base em uma planta real operan-
do em uma usina de agucar e dlcool. Esse simulador foi desenvolvido por Andrietta
(Andrietta, 1994; Andrietta e Maugeri, 1994), que modelou o conjunto de reagoes bi-
oquimicas do processo através de um conjunto de equacoes diferenciais ordindrias nao
lineares e otimizou uma regiao de operacao, implementada posteriormente no processo
real, de forma a levar o mesmo a valores aceitaveis de produtividade sem compro-
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meter sua viabilidade economica e operacional. Dentro dessa regiao pré-otimizada de
operacao, deve-se entao aplicar controladores atuando nas variaveis de manipulacao do
processo de forma a otimizar sua produ¢ao em tempo real (regime continuo de operagao)
frente as perturbacgoes as quais este esta sujeito. Controladores de particular interesse
para esse tipo de aplicacao, que caracteriza-se por dinamicas lentas e condicoes restri-
tas de operagao, sao os Controladores Preditivos (Model Predictive Controllers - MPC)
(Clarke, 1994), conforme discutido no capitulo 6.

B.2 Planta para Producao de Etanol

O processo fermentativo para producao de etanol em estudo é ilustrado na figura B.1
(Meleiro et al., 2001). Esse processo consiste de quatro reatores (tanques) ligados em
série onde a entrada é um caldo de cana de acicar previamente tratado consistindo
de um xarope acucarado rico em glicose denominado industrialmente de Mosto. Esse
mosto é, seqiiencialmente ao longo dos reatores, convertido em &lcool (etanol) através do
processo fermentativo realizado pela levedura Saccharomyces cervisae, basicamente uma,
colonia de microrganismos denominada genericamente de células de levedura. Junto a
esse mosto adiciona-se um reciclo de células que sao centrifugadas a partir do produto
final bruto (saida do quarto tanque) e previamente submetidas a um tratamento acido
e de diluicao.

W
Mosto :A: l

1 v
5 v
3 *
Vinho
4
Bruto
Resfriador
Resfriador
Resfriador
Resfriador
Acido Y
Agua Células Centrifuga
v lN
Ar Sangria de Vinho
S Células VDelevedurado

Tar_‘q%‘e_ de Destilagao
Diluigao Alcool

Figura B.1: Figura esquemdtica da planta industrial para produgao de etanol.

O produto final do ultimo tanque é denominado Vinho Bruto. Esse produto carrega
entre 30 a 45g de células por litro e, por esta razao, passa por um processo mecanico de
centrifugacao para a separacao dessas células. Uma vez que a reproducao dos micror-
ganismos é muito sensivel as condicoes do meio em que estao inseridos, as células sao
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recicladas para equilibrar a populagao. Antes do tratamento para a reciclagem no tan-
que de diluicao as células mortas sao retiradas em um processo denominado sangria de
células. O procedimento de reciclagem é importante pois a geracao de novas colonias,
caso necessaria, ¢ um processo caro e dispendioso.

O conjunto de centrifugas separa o vinho bruto, que consiste de dgua, CO,, agicar,
células (30-45kg/m®) e dlcool, em duas fases de produtos. A fase pesada contém a
grande maioria das células, em uma concentracao de 160-200kg/m?3. J4 a fase leve
contém no méximo 3kg/m3 de células e entre 9 a 12% de dlcool. Esta tiltima é finalmente
levada ao processo de destilagao que separa o alcool da agua.

Na figura B.1 observa-se a presenca de resfriadores em cada um dos tanques. Esses
resfriadores, cujo principio é a troca de calor a base de agua, constituem malhas de
controle independentes da malha principal de controle da producao (nao representada
na figura). Essas malhas independentes objetivam a manutencao da temperatura nos
tanques em um nivel constante (set-point) ideal para o processo de fermentagao. Esse
set-point foi otimizado por Andrietta (1994) de forma a maximizar a eficiéncia das
reagoes (conversao) na planta industrial considerada por ele, e é assumido no modelo
cinético daquela planta cujo simulador é utilizado no presente trabalho. Esse simulador
também considera outras simplificacoes plausiveis de aparatos nao ilustrados na figura.
Um deles é uma malha de controle independente para a regulacao dos volumes de
matéria nos tanques, representada no simulador pela condicao de vazoes iguais para
entrada e saida de cada tanque. Outra simplificacao refere-se as valvulas de controle de
vazao do mosto e do reciclo. Esses dispositivos podem, por simplicidade e sem perda de
precisao, terem suas dinamicas desprezadas por serem extremamente mais rapidas do
que as demais dinamicas do processo. Uma outra simplificagao diz respeito a hipotese
de tanques perfeitamente agitados (Andrietta, 1994), através da qual supde-se que as
reacoes ocorrem de forma homogeénea no interior dos tanques. Pode-se demonstrar
que essa ¢ uma boa aproximacao no que diz respeito ao modelo cinético validado por
Andrietta.

A planta industrial para producao de etanol é um processo altamente nao linear.
As principais nao linearidades advém do comportamento biolégico dos microrganismos.
Aumentando a vazdo do mosto, por exemplo, aumenta-se a concentracao de actcar'
nos tanques, que ¢ o alimento das células. Nessa condicao a producao de etanol ten-
de a crescer a partir da conversao biolégica desse agicar. No entanto, uma eventual
quantidade de aciicar que supere a capacidade de processamento dos microrganismos
(superalimentacao) nao serd convertida em etanol aparecendo assim no produto final,
o que significa uma queda de eficiéncia da conversao. A superalimentacao pode ainda
causar um efeito inibitério, onde nao apenas a conversao mas também a reproducao
dos microrganismos ¢ inibida, sendo refletida diretamente na producao do alcool. Es-
se efeito inibitério pode também ser causado pelo excesso de etanol, que pode ainda
causar a morte de células. A morte de células, por sua vez, pode também ser causa-
da por uma subnutricao da colonia. Todos esses fatores influenciam as dinamicas e a

!Tecnicamente denominado ART (Aguicares Redutores Totais).
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eficiencia do processo fermentativo. Maiores detalhes desse processo podem ser encon-
trados em (Andrietta, 1994) e um conjunto de ensaios ilustrando em detalhes o seu
comportamento dinamico é apresentado em (Dechechi, 1998).

B.2.1 Variaveis Manipuladas, de Perturbacao e de Saida

Dada a pré-otimizacao da planta realizada por Andrietta, discutida anteriormente, tem-
se que as variaveis de entrada do processo, manipuladas ou de perturbacao, sao:

o Vazio de Alimentacao do Mosto (F, [m®/h]): Essa é a principal variavel de entra-
da manipulada. O universo de discurso para essa varidvel é o intervalo [50, 150].
Esse intervalo é conservativo no sentido de garantir a viabilidade economica e
operacional da planta, ja abrangendo com alguma folga as limitacoes relativas
aos acionamentos de valvulas e volumes/bombeamento dos tanques, bem como
as restricoes de alimentagao dos microrganismos.

e Taza de Reciclo (t, [adimensional]): Essa varidvel relaciona a vazao de alimentagao
do mosto F, com a vazao do reciclo de células F; e, conseqiientemente, com a vazao
real de entrada do primeiro tanque (Fyp), que é dada pela soma das duas anteriores
(ver figura B.1), como segue:

F
Fy=F,+F = —*— B.1
" " (l_tr) ( )

Dessa forma, uma taxa de 0.3, por exemplo, implica F, = 0.7Fy e F, = 0.3F,
isto é, F, e F, representam respectivamente 70% e 30% da vazao F,. O valor
t, = 0.3 é precisamente o valor nominal pré-otimizado para a operacao industrial
da planta. Em um sistema de controle multivaridvel, no entanto, essa variavel
pode vir a ser utilizada como uma entrada manipulada pelo controlador.

e Concentragio de Acicar (ART) no Mosto (Sy [kg/m3]): O valor nominal dessa
varidvel nas condigoes reais de operagao da planta ¢ 180kg/m® mas, como essa
concentracao depende da cana utilizada e do pré-tratamento do mosto, é im-
portante considerar possiveis perturbacoes de até +/— 5% em torno desse valor.
Nesse caso essa variavel torna-se uma entrada de perturbacao aproximadamente
no intervalo [170, 190].

As possiveis varidaveis do processo a serem consideradas como saidas de interesse
sao:

e Concentragdo de Etanol na Saida do Quarto Tanque (P [kg/m?]).
e Concentragio de ART na Saida do Quarto Tangue (Sy [kg/m?]).
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e Concentragio de Células na Saida do Quarto Tanque (X4 [kg/m?]).

onde o produto de saida do quarto tanque, referenciado pelo indice 4 nas variaveis, é o
vinho bruto (ver figura B.1).
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Apéndice C
Algoritmo Genético

Esse apéndice descreve em detalhes o algoritmo genético utilizado na metodologia
hibrida para a estimacao de modelos hierarquicos FBO discutida no capitulo 5.

C.1 Introducao

Algoritmos Genéticos (GAs) sao algoritmos de busca estocdstica compostos de ope-
racoes inspiradas no processo natural de evolucao. Essas operacoes sao aplicadas a um
conjunto de varidveis codificadas, mais especificamente um vetor de atributos, obtido
através de alguma forma de codificacao das varidveis originais do problema a serem
otimizadas. O conjunto codificado de varidveis é chamado de cromossomo e cada ele-
mento do cromossomo (atributo) é denominado gene. Uma realizagdo especifica do
cromossomo com relagao aos valores (alelos) assumidos pelos genes é definida como um
individuo.

As operacgoes basicas de um GA sao: Sele¢do, Reproducgio (Crossover) e Mutagao.
Inicialmente, um conjunto de individuos representando a condigao inicial para o pro-
blema de otimizacao é gerado aleatoriamente ou com base em algum procedimento de
inicializagdo. Esses individuos constituem a “populagao inicial” P(k = 0) do GA. Na
iteragao (geracgdo) k do algoritmo cada individuo da populacao P(k) é avaliado de acor-
do com um critério de desempenho denominado fitness. A partir de uma analogia com
sistemas bioldgicos, o critério de fitness pode ser visto como uma medida de desempenho
da representacao fenotipica da informacao genotipica codificada no cromossomo. Uti-
lizando algum procedimento (usualmente estocéstico) baseado no conceito Darwiniano
da sobrevivéncia do mais forte (individuos com maiores valores de fitness possuem mai-
ores probabilidades de serem selecionados), um conjunto de individuos da populacao é
selecionado para produzir novos individuos através de crossover. Esses novos individuos
(prole) sao entao sujeitos a mudangas aleatérias (mutagoes) em seus genes, usualmente
com baixa probabilidade de ocorréncia (assim como na natureza). Os individuos resul-
tantes constituem ou sao parte da nova populagao P(k + 1). Para assegurar que essa
nova populacao nao contenha apenas solucoes para o problema inferiores aquelas da
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populagao anterior, os individuos de P(k) com os melhores (maiores) valores de fitness
podem ser incluidos diretamente em P(k + 1). Esse procedimento é conhecido como
elitismo. Um conjunto de individuos com o menor grau de similaridade (sob o ponto de
vista fenotipico ou genotipico) com relagao ao melhor individuo da populagao corrente
P(k) pode também ser incluido diretamente em P(k + 1) para garantir uma represen-
tatividade adequada da populacao dentro do dominio de busca. Esse procedimento é
conhecido como diversidade.

O algoritmo é executado por um nimero fixo (pré-especificado) de geragoes ou até
que algum critério de parada seja satisfeito. O melhor individuo da ultima geracao é
tomado como a solucao do GA para o problema de otimizacao. Na pratica, devido aos
seus elevados requerimentos computacionais, GAs sao usualmente utilizados como parte
de esquemas hibridos nos quais sao responsaveis por encontrar solucoes aproximadas
para serem refinadas por métodos tradicionais baseados em gradiente.

C.2 Algoritmo

O GA descrito a seguir utiliza um método de codificacao direta para codificar os
parametros desconhecidos do modelo na forma de um cromossomo para o algorit-
mo. Nessa estratégia, freqiientemente adotada quando existe um nimero elevado de
parametros a serem otimizados, o cromossomo consiste simplesmente de um vetor onde
cada elemento (gene) representa um desses parametros (Michalewicz, 1996). O critério
de fitness é selecionado como F' = 1/EQM, onde EQM denota o erro quadratico médio
entre um conjunto de dados de saida do sistema a ser identificado e as respectivas esti-
mativas do modelo a ser otimizado. Logo, quanto mais precisa for uma dada realizacao
do modelo (individuo), mais elevado serd o valor de fitness associado a ela. Finalmente,
o critério de parada é selecionado simplesmente como um numero fixo de geragoes a
serem executadas.

O algoritmo iterativo é descrito a seguir:
1. (Configuragao) Selecione os parametros do algoritmo, ou seja, a probabilidade
de reproducao (P,), a probabilidade de mutacao (P,,), o nimero de individuos

para elitismo (V,), o niimero de individuos para diversidade (N4), o niimero total
de individuos na populagao (Ny) e a quantidade final de geracdes (N,).

2. (Inicializacao) Facga k = 0 e gere uma populacao inicial P(0) com N; individuos.

3. (Condigao de Parada) Pare se £ > N,. Caso contrario, vd para o préximo
passo.

4. (Fitness) Calcule o fitness F'(I;) de cada individuo [; (j =1,---, N;) da popu-
lacao corrente P(k).
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5. (Probabilidade de Selecao) Calcule a probabilidade de selecio Ps(I;)
de cada individuo I; (j = 1,---,N;) da populacdo corrente como
P,(I;) = F(I;)) SN, F(I,). Note que P,(I;) € [0,1] é proporcional a F(I;).

6. (Elitismo e Diversidade) Tome aqueles N, individuos com os maiores valores de
fitness e inclua uma cépia de cada um deles em uma populagao auxiliar P(k). Faga
o mesmo com aqueles N, individuos menos similares ao individuo de maior fitness.
Utilize a distancia Euclidiana entre dois vetores como medida de similaridade.

7. (Selecao e Reprodugao) Execute os subpassos abaixo até que Ny — N, — Ny
novos individuos sejam obtidos para completar a populacao auxiliar P(k):

e (Selecao) Retire dois individuos da populagao corrente P(k) de acordo com
as probabilidades de selecao calculadas no passo 5. O bem conhecido método da
roleta (roulette wheel method) (Mitchell, 1998), por exemplo, pode ser utilizado
para esta finalidade.

e (Reproducao) Selecione aleatoriamente um valor £ € [0,1]. Se & > P,, entao
simplesmente inclua uma coépia de cada individuo selecionado no passo anterior
na populagao auxiliar P(k). Caso contririo, aplique crossover a esses individuos
(pais) e inclua os dois individuos resultantes (prole) em P(k). A operacio de
crossover (de ponto simples) funciona da seguinte forma: Selecione aleatoriamente
uma posicao do cromossomo. Tome essa posicao como referéncia e construa os
dois novos individuos utilizando a parte esquerda de um dos pais e a parte direita
do outro, e vice-versa.

e Retorne os dois individuos originais (pais) para a populacao corrente P(k).

8. (Mutagdo) Aplique mutagao a cada individuo de P(k), exceto ao melhor in-
dividuo, como segue: Selecione aleatoriamente um valor £ € [0, 1] para cada gene
do individuo. Se ¢ < P,,, entao adicione um valor § ao valor corrente daquele
gene. Caso contrario, mantenha o gene inalterado. Selecione ¢ aleatoriamente,
com distribuicao de probabilidade Gaussiana de média zero e variancia igual a
variancia do valor assumido pelo gene em questao nos diferentes individuos de
P(k)!. Um limitante inferior para a variancia (e.g. 1% da respectiva variancia as-
sociada a popula¢ao inicial) deve ser utilizado para evitar a convergéncia precoce
do algoritmo e problemas de ordem numérica.

9. (Nova Geragao) Faga P(k + 1) = P(k), k =k + 1 e volte ao passo 3.

!Esse procedimento representa um dispositivo de auto-ajuste do algoritmo implementado de forma,
independente para cada gene (Fogel, 2000).
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Apéndice D

Provas de Lemas e Teoremas

Esse apéndice apresenta as provas dos lemas e teoremas utilizados para o desenvolvi-
mento 6timo de modelos de Volterra em funcoes ortonormais de Laguerre, discutido na

secao 5.12 (capitulo 5).

D.1 Prova do Teorema 5.1

A prova serd dividida em itens, como segue:

Item A

Da definicao de norma 2 tem-se:

> 2 577 hun(h,
k1=0 km=0

— Z Z B (K, - -
k1=0 km=0

k1=0  km=0 \i}{=1

(i

11=1

Logo, tem-se:

o (S o s

i1=1 im=1

E azl, R H¢mz

i, =1

Z Ay im H ¢m zJ )

tm=1

209

)

(D.1)



210 Apéndice D. Provas de Lemas e Teoremas

||hm||2 = Z T Z Qi im Z T Z Grmis (k1) D (ki) -

11=1 Iim=1 k1=0 km=0

m o.¢] o m
Qi im H Pmyi; (k) + Z e Z Qi H Pt (kj)
j=1 i, =1 j=1
N

i =1
i # i1
(D.2)
e utilizando a propriedade de ortonormalidade das fungoes, isto é:
§:¢ k) e (D.3)
()0 0 sei#j '

tem-se de (D.2) que:

1 I* = Z Za (D.4)

11=1 im=1

Item B

Os sinais de Laguerre ¢(.) no dominio do tempo possuem a seguinte propriedade (Fu e
Dumont, 1993):

P kj S, (kj +1) = (L+p3) By by (Kj) + pm (Bj = 1) $m, (k; — 1) =

) ) D.5
= (pmzj - pm - Zj) d)m,ij (k]) ( )
o que leva a igualdade:
Pm kl ¢m 7,1 kl + H¢mz - 1 +p72n) kl ¢m,i1 (kl) H¢m,ij (k]) +
7j=2
+ Pm ( ) d)mz d)mz =
1 H " (D.6)

= (phi1 — Pl — i1) s (k1) [ | S, (B5)

j=2
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que sera utilizada nos desenvolvimentos a seguir. Partindo entao de:

Z Z hm(kla 7km)(pm kl hm(k1+1ak27"' 7km)_

k1=0 km=0

(D.7)
(1 +p72n) kl hm(kla e 7km) + Pm (kl - 1) hm(kl - 17 k27 e 7km)>
e utilizando (5.35), obtém-se:
= Z Z (pm kl Z Zazl,... zm¢mzl k1+ H¢mz]
k1=0 km=0 i1=1 tm=1
(1 +pm kl Z Z azl,... zm¢m z1 kl H ¢m zj (DS)
i1=1 tm=1
+pm kl_l Z Zazl,... zm¢mzl H¢mzj > m(kla"' ,km)
11=1 tm=1
Das equagoes (D.6) e (D.8) tem-se que:
-y Y <Z S i, i (s — P — i)
k1=0  kp=0 Nii=1  ip=1
m (D.9)
Gis (k) T 6, (@-)) (- Eon)
7j=2
e substituindo (5.35) em (D.9) produz-se:
Z Z iy i (Doi1 — D2 — 11)-
=1 im=1
S Y (T ) S 3 Hqsm
ki=0  km=0 \j=1 =1 i,=1

Manipulando algebricamente a equagao acima de forma similar aquela realizada no Item
A, fazendo uso da propriedade de ortonormalidade das fungoes em (D.3), obtém-se:
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oo 00
01 = Z Z i Dot = Dy — 1)

i1=1 im=1

. . (D.11)
= ) > ol (iph - 1) = ph)
=1 im=1
Da segunda condi¢ao do teorema, que implica h,, (0, ko, - - - , k) = 0, e das equagoes

(D.7) e (D.11), tem-se:

U, = Z---th(k1+1,k2,---,km>(pm(k1+1)hm(k1+2,k2,---,km>
k1=0 km=0

- (1 +p72n) (kl + 1) hm(kl + 17k27 e 7km) + Pm kl hm(kla e 7km)>

= > > al o (k-1 - ph)
11=1 tm=1
(D.12)
Analogamente, para V[ € {1,---,m} tem-se:
U, = ZZ Z (pm (ki + 1) b (kr, - k42, k)

ki=0 k=0  kp=0

— (L) (ki 1) ho(krs oo ki1, k)
D.1

+pmklhm(k1,---,kz,---,km)>hm(k1,---,kz+1,---,km) (D-13)

= Z"'Zai, Jim (Zl(pm_l) _pzn)
i1=1 =1 tm=1

Item C

Da defini¢ao de Sy; em (5.45) pode-se escrever:
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Pm SQ,Z ||hfm||2 —
= D ZZ Z kot [ By, o k- )]
k1=0 k=0  kp=0 (D.14)

oo

- Z i ...i(kl+1)[Alhm(k1,---,kl+1,---,km)]2

k1=0  ki=—1  kp=0

Fazendo k; = k; + 1, o que implica k;, = k] — 1, rescreve-se a equacao acima como:
2 _
Pm SQ,Z ||h’m|| -

= Dm Z"'Z"'Z(J(/ﬁ,"',kf+1,"',km)Azhm(/ﬁ,"',kf,"',km)

k1=0 k;:O km=0

(D.15)

onde

>

Q(kla"' 7k27"' 7km) (kz_l) Alhm(kla"' 7k2_177km)
= ki Athp (kv oo ke, k)

Nao é dificil demonstrar que para duas seqiiéncias a(k) e b(k), com k € Z,, vale a
seguinte igualdade (Fu e Dumont, 1993):

(D.16)

D a(k+1) Ab(k) = b(oo)a(oo) — b(0)a(0) — > b(k) Aa(r) (D.17)

k=0 k=0
onde o operador A é definido como Ab(k) = b(k + 1) — b(k). Lembrando que
P (k1y -+ kpy -+ k) — 0 para k) — 0o, o que é uma implicagao direta da primeira

condicao do teorema (Kreysig, 1993), e que hp,(ky, -+, &k 1,0,k 1, kpn) =0 (se-
gunda condicao do teorema), tem-se de (D.15) e (D.17) que:

Pm S2,l |hfm||2 =

= —Dm Z"'Z"'th(/ﬁ,"',kf,"',km)Az(J(kh"',kf,"',km)

k1=0 k;:O km=0

= —Dm Z Z ---th(kl,---,kl+1,---,km)-

k1=0  k=—1  km=0

(D.18)

'Al[Alhm(kla T kla ) km)kl]
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Mas para k; = —1 tem-se que hy,(ky, -,k +1,--- k) =0, o que implica:

pmSQ,l||hm||2 = —DPm ZZ th(klaakl+1aakm)

k1=0 k=0  km=0

(D.19)
Al|:(h’m,(k‘17 7kl+17"' 7km) _hm(kla 7kl7"' 7km)) kl:|
e apos algumas manipulacoes algébricas elementares:
P Soy [[hm]? = — ZZ Z Bon(kyy - k41, k) -
k1=0 k=0  kmn=0
-<pm (ki + 1) b (kyy oo Sk + 2, k) — pm 2k + 1) (D.20)
B (ks - ki1 k) + Pk bRy, Sk ,km)>
A partir das equagoes (D.13) e (D.20) pode-se inferir:
P S bl = =D D o el (a(oh — 1) = pjy)
=1 =1 =1
XS S b ek L )2 (3= O 1) 4
k1=0 k=0  kpn=0
e como Ny, (ki -+, k1,0, ki1, -+ 5 k) = 0 tem-se:
Sl = =D D > el (a@h — 1) — p)
=1 =1 im=1
_ ZZ Z P (bery - by - - akm)Z[(l—pm)Zkl—l—pm
k1=0 k=0  km=0

Utilizando entdo a equacao (D.4) e a definicao de S;; em (5.44), rescreve-se (D.22) da
seguinte forma:
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SEB YN {(pfn + (1= p2)it—pm) 02
(D.23)

=1 im=1

Pm 52,[ ||hm||2

11=1

—(1- pm)2

que é vélida para V1 € {1,---,m}.

Item D
Da equagao (D.23) tem-se que:

. (z s) o z(z [0l

11=1 im=1

— (1= pm)® Su IIhmll2>

{(mp?n — mpm + (1= p,) Ziz) ai,...,im]

i1=1 Im=1 =1
1 _pm (Z Sll) ||hfm||2

(D.24)

Utilizando entdo a equacdo (D.4) e a definicdo de @Q);,, em (5.43), pode-se rescrever

(D.24) apds algumas manipulagoes algébricas como

(1 _pm)Qle,m ||hm||2 =

pmeZ,m“h’mH2 +
- - D.25
= = p) (1= p2) S-S (Z) 2 i DB
i1=1 tm=1
e portanto:
A - .
Jm = Z... Z(’L1+ +Zm) 7/17 Cim
=1 im=1
(D.26)

o meZ,m + (1 - pm)QQl,m + Pm — p?n h 2
= o m o
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D.2 Prova do Lema 5.1

A partir da definicao de @y, em (5.43) tem-se que:

m

Qum—1 = (% ;Su> -1 = %Z(Su -1) (D.27)

=1

sendo o termo S;; — 1 calculado a partir da defini¢ao de S;; em (5.44) como:

1

Siyy—1 =
|2

- 1o [*
. ki B (Kpy - - - ,km)2 —
k1=0 k;:zo ||h’7n||2

1 oo o0
= T 2 (b Dk, k)

k1=0 km=0

Mg

(D.28)

Dado que Ay, (K1, -+ ,ky) =0paraV k; =0 com j € {1,---,m} (segunda condigao do
teorema 5.1), tem-se que a equagao acima pode ser rescrita como:

1 & -
Su=1 = s 30 = (ks )? (.29)
m k=1

k1=1

que nao pode ser negativa (S;; — 1 > 0). Logo, tem-se de (D.27) que:

Qim—12>0 (D.30)

D.3 Prova do Lema 5.2

Através de manipulacoes algébricas elementares pode-se verificar que:

ﬁzmzmZkl<hm(l‘71""7kl""7km)+
m k=

0 k;=0 km=0 (D31)
2
bk, kL kb)) = Sp + T

sendo o termo Sy; definido em (5.45) e I dado por:
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4 e e 00
I = ||hm||2Z"'Z"‘Zklhm(kh"';kl,"',km)-

k1=0 k=0  km=0 (D.32)
h’m(kla 7kl+17"' 7km)

A equacgao acima pode ser rescrita como:

' = ||hi||2Z”'Z”'Zklhm(kl"”’kl+1’”"km)'

ki=0 k=0  km=0

(hm(kla 7kl+17"' 7km)_Alhm(k17"' 7kl7"' 7km)>

que implica:

o0 o0 o0

r = ||h4||2{zn.z...Zkzhm(kl,...,kl+1,...,km)2

ki=0 k=0  km=0

_ Z"'Z"'Zkzhm(/ﬁ,"',kz+1,"',km)Azhm(/ﬁ,"',kz,"',km)]

(D.34)

onde
4 o © S
o = T ||22"'Z'“Zklhm(kl""’kl+1""7km)'
m k1=0 k=0 k=0 (D36)

'Alhm(kla"' 7kla"' 7km)

Dado que Ay, (K1, -+ ,kp) =0paraV k; =0com j € {1,---,m} (segunda condigao do
teorema 5.1), tem-se que a equagao (D.35) pode ser rescrita como:
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4 o0 o0 o0
r = T ||22"'Z"'Zklh (i, ke k) }451,1
T =0 k=0 km=0
_ 4 i Z Z h,, kl .k )2 } ||hm||2 (D.37)
9 ) 7 [s y vm, M N2
- P
ou seja,
' =4S, -4- @ (D.38)
O termo ® pode ser rescrito a partir de (D.36) como:
| h || Z Z Z kl Alh’m(kla 7kl7 : 7km) :
=0 =0 A0 (D.39)
. (hm(kla ' 7kla' 7km) + Ah (kla 7kl7' 7km)>
que equivale a:
4 o0 o0 o
L TP DR DU DL LA CHIN SRS x
F=0 k=0 Fm=0 h’m(kla * ) kl + ]-7 ) km)
4 o0 o0 o0
TN DD DD DI G NN 451 (D.40)
T k=0 k=0  km=0
4 o o o0 2
T k=0 k=0  km=0
ou seja,
(I) - F - 451’1 + 45271 (D41)

sendo que I foi obtido a partir da prépria defini¢do em (D.32). Das equagoes (D.38) e

(D.41) tem-se entao:
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F = 48175 - 28275 — 2 (D42)

que em (D.31) produz:

1 e 0 00
[k ||2Z"'Z"'Zkl(hm(klv"'a’fl""akm)+
R (D.43)
2
+hzm(k1,-.-,k'l+1,-..,km)> 48— Sy 2

A equagao (D.43) claramente implica 45, ; — Sy, — 2 > 0, mas como o kernel h,, é por
hipétese nao nulo e estdvel', tem-se necessariamente que:

451,1 — 5271 —2>0 (D44)
Essa desigualdade implica:
1 m
— (481, = S —2) > 0 (D.45)

ou seja,

D ST S PR S (D.46)
=1 =1 =1

que pela definigdo em (5.43) equivale a:

4Q1m — Qoam —2 > 0 (D.47)

Tem-se ainda que, por definigao, Q)2,, nao pode ser negativo. Mais além, como o kernel
h,, é por hipdtese ndao nulo e estdvel?, esse termo é sempre positivo (Qq,, > 0). Logo,
a desigualdade (D.47) necessariamente implica:

AQ1,mQam — Q3 — 2Qam > 0 (D.48)
m

! Absolutamente somdvel, portanto convergente, o que descarta a possibilidade de um kernel osci-
latorio nao amortecido na direcao k;.
2Hipétese que descarta a possibilidade de um kernel constante.
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D.4 Prova do Teorema 5.3

Assim como para o teorema 5.1, a prova nesse caso também serd organizada em itens:

Item A

A equagao (D.30) implica a seguinte desigualdade:

> m (Qum — 1) ||| > 0 (D.49)

m=1

que pode ser facilmente rescrita utilizando a defini¢do de @ em (5.63) como:

1 n
(—ZmQI,mnw) ~1>0 (D:50)
wm:l

lembrando que w > 0, pois os kernels sao nao nulos por hipétese. A desigualdade
acima, por sua vez, pode ser rescrita utilizando a definicao de () em (5.64) como:

Qi—12>0 (D.51)

que implica diretamente:

20, -1 > 0 (D.52)

Item B

A equagao (D.47) implica a seguinte desigualdade:

n
LS Qi — Qo — )l > 0 (D.53)

=1

que pode ser rescrita utilizando as defini¢oes de @, @ e Qo em (5.63), (5.64) e (5.65),
respectivamente, como:
4Q1 —Q2—2 > 0 (D.54)

Por outro lado, mostrou-se como parte da prova do lema 5.2 que )2, > 0 para
Vm e {1l,---,n}, o que implica:



D.4. Prova do Teorema 5.3 221

R B
— D mQemllhwl® = Q2 > 0 (D.55)
m=1

Logo, tem-se de (D.54) e (D.55) que:

401Q2 — Q3 —2Q2 > 0 (D.56)

Item C

Pode-se observar que o critério de custo em (5.62) é equivalente em forma aquele em
(5.41), exceto pelo termo constante w que pode ser ignorado para fins do problema
de otimizacao correspondente em (5.61). Conseqiientemente, pode-se demonstrar o
teorema 5.3 utilizando exatamente o mesmo procedimento adotado na prova do teorema
5.2, apenas substituindo os termos J!, P, Q1m € Qa2 nesse tltimo por J, p, @y
e (y, respectivamente. Essa substituicdo direta, também valida para o lema 5.4, é
possivel porque as propriedades relevantes dos termos @1, e Q2,, utilizadas na prova
sao também verificadas para Q; e (QQ». Especificamente, as relacdes apresentadas no
lemas 5.1 e 5.2, assim como no corolario 5.1, sdo generalizadas para Q; e Qo em (D.51),
(D.56) e (D.52), respectivamente. O lema 5.3 também permanece vélido pois nio é

especifico para qualquer dos termos mencionados acima.
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Apéndice E

Controlador Preditivo Generalizado

(GPC)

Esse apéndice descreve o algoritmo de controle utilizado nos desenvolvimentos do
capitulo 6, isto é, o Controlador Preditivo Generalizado (GPC).

E.1 Introducao

Controladores baseados em modelo (Model-Based Controllers) que tém se mostrado de
particular interesse para aplicacoes industriais, especialmente no contexto de processos
quimicos de grande porte, sao os Controladores Preditivos (Soeterboek, 1992; Clar-
ke, 1994; Camacho e Bordons, 1999). Esses controladores caracterizam-se por utilizar
previsoes do comportamento futuro do sistema controlado para realizar o cdlculo da lei
otima de controle com base em um determinado critério de desempenho deterministico
ou estocastico. As previsoes sao obtidas através de um modelo do sistema. A dife-
renca entre as classes distintas de controladores preditivos estd basicamente no tipo
de modelo adotado. Nas secoes seguintes considera-se um dos controladores preditivos
mais difundidos na literatura: o Controlador Preditivo Generalizado (GPC) (Clarke
et al., 1987a; Clarke et al., 1987b).

E.2 O Controlador GPC

Suponha que um sistema que se pretenda controlar, por simplicidade e sem perda de
generalidade monovaridvel (SISO), possa ser descrito como:

Algy(t) = ¢ B(g " u(t — 1) (E.1)

onde ¢ é o operador deslocamento a frente, u(t) e y(t) sdo respectivamente a entrada e
a saida do sistema no instante discreto de tempo ¢, 7 > 0 é o atraso de tempo e A(qg™1)

223
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e B(q ') sao polinomios dados por

Alg Y =14+ai g +---+aynqg ™
B(g™") =bo+big™" +- +byg ™ (E.2)

O Controlador Preditivo Generalizado (GPC) utiliza um modelo do sistema, conhe-
cido como CARIMA (Controlled Auto-Regressive Integrating Moving-Average), que é
basicamente uma versao incremental (variacional) da representacio dada pela equagao
(E.1), ou seja:

Ala™)g(t) = B(¢™") Au(t — 1) (E.3)

onde A = (1—¢~ ") e A(¢™") = AA(¢™") = 1+a1q~" +- - ~+an,q¢ N, sendo a; = a;—a;
e N; = N,+1. Note que, nesse modelo, qualquer atraso de tempo deve ser representado
através de coeficientes nulos no polinémio B(g™!).

O controlador preditivo calcula a seqiiéncia dos sinais de controle futuros® wu(t),

u(t+1), - ,u(t+ N, —1) que minimiza o erro quadritico entre uma seqiiéncia de
saida desejada w(t +1),---,w(t + N,) (referéncia de controle) e as saidas previstas
y(t+1),---,9(t + N,) no horizonte de previsao NN,. Dos sinais de controle calculados,

somente o primeiro, ou seja u(t), é aplicado ao sistema. No instante de tempo seguinte
todo o procedimento é repetido, em uma estratégia conhecida como “Receding Horizon”.
Portanto, a estratégia de controle é constituida das seguintes etapas:

e Cdlculo da previsao da saida em um horizonte de tempo a frente, utilizando um
modelo do sistema.

e Cdlculo da lei de controle minimizando um critério dado por uma funcao do erro
entre a saida prevista e a referéncia especificada.

O critério a ser minimizado é dado por:

T= 3 (G431 —wlt+3) + YA Aut 4~ 1) (E.4)

onde N; > 1 é o horizonte inicial de previsdo, N, é o horizonte de previsao (N, > N;),
N, é o horizonte de controle (N, < N,), A > 0 é a ponderagao do sinal de controle
e |t indica que as respectivas previsoes da saida em instantes futuros sao realizadas
utilizando as informacoes disponiveis até o instante presente ¢. Discussoes sobre a

! Assume-se que no instante ¢ a saida do sistema y(t) é conhecida e deseja-se determinar o valor de
u(t), portanto desconhecido.
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influéncia dos parametros de sintonia Ny, N,, N, e A no desempenho do controlador
podem ser encontradas em (Clarke et al., 1987a; Clarke et al., 1987b).

A minimizacao do critério .J é realizada supondo que o sinal de controle a partir
do instante ¢t + N, — 1 é mantido constante, ou seja, entre ¢t + N, e t + N, — 1 o sinal
de controle é igual aquele em ¢ + N, — 1. Isso significa que os incrementos do sinal de
controle apds o instante t+ N, —1, isto é Au(t+N,), Au(t+Ny,+1),- -+, Au(t+N,—1),
sao nulos. Dessa forma, o problema de otimizacao é definido como:

min J
Au (E.5)
s.a Au(k)=0 ke[t+ Ny,t+ N, —1]

onde Au = [Au(t) - - - Au(t + N, — 1)]”. Esse problema é usualmente resolvido a partir
da aplicagao de uma identidade polinomial (Eq. diofantina) para separar, em cada
instante de amostragem, as parcelas livre e forcada da previsao futura da saida do
sistema (Astrém e Wittenmark, 1995). No entanto, o mesmo resultado pode ser obtido
de forma mais simples, como mostrado nas se¢oes seguintes.

E.2.1 Previsao via Calculo Iterativo do Modelo

Lembrando que dispoem-se das informagoes do sistema até o instante presente ¢, parti-
cularmente no que diz respeito as medidas da saida y, as melhores previsoes possiveis
das saidas futuras utilizando o modelo em (E.3) sdo dadas por:

gt +1[t) = —ay(t) —aey(t —1) —asy(t —2) — - —any(t — Na + 1)
+B Au(t)

gt +2[t) = —ag(t+1[t) — axy(t) — asy(t —1) —--- — any(t — Na +2)
+B Au(t+1)

gt +30t) = —ag(t+20t) —ayt+1t) —azy(t) —---—awn,y(t — Na+3)
+B Au(t +2)

(E.6)

Das equagoes acima pode-se verificar que as previsoes da saida apds o instante ¢
podem ser descritas em funcao dos incrementos presente e futuros do sinal de contro-
le (desconhecidos) e de acontecimentos ocorridos anteriormente aquele instante. Em
outras palavras, a previsao da saida pode ser decomposta em

U=1u+yy (E7)
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onde g, é a previsao da saida em funcdo da resposta livre do sistema (isto é, com

incrementos presente e futuros de controle nulos) e 3, é a previsao da saida em fungao da

resposta forcada (isto é, considerando apenas os incrementos presente e futuros do sinal

de controle, que devem ser calculados de forma a minimizar o critério de desempenho).
Das equacoes de previsao anteriores tem-se que

Z)(t +1 |t) :—&1y(t) - dgy(t - 1) — s — &N&y(t — N[L + 1) + b() Au(t)
+by Au(t — 1) + -+ by, Au(t — Ny)
gt +2)=—ay (gt +1|1t) + 9t +1|t)) — ay(t) — -+ — an,y(t — Nz + 2)
by Au(t + 1) + by Au(t) (E.8)

(
+by Au(t — 1) + -+« + by, Au(t — Ny + 1)

Logo, a partir das equacoes acima e das defini¢oes de ¢; e 7 tem-se:

Ur(t+1t)=bg Au(t)
Gr(t+2[t)=—ar gt + 1|t) 4 b Au(t + 1) + by Aul(t)
Gr(t+3[t)=—a1gp(t +21t) — aogp(t + 1|t) +bo Au(t +2) + by Au(t +1)  (E.9)

+b2 Au(t)
[§]
Dt +1t)=—ay(t) —asy(t —1) — - —an,y(t — Na+ 1)
+by Au(t — 1) + - - - + by, Au(t — Np)
Gt +2[t)=—agi(t +1[t) — aoy(t) — -+ — an,y(t — Nz +2)
Dt +3t)=—afi(t +2[t) — asfu(t + 1 ]t) — asy(t) — - — an,y(t — Na + 3)
(E.10)
Exemplo

Considere o seguinte sistema:
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Ay(t) = Bu(t — 1) (E.11)
com A= (1+aq7')e B=(by+big™"), ou seja
y(t) = —ary(t — 1) + bou(t — 1) + byu(t — 2) (E.12)
Na forma incremental, rescreve-se o sistema acima como:
y(t) = —ary(t — 1) — asy(t — 2) + boAu(t — 1) + by Au(t — 2) (E.13)
onde
A = AA = (]_ — q_l)A = (]_ — q_l)(]_ + alq_l) = (E 14)
=1+ (a1 —1)gt—ag?) =1 +a1qg ! +asq?) '
Logo, as previsoes futuras do sinal de saida sao dadas a partir de (E.6) por
gt +11t) = —ay(t) —ay(t — 1) + boAu(t) + by Au(t — 1)
y(t+21t) = —ayg(t+1|t) — axy(t) + boAu(t + 1) + by Au(t)
. . - E.15
JE+310) = —ani(t+2[) — awi(t + 1 [0) + boAu(t +2) + bAu(t+1) 1)
e considerando a equagao (E.7) tem-se
at+1t) = —ay(t) —ay(t—1)+bAu(t —1)
a(t+2)t) = —ag(t+11t) — axy(t)
. ~ - E.16
B+ 310 = il +218) — gt + 110 (116)

Ur(t+1t) = boAu(t)

Jrt+20t) = —a gt + 1]t) + boAu(t + 1) + by Au(t)
grt+318) = —agy(t +2|t) — aggs(t + 11¢) + boAu(t + 2) + biAu(t + 1)

+b1Au(t + 1)

(E.17)
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Definindo

hg = bg ) hl = b1 - (Nllh() ) hg == b2 - C~L1h1 - (nghg == —C~L1h1 - Elgho y (E18)
tem-se

gt +1]t) = hoAu(?)

Jr(t+2]t) = hoAu(t +1) + hyAu(t)

yr(t+31t) = hoAu(t +2) + hiAu(t + 1) + hoAu(t)

Ur(t+ N, |t) = hoAu(t+ N, — 1) + hAu(t + N, —2) + -+ - + hy, 1Au(t)

Yr(t+ Ny +1]t) = hoAu(t + N,) + hiAu(t + Ny — 1) + -+ - + hy, Au(t)

yr(t+ Ny |t) = hoAu(t+ N, — 1) + hiAu(t + N, — 2)+
4 hy,—n, Au(t + Ny — 1) + -+ hy, 1 Au(t)
(E.19)
e no caso geral:
j—1
grt+jlt) = > hildu(t+j—i—1)
i=0
inti. N (E.20)
hj = bj — Z Elihj,i 3 hg = b[)
i=1

E interessante notar que {hg, hi, ho, ... } é a seqiiéncia de resposta ao impulso do sis-
tema incremental, que possui funcao de transferéncia pulsada no operador deslocamento

B(q™")

-1
g~ dada por T

Considerando a restricao imposta ao sinal de controle no problema de otimizacao
estabelecido em (E.5), rescreve-se o conjunto de previsoes for¢cadas em (E.19) como:

9 = HAu (E.21)

onde

e =[gpt+1[8) gt + Ny [1)]" (E.22)
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Au = [Au(t) - Au(t + N, — 1)|F (E.23)
" hyo 0o .- 0
hy hg - 0
H = h/Nu—l hNu_Q v ho (E24)
hn,  hng-1 - h
| hny-1 b2 o0 hnew,
e definindo
=@+ 1[t)- -3+ Ny [1)]" (E.25)
y=[9t+ 1) gt + N, [1)]" (E.26)
tem-se de (E.7) que
y = HAu+ ¥ (E.27)

Pode-se ainda tomar apenas o subconjunto de previsoes de interesse que estao envolvidas
no critério (E.4), como segue:

vy = HAu+y] (E.28)

onde
$1 = [0u(t + Ny Jt) - gu(t + N, [1)]" (E.29)
§ = [g(t+ Ny |t)---5(t + N, [t)]" (E.30)

e H' é a submatriz constituida das tltimas N, — Ny + 1 linhas de H.
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E.2.2 Otimizacao do Critério de Desempenho

O critério (E.4) pode ser rescrito como:

J = (gt+ N |t) —w(t+Np) )2+ + (9t + Ny [t) —w(t+ Ny) )*+

E.31
A(Au(t))? + -+ (Auft+ N, —1))?) (E31)
e definindo w' = [w(t + Ny) -~ w(t + N,)|T tem-se
J=(3 -w)I(3 —w)+ ) Au"Au (E.32)
Portanto
J=(HAu+3 —w)'(HAu+3 —w)+ I Au" Au (E.33)
e utilizando a condicao necessaria para otimalidade tem-se
0J 1T 171 1T a1 !
—— =2H" HAu+2H" (3, —w') + 2\Au=0 (E.34)
0Au
que implica na lei de controle 6tima para o GPC dada por:
Au = (H"H + X)) 'H" (w' —3}) (E.35)

onde Au ¢ definido em (E.23). Como comentado anteriormente, utiliza-se a estratégia
Receding Horizon, de tal forma que em cada instante ¢ calcula-se a lei de controle em
(E.35) e aplica-se somente o primeiro elemento, ou seja,

u(t) = u(t — 1) + Au(t) (E.36)

E importante observar que a obtencao da lei de controle posicional a partir da lei
incremental através da equagao acima insere automaticamente um integrador na malha,
permitindo o cancelamento de erros em regime permanente para sinais de referéncia do
tipo degrau.
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E.2.3 Restricoes de Entrada e Saida

A lei de controle em (E.35) foi obtida sem considerar restri¢oes operacionais na entrada
manipulada e na saida do sistema. Limitantes inferiores e superiores, no entanto, podem
facilmente ser impostos tanto ao sinal de controle quanto a saida prevista do sistema.
Nesse caso, a lei de controle Au deve ser obtida em cada instante de amostragem através
da minimizacao do critério quadrético em (E.33) sujeita ao conjunto de restricoes im-
postas. Como as referidas restricoes sao dadas por desigualdades lineares em Au, a
solucao 6tima global estrita para o problema pode ser obtida através de Programagao
Quadratica (Bazaraa et al., 1993). Previsoes de dinamicas relacionadas a perturbagcoes
mensuraveis agindo sobre o sistema e que sejam representadas pelo modelo podem
também ser facilmente inseridas no célculo da lei de controle (Clarke, 1994; Camacho
e Bordons, 1999).

E.2.4 Modelos FBO

O célculo iterativo (recursivo) da previsao livre do sistema através da equacao a di-
ferengas (E.10) conduz a dois tipos de problemas: A inser¢ao de erros de previsao
devido & presenca de eventuais ruidos de medida nas amostras y(t — Nz + 1), -+, y(t)
e a realimentacao desses erros ao longo do horizonte de previsao. Pode-se, no entanto,
contornar esses problemas realizando a previsao livre através de uma representagao em
espaco-de-estados em lugar da equacao a diferencas. Nesse caso nao existe recursao da
saida e a condicao inicial para a previsao livre é representada pelo conjunto atual de
estados, e nao mais pelas medidas passadas dos sinais do sistema. A questao que se
coloca é como estimar o conjunto de estados de forma adequada. Nesse contexto, repre-
sentacoes de estados de particular interesse sao os modelos FBO descritos no capitulo 5.
Esses modelos nao requerem um procedimento especifico para a estimacao dos estados,
tal como um observador (Chen, 1998), uma vez que: i) Os estados ndo sdo supostos
serem de fato estados do sistema. Logo, a equacao dindmica dos modelos FBO nao re-
presenta uma aproximagao da dindmica de estados do sistema; ii) A equagao dinamica
dos modelos FBO é sempre estavel e, portanto, os estados convergem, a partir de uma
condicao inicial qualquer, para os valores corretos ap6s um periodo transitorio. Para
efeito do calculo da matriz dinamica H em (E.24), um modelo equivalente na forma de
funcao de transferéncia pulsada pode ser obtido diretamente a partir da representacao
de estados (Astrom e Wittenmark, 1997; Chen, 1998).

A utilizacao da representacao de estados FBO para a realizacao da previsao da
resposta livre do sistema faz com que o erro entre o valor de referéncia desejado e o
valor real de saida do sistema nao seja inserido no controlador. A razao é a auséncia
da medida da saida no calculo das previsoes e, portanto, da lei de controle, que nesse
caso opera em malha aberta. Como conseqiiéncia, o sinal indisponivel do erro de saida
nao pode ser integrado pelo controlador. Logo, erros de modelagem e/ou devido a
perturbacgoes nao modeladas podem resultar em erros de regime, mesmo para sinais de
referéncia do tipo degrau. Uma forma de solucionar esse problema é a inclusao de uma
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compensacao de erros no critério (E.4), como segue:

J = i:(@(t+jlt)+c?(t+j It) —w(t+j))2+zu:)\(Au(t+j—1))2 (E.37)

onde os termos de compensacao ci(t + j |t) sdo dados pela diferenga entre as saidas
futuras do sistema y(t + j) e as respectivas previsdes do modelo 7(t + j |t). Uma vez
que nao dispoem-se das medidas futuras da saida, pode-se aproximar esses termos como
(Garcia et al., 1989; Nazzetta et al., 1998):

d(t+ 7 1t) = d(t |t) = y(t) = gt [t = 1) (E.38)

onde §(t |t — 1) é a previsao da saida para o instante atual ¢ realizada no instante
anterior ¢ — 1. Note que, em regime, a aproximagao acima ¢ exata, permitindo assim o
cancelamento de um eventual offset na malha.

Para o célculo da lei de controle do GPC com base no critério (E.37) bas-
ta substituir o vetor de referéncia w' em (E.35) por um novo vetor dado por
w” = [w(t+ Ny) —d(t[t) - w(t+ N,) —d(t|t)]T, isto é, um vetor de referéncia ar-
tificial.

E.2.5 Propriedades do Controle Preditivo

Algumas propriedades da estratégia de controle preditivo sao apresentadas abaixo:

e Com o conhecimento da referéncia em instantes futuros, o controlador pode reagir
de forma antecipativa.

e Restricoes operacionais podem ser consideradas explicitamente na obtencao da lei
de controle 6tima.

e O controlador trata de forma simples a presenca de atraso de transporte no siste-
ma a ser controlado. Esse tratamento pode ser realizado de forma direta, através
da sua consideracao explicita no modelo, ou indireta, através da definicao ade-
quada dos horizontes de previsao N; e NN,. Nesse tltimo caso, garantindo NV,
maior do que o atraso de transporte e suas eventuais variacoes, nao é necessario
o conhecimento exato desse atraso. Pode-se também adotar um horizonte inicial
N; > 1, reduzindo assim o esfor¢co computacional na medida que desconsideram-
se as previsoes que nao dependem, devido ao tempo morto, dos sinais de controle
a serem determinados.
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