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Resumo

Este trabalho propõe a utilização de técnicas de inteligência computacional para a

estimação e previsão da estrutura a termo das taxas de juros, com base em da-

dos dos mercados de renda fixa dos Estados Unidos e Brasil. Para o problema

de estimação da curva de juros, as técnicas de computação evolucionária, Algorit-

mos Genéticos, Evolução Diferencial e Estratégias Evolutivas, foram comparadas

com abordagens tradicionais da literatura, como mı́nimos quadrados não-lineares e

programação quadrática sequencial. A motivação da aplicação de técnicas de com-

putação evolucionária no problema de estimação da estrutura a termo busca superar

limitações como não-convergência e elevada instabilidade dos parâmetros à iniciali-

zação. Além disso, recentemente, a literatura tem apontado o elevado desempenho

dos algoritmos genéticos em problemas de modelagem da curva de rendimentos. Ou-

tra contribuição deste trabalho consiste no desenvolvimento de um modelo nebuloso

evolutivo de aprendizado participativo estendido, denominado ePL+, que inclui em

sua versão original, ePL, mecanismos para aumentar sua autonomia e adaptabili-

dade na modelagem de sistemas complexos. Dessa forma, o modelo ePL+ e outros

modelos nebulosos funcionais evolutivos foram avaliados na questão da previsão das

taxas futuras de juros, em contraposição com modelos econométricos baseados em

processos autoregressivos e modelos de redes neurais artificiais multi-camadas, uma

vez que a evolução das taxas de juros apresenta uma dinâmica altamente não-linear

e variante no tempo, justificando a ideia de modelagem adaptativa. O desempenho

dos métodos considerados foi avaliado em termos de métricas de erro, complexidade

computacional e por meio de testes estat́ısticos paramétricos e não-paramétricos,

MGN e SIGN, respectivamente. Os resultados evidenciaram o elevado potencial

dos modelos de inteligência computacional na estimação e previsão da estrutura a

termo em ambas economias consideradas, constatado pelo melhor desempenho, em

termos de ajuste e significância estat́ıstica, em relação às técnicas de otimização de

parâmetros e econométricas mais utilizadas na literatura.

Palavras-chave: Taxas de Juros. Computação Evolutiva. Sistemas Nebulosos. Sis-

temas de Computação Adaptativos. Análise de Séries Temporais.
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Abstract

This work proposes the term structure of interest rates modeling and forecasting

using computational intelligence techniques, based on data from the US and Bra-

zilian fixed income markets. The yield curve modeling includes the use of some

evolutionary computation methods like Genetic Algorithms, Differential Evolution

and Evolution Strategies in comparison with traditional optimization techniques

such as nonlinear least squares and sequential quadratic programming. The motiva-

tion behind the use of evolutionary computation to yield curve estimation aims to

overcome limitations like non-convergence and high parameters instability to initia-

lization. Moreover, recently, the literature has been shown the higher performance

of genetic algorithms in yield curve modeling problems. This work also contribu-

tes by developing an extended participatory learning fuzzy model, called ePL+,

which includes on its original version, ePL, mechanisms to improve its autonomy

and adaptability in complex systems modeling. Therefore, the ePL+ model and

some evolving functional fuzzy approaches were evaluated in the future interest ra-

tes forecasting, as opposed to econometric models based on autoregressive processes

and multilayer artificial neural networks methodologies, since interest rates evolu-

tion shows a high non-linear dynamics and also time-varying, justifying the idea of

adaptive modeling. Models’ performance were compared in terms of error measures,

computational complexity and by parametric and non-parametric statistical tests,

MGN and SIGN, respectively. The results reveal the high potential of computational

intelligence methods to deal with the term structure modeling and forecasting for

both economies considered, as pointed out by their adjustment and statistical supe-

rior performance then traditional optimization and econometrics techniques reported

in the literature.

Key-words: Interest Rates. Evolutionary Computation. Fuzzy Systems. Adaptive

Computing Systems. Time-Series Analysis.
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6.12 Reśıduos da estimação da ETTJ no mercado do Brasil, utilizando o algoritmo de

Estratégias Evolutivas CMA-ES. . . . . . . . . . . . . . . . . . . . . . . . . . . . 76

6.13 Estimação da ETTJ para o mercado dos EUA em Maio de 1995 de acordo com

as técnicas de otimização de MQNL, SQP, ED e EE. . . . . . . . . . . . . . . . 77

xvii



6.14 Estimação da ETTJ para o mercado do Brasil em 19 de Setembro de 2007 de

acordo com as técnicas de otimização de MQNL, SQP, ED e EE. . . . . . . . . . 78
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6.2 Erro quadrático médio ponderado (WMSE) para estimação da ETTJ nos merca-

dos dos EUA e Brasil. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 75

6.3 Complexidade computacional e número de parâmetros dos algoritmos utilizados
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Capı́tulo 1
Introdução Geral

1.1 Motivação

A estrutura a termo das taxas de juros (ETTJ) é definida como a relação entre as taxas

nominais de juros de t́ıtulos públicos que não pagam cupons (zero-cupom), ou taxas consideradas

livres de riscos, e diferentes maturidades, i.e., descreve a evolução dinâmica das taxas de juros

para distintos prazos em determinado dia. As taxas de t́ıtulos zero-cupom que compõem a

estrutura a termo são denominadas taxas livres de riscos, uma vez que, partindo da hipótese

de insolvência financeira do emissor (governo), representam o rendimento de uma aplicação,

por um determinado peŕıodo, livre de riscos. Diariamente, os Bancos Centrais emitem t́ıtulos

públicos para um número limitado de vencimentos, o que implica na necessidade da utilização

de alguma técnica de interpolação que permita associar uma taxa zero-cupom para todas as

maturidades posśıveis.

É de extrema importância, principalmente nos mercados financeiros, a modelagem da estru-

tura a termo das taxas de juros. Instituições financeiras, por exemplo, necessitam controlar a

sua exposição ao risco de oscilação de taxas de juros por meio do balanceamento de suas posições

em t́ıtulos de d́ıvida pública ou em contratos futuros que possuem seu valor atrelado às taxas

de juros. A ETTJ ainda é essencial na precificação de ativos financeiros como t́ıtulos públicos,

contratos futuros, swaps, opções, assim como é uma variável chave na administração de riscos,

em decisões corporativas de financiamento, e na composição de portfólios. A estrutura a termo

também permite o monitoramento de variáveis econômicas como prêmio pelo risco, inflação e

taxa real de atividade econômica.

A modelagem da curva de juros também ocupa papel central na predição das taxas de juros

futuras1. Estratégias de imunização de portfólio necessitam de medidas preditivas dos movi-

mentos da curva de rendimentos, assim como tesoureiros dos governos gerenciam a emissão e

manutenção do ńıvel da d́ıvida pública com base na determinação das taxas de juros corrente e

futura. Investidores podem avaliar seus portfólios ao longo do tempo levando em consideração o

custo de oportunidade ao se aplicar em ativos de baixo-risco. E, numa perspectiva macroeconô-

mica, Bancos Centrais podem reagir aos ńıveis esperados de inflação e atividade econômica por

1Os termos estrutura a termo da taxa de juros, curva de juros e curva de rendimentos serão tratados como
sinônimos neste trabalho.

1
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meio do ajuste da taxa de curto prazo, o que, por consequência, afeta todo o comportamento

da curva de juros. Por fim, como qualquer taxa de crédito é formada pela adição da taxa livre

de riscos a um spread que remunera o emprestador pelo risco de default, a ETTJ impacta a

demanda agregada de uma economia.

Na última década, a literatura avançou significativamente na construção de modelos teóricos

para descrever a estrutura a termo, assim como na modelagem econométrica desses modelos.

Uma literatura importante está relacionada ao uso de modelos estat́ısticos, isentos de uma

interpretação estrutural, mas que se caracterizam por sintetizar o comportamento e permitir a

estimação e previsão da curva de juros, sem necessariamente representarem o ajuste de modelos

teóricos sob condições econômicas de equiĺıbrio ou de arbitragem. Nessa classe, destacam-se os

modelos paramétricos, também conhecidos como parcimoniosos, baseados na especificação de

uma função com poucos parâmetros, de fácil implementação e interpretabilidade.

Nos modelos parcimoniosos, a questão da modelagem da ETTJ se resume a um problema de

otimização não-linear de parâmetros que considera um critério de aderência da curva estimada

ao número limitado das taxas impĺıcitas observadas nos preços dos t́ıtulos zero-cupom. Como a

evolução da taxa de juros apresenta um comportamento altamente não-linear, as especificações

paramétricas da curva de rendimentos são não-lineares nos parâmetros, com destaque para

os modelos de expansões polinomiais, uma vez que suas caracteŕısticas se adequam aos fatos

estilizados do comportamento das taxas de juros.

Embora a literatura, em geral, produza maiores avanços na obtenção de uma especificação

funcional que melhor represente o comportamento da ETTJ, os métodos de otimização envol-

vidos na estimação dos parâmetros da curva têm sido negligenciados. Na modelagem diária da

curva de juros com modelos parcimoniosos, existe a possibilidade de que os parâmetros estima-

dos possam corresponder a uma solução de ótimo local e não global, i.e., verifica-se o risco de

não-convergência. Esse problema emerge da alta não-linearidade da função a ser otimizada, que

em prática pode resultar em uma aderência inferior a ńıveis convencionais. A não-convergência

pode também ser explicada pela elevada sensibilidade das estimativas de acordo com a condição

inicial associada aos algoritmos tradicionais de otimização não-linear (máxima verossimilhança

e mı́nimos quadrados não-lineares, por exemplo). Como, em geral, nos modelos parcimoniosos,

seus parâmetros possuem uma interpretação econômica associada às expectativas dos agentes

quanto ao comportamento futuro das taxas de juros, é esperada uma baixa variabilidade dos

parâmetros, principalmente em condições de estabilidade nos mercados financeiros.

Para solucionar tais problemas, (Gimeno & Nave 2009) propuseram a utilização de Algorit-

mos Genéticos (AG) para a modelagem da estrutura a termo das taxas de juros, considerando

dados do mercado de renda fixa da Espanha. Os autores mostraram que a técnica sugerida su-

perou o método de mı́nimos quadrados não-lineares em termos de acurácia e, ao mesmo tempo,

gerou estimativas mais estáveis. De acordo com a aplicação da ETTJ, pequenas diferenças na

aderência da curva aos dados reais podem implicar em elevadas diferenças na precificação de

ativos, gerenciamento de riscos, previsão das taxas futuras de juros. Portanto, a aderência dos

resultados é fundamental, uma vez que a estrutura a termo reflete o status do mercado de juros.

Esses resultados evidenciam um elevado potencial dos métodos de computação evolucionária

para o problema de modelagem da curva de juros.
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Seguindo o trabalho de (Gimeno & Nave 2009), nesta dissertação, busca-se avaliar distin-

tos métodos de computação evolucionária para o problema de estimação da ETTJ. A proposta

de aplicação dessas técnicas é justificada pelo fato de elas apresentarem desempenho superior

se comparadas com algoritmos tradicionais de otimização em inúmeras aplicações, e também

por evitarem o problema da não-convergência e elevada sensibilidade à inicialização, conforme

reportado na literatura (Das & Suganthan 2011). Além disso, pequenas diferenças na modela-

gem da ETTJ podem refletir em significativas alterações quando esta é avaliada em aplicações

práticas: por isso, métodos de otimização que resultem em estimativas mais acuradas são po-

tenciais candidatos para o problema de obtenção da curva de juros, incluindo meta-heuŕısticas,

como os algoritmos baseados em computação natural. Adicionalmente, diferente da técnica de

algoritmos genéticos, os métodos de Evolução Diferencial e Estratégias Evolutivas, em inúme-

ros problemas de otimização e considerados neste trabalho para o problema de estimação da

curva de juros, possuem um número menor de parâmetros de controle, são algoritmos de simples

implementação e, em geral, requerem um custo computacional mais baixo.

Além da estimação da curva de juros, neste trabalho, também é estudado o problema de

previsão da estrutura a termo das taxas juros. A previsão das taxas de juros futuras é de

fundamental importância para instituições financeiras, investidores e policy makers. Sua apli-

cação inclui o gerenciamento de riscos, composição de carteiras, precificação de t́ıtulos públicos

e derivativos, e o auxilio a condução de poĺıticas econômicas (monetária e fiscal). A análise

de predição da curva de juros foi abordada pela literatura mais intensivamente nos anos 2000,

sendo o trabalho de (Diebold & Li 2006) uma das principais referências nessa linha de pes-

quisa. Desde então, inúmeras propostas foram avaliadas para previsão da ETTJ, conforme será

descrito posteriormente. É verificado na literatura que as abordagens empregadas, em geral,

apresentam resultados satisfatórios. Contudo, frequentemente, suas previsões são melhores no

curto prazo ou no longo prazo, não sendo posśıvel realizar boas predições da curva de juros para

prazos curtos e longos simultaneamente. Dessa forma, na tentativa de superar tal limitação, um

dos objetivos deste trabalho é avaliar o poder preditivo de sistemas nebulosos (fuzzy) evolutivos

para a estrutura a termo das taxas de juros, considerando distintos horizontes de previsão.

Modelos nebulosos evolutivos vêm sendo aplicados nos últimos anos na solução de diversos

problemas, inclusive previsão de séries temporais, revelando bons resultados e definindo uma

promissora abordagem para a identificação de sistemas não-lineares adaptativos. Como a evolu-

ção da estrutura a termo das taxas de juros apresenta um comportamento não-linear e dinâmico,

em decorrência da condição verificada nos mercados de taxas de juros, essa abordagem apresenta

um paradigma relevante para esse tipo de fenômeno. Nesta dissertação, a questão da predição

da curva de juros é avaliada por meio de modelos nebulosos evolutivos, uma vez que esses são

adaptativos, permitindo que a dinâmica do mercado de juros seja capturada e refletida em sua

estrutura de base de regras. A literatura não apresenta a aplicação desses modelos ao problema

considerado, evidenciando mais uma contribuição deste trabalho, que inclui, ainda, a avaliação

emṕırica com dados dos mercados de renda fixa de uma economia desenvolvida (Estados Unidos)

e emergente (Brasil).
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Adicionalmente, outra contribuição deste trabalho consiste no desenvolvimento de um mo-

delo nebuloso evolutivo de aprendizado participativo estendido, denominado ePL+. Assim como

em sua versão inicial, ePL, o modelo ePL+ utiliza o conceito de aprendizado participativo para

a construção de bases de regras em sistemas nebulosos. Ainda, o modelo ePL+ é composto por

mecanismos que aumentam sua autonomia, por meio da atualização recursiva da zona de in-

fluência das regras nebulosas e monitoramento da qualidade da base de regras com base em uma

medida de utilidade. Diferentemente do ePL, o modelo ePL+ ainda foi estendido para o caso

de sistemas com múltiplas sáıdas. Dessa forma, o problema emṕırico de previsão da estrutura

a termo das taxas de juros é abordado considerando modelos nebulosos evolutivos relatados na

literatura, redes neurais multi-camadas e o modelo ePL+.

1.2 Objetivos

Este trabalho tem como objetivo geral a aplicação de técnicas de inteligência computacional

na estimação e previsão da estrutura a termo das taxas de juros considerando dados dos mercados

de renda fixa dos Estados Unidos e Brasil.

Na questão de estimação da ETTJ, os objetivos se resumem na aplicação de diferentes al-

goritmos evolucionários, adequados ao problema, e sua comparação com técnicas de otimização

não-linear mais utilizadas, i.e., mı́nimos quadrados não-lineares e programação quadrática se-

quencial. Portanto, na modelagem da curva de juros, o objetivo principal é avaliar o desempenho

de técnicas de computação evolucionária para a estimação dos parâmetros de modelos parci-

moniosos que descrevem a estrutura a termo das taxas de juros. Os algoritmos considerados,

Algoritmos Genéticos, Evolução Diferencial e Estratégias Evolutivas serão avaliados em termos

de acurácia, sensibilidade à inicialização, determinação dos parâmetros de controle e complexi-

dade computacional. Além disso, como aplicação prática, também será realizada uma avaliação

dos resultados na precificação de t́ıtulos públicos zero-cupom.

Para o problema de previsão da curva de juros, a ideia central consiste na aplicação de

modelos nebulosos funcionais evolutivos baseados em regras. O principal objetivo é a aplicação

das técnicas nebulosas eTS, xTS, eTS+ e ePL, consolidadas na literatura, para previsão da

curva de juros, tomando como benchmark o modelo proposto por (Diebold & Li 2006), e ainda,

considerando modelos baseados em redes neurais artificiais de múltiplas camadas (MLP), de

forma a avaliar os resultados obtidos em termos de acurácia de predição, e por meio de testes

estat́ısticos para modelos de previsão competitivos.

Outro objetivo subjacente a esta dissertação é estender o modelo ePL de forma a incluir

mecanismos que permitam uma maior flexibilidade à técnica, e evitar a necessidade de conhe-

cimento prévio do problema a ser tratado pelo usuário, o que permite o aprendizado autônomo

por meio da base de dados que representa o comportamento do sistema avaliado. O modelo

estendido, denominado ePL+, inclui essencialmente os seguintes procedimentos: adaptação re-

cursiva da zona de influência das regras nebulosas, estensão para a modelagem de sistemas com

múltiplas sáıdas, e inclusão de uma medida de utilidade para avaliar a qualidade da estrutura

da base de regras. Além disso, o modelo ePL+ proposto será também avaliado para o problema

de predição da estrutura a termo das taxas de juros.
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1.3 Organização do Trabalho

Este caṕıtulo apresentou o problema tratado nesta dissertação, incluindo a relevância da

pesquisa na área de modelagem e previsão da estrutura a termo das taxas de juros para inves-

tidores, gerentes de riscos, administradores de carteiras, policy makers e demais participantes

do mercado em geral. O trabalho está dividido essencialmente em duas partes: estimação e

previsão. Os problemas são apresentados distintamente, seguidos da descrição das abordagens

tradicionalmente avaliadas na literatura, e das técnicas alternativas de inteligência computaci-

onal sugeridas para o tratamento de cada aplicação. Por fim, os resultados gerais são descritos.

No Caṕıtulo 2, são reportadas as principais abordagens de modelagem da curva de juros,

incluindo uma revisão bibliográfica sobre o tema. Em particular, o modelo de fatores laten-

tes, proposto por (Nelson & Siegel 1987), é apresentado como a metodologia considerada nesta

dissertação para descrever a estrutura a termo das taxas de juros, transformando a questão de

obtenção da curva de rendimentos em um problema de otimização não-linear de parâmetros.

Além disso, as técnicas de mı́nimos quadrados não-lineares e de programação quadrática se-

quencial são descritas, uma vez que constituem o benchmark para a questão de modelagem da

curva zero-cupom.

Em seguida, o Caṕıtulo 3 traz a apresentação das técnicas de computação evolucionária apli-

cadas à modelagem da curva de juros: Algoritmos Genéticos, Evolução Diferencial e Estratégias

Evolutivas. Cada metodologia é descrita levando em consideração o problema proposto, de

forma a apresentar os algoritmos implementados, destacando suas peculiaridades. Além disso,

o caṕıtulo inclui uma revisão da literatura dessas técnicas evolucionárias na consideração de

problemas em economia e finanças.

O Caṕıtulo 4, por sua vez, introduz a idéia de previsão da estrutura a termo das taxas

de juros. Inicialmente, é reportada a revisão bibliográfica do problema de predição da curva

de rendimentos, seguida da apresentação da técnica de (Diebold & Li 2006), metodologia am-

plamente utilizada. Em seguida, são apresentadas as idéias dos modelos nebulosos funcionais

evolutivos, abordagem proposta nesta dissertação para a previsão das taxas de juros, incluindo

suas principais caracteŕısticas e destacando suas vantagens na área de séries temporais.

No Caṕıtulo 5, é introduzida a nova versão estendida do modelo ePL (Lima 2008), deno-

minada ePL+, que também será avaliada no problema de predição da ETTJ. O modelo ePL+

inclui as seguintes modificações em relação à sua versão original: adaptação recursiva da zona

de influência das regras nebulosas, estensão para identificação de sistemas com múltiplas sáıdas,

introdução de uma medida de utilidade para avaliar a qualidade da estrutura da base de regras,

e utilização do algoritmo subtractive clustering para inicialização dos antecedentes das regras.

Essas modificações permitem um maior grau de adaptação do modelo a partir da base de dados,

eximindo a necessidade de conhecimento prévio do problema para uma aplicação adequada do

modelo.

Os resultados das aplicações das metodologias de inteligência computacional sugeridas para

a modelagem e predição da curva de juros são apresentados no Caṕıtulo 6. Para o problema

de predição, comparações incluem outros modelos nebulosos evolutivos presentes na literatura,

como o eTS, xTS, eTS+, ePL, o modelo proposto nesta dissertação, ePL+, e uma rede neural

do tipo MLP. Os modelos são avaliados em termos de acurária e a partir de testes estat́ısticos
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paramétricos e não-paramétricos, MGN e SIGN, respectivamente.

Por fim, o Caṕıtulo 7 conclui o trabalho sumarizando suas principais contribuições, sugere

tópicos a serem desenvolvidos futuramente, e apresenta os artigos produzidos, diretamente re-

lacionados com esta dissertação.



Capı́tulo 2
Estrutura a Termo das Taxas de Juros

Neste caṕıtulo serão apresentados os principais conceitos e métodos de estimação da estrutura

a termo das taxas de juros, em conjunto com uma breve revisão bibliográfica sobre o tema.

Os modelos parcimoniosos, considerados nesta dissertação, serão descritos em seguida. Por

fim, formula-se o problema de otimização associado e suas respectivas propostas de solução

verificadas na literatura.

2.1 Modelos de Estimação da Curva de Juros

A estrutura a termo das taxas de juros (ETTJ) é definida como uma relação entre taxas

nominais de juros de t́ıtulos públicos zero-cupom livres de risco e datas de maturidade1. A

curva de juros reflete as associações entre as taxas nominais de curto, médio e longo prazos dos

t́ıtulos considerados em um determinado momento no tempo. Embora o conceito de ETTJ esteja

associado à taxas impĺıcitas de t́ıtulos públicos, em alguns páıses, como o Brasil, que apresentam

uma liquidez relativamente baixa nesse mercado, a estrutura a termo pode ser constrúıda por

outras taxas, impĺıcitas em contratos de juros transacionados no mercado de renda fixa2.

A ausência de t́ıtulos públicos zero-cupom para todas as posśıveis maturidades implica que,

na prática, a estrutura a termo real não é observada. A curva de juros deve então ser estimada

utilizando um número limitado de taxas à vista, obtidas diretamente dos preços dos t́ıtulos

públicos dispońıveis no mercado, e por meio dos preços dos cupons de t́ıtulos que pagam tais

fluxos periódicos, exigindo assim um método de interpolação. Portanto, a questão central na

estimação da estrutura a termo é gerar uma curva que associe uma taxa de juros nominal

zero-cupom à todas posśıveis maturidades.

A hipótese de não-arbitragem no mercado de renda fixa implica que a curva de rendimentos

deve apresentar essencialmente duas caracteŕısticas: continuidade e suavidade (smoothness). A

suavidade garante a continuidade da estrutura a termo impĺıcita das taxas futuras de juros,

elemento fundamental em um contexto mais geral de não-arbitragem financeira. (Guthmann

1T́ıtulos zero-cupom ou de descontos puros são contratos de renda fixa que fazem um único pagamento, i.e.,
o valor de face do t́ıtulo, na maturidade, sem pagamento de cupons intermediários.

2No Brasil, as Letras do Tesouro Nacional (LTNs) são os t́ıtulos públicos zero-cupom transacionados nos
mercados, entretanto, apresentam uma baixa liquidez, o que resulta na necessidade da utilização de taxas
alternativas como proxy para construção da ETTJ.

7
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1929) iniciou as pesquisas na tentativa de formular um modelo capaz de descrever a ETTJ.

Posteriormente, empregou-se desde métodos gráficos e subjetivos (Anderson, Breedon, Deacon,

Derry & Murphy 1996), até sofisticados modelos não-paramétricos baseados na estimação de

funções polinomiais gradualmente suavizadas (Anderson & Sleath 2001). Contudo, modelos mais

compactos, descritos com base em poucos parâmetros, vêm sendo priorizados pela literatura e

agentes de mercado (Friedman 1977).

Os trabalhos relacionados à estimação da estrutura a termo das taxas de juros mostram que

a curva de juros é essencialmente monotônica e com presença de curvatura(s) (humped), ou,

ocasionalmente, em formato de “S” (Dobson 1978, Chambers, Carleton & Waldman 1984, Shea

1985). Os métodos de interpolação da estrutura a termo podem ser dividos em três principais

classes: modelos de equiĺıbrio, de não-arbitragem e estat́ısticos ou paramétricos.

Na classe dos modelos de equiĺıbrio, as taxas de curto prazo são modeladas na forma de um

processo de difusão e de uma função de desconto, para então derivar a evolução da estrutura

a termo na forma de uma relação entre as taxas das maturidades mais longas em função da

taxa de curto prazo. Os principais representantes dessa classe são os modelos de (Vasicek 1977),

(Brennan & Schwartz 1979) e (Cox, Ingersoll & Ross 1985). Nesses modelos, a estimação

econométrica se dá com a obtenção dos parâmetros do processo de difusão da taxa de juros de

curto prazo (Chan, Karolyi, Longstaff & Sanders 1992).

Na segunda classe de modelos da ETTJ, o representante mais importante é o modelo de

(Heath, Jarrow & Morton 1992). O ajuste da curva de juros nos modelos de não-arbitragem

é realizado de forma a não existirem condições de arbitragem entre as taxas, assim como não

envolve diretamente a estimação de parâmetros subjacentes ao processo gerador das taxas de

juros. Utilizando árvores binomiais ou trinomiais, em geral, a curva observada é ajustada

perfeitamente em cada dia, sem a presença de uma estrutura dinâmica nas taxas de curto

prazo. O objetivo desses modelos não está relacionado à previsão da curva de juros, mas à

precificação de instrumentos financeiros por meio do ajuste da curva observada no mercado.

Na classe dos modelos paramétricos ou estat́ısticos, não há uma interpretação estrutural,

pois não representam o ajuste de modelos teóricos sob condições de equiĺıbrio e não-arbitragem.

Os principais representantes dessa classe incluem a metodologia de componentes principais

(Litterman & Scheinkman 1991), modelos de interpolação como os splines (Shea 1984), smo-

othing splines (Fisher, Nychka & Zervos 1995), regressão por kernel (Linton, Mammen, Niel-

son & Tanggard 2001), e modelos parcimoniosos ou de fatores latentes como os de (Nelson &

Siegel 1987) e (Svensson 1994).

Os modelos de (Nelson & Siegel 1987), NS daqui em diante, e (Svensson 1994) são os mais

utilizados na literatura e na prática para a estimação da curva de rendimentos. Os modelos es-

truturais de equiĺıbrio têm um poder preditivo baixo, enquanto modelos de calibração baseados

em condições de não-arbitragem não permitem diretamente uma previsão para a curva de juros

(Laurini & Hotta 2010). Dessa forma, os modelos parcimoniosos são normalmente aplicados ao

ajuste e predição da ETTJ por serem mais simples de implementação e apresentarem desempe-

nho superior aos demais modelos econométricos. Entretanto, nos modelos parciomoniosos não

são impostas restrições teóricas de não-arbitragem financeira, desejável em modelos de taxa de

juros (Diebold, Piazzesi & Rudebusch 2005).
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As três classes de estimação da estrutura a termo apresentam suas vantagens e desvan-

tagens, sem evidências emṕıricas da superioridade de uma metodologia em relação às demais

(Manousopoulos & Michalopoulos 2009). Entretanto, segundo o relatório do Banco de Compen-

sações Internacionais (BIS - Bank of International Settlements), nove dentre treze importantes

bancos centrais que reportam suas estimativas da estrutura a termo ao BIS utilizam modelos

parcimoniosos, sobretudo os modelos de NS e (Svensson 1994) (BIS 2005), conforme mostrado

na Tabela 2.13.

Tabela 2.1: Modelos de estimação da ETTJ para os bancos centrais que reportam suas estima-
tivas ao BIS.

Banco Central Modelo de ETTJ
Alemanha Svensson
Bélgica Svensson/Nelson-Siegel
Canadá Splines Exponenciais
Espanha Svensson
Estados Unidos Splines Suavizados
Finlândia Nelson-Siegel
França Svensson/Nelson-Siegel
Inglaterra VRP
Itália Nelson-Siegel
Japão Splines Suavizados
Noruega Svensson
Suécia Splines Suavizados/Svensson
Suiça Svensson

Dessa forma, nesta dissertação, o modelo de fatores latentes de (Nelson & Siegel 1987) foi

considerado para descrever a estrutura a termo das taxas de juros, uma vez que se trata de uma

abordagem robusta, no sentido de que é capaz de descrever diversos espectros de estrutura a

termo com um número relativamente baixo de parâmetros, e por se tratar de uma abordagem

muito utilizada na literatura e na prática (Gürkaynak, Sack &Wright 2006, Nyholm & Rebonato

2008), inclusive no mercado Brasileiro. Além disso, o conselho de governadores do sistema do

Federal Reserve, Banco Central dos Estados Unidos, publica diariamente as curvas de juros

diárias, considerando o modelo de NS, em tempo real4, assim como o Banco Central Europeu5.

2.2 Modelo de Fatores Latentes

Para apresentação do modelo de (Nelson & Siegel 1987), é necessário descrever alguns con-

ceitos subjacentes à modelagem da estrutura a termo, incluindo as relações entre as principais

construções teóricas associadas: curva de desconto, curva de juros futura, e curva de rendimen-

tos.
3O modelo de (Svensson 1994) é caracterizado pela adição de um termo extra na função de (Nelson &

Siegel 1987) para permitir a presença de uma segunda curvatura na estrutura a termo das taxas de juros.
4Ver: http://www.federalreserve.gov/econresdata/researchdata.htm.
5Ver: http://www.ecb.europa.eu/stats/money/yc/html/index.en.html.
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2.2.1 Conceitos Básicos

Os principais ativos de renda fixa nos mercados financeiros utilizados para construção da

estrutura a termo das taxas de juros são os t́ıtulos públicos6. O preço de um t́ıtulo público é

definido como o valor presente de seus fluxos de caixa:

P = C ·
m
∑

i=1

δ(τi) +A · δ(τm) (2.1)

onde P é o preço do t́ıtulo, C corresponde ao valor do cupom pago pelo t́ıtulo nos peŕıodos τi
(i = 1, . . . ,m), A à amortização (valor de face) do t́ıtulo na maturidade τm, e δ(·) à função de

desconto associada.

Na precificação de qualquer ativo de renda fixa, a função de desconto é o ponto de partida.

Define-se a função de desconto, no caso nominal, como o valor atual (hoje) de um t́ıtulo que

pagará uma unidade monetária $ 1 na maturidade τ . Em termos discretos, podemos escrever a

função de desconto como:

δ(τ) =
1

(1 + y (τ))τ
(2.2)

em que y(τ) é a taxa de juros nominal zero-cupom de maturidade τ .

A curva de rendimentos de um t́ıtulo pode então ser descrita por meio de uma única taxa

de juros que desconta seus fluxos de caixa futuros ao seus valores presentes:

P =
m
∑

i=1

C
(1 + y(τ))τi

+
A

(1 + y(τ))τm
(2.3)

No caso dos t́ıtulos zero-cupom, i.e., t́ıtulos que não pagam cupons, seu rendimento até a

maturidade é dado pela taxa à vista (spot) de mesma maturidade, denominada rendimento

zero-cupom.

Conhecidas as taxas à vista y(τi) e suas funções de desconto correspondentes δ(τi), podemos

calcular as taxas futuras impĺıcitas, para um determinado peŕıodo, como:

(yfut)i =
δ(τi−1)− δ(τi)

δ(τi)
(2.4)

Em finanças, em geral, é conveniente considerar as taxas de juros capitalizadas continua-

mente, ou seja, assumir que os descontos são realizados em peŕıodos infinitesimais. Pode-se

então reescrever a função de desconto em (2.2) da seguinte forma:

δ(τ) = e−τy(τ) (2.5)

A representação da curva da taxa instantânea futura em tempo cont́ınuo é obtida pela

estensão da expressão (2.4):

yfut(τ) =
−δ′(τ)
δ(τ)

(2.6)

6No Apêndice A são apresentados os principais conceitos relacionados a construção da estrutura a termo das
taxas de juros e suas especificidades para o caso do Brasil.
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Consequentemente, a taxa de juros futura média para uma determinada maturidade no

intervalo [τ1, τ2] é obtida por meio da média de r(τ):

ȳfut(τ1, τ2) =
1

τ2 − τ1

∫ τ2

τ1

yfut(t)dt (2.7)

A taxa de juros à vista com maturidade τ é então a média da taxa futura no intervalo [0, τ ]:

y(τ) =
1

τ

∫ τ

0

yfut(t)dt =
1

τ

∫ τ

0

−δ′(τ)
δ(τ)

dt =
−ln(δ(τ))

τ
(2.8)

sendo δ(τ) = 1, uma vez que o valor presente de um dado montante hoje (τ = 0) é igual ao seu

próprio valor.

Dessa forma, pode-se computar o preço de um t́ıtulo que paga cupons da seguinte forma:

P =
m
∑

i=1

C · e−τiy +A · e−τy (2.9)

O termo curva de juros é muito geral e associa-se à curva que descreve a estrutura a termo

das taxas de juros. Pode ainda corresponder à curva instantânea de juros futura, função de

desconto, curva de amortização de t́ıtulos públicos, e curva da taxa de juros à vista, ou curva

de juros zero-cupom, termo mais utilizado, e que será considerado nesta dissertação.

2.2.2 Curva de Juros de Nelson e Siegel (1987)

O modelo paramétrico proposto por (Nelson & Siegel 1987) é amplamente utilizado por

bancos centrais, investidores e pesquisadores para descrever a estrutura a termo das taxas de

juros7. O modelo é baseado em uma aproximação exponencial de três componentes, de forma

parcimoniosa e conveniente para descrever o comportamento da curva de rendimentos. A curva

da taxa futura de juros é descrita pela seguinte função exponencial expandida:

(yfut)t(τ) = β1t + β2te
−λtτ + β3tλte

−λtτ (2.10)

em que β1t, β2t, β3t e λt são os parâmetros do modelo relativos ao dia t.

A curva de NS para a taxa futura pode ser vista como uma constante somada a uma função de

Laguerre, conhecida função matemática de aproximação (Courant & Hilbert 1953). Os limites

da curva da taxa futura são tais que:

lim
τ→∞

(yfut)t(τ) = β1t (2.11)

lim
τ→0

(yfut)t(τ) = β1t + β2t (2.12)

que correspondem, respectivamente, às interpretações de taxas instantâneas futuras de longo e

curto prazos.

7(McCulloch 1971), (Chambers et al. 1984), (Diament 1993) e (Mansi & Phillips 2001) são exemplos de outras
propostas funcionais para descrever a curva de juros, contudo, são pouco utilizadas na prática.
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Os parâmetros β3 e λ controlam a forma em que ocorre a transição entre as taxas de curto

e longo prazos. A curva de juros pode assumir a forma de “U”, “U” invertido, ou formato

senoidal ao invés de apenas um ponto de ótimo local se o parâmetro β3 é negativo, positivo

ou próximo de zero, respectivamente (Gimeno & Nave 2009). O parâmetro λ corresponde

à taxa de decaimento exponencial da curva; em que baixos (elevados) valores de λ resultam

em lento (rápido) decaimento da curva zero-cupom, e fornecem melhor aderência da curva em

maturidades mais longas (curtas). Além disso, λ determina o ponto em que o parâmetro β3
atinge o valor máximo.

Ao integrar a função da taxa de juros futura em (2.10), a curva de juros zero-cupom, denotada

por yt(τ), é obtida:

yt(τ) =
1

τ

∫ τ

0

yfut(t)dt = β1t + β2t

(

1− e−λtτ
λtτ

)

+ β3t

(

1− e−λtτ
λtτ

− e−λtτ
)

(2.13)

A literatura interpreta os parâmetros β1, β2 e β3 da função de NS, respectivamente, como

os três fatores latentes dinâmicos de ńıvel, inclinação e curvatura (Diebold & Li 2006). A

persistência do fator de ńıvel, β1, na função é igual a 1, confirmando a idéia de fator de “longo

prazo”, uma vez que não decai a zero considerando seu limite. O fator β2, de inclinação, tem

persistência
(

1−e−λτ

λτ

)

, função que inicia em 1 e decai monotonicamente a zero, relacionada ao

fator de “curto prazo”. Finalmente, a função
(

1−e−λτ

λτ
− e−λτ

)

, que inicia em zero, aumenta,

e então decai novamente a zero, está associada à persistência do fator de “médio prazo”, β3,

ou fator de curvatura. O comportamento da persistência dos fatores da curva de NS pode ser

verificado na Figura 2.1.

Por definição, as taxas de juros nominais à vista são estritamente positivas. Dessa forma,

para que o modelo possua sentido econômico, as restrições aos parâmetros são tais que:

β1 > 0,

β1 + β2 > 0,

λ > 0 (2.14)

As duas primeiras inequações garantem que os extremos da curva de juros sejam positivos,

enquanto a terceira inequação permite a existência de um limite finito para a taxa de longo

prazo.
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Figura 2.1: Persistência dos fatores de NS como função da maturidade, para λ = 0.0609.

2.3 Problema de Otimização de Parâmetros

O número de t́ıtulos públicos zero-cupom transacionados nos mercados não cobre todas as

posśıveis maturidades, implicando que a curva de juros deve ser estimada. Portanto, o problema

associado consiste na estimação do conjunto de parâmetros x = {β1, β2, β3, λ} que minimiza uma

medida de erro entre os valores reais (observados nos mercados) e estimados (obtidos da curva

de juros parametrizada) em relação aos preços ou taxas dos t́ıtulos zero-cupom dispońıveis, ou

ainda às taxas de outros instrumentos financeiros que são consideradas como proxy das taxas

livres de risco.

A escolha entre preços ou taxas na função objetivo do processo de otimização não é defini-

tiva. (Svensson 1994), por exemplo, sugere a minimização do erro obtido por meio das taxas,

uma vez que produz melhor aderência da curva em maturidades mais curtas. Contudo, segundo

(Manousopoulos & Michalopoulos 2009), para escolher o método mais apropriado de definição

da função custo, é necessário levar em consideração o objetivo da estimação da curva de rendi-

mentos. Se a curva de juros for aplicada como um indicador de poĺıtica monetária, ou seja, se o

foco são as taxas de juros, então a minimização em relação às taxas deve ser utilizada. Por outro

lado, caso as curvas estimadas sejam utilizadas na precificação de t́ıtulos, é então prefeŕıvel a

minimização em relação aos preços.

Assim como na maioria dos trabalhos de estimação da estrutura a termo das taxas de juros,

considerou-se nesta dissertação a minimização em relação às taxas livres de riscos na construção

da curva de juros zero-cupom. Dessa forma, o problema de otimização de parâmetros da função

de NS pode ser formulado da seguinte forma:
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min
x

F(x) = min
βi,λ

N
∑

j=1

(yj − ŷj (x))2 ·
1

√

Dj

(2.15)

sujeito a β1t > 0

β1t + β2t > 0

λ1t > 0 (2.16)

em que D é a duration dos t́ıtulos considerados, y a taxa à vista zero-cupom real observada, ŷ(x)

é a taxa impĺıcita do t́ıtulo calculado por meio da estrutura a termo constrúıda pelo conjunto

de parâmetros estimados x, F(x) denota a função objetivo ou também chamada de função de

fitness e N o número de observações.

A não-linearidade do modelo é introduzida pelo parâmetro de decaimento λ. Vários trabalhos

na literatura, tais como (Nelson & Siegel 1987) e (Diebold & Li 2006), costumam fixar o valor

do parâmetro λ arbitrariamente para tornar a função que descreve a curva de juros linear em

relação aos parâmetros β’s. Todavia, esse método está associado a limitações, uma vez que

erros de especificação do modelo podem resultar em soluções não-ótimas para os parâmetros da

curva de juros, pois não há uma técnica apropriada para a escolha de um valor adequado para

o parâmetro de decaimento. Assim, neste trabalho, todos os parâmetros da função de NS foram

considerados variantes no tempo.

Os métodos tradicionais de otimização, i.e., máxima verossimilhança e mı́nimos quadrados

não-lineares, necessitam da determinação dos valores iniciais dos parmâmetros β’s e λ para

inicializar o processo iterativo em busca da solução ótima. Dessa forma, como a solução de

um problema de otimização de parâmetros, considerando técnicas usuais, é muito senśıvel à

determinação dos pontos iniciais, essa escolha é crucial para a acurácia da curva resultante.

Neste trabalho, para evitar problemas de convergência, segue-se a proposta de (Manousopoulos

& Michalopoulos 2009) para obter uma inicialização adequada:

β1 =
1

l

l
∑

j=1

yj, β2 = ys − β1, β3 = 0, λ = 1 (2.17)

sendo que os ı́ndices l e s correspondem às taxas com maturidades mais longas e à taxa de

maturidade mais curta, respectivamente, presentes na amostra considerada para estimação.

Conforme apontado por (Gimeno & Nave 2009), métodos tradicionais de otimização não-

linear possuem duas limitações importantes que podem interferir significativamente nos resul-

tados. Em primeiro lugar, existe a possibilidade de os parâmetros estimados corresponderem a

um ponto de mı́nimo local e não de mı́nimo global, ou seja, o risco de não-convergência. Esse

risco emerge da elevada não-linearidade da função objetivo do problema de programação, e essa

questão torna-se viśıvel quando verificada uma baixa aderência dos resultados, considerando

ńıveis de acurácia tradicionais. Além disso, pode-se observar uma elevada sensibilidade das

estimativas às condições iniciais impostas na implementação das técnicas usuais de otimização.

As consequências emṕıricas dessa limitação são resultados com alta variabilidade de acordo com

o processo adotado para inicialização do algoritmo.
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Apesar desses problemas, a literatura, em geral, busca desenvolver formas funcionais que

melhor descrevam a estrutura a termo e satisfaçam teorias econômicas e financeiras intŕınsecas,

negligenciando o processo de otimização associado aos modelos parcimoniosos. (Csajbok 1998)

sugeriu a utilização do algoritmo de otimização não-linear Gauss-Newton para estimar diversos

modelos de curva de juros. A mesma análise foi realizada por (Ioannides 2003), mas consi-

derando o algoritmo Broyden-Fletcher-Goldfarb-Shanno (BFGS)8. Por outro lado, (Bolder &

Strélisk 1999) avaliaram as estimativas da função de NS em termos do processo de otimização

envolvido, considerando algoritmos de busca como Simplex e de Programação Quadrática Se-

quencial. Análise similar também foi realizada por (Manousopoulos & Michalopoulos 2009), que

utilizaram uma variedade de algoritmos de programação não-linear das classes de busca direta,

assim como os baseados em gradientes e de otimização global para o problema de modelagem da

ETTJ. Os autores mostraram que a escolha do algoritmo para estimar os parâmetros da função

de (Nelson & Siegel 1987) não é simples, e que os resultados variam de acordo com a natureza

do problema, sendo os algoritmos baseados em gradientes os que apresentam pior desempenho,

devido à elevada não-linearidade da função objetivo do problema.

Para superar as limitações das tradicionais técnicas de otimização não-lineares, recentemente

(Gimeno & Nave 2009) propuseram a aplicação de algoritmos genéticos para estimar os parâme-

tros das funções de (Nelson & Siegel 1987) e suas extensões. Os resultados foram promissores,

no sentido de que o algoritmo genético proposto pelos autores foi capaz de gerar curvas de juros

mais acuradas e, ao mesmo tempo, parâmetros mais estáveis, caracteŕıstica desejável com base

na hipótese das expectativas dos agentes nos mercados monetários e de taxa de juros. Desde

então, o mercado de renda fixa do Brasil, por meio da ANBIMA (Associação Brasileira das En-

tidades dos Mercados Financeiro e de Capitais), passou a utilizar tal metodologia para geração

das curvas de juros diárias9.

A modelagem da curva de juros utilizando algoritmos genéticos também foi considerada por

(Fernández-Rodŕıguez 2006), porém, a curva foi gerada pela técnica de splines cúbicos. Os

resultados mostraram uma elevada acurácia no ajuste da estrutura a termo em relação aos

dados de mercado, superando técnicas tradicionais de otimização não-linear de parâmetros.

Além disso, (Gilli & Winker 2008) avaliaram as diferenças entre taxas reais e estimadas como

uma primeira abordagem do método de evolução diferencial para a ETTJ. O algoritmo de

computação evolucionária apresentou maior estabilidade na geração das estimativas dos fatores

da curva de NS em comparação à técnica de programação quadrática sequencial.

Esses resultados sugerem que a utilização de algoritmos evolucionários pode apresentar me-

lhor desempenho no problema da modelagem da ETTJ em relação à técnicas tradicionais de

programação. Dessa forma, conforme mencionado, um dos objetivos dessa dissertação é avaliar

as técnicas de algoritmos genéticos, evolução diferencial e de estratégias evolutivas na modela-

gem dos fatores latentes da função de (Nelson & Siegel 1987). Para avaliação de desempenho,

tomou-se como benchmarks as técnicas de otimização de mı́nimos quadrados não-lineares e de

programação quadrática sequencial. As idéias básicas dessas técnicas serão descritas a seguir.

8O algoritmo BFGS trata-se de um método não-linear de programação da classe dos algoritmos Quasi-Newton
(Nocedal & Wright 2006).

9Para detalhes da metodologia da ANBIMA para modelagem da ETTJ, ver: http://www.andima.com.br/
est_termo/arqs/est-termo_metodologia.pdf.
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2.4 Mı́nimos Quadrados Não-Lineares

O método dos mı́nimos quadrados não-lineares (MQNL) busca um vetor x∗ que minimize a

função objetivo:

min
x∈ℜn

F(x) =
m
∑

i=1

r2i =
1

2
R(x)TR(x) (2.18)

com m > n, em que R : ℜn → ℜm representa uma função residual de forma que:

x =







x1
...
xn






→ R(x) =







r1(x)
...

rm(x)






=







y1 − ŷ(x)
...

ym − ŷ(x)






(2.19)

Esses problemas aparecem no contexto de ajuste de dados, como é o caso da modelagem da

estrutura a termo das taxas de juros, em que x = [β1 β2 β3 λ]T , sendo n = 4.

O processo de obtenção da solução ótima x∗ é iterativo, uma vez que, a partir de um vetor

inicial x0, o método produz uma série de vetores x1,x2, . . . que deverá convergir para x∗ de

acordo com um determinado número k de iterações. A condição de convergência é tal que:

F(xk+1) < F(xk) (2.20)

O algoritmo gera a cada iteração k um ajuste ∆ ao vetor de parâmetros x, ou seja:

xk+1 = xk +∆k (2.21)

No caso da função objetivo possuir mais de um mı́nimo local, a solução ótima x∗ obtida irá

depender da inicialização em x0 (Nocedal & Wright 2006).

O gradiente da função objetivo F é descrito como:

∇F(x) =
m
∑

i=1

(ri (x)∇ri (x)) = J(x)TR(x) (2.22)

em que J(x) ∈ ℜm×n é a matriz Jacobiana, em x, da função vetorial R.

A matriz Hessiana ∇2F é derivada da seguinte forma:

∇2F(x) =
m
∑

i=1

(

∇ri(x)∇ri(x)T +∇ri(x)∇2ri(x)
)

= J(x)TJ(x) + S(x) (2.23)

na qual S(x) =
∑m

i=1 ri(x)∇2ri(x).

Note ainda que:

R(x∗) = 0→ S(x∗) = 0 e ∇2F(x∗) = J(x∗)TJ(x∗) (2.24)

Existem diversos métodos para solução iterativa do problema de mı́nimos quadrados não-

lineares, dentre eles, o algoritmo de Gauss-Newton, que será considerado nesta dissertação, de

Regiões de Confiança e o de Levenberg-Marquardt. O método de Gauss-Newton consiste na

aplicação do método de Newton à resolução do sistema de equações não-lineares ∇F(x) = 0,
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ignorando a contribuição do termo S(x) da matriz Hessiana ∇2F(x). O algoritmo gera uma

sucessão de vetores {xk} de acordo com a seguinte atualização:

J(x)TJ(x)∆ = J(x)TR(x) (2.25)

O método de Gauss-Newton gera iterações de xk para os quais J(xk)
TJ(xk) não seja singular.

Uma propriedade interessante desse método é a geração de passos que são direções de descida

para a função F(x).
O algoritmo de Gauss-Newton pode ser sumarizado de acordo com os passos descritos

abaixo10.

Método de Gauss-Newton para Mı́nimos Quadrados Não-Lineares
Inicializar x0 ∈ ℜn
Escolher ǫ ∼ 0, positivo
Para k = 1, 2, . . .

Resolver o sistema de equações lineares J(xk)
TJ(xk)∆ = J(xk)

TR(xk)
Atualizar xk+1 = xk +∆k

Calcular ||∇F(xk)||
Se ||∇F(xk)|| > ǫ

Fim Para

O método de Gauss-Newton é utilizado para resolver problemas irrestritos de otimização

de parâmetros. Contudo, a modelagem da estrutura a termo das taxas de juros, com base no

modelo de fatores latentes de NS em (2.15), constitui um problema restrito, uma vez que os

parâmetros têm interpretação financeira de taxas de juros e por isso devem ser positivos. Para

aproximar problemas restritos por problemas irrestritos e então utilizar a técnica de Gauss-

Newton, implementou-se um método de penalidade, caracterizado por adicionar um termo de

alto custo no caso de violação das restrições da função objetivo. Nesse caso, o problema de

otimização em (2.15) pode ser reescrito da seguinte forma:

min
x∈ℜn

F(x) + c · B(x) (2.26)

sendo c > 0 e B uma função cont́ınua tal que B(x) ≥ 0 para todo x ∈ ℜn, e B(x) = 0 se x ∈ D,
em que D = {x ∈ Rn : β1 > 0, β1 + β2 > 0, λ > 0} representa o domı́nio da função.

O parâmetro c penaliza o processo de otimização quando as restrições do problema são

violadas. Idealmente, quando c→∞, as soluções do problema restrito e irrestrito se aproximam

(B(x)→ 0).

O espaço paramétrico do problema de construção da curva de juros envolve apenas restrições

de desigualdade do tipo g(x) ≤ 0. Dessa forma, a função de penalização é:

B(x) =
mD
∑

i=1

(max{0, gi(x)})2 (2.27)

10Para maiores detalhes do algoritmo ver (Nocedal & Wright 2006).
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em que mD representa o número de restrições de desigualdade do problema (no caso da função

de NS, mD = 3).

O algoritmo a seguir apresenta o algoritmo de Gauss-Newton associado ao método de pe-

nalidade para solução do problema de otimização de parâmetros da curva de juros. Quando o

parâmetro c é grande, o mı́nimo do problema irrestrito está situado numa região onde o termo

c · B(x) é pequeno. Dessa forma, quando c→∞, a solução do problema irrestrito tende para a

solução do problema restrito. Portanto, o procedimento adequado é resolver uma sequência de

problemas irrestritos com c→∞, necessitanto atualizar o parâmetro c por outro parâmetro κ,

conforme mostrado abaixo.

Método de Gauss-Newton com Penalidade
Inicializar x0 ∈ ℜn
Escolher c0 > 0, κ > 1 e ǫ ∼ 0, positivo
Para k = 1, 2, . . .

Enquanto ckB(xk) ≥ ǫ Faça
Determinar xk+1 resolvendo (2.26)
Atualizar ck+1 = κck

Fim Enquanto
Fim Para

2.5 Programação Quadrática Sequencial

A ideia principal do algoritmo de programação quadrática sequencial (Sequential Quadratic

Programming - SQP) é obter uma direção de busca em problemas de otimização de paramêtros

com restrições, resolvendo um subproblema quadrático, com uma aproximação quadrática para

a função objetivo e restrições lineares. Dessa forma, o problema de otimização é transformado

em um subproblema mais simples que pode ser resolvido por meio de um processo iterativo

e sem restrição. Quando há convergência, o SQP é considerado um dos melhores métodos de

otimização em programação não-linear (Rao 1996). Em cada iteração do algoritmo SQP, uma

aproximação é feita para a inversa da matriz Hessiana da função do lagrangeano, utilizando uma

atualização por meio do método Quasi-Newton, para então gerar um subproblema quadrático

no qual se obtém uma nova direção de busca.

Considerando novamente a formulação para o probelam de otimização, e incluindo restrições

de igualdade e desigualdade, como caso geral, obtemos:

min
x∈ℜn

F(x)
sujeito a gj(x) ≤ 0 j = 1, 2, . . . ,mD

hi(x) = 0 i = 1, 2, . . . ,mI (2.28)

gD(x) e hI(x) representam as restrições de desigualdade e igualdade do problema, respectiva-

mente.
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O algoritmo SQP é caracterizado essencialmente por três estágios principais: i) atualização

da matriz Hessiana; ii) solução do subproblema quadrático e da nova direção de busca, iii)

avaliação de uma função de mérito para garantir convergência global.

Para o problema em (2.28), a função lagrangeana L é representada por:

L(x, λ, µ) = F(x) +
mI
∑

i=1

µIihi(x) +

mD
∑

j=1

µDj gj(x) (2.29)

sendo µI e µD correspondem aos multiplicadores de Lagrange associados às condições de igual-

dade e desigualdade, respectivamente.

Em cada iteração do algoritmo SQP, um subproblema quadrático é resolvido por meio de

uma aproximação quadrática do lagrangiano da função objetivo e linearização das restrições, da

seguinte forma:

minimizar
1

2
dTL(x)d+∇F (x)Td+ F (x)

sujeito a h(x) +∇h(x)Td = 0

g(x) +∇g(x)Td ≤ 0 (2.30)

em que d = xk+1 − xk.

A principal idéia do algoritmo SPQ é, a cada iteração, gerar uma matriz definida positiva

como aproximação Ĥk da inversa da Hessiana da função do lagrangeano, que pode ser gerada,

por exemplo, pelo método BFGS:

Ĥk+1 = Ĥk +
qkq

T
k

qTk dk
− Ĥkdkd

T
k Ĥk

dTk Ĥkdk
(2.31)

sendo

qk = ∇L(xk+1)−∇L(xk) (2.32)

Dessa forma, a regra de atualização do algoritmo é tal que:

xk+1 = xk +∆kdk, ∆k ∈ [0, 1] (2.33)

O tamanho do passo ∆k da direção de descida é obtido da seguinte forma:

∆k = min
∆≥0

ψ (xk +∆dk) (2.34)

onde

ψ(x) = F(x) + c

[

mI
∑

i=1

|hi(x)|+
mD
∑

j=1

max{0, gj(x)}
]

, c > 0 (2.35)

a função mérito, que permite a obtenção do tamanho do passo na direção de descida, e confere

uma condição necessária para convergência global do algoritmo.
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Apropriadamente, o algoritmo SQP converge para uma solução ótima satisfazendo as con-

dições de Kuhn-Tucker do problema original. Para detalhes do algoritmo SQP ver (Boggs &

Tolle 1995). O algoritmo de programação quadrática sequencial é apresentado a seguir.

Método de Programação Quadrática Sequencial
Inicializar x0 ∈ ℜn
Escolher c > 0, Ĥ0 > 0 e ǫ ∼ 0, positivo

Resolver (2.30) com L(x0) = Ĥ0

Computar d0, µ
I
1 e µD1 ≥ 0

Para k = 1, 2, . . .
Enquanto ||dk|| < ǫ Faça

Determinar (dk, µ
I
k+1, µ

D
k+1) = min 1

2
dT Ĥk(xk)d+∇F(xk)Td+ F(xk)
s.a. h(x) +∇h(x)Td = 0
s.a. g(x) +∇g(x)Td ≤ 0

Resolver ∆k = min∆≥0 ψ (xk +∆dk)
Atualizar xk+1 = xk +∆kdk
Computar dk = xk+1 − xk
Obter qk = ∇L(xk+1)−∇L(xk)
Atualizar Ĥk+1 = Ĥk +

qkq
T
k

qTk dk
− Ĥkdkd

T
k Ĥk

dTk Ĥkdk

Fim Enquanto
Fim Para

2.6 Resumo

Esse caṕıtulo introduziu o conceito de modelagem da estrutura a termo das taxas de juros por

meio do modelo parcimonioso de fatores latentes proposto por (Nelson & Siegel 1987). Além

disso, o problema de otimização de parâmetros associado à construção da curva de juros foi

formulado, de forma que as abordagens tradicionais utilizadas na literatura e que também serão

consideradas nessa dissertação, algoritmos de mı́nimos quadrados não-lineares e de programação

quadrática sequencial, foram brevemente descritos.

O próximo caṕıtulo apresenta as abordagens de computação evolucionária aplicadas ao pro-

blema de estimação da estrutura a termo, sendo elas: algoritmos genéticos, de evolução di-

ferencial e de estratégias evolutivas. Esses algoritmos serão formulados para o problema de

modelagem da ETTJ, para então avaliar essas metodologias em relação aos benchmarks consi-

derados.



Capı́tulo 3
Computação Evolucionária

Este caṕıtulo descreve os algoritmos evolucionários implementados na estimação da estrutura

a termo das taxas de juros, i.e., Algoritmos Genéticos, de Evolução Diferencial e de Estratégias

Evolutivas. Uma breve revisão bibliográfica da aplicação desses métodos em problemas de

economia e finanças é reportada nas seções referentes à cada metodologia, seguida das respectivas

descrições dos algoritmos, considerando o problema de modelagem da curva de juros.

3.1 Algoritmos Genéticos

As técnicas de computação evolucionária são um dos importantes paradigmas da computação

inteligente. Tratam-se de métodos estocásticos de busca e otimização de sistemas complexos que

associam as ideias de otimização e conceitos da biologia evolutiva. A computação evolucionária

utiliza progressos iterativos em uma população selecionada por meio de uma busca randômica

guiada via processamento paralelo para obter um resultado desejável (Das & Suganthan 2011).

Os Algoritmos Genéticos (AGs), introduzidos por (Holland 1975), partem de uma população

inicial de indiv́ıduos, também chamados de genes ou cromossomos, sendo cada indiv́ıduo um

conjunto de parâmetros que representa um posśıvel candidato à solução do problema de otimi-

zação em questão.

A evolução em tais algoritmos ocorre por meio de gerações, i.e., a cada geração alguns

indiv́ıduos da população são selecionados e a nova geração é criada por meio da reprodução

e mutação desses indiv́ıduos. A aptidão de cada indiv́ıduo é computada para determinar a

seleção e composição da população da nova geração. Essa aptidão está associada ao problema

de otimização considerado, ou seja, é proporcional ao valor da função objetivo do problema

avaliado no conjunto de parâmetros definido por cada indiv́ıduo. Portanto, os cromossomos que

representam melhores soluções para o problema irão sobreviver e reproduzir para formar novos

indiv́ıduos por meio de recombinação e mutação, e assim sucessivamente (Mitchell 1998). Ao

longo das gerações a população convergirá para a solução “ótima” do problema.

Técnicas baseadas em AGs vêm sendo aplicadas em diversos problemas de otimização em

economia e finanças, com destaque para a questão de otimização de portfólios (Lin, Wang &

Yan 2001, Oh, Kin, Min & Lee 2006, Lin & Liu 2008). (Chang, Yang & Chang 2009), por

exemplo, propuseram a aplicação de algoritmos genéticos na otimização de carteiras de acordo

21
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com distintas medidas de riscos, em especial considerando volatilidade estocástica. Composição

de carteiras considerando AGs ainda foi avaliada por (Soleimani, Golmakani & Salimi 2009),

mas os autores adicionaram restrições associadas a custos mı́nimos de transação, limites de car-

dinalidade e capitalização setorial. As restrições associadas tornam o problema de otimização

de carteiras mais complexo, de forma a permitir que os algoritmos evolucionários apresentem

como mais apropriados, pois não estão associados à condições de regularidade do espaço paramé-

trico como as técnicas tradicionais de programação não-linear. Nessa mesma linha de pesquisa,

(Golmohammadi & Pajoutan 2011) desenvolveram um modelo que inclui custos de transação à

seleção de portfólios, tornando a técnica mais realista. Os resultados revelaram que o método

de AG proposto apresentou elevado desempenho, produzindo carteiras de maior rentabilidade

associadas à um ńıvel mı́nimo de risco.

Otimização de portfólios com inúmeros ativos, considerados de grande porte, foi abordada

por (Chen, Mabu & Hirasawa 2011). Alternativamente, os autores propuseram um modelo de

algoritmo genético guiado pelo operador de mutação para coordenar a evolução dos indiv́ıduos

da população. Nesse caso, a evolução estava associada à capacidade de gerar populações di-

versificadas ao longo das gerações. Os resultados dos autores foram promissores, no sentido de

acelerar a evolução, quando comparados a tradicionais algoritmos genéticos comumente carac-

terizados por utilizar uma função de fitness para guiar o processo iterativo. Por outro lado,

(Anagnostopoulos & Mamanis 2011) compararam o efeito de cinco algoritmos evolutivos multi-

objetivo considerados estado-da-arte para otimização de portfólios de acordo com modelos de

média-variância. Os autores destacaram os bons resultados obtidos pelos algoritmos genéticos

em termos de geração de uma fronteira de Pareto adequada aos dados dos ativos avaliados1.

Algoritmos genéticos também vêm sendo com sucesso aplicados na previsão de carteiras

baseadas em medidas de variabilidade como o Valor-em-Risco (Lin & Ko 2009), desempenho de

estratégias em mercados de ações (Ehrentreich 2006), avaliação de mercados de ações artificiais

de múltiplos ativos considerando relações entre a dinâmica da riqueza e aversão ao risco dos

agentes (Chen & Huang 2007), predição de falência bancária (Shin & Lee 2002), gerenciamento

de carteiras financeiras com base em indicadores de análise técnica (Gorgulho, Neves & Horta

2011), treinamento de redes neurais artificiais para tratamento de dados financeiros (Kim 2006),

e estimação da estrutura a termo das taxas de juros (Gimeno & Nave 2009).

Os algoritmos genéticos são caraterizados pelos seus operadores de seleção, cruzamento (cros-

sover) e mutação (Mitchell 1998). Esses operadores podem ser adaptados de acordo com o

problema analisado, definindo assim a estratégia empregada pela técnica evolucionária.

Nesta dissertação, será implementado o algoritmo genético proposto por (Gimeno & Nave

2009) para estimar os parâmetros da estrutura a termo da taxa de juros de acordo com o

modelo parcimonioso de (Nelson & Siegel 1987), considerando como benchmark dos algoritmos

evolucionários para comparações. Dessa forma, os mesmos operadores sugeridos pelos autores

serão considerados. Contudo, o processo de inicialização do algoritmo será diferente, de forma a

adequar o método à periodicidade dos dados utilizados. O algoritmo genético conforme definido

por (Gimeno & Nave 2009) e implementado neste trabalho é apresentado a seguir. Além disso, a

1(Tollo & Rolli 2008) sumarizam as principais aplicações de meta-heuŕısticas para o problema de seleção de
portfólios.
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Figura 3.1 apresenta o fluxograma que descreve o algoritmo. As subseções seguintes descrevem

os operadores genéticos envolvidos no processo evolutivo do algoritmo genético em questão,

reportando os passos apresentados abaixo.

Algoritmo Genético para Estimação da ETTJ (Gimeno & Nave 2009)
Determinar β∗

i e λ∗

Inicializar a população de N indiv́ıduos em torno de β∗
i e λ∗

Iniciar contador de gerações G = 0
Enquanto G < Gmax Faça

Selecionar soluções viáveis da população inicial
Computar o fitness da população
Ordenar a população em relação ao fitness

x∗
0 = {β̂∗

i , λ̂
∗} é a solução mais apta (maior fitness)

Para t = 1 até N Faça
Selecionar pais: r, s = N · ξ ξ ∼ B(1, α)
Gerar descendentes via crossover xk = Ξ · xr + (1− Ξ) · xs

Fim Para
Substituir os piores indiv́ıduos da população pelos descendentes
Mutar a população (exceto x0)
Se F(x∗

0) < F(x∗
G) Então

G = G+ 1
Caso Contrário

G = G
Fim Se

Fim Enquanto

3.1.1 Inicialização

Em geral, a população inicial nos algoritmos genéticos é gerada aleatoriamente, sendo com-

posta por soluções candidatas para a estimação da curva de juros com base no modelo de (Nelson

& Siegel 1987). No contexto de otimização de parâmetros, as soluções candidatas ao modelo

podem ser vistas como diferentes indiv́ıduos ou cromossomos (x), ou seja, cada cromossomo

é um conjunto solução de valores para os parâmetros da curva de NS que geram um melhor

ajuste considerando os dados reais2. Portanto, cada cromossomo (xi) é um candidato à solução

do problema de otimização descrito em (2.15) no Caṕıtulo 2, de forma que, para a função de

fatores latentes, tem-se:

xi = (β1i, β2i, β3i, λi) , i = 1, 2, . . . , N (3.1)

em que N representa o número de indiv́ıduos que compõem a população.

Como discutido no Caṕıtulo 2, os parâmetros da função de (Nelson & Siegel 1987) possuem

uma interpretação financeira espećıfica, o que permite uma inicialização mais apropriada. Em

algoritmos evolucionários, é garantido que nenhum ponto no espaço de busca possua probabili-

dade zero de ser examinado. Dessa forma, ao se escolherem valores iniciais mais “próximos” aos

2Assim como (Gimeno & Nave 2009), os algoritmos foram implementados com codificação em ponto flutuante.
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Figura 3.1: Fluxograma do algoritmo genético para estimação da ETTJ.

valores ótimos, o número de gerações (iterações) necessárias para o algoritmo convergir é redu-

zido drasticamente (Gimeno & Nave 2009). Nas técnicas tradicionais de otimização, o mesmo

não se verifica, uma vez que a inicialização determina a qualidade da solução obtida (ótimo

local ou ótimo global). Para reduzir a complexidade computacional, em termos de tempo de

processamento, neste trabalho, a população inicial, como em (Gimeno & Nave 2009), foi gerada

como:

βi,j = β∗
j + εi, i = 1, 2, . . . , N, j = 1, 2, 3 (3.2)

λi = λ∗ + εi, i = 1, 2, . . . , N (3.3)

em que os valores “sementes” de β∗
i e λ∗ são gerados ao redor de εi ∼ N(0, σ), cujo desvio

padrão, σ, é o parâmetro de controle da diversidade da população inicial na primeira geração.

(Gimeno & Nave 2009) determinaram os valores sementes dos parâmetros com base em

conceitos financeiros relacionados às taxas de curto, médio e longo prazos dos t́ıtulos utilizados

na amostra de dados considerada.

Em (Manousopoulos & Michalopoulos 2009) e em (Gimeno & Nave 2009), depois de realizado

o processo de otimização para o primeiro dia da amostra e de terem sido obtidos os valores

dos parâmetros ótimos, para o dia seguinte da curva de juros, metade da população inicial

foi gerada com base nos valores sementes, seguindo seus métodos espećıficos de determinação

desses valores, e a outra metade da população inicial foi gerada aleatoriamente considerando

como valores sementes as estimativas obtidas do primeiro dia. Os autores assumiram que são
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verificadas pequenas variações na curva de juros entre dias consecutivos e que os valores ótimos

dos parâmetros do dia anterior são pontos iniciais aceitáveis para os algoritmos de otimização.

Nesta dissertação, serão utilizadas duas bases de dados, uma com dados mensais dos Estados

Unidos, e dados diários do Brasil. O mesmo método dos autores citados, de geração da população

inicial a partir de valores ótimos estimados no dia anterior, será aplicado apenas para os dados

diários. Quando utilizada a base de dados mensais, os valores β∗
j e λ∗ serão determinados de

acordo com a regra proposta por (Manousopoulos & Michalopoulos 2009), conforme descrita no

caṕıtulo anterior, metodologia que independe da base de dados considerada e garante o sentido

econômico-financeiro do modelo.

3.1.2 Seleção

Determinada a população inicial de cromossomos, o processo iterativo do algoritmo inicia.

Como os parâmetros das funções que descrevem a curva de juros estão sujeitos a restrições de

positividade, segundo o sentido econômico de taxa de juros, inicialmente, foram selecionados

apenas os indiv́ıduos viáveis, i.e., aqueles que satisfazem as restrições definidas no caṕıtulo

anterior.

Nesse caso, a população é composta apenas por indiv́ıduos que satisfazem as restrições, uma

vez que a utilização de cromossomos não viáveis apenas prolonga o tempo de processamento do

algoritmo. Computa-se o fitness dos indiv́ıduos da população, que então é ordenada em ordem

crescente de seu valor correspondente. O fitness de cada indiv́ıduo corresponde ao valor da

função objetivo definida em (2.15) no Caṕıtulo 2, ou seja, avalia-se o conjunto de parâmetros

obtidos que definem o quanto a curva de juros gerada adere aos dados reais observados nos

mercados. Como se trata de uma medida de minimização de uma diferença quadrática de

desvios, quanto menor o valor da função custo, melhor será o valor resultante em relação ao

problema. O fitness corresponde à aderência da curva gerada pelo conjunto de parâmetros

que formam um cromossomo aos dados de mercado correspondentes. Deve-se perceber, ainda,

que essa é uma medida de adaptabilidade ou capacidade de sobrevivência dos indiv́ıduos da

população.

Conforme (Gimeno & Nave 2009), após a ordenação da população em relação ao fitness, a

melhor solução da geração atual, ou seja, que fornece o menor valor para a função objetivo, é

armazenada. Em seguida, é definida a proporção φ ∈ [0, 1] dos indiv́ıduos que irão sobreviver

para a próxima geração. De acordo com os autores, se o número de sobreviventes é muito

baixo, o processo de convergência do algoritmo pode ser muito lento. Por outro lado, quando

essa proporção de sobreviventes é elevada, o algoritmo genético pode resultar em um ponto

de mı́nimo local, uma vez que os indiv́ıduos de baixa capacidade de sobreviência são mantidos

na população, impedindo que novos indiv́ıduos mais bem adaptados componham as gerações

subsequentes. (Gimeno & Nave 2009), em particular, afirmam que um valor adequado dessa

proporção para os dados avaliados foi φ = 0.4, i.e., apenas 40% dos indiv́ıduos sobreviverão em

cada geração.
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3.1.3 Crossover

Como medida de adaptabilidade, o fitness dos indiv́ıduos da população é utilizado direta-

mente na evolução, no sentido de selecionar os indiv́ıduos mais aptos para reproduzi-los por

meio do operador genético de crossover. Em cada geração, os indiv́ıduos com pior desempenho

serão substitúıdos por cada descendente (xk) gerado por meio da reprodução de dois indiv́ıduos

(xr e xs) da geração anterior. O operador de crossover utilizado será o crossover aritmético, i.e.,

os descendentes resultam da combinação linear convexa de dois progenitores (Goldberg 1991):

xk = Ξ · xr + (1− Ξ) · xs (3.4)

na qual Ξ é um vetor coluna composto por variáveis aleatórias uniformes no intervalo [0, 1], com

componentes espećıficos para cada par (r, s).

A seleção dos progenitores da nova geração levará em consideração a aptidão dos indiv́ıduos,

ou seja, de acordo com o fitness de cada conjunto ou vetor de parâmetros. Os indiv́ıduos com

maior probabilidade de reprodução serão aqueles com maior aptidão (menor valor de fitness).

Portanto, r e s serão selecionados da seguinte forma:

r, s = N · ξ, ξ ∼ B(1, α) (3.5)

em que ξ é uma variável aleatória com distribuição Beta com parâmetros 1 e α. A distribuição

Beta vai de 0 a 1 como a distribuição uniforme, mas sua parametrização permite diversos

formatos de distribuição. Se α é maior que 1, os valores mais baixos da distribuição estarão

associados a maiores probabilidades. Portanto, quanto maior o valor desse parâmetro, maior a

probabilidade de valores baixos, de forma que, no problema da curva de juros, indiv́ıduos com

menor fitness terão maior probabilidade de serem selecionados como progenitores.

3.1.4 Mutação

Para evitar que a convergência do algoritmo resulte em um mı́nimo local, os indiv́ıduos

foram submetidos ao operador de mutação. Dessa forma, os parâmetros de cada indiv́ıduo

(com exceção do melhor indiv́ıduo de cada geração) podem sofrer mutação com uma dada

probabilidade π.

Quando a mutação ocorre, é adicionada uma variável aleatória ε ∼ N(0, σ) ao parâmetro.

Esse processo de mutação é independente para cada parâmetro de cada indiv́ıduo.

A magnitude da mutação é dada pelo parâmetro σ∗, que a cada geração será acrescido.

Na primeira geração σ∗ será igual ao desvio padrão que controla a diversidade na criação da

população. Nas gerações subsequentes o valor será acrescido em 2% (Gimeno & Nave 2009).

Esse procedimento é adotado para evitar o risco de não-convergência, devido à elevada não-

linearidade da função objetivo (Yang, Tian & Yuan 2007).

Por fim, são diversos os critérios de parada que podem ser adotados em um algoritmo

evolutivo, tais como, número máximo de gerações, variação no valor da função objetivo, ou

mesmo quando a função objetivo atinge um determinado limiar. Como proposto por (Gimeno

& Nave 2009), completada uma geração é determinado um novo melhor indiv́ıduo. Se esse

indiv́ıduo for igual a melhor solução da geração anterior, o contador de gerações é acrescido,
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caso contrário mantém-se o mesmo. O processo continua até que em Gmax gerações não ocorra

mudança ao indiv́ıduo mais apto. Portanto, o critério de parada escolhido é tal que a função

objetivo não deve sofrer alteração após Gmax iterações.

No problema desta dissertação, a ETTJ será estimada diariamente para os dados Brasileiros

e mensalmente para os dados Americanos, de forma que para cada processo de otimização é

necessário um número distinto de iterações para atingir a solução ótima. Para evitar alguma

restrição ao impor um número máximo de gerações para todos os dias ou meses, o critério de não

variação da melhor solução durante um número pré-especificado de gerações é mais adequado.

Assim, os parâmetros de controle do algoritmo genético implementado são: N , σ, Gmax, φ, α e

π.

3.2 Evolução Diferencial

Metaheuŕıstica inspirada também na teoria da evolução biológica, o algoritmo de Evolução

Diferencial (ED) foi proposto por (Storn & Price 1997) e é caracterizado por se tratar de um

método de otimização eficiente para problemas complexos, que utiliza procedimentos de seleção

baseados na aptidão dos indiv́ıduos e operadores de cruzamento e mutação. O método consiste

essencialmente na geração aleatória de uma população de indiv́ıduos, em que cada indiv́ıduo

representa um ponto de busca no espaço de soluções potenciais do problema em questão. A

inicialização da população é definida de acordo com o conhecimento a priori do projetista sobre

o problema ou, caso contrário, aleatoriamente.

O algoritmo realiza sucessivas modificações na população inicial para dar lugar a uma nova

população de mesmo tamanho, constituindo assim uma nova geração até que o critério de pa-

rada adotado seja satisfeito. As modificações se verificam com a geração de novos indiv́ıduos,

denominados vetores modificados ou doadores, obtidos por meio da adição da diferença ponde-

rada entre dois indiv́ıduos aleatórios da população a um terceiro indiv́ıduo também escolhido

aleatoriamente, constituindo assim o operador de mutação do algoritmo de evolução diferencial.

Em seguida, um vetor alvo, também escolhido aleatoriamente, cujas componentes são inter-

cambiadas com as componentes do vetor doador, gera um vetor experimental, caracterizando

o operador de cruzamento entre os indiv́ıduos. A composição da nova geração é então descrita

pela seleção dos vetores que melhoram o valor da função objetivo ao se comparar o vetor alvo

e o vetor experimental obtidos no processo evolutivo.

As principais caracteŕısticas que tornam os algoritmos de evolução diferencial uma ferra-

menta de otimização promissora são: simplicidade de implementação3; elevada acurácia e ro-

bustez no tratamento de problemas com funções objetivo separáveis, não-separáveis, modais e

multimodais (Zhang & Sanderson 2003); baixo número de parâmetros de controle (no algoritmo

de ED clássico são apenas três)4; e, finalmente, para problemas de otimização de larga escala e

3Métodos baseados em enxames de part́ıculas (particle swarm optimization) também são de implementação
simples. Contudo, (Das, Abraham, Chakraborty & Konar 2009) e (Rahnamayan, Tizhoosh & Salama 2008)
mostraram que o desempenho dos algoritmos de ED é superior se comparada com a técnica de enxame de
part́ıculas em variados problemas de otimização.

4Trabalhos como o de (Qin, Huang & Suganthan 2009) mostram que regras adaptativas para alguns parâme-
tros de controle beneficiam a performance dos algoritmos de ED sem afetar sua complexidade computacional.
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computacionalmente custosos, o espaço de complexidade da técnica de ED é muito menor que

a maioria dos demais algoritmos evolucionários tradicionais (Das & Suganthan 2011).

Nos últimos anos, inúmeros estudos sobre e/ou utilizando algoritmos de evolução diferencial

vêm sendo desenvolvidos em diversos campos de pesquisa como sistemas elétricos de potência,

robótica, reconhecimento de padrões, bioinformática, processamento de imagens, treinamento

de redes neurais artificiais, assim como em modelagem financeira e econométrica5.

Aplicações na área de economia e finanças incluem (Chauhan, Ravi & Chandra 2009), que

treinaram uma rede neural wavelet com base em um algoritmo de evolução diferencial para

previsão de falências bancárias. Os resultados superaram os obtidos por tradicionais algoritmos

de aprendizagem supervisionada em termos de acurácia e sensibilidade dos parâmetros aos

critérios iniciais configurados. Para solucionar problemas de despacho econômicos6, (Lu, Zhou,

Qin, Li & Zhang 2010) sugeriram um algoritmo h́ıbrido de evolução diferencial adaptativo que,

segundo os autores, solucionou os problemas considerados no trabalho com menor tempo de

processamento e ao mesmo tempo de forma mais efetiva e com maior robustez em comparação

com outros algoritmos avaliados7.

Recentemente, (Bhattacharya & Chattopadhyay 2011) propuseram também um algoritmo

h́ıbrido de evolução diferecial para problemas de despacho econômico de cargas. Os resultados

indicaram elevada capacidade do algoritmo em fornecer soluções ótimas e que mais se adequam

às restrições associadas. Na previsão de preços em mercados de energia elétrica, (Chakravarty

& Dash 2011) aplicaram um modelo de rede neural artificial baseado em filtragem dinâmica

treinado por um algoritmo de evolução diferencial. Além desses trabalhos, algoritmos de evo-

lução diferencial também vêm sendo aplicados na estimação de modelos econométricos (Gilli

& Winker 2008), em seleção de modelos econômicos (Maringer & Meyer 2008), assim como na

otimização de portfólios com base em conjuntos não-convexos (Krink & Paterlini 2011).

Os operadores genéticos que constituem a técnica de evolução diferencial são: mutação,

cruzamento e seleção. Entretanto, diferentemente dos algoritmos genéticos, a mutação nos al-

goritmos de evolução diferencial precede o operador de crossover, como pode ser notado nos

procedimentos do algoritmo implementado nesta dissertação e apresentado abaixo, seguido da

Figura 3.2 que apresenta o fluxograma com os principais passos do algoritmo de evolução diferen-

cial. Nas subseções seguintes são descritos os componentes do algoritmo de evolução diferencial

clássico utilizado neste trabalho para estimação dos parâmetros que descrevem as curvas de

juros de acordo com o modelo parcimonioso de (Nelson & Siegel 1987).

5(Das & Suganthan 2011) apresentam uma coletânea dos algoritmos de ED considerados estado-da-arte e
suas aplicações em diversos problemas de busca e otimização.

6Problemas de despacho econômico envolvem a minimização de custos de produção satisfazendo condições de
operação de determinado sistema, como por exemplo, sistemas elétricos de distribuição.

7(Yuan, Wang & Huan 2009) e (Yuan et al. 2009) também consideraram a utilização de algoritmos de ED
em problemas dinâmicos de despacho econômicos.
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Algoritmo de Evolução Diferencial para Estimação da ETTJ
Determinar β∗

j e λ∗

Inicializar a população de N indiv́ıduos em torno de β∗
j e λ∗

Iniciar contador de gerações G = 0
Enquanto G < Gmax Faça

Para i = 1 até N Faça para cada indiv́ıduo sequencialmente

x∗
0 = {β̂∗

j , λ̂
∗} é a solução mais apta (maior fitness)

Gerar um vetor doador vi,G = xri1,G + F ·
(

xri2,G − xri3,G

)

Gerar um vetor experimental uj,i,G =

{

vj,i,G se (εi,j ≤ Cr or j = jrand)
xj,i,G caso contrário

Se F(ui,G) ≤ F(xi,G) Então
xj,i,G+1 = uj,i,G

Caso Contrário
xj,i,G+1 = xj,i,G

Fim Se
Fim Para
Se F(x∗

0) < F(x∗
G) Então

G = G+ 1
Caso Contrário

G = G
Fim Se

Fim Enquanto

Figura 3.2: Fluxograma do algoritmo de evolução diferencial para estimação da ETTJ.
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3.2.1 Inicialização

Considere um problema de otimização de dimensão D em um espaço de parâmetros reais

ℜD. A população P é composta por vetores de parâmetros de dimensão N ×D, descrita por:

P
x,G = [x1,G,x2,G, . . . ,xNP,G]

T , G = 0, 1, . . . , Gmax (3.6)

xi,G = [x1,i,G, x2,i,G, . . . , xD,i,G] , i = 1, 2, . . . , N (3.7)

sendo que G = 0, 1, . . . , Gmax denota o contador de gerações e N o número de vetores (indiv́ı-

duos) na população (tamanho da população).

Cada vetor da população ou cromossomo constitui uma solução candidata ao problema de

otimização. Considerando a questão da estimação dos parâmetros da curva de juros, cada vetor é

composto pelos parâmetros da função exponencial de (Nelson & Siegel 1987), conforme descrito

na seção anterior no caso do modelo do algoritmo genético implementado.

Na proposta de evolução diferencial clássica de (Storn & Price 1997), a população inicial do

algoritmo é gerada aleatoriamente de acordo com:

xj,i,1 = xj,min + εi,j · (xj,max − xj,min) , j = 1, 2, . . . , D (3.8)

na qual εi,j é um número aleatório uniformemente distribúıdo no intervalo entre 0 e 1, gerada

de forma independente para cada i-ésimo componente vetor, enquanto xj,min e xj,max indicam

os limites inferior e superior do vetor de parâmetros xi,j, respectivamente.

Assim como no algoritmo genético implementado, a população inicial será gerada aleato-

riamente a partir de valores sementes, computados conforme sugerido por (Manousopoulos &

Michalopoulos 2009). Esse ainda é um procedimento opcional, uma vez que os resultados do

algoritmo de evolução diferencial não são interferidos pela escolha dos valores iniciais. Este

passo do algoritmo destina-se apenas a reduzir o tempo de processamento para obter o valor

ótimo do problema.

3.2.2 Mutação

A mutação é caracterizada por ser uma perturbação em um gene caracteŕıstico de um cro-

mossomo com base em um elemento aleatório. No algoritmo de evolução diferencial, um vetor

progenitor da população é chamado de vetor alvo (target vector), um vetor mutado obtido por

meio do operador de mutação diferencial é conhecido como vetor doador (donor vector), e o

descendente formado pela combinação do vetor doador com o vetor alvo é chamado de vetor

experimental (trial vector) (Das & Suganthan 2011).

No operador de mutação do algoritmo de ED clássico, três vetores de parâmetros distintos

xri1 , xri2 e xri3 são escolhidos aleatoriamente da atual população, para criar o vetor doador para

cada i-ésimo vetor alvo. Os ı́ndices ri1, r
i
2 e ri3, diferentes do ı́ndice do vetor base i, são inteiros

mutuamente exclusivos escolhidos no intervalo [1, N ]. O operador de mutação pode então ser

descrito como:

vi,G = xri1,G + F ·
(

xri2,G − xri3,G

)

(3.9)
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em que vi,G é o vetor doador e F é o fator de mutação, o qual é um número escalar, usualmente

definido no intervalo [0.4, 1].

Neste caso, a mutação utiliza um vetor randômico xri1 e apenas um vetor de diferenças pon-

derado para perturbá-lo: F ·
(

xri2 − xri3

)

8. As estratégias em algoritmos de evolução diferencial,

em geral, estão associadas com o operador de mutação utilizado. Nesta dissertação será utilizado

o operador clássico, conforme descrito em (3.9)9.

3.2.3 Crossover

Após ter sido gerado um vetor doador por meio do operador de mutação, o próximo passo

do algoritmo de evolução diferencial é a aplicação do operador de cruzamento. Nesse estágio,

é intensificado o potencial de aumento da diversidade na população por meio da troca entre os

parâmetros do vetor que sofreu mutação vi,G e o vetor alvo xi,G, para então gerar o chamado

vetor experimental ui,G = [u1,i,G, u2,i,G, . . . , uD,i,G]. Nesta dissertação, o operador de crossover

utilizado é o crossover uniforme ou binomial10, o qual é um dos mais tradicionalmente aplicados,

definido como:

uj,i,G =

{

vj,i,G , se (εi,j ≤ Cr or j = jrand)
xj,i,G , caso contrário

(3.10)

sendo que εi,j é um número aleatório com distribuição uniforme com valores entre 0 e 1, con-

siderado para cada j-ésimo componente do i-ésimo vetor de parâmetros; jrand ∈ [1, 2, . . . , D] é

um ı́ndice escolhido aleatoriamente, garantindo que ui,G assuma pelo menos um componente de

vi,G; e, finalmente, Cr é denominado de taxa de crossover, parâmetro de controle no operador

de cruzamento em algoritmos de evolução diferencial, contido no intervalo [0, 1].

O parâmetro de controle do crossover Cr, ou taxa de crossover, gerencia o número esperado

de parâmetros que devem ser alterados em um determinado membro da população. Na litera-

tura, (Ronkkonen et al. 2005) argumentam que Cr deve ser selecionado de forma apropriada

no intervalo [0.3, 0.9], enquanto afirma que esse parâmetro de controle deve estar contido no in-

tervalo [0, 0.2] para funções separáveis, e no intervalo [0.9, 1] quando os parâmetros das funções

são dependentes. Entretanto, nesta dissertação, a taxa de crossover foi determinada de acordo

com simulações.

3.2.4 Seleção

Finalmente, a seleção determina se o vetor alvo ou experimental irá sobreviver e compor a

nova geração G = G+ 1, de acordo com o seguinte critério guloso:

xi,G+1 =

{

ui,G , se F(ui,G) ≤ F(xi,G)
xi,G , se F(ui,G) > F(xi,G) (3.11)

8(Ronkkonen, Kukkonen & Price 2005) sugerem que F deve ser tal que 0.4 < F < 0.9 com F = 0.9 como
uma primeira escolha.

9Outros operadores de mutação em evolução diferencial e suas aplicações em distintos problemas de otimização
podem ser vistos em (Chakraborty 2008).

10Crossover exponencial (ou módulo de dois pontos) é outro tipo de operador de crossover relatado na literatura
(Price, Storn & Lampinen 2005).
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onde F(x) é a função custo a ser minimizada11.

O número de indiv́ıduos na população é mantido constante ao longo das gerações12. Dessa

forma, o novo vetor experimental substitui seu correspondente vetor alvo na próxima geração

apenas quando esse processo mantém no mesmo ńıvel ou melhora o valor da função custo. Caso

contrário, o vetor alvo é mantido na população. Deve-se perceber que este critério de seleção

nunca deteriora o status da atual geração da função objetivo, uma vez que a população é evolúıda

quando o valor do fitness mantém-se no mesmo ńıvel ou melhora. Esse critério permite que o

vetores do algoritmo de evolução diferencial se movam ao longo da superf́ıcie da função objetivo

em questão em busca da solução desejável (Das & Suganthan 2011).

O critério de parada adotado para o algoritmo de evolução diferencial foi o mesmo do algo-

ritmo genético. Como o número necessário de iterações necessário para estimação da curva de

juros varia de acordo com a periodicidade dos dados, o algoritmo não é mais iterado quando a

melhor solução se mantém constante ao longo de um número fixo de gerações Gmax. Portanto,

os parâmetros de controle são: N , σ, F , Cr e Gmax.

3.3 Estratégias Evolutivas

As estratégias evolutivas (Evolution Strategies - ES) correspondem a uma classe de algo-

ritmos evolucionários para solução de problemas, geralmente, em domı́nios cont́ınuos. Em

contraposição aos algoritmos genéticos, as ES utilizam condificação real, um mecanismo de

auto-adaptação, um operador de seleção não-elitista, crossover multi-indiv́ıduo e operador de

mutação gaussiano (Schwefel 1981). Um indiv́ıduo k em uma estratégia evolutiva é composto

pela tripla ik = (xk, sk,F(xk)), sendo que xk é o vetor de parâmetros a serem otimizados,

sk são os parâmetros de auto-adaptação e F(xk) é o valor de fitness do indiv́ıduo (Beyer &

Schwefel 2002).

Inicialmente, uma ES tem uma população ω de “pais” que gerarão ̟ “filhos” via operadores

de mutação e/ou crossover13. Em geral, faz-se ω < ̟ para assegurar uma melhor exploração

do espaço de busca. Os descendentes são gerados da seguinte forma:

xG+1
k = xGk +N(0, sk) (3.12)

em que xG+1
k corresponde ao descendente k na geração G+ 1, xGk é o pai da geração atual G, e

N(0, sk) é uma função de densidade gaussiana com média zero e sk é o vetor de desvios padrões.

Cada uma das componentes do vetor de parâmetros xk recebe um valor gaussiano, de forma

que sk = [σ1k σ2k . . . σDk], em que D corresponde a dimensão do problema de otimização

considerado. Esse mecanismo garante que a função de densidade gaussiana distribua melhor ao

longo dos eixos correspondentes aos valores que estão sendo otimizados14. Uma das principais

11No caso da estimação da curva de juros, considerando a função de (Nelson & Siegel 1987), a função de fitness
é a mesma conforme definida pela expressão (2.15), descrita no Caṕıtulo 2.

12Ao longo das gerações, a população foi composta sempre por indiv́ıduos viáveis, assim como no algoritmo
genético descrito.

13Em ES mais simples, é considerado apenas o operador de mutação.
14Esse processo de mutação também pode consistir em atribuir o mesmo valor de desvio padrão para todas as

componentes do vetor de parâmetros, mas não distribui muito bem a função de densidade gaussiana ao longo
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caracteŕısticas dos algoritmos de estratégias evolutivas é a auto-adaptação dos parâmetros de

dispersão das variáveis do problema.

Embora exista uma vasta literatura que aborda aplicações de algoritmos evolucionários em

economia e finanças (Korczak & Lipinski 2004, Korczak & Roger 2001), são poucos os trabalhos

que consideram métodos de estratégias evolutivas. (Lipinski, Winczura & Wojcik 2007), por

exemplo, empregaram um algoritmo de ES para otimização de portfólios considerando custos

de transação, preferências e restrição orçamentária do investidor, de acordo com distintas me-

didas de riscos. Em comparação com a técnica buy-&-hold, a técnica de estratégias evolutivas

proposta apresentou maior eficiência, em termos de risco/retorno do investimento. Análises

similares também foram realizadas por (Korczak, Lipiski & Roger 2002) utilizando operadores

de mercados artificiais. Além disso, a literatura apresenta aplicações de técnicas de estratégias

evolutivas na evolução de conhecimento de mercado em empresas (Kuo, Hong & Chen 2008),

previsão de evasão de divisas em moedas estrangeiras (Binner, Kendall & Gazely 2004) e oti-

mização multi-objetivo de portfólios (Schlottmann & Seese 2004)15.

Nesta dissertação, o algoritmo CMA–ES (Covariance Matrix Adaptation) será considerado.

O CMA-ES é um método que atualiza não somente os parâmetros de uma estratégia evolutiva,

como também uma matriz de covariância gerada por uma distribuição gaussiana multidimensi-

onal para a mutação dos indiv́ıduos pais (Hansen & Ostermeier 2001). Esse mecanismo permite

calcular as interdependências entre as variáveis do problema de acordo com o cálculo da matriz

de covariâncias.

Novos candidatos à solução do problema de otimização são gerados por meio de uma dis-

tribuição de probabilidade multidimensional, correspondendo ao operador de mutação, e cada

elemento da matriz de covariância descreve a relação entre duas variáveis do problema. O algo-

ritmo CMA-ES, por meio da matriz de covariância, consegue espelhar a interdependência das

variáveis do problema, o que permite uma maior flexibilidade a esses tipos de relações como no

caso da modelagem da curva de juros, uma vez que os fatores latentes são interdependentes.

O CMA-ES possui duas caracteŕısticas básicas. A primeira delas consiste na questão de que

se deve aumentar a probabilidade de uma mutação bem sucedida a cada iteração do algoritmo,

i.e., adaptar sempre os parâmetros (inclusive a matriz de covariância). A segunda ideia insere

um armazenamento do caminho da evolução (evolution path) no tempo da estratégia. Esse

caminho armazena informações de correlação entre passos cont́ıguos do algoritmo, utilizado

para o processamento de atualização da matriz de covariância e para conduzir um controle do

tamanho do passo adicional do algoritmo, evitando convergência prematura.

Os algoritmos evolucionários empregados neste trabalho são distintos em suas formulações.

O AG é caracterizado pela geração de descendentes pelo operador de crossover, essencialmente

pela combinação linear de ind́ıvuos distintos. Por outro lado, a técnica de evolução diferencial é

caracterizada pelo operador de mutação, de forma que os descendentes são gerados por meio dos

próprios ind́ıviduos da população. Por fim, o algoritmo de estratégias evolutivas evolui tanto os

indiv́ıduos da população quanto os parâmetros da evolução, evidenciando uma abordagem mais

dos eixos do espaço de busca (Beyer & Schwefel 2002).
15(Chen & Kuo 2002) e (Castillo Tapia & Coello 2007), respectivamente, apresentam uma revisão bibliográfica

dos trabalhos com aplicações em economia e finanças de algoritmos evolucionários e em problemas de otimização
multi-objetivos.
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autônoma.

No algoritmo CMA-ES, denotado por (ω/ω, ̟)-CMA-ES, a geração dos descendentes é

realizada da seguinte forma:

xG+1
k = zk, z ∼ N

(

〈x〉Gµ , (σ2)GCG
)

, k = 1, 2, . . . , λ (3.13)

em que 〈x〉Gω =
∑ω

i=1wix
G
i é o indiv́ıduo médio gerado pelo operador de recombinação inter-

mediária (w1 = w2 = . . . = wω = 1
ω
), e CG é a matriz de covariância/dispersão na geração

G.

A matriz de covariância é adaptada pelo caminho da evolução pG+1
c , levando em consideração

o efeito das mudanças anteriores do vetor de atributos na direção do movimento atual no espaço

de busca. Portanto, o caminho da evolução e a matriz de covariância são atualizados da seguinte

forma:

pG+1
c = (1− cc)pGc +

√

cc(2− cc)
√
ω

σG
(

〈x〉G+1
ω − 〈x〉Gω

)

(3.14)

CG+1 = (1− ccov)CG + ccov

[

1

ω
pG+1
c (pG+1

c )T +

(

1

ω
+

1

ω2

) ω
∑

i=1

1

(σ2)G
df (df )

T

]

(3.15)

em que df =
(

xG+1
i − 〈x〉Gi

)

, cc é um parâmetro da estratégia e ccov ∈ [0, 1[ determina a taxa de

adaptação da matriz de covariância C.

A adaptação do tamanho do σG está baseada no caminho da evolução conjugado pσ, atua-

lizado da seguinte forma:

pG+1
σ = (1− cσ)pGσ +

√

cσ(2− cσ)PG(DG)−1(PG)−1
√
ω

σG
(

〈x〉G+1
ω − 〈x〉Gω

)

(3.16)

em que as matrizes P e D são obtidas de acordo com a decomposição de C:

CG = PG(DG)2(PG)T (3.17)

em que as colunas de PG são os autovetores de CG e DG é uma matriz diagonal das ráızes

quadradas dos autovalores de CG.

O tamanho do passo global σG é atualizado como:

σG+1 = σGe
cσ
t

(

||pG+1
σ ||

E[||N(0,I)||]

)

(3.18)

em que (Hansen, Müller & Koumoutsakos 2003):

cc =
4

D + 4
, cσ =

10

D + 20
, t = max

{

1,
3ω

D + 10

}

+ cσ (3.19)

ccov =
1

ω

2

(D +
√
2)2

+

(

1− 1

ω
·min

{

1,
2ω − 1

(D + 2)2 + ω

})

(3.20)
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E [||N(0, I)||] ∼=
√
D

(

1− 1

4D
+

1

21D2

)

(3.21)

λ = 4 + 3ln(D), ω =
λ

2
(3.22)

A inicialização do algoritmo se dá com p0c = p0σ = 0 e, para a matriz de covariância C0,

considera-se a matriz identidade. Já os valores de x0 e σ0 variam de acordo com o problema

em questão. Portanto, um indiv́ıduo no algoritmo CMA-ES é caracterizado por uma tripla

ℵ = (x, σ,C), sendo que x ∈ ℜD representa um vetor solução para o problema, σ é o desvio

padrão e C ∈ ℜD×D é a matriz de covariância, tal que D é a dimensão do problema ou o número

de variáveis da função objetivo. Como critério de parada, pode-se utilizar ou um número máximo

de gerações Gmax e/ou assumir um limiar mı́nimo ǫ para a função objetivo F(x).
Abaixo é apresentado o algoritmo CMA-ES.

Algoritmo de Estratégias Evolutivas CMA-ES para Estimação da ETTJ
Inicializar x0, C0 = I, ̟, ω, E [||N(0, I)||], ccov, cσ, t e cc.
Iniciar contador de gerações G = 0
Enquanto G < Gmax Ou F(x) < ǫ Faça

Para i = 1 até ̟ Faça
Gerar os descendentes:
xG+1
k = zk, z ∼ N

(

〈x〉Gω , (σ2)GCG
)

Computar o caminho da evolução:

pG+1
c = (1− cc)pGc +

√

cc(2− cc)
√
ω

σG

(

〈x〉G+1
ω − 〈x〉Gω

)

Atualizar a matriz de covariâncias:

CG+1 = (1− ccov)CG + ccov

[

1
ω
pG+1
c (pG+1

c )T +
(

1
ω
+ 1

ω2

)
∑ω

i=1
1

(σ2)G
df (df )

T
]

Decompor a matriz de covariâncias:
CG = PG(CG)2(PG)T

Atualizar o caminho da evolução conjugado:

pG+1
σ = (1− cσ)pGσ +

√

cσ(2− cσ)PG(DG)−1(PG)−1
√
ω

σG

(

〈x〉G+1
ω − 〈x〉Gω

)

Adaptar o tamanho do passo global:

σG+1 = σGe
cσ
t

(

||pG+1
σ ||

E[||N(0,I)||]

)

Fim Para
Fim Enquanto

3.4 Resumo

Esse caṕıtulo apresentou as abordagens evolucionárias aplicadas na estimação da estrutura

a termo das taxas de juros: algoritmos genéticos, evolução diferencial e estratégias evolutivas.

Cada algoritmo foi estruturado de acordo com o problema da curva de juros, de forma a obter os

melhores resultados para todo o peŕıodo de análise em termos de ajuste com as taxas observadas

no mercado.
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Definidas as técnicas para modelagem da curva de juros, o próximo caṕıtulo introduz a

questão de predição dos fatores latentes de NS, para obtenção da estrutura a termo prevista.

O método de dois estágios, proposto por (Diebold & Li 2006), será descrito, assim como os

principais conceitos dos modelos nebulosos funcionais evolutivos.



Capı́tulo 4
Previsão da Curva de Juros

Este caṕıtulo insere a questão da previsão da estrutura a termo das taxas de juros e a

abordagem proposta de utilização de modelos funcionais nebulosos evolutivos. Uma revisão

da literatura relacionada às diversas metodologias de previsão da curva de juros é reportada

inicialmente. Em seguida, é apresentada a abordagem considerada como benchmark para as

análises, i.e., a técnica de dois estágios, conforme proposta por (Diebold & Li 2006). Por fim,

as ideias centrais dos modelos nebulosos evolutivos do tipo Takagi-Sugeno são apresentadas.

4.1 Revisão Bibliográfica

A previsão da estrutura a termo das taxas de juros, em uma perspectiva prática, é um dos

principais objetivos na modelagem da curva de juros. A previsão da estrutura a termo é essencial

para a administração de riscos e portfólios, instituições financeiras, policy makers, e para os

agentes de mercado. Tesoureiros de bancos centrais gerenciam a emissão e manutenção dos

ńıveis de d́ıvida pública via avaliação cont́ınua das taxas de juros corrente e futuras. Investidores

necessitam acompanhar o desempenho de seus portfólios de ativos em relação aos custos de

investimentos em t́ıtulos públicos de baixo risco, que intŕınsicamente estão associados aos ńıveis

futuros de taxas de juros livres de riscos. Por outro lado, bancos centrais podem reagir à

inflação e atividade econômica esperadas pelo ajuste da taxa de curto prazo, o que afeta toda

a curva de juros, e necessita de previsões quanto ao futuro das taxas correntes para ir de

encontro à essas expectativas (Matsumura, Moreira & Vicente 2010). Além disso, prospecções

da estrutura a termo das taxas de juros têm-se mostrado ainda como um importante indicador do

comportamento futuro da inflação e atividade econômica (Duarte, Venetis & Paya 2005, Venetis,

Paya & Peel 2003, Ang, Piazzesi & Wei 2006).

A literatura de estrutura a termo das taxas de juros devotou seus estudos às questões de

modelagem, i.e., desenvolver modelos capazes de descrever toda a curva de juros de acordo com

as taxas dispońıveis no mercado (Vasicek & Fong 1982, Heath et al. 1992, Nelson & Siegel 1987),

de forma que a previsão fora da amostra recebeu pouca atenção (Matsumura et al. 2010).

(Fama & Bliss 1987) investigaram as relações entre maturidade e taxas de juros futuras como o

primeiro trabalho a abordar questões de previsão da estrutura a termo. Os autores sugeriram

uma tendência de reversão à média das taxas de juros de 1 ano dos t́ıtulos públicos americanos,

37
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capaz de gerar previsões das taxas futuras. (Greer 2003) mostrou que as previsões das taxas de

juros apenas são capazes de fornecer as direções de mudanças nas taxas de maturidades mais

longas. Por outro lado, (Bidarkota 1998) indica que modelos multivariados de previsão, em

especial modelos bivariados, são capazes de realizar boas previsões para taxas de juros no curto

prazo para o mercado dos Eestados Unidos.

Recentemente, (Duffee 2002) mostrou que modelos afim apresentam baixo desempenho para

a previsão da curva de juros considerando o mercado de t́ıtulos públicos dos Estados Unidos,

assim como (Dai & Singleton 2002) que encontraram os mesmos resultados. Considerando ainda

modelos afim, (Ang & Piazzesi 2003) apontam que a inclusão de variáveis macroeconômicas

em tais modelos melhora as previsões da curva de juros fora da amostra, superando modelos

de vetores autoregressivos. Posteriormente, (Hördahl, Tristani & Vestin 2006) confirmaram

a obtenção de melhores previsões da estrutura a termo quando fatores macroeconômicos são

inseridos na modelagem da curva de juros.

Baseados no modelo de fatores latentes de (Nelson & Siegel 1987) para a estrutura a termo

das taxas de juros, (Diebold & Li 2006), DL daqui em diante, propuseram um modelo de dois

estágios para a previsão da curva de juros dos Estados Unidos. Os autores mostraram que

o modelo proposto apresentou acuradas previsões, superando metodologias tradicionais como

vetores autoregressivos e modelos de passeio aleatório (random walk). Entretanto, a técnica

de dois estágios apresentou melhor desempenho para previsões de maturidades mais longas, de

forma que no curto prazo, modelos de passeio aleatório proporcionam resultados equivalentes

e até melhores (Diebold & Li 2006). Contudo, (Almeida & Vicente 2008) indicaram que a

inclusão de condições de não-arbitragem no modelo de fatores latentes melhora as previsões

fora da amostra, mas em contrapartida implica em maior complexidade computacional. Nessa

mesma linha de pesquisa, (Moench 2008) aponta que a inclusão dessas condições em modelos de

vetores autoregressivos melhora o desempenho de previsão da estrutura a termo, essencialmente

quando horizontes de curto prazo são levados em consideração.

No mercado de renda fixa do Brasil, (Lima, Luduvice & Tabak 2006) avaliaram modelos

de vetores autoregressivos na previsão da estrutura a termo das taxas de juros. Os autores

mostraram que o modelo de passeio aleatório ainda apresenta melhores previsões para a curva

de juros. Além disso, (Vicente & Tabak 2007) mostraram que o modelo de DL apresentou

previsões mais acuradas para dados de juros do Brasil quando comparado a modelos afim,

principalmente para horizontes de longo prazo.

Análises similares foram observadas por (Matsumura et al. 2010), que testaram modelos

lineares para realizar previsões da estrutura a termo no Brasil. Os autores mostraram que os

modelos lineares mais simples, baseados em poucos parâmetros, são capazes de realizar melhores

previsões, mas ainda assim são superados por modelos de passeio aleatório. Ainda, foi observado

que a inclusão de uma variável financeira ao modelo, ı́ndice do mercado de ações, aumentou

a acurácia dos modelos lineares considerados. Por fim, (Caldeira, Moura & Portugal 2010)

avaliaram o modelo de DL estimado por filtro de Kalman no mercado de t́ıtulos públicos bra-

sileiro, evidenciando elevada adequação do modelo ao gerar previsões acuradas, principalmente

considerando horizontes de um mês a três meses.
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Uma recente e distinta abordagem para a questão de previsão da estrutura a termo das taxas

de juros é a utilização de modelos de equiĺıbrio de correção de erro. (Bowsher & Meeks 2008) e

(Koopman, Mallee & Wel 2010) avaliaram tal abordagem para o mercado de juros dos EUA e

mostraram resultados superiores se comparados aos obtidos pela metodologia de DL e de passeio

aleatório, porém, apenas para horizontes de previsão de curto prazo. (McMillan 2009), por

exemplo, sugere que modelos de correção de erro são capazes de capturar a dinâmica das taxas

de curto prazo, superando técnicas econométricas lineares e não-lineares de previsão. Entretanto,

o mesmo não se verifica quando maturidades mais longas são consideradas. No mercado de renda

fixa do Brasil, (Cajueiro, Divino & Tabak 2009) realizaram as mesmas análises, e mostraram

que a adequação dos modelos de previsão está diretamente correlacionada com o horizonte de

previsão, confirmando os resultados da literatura.

Métodos Bayesianos também foram aplicados na análise de previsão da estrutura a termo

das taxas de juros. (Laurini & Hotta 2010) e (Hautsch & Yang 2010) são exemplos de aplicações

da metodologia Bayesiana de Mı́nimos Quadrados de Monte Carlo para estimação do modelo de

dois estágios de (Diebold & Li 2006). Embora tais metodologias apresentem elevada acurácia

na previsão da curva de juros no curto prazo, superando a abordagem tradicional de estimação

de DL, são de elevada complexidade computacional, resultando em aumento do tempo de pro-

cessamento ou mesmo em não-convergência (Hautsch & Yang 2010). Resultados semelhantes

também foram obtidos por (Diebold, Rudebusch & Arouba 2006) e (Yu & Zivot 2011), com a

modelagem da ETTJ utilizando modelos econométricos de espaço-estado.

Apesar do desenvolvimento de diversas técnicas para previsão da curva de juros, uma limi-

tação de tais técnicas é apresentar apenas bons resultados em horizontes de previsão espećıficos

(curto ou longo prazos). Além disso, modelos estimados por meio de mı́nimos quadrados de

Monte Carlo, apesar de apresentarem elevada acurácia, são computacionalmente ineficientes, o

que prejudica sua implementação na prática, principalmente em ambientes que requerem uma

capacidade de processamento de dados mais rápida, ou mesmo em tempo real.

Os modelos nebulosos evolutivos mostram-se como uma solução para o problema da previsão

da curva de juros, pois não necessitam de uma amostra de treinamento, podendo fornecer

previsões em tempo real e ao mesmo tempo são de baixa complexidade computacional. Para

aplicação de modelos nebulosos evolutivos na previsão da ETTJ será considerada a mesma

proposta da metodologia de (Diebold & Li 2006), i.e., método de dois estágios. Entretanto, os

fatores latentes da curva de juros serão modelados por sistemas nebulosos, e não por meio de

um processo autoregressivo. Dessa forma, as comparações tomarão como benchmark a técnica

de DL, descrita a seguir.
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4.2 Técnica de previsão de Dois Estágios

(Diebold & Li 2006) propuseram uma metodologia em dois estágios para previsão da estru-

tura a termo das taxas de juros de acordo com o modelo de fatores latentes da curva de (Nelson

& Siegel 1987) conforme apresentado na Seção 2.2.2 no Caṕıtulo 2:

yt(τ) = β1t + β2t

(

1− e−λtτ
λtτ

)

+ β3t

(

1− e−λtτ
λtτ

− e−λtτ
)

O primeiro estágio da técnica de previsão de DL compreende essencialmente a estimação

do conjunto de fatores latentes x = {β1, β2, β3, λ} para o peŕıodo correspondente à amostra de

dados dispońıvel. Ou seja, por meio de uma técnica de otimização de parâmetros são obtidas as

estimativas dos fatores da função de NS para cada amostra de dados t, seja ela de periodicidade

diária ou mensal, i.e., são obtidas as séries temporais dos fatores latentes da curva de juros.

(Diebold & Li 2006) fixaram o parâmetro de decaimento λ em um valor estabelecido, e

obtiveram os demais parâmetros da função de NS utilizando o método de mı́nimos quadrados

ordinários (OLS - Ordinary Least Squares). Recordando o fato de que o fator λ determina a

maturidade em que o fator de curvatura atinge seu máximo, (Diebold & Li 2006) sugeriram

escolher a média do número de meses para maturidades de um e três anos, ou seja 30 meses e,

então, determinaram o valor de λ que maximiza o carregamento do fator de médio prazo (β3) com

maturidade de 30 meses. Entretanto, conforme apontado pela literatura (Laurini & Hotta 2010),

esse procedimento é inadequado, pois, apesar da técnica ser intuitiva, é uma limitação manter

tal parâmetro constante ao longo do peŕıodo em questão, uma vez que o decaimento apresenta

considerável variabilidade, conforme evidenciado em inúmeras análises emṕıricas da estrutura a

termo (Rezende 2011, Yu & Zivot 2011, Caldeira et al. 2010). Nesta dissertação, optou-se por

manter o parâmetro de decaimento variante no tempo, de forma a evitar limitações e permitir

maior realismo ao modelo. Dessa forma, aplicando uma técnica de otimização não-linear de

parâmetros para os dados das taxas de juros para cada peŕıodo t, obtem-se as séries temporais

das estimativas de x̂ = {β̂1, β̂2, β̂3, λ̂}.
O segundo estágio da técnica de previsão de (Diebold & Li 2006) é modelar os fatores por

meio de um processo autoregressivo de ordem unitária, i.e., AR(1). Portanto, a curva de juros

prevista para h passos à frente é descrita da seguinte forma:

ŷt+h/t(τ) = β̂1,t+h/t + β̂2,t+h/t

(

1− e−λ̂t+h/tτ

λ̂t+h/tτ

)

+ β̂3,t+h/t

(

1− e−λ̂t+h/tτ

λ̂t+h/tτ
− e−λ̂t+h/tτ

)

(4.1)

em que:

β̂i,t+h/t = âi + b̂iβ̂i,t, i = 1, 2, 3 (4.2)

λ̂t+h/t = â4 + b̂4λ̂t (4.3)

sendo que ai e bi, com i = 1, 2, 3, 4, são os parâmetos dos modelos autoregressivos associados

aos fatores latentes da curva de juros.
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A abordagem de (Diebold & Li 2006) chama a atenção pela sua simplicidade, capaz de gerar

previsões razoáveis, principalmente quando o horizonte de previsão é de longo prazo. Nesta

dissertação, a metodologia proposta por DL será considerada como benchmark na questão de

previsão da estrutura a termo. Alternativamente, propomos uma abordagem nebulosa evolutiva

seguindo a técnica de DL, de forma que a diferença principal concerne o segundo estágio, no

qual, ao invés de modelar os fatores latentes de NS via um processo autoregressivo, eles serão

previstos em um modelo de múltiplas-entradas-múltiplas-sáıdas conjuntamente. Dessa forma,

não é necessário estimar um modelo autoregressivo para cada fator latente, diminuindo o tempo

de processamento e evidenciando a interação temporal entre os parâmetros da curva de juros.

4.3 Modelos Nebulosos Evolutivos

Nesta dissertação serão considerados modelos nebulosos ou fuzzy funcionais evolutivos para a

previsão da estrutura a termo das taxas de juros. Os modelos nebulosos podem ser caracterizados

como modelos funcionais ou modelos lingúısticos. Modelos nebulosos lingúısticos são modelos

baseados em regras nebulosas onde tanto o antecedente como o consequente são definidos por

termos lingúısticos. Nos modelos nebulosos funcionais, o antecedente é definido por termos

lingúısticos, mas o consequente é uma função das variáveis dos antecedentes (Pedrycz & Gomide

2007).

Os modelos nebulosos funcionais evolutivos são aqueles que utilizam um mecanismo de ada-

patação da base de regras de acordo com o estado atual do sistema. Dessa forma, a base de

regras pode ser reduzida ou expandida, alterando sua estrutura. O modelo se adapta à cada

novo dado de entrada que lhe é apresentado, de forma que o próprio sistema indica a neces-

sidade de criação de uma nova regra, atualização de regras existentes e/ou exclusão de regras

redundantes ou que reduzem a qualidade da base de regras atual, sendo não mais necessárias.

Deve-se notar que o termo evolutivo utilizado neste contexto difere do termo evolucionário,

comumente usado em algoritmos evolucionários, uma vez que o evolutivo refere ao processo

cont́ınuo de auto-desenvolvimento de uma entidade individual, enquanto o termo evolucionário

está associado à geração de populações de indiv́ıduos por reprodução, mutação e seleção natural

(Baruah & Angelov 2011).

Os modelos nebulosos considerados nesta dissertação serão aqueles caracterizados por pos-

suirem consequentes que são funções da variável de entrada, e a sáıda da base de regras é obtida

a partir dessas funções e dos respectivos graus de ativação, conhecidos como modelos do tipo

Takagi-Sugeno (Takagi & Sugeno 1985). Os antecedentes, por outro lado, são constitúıdos por

regras nebulosas, obtidas por meio de um algoritmo de agrupamento.

A emergência dos modelos nebulosos evolutivos decorreu da elevada necessidade que surgiu

na última década de processamento eficiente de informações, além da extração de conhecimento,

elemento chave na modelagem de sistemas complexos. Em sistemas complexos de grande porte,

os dados são obtidos em quantidades elevadas, dinamicamente, na forma de fluxo de dados

(streams of data) (Angelov, Filev & Kasabov 2010). Dessa forma, a análise de tais sistemas

era constrúıda de acordo com o conhecimento do especialista (expert knowledge) (Mamdani &

Assilian 1975), e, a partir dos anos de 1990, passaram a ser desenvolvidas metodologias capazes
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de extrair conhecimento apenas de dados sobre seu funcionamento em tempo real, conhecidos

como online data-driven rule/knowledge systems (Kasabov 1996).

Os modelos nebulosos evolutivos se inserem na categoria de técnicas adaptativas que são

auto-desenvolvidas por meio de extração de conhecimento em fluxos de dados. De acordo com

os dados que são apresentados ao modelo, caracterizando o estado do sistema atual, as técnicas

nebulosas evolutivas permitem o aprendizado simultâneo de sua estrutura e parametrização.

Esses modelos podem ser vistos, genericamente, como uma mistura nebulosa adaptativa de

Gaussianas para aproximação da densidade da distribuição dos dados reais (Angelov & Zhou

2008). Esse procedimento, por sua vez, pode ser realizado em tempo real (online), sem a

necessidade de um peŕıodo de treinamento (Angelov et al. 2010).

Os principais modelos nebulosos evolutivos reportados na literatura consideram modelos

funcionais baseados em regras nebulosas, de forma que sua estrutura (número de regras e pa-

râmetros) evolua continuamente por meio de algoritmos recursivos de agrupamento (Lemos,

Caminhas & Gomide 2011). O modelo Takagi-Sugeno evolutivo (eTS), proposto por (Angelov

& Filev 2004), mostrou-se como a primeira abordagem para a identificação em tempo real de

modelos de inferência nebulosa baseados em regras. A base de regras e parâmetros no modelo

eTS continuamente evoluem pela adição de novas regras com maior poder de sumarização, e

pela atualização de regras já existentes e parâmetros. A base de regras é constrúıda por meio

de uma versão estendida do algoritmo subtractive clustering (Chiu 1994). A avaliação recursiva

do potencial de informação contido em cada novo dado que é apresentado ao sistema permite

a criação de novas regras, ou ainda revisar as regras existentes. Os parâmetros do consequente

são atualizados por meio do algoritmo de mı́nimos quadrados recursivos (Ljung 1999).

Para reduzir a complexidade computacional no cálculo do potencial dos dados no eTS, o

modelo Simpl eTS foi desenvolvido posteriormente em (Angelov & Filev 2005). Simpl eTS

corresponde à uma versão simplificada do modelo eTS, que substitui a noção de potencial de

informação pelo conceito de dispersão para gerar um algoritmo similar, porém, computacional-

mente mais eficaz. Posteriormente, uma versão estendida do modelo eTS (xTS) foi desenvolvida

por (Angelov & Zhou 2008), introduzindo a idEia de adaptação do raio dos clusters (zona de in-

fluência) nos modelos eTS. O parâmetro que define a dispersão dos clusters é muito importante,

pois é parte das funções de pertinência dos conjuntos nebulosos e, consequentemente, implica

no ńıvel de ativação das regras nebulosas. Recentemente, (Angelov et al. 2010) propuseram o

modelo eTS+, como uma estensão aos modelos eTS e xTS, caracterizado pela atualização da

base de regras considerando critérios como idade, utilidade, densidade local e zona de influência.

Uma abordagem distinta, mas computacionalmente similar, para modelagem de sistemas

Takagi-Sugeno é o modelo neuro-nebuloso dinâmico evolutivo, proposto por (Kasabov & Song

2002). A abordagem utiliza um método recursivo de clusterização baseado no conceito de dis-

tância para adaptar a estrutura da base de regras, enquanto que os parâmetros dos consequentes

são atualizados por meio de um algoritmo de mı́nimos quadrados ponderados com fator de esque-

cimento. Um algoritmo recursivo de agrupamento derivado de uma modificação de técnicas de

quantização vetorial, conhecido como quantização vetorial evolutiva, é uma outra metodologia

para construção do modelo flex́ıvel de inferência nebulosa (FLEXFIS - flexible fuzzy inference

system) (Lughofer 2008).
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Outro exemplo de sistemas nebulosos evolutivos, sugerido por (Rubio 2009), inserido na

classe dos modelos neuro-nebulosos tipo-2, é a modelagem nebulosa auto-organizada e com mé-

todo de mı́nimos quadrados modificado (SOFMLS - self-organizing fuzzy modified least squares).

O modelo SOFMLS inclui um algoritmo de agrupamento baseado no conceito de proximidade

de vizinhança. Por outro lado, o modelo de inferência nebulosa sequencial adaptativo (SA-

FIS - sequential adaptive fuzzy inference system), proposto por (Rong, Sundarajan, Huang &

Saratchandran 2006), utiliza um critério de distância em conjunção com uma medida de influên-

cia dos novos clusters criados1.

Conforme apontado por (Lemos et al. 2011), uma limitação dos algoritmos recursivos de

agrupamento adotados pela maioria dos modelos nebulosos evolutivos é a falta de robustez

na presença de rúıdos e outliers. Nessas situações, tais algoritmos podem criar um novo

cluster/agrupamento quando rúıdos ou outliers são apresentados, ao invés de identificá-los.

Para melhorar a robustez da modelagem nebulosa evolutiva, um novo método foi sugerido por

(Lima 2008), chamado modelagem nebulosa evolutiva com aprendizado participativo (ePL).

Essa abordagem une os conceitos de aprendizado participativo (Yager 1990) com a ideia de

sistemas nebulosos evolutivos (Angelov & Filev 2004, Angelov & Zhou 2008). Em sistemas ne-

bulosos evolutivos, o conceito de aprendizado participativo é implementado como um algoritmo

não-supervisionado de agrupamento (Silva, Gomide & Yager 2005), e apresenta-se como um

candidato natural para identificar estruturas em bases de regras considerando sistemas dinâmi-

cos.

Posteriormente, com base no modelo ePL, (Lemos et al. 2011) desenvolveram o modelo

nebuloso evolutivo Gaussiano multivariado (eMG). O eMG utiliza um algoritmo de agrupamento

Gaussiano baseado no conceito de aprendizado participativo, em que cada cluster é representado

por uma função de pertinência Gaussiana multivariada. A estrutura dos clusters (centro e

dispersão) e o número de clusters são recursivamente atualizados a cada iteração do algoritmo,

e os limiares dos parâmetros são determinados automaticamente. Como nos modelos eTS e

suas variações e o modelo ePL, o consequente é parametrizado de acordo com o algoritmo de

mı́nimos quadrados recursivos.

A literatura de economia e finanças relacionada apresenta poucos e recentes trabalhos envol-

vendo modelos nebulosos evolutivos baseados em regras. (Ballini, Mendonça & Gomide 2009a)

utilizaram diferentes estruturas nebulosas evolutivas para estimar a medida de risco de mercado

Valor-em-Risco (VaR) e compararam os resultados em termos de acurácia com modelos GARCH

utilizando dados do ı́ndice da bolsa de valores de São Paulo. Os resultados mostraram que as

abordagens de computação inteligente superaram tradicionais benchmarks para estimação do

VaR, considerando o número de falhas de cada modelo. Resultados similares foram obtidos na

modelagem de t́ıtulos soberanos (Ballini, Mendonça & Gomide 2009b).

A previsão de séries temporais financeiras envolvendo modelos nebulosos evolutivos foi con-

siderada por (McDonald & Angelov 2010), utilizando um modelo eTS com memória para a

modelagem e previsão da taxa de câmbio GBP/EUR e dos valores do Produto Interno Bruto da

economia dos Estados Unidos. (McDonald & Angelov 2010) indicaram que o poder preditivo do

1Além disso, a rede neural nebulosa auto-organizada (Leng, McGinnity & Prasad 2005), como um sistema
evolutivo alternativo, adota um critério de erro como medida para avaliar a capacidade de generalização da rede.
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modelo eTS com memória é maior, e que seus benef́ıcios podem ser apropriadamente explorados

para um entendimento lingúıstico do sistema. (Maciel, Gomide & Ballini 2011) sugeriram uma

abordagem nebulosa evolutiva na precificação de opções de renda fixa. Tendo por base medidas

tradicionais de erro e testes estat́ısticos, os autores mostraram a elevada capacidade dos modelos

nebulosos evolutivos na precificação de tais papéis, superando métodos de fórmulas fechadas de

avaliação, como a de Black-Scholes, e redes neurais artificiais.

Os modelos eTS, suas extensões (xTS e eTS+), e ePL serão aplicados para a previsão da

estrutura a termo das taxas juros. Além disso, nesta dissertação, será proposta uma versão

estendida para o modelo ePL, denominado ePL+, de forma a inserir no modelo um mecanismo

para adaptação da zona de influência dos clusters e incluir uma medida de utilidade para avaliar a

estrutura da base de regras com o objetivo de manter no modelo as regras com maior capacidade

de sumarização. Tal modelo será apresentado no Caṕıtulo 5. O modelo ePL+ proposto é uma

estensão do modelo ePL para sistemas de múltiplas-entradas-múltipas-sáıdas. Na próxima seção

serão apresentados os principais conceitos dos modelos nebulosos evolutivos utilizados nesta

dissertação.

4.4 Modelos Nebulosos Funcionais Evolutivos

O modelo eTS, suas extensões, e o modelo ePL assumem a classe dos modelos Takagi-

Sugeno (TS), sendo os antecedentes das regras nebulosas termos lingúısticos, enquanto que os

consequentes são funções lineares das variáveis de entrada. Nesses modelos as regras nebulosas

são descritas da seguinte forma:

Ri : SE x1 is Γi1 E x2 is Γi2 E . . . E xn is Γin ENTÃO yi = γi0 +
n
∑

j=1

γijxj (4.4)

sendo que Ri corresponde a i-ésima regra nebulosa (i = 1, 2, . . . , R), xj ∈ ℜ é o dado de entrada

(j = 1, 2, . . . , n), Γij é o conjunto nebuloso associado à j-ésima variável de entrada da i-ésima

regra nebulosa, yi ∈ ℜ é a sáıda linear da i-ésima regra, e γij são os i-ésimos parâmetros dos

consequentes da regra i.

As regras descrevem comportamentos locais do sistema de dados, de forma que o consequente

de cada regra nebulosa é definido por um modelo linear em cada um dos R grupos (regras).

Dessa forma, em um modelo TS, cada região nebulosa está associada a um sub-sistema linear. O

sistema não-linear é formado pela união dos múltiplos modelos lineares (Angelov & Filev 2004).

A contribuição de cada modelo linear local na sáıda total é proporcional ao grau de ativação de

cada regra.

Para definir os antecedentes das regras nebulosas, os modelos estudados nessa dissertação

consideram funções de pertinência Gaussianas, que garantem uma elevada capacidade de gene-

ralização ao modelo:

µi(xj) = exp

(

−(xj − vj)2
2(σij)

2

)

(4.5)
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na qual µi(xj) é o grau de pertinência da entrada atual xj em Γij, v
i
j é o respectivo centro do

cluster associado ou ponto focal, e σij define o raio ou dispersão do conjunto nebuloso associado,

ou a zona de influência do conjunto nebuloso i.

O grau de ativação de cada regra nebulosa i pode ser definido de acordo com o operador

algébrico de produto como t-norma:

τ i(xk) =
n
∏

j=1

µij(xk) = µi1(xk) · µi2(xk) . . . µin(xk) (4.6)

A sáıda k do modelo TS é obtida por meio da média ponderada da contribuição de cada

regra:

y =
R
∑

i=1

λiyi, λi =
τi

∑R
l=1 τl

(4.7)

em que λi é o grau de ativação normalizado da regra i, e R é o número de regras nebulosas.

O problema de identificação de modelos nebulosos TS inclui, essencialmente, dois procedi-

mentos (Angelov & Filev 2004): (i) aprendizado dos antecedentes do modelo por meio de um

algoritmo de agrupamento nebuloso, (ii) aprendizado dos parâmetros dos consequentes lineares.

A estrutura descrita é a mesma para modelos nebulosos evolutivos funcionais. Os modelos eTS

e ePL diferem na escolha do algoritmo de clusterização considerado, enquanto os parâmetros do

consequente são obtidos por meio da técnica de mı́nimos quadrados não-lineares recursivos. A

seguir, o aprendizado dos antecedentes em modelos do tipo eTS será descrito, enquanto que o

modelo ePL, em sua versão estendida, ePL+, será detalhado no próximo caṕıtulo.

4.4.1 Modelo Takagi-Sugeno Evolutivo

O modelo Takagi-Sugeno evolutivo (eTS) (Angelov & Filev 2004) é caracterizado por atuali-

zar o sistema de forma recursiva. Os antecedentes são determinados por meio de um algoritmo

de agrupamento não-supervisionado, adicionando-se regras ou modificando as regras existentes.

De acordo com o dado mais recente que é apresentado ao modelo, a base de regras e os parâme-

tros do consequente são atualizados. O eTS baseia-se em uma noção onde a representatividade

de um dado é medida a partir de uma função que define o potencial relativo à cada centro de

grupo (Yager & Filev 1994).

Essencialmente, caso o potencial de um novo dado de entrada seja maior que o potencial dos

centros dos grupos já existentes, esse dado substituirá algum centro existente ou será o centro

de um novo cluster e, assim, uma nova regra será criada. O processo de clusterização é realizado

em cada instante, de acordo com cada novo dado de entrada que é apresentado ao sistema,

mantendo os grupos existentes, atualizando algum centro ou mesmo criando um novo grupo

(Angelov 2002). Os parâmetros das funções lineares dos consequentes são calculados utilizando

o algoritmo de mı́nimos quadrados recursivos (Young 1984).

O agrupamento pode ser online, de forma a processar os dados em tempo real, não requerendo

um conjunto fixo de dados de treinamento. A clusterização se dá de forma recursiva sob a

assunção de gradual mudança na base de regras nebulosas. O primeiro dado de entrada x1,
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k = 1, é definido como o ponto focal da primeira regra, i = 1, e o potencial dessa regra é

assumido igual a 1 (Angelov 2002). Portanto, a inicialização do modelo é tal que:

xi∗ = xk,Υ1(z
i∗) = 1, R = 1 (4.8)

em que xi∗ corresponde ao ponto focal da primeira regra nebulosa, z = ([xT , yT ]T ) é o vetor

composto pelas entradas e sáıdas (y), e Υ(·) indica a função potencial.

O próximo dado (k = k+1) é então apresentado ao modelo. O potencial dos novos dados de

entrada é calculado recursivamente por meio de uma função potencial obtida a partir da função

de Cauchy dada por (Angelov 2002, Angelov & Filev 2004):

Υk(zk) =
k − 1

(k − 1) · (ψk + 1) + ιk − 2φk
(4.9)

na qual ψk =
∑n+m

j=1 (zjk)
2; ιk =

∑k−1
l=1

∑n+m
j=1 (zjl )

2; φk =
∑n+m

j=1 zjkβ
j
k; β

j
k =

∑k−1
l=1 z

j
l .

Na expressão (4.9), os parâmetros ψk e φk são calculados a partir do dado de entrada atual

zk, enquanto β
j
k e ιk são atualizados recursivamente:

ιk = ιk−1 +
n+m
∑

j=1

(zjk−1)
2 e βjk = βjk−1 + zjk−1 (4.10)

com j = 1, 2, . . . , n sendo n a dimensão dos dados de entrada.

No procedimento recursivo, o novo dado dispońıvel é apresentado ao sistema e afeta o po-

tencial dos pontos focais dos centros existentes (zl∗, l = 1, 2, . . . , R). A medida de potencial

depende da distância dos pontos focais em relação à todos os demais pontos, incluindo os novos

que são apresentados. Assim, por definição, os potenciais dos agrupamentos já existentes são

atualizados recursivamente de acordo com (Angelov & Filev 2004):

Υk(z
l∗) =

(k − 1) ·Υk−1(z
l∗)

k − 2 + Υk−1(zl∗) ·
[

1 +
∑n+m

j=1 (djlk)
2
] (4.11)

sendo que Υk(z
l∗) é o potencial do i-ésimo cluster zl∗, que representa o protótipo da i-ésima

regra no peŕıodo k, e djlk = zjl − z
j
k denota a distância entre o agrupamento existente (zjl ) e o

novo dado apresentado (zjk).

A evolução na base de regras é derivada pela comparação do potencial do novo dado apre-

sentado ao sistema com o potencial atualizado dos centros/clusters existentes. Em situações

onde os dados são obtidos continuadamente, o algoritmo de agrupamento deverá determinar se

um dado irá modificar um determinado grupo ou se um novo centro de grupo será definido.

(Angelov & Filev 2004) definiram os seguintes prinćıpios para a atualização da base de regras

em modelos nebulosos TS evolutivos:

(i) Substituição: Se o potencial do novo dado (zk) é maior que o potencial atualizado dos

centros das regras já existentes:

Υk(zk) >
R

max
i=1

Υk(z
l∗) (4.12)
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e zk está próximo, em termos de distância Euclidiana, ao centro de algum grupo existente:

Υk(zk)

maxRi=1 Υk(zl∗)
− dmin
||σ|| > 1 (4.13)

em que δmin = minRi=1 ||zk − zl∗|| é a medida de distância do novo dado ao centro mais próximo

das regras existentes, e ||σ|| =
√

1
n

∑n
i=1 σ

2
i é a norma da dispersão do antecedente.

Então o novo dado (zk) substitui o centro mais próximo. Seja j o indice associando ao centro

mais próximo:

xj∗ = xk; Υk(z
j∗) = Υk(zk) (4.14)

Esse prinćıpio permite que a estrutura da base de regras seja mantida constante, em termo

de número de regras, mas que o centro mais próximo ao novo dado seja substitúıdo caso seu

potencial seja o maior dentre todos dos agrupamentos existentes.

(ii) Adição: Se apenas (4.12) é satisfeito, mas não (4.13), então o novo dado (zk) é adicionado

à base de regras como um novo centro e assim uma nova regra ou agrupamento é formado:

R = R + 1; xR∗ = xk; Υk(z
R∗) = Υk(zk) (4.15)

Caso contrário, se nenhum dos prinćıpios é verificado com o novo dado que é apresentado ao

sistema, a base de regras não sofre alteração. A adaptação recursiva da base de regras garante

que o modelo resultante será formado apenas por uma base de regras compacta e informativa,

uma vez que as informações espaciais entre os dados não são esquecidas, mas fazem parte do

processo de decisão de como atualizar a estrutura da base de regras atual (Angelov 2002).

Abaixo é descrito o algoritmo de agrupamento para o modelo eTS.

Algoritmo de Agrupamento do eTS
Inicializar xi∗ = xk,Υ1(z

i∗) = 1, R = 1
Para k = 1, 2, . . . Faça

Calcular o potencial Υk(zk) =
k−1

(k−1)·(ψk+1)+ιk−2φk

Para i = 1 até R Faça:

Atualizar Υk(z
l∗) = (k−1)·Υk−1(z

l∗)

k−2+Υk−1(zl∗)·[1+
∑n+m

j=1 (djlk)
2]

Fim Para
Se Υk(zk) > maxRi=1 Υk(z

l∗) Então

Se Υk(zk)

maxRi=1 Υk(zl∗)
− dmin

||σ|| > 1 Então

xk substitui o centro do grupo i: xj∗ = xk; Υk(z
j∗) = Υk(zk)

Caso Contrário
R = R + 1; xR∗ = xk; Υk(z

R∗) = Υk(zk)
Fim Se

Fim Se
Fim Para

Nos consequentes, os parâmetros são calculados de acordo com a alteração feita nos centros

de grupo. Caso um novo grupo seja adicionado, os parâmetros da função linear do respectivo

consequente são obtidos a partir dos parâmetros das regras não modificadas. Por outro lado,
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caso algum grupo seja alterado, os parâmetros são atualizados utilizando mı́nimos quadrados

recursivos (Young 1984).

O modelo xTS apresenta as mesmas caracteŕısticas que o eTS, exceto por uma fórmula

recursiva para o cálculo da dispersão dos agrupamentos. Esse processo de atualização da zona de

influência das regras nebulosas será discutido no desenvolvimento do modelo ePL+ no Caṕıtulo

5, que adota o mesmo prinćıpio que o modelo xTS. Por outro lado, o modelo eTS+ (Angelov

et al. 2010), que também será avaliado nesta dissertação para a questão de previsão da estrutura

a termo das taxas de juros, considera medidas de utilidade, idade, zona de influência e densidade

local para a avaliação da qualidade da base de regras.

4.5 Resumo

Esse caṕıtulo introduziu a questão de previsão da estrutura a termo das taxas juros, in-

cluindo uma revisão bibliográfica sobre o tema, a abordagem considerada como benchmark para

comparações e a ideia da modelagem nebulosa evolutiva. O modelo nebuloso Takagi-Sugeno

evolutivo foi descrito. Esse modelo será a base de comparação para a metodologia proposta

neste trabalho.

O caṕıtulo seguinte descreverá o algoritmo nebuloso de aprendizado participativo evolu-

tivo estendido, ePL+, que utiliza o agrupamento participativo na determinação de um modelo

nebuloso funcional evolutivo do tipo Takagi-Sugeno.



Capı́tulo 5
Modelo Nebuloso Evolutivo Participativo

Estendido

Este caṕıtulo descreve o modelo nebuloso evolutivo participativo estendido, ePL+. Essa

abordagem combina os conceitos de aprendizado participativo e a ideia da modelagem nebulosa

evolutiva. As principais diferenças em relação à versão original do modelo ePL são: atualização

recursiva do raio de dispersão dos conjuntos nebulosos, utilização de medidas de avaliação de

qualidade da estrutura da base de regras e extensão para a modelagem de sistemas com múlti-

plas sáıdas. A estrutura do modelo ePL+ é descrita inicialmente, seguida da apresentação do

algoritmo de agrupamento, e da estimação dos parâmetros dos consequentes por meio da técnica

de mı́nimos quadrados recursivos.

5.1 Modelos Takagi-Sugeno com Múltiplas Sáıdas

A versão inicial do algoritmo ePL (Lima 2008) possui uma estrutura baseada em regras

nebulosas funcionais do tipo Takagi-Sugeno, conforme apresentado no Caṕıtulo 4. O modelo

considera apenas a modelagem de sistemas de múltiplas-entradas-única-sáıda (MISO - multi-

input-single-output). Em inúmeras aplicações emṕıricas, a interação dos fenômenos modelados

em sistemas complexos implica a análise de múltiplas decisões (Lauŕı, Salcedo, Garćıa-Nieto &

Mart́ınez 2010). Dessa forma, nesta dissertação estendemos o modelo ePL para o caso geral de

sistemas de múltiplas-entradas-múltiplas-sáıdas (MIMO - multi-input-multi-output). O modelo

ePL+, portanto, assume a seguinte estrutura Takagi-Sugeno para descrever as regras nebulosas:

Ri : SE x1 é Γi1 E x2 é Γi2 E . . . E xn é Γin ENTÃO

yi1 = γi01 +
n
∑

j=1

γij1xj E yi2 = γi02 +
n
∑

j=1

γij2xj E . . . E yim = γi0m +
n
∑

j=1

γijmxj

(5.1)

Os consequentes assumem forma vetorial yi = [yi1, y
i
2, . . . , y

i
m]

T , em que m é a dimensão

da sáıda de cada sub-sistema linear associado a i-ésima regra nebulosa. Os parâmetros do
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50 Caṕıtulo 5. Modelo Nebuloso Evolutivo Participativo Estendido

consequente podem ser escritos na forma matricial:

γi =











γi01 γi02 · · · γi0m
γi11 γi12 · · · γi1m
...

...
. . .

...
γin1 γin2 · · · γinm











(5.2)

Nesse caso, o sistema nebuloso evolutivo ePL+ apresenta sáıda multidimensional (Figura

5.1). Essa extensão permite a adequação do modelo evolutivo participativo para sistemas de

múltiplas sáıdas, incluindo a aplicação de predição da estrutura a termo das taxas de juros,

tratada neste trabalho.

Figura 5.1: Representação gráfica do modelo ePL+.

Assim como no modelo eTS, as funções de pertinência dos antecedentes são Gaussianas, e

o grau de ativação de cada regra é calculado por meio da t-norma produto. Os consequentes

da base de regras são constrúıdos criando um modelo linear para cada agrupamento nebuloso,

e os parâmetros são estimados pelo método de mı́nimos quadrados recurvisos. A seguir, será

detalhado a aprendizagem dos antecedentes do modelo ePL+, incluindo suas extensões em

relação ao sistema ePL.

5.2 Algoritmo de Aprendizado Participativo

O Aprendizado Participativo (AP), proposto por (Yager 1990), considera uma estrutura

atual como forma de representar o conhecimento de um sistema a ser modelado, de forma que

cada nova informação (entrada) é utilizada para atualizar esse conhecimento. O AP representa

um importante paradigma na construção de algoritmos de agrupamento (Silva 2003, Silva et al.

2005). A percepção do sistema depende de quanto o mecanismo de aprendizagem participativa é

capaz de representar o conhecimento já estabelecido. O conhecimento atual faz parte do processo

de aprendizagem, que depende da coerência entre o estado atual do sistema e a informação mais

recente (Lima 2008). O aprendizado é realizado por meio da interpretação da nova informação

no contexto atual. Com a nova informação, o algoritmo é capaz de avaliar recursivamente a

necessidade de atualização do modelo atual.

Assim como em (Lima 2008), o conceito de AP é utilizado neste trabalho no contexto de

algoritmos de agrupamento, onde o objetivo é dividir um conjunto de dados em subconjuntos,

e associar cada subconjunto à um ponto representativo chamado centro de grupo, ponto focal

ou protótipo do grupo. O algoritmo de agrupamento participativo se assemelha aos tradicionais
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algoritmos de partição como Fuzzy C-means (Bezdek 1981) e suas extensões (Bezdek, Tsao &

Pal 1992, Kaymak & Setnes 2000), em que o agrupamento é formado a partir de um processo

de otimização cujas soluções são os centros dos grupos e os graus de pertinência de cada dado

em relação aos subconjuntos determinados.

O algoritmo de agrupamento no modelo ePL+, assim como na versão inicial do modelo

ePL, utiliza a noção de aprendizado participativo para a interpretação dos dados e construção

dos antecedentes das regras nebulosas. A base de regras é atualizada recursivamente a cada

novo dado apresentado ao sistema, na forma de fluxo de dados, modificando o centro que seja

mais compat́ıvel com esse novo dado, ou mesmo criando uma nova regra caso seja verificada a

necessidade de uma revisão na estrutura da base de regras.

A principal diferença entre os modelos ePL+ e eTS está relacionada ao prodecimento de

construção e atualização da base de regras. Diferente do eTS, o modelo ePL+ utiliza uma

medida nebulosa de similaridade para determinar a proximidade do novo dado apresentado ao

modelo com os centros das regras já existentes. O algoritmo de aprendizado participativo assume

que o aprendizado do modelo depende do conhecimento atual sobre o sistema considerado.

Dessa forma, a estrutura do modelo atual faz parte e contribui para o processo evolutivo, e

define como as novas informações do sistema serão utilizadas em sua auto-organização. Uma

caracteŕıstica essencial do aprendizado participativo é que o novo dado/informação fornecido ao

sistema impacta na atualização da estrutura da base de regras de acordo com uma medida de

compatibilidade com a base constrúıda.

Dessa forma, seja vik ∈ [0, 1]n a variável que associa o centro ao i-ésimo agrupamento (i =

1, . . . , R) na iteração k. O objetivo do processo de aprendizado participativo é aprender o valor

de vik, utilizando o fluxo de dados de entrada xk ∈ [0, 1]n apresentado ao sistema. Em outras

palavras, cada dado xk (k = 1, 2, . . .) é utilizado como um meio informativo para aprender sobre

vik. O processo de aprendizado é participativo se a contribuição de cada novo dado do sistema

xk depende de sua aceitação da estimativa atual de vki como válida, caso isso não ocorra, a

estrutura da base de regras deverá ser revisitada. Implicitamente, a ideia central é que o novo

dado deve ser útil e contribuir no aprendizado de vik, de forma que os dados observados xk devem

ser compat́ıveis com as estimativas atuais de vik.

No modelo ePL+, o objetivo do aprendizado é a estrutura dos agrupamentos ou clusters,

definidas essencialmente por seus pontos focais. Formalmente, dada uma estrutura inicial de

regras nebulosas, o conjunto de vetores vik ∈ [0, 1]n é atualizado de acordo com uma medida de

compatibilidade, ρik ∈ [0, 1], e um ı́ndice de alerta, aik ∈ [0, 1]. Enquanto ρik mede o quanto um

dado é compat́ıvel com a estrutura atual da base de regras, o ı́ndice de alerta aik representa uma

medida cŕıtica capaz de detectar o grau com que novas informações são coerentes com o modelo

atual. O alerta, portanto, é capaz de medir a necessidade de revisão do modelo e adaptação

da base de regras. Além disso, o aprendizado participativo evolutivo possui um mecanismo

que indica a presença de regras redundantes. Nesse caso, centros muito similares detectados no

agrupamento participativo são redefinidos para representar uma única regra com o objetivo de

aumentar a eficiência do algoritmo e descrever o sistema com um número reduzido de regras.

A Figura 5.2 sumariza os principais constituintes e funcionamento do aprendizado participativo

na construção de base de regras nebulosas.
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Figura 5.2: Atualização da base de regras no AP. Fonte: (Lima 2008).

O agrupamento participativo possui a capacidade de auto-organização por se tratar de uma

técnica não-supervisionada, de forma a criar novas regras ou modificar as regras existentes a

cada instante, de acordo com a disponibilidade de novas informações a respeito do sistema.

Se o ı́ndice de alerta é maior que um determinado limiar η ∈ [0, 1], então uma nova regra ou

agrupamento é criado:

vR+1
k = xk (5.3)

Por outro lado, caso o ı́ndice de alerta não seja ativado, o i-ésimo cluster, mais compat́ıvel

com o novo dado xk, é ajustado da seguinte forma:

vik+1 = vik +Gi
k(xk − vik) (5.4)

sendo que

Gi
k = αρik (5.5)
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representa uma função que depende da compatibilidade entre os vetores xk e vk, tal que α ∈ [0, 1]

é a taxa de aprendizagem do sistema, e

ρik = 1− ||xk − v
i
k||

n
(5.6)

em que || · || é o operador de norma, n a dimensão do espaço de entrada, e

i = argmax
j
{ρjk} (5.7)

Nesse caso, quando um novo dado xk é apresentado ao modelo, calcula-se sua compatibilidade

em relação aos centros vik (i = 1, 2, . . . , R) dos grupos existentes por meio da expressão (5.6).

Selecionado o grupo de maior compatibilidade com o novo dado xk (5.7), esse centro é atualizado

por meio de uma combinação convexa do novo dado apresentado ao modelo xk e seu ponto focal,

de acordo com (5.4).

Similar a expressão (5.4), o ı́ndice de alerta aik é atualizado da seguinte forma:

aik+1 = aik + β(1− ρik+1 − aik) (5.8)

O parâmetro β ∈ [0, 1] controla a taxa de mudança do ńıvel de alerta: quanto mais próximo

o parâmetro β é da unidade, mais rapidamente o sistema estará senśıvel à variações do ı́ndice

de compatibilidade.

O mecanismo de alerta é considerado no aprendizado participativo com a incorparação do

ı́ndice de alerta (5.8) em (5.5), i.e., assume-se que:

Gi
k = α(ρik)

1−aik (5.9)

Quando aik = 0, tem-se Gi
k = αρik, formando o mecanismo de aprendizado participativo sem

ı́ndice de alerta. Deve-se perceber que, quando o ńıvel de alerta aumenta, a medida de similari-

dade tem seu efeito reduzido. O ı́ndice de alerta pode ser interpretado como um complemento

na confiança na atual estrutura da base de regras. Dessa forma, o mecanismo de alerta monitora

o desempenho do sistema pela observação da compatibilidade do modelo atual com as novas

informações que são adicionadas. O aprendizado é dinâmico, no sentido de que (5.4) pode ser

visto como uma estratégia de revisão, afetada pela taxa de aprendizagem (5.9) que depende

da compatilidade entre a nova informação ou dado, a atual estrutura da base de regras, e da

própria capacidade de sumarização do modelo.

Deve-se notar ainda que a taxa de aprendizagem é modulada pelo ı́ndice de compatibilidade.

Em modelos de aprendizado convencionais, não há a questão participativa e a taxa de apren-

dizagem é usualmente baixa para evitar oscilações indesejáveis geradas por valores de dados

que situam longe dos pontos focais dos clusters existentes. Valores baixos associados à taxa

de aprendizagem, apesar de resultar em lento aprendizado, permite que o modelo não sofra

influência de dados ruidosos ou outliers. O aprendizado participativo permite a utilização de

elevados valores para a taxa de aprendizagem, uma vez que o ı́ndice de compatibilidade atua de

forma a reduzir a taxa de aprendizagem quando desvios são verificados. Por outro lado, quando

o ı́ndice de compatibilidade é elevado, o tempo de aprendizado é acelerado.
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Além da adpatação da base de regras por meio da atualização dos centros já existentes e da

criação de novas regras, o algoritmo nebuloso de aprendizado participativo também verifica se

regras redundantes são criadas. Ao se atualizar a base de regras utilizando (5.4) ou inserindo

uma nova regra ao modelo (5.3), pode haver a ocorrência da criação de um cluster redundante,

caracterizado por estar próximo de outro agrupamento já existente. Um mecanismo simples

de verificação desse problema é avaliar se sáıdas similares são formadas quando obtidas por

diferentes regras. No agrupamento participativo, um centro de um regra é declarado redundante

se possuir similaridade superior ou igual a um determinado limiar ϑ, em relação à um outro

centro. Neste caso, pode-se manter o centro original ou substitúı-lo pela média entre o novo

centro e o cluster atual. Assim como em (5.6), o ı́ndice de compatibilidade entre centros de

agrupamentos é obtido da seguinte forma:

ρv
i

k = 1−
n
∑

l=1

|vi,lk − v
j,l
k | (5.10)

Portanto, se

ρv
i

k ≥ ϑ (5.11)

então os agrupamentos i e j são declarados redundantes.

Os parâmetros de controle do algoritmo de aprendizado participativo são α, β, ϑ e η. A esco-

lha desses parâmetros deve ser de forma apropriada com o mecanismo de inclusão e atualização

dos centros dos agrupamentos. Suponha que o centro de ı́ndice s, de maior compatibilidade com

o dado de entrada xk, é atualizado. Neste caso, ask+1 < η, uma vez que o ı́ndice de alerta não

ultrapassou o limiar η para gerar sua ativação. Com base na expressão (5.8), tem-se:

ask + β(1− ρsk+1 − ask) = (1− β)ask + βdsk < η → dks <
η − (1− β)ask

β
<
η

β
(5.12)

em que dsk = d(vsk, xk) é a distância entre o centro do cluster s e o novo dado xk na iteração k.

Por outro lado, ao se considerar a medida de compatibilidade ρi,jk , para quaisquer centros

i, j distintos:

ρi,jk = ρi,jk (vik, v
j
k) = 1− di,jk ϑ→ di,jk > 1− ϑ (5.13)

Se di,jk < 1− ϑ, então os agrupamentos i e j são declarados redundantes e redefinidos como

um único agrupamento. Neste caso, di,jk é a distância entre os centros vik e vjk.

A partir das expressões (5.12) e (5.13), para garantir que um novo centro, não redundante,

seja adicionado ao modelo, deve-se escolher os valores de β, ϑ e η de forma que:

0 <
η

β
≤ 1− ϑ ≤ 1

sendo

η ≤ β e ϑ ≤ 1− η

Por outro lado, a inicialização da taxa de aprendizagem α deve ser um valor baixo, t́ıpi-

camente α ∈ [10−1, 10−5]. Para maiores detalhes da escolha dos parâmetros de controle do
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algoritmo de agrupamento participativo e suas questões de convergência ver (Lima 2008). A

seguir são apresentadas as extensões que caracterizam o modelo ePL+.

5.2.1 Adaptação da Zona de Influência das Regras

Um importante parâmetro associado às funções de pertinência Gaussianas dos anteceden-

tes das regras nebulosas é a dispersão ou raio dos clusters σ, que define a zona de influência

das respectivas regras. Este parâmetro define a dispersão das funções de pertinência e os res-

pectivos termos lingúısticos associados na projeção dos agrupamentos em relação aos eixos

correspondentes às variáveis de entrada/sáıda. Por constituir parte das funções de pertinên-

cia, o raio dos clusters influencia na determinação do grau de ativação das regras nebulosas

(Angelov et al. 2010), revelando sua importância na determinação da sáıda do modelo. Como

em (Angelov & Zhou 2006), o modelo ePL+ considera a zona de influência das regras nebulosas

variável, atualizada recursivamente da seguinte forma:

σij,k = ςσij,k + (1− ς)̺ij,k (5.14)

em que ς é a taxa de aprendizagem (valores sugeridos estão no intervalo [0.3,0.5]) (Angelov

et al. 2010), e ̺ij,k, j = 1, 2, . . . , n+m, denota a densidade local, definida como:

(̺ij,k)
2 =

1

Sik − 1

Si
k−1
∑

l=1

(zij − zj,l)2 (5.15)

no qual z = [xT , yT ]T é o vetor entrada/sáıda e Sik = Sik−1 + 1, para i = arg maxRi=1λ
i(xk),

é o suporte do cluster i, que associa o número de dados da amostra ao cluster i, e indica a

capacidade de generalização que a regra nebulosa em espećıfico proporciona.

Esse mecanismo de adaptação da zona de influência das regras nebulosas permite uma ava-

liação recursiva de tal parâmetro, evitando a necessidade de determinação pelo usuário e ao

mesmo tempo supera a limitação de considerar esse parâmetro fixo ao longo das iterações e

igual para todas as variáveis de entrada/sáıda.

5.2.2 Avaliação da Qualidade da Base de Regras

No agrupamento participativo, os clusters ou grupos são gerados ao associar o dado da

amostra atual como ponto focal do novo agrupamento. O ı́ndice de compatibilidade permite

que os centros sejam ajustados de acordo com as informações que são apresentadas ao modelo,

assim como o mecanismo de eliminação de agrupamentos redudantes atualiza a base de regras

de forma a evitar a geração de agrupamentos que representem um mesmo conjunto de dados.

Entretanto, a versão inicial do modelo ePL (Lima 2008) não possui um mecanismo que monitore,

de forma recursiva, a qualidade dos antecedentes das regras nebulosas. No modelo eTS+,

(Angelov et al. 2010) propuseram a utilização de distintas medidas para monitoramento dos

agrupamentos que constituem a base de regras em modelos nebulosos evolutivos, sendo elas:

suporte, utilidade, idade, zona de influência e densidade local.
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O modelo ePL+, proposto nesta dissertação, adotará a medida de utilidade como mecanismo

para avaliação recursiva da qualidade da estrutura da base de regras. Utiliza-se apenas essa

medida para não comprometer a complexidade computacional do modelo e, além disso, conforme

análises emṕıricas (Angelov et al. 2010), a medida de utilidade é capaz de manter uma base de

regras com elevada capacidade de sumarização em sistemas complexos.

A utilidade de uma regra nebulosa i corresponde ao seu grau de ativação relativo acumulado

(Angelov & Zhou 2006):

U i
k =

∑k
l=1 λ

l

k − I i∗ , i = 1, . . . , R, k = 1, 2, . . . (5.16)

em que I i∗ denota o ı́ndice temporal (time tag) do dado da amostra que foi associado como

ponto focal da regra nebulosa i, i.e., indica quando a regra associada ao ı́ndice i foi gerada.

Desde que uma determinada regra nebulosa foi gerada, a medida de utilidade indica o quanto

essa regra foi utilizada. Essa medida evita a manutenção na estrutura da base de regras de

agrupamentos não mais utilizados, i.e., aqueles que possuem um grau de ativação muito baixo.

Dessa forma, mantém-se uma base de regras mais compacta, apenas considerando as regras

necessárias para descrever o sistema em seu estado atual (Angelov et al. 2010).

A estrutura da base de regras no modelo ePL+ pode variar de acordo com a geração de novas

regras, mas pode, ao mesmo tempo, ter a estrutura reduzida ao remover regras redundantes e

com baixa utilidade (quando o padrão de comportamento dos dados se distancia do ponto focal

de determinadas regras), desconsiderando regras marginais. O mecanismo de verificação da

qualidade da base da regras se dá de acordo com o seguinte prinćıpio (Angelov et al. 2010):

SE U i
k < ǫ ENTÃO R← R− 1 (5.17)

sendo que ǫ ∈ [0.03; 0.1] representa o limiar que controla a utilidade de cada regra nebulosa.

Ao associar essa medida de qualidade, avaliada recursivamente, à estrutura da base de regras,

é garantido que a cada novo dado, a qualidade da base de regras seja monitorada, e aquelas

com utilidade menor que o limiar ǫ são declaradas desnecessárias para sumarizar o estado atual

do sistema. Definidos os mecanismos para composição dos antecendentes das regras no modelo

ePL+, a seguir é descrito a estimação dos parâmetros dos consequentes.

5.3 Atualização dos Consequentes das Regras

Uma vez que a estrutura do modelo nebuloso evolutivo ePL+ está definida, por meio da

constituição de sua base de regras, o próximo passo é a identificação recursiva dos parâmetros

dos consequentes. Escrevendo a sáıda do modelo ePL+ na forma vetorial:

y = ΨT θ (5.18)

em que y = [y1, y2, . . . , ym]
T é a sáıda do modelo MIMO ePL+, Ψ = [λ1xTe , λ

2xTe , . . . , λ
RxTe ]

T

é o vetor das entradas ponderadas pelo grau de ativação normalizado das regras nebulosas,

xe = [1, x1, x2, . . . , xn]
T é o vetor expandido das entradas, e θ = [(γ1)T , (γ2)T , . . . , (γR)T ]T é o

vetor de parâmetros da base de regras (associados ao i-ésimo sub-sistema linear local).
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A identificação do modelo ePL+ inclui agrupamento não-supervisionado de dados e apren-

dizado supervisionado dos parâmetros dos consequentes (Figura 5.3).

Figura 5.3: Representação esquemática dos estágios para identificação dos modelos ePL+.

A cada instante de tempo k, ou de acordo com o fluxo de dados fornecido ao sistema, as sáıdas

ŷt são calculadas, de forma que os parâmetros dos consequentes são otimizados recursivamente

por meio do algoritmo de mı́nimos quadrados recursivos. A atualização dos parâmetros pode

ser realizada de forma global ou local, exigindo distintos recursos computacionais. A função de

erro em termos globais pode ser escrita da seguinte forma (Angelov & Filev 2004):

minEG = min
t
∑

k=1

(ŷk −ΨT
k θk)

2 (5.19)

Dessa forma, no caso global, as soluções para os parâmetros são obtidas por meio do algoritmo

de mı́nimos quadrados recursivos como (Angelov & Filev 2004):

θ̂k = θ̂k−1 + CkΨk−1(yk −ΨT
k θ̂), k = 2, 3, . . . (5.20)

Ck = Ck−1 −
Ck−1Ψk−1Ψ

T
k−1Ck−1

1 + ΨT
k−1Ck−1Ψk−1

(5.21)

sendo que C é a matrix de dispersão de dimensão R(n+ 1)×R(n+ 1).

As condições iniciais são tais que θ̂1 = 0 e C1 = ΩI, em que Ω corresponde a um número

da ordem de 103 para inicialização da matriz de dispersão e I a matriz indentidade de mesma

ordem de C.
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Na otimização em termos globais, no caso de adição de uma nova regra, o algoritmo é

atualizado em dois passos.

i) Os parâmetros da nova regra são obtidos pela média ponderada dos parâmetros das demais

regras:

θ̂k = [(γ̂1k−1)
T , (γ̂2k−1)

T , . . . , (γ̂Rk−1)
T , (γ̂R+1

k−1 )
T ]T (5.22)

sendo γ̂R+1
k =

∑R
i=1 λ

iγ̂ik−1.

ii) A matriz de dispersão é atualizada da seguinte forma:

Ck =

















νξ1 . . . νξR(n+1) 0 . . . 0
. . . . . . . . . . . . . . . . . .

νξR(n+1)1 . . . νξR(n+1)R(n+1) 0 . . . 0
0 0 0 Ω . . . 0
. . . . . . . . . . . . . . . 0
0 0 0 0 . . . Ω

















(5.23)

na qual ξij, i = 1, 2, . . . , R(n + 1); j = 1, 2, . . . , R(n + 1) corresponde aos elementos da matriz

de dispersão, e ν = R2+1
R2 são os coeficientes.

Por outro lado, quando uma regra é substitúıda por outra, a matriz de dispersão é mantida

constante em relação ao peŕıodo anterior. Por fim, o valor da sáıda é obtido recursivamente

como:

ŷk+1 = ΨT
k θ̂k, k = 2, 3, . . . (5.24)

Uma maneira alternativa para o aprendizado dos parâmetros dos consequentes em modelos

nebulosos evolutivos é a otimização local. Nesse caso, o critério de erro para a otimização é

escrito como:

minEi
L = min

t
∑

k=1

λi(xk)(ŷk − (xTe )kγ
i
k)

2 (5.25)

Deve-se notar que o critério de erro local é dado por regra (i = 1, 2, . . . , R). Para se ob-

ter o critério de erro total, faz-se EL =
∑R

i=1E
i
L. De acordo com o algoritmo de mı́nimos

quadrados recursivos, a atualização dos parâmetros dos consequentes é dado por cada regra i,

correspondente a cada sub-sistema linear (Angelov et al. 2010):

γik+1 = γik + C i
k(xe)kλ

i
k

(

ŷk − (xTe )kγ
i
k

)

, γi1 = 0 (5.26)

C i
k+1 = C i

k −
λikC

i
k(xe)k(x

T
e )kC

i
k

1 + λik(x
T
e )kC

i
k(xe)k

, Ci
1 = ΩI (5.27)

em que I denota a matriz identidade de ordem (n+ 1)× (n+ 1).
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Quando uma nova regra é inserida no sistema, seus parâmetros correspondentes são inicia-

lizados com base nos parâmetros das R regras existentes:

γR+1
k =

R
∑

i=1

λiγik−1 (5.28)

A matriz de dispersão é inicializada conforme anteriormente CR+1
k = ΩI. No caso de inserção

de uma nova regra, os parâmetros das regras existentes são mantidos constantes em relação ao

passo anterior:

γik = γik−1, i = 1, 2, . . . , R (5.29)

Quando dois centros, i e j, são redundantes, apenas uma regra é mantida no sistema, de

forma que o centro vRk do grupo gerado é determinado como o valor médio dos centros dos

grupos redundantes:

vRk =
1

2
vik +

1

2
vjk (5.30)

ou ainda, simplesmente, pode-se manter um dos grupos e excluir o outro redundante.

Os parâmetros dos consequentes e a matriz de dispersão do centro mantido são associados

ao centro redundante exclúıdo:

γRk = γjk−1 (5.31)

CR
k = Cj

k−1 (5.32)

Em geral, o conjunto de parâmetros dos consequentes que satisfazem o critério de otimização

global são distintos dos parâmetros correspondentes ao critério local (Angelov et al. 2010).

Entretanto, o efeito da adição ou remoção de uma regra nebulosa na estrutura do modelo terá

efeitos mais significativos no processo de otimização em termos globais, uma vez que esse efeito

é refletido apenas nos valores normalizados dos graus de ativação das regras. No caso local, as

matrizes de dispersão C i, i = 1, 2, . . . , R, não mudam com a adição de novas regras ao sistema,

uma vez que elas não estão associadas a uma única matriz de dispersão como no caso global.

As atualizações dos parâmetros dos consequentes no caso global requerem um maior número de

cálculos que no caso local, pois a dimensão da matriz de dispersão no caso local é (n+1)×(n+1),

enquanto que na otimização global, a matriz assume uma dimensão maior, R(n+1)×R(n+1).

(Angelov et al. 2010) avaliaram as diferenças entre a utilização dos critérios de otimiza-

ção global e local em modelos nebulosos evolutivos para inúmeros benchmarks da literatura, e

mostraram que ambas as abordagens exibem resultados similares, com destaque para quando

a otimização é realizada em termos locais. Dessa forma, nesta dissertação, foi considerado o

critério local, uma vez que possui menor complexidade computacional e garante bons resultados

de convergência.

Para maiores detalhes da derivação do algoritmo de mı́nimos quadrados recursivos associado

ao problema de identificação de modelos nebulosos Takagi-Sugeno evolutivos, ver (Lima 2008),

(Angelov & Filev 2004), (Angelov & Zhou 2006) e (Angelov et al. 2010).
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5.4 Algoritmo ePL+

Uma questão importante na implementação do modelo ePL+ consiste na inicialização dos

antecedentes da base de regras. Existem duas formas de realizar tal procedimento. Uma delas

é quando não existe nenhum conhecimento a priori do sistema a ser modelado, i.e., não existe

uma amostra para treinamento. Nesse caso, a inicialização dos antecedentes consiste em associar

o primeiro dado de entrada x1 como ponto focal da primeira regra nebulosa:

x1 = v11 → i = R = 1 (5.33)

A partir de então, a cada novo dado de entrada xk (k = 2, 3, . . .), calculam-se recursivamente

os ı́ndices de alerta e de compatilidade para atualização da base de regras com o algoritmo de

aprendizado participativo, conforme descrito na seção 5.2.

Por outro lado, quando existe uma amostra de treinamento, uma solução para inicialização

da base de regras é a utilização de um algoritmo de agrupamento nebuloso tal como o algoritmo

Fuzzy C-Means, conforme sugerido e utilizado na versão inicial do modelo ePL (Lima 2008).

Entretanto, nesta dissertação, será utilizado o algoritmo de agrupamento Subtractive Clustering

(SC) (Chiu 1994) para inicialização da base de regras no modelo ePL+, quando uma amostra

de treinamento está dispońıvel. No algoritmo Fuzzy C-Means, o usuário deve fornecer o número

de agrupamentos a ser realizado, o que implica em limitações, exigindo conhecimento espećıfico

do problema para determinação de tal parâmetro. Distintamente, o algoritmo SC requer apenas

a determinação do parâmetro de dispersão dos agrupamentos e, então, o número de clusters é

obtido automaticamente.

O algoritmo SC avalia o potencial de cada dado de entrada tornar o ponto focal de um

agrupamento como uma medida de proximidade espacial entre um dado xi em particular, em

relação aos demais dados da amostra de treinamento:

Υt =
1

TD

TD
∑

j=1

e−σ||xt−xj ||
2

, t = 1, 2, . . . , TD (5.34)

sendo que Υt denota o potencial do t-ésimo dado de entrada e TD é o número de dados utilizados

no treinamento.

O mecanismo de agrupamento no algoritmo SC é descrito pelos seguintes passos:

i) Inicialmente, o dado com o maior potencial é o ponto focal do primeiro agrupamento:

Υ∗
1 =

TD
max
j=1

Υj (5.35)

em que Υ∗
1 corresponde ao potencial do primeiro cluster.

ii) Reduz-se então o potencial de todos os dados restantes proporcionalmente ao potencial

do primeiro ponto focal, e inversamente proporcional à distância desse centro:

Υt = Υt −Υ∗
ke

− 1
σ
||xt−xj ||2 (5.36)

tal que Υ∗
k indica o potencial do k-ésimo ponto focal.
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iii) Determina-se o intervalo de decisão [ǫΥ∗
1, ǭΥ

∗
1]. Se o potencial de um dado for maior que

o limite superior do intervalo de decisão (ǭΥ∗
1), então esse dado é definido como o ponto focal

de uma nova regra ou agrupamento.

iv) Alternativamente, se o potencial de um dado xt estiver contido no intervalo de decisão e

satisfizer a condição:

dmin
σ

+
Υt

Υ∗
1

≤ 1 (5.37)

em que dmin indica a distância entre o dado xt e o ponto focal mais próximo.

Neste caso, o dado de entrada xt substitui o centro mais próximo.

Dessa forma, a utilização do algoritmo SC permite uma inicialização mais autônoma, que

não requer conhecimento espećıfico sobre o problema em questão (expert knowledge). Além

disso, trata-se de um algoritmo menos custoso em termos de complexidade computacional se

comparado com o algoritmo clássico Fuzzy C-Means.

A seguir é apresentado o algoritmo de agrupamento do ePL+.

Algoritmo de Agrupamento Participativo Evolutivo Estendido ePL+
Inicializar a base de regras usando o algoritmo SC
Escolher os parâmetros α, β, ϑ e η, e fazer ai1 = 0
Para k = 1, 2, . . . Faça

Para i = 1, 2, . . . , R Faça

Calcular a compatibilidade: ρik = 1− ||xk−vik||
n

Calcular o alerta: aik+1 = aik + β(1− ρik+1 − aik)
Fim Para
Se aik+1 ≥ η ∀ i = 1, 2, . . . , R Então

Acrescentar um novo grupo: R = R + 1
xk é o centro do novo grupo: vR+1

k = xk
Caso Contrário

Encontrar o grupo mais compat́ıvel: s = argmaxRj=1 ρ
j
k

Atualizar o grupo s: vsk+1 = vsk + α(ρsk)
1−ask+1(xk − vsk)

Sim Se
Para i = 1, 2, . . . , R− 1 E j = (i+ 1), (i+ 2), . . . , R

Calcular a compatibilidade entre os centros vik e vjk: ρ
i,j
k = 1− d(vik, vjk)

Se ρi,jk ≥ ϑ para algum j Então

Redefinir vik usando os grupos i e j e exclua vjk
Um grupo é exclúıdo: R = R− 1

Sim Se
Fim Para

Atualize a medida de utilidade: U i
k =

∑k
l=1 λ

l

k−Ii∗
Se U i

k ≤ ǫ para algum i Então
O grupo i é exclúıdo: R = R− 1

Fim Se
Fim Para
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As principais vantagens dos modelos nebulosos evolutivos são: a estrutura do modelo evolui

de acordo com as modificações no padrão do sistema considerado; é posśıvel inicializar o processo

de evolução com apenas um dado e melhorar o desempenho do modelo com predições em tempo

real; e trata-se de uma técnica não-iterativa e recursiva, o que garante uma maior efetividade

em termos computacionais.

5.5 Resumo

Neste caṕıtulo foi apresentado o modelo nebuloso participativo evolutivo estendido, ePL+,

proposto nesta dissertação. Na proposta, as principais extensões da versão inicial do modelo

ePL incluem o mecanismo de adaptação da zona de dispersão das regras nebulosas, assim como

acrescenta a medida de utilidade para o monitoramento da qualidade da estrutura da base de

regras. Além disso, a utilização do algoritmo SC na inicialização dos antecedentes das regras

quando uma amostra de treinamento está dispońıvel foi considerado.

O próximo caṕıtulo apresenta os resultados emṕıricos para os problemas de modelagem e

previsão da estrutura a termo das taxas de juros nos mercados de renda fixa dos Estados Unidos

e do Brasil. A questão de estimação da curva de juros foi tratada com a utilização de algorit-

mos de computação evolucionária, enquanto a previsão da estrutura a termo inclui a aplicação

de modelos nebulosos evolutivos. O desempenho das técnicas de computação inteligente será

comparado com o de abordagens econométricas tradicionais verificadas na literatura.



Capı́tulo 6
Resultados Emṕıricos

Esse caṕıtulo reporta os resultados computacionais na modelagem e previsão da estrutura a

termo das taxas de juros. Inicialmente, a base de dados, para os mercados dos Estados Unidos e

do Brasil, é descrita. Em seguida, as comparações entre as técnicas de computação evolucionária

e abordagens tradicionais de otimização não-linear de parâmetros são apresentadas considerando

a ideia da modelagem da estrutura a termo de acordo com o modelo de fatores latentes. Por fim,

são descritos e avaliados os resultados das técnicas nebulosas evolutivas para a previsão da curva

de rendimentos, em comparação com modelos autoregressivos e de redes neurais artificiais.

6.1 Base de Dados

Neste trabalho, os mercados de juros dos Estados Unidos e do Brasil são avaliados. Para o

mercado dos EUA, a base de dados corresponde a taxas zero-cupom dos t́ıtulos públicos emitidos

pelo Federal Reserve, banco central norte-americano, para as maturidades de 1, 3, 6, 12, 24,

36, 60, 84 e 120 meses, no peŕıodo de Janeiro de 1987 a Agosto de 20111. A amostra de dados

inicia poucos meses antes da sucessão de Paul Vocker por Alan Greenspan como presidente do

Federal Reserve no verão de 1987. Esse acontecimento é considerado por muitos autores como

uma mudança na poĺıtica monetária dos EUA (Bernanke & Woodford 2006). Por fim, o final

da amostra é marcado pela sáıda do movimento recessivo da atual crise do Subprime.

Para o mercado brasileiro foram consideradas as taxas do contrato de swap DI contra taxa

pré-fixada (swap PRÉ×DI), um dos instrumentos mais importantes e ĺıquidos do mercado de

renda fixa. A taxa DI é a taxa média das operações interbancárias de empréstimos por um dia,

apuradas pela CETIP (Central de Custódia e Liquidação Financeira de T́ıtulos). A taxa DI

em um dia t é definida como a média ponderada das taxas às quais foram efetuadas operações

interbancárias nesse mercado, sendo então divulgada como uma taxa composta calculada a

partir de uma base de 252 dias úteis por ano. O contrato swap DI com taxa pré-fixada em T

(T > t) é um derivativo que no dia corrente t é negociado a preço zero, mas que tem o preço de

referência dado pelo valor esperado sob à medida neutra ao risco de 100 mil reais, descontado

pela taxa DI de um dia, considerada como taxa livre de risco. Esse tipo de contrato apresenta

1Os dados foram obtidos no banco de dados do Federal Reserve e estão dispońıveis em: http://www.

federalresearv.gov/econoresdata/releases/statisticsdata.htm.
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as mesmas caracteŕısticas de um t́ıtulo zero-cupom, uma vez que esses contratos são registrados

e contam como garantia dadas pela BM&FBOVESPA, podendo assim ser consideradas suas

taxas como livres de riscos. Dessa forma, a ETTJ brasileira foi extráıda dos contratos de swap

PRÉ×DI para as maturidades de 1, 3, 6, 12, 24, 36, 60, 84 e 120 meses, no peŕıodo de Janeiro de

2004 a Dezembro de 20082. O peŕıodo em questão foi escolhido de acordo com a disponibilidade

dos dados, uma vez que, nos anos 2000, o mercado de renda fixa no Brasil apresentou maior

liquidez para taxas com maturidades mais longas e, a partir de 2008, tal mercado sofreu elevadas

instabilidades em decorrência da crise do Subprime.

As Figuras 6.1 e 6.2 apresentam as estruturas a termo das taxas de juros dos mercados de

renda fixa dos EUA e Brasil ao longo dos peŕıodos considerados, respectivamente. Pode-se per-

ceber que em ambas economias as curvas de juros apresentam um comportamento diversificado,

com diferentes formatos de ńıvel, inclinação e curvatura. Para o mercado brasileiro, apesar de

a amostra cobrir um peŕıodo, em anos, menor que para os dados dos EUA, a estrutura a termo

apresentou dinâmicas variadas. Deve-se notar que os dados norte-americanos são amostrados

mensalmente, enquanto, para o caso do Brasil, a periodicidade é diária. Além disso, as taxas

no mercado brasileiro são, em geral, mais altas que nos Estados Unidos, uma vez que o custo

do capital em economias emergentes é maior, pois o risco associado é também maior. Con-

tudo, pode-se perceber ainda o reflexo da crise do subprime em ambas economias, marcada pela

acentuada queda nos ńıveis de taxas de juros para distintas maturidades.
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Figura 6.1: Estrutura a Termo das Taxas de Juros do Mercado dos Estados Unidos.

2Os dados foram fornecidos pela BM&FBOVESPA.
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Figura 6.2: Estrutura a Termo das Taxas de Juros do Mercado do Brasil.

6.2 Modelagem da Curva de Juros

Nesta seção, serão apresentados os resultados de estimação da estrutura a termo das taxas de

juros de acordo com o modelo parcimonioso de (Nelson & Siegel 1987), considerando dados dos

mercados de renda fixa dos Estados Unidos e do Brasil. A seguir, é apresentada a parametrização

das metodologias empregadas, seguida das comparações em termos de ajuste.

6.2.1 Parâmetros de Controle

Apesar de cada técnica avaliada possuir seus parâmetros de controle espećıficos, todas neces-

sitam da determinação de um vetor de parâmetros x0 = {β1,0, β2,0, β3,0, λ0} para a inicialização

do processo iterativo. Para todos os algoritmos foi empregada a mesma inicialização, proposta

por (Manousopoulos & Michalopoulos 2009):

β1,0 =
1

l

l
∑

j=1

yj, β2,0 = ys − β1,0, β3,0 = 0 e λ0 = 1 (6.1)

em que os ı́ndices l e s correspondem às taxas com as maturidades mais longas e mais curta das

amostras, respectivamente.

Embora os algoritmos evolucionários forneçam boas estimativas para os parâmetros da curva

de NS quando inicializados aleatoriamente, um método mais apropriado de inicialização permite

elevado ganho em termos de complexidade computacional (tempo de processamento), diferente
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de técnicas tradicionais de otimização não-linear, em que esse procedimento tem papel crucial

na obtenção de soluções adequadas, diminuindo o risco de não-convergência. Os algoritmos

de mı́nimos quadrados não-lineares (MQNL daqui em diante) e de programação quadrática

sequencial (SQP) correspondem às abordagens consideradas como benchmarks para objetivos

de comparações.

Os parâmetros de controle do algoritmo de MQNL são: limiar associado ao critério de parada

ǫ, coeficiente associado à função de penalização c0, e parâmetro de atualização da penalização κ.

Como o problema de modelagem da curva de NS corresponde a um problema de otimização não-

linear de parâmetros restritos, os parâmetros de controle estão associados à função de penalidade

inserida ao problema para implementação da técnica de Gauss-Newton no algoritmo de MQNL.

Portanto, os parâmetros de controle utilizados foram: ǫ = 10−4, c0 = 100 e κ = 4. Essa

parametrização evitou a parada prematura do algoritmo em pontos de mı́nimos locais, assim

como foi capaz de fornecer estimativas razoáveis, em termos de ajuste da curva aos dados reais,

sem implicar em aumento expressivo do tempo de processamento.

Semelhantemente a técnica de MQNL, o algoritmo de programação quadrática sequencial

possui os mesmos parâmetros c (só que agora considerado fixo ao longo das iterações), e ǫ,

cuja interpretação é idêntica. Contudo, tem-se ainda a inicialização da matriz B0, uma matriz

definida possitiva como aproximação da Hessiana da função do lagrangeano. Tomou-se então:

ǫ = 10−4, c = 100, e B0 = I, em que I representa a matriz identidade de ordem D × D,

em que D representa a dimensão do problema em questão, i.e., D = 4. Deve-se notar que, a

parametrização dos algoritmos tradicionais de otimização foi a mesma para ambos os mercados,

i.e., Estados Unidos e Brasil.

Os algoritmos de computação evolucionária avaliados nessa dissertação foram: Algoritmos

Genéticos (AG), de Evolução Diferencial (ED) e de Estratégias Evolutivas (EE), mais pre-

cisamente, o algoritmo CMA-ES. A determinação dos parâmetros de controle das abordagens

evolucionárias foi feita com base em simulações, como em (Gimeno & Nave 2009). Selecionaram-

se distintas amostras em cada base de dados, de forma aleatória, e então computou-se o ajuste,

em termos de erro quadrático médio, em função dos parâmetros. Os parâmetros de controle

escolhidos foram aqueles que resultaram em melhor ajuste e menor tempo de processamento,

correspondendo a um critério de parcimônia, uma vez que, como cada amostra de dados é ex-

tensa, seria infact́ıvel em termos computacionais determinar os parâmetros “ótimos” para cada

dia ou mês da amostra, de acordo com a periodicidade dos dados.

O AG implementado possui seis parâmetros de controle: número de indiv́ıduos da população

de cada geração N , variabilidade da população de indiv́ıduos inicial medida pelo desvio padrão

σ, probabilidade de mutação π, parâmetro de dispersão da distribuição beta, α, utilizada na

seleção dos pais de cada geração, proporção φ dos indiv́ıduos sobreviventes de cada geração

para a próxima, e número máximo de gerações sem modificação do melhor indiv́ıduo Gmax.

Dessa forma, a parametrização para os dados do mercado de renda fixa dos Estados Unidos foi:

N = 800, σ = 0.5, π = 0.65, α = 6, φ = 0.4 e Gmax = 200. Para a base de dados da estrutura a

termo do Brasil, tem-se: N = 700, σ = 0.5, π = 0.50, α = 6, φ = 0.4 e Gmax = 300.
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Os parâmetros de controle do algoritmo de evolução diferencial são: N , σ, Gmax, como no

algoritmo genético, mais o parâmetro que controla a mutação F e a taxa de crossover Cr. De

acordo com (Zaharie 2002), o parâmetro F possui um valor cŕıtico Fcrit no qual a variabilidade

da população decresce quando F < Fcrit, e cresce quando F > Fcrit. Nas simulações, foram

considerados os valores posśıveis de F tal que F > Fcrit, para mantermos uma população

diversificada ao longo das gerações. Dessa forma, Fcrit é definido por (Zaharie 2002):

Fcrit =

√

(

1− Cr
2

)

N
(6.2)

Portanto, para o mercado dos Estados Unidos, os parâmetros de controle do algoritmo de

evolução diferencial são: N = 40, σ = 0.5, Cr = 0.6, F = 1, e Gmax = 200. Já para o mercado

de renda fixa do Brasil, temos: N = 50, σ = 0.5, Cr = 0.5, F = 1.2, e Gmax = 200

Por fim, no algoritmo de estratégias evolutivas CMA-ES, além do vetor inicial de parâmetros,

é apenas necessário determinar o parâmetro de dispersão da população de indiv́ıduos ou também

denominado como tamanho do passo σ, Gmax e ǫ, que possuem a mesma interpretação dos demais

algoritmos. Para ambos os mercados de renda fixa avaliados adotou-se σ = 0.5, Gmax = 500

e ǫ = 10−4. Determinados os parâmetros de controle dos algoritmos considerados, a subseção

seguinte apresenta os resultados computacionais para o ajuste da curva de juros de acordo com

o modelo de fatores latentes de (Nelson & Siegel 1987).

6.2.2 Resultados

Conforme discutido nesta dissertação, as estruturas a termo das taxas de juros dos mercados

de renda fixa dos Estados Unidos e Brasil foram estimadas por meio do modelo de fatores latentes

de NS utilizando técnicas tradicionais de otimização não-linear de parâmetros (MQNL e SQP)

e metodologias de computação evolucionária (AG, ED e EE).

A Tabela 6.1 apresenta as estat́ısticas descritivas dos parâmetros da curva de juros de NS

para as diferentes técnicas de otimização consideradas3. Os resultados, para os diferentes algo-

ritmos, foram semelhantes, entretanto, considerando a medida de desvio padrão, os algoritmos

evolucionários apresentaram parâmetros menos voláteis, para ambas economias avaliadas, espe-

cialmente considerando os algoritmos de evolução diferencial e de estratégias evolutivas. Como

os fatores latentes da curva de NS têm interpretação econômica de taxas de juros, em termos

de expectativas, é esperada uma menor variabilidade para esses fatores, uma vez que os agentes

de mercado não mudam suas expectativas abruptamente no curto prazo, exceto quando ins-

tabilidades atingem o mercado de juros e alteram as taxas esperadas. Embora nos mercados

avaliados os algoritmos utilizados apresentaram resultados similares, na economia do Brasil isso

ficou mais evidente, uma vez que o peŕıodo amostral é mais curto e com menos instabilidades

nas curvas de juros em termos de ńıvel, inclinação e curvatura.

Para o mercado dos Estados Unidos, considerando o coeficiente de autocorrelação dos fatores

da curva de juros, a Tabela 6.1 mostra que o fator de ńıvel (β1) apresenta maior persitência

(maior ı́ndice de autocorrelação), evidenciado pelo elevado valor do coeficiente de autocorrelação

3As estat́ısticas descritivas consideradas foram: média, desvio padrão e coeficiente de autocorrelação.
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para os lags de 12 e 30. Os fatores de inclinação (β2) e curvatura (β2) apresentam uma memória

mais recente, em que a persistência decresce com o crescimento do lag considerado. Por fim, o

parâmetro de decaimento (λ) da curva de juros é o menos persistente, com um decrescimento

considerável de seu coeficiente de correlação (Tabela 6.1). As análises são distintas quando

o mercado brasileiro de renda fixa é considerado, uma vez que nele é verificada uma elevada

memória para todos os fatores latentes, com exceção do fator de decaimento que, ao lag 30,

já possui uma memória mais curta, conforme Tabela 6.1. Essas diferenças são decorrentes da

periodicidade dos dados: no Brasil tem-se dados diários, enquanto nos EUA, a periodicidade

é mensal e, consequentemente, dados diários terão uma memória mais longa, em termos de

coeficiente de autocorrelação.

Tabela 6.1: Estat́ısticas descritivas para os fatores latentes de NS estimados de acordo com
as metodologias de MQNL, SQP, AG, ED e EE, considerando os mercados de renda fixa dos
Estados Unidos e do Brasil.

Estados Unidos / Brasil

Fator de Nı́vel (β̂1)
Técnica Média Desv. Pad. ρ̂(1) ρ̂(12) ρ̂(30) ADF
MQNL 6, 658/16, 163 1, 724/2, 567 0, 959/0, 933 0, 711/0, 837 0, 672/0, 709 −1, 564/−1, 066
SQP 6, 765/16, 284 1, 982/2, 488 0, 977/0, 981 0, 801/0, 906 0, 684/0, 800 −1, 600/−0, 837
AG 6, 562/16, 333 1, 804/2, 417 0, 949/0, 985 0, 693/0, 907 0, 654/0, 805 −1, 611/−0, 872
ED 6, 631/16, 334 1, 731/2, 361 0, 966/0, 981 0, 711/0, 903 0, 676/0, 798 −1, 762/−0, 830
EE 6, 622/16, 332 1, 720/2, 440 0, 975/0, 980 0, 709/0, 900 0, 655/0, 797 −1, 811/−0, 851

Fator de Inclinação (β̂2)
Técnica Média Desv. Pad. ρ̂(1) ρ̂(12) ρ̂(30) ADF
MQNL −2, 531/0, 826 1, 887/3, 709 0, 914/0, 948 0, 446/0, 895 −0, 224/0, 801 −1, 939/−2, 138
SQP −2, 447/0, 559 1, 833/3, 695 0, 932/0, 989 0, 502/0, 941 −0, 208/0, 857 −2, 019/−1, 908
AG −2, 385/0, 619 1, 972/3, 686 0, 843/0, 992 0, 397/0, 944 −0, 255/0, 861 −3.176/−1, 636
ED −2, 544/0, 606 1, 772/3, 690 0, 952/0, 989 0, 478/0, 941 −0, 257/0, 858 −1.324/−1, 858
EE −2, 476/0, 619 1, 788/3, 701 0, 977/0, 990 0, 480/0, 942 −0, 265/0, 859 −2, 736/−1, 796

Fator de Curvatura (β̂3)
Técnica Média Desv. Pad. ρ̂(1) ρ̂(12) ρ̂(30) ADF
MQNL −1, 687/−0, 272 2, 052/3, 908 0, 832/0, 982 0, 311/0, 911 −0, 296/0, 734 −3, 731/−2, 590
SQP −1, 701/−0, 323 2, 198/3, 921 0, 872/0, 980 0, 327/0, 909 −0, 266/0, 734 −4, 826/−2, 671
AG −1, 777/−0, 372 1, 927/3, 926 0, 657/0, 978 0, 325/0, 907 −0, 183/0, 732 −5, 519/−2, 799
ED −1, 753/−0, 304 1, 974/3, 888 0, 864/0, 965 0, 364/0, 901 −0, 297/0, 725 −3, 204/−3, 476
EE −1, 786/−0, 298 1, 955/3, 926 0, 798/0, 966 0, 338/0, 900 −0, 199/0, 726 −3, 872/−3, 430

Fator de Decaimento (λ̂)
Técnica Média Desv. Pad. ρ̂(1) ρ̂(12) ρ̂(30) ADF
MQNL 0, 234/0, 097 0, 457/0, 063 0, 483/0, 954 0, 012/0, 751 −0, 101/0, 425 −8, 928/−1, 990
SQP 0, 245/0, 127 0, 501/0, 058 0, 476/0, 944 0, 065/0, 750 −0, 113/0, 419 −9, 179/−1, 815
AG 0, 240/0, 114 0, 416/0, 059 0, 444/0, 924 0, 105/0, 734 −0, 119/0, 418 −9, 032/−2, 271
ED 0, 256/0, 113 0, 503/0, 055 0, 788/0, 926 −0, 005/0, 734 −0, 108/0, 411 −5, 324/−2, 280
EE 0, 250/0, 116 0, 404/0, 054 0, 465/0, 923 −0, 094/0, 727 −9, 106/0, 393 −7, 625/−2, 324

Notas: ρ(k) representa a autocorrelação parcial para o lag k e ADF é a estat́ıstica do teste de Dickey-Fuller
aumentado para hipótese de raiz unitária (Dickey & Fuller 1979).

Por fim, as estat́ısticas do teste aumentado de Dickey-Fuller para a hipótese de raiz unitária,

tomando o mercado dos EUA, mostrou que o fator de ńıvel da curva de NS (β1) possui raiz
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unitária para todas as técnicas de otimização de parâmetros consideradas (Tabela 6.1)4. Além

disso, considerando as metodologias de MQNL, SQP, e ED, o parâmetro de inclinação (β2)

também possui raiz unitária. Para o caso do Brasil, para todas as metodologias, apenas o fator

de curvatura (β3) não possui raiz unitária (Tabela 6.1)5.

As Figuras 6.3-6.6 apresentam a evolução temporal dos fatores latentes de NS da estrutura

a termo das taxas de juros para o mercado dos Estados Unidos, estimados de acordo com as

técnicas de otimização de MQNL, SQP, AG, ED e EE.

Avaliando, inicialmente, as estimativas para o mercado dos EUA, o parâmetro de ńıvel da

curva de juros (β1) apresentou uma tendência de queda ao longo do peŕıodo avaliado, revelando

expectativas de tendência de baixa nas taxas de juros de curto prazo (Figura 6.3). Os algoritmos

apresentaram resultados muito semelhantes, essencialmente no peŕıodo pré crise do subprime.

Durante a crise, as estimativas são mais voláteis, evidenciando o nervosismo no mercado de

renda fixa durante esse momento. Considerando o fator de inclinação (β2), pode-se perceber

uma elevada similaridade entre as estimativas, porém, o algoritmo genético, em determinados

momentos, apresentou maior variabilidade (Figura 6.4).
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Figura 6.3: Evolução do fator de ńıvel β̂1 estimado de acordo com as técnicas de MQNL, SQP,
AG, ED e EE, considerando o mercado de renda fixa dos EUA.

4Os valores cŕıticos para rejeição da hipótese de raiz unitária são −3, 4518 ao ńıvel de 1%, −2, 8704 e −2, 5714
aos ńıveis de 5% e 10%, respectivamente.

5A verificação de raiz unitária indica que um processo estocástico é não-estacionário.
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Resultados foram semelhantes para as técnicas de MQNL, AG, ED, e EE na estimação

do fator de curvatura (β3), de forma que o algoritmo SQP apresentou resultados com maior

variabilidade, conforme verificado na Figura 6.5. Por outro lado, maiores diferenças entre as

técnicas de otimização podem ser observadas na estimação do parâmetro de decaimento da curva

(λ), mas, ainda, os algoritmos capturaram a mesma tendência da série. Contudo, vale notar a

limitação de se fixar um valor determinado a priori para o parâmetro de decaimento, uma vez

que seu comportamento evidencia que esse fator da curva de juros não pode ser considerado

fixo, mas sim variante no tempo.
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Figura 6.4: Evolução do fator de inclinação β̂2 estimado de acordo com as técnicas de MQNL,
SQP, AG, ED e EE, considerando o mercado de renda fixa dos EUA.
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Figura 6.5: Evolução do fator de curvatura β̂3 estimado de acordo com as técnicas de MQNL,
SQP, AG, ED e EE, considerando o mercado de renda fixa dos EUA.
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Figura 6.6: Evolução do fator de decaimento λ̂ estimado de acordo com as técnicas de MQNL,
SQP, AG, ED e EE, considerando o mercado de renda fixa dos EUA.
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Para o mercado de renda fixa no Brasil, os resultados foram semelhantes aos dos Estados

Unidos. As Figuras 6.7-6.10 apresentam as estimativas para os parâmetros da curva de NS

para a estrutura a termo das taxas de juros no Brasil. Considerando o fator de ńıvel (β1),

pode-se perceber um maior nervosismo no mercado de juros, evidenciado pela maior presença

de picos e vales abruptos ao longo da evolução do parâmetro, se comparado com os dados norte-

americanos (Figura 6.7). No ińıcio do peŕıodo, a técnica de mı́nimos quadrados não-lineares

apresentou resultados distintos as demais metodologias de otimização. Além disso, a partir de

setembro de 2007, é verificada uma tendência de queda das expectativas das taxas de juros

de curto prazo, decorrente das proporções globais que a crise do subprime tomou no mundo

todo, inclusive no Brasil. O mesmo comportamento foi observado na evolução temporal do

fator latente de inclinação (β2), em que os algoritmos apresentaram elevada similaridade nos

resultados (Figura 6.8).
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Figura 6.7: Evolução do fator de ńıvel β̂1 estimado de acordo com as técnicas de MQNL, SQP,
AG, ED e EE, considerando o mercado de renda fixa do Brasil.

Os algoritmos avaliados apresentaram resultados muito semelhantes para o parâmetro de

curvatura (β3) da estrutura a termo das taxas de juros no mercado brasileiro (Figura 6.9),

exceto para o algoritmo de estratégias evolutivas, CMA-ES, que apresentou alguns vales. Nos

peŕıodos de setembro de 2004 a maio de 2005 e de abril de 2006 a meados de junho 2007, o

parâmetro de curvatura apresentou maior estabilidade, em que, a partir de julho de 2007 a

variabilidade de tal fator iniciou um peŕıodo de elevação, em decorrência da atual crise mundial.

Finalmente, como no mercado dos EUA, o fator de decaimento da curva de NS (λ) apresentou

um elevado nervosismo, em termos de variabilidade, conforme apresentado na Figura 6.10.
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Figura 6.8: Evolução do fator de inclinação β̂2 estimado de acordo com as técnicas de MQNL,
SQP, AG, ED e EE, considerando o mercado de renda fixa do Brasil.
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Figura 6.9: Evolução do fator de curvatura β̂3 estimado de acordo com as técnicas de MQNL,
SQP, AG, ED e EE, considerando o mercado de renda fixa do Brasil.
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Figura 6.10: Evolução do fator de decaimento λ̂ estimado de acordo com as técnicas de MQNL,
SQP, AG, ED e EE, considerando o mercado de renda fixa do Brasil.

Em termos mais gerais, mesmo considerando amostras de peŕıodos distintos, pode-se perce-

ber que, em média, o mercado de renda fixa no Brasil apresenta ńıveis mais elevados de taxas de

juros que no mercado dos EUA, o que era esperado, ao ser considerada uma economia emergente.

Sobretudo, em ambos mercados foi evidente os efeitos da crise do subprime, ao verificar a queda

nos fatores de ńıvel (Figuras 6.3 e 6.7) e inclinação (Figuras 6.4 e 6.8) a partir do desencadea-

mento da crise, inicialmente no mercado dos EUA e, consequentemente, nas demais economias

do mundo, como o Brasil. Os parâmetros β1 e β2 refletem, impĺıcitamente, as expectativas dos

agentes do mercado de renda fixa em relação às taxas de curto e longo prazos, respectivamente.

Dessa forma, como uma caracteŕıstica da crise foi a queda nos ńıveis de juros, como tentativa

de contenção dos efeitos negativos da crise nas principais economias afetadas, pode-se perceber

que os algoritmos foram capazes de capturar esse comportamento das expectativas.

Para avaliar o desempenho dos algoritmos em termos de ajuste da curva parametrizada aos

dados de mercado, considerou-se a medida de erro quadrático médio ponderada pelo inverso do

quadrado da maturidade (WMSE - weighted mean squared error), definida como (Gimeno &

Nave 2009):

WMSE =
120
∑

τ=1

1

τ 2
·
[

1

N

N
∑

j=1

(yj(τ)− ŷj(τ))2
]

(6.3)

em que y(τ) representa as taxas observadas, ŷ(τ) as taxas estimadas de acordo com a curva de

NS, e τ = 1, 3, 6, 12, 24, 36, 60, 84, 120 são as maturidades consideradas (em meses).
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Na Tabela 6.2 são apresentados os ajustes de cada metodologia de otimização para os merca-

dos do Brasil e dos Estados Unidos. Os resultados são promissores para as técnicas de computa-

ção evolucionária, pois apresentaram o melhor ajuste da curva em ambas economias avaliadas.

No mercado dos Estados Unidos, o algoritmo de evolução diferencial implementado resultou em

um melhor ajuste para a estrutura a termo, enquanto, para os dados do Brasil, os melhores

resultados correspondem ao algoritmo de estratégias evolutivas CMA-ES. As técnicas tradicio-

nais de otimização não-linear de parâmetros, MQNL e SQP, apresentaram os piores ajustes. Os

ńıveis de erro no mercado brasileiro foram maiores devido à elevada instabilidade, em termos de

intensa variabilidade na série temporal dos fatores latentes6. Além disso, as diferenças entre as

metodologias tradicionais e evolucionárias é mais evidente no mercado dos EUA (Tabela 6.2).

Tabela 6.2: Erro quadrático médio ponderado (WMSE) para estimação da ETTJ nos mercados
dos EUA e Brasil.

Técnica EUA Brasil
MQNL 0, 0904 1, 2076
SQP 0, 0769 0, 9962
AG 0, 0603 0, 5390
DE 0, 0033 0, 3268
EE 0, 0061 0, 2143

As Figuras 6.11 e 6.12 apresentam os reśıduos para os mercados dos EUA e Brasil, obti-

dos pelas técnicas que proprocionaram o melhor ajuste em termos de WMSE, respectivamente

Evolução Diferencial e Estratégias Evolutivas. O comportamento dos reśıduos de estimação foi

similar em ambos mercados, com erros em torno de zero. Entretanto, no mercado do Brasil

os ńıveis de erros foram, em geral, maiores se comparados com os dos EUA, assim como é ob-

servado uma presença maior de erros mais elevados. Entretanto, ainda assim é verificado um

ajuste adequado à ETTJ no mercado de renda fixa brasileiro (Figura 6.12).

Além de considerar o ajuste, os algoritmos foram avaliados em termos de complexidade

computacional (tempo de processamento) e número de parâmetros de controle. A Tabela 6.3

apresenta o desempenho das metodologias implementadas, de forma que o tempo de processa-

mento foi computado como uma média do tempo total para estimação de todas as curvas em

relação ao número de dados em cada amostra7. As técnicas tradicionais de otimização (MQNL

e SQP), em ambas economias, apresentaram o menor tempo de processamento. Entretanto,

apesar de as técnicas evolucionárias levarem um tempo maior, ele ainda não é tão elevado, e

não implica em limitações para utilização em ambientes que requerem maior dinamismo. Além

disso, dentre os algoritmos evolucionários, detaca-se a abordagem de estratégias evolutivas, pois

apresentou rapidez na estimação dos parâmetros da curva de juros, e, ao mesmo tempo, requer

6Deve-se notar, adicionalmente, que os resultados refletem a periodicidade das amostras, uma vez que dados
diários são mais voláteis que dados mensais.

7Os algoritmos foram implementados em MatLab R© em um laptop equipado com 4GB e processador
Intel R©i3CPU.
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um menor número de parâmetros de controle (apenas 3), o que resulta em um modelo mais

autônomo, em que a necessidade do conhecimento sobre o problema é reduzida.
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Figura 6.11: Reśıduos da estimação da ETTJ no mercado dos EUA, utilizando o algoritmo de
Evolução Diferencial.
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Figura 6.12: Reśıduos da estimação da ETTJ no mercado do Brasil, utilizando o algoritmo de
Estratégias Evolutivas CMA-ES.
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Tabela 6.3: Complexidade computacional e número de parâmetros dos algoritmos utilizados
para estimar a ETTJ nos mercados de renda fixa dos EUA e Brasil.

Estados Unidos / Brasil
Técnica Tempo de Processamento (segundos) No. de Parâmetros de Controle
MQNL 45, 7236 / 39, 2830 3 / 3
SQP 40, 0218 / 36, 1947 3 / 3
AG 296, 8722 / 221, 0013 6 / 6
ED 135, 9827 / 87, 5574 5 / 5
EE 77, 1956 / 51, 6798 3 / 3

Para elucidar os resultados dos algoritmos, foram selecionadas algumas curvas da estrutura a

termo do mercado dos EUA e do Brasil obtidas por cada metodologia implementada, em amos-

tras em que as diferenças entre as estimativas são mais evidentes. A Figura 6.13 apresenta as

curvas de juros estimadas pelas técnicas de otimização e de computação evolucionária conside-

radas para o mercado de renda fixa dos Estados Unidos em Maio de 1995. Pode-se notar que as

curvas geradas apresentam comportamento distintos, de forma que essas diferenças podem gerar

implicações inadequadas de acordo com a utilização da ETTJ. No Brasil, as curvas de juros es-

timadas no dia 19 de Setembro de 2007 são apresentadas na Figura 6.14. Conforme já discutido

anteriormente, para o mercado brasileiro, as similaridades entre os resultados foram maiores que

no mercado norte-americano, entretanto, as diferenças ainda são viśıveis. Além disso, a Figura

6.14 já indica expectativas de quedas nas taxas de juros no longo prazo, refletindo os efeitos da

crise do Subprime.
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Figura 6.13: Estimação da ETTJ para o mercado dos EUA em Maio de 1995 de acordo com as
técnicas de otimização de MQNL, SQP, ED e EE.
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Figura 6.14: Estimação da ETTJ para o mercado do Brasil em 19 de Setembro de 2007 de
acordo com as técnicas de otimização de MQNL, SQP, ED e EE.

Em uma avaliação emṕırica, as estimativas da estrutura a termo das taxas de juros foram

aplicadas à precificação de t́ıtulos públicos zero-cupom, um dos objetivos principais na obtenção

da curva de juros. Os dados do mercado de renda fixa dos Estados Unidos fornecem conjunta-

mente com as taxas, os preços indicativos dos papéis de mesma maturidade, que servirão como

base na comparação dos resultados. Para o caso do Brasil, como obtivemos a estrutura a termo

a partir das taxas de swaps PRE×DI, coletaram-se os preços dos t́ıtulos das Letras do Tesouro

Nacional (LTNs) para o mesmo peŕıodo considerado, incluindo todas as maturidades dispońı-

veis, para comparar com as estimativas obtidas por meio das curvas de juros modeladas8. As

LTNs são t́ıtulos públicos com rentabilidade definida (taxa pré-fixada) no momento da compra.

O pagamento é único e feito na data de vencimento do t́ıtulo ou de seu resgate, sendo um t́ıtulo

público zero-cupom. Os preços teóricos (obtidos pelos modelos) foram comparados em relação

aos preços dos t́ıtulos observados no mercado utilizando a métrica de raiz do erro quadrático

médio (REQM):

REQM =

(

1

N

N
∑

i=1

(

Pi(τ)− P̂i(τ)
)2
)

1
2

(6.4)

em que Pi(τ) representa o preço de mercado do t́ıtulo i com maturidade τ , P̂i(τ) seu preço

teórico correspondente, obtido pela utilização da taxa livre de risco estimada, e N o número de

t́ıtulos considerados.

A Tabela 6.4 apresenta os erros REQM para as técnicas de otimização de parâmetros para

a precificação de t́ıtulos públicos nos mercados dos EUA e Brasil. Em termos da aplicação

8Os dados foram obtidos junto a ANBIMA.
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da estrutura a termo das taxas de juros na precificação de t́ıtulos públicos, os resultados se

situam entre os de DE e EE, sendo estes significativamente melhores que as técnicas MQNL

e SQP, tanto para os dados dos EUA como Brasil. Por outro lado, no caso dos dados dos

Estados Unidos, as diferenças dos erros entre os algoritmos de evolução diferencial e estratégias

evolutivas são mais similares, enquanto, no caso do Brasil, o método de estratégias evolutivas

demonstrou melhor desempenho.

Tabela 6.4: REQM na precificação de t́ıtulos públicos zero-cupom nos mercados dos EUA e
Brasil.

Técnica EUA Brasil
MQNL 18, 9827 27, 7162
SQP 16, 0229 24, 1328
AG 12, 1622 19, 4430
DE 7, 0019 15, 3829
EE 7, 6211 12, 5367

Os resultados apontados na Tabela 6.4 evidenciam a importância da obtenção de técnicas

mais acuradas para a geração da curva de juros, uma vez que, de acordo com o objetivo de

estimação, pequenas diferenças entre as estimativas dos parâmetros da estrutura a termo podem

gerar significativos e distintos resultados na aplicação.

Determinada a questão de modelagem da curva de juros, a seção seguinte reporta os re-

sultados referentes à predição da estrutura a termo considerando a abordagem de sistemas de

infêrencia nebulosos evolutivos. Os modelos nebulosos serão avaliados em contraposição com

abordagens tradicionais verificadas na literatura, como modelos autoregressivos e de redes neu-

rais artificiais.

6.3 Previsão das Taxas de Juros

Os experimentos computacionais para a previsão da estrutura a termo das taxas de juros

nos mercados de renda fixa dos Estados Unidos e do Brasil serão abordados nesta seção. O

método de dois estágios de (Diebold & Li 2006) será considerado como benchmark, pois é a

metodologia amplamente utilizada na literatura. Alternativamente, consideraram-se os métodos

nebulosos evolutivos eTS, xTS, eTS+, ePL e ePL+, assim como uma estrutura de rede neural

multi-camadas, para previsão dos movimentos futuros das taxas de juros. Os resultados serão

avaliados em termos de acurácia e testes estat́ısticos para modelos competitivos.

6.3.1 Metodologia

Para a previsão da curva de rendimentos, as amostras foram divididas em dois subconjuntos:

treinamento e validação. Esse procedimento é necessário para estimar os parâmetros dos proces-

sos autoregressivos da metodologia de DL e para o treinamento da rede neural multi-camadas

(MLP), implementados neste trabalho. Deve ser destacado que essa divisão em sub-amostras
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não é necessária nos modelos nebulosos evolutivos, uma vez que podem iniciar o processo recur-

sivo com apenas um dado e então desenvolver sua estrutura de acordo com a disponibilidade de

informação.

Para os dados dos mercados de renda fixa dos Estados Unidos e do Brasil, a amostra de

treinamento corresponde a 60% do total dos dados, enquanto os 40% restantes compõem o

conjunto de validação. A Tabela 6.5 apresenta os peŕıodos referentes às amostras de treinamento

e previsão para cada uma das economias consideradas. Na amostra de validação, para ambas

economias, é inclúıdo o peŕıodo da crise atual do Subprime.

Tabela 6.5: Peŕıodos das amostras de treinamento e validação para os dados dos mercados de
juros dos Estados Unidos e Brasil.

Mercado Treinamento Validação
EUA Jan/1985 a Jul/2000 Ago/2000 a Ago/2011
Brasil 1/Jan/2004 a 29/Dez/2006 1/Jan/2007 a 31/Dez/2008

Todas os métodos avaliados na previsão da estrutura a termo das taxas de juros foram

constrúıdos de acordo com a técnica de dois estágios, sugerida por (Diebold & Li 2006). No

primeiro estágio, as séries temporais dos parâmetros serão obtidas de acordo com o algoritmo

de mı́nimos quadrados não-lineares para todo o peŕıodo.

No modelo de DL, o segundo estágio consiste essencialmente na estimação dos parâmetros

de um processo autoregressivo AR(1) para cada fator latente da curva de NS (β1, β2, β3, λ).

Esse procedimento utiliza a amostra de treinamento, de forma que, com os parâmetros dos

processos AR(1) obtidos, as previsões são avaliadas no conjunto de dados de validação. Uma

das limitações dessa metodologia é a necessidade de tratar distintamente a modelagem de cada

fator latente, sendo que eles, por possúırem uma interpretação econômica que diretamente

os relaciona, podiam ser considerados em apenas um sistema de estimação conjunta. Além

disso, uma amostra de treinamento representativa do comportamento da curva de juros torna-

se fundamental nessa abordagem.

Distintamente, os modelos nebulosos evolutivos implementados são considerados em suas

versões de múltiplas sáıdas (MIMO), conforme é apresentado na Figura 6.15. Como os parâme-

tros da curva de juros tem interpretação econômica de taxas de juros de curto, médio e longo

prazos, essas taxas apresentam uma relação de dependência temporal entre si, uma vez que a

formação das taxas de maturidades mais longas são baseadas nas taxas correntes de curto prazo.

Dessa forma, essa estrutura em múltiplas sáıdas permite uma maior interação entre as variáveis

modeladas pelo sistema. Portanto, os modelos nebulosos evolutivos realizaram a previsão dos

fatores latentes da estrutura a termo conjuntamente, tornando a aplicação mais dinâmica e

computacionalmente eficiente.
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Figura 6.15: Representação esquemática dos modelos nebulosos evolutivos para predição dos
fatores latentes da curva de juros.

Os modelos nebulosos evolutivos consideraram a amostra de treinamento para a inicialização

da estrutura de base de regras e parâmetros dos consequentes. As entradas são as primeiras

defasagens dos fatores da curva de NS, enquanto as sáıdas correspondem às previsões h passos

à frente dos parâmetros (ver Figura 6.15). Embora a inclusão de mais defasagens aos modelos

evolutivos tenha sido considerada, foi verificado que a utilização de apenas uma defasagem é

suficiente para gerar resultados satisfatórios.

O modelo de rede neural adotado, uma rede de múltiplas camadas, apresenta as mesmas

entradas e sáıdas dos modelos nebulosos evolutivos, compondo também um sistema de múltiplas

sáıdas. Para o treinamento da rede neural foi usado o método do gradiente, de acordo com a

técnica de retropropagação do erro (backpropagation). A topologia da MLP foi determinada

de forma construtiva, i.e., avaliaram-se os resultados de uma rede com apenas uma camada

intermediária com um neurônio oculto, e, posteriormente, novas camadas e neurônios foram

inseridos, computando-se o desempenho. Quando a incrementação da complexidade do modelo

não mais promoveu ganhos de acurácia, a topologia foi estabelecida. Para os dados de juros

dos Estados Unidos, a rede neural implementada foi composta por duas camadas intermediárias

com três neurônios em cada uma. Para os dados do mercado de renda fixa do Brasil, a rede

neural apresentou uma topologia com apenas uma camada intermediária com cinco neurônios

ocultos.

As funções de ativação dos neurônios ocultos foram tangentes hiperbólicas, enquanto a ca-

mada de sáıda foi composta por neurônios lineares. A inicialização dos pesos e bias foi selecio-

nada de forma aleatória com valores em torno de 10−2, os dados de entrada foram normalizados

no intervalo [−1, 1]9, e a taxa de aprendizagem foi determinada pelo processo de secção áurea10.

Por fim, estabeleceu-se como critério de parada o processo de validação cruzada, um número

máximo de iterações e um valor mı́nimo para a função de erro. O critério de validação cruzada

foi estabelecido da seguinte forma: a cada k iterações durante o treinamento, avaliou-se o erro

na amostra de treinamento e validação; quando o erro na amostra de validação for maior que o

9Os dados foram normalizados de acordo com a seguinte expressão:

x̄ = 2 ·
(

x−xmin

xmax−xmin

)

− 1

em que x̄ é o valor normalizado da entrada/sáıda x, enquanto xmin e xmax são os valores mı́nimo e máximo da
entrada/sáıda, respectivamente.

10Secção áurea é um método de busca unidimensional baseado no conceito de razão áurea. Para maiores
detalhes ver (Teixeira, Braga, Sadanha, Takahashi & Medeiros 2007).
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erro na mesma amostra em k iterações passadas, o treinamento é interropido e o conjunto de

pesos anteriores obtidos são definidos como o resultado do treinamento. Esse processo evita a

ocorrência do problema de overfitting, amplamente tratado na literatura de machine learning

(Haykin 2009).

Descrita a metodologia adotada em cada técnica para a predição da estrutura a termo das

taxas de juros, a seguir são apresentadas as comparações entre os resultados obtidos.

6.3.2 Resultados

Os modelos nebulosos evolutivos (eTS, xTS, eTS+, ePL e ePL+) e a rede neural MLP foram

comparados com a técnica de (Diebold & Li 2006) para a previsão da estrutura a termo das

taxas de juros, com base nos dados dos mercados de renda fixa dos Estados Unidos e Brasil.

Para os modelos nebulosos, a Tabela 6.6 apresenta os respectivos parâmetros de controle. A

determinação desses parâmetros foi realizada por meio de simulações. Entretanto, foi verificada

uma baixa sensibilidade dos resultados em relação à parametrização adotada, mantendo-os iguais

para os dados dos Estados Unidos e Brasil.

Tabela 6.6: Parâmetros de controle dos modelos nebulosos evolutivos para a predição da curva
de juros nos mercados dos Estados Unidos e Brasil.

Parâmetro eTS xTS eTS+ ePL ePL+
σ 0, 05 - 0, 04 0, 04 -
Ω 1000 1000 1000 1000 1000
ǫ - - 0, 1 - 0, 1
η - - - 0, 16 0, 18
ϑ - - - 0, 84 0, 82
β - - - 0, 16 0, 18
α - - - 0, 01 0, 01

A avaliação do desempenho das metodologias adotadas foi considerada tanto na amostra de

treinamento quanto na amostra de validação. Inicialmente, avaliou-se o ajuste de cada técnica

em modelar e capturar o movimento das curvas de juros, considerando a amostra de treinamento.

As Tabelas 6.7 e 6.8 reportam o ajuste dos modelos para previsão dos fatores latentes da curva

de (Nelson & Siegel 1987) na amostra de treinamento em termos da métrica de REQM, nas

economias dos Estados Unidos e Brasil, respectivamente. Os melhores resultados estão indicados

em negrito.

Os resultados de ajuste dos modelos, nas amostras de treinamento, revelam a elevada capa-

cidade dos modelos nebulosos evolutivos em capturar a dinâmica dos fatores latentes da curva

de (Nelson & Siegel 1987). As técnicas de inteligência computacional apresentaram os mais

baixos ńıveis de erros considerando todos parâmetros, superando a metodologia de DL em am-

bas as economias (Tabelas 6.7 e 6.8). Para os fatores de ńıvel (β1), inclinação (β2) e curvatura

(β3), os modelos eTS+ e ePL+ diferem significatimente dos resultados obtidos pelo modelo de

DL, proporcionando, em média, redução de 100% nos ńıveis de erros nos mercados dos Estados
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Tabela 6.7: REQM para previsão dos fatores latentes da curva de juros na amostra de treina-
mento nos dados do mercado dos Estados Unidos.

Fatores DL MLP eTS xTS eTS+ ePL ePL+

β̂1 0.134 0.028 0.014 0.013 0.011 0.014 0.011

β̂2 0.461 0.134 0.127 0.125 0.112 0.124 0.099

β̂3 1.244 0.307 0.243 0.297 0.206 0.242 0.212

λ̂ 0.014 0.015 0.019 0.013 0.010 0.017 0.014

Tabela 6.8: REQM para previsão dos fatores latentes da curva de juros na amostra de treina-
mento nos dados do mercado do Brasil.

Fatores DL MLP eTS xTS eTS+ ePL ePL+

β̂1 0.182 0.102 0.029 0.058 0.026 0.044 0.036

β̂2 0.191 0.095 0.035 0.065 0.034 0.048 0.029

β̂3 0.466 0.287 0.222 0.251 0.217 0.243 0.219

λ̂ 0.011 0.009 0.008 0.005 0.007 0.009 0.006

Unidos e Brasil. Quando o fator de decaimento (λ) é considerado, as diferenças são menores,

mas ainda são significativas. O modelo ePL+ evidenciou um melhor ajuste quando comparado

com sua versão original, ePL, em especial no mercado de renda fixa do Brasil. Além disso, a

rede multi-camadas apresentou resultados similares aos modelos nebulosos.

Avaliou-se também a acurácia dos modelos testados em relação às taxas de juros para dis-

tintas maturidades. Dessa forma, com os parâmetros estimados, as curvas de juros zero-cupom

associadas foram obtidas. As taxas estimadas foram comparadas com as taxas reais, presen-

tes nas amostras de dados. As Tabelas 6.9 e 6.10 apresentam, respectivamente, os valores do

erro quadrático médio nas taxas para a amostra de treinamento com base nos dados das taxas

zero-cupom dos mercados de renda fixa dos Estados Unidos e Brasil.

Tabela 6.9: EQM das taxas estimadas nas amostras de treinamento para os dados dos Estados
Unidos.

Maturidade (em meses)
Modelos 1 3 6 12 60 120

DL 0.202 0.164 0.183 0.275 0.265 0.154
MLP 0.129 0.095 0.106 0.125 0.209 0.121
eTS 0.126 0.081 0.092 0.143 0.211 0.106
xTS 0.112 0.092 0.102 0.153 0.197 0.118
eTS+ 0.108 0.079 0.097 0.131 0.188 0.100
ePL 0.121 0.094 0.101 0.129 0.201 0.096
ePL+ 0.111 0.076 0.099 0.120 0.190 0.103
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Quando os modelos de previsão são avaliados em relação às taxas estimadas, as diferenças

entre os métodos de inteligência computacional e a técnica de DL ficam mais evidentes (Tabelas

6.9 e 6.10), sobretudo nas taxas de maturidades de curto prazo. Os modelos nebulosos evolutivos

eTS+ e ePL+, em geral, resultaram em ńıveis mais baixos de erro. Quando maturidades mais

longas são consideradas, a similaridade dos resultados das técnicas avaliadas aumenta, o que

era esperado, uma vez que a literatura confirma a elevada capacidade do modelo de (Diebold &

Li 2006) nas predições das taxas com prazos mais longos. Entretanto, mesmo nas maturidades

de longo prazo, os modelos eTS+ e ePL+ apresentam uma redução de mais de 40% da métrica de

EQM, em média, quando os resultados do método de DL são considerados. A rede neural multi-

camadas também apresentou resultados superiores ao benchmark, mas inferiores em relação aos

modelos nebulosos evolutivos.

Tabela 6.10: EQM das taxas estimadas nas amostras de treinamento para os dados do Brasil.

Maturidade (em meses)
Modelos 1 3 6 12 60 120

DL 0.106 0.214 0.124 0.095 0.136 0.264
MLP 0.055 0.142 0.060 0.071 0.129 0.215
eTS 0.053 0.113 0.065 0.067 0.111 0.192
xTS 0.047 0.121 0.055 0.059 0.116 0.184
eTS+ 0.044 0.123 0.057 0.062 0.101 0.179
ePL 0.050 0.128 0.061 0.069 0.124 0.191
ePL+ 0.039 0.119 0.050 0.063 0.117 0.183

Com base nos dados do mercado dos Estados Unidos, a proporção na redução dos ńıveis

de erros obtidos por meio dos modelos de inteligência computacional em relação à técnica de

DL foram, em média, maiores quando essa mesma relação é considerada no mercado brasileiro.

Os melhores ganhos de desempenho nos dados do mercado de renda fixa dos Estados Unidos

estão associados à periodicidade mensal dos dados, pois esta apresenta uma dinâmica menos

volátil em comparação com os dados diários do Brasil. Sobretudo, independentemente da base

de dados, os modelos evolutivos foram significativamente superiores ao modelo de DL quanto

ao ajuste da curva de rendimentos.

Entretanto, a análise fora da amostra assume o papel mais importante na predição da es-

trutura a termo das taxas de juros. As Tabelas 6.11 e 6.12, respectivamente, apresentam os

resultados de previsão na amostra de validação para horizontes de 1, 3 e 6 meses à frente para

os mercado de renda fixa dos Estados Unidos e Brasil.

Considerando o horizonte de previsão de 1 mês (curto prazo), as diferenças entre as abor-

dagens consideradas são mais evidentes, com destaque para os modelos nebulosos evolutivos

(os valores em negrito indicam os menores ńıveis de erro quadrático médio), que apresentaram

os menores ı́ndices de erro. Os modelos nebulosos e de rede neural apresentaram resultados

superiores que o modelo de (Diebold & Li 2006) no curto prazo, com uma significativa redução

dos ńıveis de erro (Tabelas 6.11 e 6.12). Adicionalmente, a rede multi-camadas ainda apresen-

tou resultados, em geral, inferiores aos dos modelos nebulosos, porém, as diferenças entre tais
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técnicas é menos acentuada quando a amostra de validação é considerada.

O modelo ePL+, para o horizonte de 1 mês à frente, apresentou resultados superiores à sua

versão original, ePL, principalmente nas maturidades mais curtas, em ambas economias. Além

disso, nesse mesmo horizonte de previsão, o modelo eTS foi capaz de reduzir os ńıveis de erro

significativamente, quando comparado com o modelo de DL.

Tabela 6.11: EQM das predições da curva de juros no mercado dos Estados Unidos.

Maturidade (em meses)
Modelos 1 3 6 12 60 120

1 mês à frente
DL 0.189 0.133 0.117 0.123 0.110 0.094
MLP 0.151 0.108 0.111 0.050 0.083 0.035
eTS 0.160 0.126 0.108 0.035 0.059 0.032
xTS 0.142 0.102 0.105 0.044 0.103 0.033
eTS+ 0.134 0.096 0.100 0.039 0.066 0.027
ePL 0.148 0.113 0.113 0.041 0.101 0.039
ePL+ 0.136 0.089 0.097 0.044 0.074 0.020

3 meses à frente
DL 0.190 0.135 0.120 0.206 0.120 0.103
MLP 0.177 0.130 0.111 0.190 0.088 0.114
eTS 0.156 0.125 0.103 0.201 0.027 0.094
xTS 0.162 0.122 0.104 0.162 0.078 0.100
eTS+ 0.147 0.120 0.093 0.164 0.030 0.091
ePL 0.169 0.129 0.107 0.181 0.064 0.107
ePL+ 0.131 0.119 0.090 0.166 0.036 0.096

6 meses à frente
DL 0.224 0.171 0.182 0.213 0.144 0.136
MLP 0.206 0.183 0.190 0.207 0.169 0.155
eTS 0.187 0.149 0.171 0.209 0.165 0.147
xTS 0.191 0.187 0.183 0.192 0.154 0.145
eTS+ 0.183 0.152 0.174 0.184 0.146 0.139
ePL 0.194 0.168 0.186 0.197 0.163 0.151
ePL+ 0.188 0.155 0.175 0.188 0.148 0.138

No horizonte de médio prazo (3 meses à frente), para os dados dos Estados Unidos (Tabela

6.11), os resultados foram similares, de tal forma que as abordagens nebulosas apresentaram

os menores valores para a métrica de EQM. Nesse caso, o modelo ePL+ obteve, em média,

os melhores resultados. Similarmente, no caso dos dados do Brasil (Tabela 6.12), o modelo

eTS+ resultou em menores ńıveis de erro. As diferenças entre as técnicas de DL e de rede

neural artificial foram menores para horizontes de médio prazo. Entretanto, o modelo de DL

foi superado pelas técnicas de inteligência computacional na previsão da ETTJ para 3 meses

à frente. Os ganhos de desempenho do modelo ePL+ em relação ao ePL, para o horizonte

de médio prazo, apresentaram-se mais significativos nos dados do mercado de renda fixa dos
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Estados Unidos.

Tabela 6.12: EQM das predições da curva de juros no mercado do Brasil.

Maturidade (em meses)
Modelos 1 3 6 12 60 120

1 mês à frente
DL 0.074 0.195 0.111 0.102 0.112 0.285
MLP 0.061 0.166 0.113 0.090 0.107 0.182
eTS 0.066 0.147 0.098 0.067 0.103 0.145
xTS 0.059 0.165 0.104 0.082 0.089 0.166
eTS+ 0.034 0.157 0.100 0.079 0.073 0.172
ePL 0.049 0.161 0.109 0.084 0.091 0.181
ePL+ 0.042 0.149 0.093 0.075 0.084 0.159

3 meses à frente
DL 0.096 0.211 0.119 0.112 0.136 0.289
MLP 0.086 0.207 0.098 0.111 0.127 0.202
eTS 0.074 0.195 0.087 0.099 0.122 0.165
xTS 0.080 0.203 0.084 0.106 0.119 0.192
eTS+ 0.077 0.183 0.080 0.097 0.114 0.184
ePL 0.081 0.201 0.092 0.103 0.120 0.197
ePL+ 0.079 0.189 0.083 0.095 0.123 0.189

6 meses à frente
DL 0.126 0.234 0.135 0.133 0.154 0.187
MLP 0.113 0.192 0.119 0.124 0.139 0.211
eTS 0.101 0.165 0.100 0.120 0.114 0.193
xTS 0.098 0.187 0.116 0.119 0.136 0.201
eTS+ 0.086 0.159 0.107 0.116 0.109 0.190
ePL 0.101 0.177 0.116 0.121 0.134 0.205
ePL+ 0.093 0.151 0.104 0.113 0.121 0.199

Conforme o horizonte de predição aumenta, as diferenças entre as metodologias diminuem.

Em horizontes de longo prazo, 6 meses à frente, os resultados obtidos com os modelos de DL,

eTS+ e ePL+ são muito similares. Esse é o único caso em que os resultados do modelo de DL

se aproximam dos obtidos pelas técnicas nebulosas, uma vez que tal metodologia econométrica

apresenta elevada acurácia de predição da estrutura a termo em horizontes de longo prazo.

Para o mercado de renda fixa dos Estados Unidos, os modelos nebulosos e de redes neurais

superaram a técnica de DL em todas as maturidades nos horizontes de predição de 1 e 3 meses

(ver Tabela 6.11). Para previsões de 6 meses à frente, o modelo autoregressivo de (Diebold

& Li 2006) e os modelos eTS+ e ePL+ geraram resultados muito similares, em termos de

erro quadrático médio, principalmente nas maturidades de 60 e 120 meses. Dentre os modelos

nebulosos eTS, xTS, ePL e a rede neural multi-camadas, os resultados no longo prazo foram

similares. Além disso, o modelo ePL+ ainda apresentou ganhos significativos de desempenho

em relação à sua versão original.
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Em horizontes de longo prazo, para o mercado brasileiro, os resultados indicaram a superio-

ridade das técnicas de inteligência computacional, principamente nas maturidades de 1, 3, 6, 12

e 60 meses (Tabela 6.12). Quando a maturidade de 120 meses é considerada, os modelos de DL,

eTS e eTS+ apresentaram resultados muito similares, dificultando a identificação da superiori-

dade de uma metodologia em relação à outra. Dessa forma, essa fato evidencia a necessidade da

avaliação mais detalhada da diferença entre os modelos. Para tanto, neste trabalho foi realizada

a comparação dos modelos em termos de significância estat́ıstica. Foram aplicados dois testes

de hipóteses: um paramétrico e outro não paramétrico.

O teste paramétrico, denominado de teste de Morgan-Granger-Newbold (testeMGN), base-

ado inicialmente no trabalho de (Granger & Newbold 1977), é recomendado para avaliar modelos

de predição competitivos, sendo amplamente aplicado quando a assunção de não existência de

autocorrelação entre os reśıduos é relaxada. O valor da estat́ıstica MGN é:

MGN =
ρ̂s,d

(

1− ρ̂2s,d
)

1
2

(N − 1)
1
2 (6.5)

em que ρ̂sd é o coeficiente de correlação estimado entre s = e1 + e2 e d = e1− e2, tal que e1 e e2
correspondem aos erros de distintos modelos 1 e 2, respectivamente11, e N representa o número

de dados na amostra. A estat́ıstica para o teste MGN tem distribuição t-Student com (N − 1)

graus de liberdade. Para este teste, se as previsões são igualmente acuradas, entre os modelos

competitivos, então a correlação entre s e d será zero (hipótese nula).

Por fim, o teste não-paramétrico SIGN (Significance Test) (Lehmann 1988), é uma avaliação

não-paramétrica que não requer suposições como normalidade e não-correlação serial entre os

erros das técnicas consideradas. A estat́ıstica SIGN é por:

SIGN =

(

ψ(N)− N
2

)

2 (N)
1
2

(6.6)

em que o termo ψt denota o número de vezes em que os erros de um determinado modelo

superam os erros derivados de outro modelo competitivo.

A hipótese nula é H0 : ψ (N) =
(

N
2

)

, contra a hipótese alternativa de que H1 : ψ (N) >
(

N
2

)

.

Assume-se que N é o número de observações previstas por ambos os modelos e, se os erros

de previsão de uma dada abordagem são da mesma proporção que os obtidos por outra em

exatamente
(

N
2

)

observações, de acordo com o teste SIGN , a acurácia dos modelos pode ser

considerada equivalente, sem diferença estatisticamente significativa. A estat́ıstica para o teste

SIGN tem distribuição Gaussiana padrão.

As Tabelas 6.13 e 6.14 reportam os resultados dos testes estat́ısticos MGN e SIGN para

as comparações entre as técnicas de previsão, avaliadas para a estrutura a termo das taxas de

juros nos mercados dos Estados Unidos e Brasil, respectivamente, considerando a amostra de

validação.

Os resultados mostram que, em termos estat́ısticos, as técnicas de inteligência computaci-

onal consideradas neste trabalho para a predição da curva de juros nas economias avaliadas

são superiores à técnica de DL. Os valores em negrito indicam a significância estat́ıstica dos

11Nesse caso, o erro é definido pela diferença entre as taxas observadas nos mercados e as obtidas pelos modelos.
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modelos em ńıveis de 1, 5 e 10%, i.e., aceita-se a hipótese nula de ambos os testes que indica a

superioridade dos modelos alternativos (nebulosos evolutivos e MLP) em relação ao benchmark

(método de DL), em termos de signifiância estat́ıstica. Para o mercado de juros dos Estados

Unidos (Tabela 6.13), as estat́ısticas MGN e SIGN foram elevadas para as comparações entre

as técnicas de inteligência computacional e a econométrica. Entretanto, quando os modelos

nebulosos e de rede neural são avaliados entre si, as estat́ısticas MGN e SIGN indicam que

as abordagens podem ser consideradas competitivas, não apresentando diferenças significativas,

em termos estat́ısticos, na previsão da ETTJ no mercado dos Estados Unidos.

Tabela 6.13: Testes MGN e SIGN para a previsão da ETTJ no mercado dos Estados Unidos.

Modelos Teste eTS xTS eTS+ ePL ePL+ MLP
DL MGN 8,2716 9,2101 7,3213 8,2209 7,3027 9,1273

SIGN −5,1092 −4,9825 −6,1171 7,4462 −8,0021 6,0233

eTS MGN - −0, 8790 0, 9559 −0, 0998 −0, 0222 0, 9822
SIGN - −1, 3726 −1, 7861 −0, 4791 −1, 0267 −1, 2861

xTS MGN - - 0, 9811 −0, 7635 −1, 0019 −0, 9899
SIGN - - −0, 8725 −1, 2928 0, 8726 −0, 9992

eTS+ MGN - - - −0, 6608 −0, 7631 −0, 7005
SIGN - - - −1, 9375 −0, 4635 −0, 9385

ePL MGN - - - - −0, 5005 0, 4442
SIGN - - - - 1, 9826 1, 2981

ePL+ MGN - - - - - −0, 9811
SIGN - - - - - 0, 4873

Os valores em negrito não indicam significância estat́ıstica a 1, 5 e 10%, i.e., aceita-se
a hipótese nula.

Quando o mercado de renda fixa do Brasil é considerado, o teste estat́ıstico paramétrico,

MGN , indicou que os modelos nebulosos evolutivos e de rede neural multi-camadas podem

ser considerados melhores preditores das taxas de juros futuras que o modelo de DL (Tabela

6.14), evidenciado pelos elevados valores dessas estat́ısticas. O teste não-paramétrico, SIGN ,

indicou que os modelos xTS, eTS+ e ePL+ são superiores, em termos de acurácia de previsão,

que o modelo econométrico de DL. Entretando, segundo a Tabela 6.14, o teste SIGN nos

permite inferir que os modelos de DL, eTS, ePL e de redes neurais multi-camadas podem ser

considerados modelos competitivos de previsão, uma vez que a estatat́ıstica obtida nesses casos

não permite a rejeição da hipótese nula de competitividade entra as técnicas consideradas. Por

outro lado, as estat́ısticas avaliadas indicam que os modelos nebulosos evolutivos e de rede neural

multi-camadas podem ser considerados competitivos, em termos de acurácia.
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Tabela 6.14: Testes MGN e SIGN para a previsão da ETTJ no mercado do Brasil.

Modelos Teste eTS xTS eTS+ ePL ePL+ MLP
DL MGN 7,3837 6,9826 7,0029 7,5244 8,4039 8,0153

SIGN −1, 0991 −5,3189 −7,5532 0, 6541 −7,9934 0, 1182

eTS MGN - −0, 7141 0, 8763 0, 1007 −0, 1752 0, 1148
SIGN - 1, 1337 −0, 6450 0, 2243 −1, 0185 −0, 7762

xTS MGN - - −0, 7654 0, 4735 −0, 4600 −1, 8871
SIGN - - −0, 1281 0, 0192 −0, 2761 0, 2229

eTS+ MGN - - - 1, 0766 −0, 1118 −0, 2019
SIGN - - - −1, 2615 0, 1273 −0, 0013

ePL MGN - - - - 0, 0911 −0, 2531
SIGN - - - - 0, 0251 −0, 8735

ePL+ MGN - - - - - 1, 0092
SIGN - - - - - −0, 7624

Os valores em negrito não indicam significância estat́ıstica a 1, 5 e 10%, i.e., aceita-se
a hipótese nula.

Alternativamente, os modelos foram avaliados em termos de tempo de processamento (com-

plexidade computacional) e número de regras ou neurônios para a predição da estrutura a termo

das taxas de juros, conforme apresentado na Tabela 6.15.

Tabela 6.15: Complexidade computacional e número de parâmetros dos modelos utilizados para
predição da ETTJ nos mercados de renda fixa dos EUA e Brasil.

Estados Unidos / Brasil
Técnica Tempo de Processamento (segundos) No. de Regras ou Neurônios
DL 14, 2634 / 26, 9386 - / -
eTS 1, 7465 / 3, 0034 11 / 12
xTS 1, 5273 / 2, 9981 7 / 9
eTS+ 2, 0982 / 3, 1129 5 / 6
ePL 1, 6663 / 2, 8195 6 / 7
ePL+ 1, 9900 / 3, 0912 4 / 6
MLP 78, 8736 / 164, 8733 5 / 6

O tempo de processamento nos modelos nebulosos evolutivos foi muito similar, mas em

contrapartida, a técnica de DL e, em especial, a MLP, apresentaram uma maior complexidade

computacional. No caso do modelo de DL, esses resultados expressam a necessidade de estimação
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individual de cada fator latente da curva de juros. Por outro lado, os resultados da MLP

refletiram a limitação do tempo elevado de treinamento presente em modelos de redes neurais.

Em relação ao número de regras, a Tabela 6.15 mostra que as técnicas eTS+ e ePL+ geraram

uma estrutura com o menor número de regras nebulosas, em comparação com os demais modelos

nebulosos evolutivos, uma vez que tais métodos incluem mecanismos que avaliam a qualidade

da estrutura da base de regras, mantendo uma estrutura mais compacta.

Nesta dissertação, o modelo ePL+ foi proposto como uma versão estendida da versão inicial

do ePL. Os resultados reportados até então, na questão da previsão da estrutura a termo

das taxas de juros, evidenciaram os ganhos de desempenho do modelo ePL+, que fornceceu

estimativas mais acuradas para os mercados de juros dos Estados Unidos e Brasil. Além disso,

os modelos ePL e ePL+ foram comparados em termos da evolução do número de regras ao longo

do peŕıodo avaliado na aplicação proposta. As Figuras 6.16 e 6.17 apresentam, respectivamente,

a variação do número de regras dos modelos ePL e ePL+ no problema de predição ETTJ.
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Figura 6.16: Evolução do número de regras nos modelos ePL e ePL+ para a previsão da ETTJ
com dados do mercado dos Estados Unidos.

Em ambas economias, o modelo ePL+ gerou um menor número de regras quando comparado

com o ePL para a predição da curva de juros, o que garante uma elevada capacidade de cons-

tituir uma estrutura de base de regras mais compacta e com maior capacidade de sumarização

do sistema. As Figuras 6.16 e 6.17 atentam ao fato de que o modelo ePL+ é caracterizado por

um maior dinamismo, de forma que a base de regras varia mais acentuadamente com a dispo-

nibilidade de informações na tentativa de sumarizar tal conhecimento com um número baixo

de regras, o que é explicado pela utilização da medida de utilidade para avaliar a qualidade da

base de regras. Além disso, considerando o peŕıodo de ińıcio e desencadeamento da crise do
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Subprime, é notória a variação do número de regras na tentativa de capturar tal conjuntura

(Figuras 6.16 e 6.17), evidenciando a capacidade adaptativa dos modelos nebulosos evolutivos

em sistemas dinâmicos não-lineares.
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ú
m
e
ro

d
e
R
e
g
ra
s

 

 

ePL
ePL+

Figura 6.17: Evolução do número de regras nos modelos ePL e ePL+ para a previsão da ETTJ
com dados do mercado do Brasil.

Dessa forma, foi verificado que para o problema de previsão da estrutura a termo das taxas

de juros, os modelos nebulosos evolutivos e de rede neural artificial produrizam resultados mais

acurados que a metodologia de (Diebold & Li 2006) em termos de erro quadrático médio e testes

estat́ısticos. Dentre as técnicas nebulosas, os modelos eTS+ e ePL+ se destacaram, evidenci-

ando, em geral, os melhores resultados. Quanto ao modelo proposto nesta dissertação, ePL+,

verificou-se a existência de ganhos de desempenho quando comparado à sua versão original,

ePL, quando considerados no problema abordado, assim como sua estrutura de base de regras

refletiu maior dinamismo e capacidade de sumarização.

6.3.3 Resumo

Nesta seção foram apresentados os resultados de estimação da estrutura a termo das taxas

de juros de acordo com o modelo parcimonioso de (Nelson & Siegel 1987), para os mercados

de renda fixa dos Estados Unidos e do Brasil, utilizando algoritmos de otimização não-linear

de parâmetros tradicionais, como mı́nimos quadrados não-lineares e programação quadrática

sequencial, e técnicas de computação evolucionária, como algoritmos genéticos, de evolução

diferencial e estratégias evolutivas. Os resultados mostraram que os algoritmos de computação

inteligente foram capazes de gerar estimativas mais acuradas, em termos de ajuste aos dados de
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mercado. Entre as técnicas de computação evolucionária, os algoritmos de evolução diferencial

e estratégias evolutivas (CMA-ES) tiveram melhor desempenho, com erros de previsão menores,

baixo custo computacional. Essas duas abordagens, ainda, demandam um menor número de

parâmetros que o usuário necessita fornecer.

Por outro lado, nesta seção também foram descritos os resultados das técnicas de inteligência

computacional para a questão de previsão das taxas de juros, finalizando este caṕıtulo, consti-

túıdo pelos resultados gerais da dissertação. Na questão de predição, os resultados elucidaram o

potencial dos modelos nebulosos evolutivos para o problema da estrutura a termo das taxas de

juros. Além disso, o modelo proposto neste trabalho, ePL+, apresentou resultados superiores à

sua versão original, ePL.

O próximo caṕıtulo, por fim, conclui a dissertação sumarizando suas principais contribui-

ções, sugerindo perspectivas para futuras investigações e apresentando os artigos produzidos

diretamente relacionados com este trabalho.



Capı́tulo 7
Conclusões e Trabalhos Futuros

A estimação e previsão da estrutura a termo das taxas de juros assume um papel importante

para formuladores de poĺıtica monetária, analistas, investidores e participantes do mercado fi-

nanceiro. A curva de juros serve como base para precificação de outros instrumentos de renda

fixa, análise e gestão de riscos, avaliação de contratos derivativos, e também reflete movimen-

tos futuros dos ńıveis de inflação e atividade econômica. Nesta dissertação os problemas de

estimação e previsão da curva de juros foram abordados com base em técnicas de inteligência

computacional tais como computação evolucionária e modelagem nebulosa evolutiva, respecti-

vamente. Os mercados de renda fixa dos Estados Unidos e do Brasil foram considerados para a

análise emṕırica.

A modelagem da estrutura a termo das taxas de juros em modelos parcimoniosos de fatores

latentes se resume basicamente em um problema de otimização não-linear de parâmetros, uma

vez que não é verificado nos mercados taxas livres de riscos para todas as posśıveis maturida-

des, o que exige um mecanismo de interpolação. Neste trabalho, o desempenho de algoritmos

de computação evolucionária (Algoritmos Genéticos, de Evolução Diferencial e de Estratégias

Evolutivas) foi comparado com técnicas tradicionais de programação não-linear como mı́nimos

quadrados não-lineares e programação quadrática sequencial na estimação da curva de juros.

As técnicas de evolução diferencial e estratégias evolutivas superaram, em termos de acurá-

cia, as demais metodologias avaliadas. Alternativamente, quando as estimativas das taxas livres

de riscos foram aplicadas na precificação de t́ıtulos públicos, o melhor desempenho das técnicas

evolucionárias ficou mais evidente. A utilização dos algoritmos baseados em computação natural

supera determinadas limitações em abordagens tradicionais de otimização não-linear de parâ-

metros, uma vez que minimiza o risco de não-convergência e não gera oscilações significativas

nas estimativas dos parâmetros em relação à inicialização adotada. Além disso, os resultados

foram semelhantes em ambos mercados de renda fixa avaliados, sendo os melhores resultados

associados à economia dos Estados Unidos.

Por outro lado, o problema de predição da curva de juros foi abordado distintamente com

a utilização de modelos nebulosos evolutivos (eTS, xTS, eTS+, ePL) e uma rede neural do

tipo multi-camadas, em comparação com a tradicional modelagem verificada na literatura, i.e.,

via processos autoregressivos. Além dessa aplicação, esta dissertação sugeriu uma extensão ao

modelo ePL, denominada ePL+. O modelo ePL+, assim como o ePL, utiliza o conceito de agru-

93
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pamento participativo em modelos nebulosos evolutivos como um algoritmo não-supervisionado

de agrupamento. Em adição ao ePL, a modelagem ePL+ inclui: adaptação recursiva da zona

de influência das regras nebulosas, inserção de uma medida de utilidade para monitoramento da

qualidade da estrutura da base de regras, extensão para o caso de sistemas com múltiplas sáıdas,

e utilização do algoritmo subtractive clustering para inicialização dos antecedentes das regras

nebulosas, quando um conjunto de treinamento está dispońıvel. Essas modificações garantem

mais autonomia ao modelo, na tentativa de torná-lo totalmente recursivo e livre da exigência

de conhecimento prévio do usuário sobre o sistema para uma modelagem adequada.

Na previsão da estrutura a termo das taxas de juros, os modelos nebulosos evolutivos e de

rede neural apresentaram um desempenho superior à abordagem autoregressiva, em termos de

erro quadrático e testes estat́ısticos. A rede neural, em termos de significância estat́ıstica, apre-

sentou resultados competitivos aos das abordagens evolutivas. Entretanto, métodos baseados

em redes neurais são do tipo “caixa-preta” e exigem um processo de treinamento em batelada,

o que implica em custos computacionais elevados quando os modelos nebulosos são levados em

consideração, uma vez que esses últimos são capazes de operar em tempo real, sendo algoritmos

não-iterativos e de treinamento recursivo. A evolução da base de regras nos modelos nebulosos

evolutivos evidenciou a capacidade de atualização de suas estruturas de acordo com as mudan-

ças nos padrões dos dados, de forma a capturar os movimentos nos mercados de renda fixa das

economias avaliadas. Além disso, tanto no mercado dos Estados Unidos e do Brasil, as técni-

cas de inteligência computacional tiveram destaque nas previsões de curto prazo. Por fim, na

análise de predição da estrutura a termo das taxas de juros, os resultados revelaram uma maior

acurácia do modelo ePL+ proposto em relação à sua versão inicial, ePL, e resultados superiores

ou similares aos outros modelos como DL, MLP, eTS, xTS e eTS+.

Trabalhos Futuros

Extensões para futuras investigações incluem:

• Comparação entre distintas abordagens parcimoniosas de fatores latentes.

• Estimação da estrutura a termo das taxas de juros por meio de outras meta-heuŕısticas de

otimização como, por exemplo: Enxame de Part́ıculas, Recozimento Simulado, Sistemas

Imunológicos Artificiais, Otimização por Colônia de Formigas ou Técnicas Baseadas em

Cardumes.

• Modelagem e estimação conjunta da curva de juros com modelos de espaço-estado variantes

no tempo.

• Avaliação de modelos nebulosos evolutivos em ambientes dinâmicos de decisões como

análise de riscos.

• Aplicação de técnicas de redes neurais com Estados de Eco na previsão da curva de juros,

uma vez que tais modelos requerem estágio de treinamento apenas na camada de sáıda.
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• Incorporação de seleção recursiva de variáveis de entrada no modelo ePL+.

• Descrição dos antecedentes das regras no modelo ePL+ com funções de pertinência Gaus-

sianas multivariadas.

• Inclusão de variáveis macroeconômicas para previsão da ETTJ.

• Comparação de modelos de equiĺıbrio e de não-arbitragem para estimação e previsão da

curva de juros.

• Extração e avaliações de relações macroeconômicas em páıses desenvolvidos e emergentes

por meio de sistemas nebulosos evolutivos.

• Construção de funções de reação de bancos centrais considerando relações nebulosas ba-

seadas em estimativas da ETTJ e em indicadores macroeconômicos.
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Apêndice A
Conceitos da Estrutura das Taxas de Juros

Neste apêndice são apresentados os conceitos básicos associados a definição e construção da

estrutura a termo das taxas de juros.

A.1 Juros, Taxa de Juros e Produtos do Mercado Finan-

ceiro

O conceito de juros pode ser definido como sendo a remuneração pelo uso do capital (um

dos fatores de produção ou expressão monetária de um bem ou serviço). Em um dado intervalo

de tempo, a medida de juros, J , é obtida pela diferença entre o capital no final do intervalo,

F , e o capital no ińıcio do intervalo, P , tal que:

J = F − P (A.1)

Os juros são expressos como uma fração do capital inicialmente empregado numa dada

unidade de tempo. Portanto, em uma operação financeira, a taxa de juros, y, num dado intervalo

de tempo, pode ser entendida como a remuneração da unidade de capital inicial, ou seja:

y =
J

P
(A.2)

O intervalo de tempo, τ , associado às taxas de juros, indica a maturidade de tais taxas, ou

seja, o peŕıodo correspondente ao montande da remuneração do capital.

Nos mercados financeiros, são inúmeros os produtos relacionados às taxas de juros. No

Brasil, por exemplo, temos o Certificado de Depósito Interbancário (CDI), t́ıtulos de emissão

de instituições financeiras que servem de lastro para as operações interbancárias no mercado

monetário; Certificado de Depósito Bancário (CDB), t́ıtulos emitidos por bancos e utilizados

para a captação de recursos entre os investidores, posteriormente, repassados aos clientes nas

operações de financiamento tradicionais do mercado de crédito; e T́ıtulos Públicos, lançados nos

mercados pela primeira vez por meio de leilões realizados pela Secretaria do Tesouro Nacional,

entre as instituições interessadas (conhecido também como mercado primário)1.

1Os t́ıtulos públicos adquiridos no mercado primário não são carregados necessariamente pelas instituições
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A.2 Estrutura a Termo das Taxas de Juros

Implicitamente, a taxa de juros mede o custo do capital. Como toda mercadoria, inclusive o

capital, varia com o tempo de acordo com uma taxa de inflação, dinâmica, temos que na prática,

a taxa de juros varia com o tempo. Portanto, a função que expressa a evolução da taxa de juros

de acordo com a maturidade é definida como Estrutura a Termo das Taxas de Juros (ETTJ).

A ETTJ associa as taxas de juros y às suas respectivas maturidades τ :

y = f (τ) (A.3)

em que f (·) representa a relação função entre a taxa de juros e maturidade2.

A ETTJ relaciona as taxas de juros livres de riscos e maturidade. A taxa de juros livre de

risco atua como uma referência do custo de oportunidade do capital, caracterizada pelos fatores:

taxa conhecida e fixada, maturidade associada e risco zero. Alternativamente, um ativo livre

de risco é aquele em que o investidor sabe exatamente o valor que receberá ao final do prazo

de investimento. Em geral, as taxas livres de riscos estão associadas aos t́ıtulos públicos zero-

cupom, ou seja, t́ıtulos de rentabilidade prefixada, sem o pagamento de cupons intermediários.

Por hipótese de insolvência financeira do emissor (governo) as taxas dos t́ıtulos zero-cupom são

consideradas livres de riscos nos mercados financeiros.

Mesmo em mercados de renda fixa em que a liquidez de t́ıtulos públicos zero-cupom seja ele-

vada, não é verificado um número suficientemente grande de taxas zero-cupom governamentais

para todas as posśıveis maturidades, o que implica a necessidade de uma técnica de interpolação

para a construção da ETTJ. A Figura A.1 apresenta uma ilustração da curva de juros. A matu-

ridade das taxas transacionadas no mercado são conhecidas como vértices da estrutura a termo.

Portanto, com os vértices dispońıveis, a ETTJ é interpolada e extrapolada para maturidades

mais longas.

Em economias que apresentam uma baixa liquidez de t́ıtulos públicos transacionados no

mercado monetário, a estrutura a termo das taxas de juros é constrúıda a partir de taxas

consideradas proxy para a taxa de juros livre de risco. No Brasil, em geral, tais taxas são as

obtidas nos contratos futuros de DI e taxas dos swaps DI×PRÉ. Os Depósitos Interfinanceiros

(DIs) são t́ıtulos de emissão de instituições financeiroas que servem de lastro para as operações

interbancárias no mercado monetário, de forma que as taxas desses depósitos, ou “taxa do DI”,

é uma taxa muito utilizada como proxy para a taxa de juros livre de risco no Brasil. Entretanto,

como essas taxas são divulgadas diariamente pela Câmera de Custódia e Liquidação (Cetip), na

Bolsa de Valores de São Paulo (BM&FBOVESPA) são comercializados contratos futuros da taxa

DI para distintas maturidades, de forma que as taxas desses contratos e seus respectivos vértices

são utilizados da construção da ETTJ pois possuem uma elevada liquidez. Alternativamente,

as taxas de contratos de swaps que comercializam taxas prefixadas e DI também constituem

uma fonte para a determinação da curva de juros no Brasil.

até o vencimento, podendo ser eventualmente negociados com outras instituições no open market ou mercado

secundário.
2Obviamente não é apenas a maturidade que determina as taxas juros. Posteriormente, vamos identificar os

principais fatores que influenciam a construção da ETTJ.
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Figura A.1: Taxas de juros livres de risco e ETTJ estimada.

A.3 Formas da ETTJ

A curva que descreve a estrutura a termo das taxas de juros pode assumir diversas formas.

A forma “normal” da ETTJ é apresentada na Figura A.2 em que a taxa de juros é uma função

crescente da maturidade. Esse formato é dito normal devido à própria definição de juros,

uma vez que quanto maior o prazo ou a maturidade, maior o custo do capital. Entretanto,

nem sempre o formato da curva é normal. Em alguns momentos, a ETTJ está invertida, ou

seja, os juros para os prazos mais longos estão abaixo daqueles para maturidades curtas. A

Figura A.3 apresenta uma ETTJ invertida. Além desses dois casos, a curva de juros pode ser

caracterizada por uma curvatura côncava ou convexa, conforme mostrado nas Figuras A.4 e

A.5, respectivamente. Dessa forma, pode-se perceber que o comportamento da curva de juros

pode oscilar ao longo do tempo, de forma que seu formato e oscilação podem ser explicadas por

diversos fatores, conforme será descrito a seguir.
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Figura A.2: ETTJ “normal”.
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Figura A.3: ETTJ “invertida”.
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Figura A.4: ETTJ com curvatura convexa.
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Figura A.5: ETTJ com curvatura côncava.

A.4 Formação da ETTJ

A curva de juros é constrúıda com base nas taxas de juros consideradas livres de risco dos

contratos de juros transacionados no mercado de renda fixa, portanto, um dos fatores principais

que influenciam a formação da ETTJ são as expectativas do mercado. Essas expectativas

refletem a forma da estrutura a termo, podendo ser expectativas de queda ou alta na taxa de

juros. Dessa forma, a curva expressa as expectativas do mercado quanto ao futuro das taxas

de juros. Entretanto, a fragilidade da hipótese das expectativas na formação da curva de juros

reside na assunção impĺıcita de que os agentes econômicos são indiferentes à incerteza, o que na

prática não ocorre.

A hipótese de preferência pela liquidez também é muito utilizada para explicar a formação

da estrutura a termo, justificando uma estrutura positivamente inclinada, que é o caso mais

comum na prática. Essa assertiva implica que existem mais investidores interessados em aplicar

dinheiro no curto prazo, de forma a exigir um prêmio maior para investir por prazos mais

longos, o chamado prêmio de liquidez 3. Contudo, essa hipótese se baseia na suposição de que

3O prêmio de liquidez ou prêmio pelo risco está associado ao fato de que o investidor recebe uma determinada
taxa de juros por abrir mão da liquidez atual por uma liquidez futura, ou ainda, recebe a remuneração pelo risco
associado ao investimento, e como o risco é resultado de incertezas, quanto maior o prazo, maior as incertezas
e, por consequência, maior o risco.
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os investidores são neutros ao risco.

Em termos menos teóricos, a forma da estrutura a termo das taxas de juros também é influ-

enciada por fatores macroeconômicos como inflação, taxa de câmbio e hiato do produto4. Esses

indicadores são fundamentais no mercado de renda fixa de uma economia, uma vez que a curva

de juros pode ser reflexo dos agentes quanto aos movimentos desses indicadores macroeconômi-

cos, ou mesmo o Governo pode influenciar o mercado de renda fixa com o objetivo de alterar os

ńıveis de inflação e atividade econômica.

A.5 As Metas Inflacionárias no Brasil

No Brasil, o Decreto no3.088, de 21 de junho de 1999, institui o conceito de meta de infla-

ção (inflation target), que é definida pelo Conselho Monetário Nacional. Com isso, a poĺıtica

monetária subordinou-se a essas metas inflacionárias e o Banco Central passou, então, a fixar a

chamada meta Selic e seu eventual viés (Securato 2008).

O Sistema especial de liquidação e custódia (Selic) consiste em uma associação entre o Banco

Central e a ANBIMA, tendo por finalidade a custódia de t́ıtulos públicos e a liquidação financeira

da negociação entre compradores e vendedores. Dessa forma, o Comitê de Poĺıtica Monetária

(Copom), em suas reuniões, fixa regurlarmente a taxa Selic no Banco Central do Brasil, por

meio dos principais t́ıtulos de renda fixa.

Dessa forma, no Brasil, a estrutura a termo das taxas de juros é formada principalmente

com o intuito de atingir as metas de inflação, em que a poĺıtica monetária é realizada por meio

do ajuste das taxas de curto prazo. Assim, o formato da curva de juros no Brasil é atrelada

às expectativas quanto ao ajuste das metas de inflação, não sendo constrúıda apenas pela livre

interação dos agentes no mercado de renda fixa.

A.6 LTN, Duration e Convexidade

No mercado de renda fixa brasileiro, as Letras do Tesouro Nacional (LTNs) são os t́ıtulos

públicos zero-cupom da economia. A LTN é um t́ıtulo emito pelo Tesouro Nacional, para a

cobertura do déficit orçamentário e para a realização de operações de crédito por antecipação

de receitas orçamentárias. É um t́ıtulo prefixado, com prazo mı́nimo de 28 dias, resgatado no

vencimento pelo valor nominal de R$ 1.000,00. A colocação às instituições interessadas é feita

por meio de um desconto em relação ao valor nominal, e o cálculo dos preços de tais papéis

são regidos pelo regime de capitalização composta. A disponibilidade de vértices das LTN é

muito baixa, mesmo com uma relativa liquidez para os prazos transacionados. Além disso,

principalmente, as LTNs comercializadas possuem prazos curtos (em geral, com maturidades de

até um ano). Portanto, a construção da ETTJ a partir das taxas das LTNs gera um curva mais

apropriada para análises das taxas de curto prazo, enquanto a qualidade das extrapolações da

curva (longo prazo) é deteriorada.

4O hiato do produto é definido como a diferença entre o Produto Interno Bruto (PIB) efetivo e o PIB potencial
de uma economia.
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Quando tratamos da estrutura a termo das taxas de juros e de t́ıtulos públicos, é de fun-

damental importância introduzir os conceitos de duration e convexidade. Considere um fluxo

de caixa F1, F2, . . . , Fn correspondente a recursos dos quais conhecemos os prazos respectivos

d1, d2, . . . , dn até uma origem de tempos, que em geral é a data hoje do problema, e as taxas

de juros y1, y2, . . . , yn de cada fluxo em relação à data de origem de tempos. Podemos então

calcular o valor presente do fluxo, PV , da seguinte forma:

PV =
F1

(1 + y1)d1
+

F2

(1 + y2)d2
+ . . .+

Fn
(1 + yn)dn

=
n
∑

i=1

Fi
(1 + yi)di

(A.4)

A duration procura levar em conta o valor do dinheiro no tempo. Assim, a partir da fórmula

do prazo médio ponderado:

d =
F1d1 + F2d2 + . . .+ Fndn

F1 + F2 + . . .+ Fn
(A.5)

corrigi-se o valor de cada fluxo Fj por uma taxa yj até uma data fixada. A data escolhida é a

data de origem da contagem de tempo, i.e., a data hoje. Portanto, a fórmula da duration, D, é

dada por:

D =

∑n
i=1

Fi

(1+yi)di
× di

PV
(A.6)

Pode-se perceber então que a duration é a fórmula do prazo médio levando em conta o valor

do dinheiro ao longo do tempo. Nos caso dos t́ıtulos zero-cupom, como não existe o pagamento

de cupons intermediários, a duration é igual a maturidade correspondente do t́ıtulo. Por fim,

outro conceito importante no mercado de renda fixa é o de convexidade, que mede a variação de

uma carteira ou t́ıtulo público em relação à variação das taxas de juros, medida pela derivação

da função de valor presente da carteira ou t́ıtulo.

Para maiores detalhes do funcionamento do mercado de renda fixa no Brasil e de seus

principais produtos, ver (Securato 2008).
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