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DETECCAO DE CONTORNOS DE VENTRICULO

ESQUERDO EM IMAGENS DE MEDICINA NUCLEAR

UTILIZANDO REDES NEURAIS

RESUMO

Neste trabalho apresentamos um método que faz uso de uma rede neural e
informacdo geométrica para a detecgdo automatica do contorno do ventriculo
esquerdo (VE) em imagens de medicina nuclear. Embora o método tenha sido
desenvolvido para detecgiio de contornos de VE, ele pode ser estendido a
outras classes de estruturas e imagens. O aprendizado ¢ feito alimentando-se 0
sistema com uma série de imagens e seus correspondentes contornos de VE
tragados por um operador. O sistema extrai tanto informagdes geométricas
como informagdes de vizinhanga, que sio  utitilizadas para treinar a rede
neural. Uma vez treinada, a rede é capaz de automaticamente detectar o
contorno do VE. S3o apresentados detalhes da operagio e performance da
rede neural, cujo desempenho ¢ avaliado através de trés medidas de erro. Um
importante detalthe do método ¢ a deteccdo automatica do centro do VE, cuja
exatiddo tem uma grande influéncia na minimizagdo dos erros. Ao lado de
apresentar erros que sfo compativeis com os erros de outros métodos
automaticos, o método presente tem a clara vantagem de armazenar

informagSes geométricas ¢ de intensidade de pixel que sdo aprendidas através
de exemplos.
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USING NEURAL NETS FOR AUTOMATIC DETECTION
OF LV CONTOURS IN NUCLEAR MEDICINE IMAGES

ABSTRACT

In this paper we present a method that makes use of an artificial neural
network for the automatic detection of left ventricle (LV) contours in nuclear
medicine images. The images were obtained from 60 male patients using a
Gamma Camera. Although the method has been developed for LV contour
detection, it can be extended to other classes of structures and images.
Learning is carried out by feeding the system with a series of images and their
corresponding L.V contours drawn by an operator. The system extracts both
pixel value and geometrical information that is used for training the neural
network. Once trained the network is able to automatically detect LV
contours. In this thesis we present details of the neural network operation and
performance, which is evaluated through the use of three error measurement
criteria. One important feature of the method is the automatic detection of the
LV center, which plays an important role in minimizing the error values. Apart
from presenting errors that are compatible with several other automatic
detection techniques, the present method has the clear advantage of being able
to store geometrical and pixel intensity information that is learned from
examples.
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CAPITULO 1

INTRODUCAO

Em imagens médicas, os processos de aquisigio e processamento de imagens registraram
enormes progressos nas tltimas décadas. Exemplos que atestam esse progresso sio o processo de
aquisi¢io tomogréfica de imagens e o avango da aquisi¢do de imagens funcionais de érgdos através
da medicina nuclear. Paralelamente a i5s0, 08 processos de reconhecimento e interpretacio de
imagens médicas tiveram um grande desenvolvimento. Acreditamos, no entanto, existir ainda um
largo campo de pesquisa a ser explorado nessa area.

No processamento de imagens podemos distinguir entre técnicas de segmentagio de imagens
e técnicas de interpretagdo ou reconhecimento. A segmentagdo decompde a imagem em regides,

enquanto que o processo de reconhecimento gera uma descrigio da imagem, atribuindo marcadores
a essas regides.

Imagens médicas representam estruturas biologicas com uma grande variedade de formas,
que ndo podem ser facilmente descritas em termos de imagens padrdes rotacionadas ou escalonadas,
sendo dificil a segmentacfo das mesmas.

Na literatura, encontramos um vasto campo de aplicagio de técnicas de segmentagio em
imagens médicas. segmentacio de estruturas do cérebro (Badran et alii, 1990), segmentacio do
bago (Karssemeuer et alii, 1990); segmentacio de células (Wu et alii, 1995), segmentagio de
nédulos em imagens pulmonares (Bae et alii, 1991), segmentacdo do ventriculo esquerdo (Costa et
alia, 1995, Coppint et alii, 1995) e segmentagio do figado (Bae et alii, 1993).

Nesses trabalhos ¢ utilizado um grande niimero de técnicas, que abrangem desde aplicagfio de
limiar (Badran et alii, 1990) até técnicas sofisticadas de inteligéncia artificial, como redes neurais
(Costa et alia, 1995).

Gonzalez et alia (1987) classificam os métodos de segmentacdo de acordo com a propriedade
dos pixels de contorno que eles exploram: descontinuidade ou similaridade. Na primeira categoria, a
imagem € segmentada em fungio de mudangas abruptas que ocorrem no nivel de cinza dos pixels de
borda da imagem. As principais técnicas referentes a primeira categoria exploram a detecgio de
pontos isolados de borda e de linhas de borda. Na segunda categoria, a imagem ¢é segmentada em
funcdo das semelhangas entre os pixels. As principais técnicas da segunda categoria s3o baseadas em
limiar, crescimento de regides e splitting and merging.

Os algoritmos tradicionais de segmentagdo baseados em descontinuidade podem ser vistos
como uma associagdo entre técnicas locais e técnicas globais. As técnicas locais tém por objetivo
calcular valores significativos para os pixels, que os caracterizam como pertencentes ou nio a uma
borda. Esses valores sdo calculados através de operadores diferenciais como os operadores de Sobel,



operador Laplaciano, etc. As técnicas globais, por outro lado, tém por objetivo obter uma borda
continua integrando as informagdes fornecidas através dos operadores locais. Como exemplo de
técnicas globais citamos técnicas que utilizam funges de custo e técnicas que utilizam grafos.

Os algoritmos de segmentagdo podem ser classificados ainda como manuais, semi-
automaticos e automaticos. Nos algoritmos manuais a segmentacio ¢ efetuada inteiramente por um
operador humano. Nos algoritmos de segmentagdo semi-automaticos, o operador humano fornece
apenas pontos caracteristicos da estrutura a ser segmentada ou delimita uma regidio onde a mesma ¢
encontrada. Na segmentagio automatica, a intervengio do operador humano € reservada apenas a
eventuais corregdes da segmentagio obtida através de um algoritmo automatico.

Mais recentemente, na segmentacio de imagens médicas, observamos a utilizagio de
métodos de inteligéncia artificial como técnicas Juzzy (Boudraa et alii, 1993; Feng et alii, 1993) ¢
redes neurais (Costa et alia, 1995; Coppini et alii, 1995).

Embora seja desejavel que o processo de segmentacdo automatica dependa exclusivamente
de informages provenientes da propria imagem, a tendéncia é os processos de segmentagio
utilizarem informagGes comuns a um tipo particular de imagens, implicando numa dependéncia entre
0s processos de segmenta¢io e reconhecimento. Como exemplo, para compensar a baixa qualidade
dos dados da maioria das modalidades de imagens médicas, pode-se utilizar, no processo de
segmentagdo, informagdes “a priori” provenientes de modelos descritivos das imagens (Lilly et alii,
1989; Friedland et alia, 1989).

Entre as areas de pesquisa em imagens médicas, um campo extremamente dindmico na
atualidade ¢ a segmentagio de orgdos e estruturas em imagens cardiacas. Particularmente, a
segmentagdo do ventriculo esquerdo (VE) € intensamente pesquisada, devido a importincia do
mesmo na avaliagio da fun¢io de bombeamento do coragdo.

Entre as modalidades de imagens cardiacas destacamos: medicina nuclear, ultra-som,
ressondncia magnética nuclear e tomografia computadorizada. No capitulo 2 apresentamos as
caracteristicas de cada uma dessas modalidades de imagem.

Nesse trabalho de tese utilizamos imagens de medicina nuclear. Essas imagens sdo geradas a
partir da utilizagio de farmacos previamente associados com isotopos radioativos, formando os
radiofirmacos. Quando administrados a um individuo, esses radiofirmacos apresentam uma
biodistribui¢o preferencial, ou seja, fixam-se em orgdos especificos do corpo, como por exemplo
tiredide e figado. Os radioisotopos emitem radiagio localmente e esta radiagio ¢ detectada

utilizando-se uma gama cimara. A imagem resultante mostra o nivel de radioatividade em cada
ponto do 6rgéo.

Dois radioisotopos sdo mais utilizados nas imagens de medicina nuclear do coragdo: o talio-
T e o tecnécio - ®™Te. O talio ¢ utilizado para obtengio das imagens de perfusio do miocardio
(imagens do musculo cardiaco), enquanto que o tecnécio € utilizado para obtengdo das imagens de
blood-pool (imagens do sangue nas cavidades cardiacas).



Na figura 1.1(a) mostramos uma imagem de perfusdo do miocardio com um diagrama
ilustrativo correspondente. A parte mais clara dessa imagem corresponde a0 musculo cardiaco. A
principal aplicagio dessa classe de imagens & no estudo da perfusdo miocardica.

Na figura 1.1(b) mostramos uma imagem de blood-pool do coragio com um diagrama
ilustrativo correspondente. As partes mais claras dessa imagem correspondem as cavidades dos
ventriculos esquerdo e direito.

(b)

Figura 1.1: Esquema das imagens do coragdo em medicina nuclear: (a) imagem de
perfusdo do miocdrdio na posigdo anterior obliqua esquerda e (b) imagem de blood-

pool na posicdo anterior obliqua esquerda. § - septo, VD - ventriculo direito, LP -
lateral posterior, API - apical inferior.

Nas imagens de blood-pool, a segmentacdo do ventriculo esquerdo (VE) é de fundamental
importancia para avaliagio clinica de pacientes. Através da determinagdo da area do VE segmentado
em diferentes instantes do ciclo cardiaco, sdo calculados pardmetros que permitem a avaliagio da
funcdo cardiaca. O objetivo & quantificar a fungdo de bombeamento do coragdo. Entre os parimetros
derivados do caleulo da area do VE segmentado, citamos: a fragdo de ejegdo, a taxa méaxima de



enchimento (Peak Filling Rate - PFR) e a taxa maxima de esvaziamento (Peak Emptying Rate - PER)
(Gelfand et alia, 1988).

Na figura 1.2 mostramos uma curva idealizada da variagio do volume ventricular durante um
ciclo cardiaco, onde se pode ver as regides correspondentes a diastole (VE relaxado) e a sistole (VE
contraido) e as defini¢des dos pardmetros acima mencionados.

A maioria dos métodos de segmentacdo do VE encontrados na literatura (conforme sera
visto no capitulo de revisio bibliografica), ¢ feita sob medida para uma determinada classe de

imagens. Dito de outra maneira, métodos que séo eficientes na detec¢dio do contorno do VE em

imagens de ecocardiografia, provavelmente ndo se adequam para efetuar a mesma segmentagdo em
imagens de medicina nuclear

4 VED _\ sistole diastole

B PER=tgg
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Figura 1.2: Curva de variagdo do volume do ventriculo esquerdo durante um ciclo
cardiaco. VFD - volume de Jfinal de diastole, VES - volume de final de sistole, PER -

taxa de esvaziamento mdxima (Peak Emptying Rate), PFR - taxa de enchimento
mdxima (Peak Filling Rate).

Nessa tese pretendemos superar essa limitagdo de especificidade dos métodos existentes para
segmentagdo do VE. O principal objetivo a que nos propomos nessa tese é:

* A obtengdo de um método automatico para a segmentac¢do do Ventriculo esquerdo em imagens
meédicas do coragdo.

A metodologia que propomos para segmentacdo do VE caracteriza-se por duas etapas
principais:

¢ utilizagdo de uma rede neural tipo perceptron multicamadas para a selec@o de pontos candidatos
a0 contorno.

* utilizagdo de critérios heuristicos para sele¢iio dos pontos do contorno a partir dos pentes

candidatos ao contorno,



Para validarmos essa metodologia de segmentacio do VE utilizamos as imagens de blood-
pool anteriormente referidas.

O conteido dessa tese ¢ subdividido nos seguintes topicos:
® Revisfio Bibliogréfica;
¢ Material e Métodos;
¢ Resultados;
¢ Discussio;
e Conclusdes;

¢ Apéndice A

O capitulo de Revisdo Bibliografica ¢ caracterizado por quatro momentos distintos. No
primeiro momento, revisamos o conceito de redes neurais e fazemos uma breve analise das
arquiteturas das redes neurais utilizadas nesse trabalho. Num segundo momento, revisamos as
principais aplicacdes das redes neurais 4 area meédica. Nessa altura incluimos um resumo das
caracteristicas dos trabalhos revisados sobre essas aplicagdes. O resumo ¢é apresentado em forma de
tabela. Num terceiro momento, apresentamos as diversas modalidades de imagens médicas de
ventriculo esquerdo, incluindo a ecocardiografia, a tomografia computadorizada de raios X, a
ressonancia magnética e a medicina nuclear. Por fim, num quarto momento, revisamos os principais
métodos existentes na literatura para segmentacio do VE. Novamente, incluimos um resumo em
forma de tabela das principais caracteristicas desses métodos,

No capitulo de Material e Métodos apresentamos as caracteristicas do método proposto e
suas limitagbes. Em seguida analisamos o processo de aquisi¢o e pré-processamento das imagens.
Posteriormente, apresentamos o método automatico utilizado para a determinagfio do centro do VE
e a forma pela qual foram selecionadas as imagens para o treinamento da rede neural tipo perceptron
multicamadas. A sele¢do das varidveis de entrada dessa rede neural ¢ outro topico de grande
importancia nesse capitulo. Por fim, analisamos as caracteristicas do treinamento da rede neural e os
critérios utilizados para a selegdo dos pontos do contorno do VE.,

No capitulo de Resultados comparamos inicialmente os contornos de VE obtidos através do
uso de duas redes neurais fipo perceptron diferentes: uma com 4 vanaveis de entrada e outra com 3
variaveis na camada de entrada. Em seguida mostramos contornos de VE de diferentes tamanhos e
formas, obtidos automaticamente. Sio mostrados também contornos automaticos de VE com
caracteristicas especiais: ventriculos que apresentam regides de dificil deteccdo da borda e
ventriculos onde ocorre uma grande aproximagdo entre o miisculo papilar e a parede dos mesmos.
S3o mostradas ainda tabelas de comparacio do desempenho de trés critérios de selegio dos pontos

do contorno e tabelas dos erros cometidos na detecgdo do contorno do VE ao se mudar a posigdo do
centro do mesmo,



T o

O capitulo de Discussdo apresenta dois momentos distintos. Num primeiro momento
analisamos os resultados apresentados no capitulo anterior. Posteriormente, analisamos a
importdncia da estratégia adotada para selecdo das varidveis de entrada da rede neural tipo
perceptron multicamadas, ¢ o papel fundamental que atribuimos as varidveis geométricas no
desempenho dessa rede.

No ultimo capitulo apresentamos as conclusdes e as sugestdes. Nas sugestdes, duas vertentes
sdo apresentadas para a continuidade desse trabalho: uma referente a aplicagdo do método para
segmentacdo do VE e outra referente ao aprimoramento desse método.

No apéndice A demonstramos como o método de aprendizado de retro-propagacio minimiza
0 quadrado das diferengas entre os valores de saida obtidos e os valores de saida desejados de uma
rede neural tipo perceptron, através do gradiente descendente.

As imagens de blood-pool do VE utilizadas nessa tese foram fornecidas pelo Servico de
Radioisotopos do Instituto do Coragdo do Hospital das Clinicas da Faculdade de Medicina da
Universidade de S3o Paulo.



CAPITULO 1T

REVISAO BIBLIOGRAFICA
IL1 INTRODUCAO

Neste capitulo iniciamos com uma revisdo sobre redes neurais. Nesta revisio fazemos um
breve historico sobre o desenvolvimento das redes neurais, citamos as principais classificaces dos
tipos de redes existentes e analisamos a arquitetura e algoritmo de treinamento de trés redes:
perceptron multicamadas, rede auto-organizével de Kohonen e ART1. As duas primeiras foram
utilizadas no trabalho da tese. A terceira foi mencionada por apresentar caracteristicas especiais que
a tornam bastante iteis em aplicagSes de classificagio de padrdes e encontra algumas aplicagdes
interessantes na 4rea médica. Em seguida expomos os resultados da pesquisa bibliografica efetuada
sobre a aplicagio de redes neurais a area medica, ressaltando as aplicagBes na area de diagndstico,
classificagio e reconstrugiio de sinais e controle neuromuscular. Posteriormente, analisamos as
principais caracteristicas das seguintes modalidades de imagens médicas: ultra-som, medicina
nuclear, ressondncia magnética e tomografia computadorizada de raios X. O capitulo é finalizado
com uma analise dos métodos utilizados na literatura para detecgio do contorno do ventriculo
esquerdo em imagens médicas. Nesta analise descrevemos as principais caracteristicas de um método
de detecgio do contorno do ventriculo esquerdo, avaliamos as principais técnicas encontradas na
literatura sobre a detecgio deste contorno e, a partir dos trabalhos revisados, deduzimos as
caracteristicas de um método “ideal” de detecgiio do contorno do ventriculo esquerdo.

I1.2 REDES NEURAIS

Redes neurais sdo sistemas computacionais com largo espectro de aplicagGes na pesquisa
académica e na atividade industrial. A principal caracteristica destes sistemas é serem formados por
um grande nimero de elementos computacionais simples, denominados “neurénios”. A fungio
desempenhada por uma rede é determinada pelas seguintes caracteristicas estruturais e funcionais:
numero total de neurénios, topologia da conexio entre os neurdnios, valor dos pesos entre as
conexGes e tipo de processamento realizado em cada neurdnio. Embora o processamento realizado
por cada neurdnio seja simples, o conjunto de neurdnios pode realizar tarefas muito complexas,
como reconhecimento de padrdes, classificado, etc. As redes neurais podem ser encaradas sob duas
concepeGes distintas: a primeira delas ¢ encara-las como elucidativas das propriedades basicas e do
processamento realizado pelo cérebro; a segunda é concebé-las como sistemas que podem realizar

tarefas importantes sem nenhuma conexdo com os sistemas biologicos que inspiraram a sua criagio.
Neste trabalho adotaremos esta segunda concepgio.



O marco inicial no desenvolvimento das redes neurais foi estabelecido por McCulloch ¢ Pitts
(1943), quando propuseram o modelo do neurdnio mostrado na figura 2.1. Este neur6nio é uma
unidade simples de processamento. Se existem n entradas X; existirdo m pesos w; associados a essas
entradas. O modelo do neurénio calcula uma soma ponderada das entradas. Ele calcula o produto da
primeira entrada pelo peso correspondente a essa entrada, entdo faz a mesma coisa para a segunda
entrada, e assim por diante, somando todos no final. Esta soma tem que ser comparada com um
certo valor de limiar do neurdnio. Se a soma é maior do que o valor do limiar, a saida ¢ levada a 1.
Se a soma € menor do que o valor do limiar, a saida é levada a 0. O valor do limiar & conhecido
também como o offset ou polarizagio do neurdnio. Podemos encarar esse processo como uma

classificagio, onde um padrio de entrada ¢ classificado como pertencente a2 uma classe 1 ou a uma
classe 0.

%
0 w,
X
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entradas ¢ w
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Figura 2.1:Neuronio de McCulloch e Pitts.

Uma estrutura de neurdnios conectados foi denominado de percepiron por Rosenblatt
(1962). Um perceptron é essencialmente uma rede linear de uma camada de neurénios sem
realimentagdo. O processo de classificacio do perceptron ¢ uma extensio do processo de
classificagdo do neurdnio simples descrito anteriormente. Na figura 2.2 mostramos graficamente o
resultado de um processo de classificagio de padrSes realizado por um perceptron em um espaco
bidimensional com padrdes linearmente separaveis. A grande limitagdo do perceptron ¢ que ele so
pode separar classes que sejam linearmente separaveis. Tal fato, demonstrado por Minsky e Papert
(1969), paralisou por aproximadamente duas décadas a pesquisa na area de redes neurais..

Uma importante etapa na utilizagio de redes neurais & o treinamento das mesmas. O
treinamento est4 associado a capacidade das redes neurais aprenderem a realizar uma determinada
tarefa. Em termos do perceptron, o treinamento consistiria de um procedimento automatico para
determinagdo dos pesos w;, a fim do mesmo determinar a melhor reta que separa as classes A e B.

Embora sistemas multicamadas de unidades de neurdnios sejam muito poderosos, com
capacidade de calcular qualquer fungio booleana, ndo existe nenhum algoritmo conhecido que
possibilite o seu treinamento, ou seja, 0 mesmo ¢ incapaz de aprender. Por outro lado, o perceptron

pode ser treinado utilizando, por exemplo, a regra de aprendizado proposta por Hebb (1949) ou a
regra delta proposta por Widrow-Hoff (1960). .

=4
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Figura 2.2:1lustracdo do processo de classificacdo do perceptron.

Rumelhart et alia (1986), assumindo um processamento ndo linear do neurénio através de
uma fungdo sigmoéide, propuseram um algoritmo de treinamento para uma estrutura de neurdnios
multicamadas. Isso s foi possivel gragas a introdugdo de uma fungio continuamente derivavel no
processamento do neurdnio, a fungdo sigméide. No modelo do neurdnio de McCulloch e Pitts era
utilizada uma fungio com derivadas descontinuas, a fungfio degrau. No apéndice A, mostramos este
algoritmo detalhadamente. Apos o trabalho de Rumelhart assistimos a uma verdadeira explosdo na
utilizagio de redes neurais nas mais diversas areas de aplicagdo do conhecimento. As caracteristicas
das redes neurais que as tornaram t%o atrativas sdo mencionadas a seguir:

e estrutura paralela, permitindo alta velocidade de computagdo com unidades simples de
processamento.

* processamento distribuido por toda a estrutura, tornando o sistema tolerante a elementos com
defeitos € com baixa sensibilidade a pequenas discrepancias no desempenho das unidades
individuais de processamento.

* o aprendizado ¢ efetuado através de técnicas adaptativas, ao invés de serem impostos a priori
valores para os pesos das conexdes. Esta caracteristica & particularmente importante quando
tarefas complicadas tém que ser realizadas e onde as regras de decisdo sdo dificeis de serem

formuladas explicitamente, como por exemplo, o diagnostico de doengas por um especialista da
area médica.

A arquitetura das redes neurais pode ser dividida grosseiramente em trés tipos: redes de fluxo

onico (feedforward networks), redes realimentadas ou recorrentes, e redes celulares. Esses trés tipos
sdo ilustrados na figura 2.3.

Nas redes de fluxo Gnico, os neurénios da rede sio arranjados em forma de camadas, N_, ndo
havendo realimentagdo. Esse tipo de rede produz um padrdo na sua saida como resposta a  um

T
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Figura 2.3: Arquiteturas de redes neurais:(a) redes de fluxo iinico;(b) redes
recorrentes; (c) redes celulares.

padrdo na entrada. Uma vez treinada, a resposta na saida a um padriio na entrada seria a mesma,
independente de qualquer ativagio anterior da rede. Isso significa dizer que as redes de fluxo unico
ndo apresentam nenhuma dinimica real e, portanto, ndo apresentam problemas de estabilidade. O
mapeamento da entrada para a saida é realizado atraves de equagdes estaticas nio lineares.

Nas redes recorrentes a dindmica é mais complexa, uma vez que 0s seus neurénios possuem
um processamento dindmico (por exemplo, integradores e unidades de retardo). As propriedades
dindmicas destas redes sio descritas através de equagdes diferenciais ordinarias ndo lineares ou
equacdes de diferenca.

Nas redes celulares, os neurénios sio organizados numa matriz bidimensional, com
arquitetura retangular ou hexagonal. Nestas redes nio existem camadas ¢ cada neurdnio comunica-se
diretamente com outros neurdnios que estejam na sua vizinhanga.

O exemplo mais conhecido de rede de fluxo anico € o perceptron multicamadas. As redes
celulares tém o seu melhor exemplar nas redes auto-organizaveis de Kohonen (1989). As redes de
Hopfield (1984) sdo uma variante da estrutura celular mostrada na figura 2.2(c), onde todos os
neurdnios estdo interligados. Um excelente exemplo de redes realimentadas sdo as redes ARTI
(ART- Adaptive Ressonance Theory) e ART?2 (Grossberg et alia, 1987 e Carpenter et alia, 1988).

Geralmente, uma rede neural é caracterizada nio apenas pela sua arquitetura, mas também
pelo algoritmo utilizado no seu treinamento e pela forma de operagio. Os algoritmos utilizados no
treinamento das redes neurais classificam-se em trés tipos: supervisionados, ndo supervisionados e
mistos. O treinamento supervisionado requer um conjunto de dados de treinamento com pares de
entrada e saida. Durante a fase de aprendizado, os exemplos sdo apresentados a entrada da rede e 0
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resultado da saida é comparado com o valor desejado. Um termo de erro ¢ calculado e utilizado para
modificar os pesos da rede. Um exemplo de algoritmo supervisionado é o de propagacio reversa
(Rumelhart et alia, 1986).

Memorias associativas s@o outro exemplo de redes que utilizam algoritmo de treinamento
supervisionado. A rede consiste de dois conjuntos de neurdnios representando as camadas de entrada
e saida. Todos os neurénios da camada de entrada estio conectados a todos os neurdnios da camada
de saida. Ajustando-se os pesos entre os neurdnios ¢ possivel, na fase de treinamento, associar
padrBes de entrada a padrées de saida. Na fase de uso da rede, padrGes apresentados 4 entrada da

rede irdo produzir padrdes na saida correspondentes a um padrio “mais proximo” previamente
aprendido.

O treinamento ndo supervisionado nio requer uma saida desejada. Exemplos podem ser
encontrados nas redes auto-organizaveis de Kohonen (1989) e Hopfield (1984). O treinamento da
rede de Hopfield consiste de um processo de minimiza¢do de uma fungdo de energia. As redes que
utilizam algoritmos néio supervisionados caracterizam-se por apresentarem uma estrutura constituida
por uma camada de entrada e uma camada intermediria de neurdnios. A rede aprende associando
diferentes padrdes de entrada a diferentes grupos de neurdnios na camada intermediaria. A teoria da
ressonancia adaptativa (ART) de Grossberg et alia (1987) é um outro exemplo de algoritmo de
treinamento ndo supervisionado.

Um exemplo de algoritmo misto de treinamento & oferecido pelas redes de propagacio
contraria (counter-propagation networks). Estas redes utilizam tanto o treinamento supervisionado
como o ndo supervisionado (' Hecht-Neilsen, 1987). A rede de propagaciio contriria consiste de
trés camadas de neurdnios e & treinada em dois estagios. Primeiramente, o treinamento nio
supervisionado de Kohonen é empregado para ajustar os pesos da primeira camada entre os
neur6nios de entrada e os neurdnios intermedigrios. Numa segunda etapa, o algoritmo oufstar de
treinamento supervisionado de Grossberg ¢ utilizado para ajustar os pesos entre os neurbnios da
camada intermediaria e da camada de saida.

A seguir analisaremos mais detalhadamente trés combinagGes de arquitetura e algoritmo de
treinamento; perceptron multicamadas com algoritmo de treinamento de propagacio reversa; rede
ART1 e rede auto-organizavel de Kohonen.

IL2.1 PERCEPTRON MULTICAMADAS E ALGORITMO DE
PROPAGACAO REVERSA

Na figura 2.4 mostramos a arquitetura de um perceptron de trés camadas: camada de
neurdnios de entrada, camada de neurdnios intermediaria e camada de neurdnios de saida, Alguns
autores, para caracterizar uma rede, preferem se referir ao numero de camadas de pesos ao invés de
nuamero de camadas de neurdnios. De acordo com esta visdo, a rede da figura 2.4 seria referida como
uma rede de duas camadas (camadas de pesos) ao invés de trés camadas (camadas de neurdnios).
Neste trabalho estaremos nos referindo sempre ao numero de camadas de neurénios.
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1

Figura 2.4 Arquitetura de um perceptron de 3 camadas.

O algoritmo de propagagio reversa, conhecido também por “regra delta generalizada”, é um
algoritmo de gradiente descendente, cujo objetivo é minimizar o erro médio quadratico entre a
resposta da rede e a saida desejada. Esse algoritmo ¢ apresentado detalhadamente no apéndice A. A
seguir, baseando-se na arquitetura da figura 2.4, descreveremos resumidamente este algoritmo.
Assumiremos como fungdo de ativagio do neurdnio a fungéo sigmoide, definida como:

fla) =17 (1 + ey 2.D

1)} Iniciar todos os pesos da rede com valores pequenos e aleatorios.

2) Apresentar um par de entrada-saida a rede.

3) Calcular a saida da rede utilizando a funcio sigmoéide, considerando os seguintes valores de
o
-1

@ = 2 Wi - X; , para os neurdnios da camada intermediaria (0< j<L-1)
=0
L~ . ) (22)
@ = Z Wik 0, para os neurénios da camada de saida (0<k < n-1)
0
onde:

0; = saida do neurdnio j da camada intermediaria .

4) Ajustar os pesos de acordo com a seguinte expressio:
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wjk(t+1)=wjk(t)+n'8k-0j

onde: .
¢ atualizagdo dos pesos w it

d, = Ve {1-3,).(d; -y,) (2.3)
d, = saida desejada para o no k|

w,(t+1)= w; (1) +n.8;.x,

onde: ¢ atualizagdio dos pesos w, ; (2.4)

&, =x,.(1-x,). Zﬁk.wjk
k

7

onde:
N = taxa de aprendizado

5) Retornar ao passo 2.

Este algoritmo finaliza quando o erro quadratico médio entre a saida calculada pela rede e a
saida desejada for menor do que um valor pré-definido. A arquitetura do perceprron multicamadas
associada a0 algoritmo de propagagio reversa apresenta os seguintes inconvenientes: ndo existe uma
forma sistematica de se estabelecer o numero de neurdnios 0timo da camada intermediaria para
resolver um problema especifico; a matriz de pesos aprendida pela rede ndo possibilita um
entendimento claro do funcionamento da mesma, ou seja, ndo existem regras explicitas que
justifiquem o seu comportamento, ¢ a convergéncia do algoritmo de propagagdo reversa ¢ lenta,
implicando em tempos de treinamento longos.

Tem havido um grande esfor¢o no sentido de entender a relagio entre a arquitetura do
perceptron multicamadas e a classe de problemas que eles podem resolver. Lippmann (1987)
apresenta um quadro que ilustra a relagiio entre perceprrons de 2,3 e 4 camadas de neurdnios e a
respectiva habilidade de classificagio de cada uma dessas arquiteturas. Na figura 2.5 reproduzimos
este quadro.

A principio, como vemos na figura 2.4 o perceprron de 4 camadas é capaz de separar
quaisquer classes. A complexidade das formas é limitada apenas pelo nimero de neurdnios na rede.
Isso € expresso formalmente na teoria através de um teorema provado por Kolmogorov em 1957
(Sprecher,1965) e popularizado por ? Hecht-Nielsen (1987). Este teorema afirma que qualquer
fungdo, independentemente da sua complexidade, pode ser representada por um perceptron
multicamadas de ndo mais do que 4 camadas de neurdnios,

Mirchandani et alia (1989) trabalhando com perceptrons de 3 camadas de neurdnios,
definiram a funglio da primeira camada de pesos como a de estabelecer o niimero de regides num
espago d-dimensional e a fungio da segunda camada a de .selecionar estas regides para definir
classes. Um exemplo de um caso bidimensional ¢ mostrado na figura 2.6, onde as regides sdo
numeradas de 1 a 11 e as classes s3o definidas como 4 e B, Mirchandani et alia demonstram que o
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Figura 2.5: Tipos de regides de decisdo (Lippmann, 1987).

numero méximo de regides, M que sfo linearmente separadas utilizando H neurdnios na camada

intermediaria, ¢ dado por:

¢ (H
M(H,d):z_j(k)

Baum (1988) ao analisar a potencialidade do perceptron multicamadas, mostrou que para um
conjunto de N vetores num espago de d dimensdes, um perceptron com apenas uma camada
intermediaria de neurdnios necessita no minimo de N/d neurdnios nesta camada

mapeamento entre estes N vetores de entrada e uma saida binaria,

Figura 2.6: Espaco bidimensional com {1 regides separdveis e duas classes

(Mirchandani et alia, 1989).

D classe A

a .elasse B

14

(2.5)

para definir qualquer
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Com o objetivo de minimizar o tempo de treinamento, ha um grande namero de técnicas
propostas na literatura, entre as quais citamos: quickprop (Fahlman, 1988); adaptagio global da taxa
de aprendizado (Vogl et alii, 1988) e adaptagio local da taxa de aprendizado (Jacobs, 1988).
Cichocki et alia (1993) fornece-nos uma revisio apropriada destas técnicas.

I1.2.2 REDE AUTO-ORGANIZAVEL DE KOHONEN

A arquitetura de uma rede auto-organizavel de Kohonen é mostrada na figura 2.7. A principal
caracteristica da arquitetura da rede auto-organizavel de Kohonen é que os neurénios da camada de
saida estdo organizados numa grade plana e todos os neurdnios da entrada se ligam a todos os
neurdnios da saida. A realimentagio & restrita a interconexdes laterais com vizinhos préximos na
camada de saida. Cada um dos neurdnios da grade ja é um neur6nio de saida.

(joh_— ‘O P O camada de
o= GQ_-“OO saida j
s y y camada de

entrada i
Xp Ry i

Figura 2.7: Arquitetura de uma rede auto-organizavel de Kohonen.

O algoritmo de aprendizado da rede auto-organizavel de Kohonen, denominado “algoritmo
de quantificagio vetorial” (vecror quantizationj, organiza 0s neurdnios na grade em grupos que
agent como classificadores dos dados de entrada. O mapa topogréafico da grade é organizado sem
supervisdo, através de um processo ciclico de comparagdo entre os vetores apresentados a entrada
da rede € os vetores de pesos associados aos neurdnios de saida . Nenhuma resposta é especificada
para uma entrada de treinamento. Onde ocorrer uma maior similaridade entre um vetor apresentado
a entrada da rede e um vetor associado a um neurdnio de saida, o mesmo ¢ selecionado como
representando um valor aproximado para o vetor apresentado a entrada da rede, e é denominado de

neur6nio vencedor, O aprendizado se d4 obedecendo o seguinte algoritmo:
1) iniciar os pesos das N entradas para as M saidas com valores pequenos e aleatorios;

2) apresentar um novo vetor a entrada da rede;

3) computar as distdncias d j entre o vetor apresentado a entrada da rede e os vetores de peso
associados aos neurdnios de saida usando a expressio: '
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d;= 3%, (0 wy (1)
onde: (2.6)
0<j<m-1

5) selecionar o neurdnio j* com a menor distancia d i

6) atualizar os pesos associados a0 neurnio j* e a todos os neurénios numa vizinhanga Vj(t) de j*,
de acordo com a seguinte expressio:

wii(t+1) = wi; (1) +n(t).(x; (t) - wi; (1))
onde;
0<i<n-1

je Vi'(y)

2.7)

7) voltar para o passo 2.

O algoritmo ¢ concluido quando, de um ciclo para outro, ndo mais se observa mudangas em
relagdo aos neurdnios vencedores para os vetores apresentados a entrada da rede. O resultado deste
algoritmo € que a partir de um conjunto de neurénios da grade organizados aleatoriamente, obtém-se
um mapa de neurdnios com representacio local e auto-organizado. Uma anélise mais aprofundada
deste algoritmo pode ser encontrado em Kohonen (1989), onde o autor faz uma extensa abordagem
de redes auto-organizaveis e de memorias associativas, procurando associar estas estruturas a
comportamentos biologicos similares aos encontrados nas estruturas do cérebro humano.

I1.2.3 REDE ART1

Outro exemplo de rede auto-organizavel com caracteristicas singulares ¢ a rede ARTI

proposta por Grossberg et alia (1987). Uma descrigdo em blocos simplificada da mesma é mostrada
na figura 2.8.

A principal caracteristica da rede ART1 ¢ a forma encontrada para solucionar o dilema
estabilidade-plasticidade. Para ilustrar este dilema recorreremos ao perceptron multicamadas
treinado com o algoritmo de propagacio reversa. Uma vez que o perceptron multicamadas ja tenha
sido treinado e desejassemos acrescentar um novo padrdo ao conjunto de treinamento, isso s6 seria
possivel se alterdssemos todos os pesos ja estabelecidos no treinamento efetuado. Em outras
palavras, a rede muda inteiramente a representagio interna dos padrdes armazenados, para se
adaptar as mudangas introduzidas. Considerando que o tempo de treinamento do algoritmo de
propagacdo reversa ¢ longo, o acréscimo de novos padrbes de treinamento ¢ desaconselhado. Na
rede ART1 ¢ possivel, apds um treinamento inicial, armazenar novos padrdes sem alterar a
representacdo dos padres previamente armazenados.
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Figura 2.8: Arquitetura da rede ARTI.

As principais fases do algoritmo de treinamento/classificagio da rede ART1 sio o
reconthecimento, a comparagio e a busca. A seguir descrevemos este algoritmo:

1) iniciagdo:

t;(0)=1, b,(0)=1/1+N

onde;
T = (tg,ty...... tima ) By =(by,b, .. bint i
0<isN-1, (2.8)
0<j<M-1,

fixar o valorde p:0<p <1

O pardmetro de vigilancia p fixa o grau de similaridade que deve existir entre um padrio de
entrada representado pelo vetor x e um padrio armazenado T,, para serem considerados como
pertencentes a uma mesma classe.

2) aplicar uma nova entrada

3) reconhecimento: calcula-se o valor dos produtos internos, D
M-1

D, :Z@bij.xi, X=(Xg, Xy Xy ) (2.9)
i

i

seleciona-se 0 D, * com valor maximo: D, * = max{D, }.
4) comparagio:

M--1
caleular  [|X|=>"x; e (2.10)
-0
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M-1

IT.X] = 3" tx; @2.11)

[y

se |T.X|/|X|| ) p ir para 6. Caso contrério ir para 5.

5) busca: A saida do produto interno D;* ¢ inibida e nfo toma mais parte do processo de
maximizago do passo 3. VA4 para o passo 3.

6) adaptar os pesos dos vetores T, * e B, * correspondentes a D;* de acordo com as expressies:

ty*(+ D) =t,*%(t).x; e (2.12)
by *(t+1)= ti:,(t)'xi (2.13)

0,5+ 2 t; *(1).x,
fary

Se no final deste processo, nenhum padriio T, € proximo o suficiente do vetor de entrada X
segundo o critério dado no passo 4, ¢ criado um novo neurdnio nas camadas C,eC, para
representa-lo. Uma apresentagiio pormenorizada deste algoritmo ¢ feita por Grossberg et alia (1987).

IL.3 APLICACAO DE REDES NEURAIS NA AREA MEDICA

A aplicagio de redes neurais a area médica tem crescido rapidamente na Gltima década. Flas
tém progressivamente substituido os sistemas especialistas em aplicagBes de diagnostico médico e
muitos trabalhos tém sido efetuados nas areas de processamento € interpretagdo de imagem e de
sinais. Na area de diagnostico médico, uma revisio abrangente ¢ feita por Stubbs (1990), enquanto
que Miller et alii (1992) exploram com profundidade as outras areas citadas. Em ambos os trabalhos,
a literatura revisada é anterior a 1992. Na revisio da literatura que empreendemos incluimos
trabalhos posteriores. Um resumo das caracteristicas dos trabalhos revisados ¢ mostrado na tabela
2.2 no final do capitulo. Nesta tabela discriminamos o autor do trabalho, a categoria em que se
insere, a arquitetura e o algoritmo de treinamento da rede neural, ¢ o namero de neurdnios nas
camadas da mesma.  Os trabalhos apresentados na tabela 2.2 podem ser classificados genericamente
nas seguintes categorias: diagnostico meédico, supervisdo e uso de medicamentos, classificagiio de
tecidos, reconstrugio e classificacio de sinais, controle neuromuscular e de revisdo.

A maior parte dos trabalhos citados na tabela 2.2 referem-se a area de diagnostico médico.
As principais aplicagBes em diagnostico sio- doenga de Alzheimer, cancer (de mama e melanoma),
doengas pulmonares, doencas coronarianas e eletromiografia.

Os trabathos sobre supervisio do uso de medicamentos utilizando redes neurais objetivaram
prevenir iteragBes perigosas entre medicamentos ministrados a pacientes submetidos a tratamentos
complexos (Gray et alii, 1991 e Gray et alia,1992). O sistema, implementado para utilizagdo em
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tempo real, faz uma adverténcia ao médico e/ou enfermeira sempre que uma iteragdo potencialmente
perigosa for detectada entre os medicamentos prescritos a um paciente. Para se instalar esse sistema
de supervisdo em um hospital, é necessario a infra-estrutura de um sistema de informag@o hospitalar,

Nos trabalhos sobre classificagdo de tecidos, observa-se uma tendéncia de comparagdo entre
técnicas de classificagio supervisionadas e ndo supervisionadas. O tipo de imagem analisada nestes
artigos € de ressondncia magnética do cérebro (Hall et alia, 1992 e Clarke et alii, 1990).

Na area de classificagdo e reconstrugfio de sinais, as principais aplicacdes sdo: analise de
sinais de EEG (Moreno et alii,1995), classificagio de sinais de eletromiografia (Hassoun et alii,1994)
e reconstrucdo de espectro de raios X (Boone, 1990).

Em relagéo ao controle neuromuscular, encontramos duas classe de aplicagdes: Na primeira
delas, a énfase é a utilizagio de redes neurais para interpretacdo de sinais de eletromiografia de
pacientes paraplégicos, provenientes de regides acima da lesdo medular, com a finalidade de
controlar membros paralisados (Graupe et alia, 1995). Dependendo do padrdo destes sinais, a rede
identifica a agdio que o paciente deseja realizar, como mover a perna direita, mover a perna esquerda,
sentar, etc. Na segunda classe, a énfase ¢ a utiliza¢io de redes neurais para o controle propriamente
dito dos membros inferiores. Sdo utilizadas redes recorrentes e simulagdes de modelos musculo-
esqueleto (Abbas et alia, 1995).

Uma andlise de todos os trabalhos foge ao escopo deste trabalho. Restringiremos a nossa
analise a trabalhos selecionados nas areas de diagnéstico, analise e interpretagdo de sinais e controle
neuromuscular.

1L.3.1 DIAGNOSTICO

O processo de diagnostico médico envolve normalmente as etapas de coleta, analise,
reconhecimento e classificagio de dados. Os dados do paciente sdo extraidos através de entrevistas,

exames e testes. O medico, utilizando a experiéncia acumulada, infere um diagndstico a partir deste
conjunto de informagdes.

As ferramentas de inteligéncia artificial tém sido amplamente utilizadas no auxilio ao
diagnostico médico. As duas abordagens mais empregadas sdo os sistemas especialistas e redes
neurais. Os sistemas especialistas requerem que um extenso conjunto de regras seja formulado por
um medico trabalhando em conjunto com um profissional da &rea de informatica. Um exemplo de
sistema especialista é aquele que utiliza um conjunto de regras tipo if-then transformando os dados
de entrada em uma saida (diagnostico). Embora esta abordagem seja muito bem sucedida, conforme
pode ser visto nos exemplos oferecidos por Shortliffe et alia (1990), o processo de enumeracio das
regras ¢ demorado e tedioso. Ainda mais, em reas que lidam com complexos critérios de decisdo,
como radiologia, onde um alto grau de subjetividade existe, pode ser dificil verbalizar uma lista de
regras que possam ser utilizadas numa tarefa de diagnostico. A caracteristica de aprendizado ndo
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algoritmica das redes neurais ¢ extremamente atrativa para solucionar questSes deste tipo. Devido a
iss0, observa-se um intenso interesse no uso de redes neurais na 4rea de diagnostico médico.

A seguir analisaremos alguns trabalhos que utilizam informagGes provenientes de imagens
para o diagnostico de doencas. Esses trabalhos podem ser classificados em duas categorias. Na
primeira delas, os dados de entrada da rede sdo extraidos diretamente dos valores das intensidades
dos pixels das imagens. Na segunda categoria, a informagio para a entrada da rede é fornecida pelo
medico, através de uma interpretagio da imagem e do historico do paciente. Essa informagio é
fornecida 4 entrada da rede neural em forma de pardmetros digitais e/ou analégicos. Como exemplo
da primeira categoria, analisaremos trabalhos referentes a doenca de Alzheimer ¢ um trabalho
referente a céncer de mama. Como exemplo da segunda categoria, analisaremos um trabalho
referente a doengas pulmonares em recém-nascidos.

Os trabalhos sobre doenga de Alzheimer utilizaram imagens de PET (Kippenham et alii, 1992)
e SPECT (Dawson et alii, 1994 ¢ Chan et alii, 1994). No trabalho usando imagens de PET o
metabolismo médio de 8 regides do cérebro é calculado a partir das intensidades dos pixels e
utilizados como entradas da rede. Esses dados sio normalizados na faixa de 0 a 2, a fim de adequa-
los a fungdo sigmoéide. Assim, a entrada da rede corresponde a um vetor normalizado de oito
dimenses. A rede foi treinada de tal forma que uma saida alta (préxima a 1) representa pacientes

normais, enquanto que uma saida baixa (proxima a 0) representa pacientes com doenga de
Alzheimer.

Os resuitados da classificagio da rede sdo analisados através das curvas de ROC (receiver-
operating characteristics). Essas curvas sdo construidas determinando-se pares de valores de
sensibilidade-especificidade para diferentes valores de limiar na saida da rede, variando na faixa entre
Oe 1. Aareasob a curva de ROC foi utilizada como figura de mérito. A 4rea sob a curva de ROC, A
mede o desempenho de um sistema de diagnostico para vérios valores do critério de deciso e ¢ uma
representacdo mais fidedigna do desempenho do sistema do que, por exemplo, um tnico par de
valores de sensibilidade e especificidade. Pode ser mostrado (Swets, 1988) que a area sob a curva de
ROC corresponde a probabilidade de uma resposta correta em um teste forcado com duas
alternativas de resposta. Uma curva de ROC ideal apresenta um valor de drea A=1. Na figura 2.9

mostramos o tragado de varias curvas de ROC com valores de area A variando na faixa entre 0,5 e
0,95.

Os resultados obtidos através da rede neural sio comparados com a avaliagio de um
especialista e com um método de analise discriminante. S3o feitos estudos de auto-validagio (teste
da rede com os dados utilizados no treinamento) e de validagdo cruzada (teste da rede com dados
ndo utilizados no treinamento). Com o objetivo de avaliar a importéncia do valor médio das entradas
sobre a classificagdo, foi subtraido de todas as entradas da rede o valor médio das 8 regides. As
conclusdes dos autores sio que a subtragio da média dos valores de entrada de rede tem influéncia
minima nos resultados da classificagdo e que os resultados da classificagdo obtidos com a rede sdo
superiores aos obtidos com a analise discriminante, porém inferiores ao diagnéstico do especialista.
Valores obtidos para a area sob a curva de ROC em estudos de validagio cruzada foram:
especialista, 0,89, rede neural, 0,85 e analise discriminante, 0,80.
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Figura 2.9: Exemplos de curvas de ROC com valores de drea A na Jaixa entre 0,5 e
0,95.

No trabalho de Dawson et alii (1994) com SPECT, a entrada da rede é extraida a partir da
contagem total de 14 regides do cérebro. Os dados dessas contagens sdo normalizados através de
uma divisdo por 10.000, de tal forma que eles se situam na faixa de 0 a 12. A rede tem duas unidades
de saida. Uma dessas unidades foi treinada para gerar uma saida com valor 1 para pacientes com a
doenca de Alzheimer e uma saida com valor 0 para pacientes normais. A outra unidade foi treinada
para gerar uma saida com valor 0 para pacientes com a doenga de Alzheimer e uma saida 1 para
pacientes normais. S3o efetuados estudos de auto-validagfio e de validagfio cruzada. Os resultados
do estudo de auto-validagiio sdo expressos através de um grafico bidimensional, onde cada um dos
eixos representa o valor de cada uma das unidades de saida, com uma variagdio na faixa entre O e 1.
Observa-se neste grafico uma separagiio linear entre pacientes normais e anormais. No estudo de
validagdo cruzada a rede atingiu um indice de acerto na classificago de 72,5% ao classificar um total
de 40 pacientes (16 pacientes normais e 24 pacientes com a doenga de Alzheimer).

No trabalho de Chan et alii (1994), os dados de entrada da rede séio extraidos a partir de 120
regides do cortex, considerando os valores médios dessas regides. Esses valores sdo entdo
normalizados na faixa entre 0 e 1. A rede tem apenas uma saida e classifica os pacientes numa faixa
entre 0 e 1. Valores de satda proximos a 1 correspondem a pacientes doentes, enquanto valores
proximos a 0 correspondem a pacientes normais. Além de comparar a perfusdo de pacientes com a
doencga de Alzheimer com pacientes normais, os autores também comparam a perfusdo de pacientes
drogados com cocaina com pacientes normais. O tempo de treinamento para cada rede foi de 10 a 15
minutos numa estagdo de trabalho SPARC2 da Sun Microsystem. O critério de convergéncia
adotado foi que o erro total somado para todas as imagens fosse menor do que 0,001. Os resultados
sdo analisados através de curvas de ROC, selecionando 10 valores de limiar na saida da rede para
discriminar entre pacientes doentes e pacientes normais. A 4rea sob a curva de ROC foi utilizada
como figura de mérito para a andlise do desempenho da rede. Na diferenciagfio entre pacientes com a
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(1995). Os autores utilizaram uma téenica de memoria associativa, o filtro de novidades, para
detecgdo de cincer de mama em imagens de cintilografia com MIBI- Tc¢*™. O filtro de novidades foi
treinado para reconhecer as caracteristicas do tecido mamario normal A conseqiiéncia ¢ que, em
imagens com tumor, o mesmo ¢ diferenciado das regies normais. O conjunto de treinamento &
constituido por 20 imagens cintilograficas de mamas normais, as quais sdo segmentadas

Como exemplo da segunda categoria analisaremos o trabalho de Gross et alii (1990). Neste
trabalho os autores utilizam redes neurais para interpretar radiografias do torax de recém-nascidos.
Para o treinamento da rede foram utilizadas 77 radiografias de pacientes com menos de 48 horas de

rede foi treinada em um equipamento Microvax II da Digital Equipment. Na tentativa de minimizar o
eITo na saida, treinou-se a rede com 40.000 ciclos. Os resultados do diagnéstico fornecido pela rede
sdo analisados de duas formas: a primeira delas considera que se uma das saidas da rede for diferente
de 0 (por exemplo, 0,001), 2 mesma esta sugerindo o diagnéstico correspondente aquela saida. Na
segunda delas € estabelecido um limiar a partir do qual o diagnostico ¢ considerado. O limiar 6timo
estabelecido foi de 0,032. Sem o estabelecimento do limiar, os resultados obtidos nio foram
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satisfatorios, tendo o desempenho da rede equiparado-se ao de um processo de escolha 20 acaso dog
diagnosticos. Com a utilizagdo do limiar de 0,032, o desempenho da rede melhorou

I1.3.2 CLASSIFICACAOQE RECONSTRUCAOQ DE SINAIS

Nesta se¢do analisaremos um trabalho de classificagio de padrdes em eletromiografia e um
trabalho de reconstrugdo do espectro de raios X .

norma euclidiana. Para cada PAUM, além dos 48 pontos extraidos, entra-se na rede também com o
valor da norma euclidiana utilizada para normalizagdo e com o valor da amplitude do sinal. Na
segunda etapa, utiliza-se a rede neura para aprender o numero de padrdes distintos no sinal de
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com a entrada. Quando a diferenca entre duas saidas consecutivas da rede torna-se minima, diz-se

que a rede atingiu um valor estavel e o PAUM presente em sua saida represema um padrio ideal
aprendido pela rede na fase de treinamento.

90% de acerto. O método estabelecido parece-nos bastante robusto € com grandes chances de
aplicagdes clinicas.

O trabalho que analisaremos para a reconstrugdo do espectro de raios X ¢ de Boone (1990).
A rede utilizada foi tipo percéptron multicamadas e o algoritmo de treinamento o de propagacio
reversa. A rede neural foi treinada usando um espectro gerado pelo modelo de Birch-Masrshall,

espectro completo € algumas vezes necessario, como por exemplo na otimizacdo da taxa sinal-ruido
em fungdo da dose aplicada a um paciente.

I1.3.3 CONTROLE NEUROMUSCULAR

Graupe et alia (1995) utilizaram uma rede neural tipo ART] para o controle da estimulagdo
nal elétrica (EFE) em pacientes com danos na medula € com os membros inferiores
paralisados. A rede neural proposta discrimina sinais temporais de eletromiografia registrados acima
da érea injuriada da coluna. O objetivo €, a partir dessa discriminagdo, ativar fungdes de locomogio
do paciente, através de estimulaciio funcional elétrica. A escolha da rede ART1 deveu-se a0 fato da
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composta por seis sinais temporais e dois sinais de energia, com dez coordenadas cada. Trés sinais
temporais sdo coletados através de um eletrodo no lado direito do torax, enquanto que os outros trés

sinais sdo coletados através de um eletrodo no lado esquerdo do térax. A entrada da rede constituiu-
s€ entic em uma matriz de 8x10.

A saida da rede identifica uma das quatro fungdes de locomogio desejada pelo paciente e
ativa um modulo onde sdo geradas as fungGes para o controle da estimulagdo funcional elétrica. A
arquitetura proposta pelos autores possibilita uma iteragio do paciente com o sistema. Duas
situagdes onde essa iteracdo se faz necessaria sio mencionadas a seguir: a primeira delas quando
nenhuma fungio de estimulaciio elétrica ¢ gerada a despeito do paciente ter desejado realizar uma
determinada fungdo e quando uma fun¢do de estimulagiio elétrica ¢ erroneamente gerada. Em ambos
Os casos um controle manual do paciente realiza as devidas corregdes. O sistema proposto pelos
autores foi aprovado para uso por parapiégicos nos Estados Unidos em abril de 1994,

Concluindo esse topico de aplicacfes de redes neurais 4 4rea médica observamos que 0s
trabalhos sobre aplicacio de redes neurais que utilizam imagens niio fazem uso de informagio
geométrica como dado de entrada da rede. Todos baseiam-se apenas em informag@es derivadas da
intensidade do pixel. Os pixels sdo tratados apenas como uma lista de valores, sem nenhuma relagio
espacial entre eles. No trabatho de tese que ora apresentamos mudamos essa abordagem e incluimos
explicitamente informagdes geomeétricas ao trabalharmos com os pixels.

I1.4 IMAGENS MEDICAS

Os processos de geragiio de imagens médicas permitem aos profissionais envolvidos com a
area de satide visualizarem as estruturas e fungbes internas de um organismo vivo. Atualmente ha um
rol de modalidades de imagens disponivel, entre as quais abordaremos: Raios X, Ressondncia

Magnética Nuclear (MR), Ultra-Som e Medicina Nuclear.

I1.4.1 IMAGEM DE RAIOS X
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Figura 2.10:Imagem de raios X do torax.

A imagem produzida pelos raios X apresenta dois inconvenientes:

* ¢ inadequada para distinguir tecidos moles. Os filmes sensiveis aos raios X permitem visualizar
contrastes da ordem de 2% (Webb, 1988), o que ndo ¢ suficiente para distinguir o sangue nos
vasos sangiiineos e outros detalhes de tecidos moles, como por exemplo a anatomia do cérebro.

¢ ndo fornece informacées de profundidade, ou seja, as estruturas tridimensionais sdo projetadas no
filme bidimensional.
A fim de solucionar o problema de su

perposicio das estruturas, desenvolveu-se a radiografia
de contraste, que consiste da utiliza¢do de ¢

ontrastes radiopacos que evidenciam areas de interesse
do corpo. Uma importante aplicagdio desse principio ¢ a angiografia de subtragdo digital, utilizada
para visualizagdo dos vasos sangiiineos. Nessa técnica sdo obtidas inicialmente duas imagens dos
vasos sangiiineos: uma antes da injecio do contraste € outra apés a inje¢do do contraste no paciente.

A imagem final, mostrada na figura 2.11, é obtida subtraindo-se a imagem apés a injecio do
contraste da imagem anterior a injecdo do contraste.

Uma solucdo genérica para resolver o

problema da superposigio de estruturas é a tomografia
computadorizada (CT). Com essa técnica um

a fatia plana do corpo ¢é definida e um feixe de raios X é
projetade em uma diregéio paralela e contida no plano da fatia, conforme mostrado na figura 2.12.
Nenhuma parte do corpo fora da fatia & atravessada pelo feixe de raios X. A imagem de CT é como
se uma fatia de alguns milimetros de espessura fosse retirada do corpo e entio radiografada
passando-se um feixe de raios X perpendicularmente 4 mesma. As imagens resultantes mostram a
anatomia do corpo em fatias com aproximadamente 1mm de espessura e com discriminagio de
densidade melhor do que 1%.

absorgdo de raios X quando eles passam pelo corpo),
funcional, reconstruida a partir dos dados de atenuagio do
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Figura 2.11: Imagem de angiografia de subtragdo digital.

angulos de projegdo, conforme mostrado na figura 2.12. As técnicas de reconstrugio classificam-se
em dois grandes grupos: métodos de convolugdo e proje¢do reversa e métodos iterativos. Cada  um
desses métodos apresenta suas vantagens. Os métodos iterativos, por exemplo, encontram grande
aplicacdo em tomografias computadorizadas de emissdo, onde a contagem de fotons é baixa. A
téenica tomografica é também aplicada para as outras modalidades de imagens estudadas nesta
se¢do. Na figura 2.13 mostramos uma imagem de CT do coragdo. Os contornos dos ventriculos
esquerdo e direito tragados através de um método automatico sdo também mostrados (Philip et alii,
1994). O corte tomografico foi obtido perpendicularmente ao eixo maior do ventriculo esquerdo.
Uma caracteristica das imagens de CT do coragdo assim obtidas € que o ventriculo esquerdo aparece
nitidamente, porém, como o corte tomografico abrange toda a regifo peitoral, ele contém muita
informagdo ndo relevante, tornando dificil a segmentacgio do ventriculo esquerdo.

Devido ao fato do coragdo ser uma estrutura em movimento, o processo utilizado para a
aquisi¢io de imagens do mesmo é um processo dindmico, conforme sera mostrado no item 11.4 4.

11.4.2 IMAGEM DE ULTRA-SOM

Para se obter imagens de ultra-som (US) das estruturas do corpo, utiliza-se pulsos de
freqiiéncia ultra-sénica. A medida em que as ondas sonoras encontram as interfaces  entre 0s
tecidos no interior do corpo, uma parte da onda & refletida e outra parte continua a propagar-se. O
tempo requerido para que o eco retorne é proporcional & distincia dentro do corpo na qual ele é
refletido. A amplitude da onda refletida depende das propriedades acusticas dos tecidos encontrados
e é representada na imagem como informagdo de britho. QO aparelho de ultra-som constroi imagens
bidimensionais mostrando o eco de multiplos caminhos adjacentes e unidimensionais. Essas imagens
podem ser armazenadas em meméria digital ou em videoteipe.
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fonte de raios-X

terceira varredura

Figura 2.12:0btengdo da imagem de CT.

Figura 2.13:Corte tomogrdfico do coragdo.
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As imagens de ultra-som sio mais atrativas como ferramenta clinica do que outras
modalidades de imagens que expdem o paciente a altos niveis de radiacdo nuclear ou de raios X.
Outras vantagens das imagens de ultra-som sd0: baixo custo, minimo desconforto para o paciente e
processamento em tempo real. As imagens de ultra-som sio utilizadas como ferramenta de
diagnostico em varias modalidades médicas. Na obstetricia, em particuiar, o seu uso é de extrema
importéncia, uma vez que o ultra-som & certamente a mais segura e menos invasiva das técnicas de
obtencdo de imagens. O ultra-som ¢ considerado seguro para a aquisicio de imagens fetais, onde
encontra aplicagdes na confirmagio de gravidez, na avaliagio da idade gestacionai, e no diagnostico

de malformagéo. Na figura 2.14 mostramos uma imagem de ultra-som de um feto com 5 semanas de
desenvolvimento.

Outra importante area de aplicaco do ultra-som ¢é a cardiologia. Para a avaliagio do sistema
cardiovascular utiliza-se tanto o sistema de varredura tipo M como o tipo B. A varredura tipo M ¢é
especialmente adequada para a investigagio no movimento de valvulas e das paredes cardiacas. A
varredura tipo B ¢ utilizada, entre outras aplicacdes, para caracterizagio da estrutura e da funcdo

Figura 2. 14:Imagem de ultra-som de um Jeto com 5 semanas.

do VE. Na figura 2.15 mostramos uma imagem de ultra-som do VE resultante de uma varredura
tipo B, com os contornos do endocardio e do epicardio delineados. O interior do VE aparece nessa
imagem como uma grande irea escura, A detecgdo das bordas do endocirdio e do epicardio nessa
modalidade de imagem ¢ uma tarefa dificil, devido a pobre qualidade das imagens, resultante das
limitagGes intrinsecas das mesmas: baixo contraste € ruido especular,

11.4.3 IMAGEM DE RESSONANCIA MAGNETICA

Um campo recente de desenvolvimento em imagens médicas sdo as imagens de ressondncia
magnetica (MRI). Seu principio de operagdo baseia-se nas propriedades magneéticas do niicleo
atémico. Todos os micleos dos 4tomos tém um momento magnético, o que significa que cles agem
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Figura 2.15:Imagem de uitra-som do coragdo.

como pequenos imds. Quando se coloca um paciente na presenga de um campo magneético intenso,
os nucleos dos atomos do corpo alinham-se na diregdo deste campo, rotacionando em torno de um
€ixo com uma freqiiéneia que é fun¢do do tipo de nucleo e da intensidade do campo magnético. Ao
aplicar-se um pulso de radio frequéncia numa direcdo perpendicular & direcdo do €ampo magnético
estacionario, aqueles nicleos com uma freqiéncia igual aquela do pulso de radio freqiiéncia irdo
entrar em ressonancia com o pulso e absorver energia. O estado de energia mais aito fara com que o
nicleo mude a orientagdo de rotacdo em relagio ao campo magnético fixo. Quando o pulso de radio
frequiéncia ¢ removido, o nicleo volta ao sey estado de alinhamento original, emitindo um sinal de
radio frequiéncia que é detectado por bobinas especiais. A intensidade e duragdo deste sinal depende
de varios parimetros relacionados com a densidade e o tipo de micleo. Tais diferencas podem ser
medidas e esses valores podem ser utilizados para gerarem imagens que mostram diferengas
biologicas entre tecidos.

Na figura 2.16 mostramos duas imagem de MRI obtidas proximas & base do coragdo. O
interior do VE nessa modalidade de imagem aparece brilhante, A segmentacdo de imagens cardiacas
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Figura 2,16: Imagem de ressondncia magneética nuclear do coracdo.

I1.4.4 IMAGEM DE MEDICINA NUCLEAR

Em medicina nuclear (MN) as imagens sio geradas a partir da utilizagio de firmacos
previamente associados com isotopos  radioativos, formando um radiofairmaco. Quando
administrados a um individuo esses radiofirmacos apresentam uma biodistribui¢sio preferencial, ou
seja, irdo se fixar em drgios especificos do corpo humano. Os isotopos emitem radiaco localmente,
sendo essa radiagdo detectada utilizando-se uma gama.cimara. A imagem resultante de medicina
nuclear mostra o nivel de radioatividade em cada ponto. Diferentemente da técnica de raios X a
radiacdo ndo atravessa o COrpo, mas € gerada nele mesmo. As imagens produzidas em medicina
nuclear podem ser de quatro tipos: estaticas, dindmicas, dindmicas ciclicas e tomograficas.

um 0rgéo especifico. Nos estudos dindmicos ciclicos o objetivo é obter imagens funcionais do ciclo
cardiaco através da sincronizagio da aquisicio de imagens cintilograficas com o sinal

R-R corresponde ao ciclo cardiaco, ou seja, compreende as fases de diastole e sistole do musculo
cardiaco. Na figura 2.17 ilustramos um processo de aquisicgio sincronizado com o
eletrocardiograma, através da subdivisio do intervalo R-R em 32 quadros. Nesta figura sdo
mostrados dois ciclos cardiacos. Os marcadores R,,R, e R, indicam o inicio de um novo ciclo de
aquisicio.

A cada intervalo R-R temos a produgdo de mais radiagio em cada quadro, ocorrendo uma
somatdria de contagens detectadas em cada intervalo para a obtengdo da imagem final.

As imagens médicas podem ser caracterizadas por alguns parimetros que expressam as suas
qualidades. Os parimetros mais uteis sio a resolucdo espacial e a resolugio de profundidade. A
resolugdo espacial esta associada com a capacidade de uma modalidade de imagem distinguir pontos
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Figura 2.17: subdivisdo do intervalo R-R em 32 quadros para aquisicdo de imagens
dindmicas sincronizadas.

do objeto que estdo muito proximos. Para ag imagens digitais a resolugio espacial é determinada
pelo numero de pixels na area da imagem. A resolugio de profundidade é uma medida da habilidade
de uma modalidade de imagem distinguir pequenas diferengas de intensidade. Para as imagens
digitais, 0 mimero de bits por pixel determina a resolugdo de profundidade. Na tabela 2.1
comparamos esses pardmetros para as diversas modalidades de imagem estudadas. Como pode ser
visto, a modalidade de medicina nuclear apresenta os menores valores de resolugio espacial e de
profundidade. A dificuldade em se detectar o contorno do VE em imagens de medicina nuclear esti
associada a esses baixos valores de resolugdo espacial e de profundidade, bem como ao ruido
presente nas mesmas (Duncan, 1987),

Tabela 2.1: Pardmetros das modalidades de imagens estudadas

Modalidade de imagem

Raio-X | Raio-X

Parametro CT MRI Us MN .. .
digital | analogico
Pixels por imagem
(unidimensional) (256-512) 256 512 {64-128) 1000 2000
Bits por pixel 11--13 10 8 8 12 14
Resolucdo espacial media baixa media baixa alta alta

Resolugdo de profundidade]  aita baixa baixa |- baixa alta alta
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I1.5 METODOS DE DETECCAO DO CONTORNO DO VENTRICULO
ESQUERDO

A detecgdo de contornos do ventriculo esquerdo (VE) em imagens médicas constitui-se em

um problema relativamente complexo. Esta complexidade advém de diversos fatores, entre os quais
ressaltamos:

* os ventriculos diferem significativamente de paciente para paciente quanto ao tamanho, forma e
orientacdo.

e devido a0 baixo contraste em algumas regides, a borda do VE pode-se tornar praticamente
invisivel. Em imagens de tomografia computadorizada por raios X, por exemplo, com 256 niveis
de cinza, a diferenga de intensidade entre o sangue € a parede do ventriculo ¢ da ordem de apenas

-10 niveis em imagens de boa qualidade e 3-5 niveis na maioria das imagens (Taratorin, 1993).

* o ruido na imagem algumas vezes tém a mesma amplitude do contraste da borda, dificultando a
localizacio da mesma. Q problema de ruido & particularmente grave em imagens de uitra-som,
devido principalmente a reverberagdo e ao espathamento que ocorre na onda de ultra-som,
quando a mesma colide com as pequenas microestruturas dos tecidos com dimensdes proximas da
resolugdo axial do aparelho (Fish, 1990).

* aintensidade com que o misculo papilar e orgdos sobrepostos ao VE aparecem na imagem € da
mesma ordem que a intensidade da parede do mesmo, dificultando a localizagdo da borda nestas
regides.

Devido aos motivos anteriormente €xpostos, uma abordagem simples, baseada apenas em
técnicas convencionais de detecgdo de borda, ndo é suficiente para segmentar o VE. Os sistemas de

visio computacional utilizados para a segmentacio do VE caracterizam-se por apresentarem uma
estrutura como mostrada na figura 2.18.

Na tabela 2.3, no final do capitulo, mostramos uma lista dos artigos revisados sobre
segmentagio do VE. Nesta tabela procuramos salientar as técnicas utilizadas na implementagio das
etapas mostradas no diagrama em blocos da figura 2.18.

A etapa de pré-processamento da imagem ¢ realizada visando atingir os seguintes objetivos:
eliminacio de ruidos e artefatos; aumento do contraste na regido de interesse e aumento do tamanho
da imagem através de interpolagio. A remogdo de ruidos ¢ efetuada atraves de filtros passa baixa
espaciais e temporais. Os principais tipos sdo: filtro de média (Grattoni et alia, 1985), filtro gaussiano
(Goshtasby et alia, 1995) e filtro da mediana (Adam et alii, 1987 ¢ Lamberti et alia, 1990). O
tamanho das mascaras varia de 3x3 até 41x41. A utilizagdo de mascaras maiores em imagens de
ecocardiografia € justificado por Chu et alij (1988) pelo fato do sinal da borda nesta modalidade de
imagem ser fraco, sendo necessirio mais informagdo a fim de se tomar uma decisdo sobre sua

localizagdo. As desvantagens de se usar mascaras grandes € que bordas proximas podem ser unidas,
resultando em bordas deslocadas.
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Figura 2.18: Diagrama em blocos de um sistema de visdo computacional para detecgdo
de contornos de VE.

O aumento do contraste na regiio de interesse é normalmente realizado através de uma
operacio de window and level (Fleagle et alii, 1990). O principal objetivo é ressaltar os tons  de
cinza da imagem situados nesta regido.

O aumento da imagem através de interpolagdo atende a dois propésitos: remogdo adicional de
ruidos de alta freqiéncia e adequaciio da imagem a algoritmos de detecgdo de borda que operam
melhor quando sio fornecidos contornos contendo um maior niimero de pontos. Um exemplo disso
pode ser encontrado em Duncan (1987), onde, em imagens de ecocardiografia, uma regido de
interesse de 32x32 pixels contendo o VE ¢ ampliada para 64x64 pixels. A razdo para isso ¢ que ¢

algoritmo utilizado pelo autor para quantificacdo regional do movimento da parede ¢ mais eficiente
com um contorno contendo de 100-150 pixels.

A etapa intermediaria de extragio de pardmetros, ou processamento de baixo nivel, ¢
realizada através de técnicas cléssicas de processamento de imagem. O objetivo € extrair parimetros
espaciais ou temporais, que caracterizem a borda do ventriculo. Como mostra a tabela 2.1 as
operagGes espaciais mais freqiientemente utilizadas para extragdo de pardmetros sdo: aplicagio do
gradiente, aplicacio do limiar, obtenciio dos cruzamentos por zero resultantes da aplicacio do
laplaciano e determinagiio do centro do VE.

Em relagdo aos eventos temporais, observamos que Jouan et alii (1990) utilizaram, para
imagens de ecocardiografia, médias temporais de uma seqiiéncia de imagens do mesmo ciclo
cardiaco. O objetivo foi 0 de minimizar tanto os efeitos de anormalidades do movimento da parede
cardiaca como os efeitos da contagem estatistica durante o processo de extragio da imagem, Uma
alternativa & utilizagdo de imagens de um mesmo ciclo cardiaco para obten¢io de médias, é a

utilizagdo de imagens de ciclos cardiacos diferentes, obtidas através de imagens dindmicas ciclicas
(Skorton et alii, 1981),

A etapa de classificacio e de pos-processamento, ou processamento de alto nivel, agrupa as
informagdes extraidas anteriormente com o objetivo de localizar a borda do VE. Em geral, procura-
se identificar pixels ou segmentos com maior probabilidade de pertencerem a borda do VE.
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Através da revisdo da literatura pareceu-nos claro que um método eficaz de detecgdo da
borda do VE nio pode repousar exclusivamente em informagdes derivadas da intensidade do pixel.
Adicionalmente, ¢ necessario um conthecimento prévio de parimetros geométricos e/ou anatdmicos
do VE, bem como uma forma apropriada de introduzi-los no algoritmo de detecciio da borda. No
diagrama da figura 2.18 o conhecimento prévio € representado através de circulo acima do bloco de
classificagio e pos-processamento.

O rol de técnicas utilizadas na etapa de classificagio e pos-processamento é bastante grande.
Entre essas técnicas citamos: técnicas que utilizam procura em grafos (Thedens et alii, 1995; Pope et
alii, 1985; Fleagle et alii, 1991, Moura et alia, 1992); téenicas que utilizam fung¢des probabilisticas
(Clayton et alii, 1974; Barret et alii, 1980, Dias et alia, 1996), técnicas que utilizam simulated
annealing (Friedland et alia, 1989); técnicas que utilizam sistemas fuzzy (Feng et ali, 1985; Boudraa
et alii, 1993); técnicas que utilizam ortogonalizagio de Gram-Schmidt (Jouan et alii, 1990) e técnicas
que utilizam redes neurais (Coppini et alii, 1995).

Um artigo classico que exemplifica o sistema de visiio computacional delineado na figura
2.18 foi apresentado por Ezequiel et alii (1985). O objetivo deste € a obtengdo da borda do
endocardio em imagens de ecocardiografia.

O algoritmo de detecgiio de bordas utilizado pelo autor consiste dos trés estagios mostrados
na figura 2.18. Na etapa de pre-processamento, com o objetivo de aumentar a precisdo estatistica de
cada pixel, as imagens sio suavizadas de forma espacial ¢ temporal. A suavizagdo temporal ¢é
efetuada substituindo-se cada pixel por uma média dele mesmo e dos pixels situados na mesma
coordenada cartesiana, um quadro 2 frente e um quadro atras no ciclo cardiaco, em um processo ndo
recursivo. A suavizacdo espacial é obtida substituindo-se cada pixel por uma média ponderada dos

oito pixels vizinhos. A suavizagio espago-tempo substitui, entdo cada pixel por uma média dele
mesmo e de 26 outros pixels.

No processamento de baixo nivel, o centro do VE ¢ determinado utilizando-se informagGes
de histogramas de amplitude. ApoOs a determinagéio do centro subtrai-se de toda a imagem um nivel
de cinza correspondente ao valor de uma mascara de 3x3 pixels centrada no mesmo. A idéia
explorada € que na regido do centro espera-se um nivel de cinza de valor zero. Assim, qualquer nivel
de cinza na regifio do centro é interpretado como ruido e assume-se esta presente em toda a imagem.
Devido ao fato dos pixels da borda do endocardio serem caracterizados por uma baixa intensidade e

0s pixels externos terem uma intensidade maior, 0s autores extraem os pixels de borda associando o
operador laplaciano a amplitude do pixel.

Os pixels da borda do endocardio sio identificados através de uma procura radial utilizando
32 ratos igualmente espagados. As regides da borda do endocardio ao longo de um raio sdo
caracterizadas por apresentarem uma alta inclinagdo positiva no grafico da amplitude versus raio,
combinada com um cruzamento por zero resultante da aplicagdo do laplaciano. Com o objetivo de
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similares aos de seus vizinhos tém um baixo valor calculado para a fungdo de custo e uma alta
probabilidade de pertencerem a borda do VE. Apos a identificagio do pixel de borda “mais
provavel” em cada um dos 32 raios, os autores, com o objetivo de dobrarem o numero de pixels do
contorno (de 32 para 64), utilizam interpolagiio linear através de polindmios cubicos. A borda do
endocdrdio ¢ entdo determinada unindo-se os 64 pixels de borda. Os autores nio comparam os
contornos obtidos automaticamente com contornos tracados manualmente.

Os métodos de detecgdo da borda do VE podem ser divididos em trés grandes grupos:
manuais, semi-automaticos € automaticos. Na dltima década observa-se um grande esfor¢o no
sentido de obter-se métodos automaticos. Entre os principais motivos para este esforgo citamos:

* embora o0 método manual seja o mais robusto, ele é tedioso, demorado e apresenta grande
variabilidade intra e inter-observador (Thedens et alii, 1995).

¢ a extragdo manual consome tempo, limitando a quantidade de dados que pode ser processada.
Conseqlientemente, a reconstrugio 3-D da forma do VE, que depende da detecgiio do contorno
do mesmo em seqiiéncias de imagens, torna-se uma tarefa inexeqiiivel em tempo habil.

Os métodos manuais datam da década de 70, quando ainda havia muita precariedade da
aparelhagem utilizada no processamento de imagens médicas (quando comparado aos equipamentos
disponiveis atualmente). Desta época pingamos o trabalho de Alderman et alii (1973), onde as
imagens sio gravadas num video disco com uma capacidade de 400 quadros, numa taxa de 15
quadros/segundo. O monitor de video mostra as imagens num monitor de video dinamicamente ou
estaticamente. Os contornos do VE sio extraidos utilizando-se uma caneta otica na tela do monitor
de video. A partir deste contorno, um programa faz a estimativa da area e do volume do VE. A
grande vantagem do método proposto, de acordo com os autores, € que com o video disco as
imagens ndo precisavam mais ser gravadas em filme, o que permitia uma anélise da imagem logo
apos a sua obtengdo. A énfase destes primeiros trabalhos ¢ mais na descrigdo do equipamento em si
do que no método de detecciio do contorno.

Os métodos semi-automaticos dependem de uma interagio com o operador. Esta interagdo
pode ser de trés tipos:

* o operador traga o contorno manualmente na diastole e o método detecta o contorno nos outros
mstantes do ciclo cardiaco, utilizando o contorno inicial como referéncia (Adam et alii, 1987).

¢ o operador identifica pixels caracteristicos na imagem, como o centro do VE e a posicio das
valvulas mitral e adrtica. (Fleagle et akii, 1991 e Lilly et alii, 1989).

* o operador delimita uma area de procura do contorno do VE (Clayton et alii, 1974) ou seleciona
um limiar 6timo para segmentagio do VE (Yang et alia, 1994).

Todas essas interagdes introduzem um certo grau de subjetividade na determinagio do
contorno do VE, que levam a uma variagdo intra e inter-observador. Acreditamos, no entanto, que
mais importante do que analisar os métodos de detecgdo do contorno do VE sob a otica da
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automatizagdo ¢ analisa-los considerando os algoritmos utilizados no processamento de alto nivel, os
quais realmente diferenciam um método do outro.

Uma das abordagens de alto nivel com excelentes resultados na tarefa de detectar o contorno
do VE utiliza procura dinidmica em grafos. De uma forma elegante, esta abordagem incorpora no
algoritmo informagdes locais e globais para determinagdo do contorno otimo. A utilizagdo de grafos
para detecgdo de contornos ¢ ilustrado na figura 2.19. Um grafo é constituido por nos (pixels) e
ligagdes. Nesta abordagem, a suavizagdo do contorno ¢ introduzida limitando-se o nimero de nos na
proxima coluna a que um né de uma coluna anterior pode se ligar. Na figura 2.19 este nimero &
limitado aos 3 n6s mais proximos. Duas colunas tém um significado especial em um grafo: a coluna
inicial e a coluna final. Um caminho em um grafo ¢ definido como um conjunto de ligagdes que
conecta um né da coluna inicial 2 um né da coluna final Um valor de custo é associado a cada no.
Em geral, quanto menor o custo de um no, maior a probabilidade do mesmo pertencer ao contorno.
O custo de um né em problemas de deteccdio de contorno é inversamente proporcional ao valor
resultante da aplicagdo de um detector de borda de baixo nivel, como o gradiente. A cada caminho
em um grafo corresponde também um custo, que € o resultado da soma dos custos dos nés
individuais associados a este caminho. No problema de detecgfio de contorno, o mesmo é associado
a0 caminho com menor custo, designado de caminho 6timo.

-=} caminho com custo=14
==3» caminhe com custo=11

~DB5®

coluna inicial coluna final
Figura 2.19: Detecgdo do contorno utilizando procura em grafos.

Uma excelente aplicagio da metodologia anterior pode ser encontrada em Pope et alii (1985).
Neste trabalho, os autores determinam inicialmente as coordenadas do centro do VE (xc,yc). A
partir do centro tragam-se, entdio raios em dire¢do a borda do VE. Cada um desses raios define uma
das linhas de uma matriz de borda definida como:

matriz (p,0) = imagem (x,y) (2.14)

= ((x-xc)* + (y-yc)?)¥?

onde; p
8 = arctan ((y-ye)/(x-xc)) + 8,
9,

= 4angulo de ajuste que permite a extragdo da matriz comegar na
regido da valvula aértica
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O detector de bordas utilizado para atribuir custos aos pixels € um filtro radial casado, K(p),
cujos pesos foram empiricamente determinados através de varios perfis de bordas do VE e consiste
de nove nimeros: 6/5,5/5/3/0/-3/-5/-5,5/-6. Através de uma operagdo de convolugio unidimensional
deste filtro com a matriz de borda encontra-se a matriz de probabilidade, definida como:

probabilidade (p,8) = matriz (p,8) * K(p) (2.15)

Efetuando-se, entdo uma procura dinimica em grafos sobre a matriz de probabilidade,
determina-se o contorno do VE.

A estratégia de determinagio do contorno do VE através de uma procura radial € encontrada
com freqii€ncia na literatura. Os pontos do contorno sdo selecionados em cada raio utilizando-se
fungBes de custo (Lilly et alii, 1989), intersecciio de conjuntos de restrigGes (Taratorin et alia, 1993)
ou técnicas fuzzy (Feng et alii, 1991).

Uma reconstrugéo da borda baseada em procura radial requer que o algoritmo proposto seja
capaz de estimar a borda em regides onde a mesma nio aparece claramente e em regides em que o
contorno de Orgos vizinhos se sobrepdem ao contorno do VE. Em Lilly et alii (1989) este
problema ¢é solucionado através de duas abordagens: a primeira delas ¢ a introdugdo de termos na
funcdo de custo que levam em conta a proximidade de um pixel de borda num determinado angulo
com os pixels de borda de angulos adjacentes. A segunda delas é a corregio do contorno final obtido
através da comparagdo com modelos de contornos de VE previamente calculados. Em Taratorin et
alii (1993) existem varios conjuntos de restricdes que procuram solucionar este problema. Um desses
conjuntos assume que o contorno do VE ndo pode passar em algumas regides, como por exemplo, a
regido de baixa intensidade de pixels do pulmdo. Outro conjunto de restrigdes assume que a borda
seja suave, ou seja que a mesma ndo pode variar bruscamente. Em Feng et alii (1991) limita-se, para
cada &ngulo, a regidio de escolha dos pixels de contorno em fungdo da proximidade de pixels de
contornos previamente determinados em angulos anteriores.

A introdugdo de informagfio redundante de uma sequiéncia espacial ou temporal de imagens
pode melhorar substancialmente a qualidade do contorno determinado através de uma técnica
automatica de detec¢do de contorno do VE. A minimizacio de ruidos na imagem através da média
de uma seqiténcia temporal de imagens ¢, conforme ja citado, uma maneira de explorar essa
redundancia. A seguir exploraremos alguns métodos que fazem uso de informagdo temporal para
melhorar a qualidade dos contornos de VE detectados,

Zhang et alia (1982) detectaram contornos de VE em imagens ecocardiograficas através da
aplicagio de limiar em 4reas de movimento na imagem. Um limiar 6timo é determinado para uma
imagem a partir de uma matriz de co-ocorréncia temporal, onde o elemento (i,j) representa o niimero
de pixels que em um quadro do ciclo cardiaco tinham uma intensidade / e no quadro seguinte tinham
uma intensidade /. O limiar 6timo 1. é definido como aquele que maximiza o valor de P(L) dado por:

L

PL) = X > M+ i M, | (2.16)

i=1 j>L i>L j=1
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onde:
M: matriz de co-ocorréncia temporal.
k: nivel maximo de quantificagdo da imagem.

O primeiro termo da equagio anterior representa aqueles pixels que num quadro i tinham
intensidade menor do que L e no quadro i+/ tinham intensidade maior do que L . O segundo termo
representa aqueles pixels com um comportamento inverso. Os pixels que ndo se enquadram em
nenhum desses casos sdo considerados estacionarios e nio pertencem ao contorno. A grande
deficiéncia do algoritmo ora descrito ¢ a nio incorporagdo pelo mesmo de qualquer relagdo espacial

entre 03 pixels e de nenhum conhecimento prévio de pardmetros geométricos e/ou anatémicos do
VE.

Outro esforgo no sentido de incluir informagdo temporal foi efetuado por Friedland et alia
(1989), utilizando simulated annealing. Os autores utilizam uma procura radial e constréem
empiricamente uma fun¢do de energia constituida por 4 elementos: U,, U,, U; e U,. U, é um
termo inversamente proporcional ao valor numérico resultante da aplicagio de um detector de borda
radial 6timo. U, € um termo que considera a descontinuidade do contorno. Seu valor numérico é
resultante da comparagdo da distincia de um pixel de contorno em relagiio ao centro do VE e as
distincias dos pixels de contorno de raios adjacentes em relagdo ao mesmo centro. Quanto mais
Suave 0 contorno menor o seu valor. U, ¢é um termo inversamente proporcional ao volume da
cavidade ventricular. Quanto maior o volume menor o seu valor, U + € um termo que considera a

descontinuidade temporal dos pixels de contorno. Quanto menor a descontinuidade menor o seu
valor. Esse Giltimo termo é dado por:

U, = L2 (2.17)

onde:
r; = valor do raio i no quadro i .

r,.,= valor do raio / no quadro i-J

Os quatro termos anteriormente citados sio combinados numa expressdo linear e esta
expressdo ¢ entdo minimizada. Este algoritmo incorpora tanto informagdes espaciais como temporais
na deteccio da borda. Os autores, no entanto, nao apresentam resultados comparativos com
contornos tragados manualmente, o que impede uma avaliagdo definitiva do mesmo.

Uma abordagem utilizada para extrair informagdo temporal de uma seqiiéncia de imagens € a
utilizagdo de fluxo optico (optical flow). Fluxo optico pode ser definido como a distribuigio
aparente do movimento de padrées luminosos em uma imagem. A expressio que relaciona as
variagdes temporais e espaciais numa imagem ¢ dada por (Horn et alia, 1981):

5, o &y _ s
ox ot Oy &t St

(2.18)
Ex . u + Ey.v = -Et
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onde:
I: intensidade do pixel
X,y: coordenadas espaciais
t. tempo
Ex = 81/6x ; Ey = 81/8y ; Et = Ox/8t; u = 6x/6t ; v= Sy/6t.

O lado esquerdo das expressdes anteriores pode ser interpretado como o produto interno do
Byctor velocidade V= (u,v) pelo vetor gradiente VI = (Ex, Ey). Computando-se VIe Eta partir
Bdos pixels de uma seqiiéncia de imagens, ¢ possivel determinar a componente da velocidade V na
Pdirecio do gradiente VL E impossivel calcular, no entanto, a componente da velocidade
prerpendicular ao gradiente. Devido a isso, restrigbes adicionais sdo colocadas em relagdo a variacio
da velocidade a0 longo do objeto em movimento. Assume-se que a velocidade varie suavemente ao
longo do objeto. Matematicamente, isto é implementado através de um processo de minimizagio do
gradiente das componentes do vetor velocidade V ao longo dos pixels da imagem. As equagdes
Dresultantes €xpressam as componentes « e v da velocidade em cada pixel em termos de Ex, Ey, Et e

Dde valores médios deu e v computados na vizinhanga de ¢

ada pixel. A solugfo para estas equagdes é
Pouscada através de métodos iterativos. O valor de VI € usualmente aproximado por métodos de

.diferenciacﬁo numeérica e Et ¢ obtido através de uma subtragdo de imagens de quadros subseqiientes.

mbos sdo exiremamente influenciados pelo ruido, o que requer uma etapa de suavizacio da
imagem. '

D A combinagdo do movimento da imagem com informagdes de contraste da mesma foi
Putilizada por Thompson et alii (1980) para a segmentagdo de objetos em movimento. Em imagens de
Proracio, a analise do movimento das paredes do misculo cardiaco constitui-se de um meio valioso
ara a identificagdio de isquemia e infarto (Gelfand et alii, 1988). Analises do movimento do coragio
em imagens ecocardiograficas bidimensionais utilizando fluxo ético podem ser encontradas em
> ailloux et alii (1987), Meunier et alii (1988) e Mailloux et alii (1989).

] Os métodos descritos anteriormente tém a caracteristica de tratarem todas as areas da
Ppmagem como tendo o mesmo contraste e nivel de ruido. Na verdade, isto ndo ocorre. Em imagens
‘e blood-pool do coragiio, por exemplo, a borda livre do VE oferece um excelente contraste em

elagdo ao fundo, enquanto que a borda que faz vizinhanga com o ventriculo direito é de dificil
"isualizagﬁo. Em imagens ecocardiograficas, por outro lado, a borda do endocardio & facilmente

entificada, devido a cdmara do ventriculo aparecer bastante escura. A borda do epicardio, no
Bntanto, é de dificil detecgdo. Na regido inferior do VE as intensidades dos pixels ao se caminhar na
Pirecio do epicardio variam de um brilho médio para um brilho intenso, enquanto que nos lados

squerdo e direito do VE as intensidades variam de escuro para um britho médio. Este conhecimento
i utilizado por Feng et alii (1991) como base para a deteccio do contorno do endocérdio e do

picardio em imagens ecocardiograficas. Este conhecimento é incorporado no algoritmo de detecgio
contorno atraves de uma técnica fuzzy.

Apenas na década de 90 & que vamos observar a utilizacdio de técnicas de inteligéncia
'ﬁﬁcial, como sistemas fuzzy e redes neurais, para detecgdo do contorno do VE. Na tabela 2.1

Servamos os seguintes trabalhos utilizando essas técnicas: Feng et alii (1991), Boudraa et alii
ab993) e Coppini et alii (1995). Este ultimo trabalho € de particular interesse, a medida em que foi o

i
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unico trabalho que encontramos utilizando redes neurais para a detecgdo do contorno do VE. A
seguir procederemos a uma analise do mesmo.

O objetivo do trabalho de Coppini et alii (1995) é a reconstrugio da forma 3-D da superficie
do VE a partir da detecgio do contorno do mesmo em varias vistas. O nosso interesse nesta andlise
esta centrado na obtengdio do contorno do VE. O algoritmo de detecgiio do contorno pode ser
sintetizado em trés passos: a) determinagdo de pixels candidatos do contorno; b) agrupamento dos
pixels candidatos em curvas c) aproximacao destas curvas por segmentos candidatos e utilizagio de
uma rede neural para classificacio destes segmentos como segmentos do contorno ou ruido. A
detecgdo dos pixels candidatos do contorno é realizada de acordo com a teoria de Marr e Hildreth
(1980). Apébs a aplicagio do operador laplaciano do gaussiano, os pontos candidatos do contorno
sdo identificados através da detecgdo dos cruzamentos por zero. Através de um operador gradiente,
associa-se a cada pixel candidato do contorno trés pardmetros: o modulo do gradiente, Me e valores
nx e ny da diregfio ne do gradiente. Em seguida, os pixels candidatos sio conectados formando
curvas, atraves de um algoritmo proposto pelo préprio autor. Na figura 2.20 mostramos o exemplo
de uma dessas curvas. Finalmente, através de um procedimento recursivo proposto por Duda e Hart
(1973), estas curvas sdo aproximadas por segmentos de reta, conforme pode ser visto na figura 2.20.
Séo os pardmetros associados a estes segmentos de reta que os autores utilizam como entrada da
rede neural. Cada segmento de reta é caracterizado na entrada da rede através de 10 pardmetros;
coordenadas x e y do centro do segmento; valor médio Ms do médulo do gradiente Me dos pixels
que constituem o segmento; valores médios nsx e nsy dos valores nx e ny da diregio do gradiente
dos pixels que constituem o segmento; comprimento do segmento Ls ¢ um codigo binario de quatro
digitos identificando a que vista pertence o segmento.

Figura 2.20: Exemplo de aproximagdo de curvas por segmentos utilizada no trabalho
de Coppini et aia (1995).

A rede neural utilizada § tipo perceptron de 4 camadas, com 20 e 10 neurénios nas camadas
intermediarias € um neurénio na camada de saida. Se a saida da rede é maior que um determinado
limiar, o segmento ¢ caracterizado como pertencente ao contorno do VE, caso contrario o mesmo é
considerado ruido. Um total de 67991 segmentos foram extraidos de 500 imagens ecocardiograficas
de 7 pacientes em quatro angulos diferentes (0°, 45°, 90°¢ 135°). As imagens de 4 pacientes foram
utilizadas para o treinamento, enquanto que as imagens dos outros 3 foram utilizadas para testar a
rede treinada. Um especialista classificou, durante 20h, 14485 segmentos extraidos do conjunto de
imagens de treinamento como sendo ruido e 1056 como segmentos pertencentes a contornos, Este
conjunto de 15541 segmentos foi utilizado para o treinamento da rede, que demorou em meédia 45h e
exigiu um total de 7000 iteragées numa estagdo RISC 6000/320. Na fase de teste, o limiar utilizado
para decidir se um segmento pertence ou ndo ac contorno foi variado na faixa entre 0,1 ¢ 1,o,eo
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resultado da classificacio de 29139 segmentos foi analisado através de curvas de ROC. O valor
otimo do limiar, estabelecido visando otimizar a especificidade da classificagdo, foi de 0,8. Com este
limiar a rede classificou corretamente 96,57% dos segmentos testados. Entre estes, 99.73%
representando ruido e 53,72% de segmentos pertencentes a contornos.

Finalizando a exposigdo daquele trabaiho faremos os seguintes comentarios: a) o autor ndo
apresenta dados comparativos com contornos tragados manualmente, o que impede uma analise
definitiva do método proposto; b) a etapa de treinamento envolve um esforgo consideravel por parte
de um especialista na classificagio dos segmentos (20h). Esta classificagio ¢ subjetiva e esta sujeita a
erros; ¢) Ndo existe nenhuma etapa de padronizagdo dos tamanhos dos VE e nem de alinhamento
dos seus centros. Em face disso, ¢ surpreendente que a rede neural consiga classificar corretamente
um segmento utilizando como referencial geométrico as coordenadas cartesianas do centro do
mesmo. Devido as diferentes formas, tamanhos e posigdes dos VE, essas coordenadas em um
determinado VE podem situar-se sobre o contorno, porém, em outro ventriculo diferente, podem
situar-se no seu interior. A utilizagio de coordenadas polares associadas a um alinhamento prévio
dos centros dos ventriculos talvez fosse mais apropriado para este tipo de abordagem.

A maioria dos métodos de detecglio de bordas mostrados na tabela 2.3 & feita sob medida
para uma determinada classe de imagens. Dito de outra forma, métodos que sdo bons para detectar o
contorno do VE em imagens de ecocardiografia, provavelmente ndo se adequam para detectar o
mesmo contorno em imagens de medicina nuclear. Pelo exposto nesta revisio podemos concluir que
caracteristicas um bom método de detecgiio do contorno do VE deve apresentar:

s detecgdo automatica da borda sem a necessidade de intervengdo de um operador.

* capacidade de processamento rapido, a fim de poder servir de base num sistema clinico
operacional.

* incorporagdo de informagdes espaciais e temporais que explorem a redundancia de uma seqiiéncia
de imagens, tornando o algoritmo mais confiavel.

* incorporagio de conhecimento prévio constituido por informagGes anatémicas e geométricas que
permitam estabelecer a continuidade do contorno em regides de dificil detecgdio.

* exploragio da vizinhanga do VE como uma regido ndo uniforme, constituida por vérias sub-
regides de contrastes distintos.

* possibilidade de aplicagdo em modalidades de imagens diferentes.
Ao se buscar um novo método de detecgdo do contorno do VE deve-se, a medida do

possivel, englobar um maior nimero das caracteristicas anteriormente apresentadas. Um método
otimizado seria, a nosso ver, aquele que englobasse todos esses aspectos.
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IL.5.1 MEDIDAS DE AVALIACAO DE DESEMPENHO

Com o objetivo de comparar o desempenho dos métodos de detecgdio do contorno do VE , ¢
necessario a definigdo de uma medida de desempenho universalmente aceita e uma base de dados
padrdo que possa ser utilizada por todos. Infelizmente, até o momento, tais padrdes inexistem,

Em muitos trabalhos (Clayton et alii, 1974; Feng et alii, 1991; Friedland et alia, 1989) o
desempenho do algoritmo de detecgdo do contorno do VE ndo foi julgado quantitativamente. O
julgamento foi feito em termos de uma observagdo visual, eivada de subjetividade.

Os métodos de quantificagio do desempenho dos algoritmos de detecgio do contorno do VE
podem ser classificados em dois 8rupos: o primeiro caracteriza-se por comparar os resultados em
termos de pardmetros medidos para 0 VE, como volume ventricular ou fragdo de ejeciio (Boudraa et
alii, 1993; Yang et alia, 1994). O segundo envolve uma comparagdo da area delimitada pelo
contorno, ou do comprimento do contorno, ou da posigdo dos pontos do contorno, com pardmetros
correspondentes obtidos através de contornos tracados manualmente (Pope et alii, 1985; Lilly et alii,
1989 e Barret et alii, 1980).

Embora o objetivo de um método de detecgdo de contorno do VE seja, em ultima analise,
obter informagdes funcionais do mesmo, como fragdo de ejegdio, um algoritmo automatico ou semi-
automatico de detecgdo de contorno deve ser avaliado em termos absolutos, a fim de estabelecer a
sua preciso.

A seguir mostraremos algumas medidas utilizadas na literatura para avaliar em termos
absolutos o desempenho de um método de detecgio do contorno do VE. Pope et alii (1980) e
Barret et alii (1985) utilizaram como medida de desempenho o desvio médio de pixel €, que envolve

uma comparacdo pixel a pixel entre o contomno tracado manualmente e o contorno obtido
automaticamente:

.= i distdncia entre os pixels i's dos contornos manual e automatico
i 2L

33
onde;

(2.19)

L = niimero de pontos do contorno

A disténcia entre os pixels i’s dos contornos manual e automatico ¢ ilustrada através da figura
221.

Pope et alii (1980) obtiveram valores de € entre 0,33 pixels e 0,52 pixels, enquanto que
Barret et alii (1985) obteve valores de £ da ordem de 1.4 pixels.

Outro método reportado na literatura (Barret et alii, 1980) informa a percentagem de pixels
do contorno automdtico que se situam dentro de intervalos de proximidade do contorno tracado
manualmente. Por exemplo, os autores determinaram que, em média, para um conjunto de 10
imagens de teste, 87,2% dos pixels do contorno automatico situaram-se num intervalo de +3 pixels
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em relagdo ao contorno manual. Uma vantagem desta abordagem ¢ que ela indica mais precisamente
a percentagem de pixels do contorno que precisam de corregdo.

contorno manual
contorno autematico

B - i-ésimo pixel de um contorno
d - disténcia entre o i-ésimo pixel
do contorno manual e do

contorno automatico

Figura 2.21: ilustragdo da disténcia entre os pixels i’s dos contornos manual e
automdtico para o cdlculo do desvio médio de pixel g.

Duas medidas que comparam valores de area envolvida pelo contorno foram utilizadas por
Lilly et alii (1989). A primeira medida, definida como erro percentual, ¢ dada por:

erTo percentual = I—-M 100 (2.20)

M|
onde:
Me [MI = conjunto de pixels dentro do contorno manual e area correspondente a estes
pixels, respectivamente.
Ae|A| = conjunto de pixels dentro do contorno automatico e area correspondente  a
estes pixels, respectivamente.

A segunda medida, definida como o erro soma, ¢ dada por:

|Mﬂ?\']

. 100 +
M|

€rro soma =

N
g 100 (2.21)

onde:

A = complemento do conjunto de pixels A,
M = complemento do conjunto de pixels M.

L Comr e
e R
prd A,

R
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A primeira dessas medidas considera apenas a diferenga absoluta das areas definidas pelos
contornos manual e automatico, enquanto que a segunda delas considera todas as regides onde nio
houve superposiciio das areas definidas por ambos os contornos. Os melhores resultados obtidos

pelos autores para o erro percentual médic num grupo de 25 imagens encontram-se em torno de
6,5% e do erro soma na faixa de 14%.

AN 3, Sk
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Tabela 2.2: Resumo dos trabalhos sobre aplicacdo de redes neurais na drea médica

l.arquitetara e 2.algoritmo de

ordem autor categoria treinamento nimero de nos
Baker ct alia] diagnéstico de cancer de 1.perceptron multicamadas;
1 N 18--10--1
(19935) mama 2.propagagcéo reversa
2 Kl?zzlia diagnéstico da doenga de I.perceptron multicamadas; P
(1997) Alzheimer 2.propagagdo reversa
3 Dawsonet | diagndstico da doenga de 1.perceptron multicamadas; (0.5,1 (1)41-; 20)--
alia (1994) Alzheimer 2.propagagdo reversa 7 ’2 ’
Hamilton et} diagnéstico de perfisio em 1.perceptron multicamadas;
4 ) . N . . 8.-4--1
alia. (1995) imagens de miocardio 2. propagago reversa
Hall et alia 1.perceptron multicamadas;
5 classificagéo de tecidos 2.correlagdio em cascata ("cascade 3--2--6
(1992) _
corrglation’)
Grossetaliif diagndstico de doengas 1.perceptron multicamadas;
6 . 21--15--12
(1990) pulmonares 2.propagagdo reversa
7 Asadaet alii]  diagnostico de doengas 1.perceptron multicamadas; 20aber
(1990} intersticiais do pulmdo 2.propagagdo reversa
8 Scott et diagnéstico de ventilagio- 1. perceptron multicamadas; 25--(10,15,20)
alii(1993) perfusdo do pulmio 2.propagagdo reversa -1
9 Fujita et alii | diagnostico de doencas das 1. perceptron multicamadas; (551?1-(;)
(1994) artérias coronarianas 2.propagagio reversa ) g
Chan et alii diagn ostico c_ia dt?en‘qa de 1.perceptron multicamadas; 120--8--1
10 Alzheimer, diagnostico de o
(1994) , 2.propagagio reversa 120--28--4-.1
abuso de cocaina
1 Boone | reconstrugfio do espectro de 1. perceptron multicamadas: 9--55--55
(1990) raio x 2.propagagdio reversa 16--55--55
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. iteta 2.algoritmo de .
ordem autor categoria 1 arqultem;:;:memgo ritmo niamero de nés
diagnéstico de cincerde | 1.perceptron multicamadas 45--
agnostic T . ;
v 1 1”10
12 Wu et alii (1990) mama 2. propagacéio reversa ( > )
13 Clarke et alii classificacdo de tecidos
(1990) {resumo) — -
.. localizagHo da ativagio do
14 Nelson et alii miocdrdio usando ECG . -
(1991)
{resumo}
. detecgio de nédulos em 1.perceptron multicamadas;
15 Garg et alia (1991) mama (resumo) 2.propagacdo reversa -
16 I Boone et alii detecgiio de nodulos L.perceptron multicamadas; 2551
(1990) sinnilados 2.propagaciio reversa
. L Lperceptron multicamadas; 14—-7--1
17 Ercal et alii (1994)] diagnéstico de melanoma 2 propagacio reversa 8d]
. extraco de padrdes em 1.perceptron multicamadas;
1
i8 Hassoun et alia feletromiografia, apresentagio 2.aprendizado pseudo- .
(1994) »
de um método supervisionado
1.perceptron multicamadas: Fo0-3--38
19 ? Hassoun et alii extracio de padrdes em pze apritn(c}ﬁza do pseudo- ’ 48--6--8--48
i ‘ » 8--6--12-4
{1994) eletromiografia supervisionado 4 8
b BaRoc1foodR
20 ? Boone et alii revisfo:discute aplicacdes de
(1990) redes neurais em radiologia - .
revisdo: aborda o uso de
21 Scott (1993) inteligéncia artificial em - _
diagnéstico médico
revisiio: aborda artigos de
2 Miller et alii aplicagdo de redes neurais
(1992) em imagens médicas e — -
processamento de sinais
Moreno et alii avaliagdo da maturacdo do 1.perceptron muiticamadas;
23 ; N 552
{1995) cerebro usando EEG 2.propagacio reversa
_— .. 1.perceptron multicamadas. rede 14--(10,40,100)--
Pattichis et ali . . ’ ;
24 1((:1 9; ;; am diagndstico em EMG aulo-orgamzivel de Kohonen; (5,100--3
2.propagaciio reversa |6x6,16x10, 12x12
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Larquitetura e 2.algoritmo de

ordem autor categoria treinamento niamero de nos
. controle da estimulagio
25 G’a?l”geg‘;‘)a“"]' elétrica fancional em ART1 8x10-4
paraplégicos
2% Abbas et alia] controle dos sistemas de L.perceptron; 2.regra de "Hebbian”
(1995) estimuacio neuromuscular modificada —
1.composigo hiperretangular;
27 Su (1994) diagnéstico de diabete 2.aprendizado de decisdo o
direcionado ¢ supervisionado
Gray et alia supervisdo do uso de I.perceptron multicamadas;
28 (39 92) medicamentos (apresentagio] 2. algoritmo de treinamento baseado _
de um método) na dlgebra de Boole
.. . 1.perceptron multicamadas;
29 Gray et alii Supe msﬁo do uso de 2.algoritmo de treinamento baseado o
(1991) medicamentos ,
na algebra de Boole
Nekovei et Jdetecciio de vasos sanguineos}  1.perceptron multicamadas;
30 ) ) 121--17--2
alia (1995) em angiogramas 2.propagagdo reversa
3 Adler et alia ;ﬁﬁ:gg?ﬁéﬁﬁ?ﬁ: 1.Adaline;2.regra de aprendizado
" 3 - L ———
(1994) impedancia elétrica de "Widrow-Hoff"
1 Costa et alia }  diagnéstico de cancer de 1.filtro de novidades .
(1995) mama




49

Tabela 2.3: Resumo dos métodos de detec¢do do contorno do ventriculo esquerdo

lassificaca
ordem autores t:'lasse de segmentaciio] pré-processamento extracio de caracteristicas classilicacdo e pés-
iImagem processamento
Goshtasby et entos por zer modelagem dos pontos do
! oshtasby @ MR automitica filtro gaussiano ¢ oS por zero, contorno através de curvas
alia (1993) limsar. L.
clasticas
Lilly et alii . funcBes de custo, comegdo do
2 g (f 98';)” ang,. digital au :;cm,ltim . gradiente,limiar, contorno através de modelos dos
na ventriculos
Grattoni et . . filtro passa baixa: . seguidor de borda heuristico,
. . . : 1 . ,
3 _alin (1985) ang. digital | automdtico média 9x9 gradiente:sobel interpolagio linear
Feng et afii . Cruzamentos por zero, e
- ati . uta radial, "
4 (1991) ultra-som | automatico L estimativa do centro do VE | Prooura redial, técnica "fuzzy"
Taratorin et . filtro passa baixa: . procura radial, intersecefio entre
3 alia (1993) cT automstico média 3x3 gradiento conjuntos de restrictes
Thedens et semi- . . , procura em grafos, uso de uma
6 .. MR . "window and level” radiente . e
alii (1995) automatico 8 mﬁw
transformada de Hough, minimizagio de uma fungio de
7 Friedland et ultra-som semi- filtro passa baixa: estimativa do centro, energia :ﬁ]i?ﬂﬂ do "simu?a ted
alia (198%) automdtico média 7x7 detector de borda usando un{ & .
. annealing
filtro Stimo
Yang et alia ! semi- .
8 (1994) SPET 1 pstomitico — limiar —
. detecgdo de pontos méveis em
g th;z;gg ;;; fia ultra-som { automatico — limiar seqiiéncia temporal de imagens,
matriz de co-ocorréncia temporal
Clayton et ali1 . semi- . método probabilistico, utiliza
10 (1974) ang. digital automatico filiro gaussiano casado — informacio temporal
Barret et ali; " . . método probabilistico, utiliza
11 (1980) ang. digital ] automético o filtro-casado de gradiente informacho temporal
Pope et alii .. L. .
12 (1985) ang. digital § automatico o filtro-casedo de gradiente método de procura em grafos
Fleagle et aliy i- , .
13 ei;?;;] )a " MR autf)emm{;tico "window and level" gradients método de procura em grafos
Alderman ot . oo
14 alii (1973) ang. digital manual . . caneta otica
Jouan et alii expansfo de Karhunen- processo de ortogonalizacio de
15 (1990) ang, digitat | automatico . Loeve, média temporal, Gram-Schmidt. morfologia
Cruzamento por zero matematica
Chu et alit semi- filtro passa baixa procura radial, interpolagdo, filiro
16 ltra- . . i :
{1988) Hira-som automdtico Baussiano 41x41 crizamento por zero da mediana
filtro passa baixa . -
7 Duncan ang, digital | astomatico espac{i)all)c tcm::)ral gradiente, processo de tuétodo utilizando fungdes de
(1987) interpolagiio linear1 afinamento custo
.. . filtro da mediana 9x9 . . procura radial, algoritmo
Adam et al - . ’ ’
i8 ?l 9;7) " uitra-som auti::z;tico amplificag®o de aren valores :j;gisje regioes hearistico de rastreamento de
contendo o VE P 45 borda
. filtro i ,
19 Boudraa et cintilografia semi- nor:“al;?::&ﬂzamf; extragdo da fase através de | método que utiliza uma técnica
alii (1993) aittomatico me&i:na pe uma andlise de Fourier "fuzzy":algoritmo "isodata”
Lambert ot semi- filtro passa laplaciano do gaussiano, o objetivo do trabalho & apenas
20 alia (1990) ultra-som automdtico baixa:mediana e filtro técnica de difusdo evidenciar as linhas do contorno,
de médias moveis anjsotrdpica setn efetuar uma extragio
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ordem autores xfiasse de segmentaciio] pré-processamento |extracio de caracteristicas classificagio e pos-
imagem processamento
21 Dias et alia ultra-som | automatico método probabilistico, procura erm)
(1956) — —— grafos
Coppini et " detecgio de cruzamentos por
22 alii (1995) sltra-som | automatico L zero, gradiente rede neural
obtengdo do centro de _ .
. . . ) , . segmentagdio piramidal, técnica
3 Bistor ct ali MR automnitico filtro passa baixo, | gravidade de micro-regides heuristica denominada detector de|
(1990) fimiar através da transformada em .
disténcia cavidado
Ezekiel et alii f ecocardiogra . sua,vu.ag:ao atmvé.s de centro do endocdrdio, fungdes de custo, interpolagdo
24 awtomético | médias terporais e . . P
(1985) fia espaciais laplaciano através de polindmios cibicos
suavizagiio através de
média:de miltiplos comparagilo da segmentagdo
Skorton et alii] ecocardiogra . .. . obtida através do limiar como o
25 auiomatico { quadros num mesmo | _ limiar, gradiente:sobel .
(1981) fia instante do ciclo mapa derivedo do operador de
be
cardiaco sobel
tutorial:abor
..{ da técnicas
26 Sko(r;c;r;;l)alu de detecgio . - . —
de borda em
ultra-som
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CAPITULO 111

MATERIAIS E METODOS

II1.1 INTRODUCA0

O método para detecgio do contorno do VE que propomos apresenta duas caracteristicas
fundamentais que sdo a utilizacio de uma técnica de inteligéncia artificial na determinagdo do
contorno, redes neurais, ¢ a utilizagio de informagdo geométrica, centro do 6rgdo e distincias
relativas a este centro.

Embora o método proposto neste trabalho tenha sido validado na detecgfio do contorno do
VE em imagens de medicina nuclear, o mesmo pode ser generalizado para outras classes de imagens
e outros tipos de orgdos e estruturas. Os pressupostos desse método sdo:

* aexisténcia de uma regidio da borda onde a mesma seja bem definida;
¢ uma regularidade na localizagio do 6rgfio na imagem a ser segmentada.

* © contorno a ser segmentado tem que ser um contorno arredondado ou contorno-0 (Moura et
alia, 1992).

Um contorno-0 ¢ representado pela coordenada de seu centro e por uma série de raios R(9),
onde 0 ¢ o dngulo entre um dado raio e o eixo x. A tnica restrigio a esse tipo de contorno ¢ que,
para um dado 6, exista apenas um raio R(0). Nio necessariamente o contorno tem que ser convexo,
porém ndo pode ter dobras que interceptem um raio. Na figura 3.1(a) mostramos um exemplo de
contorno-6, enquanto que na figura 3.1(b) mostramos um exemplo de contorno ndo 6.

\ ‘ onentagio 0 (0°)
' ‘a 5

R(®) orientagio 8 (45°) R(6)

Figura 3.1:(ajrepresentacdo esquemdtica de um contorno-0 com 8 raios fragados e
(bjrepresentacdo esquematica de um contorno ndo 8 com 8 raios tracados.
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A representaciio unidimensional de um contorno através de seu raio R(8) ¢ denominado por

Gonzalez de uma “assinatura do contorno”. Na figura 3.2 mostramos a assinatura de um contorno-8
genérico.

Em termos genéricos, sem nos referirmos a uma classe particular de imagens, as etapas desse
método podem ser citadas seqiiencialmente, como:

¢ determinagio de um grupo de variaveis que diferenciem a regidio do contorno do orgido de sua
vizinhanga. Essas variaveis constituirio das entradas de uma rede neural;

* determinagdo da posigiio geométrica do centro do orgio.

* procura radial do contorno em 64 orientages (tendo como origem o centro do 6rgdo), utilizando,
em cada uma das orientages, uma rede neural tipo perceptron multicamadas para determinagdo
de pontos candidatos ao contorno;

e utilizagfio de critérios heuristicos para a selegio dos pontos do contorno a partir dos pontos
candidatos selecionados pela rede neural.

Ao implementar-se esse método para a segmentagdo do VE, as etapas do mesmo podem ser

classificadas de acordo com o €Squema proposto no diagrama em blocos da figura 2.1, conforme
detalhamos a seguir:

* pré-processamento: ajuste do histograma da imagem e ampliagio da imagem original de 64x64
para 256x256.

* extragdo de pardmetros; intensidade do pixel; gradiente linear; distdncia do pixel de contorno em
relagdo ao centro do VE ¢ determinag¢io do centro do VE.

» classificagdo e pos-processamento: procura radial, uso de redes neurais para determinagio de
pontos candidatos do contorno; uso de critérios heuristicos para selecionar pontos do contorno
entre 0s pontos candidatos; filtragem e suavizagio.

Na etapa de pré-processamento, realizamos inicialmente uma redistribuicio dos niveis de
cinza da imagem através de um ajuste do histograma da mesma. Ap0s esse ajuste, efetuamos uma
ampliagdo da imagem de 64x64 para 256x256, através de interpolacfio bilinear.

Em seguida, utilizando um algoritmo original, efetuamos a determinagdio do centro do VE.
Como poderemos perceber ao longo deste capitulo, a determinagdo precisa do centro é um requisito
fundamental para o bom desempenho do método de deteccio do contorno. Esse centro ¢
considerado como origem de uma seqiiéncia de 64 raios igualmente espagados, denominados de

orientagdes. Cada orientagio ¢ definida por seu angulo 6. Na figura 3.1(a) mostramos um contorno
genérico com 8 dessas orientagdes mostradas,

O processamento para a determinagdo do pontos do contorno é realizado através de uma
procura radial em cada uma das 64 orientagdes anteriormente definidas. Ao conjunto de pixels
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situados sobre o raio de uma orientagdo, atribuimos o nome de Orient,, onde 0<i <63,

Os pixels candidatos ao contorno em cada orientagdo sdo determinados através de uma rede
neural tipo perceptron multicamadas. Uma caracteristica do método proposto é que a cada
orientagdo esta associada uma rede neural. Assim, para a determinagdo dos pixels candidatos nas 64

R(O) 1

—

i
1

/2 T 37f2 . 21

Figura 3.2: assinatura de um contorno genérico.

orientagdes, teremos um total de 64 redes neurais. As razdes que nos levaram ao utilizar 64 redes
neurais ao invés de apenas uma rede neural foram as seguintes:

* ¢ mais facil monitorar o treinamento de uma rede dedicada a apenas uma orientacdo do que a 64

orientagdes. No caso da rede ndo convergir, as alteragdes necessarias podem ser feitas
rapidamente, e o treinamento reiniciado;

* ¢ possivel otimizar o tempo de treinamento, utilizando taxas de aprendizado maiores em regides
do ventriculo onde a borda é mais facilmente identificada.

As entradas da rede neural foram determinadas através de um procedimento que sera descrito
adiante. Foram testadas duas redes: uma rede A com 4 entradas e uma rede B com 3 entradas. As
varidveis de entrada da rede B foram: distancia do pixel em relagdo ao centro do VE, intensidade do
pixel e gradiente linear. A rede A, além destas trés variaveis, incluiu também a distancia de um pixel
em uma orientagdo em relagdo ao pixel de contorno da orientagdo anterior.

Ao calcularmos o valor de saida s de uma das redes neurais para todos os pixels Orient, de
uma orientagdo i’, associamos a cada pixel P, um valor s jsonde 0<j<n-1ené o nimero de
pixels na orientagio i’. O indice 0 corresponde ao pixel do centro do VE. A escolha dos pixels
candidatos ¢ realizada estabelecendo-se um limiar S, para a saida da rede neural. Todos os pixels
cujos valores s, forem maiores do que s, serdo considerados pixels candidatos. O conjunto de pixels
candidatos de uma orientagdio i’ é definido como Cand, .

A escolha dos pixels de contorno em uma orientagdo a partir do conjunto de pixels
candidatos dessa orientagiio ¢ realizada utilizando 3 critérios definidos heuristicamente. Esse critérios
serdo definidos posteriormente neste capitulo. Apos a determinagio dos pixels de contorno nas 64
orientagdes, teremos um conjunto de pixels de contorno Cont, definido como:
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Cﬂnt:{Po,Pl,Pzg ----- :P63}
onde: @.1)
P, eCand,

Apos a determinagdo dos pixels de contorno, o0 mesmo ¢ filtrado e suavizado, adquirindo sua
forma final. Essas operagdes serfo descritas adiante.

A seguir, mencionamos a seqiiéncia de topicos que ser4 abordada nesse capitulo: aquisi¢do e
pré-processamento das imagens; determina¢do automética do centro; sele¢do das imagens para o
conjunto de treinamento da rede neural; arquitetura da rede neural tipo perceptron utilizada; selegio
das varidveis de entrada da rede neural tipo perceptron e treinamento da mesma, utilizacdo da rede
neural; restricbes geométricas, filtragem e suavizagio do contorno obtido; avaliagio do desempenho
do método e software e hardware utilizados.

I11.2 AQUISICAO E PRE-PROCESSAMENTO DAS IMAGENS

As imagens de blood-pool foram obtidas de 60 pacientes homens utilizando uma cémara de
cintilagdo convencional (Siemens-Basicam-Maxidelta) equipada com colimador de baixa energia e
média resolugdo (fow energy all purpose - LEAP). Foi utilizada uma janela de 20% centrada em
140KeV. As imagens foram obtidas por especialistas do Servigo de Radioisétopos do Instituto do
Coracdo do Hospital das Clinicas de Sio Paulo -InCor. Cada paciente recebeu uma dose de Img de
pirofosfato de estanho seguida, 30 minutos depois, por uma aplica¢io no brago de 740Mbq de
®™T¢—MIBI (Dupont Pharma - Cardiolite). As imagens foram adquiridas um minuto apés a
injegdo, com uma resolugio espacial de 64x64 pixels e com uma profundidade de 16 bits.

A separagdo espacial entre os ventriculos esquerdo e direito em imagens de blood-pool é
melhor quando as mesmas sio tomadas numa vista perpendicular ao septo interventricular. Na
prética, essa condigfio é obtida com uma inclinagdo da cimara entre 30° e 50°, na posigdo obliqua,
anterior e esquerda (left anterior oblique-LAO). A separagdo entre o trio direito ¢ o ventriculo
esquerdo ¢ melhorada com uma inclinagio da cauda da camara entre 5° e 15° (#ilt), sem um aumento
do distanciamento entre o paciente e a cimara (Gelfand et alia, 1988). Os valores exatos desses
angulos dependem do paciente. Para cada paciente, em fungfio de suas caracteristicas anatdémicas,
determinam-se, na hora do exame, valores 6timos para esses dngulos. O objetivo, sempre, é melhorar
a visualizagdo do VE. Na figura 3.3 mostramos uma ilustragio da cimara nas posi¢des obliqua
anterior esquerda e obliqua anterior direita, Na figura 3.4 mostramos um diagrama dos ventriculos
esquerdo e direito obtidos na posigio obliqua anterior esquerda.

A imagens foram adquiridas no modo dinamico ciclico,-com 32 imagens por ciclo cardiaco. A
aquisicdo das imagens foi efetuada utilizando-se intervalos de duragiio fixa. Para este tipo de
aquisi¢do, um valor médio para a duragdo do ciclo cardiaco ¢ previamente estimado. Para ciclos
maiores do que este valor meédio, os dados dos quadros posteriores ao quadro 32 sdo descartados,
Por outro lado, ciclos com duragdo menor do que este valor médio nio contribuem com dados para
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os altimos quadros. O resultado disso, é que os ultimos quadros do ciclo cardiaco ficam com uma
contagem reduzida em relagio aos quadros iniciais. Para minimizar o efeito da contagem decrescente
nos ultimos quadros, o equipamento utilizado faz uso de uma técnica denominada de “sincronismo
reverso” (backward gating). A contagem dos pulsos nos quadros € realizada a partir de um
marcador R; no inicio de um ciclo cardiaco, em diregdo ao marcador R, no inicio do ciclo cardiaco

| obliqua anterior esquerda ¢ | [ O obliqua anterior direita |

Figura 3.3: posi¢des da gama cdmara: obliqua anterior esquerda e obligua anterior
direita.

Figura 3.4: Vista do miocdrdio na posicdo obliqua anterior esquerda: VD-ventriculo
direito, S-septo, LP - posicéo lateral posterior do VE, API - posi¢do apical inferior do
VE..

seguinte (passagem direta) e reversamente, a partir do marcador R,,, em dire¢io ao marcador R,

B
(passagem reversa). Isso é mostrado na figura 3.5. O ciclo médio ¢ entdo reconstruido combinando-
se a contagem da parte inicial dos quadros da passagem direta com a contagem da parte inicial dos

quadros da passagem reversa. Normalmente utilizam-se 2/3 dos quadros da passagem direta e 1/3
dos quadros da passagem reversa.
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Figura 3.5: reconstrugdo do ciclo cardiaco POF SiNcronismo reverso: (@) passagem
direta; (b) passagem reversa e (c)uniode 2/3de (a) com 1/3de (b).

Com o objetivo de melhorar o contraste da imagem e padronizar, foi realizado um ajuste no
histograma da mesma. Com esse ajuste, objetiva-se melhorar a separagiio entre os niveis de cinza. A
fim de realizar esse ajuste, desprezamos, no histograma da imagem original de 64x64, o0 nivel de
cinza de valor zero que, na sua grande maioria, corresponde a pixels do fundo da imagem, que nio
carregam nenhuma informagdo util para a segmentagdo do ventriculo esquerdo. Na figura 3.6(a)
mostramos um histograma de uma imagem original 64x64, enquanto que na figura 3.6{b) mostramos
0 histograma da mesma imagem, desprezando o nivel de cinza zero. O ajuste do histograma consistiu
de um reescalonamento linear da distribui¢io dos niveis de cinza da imagem. Supondo que os niveis

de cinza antes do ajuste sejam representados pela variavel x e, depois do ajuste, sejam representados
pela variavel y, a relagéio entre y e x ¢ dada por:

y=Kx+m 3.2)

Os valores de k e m foram determinados utilizando-se 99% da 4rea do histograma da figura
3.6 (b), conforme proposto por Moura et alia (1992). A area correspondente a 1% do histograma é

removida da seguinte forma: 0,5% na extremidade inferior e 0,5% na extremidade superior. Para
determinarmos k e m utilizamos as seguintes equagdes:

255
k=—""— ¢ 33
C,-C, (3.3)
-255.C,
m=———- )
c,-c, 3.4
onde: C,

= valor de intensidade do pixel correspondente a 0,5% da 4rea do histograma na
extremidade inferior,
C,= valor de intensidade do pixel correspondente a 0,5%

da area do histograma na
extremidade superior.
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Figura 3.6: histogramas referentes a uma imagem 64x64. (a) histograma da imagem

original; (bjhistograma suprimindo os pixels comintensidade igual a zero e
(c)histograma ajustado.
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Os valores de C, e C, sido ilustrados através do diagrama genérico da figura 3.7. Nesta

figura, as areas hachuradas em ambas as extremidades correspondem a 0,5% da area total do
histograma.

T

contagem de pixels

>
s

¢, C,
nivels de cinza

Figura 3.7: histograma genérico utilizado no processo de ajuste do histograma da
imagem original de 64x64,

O reescalonamento linear aplica-se apenas aos pixels localizados na faixa entre Ci eC, Os
pixels situados na area hachurada inferior sgo levados para o nivel de cinza 0, enquanto que os pixels
situados na 4rea hachurada superior sdo levados para o nivel de cinza 255. Na figura 3.8 (a)
mostramos a imagem original de 64x64, enquanto que na figura 3.8 (b) mostramos a irmagem
resultante do processo de ajuste do histograma anteriormente descrito. O resultado desse ajuste do
histograma pode ser observado de duas formas diferentes. A primeira delas ¢ através de uma
comparagdo dos histogramas das figuras 3.6 (b) e 3.6(c), onde observamos que no histograma
resultante do ajuste, as contagens dos pixels situados na extremidade direita sio maiores que no
original. A segunda forma é através da compara¢do das imagens 3.8 (a) e 3.8 (b), onde observamos
que a imagem apds a ajuste do histograma parece melhor definida do que a imagem original.

Apos o ajuste do histograma, as imagens de 64x64 pixels sdo ampliadas para 256x256,
através de interpolagiio bilinear (Wolberg, 1994). A interpolagdo bilinear utiliza uma combinagdo
linear dos quatro valores dos pixels mais proximos, para produzir um novo valor interpolado. Dados
quatro pixels na imagem original Py(u,,ve), Pi(u,,v,), P,(u,,v,) eP(u,v,) com suas
respectivas intensidades I, I, I, el;, qualquer intensidade de um pixel intermediario P(u,v),
pode ser calculada através da seguinte expressio:

I(u,v)r«ae+a,‘u+a2.v+a3.u.v (3.5)

Os coeficientes a, da expressdo anterior sio obtidos resolvendo-se o seguinte sistema de
equagoes:
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I, 1 uy v, uyv, a,

I, _ bu v, uy, | a, (3.6)
I, 1w, v, u,v, a,

i, 1 u, v, uyv, a,

Para resolugio deste sistema de equagdes utilizamos o método de Gauss-Jordan (Gongalves
et alia, 1977).

Embora a interpolagdo bilinear nio aumente a quantidade de informagiio, ela reduz o
tamanho do pixel, aumentando a resolugdo quando se determina o contorno do VE. Uma
conseqiiéncia do processo de interpolagio é também a minimizagdo de ruidos de alta freqiiéncia na
imagem. Na figura 3.8 (¢) mostramos o resultado da interpolago da imagem da figura 3.8 (b).

(2) ®) ©

Figura 3.8: (a) imagem original com tamanho de 64x64; (b) imagem resultante do
ajuste do histograma com tamanho 64x64 ¢ {c) imagem resultante da interpolagdo
bilinear com tamanho 256x256.

HL3 DETERMINACAO AUTOMATICA DO CENTRO DO VE

O método mais simples para determinagdo do centro do VE consiste em procurar o pixel de
maior contagem em uma 4rea onde o VE & esperado (Gelfand et alia, 1988). A delimitagdo desta

area € normalmente efetuada manualmente, Nesse trabalho propomos um método automatico para
determinagio do centro do VE.
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Para todas as 60 imagens de blood-pool utilizadas, foram extraidos manuaimente os centros
dos ventriculos esquerdo e direito ¢ o contorno do VE. Os centros extraidos manualmente foram
utilizados como padréo ouro de comparagio para o centro obtido automaticamente, enquanto que o
contorno manual do VE foi utilizado como padrio ouro de comparagdo para o contorno obtido
automaticamente.

A partir das coordenadas dos centros dos ventriculos esquerdo e direito extraidos
manualmente, calculamos valores médios para as coordenadas dos centros de ambos os ventriculos.
A mediatriz do segmento de reta que une os pixels correspondentes a esses dois centros médios foi
utilizada como um divisor inicial entre os pixels pertencentes aos ventriculos esquerdo e direito. O
centro de massa dos pixels situados a direita dessa mediatriz e com intensidades superiores a 200,
fornece-nos uma primeira estimativa para o centro do VE. Na figura 3.9 (a) mostramos uma imagem
ampliada de um VE, enquanto que na figura 3.9 (b) mostramos a mediatriz anteriormente referida
superposta 4 imagem resultante apos a aplicagio do limiar de 200 & imagem da figura 3.9 (a). E
mostrado também o centro do VE resultante desse processo. Essa primeira estimativa do centro do
VE soffe, entdo, um processo de refinamento. ‘

Utilizando os contornos tragados manualmente obtivemos, para as 64 imagens de blood-pool
do VE, as intensidades médias dos pixels situados nas extremidades lateral posterior, apical inferior e
superior do VE, na posi¢io correspondente as coordenadas X, ey, do centro do mesmo. Pixels com
essas intensidades s3o marcados, respectivamente pelos nameros 1,2 € 4 na figura 3.9 (d). Um
quarto pixel auxiliar para refinamento, situado no lado do septo, ¢ obtido a seguir. Determinamos um
segmento de reta que passa pelo centro estimado do VE e que termina em pixels cujas intensidades
sd0 iguais a intensidade do pixel 1. Esse segmento de reta ¢ mostrado na figura 3.9 (¢). Num
segundo instante, obtemos o histograma médio dos pixels situados sobre esse segmento e sobre
outros 10 segmentos adjacentes e paralelos, 5 deles situados acima do segmento mostrado e 5
situados  abaixo do segmento mostrado. Na figura 3.10 mostramos esse histograma. Para as 60
imagens estudadas, verificamos que 0 ponto critico minimo do histograma situa-se na regido do
septo. Esse ponto é designado como ponto 3 na figura 3.9 (d). O valor refinado da coordenada X,
do centro do VE é obtido através de uma média das coordenadas x dos pontos 1 ¢ 3, enquanto que o
valor refinado da coordenada Y. do centro ¢ obtido através de uma média das coordenadas y dos

pontos 2 e 4. Na figura 3.10 (d) mostramos a localizag3o do centro refinado e os pontos utilizados
na sua determinagiio.

Na tabela 3.1 mostramos valores dos erros percentuais médios obtidos para as 60 imagens de
blood-pool do VE. O erro E, (E, ) corresponde ao erro percentual médio obtido pela razdo entre a
diferenga das coordenadas x.(y.) do centro obtidas automaticamente e do centro obtidas

manualmente, pelo raio r do VE, definido como 2 distincia entre o centro do mesmo e sua
extremidade lateral posterior. Esse erros sio €Xpressos através das equacdes:

39

- 1 ‘xcmi xclil
Ei=og 20 e . (3.7

i-0 r,



Figura 3.9: (a) imagem de blood-pool ampliada de um VE; (b) mediatriz, pixels com
intensidade superior ao limiar de 200 e estimativa inicial do centro; (c} segmento de

reta passando pelo centro estimado do VE e (d) centro refinado do VE e pontos 1,23 e
4 utilizados no seu cdlculo.
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1 - chns'_y“i

i=0

onde:
(Xami ¥ emi )= cOOrdenadas do centro manual do ventriculo i;

(Xe i»¥a 1) = coordenadas do centro automatico do ventriculo i;

r = raio do ventriculo.

pto. critico minimo
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Figura 3.10: perfil médio dos pixels localizados sobre o segmento de reta mostrado na

Jigura 3.10 (c) e sobre 5 segmentos adjacentes situados acima do mesmo e 5 segmentos
adjacentes situados abaixo do mesmo.

Tabela 3.1: Erros percentuais no processo de determinagdo do centro.

%
:

Ex (%) " Ey (%)
Sl R T
re?ir:lt:r?l:r{:to 9.14 7.92 1167 | 10.14
rgf?r?:r:e{:l?o 5.70 4.85 6.69 5.90
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IIL4 SELECAO DAS IMAGENS PARA O TREINAMENTO DA REDE
NEURAL

A forma do VE pode variar significativamente de uma pessoa para a outra. Para ilustrarmos
esse fato, mostramos na figura 3.11 dois VE’s com formas bem diferentes. O ventriculo da figura
3.1T (a) tem uma forma alongada, enquanto que o ventriculo da figura 3.11 (b) tem uma forma
arredondada. Com o objetivo de garantir que no treinamento tenhamos um conjunto representativo
das diversas formas do VE, adotamos o procedimento de classificagio de formas descrito a seguir.

(a) (b)

Figura 3.11: Exemplos de ventriculos com Jormas diferentes: (a)forma alongada e
(b)forma arredondada.

Para classificarmos as formas dos VE das 60 imagens de blood-pool, utilizamos uma rede
auto-organizavel de Kohonen, cuja arquitetura é mostrada na figura 3.12. O nimero de neurdnios de
entrada dessa rede é 64. Essas 64 entradas da rede correspondem as 64 orientagSes descritas no

Figura 3.12: arquitetura da rede auto-organizavel de Kohonen utilizada para a
classificagdo das formas dos VE.
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itemn 1I1.1, Para um dado ventriculo, uma entrada X, corresponde ao raio do contorno na orientagdo i
normalizado através da seguinte expressio:

raio da orientacio i
x, = & A0 (3.9)
raio da orientagio 0

Os raios utilizados na expressdo (3.9) sdo obtidos a partir dos contornos tracados
manualmente. A padronizacio definida na expressdo 3.9 visa tornar o processo de classificagio das
formas dos VE independentes do tamanho do mesmo, O nimero de saidas da rede corresponde ac
namero de grupos em que se deseja classificar as formas dos ventriculos. Nesse trabalho, variamos o
nimero de saidas m entre 2 e 5. O treinamento da rede foi efetuado utilizando o algoritmo
apresentado no capitulo 2, com as seguintes peculiaridades: em cada ciclo de treinamento
apresentamos as 60 imagens de VE, utilizaram-se dois valores para o namero total de ciclos de

treinamento, nt, 10.000 e 20.000; a atualizagdo dos pesos da rede obedeceu o algoritmo mostrado

a seguir:

A. zerar inicialmente um contador i, Designar o nlimero do ciclo de treinamento por nc.

B. se ne<(i+1).nt/n, ir para C. Caso contrario ir para F.

C. atualizar os pesos conectados aos nds de saida, exceto aqueles conectados aos “i” nds com os
menores valores de saida.

D. incrementar nc e ir para B,

E.

incrementar o valor de “i” e comparar com n. Se i<n ir para B. Caso contrario ir para F.
F. fim.

O objetivo deste algoritmo ¢ diminuir gradativamente a vizinhanga dos nés em torno do né
vencedor que tem os seus pesos atualizados. Os resultados da classificagdo ndo se alteraram quando
nt foi aumentado de 10.000 para 20.000. Na tabela 3.2 mostramos o resultado da classificagio,
considerando o percentual de imagens por grupo, paran=23 4 ¢ 5.

Tabela 3.2: percentual de imagens nos grupos resultantes da classificagdo através da
rede auto-organizdavel de Kohonen.

percentual por grupo
namero de
grupos 1 2 3 4 5
2 425 57.8 0 0 0
3 20 35 45 0 0
4 12.5 15 30 42.5 0
5 10 12.5 20 27.5 30

Essa mesma rede de Kohonen foi utilizada para classificar os contornos obtidos com o
método automatico completo para determinagdo do contorno do VE desenvolvido nesse trabalho de
tese. Na figura 3.13 mostramos o percentual de acerto da classificagio dos contornos automaticos
em termos dos grupos de classificagdo da tabela 3 2. Esse contornos automaticos foram obtidos
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utilizando-se 20 imagens escolhidas aleatoriamente para o conjunto de treinamento da rede tipo
perceptron multicamadas.

100
90 |
80
70 +
60 +
50 1
40 1
30+
20 +
10 |

0 ¢ : t —
1 2 3 _ 4 5
namero de grupos

% de acerto

Figura 3.13: percentual de acertos na classificacdo dos contornos automdticos pela
rede auto-organizavel de Kohonen, paran=23,4¢ 5.

Para n=3, o percentual de classificagdo correto foi em torno de 90%, enquanto que, para n=4
e n=3, este indice caiu abaixo de 80%. Em face disso, concluimos que as diferengas entre as formas
dos contornos ndo justificam a escolha de mais do que 3 grupos de classificagdo para selecionar as
imagens do grupo de treinamento da rede tipo perceptron multicamadas. O nimero de imagens
desse grupo de treinamento escolhido por nods foi 20. Nio existem regras para se determinar o
namero de amostras do grupo de treinamento de uma rede neural. O que se pode fazer apenas é
variar o niimero de amostras e verificar se variam os resultados obtidos com a utilizagdo da rede.
As 20 imagens foram escolhidas a partir dos 3 grupos de classificagdo resultantes da aplicagdo da
rede de Kohonen com n=3, sendo o numero de imagens utilizadas de cada grupo definido pelos
percentuais da tabela 3.2. Assim, foram extraidas 4 imagens do grupo 1, 7 imagens do grupo 2 e 9
imagens do grupo 3, totalizando as 20 imagens do grupo de treinamento. Designamos essas 20
imagens de treinamento como um conjunto A de imagens, enquanto que as 40 imagens restantes do
conjunto das 60 imagens utilizadas nesse trabalho, foram designadas de grupo B. As imagens do
grupo A foram utilizadas tanto para o treinamento como para o teste da rede, enquanto que as
imagens do grupo B foram utilizadas apenas para o teste da rede.

HLS ARQUITETURA DA REDE NEURAL TIPO PERCEPTRON
MULTICAMADAS

A arquitetura da rede neural utilizada, mostrada na figura 3.14, é a de um perceprron de 3
camadas de nos. O nimero de nos da camada intermediaria foi escolhido utilizando a estimativa de
Baum (1988} apresentada no capitulo 2. De acordo com essa estimativa, o numero de neurénios da
camada intermediaria é igual a N/d, onde N é igual ao niimero de vetores do conjunto de treinamento
e d ¢ a dimensdo desses vetores. Para utilizarmos essa expressdo, necessitamos saber o numero de
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vetores utilizados no treinamento de uma orientacdo € o niimero de variaveis de cada vetor. Como
sera visto na proxima segio, cada imagem do conjunto de treinamento contribui com 3 vetores.
Mutltiplicando-se esse valor pelo nimero de imagens do conjunto de treinamento, 20 obtemos um
total de 60 vetores utilizados no treinamento de uma onientagdo. Como sera visto também na
proxima se¢do, cada um desses vetores pode ter 3 ou 4 dimensdes. Utilizando d=3, obtemos um
nimero maximo de nos, dado por:

numero de nos na camada intermediaria= %I— =3 = 20 (3.10)

Dessa forma, foram utilizados 20 nds na camada intermediéria. O niimero de nds na camada
de saida foi de apenas 1, pois a decisio envolvida é da forma “se o n6 pertence ao contorno a saida
vale x, caso contrario, a saida vale y”

camada k

camada j

camada i

entradas

Figura 3.14: arquitetura da rede neural lipo perceptron multicamadas utilizada,
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I11.6 VARIAVEIS DE ENTRADA E TREINAMENTO DA REDE NEURAL

Durante o treinamento da rede neural, sio apresentados, para cada orientagio e para cada
imagem do conjunto de treinamento, trés pixels. Dois deles ndo pertencem ao contorno: o primeiro
reside no interior do contorno e o segundo no exterior do contorno. Um terceiro € escolhido sobre
o contorno. As variaveis de entrada da rede sdo parimetros extraidos desses pixels. Inicialmente,
foram investigadas as seguintes variaveis: 1. distincia do pixel ao centro do VE .d; 2. intensidade do

pixel, I 3. derivada ao longo da orientagdo, g; 4. magnitude do gradiente, m e 5. distdncia em
relagdo ao pixel do contorno da orientagdo anterior, da.

A derivada ao longo de uma orientagdo para um pixel P;, foi calculada através da seguinte
expressao;

S (3.11)

onde: I; = intensidade do pixel P;. O pixel P, de uma orientagdo corresponde ao pixel do
centro do VE.

A magpnitude do gradiente foi calculada utilizando-se os operadores de Sobel nas diregdes x e
y € extraindo-se o modulo dos valores resultantes.

Dois importantes parAmetros a serem escolhidos na fase de treinamento 30 as distancias dos
pixels interno e externo em relagiio ao centro do VE. Nesse trabalho, expressamos essas distancias
como um miitiplo da distincia do pixel de contorno em relagio ao centro do VE em cada
orientacdo. Testamos dois pares de distancia: no primeiro par utilizamos uma distancia do pixel
interno igual a 0,8 vezes a distincia do pixel de contorno e uma distAncia do pixel externo igual a
1,2 vezes a distdncia do pixel de contorno (ver figura 3.15). No segundo par utilizamos uma
distdncia do pixel interno igual a 0,7 vezes a distincia do pixel de contorno e uma distancia do pixel
externo igual a 1,3 vezes a distancia do pixel de contorno.

Como a rede é forgada a diferenciar pixels que sdo do contorno de pixels que nfo sdo do
contorno, ¢ interessante visualizarmos as diferencas entre os valores das 5 varidveis anteriormente
citadas para estes dois conjuntos de pixels e para os dois pares de distincia escolhidos. Ao obtermos
esses graficos, mostrados nas figuras 3.16, 3.17, 3.18, 3.19 € 3.20, objetivamos dois propasitos:
reconhecer quais varidveis sdo mais importantes na diferenciagio entre os grupos de pixels que sdo
do contorno e que n3o sio do contorno ¢, portanto, quais delas sio mais adequadas para o

treinamento da rede, e qual par de distancias possibilita uma melhor separacdo entre as variaveis
correspondentes as estes dois conjuntos de pixels.
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I - centro do VE

2 - piste] interno

3 - pixel do contorno
4 - pixel externo

Figura 3.15:1lustragdo das distdncias dos pixels utilizadas no treinamento.

Nos graficos das figuras 3.16-3.20 mostramos valores normalizados das 5 variaveis de
entrada da rede em fungfio da orientacio. Foram esses valores normalizados que utilizamos para
alimentar a rede neural. A normalizagio teve por objetivo enquadrar todos os valores na faixa entre 0

e I, adequando-os a entrada da fungdo sigmoide. A normalizagio da distancia do pixel em relagio ao
centro do VE foi feita obedecendo a seguinte expressio:

d
d =
" distancia do pixel de contorno na orientagao de 0°

(3.12)

onde: d = distancia do pixel em relagdo ao centro do VE;
d, = distancia do pixel em relagfio ao centro do VE normalizada,

A normaliza¢do das intensidades dos pixels foi efetuada obedecendo a seguinte expressio;

=353 (3.13)

onde: I = intensidade do pixel;
I,= intensidade do pixel normalizada.

Na normalizagdo da derivada linear, da magnitude do gradiente e da distancia do pixel em
relagio ao pixel de contorno da orientagdo anterior, utilizamos fatores NuUmeEricos

adequados para
enquadrar os valores na faixa entre O e 1.
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Para o calculo dos valores médios e dos desvios padrdes das variaveis foram utilizadas as 60
imagens de VE. Em cada um dos gréficos das figuras 3.16, 3.17 e 3.20, referentes a distancia do
pixel em relagio ao centro do VE, intensidade do pixel e distincia de um pixel em relagio ao pixel
do contorno da orientagfo anterior, respectivamente, mostramos 9 valores em cada orientagdo: valor
médio da varidvel no pixel interno, valor médio da varisvel no pixel interno * 1 desvio padrio, valor
médio da varidvel no pixel de contorno, valor médio da variavel no pixel de contorno + 1 desvio
padrdo, valor médio da variavel no pixel externo e valor médio da variavel no pixel externo + 1
desvio padrdo. Em cada orientagio, entdo, cada pixel (interno, sobre o contorno e externo) é
representado por um conjunto de 3 valores: valor médio e valor médio + 1 desvio padrio. Nos
graficos das figuras 3.18 e 3.19, referentes a magnitude do gradiente linear e magnitude do
gradiente, respectivamente, mostramos apenas 3 valores em cada orientagdo: valor médio da variivel
no pixel interno, valor médio da variavel no pixel de contorno e valor médio da variavel no pixel
externo. Se mostrassemos nesses dois ultimos graficos os 9 valores que mostramos nos trés
primeiros, 0s mesmos tornar-se-iam muito densos, pois os valores mostrados seriam muito proximos
uns dos outros. Os graficos correspondentes a letra (a) correspondem a distancias dos pixels interno
e externo de 0,8 e 1,2 vezes a distancia do pixel de contorno, respectivamente, enquanto que os
graficos correspondentes a letra (b) correspondem a distancias dos pixels interno e externo de 0,7 ¢
1,3 vezes a distancia do pixel de contorno, respectivamente.

A fim de mefhor visualizarmos como as 5 varidveis acima citadas comportam-se nas
diferentes regides da vizinhanga do ventriculo, dividimos os graficos das figuras 3.16-3.20 em 4
segoes, as quais sdo mostradas como setores de um circulo representando o VE, na figura 3.21. A
regido 1 corresponde a um angulo 6 no intervalo [-45°,45°] e engloba a posigéo lateral posterior do
VE. A regido 2 corresponde a um dngulo 8 no intervalo (45°, 135°] e engloba a posicio apical
inferior do VE. A regido 3 corresponde a um angulo 6 no intervalo (135°, 225°] ¢ engloba a regiao

do septo, enquanto que a regido 4 corresponde a um angulo 6 no intervalo (225°, 31 5°) e engloba a
posigéo superior do VE.

Na tabela 3.3 mostramos os valores dessas variaveis com seus respectivos desvios padrdes,
para a distdncia do pixel interno de 0,7 e do pixel externo de 1,3, e para oito orienta¢des. Na tabela
3.4 aplicamos o teste t de Student para avaliarmos se os valores médios e de desvios padrdes
apresentados para o pixel de contorno na tabela 3 3 diferenciam-se significativamente dos mesmos
valores apresentados para os pixels interno e externo. O nivel de significdncia que adotamos foi de

0,001, com gl=118 (graus de liberdade). Para este nivel de significincia um valor do teste t maior do
que 3,37 ¢ significativo,

Analisando os graficos referidos anteriormente e das tabela 3.3 e 3.4 pode-se concluir que;

* a partir dos grificos das figuras 3.16 a 3.20 observamos que apenas as variaveis geométricas
(distdncia em relagiio ao centro do VE e distdncia em relagio ao pixel sobre o contorno da
orientagdo anterior) levam a um conjunto de valores referentes aos pixels interno, sobre o
contorno e externo bem separados nas 4 regides em que dividimos o VE. Essa separa¢do ¢ maior
para as distancias do pixel interno e externo de 0,7 e de 1,3 (grafico (b)), respectivamente.

* a partir do grafico da figura 3.17 observamos que a vanavel intensidade do pixel leva a um
conjunto de valores referentes aos pixels interno, sobre o contorno e externo separados nas
regides 1, 2 e inicio da regido 3. Na regido 4 ocorre uma superposigio desses valores,
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* as variaveis magnitude do gradiente linear e magnitude do gradiente apresentam superposi¢io dos
conjunto de valores referentes a0s pixels interno, sobre contorno e externo nas 4 regides em que
dividimos o VE. Por essa razio é que, nos graficos dessas variaveis, foram mostrados apenas 3
valores por orientagdo, correspondentes aos valores médios.

® a partir dos valores da tabela 4.4 observamos, para as oito orientagGes apresentadas, que a
variavel distdncia em relagio ao centro do VE apresenta 100% dos valores com diferengas
significativas; a varidvel intensidade do pixel apresenta 81,25% dos valores com diferencas
significativas, a variavel gradiente linear apresenta 87,25% dos valores com diferengas
significativas; a variavel gradiente linear apresenta 25% dos valores com diferencas significativas e

a variavel distdncia em relagio ao pixel de contorno da orientacio anterior apresenta 100% dos
valores com diferengas significativas.

Em face dos valores de significincia apresentados acima, resolvemos ndo utilizar a variavel
magnitude do gradiente como entrada da rede. Assim, utilizamos apenas 4 variaveis de entrada da
rede: distdncia do pixel em relagdo ao centro do VE normalizada, intensidade do pixel normalizada,
magnitude do gradiente linear normalizada e distincia do pixel em relagdo ao pixel de contorno da
orientagdo anterior normalizada. O conjunto constituido por essas quatro variaveis ¢ designado por:

Conj, ={d,,1,,g,,da,} (3.14)

A rede que utiliza essas variaveis de entrada & designada de rede A. Como mostraremos
adiante, no capitulo de resultados (os motivos para esse comportamento serdo analisados no capitulo
de discussdo), a rede A ndo apresentou bons resultados. Por 1550, resolvemos utilizar uma outra rede
com 3 variaveis de entrada: distdncia em relagdo ao centro do VE normalizada, intensidade do pixel

normalizada e magnitude do gradiente linear normalizado. Este conjunto de variaveis de entrada ¢
designado por:

Conj, ={d,.I,,g } (3.15)
A rede que utiliza essas variaveis de entrada & designada de rede B.

No treinamento das redes, a saida foi feita bipolar (£1). Pixels situados sobre o contorno
forgam a saida da rede para +1, enquanto que pixels internos ou externos forgam a saida da rede para
-1. No treinamento das redes neurais utilizamos o algoritmo de propagagio reversa, descrito no
capitulo 2 e pormenorizado no apéndice A. Com o objetivo de evitarmos minimos locais, as imagens
foram apresentadas aleatoriamente as redes. Adotamos também um algoritmo de aprendizado tipo
batch em que a atualizacio dos pesos ¢ feita apenas apos a apresentacdo das 20 imagens do grupo de
treinamento. Com o objetivo de acelerar a convergéncia do treinamento, utilizamos o método de
adaptagdo global da taxa de aprendizado (Vogl et alii, 1988). Esse método consiste em uma
estratégia heuristica simples para o aprendizado tipo datch: se o valor do erro médio quadratico na
saida da rede decresce ap6s uma iteragdo, aumenta-se o valor da taxa de aprendizado nj (tipicamente
multiplicando-se seu valor por um fator a=1,05); se o valor do erro médio quadratico na saida da
rede aumenta apos uma iteragio, diminui-se o valor da taxa de aprendizado 7 (tipicamente
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Figura 3.16: Grdfico dos valores médios normalizados das disténcias em relagdo ao
centro do VE e dos desvios padrées dos pixels interno, do contorno, e externo, para as
60 imagens de VE e para as 64 orientagdes. (a) pixel interno: 0,8 vezes a distdncia do
Pixel de contorno e pixel externo: 1,2 vezes a disténcia do pixel de contorno. (b) pixel

interno: 0,7 vezes a disténcia do pixel de contorno e pixel externo: 1,3 vezes a distdncia
do pixel de contorno.
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Figura 3.17: Grdfico dos valores médios normalizados das intensidades e dos desvios
padrdes dos pixels interno, do contorno e externo, para as 60 imagens de VE e para as
64 orientacdes. (a) pixel interno: 0.8 vezes distdncia do pixel de contorno e pixel
externo: 1,2 vezes a distdncia do pixel e contorno, (b) pixel interno: 0,7 vezes a

distancia do pixel de contorno e pixel externo: 1,3 vezes a distdncia do pixel de
Contorno.
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Figura 3.18: Grdfico dos valores médios normalizados do gradiente linear dos pixels
interno, do contorno e externo, para as 60 imagens de VE e para as 64 orientagdes. (a)
pixel interno: 0,8 vezes a distdncia do pixel de contorno e pixel externo: 1,2 vezes a
distdncia do pixel de contorno. (b) pixel interno: 0,7 vezes a distancia do pixel de
contorno e pixel externo: 1,3 vezes a distancia do pixel de contorno.
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Figura 3.19: Grdfico dos valores médios normalizados da magnitude do gradiente dos

pixels interno, do contorno e externo, para as 60 imagens de
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externo. 1,2 vezes a distdncia do pixel de contorno, (b) pixel int

VE e

distdncia do pixel de contorno e pixel externo: 1,3 vezes a distdncia

CORIOrNo.

para as 64

contorno e pixel
erno:

0,7 veres a
do pixel de

74



“a

05 regido regido?2 regidao3 regidod regido
@ x
T 8 045 ¢ e _—
EE o4 XX x| KK
= =T * whi b
o E 0.35 4+ x*x**x**xi i:&;xx x KoK Kyppene ke TH
b ' HORK ¢ X ady ¢ L A
22 03} x ¥ 2o, WAEX bioew w Kok Kok & e x| < «
- KaK T PORFRKY T S Koy ALK Koy X KL K e xx*)g%x;x*x
32025 1 kB soox % XX *xx**;**%*x;%xxxxxx oo dox Ky P HXHRHK
&g HRHT b IS N nla TRy xFog " I et St
E 0.2 130X Lol KHPX R KKK SRS A AR B )
§s SRGTOP T PRI PO WA T e BRRRSEE X
g B 0I5 ¢ R R R S Th T R i Mgk S S SRR L FE AN
‘D + *4:+-0—o-++ RIR b HY +7 “'+++:t+++i+¢”’“++ _5_4__,__;_4« ~+»~0-,+,,+-4—+++++¢¢1“;;:
§E o017t +3 e, + +-+++++i+ AR + f
g § 005 1 +
0 4+ ¢ 4 t 4 t + —
0 8 16 24 32 40 48 56 64
orientagbes
+ pixels do contorno, x pixels internos, % pixels externos
(a)
0.7 -~ regidot regido?2 regido3 regidod regidot
h ™
5 B
8 *
- p X ’ 4 b4
g ‘g 0.6 K :x xx**xx
o g xKxK x
Q o 0.5 + HPK XWX xﬁx)(x b sk §X§ xx.xx
S8 s I Lo g e K e XK
® & L i Y R s o s KKK X e K o ® s
R IR e R S e Ml % it ey
o o= >3 Y P
S5 E 03 ﬁ& ><><¥%><><xxx>< xx;XxX*yx §*§xa@xx§%xxxyxxxxxx X o XAy e
E 8 8 AZDGORN XK §><§><><xx><x atat *amﬁxxx
5 8 0.2 1 T TR P S o
gt + +H Pt §E s TR s SRS SO
£ 5 I NE S SR e ot i S +1 .+
4 8 1 T D+t H ¥ RO IRRNR L g IS, U Gy
5% o T e T e e e easEacat
0 44 t t t ¢ t 4 + 1
0 8 16 24 32 40 48 56 64

orientagdes

+ pixels do contorno, x pixels internos, % pixels externos

(b)

Figura 3.20: Grdfico dos valores médios normalizados das distdncias em relacdo ao
pixel do contorno da orientacdo anterior e dos desvios padrées dos pixels interno, do
contorno e externo, para as 60 imagens de VE e para as 64 orientagdes. (a) pixel
interno: 0,8 vezes a distdncia do pixel de contorno e pixel externo: 1,2 vezes a distdncia

do pixel de contorno. (b) pixel interno: 0,7 vezes a distdncia do pixel de contorno e
pixel externo: 1,3 vezes a distdincia do pixel de contorno.
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Figura 3.21: divisio do VE em 4 regides.

multiplicando-se seu valor por 0,7) se 0 novo erro excede o anterior de mais do que uma raziio pré-
especificada (tipicamente 1,04),

Apos iniciarmos a taxa de aprendizado 1 com um valor pequeno (tipicamente 0,0001), a
modificacdo da mesma obedece a seguinte equagio iterativa:

a. ", se E(w") < E(w*")
7' = {b.g™, seB(w*) > aE(w*?)

7 = (3.16)
7*" , caso contrario

onde:
k = iteragfo de ordem k;
E(w*) = erro médio quadratico da saida da rede para as 20 imagens

O erro médio quadritico na saida da rede, computado apds a apresentagdo dos 60 pixels
correspondentes as 20 imagens de treinamento, ¢ definido como:

E(w“)zé—lo._“Z(djmsj)2 (3.17)

onde:
d; =saida desejada da rede (+1 ou -1) para o pixel j;
s; = saida real da rede para o pixel j.

Na figura 3.22 mostramos a variacio do erro meédio quadratico para varios valores dos
pardmetros a e b, para a orientagio 6=22,5°. O valor de o utilizado para obtengdo desse dados foi de
1,04 e o valor inicial de 1 fot de 0,0001. :

el



Tabela 3.3: Valores médios normalizados e desvios padroes das variaveis de entrada da
rede para as 60 imagens de VE e para 8 orientagdes: (a) orientagoes 0,8,16 e 24. (b)
orientacoes 32,40,48 e 56.
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(a)
orientagbes
0 8 16 24
variaveis media| DP |médiaj DP Imédia] DP |meédia| DP
distancia em relagdo pixel interno 072| 0,02| 084 008 1,02| 017 083 0,15
ao centro do VE pixel do contorno 1 0} 1,19] 013| 1,44| 025] 1,18/ 021
normalizada pixel externo 1,32 001 156 0,17] 1389 0,33| 152] 028
intensidade ixel interno 077/ 007] 081] 0,09 081 0,13 0,85 012
normalizada pixef do contorno | 0,57| 0,06 0,59 011} 057| 0,14] 065 0,16
pixel externo 042, 009 041| 013] 045/ 017 0,65 0,17
gradiente linear ixel interno 114 009! 1,09 008 112 01 1,11 0,08
normalizado ixeldocontorno | 1,20 0,1] 124 041 2] 013] 1211 011
pixel externo 1,13 0,13 108! 012] 1,04 014 1,021 0,12
gradiente pixel interno 031] 0.14] 025! 0,16/ 028 015 027 017
normalizado pixel do contorno 034, 0.13] 033] 0,18 0,35 0,14 0,28 0,16
pixel externo 017] 012| 018| 0,08 0,13] 0,11 0.2 014
disténcia em relag8o ao pixel |pixel interno 028/ 001 0,33] 0,04] 041 009 038 0,09
de contorno da orientaciic  |pixel do contorno 0 0 0,12| 0,02 0,16/ 0,04] 0,12] 004
anterier normalizada pixel externo 0,32] 0,01 043 008 05 012 0,35 0,06
(b)
orientaches
32 40 48 36
variaveis média| DP [média] DP |[média| DP |média| DP
distancia em relagdo pixel interno 0,75| 0,08 0,87 0,12 1,01 02 078 0,12
ao centro do VE pixel do contorno 1,04 0.12] 1,231 0,17] 1,42 0,28/ 1,09, 0,18
normalizada pixel externo 1,38 0,18 18] 022| 187! 037/ 143] 021
intensidade pixel interno 0,87] 009 0,72 023] 061 028 0,69 0,1
normalizada pixel do contorno 0,74] 011 06/ 025 0,38 02 055 0,11
pixel externo 082 0,14] 065/ 033 037 023 0,47 0,15
gradiente linear pixel interno 1,1 0,1 1863] 248 166 103 1,1 0,08
normalizado pixel do contorne 1,18 0,1) 1,16] 046/ 1.07] 0,186 1 19 0,1
pixel externo 098 011 091 033] 104 021 1,06{ 0,12
gradiente pixe! interno 0,25 0,15 027| 0,33] 065 097 0,26| 0,13
normalizado pixel do contorno 021 0.12| 041] 0866 019 014 022 011
pixel externo 024| 0113] 027 032] 0,12 0.08) 017 0,11
distancia em relagéo ao pixel pixel interno 0,31 006| 0,35 0,05 042 0,08/ 037 008
de contorno da orientacéo pixel do contorno 01; 001 0,11] 002 6,14 0,04f 011, 0,04
anterior normalizada pixel externo 0,35| 0,03 043| 006/ 048 011 0,32] 0,05
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Tabela 3.4: valores do teste t para as oito orientagbes mostradas na tabela 3.3: (a)

orientacdes 0,8,16 ¢ 24 e (b) orientacdes 32,40,48 ¢ 56. /S representa significativo
enquanto /N representa ndo significativo.

(a)
orientacbes
0 8 16 24
varidveis teste t/sig |teste t/sig |teste t/sig Jteste Vsig
distancia em relagdo ao centro  [pixel contorno e interno 109,5/S M17,1/8 [108/5 Jo9/s
do VE normalizada pixel contorno e externol247,9/S 113,475 |8.4/8  17.075
intensidade pixel contomo e intemo [16,8 /S  {12,0 /S 97/s 1,718
normalizada pixel contorno e externol10,7 /S 18,278 [4.2/5 10078
gradiente linear pixel contorno e interno 18,6 /S 86/8 3,8/8 54/S
normalizado pixel contorno e externo ‘7,5 /8 89/ 8,5/5 9.0/8
gradiente pixel contorno e interno [1,2 /N 2,7 /N 26 /N 0,33 /N
normalizado pixel contorno e externol7.4 /S 5,3 /S 96/ 2.9 /N
distédncia em relagdo ao pixel pixet contomo e interno [216,0 /S 29,1/8 1208/S |24,7/8 |
da orientacdo anterior normalizada fpixel contorno e exierno 24% /S 1291/8 1208/S [24,7/S
(b)
Tt i orientagdes
m ‘M%n—' ;“N (o e S T S AR A e 32 40 48 56
variaveis teste t/sig Jteste t/sig Jteste t/sig Jieste t/sig
distancia em relacio ao centro  |pixe! contormo e mterno 1557/S 1 13.40/S] 934/S } 1211/8
do VE normalizada pixel contorno e externo 13,17/8 1 1030/S§ 751/S | 9,97/S
intensidade pixel conterno e interno 708/8 1 273/N | 506/8 | 6,77/S
normalizada pixel contorno e externo 348/5 | 0,94/N | 025/N 3,74 /S
gradiente linear pixel contomno e inteno 4,38/ 144 /N | 438/S | 544/S
normatizado pixel contorno e externo 1042/S | 3,42/S ] 0,88/N 6,44 /5
gradiente pixel contorno e interno 1,81 /N 147/N | 363/S | 181 /N
normalizado pixel contorno e externo 1,31/N } 147/N | 325/N | 2,48/N
distancia em relacio ao pixel pixel contorno e interno 2674/35 1 3452/S | 2425/8 22,51 /8
da orientacdo anterior normalizada pixel contorno e externol 61 24/S 1 38,19/S ] 22,50/S | 25,40/S
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erro meédio quadratico
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Figura 3.22: variacdo do erro médio quadrdtico para um treinamento da rede
correspondente a orientagdo de 22,5°

Em algumas orientagdes, um valor de a grande e um valor de b pequeno produziam
instabilidade. Porém, quando a rede ndo se tornava instavel, um par de valores desses produziam
uma convergéncia mais rapida, conforme pode ser visto na figura 3.22. Objetivando minimizar o
tempo de treinamento em cada orientacio, adotamos a estratégia de comegar o treinamento com um
valor grande de a e um valor pequeno de b. Se o erro médio quadratico tornava-se menor do que
0,2, consideravamos o treinamento concluido. Por outro lado, se a rede tornava-se instavel,
reinicidavamos os valores dos pesos, aumentavamos o valor de a, diminuiamos o valor de b e
refaziamos o treinamento para aquela orientagio.

O tempo de treinamento variou muito em fungdo da orientagdo. Na tabela 3.5 mostramos,
para a rede B, o tempo médio e o numero de ciclos por treinamento para cada uma das regides em
que dividimos o VE na figura 3.21. O tempo de treinamento da rede A foi extremamente mais
rapido, sendo tipicamente menor do que 30 segundos por orientagao.

Tabela 3.5: mimero médio de ciclos por treinamento e tempo de treinamento para a
rede B (em minutos) em fungdo da regido do ventriculo.

No. médio de

ciclos p/ 4000 6000 3000 6000
treinamento

Tempo médio de
treinamento(min)
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HI.7 UTILIZACAO DA REDE NEURAL E CRITERIOS DE SELECAO DOS
PIXELS DE CONTORNO

A fim de se submeter as imagens ao processo de extragdo do contorno do VE, as mesmas
foram primeiramente pré-processadas, conforme descrito anteriormente neste capitulo, e 0 centro do
VE foi extraido automaticamente, As 64 orientagdes foram, entdo computadas, tendo como
referéncia esse centro. Em seguida determinamos o raio do contorno para a orientagio de 0°. Nessa
orienta¢o, as redes A e B trabalham apenas com duas varidveis de entrada: a intensidade do pixel e
a magnitude do gradiente linear. A razio disso é que por ser a primeira orientacdo ainda nfo temos o
valor utilizado para normalizar as distdncias dos pixels em relagio ao centro do VE. Se
utilizassemos, para a orientagiio 0°, as distincias dos pixels em relagdo ao centro do VE (sem
estarem normalizadas) como a terceira variavel de entrada da rede neural, a mesma nio convergiria,
pois essas distincias variam muito entre ventriculos esquerdos de pessoas diferentes. A variagdo
observada nessas distdncias situa-se numa faixa entre 20 e 40 pixels.

Ao utilizarmos a rede B, obtivemos, para a orientagdo 0=22,5°, a saida mostrada na figura
3.23. Em uma orientagdio particular, conforme descrito na introducio deste capitulo, aqueles pixels
que ao serem apresentados a rede levam a saida da mesma a um valor maior do que o limiar s, =0,8
sdo considerados pixels candidatos ao contorno. Se nenhum pixel atende a exigéncia anterior,
subtraimos 0,1 do valor de s; e uma nova busca de pixels candidatos ¢ efetuada, num processo
iterativo. A escolha dos pixels de contorno em uma orientagdo i' ¢ efetuada a partir do conjunto dos
pixels candidatos dessa orientagdo, utilizando um entre os trés critérios:

* critério #1: o pixel de contorno é aquele que maximiza o valor de ¢, dado por:

I, +1
¢, =+ (3.18)

Ij+2 + Ij+!
onde: P, eCand, e

;51,15 el,, sdo as intensidades dos pixels P, P, P, e P,,, da orientagdo i,
respectivamente.

* critério #2: as coordenadas do pixel de contorno, xcont,. e ycont, s3o obtidas através de uma

média das coordenadas x e y de todos os pixel do conjunto de pixels candidatos da orientagdo i’,
ou seja:

1 Fm-1
xconti. =—. X; €

m 5

| Fm (3.19)
ycont, = —. Y;

m 5
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onde: P, eCand,e
m = niimero de pixels em Cand,..

e critério #3: as coordenadas do pixel de contorno sio obtidas através de uma média das
coordenadas dos pixels determinados pelos critérios 1 e 2.

O primeiro desses critérios explora as caracteristicas da descontinuidade da borda em termos
de niveis de cinza. A expectativa desse critério é que a borda esteja localizada em uma regidio onde
ocorra uma transigo abrupta de niveis de cinza. O segundo critério explora o fato dos pixels
proximos a borda do VE terem uma tendéncia a apresentarem uma saida da rede neural com valor
alto. Esse fato pode ser observado através do grafico da figura 3.23, onde verificamos que na regifio
da borda (préximo ao pixel de numero 35), os valores da saida da rede tém um aumento
significativo. O terceiro critério associa os dois anteriores, a0 obter uma média das coordenadas dos
pixels de contorno determinados por ambos. O desempenho desses critérios € apresentado no
capitulo de resultados.

Saida da rede

Pixel ao longo da orientagio

Figura 3.23: saida da rede A para a orientagdo de 22,5 °

[11.8 RESTRICOES GEOMETRICAS E FILTRAGEM

A procura dos pixels candidatos em algumas regiGes, como a regido das valvulas do VE ou a
regido onde o VE faz interface com o musculo papilar, € bastante dificil. Com o objetivo de
direcionar essa busca, restringimos, para cada orientagdo, a regido onde os pixels candidatos

a B

WL
A L
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podem ser procurados, através do seguinte procedimento: utilizando os contornos tragados
manualmente para as 60 imagens de VE, obtivemos, para cada orientagdo, um valor para o raio
médio normalizado do contorno e um valor para o desvio padrio. Confinamos, entdo a busca dos
pixels candidatos em cada orientacdo a um intervalo definido pelo raio médio naquela orientagio +
3 desvios padrdes. Esse intervalo engloba 99% dos pixels dos contornos tragados manualmente.

Apos a determinagio dos pixels candidatos e dos 64 pixels de contorno que definem o
contorno-6 de um VE, efetuamos ainda um processo de filtragem e suavizaciio.

O processo de filtragem tem por objetivo eliminar pontos do contorno que representem
possivel ruido. Um pixel de contorno de uma orientacdo i ¢ considerado ruido, se a sua distincia em
relagdo ao pixel de contorno da orientagio anterior i-1 é maior do que um determinado valor pré-
estabelecido. A seguir descrevemos o algoritmo que empregamos para determinar se um pixel de
contorno de uma orientagdo i pode ou nfo ser considerado como ruido:

A. utilizando os contornos manuais das 60 imagens de VE, obtivemos, para as 64 orientagdes, o
valor maximo da distincia de um pixel de contorno numa orientagdo i em relagio ao pixel de
contorno da orientagdo anterior i-1. Os valores dessas distincias foram, em cada imagem,

normalizados em relagdo ao raio da orientagdo de 0°. O conjunto dessas distincias ¢ representado
por:

D_._ :{dmaxa,dmax,,dmaxz, ........ ,dmax , } (3.20)

B. para cada uma das 64 orientagdes de um contorno determinado automaticamente, calculamos a

distdncia do pixel de contorno de uma orientacdo i em relagio ao pixel de contorno da orienta¢do
i-1.

C. se essa distdncia for maior do que dmax, ir para o passo D, caso contrario assumir que o pixel de
contorno da orientagdo i ndo € ruido ir para G.

D. calcular a distincia d, do pixel de contorno da orientagio i+1 em relagio ao pixel de contorno da
orientagdo i-1 e a distancia dmax,,, do pixel de contorno da orientagio i+1 em relagdo ao pixel

de contorno da orientagdo i. Se d, for maior que a soma das distdncias dmax, e dmax,,,, ir para
F, caso contrario ir para E.

E. calcular as distancias dos pixels de contorno das orientagdes i-1 e i+1 em rela¢io ao centro do
VE. Substituir o pixel de contorno da orientagdo i por outro pixel nessa mesma orientagdo cuja

distincia em relagdo ao centro do VE seja uma média das duas distdncias anteriormente
calculadas. Ir para G.

F. calcular a distincia do pixel de contorno da orientagdo i-1 em relagdo ao centro do VE. Substituir
o pixel de contorno da orientagio i por outro pixel de contorno nesta mesma orienta¢io cuja
distincia em relagdo ao centro do VE seja igual a distancia anteriormente calculada.

G. final do algoritmo.
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Uma caracteristica dos contornos tragados manualmente & serem suaves, enquanto que os
contornos determinados automaticamente sfo, na maioria das vezes, marcados por descontinuidades.

A fim de darmos um aspecto mais suave aos contornos que obtivemos utilizamos um filtro de média
movel, definido por:

R, =(r, +2r, +4r, +2r,,+1,,)/10, para i=0,1,2,.. N (3.21)

onde:
;= raio a ser suavizado;,

R ;= raio suavizado correspondendo a0 contorno suavizado;
N=63.

Uma vez que o contorno ¢ fechado, observamos quer; =fy,; € L, =r_ .

Apods a suavizagdo, o contorno final é obtido interpolando-se linearmente os pixels do
contorno resultante dos processos de filtragem e suavizagiio. Nas figuras 3.24 e 3.25 mostramos um
exemplo da sequéncia de procedimentos que resultam na detecgdio automatica do contorno do VE.
Esse contorno foi obtido utilizando-se a rede B. Na figura 3.24 (a) mostramos uma imagem de VE
pré-processada, com 16 das 64 orientagBes superpostas a mesma. Na figura 3.24 (b) mostramos os
pixels candidatos em todas as orientacdes. Na figura 3.24 (c) mostramos os pixels de contorno que
foram detectados utilizando o critério #3. Na figura 3.24 (d) observamos o contorno do VE apos a

filtragem. Finalmente, na figura 3.25 mostramos a imagem final desse processo: o contorno do VE
apos a suavizagio.

I1L.9 AVALIACAO DO DESEMPENHO DO METODO

Para a avaliagio do desempenho do método proposto, utilizamos as medidas de erro
percentual e de erro soma, definidos através das expressOes 2.20 e 2.21, respectivamente. Além de
permitir uma comparagio com outros trabalhos da literatura, essas medidas levam em conta a area
do VE, parémetro essencial para a avaliagdo da fun¢do de ejegdo e para o calculo do volume do VE.

1110 SOFTWARE E HARDWARE UTILIZADOS

O software desenvolvido nesse trabalho foi implementado em linguagem C (Kernighan et
alia, 1990), utilizando o compilador C++ da Borland. O programa completo pode ser dividido em

seis modulos, mostrados na tabela 3.6 com os respectivos nimeros de linhas. A seguir
descreveremos as fungdes de cada um desses modulos:
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¢ modulo de leitura das imagens. A série de 32 imagens de blood-pool de VE sincronizadas com o

ciclo cardiaco, sdo fornecidas em arquivo Gnico, com um formato proprio da empresa que fornece
o equipamento. Utilizando as informagdes presentes no cabecalho desse arquivo, o modulo de
leitura de imagens captura a primeira imagem da série, correspondente a didstole € a grava em um
arquivo separado para ser processada pelo médulo de pré-processamento.

modulo de pré-processamento e extragiio dos contornos. Esse médulo & constituido de duas
partes: a primeira, correspondente ao pré-processamento, efetua as tarefas de ajustar o
histograma da imagem proveniente do madulo anterior de extragdo e ampliar a mesma de 64x64
para 256x256, na segunda parte, correspondente a extragio de contornos, efetua-se um
processamento iterativo, onde o centro e o contorno do VE sdio extraidos pelo usuario utilizando
um dispositivo apontador (mouse). Apos a extragio do contorno pelo usudrio, o programa
seleciona 64 pixels do mesmo, correspondendo as 64 orientagdes. Como resultado desse médulo
sdo gerados dois arquivos: um arquivo X contendo a imagem filtrada e ampliada e o outro arquivo
¥ contendo as informagdes do contorno e do centro extraidos manualmente.

modulo de determinago automatica do centro. Nesse modulo, solicitamos que o usuario fornega
inicialmente o nome da imagem. Em seguida, utilizando as informagSes extraidas no modulo
anterior sobre o contorno e o centro do VE, calculamos o centro médio dos ventriculos esquerdo
e direito ¢ determinamos a equagdo da reta da mediatriz do segmento de reta que une esses dois
centros médios. Através de uma operagio de limiar, isolamos os pixels com intensidades maiores
do que 200 e estimamos o centro do VE calculando a média das coordenadas desses pixels.
Finalmente, efetuamos o calculo do valor refinado do centro do VE. A informagdo do centro
assim determinado ¢ anexada ao arquivo ¥ definido anteriormente.

modulo de treinamento e uso da rede auto-organizavel de Kohonen. Nesse modulo, o usuario tem
a opgdo de fornecer o niimero de grupos em que deseja classificar as 64 imagens de VE, bem
como o niimero de interagdes a ser utilizado no processo de classificagdo. A saida desse madulo é
uma relagdo da classificagio desses contornos nos respectivos grupos.

médulo de treinamento e uso da rede tipo perceptron multicamadas. Fornecemos inicialmente ao
usuario um menu com as opg¢des de selecdo das variaveis de entrada da rede e escolha entre
treinamento ou uso da rede neural. No caso do usuario optar pelo treinamento, o programa
permite, para o treinamento de cada orientagdo, a escolha dos pardmetros a e b da equagio 3.16;
a visualizagdio da saida da rede apés um numero pré-estabelecido de iteragdes e recomecar o
treinamento naquela orientagio caso o mesmo tenha se tornado instavel. No caso do usuario
optar pelo uso da rede, o programa pergunia o nome da imagem que se deseja determinar o
contorno do VE;, se o centro a ser utilizado ¢ o manual ou o automatico e qual o critério a ser
utilizado na selegdo dos pixels de contorno a partir dos pixels candidatos. O resultado da opgdo
treinamento ¢ um arquivo contendo os valores dos pesos da rede treinada. Como resultado da
0p¢ao uso da rede, o programa fornece a imagem do contorno do VE com os pixels candidatos; a
imagem do contorno do VE com os pixels de contorno; a imagem do contorno do VE filtrado; a
imagem do contorno do VE suavizado e a imagem contendo a superposi¢io dos contornos do VE
extraidos manualmente e obtidos automaticamente. Além disso, obtemos também uma tabela

contendo os valores do erro soma e do erro percentual resultantes da comparacio entre os
contornos manual e automatico.
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(a) (b)

(c) (d)

Figura 3.24: Exemplo de deteccdo de contorno: (a) imagem pré-processada de VE com
16 orientacdes superpostas;(b) imagem mostrando os pixels candidatos;(c) imagem
com os pixels de contorno detectados através do critério #3 e (d) imagem com os pixels
de contorno obtidos apos a filtragem e interpolados linearmente.
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Figura 3.25: Exemplo de detecgdo do contorno do VE: imagem com o contorno do VE
apos a suavizagdo.

Tabela 3.6: médulos do programa completo.

moédulo de programa numero de linhas

1. Extracéo da imagem 190
2. Pré-processamento e

. 795
extracao dos contomos
3. Determinacdo
automética do centro
4. Treinamento e uso da
rede auto-organizavel de 257
Kohonen
5. Treinarmento & uso da
rede tipo perceptron 2534
Imulticamadas
6. Confeccdo dos graficos
das variaveis de entrada 530
da rede

959

* modulo de confecgdo dos graficos das variaveis de entrada da rede: O usuario tem condi¢des de
visualizar os graficos mostrados nas figuras 3.16-3.20. O programa requer que seja fornecido o
nome da variavel a ser visualizada. Na saida do mesmo & gerado um arquivo para ser utilizado
pelo programa Fxcel da Microsoft®.

» computador utilizado foi um PC 486 de 66Mhz, 16Mbytes de RAM e 1Mbyte de
capacidade de armazenamento em meio magnético.
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CAPITULO IV

RESULTADOS

IV.1 INTRODUCAO

Inicialmente, mostramos contornos de VE obtidos automaticamente com a rede neural A de
4 entradas. Em seguida, mostramos contornos de VE, com tamanhos e formas diferentes, obtidos
com a rede neural B de 3 entradas. Um topico importante que focalizamos € a detecgdo de contornos
especiais, que incluem regides de proximidade entre o musculo papilar e o VE, regides onde existem
bordas falsas, com tendéncia de se tracar multiplos contornos, e regiGes onde existe uma grande
proximidade entre ambos os ventriculos, dificultando o delineamento do contorno do VE. Qutros
resultados que apresentamos incluem uma tabela de comparagdo entre os erros obtidos através dos
trés critérios de selegdo dos pontos do contorno, citados no capitulo anterior e uma tabela mostrando
a influéncia da variagdo das coordenadas horizontal ¢ vertical do centro do VE sobre a qualidade
do contorno detectado. A fim de avaliarmos o conhecimento geométrico armazenado pela rede
determinamos um contorno automatico para uma imagem média artificialmente construida com
valores constantes de intensidade de pixel e de gradiente linear, para as 64 orientagdes. Para efeito
de comparagdo, mostramos, também, o contorno médio obtido através de uma média das
coordenadas dos pixels de contorno das 20 imagens de treinamento.

IV.2 CONTORNOS DE VE OBTIDOS AUTOMATICAMENTE

Os contornos obtidos através da rede neural B (3 entradas) delimitam melhor o VE do que os
contornos obtidos como a rede neural A (4 entradas). Na figura 4.1 mostramos trés exemplos de
contornos automaticos (cor escura) obtidos através da rede neural A, superpostos aos contomos
tragados manualmente (cor clara) e na tabela 4.1 os valores do erro percentual e do erro soma para
esses trés contornos. Na figura 4.2 mostramos, para as mesmas imagens de VE mostradas na figura
4.1, os contornos automaticos (cor escura) obtidos através da rede neural B, superpostos aos
contornos tragados manualmente (cor clara) e na tabela 4.2 os valores do erro percentual e do erro
soma para esses trés contornos. A principal caracteristica dos contornos mostrados na figura 4.1,
obtidos utilizando-se a rede neural A, ¢ que os mesmos ndo distinguem corretamente a borda do VE

na interface entre os ventriculos, resultando em contornos que incluem regides do ventriculo
direito.



(c)

Figura 4.1: Exemplos de detecgiio do contorno automatico pela rede neural A. O trago

eSCUro representa o contorno automdtico, enquanto que o traco claro representa o
contorno manual.

38



Figura 4. 2: Exemplos de detecgdo de contorno automdtico pela rede neural B. O traco
E€SCUro representa o contorno automdtico, enquanto
contorno manual,

que o trago claro representia o

89
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Tabela 4.1: Valores dos erros percentual e erro soma para as imagens da figura 4.1
(valores adimensionais em termos percentuais).

Rede neural A

Imagem |Erro percentual [Erro soma
4 1(a) 12,1 4211
4.1(b) 6,23 35,35
4.1(C) 27.88 38,50

Tabela 4.2: Valores dos erros percentual e soma para as imagens da figura 4.2.

‘Rede newral B

tmagem |Erro percentual]Erro soma
4.2(a) 2,92 10,51
4.2(b) 6,66 11,04
4.2(c) 4,01 10,62

Como os resultados apresentados pela rede neural A ndo foram de boa qualidade, a mesma
foi abandonada. Na figura 43  mostramos contornos obtidos para VE de diferentes tamanhos . As
areas dos ventriculos mostrados na figura 4.3 sio: 4.3(a) - 25,35cm’, 4.3(b) - 44,47cm’ e 4.3(c) -
53,55cm”. Na figura 4.4 mostramos contornos obtidos para VE de diferentes formas. Na figura
4.4(a) mostramos um VE de forma ovalada, Na figura 4.4(b) mostramos um VE de forma
arredondada e na figura 4.4(c) mostramos um VE com forma irregular.

Além das imagens de contornos ja mostradas, selecionamos trés casos especiais que
consideramos criticos para avaliagio do desempenho do método proposto: imagens de VE onde o
musculo papilar se aproxima muito da regido lateral posterior do VE; imagens de VE apresentando
bordas ndo definidas, com a possibilidade de se tragar multiplos contornos e imagens de VE
apresentando regiGes onde ndo existe uma separagdo do mesmo em relagio ao VD,

Na figura 4.5 mostramos dois exemplos de VE onde ocorre uma proximidade do musculo

papilar em relaglio a regido lateral posterior do VE. O exemplo onde esta proximidade é mais
acentuada € mostrado na figura 4.5(a).

Na figura 4.6(a) ilustramos um exemplo de borda néio definida na regido superior do VE. Nas
figuras 4.6(b) e 4.6(c) ilustramos dois exemplos de regides onde nio existe uma separacdo clara
entre os Ventriculos esquerdo e direito. Na figura 4.6(b) esta regiio corresponde a parte inferior do
septo, enquanto que na figura 4.6(c) esta regido corresponde a parte superior do septo.



Figura 4.3: Exemplos de VE com
53,55cm’.

diferentes tamanhos: (a) 25,35cm’

, () 44,47cnt’ e (c)
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Figura 4.4: Exemplos de VE com diferentes
arredondada e (c) forma irregular.

Jormas: (a) forma ovalada, (b) forma
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Figura 4.5: Exemplos de proximidade do misculo papilar em relagdo a regido lateral
posterior do VE.

IV.3 COMPARACAOQ ENTRE OS CRITERIOS DFE, SELECAO DOS PONTOS
DE CONTORNO

Na tabela 4.3 mostramos, para as imagens dos grupos de treinamento (grupo A) e de teste
(grupo B), os valores do erro percentual e do erro soma, definidos através das equagdes 2.20 e 2.21,
respectivamente, obtidos ao se utilizar os critérios de selegdo dos pixels de contorno definidos no
capitulo 3.

IV.4 ERROS OBTIDOS COM A VARIACAO DA POSICAO DO CENTRO

Para avaliarmos a influéncia da variagdo das coordenadas do centro sobre a qualidade do
contorno obtido, adotamos o seguinte procedimento: escolhemos, entre as imagens do conjunto de
teste, 4 delas com valores de erro percentual baixo, com os pontos do contorno escolhidos através
do critério #3. Para essas imagens, deslocamos a posicdo do centro de +4 pixels nas direcdes

horizontal e vertical. O comportamento do erro percentual médio para essas variagdes da posigdo do
centro € mostrado na tabela 4 4.



(c)

Figura 4.6: Exemplos de contornos de VE com caracteristicas especiais: (a) Na regido
superior do VE a regido da borda néo é muito bem definida, havendo a possibilidade
de se tracar nuiltiplos contornos: (b) Na regido inferior do septo a separagdo enfre os
ventriculos ndo é muito bem definida, havendo a possibilidade de se tracar mitltiplos
contornos e (c) Na regido superior do seplo a separagdo entre os ventriculos ndo é
muito bem definida, havendo a possibilidade de se tracar multiplas bordas.
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labela 4.3: Erro Percentual e Erro Soma médios para as imagens dos grupos A e B.

- GUoA Guo B
. |Emo Percentud |Erro Soma|Emo Percentud [Emo Soma
Criténo #1 59 12.41 4.56] 12.99
Criténo 2 74 13 889 1381
Criteno 73 481 1167 a8 1150

Tabela 4.4: Comportamento do Erro Percentual com a variagdo da posi¢do do centro.

oo Erro Percentual Madio
eslocamento Coordenada | Coordenada

em pixels horizontal vertical

0 1.15 1.15

+1 2.58 1.53

+2 5.556 1.73

+3 9.22 287

+4 11.23 3.91

IV.5 CONHECIMENTO GEOMETRICO ARMAZENADO PELA REDE

A fim de se avaliar o conhecimento geométrico armazenado pela rede neural, fizemos uma
simulagdo utilizando uma imagem média construida de tal forma que para cada uma das 64
orientagdes obtivemos, para os pixels de contorno, os valores médios da intensidade de pixel e do
gradiente linear. Assumimos, entdo, para efeito de simulacio, que todos os pixels de uma orientagio
teriam valores constantes de intensidade de pixel e de gradiente linear, iguais aos valores médios
acima definidos. Em seguida, para essa imagem média, determinamos o contorno automatico
através da rede B, utilizando o critério #3 como critério de escolha do pixel de contorno. O raio da
orientagdo de 0° foi fixado em um valor arbitrario R,. A idéia que exploramos nessa simulagdo foi
tentar isolar a influéncia das variaveis nio geométricas na determinagio automatica do contorno.
Para tanto, simulamos os valores das variaveis nao geométricas constantes para todos os pixels de
uma orientagdo. Assim, a tinica diferenca de um pixel para outro em uma orientagdo ¢ a distincia do
mesmo em relagdo ao centro do ventriculo esquerdo. Na figura 4.7(a) mostramos o contorno
correspondente a essa imagem média. Na figura 4.7(b) mostramos o contorno médio obtido para as

20 imagens do conjunto de treinamento, através de uma média das coordenadas dos pixels de
contorno normalizadas.
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Figura 4.7: Contornos médios. (a) contorno médio obtido pela rede neural utilizando
uma imagem média obtida conforme descrito no texto; (b) contorno médio obtido pela
média das coordenadas normalizadas dos pixels de contorno das imagens do grupo de

freinamento.
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CAPITULOV

DISCUSSAQO

V.1 INTRODUCAQ

Este capitulo é marcado por trés secdes distintas. Inicialmente efetuamos uma analise dos
resultados apresentados no capitulo anterior. Em seguida discutimos as principais caracteristicas da
metodologia proposta para a segmentacdo de orgdos e estruturas, e, em particular, para a
segmentacdo do VE. Finalmente, discutimos as peculiaridades do treinamento da rede neural tipo
perceptron multicamadas, onde analisamos a razio dos diferentes tempos de treinamento entre as

duas redes propostas, bem como entre os diferentes tempos de treinamento das 4 regides em que
dividimos o VE,

V.2 ANALISE DOS RESULTADOS

O fato de se conseguir treinar com facilidade uma rede neural para detecgio de contornos,
nos induz a pensar que os valores das variaveis utilizadas para o treinamento para os pixels da regido
de contorno sdo bem diferentes dos valores dessas mesmas varidveis para as regides adjacentes.
Como conseqiiéncia esperariamos que na utilizagdio dessa rede a mesma detectasse com éxito 08
contornos sobre os quais ela foi treinada. Uma conclusdo aparentemente dbvia. Isso, no entanto, ndo
foi observado nesse trabatho. Consideremos, por exemplo, os resultados da rede A O tempo de
tremamento da rede A, segundo qualquer orientagdo, foi da ordem de 30s, Porém, conforme
mostrado através da figura 4.1, os contornos obtidos com a rede A ndo delimitam com precisio a
area correspondente ao VE. Por outro lado, os tempos de treinamento da rede B, segundo qualquer
orientagdo foram bem maiores que os tempos de treinamento da rede A e, conforme mostrado na
figura 4.2, os contornos obtidos com a rede B delimitam com precisdo a area correspondente ao VE.
Procuraremos a seguir elucidar as razges que acreditamos justificar esses fatos.

Observamos que a deterioracio dos contornos obtidos com a rede A ocorre normalmente no
meio da regido 2, corresponde a posi¢do apical inferior, ou préximo # interface entre as regides 2 e 3
do VE (essas regides foram definidas na figura 3.21). Nessas localizagGes, verificamos a existéncia
de muito ruido (ver, por exernplo, posigo apical inferior na figura 4.1(c)). Especialmente, na
interface entre as regides 2 e 3, o contorno do VE aproxima-se do contorno do VD, criando uma
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regido de indefinigio da borda, com a possibilidade de miltiplos contornos poderem ser tragados.
Isso pode ser visto através da figura 4.6 (b).

A rede A tem como uma de suas variaveis geométricas de entrada, a distancia de um pixel em
uma orientagéo em relagdo ao pixel de contorno na orientagdo anterior. Essa variavel, que ndo est4
presente na entrada da rede B, ¢ fundamental na diferenciagdo entre os resultados do treinamento e
do uso das redes A e B. A influéncia da mesma sobre o treinamento da rede A ¢ discutida nas segies
seguintes. No momento, estamos interessados apenas na discussdo da sua influéncia sobre os
resultados apresentados pelo uso da rede A. Devido a existéncia dessa variavel na entrada da rede A,
um pixel de contorno determinado em uma orientagdo influencia a determinagio do pixel de
contorno na orientagdo seguinte. O mesmo néo ocorre na rede B, onde a determinagdo dos pixels de

contorno em uma orientagdo ndo influencia a determinacdo do pixel de contorno da orientagdo
seguinte.

Imagine-se, entdo, que ao se utilizar a rede A para a determinac¢io do contorno de um VE, a
mesma detecte, em uma orientacio situada proxima a interface entre as regides 2 e 3, um pixel falso
de contorno, ou seja, um pixel que ndo esteja de fato sobre o contorno do VE, mas que esteja na
regido do septo, ou mesmo sobre o contorno do VD, A variavel geométrica distancia em relagio ao
pixel de contorno da orientagio anterior forgara o pixel de contorno da orientagio seguinte a estar
proximo, pertencendo também a borda do VD ou a regido do septo, pois esse pixels estario mais
proximos do pixel de borda determinado para a orientagdo anterior, do que um pixel da borda do
VE. Dito de outra forma, a detec¢iio de um pixel de borda falso em uma orientagdo, desencadeia um
processo de detecgio de novos pixels falsos em orientagdes posteriores, ou seja, temos um efeito da
propagac&o do erro inicial. Dois fatores atenuam esse efeito em cascata. O primeiro deles é o efeito
atenuador das outras variaveis de entrada da rede neural. A varidvel geométrica distdncia em relagio
ao centro do VE, por exemplo, forgara o contorno detectado a se manter proximo do contorno real
do VE. O outro fator é o estabelecimento de uma faixa de procura dos pixels candidatos ao
contorno. Essa faixa especifica limites absolutos para a procura dos pixels candidatos ao contorno.
Esses limites, conforme descrito no capitulo de Material e Métodos, sdo definidos em fun¢do dos
contornos manuais tragados para as 60 imagens de VE utilizadas nesse trabalho. Esses dois fatores,
no entanto, ndo sdo suficientes para corrigir a detecgio de pixels falsos que ocorre ao se utilizar a
rede neural A. Como conseqiiéncia, os contornos obtidos com a rede neural A nio delimitam com
precisdo a area do VE.

A detecgdo de contornos através da utilizagdo da rede B nfio apresenta a propagagdo do erro
na detecgdo de pixels descrita anteriormente, e a qualidade dos contornos obtidos motivaram-ios a
escrever esse trabalho. O principal espelho da qualidade desse contornos sio as imagens mostradas
no capitulo anterior. Para uma comparagdo com outros métodos existentes, é necessario, além de
uma analise visual, que existam medidas quantitativas de desempenho. Nesse trabalho, conforme ja
salientado, escolhemos duas medidas de erro para avaliar a qualidade dos contornos: o erro
percentual € o erro soma, definidos através das expressbes 2.20 e 2.21. Na tabela 4.3, mostramos,
para os trés critérios de escolha dos pixels de contorno, os valores desse erros para as imagens do

grupo de treinamento e para o grupo de imagens de teste. Em relagio aos resultados apresentados
nessa tabela, tecemos quatro observagdes;
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* Os resultados sdo comparaveis aos valores obtidos por Lilly et alii (1989) para o erro percentual

(entre 4% e 9%) e para o erro soma (entre 10% e 15%), ao trabalhar com imagens radiograficas
do miocardio.

* Os resultados apresentados para o Grupo A, constituido por imagens de treinamento, mostram
que a rede foi capaz de aprender através de exemplos.

* Os resultados apresentados para o Grupo B, constituido por imagens de teste, sdo comparaveis

aqueles obtidos para 0 Grupo A, demonstrando que a rede foi capaz de generalizar o conteudo
aprendido através de exemplos.

* Entre os trés critérios propostos, aquele que apresentou melhores resultados foi o critério #3.

E mister observarmos que o erro soma € uma melhor estimativa da qualidade do contomo do
que o erro percentual. Se ndo vejamos. Através da imagem 4.1(b) vemos que o contorno
determinado pela rede A ndo delimita precisamente a area do VE. Ao nos reportarmos a tabela 4.1,
vemos que o erro percentual para esse contorno é de 6,23, niio sendo o mesmo um valor ruim de
erro percentual. Isso estd em contradigio com a qualidade do contorno verificada através da
inspeco visual da imagem 4.1(b). Na tabela 4.1 observamos que o valor do erro soma para esse
mesmo contorno ¢ de 35,35, o que representa um valor mais condizente com a qualidade do
contorno obtido. Assim sendo, somente o valor do erro percentual nio nos pode garantir a boa
qualidade de um contorno obtido automaticamente. Essa qualidade € assegurada, no entanto, através
do erro soma. Em geral, valores do erro soma em torno de 10% sio comparaveis aos obtidos na
literatura (Lilly et alii, 1989). A razio para valores do erro soma dessa magnitude, advém do fato de
ser muito dificil a coincidéncia perfeita entre um contorno tracado manualmente e um contorno
obtido automaticamente. Nos exemplos mostrados através da figura 4.2, as diferencas entre os
contornos manual e automatico levam a um erro soma da ordem de 10%.

As imagens apresentadas nas figuras 4.3 e 4.4 mostram a robustez do método na deteccédo de
contornos de VE de diferentes tamanhos ¢ formas A independéncia da rede neural em relagio ao
tamanho dos ventriculos foi conseguida gragas a normalizagio das distdncias dos pontos do
contorno em relagdo ao centro do VE obtida através da divisio das mesmas por uma referéncia, a
distdncia do ponto do contorno da orientagio de 0° em relagio a esse centro. As imagens
apresentadas na figura 4.5 mostram a robustez do método na detecgéio de contorno de VE quando
existe uma forte aproximacio do musculo papilar do lado lateral posterior do VE, enquanto que as
imagens apresentadas na figura 4.6 mosiram a capacidade do método de estimar o contorno em
regides onde a borda do VE ndo estd bem definida. Acreditamos que esta capacidade seja devida ao
conhecimento geométrico armazenado pela rede neural sobre a forma do VE.

A fim de avaliar a robustez do método que propomos, em fun¢do da posi¢io do centro,
mostramos os dados da tabela 4.4. Pelos resultados apresentados na tabela 2.1 o valor méaximo dos
erros Ex e Ey na determinacio do centro, apds o refinamento, é da ordem de 7%. Isso significa que,
para um ventriculo esquerdo com um raio na orientagdo 0=0° de 20 pixels, o erro médio maximo
que cometemos na determinagdo do centro ¢ de +1,4 pixels. Analisaremos o valor desse erro em face
dos resultados apresentados na tabela 44 Um deslocamento de +1.4 pixels na coordenada
horizontal do centro do VE faria com que o erro percentual variasse de 1.15% para um valor na
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faixa entre 2,58% e 5,55%. Um deslocamento de +1,4 pixels na coordenada vertical do centro do
VE farta com que o erro percentual variasse de 1,15% para um valor na faixa entre 1,53% e 1,73%.
A conclusdo a que chegamos é que 0 método € mais sensivel a erros cometidos na determinagdo da
coordenada horizontal do centro do que a erros cometidos na determinagdo da coordenada vertical
do centro.

Em relagio aos resultados apresentados na segdo 4.5, com respeito ao conhecimento
geométrico armazenado pela rede, podemos comentar que a diferenca da forma entre os dois
contornos apresentados na figura 4.7 nfo é um fato significativo. Observamos que o contorno
mostrado na figura 4.7(a) ¢ apenas a saida da rede que se obtém ao se utilizar valores médios
constantes das variaveis intensidade de pixel ¢ gradiente linear nas suas entradas e ndo um contorno
“ideal”, como poderia ser imaginado. Para cada orientacio e para cada par de valores das varigveis
nédo geomeétricas, a rede tem armazenado um valor de distincia do pixel de contorno em relagio ao
centro do VE.

V.3 DISCUSSAO DAS  PRINCIPAIS CARATERISTICAS DA
METODOLOGIA PROPOSTA PARA A DETECCAO DO CONTORNO DO
VE.

As carateristicas mais marcantes da metodologia que propomos para a segmentagao do
contomo do VE sio listadas a seguir:

» Utilizagdio de uma rede neural tipo perceptron multicamadas como ferramenta de selecio de
pontos candidatos ao contorno, seguida da escolha dos pontos do contorno através de critérios
heuristicos.

* dependéncia fundamental do desempenho da rede em relagdo & varidveis geométricas.

* normalizagio das varidveis geométricas, de tal maneira que a determinag¢do do contorno torna-se
independente do tamanho do VE.

¢ modelagem da vizinhanga de um orgdo como constituida de sub-regides com caracteristicas
distintas, sendo tratadas separadamente na hora da determinagdo do contorno, sendo utilizada
uma rede neural distinta para cada uma das 64 orientagOes em que esta vizinhanca é dividida.

e utilizacio de uma procura radial dos pontos do contorno, possivel gragas a uma determinagio
prévia do centro do VE.

Ao utilizarmos redes neurais como parte da metodologia, tivemos que sugerir também um
método eficaz de determinarmos as variaveis de entrada da mesma. Nesse trabalho, esbogamos um
método para a determinagdio de variaveis relevantes para um melhor desempenho da rede neural
Esse método baseia-se na visualizagio do comportamento de uma variavel na regifo do contorno do
Or1gd0 e na sua vizinhanga. Essa visualizagdo permite distingiiir quais varidveis apresentam diferencas
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entrada da rede neural. A visualizagdo € feita tracando-se graficos dos valores de uma variavel na
regido do contorno e em regides proximas, internamente e externamente, em cada uma das
orientagdes onde € feita a procura radial. Para cada orientagdo sdo tragados nove valores : o valor
médio ¢ o valor médio + 1 desvio padriio para a regido do contorno e para as regiGes interna e
externa.

Nesse trabalho, tragamos esses graficos para as 5 varigveis investigadas: disténcia do pixel em
relagdo ao centro do VE; intensidade do pixel; magnitude do gradiente linear; magnitude do
gradiente e distdncia do pixel em relagdo ao pixel de contorno da orientacdo anterior. Os graficos
dessas varidveis sio mostrados nas figuras 3.16-3.20. Através de uma analise desses graficos,
observamos que as varidveis geométricas sdo as que apresentam diferengas mais significativas de
valores entre a regifio de contorno e as outras duas regides, ou seja, as curvas do valor médio e do
valor médio + desvio padrdo, obtidas ao unir-se os valores das 64 orientagdes, apresentam uma
superposicio minima em relagdio as curvas das outras duas regides. Essa observagio levou-nos a
concluir que as variaveis geométricas devem assumir um papel fundamental no treinamento da rede
tipo perceptron multicamadas e na determinago dos pixels candidatos a0 contormo.

A normalizagéio das varidveis geométricas permitiu uma invariancia do comportamento da
rede neural em rela¢fio ao tamanho do VE. Deve-se & essa normaliza¢do o mérito da rede tracar com
sucesso o contorno de VE pequenos ¢ grandes, conforme mostrado no capitulo de resultados.

O unico trabalho que encontramos na literatura sobre o uso de redes neurais para
segmentacdo do VE foi o de Coppini et alii (1995). Como salientamos no capitulo 2, os autores
desse trabalho ndo efetuaram nenhuma padronizagio do tamanho dos ventriculos.

Outra idéia central da metodologia que propomos para a segmentacdo do VE ¢€ a utilizaciio
de uma rede neural especifica para cada orientagio. Subjacente & esta idéia esta o fato de
enxergarmos a vizinhanga de um oOrgio como constituida de vérias sub-regides de caracteristicas
distintas e, como tal, deverem ser tratadas diferentemente na hora da determinag¢io do contorno.
Além desse, outros fatores motivaram-nos a utilizar 64 redes neurais ao invés de apenas uma rede
neural. E mais facil monitorar o treinamento de uma rede neural dedicada a apenas uma orientagio,
pois o mesmo € mais rapido, permitindo, caso necessario, recomegar varias vezes 0 mesmo processo
em um curto espago de tempo. E possivel otimizar o treinamento utilizando taxas de aprendizado
maiores da rede neural em regides onde o contorno ¢ mais facilmente detectado, e taxas de
aprendizado menores em regides onde o contorno ndo aparece bem definido.

Acreditamos que ao propormos a utilizagdo de uma rede neural para cada orienta¢do dentro
de uma procura radial do contorno, estejamos também realizando uma contribuigio para a detecgdo
de contornos em imagens médicas.

O sucesso da procura radial dos pontos do contorno esta condicionada a uma determinagio
precisa do centro do VE, conforme demonstrado na se¢do 4.6.
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V.4 DISCUSSAO DAS CARACTERISTICAS DO TREINAMENTO

Nessa discussdo, o pardmetro que esta em relevo ¢ o tempo de treinamento. Em primeiro
lugar ¢ importante que analisemos as diferencas entre os tempos de treinamento das redes A e B. A
rede A, com quatro varidveis de entrada, apresenta tempos de treinamento menores do que 30s para
todas as orientagSes, enquanto que os tempos de treinamento da rede B variaram em fungio da
orientacdo, sendo sempre maiores do que 1,5s, conforme mostra a tabela 3.5. Duas questOes devem
ser levantadas. A razdo dos tempos de treinamento da rede A serem bem menores que os tempos de
treinamento da rede B, nas diferentes orientagles, e a razdo dos tempos de treinamento da rede B
variarem de regidio para regio do ventriculo esquerdo. O entendimento dessas duas questdes ¢
possivel gracas aos graficos das variaveis apresentados nas figuras 3.16-3.20. Ao nos referirmos a
esse graficos, estaremos apenas nos referindo aqueles onde as distancias dos pixels interno e externo
sdo de 0,7 e 1,3 vezes a distancia do pixel de contorno em relagio ao centro do VE, ja que as
distancias de 0,8 e 1,2 ndo levaram a convergéncia da rede neural em muitas orientacgdes.

Inicialmente, procuraremos entender a primeira dessas questdes. Das 4 variaveis da rede A,
duas delas, a distincia do pixel em relagio ao centro do VE e a distincia do pixel em relagdo ao pixel
de contorno da orientagdio anterior, mostradas nos graficos das figuras 3.16 e 3.20, apresentam uma
distribuicdo onde os valores referentes aos pixels de contorno diferenciam-se significativamente dos
valores referentes aos pixels internos e externos ao contorno. Esse comportamento sera denominado
por nos de comportamento “ideal” para o desempenho da rede. Por outro lado, das 3 varidveis de
entrada da rede B, apenas uma delas, a distincia do pixel em relagfio ao centro do VE, apresenta um
comportamento similar, Para a rede A, entdo, 50% das variaveis de entrada apresentam um
comportamento “ideal”, enquanto que para a rede B, este percentual é de apenas 25%. Acreditamos
que essa diferenga percentual é fundamental para o fato da convergéncia dos treinamentos da rede A
ser mais rapida que a convergéncia dos treinamentos da rede B.

Tratemos agora da segunda questio. Os valores encontrados na tabela 3.5 podem ser
sintetizados da seguinte forma: os maiores tempos de treinamento foram observados nas regides 2 e
4, correspondentes as regides apical inferior e superior do VE, respectivamente. Os menores tempos
de treinamento foram observados nas regides 1 e 3, correspondentes as regides lateral posterior e do
septo, respectivamente. Varios fatores podem ter contribuido para esses diferentes tempos de
treinamento. Entre esses fatores enumeramos os seguintes:

* a0 analisarmos o gréafico da distribuicio da varidvel distancia do pixel em relacdo ao centro do VE
(figura 3.16), observamos uma melhor diferenciagiio dos valores dos pixels de contorno em
relagdo aos pixels interno e externo, nas regides 1 ¢ 3 do que nas regides 2 e 4.

* Ao analisarmos os graficos das distribuicGes das variaveis intensidade do pixel e magnitude do
gradiente linear na regido 4 observamos que ndo existe diferenciagdo entre os valores referentes
aos pixels de contorno, interno e externo € que um vaior referente a um pixel de contorno em uma
orientagdo ndo tem relagio com o valor referente ao pixel de contorno das orientagles anterior e
posterior. Acreditamos que esses fatos sejam devidos a localizagdo das valvulas adrtica e mitral

na regido 4. O fluxo de sangue através dessas valvulas torna imprecisa a determinaggdo da borda
do VE.
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Concluindo, parece-nos que o principal fator que contribui para um tempo de treinamento
menor da rede B nas regides 1 e 3, € o comportamento da varavel geométrica nessas regioes.

A estratégia de treinamento que adotamos permitiu-nos regular a taxa de aprendizado da rede
nas diversas regides. Essa taxa de aprendizado é regulada através dos parimetros a e b da equagio
3.16. Nas regides 1 e 3, onde é mais facil a convergéncia da rede, utilizamos valores grandes de a e
valores pequenos de b, enquanto que nas regibes 2 e 4, devido a dificuldades de convergéncia,
utilizamos valores menores de a e valores maiores de b,

E \til fazermos uma comparagdo dos tempos de treinamento da rede que utilizamos com o
tempo de treinamento citado por Coppini et alii (1995) para uma rede neural objetivando propositos
semelhantes. Esse autor revela que o tempo de treinamento da rede neural foi de 45 horas. No nosso
caso, considerando um tempo de treinamento por orientagdo de 3 minutos (o pior tempo de
treinamento por orientagio mostrado na tabela 3.5), temos para as 64 orienta¢des um tempo de
treinamento de 192 minutos, ou 3 horas e 12 minutos. Esse valor ¢ consideravelmente menor que o
tempo relatado por Coppini et alii (1995). Ressaltamos também que no método que propomos nio
exige-se que um especialista consuma 20 horas classificando segmentos como pertencentes ou nio
a0 contorno, conforme citado no capitulo de revisdo bibliografica.
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CAPITULO VI

CONCLUSOES

VL1 INTRODUCAO

Este capitulo ¢ constituido por duas se¢des. Na primeira segdo apresentamos as
concluses que acreditamos pertinentes a essa tese e na se¢do de sugestBes encaminhamos
propostas em duas linhas diferentes: a primeira delas referente a aplicagio do método
proposto € a segunda, referente ao aprimoramento desse método.

VL2 CONCLUSOES

Na introdugdo, citamos que o principal objetivo desse trabalho era propor uma
metodologia automatica e ndo especifica para segmentacdo do VE em imagens médicas.
Ao caracterizarmos, no capitulo de revisio bibliografica, o contorno do VE como
pertencendo a uma classe de contornos-8, o objetivo inicial do trabalho foi ampliado:
detectar automaticamente o contorno-0 de 0rgdos e estruturas em imagens médicas.

O método de segmentagiio que propomos ¢ caracterizado por duas etapas, a
deteccdo de pontos candidatos ao contorno e a detec¢io de pontos do contorno. A
deteccdo do contorno ¢ realizada através de uma procura radial em 64 orientagdes. A
etapa de detecgdo de ponfos candidatos ao contorno é efetuada atraveés do uso de uma
rede neural tipo perceptron multicamadas.

A grande vantagem das redes neurais ¢ a sua capacidade de aprender através de
exemplos e, dessa forma, embutir conhecimento. Tanto informagdes geométricas quanto
informages referentes a intensidade do pixel estdo presentes nas entradas da rede neural.
Ap0s o treinamento, a rede tem armazenado um prototipo do contorno do VE.

Uma importante conclusio ¢ que a facilidade com que uma rede ¢ treinada para
detec¢do de contornos, tem pouca relagio com a qualidade dos contornos que sio obtidos
com o uso da mesma. Um exemplo disso sio as redes A e B utilizadas nesse trabalho de
tese. Qutras conclusdes em relagio a0 uso das redes neurais sio apresentadas a seguir:
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* mostramos a viabilidade de se utilizar redes neurais como método generico para
detecgfio de contornos-0 em imagens médicas.

* demonstramos que o conhecimento global da geometria de um orgio ¢ de fundamental
importéncia para o desempenho da rede neural.

Preocupamo-nos em propor um método eficaz para a escolha das varidveis de
entrada da rede neural e para a selegdo das imagens do conjunto de treinamento. Na etapa
de detecgdo dos pontos de contorno, propomos a utilizagiio de trés critérios heuristicos de
escolha, tendo um deles apresentado melhores resultados do que os outros dois.

O bom desempenho do método de segmentagio que propomos repousa numa
determinagdo precisa do centro do VE, efetuada de forma automatica

A modelagem do contorno do VE como um contorno-8 permitiu que incluissemos
informagio geométrica na entrada na rede neural. O fato de cada orientagio estar
associada a diferentes condigbes de aprendizado reflete a sttuagdo normalmente
encontrada em imagens médicas e raramente levada em conta pelos algoritmos de
segmentacdo. A maioria dos sistemas que trabalham com imagens médicas considera o
background uniforme. As imagens de blood-pool do VE sdo um excelente exemplo de que
esta uniformidade pode ndo existir. A linha que vai do centro do VE em diregéio a regifio
lateral posterior do mesmo encontra uma parede livre, caracterizada por um bom nivel de
contraste, enquanto que a linha que vai do centro do VE em direciio a regido do septo,
encontra uma parede marcada por um pobre contraste.

E mister que frisemos um aspecto fundamental em relaciio as varidveis
geométricas, a normaliza¢do das mesmas, dividindo-as pela distancia do pixel de contorno
da orientagio 6=0° em relagio ao centro do VE. FEssa normalizacdo permitiv uma
invaridncia do comportamento da rede neural em relagio ao tamanho do VE. Creditamos

a essa normalizagio o mérito da rede tragar com sucesso o contorno de VE pequenos e
grandes.

Através dos exemplos de contornos de VE detectados automaticamente mostrados
no capitulo de resultados e das tabelas apresentadas para os erros percentual e soma,
concluimos que o método mostrou ser preciso e robusto, com baixa sensibilidade em
relagdo a variagBes da posicio do centro do VE,

Os trés pressupostos assumidos pelo método de detecgdio - a existéncia de uma
regido da borda onde a mesma seja bem definida, uma regularidade na localizagdo do
orgéo na imagem a ser segmentada e o fato do contorno a ser segmentado ter de ser um
contorno arredondado ou contorno-8 - nio invalidam a generalidade do mesmo. Foram

condi¢Bes introduzidas ao se tratar com as imagens reais, que podem ser removidas em
trabalhos futuros.
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E nossa crenga que atingimos os objetivos a que nos propusemos no inicio deste
trabalho. Poderiamos, no entanto ter efetuado mais simulages com outros numeros de
imagens de treinamento e também ter explorado mais a arquitetura da rede neural tipo
percepiron multicamadas, variando o numero de nés da camada intermediaria. O fato de
termos desenvolvido todos os programas de treinamento da rede em linguagem C, no
entanto, CONsumiu-nos muito tempo. Se tivéssemos que recomegar, utilizariamos um
pacote pré-existente para treinamento de redes neurais.

Acreditamos que esse trabalho contribua com uma nova visio de como se detectar
0 contorno de 6rgos e estruturas em imagens médicas. E nossa crenga também que o

mesmo abre muitas frentes de pesquisa. Aquelas que divisamos sdo citadas na proxima
secdo.

VL3 SUGESTOES DE TRABALHOS FUTURQOS

As principais linhas de pesquisa que vislumbramos para dar continuidade a esse
trabalho enquadram-se em duas categorias: aplicagdo e aprimoramento. Na irea de
aplicagdo enxergamos duas vertentes:

¢ extensio do método a outras modalidades de imagem cardiacas, como imagens
radiograficas, ecocardiograficas, etc. Extensdo do método para a detecg¢do do contorno
de outros 6rgdos e estruturas,

* aplicagdo do método para o calculo dos parametros da fungdo cardiaca.

A extensdo do método para outros 6rgios e estruturas pressupde que o contornos
desses Orgdos e estruturas pertengam a classe de contornos-.

A aplicagdo do método para o calculo dos parimetros da fungdo cardiaca
pressupde que o mesmo seja aplicado para a detecgfio do contorno do VE em imagens
correspondentes a outros instantes do ciclo cardiaco. Isso exige que um outros conjuntos
de redes neurais sejam treinadas para esses diferentes instantes.

Em relagiio ao aprimoramento do trabalho atual, enxergamos trés vertentes:

¢ exploragiio de novas variaveis de entrada da rede neural;

¢ escolha de métodos mais genéricos para a sele¢io dos pontos de contorno a partir do
conjunto de pontos candidatos.

* exploragdo de outras técnicas de inteligéncia artifical para deteccdo do contorno do
VE, como técnicas fuzzy.



a
yE

107

Em relagio a exploragdo de novas varaveis de entrada da rede, estamos nos
referindo, principalmente, 3 novas variaveis geomeétricas. Ao analisarmos o método que
propomos venficamos que 0 mesmo é invariante em relagdo ao tamanho do VE, gragas ao
processo de normalizagio da distincia do pixel em relagdo ao centro do VE. Nenhuma
alternativa foi proposta, no entanto, para tornar o método invariante em relagio a forma e
a inclinagdo do VE. Para ilustramos os conceitos de forma e inclinagio reportar-nos-emos
aos contornos hipotéticos de VE mostrados na figura 6.1. Nas figuras 6.1 (a) e 6.1 {b)
mostramos dois ventriculos com a mesma inclinagdo, porém com formas diferentes,

enquanto que nas figuras 6.1 (a) e 6.1(c) mostramos dois ventriculos com a mesma forma,
porém com inclinagdes diferentes,

Essas novas variaveis geométricas poderiam se referir, por exemplo, a forma e a
inclinagio do VE. A inclinagiio do VE poderia ser representada através da inclinagio do
eixo maior do mesmo. Em rela¢do a forma do VE, propomos uma variavel representada
pela razao entre os comprimentos dos eixos maior e menor. A determinagdo aproximada
do comprimento desses eixos, sem uma prévia determinago do contorno do VE ¢ uma
questdo ainda em aberto.

Acreditamos que com estas duas novas variaveis geométricas seria possivel reduzir
os valores dos erros percentual e soma obtidos nesse trabalho.

eixo maior

eIXo menor

(a) (b)

(c)
Figura 6.1: formas e inclinagées de VE (a) e (b): VE com mesma
inclinagdo, porém com Jormas diferentes;(a) e (c): VE com
mesma forma, porém com inclinagdes diferentes.
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Em relacdo a escolha de métodos mais genéricos para determinaco dos pontos do
contorno, poderiamos, por exemplo, subtituir os critérios heuristicos que propomos por
uma procura dindmica em grafos. Se essa estratégia apresentasse bons resultados,

estariamos caminhando no sentido de uma maior generalizagdo do método de
segmentacdo do VE que propomos.
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APENDICE A

O objetivo deste apéndice ¢ demonstrar como o método de aprendizado de retro-propagacéo
minimiza o quadrado das diferengas entre os valores de saida obtidos e os valores de saida desejados
de uma rede neural tipo perceptron, através do gradiente descendente.

A demonstracio a ser apresentada ¢ valida apenas para redes em camadas tipo feedforward.
Nessas redes, os neurdnios de entrada correspondem i camada da base e os neurbnios de saida
correspondem a camada do topo. Podem existir muitas camadas de neurdnios escondidos, mas a
saida de cada neurdnio deve conectar-se a neurdnios das camadas superiores e a entrada do mesmo
deve conectar-se as camadas inferiores. Dado um vetor de entrada, o vetor de saida é computado
através de uma passagem direta que calcula os niveis de atividade de cada camada utilizando-se os
niveis de atividade anteriormente computados das camadas inferiores. A demounstragio ¢ dividida em
duas partes. Na primeira parte veremos a regra delta que se aplica a redes sem camadas escondidas,
enquanto que na segunda parte veremos a regra delta generalizada, que se aplica a redes neurais com

camadas escondidas. A demonstragio que se segue tem a mesma estrutura daquela apresentada por
Rumelhart el alia [1988].

REGRA DELTA

Na figura A.1 mostramos uma rede tipo perceptron com uma camada de neurdnios de
entrada, camada / e uma camada de neurénios de saida, camada J. A regra delta para atualizagdo dos
pesos apos a apresentagdo de um par de entrada/saida é dada por:

Awi=n(d,;~0,)i,= N8 ;i (A1)

onde:
d,;= saida desejada do j-ésimo neurénio para o padrio de entrada p;
0, = saida obtida do j-ésimo neurdnio para o padrio de entrada P,
i,; = valor do i-ésimo elemento do padrio de entrada D,
8y =dy -0y
A, w ;= atualizagio a ser feita no peso que conecta o i-ésimo neurénio ao J-€simo neurdnio
apos a apresenta¢do do padrio p.

Demonstraremos que a equagio A.1 implementa o método do gradiente descendente quando
0s neurdnios sao lineares. Consideremos que:
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saidas

camada )

camada i

entradas

Figura A. 1: Rede neural tipo perceptron com 2 camadas de neuronios

E, = ;_.z_(dm. ~o,) (A2)

seja a medida de erro para o padrio de entrada D eque E=3 E_ seja a medida de erro global. Para

mostrarmos que a regra delta implementa um gradiente descendente em E, quando o0s neurdnios sio
lineares, devemos mostrar que:

=By, (A3)

que ¢ proporcional a A, w; da equagio A.1. O calculo das derivadas torna-se muito facil quando ndo

existem camadas escondidas. Com este proposito usaremos a regra da cadeia para escrevermos a
derivada como o produto de duas partes: a derivada do erro em relagdo a saida do neurdnio vezes a
derivada da saida em relagdo ao peso:

aEp _ GEP . aopj
oW ; do, Ow

(A.4)

A primeira parte mostra como o erro varia com a saida do J-€simo neurdnio ¢ a segunda parte
mostra como a saida varia em fungdo de variagdes em w ii- A partir da equagdo A2 temos que:
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" d,~0,)=-3, (A.5)

609}
Como assumimos neurdnios lineares :
0y =2 Wiy, (A.6)

A partir da equagdo A.6 concluimos que:

-—L2 =5 i (A7)

como desejado. Combinando esse resultado com a observagio de que:

o _ %,
ow, v ow,

h

(A.8)

concluimos que a variagio em w ;apos um ciclo completo de apresentagio de padrdes na entrada &

proporcional a essa derivada e, assim, a regra delta implementa o gradiente descendente em E. Na
verdade, isso € estritamente verdadeiro se os valores dos pesos ndo mudam durante um ciclo.
Mudando os pesos apés cada padrio ser apresentado, separamo-nos do método original do
gradiente descendente em E. No entanto, uma vez que a taxa de aprendizado n seja suficientemente
pequena, essa separagio ¢ desprezivel e a regra delta implementara de uma maneira bem aproximada
o gradiente descendente em um erro de soma de quadrados, E. Nesse trabalho de tese
implementamos o método do gradiente descendente original, pois adotamos um procedimento de

atualizagdo dos pesos tipo batch, onde os mesmos sio atualizados somente apds a apresentacio de
todos os padrdes de entrada.

Mostramos que a regra delta implementa o método do gradiente descendente em E. Nesse
caso, sem camadas escondidas, a superficie de erro assume a forma de uma taga, com apenas um
minimo, de tal forma que o método do gradiente descendente encontra o melhor conjunto de pesos
que minimizam E. Com camadas escondidas, no entanto, nio ¢ tdo dbvio como calcular as derivadas
e a superficie de erro ndo é céncava, de tal forma que existe a possibilidade de ficar aprisionado em

um minimo local. Na demonstracio da regra delta generalizada a seguir mostraremos apenas que
existe uma maneira para se calcular as derivadas,
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REGRA DELTA GENERALIZADA

Na figura A.2 mostramos uma rede tipo perceptron com 3 camadas de neurdnios: camada de
entrada - camada /, camada escondida - camada j e camada de saida - camada . Como mostrado por
Rumelhart el alia [1988], neurénios da camada escondida com fungéo linear ndo sdo muito uteis. Por
iss0, assumiremos que a ativagio dos mesmos é semilinear. Uma funcédo de ativagdo semilinear é
aquela na qual a saida de um neurdnio ¢ uma fungéo diferenciavel e ndo decrescente da entrada total:

net ; = ?w 0 (A9)

onde, o, =1, se o neurdnio 7 é da camada de entrada. Ent#o, uma fun¢io de ativacfio semilinear ¢
aquela para a qual f ¢ diferenciavel ¢ nio decrescente. A regra delta generalizada é valida se a rede ¢
constituida de neurdnios com fungdes semilineares de ativagdo. Observamos que neurénios com uma
fungdo de ativagio de limiar como aquele mostrado na figura 2.1 nfo satisfaz os requisitos de uma
fungdo semilinear, pois sua derivada é infinita no limiar e zero em outros locais. Para mostrarmos
que a regra delta generalizada implementa um gradiente descendente em E, devemos mostrar que:

camada k

camada j

camada i

entradas

Figura A. 2: Rede neural tipo percepltron com trés camadas de neurénios
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Da mesma forma que na regra delta, ¢ interessante visualizarmos esta derivada como sendo o
produto de duas partes: uma parte que reflete a variagdo no erro como fungio da variagio na entrada
total do neurdnio e outra parte que reflete o efeito da variagio de um peso particular na entrada
total. Assim, podemos escrever:

- P ] Pi (AII)

Se definirmos

— P

3
" onet
obtemos a partir de A.11:

aw” :5?,5

n

pi

Isso quer dizer que para implementarmos o gradiente descendente em E devemos fazer com que a
variag#io do erro ocorra de acordo com a expressio:

AWy = nd 0, (A.12)
Esse resultado é semelhante ao obtido na regra delta. A seguir mostraremos que existe uma forma

computacional recursiva simples para o calculo dos d8's, que pode ser implementada propagando-se
o sinal de erro para tras através da rede. A fim de computarmos &, = —0E _ /&net ; aplicaremos a

regra da cadeia a fim de escrevermos esta derivada parcial como o produto de dois fatores: um fator
refletindo a variagdo no erro como funcdo da saida do neurdnio ¢ o outro refletindo as mudangas na
saida resultantes de mudangas na entrada. Assim temos:

GE,  GE, oo,

— |-

8, =- =——r (A.13)
o onet o, onet .

Para computarmos o segundo fator utilizaremos a equacio A 10;
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0 qual ¢ a derivada da fungéio f ; para j-ésimo neurénio avaliada na entrada total net . para esse

neurdnio. A fim de computar o primeiro fator consideramos dois casos. O primeiro deles assume que
0 neurdnio j € um neurdnio da saida da rede. Nesse caso segue-se da definicdo de E; que:

p

=—(d ~o,
aopj ( 2] O?J)

0 qual € o mesmo resultado obtido através da regra delta, Substituindo os dois fatores em A.13
obtemos:

6, = (d; —0,)f) (net ;) _ (A.14)

se 0 neurdnio j nio é um neurdnio de saida usamos a regra da cadeia para obtermos:

cE, OE, Onet, JE
= z . =
do, ¥ Onet, do

]

5]
Y e o, D08 =Ty =T

1 Ri pk

Neste caso, substituindo-se os dois fatores em A.13 obtemos:

8 = ' (met;)L8, wy (A.15)

As equagdes A.14 e A.15 estabelecem um procedimento recursivo para computar os &'s para todos
0s neurdnios da rede, que sdo utilizados para computar as variagdes nos pesos da rede, de acordo
com a equagdo A.12. Esse procedimento constitui a regra delta generalizada para uma rede
Jeedforward com neurbnios cujas fungdes de ativagio sdo semilineares.
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