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RESUMO 

A tomada de decisão e o planejamento de uma usina de cana-de-açúcar têm como 

principal variável a produtividade dos cultivos, que em conjunto com a área permite estimar a 

produção. A cana-de-açúcar, uma cultura semi-perene, nas condições brasileiras, possui um ciclo 

inicial que pode variar de 12 a 18 meses e, após a primeira colheita, é colhida anualmente até que 

o decréscimo de produtividade leve ao replantio da área. Considerando o tamanho das áreas de 

cultivo, e o horizonte temporal, projeções de produtividade são fornecidas em diferentes 

contextos de decisão para cultivos que se encontram em diferentes momentos do ciclo de 

crescimento. Foi conduzida uma pesquisa exploratória junto a uma usina com intuito de 

contextualizar as principais decisões que são influenciadas pela perspectiva de produtividade 

futura, bem como a forma que essas predições afetam o planejamento. Tomando por base o 

resultado de entrevistas semiestruturadas e acompanhamento de atividades, foi possível 

identificar decisões chave e suas características, que foram relacionadas a soluções propostas pela 

comunidade científica e enquadradas dentro de uma proposta de framework para tomada de 

decisão e planejamento. Entre as decisões, chamou atenção as que são tomadas nos elos iniciais 

da cadeia de valor, que terão efeitos em todos os processos posteriores e que são tomadas na 

maior situação de incerteza, sendo consideradas pontos críticos no planejamento. No framework, 

baseado no uso de modelos empíricos de produtividade, é possível explorar o potencial das 

informações climáticas para projeção da produtividade e também explorar o potencial dos dados 

acumulados pelo setor. Para tal, foram desenvolvidos modelos empíricos de produtividade 

utilizando diferentes técnicas de mineração de dados. Os modelos de produtividade possuíam 

como atributos preditores os dados referentes aos talhões e seu manejo, em conjunto com os 

dados do clima ocorrido. Foi possível reduzir a magnitude de erro para menos da metade do 

encontrado em uma abordagem anterior. Entre as técnicas utilizadas, a SVM e a Random Forest 

obtiveram os melhores desempenhos, embora o modelo utilizando SVM tenha utilizado 

significativamente menos atributos. A estratégia de modelagem baseada em dados permitiu a 

criação de modelos específicos para o contexto produtivo da própria unidade, na escala da menor 

unidade de gestão, os talhões. Os modelos de produtividade criados possuem potencial para 

projeção de produtividade se utilizados em conjunto com projeções de clima. 
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ABSTRACT 

Decision making and planning of sugarcane production have as main variable the crop yield, 

which in conjunction with the field area allows us to estimate production. Sugarcane, a semi-

perennial crop, in Brazilian conditions, has an initial cycle that varies from 12 to 18 months and 

after the first harvest, is harvested annually until yield reduction lead to replanting the area. 

Considering the size of cultivated areas, and the time horizon, yield projections are provided in 

different contexts of decision for crops that are in different stages of the growth cycle. An 

exploratory study was conducted within a sugarcane mill to contextualize the main decisions that 

are influenced by the perspective of future yield, as well as how those predictions affect planning. 

Based on the result of semi-structured interviews and activities follow-up, it was possible to 

identify key decisions and their characteristics, which were related to the solutions proposed by 

the scientific community and framed within a proposed framework for decision making and 

planning. Decisions made in the first echelons of the value chain demanded early predictions and 

have effects in the whole value chain, being considered a critical point for planning.  In the 

framework, based on the use of empirical models of yield, it is possible to exploit the potential of 

climate information to forecast yield and also explore the potential of data accumulated by the 

sector. Empirical yield models were developed using different data mining techniques. The 

models used and data from the blocks and their management, coupled with the climatic data as 

predictive variables. Error magnitude was reduced by half from a previous approach. Among the 

techniques used, SVM and Random Forest got the best performance, although the SVM model 

has significantly fewer attributes. The modeling strategy based on data enabled the creation of 

specific models for the production context of the mill, on the scale of the smallest management 

unit. The yield models created have potential for yield forecast if used in conjunction with 

weather forecasts. 
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1 INTRODUÇÃO 

Com uma produção de cana-de-açúcar de 650 milhões de toneladas estimada para a safra 

de 2013 (CONAB, 2013), o Brasil é o maior produtor desta cultura (FAO, 2013). As projeções 

para a cultura no ano de 2013 são de que a área plantada será de 9,5 milhões de hectares, 

correspondente a 14 % dos 67,25 milhões de hectares cultivados no Brasil (IBGE, 2013), 

possuindo um valor bruto da produção de R$ 48 Bilhões, o que corresponde a 17 % do VPB da 

Agricultura que foi de R$ 276 Bilhões (MAPA, 2013). Como é natural na produção agrícola, 

além da condução da atividade fim, tem-se associado a essa produção as atividades de 

planejamento.  

Para realização do planejamento no setor sucroenergético, é necessário estimar a 

produtividade da cana-de-açúcar dos talhões que fornecerão matéria-prima para a unidade 

industrial. Com o conhecimento da produtividade e da área do talhão, é possível estimar sua 

produção de cana-de-açúcar. Do ponto de vista gerencial, a produtividade dos talhões é uma 

informação essencial para realização de um planejamento agrícola que permita que se atinjam as 

metas empresariais em termos de matéria-prima (BRUGNARO; SBRAGIA, 1982). Em um 

planejamento ideal, a produtividade da cana-de-açúcar seria estabelecida em função do tipo de 

solo, tratos culturais, condições climáticas, variedade plantada, entre outros fatores 

(MARGARIDO, 2006). Para realização de um planejamento que contemple as variáveis 

pertinentes e as possíveis soluções, Argenton et al. (2010) destacam a necessidade do 

desenvolvimento e adoção de ferramentas de gestão da produção, que necessariamente utilizem 

modelos de previsão da produtividade, para planejamento e dimensionamento da produção 

agrícola. 

O método utilizado amplamente para previsão da produtividade é a estimativa de 

especialistas. O procedimento de estimativa, em linhas gerais, consiste na inspeção dos canaviais 

por técnicos que consideram fatores como o tipo de solo, fertilidade, comportamento da 

variedade, estádio da cultura, épocas de corte e colheita, condições do clima, manejo, ocorrência 

de pragas ou doenças, produtividades anteriores, histórico da área, entre outros. Assim, o 

especialista agrega seu conhecimento e experiência para realizar a previsão da produtividade. 
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Variações desse procedimento podem incluir recursos como a análise da biometria da cana-de-

açúcar, imagens de satélite e uso dos dados históricos. Ao longo da safra, essas estimativas são 

corrigidas em função de novos eventos ou do comportamento de outros talhões ou, ainda, 

aprimoradas por considerar novas informações. Cabe destacar que esse procedimento é subjetivo 

e depende do conhecimento implícito do especialista, e que em situações onde o especialista 

percorre somente o entorno do canavial, o desconhecimento das condições do interior dos talhões 

leva a erros na estimativa. Como alternativa, podem ser empregadas técnicas de modelagem para 

realização de previsão. 

O uso de modelos de predição para tomada de decisão na agricultura possui diversas 

características ligadas à natureza do modelo utilizado. Um aspecto relevante é que, dada a 

importância do clima na modelagem agrícola, além do uso do modelo, é necessário utilizar 

também uma projeção de clima, conforme pode ser visto no trabalho de Hoogeboom (2000), 

onde o autor destaca a importância da agrometeorologia na modelagem agrícola. Além disso, 

Meinke e Stone (2005), ao discutirem o uso das projeções de clima na tomada de decisão 

intermediada por modelos, apontam a importância dos modelos, a despeito da estratégia de 

modelagem, em traduzir a projeção climática em uma grandeza relevante para a tomada de 

decisão. Assim, não basta ao tomador de decisão a simples projeção climática, é necessário um 

modelo para “traduzir” esse clima futuro em, por exemplo, produtividade agrícola. Os autores 

apontam a importância de uma abordagem interdisciplinar nesse processo, onde é necessário que 

seja apontado onde, quando e como utilizar as projeções de clima. Embora os autores dediquem 

seu trabalho a contextualizar o uso de diferentes projeções de clima para diferentes tomadas de 

decisão, se modelos serão empregados, é necessário que esses modelos também sejam 

contextualizados. São apontadas aplicações com horizonte de decisão variando de semanas a 

décadas, na escala de talhões à nacional, empregadas por tomadores de decisão de diferentes 

setores e níveis organizacionais. 

Uma característica relevante da produção de cana-de-açúcar é a presença de diversos 

tomadores de decisão, uma vez que está inserida nas cadeias de valor do complexo da cana-de-

açúcar (HIGGINS et al., 2007). O presente trabalho buscou contextualizar a tomada de decisão 

dentro de uma usina através de uma pesquisa exploratória descritiva. Para um contexto de 
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aplicação, foram exploradas técnicas de mineração de dados para criação de um modelo de 

produtividade, que foram então avaliadas. Nas demais partes deste trabalho, tem-se um capítulo 

de revisão da bibliografia (Capítulo 2), divido em seções de relativas à produção da cana-de-

açúcar (Seção 2.1) e sua modelagem, abordagens de modelagem dentro do contexto de mineração 

de dados (Seção 2.2) e quanto à avaliação de modelos de regressão (Seção 2.3). Na sequência, na 

forma de artigo, temos a contextualização da tomada de decisão no setor sucroenergético 

(Capítulo 3) e uma proposta de modelagem com potencial uso em um dos contextos identificados 

(Capítulo 4). O último capítulo, Considerações Finais, discute os resultados dos dois artigos. 
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2 REVISÃO BIBLIOGRÁFICA 

2.1 Produtividade de cana-de-açúcar e sua modelagem 

As variedades modernas de cana-de-açúcar são híbridos de espécies do gênero Saccharum, 

plantas que crescem em forma de touceira, sendo a parte aérea formada por colmos, o caule típico 

das gramíneas, folhas e inflorescências, com uma parte subterrânea formada por raízes e rizomas 

(MOZAMBANI et al., 2006). O desenvolvimento da cultura segue uma sequência de eventos, 

que caracterizam o crescimento da cana-de-açúcar. Essa sequência de eventos, ou estádios 

fenológicos, são fruto da interação entre as características genéticas da variedade em questão e o 

ambiente.  

É possível dividir o crescimento da cana-de-açúcar em quatro etapas com características 

diferenciadas. De acordo com Silva et al. (2010), no estádio inicial, brotação e estabelecimento, 

tem-se a propagação da planta a partir de uma ou mais gemas contidas em um rebolo (pedaço do 

colmo). Em condições favoráveis, a gema brota e tem-se a emergência do primeiro perfilho, 

sendo uma fase dependente das reservas energéticas do rebolo. Na etapa posterior, perfilhamento 

e estabelecimento da cultura, são emitidos mais perfilhos e suas raízes se desenvolvem, sendo 

esta etapa considerada a principal no estabelecimento da produção através do fornecimento do 

número de colmos adequados à produção para aquela touceira. A terceira etapa é de crescimento 

e desenvolvimento da parte aérea, sendo caracterizada por processos fortemente dependentes da 

disponibilidade de água para a planta. O desenvolvimento das folhas que já ocorria na fase de 

perfilhamento agora acompanha uma fase de alongamento dos colmos, sendo uma etapa onde é 

acumulada 75 % de toda a matéria seca. Após essa etapa, os colmos começam a amadurecer 

gradualmente, em um processo onde um colmo apresenta entrenós mais maduros em sua base e 

menos maduros na região com folhas verdes, uma diferença que diminui com a evolução do 

processo de amadurecimento. O processo de amadurecimento depende de condições 

desfavoráveis ao desenvolvimento vegetativo, assim, baixas temperaturas e a presença de um 

moderado déficit hídrico intensificam a maturação.  

 Após o corte, permanecem no solo as raízes e rizomas da planta que passam a fornecer 

água e nutrientes para as gemas que irão brotar, dando origem a um novo ciclo de crescimento. A 
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planta originária de um colmo plantado é conhecida como cana-planta, enquanto a planta 

originada da rebrota é denominada cana-soca. Ao longo dos sucessivos cortes, há um decréscimo 

na produtividade de forma que é necessário o replantio quando a produção deixa de ser 

economicamente atrativa. 

 O ciclo da cana-planta varia conforme sua época de plantio, sendo diferenciada em cana-

de-ano, cana-de-ano e meio e cana de inverno. Assim, conforme Segato et al. (2006), para região 

centro-sul do Brasil, a cana-de-ano é plantada de setembro a novembro, possui um ciclo médio de 

12 meses, passando por um desenvolvimento máximo de novembro a abril, e de acordo com a 

variedade pode ser colhida a partir de julho, fazendo com que a cultura tenha no geral até 8 meses 

de desenvolvimento e 4 meses para maturação. A cana-de-ano e meio, que é plantada no período 

que vai de janeiro ao início de abril ou maio, passa por um desenvolvimento inicial, que é 

limitado a partir de abril e é retomado com o retorno das chuvas tipicamente em setembro e 

vegeta novamente até abril. Dessa forma, a cana-de-ano e meio passa por um período inicial de 3 

meses de desenvolvimento, 5 meses em condição de limitada disponibilidade de água no solo, e 

mais 7 meses de desenvolvimento, seguido do amadurecimento no inverno, o que leva a um ciclo 

que varia de 14 a 21 meses, conforme a data de plantio e a época de maturação da variedade 

utilizada. No geral, a produtividade do primeiro corte da cana-de-ano e meio é superior devido ao 

seu total de 10 meses de desenvolvimento, em relação aos 8 meses na cana-de-ano. Por último, os 

cultivos plantados nos meses de junho a agosto são conhecidos como cana de inverno ou de 15 

meses e depende fortemente de estratégias que possam fornecer água para o desenvolvimento 

inicial da cultura (brotação e início do perfilhamento). Após a colheita da cana-planta, o ciclo da 

cana-soca é em média de 12 meses. 

 Uma consequência direta da época de plantio para a cana-planta, ou da colheita para a 

soqueira, é o clima ao qual estará submetida para o crescimento. Conforme pode ser visto no 

trabalho de Inman-Bamber e Smith (2005), é essencial que água esteja disponível para a fase de 

brotação e, após o início do perfilhamento, a planta se mostra resiliente a períodos de falta de 

água. Essa resiliência se dá pela capacidade de compensar o período de baixa disponibilidade 

com um crescimento acelerado quando o solo estiver úmido novamente. Os autores exemplificam 

com um experimento onde após a irrigação para brotação, a área não foi irrigada por 5 meses, e 
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obteve 50 % da área foliar, porém a produtividade final não foi afetada. Essa capacidade não 

ocorre para a fase de crescimento rápido, período onde a cana-de-açúcar apresenta maior 

sensibilidade ao déficit hídrico. Ao entrar na fase de maturação, a necessidade de água diminui. 

Cabe destacar que o déficit hídrico na fase de maturação aumenta a qualidade industrial da cana-

de-açúcar. 

 Além do regime hídrico, o crescimento da planta é influenciado pela temperatura. De 

forma geral, a cana-de-açúcar possui uma temperatura ótima de crescimento de 30 ºC e necessita 

temperaturas superiores a 18 ºC para seu crescimento, apresentando limitações de crescimento 

para temperaturas superiores a 45º C. Cabe destacar que esses valores variam entre as diferentes 

cultivares e que o desenvolvimento a temperaturas superiores a 30 ºC não sofre grandes 

limitações caso haja disponibilidade de água (EBRAHIM et al., 1998; GLASZIOU et al., 1965). 

É possível visualizar o efeito da temperatura no crescimento na Figura 1. 

 

Figura 1. Desenvolvimento do colmo em função do tempo e temperatura, adaptado de Glasziou et al. (1965). 

Uma das formas de estudar o efeito do clima nas diferentes fases de desenvolvimento é a 

caracterização do clima para cada subperíodo. Essa abordagem foi utilizada por Binbol et al. 

(2006) para estudar o efeito da variabilidade do clima na produtividade. Outros autores 

caracterizaram o clima para intervalos de tempo pré-estabelecidos. Greenland (2005) agrupou 

diferentes períodos trimestrais, enquanto Jiménez et al. (2008) utilizaram os 4 primeiros e 4 

últimos meses do ciclo de desenvolvimento. Essa abordagem se mostra mais coerente quando 
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comparada à utilização da precipitação total durante o desenvolvimento da cultura, como 

realizado por Alvarez et al. (1982) e Brüggemann et al.(2001). Por não oferecerem justificativas 

para os períodos utilizados, a separação do clima se mostra arbitrária na abordagem de Jiménez et 

al. (2008) e Greenland (2005), enquanto a abordagem de Binbol et al. (2006) depende do 

conhecimento do comportamento geral da fenologia da cultura, sujeito a variações de acordo com 

as condições de desenvolvimento e cultivar em questão. Além da própria temperatura, um 

conceito relevante na modelagem de culturas são os graus-dias. Essa medida é uma forma de 

caracterizar a variação da temperatura ao longo do dia, utilizando as temperaturas máxima e 

mínima e computando, a partir da temperatura de base, o acúmulo do tempo térmico. Já foi 

demonstrado que o acúmulo de tempo térmico governa fenômenos importantes no 

desenvolvimento da cana-de-açúcar, como a taxa de aparição de folhas (BONNETT, 1998), 

perfilhamento (INMAN-BAMBER, 1994) e no desenvolvimento do dossel (INMAN-BAMBER, 

1994; ROBERTSON et al., 1998).  

De acordo com Prado et al. (2010) o ambiente de produção da cana-de-açúcar é definido 

em função das condições físicas, hídricas, morfológicas, químicas e mineralógicas do solo, sob 

manejo adequado da camada arável, associada com as condições de subsuperfície do solo e o 

clima regional. Essa definição é sintetizada pelos autores nos componentes: água, textura, 

profundidade e fertilidade. Em primeiro lugar os autores destacam a disponibilidade água, que 

pode reduzir drasticamente a produtividade se sua quantidade for limitante, sendo a 

disponibilidade de água dependente de diversos fatores como o regime pluviométrico, textura, 

estrutura, teor de matéria orgânica, mineralogia, gradiente textural, impedimentos físicos e 

profundidade. Os outros dois componentes, textura e profundidade, são relacionados a 

disponibilidade de água, desenvolvimento das raízes e volume explorado pelas raízes. O último 

componente, a fertilidade, é considerada fundamental pelos autores para que se obtenha 

produtividades altas. Assim, a camada arável deve ser manejada para que seja quimicamente 

favorável ao desenvolvimento das plantas. 

Cabe destacar que enquanto as características químicas da camada arável se 

correlacionam com as produtividades no primeiro e segundo corte, as condições de subsuperfície 

apresentam melhor correlação com os cortes posteriores (LANDELL et al., 2003). A diversidade 
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de solos existentes associada à grande amplitude de condições climáticas nas quais a cana-de-

açúcar é cultivada gera uma diversidade de ambientes de produção que vão interagir com as 

características genéticas da planta para determinar a produtividade agrícola do cultivo, que ainda 

é condicionada a outros fatores como ocorrência de pragas e doenças (LANDELL; BRESSIANI, 

2010). Ao considerar ainda que o cultivo da cana-de-açúcar tem como objetivo maximizar a 

produção de açúcar e/ou álcool por unidade de área, os autores ainda consideram os efeitos da 

época de colheita na qualidade da matéria-prima ao longo do período de colheita. Para a safra da 

região centro-sul, que tipicamente vai de março a novembro, os autores agrupam os meses de 

março a junho como safra de outono, de julho a setembro como safra de inverno e de outubro a 

novembro para a safra de primavera. A interação das três épocas de colheita e dos tipos do solo, 

agrupados em favoráveis, médios e desfavoráveis, é representada em uma matriz de ambientes, 

com diversas implicações no manejo varietal, que de acordo com Landell e Bressiani (2010) é a 

estratégia que procura explorar os ganhos gerados pela interação entre genótipo e ambiente. 

Assim, além das variáveis climáticas, nos estudos realizados por Alvarez et al. (1982) e 

Brüggemann et al.(2001), onde foram propostos modelos empíricos para a produtividade de cana-

de-açúcar, também foram incorporadas variáveis relacionadas ao manejo e ao ambiente de 

produção. Essa caracterização se deu através da classificação do solo, manejo de adubação e 

caracterização da granulometria do solo. O uso de diferentes variáveis para o desenvolvimento de 

modelos empíricos é uma forma de relacionar a produtividade aos diferentes fatores que 

influenciaram o desenvolvimento daquele cultivo. Um modelo robusto que estabeleça essa 

relação empírica é uma forma de realizar predições e embasar a tomada de decisão, porém não se 

deve esperar que esse tipo de modelo tenha aplicações para fora do seu escopo de criação 

(PASSIOURA, 1996). 

2.2 Mineração de dados 

 Com um volume cada vez maior de dados sendo gerados e armazenados, tem aumentado a 

diferença entre a quantidade gerada e nosso entendimento desses dados. Esses conjuntos de dados 

podem conter informações potencialmente úteis, e devido ao tamanho desses conjuntos de dados, 

a avaliação por analistas é difícil, fazendo com que as informações contidas nesses dados sejam 

raramente explicitadas ou exploradas (WITTEN; FRANK, 2005). Nesse contexto, de acordo com 
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os autores, as técnicas de mineração de dados são uma opção para encontrar essas informações a 

partir do grande volume de dados gerados. Mineração de dados é definida então como o processo 

de descoberta de padrões em dados, sendo o processo automatizado ou semi-automatizado nos 

quais devem-se encontrar padrões úteis.  

 As tarefas de mineração de dados podem ser divididas em descrição ou predição. Em 

descrição, temos as tarefas de agrupamento, onde se busca produzir grupos nos quais a diferença 

entre seus componentes é minimizada, enquanto a diferença entre os grupos é maximizada. Nas 

tarefas de associação, o objetivo é encontrar atributos que ocorrem simultaneamente com certa 

frequência. Na aplicação mais comum das tarefas de associação, são analisados os históricos de 

compras e busca-se identificar os produtos que são comprados em conjunto frequentemente. 

Diferente das tarefas de descrição, as tarefas de predição buscam prever o valor de um 

determinado atributo, chamado atributo meta, em função dos outros atributos do conjunto de 

dados. Quando esse atributo meta é categórico, a tarefa é de classificação, enquanto casos onde o 

atributo meta é um valor numérico contínuo, a tarefa é de regressão (WITTEN; FRANK, 2005). 

 O processo de descoberta de conhecimento reúne uma série de atividades e apresenta um 

caráter iterativo. De acordo com a metodologia CRISP-DM (CHAPMAN et al., 2000), o processo 

é dividido em 6 etapas. Na Figura 2 pode ser vista a sucessão das etapas e a representação da 

natureza cíclica do modelo. As etapas são explicadas na sequência. 
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Figura 2. Etapas do ciclo CRISP - DM (Adaptado de CHAPMAN et al. (2000)). 

1. Entendimento do domínio - Esta etapa consiste no entendimento da área de 

conhecimento onde serão empregadas as técnicas de mineração de dados para descoberta 

de conhecimento. Com o avanço das outras etapas, pode ser necessário retomar essa etapa 

de entendimento. 

2. Entendimento dos dados - Após o entendimento do domínio, os dados devem então ser 

estudados e analisados. Os dados devem ser descritos, em termos do que representam, 

unidades utilizadas, além de identificar possíveis problemas como dados faltantes, valores 

incoerentes, erros de preenchimento, etc. 

3. Preparação dos dados - De acordo com a técnica de mineração de dados que será 

utilizada, pode ser necessário realizar transformações nos dados. Além disso, em certos 

casos, a transformação dos dados pode não ser um requisito, mas pode colaborar para um 

melhor resultado. 

4. Modelagem - Aplicação das técnicas de mineração de dados e calibração dos seus 

parâmetros. Uma vez que várias técnicas podem ser aplicadas para diferentes problemas e 

essas técnicas necessitam de diferentes tratamentos nos dados de entrada, pode ser 
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necessário uma retomada da etapa anterior. Nesta etapa, são ajustados os parâmetros das 

diferentes técnicas, o que é uma tarefa iterativa com o objetivo de otimizar a performance 

do modelo. 

5. Avaliação - Após a etapa de modelagem, os resultados obtidos devem ser avaliados, 

assim como as etapas desenvolvidas em sua elaboração. Resultados insatisfatórios nesta 

etapa podem levar à retomada de etapas anteriores. 

6. Implementação - O conhecimento descoberto é utilizado, de forma direta ou na forma de 

implementação de um modelo. 

 O crescimento das aplicações de mineração de dados na agricultura pode ser visto nas 

revisões realizadas por Mucherino et al. (2009) e Mucherino e Ruß (2011). Tendo em vista os 

casos de sucesso na área agrícola e o volume de dados acumulado pelo setor sucroenergético, 

têm-se um potencial a ser explorado. Em estudos com dados de menor escala, com intuito de 

estudar a variabilidade da produtividade de cana-de-açúcar, técnicas de mineração de dados têm 

se mostrado superiores a técnicas estatísticas convencionais (ANDERSON et al., 1999; 

FERRARO et al., 2009). Em ambos os estudos, a técnica de mineração de dados utilizada foi a 

árvore de regressão (Classification and Regression Trees, CART). Essa técnica, junto com redes 

neurais artificias (Artificial Neural Network, ANN) e máquinas de vetor de suporte (Support 

Vector Machines, SVM) foram utilizadas na predição de produtividade de trigo em função de 

dados de reflectância na cor vermelha, condutividade elétrica do solo e dados sobre as estratégias 

de adubação (RUß, 2009). O autor aponta que a técnica SVM se mostrou superior às demais, 

sendo recomendada para tarefas desse tipo. 

 Árvores de regressão são construídas da mesma forma que árvores de decisão. O conjunto 

de dados é particionado sucessivamente, até que no último nível da árvore, as folhas, tenha-se o 

valor médio do atributo meta dos registros daquela folha, o que caracteriza a árvore de regressão. 

Outra opção é uma árvore de modelos, que apresenta uma equação de regressão em cada folha 

(WITTEN; FRANK, 2005). A Figura 3 apresenta uma ilustração de uma árvore de regressão (a) e 

árvore de modelos (b). Uma vantagem dessa técnica é a construção de um modelo que pode ser 

melhor entendido, o que não acontece com técnicas do tipo "caixa-preta" como as ANN ou SVM. 

Por outro lado, técnicas "caixa-preta" tendem a apresentar melhores capacidades preditivas. 
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Figura 3. Árvore de Regressão e Árvore de Modelo 

Uma importante evolução dos modelos baseados em árvores são as Random Forest. 

Breiman (2001) demonstrou que para um modelo composto por diversos modelos (ensemble), a 

taxa de erro é dependente da capacidade preditiva de cada submodelo e inversamente 

proporcional à correlação entre os mesmos. A solução encontrada pelo autor consiste em induzir 

árvores a partir de um subconjunto dos atributos originais e escolhendo aleatoriamente o atributo 

utilizado para divisão dos nós. Com a geração de diversos modelos, o resultado final é gerado a 

partir de uma composição dos resultados, podendo ser uma votação para tarefas de classificação 

ou a média para tarefas de regressão. 

As ANN surgiram no campo da neurologia, quando pesquisadores da área buscaram 

simular neurônios. Uma ANN é composta basicamente por uma rede com unidades de entrada e 

saída interconectadas, com diferentes pesos para as conexões. Durante o treinamento da ANN os 

pesos das conexões e outros parâmetros do modelo são calibrados, para que a rede seja capaz de 

produzir uma saída próxima à variável que está tentando prever. O erro entre a predição e o valor 

real é utilizado na calibração, o que caracteriza o algoritmo de Back Propagation (HAN et al., 

2012).   

As SVM foram desenvolvidas com base em teorias de aprendizado estatístico nos anos 

1990, sendo inicialmente concebidos para tarefas de classificação e posteriormente generalizados 

para tarefas de regressão (SCHÖLKOPF et al., 1997). Pela forma como são formulados em um 

problema de otimização, o vetor suporte encontrado é um ótimo global, diferente dos resultados 

encontrados para as RNA, que são ótimos regionais. Ainda de acordo com os autores, o algoritmo 

encontra o vetor que separa as classes com maior margem possível. Caso os dados não sejam 

linearmente separáveis, é feita a transformação para um espaço de dimensão maior, onde podem 
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ser separados linearmente. Na Figura 4, a seguir, pode ser vista transformação e a determinação 

do vetor suporte com a maior margem possível. 

 

Figura 4. Transformação dos dados e determinação do vetor suporte, adaptado de Schölkopf et al. (1997). 

De forma análoga, em uma tarefa de regressão, os vetores suporte são utilizados para 

representar uma função, que através do mapeamento em um espaço de dimensão maior, pode não 

ser linear no espaço original. Para permitir a generalização do algoritmo de classificação para a 

regressão, o algoritmo busca o vetor que melhor aproxima a função dentro de uma margem ε pré-

estabelecida, caracterizando o algoritmo de regressão por vetores suporte (ε-SVR), de acordo 

com Schölkopf et al. (2000). Quanto menor o valor de ε, maior a complexidade do modelo 

gerado, ou seja, maior o número de vetores suporte criados para representar a função. Para 

mediar o trade-off entre a complexidade do modelo e a margem de erro tolerável, a variável C 

penaliza na função objetivo os pontos fora da margem ε. Para o caso bidimensional e linear, a 

representação das variáveis pode ser vista na Figura 5. Outro algoritmo, o ν-SVR, através de uma 

reformulação da função que é otimizada para determinação dos vetores suporte, minimiza ε em 

função da variável C e do trade-off com a complexidade do modelo. 
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Figura 5. Parâmetros das SVM e seu significado na regressão. Adaptada de Schölkopf et al. (2000). 

2.3 Avaliação de modelos de regressão 

A avaliação de modelos de regressão, independente da técnica utilizada para sua criação, é 

realizada a partir de métricas que quantifiquem a adequação do seu resultado em relação aos 

valores reais. Entre as métricas disponíveis, temos o erro quadrático médio (Mean Square Error, 

MSE), raiz do erro quadrático médio (Root Mean Square Error, RMSE) e erro absoluto médio 

(Mean Absolute Error, MAE), medidas que também podem ser relativizadas. Outra métrica 

frequentemente utilizada é o coeficiente de correlação (WITTEN; FRANK, 2005). 

 O uso do coeficiente de regressão como métrica de avaliação do modelo é feito através do 

cálculo do mesmo na comparação entre os valores preditos e os observados, o que de acordo com 

Mitchell (1997) e Harrison (1990) é um uso impróprio do coeficiente. De acordo com Mitchell 

(1997), a regressão linear não foi concebida para esse tipo de tarefa, e sim determinar a equação 

da reta para uma variável resposta em função da variável independente. As críticas do autor se 

estendem quanto à ambiguidade da hipótese nula dos testes de confiança realizados sobre os 

coeficientes da regressão e à incompatibilidade entre o tipo de teste sendo conduzido e a 

maturidade pressuposta para um modelo em fase de validação. Por fim, é destacado pelo autor 

que os dados raramente respeitam as premissas teóricas para regressão. A preocupação quanto às 

premissas teóricas, só que em relação aos testes estatísticos conduzidos sobre os coeficientes da 

regressão, também é abordada por Harrison (1990). Uma proposta é avaliar o erro das predições 

ao longo dos valores preditos, comparando os erros com uma margem de erro tolerável pré-

estabelecida, o que pode ser visto na Figura 6 . Por outro lado, a comparação entre valores 
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observados e preditos, é vista por Bi e Bennet (2003) como uma forma de identificar tendências 

do modelo. Cabe destacar a crítica de Mitchell (1997) de que embora a regressão da reta dos 

valores preditos e observados possa estar próxima da reta 1:1, esse não é um motivo suficiente 

para constatar a qualidade do modelo. 

 

Figura 6. Inspeção do erro absoluto ao longo dos valores preditos. Adaptado de Mitchell (1997). 

 Ao comparar as métricas RMSE e MAE, Willmott e Matsuura (2005) concluem que o uso 

do MAE apresenta vantagens sobre o RMSE. O MAE é mais fácil de calcular e interpretar, pois 

tem um significado direto. Enquanto ao calcular o RMSE, o valor encontrado é uma função da 

variância do erro, do número de pontos avaliados e do resíduo do modelo, fazendo com que não 

seja possível interpretar diretamente o valor ao comparar modelos, pois há ambiguidade na 

medida. Outro aspecto relevante do RMSE é que não há uma forma de interpretar o valor do erro 

quando calculado dessa forma. Os autores ainda destacam uma terceira métrica em sua discussão, 

a tendência média de erro (Mean Bias Erro, MBE), que é a média da soma dos valores preditos 

(P) menos os valores observados (O). Essa métrica permite inferir se o modelo tende a 

superestimar (P > O, MBE >0) ou subestimar (P < O, MBE <0). 

 Uma proposta para avaliar os resultados de regressão são as curvas características 

dos erros de regressão (Regression Error Characteristic, REC) descritas por 
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BI e BENNETT (2003). As curvas REC representam a função de distribuição acumulada dos 

erros, sendo a abcissa a magnitude do erro e o eixo ordenado a acurácia, entendida como a 

probabilidade    - do erro ϵ ser menor que   . Os autores demonstram como a análise de curvas 

REC  pode fornecer ao usuário dos modelos de regressão informações de forma visual, 

facilitando a interpretação por usuários não especialistas em estatística e permitindo a inferência 

de parâmetros como erro médio e a estatística KS (Kolmogorov- Smirnov) a partir de 

propriedades geométricas das curvas. No framework proposto pelos autores, é possível comparar 

a performance de diversos modelos de forma simultânea. As curvas REC, ainda de acordo com os 

autores, são análogas às curvas ROC e possuem uma série de suas características positivas. Caso 

o valor de erro utilizado na construção da curva REC seja o erro absoluto, a área sobre a curva 

(Area Over Curve, AOC) representa uma sub-estimativa do MAE. Na Figura 7, pode ser visto um 

exemplo de uma curva REC com AOC delimitada. 

 

Figura 7. Exemplo de curva REC com delimitação da AOC. 

 Além da determinação da métrica de avaliação, o procedimento para validação do modelo 

apresenta diferentes possibilidades. A primeira alternativa é dividir o conjunto em treino/teste, 

onde é realizada uma divisão aleatória do conjunto de dados onde uma parte do conjunto é 

utilizada para treinamento do modelo, enquanto o restante é utilizado para teste. Esse 

procedimento pode ser repetido várias vezes para uso da média do parâmetro utilizado na 

avaliação. Outro procedimento é a validação cruzada, ou cross-validation (CV). No caso do 

procedimento escolhido ser a CV, o conjunto de dados é particionado em N subconjuntos de 

tamanho aproximadamente igual. O conjunto é treinado em N-1 subconjuntos e avaliado no 

subconjunto restante (HAN et al., 2012). Esse procedimento é realizado N vezes, de forma que o 

modelo seja treinado e avaliado em todo o conjunto de dados. Os subconjuntos são chamados de 
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folds e normalmente a CV é realizada com 10 conjuntos, ou 10-folds. Diferente do procedimento 

anterior, na CV os subconjuntos são divididos inicialmente e treinados/testados de maneira 

excludente. 

 O uso das estratégias de validação de modelos destacadas acima tem como objetivo 

avaliar e evitar o overfitting, que é caracterizado por um modelo ser ajustado ao conjunto de 

dados onde é treinado de maneira tão específica que passa a não apresentar boas performances 

quando avaliado em outros conjuntos. Em linhas gerais, árvores com muitas folhas estão mais 

propensas ao overfit, o que pode ser controlado nos parâmetros de geração do modelo. As SVM 

são menos propensas ao overfit quando comparadas com a maioria das técnicas (HAN et al., 

2012). 
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3 CONTEXTUALIZAÇÃO DA TOMADA DE DECISÃO 

 

Título do Artigo:  

Diferentes demandas de informação de produtividade no planejamento de 

uma usina de cana-de-açúcar 

3.1 Resumo 

Na tomada de decisão e planejamento de uma usina de cana-de-açúcar, é constante a necessidade 

de quantificar o resultado da decisão na produtividade ou produção de cana-de-açúcar e seu efeito 

no planejamento. Foi conduzida uma pesquisa exploratória junto a uma usina com intuito de 

mapear as principais decisões que são influenciadas pela perspectiva de produtividade futura, 

bem como a forma que essas predições afetam o planejamento. Após uma série de entrevistas e 

acompanhamento de atividades, foi possível identificar decisões chave e suas características, que 

foram relacionadas a soluções propostas pela comunidade científica e enquadradas dentro de uma 

proposta de framework unificado para tomada de decisão e planejamento. Entre as decisões 

identificadas, as projeções de produtividade utilizadas para subsidiar a elaboração de orçamento e 

plano de safra se mostraram críticas, dado que as ações tomadas à partir dessas decisões irá 

atravessar toda a cadeia de valor, fazendo com que seja necessário um framework de tomada de 

decisão que mostre os efeitos das decisões nos processos posteriores.  A proposta apresentada se 

apoia na integração dos diferentes planos sobre uma base de informações comuns, uso de 

modelos empíricos de produtividade para subsidiar a tomada de decisão com uso conjunto de 

modelos de planejamento. 

3.2 Introdução 

Devido ao longo ciclo de crescimento da cana-de-açúcar, variando de 12 a 18 meses em 

condições típicas, surgem diversas necessidades de predizer a produtividade e o resultado 

agrícola. Cabe destacar que o interesse não é apenas sobre a produtividade (expressa em 

toneladas por hectare – TCH), mas também sobre a quantidade de açúcar acumulada nos colmos, 

o que permite inferir o resultado da produção em termos de açúcar e etanol. O ciclo extenso em 
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conjunto com uma safra que ocorre entre março e novembro para a região centro-sul do Brasil, 

que concentra 90 % da produção (CONAB, 2013), faz com que as áreas cultivadas estejam em 

diversas fases de crescimento ao longo do ano. Essa diversidade de condições faz com que, ao 

longo do tempo, sejam necessárias novas predições de produtividade, para refletir o resultado das 

condições ocorridas e para embasar novas decisões que precisam ser tomadas no manejo agrícola 

e na operação de usinas. 

A cada momento, algumas áreas estão próximas ao período de colheita, nas quais é mais 

coerente falar em estimativa da produtividade, em um sentido de estimativa como uma medida 

aproximada. Enquanto para áreas com a colheita distante é mais coerente falar de uma projeção 

da produção, uma vez que diversos eventos futuros, notadamente o clima futuro e o surgimento 

de condições fitossanitárias adversas que podem interferir na produtividade. Destacada a 

diferenciação adotada entre estimativa e projeção, o termo predição será utilizado para 

antecipação de um resultado futuro.  

Com o avanço do ciclo de crescimento e aproximação da época de colheita, há um aumento 

das informações disponíveis para realizar uma melhor predição da produtividade, até o momento 

em que se deixa de realizar projeções e é possível estimar a produtividade através de 

levantamentos de campo. É importante destacar uma prática do setor, a de realização de 

estimativas por especialistas. Assim, especialistas que atuam na produção de cana-de-açúcar são 

capazes de estimar a produtividade baseada em inspeção visual, ou projetar a produtividade a 

partir do conhecimento sobre o histórico da região, desempenho de cultivares, características das 

áreas, clima típico e ocorrência de pragas e doenças. Em um contexto mais amplo, as predições 

de produtividade embasam o planejamento da produção de cana-de-açúcar, enquanto novas 

predições permitem o replanejamento da produção. 

Investigando o uso de projeções na performance organizacional, Danese e Kalchschmidt 

(2011) mostraram que, para companhias de manufatura, a adoção de um processo estruturado 

para realização de projeções orientado a tomada de decisão tem impacto positivo direto nos 

custos e performance das entregas. Os resultados dos autores são surpreendentes ao 

demonstrarem que um menor erro não leva necessariamente a um melhor desempenho da 

companhia, nem a adoção de técnicas leva necessariamente a um menor erro. De acordo com os 

autores, a melhor performance organizacional está ligada à variável “coleta de informações a 
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partir de diversas fontes” e à variável “papel das projeções na tomada de decisão”. Eles destacam 

que as projeções devem ter credibilidade, estarem disponíveis na época correta e permitirem o 

uso na tomada de decisão, de acordo com as necessidades gerenciais. Higgins et al. (2007) 

apontam que as principais diferenças das cadeias de valor de manufatura em relação às cadeias de 

valor na agricultura são a maior variabilidade dos sistemas de produção. Entre os principais 

fatores, os autores apontam as incertezas e a variabilidade associada ao clima e às características 

biofísicas. Na cadeia de valor do açúcar, no contexto australiano, ainda é destacada a presença de 

diversos agentes tomadores de decisão e a necessidade de decisões em diversas escalas, variando 

de talhões individuais até a área total de uma usina. Assim, enquanto nos sistemas manufatureiros 

o sistema de produção é mais previsível e existe uma necessidade de projeção da demanda, em 

sistemas agrícolas, é necessário também realizar projeções da produção, resultado da interação 

entre fatores controlados e não controlados. 

Quando se analisa a tomada de decisão na cadeia de valor, é possível analisar também os 

impactos das decisões nas cadeias subsequentes, fazendo com que o uso de projeções e 

modelagem possa melhorar a tomada de decisão para um contexto além da produção agrícola per 

se. Ahumada e Villalobos (2009) caracterizam as cadeias de valor agrícola como compostas pelos 

processos de produção, colheita, e armazenagem e distribuição. Por se tratar de uma cadeia de 

valor agroindustrial, Higgins et al. (2007) adicionam à cadeia de valor do açúcar os processos 

relacionados à usina, ou seja, moagem e produção, transporte do açúcar e armazenagem, cabendo 

destaque também para produção de outros produtos (etanol e eletricidade a partir de biomassa).  

Nas condições brasileiras, as áreas do cultivo agrícola destinadas à produção de açúcar são 

controladas pelas usinas, fazendo com que a tomada de decisão, a partir de projeções, possa ser 

feita considerando todos os processos da cadeia. Além disso, grupos que controlam mais de uma 

usina podem se beneficiar de uma tomada de decisão que considere suas diversas unidades. A 

existência de diferentes agentes ao longo da cadeia é uma das dificuldades apontadas por Higgins 

et al. (2007) para adoção de um framework de tomada de decisão unificado. Tomando por base o 

descrito por Higgins et al. (2007) e Ahumada e Villalobos (2009) e adequando ao contexto 

brasileiro, a cadeia de valor do açúcar é ilustrada na Figura 8. Embora a literatura revisada e as 

considerações deste artigo se refiram à cadeia de valor do açúcar, elas podem ser extrapoladas 
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para a cadeia de valor do etanol ou eletricidade, ou para outros produtos do complexo da cana-de-

açúcar. 

Insumos Cultivo
Colheita e 

Transporte

Moagem e

Produção
Vendas

 
Figura 8. Cadeia do valor do açúcar. 

Ao descrever as decisões que podem ser beneficiadas por predições e uso de modelagem, 

diferentes autores (AHUMADA; VILLALOBOS, 2009; EVERINGHAM et al., 2002; MEINKE; 

STONE, 2005) descrevem decisões em diferentes escalas, tomadas em diferentes momentos de 

antecipação, realizadas por diferentes tomadores de decisão, o que ilustra a dificuldade 

apresentada por Higgins et al. (2007) na cadeia de valor do açúcar. Ahumada e Villalobos (2009) 

revisaram os diferentes sistemas de suporte à decisão para cadeias de valor agrícolas quanto ao 

nível organizacional da tomada de decisão (operacional, tático ou estratégico) e quanto à área 

funcional que é afetada (cultivo, colheita, distribuição e armazenagem) e diferenciando-os quanto 

ao tipo de modelagem utilizada (estocástica ou determinística). Em outra abordagem, Meinke e 

Stone (2005) exemplificam decisões que podem se beneficiar do uso de projeções climáticas e 

destacam o uso de modelos para gerar a predição de produtividade. Essas decisões variam da 

logística interna de colheita a políticas de uso da terra e diferentes frequências (intra-safra a 

décadas) e janelas  temporais (meses a anos). A relação entre a época da tomada de decisão e sua 

janela temporal pauta quais informações sobre o clima estão disponíveis e quais outras deverão 

ser projetadas. Uma relação de decisões na cadeia do açúcar tomada a partir de informações 

climáticas é mostrada por Everingham et al. (2002), que utilizaram projeções de clima para 

tomada de decisão na cadeia de valor do açúcar. Entre as diversas decisões listadas pelos autores, 

que dividem a cadeia em cultivo, colheita e transporte, moagem e produção, e vendas, eles 

apresentam decisões chave da indústria e utilizam a projeção de clima para melhorar a tomada de 

decisão para quatro delas: a projeção da produtividade e seu efeito na venda de açúcar no 

mercado futuro, o uso da projeção climática na tomada de decisão no manejo de irrigação, a 

determinação do início e fim da safra, e manejo da colheita. 

A predição de produtividade pode ser realizada de diversas formas, de acordo com as 

informações disponíveis. Uma forma de predizer a produtividade são os modelos de crescimento, 

que, em conjunto com informações de manejo e projeções de clima, são capazes de descrever o 
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crescimento da planta e fornecer projeções da produtividade. Aplicações deste tipo foram 

realizadas para África do Sul e Austrália, com a proposta de predizer a produção da safra seguinte 

(BEZUIDENHOUT; SINGELS, 2007; EVERINGHAM et al., 2002). Uma proposta para 

contornar a demanda de informações para essas aplicações, na Austrália, é apresentada por 

Everingham et al. (2009), que utilizou a combinação do resultado de diversos modelos 

(ensemble) representados através de diferentes condições de modelagem para a projeção regional 

da produtividade. Outra alternativa é agrupar áreas similares em blocos homogêneos, estratégia 

utilizada por Bezuidenhout e Singels (2007) e por Le Gal et al. (2009) para diminuir o número de 

simulações de crescimento realizadas.  

Uma alternativa aos modelos de crescimento são os modelos empíricos que buscam 

relacionar condições de cultivo e de clima com a produtividade final. Lobell e Burke (2010) 

apresentam os modelos empíricos e de crescimento como alternativas complementares de 

modelagem de produtividade. Cabe destacar que as conclusões dos autores foram realizadas no 

contexto de estudo de mudanças climáticas. Essa discussão é expandida por Stone e Meinke 

(2005) enquanto discutem as abordagens de modelagem para predição de produtividade. Eles 

apresentam os modelos de crescimento e os modelos empíricos como ferramentas de estudo, 

tanto de mudança climática, quanto para variabilidade climática, diferenciando a mudança como 

as alterações de longo prazo do clima e a variabilidade como um reflexo da variação intrínseca do 

clima. 

É importante destacar que se trata de uma cadeia de informações, onde os elementos básicos 

são os modelos, os dados que caracterizam a produção e as projeções de clima. Modelos de 

produtividade combinados com os dados de produção e projeção de clima permitem a projeção 

da produtividade. Com modelos do sistema produtivo, é possível utilizar essas projeções de 

produtividade para tomar decisões em um próximo nível. Assim, parte-se de decisões que podem 

ser tomadas a partir da projeção de clima (EVERINGHAM et al., 2002), para decisões que 

podem ser tomadas com o uso das projeções de clima e modelos de produtividade (MEINKE; 

STONE, 2005; STONE; MEINKE, 2005), e finalmente para as decisões que utilizam essas 

informações para um planejamento que varia do nível tático ao estratégico (AHUMADA; 

VILLALOBOS, 2009). 
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Com o avanço da safra, é possível incorporar novas projeções de clima e a parte do clima 

ocorrido nas simulações de produtividade, sendo esperado que o erro na projeção diminua 

(HOOGENBOOM, 2000). Além das informações de clima e de manejo para os modelos 

empíricos, outra possibilidade é a utilização de informações de sensoriamento remoto, que podem 

agregar mais informações na projeção da produtividade. Entre as fontes de sensoriamento 

remoto, têm-se as informações obtidas a partir de sensores em satélites, fotografias aéreas ou 

mesmo sensores terrestres, que através da medição da resposta radiométrica da superfície são 

capazes de inferir propriedades que variam do Índice de Área Foliar (IAF) das culturas, stress 

hídrico, deficiências de nutrientes e condições de fitossanidade à própria biomassa (ABDEL-

RAHMAN; AHMED, 2008). Uma aplicação dessa abordagem pode ser vista no trabalho de 

Picoli (2006), que utilizou os dados de sensoriamento remoto (NDVI) em conjunto  com dados de 

talhão para modelar empiricamente a produtividade de cana-de-açúcar. Essas informações podem 

gerar modelos nas escalas em que são criadas; assim, a predição de produtividade pode ser na 

escala de talhões ou na escala utilizada para agricultura de precisão.  

Além de subsidiar a tomada de decisão, essas projeções de produtividade também podem 

integrar-se a modelos de otimização de sistemas agrícolas. Entre as aplicações para cana-de-

açúcar, há o uso de modelos para realização do plano de safra, plano de colheita e roteirização. O 

plano de safra otimiza a entrega de matéria-prima para moagem com a maior quantidade de 

açúcar disponível, de acordo com as perspectivas de produção. Assim, a quantidade de cana-de-

açúcar fornecida deve ser tal que a moagem possa operar ininterruptamente, durante a safra e 

sujeita ao limite de moagem, e minimiza a armazenagem da cana-de-açúcar, pois sua qualidade 

industrial diminui depois de colhida. Aplicações de otimização do plano de safra podem ser tanto 

para cadeias de valor onde a produção e a usina são controladas por diferentes agentes como na 

Austrália (LE GAL et al., 2009), África do Sul (JIAO et al., 2005) e Tailândia 

(PIEWTHONGNGAM et al., 2009),  quanto para as condições da Venezuela (GRUNOW et al., 

2007) e Brasil (JENA; POGGI, 2013), onde se têm um agente único. 

 Após a realização desse plano, tem-se o plano de colheita. Na etapa anterior (plano de safra), 

já são consideradas as datas de colheita de forma aproximada, porém neste momento o plano é 

refinado para refletir a evolução dos cultivos. Em geral, esse planejamento, tido como de nível 



24 
 

operacional, é feito em onda1, sendo escolhidos os talhões ou fazendas que devem ser colhidos na 

próxima semana ou mês, a partir do plano de safra. Ele também é realizado diversas vezes ao 

longo da safra e possui diferentes características dependendo do arranjo entre produtores e usinas 

(LE GAL et al., 2009; HIGGINS, 2002; PIEWTHONGNGAM et al., 2009) ou de acordo com as 

características das usinas (GRUNOW et al., 2007; JENA; POGGI, 2013). Para usinas, as 

restrições são operacionais com o objetivo de maximizar a qualidade da matéria-prima, enquanto 

em arranjos de produtores-usinas, acordos comerciais podem impor outras restrições.  

Embora o plano de colheita determine quais talhões serão colhidos em determinado intervalo 

de tempo, é necessário também planejar a sequência de colheita das áreas, ou seja, roteirizar a 

colheita. Na roteirização é feito um balanceamento da distância em que as diferentes frentes se 

encontram e se busca minimizar o deslocamento total das frentes. É possível realizar o plano de 

colheita com restrições relativas à roteirização (LE GAL et al., 2009; GRUNOW et al., 2007; 

JENA; POGGI, 2013). Ainda cabe destacar a necessidade de replanejamento diante de condições 

críticas, como chuvas excessivas que inviabilizam a colheita ou tráfego, o florescimento de uma 

área que leva a queda de qualidade industrial ou mesmo incêndios acidentais ou criminosos. 

Tanto o florescimento quanto os incêndios fazem com que a área deva ser colhida o mais rápido 

possível. Enquanto em condições brasileiras não há necessidade de replanejar a colheita devido à 

ocorrência de neve (BEZUIDENHOUT; SINGELS, 2007), a ocorrência de geadas também faz 

com que seja necessário alterar o planejamento. 

Das aplicações revisadas anteriormente, apenas Piewthongngam et al. (2009) utilizaram um 

modelo para predizer a produtividade (CANEGRO/DSSAT), enquanto as outras aplicações 

utilizaram médias históricas para realizar o planejamento. Le Gal et al. (2009), em sua conclusão, 

chamam a atenção para o uso do modelo como uma forma de melhorar a representação do 

sistema e apontam esse uso como um trabalho futuro. Nesse ponto, duas críticas podem ser feitas 

ao uso de médias históricas para o planejamento agrícola. Em primeiro lugar, Ahumada e 

Villalobos (2009) destacam a necessidade de que o planejamento utilize técnicas estocásticas, 

para refletir melhor a natureza dos sistemas. Higgins et al. (2007) também chamam atenção para 

                                                 
1 O planejamento em onda é uma estratégia de planejamento onde é delineado um plano geral e 
feito o planejamento para o próximo período de tempo para o qual se tem segurança e clareza 
sobre os parâmetros do projeto (próxima semana ou alguns meses). Ao longo do tempo, novas 
etapas do plano são detalhadas de forma iterativa e progressiva. 
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variabilidade dos sistemas, destacada anteriormente. Além de negligenciar a característica 

estocástica, o uso de médias históricas assume um comportamento histórico médio do clima e 

deixa de utilizar informações meteorológicas de grande potencial para agricultura 

(HOOGENBOOM, 2000). Cabe destacar que o uso de modelos não garante uma resposta 

estocástica de produtividade, porém o uso de diversos cenários de clima permite estimar um 

comportamento médio e sua variação, o que pode ser visto nas aplicações descritas por 

Everingham et al. (2002) e Bezuidenhout e Singels (2007). No Brasil o uso DSSAT/CANEGRO 

pode ser visto nos trabalhos de Nassif et al. (2012) e Marin et al. (2011), referentes a 

parametrização do modelo, enquanto o uso em conjunto com cenários de clima futuro para 

quantificação do impacto da mudança climática na produtividade de cana-de-açúcar pode ser 

visto em Marin et al. (2013). 

Dada a relevância das predições de produtividade no planejamento na cadeia de valor do 

açúcar, e potencialmente para as outras cadeias de valor do complexo da cana e o potencial do 

uso de projeções de produtividade na agricultura e em especial para a cana-de-açúcar, o presente 

trabalho se propõe a caracterizar os contextos de tomada de decisão, nos quais a previsão de 

produtividade é utilizada, e a partir dessa caracterização, propor um framework. Entende-se que 

esse resultado irá ampliar o entendimento da tomada de decisão na cadeia de valor do açúcar, de 

uma forma análoga ao apresentado por Everingham et al. (2002) para a cadeia do valor do açúcar, 

mas ultrapassando a tomada de decisão baseada em projeções climáticas e incorporando as 

decisões que potencialmente podem se beneficiar por modelos de produtividade e modelos de 

planejamento. Além disso, o presente trabalho fornecerá características importantes das decisões 

conforme Meinke e Stone (2005).   
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planejamento/decisão (6) conforme Meinke e Stone (2005). Por fim, buscou-se caracterizar o (7) 

uso de modelagem (de produtividade ou planejamento) utilizado em cada decisão. Cabe destacar 

que no contexto australiano, Everingham et al. (2002) apontaram as decisões em diferentes elos 

da cadeia do açúcar, o que no Brasil terá uma equivalência para as diferentes áreas funcionais da 

usina. Essa caracterização é entendida como uma aplicação dos 6 “W’s” - “What?/O que?”, 

“When/Quando?”, “Why?/Por quê?”, “Who?/Quem?”, “Where?/Quando?” e “How?/Como?”. 

Além do preenchimento do quadro, buscou-se entender como as diferentes decisões se 

relacionam. 

Tabela 1. Cabeçalho da tabela utilizada nas entrevistas. 
(1) Aplicação (2)Finalidade 

(3)Nível 
Organizacional  

(4)Escala (5)Quando 
(6)Janela 
temporal 

(7)Modelo 

What? Why?/Who? Who? Where? When? How? 
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são esperadas para os ambientes mais favoráveis. Para época da colheita, a produtividade 

esperada é maior para as áreas colhidas no começo do ano e menor para as áreas  colhidas no fim 

do ano. Esse resultado é apontado como consequência da disponibilidade hídrica em diferentes 

estádios de crescimento da cana. É possível relacionar esse resultado com o trabalho de Inman-

Bamber e Smith (2005) e o regime de chuvas da região. Até meados de abril, a cana tem maior 

disponibilidade de água na sua fase de crescimento rápido, que é crítica para a produtividade 

final, uma vez que essa fase permite o aproveitamento das chuvas do verão local. Nas áreas de 

colheita tardia (de agosto a dezembro), os maiores volumes de água são disponibilizados no 

início do crescimento, fase que não demanda um volume elevado devido a sua baixa 

evapotranspiração, enquanto sua fase de crescimento intenso se dará no inverno do ano seguinte, 

caracterizado por menor disponibilidade hídrica, o que impacta negativamente na produtividade. 

Ao incluir a variedade nesta análise, o conhecimento implícito do especialista se mostra alinhado 

com as estratégias usadas por melhoristas e pesquisadores para melhorar e entender os fatores 

que condicionam a produtividade (RAMBURAN et al., 2011; SPIERTZ, 2013). O especialista 

relaciona então diferentes produtividades para os diferentes ciclos iniciais, diferenciando canas-

planta em diferentes épocas e, portanto, submetidas a diferentes regimes hídricos (canas de 18 e 

12 meses e cana de inverno). Essa projeção inicial incorpora os dois primeiros níveis hierárquicos 

na escala de fatores que afetam a produtividade, seguindo novamente a mesma estrutura dos 

modelos de crescimento (VAN ITTERSUM et al., 2003). A partir deste ponto, o especialista 

minora a produtividade baseado em seu conhecimento do histórico da área, relacionando também 

a ocorrência de pragas e plantas invasoras.  

Do segundo corte em diante, a produtividade é estimada baseada na produtividade inicial 

e na ocorrência de fatores e/ou adversidades fitossanitárias, manejo inadequado como pisoteio e 

arranquio, assim como as condições da lavoura e condições de clima que afetarão a produtividade 

futura, como veranicos, geadas ou diminuição do fotoperíodo. Para cada ocorrência de situação 

adversa ou interação de fatores, o especialista estima a variação absoluta da TCH.  

Conforme constatado na entrevista com os coordenadores das áreas de tratos culturais e 

CCT, a interação destes profissionais com os canaviais em diferentes estádios permite a eles 

adquirirem conhecimento tácito em relação ao crescimento da cana-de-açúcar e formação da 

produtividade final, se tornando capazes de realizar projeções ou estimativas quanto à 
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produtividade, a depender do estádio em que atuam. Assim, profissionais ligados ao CCT, por 

interagirem com áreas no momento da colheita, não precisam realizar uma projeção do resultado 

e são capazes de estimar a produtividade de talhões. Esses profissionais destacaram que suas 

estimativas se baseiam principalmente em características como o diâmetro, altura e número de 

plantas por metro. Assim, enquanto a produtividade está correlacionada com o diâmetro dos 

colmos, canaviais mais densos (“fechados”), possuem mais plantas e, portanto, maior 

produtividade. De forma análoga, a presença de falhas nas linhas de cana é considerada para 

minorar a produtividade. Cabe destacar que essas inspeções visuais são feitas no contorno dos 

talhões, sendo possível que a heterogeneidade das áreas e efeitos de borda interfiram nessas 

estimativas. Para os profissionais ligados aos tratos culturais, por se situarem temporalmente nos 

estádios intermediários de crescimento, é possível considerarem as condições da cultura e 

extrapolar os resultados para o futuro de acordo com uma data estimada para a época de colheita. 

A troca de informações entre os profissionais de planejamento, tratos culturais e CCT permite 

que divergências entre as predições anteriores sejam confrontadas entre si e com outras 

informações. Uma vez que essas estimativas e projeções são dependentes do conhecimento tácito 

dos profissionais, não é possível extrapolar esses resultados para outros contextos.  
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3.5 A tomada de decisão e o planejamento 

3.5.1 Orçamento, Plano de Safra e Estratégia Comercial 
Antes do fim da safra e condicionado por objetivos estratégicos, em outubro é realizada 

uma primeira projeção para o Orçamento, o Plano de Safra e a Estratégia Comercial da safra 

seguinte. Esse esforço mobiliza dentro da cadeia de valor os processos relacionados à produção 

agrícola e industrial, em conjunto com a área comercial, condicionados pela área financeira. Para 

o plano de safra são atribuídas diferentes produtividades às diferentes áreas da usina em função 

do manejo e das condições dos canaviais e uma perspectiva de mês de colheita. O plano de safra 

tem por objetivo garantir as condições de fornecimento de matéria-prima de acordo com 

capacidade de processamento industrial. Para isso, devem ser mobilizados recursos (Orçamento) 

compatíveis à Estratégia Comercial, uma vez que já é possível estimar a produção de açúcar e 

etanol. A elaboração conjunta do plano de safra, orçamento e estratégias de venda é iterativa, 

sendo necessária uma compatibilização entre as despesas, produção e receitas. Cabe destacar que 

essa decisão é tomada na maior condição de incerteza, pois algumas áreas sequer foram colhidas 

e é necessário estimar sua próxima produtividade. Para o Plano de Safra, novas projeções são 

realizadas em Janeiro. Esse planejamento, que pode ser considerado o de maior escopo dentro da 

usina. A realização do planejamento da próxima safra antes do fim da safra vigente é análoga à 

constatada nas condições da África do Sul e Austrália (BEZUIDENHOUT; SINGELS, 2007; 

EVERINGHAM et al., 2002). O fato da informação sobre a produtividade permear toda a cadeia 

é evidente, dado que a produtividade determina a matéria-prima disponível, que deverá ser 

manipulada, transportada e processada. Everingham et al. (2002) destacou o questionamento 

quanto ao volume de produção ao longo de toda a cadeia. Um sistema de otimização da colheita é 

utilizado como ferramenta de suporte a decisão. A estratégia de modelagem é de programação 

por restrições combinada a programação linear ou inteira, de acordo com a decisão, e utiliza o 

conjunto de dados da própria usina para projetar a produtividade e qualidade industrial médias 

para interações de números de corte, ambiente de produção, variedade e época de colheita.  

Chama atenção o uso de um modelo de programação por restrições, o que não foi 

contemplado no estudo de Ahumada e Villalobos (2009).  Lustig e Puget (2001) já apontavam 

para um uso crescente da programação por restrições na pesquisa operacional, em especial para 

problemas de sequenciamento e agendamento (scheduling, no original).  Cabe destacar também o 
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uso de médias no planejamento em uma ferramenta de modelagem determinística. De acordo 

com Higgins et al. (2007) e Ahumada e Villalobos (2009), a representação estocástica dos 

sistemas agroindustriais é mais fiel ao comportamento dos mesmos. 

Ao longo do ano, são realizadas duas novas projeções, sendo uma em maio e outra em 

setembro. Nesses momentos, com o avanço dos cultivos, novas inspeções de campo produzem 

resultados melhores, além de serem agregadas informações de outras áreas que já foram colhidas, 

informações de clima intermediadas por um especialista na área e inventários de biomassa 

obtidos através de sensoriamento remoto. Esses dados auxiliam para refinar as projeções e 

incorporarem mudanças necessárias no planejamento. Devido às necessidades impostas pela 

empresa, as diferentes usinas do grupo devem realizar o plano de safra na mesma época e contam 

principalmente com o conhecimento tácito desses diferentes profissionais, cada um ligado à sua 

unidade e área de atuação. O uso das médias de produção, apresentam as limitações já destacadas 

quanto a sua negligência de informações de clima futuro e por assumirem implicitamente a 

ocorrência de um clima de comportamento médio. 

3.5.2 Plano de Colheita e Roteirização 
Embora o plano de safra apresente as épocas de colheita dos talhões, essas épocas são 

refinadas no plano de colheita. Esse novo plano, realizado em onda e com horizonte de uma 

semana, é feito semanalmente, e visa corrigir diferenças entre as expectativas e as condições 

constatadas em campo, além de contornar situações adversas como, por exemplo, geada, chuvas 

excessivas, florescimento ou queimadas. Essa tomada de decisão é descrita para outra usina 

brasileira por Jena e Poggi (2013). Com a presença de diferentes agentes para produção, colheita 

e transporte e moagem, Jiao et al. (2005) e Higgins (2002) descrevem o plano de colheita para 

Austrália, agregando as peculiaridades ligadas aos objetivos dos diferentes agentes ao longo da 

cadeia. Com a definição do plano de colheita da semana, são tomadas decisões diárias quanto à 

roteirização das frentes de colheitas que devem minimizar o deslocamento e manter o fluxo de 

matéria-prima ao longo do dia. O plano de colheita está contemplado na ferramenta utilizada para 

otimização do plano de safra. 

3.5.3 Renovação e Contratos para Expansão 
Com o decréscimo da produtividade da cana-de-açúcar, é necessário replantar os 

canaviais. Uma vez que a produtividade é geralmente inferior a cada safra, essa decisão é tomada 
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quando uma área não apresenta perspectiva de produtividade rentável. No geral, as áreas são 

replantadas a cada cinco safras, ocorrendo variações. As decisões quanto à renovação são 

agregadas ao plano de safra, pois está ligada ao fornecimento de matéria-prima.  

Em um contexto de aumento da produção agroindustrial, uma determinação estratégica, é 

necessário incorporar novas áreas à produção agrícola. Após a decisão da expansão em nível 

estratégico, diferentes áreas com potencial para incorporação são avaliadas pelo nível tático em 

relação a perspectiva de produção para, no mínimo, os próximos cinco ciclos, para subsidiar a 

mediação dos contratos. Além da produtividade, são consideradas também a distância, condição e 

uso atual da área, assim como o tempo de contrato. Cabe destacar que o aumento da oferta de 

matéria-prima também pode ser obtido com a intensificação dos cultivos, cabendo analisar as 

diferentes linhas de ação. Para este contexto de tomada de decisão, também está disponível um 

sistema de suporte a tomada de decisão que otimiza a alocação de variedades para o ambiente de 

produção e avalia a necessidade de renovação, dada as necessidades do plano de safra e a 

parametrização financeira disponível. O sistema de suporte considera as produtividades médias 

parametrizadas em função do número de cortes, variedade, ambiente de produção e época de 

colheita. 

3.5.4 Manejo 
Outras decisões identificadas que são pautadas pela projeção de produtividade, são o 

manejo fitossanitário (controle de nematóides e migdolus) e a aplicação de maturador, as quais 

são tomadas sob demanda, pelos responsáveis da área de planejamento e desenvolvimento 

vegetal, não estando ligadas ao planejamento de safra, mas sim às práticas agronômicas 

consolidadas na usina. Outros manejos fitossanitários seguem práticas agronômicas de controle 

de infestação baseado no nível de infestação. Não foi identificado entre as decisões o 

questionamento da produtividade futura para subsidiar a tomada de decisão quanto às estratégias 

de adubação. Everingham et al. (2002) apresentam a decisão quanto à adubação como uma das 

decisões que deve ser tomada no processo de produção, enquanto Hoogenboom (2000) aponta-a 

como uma das principais decisões táticas que podem se beneficiar do uso de modelos de predição 

de produtividade utilizados em conjunto com projeções de clima. Limitações na disponibilidade 

de nitrogênio e água são os primeiros fatores a minorar a produtividade e o uso dos dois pela 

planta depende da quantidade disponível de ambos, uma vez que a planta responde à adubação de 
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nitrogênio de acordo com a disponibilidade de água (WIEDENFELD, 1995), fazendo com que 

estes devam estar disponíveis em quantidade compatível para determinado patamar de produção. 

Quando questionados sobre a estratégia de adubação, os entrevistados responderam que a mesma 

segue um conjunto de práticas pré-estabelecidas, na qual a aplicação é proporcional à 

produtividade esperada. Uma vez que a adubação é realizada no plantio e após a colheita de cada 

talhão , esta decisão considera a predição de produtividade mais recente. 

Entre os questionamentos relacionados ao manejo apresentados pelos autores 

(EVERINGHAM et al., 2002) para o processo de produção, nenhum foi mencionado nas 

entrevistas. Esse fato pode ser explicado pela motivação dos autores que foi pautada pela 

influência do clima e da precipitação e não necessariamente ligados à produtividade. As decisões 

relacionadas à etapa de cultivo, influenciadas pela produtividade estão relacionadas à aplicação 

de maturador e controle de pragas, que devido ao custo, são realizadas em áreas de maior 

produtividade e, portanto, de maior retorno econômico. De acordo com Hoogenboom (2000), ao 

discutir o uso de modelos de crescimento para previsão de produtividade em culturas de sequeiro, 

além da adubação poucas decisões podem ser tomadas na etapa de produção depois de decididas 

as condições de implantação da cultura. Porém, um melhor conhecimento da produtividade terá 

efeito nas etapas seguintes da cadeia, fazendo com que essa informação, agregada de talhão em 

talhão possa beneficiar a usina. 

3.5.5 Síntese 
O resultado obtido no levantamento junto à usina foi sintetizado na Tabela 2. A coluna 

relacionada à modelagem foi omitida, dado que a projeção de produtividade é realizada pelos 

especialistas de planejamento. Entende-se que o modelo utilizado é um modelo tácito, 

dependente do conhecimento e experiência dos profissionais envolvidos. Dados históricos são 

utilizados para projetar a produtividade no sistema de planejamento disponível para auxílio a 

tomada de decisão. 
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De forma geral, essa proposta se organizaria de acordo com o encadeamento apresentado 

na Figura 12. Devido à existência de um ERP, seria essencial que essa abordagem de modelagem 

fosse integrada ao sistema existente, funcionando como um módulo agregado e não como outro 

sistema, se comportando como um SSD baseado em ERP (STANEK et al., 2004). Essa 

integração ao sistema existente, junto a uma modelagem da cadeia facilitaria que ao realizar 

novas projeções ou estimativas, o impacto em outras áreas fosse visualizado. Antecipar essa 

concepção de sistema é uma forma de facilitar a convergência entre o SSD e o ERP, o que 

necessita de uma aproximação entre os fornecedores de ERP e dos criadores de SSD (SHARIAT; 

NWAKANMA, 2006). Um exemplo do que poderia ser proporcionado pela integração é: ao 

constatar que um bloco de talhões não vai atingir a produtividade esperada, a informação de 

menor oferta de matéria prima daquela área já fosse incorporada para o planejamento da colheita, 

uma vez que é necessário manter a moagem. Enquanto desvios de pequena escala possam ser 

contornados, sucessivos desvios consistentes podem interferir de forma agregada no resultado 

final, sendo necessária uma ferramenta que integre essas informações para as outras etapas da 

cadeia. Conforme observado durante o acompanhamento das atividades, áreas funcionais 

próximas como o planejamento agrícola e a área logística apresentam uma integração baseada na 

interação dos profissionais. Essa integração é menor com a área industrial e menor ainda com a 

área comercial. Essa proposta se alinha com a necessidade apontada por Bezuidenhout e Baier 

(2009) de melhor integração entre as diversas cadeias funcionais. Neste caso, o sistema 

promoveria uma melhor integração entre a cadeia de informações e a cadeia de agregação de 

valor, com ganhos na cadeia de transporte e manipulação de materiais (material handling). 
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De forma geral, o framework apresentado se baseia em três pontos principais: a integração 

dos diferentes planos sobre uma base de informações comuns, a adoção de técnicas de 

modelagem empírica para predição de produtividade e o uso de modelos de otimização para o 

planejamento agrícola. O uso de uma base de informações comum para projeções foi apresentado 

por Ahumada e Villalobos (2009) como uma das variáveis do processo de projeção que tem 

efeito positivo para companhias de manufatura e não há motivos para supor que isso seja 

diferente na cadeia de valor sucroenergética. Os autores também propõem que a coleta de 

informações venha de diferentes fontes, como consumidores, cenário econômico e fornecedores. 

Como na cadeia de valor do açúcar para condições brasileiras temos um agente único para a 

cadeia de valor da produção à venda, os clientes e fornecedores são as próprias áreas funcionais 

da usina, fazendo com que obter informações de clientes e fornecedores dentro da cadeia de valor 

seja na verdade o uso comum de informações de projeção e demanda. A obtenção de informações 

sobre a economia e mercado do açúcar, também serão importantes para se adequar a projeção de 

vendas, ponto onde a cadeia deixa de estar sob controle da usina. Ainda no sentido de obter 

informações de outras fontes, entendemos que isso também é atingido com o uso de imagens de 

sensoriamento remoto e projeções de clima. O uso da modelagem para estimar produtividade, 

além de já ser aplicado para algumas decisões (BEZUIDENHOUT; SINGELS, 2007; 

EVERINGHAM et al., 2002), é indicado como uma das formas de melhorar as informações para 

modelos de planejamento (LE GAL et al., 2009; PIEWTHONGNGAM et al., 2009). 
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3.7 Conclusões 

Ao investigar o uso de predições para tomada de decisão e planejamento na cadeia de 

valor do açúcar para uma usina localizada no centro-sul brasileiro, foi possível traçar paralelos 

com a descrição destes processos para África do Sul, Austrália, Tailândia e Venezuela, assim 

como constatar que não são utilizadas ferramentas de modelagem para predição da produtividade. 

No encadeamento das diversas decisões, a tomada de decisão pautada por projeções de 

produtividade em Agosto para elaboração do orçamento, com consequência no plano de safra e 

estratégia comercial, é considerado um ponto crítico, dado o seu efeito sobre toda a cadeia e a 

elevada incerteza associada, consequência da incerteza climática. O refinamento do plano de 

safra em Janeiro permite melhorar a qualidade das projeções e suas consequência na estratégia 

comercial, porém ainda conta com a antecipação de resultados de até 10 meses 

Diante das diversas soluções isoladas encontradas na literatura, foi apresentada uma 

proposta de framework para tomada de decisão e planejamento. Esse framework, baseado em 

modelagem empírica a partir dos dados de talhões, se beneficiaria do uso de modelos de 

produtividade e planejamento para tomada de decisão por diferentes gestores na cadeia. Ao 

mesmo tempo, também seria responsável por integrar as diferentes predições e automatizar a 

realização de novas predições assim que novas informações estejam disponíveis. Essa proposta 

pode ser vista como uma tentativa de orientar o desenvolvimento de soluções para a cadeia de 

valor do açúcar considerando os avanços em diversas áreas de pesquisa. O volume produzido 

pela empresa justifica a adoção dessas soluções. Cabe destacar que o volume produzido (24 

milhões de toneladas) é superior ao de países que já implementaram soluções de predição de safra 

baseada em modelos (África do Sul e Austrália) (FAO, 2013). 
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3.8 Recomendações e trabalhos futuros 

Em trabalhos futuros, pode ser utilizada a lista de decisões apresentada neste trabalho na 

forma de um questionário a ser conduzido no setor. Além de medir a adesão desse framework de 

decisões em outras unidades, seria possível mensurar as variações desse processo e relacionar 

esse resultado com o desempenho operacional das usinas, em um trabalho análogo ao conduzido 

por Danese e Kalchschmidt (2011).  Nesse trabalho, também poderia ser medido o uso de 

tecnologias de sensoriamento remoto, técnicas de modelagem, ferramentas e modelos de 

planejamento e uso de projeções climáticas.  
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4 TÉCNICAS DE MINERAÇÃO DE DADOS APLICADAS À 

MODELAGEM DA PRODUTIVIDADE DE CANA-DE-AÇÚCAR 

 

Título do Artigo: 

De planilhas a predições: Mineração de dados para modelagem da 

produtividade de cana-de-açúcar 

4.1 Resumo 

Um modelo de produtividade é uma ferramenta capaz de auxiliar o planejamento agrícola 

para uma usina de cana-de-açúcar. Para explorar o volume de dados relacionados à produção, 

tipicamente disponível nas usinas de cana-de-açúcar, em conjunto com dados de clima, foram 

utilizadas técnicas de mineração de dados, como as redes neurais, que têm apresentado bons 

resultados para modelagem de produtividade, e técnicas mais avançadas como a SVM e a 

Random Forest. Estas foram aplicadas no conjunto de dados de produção da usina Alcídia, 

localizada no município de Teodoro Sampaio – SP. Entre as técnicas avaliadas, a Random Forest 

e a SVM obtiveram os melhores desempenhos e para SVM o modelo utilizou significativamente 

menos atributos, obtendo um erro absoluto médio de 4,61 [ton/ha] e R² = 0,79, obtendo intervalos 

de confiança de 95 % de 17,06, que é 54 % menor que o obtido em uma abordagem anterior 

similar. Durante a modelagem, a seleção de atributos mostrou que diferentes técnicas 

apresentaram diferentes capacidades de interagir com subconjuntos de atributos, ressaltando a 

necessidade da realização de um procedimento de seleção de atributos que evidencie os melhores 

atributos para cada modelo. Os modelos de desempenho inferior, obtiveram erros absolutos 

médios de aproximadamente 8 [ton/ha], desempenho considerado inadequado, dado que a 

predição à partir da média de produtividade pelo número de cortes possui erro médio de 9,58 

[ton/ha].  A estratégia de modelagem baseada em dados permitiu a criação de modelos 

específicos para o contexto produtivo da própria unidade, na escala da menor unidade de gestão, 

os talhões. Os modelos de produtividade criados poderão realizar projeções de produtividade se 

utilizados em conjunto com projeções de clima.  



47 
 

4.2 Introdução 

No contexto da indústria sucroenergética brasileira, tem-se frequentemente todas as etapas 

entre a produção e comercialização controladas por um único agente, responsável por plantar, 

cultivar, colher e transportar, e processar a cana-de-açúcar, gerando como produtos típicos o 

açúcar, etanol e eletricidade (HIGGINS et al., 2007). Além destes produtos, o setor também está 

expandindo seu escopo de produção com biopolímeros e a produção de etanol de 2ª geração. 

Com todas as etapas da cadeia de valor controladas por um único agente, a tomada de decisão 

pode ser feita de forma a obter o melhor desempenho para a cadeia como um todo, não sendo 

necessário conciliar os interesses de diferentes stakeholders. Por outro lado, também é necessário 

planejar todas as atividades da cadeia de forma sinérgica para os objetivos estabelecidos. No setor 

são tomadas decisões em diferentes escalas, por diversos gestores (HIGGINS et al., 2007), 

estando várias delas ligadas à produtividade do cultivo. Entre os fatores que afetam a 

produtividade da cana-de-açúcar, tem-se o número de cortes, as interações entre genótipo, 

ambiente e época da colheita (GILBERT et al., 2006). É possível desmembrar esses fatores em 

tipo de solo e suas frações granulométricas, capacidade de retenção de água, regime hídrico, 

variedades, acumulação de tempo térmico, chuva média, radiação recebida, duração do ciclo de 

crescimento, entre outros (RAMBURAN et al., 2009, 2011). 

Ao estudar o uso de projeções de clima no planejamento agrícola da cadeia de cana-de-

açúcar na Austrália, Everingham et al. (2002) listou as principais decisões afetadas pelo clima, 

apontando o impacto do clima na produtividade ao longo de toda a cadeia, o que é natural, dado 

que a produção depende da quantidade de cana disponível para processamento e sua qualidade 

industrial, dada pelo teor de sacarose acumulada nos colmos. Em resposta a essa demanda do 

setor, os autores utilizaram o modelo APSIM (KEATING et al., 2003)em conjunto com projeções 

climáticas para predizer a produtividade na safra seguinte, permitindo estimar a produção total de 

cana-de-açúcar e melhorar a tomada de decisão nos contratos de venda futura de açúcar. Uma 

estrutura de predição da safra futura também é descrita por Bezuidenhout e Singels (2007) para 

África do Sul. 

O uso de modelos de produtividade em conjunto com projeções de clima é uma forma 

direta de mostrar o impacto de uma projeção de clima na atividade agrícola, conforme pode ser 

visto no trabalho de Meinke e Stone (2005), onde os autores apontam diversas aplicações de 
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suporte à tomada de decisão. Modelos de produtividade se mostram como uma ferramenta para 

os tomadores de decisão usufruírem não só de projeções de clima, mas também para quantificar 

impactos de decisões e simular cenários. Entre as estratégias de modelagem disponíveis, temos os 

modelos baseados em processos ou mecanísticos, e os modelos empíricos. Enquanto modelos de 

processos são baseados na modelagem das interações solo-planta-atmosfera e no avanço do 

conhecimento em ecofisiologia (LISSON et al., 2005), modelos empíricos buscam relacionar a 

produtividade obtida a variáveis que representam os fatores condicionantes da produção agrícola. 

A modelagem empírica permite criar modelos específicos para os dados utilizados em sua 

criação, o que pode ser considerado uma vantagem, já que são modelos ad hoc para o problema 

analisado (AFFHOLDER et al., 2012), mas também uma limitação, pois seu escopo de aplicação 

é limitado ao escopo dos dados utilizados.  

Uma característica favorável do setor sucroenergético é o acúmulo de informações 

relacionadas aos talhões e sua produtividade. O potencial dessas informações foi destacado por 

Lawes e Lawn (2005) e uma aplicação dos dados de talhões para modelagem da produtividade 

pode ser vista em Brüggemann et al. (2001), que utilizou dados de 146 talhões ao longo de 19 

safras para modelagem, agregando os dados disponíveis de solo, manejo e clima. Embora o 

trabalho já apresente avanços em relação à abordagem de Alvarez et al. (1982), que também 

utilizou a regressão linear múltipla para predição da produtividade à partir de dados relacionados 

ao cultivo e a soma de precipitação no desenvolvimento da cultura, novas técnicas de modelagem 

têm gerado melhores resultados ao modelar a produtividade agrícola, entre elas as árvores de 

regressão (Regression Tree, RT) e redes neurais artificiais ( Artificial Neural Networks, ANN). 

Essas técnicas foram utilizadas para modelar a produtividade de soja, milho e arroz (JI et al., 

2007; KAUL et al., 2005; PARK et al., 2005; ZHENG et al., 2009), e tiveram um melhor 

desempenho que uma regressão linear múltipla, técnica de modelagem largamente utilizada. Foi 

destacada a capacidade de lidar com a colinearidade dos atributos, que não seguem a distribuição 

normal, interações não lineares entre fatores, efeitos a partir de determinados patamares e 

interação múltipla entre os fatores. Para comparar os modelos, Ji et al (2007) e Kaul et al. (2005) 

utilizaram a raiz do erro quadrático médio ( root mean square error, RMSE) e o coeficiente de 

regressão (R²)  entre as predições dos modelos e os valores reais. Park et al.  (2005) utilizaram 

apenas o R², e Zheng et al. (2009) utilizou a métrica de Redução Parcial do Erro, que calcula a 
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redução no erro pela inclusão de uma variável no modelo. A avaliação de modelos pelo 

coeficiente de regressão é desaconselhada por Mitchell (1997) e Harrison (1990), que apontam 

este uso como um desvio na função do coeficiente. Sobre o uso do RMSE, Willmott e Matsuura  

(2005) indicam que o erro absoluto médio (Mean Absolute Error, MAE) é preferível, dado o 

RMSE apresenta relação com a variância do erro, do número de pontos avaliados e do resíduo do 

modelo, fazendo com que não seja possível interpretar diretamente o valor ao comparar modelos, 

pois há ambiguidade na medida. Além disso, os autores destacam que essa ambiguidade é crítica 

na comparação de modelos gerados à partir de pontos diferentes. Além de não possuir essa 

ambiguidade, outra vantagem apontada pelos autores na avaliação do MAE é de que o parâmetro 

tem uma interpretação direta do seu significado. 

Uma alternativa para avaliação de modelos de regressão são as curvas características de 

erro de regressão (Regression Error Characteristic Curves, REC) propostas por Bi e Bennet 

(2003). As curvas REC representam a função de distribuição acumulada empírica dos erros, 

sendo a abcissa a magnitude do erro e o eixo ordenado a acurácia, entendida como a 

probabilidade    - do erro ϵ ser menor que   . As vantagens das curvas REC podem ser apontadas 

como a inspeção visual de métricas de erro, como a estatística KS (Kolmogorov- Smirnov) dada 

pela distância entre as curvas, e o valor médio da métrica de erro. Caso o valor de erro utilizado 

na construção da curva REC seja o erro absoluto, a área sobre a curva (Area Over Curve, AOC) 

representa uma sub-estimativa do MAE. Os autores ainda apontam que as curvas REC são 

análogas as curvas ROC (FAWCETT, 2006), e possuem boa parte de suas características 

positivas. 

 Uma aplicação de ANN para cana-de-açúcar pode ser vista no trabalho de Jiménez et al. 

(2008), porém os autores só utilizaram dados de clima e a duração do ciclo em sua modelagem. 

Por outro lado, uma aplicação que utilizou dados de produção na escala das fazendas é mostrada 

por Ferraro et al. (2009), que embora agregue variáveis relacionadas ao número de cortes, 

cultivar, época de colheita e atributos de clima, focaram sua análise em definir a categoria da 

produtividade avaliada em alto, média e baixa. Uma abordagem de modelagem empírica da 

produtividade de soqueiras utilizando dados de sensoriamento remoto (NDVI) e dados de talhões 

pode ser vista em Picoli (2006). 
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Não foram encontradas aplicações de técnicas de modelagem mais avançadas em dados 

de produção de cana-de-açúcar na escala de talhões, com objetivo de modelar numericamente a 

produtividade da cana considerando dados relativos a solo, manejo e clima em um contexto do 

cultivo não instalado. O uso de outras fontes de dados como variáveis climáticas, edáficas, 

bióticas e abióticas e de manejo dos talhões é indicada como uma forma de enriquecer as análises 

realizadas nesses conjuntos de dados (LAWES; LAWN, 2005). Cabe destacar que essas 

considerações, feitas para o contexto destes dados na Austrália divergem do encontrado em 

usinas no Brasil, onde uma série de informações edáficas e de manejo estão disponíveis junto 

com os dados de produtividade dos talhões. Ainda cabe destacar que Jiménez et al. (2008) 

apontam benefícios desta combinação de diferentes fontes de dados, mesmo que os dados 

apresentem ruídos, estejam incompletos ou sejam imprecisos. Com a inclusão de um grande 

número de atributos no conjunto de dados, é necessário realizar uma etapa de seleção de 

atributos, na qual são retirados atributos sem importância, implicando em um menor esforço 

computacional ou que representem ruído para os modelos. Por outro lado, o tratamento de dados 

faltantes, chamado de imputação no contexto de mineração de dados, tem como objetivo 

preservar o maior número de registros para a indução de modelos, sem diminuir a qualidade do 

conjunto de dados. Uma descrição detalhada das estratégias de imputação de dados e seleção de 

atributos, entre outras técnicas aplicadas ao pré-processamento dos dados, pode ser encontrada no 

livro-texto de Pyle (1999). 

Enquanto as ANN e RT se mostram como alternativas a regressão múltipla, outras 

técnicas de modelagem têm sido utilizadas com sucesso na agricultura. Ruß (2009) utilizou a 

Support Vector Machine (SVM) para predição de produtividade em um contexto de agricultura 

de precisão, obtendo resultados melhores do que ANN. Em uma análise de diversos conjuntos de 

dados de referência (benchmark), Verikas et al. (2011) apontaram Random Forest (RF), SVM e 

ANN como técnicas que despontam em performance em tarefas de predição numérica, sendo 

necessário avaliar as técnicas disponíveis diante dos problemas encontrados, uma vez que não 

existe um algoritmo que apresente desempenho superior para qualquer problema.  

De forma simplificada, ao utilizar a RF, são criadas diversas árvores de decisão, porém, 

para evitar que esses diferentes modelos sejam correlacionados, os atributos que serão utilizados 

para construir a árvore são escolhidos aleatoriamente. Ao gerar vários desses modelos aleatórios 
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e realizar a predição através do resultado médio das diferentes árvores, temos um modelo mais 

robusto, e em geral, com um desempenho superior à árvore de decisão ou regressão. As SVM 

foram desenvolvidas por Vapnik et al. (1996) para problemas de predição categórica 

(classificação) e posteriormente adaptadas para predição numérica (SCHÖLKOPF et al., 2000). 

O método consiste em encontrar um plano que melhor separe duas classes, otimizando a distância 

de separação. Caso uma separação linear não seja possível, a técnica é capaz de mapear os dados 

em um espaço de dimensão superior, onde é possível utilizar um hiperplano para separar os 

dados. Para predição numérica, a SVM busca maximizar o número de pontos dentro de uma 

margem, valendo destacar que a solução encontrada é um ponto ótimo global, diferente das ANN 

que podem convergir para um ótimo local. Além das SVM e RF que seriam consideradas técnicas 

mais avançadas de modelagem disponíveis, chama atenção o uso da RT sem que tenha sido 

considerado o uso das árvores de modelo, que podem ser interpretadas como um avanço. Em uma 

árvore de modelos, em cada folha, têm-se uma regressão múltipla representando os elementos 

daquela folha, e não uma representação pela média, como seria em uma RT. Dessa forma, a 

árvore particiona o conjunto de dados e gera regressões múltiplas para subconjuntos de dados, 

apresentando uma melhor capacidade preditiva (QUINLAN, 1993). Descrições completas da 

SVM e RF podem ser encontradas em Schölkopf et al. (2000) e Breiman (2001),  

respectivamente. 

 Foi identificado junto ao setor que um momento crítico no planejamento é a elaboração do 

orçamento em conjunto com o plano de safra, com consequente estabelecimento de contratos de 

venda futura de açúcar. Projeções iniciais são feitas para safra seguinte em Agosto, antes mesmo 

que a safra corrente termine para fins de orçamento. Novas estimativas são realizadas em Janeiro 

para o plano de safra que se inicia em Março. Na elaboração conjunta do plano de safra-

orçamento-vendas, temos o planejamento de toda a cadeia, englobando a produção agrícola, 

processamento e comercialização. Além disso, temos o envolvimento da cadeia de manipulação 

de materiais (BEZUIDENHOUT; BAIER, 2009), pois o plano de colheita é dependente do plano 

de safra. Dada a diversidade de fatores que influenciam a produtividade da cana-de-açúcar 

(GILBERT et al., 2006; RAMBURAN et al., 2009, 2011), as interações complexas e não lineares 

que se dão entre elas e o volume de talhões para o qual uma usina deve estimar a produtividade 
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da cana de açúcar, que se encontram em diferentes estágios de crescimento, têm-se uma 

oportunidade para o uso de modelos de produtividade como ferramenta de suporte a decisão.  

Nesse contexto de aplicação, Passioura (1996) destaca o uso de modelos empíricos com o 

único objetivo de fornecer uma resposta robusta para a tomada de decisão, sendo o uso desses 

modelos confinados ao escopo da criação dos mesmos. Assim, para o contexto apresentado, o 

objetivo desse trabalho é criar um modelo empírico de produtividade de cana-de-açúcar, a partir 

dos dados disponíveis no conjunto de dados de produção e dados climáticos relacionados ao 

período de desenvolvimento dos diferentes talhões. São considerados objetivos específicos a 

avaliação dos atributos mais importantes nos dados disponíveis e a avaliação e comparação do 

desempenho de técnicas utilizadas em abordagens anteriores (RT, ANN e Regressão Múltipla) e 

técnicas com potencial de melhor desempenho, dado seu desempenho em outros campos de 

aplicação (SVM, RF e Árvore de Modelos). 
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4.3 Material e métodos 

Os dados utilizados foram fornecidos pela Odebrecht Agroindustrial, na forma de planilhas 

correspondentes aos dados de produção para as safras 2010/2011 e 2011/12 da unidade Alcídia, 

localizada no município de Teodoro Sampaio - SP. Além dos dados de produção, foram 

fornecidos dados de pluviometria diária de Janeiro de 2005 até Maio de 2013. Dados de 

temperatura foram obtidos de uma estação convencional próxima à unidade. Entende-se que a 

metodologia desenvolvida está de acordo com o descrito por Chapman et al. (2000), e embora o 

processo seja essencialmente iterativo, será descrito linearmente. Foi utilizado o software 

estatístico R (R. CORE TEAM, 2013) ao longo de todas as etapas do processo e pacotes 

adicionais utilizados serão citados oportunamente. Em linhas gerais, os dados foram recebidos no 

formato de planilhas e submetidos a uma etapa de limpeza e correção, conforme detalhado a 

seguir. Foi relacionado o clima ocorrido no desenvolvimento de acordo com as datas de plantio e 

colheita dos talhões de cana-planta e entre a colheita anterior e a colheita para os talhões de cana-

soca. Após a composição do conjunto de dados, o mesmo foi dividido em 2/3 para treino e 1/3 

para teste. No conjunto de dados de treino foi realizada a seleção de atributos e ajuste dos 

parâmetros dos algoritmos (tunning). Após o tunning, os modelos foram treinados no conjunto de 

treinamento e então utilizados para predizer a produtividade do conjunto de teste. A avaliação dos 

modelos se deu através da comparação da predição realizada e valores reais da produtividade no 

conjunto de teste. O arranjo geral da metodologia pode ser visto na Figura 14, enquanto o 

detalhamento das etapas se dá no resto desta seção.  
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Figura 14. Arranjo geral da metodologia utilizada. 
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4.3.1 Dados de produção 

4.3.1.1 Descrição Geral 

Foram recebidas duas planilhas contendo os dados de produção. Cada linha das planilhas 

continha informações relacionadas a um talhão e sua produtividade. Os atributos descreviam a 

química e as frações granulométricas do solo, assim como sua classificação. As informações de 

manejo disponíveis eram relativas à adubação, datas de plantio, colheita e colheita anterior, 

número de cortes, aplicação de torta de filtro e vinhaça, avaliações fitossanitárias, ocorrência de 

queima ou de geada. O conjunto de dados inicial possuía 65 colunas e 1303 linhas na planilha 

referente à safra do ano de 2010/11 e 1343 linhas para safra seguinte. Foram excluídos 

inicialmente os talhões sem informação de produtividade e talhões identificados como áreas em 

formação ou mudas, uma vez que não se aplicam para estudos da produtividade colhida. Além 

disso, foram excluídos talhões que não tivessem simultaneamente a data da colheita e a data da 

colheita anterior ou plantio, uma vez que nessa condição, não é possível delimitar o início e o fim 

do ciclo de desenvolvimento do talhão. As avaliações fitossanitárias disponíveis foram excluídas 

por se tratarem de informações obtidas na colheita, fazendo com que não estejam disponíveis 

com antecedência para predição. O conjunto de dados final corresponde a uma área de 

aproximadamente 25.000 ha e uma produção somada de 3 milhões de toneladas de cana-de-

açúcar, referentes a 1102 talhões na safra de 2010/11 e 1153 para 2011/12, com 77 atributos, 

incluindo o atributo aleatório inserido e o atributo meta. Uma característica importante, 

identificada no conjunto de dados, é o fato de que em algumas situações, as colhedoras 

atravessam mais de um talhão para colheita, fazendo com que uma produtividade média seja 

atribuída a diferentes talhões. Não foi possível recuperar essa informação para exclusão dos 

registros nesta condição, interpretada como um ruído no atributo meta.  

4.3.1.2 Limpeza e Correção 

Os dados foram verificados de acordo com a coerência entre atributos, sendo: 

 Soma das frações granulométricas deveria equivaler a 100 % 
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 Atributos de Solo como Soma de Bases, CTC, saturação de bases e saturação por 

alumínio foram calculados a partir dos valores disponíveis e comparados com os dados do 

conjunto. 

 Além disso, foram verificadas as coerências entre as datas presentes nas planilhas 

fornecidas, como a colheita anterior para a safra de 2012 deveria coincidir com a colheita 

de 2011, a colheita deveria ser depois da colheita anterior e o número de cortes deveria ser 

coerente com a época de plantio e colheita. 

Além das verificações de coerência, foram identificados através de inspeção dos histogramas 

e boxplots valores que poderiam ser considerados como outliers ou incoerentes. Esses valores 

foram identificados e submetidos à usina, que foi capaz de corrigir parcialmente o conjunto de 

dados ou validar a suspeita sobre os dados errôneos, sendo estes registros excluídos. 

Foi necessário padronizar campos de entrada textual, devido à variação no uso de acentuação, 

letras maiúsculas e minúsculas ou espaços, e.g. “LV”, “lv”, “L V” ou “Lv” para o código do tipo 

de solo. Houve necessidade de compatibilizar as unidades referentes à lâmina de aplicação de 

vinhaça, torta de filtro e quantidade de adubo.  No conjunto de dados, constavam lâminas de 

vinhaça em m³ por hectare ou litros por hectare, que foram padronizadas para mm. Para torta de 

filtro e adubo, as quantidades foram padronizadas para kg.  

Foi fornecida pela usina a classificação dos talhões dentro de áreas homogêneas, utilizada 

internamente para manejo e outro campo relativo a classificação do solo, no formato XXXX Y – 

Z, sendo XXXX a classificação do solo de acordo com o Sistema Brasileiro de Classificação de 

Solos  ou SIBCS (SANTOS et al., 2006), Y um código numérico onde 1 corresponde a textura 

muito argilosa e varia até 6 para muito arenosa, estando o número 7 relacionado a textura siltosa 

e Z corresponde a uma gradação de fertilidade, sendo 1 para a categoria mais fértil e 7 a menos 

fértil. Estas informações foram desmembradas em diferentes colunas. O atributo de textura foi 

denominado Textura e o atributo relativo a fertilidade foi denominado Fertilidade, enquanto a 

classificação de solos seguiu a sigla do SiBCS no segundo nível hierárquico. 

Entre os valores disponíveis para a química de solo, havia valores faltantes para o pH, 

matéria orgânica (MO), P, K, Ca, Mg, Acidez trocável (H+Al) e Al. Para opção quanto a 

imputação, foram avaliados nos registros sem dados faltantes a performance da imputação pela 
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média, pelo algoritmo kNN e por árvore de regressão em cross-validation de 10 folds. Os 

melhores resultados foram obtidos pela árvore de regressão, algoritmo que foi utilizado para 

imputação. 

4.3.2 Dados de clima  

4.3.2.1 Temperatura 

Os dados de temperatura foram recebidos em 9 planilhas e correspondiam a dados 

horários de temperatura da estação meteorológica do Parque Estadual do Morro do Diabo 

(Teodoro Sampaio – SP), das 19 horas do dia 6 de Abril de 2009 até as 23 horas do dia 25 de 

Junho de 2013. Foi selecionada a série entre os dias 23 de Junho de 2009 a 18 de Dezembro de 

2012, que compreende o início (brotação ou plantio) do primeiro ciclo de crescimento nos dados 

de produção até o fim (colheita) do último ciclo. Nesta série de dados havia 2432 registros 

faltantes, eventualmente consecutivos. Optou-se por interpolar linearmente os dados faltantes em 

sequências de até 3 valores. A interpolação de sequências maiores implica perda de informações 

relacionadas a alteração da temperatura após os pontos de mínima ou máxima. Após a 

interpolação, foi aplicado um filtro para remoção de valores incoerentes. Os valores incoerentes 

correspondiam a falhas no registro da temperatura como pode ser visto na Figura 15. Foi 

utilizado o filtro robust.filter configurado para análise de 5 pontos consecutivos, disponível no 

pacote robfilter, implementado por Fried et al. (2012). 
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Figura 15. Seção da série de dados de temperatura com pontos interpolados destacados e série de dados após 
aplicação do filtro. Dois pontos foram removidos pelo filtro, um correspondente a um outlier de 22 ºC em uma 
sequência de temperaturas entre 16 e 18 ºC. Outro outlier corresponde ao valor de 8 ºC.  

Após a aplicação do filtro, a série temporal foi agregada para uma frequência diária, para 

a qual foram calculados os valores de temperatura mínima, média e máxima. Para a série diária, 

foram identificados os dias que ainda possuíam valores faltantes. Para esses dias, os valores de 

mínima, média e máxima foram interpolados linearmente com os dias imediatamente antes e 

depois. Na Figura 16 pode ser vista a série de dados completa após a aplicação do filtro. 
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Figura 16. Série de dados de temperatura antes e depois da aplicação do filtro. 

4.3.2.2 Precipitação 

Dados de precipitação, referente aos pluviômetros da unidade Alcídia, foram agrupados para 

representar a média de precipitação ocorrida na unidade. Não foi possível associar as medidas de 

precipitação a diferentes regiões ou talhões, pois não é feito registro das posições dos 

pluviômetros. 

4.3.2.3 Clima ocorrido 

O clima ocorrido no período que compreende o ciclo de crescimento nos talhões analisados está 

sintetizado na Figura 17. 
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Figura 17. Clima ocorrido entre Junho de 2009 a Dezembro de 2012 (início do primeiro ciclo de 
desenvolvimento até a colheita do último).  

 

4.3.3 Preparação de dados 

4.3.3.1 Estimativa de Fenologia e Atributos climáticos 

O clima foi caracterizado em quatro períodos ao longo do ciclo de desenvolvimento, com 

objetivo de representar o efeito diferenciado nas diferentes fases de crescimento da cana-de-

açúcar. Devido à inexistência de dados relativos à fenologia, foram utilizadas estimativas 

baseadas no comportamento local típico da cultura, conforme representado na Tabela 3.  
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Tabela 3. Fenologia típica para região de estudo em função do tipo de ciclo ao longo do ano. 

F M A M J J A S O N D J F M A M J J A S O N 

1 2 3 4 5 6 7 8 9 10 11 12 13 14 

1 2 3 4 5 6 7 8 9 10 11 12 13 14 Ciclo de Ano e Meio 

1 2 3 4 5 6 7 8 9 10 11 12 13 14 

1 2 3 4 5 6 7 8 9 10 11 12 13   

1 2 3 4 5 6 7 8 9 10 11 12 13 Inverno 

1 2 3 4 5 6 7 8 9 10 11 12 13 

1 2 3 4 5 6 7 8 9 10 11 12 13 

1 2 3 4 5 6 7 8 9 10 11 12 

Cana de Ano 
1 2 3 4 5 6 7 8 9 10 11 12 

1 2 3 4 5 6 7 8 9 10 11 12 

1 2 3 4 5 6 7 8 9 10 11 12 

1 2 3 4 5 6 7 8 9 10 11 

1 2 3 4 5 6 7 8 9 10 11 12 

1 2 3 4 5 6 7 8 9 10 11 12 

1 2 3 4 5 6 7 8 9 10 11 12 

Soca 1 2 3 4 5 6 7 8 9 10 11 12 

1 2 3 4 5 6 7 8 9 10 11 12 

1 2 3 4 5 6 7 8 9 10 11 12 

Brotação 1 2 3 4 5 6 7 8 9 10 11 12 

Perfilhamento 1 2 3 4 5 6 7 8 9 10 11 12 

Crescimento 1 2 3 4 5 6 7 8 9 10 11 12 

Maturação 1 2 3 4 5 6 7 8 9 10 11 12 

Para as diferentes fases foram calculados a precipitação total e média, e criados atributos 

também relacionados ao número de dias consecutivos sem chuva (Estiagem) e a contagem de 

veranicos (Veranicos). Foram considerados veranicos os períodos de 10 dias consecutivos sem 

chuva entre os meses de outubro a fevereiro (PORTO DE CARVALHO et al., 2013). Devido à 

aplicação de vinhaça no início do desenvolvimento em parte da área da usina, essa lâmina foi 

considerada para os cálculos de veranico e estiagem, assim como foram feitas correções na soma 

e na média de precipitação do período de brotação. Para o período, foram calculados os valores 

médios da temperatura mínima, média e máxima diária. Utilizando os valores diários de 

temperatura foi calculado, também, o acúmulo de tempo térmico em Graus-Dias (LIU et al., 

1998), considerando uma temperatura base de 18 ºC. 
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4.3.3.2 Atributos de Manejo 

Entre as informações de manejo fornecidas, foram combinadas a fórmula de adubação aplicada e 

sua quantidade para calcular as diferentes quantidades de nutriente aplicadas, gerando as 

quantidades individuais de N, P e K, gerando os atributos insumoN, insumoP e insumoK. Uma 

vez que não é aplicado K em áreas de vinhaça, foi calculada a quantidade desse nutriente 

aportada pela vinhaça, tomando por base uma concentração média de 1,8 kg/m³, de acordo com 

dados fornecidos pela usina. Os dados relativos à aplicação de Molibdênio via foliar também 

foram convertidos para a quantidade de nutriente de acordo com a formulação e quantidade 

aplicada, gerando o atributo insumoMo. 

Para os dados de química do solo, foram calculadas algumas relações entre atributos químicos, 

sendo: 

Tabela 4. Atributos derivados para descrição do solo. 

Atributo Referência 

Ca/Mg, Gradiente Textural 
(%Argila Camada B / %Argila Camada A =) 

(BRÜGGEMANN et al., 2001; DIAS et al., 1999) 

Mg/K, K/CTC, Ca/K (ORLANDO FILHO et al., 1996) 

K/(Ca + Mg)½ (ORLANDO FILHO et al., 1996; REIS JUNIOR, 2001) 

4.3.4 Seleção de Atributos 
A seleção de atributos foi realizada utilizando como critério a importância dos atributos 

dentro da estrutura dos modelos, utilizando a função varImp, disponível no pacote fscaret, 

conforme descrito por Kuhn (2008). Essa forma de seleção de atributos foi utilizada para 

Regressão Múltipla, Árvore de Modelos, Árvore de Regressão, ANN e RF e tem como resultado 

uma lista de atributos com um valor associado a sua importância. Foi incluído no conjunto de 

dados um atributo correspondente a um número aleatório extraído de uma distribuição normal 

padrão ~ N(0,1). Essa variável foi utilizada como critério de corte nas listas de importância, o que 

pode ser considerado uma heurística para seleção. Para modelos onde não é possível inferir a 

importância dos atributos a partir da estrutura do próprio modelo, a abordagem disponível no 

fscaret seria do tipo filtro, o que foi preterido em prol de uma abordagem do tipo Wrapper, onde 

é buscado um subconjunto de atributos capaz de minimizar o erro de predição. Dada as 

limitações computacionais de uma busca exaustiva, optou-se por uma seleção de atributos para 

SVM por meio de um algoritmo genético binário utilizando o pacote genalg (WILLIGHAGEN, 

2012), onde a solução foi codificada em um cromossomo binário, representando a inclusão ou 
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determinação entre valores reais e preditos (HARRISON, 1990; MITCHELL, 1997), o mesmo foi 

calculado a título de comparação, dado seu uso generalizado. 
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4.4 Resultados e Discussão 

4.4.1 Seleção de Atributos 
Ao obter a importância de cada atributo para as técnicas de modelagem, foram excluídos os 

atributos nos quais a importância era igual ou menor que o atributo de valor aleatório introduzido 

no conjunto de dados. Para cada modelo, o procedimento produziu diferentes subconjuntos de 

atributos (Tabela 6), um reflexo das diferentes estratégias embutidas nos modelos, fazendo com 

que consigam extrair informação de forma mais ou menos eficiente de um mesmo atributo. O 

fato de um atributo receber uma importância menor de que um atributo aleatório não implica que 

não exista relação entre aquele atributo e o atributo meta e sim que utilizar aquele atributo não irá 

ter efeito diferente de um atributo aleatório para a predição, na técnica em questão. A inclusão do 

atributo aleatório forneceu um critério objetivo quanto ao ponto de corte para técnicas de seleção 

de atributos onde é fornecida a importância do atributo, sendo responsabilidade do usuário 

estabelecer o ponto de corte. Foram selecionados 28 atributos para árvore de regressão, 37 para 

regressão múltipla, 40 para SVM, 42 para regressão stepwise, 44 para RNA, 55 para Árvore de 

Modelos e 75 para Random Forest. 
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Tabela 6. Atributos selecionados por método.  ( X ) – Selecionado e ( - ) – Não-selecionado. Para atributos de 
clima, algarismos romanos indicam o estádio para o qual o atributo foi calculado (I – Brotação, II – 
Perfilhamento, III – Crescimento Rápido e IV – Maturação), enquanto as letras S e M são referentes à Soma e 
Média, respectivamente. 

 

R
T

R
M

SV
M

St
ep

A
N

N

A
M

*

R
F

R
T

R
M

SV
M

St
ep

A
N

N

A
M

*

R
F

1 Corte X X X X X X X 39 Precipitação.S.II X - X X - - X

2 Graus Dias.S.II X X X X X X X 40 Ca X - X - - X X

3 TMax.M.III X X X X X X X 41 Precipitação.M.IV X - - X - X X

4 Matéria Orgânica X X X X - X X 42 Saturação de Alumínio - X X - - X X

5 insumoN X X X - X X X 43 Al - X - X - X X

6 Precipitação.S.I X X X - X X X 44 Silte.3aCamada - X - X - X X

7 Precipitação.S.IV X X X - X X X 45 Ca/K - X - - X X X

8 Graus Dias.S.I X X - X X X X 46 Estiagem.IV - X - - X X X

9 Mg X - X X X X X 47 Silte.2aCamada - X - - X X X

10 Tmin.M.III X - X X X X X 48 Classe de Fertilidade - - X - X X X

11 Ca/Mg - X X X X X X 49 Mg/K - - X - X X X

12 Densidade - X X X X X X 50 Epoca do Corte - - - X X X X

13 Estiagem.I - X X X X X X 51 K/CTC - - - X X X X

14 Veranico.II - X X X X X X 52 Areia.1aCamada X - X - - - X

15 insumoK - X X X X X X 53 Areia. 2aCamada X - X - - - X

16 Precipitação.M.II - X X X X X X 54 Areia. 3aCamada X - - X - - X

17 Precipitação.M.III - X X X X X X 55 Soma Bases X - - X - - X

18 Textura - X X X X X X 56 SoloEsp - X - - - X X

19 Ciclo de Crescimento [dias] X X X - X - X 57 TMin.M.II - - X X - - X

20 Veranico.I X X X - - X X 58 Estiagem.III - - - - X X X

21 Precipitação.M.I X X - - X X X 59 KCaMg - - - - X X X

22 CTC X - X X - X X 60 Precipitação.S.III - - - - X X X

23 pH X - X X - X X 61 Silte.1aCamada - - - - X X X

24 GrausDias.S.III X - X - X X X 62 TMax.M.IV - - - - X X X

25 TMax.M.II - X X X - X X 63 Saturação de Bases - - - - X X X

26 Ambiente de Manejo - X - X X X X 64 Argila. 2aCamada X - - - - - X

27 Estiagem.II - X - X X X X 65 Argila. 3aCamada X - - - - - X

28 Veranico.III - X - X X X X 66 TMed.M.III X - - - - - X

29 Veranico.IV - X - X X X X 67 insumoMo - - X - - - X

30 Gradiente Textural - X - X X X X 68 K - - X - - - X

31 P - X - X X X X 69 TMin.M.I - - X - - - X

32 SiBCS - X - X X X X 70 Tmin.M.IV - - X - - - X

33 TMax.M.I - X - X X X X 71 Vinhaça - - X - - - X

34 TMed.M.IV - X - X X X X 72 TMed.M.II - - - X - - X

35 Variedade - X - X X X X 73 fonteK - - - - - X X

36 HAl - - X X X X X 74 Torta - - - X - - -

37 Argila.1aCamada X - X X - - X 75 TMed.M..I - - - - - - X

38 insumoP X - X X - - X

Atributo Atributo

AM* : Árvore de Modelos
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Entre os atributos, os únicos incluídos em todos os modelos foram o número de cortes, a 

soma de Graus-Dias no perfilhamento e a média da temperatura máxima diária na fase de 

crescimento rápido. A importância do número de cortes e do manejo do primeiro ciclo é de fácil 

constatação, dada a distribuição da produtividade em função desta variável (Figura 18). Os outros 

dois atributos guardam relação com a temperatura em duas fases essenciais para definição da 

produtividade. O impacto da temperatura na cana-de-açúcar está relacionado ao próprio 

desenvolvimento da biomassa (EBRAHIM et al., 1998) e afeta fatores importantes como a 

formação do dossel e perfilhamento (INMAN-BAMBER, 1994).  

 
Figura 18. Produtividade em função do primeiro ciclo (12, 15 e 18 m) e número de cortes. 

Dos 15 atributos selecionados por 6 dos 7 modelos (atributos 4 a 18 na Tabela 6), temos a 

presença de 8 atributos relacionados ao clima, sendo 6 deles relacionados à precipitação e dois 

relacionados à temperatura. Essa importância dos atributos relacionados ao clima é natural, dado 

que em linhas gerais, até 90 % da variabilidade do resultado agrícola pode ser atribuído ao clima 

(HOOGENBOOM, 2000), e pode ser vista também se analisarmos a importância dada aos 

atributos em cada método (Tabela 7). Entre os 15 atributos mais importantes, temos uma maioria 

de atributos climáticos com exceção da árvore de regressão, que destoa dos demais pela presença 

dos atributos das frações de areia e argila nas três camadas disponíveis no conjunto de dados.  

De uma forma geral, os atributos selecionados mais vezes são atributos ligados ao clima, 

enquanto os atributos relacionados ao solo foram selecionados menos vezes. Os atributos 

relacionados ao acúmulo de Graus-Dias foram escolhidos em média 6 vezes, os atributos 
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relacionados à soma ou média de precipitação no período têm média 5 e os de veranico e 

estiagem têm média 4,87. Na sequência, temos os atributos de Manejo, escolhidos em média para 

4,45 dos algoritmos e os atributos de solo, com média 4,05 e 3,69 para parte química e física 

respectivamente. Os atributos de temperatura tiveram média 3,58, porém ocorreram atributos 

escolhidos por todos ou para 6 dos 7 algoritmos (atributos 3 e 10 na Tabela 6), e por outro lado 

outros que foram escolhidos apenas para dois algoritmos, como a média da temperatura mínima 

nos períodos I e IV (atributos 69 e 70 da Tabela 6), ou mesmo apenas uma vez, como a média da 

temperatura média no período I. Cabe destacar que os atributos de temperatura mínima, média e 

máxima apresentam uma auto-correlação intrínseca, sendo natural que após o modelo utilizar um 

deles não haja ganho de informação ao utilizar outro. Isso reflete na dispersão de posições de 

alguns atributos de temperatura na lista.  

O fato de alguns atributos de manejo e solo serem selecionados (Tabela 6) para vários 

algoritmos, até mais vezes que alguns atributos relacionados ao clima, e possuírem importância 

elevada na listagem de importância (Tabela 7), é interpretado como um indicativo da importância 

de incorporar os dados sobre solo e manejo para os modelos preditivos. Chama atenção o fato da 

matéria orgânica (MO) e a quantidade de magnésio do solo (Mg) estarem tão bem  posicionados 

quanto as taxas de aplicação de N e K.  Outro atributo bem posicionado foi a relação Ca/Mg, que 

também foi importante na modelagem realizada por Brüggemann et al. (2001) onde a relação 

entre Cálcio e Magnésio possuía a mesma significância estatística que a taxa de aplicação de 

nitrogênio. Os outros atributos de relações químicas no solo foram selecionados em 4 de 7 

técnicas com exceção da relação entre Potássio e da raiz quadrada da soma do Cálcio e Magnésio 

(atributo 59 da Tabela 6), enquanto a relação da fração de argila nos horizontes A e B foi 

selecionada por 5 dos métodos. A relação entre os nutrientes disponíveis se mostrou mais 

importante que alguns dos nutrientes individualmente. A taxa de aplicação de Nitrogênio não foi 

selecionada pela regressão Stepwise, a de Potássio não foi selecionada pela árvore de regressão, 

enquanto a taxa de aplicação de Fósforo não foi selecionada pela regressão múltipla, rede neural 

e árvore de modelos. A ausência destes atributos nos modelos reforça a interpretação de que as 

técnicas empregadas não foram capazes de extrair informações a partir do atributo e não que o 

atributo não seja relevante para a produtividade.  
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Tabela 7. Atributos mais importantes para métodos de acordo com a função varImp. 

 

4.4.2 Modelagem 
Reforçando os resultados encontrados em outras áreas de aplicação, a Random Forest e a 

SVM se mostraram técnicas de modelagem mais eficientes. O MAE de ambas pode ser 

considerado equivalente (Tabela 8), havendo pequeno viés de superestimava na SVM, que possui 

também um menor coeficiente de determinação (0,79), quando comparada à Random Forest 

(0,84). De forma geral, o desempenho dos demais modelos se mostra compatível com os 

resultados de modelagem obtidos em outras culturas (JI et al., 2007; KAUL et al., 2005; PARK et 

al., 2005), com exceção do desempenho inferior para a árvore de regressão. Nos trabalhos de Ji et 

al. (2007) e Kaul et al. (2005), onde houve comparação direta entre a regressão múltipla e a 

árvore de regressão e RNA, os autores não especificam se houve seleção de atributos para 

regressão múltipla. No presente trabalho, a realização da regressão stepwise e a heurística 

utilizada para seleção de atributos foram capazes de reduzir o erro da regressão, que sem nenhum 

dos procedimentos teria MAE igual a 8,67 e R² de 0,37.  

Rank Regressão Múltipla
Árvore de 
Regressão

Árvore de 
Modelos

ANN Random Forest

1 Corte Corte Corte Estiagem.I Corte

2 Variedade GrausDias.S.I Veranico.I K/CTC Variedade

3 Precipitação.M.I GrausDias.S.II Estiagem.I K/CaMg GrausDias.S.I

4 GrausDias.S.I GrausDias.S.III GrausDias.S.I TMin.M..III TMed.M.IV

5 Precipitação.M.II Precipitação.S.II Veranico.III Estiagem.IV TMed.M..IV

6 Textura pH pH Precipitação.M.II Ciclo de Crescimento [Dias]

7 Saturação de Alumínio Argila.2aCamada Variedade Veranico.III Precipitação.M.IV

8 TMax.M.I Argila.1aCamada Estiagem.III SiBCS Argila.2aCamada

9 Precipitação.S.I Areia.2aCamada GrausDias.S.III Gradiente Textural TMax.M.I

10 Precipitação.S.IV Argila.3aCamada TMax.M.IV GrausDias.S.III Ambiente de .Manejo

11 Matéria Orgânica Areia.1aCamada EpocaCorte EpocaCorte TMax.M.IV

12 Densidade Areia.3aCamada Precipitação.S.IV Corte Ca/Mg

13 Precipitação.M.III Veranico.I tmin.media.III Precipitação.M.III Precipitação.S.I

14 Veranico.I Precipitação.M.I Estiagem.II Estiagem.III K

15 Estiagem.II Soma de Bases Veranico.II Veranico.IV Precipitação.M.III
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Tabela 8. Medidas de avaliação dos modelos criados. 
Técnica MAE MBE R² 

SVM 4,61 0,0004 0,79 

Random Forest 4,67 -0,14 0,84 

ANN 6,76 -1,28 0,71 

Árvore de Modelos 7,42 -0,25 0,67 

Regressão Múltipla 8,06 -0,48 0,62 

Stepwise 8,09 -0,55 0,63 

Árvore de Regressão 8,37 -0,97 0,59 

Na análise das curvas REC, modelos superiores se concentram na parte superior à 

esquerda do gráfico (BI; BENNETT, 2003), sendo evidente a dominância da RF e da SVM. Cabe 

destacar que os dois modelos se alternam, sendo a SVM dominante para erros de até 8,35, quando 

passa a ser dominada pela RF. Sendo a curva REC uma estimativa empírica da função de 

densidade de probabilidade acumulada, para acurácia de 95 % têm-se o Intervalo de Confiança de 

95 % dos modelos, que corresponde a 14,08 para Random Forest e 17,06 para SVM. Intervalos 

de confiança menos conservadores, como o uso de um desvio padrão (68 % em uma distribuição 

normal), favoreceriam a SVM. Ao compararmos a curva REC dos modelos gerados com o 

modelo nulo, que corresponde a prever os valores pela média global, têm-se uma informação 

visual do ganho ao empregar as técnicas de modelagem. Do ponto de vista do modelo mais 

elementar para produtividade da cana-de-açúcar, seria mais coerente utilizar o número de cortes 

para predizer a produtividade, situação na qual teríamos uma curva entre as dos modelos de pior 

desempenho (RM, RT e Stepwise) e a curva do modelo nulo, com um MAE de 9,58 e R² de 0,49. 
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Figura 19. Curvas REC dos modelos avaliados no conjunto de teste em comparação com o modelo nulo (a) e 
comparação da SVM e RF com destaque para o intervalo de confiança de 95 % (b). 

A dominância da SVM para erros menores fica explícita no gráfico de valores preditos em 

função dos valores reais (Figura 20) no qual os pontos foram coloridos de vermelho de acordo 

com a densidade de pontos. É possível notar mais pontos vermelhos próximos a reta 1:1 para 

SVM em comparação com a Random Forest. Por outro lado, a SVM possui pontos mais distantes 

da reta 1:1 e para fora do intervalo de confiança de 95 %, o que é visto com a Random Forest 

dominando no gráfico de curva REC para erros maiores. 

 
Figura 20. Valores reais e preditos para SVM e Random Forest, coloridos de acordo com a densidade de 
pontos, indicação da reta 1:1 (contínuo) e intervalos de confiança a 95 % (tracejado). 
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Em comparação com os resultados obtidos por Brüggemann et al. (2001), que obtiveram um 

intervalo de confiança de 36,8 ao modelar a TCH com R² igual 0,55, foi obtido um ganho no 

intervalo de predição proporcionado pelo uso de técnicas mais avançadas. Comparando com os 

resultados da regressão múltipla, que apresentou um intervalo de confiança igual a 20,48, obteve-

se um resultado 45 % menor. Esse ganho de acurácia na comparação de modelos gerados pela 

mesma técnica pode ser atribuído a um maior detalhamento dos atributos relacionados ao clima, 

disponibilidade de mais atributos ou pela menor janela temporal dos dados utilizados neste 

estudo. O uso de dois anos pode ser visto como uma deficiência na modelagem, porém deve ser 

considerada a exposição a diferentes climas ao longo de crescimento proporcionado pelo fato da 

safra durar nove meses e do plantio ser realizado durante o ano todo, fazendo com que talhões 

sejam expostos a diversas condições de clima, mesmo sendo colhidos no mesmo ano. Para 

ilustrar essa situação, basta fixar uma janela temporal de 10 a 18 meses ao longo da Figura 17. 

Por outro lado, alterações no manejo e a introdução de novas tecnologias fazem com que o 

sistema modelado – a produção agrícola – seja considerado não só um sistema estocástico, mas 

também dinâmico. Nesse contexto, com a criação de um modelo a partir de dados de uma janela 

temporal muito extensa, pode-se incorporar dados que não refletem mais a condição do sistema. 

No caso da incorporação desses dados, seria necessário sinalizar para o modelo os diferentes 

contextos de produção através do uso da safra (BRÜGGEMANN et al., 2001) ou de outro 

atributo análogo.  

 De forma geral, a utilização de técnicas mais avançadas levou a melhores resultados de 

modelagem, chamando atenção para a aplicação da SVM e Random Forest na modelagem de 

produtividade. Devido à natureza dos dados, e ao volume final de atributos, a abordagem do 

problema no framework de mineração de dados se mostrou necessária para criar modelos a partir 

dos dados disponíveis. Uma vez que os dados de clima utilizados correspondem ao clima 

ocorrido, a performance dos modelos para predição estará sujeita a incerteza da previsão 

climática utilizada e deverá ser analisada em trabalhos futuros, etapa considerada necessária para 

que os modelos possam ser utilizados como ferramenta de suporte no processo de planejamento. 

Com a disponibilização de dados de mais safras, essa avaliação deve ser viabilizada. 
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4.5 Conclusão 

A avaliação da importância dos diferentes atributos mostrou que a interação entre eles e a 

técnica de modelagem utilizada faz com que devam ser recomendados diferentes subconjuntos 

para cada técnica. 

A adoção de técnicas mais modernas para modelar a produtividade proporcionou ganhos na 

capacidade preditiva de modelos empíricos, que pode ser melhorada com a adoção da SVM ou da 

RF. Embora a Random Forest e SVM tenham apresentado desempenho similar, o                    

número de atributos utilizados com Random Forest é quase o dobro, fazendo com que SVM 

possa ser considerado um modelo mais enxuto, capaz de realizar predições a partir de menos 

atributos. O uso dessas técnicas se justifica, pois as de desempenho inferior não obtiveram 

performance superior à simples predição pela média da produtividade em função do número de 

cortes. 

A estratégia de modelagem utilizada pode ser empregada para gerar modelos ad hoc para 

previsão de produtividade a partir dos dados da usina, refletindo suas características de produção 

e adaptado à predição no seu contexto, por força da estratégia utilizada. Por ser criada a partir de 

dados de talhões, a unidade fundamental de manejo em uma usina, o modelo pode ser utilizado 

para avaliar decisões desde a escala de talhões à escala geral da usina, através de uma estimativa 

bottom-up. 

O framework de descoberta de conhecimento em conjuntos de dados se mostrou adequado 

para modelar a produtividade de cana-de-açúcar a partir de dados de produção e de clima. O 

modelo de produtividade deverá ser avaliado para utilização em conjunto com projeções de clima 

para predição da produtividade.   
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5 CONSIDERAÇÕES FINAIS 

O modelo de produtividade construído na Seção 4 pode ser interpretado como o modelo 

inicial que comporia o framework proposto na Seção 3. Por ser um modelo que utilizou somente 

informações disponíveis antes da instalação da cultura e dados de clima, é possível que seja 

utilizado em conjunto com projeções de clima para realização de projeções de produtividade. A 

avaliação do modelo permitiu o estudo do erro de modelagem, porém é necessário uma avaliação 

do erro de projeção que trará mais um componente de erro, a incerteza da projeção climática. 

Atualmente, não há sentido em comparar o erro do modelo com o erro dos especialistas, uma vez 

que o erro de modelagem foi calculado a partir do clima ocorrido, que corresponde a utilizar uma 

projeção perfeita. O acréscimo de informações de sensoriamento remoto no modelo traz potencial 

para diminuição de seu erro e é uma estratégia de modelagem que pode ser explorada. É esperado 

que ao longo do tempo o erro diminua, devido à substituição de parte da série de clima projetada 

pelo clima ocorrido (HOOGENBOOM, 2000).  

Embora uma melhor performance do modelo possa ser uma consequência esperada da 

substituição da série de clima e dos dados de sensoriamento remoto, cabe destacar os resultados 

de Danese e Kalchschmidt (2011), onde um menor erro de projeções de demanda não levou 

necessariamente a uma melhor performance operacional para cadeias de valor de manufatura. 

Esse resultado indica que uma busca apenas por menores erros de projeção pode não trazer 

benefícios para empresa, assim como a criação de um modelo com objetivo apenas de produzir 

um erro menor que o obtido atualmente por especialistas pode ser em vão. Assim, os benefícios 

do uso de um modelo podem estar mais ligados à geração automatizada de projeções, com 

potencial para atualizações mais frequentes e inclusão das tendências de clima na projeção. Outra 

vantagem para uma empresa que possui diversas usinas é a padronização do método de 

estimativas. 

A variabilidade do clima traz impactos (positivos ou negativos) e usufruir dessa informação 

pode ser um fator de sucesso na agricultura. Se de um lado da discussão sobre o clima, temos as 

políticas públicas pautadas pela mudança climática, temos de outro lado as iniciativas em relação 

à variabilidade climática que começam a ser tomadas pela iniciativa privada (SURMINSKI, 

2013). Uma das formas de reduzir o risco climático é incorporar projeções climáticas ao 
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planejamento, o que apresenta alguns desafios (COELHO; COSTA, 2010), boa parte ligados ao 

distanciamento entre as instituições que produzem as projeções e os possíveis usuários finais, 

uma relação que deveria ser intermediada por especialistas. O uso da projeção climática no 

modelo de produtividade pode ser vista também como uma forma de intermediar o resultado, 

mostrando direto ao tomador de decisão o impacto da projeção de clima na sua atividade fim. Em 

outras escalas, temos também o uso dessa informação em modelos de planejamento, mostrando 

as consequências além da própria produtividade. Os modelos, se implementados em sistemas 

automatizados que disponibilizem a informação para os gestores, passam a ser os intermediários 

entre a informação de clima e o tomador de decisão. 
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